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¿Qué es Amazon SageMaker?
Amazon SageMaker es un servicio de aprendizaje automático completamente administrado. Con
SageMaker, los desarrolladores y los analistas de datos pueden crear y perfeccionar modelos de
aprendizaje automático de forma rápida y sencilla y, a continuación, implementarlos directamente un
entorno alojado listo para su uso. Incluye una instancia de bloc de notas de creación de Jupyter integrada
para obtener acceso de manera sencilla a sus orígenes de datos y poder realizar estudios y análisis
sin tener que administrar servidores. También ofrece algoritmos de aprendizaje automático comunes
optimizados para ejecutarse de manera eficiente en conjuntos de datos extremadamente grandes
en un entorno distribuido. Con compatibilidad original para marcos y algoritmos propios, SageMaker
ofrece opciones de capacitación distribuida flexibles que se ajustan a sus flujos de trabajo específicos.
Implemente un modelo en un entorno seguro y escalable mediante el lanzamiento con unos pocos clics
desde SageMaker Studio o la consola de SageMaker. La capacitación y el alojamiento se cobran por
minutos de uso, sin tarifas mínimas y sin compromisos iniciales.

Esta guía incluye información y tutoriales sobre características de SageMaker. Para obtener información
adicional, consulteRecursos de desarrollo de Amazon SageMaker.

Temas

• Características de Amazon SageMaker (p. 1)
• Precios de Amazon SageMaker (p. 3)
• ¿Es la primera vez que usa Amazon SageMaker? (p. 3)

Características de Amazon SageMaker
Amazon SageMaker incluye las siguientes características:

SageMaker Studio (p. 77)

Un entorno de aprendizaje automático integrado donde puede crear, entrenar, implementar y analizar
sus modelos en la misma aplicación.

Registro de modelos de SageMaker (p. 2100)

Control de versiones, seguimiento de artefactos y linajes, flujo de trabajo de aprobación y
compatibilidad con cuentas cruzadas para la implementación de sus modelos de aprendizaje
automático.

Proyectos de SageMaker (p. 2341)

Cree soluciones ML integrales con CI/CD mediante proyectos de SageMaker.
Model Building de tuberías de SageMaker (p. 2283)

Cree y administre canalizaciones de aprendizaje automático integradas directamente con trabajos de
SageMaker.

Seguimiento del linaje de SageMaker ML (p. 2366)

Realice un seguimiento del linaje de flujos de trabajo de aprendizaje automático.
Datos de SageMaker (p. 620)

Importe, analice, prepare y featurice datos en SageMaker Studio. Puede integrar Data Wrangler en
sus flujos de trabajo de aprendizaje automático para simplificar y optimizar el procesamiento previo de
datos y la ingeniería de características utilizando poca o ninguna codificación. También puede agregar
sus propios scripts de Python y transformaciones para personalizar el flujo de trabajo de preparación
de datos.

1

http://aws.amazon.com/sagemaker/developer-resources/


Amazon SageMaker Developer Guide
Características de Amazon SageMaker

Tienda de características de SageMaker (p. 718)

Almacén centralizado de entidades y metadatos asociados para que las características se puedan
descubrir y reutilizar fácilmente. Puede crear dos tipos de tiendas: una tienda en línea o sin conexión.
La tienda en línea se puede utilizar para casos de baja latencia, inferencia en tiempo real y la tienda
sin conexión se puede utilizar para entrenamiento e inferencia por lotes.

SageMaker JumpStart (p. 48)

Obtenga información sobre las características y capacidades de SageMaker a través de soluciones
seleccionadas en un solo clic, cuadernos de ejemplo y modelos preentrenados que puede
implementar. También puede ajustar los modelos e implementarlos.

Clarificar de SageMaker (p. 6)

Mejore sus modelos de aprendizaje automático detectando posibles sesgos y ayude a explicar las
predicciones que hacen los modelos.

Administrador de borde de SageMaker (p. 2186)

Optimice modelos personalizados para dispositivos perimetrales, cree y administre flotas y ejecute
modelos con un tiempo de ejecución eficiente.

SageMaker th (p. 179)

Conjuntos de datos de entrenamiento de alta calidad mediante el uso de trabajadores junto con
aprendizaje automático para crear conjuntos de datos etiquetados.

Amazon Augmented AI (p. 2430)

Cree los flujos de trabajo necesarios para la revisión humana de las predicciones de ML. Amazon
A2I pone la revisión humana al alcance de todos los desarrolladores, eliminando el trabajo pesado
indiferenciado vinculado a la creación de sistemas de revisión humana o la administración de un gran
número de revisores humanos.

Bloc de notas de SageMaker Studio (p. 85)

La próxima generación de portátiles SageMaker que incluyenAWS Single Sign-On(AWS SSO),
tiempos de inicio rápidos y uso compartido con un solo clic.

Experimentos de SageMaker (p. 1616)

Administración y seguimiento de experimentos Puede utilizar los datos de seguimiento para reconstruir
un experimento, crear de forma incremental experimentos realizados por pares y trazar el linaje del
modelo para verificaciones de cumplimiento y auditoría.

Depurador de SageMaker (p. 1645)

Inspeccione los parámetros y los datos del entrenamiento durante todo el proceso de entrenamiento.
Detecte y avise automáticamente a los usuarios de errores frecuentes, como que los valores de los
parámetros son demasiado grandes o pequeños.

Piloto automático de SageMaker (p. 155)

Los usuarios sin conocimientos de aprendizaje automático pueden crear rápidamente modelos de
clasificación y regresión.

Model Monitor de SageMaker (p. 2051)

Monitorizar y analizar modelos en producción (puntos de enlace) para detectar la deriva de datos y
desviaciones en la calidad del modelo.

Neo SageMaker (p. 2119)

Entrene modelos de aprendizaje automático una vez y, a continuación, ejecútelos en cualquier lugar
de la nube y en el borde.

Elastic Inference de SageMaker (p. 1966)

Acelere el rendimiento y reduzca la latencia de obtener inferencias en tiempo real.
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Aprendizaje por refuerzo (p. 1609)

Maximice la compensación a largo plazo que el agente recibe como consecuencia de sus acciones.
Procesamiento previo (p. 708)

Analice y preprocese datos, aborde la ingeniería de características y evalúe modelos.
Transformación por lotes (p. 1978)

Procese previamente los conjuntos de datos, ejecute inferencia cuando no necesite un punto
de enlace persistente y asocie registros de entrada con inferencias para ayudar a interpretar los
resultados.

Precios de Amazon SageMaker
Al igual que sucede con otrosAWSProductos de, no hay contratos ni compromisos mínimos para utilizar
Amazon SageMaker. Para obtener más información sobre el costo de usar SageMaker, consultePrecios de
SageMaker.

¿Es la primera vez que usa Amazon SageMaker?
Si utiliza por primera vez SageMaker, le recomendamos que realice el siguiente procedimiento:

1. LecturaCómo funciona Amazon SageMaker (p. 4): esta sección proporciona información general
de SageMaker, explica los conceptos claves y describe los componentes principales implicados en la
creación de las soluciones de inteligencia artificial con SageMaker. Le recomendamos que lea este tema
en el orden que se muestra.

2. Configurar Amazon SageMaker (p. 39)— En esta sección, se explica cómo configurar suAWSy a
bordo de SageMaker Studio.

3. Amazon SageMaker Autopilot simplifica la experiencia de aprendizaje automático al automatizar las
tareas de aprendizaje automático. Si es nuevo en SageMaker, proporciona la ruta de aprendizaje más
fácil. También sirve como una excelente herramienta de aprendizaje ML que proporciona visibilidad
del código gracias a blocs de notas generados para cada una de las tareas de ML automatizadas.
Para obtener una introducción a sus capacidades, consulte Automatice el desarrollo de modelos con
Autopilot de Amazon SageMaker (p. 155). Para comenzar a crear, entrenar e implementar modelos de
aprendizaje automático, Autopilot proporciona:
• Ejemplos de: Explore el modelado con Autopilot de Amazon SageMaker (p. 156)
• Vídeos de: Utilice Autopilot para automatizar y explorar el proceso de aprendizaje

automático (p. 157)
• Tutoriales: Introducción a Autopilot de Amazon SageMaker (p. 158)

4. Introducción a Amazon SageMaker (p. 39): esta sección le guía a través del entrenamiento de su
primer modelo mediante SageMaker Studio o la consola de SageMaker y la API de SageMaker Studio.
Utilice los algoritmos de capacitación proporcionados por SageMaker.

5. Explorar otros temas: según sus necesidades, realice las siguientes tareas:
• Envíe código de Python para entrenar con marcos de aprendizaje profundo— En SageMaker,

puede utilizar sus propios scripts de entrenamiento para realizar la capacitación de modelos. Para
obtener información, consulte Uso de marcos de aprendizaje automático, Python y R con Amazon
SageMaker (p. 18).

• Utiliza SageMaker directamente desde Apache SparkPara obtener información, consulteUso de
Apache Spark con Amazon SageMaker (p. 19).

• Utilice SageMaker para entrenar e implementar sus propios algoritmos personalizados: empaquete
sus algoritmos personalizados con Docker para que pueda implementarlos o realizar la capacitación
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en SageMaker. Para saber cómo SageMaker interactúa con los contenedores de Docker y para ver
los requisitos de SageMaker para las imágenes de Docker, consulteUso de contenedores Docker con
SageMaker  (p. 2236).

6. Ver elReferencia de la API: esta sección describe las operaciones de la API de SageMaker.

Cómo funciona Amazon SageMaker
SageMaker es un servicio completamente administrado que le permite integrar de forma rápida y sencilla
modelos basados en aprendizaje automático en sus aplicaciones. En esta sección, se proporciona
información general sobre el aprendizaje automático y se explica cómo funciona SageMaker. Si utiliza por
primera vez SageMaker, le recomendamos que lea las siguientes secciones en orden:

1. Machine Learning con Amazon SageMaker (p. 4)
2. Explorar, analizar y procesar datos (p. 6)
3. Capacitación de modelos con Amazon SageMaker (p. 9)
4. Implementación de un modelo en Amazon SageMaker (p. 12)
5. Uso de marcos de aprendizaje automático, Python y R con Amazon SageMaker (p. 18)
6. Introducción a Amazon SageMaker (p. 39)

Machine Learning con Amazon SageMaker
En esta sección, se describe el flujo de trabajo de aprendizaje automático típico y se resume cómo realizar
esas tareas con Amazon SageMaker.

En el aprendizaje automático, le "enseña" al equipo a realizar predicciones o inferencias. En primer lugar,
utilice el algoritmo o los datos de ejemplo para realizar la capacitación de un modelo. A continuación,
integre el modelo en la aplicación para generar inferencias en tiempo real y a escala. En un entorno de
producción, un modelo realiza el aprendizaje normalmente a partir de millones de elementos de datos de
ejemplo y produce inferencias en cientos en menos de 20 milisegundos.

En el siguiente diagrama se muestra el flujo de trabajo típico para la creación de un modelo de aprendizaje
automático:
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Como muestra el diagrama, normalmente realiza las siguientes actividades:

1. Generación de datos de ejemplo: para realizar la capacitación de un modelo, precisa datos de ejemplo.
El tipo de datos que necesita depende del problema empresarial que desee que el modelo resuelva
(las inferencias que desea que genere el modelo). Por ejemplo, suponga que desea crear un modelo
para predecir un número según una imagen de entrada de un dígito escrito a mano. Para realizar la
capacitación de ese modelo, necesita ejemplos de imágenes de números escritos a mano.

Los analistas de datos dedican normalmente mucho tiempo a la exploración y el preprocesamiento, o al
"debate" de los datos de ejemplo antes de usarlos para la capacitación de modelos. Para preprocesar
datos, normalmente realiza la siguiente operación:
a. Obtener los datos: puede disponer de repositorios de datos de ejemplo internos o puede usar

conjuntos de datos disponibles públicamente. Normalmente, se extraen el conjunto o los conjuntos de
datos en un repositorio único.

b. Limpiar los datosPara mejorar la capacitación de modelos, inspeccione los datos y límpielos según
sea necesario. Por ejemplo, si sus datos disponen de un atributo country name con valores
United States y US, es posible que desee editar los datos para que sean coherentes.

c. Prepare o transforme los datos.: para mejorar el rendimiento, es posible que realice transformaciones
de datos adicionales. Por ejemplo, puede elegir combinar atributos. Si su modelo predice las
condiciones que requieren la descongelación de una aeronave, en lugar de usar los atributos de
temperatura y humedad de forma independiente, es posible que los combine en un nuevo atributo
para obtener un modelo mejor.

En SageMaker, preprocese los datos de ejemplo en un bloc de notas de Jupyter en su instancia de
bloc de notas. Utilice el bloc de notas para recuperar el conjunto de datos, explórelo y prepárelo para
la capacitación de modelos. Para obtener más información, consulte Explorar, analizar y procesar
datos (p. 6). Para obtener más información sobre la preparación de datos enAWSEn Marketplace,
consultePreparación de datos.

2. Entrenamiento de un modelo: la capacitación de modelos incluye la capacitación y evaluación del
modelo de la siguiente forma:
• Capacitación del modeloPara realizar la capacitación de un modelo, precisa un algoritmo. El algoritmo

que elija dependerá de un número de factores. Para obtener una solución rápida y óptima, podrá
usar uno de los algoritmos que proporciona SageMaker. Para obtener una lista de los algoritmos
proporcionados por SageMaker y las condiciones relacionadas, consulteUse Amazon SageMaker
Built-in Algorithms (p. 765).

 

También necesita computar los recursos para la capacitación. Según el tamaño del conjunto de datos
de capacitación y la rapidez con la que necesite los resultados, puede utilizar recursos desde una
instancia de propósito general única a un clúster distribuido de instancias de GPU. Para obtener más
información, consulte Capacitación de modelos con Amazon SageMaker (p. 9).

 
• Evaluación del modelo: una vez que haya capacitado el modelo, evalúelo para determinar si la

precisión de las inferencias es aceptable. En SageMaker, puede usar elAWS SDK for Python (Boto)o
la biblioteca de Python de alto nivel que proporciona SageMaker para enviar solicitudes al modelo
para las inferencias.

Utilice un bloc de notas de Jupyter en su instancia de bloc de notas de SageMaker para realizar la
capacitación y evaluar su modelo.

3. Implemente el modelo— Tradicionalmente, se rediseña un modelo antes de integrarlo con la aplicación
e implementarlo. Con los servicios de alojamiento de SageMaker, puede implementar el modelo de
forma independiente desacoplándolo de su código de aplicación. Para obtener más información,
consulte Implementación de un modelo en los servicios de alojamiento de SageMaker (p. 12).
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El aprendizaje automático es un ciclo continuo. Después de implementar un modelo, monitorice las
inferencias, recopile el "dato real" y evalúe el modelo para identificar la desviación. A continuación, puede
aumentar la precisión de las inferencias actualizando los datos de capacitación para incluir el dato real
recién recopilado. Esto se hace volviendo a realizar la capacitación del modelo con el nuevo conjunto de
datos. Conforme más y más datos de ejemplo estén disponibles, seguirá realizando la capacitación del
modelo para aumentar la precisión.

Explorar, analizar y procesar datos
Antes de usar un conjunto de datos para entrenar un modelo, los científicos de datos normalmente lo
exploran y lo preprocesan.

Para procesar previamente datos, utilice uno de los métodos siguientes:

• Utilice un bloc de notas Jupyter en una instancia de bloc de notas de Amazon SageMaker para hacer lo
siguiente:
• Escribir código para crear trabajos de capacitación de modelos
• Implementar modelos para alojamiento de SageMaker de
• Probar o validar sus modelos

Para obtener una guía de introducción acerca de la formación y la implementación de un modelo en
las instancias de SageMaker Notebook, consulteIntroducción a instancias de bloc de notas de Amazon
SageMaker (p. 58).

Para obtener más información sobre las instancias de bloc de notas de SageMaker, consulteUso de las
instancias de Amazon SageMaker (p. 131).

• Puede utilizar un modelo para transformar datos mediante la transformación por lotes de SageMaker.
Para obtener más información, consulte (Opcional) Hacer predicción con transformación Batch (p. 72)
.

permite que los trabajos en ejecución preprocesen y postprocesen datos, realicen ingeniería de
características y evalúen modelos en SageMaker de forma sencilla y a escala. Cuando se combina con
otras tareas críticas de aprendizaje automático proporcionadas por SageMaker, como el entrenamiento
y el alojamiento, Processing ofrece las ventajas de un entorno de aprendizaje automático totalmente
administrado, incluido todo el soporte de seguridad y de conformidad integrado en SageMaker. Con
Processing, tiene la flexibilidad de utilizar los contenedores de procesamiento de datos integrados o de
traer sus propios contenedores y enviar trabajos personalizados para que se ejecuten en infraestructura
administrada. Después de enviar un trabajo, SageMaker lanza las instancias de cálculo, procesa y analiza
los datos de entrada y libera los recursos al finalizar. Para obtener más información, consulte Procesar
datos (p. 708) .

• Para obtener información sobre cómo ejecutar sus propios scripts de procesamiento de datos,
consulteProcesamiento de datos con scikit-learn (p. 710).

• Para obtener información acerca de cómo crear su propio contenedor de procesamiento para ejecutar
scripts, consulte Crear su propio contenedor de procesamiento (escenario avanzado) (p. 712).

¿Qué es la equidad y la explicación del modelo
para las predicciones de Machine Learning?

Amazon SageMaker Clarify ayuda a mejorar sus modelos de aprendizaje automático (ML) detectando
posibles sesgos y ayudando a explicar las predicciones que hacen los modelos. Le ayuda a identificar
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y la explicabilidad en el ciclo de vida de ML

varios tipos de sesgo en los datos de preentrenamiento y postentrenamiento que pueden surgir durante
el entrenamiento del modelo o cuando el modelo está en producción. SageMaker Clarify ayuda a explicar
cómo estos modelos hacen predicciones utilizando un enfoque de atribución de características. También
supervisa las inferencias que los modelos hacen en producción para el sesgo o la deriva de atribución
de características. La funcionalidad de equidad y explicabilidad proporcionada por SageMaker Clarify
proporciona componentes que ayudan aAWSlos clientes crean modelos de aprendizaje automático menos
sesgados y más comprensibles. También proporciona herramientas para ayudarle a generar informes
de gobierno modelo que puede utilizar para informar a los equipos de riesgo y cumplimiento, y a los
reguladores externos.

Los modelos de aprendizaje automático y los sistemas basados en datos se utilizan cada vez más para
ayudar a tomar decisiones en ámbitos como los servicios financieros, la salud, la educación y los recursos
humanos. Las aplicaciones de aprendizaje automático proporcionan beneficios como precisión mejorada,
mayor productividad y ahorro de costos para ayudar a cumplir con los requisitos normativos, mejorar las
decisiones empresariales y proporcionar una mejor información sobre los procedimientos de ciencia de
datos.

• Regulación— En muchas situaciones, es importante entender por qué un modelo ML hizo una predicción
específica y también si la predicción que hizo se vio afectada por algún sesgo, ya sea durante el
entrenamiento o en la inferencia. Recientemente, los responsables de la formulación de políticas, los
reguladores y los defensores han creado conciencia acerca de los desafíos éticos y normativos que
plantean las ML y los sistemas basados en datos. En particular, han expresado su preocupación por el
impacto potencialmente discriminatorio de esos sistemas (por ejemplo, la codificación inadvertida del
sesgo en decisiones automatizadas).

• Usuarios— La adopción de sistemas de IA en dominios regulados requiere confianza, que se puede
construir proporcionando explicaciones confiables del comportamiento de los modelos entrenados
y cómo los modelos implementados hacen predicciones. La explicabilidad del modelo puede ser
particularmente importante para ciertas industrias con requisitos de fiabilidad, seguridad y cumplimiento,
como servicios financieros, recursos humanos, atención médica y transporte automatizado. Para
tomar un ejemplo financiero común, las aplicaciones de préstamo que incorporan el uso de modelos
ML podrían necesitar explicar cómo esos modelos hacían ciertas predicciones a equipos internos de
oficiales de préstamos, representantes de servicio al cliente y pronosticadores, además de usuarios
finales o clientes.

• Ciencias biológicas de datos— Los científicos de datos y los ingenieros de ML necesitan herramientas
para generar los conocimientos necesarios para depurar y mejorar los modelos ML mediante una
mejor ingeniería de características, para determinar si un modelo está haciendo inferencias basadas en
características ruidosas o irrelevantes, y para comprender las limitaciones de sus modelos y modos de
falla. pueden encontrar modelos.

Para ver un blog que muestra cómo diseñar y construir un caso de uso completo de aprendizaje
automático que involucra reclamaciones fraudulentas de automóviles que integra SageMaker Clarify en
una canalización de SageMaker, consulte laDiseñe y construya el ciclo de vida completo del aprendizaje
automático conAWS: Un sistema integral de Amazon SageMakerDemostración Este blog analiza cómo
evaluar el sesgo previo y posterior al entrenamiento, cómo mitigarlo y cómo las características de
datos afectan a la predicción. Existen vínculos al código pertinente para cada tarea del ciclo de vida de
ML, incluida la creación de un flujo de trabajo automatizado que integra la funcionalidad de equidad y
explicabilidad de SageMaker Clarify en una canalización de SageMaker.

Prácticas recomendadas para evaluar la equidad y la
explicabilidad en el ciclo de vida de ML
La equidad como proceso— Las nociones de parcialidad y equidad dependen en gran medida de la
aplicación. Además, la elección de los atributos para los que se va a medir el sesgo, así como la elección
de las métricas de sesgo, puede necesitar estar guiada por consideraciones sociales, jurídicas y otras
consideraciones no técnicas. Crear consenso y lograr la colaboración entre las partes interesadas clave
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(como los equipos de productos, políticas, legales, de ingeniería y IA y ML, así como los usuarios finales y
las comunidades) es un requisito previo para la adopción exitosa de enfoques de LM que tengan en cuenta
la equidad en la práctica.

Equidad y explicabilidad por diseño en el ciclo de vida ML: debe considerar la equidad y la explicabilidad
durante cada etapa del ciclo de vida de ML: formación de problemas, construcción de conjuntos de datos,
selección de algoritmos, proceso de capacitación de modelos, proceso de pruebas, implementación y
monitorización/retroalimentación. Es importante tener las herramientas adecuadas para hacer este análisis.
Para fomentar el compromiso con estas consideraciones, aquí hay algunos ejemplos de preguntas que
recomendamos que formule durante cada una de estas etapas.

Blocs de notas de muestra
Amazon SageMaker Clarify proporciona los siguientes blocs de notas de ejemplo:

• Explicabilidad y detección de sesgos con Amazon SageMaker Clarify: utilice SageMaker Clarify para
crear un trabajo de procesamiento para detectar sesgos y explicar las predicciones del modelo con
atribuciones de función.

• Supervisión de la deriva de sesgo y la deriva de atribución de características Amazon SageMaker
Clarify: utilice Amazon SageMaker Model Monitor para supervisar la deriva de sesgo y la deriva de
atribución de características a lo largo del tiempo.

• Equidad y explicabilidad con SageMaker Clarify (Traiga su propio contenedor)— Este cuaderno de
ejemplo presenta términos y conceptos clave necesarios para entender SageMaker Clarify, y le guía
a través de un flujo de trabajo de ciencia de datos de extremo a extremo que demuestra cómo crear
su propio modelo y contenedor que pueda funcionar sin problemas con sus trabajos de Clarify, utilizar
el modelo y SageMaker Clarify para medir el sesgo , explique la importancia de las diversas funciones
de entrada en la decisión del modelo y, a continuación, acceda a los informes a través de SageMaker
Studio si tiene una instancia configurada.

• Equidad y explicabilidad con SageMaker Clarify - Procesamiento distribuido de Spark: este cuaderno de
ejemplo le guía a través de los términos y conceptos clave necesarios para entender SageMaker Clarify,
mide el sesgo previo al entrenamiento de un conjunto de datos y el sesgo posterior al entrenamiento
de un modelo, explica la importancia de las diversas funciones de entrada en la decisión del modelo y
accede a los informes a través de SageMaker Studio si tiene una instancia configurada.

• Mitigar sesgos, entrenar otro modelo imparcial y poner en el registro de modelos— Este cuaderno
describe cómo detectar sesgos usando SageMaker Clarify, mitigarlo conTécnica de sobremuestreo de
minorías sintéticas (SMOTE), entrenar otro modelo, luego ponerlo en el Registro de modelos junto con
todo el linaje de los artefactos creados a lo largo del camino: datos, código y metadatos del modelo. Este
cuaderno forma parte de una serie que muestra cómo integrar SageMaker Clarify en una canalización
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de SageMaker que se describe en laDiseñe y construya el ciclo de vida completo del aprendizaje
automático conAWSBlog.

Se ha comprobado que estos portátiles se ejecutan únicamente en Amazon SageMaker Studio. Si necesita
instrucciones sobre cómo abrir un bloc de notas en Amazon SageMaker Studio, consulteCrear o abrir un
cuaderno de Amazon SageMaker Studio (p. 88). Si se le pide que elija un núcleo, elijaPython 3 (ciencia
de datos).

Guía de la documentación de SageMaker Clarify
El sesgo puede producirse y medirse en los datos en cada etapa del ciclo de vida del aprendizaje
automático: antes de entrenar un modelo y después del entrenamiento del modelo. SageMaker Clarify
puede proporcionar explicaciones de atribución de características de predicciones de modelos para
modelos entrenados y para modelos implementados en producción, donde los modelos pueden
ser monitoreados para detectar cualquier deriva de sus atribuciones explicativas de línea base. La
documentación de SageMaker Clarify se incrusta en el conjunto de documentación más grande de
SageMaker en las etapas de ML relevantes de la siguiente manera:

• Para obtener más información sobre cómo detectar sesgos en los datos de preprocesamiento
antes de que se utilicen para entrenar un modelo, consulteDetectar sesgo de datos de
preentrenamiento (p. 602).

• Para obtener más información sobre la detección de datos posteriores al entrenamiento y el sesgo del
modelo, consulteDetectar datos postentrenamiento y sesgo del modelo (p. 1904).

• Para obtener más información sobre el enfoque de atribución de características independiente de
modelos para explicar las predicciones de modelos después de la formación, consulteModelos
EXPLAIN (p. 1939).

• Para obtener más información sobre la supervisión del sesgo en las inferencias del modelo de
producción debido a la desviación de los datos de la línea base utilizada para entrenar el modelo,
consulteMonitor de deriva de sesgo para modelos en producción (p. 2066).

• Para obtener más información sobre la supervisión de la desviación de las contribuciones de las
entidades de la línea de base establecida durante el entrenamiento del modelo, consulteSupervisar la
desviación de atribución de funciones para modelos en producción (p. 2069).

Capacitación de modelos con Amazon SageMaker
En el siguiente diagrama se muestra cómo capacitar e implementar un modelocon Amazon SageMaker:
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El área etiquetada SageMaker destaca los dos componentes de la implementación de modelos y la
capacitación de modelos de SageMaker.

Para realizar la capacitación de un modelo en SageMaker, cree un trabajo de capacitación. El trabajo de
capacitación incluye la siguiente información:

• La URL del bucket de Amazon Simple Storage Service (Amazon S3) en el que almacenó los datos de
capacitación.

• Los recursos informáticos que desea que SageMaker utilice para la capacitación de modelos. Los
recursos informáticos son instancias de computación de aprendizaje automático que SageMaker
administra.

• La URL del bucket de S3 en el que desea almacenar la salida del trabajo.
• La ruta de Amazon Elastic Container Registry en la que se almacena el código de capacitación. Para

obtener más información, consulte Rutas de registro de Docker y código de ejemplo (p. 773).

Dispone de las siguientes opciones para un algoritmo de capacitación:
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• Utilizar un algoritmo proporcionado por SageMaker: SageMaker proporciona algoritmos de
entrenamiento. Si una de estas opciones se adapta a sus necesidades, es una buena solución lista para
usar para la capacitación rápida de modelos. Para obtener una lista de algoritmos proporcionados por
SageMaker, consulteUse Amazon SageMaker Built-in Algorithms (p. 765). Para probar un ejercicio que
use un algoritmo proporcionado por SageMaker, consulteIntroducción a Amazon SageMaker (p. 39).

• Usar el depurador de SageMaker, para inspeccionar los parámetros de entrenamiento y los datos a
lo largo del proceso de entrenamiento cuando se trabaja con los marcos de aprendizaje TensorFlow,
PyTorch y Apache MXNet o con el algoritmo XGBoost. El depurador detecta automáticamente y alerta
a los usuarios de errores frecuentes, como valores de los parámetros que son demasiado grandes o
pequeños. Para obtener más información acerca del uso del Depurador, consulte Depurador de Amazon
SageMaker (p. 1645). Los blocs de notas de muestra del Depurador están disponibles en Muestras del
Depurador de Amazon SageMaker.

• Usar Apache Spark con SageMaker: SageMaker proporciona una biblioteca que puede usar en Apache
Spark para realizar la capacitación de modelos con SageMaker. El uso de la biblioteca proporcionada
por SageMaker es similar al uso de Apache Spark MLLib. Para obtener más información, consulte Uso
de Apache Spark con Amazon SageMaker (p. 19).

• Envíe código personalizado para entrenar con marcos de aprendizaje profundoPara realizar la
capacitación de modelos, puede enviar código de Python personalizado que use TensorFlow,
PyTorch o Apache MXNet. Para obtener más información, consulte Uso de TensorFlow con Amazon
SageMaker (p. 36), Uso de PyTorch con Amazon SageMaker (p. 32) y Uso de Apache MXNet con
Amazon SageMaker (p. 19).

• Utilizar sus propios algoritmos personalizadosReúna el código como una imagen de Docker y
especifique la ruta de registro de la imagen en unCreateTrainingJobLlamada a la API. Para obtener
más información, consulte Uso de contenedores Docker con SageMaker  (p. 2236).

• Utilizar un algoritmo al que se suscribe desde AWS Marketplace Para obtener información,
consulteBúsqueda y suscripción a algoritmos y paquetes de modelos en AWS Marketplace  (p. 2538).

Después de crear el trabajo de capacitación, SageMaker lanza las instancias de computación de
aprendizaje automático y utiliza el código de capacitación y el conjunto de datos de capacitación para
realizar la capacitación del modelo. Guarda los artefactos del modelo resultantes y otras salidas en el
bucket de S3 que especificó para ese fin.

Puede crear un trabajo de capacitación con la API o la consola de SageMaker. Para obtener
más información sobre la creación de un trabajo de capacitación con la API, consulte la API de
CreateTrainingJob.

Al crear un trabajo de capacitación con la API, SageMaker replica el conjunto de datos completo en las
instancias de computación de aprendizaje automático de forma predeterminada. Para que SageMaker
replique un subconjunto de datos en cada instancia de computación de aprendizaje automático,
debe configurar elS3DataDistributionTypeaShardedByS3Key. Puede configurar este campo
usando el SDK de bajo nivel. Para obtener más información, consulte S3DataDistributionType en
S3DataSource.

Important

Para evitar que el contenedor de algoritmos compita por la memoria, reservamos memoria para
nuestros procesos del sistema críticos para SageMaker en sus instancias de computación de
aprendizaje automático y, por lo tanto, no puede esperar que vea toda la memoria para su tipo de
instancia.
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Implementación de un modelo en Amazon
SageMaker

Después de capacitar el modelo, puede implementarlo mediante Amazon SageMaker para obtener
predicciones de cualquiera de las formas siguientes:

• Si desea configurar un punto de enlace persistente para obtener una predicción cada vez, utilice los
servicios de alojamiento de SageMaker.

• Si desea obtener predicciones para un conjunto de datos completo, utilice la transformación por lotes de
SageMaker.

Temas
• Implementación de un modelo en los servicios de alojamiento de SageMaker (p. 12)

Implementación de un modelo en los servicios de
alojamiento de SageMaker
Para obtener un ejemplo de cómo implementar un modelo en el servicio de alojamiento de SageMaker,
consulteImplementación del modelo en los servicios de alojamiento de SageMaker (p. 71).

O, si lo prefiere, vea el siguiente tutorial de vídeo:

Implemente sus modelos de aprendizaje automático en producción a escala con Amazon SageMaker

SageMaker proporciona servicios de alojamiento de modelos para la implementación de modelos, como
se muestra en el siguiente diagrama. SageMaker proporciona un punto de enlace HTTPS en el lugar en el
que el modelo de aprendizaje automático esté disponible para proporcionar inferencias.
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La implementación de un modelo mediante servicios de alojamiento de SageMaker es un proceso que se
compone de tres pasos:

1. Crear un modelo en SageMakerCuando se crea un modelo, indica a SageMaker dónde encontrar los
componentes del modelo. Esto incluye la ruta de S3 en la que se almacenan los artefactos del modelo
y la ruta de registro de Docker para la imagen que contiene el código de inferencia. En pasos de
implementación siguientes, especifique el modelo por nombre. Para obtener más información, consulte
la API de CreateModel.

Note

El bucket de S3 en el lugar en el que se almacenan los artefactos del modelo debe estar en la
misma región que el modelo que está creando.

2. Crear una configuración de endpoint para un endpoint HTTPSPara especificar el nombre de uno
o más modelos en las variantes de producción y las instancias de computación de aprendizaje
automático que quiere que SageMaker lance para alojar cada variante de producción.
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Note

SageMaker admite la ejecución de (a) varios modelos, (b) múltiples variantes de un modelo,
o (c) combinaciones de modelos y variantes en el mismo punto final. Las variantes de modelo
pueden hacer referencia al mismo contenedor de inferencia de modelo (es decir, ejecutar el
mismo algoritmo), pero usar diferentes artefactos de modelo (por ejemplo, valores de peso
de modelo diferentes basados en otras configuraciones de hiperparámetros). Por el contrario,
dos modelos diferentes pueden utilizar el mismo algoritmo, pero se centran en diferentes
problemas empresariales o objetivos subyacentes y pueden operar en diferentes conjuntos
de datos.

Cuando aloje los modelos en la producción, podrá configurar el punto de enlace para escalar
elásticamente las instancias de computación de aprendizaje automático implementadas. Para
cada variante de producción, especifique el número de instancias de computación de aprendizaje
automático que desea implementar. Cuando especifique dos o más instancias, SageMaker las
lanzará en varias zonas de disponibilidad. Esto garantiza una disponibilidad continua. SageMaker
administra la implementación de las instancias. Para obtener más información, consulte la API de
CreateEndpointConfig.

3. Crear un punto de enlace HTTPS: proporciona la configuración del endpoint a SageMaker. El
servicio lanza las instancias de computación de aprendizaje automático e implementa el modelo o
los modelos según se especifica en la configuración. Para obtener más información, consulte la API
de CreateEndpoint. Para obtener inferencias desde el modelo, las aplicaciones cliente envían
solicitudes al punto de enlace HTTPS de tiempo de ejecución de SageMaker. Para obtener más
información sobre la API, consulte la API de InvokeEndpoint.

Note

El ámbito de los puntos de enlace se aplica a una cuenta específica de AWS, ya que estos
puntos de enlace no son públicos. La dirección URL no contiene el ID de cuenta, pero
SageMaker lo determina a partir del token de autenticación proporcionado por el autor de la
llamada.
Para ver un ejemplo de cómo usar Amazon API Gateway yAWS LambdaPara configurar e
implementar un servicio web al que puede llamar desde una aplicación cliente que no está
dentro del ámbito de la cuenta, consulteLlame a un endpoint modelo de SageMaker mediante
Amazon API Gateway yAWS Lambdaen laAWSBlog Machine Learning.

Note

Cuando se crea un punto de enlace, SageMaker asocia un volumen de almacenamiento de
Amazon EBS a cada instancia de computación de aprendizaje automático que aloja el punto
de enlace. El tamaño del volumen de almacenamiento depende del tipo de instancia. Para
obtener una lista de los tipos de instancias que admite el servicio de alojamiento de SageMaker,
consulteAWSLímites del servicio. Para obtener una lista de los tamaños de los volúmenes de
almacenamiento que asocia SageMaker a cada instancia, consulteAlojamiento de volúmenes de
almacenamiento de instancias (p. 2042).

Para aumentar la precisión de un modelo, puede optar por guardar el dato real y los datos de entrada del
usuario, si estuvieran disponibles, como parte de los datos de capacitación. A continuación, puede volver a
realizar la capacitación del modelo periódicamente con un conjunto de datos de capacitación más grande y
mejorado.

Prácticas recomendadas para la implementación de modelos en
los servicios de alojamiento de SageMaker
Cuando aloje modelos con servicios de alojamiento de SageMaker, tenga en cuenta los siguientes
aspectos:

14

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateEndpointConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateEndpoint.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_InvokeEndpoint.html
http://aws.amazon.com/blogs/machine-learning/call-an-amazon-sagemaker-model-endpoint-using-amazon-api-gateway-and-aws-lambda/
http://aws.amazon.com/blogs/machine-learning/call-an-amazon-sagemaker-model-endpoint-using-amazon-api-gateway-and-aws-lambda/
https://docs.aws.amazon.com/general/latest/gr/aws_service_limits.html#limits_sagemaker


Amazon SageMaker Developer Guide
Transformación por lotes

• Normalmente, una aplicación cliente envía solicitudes al punto de enlace HTTPS de SageMaker para
obtener inferencias desde un modelo implementado. También puede enviar solicitudes a este punto de
enlace desde el bloc de notas de Jupyter durante la prueba.

 
• Puede implementar un modelo capacitado con SageMaker en su propio destino de implementación.

Para ello, necesita saber el formato específico del algoritmo de los artefactos del modelo que generó
la capacitación de modelos. Para obtener más información sobre los formatos de salida, consulte
la sección correspondiente al algoritmo que está usando en Formatos de datos comunes para la
capacitación (p. 1400).

 
• Puede implementar varias variantes de un modelo en el mismo punto de enlace HTTPS de SageMaker.

Esto resulta útil para las variaciones de prueba de un modelo en la producción. Por ejemplo,
suponga que se ha implementado un modelo en producción. Desea probar una variación del modelo
dirigiendo una pequeña cantidad de tráfico, como por ejemplo un 5 %, al nuevo modelo. Para ello,
cree una configuración de punto de enlace que describa ambas variantes del modelo. Especifique
ProductionVariant en su solicitud en CreateEndPointConfig. Para obtener más información,
consulte ProductionVariant.

 
• Puede configurar unProductionVariantPara usar Application Auto Scaling. Para obtener información

sobre la configuración del escalado automático, consulte Escalar automáticamente los modelos de
Amazon SageMaker (p. 2025).

 
• Puede modificar un punto de enlace sin tomar los modelos que ya se han implementado en la

producción fuera de servicio. Por ejemplo, puede agregar nuevas variantes de modelos, actualizar las
configuraciones de instancias de computación de aprendizaje automático de las variantes de modelos
existentes o cambiar la distribución del tráfico entre las variantes de modelos. Para modificar un punto de
enlace, proporcione una nueva configuración de punto de enlace. SageMaker implementa los cambios
sin que exista tiempo de inactividad. Para obtener más información, consulte UpdateEndpoint y
UpdateEndpointWeightsAndCapacities.

 
• El cambio o eliminación de los artefactos de los modelos o la modificación del código de inferencia

después de implementar un modelo generan resultados impredecibles. Si necesita cambiar o elimina
artefactos de modelos o cambiar el código de inferencias, modifique el punto de enlace proporcionando
una nueva configuración de punto de enlace. Una vez que proporcione la nueva configuración de punto
de enlace, podrá cambiar o eliminar los artefactos de modelo correspondientes a la configuración de
punto de enlace antigua.

 
• Si desea obtener inferencias en conjuntos de datos completos, considere la posibilidad de utilizar

transformaciones por lotes como alternativa a los servicios de alojamiento. Para obtener información,
consulte Obtención de inferencias para un conjunto de datos completo con transformaciones por
lotes (p. 15)

Obtención de inferencias para un conjunto de datos
completo con transformaciones por lotes

Para obtener inferencias para un conjunto de datos completo, utilice la transformación por lotes de . Con
la transformación por lotes, crea un trabajo de transformación por lotes utilizando un modelo entrenado y

15

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ProductionVariant.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateEndpoint.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateEndpointWeightsAndCapacities.html


Amazon SageMaker Developer Guide
Transformación por lotes

el conjunto de datos, que debe almacenarse en Amazon S3. Amazon SageMaker guarda las inferencias
en un bucket de S3 que especifica al crear el trabajo de transformación por lotes. La transformación
por lotes administra todos los recursos informáticos requeridos para obtener inferencias. Esto incluye el
lanzamiento de instancias y su eliminación una vez que se completa el trabajo de transformación por lotes.
La transformación por lotes administra las interacciones entre los datos y el modelo con un objeto dentro
del nodo de instancia denominado agente.

Utilice la transformación por lotes cuando:

• Desea obtener inferencias para un conjunto de datos completo e indexarlas para servir inferencias en
tiempo real

• No necesita un punto de enlace persistente al que las aplicaciones (por ejemplo, aplicaciones web o
móviles) pueden llamar para obtener inferencias.

• No necesita la latencia de menos de un segundo que los puntos de enlace alojados alojados de
SageMaker proporcionan.

También puede utilizar transformaciones por lotes procesar previamente los datos antes de usarlos para
capacitar un nuevo modelo o generar inferencias.

En el siguiente diagrama se muestra el flujo de trabajo de un trabajo de transformación por lotes:

Para realizar una transformación por lotes, cree un trabajo de transformación por lotes utilizando la consola
de SageMaker o la API. Proporcione lo siguiente:

• La ruta al bucket de S3 donde ha almacenado los datos que desea transformar.
• Los recursos informáticos que desea que utilice SageMaker para el trabajo de transformación. Recursos

informáticosLas instancias de computación de aprendizaje automático (ML) que administra SageMaker.
• La ruta al bucket de S3 en la que desea almacenar la salida del trabajo.
• Nombre del modelo de SageMaker que desea utilizar para crear inferencias. Debe utilizar un modelo que

ya haya creado con la operación CreateModel o la consola.

El siguiente es un ejemplo de lo que un archivo del conjunto de datos podría parecer.

An example of input file content:
                Record1-Attribute1, Record1-Attribute2, Record1-Attribute3, ..., Record1-
AttributeM
                Record2-Attribute1, Record2-Attribute2, Record2-Attribute3, ..., Record2-
AttributeM
                Record3-Attribute1, Record3-Attribute2, Record3-Attribute3, ..., Record3-
AttributeM
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                ...
                RecordN-Attribute1, RecordN-Attribute2, RecordN-Attribute3, ..., RecordN-
AttributeM
            

Un registro es una unidad de datos de entrada única. Para obtener información acerca de cómo delimitar
los registros para trabajos de transformación por lotes, consulte SplitType.

Para ver un ejemplo de cómo utilizar una transformación por lotes, consulte (Opcional) Hacer predicción
con transformación Batch (p. 72).

Validación de un modelo de aprendizaje automático
Una vez realizada la capacitación de un modelo, evalúelo para determinar si su desempeño y precisión
le permiten conseguir sus objetivos empresariales. Puede generar varios modelos mediante distintos
métodos y evaluar cada uno de ellos. Por ejemplo, podría aplicar diferentes reglas empresariales para
cada modelo y, a continuación, aplicar varias medias para determinar la sostenibilidad de cada modelo.
Podría considerar si su modelo necesita ser más sensible que específico (o viceversa).

Puede evaluar el modelo mediante los datos históricos (sin conexión) o datos activos:

• Prueba sin conexión: utilice los datos históricos, no activos, para enviar solicitudes al modelo para las
inferencias.

Implemente el modelo de capacitación en un punto de enlace alfa y use los datos históricos para
enviar solicitudes de inferencia a él. Para enviar las solicitudes, utilice el bloc de notas de Jupyter en
su instancia de bloc de notas de Amazon SageMaker y la herramientaAWS SDK for Python (Boto)o la
biblioteca de Python de alto nivel proporcionada por SageMaker.

• Pruebas en línea con datos en vivo: SageMaker admite pruebas A/B para modelos en producción
mediante el uso de variantes de producción. Las variantes de producción son modelos que utilizan
el mismo código de inferencia y se implementan en el mismo extremo de SageMaker. Configure las
variantes de producción de manera que una parte pequeña del tráfico activo se dirija al modelo que
desea validar. Por ejemplo, puede elegir enviar el 10% del tráfico a una variante de modelo para la
evaluación. Una vez que esté satisfecho con el rendimiento del modelo, puede dirigir el 100% del tráfico
al modelo actualizado. Para ver un ejemplo de pruebas de modelos en producción, consulte Modelos de
prueba en producción (p. 2042).

Para obtener más información, consulte artículos y libros acerca de cómo evaluar modelos; por ejemplo,
Evaluating Machine Learning Models.

Las opciones para la evaluación del modelo sin conexión incluyen las siguientes opciones:

• Validación mediante un conjunto de retenciones: los usuarios del aprendizaje automático normalmente
separan una parte de los datos como un «conjunto de excepciones». No utilice estos datos para una
capacitación de modelos.

Con este método, se evalúa hasta qué punto el modelo proporciona correctamente inferencias en
el conjunto de excepciones. Después evalúa la eficacia con la que el modelo generaliza lo que ha
aprendido en la capacitación inicial, en lugar de usar la memoria del modelo. Este enfoque para la
validación ofrece una idea de la frecuencia con la que el modelo puede inferir la respuesta correcta.

 

De alguna forma, este enfoque es similar al de la enseñanza de los estudiantes de primaria. Primero,
proporcióneles un conjunto de ejemplos que aprender y, a continuación, realice una prueba de su
capacidad de generalización a partir de su aprendizaje. Con los deberes y los exámenes, plantea los
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problemas no incluidos en el aprendizaje inicial y determina si se pueden generalizar de forma efectiva.
Los estudiantes con una memoria perfecta podrían memorizar los problemas en lugar de aprender las
reglas.

 

Normalmente, el conjunto de datos de exclusiones es del 20-30% de los datos de capacitación.

 
• Validación k-fold: en este enfoque de validación, divide el conjunto de datos de ejemplo enKPartes.

Trate cada una de estas partes como un conjunto de excepciones para las ejecuciones de capacitación
k y utilice las otras partes k-1 como el conjunto de capacitación para esa ejecución. Genere modelos k
mediante un proceso similar y agregue los modelos para generar su modelo final. El valor k se encuentra
normalmente en el intervalo de 5 a 10.

Monitorización de un modelo en producción
Después de implementar un modelo en el entorno de producción, utilice el monitor de modelos de Amazon
SageMaker para monitorizar continuamente la calidad de los modelos de aprendizaje automático de en
tiempo real de. El monitor de modelos de Amazon SageMaker le permite configurar un sistema automático
de activación de alertas cuando hay desviaciones en la calidad del modelo, como deriva de datos y
anomalías. Amazon CloudWatch Logs recopila los archivos de registro de supervisión del estado del
modelo y notifica cuando la calidad del modelo alcanza determinados umbrales predefinidos. CloudWatch
almacena los archivos log en el bucket de Amazon S3 que especifique. La detección temprana y proactiva
de las desviaciones del monitor de modelos de AWS le permite tomar medidas rápidas para mantener y
mejorar la calidad del modelo implementado.

Para obtener más información acerca de los productos de monitorización de modelos de SageMaker,
consulteMonitor de modelos de Amazon SageMaker (p. 2051).

Para comenzar su recorrido por el aprendizaje automático con SageMaker, regístrese para obtener
unaAWSCuenta de.Configurar SageMaker.

Uso de marcos de aprendizaje automático, Python
y R con Amazon SageMaker

Puede utilizar Python y R de forma nativa en kernels de bloc de notas de Amazon SageMaker. También
hay kernels que admiten marcos específicos. Una forma muy popular de comenzar con SageMaker es usar
elSDK para Python de Amazon SageMaker. Proporciona API de Python de código abierto y contenedores
que facilitan la capacitación y la implementación de modelos en SageMaker, así como ejemplos para usar
con varios marcos diferentes de aprendizaje en profundidad y de aprendizaje automático.

Para obtener información sobre cómo usar marcos específicos o cómo usar R en SageMaker, consulte los
siguientes temas.

SDK de lenguajes y guías de usuario:

• SDK para Python de Amazon SageMaker
• R (p. 32)
• Guía de referencia de API para Amazon SageMaker (p. 2688)

Guías de marcos de aprendizaje profundo y aprendizaje automático:
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• Apache MXNet (p. 19)
• Apache Spark (p. 19)
• Chainer (p. 29)
• Rostros de abrazo (p. 29)
• PyTorch (p. 32)
• Scikit-learn (p. 35)
• SparkML Serving (p. 35)
• TensorFlow (p. 36)

Uso de Apache MXNet con Amazon SageMaker
Puede utilizar SageMaker para realizar la capacitación e implementación de un modelo con el código
MXNet personalizado. LaSDK para Python de Amazon SageMakerLos estimadores y los modelos de
MXNet del y el contenedor de MXNet de código abierto de SageMaker facilitan la escritura de un script de
MXNet y su ejecución en SageMaker.

¿Qué quiere hacer?
Quiero entrenar un modelo MXNet personalizado en SageMaker.

Para ver un bloc de notas de Jupyter de ejemplo, consulteEjemplo de blocs de notas MXNeten el
repositorio de Amazon SageMaker Examples GitHub.

Para obtener la documentación, consulte Train a Model with MXNet.
Tengo un modelo MXNet que he entrenado en SageMaker y quiero implementarlo en un punto de enlace
alojado.

Para obtener más información, consulteImplementar modelos MXNet.
Tengo un modelo MXNet que he entrenado fuera de SageMaker y quiero implementarlo en un punto de
enlace de SageMaker

Para obtener más información, consulteImplementar Endpoints from Model Data.
Quiero ver la documentación de la API paraAmazon SageMaker PythonMXNet Classes

Para obtener más información, consulteMXNet Classes.
Quiero encontrar el repositorio de contenedores MXNet de SageMaker.

Para obtener más información, consulteRepositorio de GitHub del contenedor MxNet de SageMaker.
Deseo encontrar información acerca de las versiones compatibles de MXNet conAWSDeep Learning
Containers.

Para obtener más información, consulteImágenes de contenedor de aprendizaje profundo disponibles.

Para obtener información general sobre cómo escribir scripts de capacitación en el modo de script MXNet
y usar estimadores y modelos en el modo de script MXNet con SageMaker, consulteUso de MXNet con el
SDK de Python de SageMaker.

Uso de Apache Spark con Amazon SageMaker
En esta sección se proporciona información para desarrolladores que deseen utilizar Apache Spark para
el preprocesamiento de datos y Amazon SageMaker para la capacitación y el alojamiento de modelos.
Para obtener información acerca de las versiones compatibles de Apache Spark, consulte laCómo obtener
SageMaker Sparken el repositorio de SageMaker Spark GitHub.
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SageMaker proporciona una biblioteca de Apache Spark, tanto en Python como en Scala,
que puede utilizar para realizar fácilmente la capacitación de modelos en SageMaker
medianteorg.apache.spark.sql.DataFrameen los clústeres de Spark. Después de realizar la
capacitación de modelos, puede alojar el modelo mediante los servicios de alojamiento de SageMaker.

La biblioteca SageMaker Spark,com.amazonaws.services.sagemaker.sparksdk, proporciona las
siguientes clases, entre otras:

• SageMakerEstimator: amplía elorg.apache.spark.ml.Estimator. Puede utilizar este estimador
para la capacitación de modelos en SageMaker.

• KMeansSageMakerEstimator,PCASageMakerEstimator, yXGBoostSageMakerEstimator:
amplía elSageMakerEstimatorClase.

• SageMakerModel: amplía elorg.apache.spark.ml.ModelClase. Puede utilizar
esteSageMakerModelPara el modelo que aloja y obtiene inferencias en SageMaker.

Descarga de la biblioteca de SageMaker Spark de
Dispone de las siguientes opciones para descargar la biblioteca de Spark proporcionada por SageMaker:

• Puede descargar el código fuente para las bibliotecas de PySpark y Scala desdeSageMaker
SparkRepositorio de GitHub.

• Para la biblioteca de Spark de Python, dispone de las siguientes opciones adicionales:
• Utilice la instalación de pip:

$ pip install sagemaker_pyspark

• En una instancia de bloc de notas, cree un nuevo bloc de notas que use elSparkmagic (PySpark)o
elSparkmagic (PySpark3)y conéctese a un clúster remoto de Amazon EMR.

Note

El clúster de EMR debe configurarse con un rol de IAM que tenga
elAmazonSageMakerFullAccessSe adjunta una política. Para obtener información acerca
de cómo configurar roles para un clúster de EMR, consulteConfiguración de roles de IAM
para permisos de Amazon EMR enAWSServiciosen laGuía de administración de Amazon
EMR.

 
• Puede obtener la biblioteca de Scala de Maven. Añada la biblioteca de Spark a su proyecto añadiendo la

siguiente dependencia a su archivo pom.xml:

<dependency>
    <groupId>com.amazonaws</groupId>
    <artifactId>sagemaker-spark_2.11</artifactId>
    <version>spark_2.2.0-1.0</version>
</dependency>

Integración de su aplicación de Apache Spark con SageMaker
A continuación se muestra el resumen de alto nivel de los pasos para la integración de la aplicación de
Apache Spark con SageMaker.

1. Siga con el preprocesamiento de datos mediante la biblioteca de Apache Spark con la que está
familiarizado. Su conjunto de datos sigue siendo un DataFrame en el clúster de Spark. Cargue los
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datos en un DataFrame y preprocéselo de manera que disponga de una columna features con
org.apache.spark.ml.linalg.Vector de Doubles y una columna label opcional con los
valores de tipo Double.

2. Utilice el estimador en la biblioteca de SageMaker Spark para realizar la capacitación del modelo. Por
ejemplo, si elige el algoritmo k-means proporcionado por SageMaker para la capacitación de modelos,
llame alKMeansSageMakerEstimator.fitMétodo de.

Proporcione DataFrame como entrada. El estimador devuelve un objeto SageMakerModel.

Note

SageMakerModel amplía org.apache.spark.ml.Model.

El método fit realiza lo siguiente:

a. Convierte la entradaDataFrameal formato protobuf seleccionando la
opciónfeaturesylabelcolumnas de la entradaDataFramey cargue los datos protobuf en
un bucket de Amazon S3. El formato protobuf es eficiente para la capacitación de modelos en
SageMaker.

b. Inicia la capacitación de modelos en SageMaker enviando un CreateTrainingJobrequest. Una
vez completada la capacitación de modelos, SageMaker guarda los artefactos de modelo en un
bucket de S3.

SageMaker asume el rol de IAM especificado para que la capacitación de modelos realice tareas
en su nombre. Por ejemplo, usa el rol para leer los datos de capacitación desde un bucket de S3 y
escribir artefactos de modelos en un bucket.

c. Crea y devuelve un objeto SageMakerModel. El constructor realiza las siguientes tareas, que
están relacionadas con la implementación de su modelo en SageMaker.

i. Envíe una solicitud CreateModelsolicitud a SageMaker.
ii. Envíe una solicitud CreateEndpointConfigsolicitud a SageMaker.
iii. Envíe una solicitud CreateEndpointA SageMaker, que, a continuación, lanza los recursos

especificados, aloja el modelo en ellos.
3. Puede obtener inferencias a partir de su modelo alojado en SageMaker con

elSageMakerModel.transform.

Proporcione una entrada DataFrame con características como entrada. El método transform
lo transforma en un DataFrame que contiene inferencias. Internamente, eltransformenvía una
solicitud a InvokeEndpointAPI de SageMaker para obtener inferencias. El método transform
anexa las inferencias a la entrada DataFrame.

Ejemplo 1: Uso de Amazon SageMaker para la capacitación e
inferencia con Apache Spark
Temas

• Use algoritmos personalizados para la capacitación y el alojamiento de modelos en Amazon
SageMaker con Apache Spark (p. 26)

• Uso de SageMakerEstimator en una canalización de Spark (p. 27)

Amazon SageMaker proporciona una biblioteca de Apache Spark (tanto en Python como Scala) que puede
utilizar para integrar sus aplicaciones de Apache Spark con SageMaker. Por ejemplo, puede usar Apache
Spark para el preprocesamiento de datos y SageMaker para la capacitación y el alojamiento de modelos.
Para obtener más información, consulte Uso de Apache Spark con Amazon SageMaker (p. 19).
En esta sección se proporciona un código de ejemplo que utiliza la biblioteca de Scala de Apache
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Spark proporcionada por SageMaker para realizar una capacitación de un modelo en SageMaker
medianteDataFrames en el clúster de Spark. El ejemplo también aloja los artefactos de modelos
resultantes mediante los servicios de alojamiento de SageMaker. Específicamente, este ejemplo realiza lo
siguiente:

• Utiliza KMeansSageMakerEstimator para adaptar un modelo en datos o realizar una capacitación.

 

Puesto que el ejemplo utiliza el algoritmo k-means proporcionado por SageMaker para realizar la
capacitación de un modelo, utiliceKMeansSageMakerEstimator. Puede realizar una capacitación del
modelo mediante imágenes de números de un solo dígito escritas a mano (desde el conjunto de datos
MNIST). Proporcione las imágenes como una entrada DataFrame. Para su comodidad, SageMaker
proporciona este conjunto de datos en un bucket de S3.

 

Como respuesta, el estimador devuelve un objeto SageMakerModel.

 
• Obtiene las inferencias mediante el SageMakerModel de capacitación.

 

Para obtener inferencias a partir de un modelo alojado en SageMaker, llame
alSageMakerModel.transformMétodo de. Pase un DataFrame como entrada. El método transforma
la entrada DataFrame en otro DataFrame que contiene inferencias obtenidas a partir del modelo.

 

Para una imagen de entrada determinada de un número de un solo dígito escrito a mano, la inferencia
identifica un clúster al que pertenece la imagen. Para obtener más información, consulte Algoritmo k-
means (p. 1470).

Este es el código de ejemplo:

import org.apache.spark.sql.SparkSession
import com.amazonaws.services.sagemaker.sparksdk.IAMRole
import com.amazonaws.services.sagemaker.sparksdk.algorithms
import com.amazonaws.services.sagemaker.sparksdk.algorithms.KMeansSageMakerEstimator

val spark = SparkSession.builder.getOrCreate

// load mnist data as a dataframe from libsvm
val region = "us-east-1"
val trainingData = spark.read.format("libsvm")
  .option("numFeatures", "784")
  .load(s"s3://sagemaker-sample-data-$region/spark/mnist/train/")
val testData = spark.read.format("libsvm")
  .option("numFeatures", "784")
  .load(s"s3://sagemaker-sample-data-$region/spark/mnist/test/")

val roleArn = "arn:aws:iam::account-id:role/rolename"

val estimator = new KMeansSageMakerEstimator(
  sagemakerRole = IAMRole(roleArn),
  trainingInstanceType = "ml.p2.xlarge",
  trainingInstanceCount = 1,
  endpointInstanceType = "ml.c4.xlarge",
  endpointInitialInstanceCount = 1)
  .setK(10).setFeatureDim(784)
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// train
val model = estimator.fit(trainingData)

val transformedData = model.transform(testData)
transformedData.show

El código hace lo siguiente:

• Carga el conjunto de datos MNIST desde un bucket de S3 proporcionado por SageMaker (awsai-
sparksdk-dataset) en una chispaDataFrame(mnistTrainingDataFrame):

// Get a Spark session.

val spark = SparkSession.builder.getOrCreate

// load mnist data as a dataframe from libsvm
val region = "us-east-1"
val trainingData = spark.read.format("libsvm")
  .option("numFeatures", "784")
  .load(s"s3://sagemaker-sample-data-$region/spark/mnist/train/")
val testData = spark.read.format("libsvm")
  .option("numFeatures", "784")
  .load(s"s3://sagemaker-sample-data-$region/spark/mnist/test/")

val roleArn = "arn:aws:iam::account-id:role/rolename"
trainingData.show()

El método show muestra las primeras 20 filas en el marco de datos:

+-----+--------------------+
|label|            features|
+-----+--------------------+
|  5.0|(784,[152,153,154...|
|  0.0|(784,[127,128,129...|
|  4.0|(784,[160,161,162...|
|  1.0|(784,[158,159,160...|
|  9.0|(784,[208,209,210...|
|  2.0|(784,[155,156,157...|
|  1.0|(784,[124,125,126...|
|  3.0|(784,[151,152,153...|
|  1.0|(784,[152,153,154...|
|  4.0|(784,[134,135,161...|
|  3.0|(784,[123,124,125...|
|  5.0|(784,[216,217,218...|
|  3.0|(784,[143,144,145...|
|  6.0|(784,[72,73,74,99...|
|  1.0|(784,[151,152,153...|
|  7.0|(784,[211,212,213...|
|  2.0|(784,[151,152,153...|
|  8.0|(784,[159,160,161...|
|  6.0|(784,[100,101,102...|
|  9.0|(784,[209,210,211...|
+-----+--------------------+
only showing top 20 rows

En cada fila:
• La columna label identifica la etiqueta de la imagen. Por ejemplo, si la imagen del número escrito a

mano es el dígito 5, el valor de etiqueta es 5.
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• La columna features almacena un vector (org.apache.spark.ml.linalg.Vector) de valores
Double. Estas son las 784 características del número escrito a mano. (Los números escritos a manos
son imágenes de 28 x 28 píxeles, que conforman las 784 características).

 
• Crea un estimador de SageMaker (KMeansSageMakerEstimator)

LafitEl método de este estimador utiliza el algoritmo k-means proporcionado por SageMaker para
realizar la capacitación de modelos mediante una entrada deDataFrame. Como respuesta, devuelve un
objeto SageMakerModel que puede utilizar para obtener inferencias.

Note

LaKMeansSageMakerEstimatoramplía SageMakerSageMakerEstimator, que amplía el de
Apache SparkEstimator.

val estimator = new KMeansSageMakerEstimator(
  sagemakerRole = IAMRole(roleArn),
  trainingInstanceType = "ml.p2.xlarge",
  trainingInstanceCount = 1,
  endpointInstanceType = "ml.c4.xlarge",
  endpointInitialInstanceCount = 1)
  .setK(10).setFeatureDim(784)

Los parámetros del constructor proporcionan información que se utiliza para la capacitación de un
modelo y su implementación en SageMaker:
• trainingInstanceTypeytrainingInstanceCount: identifique el tipo y el número de instancias

de computación de aprendizaje automático para usarlos en la capacitación de modelos.

 
• endpointInstanceType: identifica el tipo de instancia de computación de aprendizaje automático

que se utiliza cuando se aloja el modelo en SageMaker. De forma predeterminada, se presupone una
instancia de computación de aprendizaje automático.

 
• endpointInitialInstanceCount: identifica el número de instancias de computación de

aprendizaje automático que realizan el respaldo inicial del punto de enlace que aloja el modelo en
SageMaker.

 
• sagemakerRole: SageMaker presupone que este rol de IAM realiza tareas en su nombre. Por

ejemplo, para la capacitación de modelos, lee los datos a partir de S3 y escribe resultados de
capacitación (artefactos de modelo) en S3.

Note

Este ejemplo crea de forma implícita un cliente de SageMaker. Para crear este cliente, debe
proporcionar sus credenciales. La API utiliza estas credenciales para autenticar solicitudes en
SageMaker. Por ejemplo, utiliza las credenciales para autenticar solicitudes de creación de un
trabajo de capacitación y llamadas a la API para la implementación del modelo mediante los
servicios de alojamiento de SageMaker.

• Una vez que creado el objeto KMeansSageMakerEstimator, establezca los siguientes parámetros,
que se usan en la capacitación de modelos:
• El número de clústeres que el algoritmo k-means debe crear durante la capacitación de modelos.

Especifique 10 clústeres, uno para cada dígito, 0 a 9.
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• Identifica que cada imagen de entrada dispone de 784 características (cada número escrito a mano
es una imagen de 28 x 28 píxeles, que conforma las 784 características).

 
• Llama al método fit del estimador.

// train
val model = estimator.fit(trainingData)

Pase la entrada DataFramecomo un parámetro. El modelo realiza todo el trabajo de capacitación
del modelo y lo implementa en SageMaker. Para obtener más información, consulte, Integración
de su aplicación de Apache Spark con SageMaker (p. 20). Como respuesta, obtiene una
solicitudSageMakerModel, que puede utilizar para obtener inferencias a partir del modelo implementado
en SageMaker.

 

Proporcione solo la entrada DataFrame. No tiene que especificar la ruta de registro en el algoritmo k-
means utilizado para la capacitación de modelos, ya que KMeansSageMakerEstimator la conoce.

 
• Llame a laSageMakerModel.transformPara obtener inferencias desde el modelo implementado en

SageMaker.

El método transform realiza un DataFrame como entrada, lo transforma y devuelve otro DataFrame
que contiene inferencias obtenidas a partir del modelo.

val transformedData = model.transform(testData)
transformedData.show

Para simplificar, utilizamos el mismo DataFrame como entrada para el método transform que
utilizamos para la capacitación de modelos en este ejemplo. El método transform realiza lo siguiente:
• Serializa elfeaturesen la entradaDataFramePara la inferencia en protobuf y lo envía al punto de

enlace de SageMaker.
• Deserializa la respuesta protobuf en dos columnas adicionales (distance_to_cluster y
closest_cluster) en el DataFrame transformado.

El método show obtiene inferencias en las primeras 20 filas de la entrada DataFrame:

+-----+--------------------+-------------------+---------------+
|label|            features|distance_to_cluster|closest_cluster|
+-----+--------------------+-------------------+---------------+
|  5.0|(784,[152,153,154...|  1767.897705078125|            4.0|
|  0.0|(784,[127,128,129...|  1392.157470703125|            5.0|
|  4.0|(784,[160,161,162...| 1671.5711669921875|            9.0|
|  1.0|(784,[158,159,160...| 1182.6082763671875|            6.0|
|  9.0|(784,[208,209,210...| 1390.4002685546875|            0.0|
|  2.0|(784,[155,156,157...|  1713.988037109375|            1.0|
|  1.0|(784,[124,125,126...| 1246.3016357421875|            2.0|
|  3.0|(784,[151,152,153...|  1753.229248046875|            4.0|
|  1.0|(784,[152,153,154...|  978.8394165039062|            2.0|
|  4.0|(784,[134,135,161...|  1623.176513671875|            3.0|
|  3.0|(784,[123,124,125...|  1533.863525390625|            4.0|
|  5.0|(784,[216,217,218...|  1469.357177734375|            6.0|
|  3.0|(784,[143,144,145...|  1736.765869140625|            4.0|
|  6.0|(784,[72,73,74,99...|   1473.69384765625|            8.0|
|  1.0|(784,[151,152,153...|    944.88720703125|            2.0|
|  7.0|(784,[211,212,213...| 1285.9071044921875|            3.0|
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|  2.0|(784,[151,152,153...| 1635.0125732421875|            1.0|
|  8.0|(784,[159,160,161...| 1436.3162841796875|            6.0|
|  6.0|(784,[100,101,102...| 1499.7366943359375|            7.0|
|  9.0|(784,[209,210,211...| 1364.6319580078125|            6.0|
+-----+--------------------+-------------------+---------------+

Puede interpretar los datos de la siguiente forma:
• Un número escrito a mano con label 5 pertenece al clúster 4 (closest_cluster).
• Un número escrito a mano con label 0 pertenece al clúster 5.
• Un número escrito a mano con label 4 pertenece al clúster 9.
• Un número escrito a mano con label 1 pertenece al clúster 6.

Para obtener más información sobre cómo ejecutar estos ejemplos, consulte https://github.com/aws/
sagemaker-spark/blob/master/README.md en GitHub.

Use algoritmos personalizados para la capacitación y el alojamiento de modelos
en Amazon SageMaker con Apache Spark
EnEjemplo 1: Uso de Amazon SageMaker para la capacitación e inferencia con Apache
Spark (p. 21)Para ello, debe utilizar elkMeansSageMakerEstimatorPuesto que el ejemplo utiliza el
algoritmo k-means proporcionado por Amazon SageMaker para la capacitación de modelos. Puede optar
por usar su propio algoritmo personalizado para la capacitación de modelos en su lugar. Suponiendo que
ya haya creado una imagen de Docker, puede crear su propioSageMakerEstimatory especifique la ruta
de Amazon Elastic Container Registry para su imagen personalizada.

En el siguiente ejemplo se muestra cómo crear un nuevo KMeansSageMakerEstimator desde
SageMakerEstimator. En el nuevo estimador, especifique de forma explícita la ruta de registro de
Docker en las imágenes de código de inferencia y capacitación.

import com.amazonaws.services.sagemaker.sparksdk.IAMRole
import com.amazonaws.services.sagemaker.sparksdk.SageMakerEstimator
import
 com.amazonaws.services.sagemaker.sparksdk.transformation.serializers.ProtobufRequestRowSerializer
import
 com.amazonaws.services.sagemaker.sparksdk.transformation.deserializers.KMeansProtobufResponseRowDeserializer

val estimator = new SageMakerEstimator(
  trainingImage =
    "811284229777.dkr.ecr.us-east-1.amazonaws.com/kmeans:1",
  modelImage =
    "811284229777.dkr.ecr.us-east-1.amazonaws.com/kmeans:1",
  requestRowSerializer = new ProtobufRequestRowSerializer(),
  responseRowDeserializer = new KMeansProtobufResponseRowDeserializer(),
  hyperParameters = Map("k" -> "10", "feature_dim" -> "784"),
  sagemakerRole = IAMRole(roleArn),
  trainingInstanceType = "ml.p2.xlarge",
  trainingInstanceCount = 1,
  endpointInstanceType = "ml.c4.xlarge",
  endpointInitialInstanceCount = 1,
  trainingSparkDataFormat = "sagemaker")

En el código, los parámetros del constructor SageMakerEstimator incluyen:

• trainingImage: identifica la ruta de registro de Docker en la imagen de capacitación que contiene el
código personalizado.

• modelImage: identifica la ruta de registro de Docker en la imagen que contiene el código de inferencia.
• requestRowSerializer—

Implementacom.amazonaws.services.sagemaker.sparksdk.transformation.RequestRowSerializer.
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Este parámetro serializa filas en la entradaDataFramePara enviarlos al modelo alojado en SageMaker
para su inferencia.

• responseRowDeserializer—Implementa

com.amazonaws.services.sagemaker.sparksdk.transformation.ResponseRowDeserializer.

Este parámetro deserializa las respuestas desde el modelo alojado en SageMaker, de nuevo
enDataFrame.

• trainingSparkDataFormat: especifica el formato de datos que utiliza Spark cuando se cargan datos
de capacitación desde unDataFramea S3. Por ejemplo, "sagemaker" para el formato protobuf, "csv"
para valores separados por comas y "libsvm" para el formato LibSVM.

Puede implementar su propio RequestRowSerializer y ResponseRowDeserializer para serializar y
deserializar filas desde un formato de datos que admite su código de inferencia, como .libsvm o .csv.

Uso de SageMakerEstimator en una canalización de Spark

Puede utilizar estimadores org.apache.spark.ml.Estimator y modelos
org.apache.spark.ml.Model y estimadores SageMakerEstimator y modelos SageMakerModel en
canalizaciones org.apache.spark.ml.Pipeline, como se muestra en el siguiente ejemplo:

import org.apache.spark.ml.Pipeline
import org.apache.spark.ml.feature.PCA
import org.apache.spark.sql.SparkSession
import com.amazonaws.services.sagemaker.sparksdk.IAMRole
import com.amazonaws.services.sagemaker.sparksdk.algorithms
import com.amazonaws.services.sagemaker.sparksdk.algorithms.KMeansSageMakerEstimator

val spark = SparkSession.builder.getOrCreate

// load mnist data as a dataframe from libsvm
val region = "us-east-1"
val trainingData = spark.read.format("libsvm")
  .option("numFeatures", "784")
  .load(s"s3://sagemaker-sample-data-$region/spark/mnist/train/")
val testData = spark.read.format("libsvm")
  .option("numFeatures", "784")
  .load(s"s3://sagemaker-sample-data-$region/spark/mnist/test/")

// substitute your SageMaker IAM role here
val roleArn = "arn:aws:iam::account-id:role/rolename"

val pcaEstimator = new PCA()
  .setInputCol("features")
  .setOutputCol("projectedFeatures")
  .setK(50)

val kMeansSageMakerEstimator = new KMeansSageMakerEstimator(
  sagemakerRole = IAMRole(integTestingRole),
  requestRowSerializer =
    new ProtobufRequestRowSerializer(featuresColumnName = "projectedFeatures"),
  trainingSparkDataFormatOptions = Map("featuresColumnName" -> "projectedFeatures"),
  trainingInstanceType = "ml.p2.xlarge",
  trainingInstanceCount = 1,
  endpointInstanceType = "ml.c4.xlarge",
  endpointInitialInstanceCount = 1)
  .setK(10).setFeatureDim(50)

val pipeline = new Pipeline().setStages(Array(pcaEstimator, kMeansSageMakerEstimator))
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// train
val pipelineModel = pipeline.fit(trainingData)

val transformedData = pipelineModel.transform(testData)
transformedData.show()

El parámetro trainingSparkDataFormatOptions configura Spark para serializar en protobuf la
columna "projectedFeatures" para la capacitación de modelos. Además, Spark realiza la serialización en
protobuf de la columna de "etiqueta" de forma predeterminada.

Puesto que queremos realizar inferencias mediante la columna "projectedFeatures", pasamos el nombre
de columna en ProtobufRequestRowSerializer.

El siguiente ejemplo muestra un DataFrame transformado:

+-----+--------------------+--------------------+-------------------+---------------+
|label|            features|   projectedFeatures|distance_to_cluster|closest_cluster|
+-----+--------------------+--------------------+-------------------+---------------+
|  5.0|(784,[152,153,154...|[880.731433034386...|     1500.470703125|            0.0|
|  0.0|(784,[127,128,129...|[1768.51722024166...|      1142.18359375|            4.0|
|  4.0|(784,[160,161,162...|[704.949236329314...|  1386.246826171875|            9.0|
|  1.0|(784,[158,159,160...|[-42.328192193771...| 1277.0736083984375|            5.0|
|  9.0|(784,[208,209,210...|[374.043902028333...|   1211.00927734375|            3.0|
|  2.0|(784,[155,156,157...|[941.267714528850...|  1496.157958984375|            8.0|
|  1.0|(784,[124,125,126...|[30.2848596410594...| 1327.6766357421875|            5.0|
|  3.0|(784,[151,152,153...|[1270.14374062052...| 1570.7674560546875|            0.0|
|  1.0|(784,[152,153,154...|[-112.10792566485...|     1037.568359375|            5.0|
|  4.0|(784,[134,135,161...|[452.068280676606...| 1165.1236572265625|            3.0|
|  3.0|(784,[123,124,125...|[610.596447285397...|  1325.953369140625|            7.0|
|  5.0|(784,[216,217,218...|[142.959601818422...| 1353.4930419921875|            5.0|
|  3.0|(784,[143,144,145...|[1036.71862533658...| 1460.4315185546875|            7.0|
|  6.0|(784,[72,73,74,99...|[996.740157435754...| 1159.8631591796875|            2.0|
|  1.0|(784,[151,152,153...|[-107.26076167417...|   960.963623046875|            5.0|
|  7.0|(784,[211,212,213...|[619.771820430940...|   1245.13623046875|            6.0|
|  2.0|(784,[151,152,153...|[850.152101817161...|  1304.437744140625|            8.0|
|  8.0|(784,[159,160,161...|[370.041887230547...| 1192.4781494140625|            0.0|
|  6.0|(784,[100,101,102...|[546.674328209335...|    1277.0908203125|            2.0|
|  9.0|(784,[209,210,211...|[-29.259112927426...| 1245.8182373046875|            6.0|
+-----+--------------------+--------------------+-------------------+---------------+

Ejemplos del SDK: Uso de Amazon SageMaker con Apache
Spark
La lista siguiente es un subconjunto de ejemplos disponibles. Visite laEjemplos de sitios webpara ver más.

• sagemaker-spark: una biblioteca de Spark para SageMaker
• Ejemplo de MNIST de SageMaker PySpark K-means
• Procesamiento de datos distribuido mediante Apache Spark y SageMaker Processing
• Procesamiento de funciones con Spark, formación con XGBoost e implementación como Pipeline de

inferencia

Note

Para ejecutar los blocs de notas en una instancia de bloc de notas, consulteEjemplo de blocs de
notas (p. 142). Para ejecutar los blocs de notas en Studio, consulteCrear o abrir un cuaderno de
Amazon SageMaker Studio (p. 88).
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Uso de Chainer con Amazon SageMaker
Puede utilizar SageMaker para realizar la capacitación e implementación de un modelo con el código
de Chainer personalizado. Los estimadores y los modelos de Chainer del SDK de SageMaker de y el
contenedor de Chainer de código abierto de SageMaker facilitan la escritura de un script de Chainer y su
ejecución en SageMaker.

¿Qué quiere hacer?
Quiero entrenar un modelo Chainer personalizado en SageMaker.

Para ver un bloc de notas de Jupyter de ejemplo, consulteEjemplo de cuadernos de Chaineren el
repositorio de Amazon SageMaker Examples GitHub.

Para ver la documentación, consulte Train a Model with Chainer.
Tengo un modelo de Chainer que he entrenado en SageMaker y quiero implementarlo en un punto de
enlace alojado.

Para obtener más información, consulteImplementar modelos de Chainer.
Tengo un modelo de Chainer que entrené fuera de SageMaker y quiero implementarlo en un punto de
enlace de SageMaker

Para obtener más información, consulteImplementar Endpoints from Model Data.
Quiero ver la documentación de la API paraSDK para Python de Amazon SageMakerChainer Classes

Para obtener más información, consulteChainer Classes.
Quiero encontrar información sobre los contenedores Chainer de SageMaker.

Para obtener más información, consulte laRepositorio de GitHub del contenedor de Chainer de
SageMaker.

Para obtener información sobre las versiones compatibles de Chainer y sobre cómo escribir scripts de
capacitación de Chainer y usar modelos y estimadores de Chainer con SageMaker, consulteUso de
Chainer con el SDK de Python de SageMaker.

Utilizar cara de abrazo con Amazon SageMaker
Amazon SageMaker permite a los clientes entrenar, ajustar y ejecutar inferencia utilizando modelos
de cara de abrazo para procesamiento de lenguaje natural (PNL) en SageMaker. Puedes usar la cara
de abrazo tanto para entrenamiento como para inferencia. Esta funcionalidad está disponible a través
del desarrollo de Hugging FaceAWSContenedores de aprendizaje profundo. Estos contenedores
incluyen Transformadores de Cara Abrazando, Tokenizers y la biblioteca Datasets, que le permite utilizar
estos recursos para sus trabajos de formación e inferencia. Para obtener una lista de las imágenes
disponibles de Deep Learning Containers, consulteImágenes de Deep Learning Containers disponibles.
Estas imágenes de Deep Learning Containers se mantienen y actualizan regularmente con parches de
seguridad.

Para utilizar los Deep Learning Containers de la cara de abrazo con el SDK de Python de SageMaker para
la formación, consulte laAbrazando cara SageMaker estimador. Con el Estimador de Cara Abrazando,
puedes usar los modelos de Cara Abrazando como lo harías con cualquier otro Estimator de SageMaker.
Sin embargo, el uso del SDK de Python de SageMaker es opcional. También puede orquestar su uso de
los Deep Learning Containers de cara abrazando con elAWS CLIyAWS SDK for Python (Boto3).

Para obtener más información sobre la cara de abrazo y los modelos disponibles en ella, consulte
laDocumentación de Rostros de abrazo.
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Training
Para ejecutar el entrenamiento, puedes usar cualquiera de los miles de modelos disponibles en
Hugging Face y ajustarlos para tu caso de uso específico con capacitación adicional. Con SageMaker,
puede utilizar el entrenamiento estándar o aprovecharFormación en paralelo de datos distribuidos y
modelos de SageMaker. Al igual que con otros trabajos de formación de SageMaker que utilizan código
personalizado, puede capturar sus propias métricas pasando una definición de métricas al SDK de
Python de SageMaker como se muestra enDefinición de métricas de capacitación (SDK de SageMaker
Python de). A continuación, se puede acceder a las métricas capturadas medianteCloudWatchy como
PandasDataFramemediante elTrainingJobAnalyticsMétodo de. Una vez que su modelo está entrenado y
ajustado, puede usarlo como cualquier otro modelo para ejecutar trabajos de inferencia.

Cómo ejecutar el entrenamiento con el Estimador de Caras Abrazando
Puede implementar el Estimador de caras de abrazo para trabajos de formación utilizando el SDK de
Python de SageMaker. El SDK de Python de SageMaker es una biblioteca de código abierto para la
formación y la implementación de modelos de aprendizaje automático en SageMaker. Para obtener más
información sobre el Estimador de Caras Abrazadas, consulte laDocumentación del SDK de Python de
SageMaker.

Con el SDK de SageMaker Python de, puede ejecutar trabajos de capacitación mediante el estimador de
caras de abrazo en los siguientes entornos:

• SageMaker Studio: Amazon SageMaker Studio es el primer entorno de desarrollo totalmente integrado
(IDE) para el aprendizaje automático (ML). SageMaker Studio proporciona una única interfaz visual
basada en la web donde puede realizar todos los pasos de desarrollo de ML necesarios para preparar,
construir, entrenar y ajustar, implementar y administrar modelos. Para obtener información sobre cómo
usar los blocs de notas de Jupyter en Studio, consulteUso de Amazon SageMaker Studio Notebooks.

• Instancias para portátiles de SageMaker: una instancia de bloc de notas de Amazon SageMaker es una
instancia de computación de aprendizaje automático (ML) que se ejecuta en la aplicación de bloc de
notas de Jupyter. Esta aplicación le permite ejecutar blocs de notas de Jupyter en su instancia de bloc
de notas para preparar y procesar datos, escribir código para capacitar modelos, implementar modelos
en alojamiento de SageMaker y probar o validar sus modelos sin características de SageMaker Studio
como Debugger, Model Monitoring y un IDE basado en web.

• localmente: Si tiene conectividad conAWSy tener los permisos adecuados de SageMaker, puede usar
el SDK de Python de SageMaker localmente para iniciar trabajos de formación remota e inferencia para
Hugging Face en SageMaker enAWS. Esto funciona en su equipo local, así como en otrosAWScon un
SDK de Python de SageMaker conectado y los permisos apropiados.

Inference
Para inferencia, puedes usar tu modelo de cara abrasiva entrenado o uno de los modelos preentrenados
para desplegar un trabajo de inferencia con SageMaker. Con esta colaboración, solo necesita una línea
de código para implementar sus modelos entrenados y modelos preentrenados con SageMaker. También
puede ejecutar trabajos de inferencia sin necesidad de escribir ningún código de inferencia personalizado.
Con el código de inferencia personalizado, puede personalizar la lógica de inferencia proporcionando su
propio script de Python.

Cómo implementar un trabajo de inferencia usando los Deep Learning Containers
de Hugging Face
Tienes dos opciones de inferencia de ejecución con SageMaker. Puede ejecutar la inferencia utilizando un
modelo que haya entrenado o desplegar un modelo de cara abrasiva previamente entrenado.

• Ejecute la inferencia con su modelo entrenado: Tiene dos opciones para ejecutar la inferencia con su
propio modelo entrenado. Puede ejecutar la inferencia con un modelo que haya entrenado utilizando
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un modelo de cara abrazada existente con los Deep Learning Containers de SageMaker Hugging Face,
o puede traer su propio modelo de cara de abrazo existente e implementarlo con SageMaker. Cuando
ejecuta la inferencia con un modelo entrenado con el estimador de caras de abrazo de SageMaker,
puede implementar el modelo inmediatamente después de completar la formación o puede cargar el
modelo entrenado en un depósito de Amazon S3 e ingerirlo cuando ejecute la inferencia más adelante.
Si trae su propio modelo de cara de abrazo existente, debe cargar el modelo entrenado en un depósito
de Amazon S3 e ingerir ese depósito al ejecutar la inferencia como se muestra enDespliegue sus
Transformadores de Cara Abrazando para ejemplo de inferencia.

• Ejecute la inferencia con un modelo de HuggingFace preentrenado: Puede utilizar uno de los miles de
modelos preentrenados de cara de abrazo para ejecutar sus trabajos de inferencia sin necesidad de
formación adicional. Para ejecutar la inferencia, seleccione el modelo preentrenado de la lista deModelos
de Rostros, tal como se describe enImplementar transformadores de cara de abrazo preentrenados para
ejemplo de inferencia.

¿Qué quiere hacer?
Los siguientes cuadernos Jupyter en el repositorio de cuadernos Abrazando Face ilustran cómo utilizar los
Deep Learning Containers de Abrazar Face con SageMaker en varios casos de uso.

Quiero entrenar e implementar un modelo de clasificación de texto usando Hugging Face en SageMaker
con PyTorch.

Para ver un bloc de notas de Jupyter de ejemplo, consulteDemostración de introducción a PyTorch.
Quiero entrenar e implementar un modelo de clasificación de texto usando Hugging Face en SageMaker
con TensorFlow.

Para ver un bloc de notas de Jupyter de ejemplo, consulteEjemplo de Introducción a TensorFlow.
Quiero ejecutar un entrenamiento distribuido con paralelismo de datos usando Hugging Face y SageMaker
Distributed.

Para ver un bloc de notas de Jupyter de ejemplo, consulteEjemplo de capacitación distribuida.
Quiero ejecutar un entrenamiento distribuido con paralelismo de modelos usando Hugging Face y
SageMaker Distributed.

Para ver un bloc de notas de Jupyter de ejemplo, consulteEjemplo de paralelismo de modelos.
Quiero usar una instancia de spot para capacitar e implementar un modelo con Hugging Face en
SageMaker.

Para ver un bloc de notas de Jupyter de ejemplo, consulteEjemplo de instancias de subasta.
Quiero capturar métricas personalizadas y usar SageMaker Checkpoint al entrenar un modelo de
clasificación de texto usando Cara de abrazo en SageMaker.

Para ver un bloc de notas de Jupyter de ejemplo, consulteEjemplo de capacitación con métricas
personalizadas.

Quiero entrenar un modelo de TensorFlow distribuido que responda a preguntas usando Hugging Face en
SageMaker.

Para ver un bloc de notas de Jupyter de ejemplo, consulteEjemplo de capacitación distribuida
TensorFlow.

Quiero entrenar un modelo de resumen distribuido con Hugging Face en SageMaker.

Para ver un bloc de notas de Jupyter de ejemplo, consulteEjemplo de capacitación de resumen
distribuido.

Quiero entrenar un modelo de clasificación de imágenes usando Hugging Face en SageMaker.

Para ver un bloc de notas de Jupyter de ejemplo, consulteEjemplo de formación de transformadores
de visión.
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Quiero desplegar mi modelo de cara abrasiva entrenado en SageMaker.

Para ver un bloc de notas de Jupyter de ejemplo, consulteDespliegue sus Transformadores de Cara
Abrazando para ejemplo de inferencia.

Quiero desplegar un modelo preentrenado de cara abrasiva en SageMaker.

Para ver un bloc de notas de Jupyter de ejemplo, consulteImplementar transformadores de cara de
abrazo preentrenados para ejemplo de inferencia.

Uso de PyTorch con Amazon SageMaker
Puede utilizar Amazon SageMaker para realizar la capacitación e implementación de un modelo con el
código de PyTorch personalizado. Los estimadores y los modelos de PyTorch del SDK de SageMaker
Python de y el contenedor de PyTorch de código abierto de SageMaker de facilitan la escritura de un script
de PyTorch y su ejecución en SageMaker.

¿Qué quiere hacer?
Quiero entrenar un modelo PyTorch personalizado en SageMaker.

Para ver un bloc de notas de Jupyter de ejemplo, consulteEjemplo de bloc de notas PyTorchen el
repositorio de Amazon SageMaker Examples GitHub.

Para obtener la documentación, consulte Train a Model with PyTorch.
Tengo un modelo de PyTorch que he entrenado en SageMaker y quiero implementarlo en un punto de
enlace alojado.

Para obtener más información, consulteImplementar modelos de PyTorch.
Tengo un modelo de PyTorch que he entrenado fuera de SageMaker y quiero implementarlo en un punto
de enlace de SageMaker

Para obtener más información, consulteImplementar Endpoints from Model Data.
Quiero ver la documentación de la API paraSDK para Python de Amazon SageMakerPyTorch Classes

Para obtener más información, consultePyTorch Classes.
Quiero encontrar el repositorio de contenedores de SageMaker PyTorch.

Para obtener más información, consulteRepositorio de GitHub del contenedor PyTorch de SageMaker.
Quiero encontrar información sobre las versiones compatibles de PyTorch conAWSDeep Learning
Containers.

Para obtener más información, consulteImágenes de contenedor de aprendizaje profundo disponibles.

Para obtener información general sobre cómo escribir scripts de capacitación de PyTorch y usar
estimadores y modelos de PyTorch con SageMaker, consulteUso de PyTorch con el SDK de SageMaker
Python.

Guía del usuario de R de Amazon SageMaker
Este documento le guiará a lo largo de las formas de aprovechar las características de Amazon
SageMaker con R. Esta guía presenta el kernel R integrado de SageMaker, cómo comenzar con R en
SageMaker y, finalmente, varios blocs de notas de ejemplo.
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Los ejemplos están organizados en tres niveles: Principiante, Intermedio y Avanzado. Comienzan
desdeIntroducción a R en SageMaker, continúe con aprendizaje automático integral con R en SageMaker y
termine con temas más avanzados como procesamiento de SageMaker con script R y uso de algoritmos R
propios en SageMaker. 

Para obtener información sobre cómo llevar su propia imagen R personalizada a Studio, consulteTraiga su
propia imagen de SageMaker (p. 105). Para obtener un artículo similar del blog, consulteLlevar su propio
entorno de R a Amazon SageMaker Studio.

Kernel R en SageMaker
Las instancias de bloc de notas de SageMaker admiten R con un kernel R preinstalado. Además, el kernel
R tiene la biblioteca reticular, una interfaz de R para Python, por lo que puede usar las características del
SDK de SageMaker Python de desde un script R.

• reticulatelibrario: proporciona una interfaz de R paraSDK para Python de Amazon SageMaker. El
paquete reticular traduce entre objetos R y Python.

Introducción a R en SageMaker
•  Creación de una instancia del bloc de notas con el tipo de instancia t2.medium y el tamaño de

almacenamiento predeterminado. Puede elegir una instancia más rápida y más almacenamiento, si tiene
previsto continuar utilizando la instancia en ejemplos más avanzados, o crear una instancia más grande
más adelante.

• Espere hasta que el estado del bloc de notas sea En servicio y, a continuación, haga clic en Abrir
Jupyter.

• Cree un nuevo bloc de notas con el kernel R de la lista de entornos disponibles. 

• Cuando se crea el nuevo bloc de notas, debe ver el logotipo R en la esquina superior derecha del
entorno del bloc de notas y también debe ver R como el kernel debajo de ese logotipo. Esto indica que
SageMaker ha iniciado correctamente el kernel R para este bloc de notas.
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• Alternativamente, si se encuentra en un bloc de notas Jupyter, puede usar el menú Kernel y luego
seleccionar R en la opción de cambiar de kernel.

Ejemplo de blocs de notas
Requisitos previos

Introducción a R en SageMaker: este bloc de notas de ejemplo describe cómo puede desarrollar scripts
de R con el kernel R de Amazon SageMaker. En este cuaderno configura su entorno y permisos de
SageMaker, descargue elconjunto de datos de abalonedesde lasRepositorio de Machine Learning
UCIEn, realice algún procesamiento básico y visualice los datos y, a continuación, guarde los datos en
formato .csv en S3.

Nivel de principiante

Transformación Batch de SageMaker con R Kernel: este bloc de notas de ejemplo describe cómo realizar
un trabajo de transformación por lotes con la API de Transformer de SageMaker y elAlgoritmo XGBoost. El
bloc de notas también utiliza el conjunto de datos del abulón.

Nivel intermedio

Optimización de hiperparámetros para XGBoost en R: Este bloc de notas de ejemplo amplía los blocs de
notas de principiante anteriores que utilizan el conjunto de datos del abulón y XGBoost Describe cómo
ajustar el modelo conOptimización de hiperparámetros. También aprenderá a usar la transformación
por lotes para hacer predicciones por lotes y cómo crear un punto de enlace del modelo para hacer
predicciones en tiempo real. 

Procesamiento de Amazon SageMaker con R: Procesamiento de SageMakerLe permite preprocesar,
postprocesar y ejecutar cargas de trabajo de evaluación de modelos. En este ejemplo se muestra cómo
crear un script de R para organizar un trabajo de procesamiento. 

Nivel avanzado

Entrene e implemente su propio algoritmo R en SageMaker:¿Ya tiene un algoritmo R y desea incorporarlo
en SageMaker para ajustarlo, entrenarlo o implementarlo? En este ejemplo se explica cómo personalizar
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los contenedores de SageMaker con paquetes R personalizados, hasta el uso de un punto de enlace
alojado para inferencia en su modelo de origen R.

Uso de Scikit-learn con Amazon SageMaker
Puede utilizar Amazon SageMaker para realizar la capacitación e implementación de un modelo con
el código de Scikit-learn personalizado. Los estimadores y los modelos de Scikit-learn del SDK de
SageMaker de y el contenedor de Scikit-learn de código abierto de SageMaker facilitan la escritura de un
script de Scikit-learn y su ejecución en SageMaker.

¿Qué quiere hacer?
Quiero usar Scikit-learn para procesamiento de datos, ingeniería de características o evaluación de
modelos en SageMaker.

Para ver un bloc de notas de Jupyter de ejemplo, consulte https://github.com/
awslabs/amazon-sagemaker-examples/tree/master/sagemaker_processing/
scikit_learn_data_processing_and_model_evaluation.

Para obtener la documentación, consulte.ReadTheDocs.
Quiero entrenar un modelo de Scikit-learn personalizado en SageMaker.

Para ver un bloc de notas de Jupyter de ejemplo, consulte https://github.com/awslabs/amazon-
sagemaker-examples/tree/master/sagemaker-python-sdk/scikit_learn_iris.

Para obtener documentación, consulte Train a Model with Scikit-learn.
Tengo un modelo de Scikit-learn que he entrenado en SageMaker y quiero implementarlo en un punto de
enlace alojado.

Para obtener más información, consulteImplementar modelos de Scikit-learn.
Tengo un modelo de Scikit-learn que he entrenado fuera de SageMaker y quiero implementarlo en un
punto de enlace de SageMaker

Para obtener más información, consulteImplementar Endpoints from Model Data.
Quiero ver la documentación de la API paraAmazon SageMaker PythonScikit-learn Classes.

Para obtener más información, consulteClases de Scikit-learn.
Quiero ver información sobre los contenedores de SageMaker Scikit-learn.

Para obtener más información, consulteRepositorio de GitHub de SageMaker Scikit-learn.

Para obtener información general sobre cómo escribir scripts de capacitación de Scikit-learn y usar
estimadores y modelos de Scikit-learn con SageMaker, consulteUso de Scikit-learn con el SDK de
SageMaker Python.

Versiones de Scikit-learn compatibles con el contenedor Scikit-learn de Amazon Sagemaker: 0.20.0,
0.23-1.

Uso de SparkML Serving con Amazon SageMaker
LaAmazon SageMaker PythonEl modelo y el predictor de SparkML Serving del y el contenedor de
SparkML Serving de código abierto de admiten la implementación de canalizaciones de aprendizaje
automático de Apache Spark serializadas con MLeap en SageMaker para obtener inferencias.

Para obtener información sobre cómo usar el contenedor de SparkML Serving para implementar
modelos en SageMaker, consulteRepositorio de GitHub de SageMaker Spark ML. Para obtener más
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información sobre elAmazon SageMaker PythonServicio de modelos y predictores de SparkML, consulte
laDocumentación de la API del modelo de servicio y predictor de SparkML.

Uso de TensorFlow con Amazon SageMaker
Puede utilizar Amazon SageMaker para realizar la capacitación e implementación de un modelo con el
código de TensorFlow personalizado. Los estimadores y los modelos de SageMaker SDK TensorFlow de
y los contenedores de TensorFlow de código abierto de SageMaker facilitan la escritura de un script de
TensorFlow y su ejecución en SageMaker.

Uso de TensorFlow versión 1.11 y posteriores
Para TensorFlow 1.11 y versiones posteriores, elAmazon SageMaker Pythonadmite guiones de
entrenamiento en modo de script.

¿Qué quiere hacer?

Quiero entrenar un modelo de TensorFlow personalizado en SageMaker.

Para ver un bloc de notas de Jupyter de ejemplo, consulte TensorFlow script mode training and
serving.

Para obtener documentación, consulte Train a Model with TensorFlow.
Tengo un modelo de TensorFlow que he entrenado en SageMaker y quiero implementarlo en un punto de
enlace alojado.

Para obtener más información, consulteDeploy TensorFlow Serving.
Tengo un modelo de TensorFlow que he entrenado fuera de SageMaker y quiero implementarlo en un
punto de enlace de SageMaker

Para obtener más información, consulteImplementar directamente a partir de artefactos del modelo.
Quiero ver la documentación de la API paraAmazon SageMaker PythonTensorFlow Classes

Para obtener más información, consulteTensorFlow Estimator.
Quiero encontrar el repositorio de contenedores de SageMaker TensorFlow.

Para obtener más información, consulteRepositorio de GitHub del contenedor TensorFlow de
SageMaker.

Quiero encontrar información sobre las versiones compatibles de TensorFlow conAWSDeep Learning
Containers.

Para obtener más información, consulteImágenes de contenedor de aprendizaje profundo disponibles.

Para obtener información general sobre cómo escribir scripts de capacitación en el modo de script
de TensorFlow y utilizar estimadores y modelos en el modo de script de TensorFlow con SageMaker,
consulteUso de TensorFlow con el SDK de Python de SageMaker.

Uso del modo heredado de TensorFlow para las versiones 1.11 y
anteriores
LaAmazon SageMaker PythonProporciona un modo heredado compatible con las versiones 1.11 y
anteriores de TensorFlow. Use los scripts de capacitación de TensorFlow en el modo heredado para
ejecutar trabajos de TensorFlow en SageMaker si:

• Dispone de scripts existentes en el modo heredado que no desea convertir al modo de script.
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• Desea utilizar una versión de TensorFlow anterior a la 1.11.

Para obtener información sobre cómo escribir scripts de TensorFlow en el modo heredado y utilizarlos con
el SDK de SageMaker Python de, consulteModelos y estimadores SageMaker TensorFlow.

Regiones y cuotas admitidas
Para elAWSRegiones admitidas por Amazon SageMaker y los tipos de instancias de Amazon Elastic
Compute Cloud (Amazon EC2) que están disponibles en cada región, consultePrecios de Amazon
SageMaker.

Para obtener una lista de los puntos de enlace de servicio de SageMaker de cada región y las cuotas
de servicio de SageMaker para cada tipo de instancia, consulteCuotas y puntos de enlace de Amazon
SageMaker.

Amazon SageMaker Studio está disponible en todos losAWSRegiones admitidas por Amazon SageMaker
excepto laAWSRegiones GovCloud (US). En las regiones admitidas, Studio está disponible en las mismas
zonas de disponibilidad que las instancias de portátiles.

Amazon SageMaker Pipelines está disponible en todos losAWSRegiones con las que cuentaAWSExcepto
elAWSRegiones GovCloud (US). SageMaker Projects está disponible en laAWSRegiones en las que
CodePipeline está disponible. Para obtener más información acerca de la disponibilidad de la región
CodePipeline, consulte laAWSLista de Servicios Regionales.

Para obtener las zonas de disponibilidad de compatibles con SageMaker, consulteZonas de
disponibilidad (p. 2686).

Cuotas de servicio

Dependiendo de sus actividades y el uso de recursos a lo largo del tiempo, las cuotas de SageMaker
pueden ser diferentes de las cuotas predeterminadas de SageMaker que aparecen enCuotas y puntos
de enlace de Amazon SageMakeren laAWSReferencia general de. Si encuentras mensajes de error que
has superado tu cuota y necesitas escalar tus recursos de SageMaker, sigue los pasos que se indican
en elSolicitar un aumento de la cuota de servicio de para los recursos de SageMaker (p. 37)En esta
página para solicitar un aumento de cuota deAWSSupport de El equipo de servicio de SageMaker revisa y
evalúa las solicitudes caso por caso. Para obtener información adicional, consulte¿Cómo resuelvo el error
ResourceLimitExceed en Amazon SageMaker?en laAWS SupportCentro de Conocimientos yAWSCuotas
de servicioen laAWSReferencia general de.

Solicitar un aumento de la cuota de servicio de para
los recursos de SageMaker
Siga los pasos descritos en este procedimiento para solicitar una cuota (también conocida comolimit) para
los recursos de SageMaker.

Para solicitar un aumento de la cuota de servicio

1. Inicie sesión en laAWS Supporten la consola deAWS SupportCenter.
2. En el panel de navegación izquierdo, elijaSus casos de soporteelija y luego elijaCrear caso.
3. ParaTipo de límiteen laDetalles del caso, elija el componente específico de SageMaker.
4. ParaSolicitud 1en laSolicitudesEn la sección, elijaRegión,Tipo de recurso, yLímitePara obtener un

recurso que desea aumentar la cuota.
5. ParaNuevo valor límitePara obtener un valor entero, escriba un valor entero de una nueva cuota.
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de para los recursos de SageMaker

6. ParaDescripción del casoIncluya los siguientes elementos:

a. El mensaje de error que muestra la cuota actual. Por ejemplo, el mensaje de error debe ser
similar a lo siguiente:

ResourceLimitExceeded: An error occurred (ResourceLimitExceeded) when calling 
the CreateTrainingJob operation: The account-level service limit 'ml.p3dn.24xlarge 
for training job usage' is 0 Instances, with current utilization of 0 Instances 
and a request delta of 1 Instances. 
Please contact AWS support to request an increase for this limit.

b. Una breve descripción de su caso de uso que requiere el aumento de la cuota de servicio.
7. Si desea agregar más solicitudes de aumento de cuota para otros recursos, elijaAgregar otra

solicitudRepita y repita los pasos anteriores.
8. SeleccionarEnviarpara finalizar la solicitud.
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Introducción a Amazon SageMaker
En este vídeo se indica cómo configurar y utilizar SageMaker Studio. (Longitud: 19:14)

Para poder utilizar Amazon SageMaker, debe crear unaAWSUna cuenta de y cree un usuario
administrador de IAM.

Después de completar estas tareas, pruebe las guías de introducción. Las guías le guía a través del
entrenamiento de su primer modelo mediante SageMaker Studio, o la consola de SageMaker y la API de
SageMaker.

Temas
• Configurar Amazon SageMaker (p. 39)
• Introducción a Amazon SageMaker Studio (p. 40)
• SageMaker JumpStart (p. 48)
• Introducción a instancias de bloc de notas de Amazon SageMaker (p. 58)

Configurar Amazon SageMaker
En esta sección, se registrará en unaAWSCree un usuario administrador de IAM e incorpore a Amazon
SageMaker Studio.

Si es la primera vez que utiliza SageMaker, le recomendamos que leaCómo funciona Amazon
SageMaker (p. 4).

Temas
• Creación de una cuenta de AWS (p. 39)
• Crear un grupo y usuario administrador de IAM  (p. 39)

Creación de una cuenta de AWS
En esta sección, se registrará en una cuenta de AWS. Si ya tiene una cuenta de AWS, omita este paso.

Al inscribirse en Amazon Web Services (AWS), laAWSSe inscribe automáticamente en todos losAWS,
incluido SageMaker. Solo se le cobrará por los servicios que utilice.

Para crear una cuenta de AWS

1. Abra https://portal.aws.amazon.com/billing/signup.
2. Siga las instrucciones en línea.

Parte del procedimiento de inscripción consiste en recibir una llamada telefónica e indicar un código de
verificación en el teclado del teléfono.

Anote su ID de cuenta de AWS, porque lo necesitará en la siguiente tarea.

Crear un grupo y usuario administrador de IAM
Al crear unAWSEn la cuenta de, obtiene una identidad de inicio de sesión único que tiene acceso completo
a todos losAWSLos servicios y los recursos de la cuenta. Esta identidad recibe el nombre en la cuenta de
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AWS de usuario raíz. Inicie sesión en laAWSMediante la dirección de correo electrónico y la contraseña
que utilizó para crear la cuenta, dispondrá de acceso completo a todos losAWSRecursos de su cuenta.

Le recomendamos fehacientemente que no utilice el usuario raíz en sus tareas cotidianas, incluso las
tareas administrativas. En lugar de ello, siga las instrucciones deCreación de usuarios de IAM individuales,
unAWS Identity and Access Management(IAM). A continuación, guarde las credenciales del usuario raíz en
un lugar seguro y utilícelas tan solo para algunas tareas de administración de cuentas y servicios.

Para crear un usuario administrador

• Cree un usuario administrador en su cuenta de AWS. Para obtener instrucciones, consulteCreación
del primer grupo de usuarios y administradores de IAMen laIAM User Guide.

Note

Suponemos que utiliza credenciales de usuario de administrador para los ejercicios y
procedimientos de esta guía. Si decide crear y utilizar otro usuario de IAM, otorgue a ese
usuario permisos mínimos. Para obtener más información, consulte Autenticación con
identidades (p. 2549).

Introducción a Amazon SageMaker Studio
Para utilizar Amazon SageMaker Studio y Amazon SageMaker Studio Notebooks, debe completar el
proceso de integración de Studio mediante la consola de SageMaker.

Al realizar la incorporación, puede optar por utilizarAWS Single Sign-On(AWS SSO) oAWS Identity and
Access Management(IAM) para los métodos de autenticación. Cuando utiliza la autenticación de IAM,
puede elegir laInicio rápidoo elConfiguración estándarprocedimiento de.

Note

Si incorpora la autenticación de IAM y desea cambiar aAWS SSOPara la autenticación más tarde,
debe eliminar el dominio que ha creado SageMaker Studio. A continuación, debe volver a importar
manualmente todos los blocs de notas y otros datos de usuario que haya creado. Para obtener
más información, consulte Eliminación de un dominio de Amazon SageMaker Studio (p. 46).

La forma más sencilla de crear una cuenta de Amazon SageMaker Studio es seguir laInicio
rápidoprocedimiento de. El inicio rápido utiliza la misma configuración predeterminada que elConfiguración
estándarProcedimientos. Estos ajustes incluyen portátiles compartibles y acceso público a Internet. Para
obtener mayor control, incluida la opción de usar la autenticación de AWS SSO, utilice los procedimientos
de configuración estándar .

AWS SSO Autenticación

Para utilizarAWS SSOCon Amazon SageMaker Studio, debe estar integrada enAWS SSOorganización.
Note

La cuenta de organización SSO debe estar en la mismaAWSRegión como Amazon SageMaker
Studio.

AWS SSOofrece las siguientes ventajas sobre la autenticación de IAM:

• Los miembros con acceso a Studio tienen una URL de inicio de sesión única que abre directamente
Studio y que inicia sesión con sus credenciales de inicio de sesión único. Cuando utilice la autenticación
de IAM, debe iniciar sesión a través de la consola de SageMaker.

• Las organizaciones administran a sus miembros en AWS SSO en lugar de en Studio. Puede conceder
acceso a Studio a varios miembros al mismo tiempo. Cuando utiliza la autenticación de IAM, debe
agregar y administrar miembros manualmente uno en uno mediante el panel de control de Studio.
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Temas
• Introducción a Amazon SageMaker Studio mediante el inicio rápido (p. 41)
• Incorporar a Amazon SageMaker Studio conAWS SSO (p. 42)
• Incorporación a Amazon SageMaker Studio mediante IAM (p. 44)
• Choose a VPC (Seleccionar una VPC) (p. 45)
• Eliminación de un dominio de Amazon SageMaker Studio (p. 46)

Introducción a Amazon SageMaker Studio mediante el
inicio rápido
En este tema se describe cómo incorporarse a Amazon SageMaker Studio mediante laInicio
rápidoprocedimiento, que utilizaAWS Identity and Access ManagementAutenticación (IAM). Para
obtener información sobre cómo realizar la integración mediante el procedimiento estándar de IAM,
consulteIncorporación mediante IAM (p. 44).

Para obtener información sobre cómo utilizar la incorporación AWS Single Sign-On (AWS SSO), consulte
Incorporación mediante SSO (p. 42).

Para acceder a Studio mediante Inicio rápido

1. Abra el iconoConsola de SageMaker.
2. SeleccionarAmazon SageMaker StudioEn la parte superior izquierda de la página.
3. En la páginaSageMaker Studiopágina, enIntroducción, elijaInicio rápido.
4. En User name (Nombre de usuario), mantenga el nombre predeterminado o cree un nuevo nombre. El

nombre puede tener hasta 63 caracteres. Caracteres válidos: A-Z, a-z, 0-9 y - (guión).
5. En Execution role (Rol de ejecución), elija una opción en el selector de roles.

Si eligeEspecificar un ARN de un rol de IAM personalizadoEl rol de debe tener, como mínimo, una
política de confianza adjunta que concede permisos a SageMaker para asumir el rol. Para obtener
más información, consulte Funciones de SageMaker (p. 2579).

Si elige Create a new role (Crear un nuevo rol), se abrirá el cuadro de diálogo Create an IAM role
(Crear un rol de IAM):

• Para los buckets de S3 que especifique, especifique buckets de S3 adicionales a los que puedan
acceder los usuarios de sus blocs de notas. Si no desea agregar acceso a más buckets, elija None
(Ninguno).

• Elija Create role (Crear rol). SageMaker crea un nuevo IAMAmazonSageMaker-
ExecutionPolicycon el rolAmazonSageMakerFullAccessAplicación de política en.

6. ParaProyectos, consultePermisos de SageMaker Studio necesarios para usar proyectos (p. 2345).
Para obtener más control, utilice el procedimiento de configuración estándar.

7. Elija Submit.
Note

Si recibe un mensaje de error que indica que necesita crear una VPC, consulteChoose a VPC
(Seleccionar una VPC) (p. 45).

En la páginaPanel de control de SageMaker Studio, enResumen del estudio, espere aEstadoCambie
aReady.

Cuando Status (Estado) está Ready (Listo), el nombre de usuario especificado está habilitado y
elegido. También están habilitados los botones Add user (Agregar usuario) y Delete user (Eliminar
usuario) así como el vínculo Open Studio (Abrir Studio) .
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8. Elija Open Studio (Abrir Studio). LaAmazon SageMaker StudioSe muestra la página de carga.

Cuando Studio se abra, puede comenzar a usarlo.

Ahora que se ha incorporado a SageMaker Studio, siga los pasos siguientes para acceder a Studio más
adelante.

Para acceder a Studio después de incorporarse

1. Abra el iconoConsola de SageMaker.
2. SeleccionarAmazon SageMaker StudioEn la parte superior izquierda de la página.
3. En la páginaPanel de control de Amazon SageMaker StudioElija su nombre de usuario y, a

continuación, elijaOpen Studio.

Para agregar más usuarios

1. En la páginaPanel de control de Amazon SageMaker Studio, elijaAñadir usuario.
2. Repita los pasos 4 y 5 del primer procedimiento, “Para incorporarse a Studio usando el inicio rápido.”
3. Elija Submit.

Para obtener más información sobre del uso de SageMaker Studio, consulteSageMaker Studio (p. 77).

Incorporar a Amazon SageMaker Studio conAWS
SSO
En este tema, se describe cómo incorporarse a Amazon SageMaker Studio medianteAWS
SSOautenticación. Para obtener información sobre cómo incorporarse conAWS Identity and Access
Management(IAM), consulteIncorporarse mediante el inicio rápido (p. 41)orIncorporación mediante
IAM (p. 44).

Para incorporarse a Studio usando AWS SSO

1. Abra el iconoConsola de SageMaker.
2. SeleccionarAmazon SageMaker StudioEn la parte superior izquierda de la página.
3. En la páginaSageMaker Studiopágina, enIntroducción, elijaConfiguración estándar.
4. ParaMétodo de autenticación, elijaAWSInicio de sesión único (SSO).
5. Si no dispone de unaAWS SSOEn la misma región que el dominio de SageMaker Studio, debe crear

unAWS SSOEn la misma región que el dominio de SageMaker Studio antes de continuar. Para
continuar incorporando sin crear un nuevoAWS SSO, elija laAWSIdentity and Access Management
(IAM)o el método de autenticaciónInicio rápido, que también utiliza IAM.

Para obtener información acerca de cómo configurar AWS SSO para su uso con Studio, consulte
Configuración deAWS SSOPara utilizar con Amazon SageMaker Studio (p. 43).

6. En Permission (Permiso), en Execution role for all users (Rol de ejecución para todos los usuarios),
elija una opción en el selector de roles.

Si eligeEspecificar un ARN de un rol de IAM personalizadoEl rol de debe tener, como mínimo, una
política de confianza adjunta que concede permisos a SageMaker para asumir el rol. Para obtener
más información, consulte Funciones de SageMaker (p. 2579).

Si elige Create a new role (Crear un nuevo rol), se abrirá el cuadro de diálogo Create an IAM role
(Crear un rol de IAM):
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a. Para los buckets de S3 que especifique, especifique buckets de S3 adicionales a los que puedan
acceder los usuarios de sus blocs de notas. Si no desea agregar acceso a más buckets, elija
None (Ninguno).

b. Elija Create role (Crear rol). SageMaker crea un nuevo IAMAmazonSageMaker-
ExecutionPolicycon el rolAmazonSageMakerFullAccessAplicación de política en.

7. ParaProyectos, consultePermisos de SageMaker Studio necesarios para usar proyectos (p. 2345).
8. UNDERRed y almacenamientoEspecifique lo siguiente:

• Para obtener más información de la VPC: Para obtener más información, consulteChoose a VPC
(Seleccionar una VPC) (p. 45).

• (Opcional)Almacenamiento de claves de cifrado— SageMaker utiliza unAWSpara cifrar los sistemas
de archivos de Amazon Elastic File System (Amazon EFS) y Amazon Elastic Block Store (Amazon
EBS) de forma predeterminada. Para utilizar un CMK administrado por el cliente, introduzca su
ID de clave o Nombre de recurso de Amazon (ARN) de. Para obtener más información, consulte
Protección mediante cifrado de datos en reposo (p. 2543).

9. Elija Assign users (Asignar usuarios). Se abre la página Assign users (Asignar usuarios) y muestra
una lista de los miembros de la organización.

10. Para asignar a los usuarios acceso a SageMaker Studio, active la casilla de verificación situada junto a
su nombre de usuario y elijaAsignar usuarios.

11. Envíe a cada usuario asignado el enlace Studio address (Dirección de Studio) que se muestra en
Studio Summary (Resumen de Studio). Los usuarios de AWS SSO usan esta dirección para acceder a
Studio.

Para acceder a Studio después de la incorporación

Después de tener acceso a Studio, se le enviará un correo electrónico invitándole a crear una contraseña y
activar su cuenta AWS SSO. El correo electrónico también contiene la dirección URL para iniciar sesión en
Studio.

Después de activar su cuenta, vaya a la URL de Studio, inicie sesión y espere a que se cree su perfil de
usuario. A continuación, y en las visitas posteriores, solo necesita esperar a que Studio se cargue.

Marque la URL de Studio. La dirección URL también está disponible en el Panel de control de Studio.

Para obtener más información sobre del uso de SageMaker Studio, consulteSageMaker Studio (p. 77).

Configuración deAWS SSOPara utilizar con Amazon SageMaker
Studio
Para utilizar la autenticación de AWS SSO, debe pertenecer a una organización de AWS SSO. Si no
pertenece a una organización de AWS SSO, puede crear una con el siguiente procedimiento.

Para crear una organización de AWS SSO

1. En la páginaSageMaker Studiopágina, enIntroducción, elijaConfiguración estándar.
2. Elija el enlace Configurar una cuenta para abrir la consola de AWS Single Sign-On (AWS SSO).
3. SeleccionarHabilitarAWSSSOelija y luego seleccione.CrearAWSorganización.

Cuando se haya creado la organización, se abrirá el panel de AWS SSO. AWS también le enviará un
correo electrónico para verificar la dirección de correo electrónico asociada a la organización.

4. Para agregar un usuario a su organización AWS SSO, en el panel de navegación, elija Users
(Usuarios).
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5. En la página Users (Usuarios), elija Add user (Añadir usuario). En User details (Detalles del usuario),
especifique todos los campos obligatorios. En Password (Contraseña), elija Send an email to the user
(Enviar un correo electrónico al usuario).

6. Seleccione Next (Siguiente): Groupsy luegoAñadir usuario.AWSenvía un correo electrónico al usuario
invitándole a crear una contraseña y activar suAWS SSOaccount.

7. Para agregar más usuarios, repita los pasos 4 a 6.

Vuelva a SageMaker Studio para continuar con la incorporación deAWS SSOautenticación.

Incorporación a Amazon SageMaker Studio mediante
IAM
En este tema se describe cómo incorporarse a Amazon SageMaker Studio mediante el procedimiento de
configuración estándar deAWS Identity and Access ManagementAutenticación (IAM). Para incorporar más
rápidamente mediante IAM, consulteIncorporarse mediante el inicio rápido (p. 41).

Para obtener información sobre cómo utilizar la incorporación AWS Single Sign-On (AWS SSO), consulte
Incorporación mediante SSO (p. 42).

Para incorporarse a Studio usando IAM

1. Abra el iconoConsola de SageMaker.
2. SeleccionarAmazon SageMaker StudioEn la parte superior izquierda de la página.
3. En la páginaSageMaker Studiopágina, enIntroducción, elijaConfiguración estándar.
4. ParaMétodo de autenticación, elijaAWSIdentity and Access Management (IAM).
5. En Permission (Permiso), en Execution role for all users (Rol de ejecución para todos los usuarios),

elija una opción en el selector de roles.

Si eligeEspecificar un ARN de un rol de IAM personalizadoEl rol de debe tener, como mínimo, una
política de confianza adjunta que concede permisos a SageMaker para asumir el rol. Para obtener
más información, consulte Funciones de SageMaker (p. 2579).

Si elige Create a new role (Crear un nuevo rol), se abrirá el cuadro de diálogo Create an IAM role
(Crear un rol de IAM):

a. Para los buckets de S3 que especifique, especifique buckets de S3 adicionales a los que puedan
acceder los usuarios de sus blocs de notas. Si no desea agregar acceso a más buckets, elija
None (Ninguno).

b. Elija Create role (Crear rol). SageMaker crea un nuevo IAMAmazonSageMaker-
ExecutionPolicycon el rolAmazonSageMakerFullAccessAplicación de política en.

6. ParaProyectos, consultePermisos de SageMaker Studio necesarios para usar proyectos (p. 2345).
7. UNDERRed y almacenamientoEspecifique lo siguiente:

• Para obtener más información de la VPC: Para obtener más información, consulteChoose a VPC
(Seleccionar una VPC) (p. 45).

• (Opcional)Almacenamiento de claves de cifrado— SageMaker utiliza unAWSpara cifrar los sistemas
de archivos de Amazon Elastic File System (Amazon EFS) y Amazon Elastic Block Store (Amazon
EBS) de forma predeterminada. Para utilizar un CMK administrado por el cliente, introduzca su
ID de clave o Nombre de recurso de Amazon (ARN) de. Para obtener más información, consulte
Protección mediante cifrado de datos en reposo (p. 2543).

8. Elija Submit.

En la páginaPanel de control de Amazon SageMaker Studio, enResumen del estudio, espere
aEstadoCambie aReadyy laAgregar usuarioque se va a habilitar.
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9. Elija Add user.
10. En la página Add user (Agregar usuario) mantenga el nombre predeterminado o cree un nombre

nuevo. El nombre puede tener hasta 63 caracteres. Caracteres válidos: A-Z, a-z, 0-9 y - (guión).

En Execution role (Rol de ejecución), elija una opción en el selector de roles.
11. Elija Submit. LaPanel de control de Amazon SageMaker Studiose abre con el nuevo usuario en la lista.

El botón Delete user (Eliminar usuario) y el vínculo Open Studio (Abrir Studio) están activados.
12. Para agregar más usuarios, repita los pasos del 7 al 9.

Cuando aparecen varios usuarios, no se elige a ninguno de los usuarios de la lista de usuarios. Elija
un usuario y el botón Delete user (Eliminar usuario) y el vínculo Open Studio (Abrir Studio) para ese
usuario están habilitados.

13. Elija Open Studio (Abrir Studio). LaAmazon SageMaker StudioSe abre la página de carga.

Cuando se abra SageMaker Studio, puede comenzar a usar Studio.

Ahora que se ha incorporado a SageMaker Studio, siga los próximos pasos para acceder a Studio
posteriormente.

Acceder a Studio después de la incorporación

1. Abra el iconoConsola de SageMaker.
2. SeleccionarAmazon SageMaker StudioEn la parte superior izquierda de la página.
3. En la páginaPanel de control de Amazon SageMaker Studio, elija su nombre de usuario y, a

continuación, elijaEstudio abierto.

Para obtener más información sobre del uso de SageMaker Studio, consulteSageMaker Studio (p. 77).

Choose a VPC (Seleccionar una VPC)
En este tema se proporciona información detallada sobre cómo elegir una Amazon Virtual Private
Cloud (VPC) cuando se incorpora a Amazon SageMaker Studio. Para obtener más información sobre la
incorporación a SageMaker Studio, consulte.Introducción a Amazon SageMaker Studio (p. 40).

De forma predeterminada, SageMaker Studio utiliza dos VPC. Amazon SageMaker gestiona una VPC y
proporciona acceso directo a Internet. Especifique la otra VPC, que proporciona tráfico cifrado entre el
dominio y el volumen de Amazon Elastic File System (EFS).

Puede cambiar este comportamiento para que Studio envíe todo el tráfico a través de su VPC
especificada. Al elegir esta opción, debe proporcionar las subredes, los grupos de seguridad y los
extremos de interfaz necesarios para comunicarse con la API de SageMaker y el tiempo de ejecución de
SageMaker, así como variosAWSStudio y sus blocs de notas de Studio, como Amazon Simple Storage
Service (Amazon S3) y Amazon CloudWatch.

Cuando se incorpora a Studio, se indica a Studio que envíe todo el tráfico a través de la VPC
estableciendo el tipo de acceso a la red enVPC solo.

Para especificar la información de la VPC

Cuando se especifican las entidades de VPC (es decir, la VPC, la subred o el grupo de seguridad) en el
procedimiento siguiente, se presenta una de las tres opciones en función del número de entidades que
tenga en elAWSRegión . El comportamiento es el siguiente:

• Una entidad: Studio utiliza esa entidad. Esto no se puede cambiar.
• Varias entidades: debe elegir las entidades en la lista desplegable.
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• Sin entidades: debe crear una o más entidades para utilizar Studio. SeleccionarCrear <entity>Para
abrir la consola de VPC en una nueva pestaña del navegador. Una vez creadas las entidades, vuelva
aIntroducciónpara continuar con el proceso de incorporación.

Este procedimiento forma parte del proceso de incorporación de SageMaker Studio cuando
elijaConfiguración estándar. La información de la VPC se especifica en la secciónRedsección.

1. Elija la VPC.
2. Elija una o varias subredes. Si no elige ninguna subred, SageMaker utilizará todas las subredes de la

VPC.
3. Seleccione el tipo de acceso de red.

• Sólo Internet público— El tráfico que no es EFS pasa a través de una VPC administrada por
SageMaker, que permite acceso a Internet. El tráfico entre el dominio y el volumen de Amazon EFS
se realiza a través de la VPC especificada.

• VPC solo: todo el tráfico de Studio se realiza a través de la VPC y subredes especificadas. El
acceso a Internet está deshabilitado de forma predeterminada.

4. Elija los grupos de seguridad. Si eligióSólo Internet público, este paso es opcional. Si eligióVPC
soloEste paso es necesario.

Note

Para obtener el número máximo de grupos de seguridad permitido, consulteUserSettings.

Para los requisitos de la VPC enVPC solo, consulteConnect de blocs de notas de SageMaker Studio a
recursos en una VPC (p. 2627).

Eliminación de un dominio de Amazon SageMaker
Studio
Cuando se incorpora a Amazon SageMaker Studio mediante la autenticación de IAM, Studio crea un
dominio para su cuenta. Un dominio consta de una lista de usuarios autorizados, valores de configuración
y un volumen de Amazon Elastic File System (Amazon EFS), que contiene datos para los usuarios,
incluidos blocs de notas, recursos y artefactos. Un usuario puede tener varias aplicaciones (aplicaciones)
que admiten la experiencia de lectura y ejecución de los blocs de notas, terminales y consolas del usuario.
Para obtener más información sobre el volumen EFS, consulteGestione su volumen de almacenamiento
EFS en SageMaker Studio (p. 126).

Para devolver Studio al estado en el que estaba antes de incorporarse, debe eliminar este dominio.
Puede eliminar el dominio mediante el Panel de control de Studio, elAWS Command Line Interface(AWS
CLI) o el SDK de SageMaker. Cuando utiliza el Panel de control de Studio para eliminar el dominio,
el volumen de Amazon EFS se desconecta pero no se elimina. El mismo comportamiento se
produce de forma predeterminada cuando se utiliza elAWS CLIo el SDK para eliminar el dominio. Sin
embargo, cuando se utiliza elAWS CLIo el SDK, puede establecer el parámetroRetentionPolicyDe
aHomeEfsFileSystem=DeletePara eliminar el volumen EFS junto con el dominio.

Debe eliminar el dominio si desea cambiar los modos de autenticación de IAM aAWS SSO.

Para eliminar un dominio, el dominio no puede contener ningún perfil de usuario. Para eliminar un perfil de
usuario, el perfil no puede contener ninguna aplicación que no haya presentado errores.

Cuando elimine estos recursos, se producirá lo siguiente:

• Aplicación: se guardan los datos (archivos y blocs de notas) en el directorio de inicio de un usuario. Se
pierden los datos del bloc de notas no guardados.
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• Perfil de usuario: el usuario ya no puede iniciar sesión en Studio y pierde el acceso a su directorio
principal, pero los datos no se eliminan. Un administrador puede recuperar los datos del volumen de
Amazon EFS en el que se almacenan en elAWSaccount.

Note

Debe tener permisos de administrador para eliminar un dominio.

Solo puede eliminar una aplicación cuyo estado sea InService, que se muestra como Ready (Listo) en
Studio. No es necesario eliminar una aplicación cuyo estado sea Failed para eliminar el dominio que la
contiene. En Studio, un intento de eliminar una aplicación en el estado fallido genera un error.

Temas
• Eliminación de un dominio de SageMaker Studio (Studio) (p. 47)
• Eliminación de un dominio de SageMaker Studio (CLI) (p. 47)

Eliminación de un dominio de SageMaker Studio (Studio)
Para eliminar un dominio

1. Abra el iconoConsola de SageMaker.
2. SeleccionarAmazon SageMaker StudioEn la parte superior izquierda de la página para abrir laPanel

de control de Amazon SageMaker Studio.
3. Repita los pasos siguientes para cada usuario en la lista User name (Nombre de usuario) .

a. Elija el usuario.
b. En la página User Details (Detalles del usuario), para cada aplicación que no haya presentado

errores de la lista Apps (Aplicaciones), seleccione Delete app (Eliminar aplicación).
c. En el cuadro de diálogo Delete app (Eliminar aplicación), elija Yes, delete app (Sí, eliminar

aplicación), escriba delete en el campo de confirmación y, a continuación, elija Delete (Eliminar).
d. Cuando el Status (Estado) de todas las aplicaciones se muestre como Deleted (Eliminado), elija

Delete user (Eliminar usuario).

Important

Cuando se elimina un usuario, pierde el acceso al volumen de Amazon EFS que contiene
sus datos, incluidos los blocs de notas y otros artefactos. Los datos no se eliminan y un
administrador puede acceder a ellos.

4. Cuando se eliminen todos los usuarios, elija Delete Studio (Eliminar Studio).
5. En el cuadro de diálogo Delete Studio (Eliminar Studio) elija Yes, delete Studio (Sí, eliminar Studio),

escriba delete en el campo de confirmación y, a continuación, elija Delete (Eliminar).

Eliminación de un dominio de SageMaker Studio (CLI)
Para eliminar un dominio

1. Recupere la lista de dominios de su cuenta.

aws --region Region sagemaker list-domains

2. Recupere la lista de aplicaciones para el dominio que se va a eliminar.
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aws --region Region sagemaker list-apps \
    --domain-id-equals DomainId

3. Elimine cada una de las aplicaciones de la lista.

aws --region Region sagemaker delete-app \
    --domain-id DomainId \
    --app-name AppName \
    --app-type AppType \
    --user-profile-name UserProfileName

4. Recupere la lista de perfiles de usuario en el dominio.

aws --region Region sagemaker list-user-profiles \
    --domain-id-equals DomainId

5. Elimine cada perfil de usuario de la lista.

aws --region Region sagemaker delete-user-profile \
    --domain-id DomainId \
    --user-profile-name UserProfileName

6. Elimine el dominio. Para eliminar también el volumen de Amazon EFS,
especifiqueHomeEfsFileSystem=Delete.

aws --region Region sagemaker delete-domain \
    --domain-id DomainId \
    --retention-policy HomeEfsFileSystem=Retain

SageMaker JumpStart
Important

Para utilizar nuevas funciones con una instancia de bloc de notas o una aplicación Studio
existente, debe reiniciar la instancia de bloc de notas o la aplicación Studio para obtener las
actualizaciones más recientes.

Puede utilizar SageMaker JumpStart para obtener información sobre las características y capacidades
de SageMaker a través de soluciones seleccionadas en un solo clic, cuadernos de ejemplo y modelos
preentrenados que puede implementar. También puede ajustar los modelos e implementarlos.

Para acceder a JumpStart, primero debe iniciar SageMaker Studio. Las funciones de JumpStart no están
disponibles en las instancias de portátiles de SageMaker y no se puede acceder a ellas a través de las API
de SageMaker o laAWSCLI

Abra JumpStart utilizando el iniciador JumpStart en elIntroduccióno eligiendo el icono JumpStart ( )
en elBarra lateral izquierda.

En el navegadorExplorador de archivos y recursos(el panel izquierdo), puede encontrar las opciones
de JumpStart. Desde aquí puede optar por buscar soluciones, modelos, portátiles y otros recursos en
JumpStart, o puede ver las soluciones, endpoints y trabajos de formación que se han lanzado actualmente.

Para ver qué tiene para ofrecer JumpStart, elija el icono de inicio de y, a continuación, elijaBrowse.
JumpStart se abre en una pestaña nueva en laÁrea de trabajo principal. Aquí puede buscar soluciones de
1-clic, modelos, cuadernos de ejemplo, blogs y tutoriales en vídeo.
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Important

Amazon SageMaker JumpStart pone a disposición cierto contenido de fuentes de terceros. Este
contenido puede estar sujeto a condiciones de licencia aparte. Usted es responsable de revisar y
cumplir con los términos de licencia aplicables y asegurarse de que sean aceptables para su caso
de uso antes de descargar o usar el contenido.

Uso de JumpStart
En la parte superior de la página JumpStart puedes usar la búsqueda para buscar temas de interés. 

Puedes encontrar los recursos de JumpStart usando la búsqueda o navegando por cada categoría que
sigue al panel de búsqueda:

• Soluciones de: lance soluciones integrales de aprendizaje automático que vinculan a SageMaker con
otrosAWSservicios con un solo clic.

• Modelos de texto— Implemente y ajuste los transformadores preentrenados para varios casos de uso de
procesamiento de lenguaje natural.
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• Modelos de visión: implemente y ajuste con un solo clic modelos preentrenados para la clasificación de
imágenes y la detección de objetos.

• Algoritmos de SageMaker: capacite e implemente algoritmos integrados de SageMaker para varios tipos
de problemas con estos cuadernos de ejemplo.

• Ejemplo de blocs de notas: ejecute cuadernos de ejemplo que utilicen funciones de SageMaker, como
capacitación de instancias puntuales y experimentos en una gran variedad de tipos de modelos y casos
de uso.

• Blogs: lea inmersiones profundas y soluciones de expertos en aprendizaje automático alojados en
Amazon.

• Tutoriales de vídeo: vea tutoriales en vídeo sobre las características de SageMaker y casos de uso de
aprendizaje automático de expertos de aprendizaje automático alojados en Amazon.

Solutions
Cuando elige una solución, JumpStart muestra una descripción de la solución y unLanzamiento deBotón.
Cuando haga clic enLanzamiento de, JumpStart crea todos los recursos necesarios para ejecutar la
solución, incluidas instancias de capacitación y alojamiento de modelos. Después de que JumpStart inicie
la solución, JumpStart muestra unAbrir CuadernoBotón. Puede hacer clic en el botón para utilizar los
portátiles proporcionados y explorar las características de la solución. A medida que los artefactos se
generan durante el lanzamiento o después de ejecutar los blocs de notas proporcionados, se enumeran
en la listaArtefactos generadosTabla de. Puedes eliminar artefactos individuales con el icono Papelera

( ). Puede eliminar todos los recursos de la solución seleccionandoElimine recursos de la solución.

Models
Los modelos están disponibles para una implementación rápida directamente desde JumpStart. También
puede ajustar algunos de estos modelos. Cuando navega por los modelos, puede desplazarse hasta las
secciones de implementación y afinar a laDescripciónsección. En el navegadorDescripción, puede obtener
más información sobre el modelo, incluyendo lo que puede hacer con el modelo, qué tipo de entradas y
salidas se esperan, y el tipo de datos que necesita si desea utilizar el aprendizaje de transferencia para
ajustar el modelo.

Implementación de un modelo
Cuando se implementa un modelo desde JumpStart, SageMaker aloja el modelo e implementa un extremo
que se puede utilizar para la inferencia. JumpStart también proporciona un cuaderno de ejemplo que
puede utilizar para acceder al modelo después de implementarlo.

Configuración de implementación de modelos
Después de elegir un modelo, elImplementar modeloSe abre. SeleccionarDeploymentConfigurationpara
configurar la implementación del modelo.
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El valor de tiempo de espera predeterminado deTipo de máquinaPara implementar un modelo depende
del modelo. El tipo de máquina es el hardware en el que se ejecuta el trabajo de formación. En el siguiente
ejemplo, elml.m5.largees el valor predeterminado para este modelo BERT en particular.

También puede cambiar elNombre de punto de enlace.
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Ajustar un modelo
La afinación entrena un modelo preentrenado en un nuevo conjunto de datos sin formación desde cero.
Este proceso, también conocido como aprendizaje de transferencia, puede producir modelos precisos con
conjuntos de datos más pequeños y menos tiempo de entrenamiento.

Ajuste de origen de datos
Al ajustar un modelo, puede usar el dataset predeterminado o elegir sus propios datos, que se encuentran
en un bucket S3.
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Para navegar por los cubos disponibles, elijaBuscar un bucket de S3. Estos depósitos están limitados
por los permisos utilizados para configurar su cuenta de Studio. También puede especificar un URI S3
seleccionandoIntroduzca la ubicación del depósito de S3.

Tip

Para saber cómo formatear los datos del depósito, elijaMás información. Además, la sección de
descripción del modelo contiene información detallada sobre entradas y salidas. 

Para modelos de texto:

• El bucket de debe tener un archivo data.csv.
• La primera columna debe ser un número entero para la etiqueta de clase. Por ejemplo: 1, 2, 3, 4, n.
• La segunda columna debe ser una cadena.
• La segunda columna debe tener el texto correspondiente que coincida con el tipo y el idioma del

modelo. 
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Para modelos de visión:

• El bucket debe tener tantos subdirectorios como el número de clases.
• Cada subdirectorio debe contener imágenes que pertenecen a esa clase en formato.jpg.

Note

El bucket de S3 debe estar en el mismoAWSRegión en la que está ejecutando SageMaker Studio
porque SageMaker no permite solicitudes entre regiones.

Ajuste de la configuración de implementación
La familia p3 se recomienda como la más rápida para el entrenamiento de aprendizaje profundo, y esto
se recomienda para ajustar un modelo. El siguiente gráfico muestra el número de GPU en cada tipo de
instancia. Hay otras opciones disponibles entre las que puede elegir, incluidos los tipos de instancia p2 y
g4.

Tipo de instancia GPU

p3.2xlarge 1

p3.8xlarge 4

p3.16xlarge 8

p3dn.24xlarge 8

Hyperparameters
Puede personalizar los hiperparámetros del trabajo de formación que se utilizan para ajustar el modelo. 

Si utiliza el dataset predeterminado para modelos de texto sin cambiar los hiperparámetros, obtendrá un
modelo casi idéntico. Para los modelos de visión, el conjunto de datos predeterminado es diferente del
conjunto de datos utilizado para entrenar los modelos preentrenados, por lo que su modelo es diferente
como resultado.

Dispone de las siguientes opciones de hiperparámetros:

• Épochs— Una época es un ciclo a través de todo el conjunto de datos. Varios intervalos completan
un lote, y varios lotes eventualmente completan una época. Varias épocas se ejecutan hasta que la
precisión del modelo alcanza un nivel aceptable, o en otras palabras, cuando la tasa de error cae por
debajo de un nivel aceptable.

• Learning rate (Tasa de aprendizaje)— La cantidad que los valores deben cambiarse entre épocas. A
medida que se refina el modelo, sus pesos internos están siendo empujados y las tasas de error se
verifican para ver si el modelo mejora. Una tasa de aprendizaje típica es de 0.1 o 0.01, donde 0.01 es
un ajuste mucho más pequeño y podría hacer que el entrenamiento tarde mucho tiempo en converger,
mientras que 0.1 es mucho más grande y puede causar que el entrenamiento se sobrepase. Es uno de
los hiperparámetros principales que puede ajustar para entrenar el modelo. Tenga en cuenta que para
los modelos de texto, una tasa de aprendizaje mucho menor (5e-5 para BERT) puede resultar en un
modelo más preciso.

• Tamaño del lote— El número de registros del conjunto de datos que se seleccionarán para cada
intervalo que se va a enviar a las GPU disponibles en el entrenamiento. En un ejemplo de imagen,
puede enviar 32 imágenes por GPU, por lo que 32 sería su tamaño de lote. Si elige un tipo de instancia
con más de una GPU, el lote se divide entre el número de GPU. El tamaño de lote sugerido varía
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dependiendo de los datos y el modelo que esté usando. Por ejemplo, la forma en que se optimizan los
datos de imagen difiere de la forma en que se manejan los datos de idioma. En el gráfico de tipos de
instancia de la sección de configuración de implementación, puede ver el número de GPU por tipo de
instancia. Comience con un tamaño de lote estándar recomendado (por ejemplo, 32 para un modelo
de visión). A continuación, multiplique esto por el número de GPU en el tipo de instancia que haya
seleccionado. Por ejemplo, si está utilizando unp3.8xlarge, esto sería 32 (tamaño de lote) *4 (GPU),
para un total de 128 según el tamaño del lote ajustado para el número de GPU. Para un modelo de
texto como BERT, intente comenzar con un tamaño de lote de 64 y, a continuación, reduzca según sea
necesario.

Salida de capacitación
Una vez finalizado el proceso de ajuste, JumpStart proporciona información sobre el modelo: modelo
principal, nombre del trabajo de formación, nombre de recurso de Amazon (ARN) del trabajo de formación,
tiempo de formación y ruta de salida. La ruta de salida es donde puede encontrar su nuevo modelo en un
bucket S3. La estructura de carpetas utiliza el nombre del modelo proporcionado y el archivo de modelo se
encuentra en un/outputsubcarpeta y siempre se llamamodel.tar.gz. 

Ejemplo: s3://bucket/model-name/output/model.tar.gz

Pasos siguientes
Para una inmersión profunda en las características de Studio:
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• Tour por Amazon SageMaker (p. 58)— Un recorrido de extremo a extremo por las principales
características de SageMaker Studio.

Tour por Amazon SageMaker
Para ver un tutorial que le llevará a un recorrido por las principales características de Amazon SageMaker
Studio, consulte laxgboost_customer_churn_studio.ipynbcuaderno de muestra delEjemplos aws/amazon-
sagemaker-. El código del bloc de notas entrena varios modelos y configura el depurador de SageMaker
y el monitor de modelos de SageMaker. En este tutorial se muestra cómo ver las pruebas, comparar los
modelos resultantes, mostrar los resultados del depurador e implementar el mejor modelo mediante la
interfaz de usuario de SageMaker Studio. No necesita entender el código para seguir esta explicación.

Para obtener una serie de vídeos que muestran cómo utilizar las principales características de SageMaker
Studio, consulteNUEVO! Amazon SageMaker Studioen YouTube.

Requisitos previos

Para ejecutar el bloc de notas para este recorrido, necesita:

• Un registroAWS SSOUna cuenta de IAM para iniciar sesión en Studio. Para obtener información,
consulte Introducción a Amazon SageMaker Studio (p. 40).

• Estar familiarizado con la interfaz de usuario de Studio y los blocs de notas de Jupyter. Para obtener
información, consulte Descripción de la interfaz de usuario de Amazon SageMaker Studio (p. 77).

• Una copia de laEjemplos aws/amazon-sagemaker-en el entorno de Studio.

Para clonar el repositorio

1. Inicie sesión en SageMaker Studio. Para los usuarios de AWS SSO, inicie sesión con la URL incluida
en el correo electrónico de invitación. Para los usuarios de IAM, siga estos pasos.

a. Inicie sesión en laConsola de SageMaker.
b. Elige Amazon SageMaker Studio en el panel de navegación izquierdo.
c. Elija Open Studio (Abrir Studio) en la fila junto a su nombre de usuario.

2. En el menú superior, elija File (Archivo) y, a continuación, New (Nuevo) y Terminal.
3. En el símbolo del sistema, ejecute el siguiente comando de la .

git clone https://github.com/aws/amazon-sagemaker-examples.git

Note

Si encuentra un error al ejecutar el bloc de notas de ejemplo y ha transcurrido algún tiempo
desde que clonó el repositorio, revise el bloc de notas en el repositorio remoto para obtener
actualizaciones.

Introducción a instancias de bloc de notas de
Amazon SageMaker

Una de las mejores maneras para que los profesionales del aprendizaje automático (ML) utilicen Amazon
SageMaker es capacitar e implementar modelos ML mediante instancias de portátiles de SageMaker. Las
instancias de portátiles de SageMaker ayudan a crear el entorno iniciando servidores Jupyter en Amazon
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Elastic Compute Cloud (Amazon EC2) y proporcionando núcleos preconfigurados con los siguientes
paquetes: el SDK de Amazon SageMaker Python,AWS SDK for Python (Boto3),AWS Command Line
Interface(AWS CLI), Conda, Pandas, bibliotecas de framework de aprendizaje profundo y otras bibliotecas
para ciencias de datos y aprendizaje automático.

Machine Learning con el SDK de Python de
SageMaker
Para entrenar, validar, implementar y evaluar un modelo ML en una instancia de notebook de SageMaker,
utilice el SDK de Python de SageMaker. Los abstractos del SDK de Python de SageMakerAWS
SDK for Python (Boto3)y las operaciones de la API de SageMaker. Le permite integrarse y orquestar
otrasAWSComo Amazon Simple Storage Service (Amazon S3) para guardar datos y artefactos de
modelos, Amazon Elastic Container Registry (ECR) para la importación y el mantenimiento de los modelos
ML, Amazon Elastic Compute Cloud (Amazon EC2) para la capacitación y la inferencia.

También puede aprovechar las funciones de SageMaker que le ayudan a manejar cada etapa de un ciclo
de ML completo: etiquetado de datos, preprocesamiento de datos, formación de modelos, implementación
de modelos, evaluación del rendimiento de predicción y monitoreo de la calidad del modelo en producción.

Si es un usuario nuevo de SageMaker, le recomendamos que utilice el SDK de Python de SageMaker,
siguiendo el tutorial de ML integral. Para encontrar la documentación de código abierto, consulte laSDK
para Amazon SageMaker.

Información general del tutorial
Este tutorial de introducción le guiará a través de cómo crear una instancia de bloc de notas de
SageMaker, abrir un cuaderno Jupyter con un núcleo preconfigurado con el entorno Conda para el
aprendizaje automático e iniciar una sesión de SageMaker para ejecutar un ciclo ML de extremo a
extremo. Aprenderá a guardar un conjunto de datos en un bucket predeterminado de Amazon S3
emparejado automáticamente con la sesión de SageMaker, enviar un trabajo de formación de un modelo
ML a Amazon EC2 e implementar el modelo capacitado para la predicción mediante hospedaje o inferción
por lotes a través de Amazon EC2.

Este tutorial muestra explícitamente un flujo ML completo de entrenamiento del modelo XGBoost desde
el grupo de modelos integrado de SageMaker. Puede utilizar elDatos del censo de adultos de EE.UU., y
usted evalúa el rendimiento del modelo entrenado de SageMaker XGBoost en la predicción de los ingresos
de los individuos.

• SageMaker XGBoost— ElXGBoost deestá adaptado al entorno de SageMaker y preconfigurado como
contenedores Docker. SageMaker ofrece un conjunto dealgoritmos integradosque están preparados
para usar las funciones de SageMaker. Para obtener más información sobre qué algoritmos de ML
se adaptan a SageMaker, consulteElegir un algoritmoyUso de algoritmos integrados de Amazon
SageMaker. Para ver las operaciones de API de algoritmo integrado de SageMaker, consulteAlgoritmos
de origenen laSDK para Amazon SageMaker.

• Datos del censo de adultos— El conjunto de datos delBase de datos de la oficina del, de Ronny Kohavi y
Barry Becker (Data Mining and Visualization, Silicon Graphics). El modelo XGBoost de SageMaker está
entrenado usando este conjunto de datos para predecir si un individuo gana más de $50,000 al año o
menos.

Temas
• Paso 1: Crear una instancia de bloc de notas de Amazon SageMaker (p. 60)
• Paso 2: Crear un bloc de notas Jupyter (p. 61)
• Paso 3: Descargar, explorar y transformar un conjunto de datos de (p. 62)
• Paso 4: Capacitación de un modelo (p. 66)
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de notas de Amazon SageMaker

• Paso 5: Implementación del modelo en Amazon EC2 (p. 70)
• Paso 6: Evaluar el modelo (p. 73)
• Paso 7: Eliminación (p. 76)

Paso 1: Crear una instancia de bloc de notas de
Amazon SageMaker
Una instancia de bloc de notas de Amazon SageMaker es una instancia de computación de Amazon
Elastic Compute Cloud (Amazon EC2) totalmente administrada que se ejecuta en la aplicación de bloc de
notas de Jupyter. Puede utilizar la instancia de bloc de notas para crear y administrar blocs de notas de
Jupyter para preprocesar datos y para capacitar e implementar modelos de aprendizaje automático.

Para crear una instancia con bloc de notas de SageMaker

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.
2. SeleccionarInstancia de blocelija y luego seleccione.Creación de instancia.
3. En la página Create notebook instance (Crear instancia de bloc de notas), facilite la siguiente

información (si no se menciona un campo, deje los valores predeterminados):

a. Para Notebook instance name (Nombre de instancia de bloc de notas), escriba un nombre para su
instancia de bloc de notas.

b. En Instance type (Tipo de instancia), elija ml.t2.medium. Este es el tipo de instancia más
económica que admiten las instancias de bloc de notas y es suficiente para este ejercicio. Si
unaml.t2.mediumEl tipo de instancia no está disponible en suAWSRegión, elijaml.t3.medium.

c. ParaRol de IAM, elijaCreate a new role (Crear un nuevo rol)elija y luego seleccione.Creación
de un rol. Este rol de IAM obtiene automáticamente permisos para obtener acceso a cualquier
bucket de S3 que tengasagemakeren el nombre. Obtiene estos permisos a través de
laAmazonSageMakerFullAccessLa política de, que SageMaker asocia al rol.

Note

Si desea conceder el permiso de rol de IAM para acceder a los depósitos de S3
sinsagemakerEn el nombre, debe adjuntar elS3FullAccesso limitar los permisos a
depósitos de S3 específicos para el rol de IAM. Para obtener más información y ejemplos
de cómo agregar políticas de depósito a la función de IAM, consulteEjemplos de política
de bucket.

d. Elija Create notebook instance (Crear instancia con bloc de notas).

En unos minutos, SageMaker lanzará una instancia de computación de aprendizaje automático,
en este caso, una instancia de bloc de notas, y asociará un volumen de almacenamiento de
Amazon EBS a ella. La instancia de bloc de notas cuenta con un servidor de bloc de notas
de Jupyter configurado previamente, SageMaker yAWSBibliotecas de SDK y un conjunto de
bibliotecas de Anaconda.

Para obtener más información sobre cómo crear una instancia de bloc de notas de SageMaker,
consulteCreación de una instancia del bloc de notas.

(Opcional) Cambiar la configuración de instancia de Notebook de
SageMaker
Si desea cambiar el tipo de instancia informática ML o el tamaño del almacenamiento de Amazon EBS
de una instancia de bloc de notas de SageMaker que ya está creada, puede editar la configuración de la
instancia del bloc de notas.
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Para cambiar y actualizar el tipo de instancia de SageMaker Notebook y el volumen de EBS

1. En la páginaInstancia de blocen la consola de SageMaker, elija su instancia de bloc de notas.
2. SeleccionarActions, elijadetieney espere hasta que la instancia del bloc de notas se detenga por

completo.
3. Después de que el estado de la instancia del portátil cambie aDetenida, elijaActionselija y luego

seleccione.Actualizar configuración.

a. ParaTipo de instancia de bloc, elija un tipo de instancia ML diferente.
b. ParaVolume size en GB, escriba un entero diferente para especificar un nuevo tamaño de

volumen de EBS.
Note

Los volúmenes de almacenamiento de EBS están cifrados, por lo que SageMaker no
puede determinar la cantidad de espacio libre disponible en el volumen. Por este motivo,
puede aumentar el tamaño del volumen al actualizar una instancia de bloc de notas, pero
no puede reducir el tamaño del volumen. Si desea reducir el tamaño del volumen de
almacenamiento de aprendizaje automático en uso, cree otra instancia de bloc de notas
con el tamaño deseado.

4. En la parte inferior de la página, elijaActualizar bloc de notas.
5. Cuando finalice la actualización,iniciala instancia del bloc de notas con la nueva configuración.

Para obtener más información acerca de la actualización de la configuración de instancia de bloc de notas
de SageMakerActualización de una instancia de bloc.

(Opcional) Configuración avanzada para las instancias de
SageMaker Notebook
El siguiente vídeo tutorial muestra cómo configurar y utilizar instancias de portátiles de SageMaker a
través de la consola de SageMaker con opciones avanzadas, como la configuración del ciclo de vida de
SageMaker y la importación de repositorios de GitHub. (Duración: 26:04)

Para obtener documentación completa sobre la instancia de notebook de SageMaker, consulteUso de las
instancias del bloc de notas Amazon SageMaker.

Paso 2: Crear un bloc de notas Jupyter
Para comenzar a crear secuencias de comandos para la formación y la implementación de su modelo, cree
un cuaderno Jupyter en la instancia de bloc de notas de SageMaker. Utilizando el cuaderno Jupyter, puede
realizar experimentos de aprendizaje automático (ML) para entrenamiento e inferencia mientras accede a
las funciones de SageMaker y alAWSInfraestructura.

Para crear un bloc de notas de Jupyter, realice el siguiente procedimiento:

1. Abra la instancia del bloc de notas como sigue:

a. Inicie sesión en la consola de SageMaker enhttps://console.aws.amazon.com/sagemaker/.
b. En la páginaInstancia de bloc, abra la instancia de su bloc de notas seleccionandoAbrir

JupyterLabpara la interfaz JupyterLab oAbrir Jupyterpara ver la vista clásica de Jupyter.
Note

Si el estado de instancia de bloc de notasPendienteen laEstadoLa instancia de bloc de
notas está en proceso de creación. El estado cambiará aInServiceCuando la instancia
del bloc de notas está lista para utilizarla.
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2. Cree un bloc de notas tal y como se

• Si ha abierto el bloc de notas en la vista JupyterLab ver, en laArchivoElija, elijaNewelija y luego
seleccione.Bloc de notas de. En Select Kernel (Seleccionar kernel), elija conda_python3. Este
entorno preinstalado incluye la instalación de Anaconda predeterminada y Python 3.

• Si ha abierto el bloc de notas en la vista Jupyter, en laArchivos, elijaNewelija y luego
seleccione.conda_python3. Este entorno preinstalado incluye la instalación de Anaconda
predeterminada y Python 3.

3. Guarde los cuadernos de la siguiente manera:

• En la vista JupyterLab, elijaArchivo, elijaGuardar bloc de notas como...y cambie el nombre del bloc
de notas.

• En la vista clásica de Jupyter, elijaArchivo, elijaGuardar como...y cambie el nombre del bloc de
notas.

Paso 3: Descargar, explorar y transformar un conjunto
de datos de
En este paso, cargue elDatos del censo de adultosa su instancia de bloc de notas usando elBiblioteca
SHAP (ShapLY Aditive Explications)En, revise el conjunto de datos, transfórmelos y actualícelos en
Amazon S3.

Para ejecutar el siguiente ejemplo, pegue el código de ejemplo en una celda en la instancia del bloc de
notas.

Cargar conjunto de datos censales de adultos mediante SHAP
Mediante la biblioteca SHAP, importe el conjunto de datos del censo de adultos como se muestra a
continuación:

import shap
X, y = shap.datasets.adult()
X_display, y_display = shap.datasets.adult(display=True)
feature_names = list(X.columns)
feature_names

Note

Si el núcleo actual de Jupyter no tiene la biblioteca SHAP, instálelo ejecutando la
siguientecondaComando de la :

%conda install -c conda-forge shap

Si está utilizando JupyterLab, debe actualizar manualmente el núcleo después de que se hayan
completado la instalación y las actualizaciones. Ejecute el siguiente script IPython para apagar el
kernel (el kernel se reiniciará automáticamente):

import IPython
IPython.Application.instance().kernel.do_shutdown(True)

Lafeature_namesdebe devolver la siguiente lista de características:

['Age',
 'Workclass',
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 'Education-Num',
 'Marital Status',
 'Occupation',
 'Relationship',
 'Race',
 'Sex',
 'Capital Gain',
 'Capital Loss',
 'Hours per week',
 'Country']

Tip

Si comienza con datos sin etiqueta, puede utilizar Amazon SageMaker Ground Truth para crear
un flujo de trabajo de etiquetado de datos en cuestión de minutos. Para obtener más información,
consulteDatos de etiqueta.

Información general del conjunto de datos
Ejecute la siguiente secuencia de comandos para mostrar la vista general estadística del conjunto de datos
y los histogramas de las entidades numéricas.

display(X.describe())
hist = X.hist(bins=30, sharey=True, figsize=(20, 10))

Tip

Si desea utilizar un conjunto de datos que necesita limpiarse y transformarse, puede simplificar y
simplificar el procesamiento previo de datos y la ingeniería de características mediante Amazon
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SageMaker Data Wrangler. Para obtener más información, consultePreparar datos ML con
Amazon SageMaker Data Wrangler.

Dividir el conjunto de datos en conjuntos de datos de tren,
validación y prueba
Con Sklearn, divida el conjunto de datos en un conjunto de datos de entrenamiento y un conjunto de
pruebas. El conjunto de datos se ordena aleatoriamente con la semilla aleatoria fija: 80 por ciento del
conjunto de datos para el conjunto de entrenamiento y 20 por ciento para un conjunto de pruebas.

from sklearn.model_selection import train_test_split
X_train, X_test, y_train, y_test = train_test_split(X, y, test_size=0.2, random_state=1)
X_train_display = X_display.loc[X_train.index]

Divida el conjunto de entrenamiento para separar un conjunto de validación. El 75% del conjunto de
entrenamiento se convierte en el conjunto de entrenamiento final y el resto es el conjunto de validación.

X_train, X_val, y_train, y_val = train_test_split(X_train, y_train, test_size=0.25,
 random_state=1)
X_train_display = X_display.loc[X_train.index]
X_val_display = X_display.loc[X_val.index]

Usando el paquete pandas, alinee explícitamente cada dataset concatenando las entidades numéricas con
las etiquetas verdaderas.

import pandas as pd
train = pd.concat([pd.Series(y_train, index=X_train.index,
                             name='Income>50K', dtype=int), X_train], axis=1)
validation = pd.concat([pd.Series(y_val, index=X_val.index,
                            name='Income>50K', dtype=int), X_val], axis=1)
test = pd.concat([pd.Series(y_test, index=X_test.index,
                            name='Income>50K', dtype=int), X_test], axis=1)

Compruebe si el conjunto de datos está dividido y estructurado como se esperaba:

train

validation

64

https://docs.aws.amazon.com/sagemaker/latest/dg/data-wrangler.html
https://docs.aws.amazon.com/sagemaker/latest/dg/data-wrangler.html


Amazon SageMaker Developer Guide
Paso 3: Descargue, explore y transforme datos

test

Convertir los conjuntos de datos de tren y validación en archivos
CSV
Convertir eltrainyvalidationa archivos CSV para que coincidan con el formato de archivo de entrada
para el algoritmo XGBoost.

# Use 'csv' format to store the data
# The first column is expected to be the output column
train.to_csv('train.csv', index=False, header=False)
validation.to_csv('validation.csv', index=False, header=False)

Cargar los conjuntos de datos en Amazon S3
Con SageMaker y Boto3, cargue los conjuntos de datos de formación y validación en el bucket
predeterminado de Amazon S3. Los conjuntos de datos del bucket S3 serán utilizados por una instancia de
SageMaker optimizada para cómputos en Amazon EC2 para la formación.

El siguiente código configura el URI de bucket S3 predeterminado para la sesión actual de SageMaker,
crea un nuevodemo-sagemaker-xgboost-adult-income-predictiony carga los conjuntos de datos
de capacitación y validación en la carpetadatasubcarpeta.
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import sagemaker, boto3, os
bucket = sagemaker.Session().default_bucket()
prefix = "demo-sagemaker-xgboost-adult-income-prediction"

boto3.Session().resource('s3').Bucket(bucket).Object(
    os.path.join(prefix, 'data/train.csv')).upload_file('train.csv')
boto3.Session().resource('s3').Bucket(bucket).Object(
    os.path.join(prefix, 'data/validation.csv')).upload_file('validation.csv')

Ejecute lo siguienteAWS CLIPara comprobar si los archivos CSV se cargan correctamente en el bucket de
S3.

! aws s3 ls {bucket}/{prefix}/data --recursive

Esto debería devolver la siguiente salida:

Paso 4: Capacitación de un modelo
LaSDK para Amazon SageMakerproporciona estimadores de marco y estimadores genéricos para
entrenar su modelo mientras orquesta el ciclo de vida de aprendizaje automático (ML) accediendo a
las funciones de SageMaker para el entrenamiento y elAWS, como Amazon Elastic Container Registry
(Amazon ECR), Amazon Elastic Compute Cloud (Amazon EC2), Amazon Simple Storage Service (Amazon
S3). Para obtener más información acerca de los estimadores de marcos integrados de SageMaker y los
estimadores de algoritmos, consulteMarcosyAlgoritmos de origenrespectivamente en elSDK para Amazon
SageMaker.

Temas
• Elegir el algoritmo de capacitación (p. 66)
• Creación y ejecución de un Job de capacitación (p. 66)

Elegir el algoritmo de capacitación
Para elegir el algoritmo adecuado para su conjunto de datos, normalmente necesita evaluar
diferentes modelos para encontrar los modelos más adecuados para sus datos. Para la simplicidad, el
SageMakerAlgoritmo XGBoost (p. 1580)algoritmo incorporado se utiliza a lo largo de este tutorial sin la
evaluación previa de los modelos.

Tip

Si desea que SageMaker encuentre un modelo adecuado para su conjunto de datos tabular,
utilice el piloto automático de Amazon SageMaker que automatiza una solución de aprendizaje
automático. Para obtener más información, consulte Automatice el desarrollo de modelos con
Autopilot de Amazon SageMaker (p. 155).

Creación y ejecución de un Job de capacitación
Después de descubrir qué modelo usar, comience a construir un estimador de SageMaker para el
entrenamiento. En este tutorial se utiliza el algoritmo integrado de XGBoost para el estimador genérico de
SageMaker.

Para ejecutar un trabajo de capacitación de modelo

1. Importar elSDK para Amazon SageMakery comience recuperando la información básica de su sesión
actual de SageMaker.
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import sagemaker

region = sagemaker.Session().boto_region_name
print("AWS Region: {}".format(region))

role = sagemaker.get_execution_role()
print("RoleArn: {}".format(role))

Devuelve la siguiente información:

• region— ElAWSRegión en la que se está ejecutando la instancia de bloc de notas de SageMaker.
• roleFunción de IAM utilizada por la instancia de bloc de notas.

Note

Compruebe la versión del SDK de Python de SageMaker
ejecutandosagemaker.__version__. Este tutorial se basa ensagemaker>=2.20. Si el
SDK está desactualizado, instale la versión más reciente ejecutando el siguiente comando:

! pip install -qU sagemaker

Si ejecuta esta instalación en las instancias de SageMaker Studio o del portátil que salen,
debe actualizar manualmente el núcleo para terminar de aplicar la actualización de la versión.

2. Cree un estimador XGBoost usando la herramientasagemaker.estimator.Estimatorclase. En el
siguiente código de ejemplo, el estimador XgBoost se denominaxgb_model.

from sagemaker.debugger import Rule, rule_configs
from sagemaker.session import TrainingInput

s3_output_location='s3://{}/{}/{}'.format(bucket, prefix, 'xgboost_model')

container=sagemaker.image_uris.retrieve("xgboost", region, "1.2-1")
print(container)

xgb_model=sagemaker.estimator.Estimator(
    image_uri=container,
    role=role,
    instance_count=1,
    instance_type='ml.m4.xlarge',
    train_volume_size=5,
    output_path=s3_output_location,
    sagemaker_session=sagemaker.Session(),
    rules=[Rule.sagemaker(rule_configs.create_xgboost_report())]
)

Para crear el estimador de SageMaker, especifique los siguientes parámetros:

• image_uri— Especifique el URI de imagen del contenedor de entrenamiento. En este
ejemplo, el URI del contenedor de formación XGBoost de SageMaker se especifica
mediantesagemaker.image_uris.retrieve.

• role— ElAWS Identity and Access Management(IAM) que SageMaker utiliza para realizar tareas
en su nombre (por ejemplo, la lectura de resultados de capacitación, la escritura de artefactos de
modelos de Amazon S3 y la escritura de resultados de capacitación en Amazon S3).

• instance_countyinstance_type— El tipo y el número de instancias de computación
de Amazon EC2 ML que se utilizan para la capacitación de modelos. Para este ejercicio de
entrenamiento debe utilizar unaml.m4.xlarge, que tiene 4 CPU, 16 GB de memoria, un
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almacenamiento de Amazon Elastic Block Store (Amazon EBS) y un alto rendimiento de red. Para
obtener más información acerca de los tipos de instancias de proceso EC2, consulte.Tipos de
instancias de Amazon EC2. Para obtener más información acerca de la facturación, consultePrecios
de Amazon SageMaker.

• volume_size: el tamaño, en GB, del volumen de almacenamiento de EBS que va a asociar
a la instancia de capacitación. Debe ser lo suficientemente grande para almacenar datos de
capacitación si utilizaFileModo (Fileestá activado de forma predeterminada).

• output_path— La ruta al bucket de S3 donde SageMaker almacena el artefacto del modelo y los
resultados del entrenamiento.

• sagemaker_session— El objeto de sesión que administra las interacciones con las operaciones
de la API de SageMaker y otrasAWSque utiliza el trabajo de formación.

• rulesEspecifique una lista de las reglas integradas del depurador de SageMaker. En este ejemplo,
a la accióncreate_xgboost_report()crea un informe XGBoost que proporciona información
sobre el progreso y los resultados del entrenamiento. Para obtener más información, consulte
Informe de formación XGBoost del depurador de SageMaker (p. 1786).

Tip

Si desea ejecutar un entrenamiento distribuido de modelos de aprendizaje profundo de gran
tamaño, como redes neuronales convolucionales (CNN) y modelos de procesamiento de
lenguaje natural (PNL), utilice SageMaker Distributed para paralelismo de datos o paralelismo
de modelos. Para obtener más información, consulte Bibliotecas de formación distribuidas de
Amazon SageMaker (p. 1850).

3. Establezca los hiperparámetros para el algoritmo XGBoost llamando alset_hyperparametersEl
método del estimador. Para obtener una lista completa de los hiperparámetros de XGBoost,
consulteHiperparámetros de XGBoost (p. 1588).

xgb_model.set_hyperparameters(
    max_depth = 5,
    eta = 0.2,
    gamma = 4,
    min_child_weight = 6,
    subsample = 0.7,
    objective = "binary:logistic",
    num_round = 1000
)

Tip

También puede ajustar los hiperparámetros mediante la función de optimización de
hiperparámetros de SageMaker. Para obtener más información, consulte Realice un
SageMaker (p. 1821).

4. UsarTrainingInputpara configurar un flujo de entrada de datos para el entrenamiento. En el
siguiente código de ejemplo se muestra cómo configurarTrainingInputpara utilizar los conjuntos
de datos de formación y validación que ha subido a Amazon S3 en elDividir el conjunto de datos en
conjuntos de datos de tren, validación y prueba (p. 64)sección.

from sagemaker.session import TrainingInput

train_input = TrainingInput(
    "s3://{}/{}/{}".format(bucket, prefix, "data/train.csv"), content_type="csv"
)
validation_input = TrainingInput(
    "s3://{}/{}/{}".format(bucket, prefix, "data/validation.csv"), content_type="csv"
)
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5. Para iniciar la capacitación de modelos, llame alfitcon los conjuntos de datos de capacitación y
validación. Al configurar elwait=True, elfitEl método muestra los registros de progreso y espera
hasta que la capacitación se complete.

xgb_model.fit({"train": train_input, "validation": validation_input}, wait=True)

Para obtener más información acerca del modelo de capacitación, consulte Capacitación de modelos
con Amazon SageMaker (p. 9). Este trabajo de capacitación de tutorial puede tardar hasta diez
minutos.

Una vez finalizado el trabajo de formación, puede descargar un informe de formación de XGBoost y
un informe de creación de perfiles generado por SageMaker Debugger. El informe de formación de
XGBoost le ofrece información sobre el progreso y los resultados del entrenamiento, como la función
de pérdida con respecto a la iteración, la importancia de las funciones, la matriz de confusión, las
curvas de precisión y otros resultados estadísticos del entrenamiento. Por ejemplo, puede encontrar la
siguiente curva de pérdida en el informe de entrenamiento de XGBoost que indica claramente que hay
un problema de sobreajuste.

Ejecute el código siguiente para especificar el URI de bucket S3 donde se generan los informes de
formación del depurador y compruebe si los informes existen.

rule_output_path = xgb_model.output_path + "/" + xgb_model.latest_training_job.name +
 "/rule-output"
! aws s3 ls {rule_output_path} --recursive

Descargue los informes de formación y creación de perfiles de Debugger XGBoost en el espacio de
trabajo actual:
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! aws s3 cp {rule_output_path} ./ --recursive

Ejecute la siguiente secuencia de comandos IPython para obtener el enlace de archivo del informe de
formación de XgBoost:

from IPython.display import FileLink, FileLinks
display("Click link below to view the XGBoost Training report",
 FileLink("CreateXgboostReport/xgboost_report.html"))

La siguiente secuencia de comandos IPython devuelve el vínculo de archivo del informe de creación
de perfiles del depurador que muestra resúmenes y detalles de la utilización de recursos de instancia
de EC2, los resultados de detección de cuellos de botella del sistema y los resultados de creación de
perfiles de operaciones de Python:

profiler_report_name = [rule["RuleConfigurationName"] 
                        for rule in xgb_model.latest_training_job.rule_job_summary() 
                        if "Profiler" in rule["RuleConfigurationName"]][0]
profiler_report_name
display("Click link below to view the profiler report", FileLink(profiler_report_name
+"/profiler-output/profiler-report.html"))

Tip

Si los informes HTML no representan gráficos en la vista JupyterLab, debe elegirHTML de
confianzaen la parte superior de los informes.
Para identificar problemas de formación, como el sobreajuste, los gradientes de fuga y otros
problemas que impidan la convergencia del modelo, utilice el depurador de SageMaker
y realice acciones automatizadas durante la creación de prototipos y el entrenamiento
de sus modelos ML. Para obtener más información, consulte Depurador de Amazon
SageMaker (p. 1645). Para encontrar un análisis completo de los parámetros del modelo,
consulte laExplicación con el depurador de Amazon SageMakercuaderno de ejemplo.

Ahora tiene un modelo de XGBoost entrenado. SageMaker almacena el artefacto del modelo en su bucket
de S3. Para encontrar la ubicación del artefacto del modelo, ejecute el código siguiente para imprimir el
atributo model_data del objetoxgb_modelEstimador:

xgb_model.model_data

Tip

Para medir los sesgos que pueden producirse durante cada etapa del ciclo de vida de ML
(recopilación de datos, capacitación y ajuste de modelos y supervisión de modelos ML
implementados para predicción), utilice SageMaker Clarify. Para obtener más información,
consulte Modelos EXPLAIN (p. 1939). Para ver un ejemplo integral del mismo, consulte
laEquidad y explicabilidad con SageMaker Clarifycuaderno de ejemplo.

Paso 5: Implementación del modelo en Amazon EC2
Para obtener predicciones, implemente su modelo en Amazon EC2 mediante Amazon SageMaker.

Temas
• Implementación del modelo en los servicios de alojamiento de SageMaker (p. 71)
• (Opcional) Utilice el predictor de SageMaker para reutilizar el endpoint alojado (p. 71)
• (Opcional) Hacer predicción con transformación Batch (p. 72)
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Implementación del modelo en los servicios de alojamiento de
SageMaker
Para alojar un modelo a través de Amazon EC2 mediante Amazon SageMaker, implemente el modelo en
el que ha entrenadoCreación y ejecución de un Job de capacitación (p. 66)llamando adeployMétodo
de laxgb_modelEstimador de. Cuando llama al métododeployEl método de, debe especificar el número
y el tipo de instancias de EC2 ML que desea utilizar para alojar un punto de enlace.

import sagemaker
from sagemaker.serializers import CSVSerializer
xgb_predictor=xgb_model.deploy(
    initial_instance_count=1,
    instance_type='ml.t2.medium',
    serializer=CSVSerializer()
)

• initial_instance_count(int): número de instancias que se van a implementar el modelo.
• instance_type(str) — El tipo de instancias que desea operar el modelo implementado.
• serializer(int) — Serializa datos de entrada de varios formatos (una matriz NumPy, lista, archivo o

búfer) en una cadena con formato CSV. Usamos esto porque el algoritmo XGBoost acepta archivos de
entrada en formato CSV.

LadeployEl método crea un modelo que puede implementarse, configura el punto de enlace de los
servicios de alojamiento de SageMaker e inicia el punto de enlace para alojar el modelo. Para obtener más
información, consulte laMétodo de la clase de implementación del estimador genérico de SageMakeren
laSDK para Amazon SageMaker. Para recuperar el nombre del endpoint generado por eldeploy, ejecute
el siguiente código:

xgb_predictor.endpoint_name

Esto debe devolver el nombre del punto de enlace delxgb_predictor. El formato del nombre del punto
de enlace es"sagemaker-xgboost-YYYY-MM-DD-HH-MM-SS-SSS". Este endpoint permanece activo
en la instancia ML y puede realizar predicciones instantáneas en cualquier momento, a menos que lo cierre
más tarde. Copie este nombre de endpoint y guárdelo para reutilizar y realizar predicciones en tiempo real
en otros lugares de las instancias de SageMaker Studio o SageMaker para portátiles.

Tip

Para obtener más información sobre cómo compilar y optimizar su modelo para su
implementación en instancias de Amazon EC2 o dispositivos perimetrales, consulteCompile e
implemente modelos con Neo.

(Opcional) Utilice el predictor de SageMaker para reutilizar el
endpoint alojado
Después de implementar el modelo en un endpoint, puede configurar un nuevo predictor de SageMaker
emparejando el endpoint y realizando predicciones en tiempo real de forma continua en cualquier otro
portátil. El siguiente código de ejemplo muestra cómo utilizar la clase SageMaker Predictor para configurar
un nuevo objeto predictor utilizando el mismo extremo. Vuelva a utilizar el nombre del endpoint que utilizó
para elxgb_predictor.

import sagemaker
xgb_predictor_reuse=sagemaker.predictor.Predictor(
    endpoint_name="sagemaker-xgboost-YYYY-MM-DD-HH-MM-SS-SSS",
    sagemaker_session=sagemaker.Session(),
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    serializer=sagemaker.serializers.CSVSerializer()
)

Laxgb_predictor_reuseEl predictor se comporta exactamente igual que elxgb_predictor. Para
obtener más información, consulte laPronóstico de SageMakeren la claseSDK para Amazon SageMaker.

(Opcional) Hacer predicción con transformación Batch
En lugar de hospedar un endpoint en producción, puede ejecutar un trabajo de inferencia por lotes
de una sola vez para realizar predicciones en un dataset de prueba mediante la transformación por
lotes de SageMaker. Una vez completada la formación del modelo, puede extender el estimador a
untransformer, que se basa en el objetoTransformador de SageMakerClase. El transformador por lotes
lee los datos de entrada de un cubo S3 especificado y hace predicciones.

Para ejecutar un trabajo de transformación por lotes

1. Ejecute el siguiente código para convertir las columnas de entidad del dataset de prueba en un archivo
CSV y cargue en el bucket S3:

X_test.to_csv('test.csv', index=False, header=False)

boto3.Session().resource('s3').Bucket(bucket).Object(
os.path.join(prefix, 'test/test.csv')).upload_file('test.csv')

2. Especifique los URI de bucket S3 de entrada y salida para el trabajo de transformación por lotes como
se muestra a continuación:

# The location of the test dataset
batch_input = 's3://{}/{}/test'.format(bucket, prefix)

# The location to store the results of the batch transform job
batch_output = 's3://{}/{}/batch-prediction'.format(bucket, prefix)

3. Cree un objeto transformador especificando el número mínimo de
parámetros:instance_countyinstance_typepara ejecutar el trabajo de transformación por lotes
youtput_pathpara guardar los datos de predicción como se muestra a continuación:

transformer = xgb_model.transformer(
    instance_count=1, 
    instance_type='ml.m4.xlarge', 
    output_path=batch_output
)

4. Inicie el trabajo de transformación por lotes ejecutando latransform()Método de
latransformerObjeto como se muestra a continuación:

transformer.transform(
    data=batch_input, 
    data_type='S3Prefix',
    content_type='text/csv', 
    split_type='Line'
)
transformer.wait()

5. Cuando se completa el trabajo de transformación por lotes, SageMaker crea eltest.csv.outdatos
de predicción guardados en elbatch_outputLa ruta de acceso, que debe tener el siguiente formato:
s3://sagemaker-<region>-111122223333/demo-sagemaker-xgboost-adult-income-
prediction/batch-prediction. Ejecute lo siguienteAWS CLIpara descargar los datos de salida
del trabajo de transformación por lotes:

72

https://sagemaker.readthedocs.io/en/stable/predictors.html#sagemaker.predictor.RealTimePredictor
https://sagemaker.readthedocs.io
https://sagemaker.readthedocs.io/en/stable/api/inference/transformer.html


Amazon SageMaker Developer Guide
Paso 6: Evaluar el modelo

! aws s3 cp {batch_output} ./ --recursive

Esto debería crear eltest.csv.outEn el directorio de trabajo actual. Podrás ver los valores flotantes
que se predicen en función de la regresión logística del trabajo de entrenamiento de XGBoost.

Paso 6: Evaluar el modelo
Ahora que ha capacitado e implementado un modelo con Amazon SageMaker, evalúe el modelo para
asegurarse de que genera predicciones precisas sobre nuevos datos. Para la evaluación del modelo,
utilice el conjunto de datos de prueba que creó enPaso 3: Descargar, explorar y transformar un conjunto de
datos de (p. 62).

Evaluar el modelo implementado en los servicios de alojamiento
de SageMaker
Para evaluar el modelo y utilizarlo en producción, invoque el punto de enlace con el conjunto de datos de
prueba y compruebe si las inferencias que obtiene arrojan una precisión de destino que desea lograr.

Para evaluar el modelo

1. Configure la siguiente función para predecir cada línea del conjunto de pruebas. En el siguiente código
de ejemplo, larowses especificar el número de líneas a predecir a la vez. Puede cambiar su valor para
realizar una inferencia por lotes que utilice completamente el recurso de hardware de la instancia.

import numpy as np
def predict(data, rows=1000):
    split_array = np.array_split(data, int(data.shape[0] / float(rows) + 1))
    predictions = ''
    for array in split_array:
        predictions = ','.join([predictions,
 xgb_predictor.predict(array).decode('utf-8')])
    return np.fromstring(predictions[1:], sep=',')

2. Ejecute el siguiente código para hacer predicciones del conjunto de datos de prueba y trazar un
histograma. Debe tomar solo las columnas de entidad del dataset de prueba, excluyendo la columna 0
para los valores reales.

import matplotlib.pyplot as plt

predictions=predict(test.to_numpy()[:,1:])
plt.hist(predictions)
plt.show()
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3. Los valores pronosticados son tipo flotante. Para determinarTrueorFalsebasado en los valores
flotantes, debe establecer un valor de corte. Como se muestra en el siguiente código de ejemplo,
utilice la biblioteca SciKit-Learn para devolver las métricas de confusión de salida y el informe de
clasificación con un límite de 0.5.

import sklearn

cutoff=0.5
print(sklearn.metrics.confusion_matrix(test.iloc[:, 0], np.where(predictions > cutoff,
 1, 0)))
print(sklearn.metrics.classification_report(test.iloc[:, 0], np.where(predictions >
 cutoff, 1, 0)))

Esto debe devolver la siguiente matriz de confusión:

4. Para encontrar el mejor corte con el conjunto de pruebas dado, calcule la función de pérdida de
registro de la regresión logística. La función de pérdida de registro se define como la log-verosimilitud
negativa de un modelo logístico que devuelve probabilidades de predicción para sus etiquetas de
verdad de terreno. El siguiente código de ejemplo calcula numérica e iterativamente los valores de
pérdida de registro (-(y*log(p)+(1-y)log(1-p)), dondeyes la etiqueta verdadera ypes una
estimación de probabilidad de la muestra de prueba correspondiente. Devuelve un gráfico de pérdida
de registro versus corte.

import matplotlib.pyplot as plt

cutoffs = np.arange(0.01, 1, 0.01)
log_loss = []
for c in cutoffs:
    log_loss.append(
        sklearn.metrics.log_loss(test.iloc[:, 0], np.where(predictions > c, 1, 0))
    )

plt.figure(figsize=(15,10))
plt.plot(cutoffs, log_loss)
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plt.xlabel("Cutoff")
plt.ylabel("Log loss")
plt.show()

Debe obtener la siguiente curva de pérdida de log.

5. Encuentra los puntos mínimos de la curva de error usando NumPyargminyminFunciones de:

print(
    'Log loss is minimized at a cutoff of ', cutoffs[np.argmin(log_loss)], 
    ', and the log loss value at the minimum is ', np.min(log_loss)
)

Esto debería devolverse:Log loss is minimized at a cutoff of 0.53, and the log
loss value at the minimum is 4.348539186773897.

En lugar de calcular y minimizar la función de pérdida de registro, puede estimar una función de
costo como alternativa. Por ejemplo, si desea entrenar a un modelo para que realice una clasificación
binaria para un problema de negocio, como un problema de predicción de pérdida de clientes, puede
establecer ponderaciones en los elementos de la matriz de confusión y calcular la función de costo en
consecuencia.

Ahora ya ha capacitado, implementado y evaluado su primer modelo en SageMaker.

Tip

Para supervisar la calidad del modelo, la calidad de los datos y la deriva del sesgo, utilice
Amazon SageMaker Model Monitor y SageMaker Clarify. Para obtener más información,
consulteMonitor de modelos de Amazon SageMaker,Monitoreo de la calidad,Calidad de modelo
de monitorización,Monitorizar Bias, ySupervisar deriva de atribución de función.

Tip

Para obtener una revisión humana de las predicciones ML de baja confianza o una muestra
aleatoria de predicciones, utilice los flujos de trabajo de revisión humana de Augmented AI de
Amazon. Para obtener más información, consulteUso de la Augmented AI de Amazon para
opiniones humanas.
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Paso 7: Eliminación
Para evitar incurrir en cargos innecesarios, utilice elAWS Management Consolepara eliminar los extremos
y los recursos que creó al ejecutar los ejercicios.

Note

Los trabajos y registros de formación no se pueden eliminar y se conservan indefinidamente.

Note

Si tiene previsto para explorar otros ejercicios de esta guía, es posible que desee mantener
algunos de estos recursos, como, por ejemplo, su instancia de bloc de notas, el bucket de S3 y la
función de IAM.

1. Abrir la consola de Amazon SageMaker enhttps://console.aws.amazon.com/sagemaker/y elimine los
siguientes recursos:
• El punto de enlace. Al eliminar el punto de enlace, también se eliminan las instancias de computación

de ML o instancias que lo admitan.

1. En Inference (Inferencia), elija Endpoints (Puntos de enlace).
2. Elija el punto de enlace que creó en el ejemplo, elija.Actionselija y luego seleccione.Eliminar.

• La configuración del punto de enlace.

1. En Inference (Inferencia), elija Endpoint configurations (Configuraciones de puntos de enlace).
2. Elija la configuración de punto de enlace que creó en el ejemplo, elijaActionselija y luego

seleccione.Eliminar.
• El modelo.

1. En Inference (Inferencia), elija Models (Modelos).
2. Elija el modelo que creó en el ejemplo, elija.Actionselija y luego seleccione.Eliminar.

• La instancia del bloc de notas. Antes de eliminar la instancia del bloc de notas, deténgala.

1. En Notebook (Bloc de notas), elija Notebook instances (Instancias de bloc de notas).
2. Elija la instancia de bloc de notas que creó en el ejemplo, elijaActionselija y luego

seleccione.detiene. La instancia de bloc de notas puede tardar varios minutos en detenerse.
CuandoEstadocambios enDetenida, vaya al siguiente paso.

3. Elija Acciones y, a continuación, elija Eliminar.
2. Abra la consola de Amazon S3 en.https://console.aws.amazon.com/s3/Y, a continuación, elimine el

bucket que creó para almacenar los artefactos del modelo y los conjuntos de datos de capacitación.
3. Abra la consola de Amazon CloudWatch enhttps://console.aws.amazon.com/cloudwatch/y, a

continuación, elimine todos los grupos de registro que dispongan de nombres que comiencen por/aws/
sagemaker/.
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Amazon SageMaker Studio
Amazon SageMaker Studio es un entorno de desarrollo integrado (IDE) para aprendizaje automático
que le permite crear, entrenar, depurar, implementar y monitorizar modelos de aprendizaje automático.
SageMaker Studio proporciona todas las herramientas que necesita para llevar sus modelos desde la
experimentación hasta la producción al tiempo que aumenta su productividad. En una única interfaz visual
unificada, los clientes pueden realizar las siguientes tareas:

• Escribir y ejecutar código en blocs de notas de Jupyter
• Crear y entrenar modelos de aprendizaje automático
• Implementar los modelos y monitorizar el rendimiento de sus predicciones
• Realizar el seguimiento y depurar los experimentos de aprendizaje automático

Para obtener más información sobre los pasos de incorporación para iniciar sesión en SageMaker Studio,
consulteIntroducción a Amazon SageMaker Studio (p. 40).

Para el registroAWSRegiones compatibles con SageMaker Studio, consulteRegiones y cuotas
admitidas (p. 37).

Temas
• Descripción de la interfaz de usuario de Amazon SageMaker Studio (p. 77)
• Uso del lanzador de Amazon SageMaker Studio (p. 80)
• Estado de entidad de Studio  (p. 83)
• Uso de Amazon SageMaker Studio Notebooks (p. 85)
• Traiga su propia imagen de SageMaker (p. 105)
• Configurar una conexión a un clúster de Amazon EMR (p. 121)
• Realizar tareas comunes en Amazon SageMaker Studio (p. 123)
• Precios de Amazon SageMaker Studio (p. 129)
• Solución de problemas de Amazon SageMaker Studio (p. 130)

Descripción de la interfaz de usuario de Amazon
SageMaker Studio

Amazon SageMaker Studio amplía la interfaz JupyterLab. Los usuarios anteriores de JupyterLab
observarán la similitud de la interfaz de usuario, incluido el espacio de trabajo. Studio agrega muchas
adiciones a la interfaz. Las adiciones más destacadas se detallan en las secciones siguientes. Para
obtener información general de la interfaz básica de JupyterLab, consulte The JupyterLab Interface.

La siguiente imagen muestra SageMaker Studio con el explorador de archivos abierto y Studio Launcher.
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En la parte superior de la pantalla está la barra de menús. A la izquierda de la pantalla está la barra
lateral izquierda que contiene iconos para abrir navegadores de archivos, navegadores de recursos y
herramientas. A la derecha de la pantalla se encuentra la barra lateral derecha, representada por el icono

Configuración ( ), que muestra la configuración de propiedades contextuales cuando está abierto. En la
parte inferior de la pantalla está la barra de estado.

Por encima de laConfiguraciónEn este caso, hay un botón que le permite proporcionar comentarios sobre
sus experiencias con SageMaker Studio.

A la izquierda de laComentarioshay el icono de notificación. Elija el icono para ver las notificaciones de
Studio, como las nuevas versiones de Studio y las nuevas funciones de SageMaker. Para actualizar a una
nueva versión de Studio, consulteActualizar las aplicaciones de SageMaker Studio y Studio (p. 127).

El área de trabajo principal se divide horizontalmente en dos paneles. El panel izquierdo es el explorador
de archivos y recursos. El panel derecho contiene una o más pestañas para recursos como blocs de notas,
terminales, métricas y gráficos.

Temas
• Barra lateral izquierda (p. 78)
• Explorador de archivos y recursos (p. 79)
• Área de trabajo principal (p. 80)
• Settings (p. 80)

Barra lateral izquierda
La barra lateral izquierda incluye los siguientes iconos. Al pasar el cursor sobre un icono, aparece
información sobre herramientas con el nombre del icono. Al seleccionar un icono, el explorador de archivos
y recursos muestra la funcionalidad descrita. Para las entradas jerárquicas, una ruta de navegación
seleccionable en la parte superior del navegador muestra su ubicación en la jerarquía.
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Icono Descripción

Navegador de archivos

Elige el icono Cargar archivos ( ) para agregar archivos a Studio.

Haga doble clic en un archivo para abrirlo en una nueva pestaña.

Para abrir archivos adyacentes, elija una ficha que contenga un bloc de notas,
Python o un archivo de texto y, a continuación, elija New View for File (Nueva
vista para archivo).

En el menú de la parte superior del navegador de archivos, elija el signo más
(+) para abrir el lanzador de Studio.

Ejecución de terminales y kernels

Para obtener más información, consulte Apagar recursos (p. 100).

Git

Puede conectarse a un repositorio de Git y luego acceder a una gama
completa de herramientas y operaciones de Git. Para obtener más
información, consulte Clonar un repositorio de Git en SageMaker
Studio (p. 124).

Comandos (Ctrl + Mayús + C)

La mayoría de los comandos de menú están disponibles aquí.

Herramientas para blocs de notas

Puede acceder a los metadatos de un bloc de notas a través de la sección de
herramientas avanzadas. Este icono solo se muestra cuando está abierto un
bloc de notas.

Pestañas abiertas

Proporciona una lista de pestañas abiertas, que resulta útil si tiene varias
pestañas abiertas.

SageMaker Jumpstart

Proporciona una lista de soluciones, endpoints de modelo o trabajos de
formación creados con SageMaker Jumpstart.

Componentes y registros de SageMaker

Proporciona una lista de proyectos, flujos de Wrangler de datos,
canalizaciones, experimentos, pruebas, modelos o puntos finales, o acceso al
feature store.

Explorador de archivos y recursos
El explorador de archivos y recursos muestra listas de los blocs de notas, experimentos, pruebas,
componentes de prueba y puntos de enlace. En el menú de la parte superior del navegador de archivos,
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elija el signo más (+) para abrir el lanzador de Studio. El lanzador le permite crear un bloc de notas, lanzar
un shell interactivo de Python o abrir un terminal.

Área de trabajo principal
El área de trabajo principal consta de varias pestañas que contienen los blocs de notas y terminales
abiertos, así como información detallada sobre los experimentos y puntos de enlace. Una pestaña de
uso común es laLista de componentes de prueba. Esta lista se denominaTabla de clasificaciónporque
es donde se pueden comparar experimentos y pruebas. Para obtener más información, consulte Ver y
comparar experimentos, pruebas y componentes de prueba de Amazon SageMaker (p. 1622).

Settings
El panel de configuración le permite ajustar las propiedades de tabla y gráfico. De forma predeterminada,
el panel está oculto en el extremo derecho de la pantalla. Para abrir el panel, elija el icono Settings

(Configuración) ( ) en la parte superior derecha de la pantalla.

Uso del lanzador de Amazon SageMaker Studio
Puede utilizar Amazon SageMaker Studio Launcher para crear blocs de notas y archivos de texto, e iniciar
terminales y shells interactivos de Python.

Puede abrir Studio Launcher de cualquiera de las siguientes formas:

• SeleccionarAmazon SageMaker Studioen la parte superior izquierda de Studio.
• Escriba el método abreviado de teclado Ctrl + Shift + L.
• En el menú Studio, elijaArchivoA continuación, elijaLanzador nuevo.
• Si el explorador de archivos de Studio está abierto, elija la opción más (+) en el menú del explorador de

archivos de Studio.

El lanzador se abre en una nueva pestaña en Studio. La pantalla debería tener un aspecto similar al
siguiente:
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El Launcher consta de secciones siguientes:

• Introducción: proporciona material para empezar a utilizar SageMaker Studio, como vídeos y tutoriales, y
soluciones con un solo clic para problemas de aprendizaje automático.

• Tareas y componentes de ML: cree tareas y componentes de aprendizaje automático, como nuevos
grupos de entidades, flujos de datos y proyectos.

• Portátiles y recursos de computación— Crea un bloc de notas, abre un terminal de imágenes o abre una
consola de Python.

• Utilidades y archivos: muestra ayuda contextual desde un bloc de notas, crea archivos o abre un terminal
del sistema.

Temas
• Portátiles y recursos de computación (p. 81)
• Utilidades y archivos (p. 82)

Portátiles y recursos de computación
Para crear o iniciar un elemento, elija la imagen de SageMaker en la que desea que se ejecute el elemento
desde la pestañaImagen de SageMaker. A continuación, seleccione el elemento. Cuando elijas un artículo
de esta sección, puedes incurrir en cargos adicionales por uso. Para obtener más información, consulte
Medición de uso (p. 102).

Los elementos siguientes están disponibles:

• Notebook

Inicia el bloc de notas en una sesión de kernel en la imagen de SageMaker elegida. Para obtener más
información, consulte Cambiar un kernel (p. 97).
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Crea el bloc de notas en la carpeta que ha seleccionado actualmente en el explorador de archivos.
Para ver el navegador de archivos, en la barra lateral izquierda de Studio, elija la opciónNavegador de

archivosIcono ( ).
• Consola

Inicia el shell en una sesión de kernel en la imagen de SageMaker elegida.

Abre el shell en la carpeta que ha seleccionado actualmente en el explorador de archivos.
• Terminal de imagen

Lanza el terminal en una sesión de terminal en la imagen seleccionada de SageMaker.

Abre el terminal en la carpeta raíz para el usuario (como muestra la carpeta Inicio en el explorador de
archivos).

Utilidades y archivos
Los elementos de esta sección se ejecutan en el contexto de SageMaker Studio y no incurren en cargos
por uso.

Los elementos siguientes están disponibles:

• Mostrar ayuda contextual

Abre una nueva pestaña que muestra la ayuda contextual para funciones en un bloc de notas de Studio.
Para mostrar la ayuda, elija una función en un bloc de notas activo. Para que sea más fácil ver la ayuda
en contexto, arrastre la pestaña Ayuda para que quede junto a la pestaña del bloc de notas. Para abrir la
pestaña de ayuda desde un bloc de notas, presioneCtrl + I.

En la siguiente captura de pantalla se muestra la ayuda contextual para laExperiment.createMétodo
de.
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• Terminal del sistema

Abre un shell bash en la carpeta raíz para el usuario (como muestra la carpeta Inicio en el explorador de
archivos).

• Archivo de textoyArchivo Markdown

Crea un archivo del tipo asociado en la carpeta que ha seleccionado actualmente en el explorador de
archivos. Para ver el navegador de archivos, en la barra lateral izquierda, elija la opciónNavegador de

archivosIcono ( ).

Estado de entidad de Studio
Amazon SageMaker Studio crea las siguientes entidades para diversos fines.

• Dominio de: Un dominio de SageMaker Studio consta de un volumen asociado de Amazon Elastic File
System (Amazon EFS), de una lista de usuarios autorizados y de una variedad de configuraciones de
seguridad, aplicación, política y Amazon Virtual Private Cloud (Amazon VPC). Un registroAWSLa cuenta
está limitada a un dominio por región. Los usuarios de un dominio pueden compartir archivos de bloc de
notas y otros artefactos entre sí.

• UserProfile: Un perfil de usuario representa a un único usuario dentro de un dominio y es la forma
principal de hacer referencia a un usuario con el propósito de compartir, generar informes y otras
características orientadas al usuario. Esta entidad se crea cuando un usuario se incorpora a SageMaker
Studio.

• Aplicación: Una aplicación representa una aplicación que admite la experiencia de lectura y ejecución
de los blocs de notas, terminales y consolas del usuario. Las aplicaciones pueden ser JupyterServer
o KernelGateway. SageMaker Studio invoca automáticamente esta operación al acceder al dominio
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asociado y cuando el usuario selecciona nuevas configuraciones de kernel. Un usuario puede tener
varias aplicaciones activas simultáneamente.

En las tablas siguientes se describen los valores de estado de las entidades Dominio, UserProfile y App.
Cuando corresponda, también dan pasos para la solución de problemas.

Valores de estado de dominio

Valor Descripción

Pendiente Creación continua de Dominio.

InService Creación correcta de Dominio.

Updating Actualización continua de Dominio.

Deleting (Eliminándose) Eliminación continua de Dominio.

Con error Creación incorrecta de Dominio. Llamada
aDescribeDomainAPI para ver el motivo del error
para la creación del dominio. Elimine el dominio
fallido y vuelva a crearlo después de corregir el
error mencionado enFailureReason.

Actualización_Falló Actualización incorrecta del dominio. Llamada
aDescribeDomainAPI para ver el motivo del
error de la actualización del dominio. Llamada
aUpdateDomaindespués de corregir el error
mencionado enFailureReason.

DELEte_FAILED Eliminación incorrecta de Dominio. Llamada
aDescribeDomainAPI para ver el motivo del
error para la eliminación del dominio. Dado que
la eliminación no se ha realizado correctamente,
es posible que algunos recursos aún se sigan
ejecutando, pero no puede utilizar ni actualizar
el dominio. Llamada aDeleteDomainde
nuevo después de corregir el error mencionado
enFailureReason.

Valores de estado de Perfile

Valor Descripción

Pendiente Creación continua de UserProfile.

InService Creación correcta de UserProfile.

Updating Actualización continua de UserProfile.

Deleting (Eliminándose) Eliminación continua de UserProfile.

Con error Creación incorrecta de UserProfile.
Creación incorrecta de UserProfile. Llamada
aDescribeUserProfileAPI para ver el motivo
del error para la creación de UserProfile. Elimine
el UserProfile fallido y vuelva a crearlo después de
corregir el error mencionado enFailureReason.
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Valor Descripción

Actualización_Falló Actualización incorrecta de UserProfile. Llamada
aDescribeUserProfileAPI para ver el motivo
del error de la actualización de UserProfile.
Llamada aUpdateUserProfilede nuevo
después de corregir el error mencionado
enFailureReason.

DELEte_FAILED Eliminación incorrecta de UserProfile. Llamada
aDescribeUserProfileAPI para ver el motivo
del error para la eliminación de UserProfile.
Dado que la eliminación no se ha realizado
correctamente, es posible que algunos recursos
aún se sigan ejecutando, pero no puede
utilizar ni actualizar el UserProfile. Llamada
aDeleteUserProfilede nuevo después de
corregir el error mencionado enFailureReason.

Valores de estado de aplicación

Valor Descripción

Pendiente Creación continua de la aplicación.

InService Creación correcta de la aplicación.

Deleting (Eliminándose) Eliminación continua de la aplicación.

Con error Creación sin éxito de la aplicación. Llamada
aDescribeApppara ver el motivo del error para la
creación de aplicaciones. Llamada aCreateAppde
nuevo después de corregir el error mencionado
enFailureReason.

Deleted (Eliminado) Eliminación exitosa de la aplicación.

Uso de Amazon SageMaker Studio Notebooks
Los blocs de notas de Amazon SageMaker Studio son blocs de notas de colaboración que se pueden
lanzar rápidamente porque no es necesario configurar instancias informáticas y almacenamiento de
archivos de antemano. Un conjunto de tipos de instancia, conocidos como tipos de lanzamiento rápido
están diseñados para iniciarse en menos de dos minutos. Los blocs de notas de SageMaker Studio
proporcionan almacenamiento persistente, lo que permite verlos y compartirlos incluso si están cerrados.

Puede compartir sus blocs de notas con otras personas para que puedan reproducir fácilmente sus
resultados y colaborar al construir modelos y explorar sus datos. Proporcione acceso a una copia de solo
lectura del bloc de notas a través de una URL segura. Las dependencias del bloc de notas se incluyen
en los metadatos de dicho bloc. Cuando sus compañeros copian el bloc de notas, se abre en el mismo
entorno que el bloc de notas original.

Un bloc de notas de SageMaker Studio se ejecuta en un entorno definido por lo siguiente:

• Tipo de instancia EC2: configuración de hardware en la que se ejecuta el portátil. La configuración
incluye el número y el tipo de procesadores (vCPU y GPU), así como la cantidad y el tipo de memoria. El
tipo de instancia determina la tasa de asignación de precios.
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• Imagen de SageMaker: imagen de contenedor compatible con SageMaker Studio. La imagen consta de
los kernels, paquetes de idiomas y otros archivos necesarios para ejecutar un bloc de notas en Studio.
Puede haber varias imágenes en una instancia. Para obtener más información, consulte Traiga su propia
imagen de SageMaker (p. 105).

• Aplicación KernelGateway: una imagen de SageMaker se ejecuta como una aplicación KernelGateway.
La aplicación proporciona acceso a los kernels de la imagen. Existe una correspondencia de uno a uno
entre una imagen de SageMaker y una aplicación de SageMaker.

• Kernel: proceso que inspecciona y ejecuta el código contenido en el bloc de notas. Un kernel está
definido porEspecificación del kernelen la imagen. Puede haber varios núcleos en una imagen.

Puede cambiar cualquiera de estos recursos desde el bloc de notas.

El siguiente diagrama describe cómo se ejecuta un núcleo de notebook en relación con el dominio
KernelGateway App, User y SageMaker Studio.

Los blocs de notas de muestra de SageMaker Studio están disponibles en laaws_sagemaker_studiode la
carpetaRepositorio de GitHub de ejemplo de Amazon SageMaker. Cada bloc de notas viene con la imagen
necesaria de SageMaker que abre el bloc de notas con e kernel apropiado.

Le recomendamos que se familiarice con la interfaz de SageMaker Studio y la barra de herramientas
de bloc de notas Studio antes de crear o utilizar un bloc de notas Studio. Para obtener más información,
consulte Descripción de la interfaz de usuario de Amazon SageMaker Studio (p. 77) y Uso de la barra
de herramientas Notebook de SageMaker Studio (p. 90).

Temas
• ¿En qué se diferencian los blocs de notas de Amazon SageMaker Studio de las instancias de

bloc (p. 87)
• Introducción (p. 87)
• Crear o abrir un cuaderno de Amazon SageMaker Studio (p. 88)
• Uso de la barra de herramientas Notebook de SageMaker Studio (p. 90)
• Compartir y utilizar un portátil de Amazon SageMaker Studio (p. 92)
• Obtener metadatos de bloc de notas y aplicaciones (p. 94)
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con instancias de blocs de notas

• Obtener diferencias entre blocs de notas (p. 95)
• Administrar recursos (p. 96)
• Medición de uso (p. 102)
• Recursos disponibles (p. 102)

¿En qué se diferencian los blocs de notas de Amazon
SageMaker Studio de las instancias de bloc
Al iniciar un nuevo bloc de notas, le recomendamos que cree el bloc de notas en Amazon SageMaker
Studio en lugar de lanzar una instancia de bloc de notas desde la consola de Amazon SageMaker. El uso
de un bloc de notas de SageMaker Studio ofrece muchas ventajas entre las que se incluyen las siguientes:

• Iniciar un bloc de notas de Studio es más rápido que lanzar un bloc de notas basado en instancias. Por
lo general, es de 5 a 10 veces más rápido que los blocs de notas basados en instancias.

• El uso compartido de blocs de notas es una función integrada en SageMaker Studio. Los usuarios
pueden generar un enlace que se puede compartir y que reproduce no solo el código del bloc de notas,
sino también la imagen de SageMaker necesaria para ejecutarlo, en tan solo unos clics.

• Los blocs de notas SageMaker Studio vienen preinstalados con laSDK para Amazon SageMaker.
• Se puede acceder a los blocs de notas de SageMaker Studio desde Studio. Esto le permite construir,

entrenar, depurar, rastrear y monitorear sus modelos sin salir de Studio.
• Cada miembro de un equipo de Studio obtiene su propio directorio de inicio para almacenar sus blocs

de notas y otros archivos. El directorio se monta automáticamente en todas las instancias y kernels a
medida que se inician, por lo que sus blocs de notas y otros archivos están siempre disponibles. Los
directorios principales se almacenan en Amazon Elastic File System (Amazon EFS) para que pueda
acceder a ellos desde otros servicios.

• Cuando utilice AWS SSO, use sus credenciales de inicio de sesión único a través de una URL única
para acceder directamente a SageMaker Studio. No tiene que interactuar con la AWS Management
Console para ejecutar sus blocs de notas.

• Los blocs de notas de Studio están equipados con un conjunto de ajustes de imagen de SageMaker
predefinidos para comenzar con mayor rapidez.

Note

Los blocs de notas de Studio no admiten el modo local. Sin embargo, puede utilizar una instancia
de bloc de notas para entrenar localmente una muestra del conjunto de datos y, a continuación,
utilizar el mismo código en un bloc de notas de Studio para entrenar en el conjunto de datos
completo.

Cuando abre un bloc de notas en SageMaker Studio, la vista es una extensión de la interfaz JupyterLab.
Las características principales son las mismas, por lo que encontrará las características típicas de un bloc
de notas de Jupyter y JupyterLab. Para obtener más información sobre la interfaz de Studio, consulte
Descripción de la interfaz de usuario de Amazon SageMaker Studio (p. 77).

Introducción
Para empezar, usted o el administrador de su organización deben completar el proceso de incorporación
a Amazon SageMaker Studio. Para obtener más información, consulte Introducción a Amazon SageMaker
Studio (p. 40).

Puede obtener acceso a un bloc de notas de SageMaker Studio de cualquiera de las siguientes maneras:

• Recibirás una invitación por correo electrónico para acceder a Studio a través deAWS SSO, que incluye
un enlace directo para iniciar sesión en Studio sin tener que usar la consola de Amazon SageMaker.
Puede continuar con the section called “Pasos siguientes” (p. 88).
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• Recibirá un enlace a un bloc de notas compartido de Studio, que incluye un enlace directo para iniciar
sesión en Studio sin tener que utilizar la consola de SageMaker. Puede continuar con the section called
“Pasos siguientes” (p. 88).

• Conéctese a Studio y, a continuación, inicie sesión en la consola de SageMaker. Para obtener más
información, consulte Introducción a Amazon SageMaker Studio (p. 40).

Iniciar sesión desde la consola de Amazon SageMaker
Para iniciar sesión desde la consola de SageMaker

1. A bordo de Amazon SageMaker Studio. Si ya se ha conectado, vaya al siguiente paso.
2. Abrir el SageMakerconsole.
3. Seleccione Amazon SageMaker Studio.
4. Se abrirá el Panel de control de Amazon SageMaker Studio.
5. En el Panel de control de Amazon SageMaker Studio, verá una lista de nombres de usuario.

Junto a su nombre de usuario, elija Abrir Studio.

Pasos siguientes
Ahora que está en Studio, puede probar cualquiera de las siguientes opciones:

• Cree un bloc de notas de SageMaker Studio: continúe con la siguiente sección.
• Familiarícese con la interfaz de SageMaker Studio: consulteDescripción de la interfaz de usuario de

Amazon SageMaker Studio (p. 77).
• Siga un tutorial integral de Studio — ConsulteTour por Amazon SageMaker (p. 58).

Crear o abrir un cuaderno de Amazon SageMaker
Studio
Cuando cree un bloc de notas en Amazon SageMaker Studio o abra un bloc de notas no compartido en
Studio por primera vez, debe seleccionar una imagen de SageMaker y un kernel para el bloc de notas.
SageMaker lanza el bloc de notas en una instancia predeterminada de un tipo basado en la imagen
de SageMaker seleccionada. Para las imágenes basadas en GPU, el tipo de instancia predeterminado
esml.t3.medium(disponible como parte de laAWSCapa gratuita). Para las imágenes basadas en GPU, el
tipo de instancia predeterminado es ml.g4dn.xlarge.

Si crea o abre blocs de notas adicionales que utilizan el mismo tipo de instancia, independientemente de
que los blocs de notas utilicen o no el mismo kernel, dichos blocs se ejecutan en la misma instancia de ese
tipo de instancia.

Después de iniciar un bloc de notas, puede cambiar su tipo de instancia, la imagen de SageMaker y
el kernel desde dentro del bloc de notas. Para obtener más información, consulte Cambiar un tipo de
instancia (p. 96) y Cambiar un kernel (p. 97).

Solo puede tener una instancia de cada tipo de instancia. Cada instancia puede tener varias imágenes de
SageMaker ejecutándose en ella. Cada imagen de SageMaker puede ejecutar varios kernels o instancias
de terminal.

La facturación se produce por instancia y comienza cuando se lanza la primera instancia de un tipo de
instancia determinado. Si desea crear o abrir un bloc de notas sin el riesgo de que se apliquen cargos,
ábralo desde el menú File (Archivo) y elija No Kernel (Sin kernel) en el cuadro de diálogo Select Kernel
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(Seleccionar kernel). Puede leer y editar un bloc de notas sin ejecutar un kernel, pero no puede ejecutar
celdas.

La facturación finaliza cuando se cierra la imagen de SageMaker de la instancia. Para obtener más
información, consulte Medición de uso (p. 102).

Para obtener información sobre cómo apagar el bloc de notas, consulte Apagar recursos (p. 100).

Temas
• Abrir un bloc de notas de Studio (p. 89)
• Crear un bloc de notas desde el menú Archivo (p. 89)
• Crear un bloc de notas desde el lanzador (p. 89)

Abrir un bloc de notas de Studio
SageMaker Studio solo puede abrir los blocs de notas mostrados en el explorador de archivos de
Studio. Para obtener instrucciones sobre cómo cargar un bloc de notas en el explorador de archivos,
consulteCargar archivos en SageMaker Studio (p. 124)orClonar un repositorio de Git en SageMaker
Studio (p. 124).

Para abrir un bloc de notas

1.
En la barra lateral izquierda, elija el icono File Browser (Explorador de archivos) ( ) para mostrar el
explorador de archivos.

2. Busque y haga doble clic en un archivo de bloc de notas y haga doble clic en él para abrirlo en una
nueva pestaña.

Crear un bloc de notas desde el menú Archivo
Para crear un bloc de notas desde el menú Archivo

1. En el menú Studio, elijaArchivo, elijaNewelija y luego seleccione.Bloc de notas de.
2. En el cuadro de diálogo Seleccionar kernel, para usar el kernel predeterminado, Python 3 (ciencia

de datos), elija Seleccionar. De lo contrario, utilice el menú desplegable para seleccionar un kernel
diferente.

Para obtener una lista de los kernels disponibles, consulte Kernels disponibles de Amazon
SageMaker (p. 104).

Crear un bloc de notas desde el lanzador
Para crear un bloc de notas desde el lanzador

1. Para abrir el Launcher, utilice el método abreviado de tecladoCtrl + Shift + L.

Como alternativa, en el Explorador de archivos, elija el signo más (+) a la izquierda del menú.
2. En el lanzador, mantenga la imagen predeterminada de SageMaker, Data Science, o utilice el menú

desplegable para seleccionar una imagen diferente.
3. En Bloc de notas, elija Python3.

Para obtener una lista de las imágenes disponibles, consulte Imágenes disponibles de Amazon
SageMaker (p. 104).
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Después de elegir el kernel o la imagen, el bloc de notas se inicia y se abre en una nueva pestaña
de Studio. Para ver la sesión del kernel del bloc de notas, en la barra lateral izquierda, elija el icono

Terminales, kernels e imágenes en ejecución ( ). Puede detener la sesión del kernel del bloc de notas
desde esta vista.

Uso de la barra de herramientas Notebook de
SageMaker Studio
Los blocs de notas de Amazon SageMaker Studio amplían la interfaz de JupyterLab. Para obtener
información general de la interfaz básica de JupyterLab, consulte The JupyterLab Interface.

En la siguiente imagen se muestra la barra de herramientas y una celda vacía de un bloc de notas de
SageMaker Studio.

Al hacer una pausa en un icono de barra de herramientas, aparece información sobre herramientas con
la función de icono. En el menú principal de Studio se encuentran otros comandos de bloc de notas. Para
obtener una lista de los comandos y accesos directos disponibles del bloc de notas, en la barra lateral

izquierda de Studio, elija laComandosIcono ( ) y, a continuación, desplácese hasta elOPERACIONES
DE CELDAyOPERACIONES DE PORTÁTILESsecciones de. La barra de herramientas incluye los
siguientes iconos:

Icono Descripción

Guardar y punto de comprobación

Guarda el bloc de notas y actualiza el archivo de punto de comprobación.
Para obtener más información, consulte Obtener la diferencia con el último
punto de comprobación (p. 95).

Insertar celda

Inserta una celda de código debajo de la celda actual. La celda actual se
identifica con el marcador vertical azul en el margen izquierdo.

Cortar, copiar y pegar celdas

Corta, copia y pega las celdas seleccionadas.

Ejecutar celdas

Ejecuta las celdas seleccionadas y, a continuación, convierte la celda que
sigue a la última celda seleccionada en la nueva celda seleccionada.

Interrumpir kernel

Interrumpe el kernel, que cancela la operación en ejecución actualmente. El
kernel permanece activo.
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Icono Descripción

Reiniciar el kernel

Reinicia el kernel. Las variables se restablecen. La información no guardada
no se ve afectada.

Tipo de celda

Muestra o cambia el tipo de celda actual. Los tipos de celdas son:

• Código: código que ejecuta el kernel.
• Rebajas: texto renderizado como rebajas.
• Raw: contenido, incluido el marcado de rebajas, que se muestra como

texto.

Lanzar terminar

Lanza un terminal en la imagen de SageMaker que aloja el bloc de notas.
Para ver un ejemplo, consulte Obtener metadatos de aplicaciones (p. 94).

Diferencia de punto de comprobación

Abre una nueva pestaña que muestra la diferencia entre el bloc de notas y el
archivo de punto de comprobación. Para obtener más información, consulte
Obtener la diferencia con el último punto de comprobación (p. 95).

Diferencia de Git

Solo está habilitado si el bloc de notas se abre desde un repositorio de Git.
Abre una nueva pestaña que muestra la diferencia entre el bloc de notas y la
última confirmación de Git. Para obtener más información, consulte Obtener la
diferencia con la última confirmación (p. 96).

2 vCPU + 4 GiB Tipo de instancia

Muestra o cambia el tipo de instancia en el que se ejecuta el bloc de notas. El
formato es el siguiente:

number of vCPUs + amount of memory + number of GPUs

Unknown indica que el bloc de notas se abrió sin especificar un kernel. El
bloc de notas se ejecuta en la instancia de SageMaker Studio y no acumula
cargos de tiempo de ejecución. No puede asignar el bloc de notas a un tipo de
instancia. Debe especificar un kernel y, a continuación, Studio asigna el bloc
de notas a un tipo predeterminado.

Para obtener más información, consulte Crear o abrir un cuaderno de Amazon
SageMaker Studio (p. 88) y Cambiar un tipo de instancia (p. 96).
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Icono Descripción

Python 3 (ciencia de
datos)

Imagen del kernel y de SageMaker

Muestra o cambia el kernel que procesa las celdas del bloc de notas. El
formato es el siguiente:

Kernel (SageMaker Image)

No Kernel indica que el bloc de notas se abrió sin especificar un kernel.
Podrá editar el bloc de notas, pero no podrá ejecutar ninguna celda.

Para obtener más información, consulte Cambiar un kernel (p. 97).

Kernel: CPU: 0,00 POR
CIENTO: 2.81%

CPU y memoria del núcleo o instancia

Muestra el uso de la CPU y el uso de la memoria. Haga doble clic para
alternar entre el núcleo actual y la instancia actual.

Estado del kernel ocupado

Muestra el estado ocupado del kernel. Cuando el borde del círculo y su
interior son del mismo color, el kernel está ocupado. El kernel está ocupado
cuando se está iniciando y cuando está procesando celdas. Los estados del
kernel adicionales se muestran en la barra de estado en la esquina inferior
izquierda de SageMaker Studio.

Compartir bloc de notas

Comparte el bloc de notas. Para obtener más información, consulte Compartir
y utilizar un portátil de Amazon SageMaker Studio (p. 92).

Para seleccionar varias celdas, haga clic en el margen izquierdo fuera de una celda. Mantenga pulsada
la tecla Shift y use la tecla K o Up para seleccionar las celdas anteriores, o use las teclas J o Down para
seleccionar las siguientes celdas.

Compartir y utilizar un portátil de Amazon SageMaker
Studio
Puede compartir sus blocs de notas de Amazon SageMaker Studio con sus compañeros. El bloc de notas
compartido es una copia. Después de compartir el bloc de notas, los cambios que realice en el original no
se reflejan en el compartido y los cambios realizados por su compañero en sus copias compartidas del bloc
de notas no aparecerán en el bloc de notas original. Si desea compartir la versión más reciente, debe crear
una nueva instantánea y, a continuación, compartirla.

Temas
• Compartir un bloc de notas (p. 92)
• Usar un bloc de notas compartido (p. 93)

Compartir un bloc de notas
La siguiente captura de pantalla muestra el menú de un bloc de notas de Studio.
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Para compartir un bloc de notas

1. En la esquina superior derecha del bloc de notas, elija Compartir.
2. (Opcional) En Crear instantánea compartible, elija cualquiera de los siguientes elementos:

• Incluir información de repositorio de Git— Incluye un enlace al repositorio de Git que contiene el bloc
de notas. Esto le permite a usted y a su destinatario colaborar y contribuir en el mismo repositorio de
Git.

• Incluir salida— Incluye toda la salida del portátil que se ha guardado.

Note

Si es usuario de AWS SSO y no ve estas opciones, es probable que el administrador de AWS
SSO deshabilitara la característica. Póngase en contacto con el administrador.

3. Seleccione Create (Crear).
4. Una vez creada la instantánea, elija Copy link (Copiar enlace) y, a continuación, elija Close (Cerrar).
5. Comparta el enlace con su colega.

Después de seleccionar las opciones de uso compartido, se le proporcionará una URL. Puede compartir
este enlace con usuarios que tengan acceso a Amazon SageMaker Studio. Cuando el usuario abre la
URL, se le pide que inicie sesión conAWS SSOo autenticación de IAM. Este bloc de notas compartido se
convierte en una copia, por lo que los cambios realizados por el destinatario no se reproducirán en el bloc
de notas original.

Usar un bloc de notas compartido
Utilice un bloc de notas compartido de la misma manera que lo haría con cualquier bloc de notas que
haya creado usted mismo. Al hacer clic en un enlace a un bloc de notas compartido por primera vez, se
abrirá una versión de solo lectura del bloc de notas. Para editar el bloc de notas compartido, elija Crear una
copia. Se copiará el bloc de notas compartido en su almacenamiento personal.

El bloc de notas copiado se lanza en una instancia del tipo de instancia e imagen de SageMaker
que el bloc de notas estaba utilizando cuando el remitente lo compartió. Si actualmente no está
ejecutando una instancia del tipo de instancia, se inicia una nueva instancia. La personalización de la
imagen de SageMaker no se comparte. También puede inspeccionar la instantánea del bloc de notas
seleccionando Snapshot Details (Detalles de la instantánea).

A continuación se proporcionan consideraciones importantes sobre el uso compartido y la autenticación:

• Si tiene una sesión activa, verá una vista de solo lectura del bloc de notas hasta que elija Create a Copy
(Crear una copia).

• Si no tiene una sesión activa, debe iniciar sesión.
• Si utiliza IAM para iniciar sesión, después de iniciar sesión, seleccione su perfil de usuario y, a

continuación, elija Open SageMaker Studio (Abrir SageMaker Studio). A continuación tiene que elegir el
enlace que le enviaron.

• Si usa SSO, después de iniciar sesión, el bloc de notas compartido se abrirá automáticamente en Studio.
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Obtener metadatos de bloc de notas y aplicaciones
Puede acceder a los metadatos de bloc de notas y a los metadatos de la aplicación mediante la interfaz de
usuario de Amazon SageMaker

Temas
• Obtener metadatos de bloc de notas (p. 94)
• Obtener metadatos de aplicaciones (p. 94)

Obtener metadatos de bloc de notas
Los blocs de notas de Jupyter contienen metadatos opcionales a los que puede acceder a través de la
interfaz de usuario de Amazon SageMaker.

Para ver los metadatos del bloc de notas

1.
En la barra lateral izquierda, elija el icono de herramientas de bloc de notas ( ).

2. Abra la sección de herramientas avanzadas.

Los metadatos deben tener un aspecto similar a lo siguiente.

{
    "instance_type": "ml.t3.medium",
    "kernelspec": {
        "display_name": "Python 3 (Data Science)",
        "language": "python",
        "name": "python3__SAGEMAKER_INTERNAL__arn:aws:sagemaker:us-west-2:<acct-id>:image/
datascience-1.0"
    },
    "language_info": {
        "codemirror_mode": {
            "name": "ipython",
            "version": 3
        },
        "file_extension": ".py",
        "mimetype": "text/x-python",
        "name": "python",
        "nbconvert_exporter": "python",
        "pygments_lexer": "ipython3",
        "version": "3.7.6"
    }
}

Obtener metadatos de aplicaciones
Cuando crea un bloc de notas en Amazon SageMaker Studio, los metadatos de la aplicación se escriben
en un archivo llamadoresource-metadata.jsonen la carpeta/opt/ml/metadata/. Para obtener
los metadatos de la aplicación, abra un terminal de imagen desde el bloc de notas. Los metadatos
proporcionan la siguiente información, que incluye la imagen de SageMaker y el tipo de instancia en el que
se ejecuta el bloc de notas:

• AppType–KernelGateway
• DomainId— Igual que el StudioID
• UserProfileName— El nombre del perfil del usuario actual
• ResourceArn— Nombre de recurso de Amazon (ARN) de la aplicación, que incluye el tipo de instancia
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• ResourceName— El nombre de la imagen de SageMaker

Puede que Studio incluya metadatos adicionales para su uso interno y están sujetos a cambios.

Para obtener los metadatos de la aplicación

1.
En el centro del menú del bloc de notas, elija el icono Launch Terminal (Iniciar terminal) ( ). Se abre
un terminal en la imagen de SageMaker en la que se ejecuta el bloc de notas.

2. Ejecute los siguientes comandos para mostrar el contenido del archivo resource-metadata.json.

cd /opt/ml/metadata/
cat resource-metadata.json

El archivo debe ser similar al siguiente.

{
    "AppType": "KernelGateway",
    "DomainId": "d-xxxxxxxxxxxx",
    "UserProfileName": "profile-name",
    "ResourceArn": "arn:aws:sagemaker:us-east-2:account-id:app/d-xxxxxxxxxxxx/profile-name/
KernelGateway/datascience--1-0-ml-t3-medium",
    "ResourceName": "datascience--1-0-ml"
}

Obtener diferencias entre blocs de notas
Puede mostrar la diferencia entre el bloc de notas actual y el último punto de comprobación o la última
confirmación de Git mediante la interfaz de usuario de Amazon SageMaker.

La siguiente captura de pantalla muestra el menú de un bloc de notas de Studio.

Temas
• Obtener la diferencia con el último punto de comprobación (p. 95)
• Obtener la diferencia con la última confirmación (p. 96)

Obtener la diferencia con el último punto de comprobación
Al crear un bloc de notas, se crea un archivo de punto de comprobación oculto que coincide con el bloc
de notas creado. Puede ver los cambios entre el bloc de notas y el archivo de punto de comprobación o
revertir el bloc de notas para que coincida con el archivo de punto de comprobación.

De forma predeterminada, los blocs de notas se guardan automáticamente cada 120 segundos y también
cuando se cierra el bloc de notas. Sin embargo, el archivo de punto de comprobación no se actualiza
para que coincida con el bloc de notas. Para guardar el bloc de notas y actualizar el archivo de punto de
comprobación para que coincida, debe elegir el icono Save notebook and create checkpoint (Guardar bloc

de notas y crear punto de comprobación) ( ) a la izquierda del menú del bloc de notas o usar el método
abreviado del teclado Ctrl + S.
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Para ver los cambios entre el bloc de notas y el archivo de punto de comprobación, elija el icono

Checkpoint diff (Diferencias con punto de comprobación) ( ) en el centro del menú del bloc de notas.

Para revertir el bloc de notas al archivo de punto de comprobación, en el menú principal de Studio,
elija File (Archivo) y, a continuación, Revert Notebook to Checkpoint (Revertir bloc de notas al punto de
comprobación).

Obtener la diferencia con la última confirmación
Si se abre un bloc de notas desde un repositorio de Git, puede ver la diferencia entre el bloc de notas y la
última confirmación de Git.

Para ver los cambios en el bloc de notas desde la última confirmación de Git, elija el icono Git diff

(Diferencia con Git) ( ) en el centro del menú del bloc de notas.

Administrar recursos
Puede cambiar el tipo de instancia, la imagen de SageMaker y el kernel desde un bloc de notas de
Amazon SageMaker Studio. Para crear un kernel personalizado para usarlo con sus blocs de notas,
consulte.Traiga su propia imagen de SageMaker (p. 105).

Temas
• Cambiar un tipo de instancia (p. 96)
• Cambiar un kernel (p. 97)
• Apagar recursos (p. 100)

Cambiar un tipo de instancia
Cuando abre un nuevo bloc de notas por primera vez, se le asigna un tipo de instancia de Amazon Elastic
Compute Cloud (Amazon EC2) predeterminado para ejecutar el bloc de notas. Si abre blocs de notas
adicionales en el mismo tipo de instancia, dichos blocs se ejecutan en la misma instancia que el primer
bloc de notas, incluso si los blocs de notas utilizan kernels diferentes.

Puede cambiar el tipo de instancia en el que se ejecuta el bloc de notas desde dentro del bloc de notas.

Important

Si cambia el tipo de instancia, se pierde la información que no se haya guardado y la
configuración actual del bloc de notas y es necesario volver a instalar los paquetes instalados.
El tipo de instancia anterior continúa ejecutándose incluso si no hay aplicaciones o sesiones del
núcleo activas. Debe detener explícitamente la instancia para dejar de acumular cargos. Para
detener la instancia, consulteApagar recursos (p. 100).

La siguiente captura de pantalla muestra el menú de un bloc de notas de Studio. El procesador y la
memoria del tipo de instancia del bloc de notas se muestran como 2 vCPU + 4 GiB.

Para cambiar el tipo de instancia

1. Elija el tipo de instancia.
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2. En Seleccionar instancia, elija uno de los tipos de instancia de lanzamiento rápido que aparecen en la
lista. O para ver todos los tipos de instancias, desactive Solo lanzamiento rápido. La tabla se puede
ordenar por cualquier columna.

3. Después de elegir un tipo, elija Guardar y continuar.
4. Espere a que se habilite la nueva instancia y, a continuación, se mostrará la nueva información del tipo

de instancia.

Para obtener una lista de los tipos de instancia disponibles, consulte Tipos de instancias disponibles de
SageMaker Studio (p. 103).

Cambiar un kernel
Con los blocs de notas de Amazon SageMaker Studio, puede cambiar el kernel del bloc de notas desde
dentro del bloc de notas.
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La siguiente captura de pantalla muestra el menú de un bloc de notas de Studio. El núcleo y la imagen
actuales de SageMaker se muestran comoPython 3 (ciencia de datos), dondePython 3denota el kernel
yData Scienceindica la imagen de SageMaker que contiene el núcleo. El color del círculo a la derecha
indica que el kernel está inactivo u ocupado. El kernel está ocupado cuando el centro y el borde del círculo
son del mismo color.

Para cambiar el kernel de un bloc de notas

1. Elija el nombre del kernel.
2. En la lista desplegable, elija un núcleo.

98



Amazon SageMaker Developer Guide
Administrar recursos

99



Amazon SageMaker Developer Guide
Administrar recursos

3. Después de elegir un núcleo, elijaSelect.
4. Espere a que el estado del kernel se muestre como inactivo, lo que indica que el kernel se ha iniciado.

Para obtener una lista de los núcleos de SageMaker disponibles, consulteKernels disponibles de Amazon
SageMaker (p. 104).

Apagar recursos
Puede apagar recursos individuales, incluidos blocs de notas, terminales, kernels, aplicaciones e
instancias. También puede cerrar todos los recursos de una de estas categorías al mismo tiempo.

Temas
• Apagar un bloc de notas abierto (p. 100)
• Apagar recursos (p. 100)

Apagar un bloc de notas abierto

Puede apagar un bloc de notas abierto desde Amazon SageMaker StudioArchivoo desde el panel Ejecutar
Terminal y Kernels.

Note

Cuando cierra un bloc de notas, se pierde la información no guardada en el bloc de notas. El bloc
de notas no se elimina.

Para apagar un bloc de notas abierto desde el menú Archivo

1. Si lo desea, guarde el contenido del bloc de notas seleccionando elDiscoA la izquierda del menú del
bloc de notas.

2. Elija Archivo y, a continuación, Cerrar y apagar el bloc de notas.
3. Seleccione OK.

Apagar recursos

Puede llegar a laEjecución de terminales y kernelsEn el lado izquierdo de Amazon SageMaker Studio con

la Icono . LaEjecución de terminales y kernelsconsta de cuatro secciones. Cada sección muestra
todos los recursos de ese tipo. Puede cerrar cada recurso individualmente o cerrar todos los recursos de
una sección al mismo tiempo.
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Al elegir cerrar todos los recursos de una sección, se produce lo siguiente:

• EJECUTAR INSTANCIAS/EJECUTAR APLICACIONES— Todas las instancias, aplicaciones, notebooks,
sesiones del núcleo, consolas/shells y terminales de imagen se apagan. Los terminales del sistema no
se cierran. Seleccione esta opción para detener la acumulación de todos los cargos.

• SESIONES DEL KERNEL— Todos los kernels, portátiles y consolas/conchas están apagados.
• SESIONES DE TERMINAL— Todos los terminales de imagen y los terminales del sistema están

apagados.

Para cerrar recursos

1.
En la barra lateral izquierda, elija la opciónEjecución de terminales y kernelsIcono ( ).

2. Haga una de estas dos operaciones:

•
Para cerrar un recurso específico, elija laDESACTIVARIcono ( ) en la misma fila que el recurso.

Para instancias en ejecución, un cuadro de diálogo de confirmación enumera todos los recursos
que se cerrarán. Para aplicaciones en ejecución, se muestra un cuadro de diálogo de confirmación.
Seleccione Apagar todo para continuar.

Note

No se muestra ningún cuadro de diálogo de confirmación para las sesiones del núcleo o las
sesiones de terminal.

• Para cerrar todos los recursos de una sección, elija laXa la derecha de la etiqueta de sección.
Aparece un cuadro de diálogo de confirmación. Seleccione Apagar todo para continuar.

101



Amazon SageMaker Developer Guide
Medición de uso

Medición de uso
El uso de Amazon SageMaker Studio no supone ningún cargo adicional. Los costos incurridos por ejecutar
blocs de notas de Amazon SageMaker Studio, shells interactivos, consolas y terminales se basan en el uso
de instancias de Amazon Elastic Compute Cloud (Amazon EC2).

Cuando ejecute los siguientes recursos, debe elegir una imagen y un kernel de SageMaker:

Desde el lanzador de Studio

• Notebook
• Shell interactivo
• Terminal de imagen

DesdeFileMenú de

• Notebook
• Consola

Cuando se inicia, el recurso se ejecuta en una instancia de Amazon EC2 de un tipo de instancia basado en
la imagen y el kernel de SageMaker elegidos. Si anteriormente se había iniciado una instancia de ese tipo
y está disponible, el recurso se ejecuta en esa instancia.

Para las imágenes basadas en GPU, el tipo de instancia predeterminado es ml.t3.medium. Para las
imágenes basadas en GPU, el tipo de instancia predeterminado es ml.g4dn.xlarge.

Los costos incurridos se basan en el tipo de instancia. Se le facturará por separado por cada instancia.

La medición comienza cuando se crea una instancia. La medición finaliza cuando se cierran todas las
aplicaciones de la instancia o se cierra la instancia. Para obtener más información acerca de cómo cerrar
una instancia, consulteApagar recursos (p. 100).

Important

Debe cerrar la instancia para dejar de incurrir en cargos. Si apaga el bloc de notas que se ejecuta
en la instancia pero no la apaga, seguirá incurriendo en cargos.

Cuando abre varios blocs de notas en el mismo tipo de instancia, dichos blocs se ejecutan en la misma
instancia, incluso si utilizan diferentes kernels. Solo se facturará el tiempo durante el que se ejecute una
instancia.

Puede cambiar el tipo de instancia desde dentro del bloc de notas una vez abierto. Para obtener más
información, consulte Cambiar un tipo de instancia (p. 96).

Para obtener información acerca de la facturación junto con ejemplos de precios, consulte.Precios de
Amazon SageMaker.

Recursos disponibles
En las siguientes secciones se enumeran los recursos disponibles para los blocs de notas de Amazon
SageMaker Studio.

Temas
• Tipos de instancias disponibles de SageMaker Studio (p. 103)
• Imágenes disponibles de Amazon SageMaker (p. 104)
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• Kernels disponibles de Amazon SageMaker (p. 104)

Tipos de instancias disponibles de SageMaker Studio
Los siguientes tipos de instancias de Amazon Elastic Compute Cloud (Amazon EC2) están disponibles
para su uso con blocs de notas de SageMaker Studio.

Para obtener información detallada sobre los tipos de instancia que se ajustan a su caso de uso y sus
capacidades de rendimiento, consulteTipos de instancias de Amazon Elastic Compute Cloud.

Para obtener información sobre los tipos de instancias de notebook de Amazon SageMaker disponibles,
consulteCreateNotebookInstance.

Note

Para la mayoría de los casos de uso, debe utilizar un ml.t3.medium. Este es el tipo de instancia
predeterminado para las imágenes de SageMaker basadas en CPU y está disponible como parte
de laAWSCapa gratuita.

>> Lanzamiento rápidoLos tipos de instancias están optimizados para iniciarse en menos de dos minutos.

Tipos de instancia predeterminados

• Imágenes basadas en la CPU: ml.t3.medium>> Lanzamiento rápido
• Imágenes basadas en GPU: ml.g4dn.xlarge>> Lanzamiento rápido

Propósito general (sin GPU)

• ml.t3.medium>> Lanzamiento rápido
• ml.t3.large
• ml.t3.xlarge
• ml.t3.2xlarge
• ml.m5.large>> Lanzamiento rápido
• ml.m5.xlarge
• ml.m5.2xlarge
• ml.m5.4xlarge
• ml.m5.8xlarge
• ml.m5.12xlarge
• ml.m5.16xlarge
• ml.m5.24xlarge

Procesamiento optimizado (sin GPU)

• ml.c5.large>> Lanzamiento rápido
• ml.c5.xlarge
• ml.c5.2xlarge
• ml.c5.4xlarge
• ml.c5.9xlarge
• ml.c5.12xlarge
• ml.c5.18xlarge
• ml.c5.24xlarge
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Computación acelerada (más de 1 GPU)

• ml.p3.2xlarge
• ml.p3.8xlarge
• ml.p3.16xlarge
• ml.g4dn.xlarge>> Lanzamiento rápido
• ml.g4dn.2xlarge
• ml.g4dn.4xlarge
• ml.g4dn.8xlarge
• ml.g4dn.12xlarge
• ml.g4dn.16xlarge

Imágenes disponibles de Amazon SageMaker
Las siguientes imágenes de SageMaker están disponibles en Amazon SageMaker Studio. Las imágenes
de SageMaker contienen las últimasSDK para Amazon SageMakerY la versión más reciente del kernel. El
nombre entre corchetes ([ ]) es el identificador de recurso de la imagen de SageMaker como se especifica
en el nombre de recurso de Amazon (ARN) para la imagen de SageMaker. Para obtener más información,
consulteImágenes Deep Learning Containers.

• Ciencia de datos [datascience-1.0]

Data Science es una imagen Conda con los paquetes y bibliotecas de Python más comúnmente
utilizados, como NumPy y SciKit Learn.

• Python básico [python-3.6]
• MXNet (optimizado para CPU) [mxnet-1.6-cpu-py36]
• MXNet (optimizado para GPU) [mxnet-1.6-gpu-py36]
• PyTorch (optimizado para CPU) [pytorch-1.4-cpu-py36]
• PyTorch (optimizado para CPU) [pytorch-1.4-gpu-py36]
• TensorFlow (optimizado para CPU) [tensorflow-1.15-cpu-py36]
• TensorFlow (optimizado para GPU) [tensorflow-1.15-gpu-py36]
• TensorFlow 2 (optimizado para CPU) [tensorflow-2.1-cpu-py36]
• TensorFlow 2 (optimizado para GPU) [tensorflow-2.1-gpu-py36]

Kernels disponibles de Amazon SageMaker
Los siguientes kernels de Amazon SageMaker están disponibles en SageMaker Studio. El nombre entre
paréntesis es la imagen de SageMaker que hospeda el kernel.

Data Sciencees unCondacon los paquetes y bibliotecas de Python más comúnmente utilizados, como
NumPy y scikit-learn.

• Python 3 (ciencia de datos)
• PySpark (SparkMagic)
• Python 3 (Python básico)
• Python 3 (MxNet 1.6 Python 3.6 optimizado para CPU)
• Python 3 (MxNet 1.6 Python 3.6 GPU optimizado)
• Python 3 (MxNet 1.8 Python 3.7 optimizado para CPU)
• Python 3 (MxNet 1.8 Python 3.7 GPU optimizado)
• Python 3 (PyTorch 1.4 Python 3.6 optimizado para CPU)
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• Python 3 (PyTorch 1.4 Python 3.6 GPU optimizado)
• Python 3 (PyTorch 1.6 Python 3.6 optimizado para CPU)
• Python 3 (PyTorch 1.6 Python 3.6 GPU optimizado)
• Python 3 (SageMaker JumpStart Data Science 1.0)
• Python 3 (SageMaker JumpStart MXNet 1.0)
• Python 3 (SageMaker JumpStart PyTorch 1.0)
• Python 3 (SageMaker JumpStart TensorFlow 1.0)
• Python 3 (optimizado para CPU TensorFlow 1.15 Python 3.6)
• Python 3 (TensorFlow 1.15 Python 3.6 GPU optimizado)
• Python 3 (Optimizado para CPU TensorFlow 1.15 Python 3.7)
• Python 3 (TensorFlow 1.15 Python 3.7 GPU optimizado)
• Python 3 (CPU de TensorFlow 2.1 de Python 3.6 optimizada)
• Python 3 (GPU de TensorFlow 2.1 de Python 3.6 optimizada)
• Python 3 (CPU de TensorFlow 2.3 de Python 3.7 optimizada)
• Python 3 (GPU de TensorFlow 2.3 de Python 3.7 optimizada)

Traiga su propia imagen de SageMaker
Una imagen de SageMaker es un archivo que identifica los kernels, paquetes de idiomas y otras
dependencias necesarias para ejecutar un bloc de notas de Jupyter en Amazon SageMaker Studio.
Estas imágenes se utilizan para crear un entorno desde el que se ejecutan los cuadernos Jupyter.
Amazon SageMaker proporciona muchas imágenes integradas para que pueda utilizarlas. Si necesita una
funcionalidad diferente, puede traer sus propias imágenes personalizadas a Studio. Para ver la lista de
imágenes integradas, consulteImágenes disponibles de Amazon SageMaker (p. 104).

Un SageMakerimagees un soporte para un conjunto de SageMakerversiones de imagen. Una versión de
imagen representa una imagen de contenedor compatible con SageMaker Studio y almacenada en un
repositorio de Amazon Elastic Container Registry (ECR). Cada versión de imagen es inmutable.

Para que una imagen personalizada de SageMaker esté disponible para todos los usuarios de un dominio,
debe adjuntar la imagen al dominio. Para que una imagen esté disponible para un solo usuario, debe
adjuntar la imagen al perfil del usuario. Al adjuntar una imagen, SageMaker utiliza la última versión de
imagen de forma predeterminada. También puede asociar una versión de imagen específica. Después de
adjuntar la versión, puede elegir la versión del Launcher de SageMaker o el selector de imágenes cuando
inicie un bloc de notas.

Puede crear imágenes y versiones de imágenes, así como adjuntar versiones de imágenes a su dominio
mediante el panel de control de SageMaker Studio, elAWS SDK for Python (Boto3), y elAWS Command
Line Interface(AWS CLI). También puedes crear imágenes y versiones de imágenes con la consola de
SageMaker, incluso si no te has incorporado a Studio.

SageMaker proporciona archivos Dockerfiles de muestra para utilizarlos como punto de partida para sus
imágenes personalizadas de SageMaker en elEjemplos de imágenes personalizadas de SageMaker
Studio. Estos incluyen Dockerfiles para las siguientes imágenes:

• Julia
• R
• Scala
• Tensorflow 2

En los siguientes temas se explica cómo llevar su propia imagen mediante la consola de SageMaker y,
a continuación, iniciar la imagen en SageMaker Studio. Un tutorial más completo también muestra cómo
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crear una imagen de contenedor personalizada a partir de un Dockerfile R suministrado. Para obtener un
artículo similar del blog, consulteLlevar su propio entorno de R a Amazon SageMaker Studio.

Temas
• Crear una imagen personalizada de SageMaker (Consola) (p. 106)
• Adjuntar una imagen personalizada de SageMaker (Panel de control) (p. 107)
• Iniciar una imagen personalizada de SageMaker en SageMaker Studio (p. 108)
• Traiga su propia imagen personalizada de SageMaker tutorial (p. 111)
• Especificaciones de imagen personalizadas de SageMaker (p. 120)

Crear una imagen personalizada de SageMaker
(Consola)
En este tema se describe cómo crear una imagen personalizada de SageMaker mediante la consola de
SageMaker. También puede crear la imagen con el panel de control de SageMaker Studio. Los pasos son
los mismos. Para obtener información sobre el uso del panel de control de Studio, consulteAdjuntar una
imagen personalizada de SageMaker (Panel de control) (p. 107).

Cuando se crea una imagen, SageMaker también crea una versión de imagen inicial. La versión de imagen
representa una imagen contenedor enAmazon Elastic Container Registry (ECR). La imagen del contenedor
debe cumplir los requisitos para su uso en Amazon SageMaker Studio. Para obtener más información,
consulte Especificaciones de imagen personalizadas de SageMaker (p. 120).

Para obtener información sobre cómo probar la imagen localmente y resolver problemas comunes,
consulte laRepo de muestras de imagen personalizada de SageMaker Studio.

Para crear una imagen

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.
2. En el panel de navegación izquierdo, elijaImágenes.
3. En la páginaImágenes personalizadasPágina, elijaCrear imagen.
4. ParaFuente de la imagen, introduzca la ruta de acceso del registro a la imagen del contenedor en

Amazon ECR. La ruta de acceso tiene el siguiente formato:

acct-id.dkr.ecr.region.amazonaws.com/repo-name[:tag] or [@digest]

5. Elija Next (Siguiente).
6. UNDERPropiedades de la imagen, escriba lo siguiente:

• Nombre de la imagen: el nombre debe ser exclusivo para su cuenta en laAWSRegión .
• (Opcional) Nombre para mostrar: nombre que se muestra en la interfaz de usuario de Studio.

Cuando no se proporciona,Image name.
• Descripción (Opcional): descripción de la imagen.
• Función IAM: el rol debe tenerAmazonSageMakerFullAccessAplicación de política en. Utilice el

menú desplegable para elegir una de las opciones siguientes:
• Crear un nuevo rol: especifique los buckets de Amazon Simple Storage Service (Amazon S3)

adicionales a los que desea que los usuarios de sus blocs de notas tengan acceso. Si no desea
permitir el acceso a buckets adicionales, elijaNone (Ninguno).

SageMaker adjunta laAmazonSageMakerFullAccessal rol. El rol permite a los usuarios de sus
portátiles acceder a los depósitos S3 enumerados junto a las marcas de verificación.

• Introduzca un rol de IAM de función de IAM personalizada: introduzca el nombre de recurso de
Amazon (ARN) de su función de IAM.
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• Usar rol existente: elija uno de los roles existentes de la lista.
• (Opcional) Etiquetas de imagen: elijaAñadir nueva etiqueta. Puede añadir hasta 50 etiquetas. Las

etiquetas se pueden buscar mediante la interfaz de usuario de Studio, la consola de SageMaker o
elSearchAPI.

7. Elija Submit.

La nueva imagen se muestra en el cuadro de diálogoImágenes personalizadasy se resaltó brevemente.
Después de que la imagen se haya creado correctamente, puede elegir el nombre de la imagen para ver
sus propiedades o elegirCrear versiónpara crear otra versión.

Para crear otra versión de imagen

1. SeleccionarCrear versiónEn la misma fila que la imagen.
2. ParaFuente de la imagen, introduzca la ruta de acceso del Registro a la imagen del contenedor ECR.

La imagen del contenedor no debe ser la misma imagen que se usó en una versión anterior de la
imagen de SageMaker.

Para utilizar la imagen personalizada en Studio, debe adjuntarla a su dominio. Para obtener más
información, consulte Adjuntar una imagen personalizada de SageMaker (Panel de control) (p. 107).

Adjuntar una imagen personalizada de SageMaker
(Panel de control)
Para utilizar una imagen personalizada de SageMaker, debe adjuntar una versión de la imagen a su
dominio. Al adjuntar una versión de imagen, aparece en el Launcher de SageMaker Studio y está
disponible en elSeleccionar imagen, que los usuarios utilizan para iniciar una actividad o cambiar la imagen
utilizada por un bloc de notas.

Existe un límite respecto al número de versiones de imágenes que se pueden adjuntar en cualquier
momento. Después de alcanzar el límite, debe separar una versión para adjuntar otra versión de la
imagen.

Adjuntar una versión de imagen existente a tu dominio
En este tema se describe cómo adjuntar una versión de imagen personalizada de SageMaker existente
a su dominio mediante el panel de control de SageMaker Studio. También puede crear una imagen y una
versión de imagen personalizadas de SageMaker y, a continuación, adjuntar esa versión a su dominio.

Los pasos para crear una imagen y una versión de imagen son los mismos tanto si utiliza el panel de
control de Studio como la consola de SageMaker. Para obtener información sobre el procedimiento para
crear una imagen y una versión de imagen, consulteCrear una imagen personalizada de SageMaker
(Consola) (p. 106).

Para adjuntar una imagen existente

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.
2. En el panel de navegación izquierdo, elijaAmazon SageMaker Studio.
3. En la páginaPanel de control de SageMaker Studio, enImágenes personalizadas adjuntas al dominio,

elijaAdjuntar imagen.
4. ParaFuente de la imagen, elijaImagen existente.
5. Seleccione una imagen existente de la lista.
6. Elija una versión de la imagen de la lista.
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7. Elija Next (Siguiente).
8. Elija la función de IAM. Para obtener más información, consulte Crear una imagen personalizada de

SageMaker (Consola) (p. 106).
9. Elija Next (Siguiente).
10. UNDERConfiguración de Studio, introduzca o cambie los siguientes valores de configuración.

Para obtener información sobre cómo obtener la información del núcleo de la imagen,
consulteDESARROLLOen el repositorio de muestras de imágenes personalizadas de SageMaker
Studio.

• Ruta de montaje EFS: ruta de acceso dentro de la imagen para montar el directorio principal
Amazon Elastic File System (EFS) del usuario.

• Kernel:
• ParaNombre del kernelIntroduzca el nombre de un kernel existente en la imagen.
• (Opcional) ParaNombre para mostrar kernel, introduzca el nombre para mostrar del núcleo.
• SeleccionarAgregar kernel.

• (Opcional) Etiquetas de configuración: elijaAñadir nueva etiquetay, a continuación, agregue una
etiqueta de configuración.

Note

Para obtener más información, consulte laDetección de kernelyDatos de usuarioSecciones
deEspecificaciones de imagen personalizadas de SageMaker (p. 120).

11. SeleccionarEnviar

Espere a que la versión de imagen se adjunte al dominio. Cuando se adjunta, la versión se muestra en
elImágenes personalizadasy se resaltó brevemente.

Desenlaza una imagen personalizada de SageMaker
Cuando se desconecta una imagen de un dominio, se separan todas las versiones de la imagen. Cuando
se desconecta una imagen, todos los usuarios del dominio pierden el acceso a las versiones de la imagen.

Un bloc de notas en ejecución que tiene una sesión de kernel en una versión de imagen cuando se
desconecta la versión, continúa ejecutándose. Cuando se detiene el bloc de notas o se apaga el kernel, la
versión de la imagen deja de estar disponible.

Para desasociar una imagen

1. En el panel de control de SageMaker Studio, enImágenes personalizadas adjuntas al dominio, elija la
imagen y, a continuación, elijaSeparar.

2. (Opcional) Para eliminar la imagen y todas las versiones de SageMaker, seleccioneTambién elimine
las imágenes seleccionadas.... Esto no elimina las imágenes de contenedor asociadas de Amazon
ECR.

3. Elija Detach (Desasociar).

Iniciar una imagen personalizada de SageMaker en
SageMaker Studio
Después de crear la imagen personalizada de SageMaker y adjuntarla a su dominio, la imagen aparece en
el cuadro de diálogo del selector de imágenes del Launcher de SageMaker Studio y el núcleo aparece en
el cuadro de diálogo del selector del núcleo.
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Para iniciar y seleccionar la imagen personalizada

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.
2. Usar el método abreviado de tecladoCtrl + Shift + Lpara abrir Studio Launcher.

3. Abra el iconoSeleccione una imagen de SageMaker.

4. Elija su imagen personalizada.

109

https://console.aws.amazon.com/sagemaker/


Amazon SageMaker Developer Guide
Iniciar una imagen personalizada

5. Inicie un bloc de notas o un shell interactivo en la imagen personalizada.

6. En un bloc de notas abierto, puede cambiar al núcleo personalizado eligiendo un núcleo diferente en
el panelSeleccione kernelCuadro de diálogo.
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Note

Si encuentra un error al iniciar la imagen, compruebe los registros de Amazon CloudWatch. El
nombre del grupo de registros es/aws/sagemaker/studio. El nombre del flujo de registros
es$domainID/$userProfileName/KernelGateway/$appName.

Traiga su propia imagen personalizada de SageMaker
tutorial
En este tutorial, creará una imagen personalizada de SageMaker y adjuntará una versión de la imagen
a su dominio para utilizarla en Amazon SageMaker Studio. La versión de imagen contiene una selección
de paquetes R, junto con elAWS SDK for Python (Boto3)y laSDK para Amazon SageMaker. Después
de completar este tutorial, puede seleccionar la versión en Studio y utilizar R para obtener acceso
a los SDK mediante el paquete de reticulación de RStudio. Para obtener más información sobre el
paquete de reticular, consulteInterfaz R a Python. Para obtener un artículo de blog similar a este tutorial,
consulteLlevar su propio entorno de R a Amazon SageMaker Studio.

Se presentan dos métodos para adjuntar la versión de imagen a su dominio. En el primer método, se
crea un nuevo dominio con la versión adjunta. Este método es más sencillo, pero debe especificar la
información y el rol de ejecución de Amazon Virtual Private Cloud (VPC) necesarios para crear el dominio.

Si ha incorporado a Studio, puede usar el segundo método para adjuntar la versión de imagen a su
dominio actual. En este caso, no es necesario especificar la información de la VPC y el rol de ejecución.
Después de adjuntar la versión, debe eliminar todas las aplicaciones de su dominio y volver a abrir Studio.
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No puedes ejecutar este tutorial desde Studio porque no puedes crear ni actualizar un dominio desde
Studio.

Prerequisites

• La aplicación Docker Para obtener más información sobre la configuración de Docker,
consulteOrientación y configuración.

• Una copia local del Dockerfile para crear un archivo compatible con StudioR imagedesde lasEjemplos de
imágenes personalizadas de SageMaker Studio.

Note

La creación de la imagen R desde Dockerfile instala dependencias que pueden ser licenciadas
bajo licencias de copyleft como GPLv3. Debe revisar los términos de la licencia y asegurarse de
que son aceptables para su caso de uso antes de continuar y construir esta imagen.

• Permisos para acceder al servicio Amazon Elastic Container Registry (Amazon ECR). Para obtener más
información, consultePolíticas gestionadas de Amazon ECR.

• Un registroAWS Identity and Access Managementque tiene la
funciónAmazonSageMakerFullAccessAplicación de política en. Si se ha incorporado a Amazon
SageMaker Studio, puede obtener el rol de laResumen del estudiodel panel de control de SageMaker
Studio.

Links

• Amazon Elastic Container Registry API
• API de Docker Engine
• Referencia de Dockerfile

Temas
• Agregar una imagen de contenedor compatible con Studio a Amazon ECR (p. 112)
• Crear una imagen de SageMaker a partir de la imagen contenedor ECR (p. 113)
• Adjuntar la imagen de SageMaker a un nuevo dominio (p. 115)
• Adjuntar la imagen de SageMaker a su dominio actual (p. 116)
• Ver la imagen adjunta en el panel de control de Studio (p. 118)
• Limpiar recursos (p. 119)

Agregar una imagen de contenedor compatible con Studio a
Amazon ECR
Realice los siguientes pasos para añadir una imagen de contenedor a Amazon ECR:

• Cree un repositorio de Amazon ECR.
• Autenticar en Amazon ECR.
• Cree una imagen de contenedor compatible con Studio.
• Inserte la imagen en el repositorio de Amazon ECR.

Note

El repositorio de Amazon ECR debe estar en el mismoAWSRegión como SageMaker Studio.
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Para crear y agregar una imagen de contenedor a Amazon ECR

1. Cree un repositorio de Amazon ECR mediante elAWS CLI. Para crear el repositorio mediante la
consola de Amazon ECR, consulteCreación de un repositorio.

aws ecr create-repository \
    --repository-name smstudio-custom \
    --image-scanning-configuration scanOnPush=true

Response: (Respuesta:)

{
    "repository": {
        "repositoryArn": "arn:aws:ecr:us-east-2:acct-id:repository/smstudio-custom",
        "registryId": "acct-id",
        "repositoryName": "smstudio-custom",
        "repositoryUri": "acct-id.dkr.ecr.us-east-2.amazonaws.com/smstudio-custom",
        ...
    }
}

2. Instale la CLI de compilación de imágenes de SageMaker Studio siguiendo los pasos deConstruir
Docker de SageMaker. Esta CLI le permite crear un Dockerfile usandoAWS CodeBuild.

3. Crear la imagen de RDockerfileutilizando la CLI de compilación de imágenes de Studio. El punto (.)
especifica que Dockerfile debe estar en el contexto del comando build. Este comando crea la imagen,
crea un repositorio ECR y carga la imagen construida en el repositorio ECR. A continuación, emite el
URI de la imagen.

sm-docker build . -t smstudio-r -t <acct-id>.dkr.ecr.<region>.amazonaws.com/smstudio-
custom:r

Response: (Respuesta:)

Image URI: <acct-id>.dkr.ecr.<region>.amazonaws.com/<image_name>

Crear una imagen de SageMaker a partir de la imagen
contenedor ECR
Realice los siguientes pasos para crear una imagen de SageMaker a partir de la imagen contenedor:

• Cree un Image
• Cree un ImageVersion
• Cree un archivo de configuración.
• Cree un AppImageConfig

Para crear las entidades de imagen de SageMaker

1. Crear una imagen de SageMaker.

aws sagemaker create-image \
    --image-name r-image \
    --role-arn arn:aws:iam::<acct-id>:role/service-role/<execution-role>
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Response: (Respuesta:)

{
    "ImageArn": "arn:aws:sagemaker:us-east-2:acct-id:image/r-image"
}

2. Cree una versión de imagen de SageMaker a partir de la imagen del contenedor.

aws sagemaker create-image-version \
    --image-name r-image \
    --base-image <acct-id>.dkr.ecr.<region>.amazonaws.com/smstudio-custom:r

Response: (Respuesta:)

{
    "ImageVersionArn": "arn:aws:sagemaker:us-east-2:acct-id:image-version/r-image/1"
}

3. Compruebe que la versión de la imagen se ha creado correctamente.

aws sagemaker describe-image-version \
    --image-name r-image \
    --version 1

Response: (Respuesta:)

{
    "ImageVersionArn": "arn:aws:sagemaker:us-east-2:acct-id:image-version/r-image/1",
    "ImageVersionStatus": "CREATED"
}

Note

Si la respuesta es"ImageVersionStatus": "CREATED_FAILED", la respuesta también
incluye el motivo del error. Un problema de permisos es una causa común de error.
También puede comprobar sus registros de Amazon CloudWatch. El nombre del grupo de
registros es/aws/sagemaker/studio. El nombre del flujo de registros es$domainID/
$userProfileName/KernelGateway/$appName.

4. Cree un archivo de configuración denominadoapp-image-config-input.json. LaNameValor
deKernelSpecsDebe coincidir con el nombre del kernelSpec disponible en la imagen asociada
a esteAppImageConfig. Este valor distingue entre mayúsculas y minúsculas. Puede encontrar
los KernelSpecs disponibles en una imagen ejecutandojupyter-kernelspec listDesde un
caparazón dentro del contenedor.MountPathes la ruta de la imagen para montar su directorio
principal de Amazon Elastic File System (Amazon EFS). Debe ser diferente de la ruta que utiliza
dentro del contenedor, ya que esa ruta se anulará cuando se monte el directorio principal de Amazon
EFS. Para obtener información sobre cómo probar la imagen localmente antes de usarla en Studio,
consulteDESARROLLOen el repositorio de muestras de imágenes personalizadas de SageMaker
Studio.

Note

Los siguientes ejemplos deDefaultUIDyDefaultGIDson los únicos valores aceptados:

• DefaultUd: 1000 y DefaultGID: 100
• DefaultUd: 0 y DefaultGID: 0
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{
    "AppImageConfigName": "r-image-config",
    "KernelGatewayImageConfig": {
        "KernelSpecs": [
            {
                "Name": "ir",
                "DisplayName": "R (Custom R Image)"
            }
        ],
        "FileSystemConfig": {
            "MountPath": "/home/sagemaker-user",
            "DefaultUid": 1000,
            "DefaultGid": 100
        }
    }
}

5. Cree la AppImageConfig utilizando el archivo creado en el paso anterior.

aws sagemaker create-app-image-config \
    --cli-input-json file://app-image-config-input.json

Response: (Respuesta:)

{
    "AppImageConfigArn": "arn:aws:sagemaker:us-east-2:acct-id:app-image-config/r-image-
config"
}

Adjuntar la imagen de SageMaker a un nuevo dominio
Para utilizar este método, debe especificar un rol de ejecución que tenga la
propiedadAmazonSageMakerFullAccessAplicación de política en.

Note

Solo puede tener un dominio. Si ha incorporado a SageMaker Studio, debe eliminar su dominio
actual antes de poder utilizar este método. Para obtener más información, consulte Eliminación de
un dominio de Amazon SageMaker Studio (p. 46).

Realice los siguientes pasos para crear el dominio y adjuntar la imagen personalizada de SageMaker:

• Obtenga su ID de VPC y sus ID de subred predeterminados.
• Cree el archivo de configuración para el dominio, que especifica la imagen.
• Cree el dominio con el archivo de configuración.

Para agregar la imagen personalizada de SageMaker a tu dominio

1. Obtenga su ID de VPC predeterminada.

aws ec2 describe-vpcs \
    --filters Name=isDefault,Values=true \
    --query "Vpcs[0].VpcId" --output text

Response: (Respuesta:)
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vpc-xxxxxxxx

2. Obtenga los ID de subred predeterminados con el ID de la VPC del paso anterior.

aws ec2 describe-subnets \
    --filters Name=vpc-id,Values=<vpc-id> \
    --query "Subnets[*].SubnetId" --output json

Response: (Respuesta:)

[
    "subnet-b55171dd",
    "subnet-8a5f99c6",
    "subnet-e88d1392"
]

3. Cree un archivo de configuración denominadocreate-domain-input.json. Inserte el ID
de VPC, los ID de subred,ImageName, yAppImageConfigNamede los pasos anteriores. Ya
queImageVersionNumber, se utiliza la última versión de la imagen, que es la única versión en este
caso.

{
    "DomainName": "domain-with-custom-r-image",
    "VpcId": "<vpc-id>",
    "SubnetIds": [
        "<subnet-ids>"
    ],
    "DefaultUserSettings": {
        "ExecutionRole": "<execution-role>",
        "KernelGatewayAppSettings": {
            "CustomImages": [
                {
                    "ImageName": "r-image",
                    "AppImageConfigName": "r-image-config"
                }
            ]
        }
    },
    "AuthMode": "IAM"
}

4. Cree el dominio con la imagen de SageMaker personalizada adjunta.

aws sagemaker create-domain \
    --cli-input-json file://create-domain-input.json

Response: (Respuesta:)

{
    "DomainArn": "arn:aws:sagemaker:us-east-2:acct-id:domain/d-xxxxxxxxxxxx",
    "Url": "https://d-xxxxxxxxxxxx.studio.us-east-2.sagemaker.aws/..."
}

Adjuntar la imagen de SageMaker a su dominio actual
Este método supone que ya se ha incorporado a Amazon SageMaker Studio. Para obtener más
información, consulte Introducción a Amazon SageMaker Studio (p. 40).
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Note

Debe eliminar todas las aplicaciones de su dominio antes de actualizar el dominio con la nueva
versión de imagen. Para obtener más información acerca de cómo eliminar las aplicaciones,
consulteEliminación de un dominio de Amazon SageMaker Studio (p. 46).

Siga los pasos que se describen a continuación para añadir la imagen de SageMaker a su dominio actual.

• Obtención deDomainIDde SageMaker Studio.
• UsarDomainIDpara obtener elDefaultUserSettingspara el dominio.
• Añada elImageNameyAppImageConfigcomo unCustomImagea laDefaultUserSettings.
• Actualice su dominio para incluir la imagen personalizada.

Para agregar la imagen personalizada de SageMaker a tu dominio

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.
2. Desde la parte superior izquierda del panel de navegación, elijaAmazon SageMaker Studio.
3. Desde el Panel de control de Studio, enResumen del estudio, busque laID de Studio, que también es

suDomainId. El ID tiene el siguiente formato:d-xxxxxxxxxxxx.

4. Utilice el ID de dominio para obtener la descripción del dominio.

aws sagemaker describe-domain \
    --domain-id <d-xxxxxxxxxxxx>

Response: (Respuesta:)

{
    "DomainId": "d-xxxxxxxxxxxx",
    "DefaultUserSettings": {
      "KernelGatewayAppSettings": {
        "CustomImages": [
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        ],
        ...
      }
    }
}

5. Guarde la sección de configuración de usuario predeterminada de la respuesta en un archivo
llamadodefault-user-settings.json.

6. Inserte elImageNameyAppImageConfigNamede los pasos anteriores como una imagen
personalizada. Ya queImageVersionNumber, se utiliza la última versión de la imagen, que es la
única versión en este caso.

{
    "DefaultUserSettings": {
        "KernelGatewayAppSettings": { 
           "CustomImages": [ 
              { 
                 "ImageName": "string",
                 "AppImageConfigName": "string"
              }
           ],
           ...
        }
    }
}

7. Utilice el ID de dominio y el archivo de configuración de usuario predeterminado para actualizar el
dominio.

aws sagemaker update-domain \
    --domain-id <d-xxxxxxxxxxxx> \
    --cli-input-json file://default-user-settings.json

Response: (Respuesta:)

{
    "DomainArn": "arn:aws:sagemaker:us-east-2:acct-id:domain/d-xxxxxxxxxxxx"
}

Ver la imagen adjunta en el panel de control de Studio
Después de crear la imagen personalizada de SageMaker y adjuntarla a su dominio, la imagen aparece en
la lista de imágenes personalizadas del panel de control de SageMaker Studio.

Para obtener información sobre cómo lanzar la imagen en Amazon SageMaker Studio, consulteIniciar una
imagen personalizada de SageMaker en SageMaker Studio (p. 108).
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Limpiar recursos
Para limpiar los recursos creados en las secciones anteriores, realice los siguientes pasos:

• Desconecte las versiones de imagen y de imagen de su dominio.
• Elimine la imagen, la versión de la imagen y la configuración de la imagen de la aplicación.
• Elimine la imagen del contenedor y el repositorio de Amazon ECR. Para obtener más información,

consulteEliminación de un repositorio.

Para limpiar los recursos

1. Desconecte la imagen y las versiones de imagen de su dominio pasando una lista de imágenes
personalizadas vacía al dominio. Abra el iconodefault-user-settings.jsonque ha creado
enAdjuntar la imagen a un dominio actual (p. 116).

2. Elimine las imágenes personalizadas y, a continuación, guarde el archivo.

"DefaultUserSettings": {
  "KernelGatewayAppSettings": {
     "CustomImages": [
     ],
     ...
  },
  ...
}

3. Utilice el ID de dominio y el archivo de configuración de usuario predeterminado para actualizar el
dominio.

aws sagemaker update-domain \
    --domain-id <d-xxxxxxxxxxxx> \
    --cli-input-json file://default-user-settings.json

Response: (Respuesta:)

{
    "DomainArn": "arn:aws:sagemaker:us-east-2:acct-id:domain/d-xxxxxxxxxxxx"
}

4. Elimine la configuración de la imagen de la aplicación.

aws sagemaker delete-app-image-config \
    --app-image-config-name r-image-config

5. Elimine la imagen de SageMaker, que también elimina todas las versiones de imagen. Las imágenes
contenedoras en ECR representadas por las versiones de imagen no se eliminan.

aws sagemaker delete-image \
    --image-name r-image
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Especificaciones de imagen personalizadas de
SageMaker
Las siguientes especificaciones se aplican a la imagen contenedor representada por una versión de
imagen de SageMaker.

Ejecución de la imagen

ENTRYPOINTyCMDPara habilitar la imagen para ejecutarse como una aplicación KernelGateway.

El puerto 8888 de la imagen está reservado para ejecutar el servidor web KernelGateway.
Detención de la imagen

LaDeleteAppAPI emite el equivalente de undocker stopcomando. Otros procesos en el
contenedor no obtendrán las señales SIGKILL/SIGTERM.

Detección de kernel

SageMaker reconoce los núcleos definidos por JupyterEspecificaciones del kernel.

Puede especificar una lista de núcleos para mostrar antes de ejecutar la imagen. Si no se especifica,
se muestra python3. UsarDescribeAppImageConfigAPI para ver la lista de núcleos.

Los entornos Conda se reconocen como especificaciones del kernel de forma predeterminada.
Sistema de archivos

La/opt/.sagemakerinternaly/opt/mlLos directorios están reservados. Es posible que los datos
de estos directorios no sean visibles en tiempo de ejecución.

Datos de usuario

Cada usuario de un dominio de Studio obtiene un directorio de usuario en un volumen compartido de
Amazon Elastic File System en la imagen. La ubicación del directorio del usuario actual en el volumen
de Amazon EFS es configurable. De forma predeterminada, la ubicación del directorio es/home/
sagemaker-user.

SageMaker configura asignaciones POSIX UID/GID entre la imagen y el host. De forma
predeterminada, se asigna el UID/GID del usuario raíz (0/0) al UID/GID en el host.

Estos valores pueden especificarse con laCreateAppImageConfigAPI.
Límites de GID/UID

SageMaker Studio solo admite valores UID y GID en el rango comprendido entre 0 y 65535. Este
límite se aplica a los archivos de todas las capas de la imagen.

Metadatos

Un archivo de metadatos se encuentra en/opt/ml/metadata/resource-metadata.json. No
se agregan variables de entorno adicionales a las variables definidas en la imagen. Para obtener más
información, consulte Obtener metadatos de aplicaciones (p. 94).

GPU

En una instancia de GPU, la imagen se ejecuta con el comando--gpusopción. Solo el conjunto de
herramientas CUDA debe incluirse en la imagen, no los controladores de NVIDIA. Para obtener más
información, consulteGuía del usuario de NVIDIA.

Métricas y registro de datos

Los registros del proceso KernelGateway se envían a Amazon CloudWatch en la cuenta del cliente.
El nombre del grupo de registros es/aws/sagemaker/studio. El nombre del flujo de registros
es$domainID/$userProfileName/KernelGateway/$appName.
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Tamaño de imagen

Limitado a 11 GB.

Configurar una conexión a un clúster de Amazon
EMR

Amazon EMR es una plataforma de big data para procesar grandes cantidades de datos. El componente
central de Amazon EMR es el clúster. Un clúster es un conjunto de instancias de Amazon EC2. Apache
Spark es un marco de procesamiento distribuido que se ejecuta en Amazon EMR. Para obtener más
información, consulte¿Qué es Amazon EMR?yApache Spark.

Amazon SageMaker Studio incluye una imagen de SageMaker SparkMagic que contiene un núcleo
PySpark. La imagen SparkMagic también contiene unAWS CLIUtilidad,sm-sparkmagic, que puede
utilizar para crear los archivos de configuración necesarios para que el kernel de PySpark se conecte al
clúster de Amazon EMR. Después de crear los archivos de configuración, la utilidad muestra los pasos
necesarios para finalizar la instalación.

Para mayor seguridad, puede especificar que la conexión al clúster EMR utilice la autenticación Kerberos.
Para obtener más información, consulte Uso de la autenticación Kerberos.

Prerequisites

• Acceso a SageMaker Studio configurado para usar el modo Amazon VPC. Para conectarse a Amazon
EMR, Studio debe configurarse como modo de solo Amazon VPC. Para obtener más información,
consulte Connect de blocs de notas de SageMaker Studio a recursos en una VPC (p. 2627). Todas las
subredes utilizadas por SageMaker Studio deben ser subredes privadas.

• Si utiliza elsm-sparkmagicpara configurar el núcleo sparkmagic, asegúrese de que el extremo de la
interfaz de VPC esté conectado a todas las subredes utilizadas por SageMaker Studio o asegúrese de
que todas las subredes utilizadas por SageMaker Studio estén enrutadas para utilizar una puerta de
enlace NAT. Para obtener más información, consulteGateways NAT.

• Un clúster de Amazon EMR en la misma VPC que Studio o en una VPC conectada a la misma VPC que
Studio. Este clúster debe tener Spark y Livy instalados.

• El grupo de seguridad utilizado para Amazon SageMaker Studio y el grupo de seguridad de Amazon
EMR deben permitir el acceso a y desde el otro.

• Su grupo de seguridad de Amazon EMR debe abrir el puerto 8998 para que Amazon SageMaker Studio
pueda comunicarse con el clúster de Spark a través de Livy. Para obtener más información acerca de
cómo configurar el grupo de seguridad, consulte.Cree portátiles SageMaker respaldados por Spark en
Amazon EMR.

• Si utiliza elsm-sparkmagicDe igual modo, la función de ejecución de IAM asociada a su perfil de
usuario de Studio debe contener los siguientes permisos adicionales. Para encontrar el rol de ejecución,
seleccione su nombre de usuario en el Panel de control de SageMaker Studio.

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Action": [
                "elasticmapreduce:DescribeCluster",
                "elasticmapreduce:DescribeSecurityConfiguration",
                "elasticmapreduce:ListInstances"
            ],
            "Resource": [
                "arn:aws:elasticmapreduce:*:*:cluster/*"
            ]
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        }
    ]
}

Para configurar una conexión con un clúster de EMR

1. Abra SageMaker Studio.
2. En la esquina superior izquierda de Studio, elijaAmazon SageMaker Studiopara abrir Studio Launcher.
3. En la páginaLauncherSeleccione,Portátiles y recursos de computación.
4. ParaSeleccione una imagen de SageMaker, elija la opciónSparkMagicimage.

5. SeleccionarBloc de notas depara crear un cuaderno Studio en la imagen de SparkMagic.
6. Ejecute el código siguiente en una celda de bloc de notas para crear los archivos de configuración

utilizados para conectarse al clúster EMR.%%localasegura que el código se ejecuta en la imagen
local en lugar de en Spark.

Note

Lasm-sparkmagicno admite la generación de archivos de configuración cuando el clúster
de Amazon EMR y el dominio de Studio utilizan dos VPC de Amazon diferentes y las VPC de
Amazon tienen diferentesDHCPOptions.

• Si el clúster EMR no está configurado para la autenticación Kerberos, ejecute el siguiente comando:

%%local
! sm-sparkmagic connect --cluster-id "cluster-id"

El resultado debería ser similar al siguiente:

Successfully read emr cluster(cluster-id) details

122



Amazon SageMaker Developer Guide
Realizar tareas comunes

SparkMagic config file location: /etc/sparkmagic/config.json

• Si el clúster EMR está configurado para la autenticación Kerberos, ejecute el siguiente comando:

! sm-sparkmagic connect --cluster-id "cluster-id" --user-name "user-name"

El resultado debería ser similar al siguiente:

Successfully read emr cluster(cluster-id) details
SparkMagic config file location: /etc/sparkmagic/config.json
Kerberos configuration file location: /etc/krb5.conf

7. Para completar la configuración, siga uno de estos pasos:

• Para los clústeres EMR que no están configurados para la autenticación Kerberos, vaya al paso 8.
• Para los clústeres EMR que están configurados para la autenticación Kerberos, haga lo siguiente:

1. En la barra de herramientas del bloc de notas, elijaLanzar terminarIcono ( ) para abrir un
terminal en la misma imagen de SparkMagic que el cuaderno.

2. Ejecute el siguiente comando en el terminal para obtener el ticket de Kerberos:

kinit user-name

3. Escriba la contraseña cuando se le solicite.
8. En la barra de herramientas del bloc de notas, elijaReiniciar el kernelIcono ( ) para completar la

instalación.
9. Para comprobar que la conexión se configuró correctamente, ejecute el comando siguiente en una

celda de bloc de notas:

%%info

El resultado debería ser similar al siguiente:

Current session configs:{'driverMemory': '1000M', 'executorCores': 2, 'kind':
 'pyspark'}
No active sessions.

Para obtener más información

• Realizar un procesamiento interactivo de datos con Spark en los portátiles de Amazon SageMaker
Studio.

Realizar tareas comunes en Amazon SageMaker
Studio

En las siguientes secciones se describe cómo realizar tareas comunes en Amazon SageMaker Studio.
Para obtener información general de la interfaz de Studio, consulte Descripción de la interfaz de usuario de
Amazon SageMaker Studio (p. 77).

Temas
• Cargar archivos en SageMaker Studio (p. 124)
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• Clonar un repositorio de Git en SageMaker Studio (p. 124)
• Detener un Job de entrenamiento en SageMaker Studio (p. 125)
• Uso de TensorBoard en Amazon SageMaker Studio (p. 125)
• Gestione su volumen de almacenamiento EFS en SageMaker Studio (p. 126)
• Proporcionar comentarios sobre SageMaker Studio (p. 127)
• Actualizar las aplicaciones de SageMaker Studio y Studio (p. 127)

Cargar archivos en SageMaker Studio
Al incorporar a Amazon SageMaker Studio, se crea un directorio particular en el volumen de Amazon
Elastic File System (Amazon EFS) que se creó para su equipo. Studio sólo puede abrir archivos que se
han subido en el directorio. El explorador de archivos de Studio se asigna al directorio de inicio.

Para cargar archivos en el directorio de inicio

1.
En la barra lateral izquierda, elija el icono File Browser (Explorador de archivos) ( ).

2.
En el navegador de archivos, elija la opciónCargar archivosIcono ( ).

3. Seleccione los archivos que desea cargar y, a continuación, elijaOpen.
4. Haga doble clic en un archivo para abrirlo en una nueva pestaña de Studio.

Clonar un repositorio de Git en SageMaker Studio
Amazon SageMaker Studio sólo puede conectarse a un repositorio local. En este ejemplo, clona elaws/
amazon-sagemaker-examplesrepositorio (repositorio).

Para clonar el repositorio

1.
En la barra lateral izquierda, elija el icono File Browser (Explorador de archivos) ( ).

2. Elija la carpeta raíz o la carpeta en la que desea clonar el repositorio.
3.

En la barra lateral izquierda, elija el icono Git ( ).
4. SeleccionarClonación de un repositorio.
5. Introduzca el URI para el repositorio de ejemplos de SageMakerhttps://github.com/aws/

amazon-sagemaker-examples.git.
6. Elija CLONAR.
7. Si el repositorio requiere credenciales, se le pedirá que ingrese su nombre de usuario y contraseña.
8. Espere a que termine la descarga. Después de clonar el repositorio, elNavegador de archivosse abre

para mostrar el repositorio clonado.
9. Haga doble clic en el repositorio para abrirlo.
10. Elija el iconoGitpara ver la interfaz de usuario de Git que ahora rastrea el repositorio de ejemplos.
11. Para realizar un seguimiento de un repositorio diferente, abra el repositorio en el navegador de

archivos y, a continuación, elija la opciónGitIcono .
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Detener un Job de entrenamiento en SageMaker
Studio
Puede detener un trabajo de formación con la interfaz de usuario de Amazon SageMaker Studio. Cuando
se detiene un trabajo de entrenamiento, su estado cambia aStoppingen el que cesará la facturación. Un
algoritmo puede retrasar la terminación para guardar artefactos del modelo después de lo cual cambia el
estado del trabajo aStopped. Para obtener más información, consulte lastop_training_joben elAWS SDK
for Python (Boto3).

Para detener un trabajo de capacitación

1. Siga el procedimiento Ver y comparar experimentos, pruebas y componentes de prueba (p. 1622) de
esta página hasta que abra la pestaña Describe Trial Component (Describir componente de prueba).

2. En la parte superior derecha de la pestaña, elija Detener trabajo de entrenamiento. Status (Estado) en
la esquina superior izquierda de la pestaña cambia a Stopped (Detenido).

3. Para ver el tiempo de entrenamiento y el tiempo de facturación, elijaAWSConfiguración.

Uso de TensorBoard en Amazon SageMaker Studio
El siguiente documento describe cómo instalar y ejecutar TensorBoard en Amazon SageMaker Studio.

Prerequisites
Este tutorial requiere un dominio de Amazon SageMaker Studio.

Configuración de TensorBoardCallback
1. Lance Studio.
2. En Amazon SageMaker Studio Launcher enNotebooks and compute resourcesSeleccione la

casilla de verificaciónTensorFlow 2.3 Python 3.7(optimized for CPU)Imagen de estudio.
3. Inicie un bloc de notas
4. Importe los paquetes requeridos.

import os
import datetime
import tensorflow as tf

5. Crea tu modelo Keras.

mnist = tf.keras.datasets.mnist

(x_train, y_train),(x_test, y_test) = mnist.load_data()
x_train, x_test = x_train / 255.0, x_test / 255.0

def create_model():
  return tf.keras.models.Sequential([
    tf.keras.layers.Flatten(input_shape=(28, 28)),
    tf.keras.layers.Dense(512, activation='relu'),
    tf.keras.layers.Dropout(0.2),
    tf.keras.layers.Dense(10, activation='softmax')
  ])

6. Crea un directorio para los registros de TensorBoard
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LOG_DIR = os.path.join(os.getcwd(), "logs/fit/" + datetime.datetime.now().strftime("%Y
%m%d-%H%M%S"))

7. Realizar un entrenamiento con TensorBoard.

model = create_model()
model.compile(optimizer='adam',
              loss='sparse_categorical_crossentropy',
              metrics=['accuracy'])
              
              
tensorboard_callback = tf.keras.callbacks.TensorBoard(log_dir=LOG_DIR,
 histogram_freq=1)

model.fit(x=x_train,
          y=y_train,
          epochs=5,
          validation_data=(x_test, y_test),
          callbacks=[tensorboard_callback])

8. Genere la ruta de acceso EFS para los registros de TensorBoard. Utilice esta ruta para configurar los
registros desde el terminal.

EFS_PATH_LOG_DIR = "/".join(LOG_DIR.strip("/").split('/')[1:-1])
print (EFS_PATH_LOG_DIR)

Instalar TensorBoard
1. Haga clic en el botón.Amazon SageMaker StudioEn la esquina superior izquierda de Studio para

abrir el Amazon SageMaker Studio Launcher. Este iniciador debe abrirse desde el directorio raíz.
2. En el lanzador deUtilities and files, haga clic enSystem terminal.
3. Ejecute los siguientes comandos desde el terminal. Copy (Copiar)EFS_PATH_LOG_DIRDel bloc de

notas de Jupyter. Debe ejecutar esto desde el comando/home/sagemaker-userDirectorio raíz.

pip install tensorboard
tensorboard --logdir <EFS_PATH_LOG_DIR>

Inicie TensorBoard
1. Para iniciar TensorBoard, copie la URL de Studio y reemplacelab?porproxy/6006/de la siguiente

manera. Debe incluir la/character.

https://<YOUR_URL>.studio.region.sagemaker.aws/jupyter/default/proxy/6006/

2. Desplácese hasta la URL para examinar los resultados.

Gestione su volumen de almacenamiento EFS en
SageMaker Studio
Amazon SageMaker crea un volumen de Amazon Elastic File System (Amazon EFS) para el equipo. Se
crea un directorio particular en el volumen para cada usuario que se incorpore a Studio como parte de su
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equipo. Los archivos de bloc de notas y los archivos de datos se almacenarán en esos directorios. Los
usuarios no tienen acceso a los directorios principales de otros miembros del equipo.

Important

No elimine el volumen de Amazon EFS. Si lo elimina, el dominio dejará de funcionar y todos tus
usuarios perderán su trabajo.

Para buscar su volumen de Amazon EFS

1. Desde el Panel de control de SageMaker Studio, enResumen de Studio, busque elID de Studio. El ID
tendrá el siguiente formato: d-xxxxxxxxxxxx.

2. PasarStudio ID, comoDomainId, a ladescribe_domainMétodo de.
3. En la respuesta dedescribe_domainEn, anote el valor paraHomeEfsFileSystemIdclave. Este es

el ID del sistema de archivos de Amazon EFS.
4. Abra el iconoConsola de Amazon EFS. Asegúrese de queAWSRegión es la misma Región que utiliza

Studio.
5. UNDERSistemas de archivosEn el paso anterior, elija el ID del sistema de archivos.
6. Para comprobar que ha elegido el sistema de archivos correcto, seleccione la casillaEtiquetas. El valor

correspondiente a laManagedByAmazonSageMakerResourcedebe coincidir con la claveStudio
ID.

Para obtener más información sobre cómo acceder al volumen Amazon EFS, consulte.Uso de sistemas de
archivos en Amazon EFS.

Para eliminar el volumen de Amazon EFS, consulteEliminación de un sistema de archivos de Amazon
EFS.

Proporcionar comentarios sobre SageMaker Studio
Amazon SageMaker se toma en serio tus comentarios. Le animamos a que proporcione comentarios.

Para proporcionar comentarios

1. En la parte superior derecha de SageMaker Studio, seleccione Comentarios.
2. Elija un emoticono sonriente para hacernos saber lo satisfecho que está con SageMaker Studio y

agregue cualquier comentario que quiera compartir con nosotros.
3. Decida si desea compartir su identidad con nosotros y, a continuación, elija Enviar.

Actualizar las aplicaciones de SageMaker Studio y
Studio
Amazon SageMaker Studio proporciona un icono de notificación ( ) de la esquina superior derecha.
El número de avisos no leídos se muestra en el icono. Para leer los avisos, seleccione el icono. Se
proporcionan dos tipos de notificaciones:

• Actualización: se muestra cuando Studio o una de las aplicaciones de Studio han lanzado una nueva
versión. Para actualizar, consulteActualizar las aplicaciones de SageMaker Studio y Studio (p. 127).

• Información: se muestra para nuevas funciones y otra información.

Para restablecer el icono de notificación, debe seleccionar el enlace en cada aviso.
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Los siguientes procedimientos muestran cómo actualizar las aplicaciones de Amazon SageMaker Studio y
SageMaker Studio a sus versiones más recientes.

Para obtener más información sobre cómo actualizarWrangler de datos de Amazon SageMaker,
consulteActualizar aplicaciones de Studio (p. 129).

Temas
• Actualizar SageMaker Studio (p. 128)
• Actualizar aplicaciones de Studio (p. 129)

Actualizar SageMaker Studio
Para actualizar Amazon SageMaker Studio a la última versión, debe cerrar la aplicación JupyterServer. Se
perderá la información del bloc de notas que no se haya guardado. Los datos de usuario en el volumen de
Amazon EFS no se ven afectados.

Después de apagar la aplicación JupyterServer, debe volver a abrir Studio a través del Panel de control de
SageMaker Studio, que crea una nueva versión de la aplicación JupyterServer.

Puede apagar la aplicación JupyterServer desde el Panel de control de Studio o desde Studio.

Algunos de los servicios de Studio, como Data Wrangler, se ejecutan en su propia aplicación. Para
actualizar estos servicios, debe eliminar la aplicación para ese servicio. Para obtener más información,
consulte Actualizar aplicaciones de Studio (p. 129).

Note

Una aplicación JupyterServer está asociada con un único usuario de Studio. Cuando actualizas la
aplicación para un usuario, no afecta a otros usuarios.

Para apagar la aplicación JupyterServer desde el Panel de control de Studio

1. Elija el nombre de usuario de.
2. UNDERAplicaciones, en la fila que muestraJupyterServer, elijaElimine aplicación.
3. SeleccionarSí, eliminar aplicación.
4. TipodeleteEn el cuadro de confirmación.
5. Elija Eliminar.

Para cerrar la aplicación JupyterServer desde dentro de Studio

1. (Opcional) Ver el número de versión actual de Studio.

a. Abra el lanzador de Studio. SeleccionarAmazon SageMaker StudioEn la parte superior izquierda
de Studio.

b. OpenUtilidades y archivos.
c. SeleccionarTerminal del sistema.
d. Ejecute el comando siguiente: jupyter labextension list

La versión se especifica de forma similar a@amzn/sagemaker-ui v2.13.1.
2. En el menú superior, elija File (Archivo) y, a continuación, Shut Down (Apagar).
3. Elija una de las siguientes opciones:

• Servidor de apagado— Apaga la aplicación JupyterServer. Las sesiones de terminal, las sesiones
del kernel, las imágenes de SageMaker y las instancias no se cierran. Estos recursos siguen
acumulando cargos.
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• Apagar todo: cierra todas las aplicaciones, sesiones de terminal, sesiones del kernel, imágenes de
SageMaker e instancias. Estos recursos ya no acumulan cargos.

4. Cierre la ventana del .

Actualizar aplicaciones de Studio
Para actualizar una aplicación de Amazon SageMaker Studio a la versión más reciente, primero debe
cerrar la aplicación KernelGateway correspondiente desde el Panel de control de SageMaker Studio.
Después de apagar la aplicación KernelGateway, debe volver a abrirla a través de SageMaker Studio
ejecutando un nuevo núcleo. El núcleo se actualiza automáticamente. Se perderá la información del
bloc de notas que no se haya guardado. Los datos de usuario en el volumen de Amazon EFS no se ven
afectados.

Note

Una aplicación KernelGateway está asociada con un único usuario de Studio. Cuando actualizas
la aplicación para un usuario, no afecta a otros usuarios.

Para cerrar la aplicación KernelGateway

1. Elija el nombre de usuario de.
2. UNDERAplicaciones, en la fila que muestra elApp name, elijaElimine aplicación.

Para actualizar Data Wrangler, elimina la aplicación que comienza consagemaker-data-wrang.
3. SeleccionarEliminar aplicación.
4. TipodeleteEn el cuadro de confirmación.
5. Elija Eliminar.

Precios de Amazon SageMaker Studio
Cuando el primer miembro de su equipo se incorpora a Amazon SageMaker Studio, Amazon SageMaker
crea un volumen de Amazon Elastic File System (Amazon EFS) para el equipo. En el Panel de control de
SageMaker Studio, cuando elEstadoSe muestra comoReadySe ha creado el volumen Amazon EFS.

Cuando este miembro, o cualquier miembro del equipo, abre Studio, se crea un directorio particular en el
volumen del miembro. Se incurre en un cargo de almacenamiento para este directorio. Posteriormente,
se incurren en cargos de almacenamiento adicionales para los portátiles y los archivos de datos
almacenados en el directorio de inicio del miembro. Para obtener información sobre precios de Amazon
EFS, consultePrecios de Amazon EFS.

Puede que se apliquen costos adicionales cuando se ejecuten otras operaciones dentro de Studio, por
ejemplo, la creación de un trabajo Autopilot de Amazon SageMaker, la ejecución de un bloc de notas, la
ejecución de trabajos de entrenamiento y el alojamiento de un modelo.

Para obtener información sobre los costos asociados al uso de blocs de notas de Studio, consulte Medición
de uso (p. 102).

Para obtener información acerca de la facturación junto con ejemplos de precios, consulte.Precios de
Amazon SageMaker.
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Solución de problemas de Amazon SageMaker
Studio

Los siguientes son errores comunes con los que puede encontrarse cuando utiliza Amazon SageMaker
Studio. Cada error es seguido por una solución al error.

• Las funcionalidades principales de SageMaker Studio no están disponibles.

Si recibe este mensaje de error al abrir Studio, podría deberse a conflictos de versión del paquete
de Python. Esto ocurre si utilizó los siguientes comandos en un bloc de notas o terminal para instalar
paquetes de Python que tienen conflictos de versión con dependencias de paquetes de SageMaker.

!pip install

pip install --user

Para resolver este problema, siga los pasos que se describen a continuación:
1. Desinstale los paquetes de Python instalados recientemente. Si no estás seguro de qué paquete

quieres desinstalar, ponte en contacto con el botón de comentarios situado en la parte inferior
izquierda de laAWS Management Console.

2. Reinicie Studio:
a. Apague Studio desde elArchivoMenú.
b. Espere 1 minuto.
c. Vuelva a abrir Studio actualizando la página o abriéndola desde elAWS Management Console.

El problema debe resolverse si ha desinstalado el paquete que causó el conflicto. Para instalar paquetes
sin volver a provocar este problema, use%pip installSin la función--userIndicador.

Si el problema persiste, cree un nuevo perfil de usuario y configure su entorno con ese perfil de usuario.

Si estas soluciones no solucionan el problema, comuníquese con el botón de comentarios en la parte
inferior izquierda delAWS Management Console.
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Uso de las instancias de Amazon
SageMaker

Un registroInstancia de bloc de notas de Amazon SageMakerEs una instancia de computación de
aprendizaje automático (ML) que se ejecuta en la aplicación de bloc de notas de Jupyter. SageMaker
administra la creación de la instancia y los recursos relacionados. Utilice blocs de notas de Jupyter en
su instancia de bloc de notas para preparar y procesar datos, escribir código para capacitar modelos,
implementar modelos en alojamiento de SageMaker y probar o validar sus modelos.

SageMaker también proporciona blocs de notas de muestra que contienen tutoriales completos de
código. Estos tutoriales muestran cómo utilizar SageMaker para realizar tareas de aprendizaje automático
frecuentes. Para obtener más información, consulte Ejemplo de blocs de notas (p. 142).

En este vídeo se muestra cómo configurar y utilizar instancias de bloc de notas de SageMaker. (Duración:
26:04)

Este vídeo es una inmersión profunda sobre cómo utilizar las instancias de portátiles de SageMaker.
(Longitud: 16:44)

Temas
• Creación de una instancia del bloc de notas (p. 131)
• Acceso a instancias de bloc de notas (p. 134)
• Actualización de una instancia de bloc (p. 135)
• Personalizar una instancia de bloc de notas con un script de configuración del ciclo de vida (p. 135)
• Ejemplo de blocs de notas (p. 142)
• Establecimiento del kernel del bloc de notas (p. 145)
• Asociación de repositorios de Git con instancias de bloc de notas de SageMaker (p. 145)
• Metadatos de instancia de blo (p. 153)
• Supervisión de registros de Jupyter en registros Amazon CloudWatch Logs (p. 153)

Creación de una instancia del bloc de notas
Un registroInstancia de bloc de notas de Amazon SageMakerEs una instancia de aprendizaje automático
que se ejecuta en la aplicación de bloc de notas de Jupyter. SageMaker administra la creación de
la instancia y los recursos relacionados. Utilice blocs de notas de Jupyter en su instancia de bloc de
notas para preparar y procesar datos, escribir código para capacitar modelos, implementar modelos en
alojamiento de SageMaker y probar o validar sus modelos.

Para crear una instancia de bloc de notas, utilice la consola de SageMaker o la herramienta
CreateNotebookInstanceAPI.

El tipo de instancia de bloc de notas que elija dependerá del modo en que vaya a utilizarla. Lo que
quiere es asegurarse de que la instancia de bloc de notas no esté vinculada por memoria, CPU o E/S. Si
planea cargar un conjunto de datos en la memoria de la instancia de bloc de notas para realizar tareas
de exploración o preprocesamiento, le recomendamos que elija un tipo de instancia que tenga suficiente
memoria RAM para el conjunto de datos. Esto requeriría una instancia con al menos 16 GB de memoria
(.xlarge o superior). Si planea utilizar el bloc de notas para tareas de preprocesamiento de computación
intensivas, le recomendamos que elija una instancia optimizada para el cálculo, como c4 o c5.
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Una práctica recomendada cuando se utiliza un bloc de notas de SageMaker es utilizar la instancia de
bloc de notas para orquestar otrosAWSServicios de . Por ejemplo, puede utilizar la instancia con bloc de
notas para administrar el procesamiento de grandes conjuntos de datos mediante llamadas aAWSGlue los
servicios de ETL (extraer, transformar y cargar) o Amazon EMR para asignar o reducir los datos utilizando
Hadoop. Puede utilizarAWSServicios temporales de procesamiento o almacenamiento de los datos.

Puede almacenar y recuperar los datos de entrenamiento y pruebas utilizando un bucket de Amazon
S3. Después, puede utilizar SageMaker para entrenar y construir su modelo, de manera que el tipo de
instancia de su bloc de notas no influya en la velocidad de la capacitación de modelos y las pruebas.

Después de recibir la solicitud, SageMaker realiza las siguientes tareas:

• Crea una interfaz de red: si elige la configuración de la VPC opcional, SageMaker crea la interfaz de
red en su VPC. Utilice el ID de subred proporcionado en la solicitud para determinar en qué zona de
disponibilidad crear la subred. SageMaker asocia el grupo de seguridad proporcionado en la solicitud
con la subred. Para obtener más información, consulte Conexión de una instancia de bloc de notas a los
recursos en una VPC (p. 2629).

• Lanzamiento de una instancia de cómputos de ML: SageMaker lanza una instancia de proceso ML en
una VPC de SageMaker. SageMaker realiza las tareas de configuración que le permiten administrar su
instancia de bloc de notas y, si especificó la VPC, permite el tráfico entre la VPC y la instancia de bloc de
notas.

• Instala paquetes y bibliotecas de Anaconda para plataformas comunes de aprendizaje profundo—
SageMaker instala todos los paquetes de Anaconda incluidos en el instalador. Para obtener más
información, consulte la lista de paquetes de Anaconda. Además, SageMaker instala las bibliotecas de
aprendizaje profundo TensorFlow y Apache MXNet.

• Adjunta un volumen de almacenamiento ML: SageMaker adjunta un volumen de almacenamiento ML
a la instancia de proceso ML. Puede utilizar el volumen como área de trabajo para limpiar el dataset de
formación o para almacenar temporalmente datos de validación, prueba u otros. Elija cualquier tamaño
entre 5 GB y 16384 GB, en incrementos de 1 GB, para el volumen. El valor predeterminado es 5 GB. Los
volúmenes de almacenamiento de aprendizaje automático se cifran, por lo que SageMaker no puede
determinar la cantidad de espacio libre disponible en el volumen. Por este motivo, puede aumentar el
tamaño del volumen al actualizar una instancia de bloc de notas, pero no puede reducir el tamaño del
volumen. Si desea reducir el tamaño del volumen de almacenamiento de aprendizaje automático en uso,
cree otra instancia de bloc de notas con el tamaño deseado.

Solo los archivos y los datos guardados dentro de la carpeta /home/ec2-user/SageMaker se
conservan entre las sesiones de instancia de bloc de notas. Los archivos y los datos que se guarden
fuera de este directorio se sobrescribirán cuando la instancia de bloc de notas se detenga y se reinicie.
Cada directorio /tmp de instancia de bloc de notas proporciona al menos 10 GB de almacenamiento
en un almacén de instancias. Un almacén de instancias es un almacén temporal, de nivel de bloques,
que no es persistente. Cuando la instancia se detiene o se reinicia, SageMaker elimina el contenido del
directorio. Este almacenamiento temporal forma parte del volumen raíz de la instancia de bloc de notas.

• Ejemplo de copias de cuadernos Jupyter— Estos ejemplos de código de Python ilustran los ejercicios
de alojamiento y capacitación de modelos que utilizan varios conjuntos de datos de capacitación y
algoritmos.

Para crear una instancia con bloc de notas de SageMaker:

1. Abra la consola de SageMaker enhttps://console.aws.amazon.com/sagemaker/.
2. Elija Notebook instances (Instancias con bloc de notas) y, a continuación, Create notebook instance

(Crear instancia con bloc de notas).
3. En la página Create notebook instance (Crear instancia con bloc de notas), proporcione la siguiente

información:

a. Para Notebook instance name (Nombre de instancia de bloc de notas), escriba un nombre para su
instancia de bloc de notas.
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b. ParaTipo de instancia de blocPara ello, elija un tamaño de instancia adecuado para su caso de
uso. Para ver una lista de los tipos de instancias admitidos y las cuotas, consulte.Service Quotas
de Amazon SageMaker.

c. En Elastic Inference (Inferencia elástica), elija un tipo de acelerador de inferencia para asociarlo a
la instancia del bloc de notas si planea realizar inferencias desde la instancia del bloc de notas, o
elija none (ninguna). Para obtener más información acerca de las inferencias elásticas, consulte
Uso de Amazon SageMaker  (p. 1966).

d. (Opcional) La configuración adicional permite a los usuarios avanzados crear un script de
shell que se puede ejecutar al crear o iniciar la instancia. Este script, denominado script de
configuración del ciclo de vida, se puede utilizar para establecer el entorno del bloc de notas o
para realizar otras funciones. Para obtener información, consulte Personalizar una instancia de
bloc de notas con un script de configuración del ciclo de vida (p. 135).

e. (Opcional) La configuración adicional también le permite especificar el tamaño, en GB, del
volumen de almacenamiento de aprendizaje automático que está conectado a la instancia
con bloc de notas. Puede elegir un tamaño entre 5 GB y 16 384 GB, en incrementos de 1 GB.
Puede utilizar el volumen para limpiar los conjuntos de datos de capacitación o para almacenar
temporalmente datos de validación de la tienda u otros datos con los que trabajar.

f. ParaRol de IAMDe igual modo, elija un rol de IAM en su cuenta que tenga los permisos
necesarios para acceder a los recursos de SageMaker o seleccioneCreate a new role (Crear
un nuevo rol). Si eligeCreate a new role (Crear un nuevo rol), SageMaker crea un rol de IAM
denominadoAmazonSageMaker-ExecutionRole-YYYYMMDDTHHmmSS. LaAWSpolítica
administradaAmazonSageMakerFullAccessse asocia al rol. Esta función proporciona permisos
que permiten a la instancia de bloc de notas llamar a SageMaker y Amazon S3.

g. En Root access (Acceso raíz), para habilitar el acceso raíz para todos los usuarios de instancia
con bloc de notas, elija Enabled (Habilitado). Para deshabilitar el acceso raíz para los usuarios,
elija Disabled (Deshabilitado). Si habilita el acceso raíz, todos los usuarios de instancias con bloc
de notas tendrán privilegios de administrador y podrán obtener acceso a todos los archivos que
contiene y editarlos.

h. (Opcional) La clave de cifrado permite cifrar los datos del volumen de almacenamiento de
aprendizaje automático conectado a la instancia con bloc de notas mediante una clave AWS Key
Management Service (AWS KMS). Si planea almacenar información confidencial en el volumen
de almacenamiento de aprendizaje automático, considere cifrar la información.

i. (Opcional) Network (Red) le permite colocar su instancia con bloc de notas dentro de una Virtual
Private Cloud (VPC). Una VPC proporciona seguridad adicional y restringe el acceso a los
recursos de la VPC desde fuentes ajenas a la VPC. Para obtener más información acerca de las
VPC, consulteAmazon VPC User Guide.

Para agregar la instancia con bloc de notas a una VPC:

i. Seleccione VPC y una SubnetId.
ii. En Security Group (Grupo de seguridad), seleccione el grupo de seguridad predeterminado

de la VPC.
iii. Si necesita que su instancia con bloc de notas tenga acceso a internet, habilite el acceso

directo a internet. En Direct internet access (Acceso directo a Internet), elija Enable
(Habilitar). El acceso a internet puede hacer que su instancia con bloc de notas sea menos
segura. Para obtener más información, consulte Conexión de una instancia de bloc de notas
a los recursos en una VPC (p. 2629).

j. (Opcional) Para asociar repositorios Git con la instancia con bloc de notas, elija un repositorio
predeterminado y hasta tres repositorios adicionales. Para obtener más información, consulte
Asociación de repositorios de Git con instancias de bloc de notas de SageMaker (p. 145).

k. Elija Create notebook instance (Crear instancia con bloc de notas).

En unos minutos, Amazon SageMaker lanzará una instancia de computación de aprendizaje
automático (en este caso, una instancia de bloc de notas), y asociará un volumen de
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almacenamiento de aprendizaje automático a ella. La instancia de bloc de notas cuenta con un
servidor de bloc de notas de Jupyter configurado previamente y un conjunto de bibliotecas de
Anaconda. Para obtener más información, consulte la API CreateNotebookInstance.

4. Cuando el estado de la instancia del bloc de notas es InService, en la consola, la instancia con bloc
de notas está lista para su uso. Elija Open Jupyter (Abrir Jupyter) junto al nombre del bloc de notas
para abrir el panel clásico de Jupyter.

Puede elegir Open JupyterLab (Abrir JupyterLab) para abrir el panel de JupyterLab. El panel
proporciona acceso a su instancia con bloc de notas y a los blocs de notas de muestra de SageMaker
que contienen tutoriales de código completos. Estos tutoriales muestran cómo utilizar SageMaker para
realizar tareas de aprendizaje automático frecuentes. Para obtener más información, consulte Ejemplo
de blocs de notas (p. 142). Para obtener más información, consulte Controlar el acceso raíz a una
instancia de notebook de SageMaker (p. 2542).

Para obtener más información sobre los blocs de notas de Jupyter, consulte la sección sobre el bloc
de notas de Jupyter.

Acceso a instancias de bloc de notas
Para obtener acceso a sus instancias de bloc de notas de Amazon SageMaker, seleccione una de las
siguientes opciones:

• Use la consola de .

Seleccione Notebook instances (Instancias de Notebook). La consola muestra una lista de instancias de
bloc de notas en su cuenta. Para abrir una instancia de bloc de notas con una interfaz Jupyter estándar,
elija Open Jupyter (Abrir Jupyter) para dicha instancia. Para abrir una instancia de bloc de notas con una
interfaz JupyterLab, elija Open JupyterLab (Abrir JupyterLab) para dicha instancia.

La consola utiliza sus credenciales de inicio de sesión para enviar una
CreatePresignedNotebookInstanceUrlSolicitud de API a SageMaker. SageMaker devuelve la
URL de la instancia de bloc de notas y la consola abre la URL en otra pestaña del navegador y muestra
el panel de bloc de notas de Jupyter.

Note

La dirección URL que se obtiene de una llamada a
CreatePresignedNotebookInstanceUrl solo es válida durante 5 minutos. Si intenta
utilizar la URL transcurridos esos 5 minutos, se le dirigirá a la página de inicio de sesión de la
AWS Management Console.

• Uso de la API.

Para obtener la dirección URL de la instancia con bloc de notas, llame a la API
CreatePresignedNotebookInstanceUrl y utilice la dirección URL que la API devuelve para abrir la
instancia con bloc de notas.
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Utilice el panel de bloc de notas de Jupyter para crear y administrar blocs de notas y para escribir
código. Para obtener más información sobre blocs de notas de Jupyter, consulte http://jupyter.org/
documentation.html.

Actualización de una instancia de bloc
Después de crear una instancia de bloc de notas, puede actualizarla con la consola de SageMaker
yUpdateNotebookInstanceOperación API.

Puede actualizar las etiquetas de una instancia de bloc de notas queInService. Para actualizar cualquier
otro atributo de una instancia de bloc de notas, su estado debe serStopped.

Para actualizar una instancia de bloc de notas en la consola de SageMaker:

1. Abra la consola de SageMaker enhttps://console.aws.amazon.com/sagemaker/.
2. Seleccione Notebook instances (Instancias de Notebook).
3. Elija la instancia de bloc de notas que desea actualizar seleccionando la instancia del bloc de notas

deNombreEn la lista.
4. Si su portátilEstadono esStoppedSeleccione la casilla de verificacióndetienePara detener la instancia

de bloc de notas.

Al hacerlo, el estado de la instancia del bloc de notas cambia aStopping. Espere hasta que el estado
cambie aStoppedPara completar los siguientes pasos.

5. Seleccione laEditarpara abrir elEdición de instancia de bloc(Se ha creado el certificado).
6. Actualice la instancia de su notebook y seleccione la opciónActualizar instancia de blocEn la parte

inferior de la página cuando termine de regresar a la página de instancias de bloc de notas. El estado
de la instancia de su notebook cambia aUpdating.

Cuando finaliza la actualización de la instancia del bloc de notas, el estado cambia aStopped.

Personalizar una instancia de bloc de notas con un
script de configuración del ciclo de vida

Para instalar paquetes o blocs de notas de muestra en su instancia de bloc de notas, configure las redes y
la seguridad de ellas. De lo contrario, utilice un script de shell para personalizarlas o use una configuración
de ciclo de vida. Una configuración de ciclo de vida proporciona los scripts de shell que se ejecutan solo
cuando crea una instancia de bloc de notas o cuando inicia una. Al crear una instancia de bloc de notas,
puede crear una nueva configuración de ciclo de vida y los scripts que utiliza o aplicar una de la que ya
disponga.

También puede utilizar un script de configuración del ciclo de vida para acceder aAWSdesde su portátil.
Por ejemplo, puede crear un script que le permite utilizar el bloc de notas para controlar otrasAWS, como
una instancia de Amazon EMR.

Mantenemos un repositorio público de scripts de configuración del ciclo de vida de bloc de notas que
abordan los casos de uso comunes para personalizar instancias de bloc de notas en https://github.com/
aws-samples/amazon-sagemaker-notebook-instance-lifecycle-configuration-samples.

Note

Cada script tiene un límite de 16384 caracteres.
El valor de la variable de entorno $PATH que está disponible para ambos scripts es /usr/local/
sbin:/usr/local/bin:/usr/bin:/usr/sbin:/sbin:/bin. El directorio de trabajo, que es
el valor de la variable de entorno $PWD, es /.
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Visualice CloudWatch Logs para las configuraciones de ciclo de vida de instancias de bloc de
notas en el grupo de registros /aws/sagemaker/NotebookInstances en el flujo de registros
[notebook-instance-name]/[LifecycleConfigHook].
Los scripts no se pueden ejecutar durante más de 5 minutos. Si un script se ejecuta durante más
de 5 minutos, se produce un error y no se crea o inicia la instancia de bloc de notas. Para ayudar
a reducir el tiempo de ejecución de los scripts, pruebe lo siguiente:

• Reduzca el número de pasos necesarios. Por ejemplo, limitar los entornos de Conda donde se
instalarán paquetes de gran tamaño.

• Ejecute tareas en procesos paralelos.
• Utilice el comando nohup en su script.

Para crear una configuración de ciclo de vida, realice el siguiente procedimiento:

1. Para Lifecycle configuration - Optional (Configuración de ciclo de vida: opcional), elija Create a new
lifecycle configuration (Crear una nueva configuración de ciclo de vida).

2. En Name (Nombre), escriba un nombre con caracteres alfanuméricos y guiones, pero sin espacios. El
nombre puede tener un máximo de 63 caracteres.

3. (Opcional) Para crear un script que se ejecute al crear el bloc de notas y cada vez que lo inicie, elija
Start notebook (Iniciar bloc de notas).

4. En el editor Start notebook (Iniciar bloc de notas), escriba el script.
5. (Opcional) Para crear un script que se ejecute solo una vez, al crear el bloc de notas, elija Create

notebook (Crear bloc de notas).
6. En el editor Create notebook (Crear bloc de notas), escriba la red de configuración del script.
7. Seleccione Create configuration (Crear configuración).

Elija una lista de las configuraciones del ciclo de vida de las instancias de bloc de notas que creó
anteriormente seleccionandoConfiguración del ciclo de vidaen la consola de SageMaker. Desde ahí, puede
ver, editar y eliminar las configuraciones de ciclo de vida existentes. Elija Create configuration (Crear
configuración) para crear una nueva configuración de ciclo de vida de instancias con bloc de notas. Estas
configuraciones de ciclo de vida de instancias de bloc de notas estarán disponibles cuando cree una nueva
instancia de bloc de notas.

Prácticas recomendadas de configuración del ciclo de
vida
A continuación se indican las prácticas recomendadas para utilizar configuraciones del ciclo de vida:

• Las configuraciones del ciclo de vida se ejecutan como usuario root. Si su script realiza cualquier
cambio en el directorio /home/ec2-user/SageMaker (por ejemplo, instalar un paquete con pip), use
el comando sudo -u ec2-user que se va a ejecutar como usuario ec2-user. Se trata del mismo
usuario que usa para usar Amazon SageMaker.

• Las instancias de portátiles de SageMaker utilizancondaPara implementar diversos kernels para blocs
de notas de Jupyter. Si desea instalar paquetes que están disponibles para uno o varios kernels de bloc
de notas, incluya los comandos para instalar los paquetes con comandos de entorno conda que activan
el entorno conda que contiene el kernel donde desea instalar los paquetes.

Por ejemplo, si desea instalar un paquete solo para el entorno python3, use el siguiente código:

#!/bin/bash
sudo -u ec2-user -i <<'EOF'

# This will affect only the Jupyter kernel called "conda_python3".
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source activate python3

# Replace myPackage with the name of the package you want to install.
pip install myPackage
# You can also perform "conda install" here as well.

source deactivate

EOF

Si desea instalar un paquete en todos los entornos conda de la instancia con bloc de notas, use el
siguiente código:

#!/bin/bash
sudo -u ec2-user -i <<'EOF'

# Note that "base" is special environment name, include it there as well.
for env in base /home/ec2-user/anaconda3/envs/*; do
    source /home/ec2-user/anaconda3/bin/activate $(basename "$env")

    # Installing packages in the Jupyter system environment can affect stability of your
 SageMaker
    # Notebook Instance.  You can remove this check if you'd like to install Jupyter
 extensions, etc.
    if [ $env = 'JupyterSystemEnv' ]; then
      continue
    fi

    # Replace myPackage with the name of the package you want to install.
    pip install --upgrade --quiet myPackage
    # You can also perform "conda install" here as well.

    source /home/ec2-user/anaconda3/bin/deactivate
done

EOF

• Debe almacenar todos los entornos conda en la carpeta de entornos predeterminados (/home/user/
anaconda3/envs).

Important

Al crear o cambiar un script, recomendamos que utilice un editor de texto que proporcione saltos
de línea de tipo Unix, como el editor de texto disponible en la consola al crear un bloc de notas.
Si copia texto desde un sistema operativo distinto de Linux, podría introducir saltos de línea
incompatibles y dar lugar a un error inesperado.

Instalación de bibliotecas externas y kernels en
instancias de bloc de notas
Las instancias de bloc de notas de Amazon SageMaker incluyen varios entornos ya instalados. Estos
entornos contienen kernels de Jupyter y paquetes de Python, incluidos los siguientes: scikit, Pandas,
NumPy, TensorFlow y MXNet. Estos entornos, junto con todos los archivos de la carpeta sample-
notebooks, se actualizan cuando detiene e inicia una instancia de bloc de notas. También puede instalar
sus propios entornos que contienen la opción de los paquetes y kernels.

Los diferentes kernels de Jupyter en las instancias de bloc de notas de Amazon SageMaker son entornos
conda independientes. Para obtener información sobre los entornos conda, consulte la sección de
administración de entornos en la documentación de Conda.
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Instale entornos y kernels personalizados en el volumen de Amazon EBS de la instancia de bloc de notas.
Esto garantiza que persistan al detener y reiniciar la instancia del bloc de notas, y que SageMaker no
actualice ninguna biblioteca externa que instale. Para ello, utilice una configuración del ciclo de vida que
incluya un script que se ejecute al crear la instancia del bloc de notas (on-create)y un script que se
ejecuta cada vez que reinicie la instancia del bloc de notas (on-start). Para obtener más información
sobre cómo usar configuraciones de ciclo de vida de instancias de bloc de notas, consultePersonalizar una
instancia de bloc de notas con un script de configuración del ciclo de vida (p. 135). Hay un repositorio de
GitHub que contiene scripts de configuración del ciclo de vida de muestra enEjemplos de configuración del
ciclo de vida de instancia de bloc de notas de SageMaker.

Los ejemplos dehttps://github.com/aws-samples/amazon-sagemaker-notebook-instance-lifecycle-config-
samples/blob/master/scripts/persistent-conda-ebs/on-create.shyhttps://github.com/aws-samples/amazon-
sagemaker-notebook-instance-lifecycle-config-samples/blob/master/scripts/persistent-conda-ebs/on-
start.shmuestran las prácticas recomendadas para instalar entornos y núcleos en una instancia de
notebook. Laon-createinstala la secuencia de comandosipykernelpara que pueda usar crear entornos
personalizados como kernels de Jupyter, y luego usapip installyconda installPara instalar
bibliotecas. Puede adaptar el script para crear entornos personalizados e instalar las bibliotecas que
desee. SageMaker no actualiza estas bibliotecas cuando se detiene y reinicia la instancia del bloc de
notas, por lo que puede asegurarse de que su entorno personalizado tiene versiones específicas de las
bibliotecas que desee. Laon-startinstala cualquier entorno personalizado que cree como kernels de
Jupyter, de modo que aparezcan en la lista desplegable de JupyterNewMenú.

Herramientas de instalación de paquetes
Los portátiles SageMaker admiten las siguientes herramientas de instalación de paquetes:

• Conda instalar
• Instalación de pip

Para instalar paquetes de los siguientes métodos:

• Scripts de configuración del ciclo de vida.

Para obtener ejemplos de secuencias de comandos, consulteEjemplos de configuración del ciclo de vida
de instancia de bloc de notas de SageMaker. Para obtener más información acerca de la configuración
del ciclo de vida, consultePersonalizar una instancia de bloc de notas con un script de configuración del
ciclo de vida.

• Bloc de notas: se admiten los comandos siguientes.
• %conda install

• %pip install

• El terminal Jupyter — Puede instalar paquetes usando pip y conda directamente.

Desde dentro de un cuaderno puede usar la sintaxis de comandos del sistema (líneas que comienzan
con!) para instalar paquetes, por ejemplo,!pip instally!conda install. Más recientemente, se han
agregado nuevos comandos a IPython:%pipy%conda. Estos comandos son la forma recomendada de
instalar paquetes desde un cuaderno, ya que tienen en cuenta correctamente el entorno de activación o el
intérprete que se está utilizando. Para obtener más información, consulteAñadir%PIP y%conda funciones
mágicas.

Conda

Conda es un sistema de código abierto para la administración de paquetes y del entorno, que puede
instalar paquetes y sus dependencias. SageMaker admite el uso de Conda con cualquiera de los dos
canales principales, el canal predeterminado y el canal conda-forge. Para obtener más información,

138

https://github.com/aws-samples/amazon-sagemaker-notebook-instance-lifecycle-config-samples
https://github.com/aws-samples/amazon-sagemaker-notebook-instance-lifecycle-config-samples
https://github.com/aws-samples/amazon-sagemaker-notebook-instance-lifecycle-config-samples/blob/master/scripts/persistent-conda-ebs/on-create.sh
https://github.com/aws-samples/amazon-sagemaker-notebook-instance-lifecycle-config-samples/blob/master/scripts/persistent-conda-ebs/on-create.sh
https://github.com/aws-samples/amazon-sagemaker-notebook-instance-lifecycle-config-samples/blob/master/scripts/persistent-conda-ebs/on-start.sh
https://github.com/aws-samples/amazon-sagemaker-notebook-instance-lifecycle-config-samples/blob/master/scripts/persistent-conda-ebs/on-start.sh
https://github.com/aws-samples/amazon-sagemaker-notebook-instance-lifecycle-config-samples/blob/master/scripts/persistent-conda-ebs/on-start.sh
https://github.com/aws-samples/amazon-sagemaker-notebook-instance-lifecycle-config-samples
https://github.com/aws-samples/amazon-sagemaker-notebook-instance-lifecycle-config-samples
https://docs.aws.amazon.com/sagemaker/latest/dg/notebook-lifecycle-config.html
https://docs.aws.amazon.com/sagemaker/latest/dg/notebook-lifecycle-config.html
https://github.com/ipython/ipython/pull/11524
https://github.com/ipython/ipython/pull/11524


Amazon SageMaker Developer Guide
Instalación de bibliotecas externas y

kernels en instancias de bloc de notas

consulteCanales de Conda. El canal conda-forge es un canal comunitario donde los colaboradores pueden
cargar paquetes.

Note

Debido a cómo Conda resuelve el gráfico de dependencias, instalar paquetes desde conda-forge
puede tardar mucho más (en el peor de los casos, más de 10 minutos).

La AMI de aprendizaje profundo viene con muchos entornos conda y muchos paquetes preinstalados.
Debido al número de paquetes preinstalados, es difícil encontrar un conjunto de paquetes que estén
garantizados para ser compatibles. Es posible que vea una advertencia «El entorno es inconsistente,
compruebe cuidadosamente el plan del paquete». A pesar de esta advertencia, SageMaker garantiza que
todos los entornos proporcionados por SageMaker sean correctos. SageMaker no puede garantizar que
los paquetes instalados por el usuario funcionen correctamente.

Conda tiene dos métodos para activar entornos: conda activar/desactivar, y fuente activar/desactivar. Para
obtener más información, consulte¿Debo usar 'conda activate' o 'fuente activate' en Linux.

SageMaker admite el traslado de entornos Conda al volumen de Amazon EBS, que se mantiene cuando se
detiene la instancia. Los entornos no se conservan cuando los entornos se instalan en el volumen raíz, que
es el comportamiento predeterminado. Para ver un script de ciclo de vida de ejemplo, consultepersistente-
conda-ebs.

Operaciones de conda compatibles (consulte la nota al final de este tema)

• conda instalación de un paquete en un solo entorno
• conda instalación de un paquete en todos los entornos
• conda instalación de un paquete R en el entorno R
• Instalar un paquete desde el repositorio principal de conda
• Instalar un paquete de conda-forge
• Cambiar la ubicación de instalación de Conda para utilizar EBS
• Apoyando tanto activación conda como activación de fuente

Pip
Pip es la herramienta de facto para instalar y administrar paquetes de Python. Por defecto, Pip busca
paquetes en el Índice de paquetes de Python (PyPyPI). A diferencia de Conda, pip no tiene soporte de
entorno integrado, y no es tan exhaustivo como Conda cuando se trata de paquetes con dependencias de
bibliotecas nativas/del sistema. Pip se puede utilizar para instalar paquetes en entornos Conda.

Puede usar repositorios de paquetes alternativos con pip en lugar de PyPI. Para ver un script de ciclo de
vida de ejemplo, consulteon-start.sh.

Operaciones pip admitidas (consulte la nota al final de este tema)

• Usando pip para instalar un paquete sin un entorno conda activo (instalar paquetes en todo el sistema)
• Usar pip para instalar un paquete en un entorno conda
• Usando pip para instalar un paquete en todos los entornos conda
• Cambiar la ubicación de instalación de pip para utilizar EBS
• Usar un repositorio alternativo para instalar paquetes con pip

Unsupported
SageMaker tiene como objetivo apoyar tantas operaciones de instalación de paquetes como sea
posible. Sin embargo, si los paquetes fueron instalados por SageMaker o DLAMI y utiliza las siguientes
operaciones en estos paquetes, puede que la instancia de su portátil sea inestable:
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• Desinstalación
• Degradación
• Actualización

No ofrecemos soporte para instalar paquetes a través de yum install o instalar paquetes R desde CRAN.

Debido a posibles problemas con las condiciones o configuraciones de la red, o la disponibilidad de Conda
o PyPi, no podemos garantizar que los paquetes se instalen en un tiempo fijo o determinista.

Note

No podemos garantizar que la instalación de un paquete sea exitosa. Intentar instalar un paquete
en un entorno con dependencias incompatibles puede dar lugar a un error. En tal caso, debe
ponerse en contacto con el encargado de la biblioteca para ver si es posible actualizar las
dependencias del paquete. Alternativamente, puede intentar modificar el entorno de tal manera
que permita la instalación. Sin embargo, esta modificación probablemente implicará eliminar o
actualizar los paquetes existentes, lo que significa que ya no podemos garantizar la estabilidad de
este entorno.

Actualizaciones de software de instancias de bloc de
notas
Amazon SageMaker prueba y publica periódicamente software que se instala en instancias de bloc de
notas. Esto incluye:

• Actualizaciones del kernel
• Parches de seguridad
• Actualizaciones del SDK de AWS
• SDK para Amazon SageMakerActualizaciones de
• Actualizaciones de software de código abierto

SageMaker no actualiza automáticamente el software en una instancia de bloc de notas cuando está en
servicio. Para asegurarse de que dispone de las actualizaciones de software más recientes, detenga y
reinicie la instancia de bloc de notas, ya sea en la consola de SageMaker o llamando a
StopNotebookInstance.

También puede actualizar manualmente el software instalado en la instancia de bloc de notas mientras se
está ejecutando utilizando comandos de actualización en un terminal o en un bloc de notas.

Note

La actualización de kernels y algunos paquetes puede depender de si el acceso raíz está
habilitado para la instancia de bloc de notas. Para obtener más información, consulte Controlar el
acceso raíz a una instancia de notebook de SageMaker (p. 2542).

Las instancias de bloc de notas no le notifican si está ejecutando software obsoleto. Puede consultar
laPersonal Health Dashboardo el boletín de seguridad enBoletines de seguridadPara obtener
actualizaciones.

Control de una instancia de Amazon EMR Spark
mediante un bloc de notas
Puede utilizar una instancia de bloc de notas creada con un script de configuración del ciclo de vida
personalizado para acceder aAWSdesde su portátil. Por ejemplo, puede crear un script que le permite
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utilizar su bloc de notas con Sparkmagic para controlar otrosAWS, como una instancia de Amazon EMR.
A continuación, puede utilizar la instancia de Amazon EMR para procesar los datos en lugar de ejecutar el
análisis de datos en el bloc de notas. Esto le permite crear una instancia de bloc de notas más pequeña,
ya que no la usará para procesar datos. Esto resulta útil cuando tiene conjuntos de datos grandes que
precisan una instancia de bloc de notas grande para procesar los datos.

El proceso requiere tres procedimientos para utilizar la consola de Amazon SageMaker:

• Crear la instancia de Amazon EMR Spark
• Crear el bloc de notas de Jupyter
• Probar la conexión de Notebook-to-Amazon EMR

Para crear una instancia de Amazon EMR Spark que se pueda controlar desde un bloc de notas
mediante Sparkmagic

1. Abra la consola de Amazon EMR enhttps://console.aws.amazon.com/elasticmapreduce/.
2. En el panel de navegación, elija Create cluster (Crear clúster).
3. En la páginaCrear clúster - Opciones rápidaspágina, enConfiguración de software, elijaChispa: Chispa

2.4.4 en Hadoop 2.8.5 HARN con Ganglia 3.7.2 y Zeppelin 0.8.2.
4. Establezca parámetros adicionales en la página y, a continuación, elija Create cluster (Crear clúster).
5. En la página Cluster (Clúster), elija el nombre del clúster que haya creado. Tenga en cuenta el Master

Public DNS (DNS público maestro), el EMR master's security group (Grupo de seguridad del elemento
maestro de EMR) y el nombre de la VPC y el ID de la subred donde se creó el clúster de EMR.
Utilizará estos valores cuando cree un bloc de notas.

Para crear un bloc de notas que utilice Sparkmagic para controlar una instancia de Amazon EMR
Spark

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.
2. En el panel de navegación, en Notebook instances (Instancias de bloc de notas), elija Create notebook

(Crear bloc de notas).
3. Introduzca el nombre de la instancia de bloc de notas y seleccione el tipo de instancia.
4. Elija Additional configuration (Configuración adicional) y, a continuación, en Lifecycle configuration

(Configuración de ciclo de vida), elija Create a new lifecycle configuration (Crear una nueva
configuración de ciclo de vida).

5. Añada el siguiente código al script de configuración del ciclo de vida:

# OVERVIEW
# This script connects an Amazon EMR cluster to an Amazon SageMaker notebook instance
 that uses Sparkmagic.
#
# Note that this script will fail if the Amazon EMR cluster's master node IP address is
 not reachable.
#   1. Ensure that the EMR master node IP is resolvable from the notebook instance.
#      One way to accomplish this is to have the notebook instance and the Amazon EMR
 cluster in the same subnet.
#   2. Ensure the EMR master node security group provides inbound access from the
 notebook instance security group.
#       Type        - Protocol - Port - Source
#       Custom TCP  - TCP      - 8998 - $NOTEBOOK_SECURITY_GROUP
#   3. Ensure the notebook instance has internet connectivity to fetch the SparkMagic
 example config.
#
# https://aws.amazon.com/blogs/machine-learning/build-amazon-sagemaker-notebooks-
backed-by-spark-in-amazon-emr/
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# PARAMETERS
EMR_MASTER_IP=your.emr.master.ip

cd /home/ec2-user/.sparkmagic

echo "Fetching Sparkmagic example config from GitHub..."
wget https://raw.githubusercontent.com/jupyter-incubator/sparkmagic/master/sparkmagic/
example_config.json

echo "Replacing EMR master node IP in Sparkmagic config..."
sed -i -- "s/localhost/$EMR_MASTER_IP/g" example_config.json
mv example_config.json config.json

echo "Sending a sample request to Livy.."
curl "$EMR_MASTER_IP:8998/sessions"
                

6. En el navegadorPARAMETERSde la secuencia de comandos, reemplaceyour.emr.master.ipCon el
nombre DNS público maestro de la instancia de Amazon EMR.

7. Seleccione Create configuration (Crear configuración).
8. En la página Create notebook (Crear bloc de notas), seleccione Network - optional (Red: opcional).
9. Elija la VPC y la subred donde está ubicada la instancia de Amazon EMR.
10. Seleccione el grupo de seguridad utilizado por el nodo maestro de Amazon EMR.
11. Elija Create notebook instance (Crear instancia con bloc de notas).

Mientras se crea la instancia de bloc de notas, el estado es Pending (Pendiente). Una vez que la instancia
se haya creado y el script de configuración del ciclo de vida se haya ejecutado correctamente, el estado es
InService (En servicio).

Note

Si la instancia de bloc de notas no se puede conectar a la instancia de Amazon EMR, SageMaker
no puede crear la instancia de bloc de notas. La conexión puede fallar si la instancia de Amazon
EMR y el bloc de notas no están en la misma VPC y subred, si el bloc de notas no utiliza el grupo
de seguridad maestro de Amazon EMR o si el nombre DNS público maestro del script no es
correcto.

Para probar la conexión entre la instancia de Amazon EMR y el bloc de notas

1. Cuando el estado del bloc de notas sea InService (En servicio), seleccione Open Jupyter (Abrir
Jupyter) para abrir el bloc de notas.

2. Seleccione New (Nuevo) y, a continuación, seleccione Sparkmagic (PySpark).
3. En la celda de código, introduzca %%info y, a continuación, ejecute la celda.

El resultado debería ser similar al siguiente

Current session configs: {'driverMemory': '1000M', 'executorCores': 2, 'kind':
 'pyspark'}
                    No active sessions.

Ejemplo de blocs de notas
Su instancia de bloc de notas contiene blocs de notas de ejemplo proporcionados por Amazon SageMaker.
Los blocs de notas de muestra contienen código que muestra cómo aplicar las soluciones de aprendizaje
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de muestra en Jupyter Classic

automático mediante SageMaker. Las instancias de bloc de notas utilizan la extensión nbexamples de
Jupyter, que le permite ver una versión de solo lectura de un bloc de notas de muestra o crear una copia
de dicha versión, de modo que pueda modificarla y ejecutarla. Para obtener más información acerca
de la extensión nbexamples, consulte https://github.com/danielballan/nbexamples. Para obtener más
información acerca de los blocs de notas de ejemplo para SageMaker Studio, consulteUso de Amazon
SageMaker Studio Notebooks (p. 85).

Note

Por lo general, los blocs de notas de muestra descargan conjuntos de datos desde Internet. Si
deshabilita el acceso a Internet proporcionado por SageMaker al crear su instancia de bloc de
notas, es posible que los blocs de notas de ejemplo no funcionen. Para obtener más información,
consulte Conexión de una instancia de bloc de notas a los recursos en una VPC (p. 2629).

Cómo ver o utilizar blocs de notas de muestra en
Jupyter Classic
Para ver o utilizar los blocs de notas de muestra en la vista clásica de Jupyter, elija la pestaña SageMaker
Examples (Ejemplos de SageMaker).

Para ver una versión de solo lectura de un bloc de notas de muestra en la vista clásica de Jupyter, en la
pestaña SageMaker Examples (Ejemplos de SageMaker), elija Preview (Vista previa) para ese bloc de
notas. Para crear una copia de un bloc de notas de muestra en el directorio principal de su instancia de
bloc de notas, elija Use (Usar). En el cuadro de diálogo, puede cambiar el nombre del bloc de notas antes
de guardarlo.
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Cómo ver o utilizar blocs de notas de muestra en
Jupyterlab
Para ver o utilizar los blocs de notas de muestra en la vista de Jupyterlab, elija el icono de ejemplos en el
panel de navegación izquierdo.

Para ver una versión de solo lectura de un bloc de notas de muestra, elija el nombre del bloc de notas.
Esto abrirá el bloc de notas como una pestaña en el área principal. Para crear una copia de un bloc de
notas de muestra en el directorio principal de la instancia del bloc de notas, elija Create a Copy (Crear
una copia) en el banner superior. En el cuadro de diálogo, escriba un nombre para el bloc de notas y, a
continuación, elija CREATE COPY.

Para obtener más información sobre los blocs de notas de muestra, consulte laRepositorio de GitHub de
ejemplos de.
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Establecimiento del kernel del bloc de notas
Amazon SageMaker proporciona varios kernels para Jupyter que proporcionan compatibilidad con Python
2 y 3, Apache MXNet, TensorFlow y PySpark. Para establecer un kernel para un nuevo bloc de notas en el
panel de bloc de notas de Jupyter, seleccione New (Nuevo) y, a continuación, elija el kernel en la lista.

También puede crear un núcleo personalizado que puede usar en su instancia de bloc de notas. Para
obtener información, consulte Instalación de bibliotecas externas y kernels en instancias de bloc de
notas (p. 137).

Asociación de repositorios de Git con instancias de
bloc de notas de SageMaker

Asocie repositorios de Git a su instancia de bloc de notas para guardar sus cuadernos de notas en un
entorno de control de origen que persiste incluso si se detiene o se elimina su instancia de bloc de notas.
Puede asociar una repositorio predeterminado y hasta un máximo de tres repositorios adicionales a una
instancia de bloc de notas. Los repositorios se pueden alojar en AWS CodeCommit, GitHub o en cualquier
otro servidor Git. Asociar repositorios de Git a su instancia de bloc de notas pueden ser útil para:

• Persistencia: los blocs de notas de una instancia de bloc de notas se almacenan en volúmenes de
Amazon EBS duraderos, pero no persisten más allá de la vida de su instancia de bloc de notas.
Almacenar blocs de notas en un repositorio de Git le permite almacenar y utilizar blocs de notas incluso
si detiene o elimina su instancia de bloc de notas.

• Colaboración: los miembros de un equipo suelen colaborar en proyectos de aprendizaje automático.
Almacenar los blocs de notas en repositorios de Git permite a los miembros del equipo que trabajan en
instancias de blocs de notas diferentes compartir los blocs de notas y colaborar en ellos en un entorno
de control de origen.

• Aprendizaje: muchos blocs de notas de Jupyter que muestran técnicas de aprendizaje automático están
disponibles en repositorios de Git alojados públicamente como, por ejemplo, en GitHub. Puede asociar
su instancia de bloc de notas a un repositorio para cargar fácilmente los blocs de notas de Jupyter
contenidos en dicho repositorio.

Hay dos formas de asociar un repositorio de Git a una instancia de bloc de notas:

• Añada un repositorio de Git como recurso en su cuenta de Amazon SageMaker. A continuación, para
obtener acceso al repositorio, puede especificar un secreto de AWS Secrets Manager que contenga
credenciales. De esta forma, podrá obtener acceso a los repositorios que requieran autenticación.

• Asociar un repositorio de Git público que no sea un recurso a su cuenta. Si lo hace, no podrá especificar
credenciales para obtener acceso al repositorio.

Temas
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• Añadir un repositorio de Git a su cuenta de Amazon SageMaker (p. 146)
• Creación de una instancia del bloc de notas con un repositorio de Git asociado (p. 148)
• Asociar un repositorio de CodeCommit en unAWSCuenta con una instancia de bloc de notas (p. 150)
• Uso de repositorios de Git en una instancia del bloc de notas (p. 151)

Añadir un repositorio de Git a su cuenta de Amazon
SageMaker
Para administrar los repositorios de GitHub, asócielos fácilmente a sus instancias de bloc de notas y asocie
las credenciales de los repositorios que requieran una autenticación, añada los repositorios como recursos
a su cuenta de Amazon SageMaker. Puede ver una lista de repositorios que se almacenan en su cuenta y
obtener más información sobre cada repositorio en la consola de SageMaker y mediante la API.

Puede añadir repositorios de Git a su cuenta de SageMaker en la consola de SageMaker o bien mediante
elAWS CLI.

Note

Puede usar la API de SageMaker
CreateCodeRepositoryAquí no se proporcionan instrucciones paso a paso para agregar
repositorios de Git a su cuenta de SageMaker, pero aquí no se proporcionan instrucciones paso a
paso.

Añadir un repositorio de Git a su cuenta de SageMaker (consola)
Para agregar un repositorio de Git como recurso en su cuenta de SageMaker

1. Abra la consola de SageMaker enhttps://console.aws.amazon.com/sagemaker/.
2. Elija Git repositories (Repositorios de Git) y, a continuación, seleccione Add repository (Añadir

repositorio).
3. Para agregar un repositorio de CodeCommit, elijaAWSCodeCommit. Para añadir un GitHub u otro

repositorio basado en GitHub, elija GitHub/Other Git-based repo (Github/otro repositorio basado en
GitHub).

Para agregar un repositorio de CodeCommit existente

1. Elija Use existing repository (Usar repositorio existente).
2. En Repository (Repositorio), elija un repositorio de la lista.
3. Introduzca un nombre para el repositorio en SageMaker. El nombre debe tener entre 1 y 63

caracteres. Los caracteres válidos son a-z, A-Z, 0-9 y - (guion).
4. Elija Add repository (Añadir repositorio).

Para crear un repositorio de CodeCommit

1. Seleccione Create new repository (Crear nuevo repositorio).
2. Introduzca un nombre para el repositorio que pueda utilizar tanto en CodeCommit como en

SageMaker. El nombre debe tener entre 1 y 63 caracteres. Los caracteres válidos son a-z, A-Z, 0-9 y -
(guion).

3. Elija Create repository.
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Para añadir un repositorio de Git alojado en un lugar que no sea CodeCommit

1. Elija GitHub/Other Git-based repo (GitHub/otro repositorio basado en Git).
2. Introduzca un nombre de hasta 63 caracteres. Los caracteres válidos incluyen caracteres

alfanuméricos, un guión (-) y 0-9.
3. Introduzca la dirección URL del repositorio. No proporcione un nombre de usuario en la URL. Añada el

nombre de usuario y la contraseña en AWS Secrets Manager, tal y como se describe en el siguiente
paso.

4. Para Git credentials (Credenciales de Git), seleccione las credenciales que se van a utilizar para
autenticarse en el repositorio. Esto es necesario únicamente si el repositorio de Git es privado.

Note

Si ha habilitado la autenticación de dos factores para el repositorio de Git, utilice un token de
acceso personal generado por el proveedor de servicios Git en lugar de una contraseña.

a. Para utilizar un secreto de AWS Secrets Manager, elija Use existing secret (Usar secreto
existente) y, a continuación, elija un secreto de la lista. Para obtener información sobre la creación
y almacenamiento de un secreto, consulte la sección Creación de un secreto básico en la Guía
del usuario de AWS Secrets Manager. El nombre del secreto que utilice debe contener la cadena
sagemaker.

Note

El secreto debe tener una etiqueta de ensayo AWSCURRENT y debe tener el siguiente
formato:
{"username": UserName, "password": Password}
Para los repositorios de GitHub le recomendamos que utilice un token de acceso
personal en lugar de su contraseña de cuenta. Para obtener más información, consulte
https://help.github.com/articles/creating-a-personal-access-token-for-the-command-line/.

b. Para crear un nuevo secreto de AWS Secrets Manager, elija Create secret (Crear secreto),
escriba un nombre para el secreto y, a continuación, escriba el nombre de usuario y la contraseña
que se usa para autenticarse en el repositorio. El nombre del secreto debe contener la cadena
sagemaker.

Note

El rol de IAM que se utiliza para crear el secreto debe tener
lasecretsmanager:GetSecretValueen su política de IAM.
El secreto debe tener una etiqueta de ensayo AWSCURRENT y debe tener el siguiente
formato:
{"username": UserName, "password": Password}
Para los repositorios de GitHub le recomendamos que utilice un token de acceso
personal en lugar de su contraseña de cuenta.

c. Para no utilizar ninguna credencial, elija No secret (Sin secreto).
5. Elija Create secret (Crear secreto).

Añadir un repositorio de Git a su cuenta de Amazon SageMaker
(CLI)
Utilice el comando de la AWS CLI create-code-repository: Especifique un nombre para el repositorio
como valor del argumento code-repository-name. El nombre debe tener entre 1 y 63 caracteres. Los
caracteres válidos son a-z, A-Z, 0-9 y - (guion). Especifique también lo siguiente:

• La ramificación predeterminada.
• La dirección URL del repositorio de Git.
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Note

No proporcione un nombre de usuario en la URL. Añada el nombre de usuario y la contraseña
en AWS Secrets Manager, tal y como se describe en el siguiente paso.

• El nombre de recurso de Amazon (ARN) de un secreto de AWS Secrets Manager que contenga las
credenciales que se van a utilizar para autenticarse en el repositorio como valor del argumento git-
config.

Para obtener información sobre la creación y almacenamiento de un secreto, consulte la sección Creación
de un secreto básico en la Guía del usuario de AWS Secrets Manager. El siguiente comando crea
un nuevo repositorio llamadoMyRespositoryEn su cuenta de Amazon SageMaker que apunta a un
repositorio de Git alojado enhttps://github.com/myprofile/my-repo".

Para Linux, OS X o Unix:

aws sagemaker create-code-repository \
                    --code-repository-name "MyRepository" \
                    --git-config '{"Branch":"master", "RepositoryUrl" :
                    "https://github.com/myprofile/my-repo", "SecretArn" :
 "arn:aws:secretsmanager:us-east-2:012345678901:secret:my-secret-ABc0DE"}'

Para Windows:

aws sagemaker create-code-repository ^
                    --code-repository-name "MyRepository" ^
                    --git-config "{\"Branch\":\"master\", \"RepositoryUrl\" :
                    \"https://github.com/myprofile/my-repo\", \"SecretArn\" :
 \"arn:aws:secretsmanager:us-east-2:012345678901:secret:my-secret-ABc0DE\"}"

Note

El secreto debe tener una etiqueta de ensayo AWSCURRENT y debe tener el siguiente formato:
{"username": UserName, "password": Password}
Para los repositorios de GitHub le recomendamos que utilice un token de acceso personal en
lugar de su contraseña de cuenta.

Creación de una instancia del bloc de notas con un
repositorio de Git asociado
Puede asociar repositorios de Git a una instancia de bloc de notas al crear la instancia de bloc de notas,
usando AWS Management Console o la AWS CLI. Si desea utilizar un repositorio de CodeCommit que
está en unAWSA la instancia de bloc de notas, configure el acceso entre cuentas para el repositorio. Para
obtener información, consulte Asociar un repositorio de CodeCommit en unAWSCuenta con una instancia
de bloc de notas (p. 150).

Temas
• Creación de una instancia de bloc de notas a un repositorio de Git asociado (consola) (p. 149)
• Creación de una instancia de bloc de notas con un repositorio de Git asociado (CLI) (p. 149)
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Creación de una instancia de bloc de notas a un repositorio de
Git asociado (consola)
Para crear una instancia de bloc de notas y asociar repositorios de Git asociados en la consola de
Amazon SageMaker

1. Siga las instrucciones de Paso 1: Crear una instancia de bloc de notas de Amazon SageMaker (p. 60).
2. En el caso de los Git repositories (Repositorios de Git), elija los repositorios de Git que se asociarán a

la instancia de bloc de notas.

a. ParaRepositorio predeterminadoElija un repositorio que desee utilizar como repositorio
predeterminado. SageMaker clona este repositorio como subdirectorio en el directorio de inicio de
Jupyter en/home/ec2-user/SageMaker. Al abrir su instancia de bloc de notas, esta se abre
en el repositorio. Para elegir un repositorio que se almacena como recurso en su cuenta, elija
el nombre en la lista. Para añadir un nuevo repositorio como recurso a su cuenta, elijaAgregar
un repositorio a SageMaker (abre el flujo Agregar repositorio en una nueva ventana)Siga las
instrucciones enCreación de una instancia de bloc de notas a un repositorio de Git asociado
(consola) (p. 149). Para clonar un repositorio público que no está almacenado en su cuenta,
elija Clone a public Git repository to this notebook instance only (Clone un repositorio de Git
público solo en esta instancia de bloc de notas) y, a continuación, especifique la dirección URL de
dicho repositorio.

b. ParaRepositorio adicional 1Elija un repositorio que desee añadir como directorio adicional.
SageMaker clona este repositorio como subdirectorio en el directorio de inicio de Jupyter en/
home/ec2-user/SageMaker. Para elegir un repositorio que se almacena como recurso
en su cuenta, elija el nombre en la lista. Para añadir un nuevo repositorio como recurso a su
cuenta, elijaAgregar un repositorio a SageMaker (abre el flujo Agregar repositorio en una nueva
ventana)Siga las instrucciones enCreación de una instancia de bloc de notas a un repositorio
de Git asociado (consola) (p. 149). Para clonar un repositorio que no está almacenado en su
cuenta, elija Clone a public Git repository to this notebook instance only (Clone un repositorio de
Git público solo en esta instancia de bloc de notas) y, a continuación, especifique la dirección URL
de dicho repositorio.

Repita este paso hasta tres veces para añadir hasta tres repositorios adicionales a su instancia de
bloc de notas.

Creación de una instancia de bloc de notas con un repositorio de
Git asociado (CLI)
Para crear una instancia de bloc de notas y asociar repositorios de Git utilizando la AWS CLI, utilice el
comando create-notebook-instance de la siguiente manera:

• Especifique el repositorio que desee utilizar como repositorio predeterminado como valor del valor
deldefault-code-repositoryArgumento. Amazon SageMaker clona este repositorio como
subdirectorio en el directorio de inicio de Jupyter en/home/ec2-user/SageMaker. Al abrir su instancia
de bloc de notas, esta se abre en el repositorio. Para utilizar un repositorio que está almacenado
como recurso en su cuenta de SageMaker, especifique el nombre del repositorio como valor de la
propiedaddefault-code-repositoryArgumento. Para utilizar un repositorio que no está almacenado
en su cuenta, especifique la dirección URL del repositorio como valor del argumento default-code-
repository.

• Especifique hasta tres repositorios adicionales como valor deladditional-code-
repositoriesArgumento. SageMaker clona este repositorio como subdirectorio en el directorio
de inicio de Jupyter en/home/ec2-user/SageMaker, y el repositorio se excluye del repositorio
predeterminado agregándolo a la carpeta.git/info/excludedel repositorio predeterminado. Para
utilizar repositorios que se almacenan como recursos en su cuenta de SageMaker, especifique los
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nombres de los repositorios como valor de la propiedadadditional-code-repositoriesArgumento.
Para utilizar repositorios que no se almacenan en su cuenta, especifique las direcciones URL de los
repositorios como valor del argumento additional-code-repositories.

Por ejemplo, el siguiente comando crea una instancia de bloc de notas que tiene un repositorio
llamadoMyGitRepo, que se almacena como recurso en su cuenta de SageMaker, como repositorio
predeterminado y un repositorio adicional alojado en GitHub:

aws sagemaker create-notebook-instance \
                    --notebook-instance-name "MyNotebookInstance" \
                    --instance-type "ml.t2.medium" \
                    --role-arn "arn:aws:iam::012345678901:role/service-role/
AmazonSageMaker-ExecutionRole-20181129T121390" \
                    --default-code-repository "MyGitRepo" \
                    --additional-code-repositories "https://github.com/myprofile/my-other-
repo"

Note

Si utiliza un repositorio CodeCommit de AWS que no contiene "SageMaker" en su nombre,
agregue los permisos codecommit:GitPush y codecommit:GitPull al rol que pasa
como argumento role-arn al comando create-notebook-instance. Para obtener más
información acerca de cómo agregar permisos a un rol, consulte.Adición y eliminación de políticas
de IAMen laAWS Identity and Access ManagementGuía del usuario de.

Asociar un repositorio de CodeCommit en
unAWSCuenta con una instancia de bloc de notas
Para asociar un repositorio de CodeCommit en unAWSCon su instancia de bloc de notas, configure el
acceso entre cuentas para el repositorio de CodeCommit.

Para configurar el acceso entre cuentas para un repositorio de CodeCommit y asociarlo a una
instancia de bloc de notas:

1. En el navegadorAWSque contiene el repositorio de CodeCommit, cree una política de IAM que
permita el acceso al repositorio de los usuarios de la cuenta que contiene la instancia de bloc de
notas. Para obtener información, consultePaso 1: Crear una política de acceso al repositorio en
AccountAen laGuía del usuario de CodeCommit.

2. En el navegadorAWSLa cuenta de que contiene el repositorio de CodeCommit, cree un rol de IAM y
asocie la política que creó en el paso anterior a dicho rol. Para obtener información, consultePaso 2:
Crear un rol para el acceso al repositorio en AccountAen laGuía del usuario de CodeCommit.

3. Cree un perfil en la instancia de bloc de notas que utiliza el rol que ha creado en el paso anterior:

a. Abra la instancia de bloc de notas.
b. Abra un terminal en la instancia de bloc de notas.
c. Edite un nuevo perfil escribiendo lo siguiente en la terminal:

vi /home/ec2-user/.aws/config

d. Edite el archivo con la siguiente información de perfil:

[profile CrossAccountAccessProfile]
region = us-west-2
role_arn =
 arn:aws:iam::CodeCommitAccount:role/CrossAccountRepositoryContributorRole

150

https://docs.aws.amazon.com/IAM/latest/UserGuide/access_policies_manage-attach-detach.html
https://docs.aws.amazon.com/IAM/latest/UserGuide/access_policies_manage-attach-detach.html
https://docs.aws.amazon.com/codecommit/latest/userguide/cross-account-administrator-a.html#cross-account-create-policy-a
https://docs.aws.amazon.com/codecommit/latest/userguide/cross-account-administrator-a.html#cross-account-create-policy-a
https://docs.aws.amazon.com/codecommit/latest/userguide/cross-account-administrator-a.html#cross-account-create-role-a
https://docs.aws.amazon.com/codecommit/latest/userguide/cross-account-administrator-a.html#cross-account-create-role-a


Amazon SageMaker Developer Guide
Uso de repositorios de Git en una instancia del bloc de notas

credential_source=Ec2InstanceMetadata
output = json

DondeCodeCommitAccountes la cuenta que contiene el repositorio
CodeCommit,CrossAccountAccessProfileEl nombre del nuevo perfil,
yCrossAccountRepositoryContributorRoleEs el nombre del rol que creó en el paso
anterior.

4. En la instancia de bloc de notas, configure git para utilizar el perfil que ha creado en el paso anterior:

a. Abra la instancia de bloc de notas.
b. Abra un terminal en la instancia de bloc de notas.
c. Edite el archivo de configuración de Git escribiendo lo siguiente en la terminal:

vi /home/ec2-user/.gitconfig

d. Edite el archivo con la siguiente información de perfil:

[credential]
        helper = !aws codecommit credential-helper --
profile CrossAccountAccessProfile $@
        UseHttpPath = true

Donde CrossAccountAccessProfile es el nombre del perfil que creó en el paso anterior.

Uso de repositorios de Git en una instancia del bloc de
notas
Al abrir una instancia de bloc de notas que tiene repositorios de Git asociados, se abre en el repositorio
predeterminado, que se instala en su instancia de bloc de notas directamente bajo /home/ec2-user/
SageMaker. Puede abrir y crear blocs de notas y puede ejecutar manualmente comandos de Git en una
celda de un bloc de notas. Por ejemplo:

!git pull origin master

Para abrir cualquiera de los repositorios adicionales, navegue hacia arriba un nivel de carpeta. Los
repositorios adicionales también se instalan como directorios en /home/ec2-user/SageMaker.

Si abre la instancia de bloc de notas con una interfaz de JupyterLab, se instala la extensión jupyter-git
y está disponible para su uso. Para obtener información sobre la extensión jupyter-git para JupyterLab,
consulte https://github.com/jupyterlab/jupyterlab-git.

Al abrir una instancia de bloc de notas en JupyterLab, verá en el menú de la izquierda los repositorios de
git que tiene asociados:
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Puede utilizar la extensión jupyter-git para administrar git visualmente, en lugar de usar la línea de
comandos:
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Metadatos de instancia de blo
Al crear una instancia de bloc de notas, Amazon SageMaker crea un archivo JSON en la
instancia en la ubicación de/opt/ml/metadata/resource-metadata.jsonque contiene
elResourceNameyResourceArnde la instancia del bloc de notas. Puede obtener acceso a estos
metadatos desde cualquier lugar de dentro de la instancia de bloc de notas, incluidas las configuraciones
de ciclo de vida. Para obtener información acerca de las configuraciones de ciclo de vida de instancias de
bloc de notas, consulte Personalizar una instancia de bloc de notas con un script de configuración del ciclo
de vida (p. 135).

El archivo resource-metadata.json tiene la estructura siguiente:

{
    "ResourceArn": "NotebookInstanceArn",
    "ResourceName": "NotebookInstanceName"
}

Puede utilizar estos metadatos desde la instancia de bloc de notas para obtener otra información acerca de
la instancia de bloc de notas. Por ejemplo, los siguientes comandos obtienen las etiquetas asociadas a la
instancia de bloc de notas:

NOTEBOOK_ARN=$(jq '.ResourceArn'
            /opt/ml/metadata/resource-metadata.json --raw-output)
aws sagemaker list-tags --resource-arn $NOTEBOOK_ARN

La salida tiene un aspecto similar al siguiente:

{
    "Tags": [
        {
            "Key": "test",
            "Value": "true"
        }
    ]
}

Supervisión de registros de Jupyter en registros
Amazon CloudWatch Logs

Los registros de Jupyter incluyen información importante, como eventos, métricas e información de estado,
que proporcionan información procesable cuando se ejecutan blocs de notas de Amazon SageMaker.
Mediante la importación de registros de Jupyter en CloudWatch Logs, los clientes pueden utilizar
CloudWatch Registry para detectar comportamientos anómalos, definir alarmas y descubrir información
para que los blocs de notas de SageMaker se ejecuten con mayor facilidad. Puede acceder a los registros
incluso cuando la instancia de Amazon EC2 que aloja el bloc de notas no responda y utilizar los registros
para solucionar los problemas del bloc de notas que no responde. La información confidencial, como los ID
de cuenta de AWS, las claves secretas y los tokens de autenticación de las URL prefirmadas, se eliminan
para que los clientes puedan compartir registros sin filtrar información privada.

Para ver los registros de Jupyter de una instancia de bloc de notas:

1. Inicie sesión en laAWS Management Consoley abra la consola de SageMaker enhttps://
console.aws.amazon.com/sagemaker/.
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registros Amazon CloudWatch Logs

2. Seleccione Notebook instances (Instancias de Notebook).
3. En la lista de instancias de bloc de notas, elija la instancia de bloc de notas cuyos registros de Jupyter

desea ver. Para ello, seleccione la instancia de bloc de notasNombre.

Esto le llevará a la página de detalles de esa instancia de bloc de notas.
4. En Monitor (Monitorizar) en la página de detalles de la instancia de bloc de notas, elija View logs (Ver

registros).
5. En la consola de CloudWatch, elija el flujo de registros para la instancia de bloc de notas. Su nombre

tiene el formato NotebookInstanceName/jupyter.log.

Para obtener más información sobre la monitorización de registros de CloudWatch para SageMaker,
consulteRegistrar eventos de Amazon SageMaker con Amazon CloudWatch (p. 2673).
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Automatice el desarrollo de modelos
con Autopilot de Amazon SageMaker

Amazon SageMaker Autopilot es un conjunto de funciones que automatiza las tareas clave de un proceso
de aprendizaje automático (AutoML). Explora tus datos, selecciona los algoritmos relevantes para tu tipo
de problema y prepara los datos para facilitar la formación y el ajuste del modelo. El piloto automático
aplica automáticamente un procedimiento de remuestreo de validación cruzada a todos los algoritmos
candidatos cuando sea apropiado para probar su capacidad de predecir datos en los que no han sido
entrenados. Simplifica su experiencia de aprendizaje automático al automatizar estas tareas clave que
constituyen un proceso de AutoML. Clasifica todos los modelos optimizados probados por su rendimiento.
Se encuentra el modelo con mejor rendimiento que puede implementar en tan solo una fracción del tiempo
requerido normalmente.

El piloto automático también ayuda a explicar cómo los modelos hacen predicciones utilizando un
enfoque de atribución de características desarrollado para Amazon SageMaker Clarify. Autopilot genera
automáticamente un informe que indica la importancia de cada característica para las predicciones
realizadas por el mejor candidato. Esta funcionalidad explicativa puede hacer que los modelos de
aprendizaje automático sean más comprensibles paraAWSclientes. El informe de gobernanza modelo
generado puede utilizarse para informar a los equipos de riesgo y cumplimiento y a los reguladores
externos.

Puede obtener una visibilidad completa de cómo se sortearon los datos y cómo se seleccionaron,
capacitaron y ajustaron los modelos para cada uno de los candidatos probados. Esto es proporcionado
por los portátiles que Autopilot genera para cada prueba que contienen el código utilizado para explorar
los datos y encontrar el mejor candidato. Los bloc de notas también proporcionan herramientas educativas
que le permiten aprender y llevar a cabo sus propios experimentos ML. Para aprender sobre el impacto
de varias entradas y compensaciones realizadas en los experimentos, examine los varios blocs de datos
de exploración de datos y definición de candidatos expuestos por Autopilot. También puede realizar
experimentos adicionales con los candidatos de alto rendimiento haciendo sus propias modificaciones en
los cuadernos y volviendo a ejecutarlos.

El siguiente gráfico describe las principales tareas de un proceso de AutoML gestionado por Autopilot.

Puede utilizar Autopilot de diferentes maneras: en modo de piloto automático (de ahí el nombre de
autopilot) o con varios grados de orientación humana: sin código mediante Amazon SageMaker Studio
o con código mediante uno de losAWSSDK. El piloto automático admite actualmente la regresión y la
clasificación binaria y multiclase. Además solo admite datos tabulares formateados en archivos con valores
separados por comas.

Con Amazon SageMaker, paga únicamente por lo que utiliza. La creación, capacitación e implementación
de modelos ML se cobran por el segundo, sin tarifas mínimas y sin compromisos iniciales. Para obtener
más información sobre el costo de usar SageMaker, consultePrecios de Amazon SageMaker.

Temas
• Introducción a Autopilot de Amazon SageMaker (p. 156)
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• Creación de un experimento de Autopilot de Amazon SageMaker (p. 158)
• Tipos de problemas de Autopilot de Amazon SageMaker (p. 162)
• Compatibilidad y validación de modelos (p. 163)
• Implementación de modelos de Autopilot de Amazon SageMaker (p. 164)
• Explicación de Autopilot de Amazon SageMaker (p. 166)
• Modelos generados por Autopilot de Amazon SageMaker  (p. 166)
• Autopilot de Amazon SageMakernotebooks generados para administrar tareas de AutoML (p. 170)
• Configurar la salida de inferencia en contenedores generados por AutoPilot (p. 171)
• Cuotas de Autopilot de Amazon SageMaker (p. 173)
• Guía de referencia de API para Autopilot de Amazon SageMaker (p. 175)

Introducción a Autopilot de Amazon SageMaker
Amazon SageMaker Autopilot proporciona ejemplos, vídeos y tutoriales para comenzar con Autopilot de
Amazon SageMaker

Temas
• Ejemplos de: Explore el modelado con Autopilot de Amazon SageMaker (p. 156)
• Vídeos de: Utilice Autopilot para automatizar y explorar el proceso de aprendizaje automático (p. 157)
• Tutoriales: Introducción a Autopilot de Amazon SageMaker (p. 158)

Ejemplos de: Explore el modelado con Autopilot de
Amazon SageMaker
Autopilot de Amazon SageMaker proporciona los siguientes blocs de notas de ejemplo.

• Marketing directo con Autopilot de Amazon SageMaker: Este bloc de notas muestra cómo utiliza
elConjunto de datos de marketing bancarioPara que pueda prever si un cliente se registrará en
un depósito bancario a plazo. Puede utilizar Autopilot en este conjunto de datos para obtener la
canalización ML más precisa explorando las opciones contenidas en varias canalizaciones candidatas.
El piloto automático genera cada candidato en un procedimiento de dos pasos. El primer paso diseña
características automatizadas en el conjunto de datos. El segundo paso entrena y ajusta un algoritmo
para producir un modelo. El bloc de notas contiene instrucciones sobre cómo entrenar el modelo y sobre
cómo implementar el modelo para realizar inferencia por lotes utilizando el mejor candidato.

• Predicción de rotación de clientes con Autopilot de Amazon SageMaker: Este bloc de notas describe el
uso del aprendizaje automático para identificar automáticamente a los clientes descontentos; también
se conoce como predicción de la rotación de clientes. El ejemplo muestra cómo analizar un conjunto
de datos disponible públicamente y diseñar características en él. A continuación se muestra cómo
ajustar un modelo seleccionando la canalización de mejor rendimiento junto con los hiperparámetros
óptimos para el algoritmo de entrenamiento. Por último, muestra cómo implementar el modelo en un
punto de enlace alojado y cómo evaluar sus predicciones frente a la realidad. Los modelos de ML rara
vez ofrecen predicciones perfectas, por lo que este bloc de notas también trata de cómo incorporar los
costos relativos de los errores de predicción al determinar el resultado financiero del uso de ML.

• Predicción del rechazo de clientes de los mejores candidatos con el piloto automático de Amazon
SageMaker y la transformación Batch (Python SDK): Este bloc de notas también describe el uso del
aprendizaje automático para identificar automáticamente a los clientes descontentos; también se conoce
como predicción de la rotación de clientes. Este cuaderno demuestra cómo configurar el modelo para
obtener la probabilidad de inferencia, seleccionar los N mejores modelos y realizar la transformación
Batch en un conjunto de pruebas de retención para su evaluación.
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Note

Este portátil funciona con SageMaker Python SDK >= 1.65.1 lanzado el 19/06/2020.
• Traer su propio código de procesamiento de datos al piloto automático de SageMaker: Este cuaderno

muestra cómo incorporar e implementar código de procesamiento de datos personalizado cuando
se utiliza Amazon SageMaker Autopilot. Agrega un paso de selección de entidades personalizado
para eliminar variables irrelevantes a un trabajo de piloto automático. A continuación, muestra cómo
implementar el código de procesamiento personalizado y los modelos generados por Autopilot en un
extremo en tiempo real y, alternativamente, para el procesamiento por lotes.

Vídeos de: Utilice Autopilot para automatizar y
explorar el proceso de aprendizaje automático
A continuación se muestra una serie de vídeos que ofrecen un recorrido por las capacidades de Autopilot
de Amazon SageMaker mediante Studio. Muestran cómo iniciar un trabajo AutoML, analizar y preprocesar
datos, diseñar ingeniería de entidades y optimización de hiperparámetros en modelos candidatos, y cómo
visualizar y comparar las métricas de modelo resultantes.

Temas
• Iniciar un trabajo de AutoML con Autopilot de Amazon SageMaker (p. 157)
• Revise la exploración de datos e ingeniería de características automatizada en Autopilot.  (p. 157)
• Ajuste de modelos para optimizar el rendimiento  (p. 157)
• Elegir e implementar el mejor modelo (p. 157)
• Recorrido por Autopilot de Amazon SageMaker (p. 158)

Iniciar un trabajo de AutoML con Autopilot de Amazon
SageMaker
Este vídeo muestra cómo iniciar un trabajo de AutoML con Autopilot. (Duración: 8:41)

Amazon SageMaker Studio - AutoML con Autopilot de Amazon SageMaker (parte 1)

Revise la exploración de datos e ingeniería de características
automatizada en Autopilot.
Este vídeo muestra cómo examinar los blocs de notas de definición de candidatos y exploración de datos
generados por Autopilot de Amazon SageMaker. (Duración: 10:04)

Amazon SageMaker Studio - AutoML con Autopilot de Amazon SageMaker (parte 2)

Ajuste de modelos para optimizar el rendimiento
Este vídeo muestra cómo optimizar el rendimiento del modelo durante el entrenamiento mediante el ajuste
de hiperparámetros. (Duración: 4:59)

Amazon SageMaker Studio - AutoML con Autopilot de Amazon SageMaker (parte 3)

Elegir e implementar el mejor modelo
En este vídeo se muestra cómo utilizar las métricas de trabajo para elegir el mejor modelo y, a
continuación, cómo implementarlo. (Duración: 5:20)
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Amazon SageMaker Studio - AutoML con Autopilot de Amazon SageMaker (parte 4)

Recorrido por Autopilot de Amazon SageMaker
Este vídeo le guía a través de una demostración completa en la que primero construimos un modelo de
clasificación binaria automáticamente con Autopilot de Amazon SageMaker. Vemos cómo los modelos
candidatos se han construido y optimizado mediante blocs de notas generados automáticamente. También
nos fijamos en los mejores candidatos con Experiments de SageMaker. Por último, implementamos el
mejor candidato (basado en XGBoost) y configuramos la captura de datos con SageMaker Model Monitor.

Demostración completa con AutoML en SageMaker

Tutoriales: Introducción a Autopilot de Amazon
SageMaker
Los tutoriales de introducción a Autopilot muestran cómo crear un modelo de aprendizaje automático
de forma automática sin tener que escribir código. Muestran cómo Autopilot simplifica la experiencia de
aprendizaje automático al ayudarle a explorar sus datos y probar diferentes algoritmos. Autopilot crea el
mejor modelo de aprendizaje automático para el tipo de problema utilizando las capacidades de AutoML al
tiempo que ofrece control y visibilidad totales.

• Cree un modelo de aprendizaje automático automáticamente automáticamente con Autopilot: En
este tutorial, usted asume el papel de un desarrollador que trabaja en un banco. Se le ha pedido que
desarrolle un modelo de aprendizaje automático para predecir si los clientes se inscribirán o no en un
certificado de depósito. Se trata de un problema de clasificación binaria. El modelo se entrena con el
conjunto de datos de marketing que contiene la información demográfica de los clientes, sus respuestas
a eventos de marketing y factores externos.

Creación de un experimento de Autopilot de
Amazon SageMaker

Para crear un experimento piloto automático de Amazon SageMaker, debe asignarle un nombre,
proporcionar ubicaciones para los datos de entrada y salida, especificar los datos de destino que se van
a predecir y, opcionalmente, el tipo de problema de aprendizaje automático que se va a resolver. Cuando
crea un trabajo de Autopilot de Amazon SageMaker como experimento piloto, SageMaker analiza los
datos y crea un bloc de notas con definiciones de modelos candidatos. Si decide ejecutar la opción de
experimento completo, SageMaker también entrena y sintoniza estos modelos en su nombre. Puede ver
estadísticas mientras se está ejecutando el experimento. Después, puede comparar pruebas y profundizar
en los detalles.

1. Abrir Amazon SageMaker Studio e iniciar sesión.
2. Elija el iconoCreación de experimento de Autopilotde la opciónCreación de modelo automáticamente.
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3. Introduzca información sobre el experimento en el cuadro de diálogoConfiguración de la tareaForma:

• Nombre del experimentoDebe ser único en la cuentaAWSRegión y contiene un máximo de 63
caracteres alfanuméricos. Puede incluir guiones (-), pero no espacios.

• Ubicación de datos de entrada (bucket S3)El bucket de S3 que contiene los datos de entrada.

Note

Debe ser una URL con formato s3://donde Amazon SageMaker tenga permisos de
escritura. El bucket de S3 debe estar en laAWSRegión y debe estar en formato CSV y
contener al menos 500 filas.

• Nombre del bucket de S3El nombre del bucket de S3 debe ser único entre todos los nombres de
buckets existentes.

• key prefix de objeto de S3El nombre del archivo del objeto del bucket, incluida la ruta al objeto del
bucket.

• Ubicación del bucket de S3— La concatenación del nombre del bucket de S3 y del key prefix del
objeto de S3.

• ¿Su entrada S3 es un archivo de manifiesto? — Un archivo de manifiesto incluye metadatos con
los datos de entrada. Los metadatos especifican la ubicación de los datos en el almacenamiento
de Amazon S3, el formato de los datos y los atributos del conjunto de datos que se deben utilizar al
entrenar el modelo. Puede utilizar un archivo de manifiesto como alternativa al procesamiento previo
cuando ha etiquetado datos que se transmiten en modo Tubería.

• Nombre de atributo de destinoEl nombre de la columna de datos que desea como destino del
modelo para predicciones.
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• Ubicación de datos de salida (bucket S3)El bucket de S3 en el que desea almacenar datos de
salida.

Note

Debe ser una URL con formato s3://donde Amazon SageMaker tenga permisos de
escritura. El bucket de S3 debe estar en laAWSRegión .

• Nombre del bucket de S3El nombre del bucket de S3 debe ser único entre todos los nombres de
buckets existentes.

• key prefix de objeto de S3El nombre del archivo del objeto del bucket, incluida la ruta al objeto del
bucket.

• Ubicación del bucket de S3— La concatenación del nombre del bucket de S3 y del key prefix del
objeto de S3.

• Seleccione el tipo de problema de aprendizaje automático:

• Auto (Auto) SageMaker deduce el tipo de problema de los valores del atributo que desea predecir.
En algunos casos, SageMaker no puede inferir con precisión, en cuyo caso debe proporcionar el
valor para que el trabajo tenga éxito.

• La clasificación binaria es un tipo de aprendizaje supervisado que asigna un individuo a una
de dos clases predefinidas y mutuamente excluyentes basadas en sus atributos. Por ejemplo,
un diagnóstico médico para saber si un individuo tiene una enfermedad o no en función de los
resultados de las pruebas de diagnóstico.

• Regresión: la regresión estima los valores de una variable objetivo dependiente en función de
una o más variables o atributos que están correlacionados con ella. Por ejemplo, precios de la
vivienda basados en características como metros cuadrados y número de baños.

• La clasificación multiclass — La clasificación multiclass es un tipo de aprendizaje supervisado que
asigna un individuo a una de varias clases en función de sus atributos. Por ejemplo, la predicción
del tema más relevante para un documento de texto, tales como política, finanzas o filosofía.

• ¿Desea ejecutar un experimento completo?
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Si eligeSíEn SageMaker genera un modelo así como estadísticas que puede ver en tiempo real
mientras el experimento se está ejecutando. Una vez finalizado el experimento, puede ver las
pruebas, ordenar por métrica objetivo y hacer clic con el botón derecho del ratón para implementar
el modelo para utilizarlo en otros entornos.

Si eligeNo, en lugar de ejecutar todo el flujo de trabajo, SageMaker detiene la ejecución después
de generar un bloc de notas con definiciones de candidatos. Un candidato es una combinación de
preprocesadores de datos, algoritmos y parámetros de algoritmo. Puede utilizar el bloc de notas
como punto de partida para guiar su propio proceso de entrenamiento/ajuste de modelos. El bloc de
notas tiene secciones resaltadas que explican los tipos de cambios típicos, tales como cambiar el
tipo de instancia, el tamaño del clúster, etc.

4. Para implementar automáticamente el mejor modelo desde un experimento de piloto automático a un
punto final, acepte el valor predeterminadoAuto DeployvalueEnAl crear el experimento.

Elija Create experiment (Crear experimento).

Note

La implementación automática fallará si la cuota de recursos predeterminada o la cuota de
cliente para instancias de endpoint en una región son demasiado limitadas. Actualmente,
el requisito es que necesita tener al menos dos instancias ml.m5.2xlarge. Por ejemplo, la
región eu-norte-1 (Estocolmo) no cumple este requisito. Los tipos de instancia admitidos
para esta región se enumeran enTipos de instancias de SageMaker en UE (Estocolmo) eu-
north-1. Si detecta este problema, puede solicitar un aumento del límite de servicio para
instancias de puntos de SageMaker siguiendo laenRegiones y cuotas admitidas (p. 37). En el
navegadorDetalles del caso, seleccionePuntos de enlace de SageMakerpara laTipo de límite.
ParaSolicitud1En, seleccione:

• Región: UE (Estocolmo)
• Tipo de recurso: Alojamiento de SageMaker
• Límite:ml.m5.2xlarge(al menos)
• New limit value: 2
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Note

Para evitar incurrir en gastos innecesarios, elimine los puntos de enlace y los recursos que
se crearon al implementar el modelo cuando ya no son necesarios. La información sobre el
precio de las instancias por región está disponible enPrecios de Amazon SageMaker.

Tipos de problemas de Autopilot de Amazon
SageMaker

Al establecer un tipo de problema, como clasificación binaria o regresión, con la API AutoML, tiene
la opción de definir uno o permitir que Amazon SageMaker Autopilot lo detecte automáticamente.
Establece el tipo de problema con el parámetro CreateAutoPilot.ProblemType. Esto limita el tipo
de preprocesamiento y algoritmos que intenta Autopilot. Cuando finalice el trabajo, si había establecido el
CreateAutoPilot.ProblemType, entonces el ResolvedAttribute.ProblemType coincidirá con el
ProblemType que estableció. Si lo deja en blanco (onull), elProblemTypeserá lo que decida Autopilot
en su nombre.

Note

En algunos casos, Autopilot no puede inferir elProblemTypeCon suficiente confianza, en cuyo
caso debe proporcionar el valor para que el trabajo tenga éxito.

Las opciones de tipo del problema son las siguientes:

Temas
• Regression (p. 162)
• Clasificación binaria (p. 162)
• Clasificación multiclase (p. 162)

Regression
La regresión estima los valores de una variable objetivo dependiente en función de una o más variables
o atributos que están correlacionados con ella. Un ejemplo es la predicción de los precios de la vivienda
mediante características como el número de baños y dormitorios, metros cuadrados de la casa y el jardín.
El análisis de regresión puede crear un modelo que tome una o más de estas características como entrada
y prediga el precio de la casa.

Clasificación binaria
La clasificación binaria es un tipo de aprendizaje supervisado que asigna un individuo a una de dos clases
predefinidas y mutuamente excluyentes basadas en sus atributos. Se considera supervisado porque los
modelos se entrenan utilizando ejemplos en los que los atributos se proporcionan con objetos etiquetados
correctamente. Un ejemplo de clasificación binaria es un diagnóstico médico de si un individuo tiene una
enfermedad o no en función de los resultados de las pruebas de diagnóstico.

Clasificación multiclase
La clasificación multiclass es un tipo de aprendizaje supervisado que asigna un individuo a una de varias
clases en función de sus atributos. Se considera supervisado porque los modelos se entrenan utilizando
ejemplos en los que los atributos se proporcionan con objetos etiquetados correctamente. Un ejemplo es
la predicción del tema más relevante para un documento de texto. Un documento puede clasificarse como
que trata de religión, política, finanzas o de varias otras clases temáticas predefinidas.
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Compatibilidad y validación de modelos
Amazon SageMaker Autopilot admite tres tipos de algoritmos de aprendizaje automático para abordar
problemas de aprendizaje automático y utiliza automáticamente la validación cruzada cuando es
necesario.

Temas
• Compatibilidad con algoritmos de Autopilot (p. 163)
• Validación entre Autopilot (p. 163)

Compatibilidad con algoritmos de Autopilot
Los tres tipos de algoritmos de aprendizaje automático soportados por Autopilot son:

• Algoritmo de aprendizaje lineal (p. 1493): algoritmos de aprendizaje supervisados que se utilizan para
resolver problemas de clasificación o de regresión.

• Algoritmo XGBoost (p. 1580): un algoritmo de aprendizaje supervisado que intenta predecir de forma
apropiada una variable de destino mediante la combinación de un conjunto de estimaciones a partir de
un conjunto de modelos más simples y más débiles.

• Algoritmo de aprendizaje profundo: perceptrón multicapa (MLP), una red neuronal artificial que puede
manejar datos que no son lineales separables.

Note

No es necesario especificar un algoritmo para utilizar en su problema de aprendizaje automático.
Autopilot selecciona automáticamente el algoritmo adecuado para entrenar.

Validación entre Autopilot
El piloto automático utiliza el método de la validación cruzada de K iteraciones automáticamente cuando es
necesario. Puede utilizar este método para evaluar qué tan bien un modelo entrenado en un dataset puede
predecir los valores de un dataset de validación no visto extraído de la misma población. Este método es
especialmente importante, por ejemplo, cuando se capacita en conjuntos de datos que tienen un número
limitado de instancias de formación. Puede protegerse contra problemas como el sobreajuste y el sesgo de
selección que pueden impedir que un modelo sea más aplicable a la población muestreada.

Por ejemplo, el conjunto de datos de Boston Housing contiene sólo 861 muestras. Si intenta crear un
modelo para predecir los precios de venta de viviendas utilizando este conjunto de datos sin validación
cruzada, corre el riesgo de recibir capacitación sobre un conjunto de datos que no sea representativo
del stock de viviendas de Boston. Normalmente, los datos solo se dividirían una vez en subconjuntos de
capacitación y validación. Si el pliegue de entrenamiento contenía datos principalmente de suburbios que
no eran representativos del resto de la ciudad, es probable que se superajustara a esta selección sesgada.
La validación cruzada reduce el riesgo de estos errores al hacer un uso completo y aleatorio de los datos
disponibles para la capacitación y la validación.

La validación cruzada de K-fold divide aleatoriamente un conjunto de datos de entrenamiento
enksubmuestras o pliegues de igual tamaño. A continuación, los modelos son entrenados enk-1y se
prueba contra el pliegue restante, que se conserva como un conjunto de datos de validación. El proceso
se repitekveces, usando cada pliegue una vez como dataset de validación. El piloto automático aplica el
método de validación cruzada a conjuntos de datos con 50.000 o menos instancias de formación. Utiliza
unakvalor de 5 en los algoritmos candidatos utilizados para modelar el conjunto de datos. Varios modelos
se entrenan en diferentes divisiones y los modelos se almacenan por separado. Una vez finalizado el
procedimiento de formación, las métricas de validación de cada uno de los modelos se promedian para
producir una única métrica de estimación. Cuando Autopilot aplica validación cruzada a conjuntos de datos
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más pequeños, el tiempo de entrenamiento aumenta un 20% en promedio. Si su conjunto de datos es
complicado, el tiempo de entrenamiento puede aumentar más significativamente. Para las predicciones,
Autopilot utiliza el conjunto de modelos de validación cruzada de la prueba con la mejor métrica de
validación.

Puedes ver las métricas de formación y validación de cada pliegue en tu/aws/sagemaker/
TrainingJobsCloudWatch Logs. Para obtener más información acerca de CloudWatch Logs, consulte
Registrar eventos de Amazon SageMaker con Amazon CloudWatch (p. 2673). La métrica de validación
para los modelos entrenados por Autopilot se presenta como la métrica objetiva en la placa líder del
modelo. El piloto automático utiliza la métrica de validación predeterminada para cada tipo de problema
que gestiona, a menos que se especifique lo contrario. Para obtener más información sobre las métricas
que utiliza Autopilot, consulteAutoMLJobObjective. Puede implementar modelos de Piloto Automático
creados con validación cruzada como lo haría con cualquier otro modelo de Autopilot o SageMaker.

Implementación de modelos de Autopilot de
Amazon SageMaker

Para implementar el modelo que produjo la mejor métrica de validación en un experimento de piloto
automático, tiene varias opciones. Al utilizar Autopilot en SageMaker Studio, puede implementar el modelo
de forma automática o manual. Cuando trabaje en otro desarrollo, puede llamar directamente a las API de
Autopilot para implementar un modelo.

• automáticamente: Para implementar automáticamente el mejor modelo desde un experimento de piloto
automático a un punto final, acepte el valor predeterminadoImplementación automáticavalueEnal crear el
experimento en SageMaker.

Note

La implementación automática fallará si la cuota de recursos predeterminada o la cuota de
cliente para instancias de endpoint en una región son demasiado limitadas. Actualmente, el
requisito es que necesita tener al menos dos instancias ml.m5.2xlarge. Por ejemplo, la región
euro-norte-1 (Estocolmo) no cumple este requisito. Los tipos de instancia admitidos para
esta región se enumeran enTipos de instancias de SageMaker. Si detecta este problema,
puede solicitar un aumento del límite de servicio para instancias de puntos de enlace de
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SageMaker siguiendo elenRegiones y cuotas admitidas (p. 37). En el navegadorDetalles del
caso, seleccionePuntos de enlace de SageMakerpara laTipo de límite. ParaSolicitud1En,
seleccione:
• Región: UE (Estocolmo)
• Tipo de recurso: Alojamiento de SageMaker
• Límite:ml.m5.2xlarge(como mínimo)
• New limit value: 2

• Manualmente: Para implementar manualmente el mejor modelo desde un experimento de piloto
automático a un punto final, establezca la propiedadImplementación automáticaValor paraDesact.al
crear el experimento en SageMaker.

• Llamadas a la API: Realice la siguiente serie de llamadas a API:
1. CreateAutoMLJob
2. DescribeAutoMLJob
3. ListCandidatesForAutoMLJob
4. CreateModel
5. CreateEndpointConfig
6. CreateEndpoint

La implementación automática de los resultados de un experimento en SageMaker Studio llama de
forma predeterminada a las seis API enumeradas en esta última opción. Para obtener más información
sobre cómo crear un experimento, consulteCreación de un experimento de Autopilot de Amazon
SageMaker (p. 158).

Note

Para evitar incurrir en gastos innecesarios, elimine los puntos de conexión y recursos que se han
creado al implementar el modelo cuando ya no sean necesarios. La información sobre el precio de
las instancias por región está disponible enPrecios de Amazon SageMaker.

165

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateAutoMLJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeAutoMLJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListCandidatesForAutoMLJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateModel.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateEndpointConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateEndpoint.html
http://aws.amazon.com/sagemaker/pricing/


Amazon SageMaker Developer Guide
Descripción

Explicación de Autopilot de Amazon SageMaker
Amazon SageMaker Autopilot utiliza las herramientas proporcionadas por Amazon SageMaker Clarify
para ayudar a explicar cómo los modelos de aprendizaje automático (ML) hacen predicciones. Estas
herramientas pueden ayudar a los modeladores y desarrolladores de ML y a otras partes interesadas
internas a comprender las características del modelo en su conjunto antes de la implementación y
las predicciones de depuración proporcionadas por un modelo después de su implementación. La
transparencia sobre cómo los modelos ML llegan a sus predicciones también es fundamental para los
consumidores y reguladores, que necesitan confiar en las predicciones del modelo si van a aceptar las
decisiones basadas en ellas. La funcionalidad explicativa del Piloto automático utiliza un enfoque de
atribución de características independiente del modelo, que puede utilizar para comprender por qué
un modelo realizó una predicción después del entrenamiento y para proporcionar una explicación por
instancia durante la inferencia. La implementación incluye una implementación escalable y eficiente
deSHAP, basado en el concepto de un valor Shapley del campo de la teoría de juegos cooperativos que
asigna a cada característica un valor importante para una predicción particular.

Puede utilizar explicaciones para auditar y cumplir con los requisitos normativos, fomentar la confianza en
el modelo y apoyar la toma de decisiones humanas, y depurar y mejorar el rendimiento del modelo.

Para obtener información adicional sobre los valores y las líneas de base de Shapely, consulteAtribuciones
de entidades que utilizan valores Shapley (p. 1940)yLíneas base de SHAP para explicabilidad (p. 1941).

Para obtener una guía sobre la documentación de Amazon SageMaker Clarify, consulteGuía de la
documentación de SageMaker Clarify (p. 9).

Modelos generados por Autopilot de Amazon
SageMaker

En este procedimiento se describe cómo ver detalles sobre los trabajos del piloto automático de Amazon
SageMaker que ha ejecutado. Los detalles proporcionados sobre los modelos candidatos generados por
Autopilot incluyen:

• Gráfica de los valores agregados de SHAP que indican la importancia de cada entidad para ayudar a
explicar las predicciones de los modelos.

• Las estadísticas de resumen de varias métricas de capacitación y validación, incluida la métrica objetivo.
• Una lista de los hiperparámetros utilizados para entrenar y ajustar el modelo.

Note

En este tema se presupone que ya ha creado y ejecutado un experimento de Autopilot. Para
obtener información sobre cómo crear un experimento de Autopilot, consulteCreación de un
experimento de Autopilot de Amazon SageMaker (p. 158)

Note

Para acceder a las métricas de importancia de características en este procedimiento, primero
debe seleccionar Archivo > Apagar y, a continuación, reiniciar Studio desde la consola.

1. Para ver los detalles del modelo después de ejecutar un trabajo de piloto automático de Amazon
SageMaker, seleccione el icono triangular en el menú de la izquierda para abrir la pestañaRegistros y
componentes(Se ha creado el certificado).
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2. SelectExperimentos y ensayosen el menú desplegable.

3. Busque el trabajo de Autopilot cuyos detalles desea examinar en elComponentes de prueba sin
asignarlist
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4. Haga clic con el botón derecho en el nombre del trabajo de Autopilot y seleccioneDescripción del Job
de AutoMLen el menú emergente.

Para revisar las métricas Objective:F1 para cada trabajo de ajuste.

5. Para revisar los detalles del modelo para el mejor trabajo de ajuste, haga clic con el botón derecho
en elNombre del juicioEtiquetas comoBesten la parte superior de la lista de ensayos que tienen la
puntuación de métrica objetiva más alta y seleccioneDetalles del modelo.

6. La gráfica de los valores SHAP agregados que indican la importancia de cada entidad se muestra en
el cuadro de diálogoExplicar las predicciones de su modelosección.
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7. Para obtener más información acerca de cómo los valores SHAP ayudan a explicar las predicciones
basadas en la importancia de la entidad, desplácese hacia abajo para ver el vínculo a laDescripción
de la explicación del modeloDocumento técnico. Para obtener más información también está
disponible enModelos EXPLAIN (p. 1939)en la Guía para desarrolladores de SageMaker

8. Para ver las estadísticas de resumen de la métrica objetivo, los valores f1 para entrenamiento y
validación, los errores de entrenamiento y validación, y una lista de los valores de los parámetros
utilizados para entrenar y ajustar el modelo, desplácese hacia abajo hasta la parte inferior de la
página.
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Autopilot de Amazon SageMakernotebooks
generados para administrar tareas de AutoML

Amazon SageMaker Autopilot gestiona las tareas clave en un proceso de aprendizaje automático
(AutoML). Son implementados por Autopilot con un trabajo de AutoML. El trabajo AutoML crea dos blocs
de notas que describen el plan que sigue Autopilot para generar modelos candidatos. Un modelo candidato
consiste en un par (canalización, algoritmo). En primer lugar, hay un bloc de notas de exploración de datos,
que describe lo que Autopilot aprendió acerca de los datos que proporcionó. En segundo lugar, hay un bloc
de notas de definición de candidatos, que utiliza la información sobre los datos para generar candidatos.

Puede ejecutar ambos blocs de notas en Amazon SageMaker o localmente si ha instalado elSDK para
Python de Amazon SageMaker. Puede compartir los blocs de notas igual que cualquier otro bloc de notas
de SageMaker Studio. Los blocs de notas se crean para que realice experimentos. Por ejemplo, puede
editar los siguientes elementos en los blocs de notas:

• los preprocesadores utilizados en los datos
• el número de ejecuciones de optimización de hiperparámetros (HPO) y su paralelismo
• los algoritmos que va a probar
• los tipos de instancia utilizados para los trabajos de HPO
• los intervalos de los hiperparámetros

Se recomienda que se utilicen modificaciones en el bloc de notas de definición de candidatos como
herramienta de aprendizaje. Esta capacidad le permite entender cómo afectan a sus resultados las
decisiones tomadas durante el proceso de aprendizaje automático.

Note

Cuando ejecuta los blocs de notas en su instancia predeterminada, incurre en costos de
referencia, pero cuando ejecuta trabajos de HPO desde el bloc de notas candidato, estos trabajos
utilizan recursos informáticos adicionales que incurren en costos adicionales.
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Bloc de notas de exploración de datos
Se produce un bloc de notas durante la fase de análisis del trabajo AutoML que le ayuda a identificar
problemas en su conjunto de datos. Identifica áreas específicas para la investigación con el fin de ayudarle
a identificar problemas ascendentes con los datos que pueden dar lugar a un modelo poco óptimo.

Bloc de notas de definición
El bloc de notas de definición de candidato contiene cada paso de preprocesamiento, algoritmo y rangos
de hiperparámetros sugeridos. Si opta por producir solo el bloc de notas y no ejecutar el trabajo de
AutoML, entonces puede decidir qué candidatos se entrenarán y ajustarán. Se optimizan automáticamente
y se identifica un mejor candidato final. Si ejecutó el trabajo directamente sin ver primero a los candidatos,
solo se mostrará el mejor candidato cuando abra el bloc de notas una vez finalizado el trabajo.

Configurar la salida de inferencia en contenedores
generados por AutoPilot

Autopilot de Amazon SageMakerContainerDefinitionque se puede utilizar para crear un modelo
para implementarlo en una canalización de aprendizaje automático. Este modelo se puede utilizar
para alojamiento en línea e inferencia. Los clientes pueden acceder a la lista de definiciones de
contenedor de inferencia con elListCandidateForAutoMLJobAPI DE. La lista de definiciones de
contenedores de inferencia que representan al mejor candidato también está disponible como parte de
laDescribeAutoMLJobrespuesta.

Temas
• Definiciones de contenedor de inferencia para tipos de problemas de regresión y

clasificación (p. 171)
• Seleccionar respuesta de inferencia para modelos de clasificación (p. 172)

Definiciones de contenedor de inferencia para tipos de
problemas de regresión y clasificación
Los contenedores de inferencia generados dependen del tipo de problema del trabajo.

• Regresión: genera dos contenedores:
1. Primero es el contenedor de ingeniería de entidades que transforma las entidades originales en

entidades en las que los algoritmos de regresión pueden entrenar.
2. Segundo es el contenedor de algoritmos que transforma las entidades y genera la puntuación de

regresión para el conjunto de datos.
• Clasificación: genera tres contenedores:

1. Primero es el contenedor de ingeniería de entidades que transforma las entidades originales en
entidades en las que los algoritmos de clasificación pueden entrenar.

2. Segundo es el contenedor del algoritmo que genera elpredicted_labely que también puede
producir las diversas probabilidades asociadas con los resultados de la clasificación en la respuesta a
la inferencia.

3. Tercero es un contenedor de ingeniería de entidades que realiza el procesamiento posterior de la
predicción del algoritmo, por ejemplo, una transformación inversa de la etiqueta predicha a la etiqueta
original.
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para modelos de clasificación

Seleccionar respuesta de inferencia para modelos de
clasificación
Los contenedores de inferencia de clasificación permiten seleccionar el contenido de las respuestas de
inferencia. Hay cuatro claves predefinidas:

• predicted_label: La etiqueta ganadora determinada por Autopilot.
• probability: La probabilidad de que elTruepara la clasificación binaria. La probabilidad de ganar

clase para la clasificación multiclase.
• probabilities: la lista de probabilidades para todas las etiquetas correspondientes.
• labels: Lista de todas las etiquetas

De forma predeterminada, los contenedores de inferencia están configurados para
generarpredicted_labelSolo la .

Se utilizan tres variables de entorno para seleccionar el contenido de inferencia opcional:

• SAGEMAKER_INFERENCE_SUPPORTED: esto está configurado para proporcionar sugerencias a los
usuarios sobre el contenido que admite cada contenedor.

• SAGEMAKER_INFERENCE_INPUT: debe establecerse en las claves que el contenedor espera en su
carga útil de entrada.

• SAGEMAKER_INFERENCE_OUTPUT: debe rellenarse con el conjunto de claves que sale el contenedor.

Para elegir el contenido de la respuesta de inferencia, necesitamos agregar
elSAGEMAKER_INFERENCE_INPUT,SAGEMAKER_INFERENCE_OUTPUTapropiadamente en los
contenedores segundo y tercero de la lista de contenedores para problemas de clasificación.

Las claves admitidas por el contenedor del tercer modelo de clasificación
sonpredicted_label,labels,probabilityyprobabilitiesDe ahí
laSAGEMAKER_INFERENCE_SUPPORTEDincluye los nombres de todas estas claves.

Las claves admitidas por el segundo contenedor (Algorithm) son predicted_label, probabilidad
y probabilidades. Tenga en cuenta que las `etiquetas` no se agregan deliberadamente al
SAGEMAKER_INFERENCE_SUPPORTED.

A continuación se muestra cómo actualizar la definición de los contenedores de inferencia para
recibirpredicted_labelyprobability.

containers[1]['Environment'].update({'SAGEMAKER_INFERENCE_OUTPUT': 'predicted_label,
 probability'})
containers[2]['Environment'].update({'SAGEMAKER_INFERENCE_INPUT': 'predicted_label,
 probability'})
containers[2]['Environment'].update({'SAGEMAKER_INFERENCE_OUTPUT': 'predicted_label,
 probability'})

A continuación se muestra cómo actualizar la definición de los contenedores de inferencia para
recibirpredicted_labelyprobabilitiesylabels. Tenga en cuenta que no es necesario que pase
lalabelsal segundo contenedor, el contenedor del algoritmo, ya que es redundante y puede ser generado
por el tercer contenedor de forma independiente. Esto reduce la latencia.

containers[1]['Environment'].update({'SAGEMAKER_INFERENCE_OUTPUT':
 'predicted_label,probabilities'})
containers[2]['Environment'].update({'SAGEMAKER_INFERENCE_INPUT':
 'predicted_label,probabilities'})
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containers[2]['Environment'].update({'SAGEMAKER_INFERENCE_OUTPUT': 'predicted_label,
 probabilities,labels'})

Puede utilizarSDK para Python de Amazon SageMaker. para lograr esto de la siguiente manera:

from sagemaker import AutoML

aml = AutoML.attach(auto_ml_job_name='AUTOML_JOB_NAME')
aml_best_model = aml.create_model(name='SELECT_MODEL_NAME',
                                  candidate=None,
                                  inference_response_keys=['probabilities', 'labels'])

aml_transformer = aml_best_model.transformer(accept='text/csv',
                                            assemble_with='Line',
                                            instance_type='ml.m5.xlarge',
                                            instance_count=1,)

aml_transformer.transform(test_data_s3_path,
                          content_type='text/csv',
                          split_type='Line',
                          job_name=<Add jobName>,
                          wait=True)

Cuotas de Autopilot de Amazon SageMaker
Existen cuotas que limitan los recursos disponibles al utilizar Amazon SageMaker Autopilot. Algunos de
estos límites son incrementables y otros no.

Temas
• Cuotas que puede aumentar (p. 173)
• Cuotas de recursos (p. 174)

Cuotas que puede aumentar
Existen límites predeterminados para el tamaño de los datasets para el número de trabajos simultáneos
que puede ejecutar con Amazon SageMaker Autopilot para cadaAWScuenta, porAWSRegión . Puede
aumentar estos límites poniéndose en contacto conAWSSupport.

Límites de recursos

Recurso Región Límites
predeterminados

Se puede aumentar
hasta

Tamaño del dataset de
entrada

Todos 5 GB Cientos de GBs

us-east-1, eu-west-1,
eu-west-2, ap-
northeast-1, eu-west-1,
eu-west-1, eu-central-1

4 CientosNúmero de trabajos
simultáneos de Autopilot

ap-northeast-2, ap-
sutheast-2, eu-west-2,
ap-sutheast-1

2 Cientos
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Recurso Región Límites
predeterminados

Se puede aumentar
hasta

Todas las demás
regiones

1 Decenas

Para solicitar un aumento de cuota:

1. Abra el iconoAWSCentro de soporte de, inicie sesión si es necesario y, a continuación, elijaCrear
caso.

2. En la página Create case (Crear caso) elija Service limit increase (Aumento del límite de servicio).
3. En el navegadorDetalles del caso, seleccioneSageMaker AutoMLpara laTipo de límite.
4. En la páginaSolicitudesPanel deSolicitud 1En, seleccioneRegión, el recursoLímitepara aumentar y

elNew limit valueque está solicitando. SelectAdd another requestsi tiene solicitudes adicionales de
aumentos de cuota.

5. Proporcione suOpciones de contactoy elijaEnviar.

Cuotas de recursos
La tabla siguiente contiene los límites de recursos en tiempo de ejecución para un trabajo de piloto
automático de Amazon SageMaker en unAWSregion.
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Límites de recursos por trabajo de piloto automático

Recurso Límite por trabajo de piloto automático

Tiempo máximo de ejecución de un trabajo de
Autopilot

30 días

Guía de referencia de API para Autopilot de
Amazon SageMaker

Amazon SageMaker proporciona documentación de referencia de la API que describe todas las
operaciones REST y los tipos de datos utilizados por Autopilot y un nivel superiorSDK para Python de
Amazon SageMakerque puede utilizar para crear y administrar trabajos de AutoML. También proporciona
una interfaz de línea de comandos (CLI), unAWSSDK para Python (Boto) para clientes de servicios de
SageMaker y SDK para .NET, C++, Go, Java, JavaScript, PHP V3 y Ruby V3. Las siguientes secciones
describen estas interfaces de programación de Autopilot.

Temas
• Referencia de API de SageMaker (p. 175)
• SDK para Python de Amazon SageMaker (p. 176)
• AWSInterfaz de línea de comandos (CLI) (p. 176)
• AWSSDK para Python (Boto) (p. 176)
• AWS SDK para .NET (p. 177)
• AWS SDK for C++ (p. 177)
• SDK de AWS para Go (p. 177)
• AWS SDK para Java (p. 177)
• AWSSDK para JavaScript (p. 178)
• AWSSDK for PHP V3 (p. 178)
• AWSSDK for Ruby V3 (p. 178)

Referencia de API de SageMaker
Esta API proporciona API de servicio HTTP para crear y administrar recursos de Autopilot de Amazon
SageMaker.

Actions

• CreateAutoMLJob

• DescribeAutoMLJob

• ListAutoMLJobs

• ListCandidatesForAutoMLJob

• StopAutoMLJob

Tipos de datos

• AutoMLCandidate

• AutoMLCandidateStep

• AutoMLChannel
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• AutoMLContainerDefinition

• AutoMLDataSource

• AutoMLJobArtifacts

• AutoMLJobCompletionCriteria

• AutoMLJobConfig

• AutoMLJobObjective

• AutoMLJobSummary

• AutoMLOutputDataConfig

• AutoMLPartialFailureReason

• AutoMLS3DataSource

• AutoMLSecurityConfig

• CandidateArtifactLocations

• CandidateProperties

• ResolvedAttributes

Para obtener más información sobre toda la API REST de SageMaker REST, consulteReferencia de API y
SDK.

SDK para Python de Amazon SageMaker
Esta biblioteca de Python proporciona varias abstracciones de alto nivel para trabajar con SageMaker.
Puede utilizar las siguientes clases para administrar trabajos de AutoML.

• AutoML

• AutoMLInput

• AutoMLJob

• CandidateEstimator

• CandidateStep

Para obtener más información sobre cómo este SDK de Python simplifica la capacitación y la
implementación de modelos, consulteMediante laSDK para Python de Amazon SageMaker.

AWSInterfaz de línea de comandos (CLI)
LaAWS CLIproporciona las API para crear y administrar recursos de SageMaker. Estos son losAWS CLIen
Amazon SageMakerComandos de Autopilot.

• create-auto-ml-job

• describe-auto-ml-job

• list-auto-ml-jobs

• list-candidates-for-auto-ml-job

• stop-auto-ml-job

AWSSDK para Python (Boto)
Boto es Amazon Web Services (AWS) SDK de para Python. Permite a los desarrolladores de Python crear,
configurar y administrarAWScomo SageMaker. Boto proporciona un bajo nivel deClienteLa API que se
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asigna a la API de servicio de SageMaker subyacente. Esta es una lista de los métodos utilizados para
administrar trabajos AutoML con la clase Cliente.

• create_auto_ml_job()

• describe_auto_ml_job()

• list_auto_ml_jobs()

• list_candidates_for_auto_ml_job()

• stop_auto_ml_job()

AWS SDK para .NET
El SDK para .NET permite a los desarrolladores crear, configurar y administrarAWScomo SageMaker.
La API se asigna a la API de servicio de SageMaker. Esta es una lista de los métodos utilizados para
administrar trabajos AutoML con la clase Cliente.

• CreateAutoMLJob

• DescribeAutoMLJob

• ListAutoMLJobs

• ListCandidatesForAutoMLJob

• StopAutoMLJob

AWS SDK for C++
El SDK para C++ permite a los desarrolladores crear, configurar y administrarAWScomo SageMaker. La
API se asigna a la API de servicio de SageMaker. Para obtener información sobre los métodos utilizados
para administrar trabajos AutomL con la clase Client, consulte Aws::SageMaker::SageMakerClient
Class Reference.

SDK de AWS para Go
El SDK para Go permite a los desarrolladores crear, configurar y administrarAWScomo SageMaker. La API
se asigna a la API de servicio de SageMaker. Esta es una lista de los métodos utilizados para administrar
trabajos AutoML con la clase Cliente.

• CreateAutoMLJob

• DescribeAutoMLJob

• ListAutoMLJobs

• ListCandidatesForAutoMLJob

• StopAutoMLJob

AWS SDK para Java
El SDK para Java permite a los desarrolladores crear, configurar y administrarAWScomo SageMaker.
La API se asigna a la API de servicio de SageMaker. Esta es una lista de los métodos utilizados para
administrar trabajos AutoML con la clase Cliente.

• createAutoMLJob

• describeAutoMLJob

• listAutoMLJobs
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• listCandidatesForAutoMLJob

• stopAutoMLJob

AWSSDK para JavaScript
El SDK para JavaScript permite a los desarrolladores crear, configurar y administrarAWScomo SageMaker.
La API se asigna a la API de servicio de SageMaker. Esta es una lista de los métodos utilizados para
administrar trabajos AutoML con la clase Cliente.

• createAutoMLJob

• describeAutoMLJob

• listAutoMLJobs

• listCandidatesForAutoMLJob

• stopAutoMLJob

AWSSDK for PHP V3
El SDK para PHP V3 permite a los desarrolladores crear, configurar y administrarAWScomo SageMaker.
La API se asigna a la API de servicio de SageMaker. Esta es una lista de los métodos utilizados para
administrar trabajos AutoML con la clase Cliente.

• CreateAutoMLJob

• DescribeAutoMLJob

• ListAutoMLJobs

• ListCandidatesForAutoMLJob

• StopAutoMLJob

AWSSDK for Ruby V3
El SDK para Ruby V3 permite a los desarrolladores crear, configurar y administrarAWScomo SageMaker.
La API se asigna a la API de servicio de SageMaker. Esta es una lista de los métodos utilizados para
administrar trabajos AutoML con la clase Cliente.

• create_auto_ml_job()

• describe_auto_ml_job()

• list_auto_ml_jobs()

• list_candidates_for_auto_ml_job()

• stop_auto_ml_job()
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Datos de etiquetas
Para capacitar un modelo de aprendizaje automático, necesita un conjunto de datos voluminoso, de
gran calidad y etiquetado. Puede etiquetar sus datos mediante Amazon SageMaker Ground Truth. Elija
uno de la Verdad de la Tierratipos de tareas integradaso cree su propiaFlujo de trabajo de etiquetado
personalizado. Para mejorar la precisión de las etiquetas de datos y reducir el costo total del etiquetado
de los datos, use características de etiquetado de datos mejoradas de Ground Truth comoEtiquetado
automatizado de datosyConsolidación de comentarios.

Temas
• Utilice Amazon SageMaker Ground Truth para etiquetar datos. (p. 179)
• Creación y administración de personal (p. 494)
• Referencia de Crowd HTML Elements (p. 521)

Utilice Amazon SageMaker Ground Truth para
etiquetar datos.

Para capacitar un modelo de aprendizaje automático, necesita un conjunto de datos voluminoso, de
gran calidad y etiquetado. Ground Truth le ayuda a crear conjuntos de datos de capacitación de alta
calidad para sus modelos de aprendizaje automático. Con Ground Truth, puede utilizar empleados desde
Amazon Mechanical Turk, una empresa de un proveedor que elija o personal interno y privado junto con
aprendizaje automático para poder crear un conjunto de datos etiquetados. Puede utilizar la salida del
conjunto de datos etiquetados de Ground Truth para capacitar sus propios modelos. También puede
utilizar la salida como un conjunto de datos de capacitación para un modelo de Amazon SageMaker.

Dependiendo de la aplicación ML, puede elegir entre uno de los tipos de tareas integrados de Ground
Truth para que los trabajadores generen tipos específicos de etiquetas para los datos. También puede
crear un flujo de trabajo de etiquetado personalizado para proporcionar su propia interfaz de usuario y
herramientas a los trabajadores que etiquetan sus datos. Para obtener más información sobre los tipos de
tareas integradas Ground Truth, consulteTipos de tareas integrados (p. 359). Para obtener información
sobre cómo crear un flujo de trabajo de etiquetado personalizado, consulte Creación de flujos de trabajo de
etiquetado personalizados (p. 325).

Para automatizar el etiquetado de su conjunto de datos de formación, puede usaretiquetado automatizado
de datos, un proceso de Ground Truth que utiliza el aprendizaje automático para decidir qué datos deben
etiquetar los humanos. El etiquetado de datos automatizado puede reducir el tiempo de etiquetado y el
esfuerzo manual necesarios. Para obtener más información, consulte Automatización del etiquetado de
datos (p. 465). Para crear un flujo de trabajo de etiquetado personalizado, consulteCreación de flujos de
trabajo de etiquetado personalizados (p. 325).

Utilice herramientas integradas previamente o personalizadas para asignar las tareas de etiquetado a
su conjunto de datos de capacitación. AEtiquetado de la interfaz de usuarioGround Truth utiliza para
presentar tareas e instrucciones a sus empleados. La consola de SageMaker ofrece plantillas integradas
para etiquetar datos. Puede utilizar estas plantillas para comenzar o bien puede crear sus propias tareas e
instrucciones usando nuestros componentes HTML 2.0. Para obtener más información, consulte Creación
de flujos de trabajo de etiquetado personalizados (p. 325).
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Utilice el personal de su elección para etiquetar el conjunto de datos. Puede elegir su personal entre las
opciones siguientes:

• El personal de Amazon Mechanical Turk cuenta con más de 500 000 contratistas independientes en todo
el mundo.

• Un personal privado que cree a partir de sus empleados o contratistas para gestionar datos dentro de su
organización.

• Una empresa proveedora que puede encontrar en AWS Marketplace que se especializa en servicios de
etiquetado de datos.

Para obtener más información, consulte Creación y administración de personal (p. 494).

Puede almacenar sus conjuntos de datos en buckets de Amazon S3. Los cubos contienen tres cosas:
Los datos que van a etiquetar, un archivo de manifiesto de entrada que Ground Truth utiliza para leer los
archivos de datos y un archivo de manifiesto de salida. El archivo de salida contiene los resultados del
trabajo de etiquetado. Para obtener más información, consulte Usar datos de entrada y salida (p. 391).

Los eventos de sus trabajos de etiquetado aparecen en Amazon CloudWatch bajo el/aws/sagemaker/
LabelingJobsgrupo. CloudWatch utiliza el nombre del trabajo de etiquetado como nombre para el flujo
de registro.

¿Es la primera vez que usa la verdad de tierra?
Si es la primera vez que utiliza Ground Truth, le recomendamos que realice el siguiente procedimiento:

1. LecturaIntroducción (p. 180): esta sección presenta la configuración del primer trabajo de etiquetado
de Ground Truth.

2. Explore otros temasSegún sus necesidades, realice las siguientes tareas:
• Explore tipos de tareas integradas: utilice tipos de tareas integrados para optimizar el proceso de

creación de un trabajo de etiquetado. ConsulteTipos de tareas integrados (p. 359)Para obtener más
información sobre los tipos de tareas integradas de Ground Truth.

• Gestione su personal de etiquetado: cree nuevos equipos de trabajo y administre su plantilla
existente. Para obtener más información, consulte Creación y administración de personal (p. 494).

• Más información sobre los trabajos de etiquetado de streaming: cree un trabajo de etiquetado de
streaming y envíe nuevos objetos de dataset a los trabajadores en tiempo real mediante un trabajo de
etiquetado en ejecución perpetua. Los trabajadores reciben continuamente nuevos objetos de datos
para etiquetar siempre y cuando el trabajo de etiquetado esté activo y se le envíen nuevos objetos.
Para obtener más información, consulte Trabajos de etiquetado Ground Truth Streaming (p. 396).

3. Consulte las Reference: en esta sección se describen las operaciones para automatizar las
operaciones de Ground Truth.

Introducción
En este vídeo se muestra cómo configurar y utilizar Amazon SageMaker Ground Truth. (Longitud: 9:37)

Para empezar a utilizar Amazon SageMaker Ground Truth, siga las instrucciones en las secciones
siguientes. Las siguientes secciones explican cómo utilizar la consola para crear un trabajo de etiquetado,
asignar personal público o privado y enviar el trabajo de etiquetado al personal. También puede aprender a
monitorizar el progreso de un trabajo de etiquetado.

Si desea crear un flujo de trabajo de etiquetado personalizado, consulteCreación de flujos de trabajo de
etiquetado personalizados (p. 325)Para obtener instrucciones,

Antes de crear un trabajo de etiquetado, debe cargar su conjunto de datos en un bucket de Amazon S3.
Para obtener más información, consulte Usar datos de entrada y salida (p. 391).
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Temas
• Paso 1: Antes de empezar (p. 181)
• Paso 2: Creación de un trabajo de etiquetado (p. 181)
• Paso 3: Seleccionar trabajadores (p. 182)
• Paso 4: Configuración de la herramienta de cuadro delimitador (p. 184)
• Paso 5: Control de su Job de etiquetado (p. 185)

Paso 1: Antes de empezar
Antes de comenzar a utilizar la consola de SageMaker para crear un trabajo de etiquetado, debe configurar
el conjunto de datos para utilizarlo. Haga lo siguiente:

1. Guarde dos imágenes en direcciones URL HTTP disponibles públicamente. Las imágenes se utilizan
al crear instrucciones para completar una tarea de etiquetado. Las imágenes deben tener una relación
de aspecto de alrededor de 2:1. Para este ejercicio, el contenido de las imágenes no es importante.

2. Cree un bucket de Amazon S3 para almacenar los archivos de entrada y salida. El bucket debe estar
en la misma región en la que se ejecute Ground Truth. Anote el nombre del bucket, ya que lo usará
durante el paso 2.

Ground Truth requiere que todos los depósitos de S3 que contienen datos de imagen de entrada de
trabajo de etiquetado tengan una directiva CORS adjunta. Para obtener más información sobre este
cambio, consulteRequisito de permiso CORS (p. 476).

3. Asigne la siguiente política de permisos al usuario que está creando el trabajo de etiquetado:

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Sid": "sagemakergroundtruth",
            "Effect": "Allow",
            "Action": [
                "cognito-idp:CreateGroup",
                "cognito-idp:CreateUserPool",
                "cognito-idp:CreateUserPoolDomain",
                "cognito-idp:AdminCreateUser",
                "cognito-idp:CreateUserPoolClient",
                "cognito-idp:AdminAddUserToGroup",
                "cognito-idp:DescribeUserPoolClient",
                "cognito-idp:DescribeUserPool",
                "cognito-idp:UpdateUserPool"
            ],
            "Resource": "*"
        }
    ]
}

Next

Paso 2: Creación de un trabajo de etiquetado (p. 181)

Paso 2: Creación de un trabajo de etiquetado
En este paso, utilizará la consola para crear un trabajo de etiquetado. Indique a Amazon SageMaker
Ground Truth el bucket de Amazon S3 donde se almacena el archivo de manifiesto y configure los

181



Amazon SageMaker Developer Guide
Introducción

parámetros del trabajo. Para obtener más información acerca de cómo almacenar datos en un bucket de
Amazon S3, consulteUsar datos de entrada y salida (p. 391).

Para crear un trabajo de etiquetado

1. Abra la consola de SageMaker enhttps://console.aws.amazon.com/sagemaker/.
2. En el panel de navegación izquierdo, elija Labeling jobs (Trabajos de etiquetado).
3. Seleccione Create labeling job (Crear trabajo de etiquetado) para comenzar el proceso de creación de

trabajo.
4. En la sección Job overview (Información general de trabajo), proporcione la siguiente información:

• Nombre de trabajo: añado al trabajo de etiquetado un nombre que describa el trabajo. Este nombre
se muestra en su lista de trabajos. El nombre debe ser único en su cuenta en una región de AWS.

• Nombre de atributo de etiqueta— Deje esto sin marcar, ya que el valor predeterminado es la mejor
opción para este trabajo introductorio.

• Configuración de los datos de entrada— SELECTConfiguración automatizada de datos. Esta opción
le permite conectarse automáticamente a sus datos de entrada en S3.

• Ubicación de S3 para datasets de entradaEn el paso 1, introduzca la ubicación de S3 donde agregó
las imágenes.

• Ubicación de S3 para datasets de salida— La ubicación en la que se escriben los datos de salida en
S3.

• Tipo de datos— Utilice el menú desplegable para seleccionarImage (Imagen). Ground Truth utilizará
todas las imágenes encontradas en la ubicación de S3 para los datasets de entrada como entrada
para su trabajo de etiquetado.

• Rol de IAMCree o elija un rol de IAM con la política de IAM de SageMakerFullAccess asociada.
5. En el navegadorTipo de tarea, para la secciónCategoría de tarea, elijaImage (Imagen).
6. En el navegadorSelección de tareaselijaBounding Box.
7. Elija Next (Siguiente) para ir a la configuración del trabajo de etiquetado.

Next

Paso 3: Seleccionar trabajadores (p. 182)

Paso 3: Seleccionar trabajadores
En este paso elige el personal que se encargará de etiquetar el conjunto de datos. Se recomienda
crear una plantilla privada para probar Amazon SageMaker Ground Truth. Utilice direcciones de correo
electrónico para invitar a los miembros de su personal. Si crea un personal privado en este paso, no podrá
importar más adelante su grupo de usuarios de Amazon Cognito. Si desea crear una fuerza de trabajo
privada mediante una encuesta de usuario de Amazon Cognito, consulteAdministrar un personal privado
(Amazon Cognito) (p. 503)y utilice la fuerza de trabajo de Mechanical Turk en este tutorial.

Tip

Para obtener más información sobre las otras opciones del personal que puede utilizar con
Ground Truth, consulteCreación y administración de personal (p. 494).

Para crear personal privado:

1. En la sección Workers (Empleados), elija Private (Privado).
2. Si es la primera vez que utiliza personal privado, en el campo Email addresses (Direcciones de correo

electrónico), especifique hasta 100 direcciones de correo electrónico. Las direcciones tienen que ir
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separados por una coma. Tiene que incluir su propia dirección de correo electrónico para formar parte
del personal y poder ver las tareas de etiquetado de objetos de datos.

3. En el campo Organization name (Nombre de organización), escriba el nombre de su organización.
Esta información se utiliza para personalizar el correo electrónico enviado para invitar a una persona a
su personal privado.

4. En el campo Contact email (Correo electrónico de contacto), escriba una dirección de correo
electrónico que los miembros del personal puedan utilizar para informar de problemas con la tarea.

Si se agrega a la fuerza de trabajo privada, recibirá un correo electrónico similar al siguiente. Amazon,
Inc.se reemplaza por la organización introducida en el paso 3 del procedimiento anterior. Seleccione el
enlace del correo electrónico para iniciar sesión con la contraseña temporal proporcionada. Si se le solicita,
cambie la contraseña. Cuando inicie sesión correctamente, verá el portal de trabajo donde aparecen las
tareas de etiquetado.

Tip

Puede encontrar el enlace al portal de trabajadores de su fuerza de trabajo privada en elFuerzas
de trabajo de etiquetadodel área Ground Truth de la consola de SageMaker. Para ver el enlace,
seleccione la casillaPrivatePestaña. El enlace se encuentra bajo elDirección URL de inicio de
sesión del portal de etiquetadoEncabezado enResumen de mano de obra privada.

Si opta por utilizar el personal de Amazon Mechanical Turk para etiquetar el conjunto de datos, se le cobra
por las tareas de etiquetado completadas en el conjunto de datos.

Para utilizar la plantilla de Amazon Mechanical Turk:

1. En la sección Workers (Empleados), elija Public (Público).
2. EstablezcaPrecio por tarea.
3. Si procede, elijaEl conjunto de datos no incluye contenido para adultosPara confirmar que el conjunto

de datos de muestra no tiene contenido para adultos. Esta información permite a Amazon SageMaker
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Ground Truth advertir a los trabajadores externos de Mechanical Turk que podrían encontrar contenido
potencialmente ofensivo en su conjunto de datos.

4. Seleccione la casilla de verificación situada junto a la siguiente instrucción para confirmar que el
conjunto de datos de ejemplo no contiene ningún tipo de información de identificación personal (PII).
Este es un requisito para usar Mechanical Turk con Ground Truth. Si los datos de entrada contienen
PII, utilice el personal privado para este tutorial.

Usted entiende y acepta que la plantilla de Amazon Mechanical Turk está integrada por contratistas
independientes ubicados en todo el mundo y que no debe compartir información confidencial,
información personal o información sanitaria protegida con este personal.

Next

Paso 4: Configuración de la herramienta de cuadro delimitador (p. 184)

Paso 4: Configuración de la herramienta de cuadro delimitador
Por último configure la herramienta de cuadro delimitador para dar instrucciones a sus empleados. Puede
configurar un título de tarea que describe la tarea y proporciona instrucciones de alto nivel para los
empleados. Puede proporcionar instrucciones rápidas e instrucciones completas. Las instrucciones rápidas
se muestran junto a la imagen que va etiquetar. Las instrucciones completas contienen instrucciones
detalladas para completar la tarea. En este ejemplo, solo se proporcionan instrucciones rápidas. Puede
ver un ejemplo de instrucciones completas eligiendo Full instructions (Instrucciones completas) en la parte
inferior de la sección.

Para configurar la herramienta de cuadro delimitador

1. En el campo Task description (Descripción de la tarea), escriba instrucciones breves para la tarea. Por
ejemplo:

Draw a box around any objects in the image.

Reemplace objetos por el nombre de un objeto que aparece en sus imágenes.
2. En el campo Labels (Etiquetas), escriba un nombre de categoría para los objetos en torno a los

cuales el empleado debe dibujar un cuadro delimitador. Por ejemplo, si le pide al empleado que dibuje
cuadros en torno a jugadores de fútbol americano, puede utilizar «Jugadores de fútbol americano» en
este campo.

3. La sección Short instructions (Instrucciones breves) le permite crear instrucciones que se muestran en
pantalla junto a la imagen que sus empleados están etiquetando. Le recomendamos que incluya un
ejemplo de cuadro delimitador bien dibujado y otro ejemplo de cuadro delimitador mal dibujado. Para
crear sus propias instrucciones, siga los pasos siguientes:

a. Seleccione el texto entre GOOD EXAMPLE (BUEN EJEMPLO) y el marcador de posición de la
imagen. Sustitúyalo por el texto siguiente:

Draw the box around the object with a small border.

b. Seleccione el primer marcador de posición de la imagen y elimínelo.
c. Elija el botón de imagen y luego introduzca la URL HTTPS de una de las imágenes que ha creado

en el paso 1. También es posible incrustar imágenes directamente en la sección de instrucciones
cortas, sin embargo, esta sección tiene una cuota de 100 kilobytes (incluyendo texto). Si las
imágenes y el texto superan los 100 kilobytes, recibe un error.

d. Seleccione el texto entre BAD EXAMPLE (MAL EJEMPLO) y el marcador de posición de la
imagen. Sustitúyalo por el texto siguiente:

Don't make the bounding box too large or cut into the object.
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e. Seleccione el otro marcador de posición de la imagen y elimínelo.
f. Elija el botón de imagen y luego introduzca la URL HTTPS de la otra imagen que ha creado en el

paso 1.
4. SelectVista previapara obtener una vista previa de la interfaz de usuario La vista previa se abre en una

nueva pestaña, por lo que si el navegador bloquea las ventanas emergentes, es posible que tenga
que habilitar manualmente la pestaña para que se abra. Cuando agregue una o más anotaciones a la
vista previa y, a continuación, seleccioneEnviarpuede ver una vista previa de los datos de salida que
crearía su anotación.

5. Después de configurar y verificar las instrucciones, seleccioneCrearpara crear el trabajo de etiquetado.

Si ha utilizado una fuerza de trabajo privada, puede navegar al portal de trabajo en el que ha iniciado
sesión enPaso 3: Seleccionar trabajadores (p. 182)de este tutorial para ver sus tareas de etiquetado. Es
posible que las tareas tarde varios minutos en aparecer.

Next

Paso 5: Control de su Job de etiquetado (p. 185)

Paso 5: Control de su Job de etiquetado
Después de crear el trabajo de etiquetado, verá una lista de todos los trabajos que ha creado. Puede
utilizar dicha lista para monitorizar el estado de sus trabajos de etiquetado. La lista tiene los siguientes
campos:

• Nombre— El nombre que asignó al trabajo al crearlo.
• Estado— El estado de finalización del trabajo. El estado puede ser uno de los siguientes: Complete

(Completo), Failed (Error), In progress (En curso) o Stopped (Detenido).
• Objetos etiquetados/total: muestra el número total de objetos en el trabajo de etiquetado y cuántos de

ellos se han etiquetado.
• Creation timeLa fecha y hora en que se creó el trabajo.

También puede clonar, encadenar o detener un trabajo. Seleccione un trabajo y, a continuación,
seleccione una de las siguientes opciones en el menú Actions (Acciones):

• Clone: crea un nuevo trabajo de etiquetado con la configuración copiada del trabajo seleccionado.
Puede clonar un trabajo cuando desee realizar un cambio en el trabajo y volverlo a ejecutar. Por
ejemplo, puede clonar un trabajo que se ha enviado a personal privado, de modo que pueda enviarlo al
personal de Amazon Mechanical Turk. También puede clonar un trabajo para volverlo a ejecutar con un
nuevo conjunto de datos almacenado en la misma ubicación que el trabajo original.

• Chain: crea un nuevo trabajo de etiquetado que puede basarse en los datos y modelos (si los hay) de
un trabajo detenido, fallido o completado. Para obtener más información sobre los casos de uso y cómo
utilizarlos, consulte Encadenamiento de trabajos de etiquetado (p. 472).

• detieneDetiene un trabajo en ejecución. No se puede reiniciar un trabajo detenido. Puede clonar un
trabajo para comenzar de nuevo o encadenar el trabajo para continuar desde donde lo dejó. Las
etiquetas de los objetos que ya están etiquetados se escriben en la ubicación del archivo de salida. Para
obtener más información, consulte Datos de salida (p. 438).

Imágenes de etiquetas
Utilice Ground Truth para etiquetar imágenes. Seleccione uno de los siguientes tipos de tareas integradas
para obtener más información sobre ese tipo de tarea. Cada página incluye instrucciones que le ayudarán
a crear un trabajo de etiquetado con ese tipo de tarea.
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Tip

Para obtener más información sobre los tipos de archivo compatibles y las cuotas de datos de
entrada, consulteDatos de entrada (p. 392).

Temas
• Bounding Box (p. 186)
• Segmentación semántica de imágenes (p. 191)
• Herramienta de segmentación automática (p. 194)
• Clasificación de imágenes (etiqueta única) (p. 198)
• Clasificación de imágenes (etiquetas múltiples) (p. 200)
• Verificación de etiquetas de imagen (p. 204)

Bounding Box
Es frecuente que las imágenes que se utilizan para entrenar un modelo de aprendizaje automático
contengan varios objetos. Para clasificar y localizar uno o varios objetos dentro de las imágenes, utilice el
tipo de tarea de etiquetado de cuadro delimitador de Amazon SageMaker Ground Truth. En este contexto,
la localización es la ubicación en píxeles del cuadro delimitador.

Puede crear un trabajo de etiquetado de cuadro delimitador mediante la sección Ground Truth de la
consola de Amazon SageMaker o la CreateLabelingJob.

Important

Para este tipo de tarea, si crea su propio archivo de manifiesto, utilice"source-ref"Para
identificar la ubicación de cada archivo de imagen en Amazon S3 que desee etiquetar. Para
obtener más información, consulte Datos de entrada (p. 392).

Crear un trabajo de etiquetado de cuadro delimitador (consola)

Puede seguir las instruccionesCreación de un trabajo de etiquetado (consola) (p. 362)Para obtener
información sobre cómo crear un trabajo de etiquetado de cuadro delimitador en la consola de SageMaker.
En el paso 10, elija Image (Imagen) en el menú desplegable Task category (Categoría de tarea) y elija
Bounding box (Cuadro delimitador) como tipo de tarea.

Ground Truth proporciona una interfaz de usuario de empleado similar a la siguiente para las tareas de
etiquetado. Al crear el trabajo de etiquetado con la consola, se especifican instrucciones para ayudar a los
empleados a completar el trabajo y hasta 50 etiquetas que los empleados pueden elegir.
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Crear un trabajo de etiquetado de cuadro delimitador (API)
Para crear un trabajo de etiquetado de cuadro delimitador, utilice la operación de la API de
SageMakerCreateLabelingJob. Esta API define esta operación para todos los SDK de AWS. Para ver
una lista de SDK específicos de lenguajes admitidos para esta operación, revise la sección Ver también de
CreateLabelingJob.

Siga las instrucciones de Creación de un trabajo de etiquetado (API) (p. 366) y haga lo siguiente mientras
configura su solicitud:

• Las funciones previas Lambda los comentarios para este tipo de tarea terminan conPRE-
BoundingBox. Para encontrar el ARN de de de de Lambda de de anotación previa para su región,
consultePreHumanTaskLambdaArn.

• Las funciones Lambda de consolidación de anotaciones para este tipo de tarea terminan con.ACS-
BoundingBox. Para encontrar el ARN de consolidación Lambda otaciones para su región,
consulteAnnotationConsolidationLambdaArn.

A continuación se muestra un ejemplo deAWSSolicitud de Python SDK (Boto3)Para crear un trabajo de
etiquetado en la región EE.UU. Este (Norte de Virginia). Todos los parámetros en rojo deben reemplazarse
con sus especificaciones y recursos.

response = client.create_labeling_job(
    LabelingJobName='example-bounding-box-labeling-job,
    LabelAttributeName='label',
    InputConfig={
        'DataSource': {
            'S3DataSource': {
                'ManifestS3Uri': 's3://bucket/path/manifest-with-input-data.json'
            }
        },
        'DataAttributes': {
            'ContentClassifiers': [
                'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent',
            ]
        }
    },
    OutputConfig={
        'S3OutputPath': 's3://bucket/path/file-to-store-output-data',
        'KmsKeyId': 'string'
    },
    RoleArn='arn:aws:iam::*:role/*,
    LabelCategoryConfigS3Uri='s3://bucket/path/label-categories.json',
    StoppingConditions={
        'MaxHumanLabeledObjectCount': 123,
        'MaxPercentageOfInputDatasetLabeled': 123
    },
    HumanTaskConfig={
        'WorkteamArn': 'arn:aws:sagemaker:region:*:workteam/private-crowd/*',
        'UiConfig': {
            'UiTemplateS3Uri': 's3://bucket/path/worker-task-template.html'
        },
        'PreHumanTaskLambdaArn': 'arn:aws:lambda:us-east-1:432418664414:function:PRE-
BoundingBox',
        'TaskKeywords': [
            'Bounding Box',
        ],
        'TaskTitle': 'Bounding Box task',
        'TaskDescription': 'Draw bounding boxes around objects in an image',
        'NumberOfHumanWorkersPerDataObject': 123,
        'TaskTimeLimitInSeconds': 123,
        'TaskAvailabilityLifetimeInSeconds': 123,
        'MaxConcurrentTaskCount': 123,
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        'AnnotationConsolidationConfig': {
            'AnnotationConsolidationLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:ACS-BoundingBox'
        },
    Tags=[
        {
            'Key': 'string',
            'Value': 'string'
        },
    ]
)

Proporcionar una plantilla para los trabajos de etiquetado de cuadro delimitador

Si crea un trabajo de etiquetado con la API, debe proporcionar una plantilla de tarea del empleado
en UiTemplateS3Uri. Copie y modifique la siguiente plantilla. Modifique únicamente short-
instructions, full-instructions y header. Cargue esta plantilla a S3 y proporcione el URI de S3
para este archivo en UiTemplateS3Uri.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form>
  <crowd-bounding-box
    name="boundingBox"
    src="{{ task.input.taskObject | grant_read_access }}"
    header="please draw box"
    labels="{{ task.input.labels | to_json | escape }}"
  >

    <full-instructions header="Bounding box instructions">
      <ol><li><strong>Inspect</strong> the image</li><li><strong>Determine</strong> 
      if the specified label is/are visible in the picture.</li>
      <li><strong>Outline</strong> each instance of the specified label in the image using
 the provided “Box” tool.</li></ol>
      <ul><li>Boxes should fit tight around each object</li>
      <li>Do not include parts of the object are overlapping or that cannot be seen, even
 though you think you can interpolate the whole shape.</li>
      <li>Avoid including shadows.</li>
      <li>If the target is off screen, draw the box up to the edge of the image.</li>    
    </full-instructions>
  
    <short-instructions>
      <h3><span style="color: rgb(0, 138, 0);">Good example</span></h3>
      <p>Enter description of a correct bounding box label and add images</p>
      <h3><span style="color: rgb(230, 0, 0);">Bad example</span></h3>
      <p>Enter description of an incorrect bounding box label and add images</p>
    </short-instructions>
  
  </crowd-bounding-box>
</crowd-form>

Datos de salida de cuadro delimitador
Una vez haya creado un trabajo de etiquetado de cuadros delimitadores, los datos de salida se ubicarán
en el bucket de Amazon S3 especificado en la secciónS3OutputPathcuando se utiliza la API o en el
parámetroUbicación del dataset de salidadel campoInformación general del JobEn la consola de.

Por ejemplo, el archivo de manifiesto de salida de una tarea de cuadro delimitador de clase única
completada correctamente contendrá lo siguiente:

[
  {
    "boundingBox": {
      "boundingBoxes": [

189

https://docs.aws.amazon.com/sagemaker/latest/dg/sms-creating-instruction-pages.html#sms-creating-quick-instructions
https://docs.aws.amazon.com/sagemaker/latest/dg/sms-creating-instruction-pages.html#sms-creating-quick-instructions
https://docs.aws.amazon.com/sagemaker/latest/dg/sms-creating-instruction-pages.html#sms-creating-full-instructions


Amazon SageMaker Developer Guide
Imágenes de etiquetas

        {
          "height": 2832,
          "label": "bird",
          "left": 681,
          "top": 599,
          "width": 1364
        }
      ],
      "inputImageProperties": {
        "height": 3726,
        "width": 2662
      }
    }
  }
]

El parámetro boundingBoxes identifica la ubicación del cuadro delimitador dibujado alrededor de un
objeto identificado como un "ave" con respecto a la esquina superior izquierda de la imagen, que se
considera la coordenada de píxeles (0,0). En el ejemplo anterior, left y top identifican la ubicación del
píxel situado en la esquina superior izquierda del cuadro delimitador con respecto a la esquina superior
izquierda de la imagen. Las dimensiones del cuadro delimitador se identifican con height y width. El
parámetro inputImageProperties proporciona las dimensiones en píxeles de la imagen de entrada
original.

Cuando se utiliza el tipo de tarea de cuadro delimitador, se pueden crear trabajos de etiquetado de cuadro
delimitador de una o varias clases. El archivo de manifiesto de salida de un cuadro delimitador multiclase
completado correctamente contendrá lo siguiente:

[
  {
    "boundingBox": {
      "boundingBoxes": [
        {
          "height": 938,
          "label": "squirrel",
          "left": 316,
          "top": 218,
          "width": 785
        },
        {
          "height": 825,
          "label": "rabbit",
          "left": 1930,
          "top": 2265,
          "width": 540
        },
        {
          "height": 1174,
          "label": "bird",
          "left": 748,
          "top": 2113,
          "width": 927
        },
        {
          "height": 893,
          "label": "bird",
          "left": 1333,
          "top": 847,
          "width": 736
        }
      ],
      "inputImageProperties": {
        "height": 3726,
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        "width": 2662
      }
    }
  }
]

Para obtener más información sobre el archivo de manifiesto de salida resultante de un trabajo de
etiquetado de cuadro delimitador, consulte Salida de un trabajo de cuadro delimitador (p. 444).

Para obtener más información sobre el archivo de manifiesto de salida generado por Ground Truth y la
estructura de archivos que utiliza Ground Truth para almacenar los datos de salida, consulteDatos de
salida (p. 438).

Segmentación semántica de imágenes
Para identificar el contenido de una imagen a nivel de píxel, utilice una tarea de etiquetado de
segmentación semántica de Amazon SageMaker Ground Truth. Cuando se asigna un trabajo de
etiquetado de segmentación semántica, los trabajadores clasifican los píxeles de la imagen en un
conjunto de etiquetas o clases predefinidas. Ground Truth admite trabajos de etiquetado de segmentación
semántica de clase única y multiclase.

Las imágenes que contienen un gran número de objetos que deben segmentarse requieren más tiempo.
Para ayudar a los empleados (de personal privado o de un proveedor) a etiquetar estos objetos en menos
tiempo y con mayor precisión, Ground Truth proporciona una herramienta de segmentación automática
asistida por IA. Para obtener información, consulte Herramienta de segmentación automática (p. 194).

Puede crear un trabajo de etiquetado de segmentación semántica desde la sección Ground Truth de la
consola de Amazon SageMaker o la CreateLabelingJob.

Important

Para este tipo de tarea, si crea su propio archivo de manifiesto, utilice"source-ref"Para
identificar la ubicación de cada archivo de imagen en Amazon S3 que desee etiquetar. Para
obtener más información, consulte Datos de entrada (p. 392).

Crear un trabajo de etiquetado de segmentación semántica (consola)

Puede seguir las instruccionesCreación de un trabajo de etiquetado (consola) (p. 362)Para obtener
información acerca de cómo crear un trabajo de etiquetado de segmentación semántica en la consola de
SageMaker. En el paso 10, elija Image (Imagen) en el menú desplegable Task category (Categoría de
tarea) y, luego, Semantic segmentation (Segmentación semántica) como tipo de tarea.

Ground Truth proporciona una interfaz de usuario de empleado similar a la siguiente para las tareas de
etiquetado. Al crear el trabajo de etiquetado con la consola, se especifican instrucciones para ayudar a los
empleados a completar el trabajo y las etiquetas que los empleados pueden elegir.
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Crear un trabajo de etiquetado de segmentación semántica (API)
Para crear un trabajo de etiquetado de segmentación semántica, utilice la operación de la API de
SageMakerCreateLabelingJob. Esta API define esta operación para todos los SDK de AWS. Para ver
una lista de SDK específicos de lenguajes admitidos para esta operación, revise la sección Ver también de
CreateLabelingJob.

Siga las instrucciones de Creación de un trabajo de etiquetado (API) (p. 366) y haga lo siguiente mientras
configura su solicitud:

• Las funciones Lambda de comentario previo para este tipo de tarea terminan conPRE-
SemanticSegmentation. Para encontrar el ARN de de de de Lambda de de anotación previa para su
región, consultePreHumanTaskLambdaArn.

• Las funciones Lambda de consolidación de anotaciones para este tipo de tarea terminan con.ACS-
SemanticSegmentation. Para encontrar el ARN de consolidación Lambda otaciones para su región,
consulteAnnotationConsolidationLambdaArn.

A continuación se muestra un ejemplo deAWSSolicitud de Python SDK (Boto3)Para crear un trabajo de
etiquetado en la región EE.UU. Este (Norte de Virginia). Todos los parámetros en rojo deben reemplazarse
con sus especificaciones y recursos.

response = client.create_labeling_job(
    LabelingJobName='example-semantic-segmentation-labeling-job,
    LabelAttributeName='label',
    InputConfig={
        'DataSource': {
            'S3DataSource': {
                'ManifestS3Uri': 's3://bucket/path/manifest-with-input-data.json'
            }
        },
        'DataAttributes': {
            'ContentClassifiers': [
                'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent',
            ]
        }
    },
    OutputConfig={
        'S3OutputPath': 's3://bucket/path/file-to-store-output-data',
        'KmsKeyId': 'string'
    },
    RoleArn='arn:aws:iam::*:role/*,
    LabelCategoryConfigS3Uri='s3://bucket/path/label-categories.json',
    StoppingConditions={
        'MaxHumanLabeledObjectCount': 123,
        'MaxPercentageOfInputDatasetLabeled': 123
    },
    HumanTaskConfig={
        'WorkteamArn': 'arn:aws:sagemaker:region:*:workteam/private-crowd/*',
        'UiConfig': {
            'UiTemplateS3Uri': 's3://bucket/path/worker-task-template.html'
        },
        'PreHumanTaskLambdaArn': 'arn:aws:lambda:us-east-1:432418664414:function:PRE-
SemanticSegmentation,
        'TaskKeywords': [
            'Semantic Segmentation',
        ],
        'TaskTitle': 'Semantic segmentation task',
        'TaskDescription': 'For each category provided, segment out each relevant object
 using the color associated with that category',
        'NumberOfHumanWorkersPerDataObject': 123,
        'TaskTimeLimitInSeconds': 123,
        'TaskAvailabilityLifetimeInSeconds': 123,
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        'MaxConcurrentTaskCount': 123,
        'AnnotationConsolidationConfig': {
            'AnnotationConsolidationLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:ACS-SemanticSegmentation'
        },
    Tags=[
        {
            'Key': 'string',
            'Value': 'string'
        },
    ]
)

Proporcionar una plantilla para trabajos de etiquetado de segmentación semántica

Si crea un trabajo de etiquetado con la API, debe proporcionar una plantilla de tarea del empleado
en UiTemplateS3Uri. Copie y modifique la siguiente plantilla. Modifique únicamente short-
instructions, full-instructions y header.

Cargue esta plantilla a S3 y proporcione el URI de S3 para este archivo en UiTemplateS3Uri.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form>
  <crowd-semantic-segmentation
    name="crowd-semantic-segmentation"
    src="{{ task.input.taskObject | grant_read_access }}"
    header="Please segment out all pedestrians."
    labels="{{ task.input.labels | to_json | escape }}"
  >
    <full-instructions header="Segmentation instructions">
      <ol><li><strong>Read</strong> the task carefully and inspect the image.</li>
      <li><strong>Read</strong> the options and review the examples provided to understand
 more about the labels.</li>
      <li><strong>Choose</strong> the appropriate label that best suits an object and paint
 that object using the tools provided.</li></ol>
    </full-instructions>
    <short-instructions>
      <h2><span style="color: rgb(0, 138, 0);">Good example</span></h2>
      <p>Enter description to explain a correctly done segmentation</p>
      <p><br></p><h2><span style="color: rgb(230, 0, 0);">Bad example</span></h2>
      <p>Enter description of an incorrectly done segmentation</p>
    </short-instructions>
  </crowd-semantic-segmentation>
</crowd-form>

Datos de salida de segmentación semántica
Una vez haya creado un trabajo de etiquetado de segmentación semántica, los datos de salida se ubicarán
en el bucket de Amazon S3 especificado en la secciónS3OutputPathcuando se utiliza la API o en el
parámetroUbicación del dataset de salidadelInformación general del Jobde la consola.

Para obtener más información sobre el archivo de manifiesto de salida generado por Ground Truth y la
estructura de archivos que utiliza Ground Truth para almacenar los datos de salida, consulteDatos de
salida (p. 438).

Para ver un ejemplo de un archivo de manifiesto de salida para un trabajo de etiquetado de segmentación
semántica, consulte Salida de segmentación semántica de nube de puntos 3D (p. 455).

Herramienta de segmentación automática
La segmentación de imágenes es el proceso de dividir una imagen en varios segmentos o conjuntos
de píxeles etiquetados. En Amazon SageMaker Ground Truth, el proceso de identificación de todos
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los píxeles que caen bajo una etiqueta determinada implica aplicar un relleno de color, o «máscara»,
sobre esos píxeles. Algunas tareas de trabajo de etiquetado contienen imágenes con un gran número
de objetos que deben segmentarse. Para ayudar a los empleados a etiquetar estos objetos en menos
tiempo y con mayor precisión, Ground Truth proporciona una herramienta de segmentación automática
para tareas de segmentación asignadas a personal privado y del proveedor. Esta herramienta utiliza un
modelo de aprendizaje automático para segmentar automáticamente objetos individuales en la imagen
con una intervención mínima del trabajador. Los trabajadores pueden refinar la máscara generada por la
herramienta de segmentación automática utilizando otras herramientas que se encuentran en la consola
del trabajador. Esto ayuda a los trabajadores a completar las tareas de segmentación de imágenes con
mayor rapidez y precisión, lo que permite un menor costo y una mayor calidad de etiquetas.

Note

La herramienta de segmentación automática está disponible para las tareas de segmentación que
se envían a personal privado o a personal del proveedor. No está disponible para tareas enviadas
al personal público (Amazon Mechanical Turk).

Vista previa de la herramienta

Cuando a los trabajadores se les asigna un trabajo de etiquetado que proporciona la herramienta de
segmentación automática, se les ofrecen instrucciones detalladas sobre cómo utilizar la herramienta. Por
ejemplo, un trabajador podría ver lo siguiente en la consola del trabajador:
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Los trabajadores pueden utilizar View full instructions (Ver instrucciones completas) para aprender a utilizar
la herramienta. Los trabajadores tendrán que colocar un punto en cuatro puntos extremos (puntos más
arriba, más abajo, más a la izquierda y más a la derecha) del objeto de interés, y la herramienta generará
automáticamente una máscara para el objeto. Los trabajadores pueden refinar aún más la máscara
utilizando las otras herramientas que se facilitan, o mediante la herramienta de segmentación automática
en las porciones más pequeñas del objeto que se perdieron.

Disponibilidad de herramientas
La herramienta de segmentación automática aparece automáticamente en las consolas de los
trabajadores si crea un trabajo de etiquetado de segmentación semántica mediante la consola de
Amazon SageMaker. Al crear un trabajo de segmentación semántica en la consola de SageMaker,
podrá obtener una vista previa de la herramienta mientras crea instrucciones para los trabajadores. Para
aprender a crear un trabajo de etiquetado de segmentación semántica en la consola de SageMaker,
consulteIntroducción (p. 180).

Si va a crear un trabajo de etiquetado de segmentación de instancias personalizado en la consola de
SageMaker o un trabajo de etiquetado de segmentación de instancias o semánticas mediante la API
Ground Truth, debe crear una plantilla de tareas personalizada para diseñar la consola de trabajo y
las instrucciones. Para incluir la herramienta de segmentación automática en la consola del trabajador,
asegúrese de que se cumplen las siguientes condiciones en la plantilla de tareas personalizada:

• Para los trabajos de etiquetado de segmentación semántica creados con la API, la <crowd-semantic-
segmentation> está presente en la plantilla de tareas. Para trabajos de etiquetado de segmentación
de instancias personalizadas, la etiqueta <crowd-instance-segmentation> está presente en la
plantilla de tareas.

• La tarea se asigna a personal privado o a personal del proveedor.
• Las imágenes que se etiquetarán son objetos de Amazon Simple Storage Service de Amazon

S3) que se han prefirmado para el trabajador para que pueda acceder a ellas. Esto es cierto si la
plantilla de tarea incluye el filtro grant_read_access. Para obtener más información sobre el filtro
grant_read_access, consulte Adición de automatización con Liquid (p. 329).

A continuación se muestra un ejemplo de una plantilla de tarea personalizada para un trabajo de
etiquetado de segmentación de instancias personalizadas, que incluye la etiqueta <crowd-instance-
segmentation/> y el filtro grant_read_access Líquido.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form>
  <crowd-instance-segmentation
    name="crowd-instance-segmentation"
    src="{{ task.input.taskObject | grant_read_access }}"
    labels="['Car','Road']"
   <full-instructions header="Segmentation instructions">
      Segment each instance of each class of objects in the image. 
    </full-instructions>

    <short-instructions>
      <p>Segment each instance of each class of objects in the image.</p>

      <h3 style="color: green">GOOD EXAMPLES</h3>
      <img src="path/to/image.jpg" style="width: 100%">
      <p>Good because A, B, C.</p>

      <h3 style="color: red">BAD EXAMPLES</h3>
      <img src="path/to/image.jpg" style="width: 100%">
      <p>Bad because X, Y, Z.</p>
    </short-instructions>
  </crowd-instance-segmentation>
</crowd-form>
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Clasificación de imágenes (etiqueta única)
Utilice una tarea de etiquetado de clasificación de imágenes de Amazon SageMaker Ground Truth cuando
necesite que los trabajadores clasifiquen las imágenes mediante etiquetas predefinidas que especifique. A
los trabajadores se les muestran imágenes y se les pide que elijan una etiqueta para cada imagen.

Puede crear un trabajo de etiquetado de clasificación de imágenes desde la sección Ground Truth de la
consola de Amazon SageMaker o la CreateLabelingJob.

Important

Para este tipo de tarea, si crea su propio archivo de manifiesto, utilice"source-ref"Para
identificar la ubicación de cada archivo de imagen en Amazon S3 que desee etiquetar. Para
obtener más información, consulte Datos de entrada (p. 392).

Crear un trabajo de etiquetado de clasificación de imágenes (consola)

Puede seguir las instruccionesCreación de un trabajo de etiquetado (consola) (p. 362)Para obtener
información sobre cómo crear un trabajo de etiquetado de clasificación de imágenes en la consola de
SageMaker. En el paso 10, elija Image (Imagen) en el menú desplegable Task category (Categoría de
tarea) y elija Image Classification (Single Label) [Clasificación de imágenes (etiqueta única)] como tipo de
tarea.

Ground Truth proporciona una interfaz de usuario de empleado similar a la siguiente para las tareas de
etiquetado. Al crear el trabajo de etiquetado con la consola, se especifican instrucciones para ayudar a los
empleados a completar el trabajo y las etiquetas que los empleados pueden elegir.
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Crear un trabajo de etiquetado de clasificación de imágenes (API)
Para crear un trabajo de etiquetado de clasificación de imágenes, utilice la operación de la API de
SageMakerCreateLabelingJob. Esta API define esta operación para todos los SDK de AWS. Para ver
una lista de SDK específicos de lenguajes admitidos para esta operación, revise la sección Ver también de
CreateLabelingJob.

Siga las instrucciones de Creación de un trabajo de etiquetado (API) (p. 366) y haga lo siguiente mientras
configura su solicitud:

• Las funciones previas Lambda los comentarios para este tipo de tarea terminan conPRE-
ImageMultiClass. Para encontrar el ARN de de de de Lambda de de anotación previa para su región,
consultePreHumanTaskLambdaArn.

• Las funciones Lambda de consolidación de anotaciones para este tipo de tarea terminan con.ACS-
ImageMultiClass. Para encontrar el ARN de consolidación Lambda otaciones para su región,
consulteAnnotationConsolidationLambdaArn.

A continuación se muestra un ejemplo deAWSSolicitud de SDK (Boto3) de PythonPara crear un trabajo de
etiquetado en la región EE.UU. Este (Norte de Virginia). Todos los parámetros en rojo deben reemplazarse
con sus especificaciones y recursos.

response = client.create_labeling_job(
    LabelingJobName='example-image-classification-labeling-job,
    LabelAttributeName='label',
    InputConfig={
        'DataSource': {
            'S3DataSource': {
                'ManifestS3Uri': 's3://bucket/path/manifest-with-input-data.json'
            }
        },
        'DataAttributes': {
            'ContentClassifiers': [
                'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent',
            ]
        }
    },
    OutputConfig={
        'S3OutputPath': 's3://bucket/path/file-to-store-output-data',
        'KmsKeyId': 'string'
    },
    RoleArn='arn:aws:iam::*:role/*,
    LabelCategoryConfigS3Uri='s3://bucket/path/label-categories.json',
    StoppingConditions={
        'MaxHumanLabeledObjectCount': 123,
        'MaxPercentageOfInputDatasetLabeled': 123
    },
    HumanTaskConfig={
        'WorkteamArn': 'arn:aws:sagemaker:region:*:workteam/private-crowd/*',
        'UiConfig': {
            'UiTemplateS3Uri': 's3://bucket/path/worker-task-template.html'
        },
        'PreHumanTaskLambdaArn': 'arn:aws:lambda:us-east-1:432418664414:function:PRE-
ImageMultiClass,
        'TaskKeywords': [
            Image classification',
        ],
        'TaskTitle': Image classification task',
        'TaskDescription': 'Carefully inspect the image and classify it by selecting one
 label from the categories provided.',
        'NumberOfHumanWorkersPerDataObject': 123,
        'TaskTimeLimitInSeconds': 123,
        'TaskAvailabilityLifetimeInSeconds': 123,
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        'MaxConcurrentTaskCount': 123,
        'AnnotationConsolidationConfig': {
            'AnnotationConsolidationLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:ACS-ImageMultiClass'
        },
    Tags=[
        {
            'Key': 'string',
            'Value': 'string'
        },
    ]
)

Proporcionar una plantilla para los trabajos de etiquetado de clasificación de imágenes

Si crea un trabajo de etiquetado con la API, debe proporcionar una plantilla de tarea del empleado
en UiTemplateS3Uri. Copie y modifique la siguiente plantilla. Modifique únicamente short-
instructions, full-instructions y header.

Cargue esta plantilla a S3 y proporcione el URI de S3 para este archivo en UiTemplateS3Uri.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form>
  <crowd-image-classifier
    name="crowd-image-classifier"
    src="{{ task.input.taskObject | grant_read_access }}"
    header="please classify"
    categories="{{ task.input.labels | to_json | escape }}"
  >
    <full-instructions header="Image classification instructions">
      <ol><li><strong>Read</strong> the task carefully and inspect the image.</li>
      <li><strong>Read</strong> the options and review the examples provided to understand
 more about the labels.</li>
      <li><strong>Choose</strong> the appropriate label that best suits the image.</li></
ol>
    </full-instructions>
    <short-instructions>
      <h3><span style="color: rgb(0, 138, 0);">Good example</span></h3>
      <p>Enter description to explain the correct label to the workers</p>
      <h3><span style="color: rgb(230, 0, 0);">Bad example</span></h3><p>Enter description
 of an incorrect label</p>
    </short-instructions>
  </crowd-image-classifier>
</crowd-form>

Datos de salida de clasificación de imágenes
Una vez haya creado un trabajo de etiquetado de clasificación de imágenes, los datos de salida se
ubicarán en el bucket de Amazon S3 especificado en la secciónS3OutputPathcuando se utiliza la API o
en el parámetroUbicación del dataset de salidadel campoInformación general del Jobde la consola.

Para obtener más información sobre el archivo de manifiesto de salida generado por Ground Truth y la
estructura de archivos que utiliza Ground Truth para almacenar los datos de salida, consulteDatos de
salida (p. 438).

Para ver un ejemplo de un archivo de manifiesto de salida de un trabajo de etiquetado de clasificación de
imágenes, consulte Salidas del trabajo de clasificación (p. 442).

Clasificación de imágenes (etiquetas múltiples)
Utilice una tarea de etiquetado de clasificación de imágenes de etiquetas múltiples de Amazon SageMaker
Ground Truth cuando necesite trabajadores para clasificar varios objetos en una imagen. Por ejemplo,
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la siguiente imagen muestra un perro y un gato. Puede utilizar la clasificación de imágenes de etiquetas
múltiples para asociar las etiquetas «perro» y «gato» con esta imagen.

Al trabajar en una tarea de clasificación de imágenes de etiquetas múltiples, los trabajadores deben elegir
todas las etiquetas aplicables, pero deben elegir al menos una. Al crear un trabajo con este tipo de tarea,
puede proporcionar hasta 50 categorías de etiquetas.

Al crear un trabajo de etiquetado en la consola, Ground Truth no proporciona la categoría «ninguno» para
cuando ninguna de las etiquetas se aplica a una imagen. Para proporcionar esta opción a los trabajadores,
incluya una etiqueta similar a «none» u «other» cuando cree un trabajo de clasificación de imágenes con
varias etiquetas.

Para restringir a los trabajadores la elección de una sola etiqueta para cada imagen, use el tipo de tarea
Clasificación de imágenes (etiqueta única) (p. 198).

Important

Para este tipo de tarea, si crea su propio archivo de manifiesto, utilice"source-ref"Para
identificar la ubicación de cada archivo de imagen en Amazon S3 que desee etiquetar. Para
obtener más información, consulte Datos de entrada (p. 392).

Creación de un trabajo de etiquetado de clasificación de imágenes de etiquetas
múltiples (consola)

Puede seguir las instruccionesCreación de un trabajo de etiquetado (consola) (p. 362)Para obtener
información acerca de cómo crear un trabajo de etiquetado de clasificación de imágenes de etiquetas
múltiples en la consola de SageMaker. En el paso 10, elija Image (Imagen) en el menú desplegable Task
category (Categoría de tarea) y elija Image Classification (Multi-label) [Clasificación de imágenes (varias
etiquetas)] como tipo de tarea.

Ground Truth proporciona una interfaz de usuario de empleado similar a la siguiente para las tareas de
etiquetado. Al crear el trabajo de etiquetado en la consola, se especifican instrucciones para ayudar a los
empleados a completar el trabajo y las etiquetas que los empleados pueden elegir.
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Crear un trabajo de etiquetado de clasificación de imágenes de etiquetas
múltiples (API)

Para crear un trabajo de etiquetado de clasificación de imágenes con etiquetas múltiples, utilice la
operación de la API de SageMaker.CreateLabelingJob. Esta API define esta operación para todos los
SDK de AWS. Para ver una lista de SDK específicos de lenguajes admitidos para esta operación, revise la
sección Ver también de CreateLabelingJob.

Siga las instrucciones de Creación de un trabajo de etiquetado (API) (p. 366) y haga lo siguiente mientras
configura su solicitud:

• Las funciones previas Lambda los comentarios para este tipo de tarea terminan conPRE-
ImageMultiClassMultiLabel. Para encontrar el ARN de de de de Lambda de de anotación previa
para su región, consultePreHumanTaskLambdaArn.

• Las funciones Lambda de consolidación de anotaciones para este tipo de tarea terminan con.ACS-
ImageMultiClassMultiLabel. Para encontrar el ARN de consolidación Lambda otaciones para su
región, consulteAnnotationConsolidationLambdaArn.

A continuación se muestra un ejemplo deAWSSolicitud de Python SDK (Boto3)Para crear un trabajo de
etiquetado en la región EE.UU. Este (Norte de Virginia). Todos los parámetros en rojo deben reemplazarse
con sus especificaciones y recursos.

response = client.create_labeling_job(
    LabelingJobName='example-multi-label-image-classification-labeling-job,
    LabelAttributeName='label',
    InputConfig={
        'DataSource': {
            'S3DataSource': {
                'ManifestS3Uri': 's3://bucket/path/manifest-with-input-data.json'
            }
        },
        'DataAttributes': {
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            'ContentClassifiers': [
                'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent',
            ]
        }
    },
    OutputConfig={
        'S3OutputPath': 's3://bucket/path/file-to-store-output-data',
        'KmsKeyId': 'string'
    },
    RoleArn='arn:aws:iam::*:role/*,
    LabelCategoryConfigS3Uri='s3://bucket/path/label-categories.json',
    StoppingConditions={
        'MaxHumanLabeledObjectCount': 123,
        'MaxPercentageOfInputDatasetLabeled': 123
    },
    HumanTaskConfig={
        'WorkteamArn': 'arn:aws:sagemaker:region:*:workteam/private-crowd/*',
        'UiConfig': {
            'UiTemplateS3Uri': 's3://bucket/path/worker-task-template.html'
        },
        'PreHumanTaskLambdaArn': 'arn:aws:lambda:us-east-1:432418664414:function:PRE-
ImageMultiClassMultiLabel',
        'TaskKeywords': [
            'Image Classification',
        ],
        'TaskTitle': 'Multi-label image classification task',
        'TaskDescription': 'Select all labels that apply to the images shown',
        'NumberOfHumanWorkersPerDataObject': 123,
        'TaskTimeLimitInSeconds': 123,
        'TaskAvailabilityLifetimeInSeconds': 123,
        'MaxConcurrentTaskCount': 123,
        'AnnotationConsolidationConfig': {
            'AnnotationConsolidationLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:ACS-ImageMultiClassMultiLabel'
        },
    Tags=[
        {
            'Key': 'string',
            'Value': 'string'
        },
    ]
)

Proporcionar una plantilla para la clasificación de imágenes de múltiples etiquetas

Si crea un trabajo de etiquetado con la API, debe proporcionar una plantilla de tarea del empleado
en UiTemplateS3Uri. Copie y modifique la siguiente plantilla. Modifique únicamente short-
instructions, full-instructions y header.

Cargue esta plantilla a S3 y proporcione el URI de S3 para este archivo en UiTemplateS3Uri.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form>
  <crowd-image-classifier-multi-select
    name="crowd-image-classifier-multi-select"
    src="{{ task.input.taskObject | grant_read_access }}"
    header="Please identify all classes in image"
    categories="{{ task.input.labels | to_json | escape }}"
  >
    <full-instructions header="Multi Label Image classification instructions">
      <ol><li><strong>Read</strong> the task carefully and inspect the image.</li>
      <li><strong>Read</strong> the options and review the examples provided to understand
 more about the labels.</li>
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       <li><strong>Choose</strong> the appropriate labels that best suit the image.</li></
ol>
    </full-instructions>
    <short-instructions>
      <h3><span style="color: rgb(0, 138, 0);">Good example</span></h3>
      <p>Enter description to explain the correct label to the workers</p>
      <h3><span style="color: rgb(230, 0, 0);">Bad example</span></h3>
      <p>Enter description of an incorrect label</p>
   </short-instructions>
  </crowd-image-classifier-multi-select>
</crowd-form>

Datos de salida de clasificación de imágenes de etiquetas múltiples

Una vez que haya creado un trabajo de etiquetado de clasificación de imágenes de etiquetas múltiples,
los datos de salida se ubicarán en el bucket de Amazon S3 especificado en elS3OutputPathcuando se
utiliza la API o en el parámetroUbicación del dataset de salidadel campoInformación general del Jobde la
consola.

Para obtener más información sobre el archivo de manifiesto de salida generado por Ground Truth y la
estructura de archivos que utiliza Ground Truth para almacenar los datos de salida, consulteDatos de
salida (p. 438).

Para ver un ejemplo de archivos de manifiesto de salida para el trabajo de etiquetado de clasificación
de imágenes con etiquetas múltiples, consulte Salida del trabajo de clasificación de etiquetas
múltiples (p. 443).

Verificación de etiquetas de imagen
La creación de un conjunto de datos de entrenamiento altamente preciso para su algoritmo de aprendizaje
automático (ML) es un proceso iterativo. Normalmente, revisa y ajusta continuamente las etiquetas hasta
que esté satisfecho de que representan con precisión la realidad o lo que es directamente observable en el
mundo real.

Puede utilizar una tarea de verificación de etiquetas de imagen de Amazon SageMaker Ground Truth
para dirigir a los trabajadores a revisar las etiquetas de un conjunto de datos y mejorar la precisión de las
etiquetas. Los trabajadores pueden indicar si las etiquetas existentes son correctas o calificar la calidad
de la etiqueta. También pueden añadir comentarios para explicar su razonamiento. Amazon SageMaker
Ground Truth admite la verificación de etiquetas paraBounding Box (p. 186)ySegmentación semántica de
imágenes (p. 191)Etiquetas.

Puede crear un trabajo de etiquetado de verificación de etiquetas de imagen mediante la sección Ground
Truth de la consola de Amazon SageMaker o laCreateLabelingJob.

Ground Truth proporciona una consola de trabajo similar a la siguiente para las tareas de etiquetado.
Si crea un trabajo de etiquetado con la consola, puede modificar el contenido y las imágenes que se
muestran. Para obtener información sobre cómo crear un trabajo de etiquetado mediante la consola de
Ground Truth, consulteCreación de un trabajo de etiquetado (consola) (p. 362).
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Puede crear un trabajo de etiquetado de verificación de etiquetas mediante la consola o la API de
SageMaker. Para obtener información sobre cómo crear un trabajo de etiquetado mediante la operación
de la API de Ground TruthCreateLabelingJob, consulteCreación de un trabajo de etiquetado
(API) (p. 366).

Usar Ground Truth para etiquetar texto
Utilice Ground Truth para escribir texto. Seleccione uno de los siguientes tipos de tareas integradas para
obtener más información sobre ese tipo de tarea. Cada página incluye instrucciones que le ayudarán a
crear un trabajo de etiquetado con ese tipo de tarea.

Tip

Para obtener más información sobre los tipos de archivo compatibles y las cuotas de datos de
entrada, consulteDatos de entrada (p. 392).

Temas
• Reconocimiento de entidades nombradas (p. 205)
• Clasificación de texto (etiqueta única) (p. 208)
• Clasificación de texto (etiquetas múltiples) (p. 211)

Reconocimiento de entidades nombradas
Para extraer información de texto no estructurado y clasificarla en categorías predefinidas, utilice una
tarea de etiquetado de reconocimiento de entidades (NER) de Amazon SageMaker Ground Truth.
Tradicionalmente, NER implica analizar datos de texto para localizar frases nominales, llamadas entidades
nombradas y clasificar cada una con una etiqueta, como «persona», «organización» o «marca». Puede
ampliar esta tarea para etiquetar extensiones más largas de texto y clasificar esas secuencias con las
etiquetas predefinidas que especifique.
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Cuando se le asigna un trabajo de etiquetado de reconocimiento de entidades con nombre, los
trabajadores aplican las etiquetas a palabras o frases específicas dentro de un bloque de texto más
grande. Escogen una etiqueta y, a continuación, la aplican con el cursor para resaltar la parte del texto
a la que se aplica la etiqueta. Los trabajadores no pueden aplicar varias etiquetas al mismo texto y las
etiquetas no se pueden solapar.

Puede crear un trabajo de etiquetado de reconocimiento de entidades con nombre mediante la sección
Ground Truth de la consola de Amazon SageMaker o la CreateLabelingJob.

Important

Si crea manualmente un archivo de manifiesto de entrada, use"source"para identificar el texto
que desea etiquetar. Para obtener más información, consulte Datos de entrada (p. 392).

Crear un trabajo de etiquetado de reconocimiento de entidades con nombre
(consola)

Puede seguir las instruccionesCreación de un trabajo de etiquetado (consola) (p. 362)Para aprender a
crear un trabajo de etiquetado de reconocimiento de entidades con nombre en la consola de SageMaker.
En el paso 10, elija Text (Texto) en el menú desplegable Task category (Categoría de tarea) y elija Named
entity recognition (Reconocimiento de entidad con nombre) como tipo de tarea.

Ground Truth proporciona una interfaz de usuario de empleado similar a la siguiente para las tareas de
etiquetado. Al crear el trabajo de etiquetado con la consola, se especifican instrucciones para ayudar a los
empleados a completar el trabajo y las etiquetas que los empleados pueden elegir.

Crear un trabajo de etiquetado de reconocimiento de entidades con nombre (API)

Para crear un trabajo de etiquetado de reconocimiento de entidades con nombre, utilice la operación de la
API de SageMakerCreateLabelingJob. Esta API define esta operación para todos los SDK de AWS.
Para ver una lista de SDK específicos de lenguajes admitidos para esta operación, revise la sección Ver
también de CreateLabelingJob.

Siga las instrucciones de Creación de un trabajo de etiquetado (API) (p. 366) y haga lo siguiente mientras
configura su solicitud:
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• Las funciones previas Lambda los comentarios para este tipo de tarea terminan conPRE-
NamedEntityRecognition. Para encontrar el ARN de de de de Lambda de de anotación previa para
su región, consultePreHumanTaskLambdaArn.

• Las funciones Lambda de consolidación de anotaciones para este tipo de tarea terminan con.ACS-
NamedEntityRecognition. Para encontrar el ARN de consolidación Lambda otaciones para su
región, consulteAnnotationConsolidationLambdaArn.

A continuación se muestra un ejemplo deAWSSolicitud de Python SDK (Boto3)Para crear un trabajo de
etiquetado en la región EE.UU. Este (Norte de Virginia). Todos los parámetros en rojo deben reemplazarse
con sus especificaciones y recursos.

response = client.create_labeling_job(
    LabelingJobName='example-ner-labeling-job,
    LabelAttributeName='label',
    InputConfig={
        'DataSource': {
            'S3DataSource': {
                'ManifestS3Uri': 's3://bucket/path/manifest-with-input-data.json'
            }
        },
        'DataAttributes': {
            'ContentClassifiers': [
                'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent',
            ]
        }
    },
    OutputConfig={
        'S3OutputPath': 's3://bucket/path/file-to-store-output-data',
        'KmsKeyId': 'string'
    },
    RoleArn='arn:aws:iam::*:role/*,
    LabelCategoryConfigS3Uri='s3://bucket/path/label-categories.json',
    StoppingConditions={
        'MaxHumanLabeledObjectCount': 123,
        'MaxPercentageOfInputDatasetLabeled': 123
    },
    HumanTaskConfig={
        'WorkteamArn': 'arn:aws:sagemaker:region:*:workteam/private-crowd/*',
        'UiConfig': {
            'UiTemplateS3Uri': 's3://bucket/path/worker-task-template.html'
        },
        'PreHumanTaskLambdaArn': 'arn:aws:lambda:us-east-1:432418664414:function:PRE-
NamedEntityRecognition,
        'TaskKeywords': [
            'Named entity Recognition',
        ],
        'TaskTitle': 'Named entity Recognition task',
        'TaskDescription': 'Apply the labels provided to specific words or phrases within
 the larger text block.',
        'NumberOfHumanWorkersPerDataObject': 123,
        'TaskTimeLimitInSeconds': 123,
        'TaskAvailabilityLifetimeInSeconds': 123,
        'MaxConcurrentTaskCount': 123,
        'AnnotationConsolidationConfig': {
            'AnnotationConsolidationLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:ACS-NamedEntityRecognition'
        },
    Tags=[
        {
            'Key': 'string',
            'Value': 'string'
        },
    ]
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)

Proporcionar una plantilla para los trabajos de etiquetado de reconocimiento de entidades con
nombre

Si crea un trabajo de etiquetado con la API, debe proporcionar una plantilla de tarea del empleado
en UiTemplateS3Uri. Copie y modifique la siguiente plantilla. Modifique únicamente short-
instructions, full-instructions y header.

Cargue esta plantilla a S3 y proporcione el URI de S3 para este archivo en UiTemplateS3Uri.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-entity-annotation
  name="crowd-entity-annotation"
  header="please classify"
  labels="{{ task.input.labels | to_json | escape }}"
  text="{{ task.input.taskObject }}"
>
  <full-instructions header="Named entity recognition instructions">
    <ol><li><strong>Read</strong> the text carefully.</li>
    <li><strong>Highlight</strong> words, phrases, or sections of the text.</li>
    <li><strong>Choose</strong> the label that best matches what you have highlighted.</li>
    <li>To <strong>change</strong> a label, choose highlighted text and select a new
 label.</li>
    <li>To <strong>remove</strong> a label from highlighted text, choose the X next to the
 abbreviated label name on the highlighted text.</li>
    <li>You can select all of a previously highlighted text, but not a portion of it.</
li></ol>
  </full-instructions>
  <short-instructions>
    <p>Enter description of the labels that workers have to choose from</p>
    <p><br></p><p><br></p>
    <p>Add examples to help workers understand the label</p>
    <p><br></p><p><br></p><p><br></p><p><br></p><p><br></p>
  </short-instructions>
 </crowd-entity-annotation>

Datos de salida de reconocimiento de entidades con nombre
Una vez haya creado un trabajo de etiquetado de reconocimiento de entidades con nombre, los datos
de salida se ubicarán en el bucket de Amazon S3 especificado en la secciónS3OutputPathcuando se
utiliza la API o en el parámetroUbicación del dataset de salidadel campoInformación general del Jobde la
consola.

Para obtener más información sobre el archivo de manifiesto de salida generado por Ground Truth y la
estructura de archivos que utiliza Ground Truth para almacenar los datos de salida, consulteDatos de
salida (p. 438).

Clasificación de texto (etiqueta única)
Para clasificar artículos y texto en categorías predefinidas, utilice la clasificación de texto. Por ejemplo,
puede utilizar la clasificación de texto para identificar el sentimiento transmitido en una revisión o la
emoción subyacente a una sección de texto. Utilice la clasificación de texto de GAmazon SageMaker
Ground Truth para que los trabajadores ordenen el texto en las categorías que defina.

Puede crear un trabajo de etiquetado de clasificación de texto desde la sección Ground Truth de la consola
de Amazon SageMaker o la CreateLabelingJob.

Important

Si crea manualmente un archivo de manifiesto de entrada, use"source"para identificar el texto
que desea etiquetar. Para obtener más información, consulte Datos de entrada (p. 392).
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Crear un trabajo de etiquetado de clasificación de texto (consola)

Puede seguir las instruccionesCreación de un trabajo de etiquetado (consola) (p. 362)Para obtener
información acerca de cómo crear un trabajo de etiquetado de clasificación de texto en la consola de
SageMaker. En el paso 10, elija Text (Texto) en el menú desplegable Task category (Categoría de tarea) y,
luego, Text Classification (Single Label) [Clasificación de texto (etiqueta única)] como tipo de tarea.

Ground Truth proporciona una interfaz de usuario de empleado similar a la siguiente para las tareas de
etiquetado. Al crear el trabajo de etiquetado con la consola, se especifican instrucciones para ayudar a los
empleados a completar el trabajo y las etiquetas que los empleados pueden elegir.

Crear un trabajo de etiquetado de clasificación de texto (API)

Para crear un trabajo de etiquetado de clasificación de texto, utilice la operación de la API de
SageMakerCreateLabelingJob. Esta API define esta operación para todos los SDK de AWS. Para ver
una lista de SDK específicos de lenguajes admitidos para esta operación, revise la sección Ver también de
CreateLabelingJob.

Siga las instrucciones de Creación de un trabajo de etiquetado (API) (p. 366) y haga lo siguiente mientras
configura su solicitud:

• Las funciones previas Lambda los comentarios para este tipo de tarea terminan conPRE-
TextMultiClass. Para encontrar el ARN de de de de Lambda de de anotación previa para su región,
consultePreHumanTaskLambdaArn.

• Las funciones Lambda de consolidación de anotaciones para este tipo de tarea terminan con.ACS-
TextMultiClass. Para encontrar el ARN de consolidación Lambda otaciones para su región,
consulteAnnotationConsolidationLambdaArn.

A continuación se muestra un ejemplo deAWSSolicitud de Python SDK (Boto3)Para crear un trabajo de
etiquetado en la región EE.UU. Este (Norte de Virginia). Todos los parámetros en rojo deben reemplazarse
con sus especificaciones y recursos.

response = client.create_labeling_job(
    LabelingJobName='example-text-classification-labeling-job,
    LabelAttributeName='label',
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    InputConfig={
        'DataSource': {
            'S3DataSource': {
                'ManifestS3Uri': 's3://bucket/path/manifest-with-input-data.json'
            }
        },
        'DataAttributes': {
            'ContentClassifiers': [
                'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent',
            ]
        }
    },
    OutputConfig={
        'S3OutputPath': 's3://bucket/path/file-to-store-output-data',
        'KmsKeyId': 'string'
    },
    RoleArn='arn:aws:iam::*:role/*,
    LabelCategoryConfigS3Uri='s3://bucket/path/label-categories.json',
    StoppingConditions={
        'MaxHumanLabeledObjectCount': 123,
        'MaxPercentageOfInputDatasetLabeled': 123
    },
    HumanTaskConfig={
        'WorkteamArn': 'arn:aws:sagemaker:region:*:workteam/private-crowd/*',
        'UiConfig': {
            'UiTemplateS3Uri': 's3://bucket/path/worker-task-template.html'
        },
        'PreHumanTaskLambdaArn': 'arn:aws:lambda:us-east-1:432418664414:function:PRE-
TextMultiClass,
        'TaskKeywords': [
            Text classification',
        ],
        'TaskTitle': Text classification task',
        'TaskDescription': 'Carefully read and classify this text using the categories
 provided.',
        'NumberOfHumanWorkersPerDataObject': 123,
        'TaskTimeLimitInSeconds': 123,
        'TaskAvailabilityLifetimeInSeconds': 123,
        'MaxConcurrentTaskCount': 123,
        'AnnotationConsolidationConfig': {
            'AnnotationConsolidationLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:ACS-TextMultiClass'
        },
    Tags=[
        {
            'Key': 'string',
            'Value': 'string'
        },
    ]
)

Proporcionar una plantilla para trabajos de etiquetado de clasificación de texto

Si crea un trabajo de etiquetado con la API, debe proporcionar una plantilla de tarea del empleado
en UiTemplateS3Uri. Copie y modifique la siguiente plantilla. Modifique únicamente short-
instructions, full-instructions y header.

Cargue esta plantilla a S3 y proporcione el URI de S3 para este archivo en UiTemplateS3Uri.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form>
  <crowd-classifier
    name="crowd-classifier"
    categories="{{ task.input.labels | to_json | escape }}"
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    header="classify text"
  >
    <classification-target style="white-space: pre-wrap">
      {{ task.input.taskObject }}
    </classification-target>
    <full-instructions header="Classifier instructions">
      <ol><li><strong>Read</strong> the text carefully.</li>
      <li><strong>Read</strong> the examples to understand more about the options.</li>
      <li><strong>Choose</strong> the appropriate labels that best suit the text.</li></ol>
    </full-instructions>
    <short-instructions>
      <p>Enter description of the labels that workers have to choose from</p>
      <p><br></p><p><br></p><p>Add examples to help workers understand the label</p>
      <p><br></p><p><br></p><p><br></p><p><br></p><p><br></p>
    </short-instructions>
  </crowd-classifier>
  </crowd-form>

Datos de salida de clasificación de texto
Una vez haya creado un trabajo de etiquetado de clasificación de texto, los datos de salida se ubicarán
en el bucket de Amazon S3 especificado en la secciónS3OutputPathcuando se utiliza la API o en el
parámetroUbicación del dataset de salidadel campoInformación general del JobEn la consola de.

Para obtener más información sobre el archivo de manifiesto de salida generado por Ground Truth y la
estructura de archivos que utiliza Ground Truth para almacenar los datos de salida, consulteDatos de
salida (p. 438).

Para ver un ejemplo de archivos de manifiesto de salida para el trabajo de etiquetado de clasificación de
texto, consulte Salidas del trabajo de clasificación (p. 442).

Clasificación de texto (etiquetas múltiples)
Para categorizar artículos y texto en varias categorías predefinidas, utilice el tipo de tarea de clasificación
de texto con etiquetas múltiples. Por ejemplo, puede utilizar este tipo de tarea para identificar más de una
emoción transmitida en el texto.

Al trabajar en una tarea de clasificación de texto con varias etiquetas, los trabajadores deben elegir todas
las etiquetas aplicables, pero deben elegir al menos una. Al crear un trabajo con este tipo de tarea, puede
proporcionar hasta 50 categorías de etiquetas.

Amazon SageMaker Ground Truth no proporciona una categoría «none» (ninguna) para cuando no se
aplica ninguna de las etiquetas. Para proporcionar esta opción a los trabajadores, incluya una etiqueta
similar a “ninguna” u “otro” cuando cree un trabajo de clasificación de texto con varias etiquetas.

Para restringir a los trabajadores la elección a una sola etiqueta para cada documento o selección de texto,
utilice el tipo de tarea Clasificación de texto (etiqueta única) (p. 208).

Important

Si crea manualmente un archivo de manifiesto de entrada, use"source"para identificar el texto
que desea etiquetar. Para obtener más información, consulte Datos de entrada (p. 392).

Creación de un trabajo de etiquetado de clasificación de texto con etiquetas
múltiples (Consola)
Puede seguir las instruccionesCreación de un trabajo de etiquetado (consola) (p. 362)Para obtener
información acerca de cómo crear un trabajo de etiquetado de clasificación de texto con múltiples
etiquetas en la consola de Amazon SageMaker. En el paso 10, elija Text (Texto) en el menú desplegable
Task category (Categoría de tarea) y elija Text Classification (Multi-label) [Clasificación de texto (varias
etiquetas)] como tipo de tarea.
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Ground Truth proporciona una interfaz de usuario de empleado similar a la siguiente para las tareas de
etiquetado. Al crear el trabajo de etiquetado con la consola, se especifican instrucciones para ayudar a los
empleados a completar el trabajo y las etiquetas que los empleados pueden elegir.

Crear un trabajo de etiquetado de clasificación de texto con etiquetas múltiples
(API)

Para crear un trabajo de etiquetado de clasificación de texto con etiquetas múltiples, utilice la operación de
la API de SageMaker.CreateLabelingJob. Esta API define esta operación para todos los SDK de AWS.
Para ver una lista de SDK específicos de lenguajes admitidos para esta operación, revise la sección Ver
también de CreateLabelingJob.

Siga las instrucciones de Creación de un trabajo de etiquetado (API) (p. 366) y haga lo siguiente mientras
configura su solicitud:

• Las funciones previas Lambda los comentarios para este tipo de tarea terminan conPRE-
TextMultiClassMultiLabel. Para encontrar el ARN de de de de Lambda de de anotación previa
para su región, consultePreHumanTaskLambdaArn.

• Las funciones Lambda de consolidación de anotaciones para este tipo de tarea terminan con.ACS-
TextMultiClassMultiLabel. Para encontrar el ARN de consolidación Lambda otaciones para su
región, consulteAnnotationConsolidationLambdaArn.

A continuación se muestra un ejemplo deAWSSolicitud de Python SDK (Boto3)Para crear un trabajo de
etiquetado en la región EE.UU. Este (Norte de Virginia). Todos los parámetros en rojo deben reemplazarse
con sus especificaciones y recursos.

response = client.create_labeling_job(
    LabelingJobName='example-multi-label-text-classification-labeling-job,
    LabelAttributeName='label',
    InputConfig={
        'DataSource': {
            'S3DataSource': {
                'ManifestS3Uri': 's3://bucket/path/manifest-with-input-data.json'
            }
        },
        'DataAttributes': {
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            'ContentClassifiers': [
                'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent',
            ]
        }
    },
    OutputConfig={
        'S3OutputPath': 's3://bucket/path/file-to-store-output-data',
        'KmsKeyId': 'string'
    },
    RoleArn='arn:aws:iam::*:role/*,
    LabelCategoryConfigS3Uri='s3://bucket/path/label-categories.json',
    StoppingConditions={
        'MaxHumanLabeledObjectCount': 123,
        'MaxPercentageOfInputDatasetLabeled': 123
    },
    HumanTaskConfig={
        'WorkteamArn': 'arn:aws:sagemaker:region:*:workteam/private-crowd/*',
        'UiConfig': {
            'UiTemplateS3Uri': 's3://bucket/path/custom-worker-task-template.html'
        },
        'PreHumanTaskLambdaArn': 'arn:aws:lambda::function:PRE-TextMultiClassMultiLabel,
        'TaskKeywords': [
            'Text Classification',
        ],
        'TaskTitle': 'Multi-label text classification task',
        'TaskDescription': 'Select all labels that apply to the text shown',
        'NumberOfHumanWorkersPerDataObject': 123,
        'TaskTimeLimitInSeconds': 123,
        'TaskAvailabilityLifetimeInSeconds': 123,
        'MaxConcurrentTaskCount': 123,
        'AnnotationConsolidationConfig': {
            'AnnotationConsolidationLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:ACS-TextMultiClassMultiLabel'
        },
    Tags=[
        {
            'Key': 'string',
            'Value': 'string'
        },
    ]
)

Crear una plantilla para la clasificación de texto con múltiples etiquetas

Si crea un trabajo de etiquetado con la API, debe proporcionar una plantilla de tarea del empleado
en UiTemplateS3Uri. Copie y modifique la siguiente plantilla. Modifique únicamente short-
instructions, full-instructions y header.

Cargue esta plantilla a S3 y proporcione el URI de S3 para este archivo en UiTemplateS3Uri.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form>
  <crowd-classifier-multi-select
    name="crowd-classifier-multi-select"
    categories="{{ task.input.labels | to_json | escape }}"
    header="Please identify all classes in the below text"
  >
    <classification-target style="white-space: pre-wrap">
      {{ task.input.taskObject }}
    </classification-target>
    <full-instructions header="Classifier instructions">
      <ol><li><strong>Read</strong> the text carefully.</li>
      <li><strong>Read</strong> the examples to understand more about the options.</li>
      <li><strong>Choose</strong> the appropriate labels that best suit the text.</li></ol>
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    </full-instructions>
    <short-instructions>
      <p>Enter description of the labels that workers have to choose from</p>
      <p><br></p>
      <p><br></p><p>Add examples to help workers understand the label</p>
      <p><br></p><p><br></p><p><br></p><p><br></p><p><br></p>
    </short-instructions>
  </crowd-classifier-multi-select>
  </crowd-form>

Para obtener información sobre cómo crear una plantilla personalizada, consulte Creación de flujos de
trabajo de etiquetado personalizados (p. 325).

Datos de salida de clasificación de texto multietiqueta

Una vez que haya creado un trabajo de etiquetado de clasificación de texto con etiquetas múltiples, los
datos de salida se ubicarán en el bucket de Amazon S3 especificado en elS3OutputPathcuando se utiliza
la API o en el parámetroUbicación del dataset de salidadel campoInformación general del JobEn la consola
de.

Para obtener más información sobre el archivo de manifiesto de salida generado por Ground Truth y la
estructura de archivos que utiliza Ground Truth para almacenar los datos de salida, consulteDatos de
salida (p. 438).

Para ver un ejemplo de archivos de manifiesto de salida para el trabajo de etiquetado de clasificación de
texto con etiquetas múltiples, consulte Salida del trabajo de clasificación de etiquetas múltiples (p. 443).

Etiquetar vídeos y marcos de vídeo
Puede utilizar Ground Truth para clasificar vídeos y anotar fotogramas de vídeo (imágenes fijas extraídas
de vídeos) utilizando uno de los tres tipos de tareas de vídeo integrados. Estos tipos de tareas simplifican
el proceso de creación de trabajos de etiquetado de vídeo y fotogramas de vídeo mediante la consola de
Amazon SageMaker, la API y los SDK específicos del idioma.

• Clasificación de clips de vídeo: permite a los trabajadores clasificar vídeos en categorías especificadas.
Por ejemplo, puede utilizar este tipo de tarea para que los trabajadores clasificen los vídeos en temas
como deportes, comedia, música y educación. Para obtener más información, consulte Clasificación de
vídeos (p. 215).

• Trabajos de etiquetado de fotogramas de vídeo: permita a los trabajadores anotar fotogramas de
vídeo extraídos de un vídeo mediante cuadros delimitadores, polilíneas, polígonos o herramientas
de anotación de puntos clave. Ground Truth ofrece dos tipos de tareas incorporados para etiquetar
fotogramas de vídeo:
• Detección de objetos fotogramas: Permita a los trabajadores identificar y localizar objetos en

fotogramas de vídeo.
• Seguimiento de objetos fotograma de vídeo: Permita a los trabajadores realizar un seguimiento del

movimiento de los objetos en fotogramas de vídeo
• Trabajos de ajuste de fotograma: Haga que los trabajos ajusten etiquetas, atributos de categoría de

etiqueta y atributos de fotogramas de un trabajo de detección de objetos de fotogramas de vídeo
anterior o de etiquetado de seguimiento de objetos.

• Trabajo de verificación de fotogramas: Pida a los trabajadores que comprueben las etiquetas, los
atributos de categoría de etiqueta y los atributos de fotogramas de un trabajo de etiquetado de
detección de objetos de fotogramas de vídeo anterior o

Si tiene archivos de vídeo, puede utilizar la herramienta de extracción automática de fotogramas de
Ground Truth para extraer fotogramas de vídeo de sus vídeos. Para obtener más información, consulte
Datos de entrada de cuadro de vídeo (p. 432).
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Tip

Para obtener más información sobre los tipos de archivo compatibles y las cuotas de datos de
entrada, consulteDatos de entrada (p. 392).

Temas
• Clasificación de vídeos (p. 215)
• Marcos de vídeo de etiquetas (p. 219)
• Instrucciones para el trabajador (p. 234)

Clasificación de vídeos
Utilice una tarea de etiquetado de clasificación de vídeo de Amazon SageMaker Ground Truth cuando
necesite que los trabajadores clasifiquen los vídeos mediante etiquetas predefinidas que especifique. A los
trabajadores se les muestran vídeos y se les pide que elijan una etiqueta para cada vídeo.

Puede crear un trabajo de etiquetado de clasificación de vídeo desde la sección Ground Truth de la
consola de Amazon SageMaker o laCreateLabelingJob.

Los archivos de vídeo deben estar codificados en un formato compatible con el navegador utilizado por
el equipo de trabajo que etiqueta los datos. Se recomienda comprobar que todos los formatos de archivo
de vídeo del archivo de manifiesto de entrada se muestren correctamente utilizando la vista previa de la
interfaz de usuario de trabajo. Puede comunicar exploradores compatibles a sus trabajadores mediante
instrucciones de trabajo. Para ver los formatos de archivo compatibles, consulteFormatos de datos
compatibles (p. 395).

Important

Para este tipo de tarea, si crea su propio archivo de manifiesto, utilice"source-ref"para
identificar la ubicación de cada archivo de vídeo en Amazon S3 que desee etiquetar. Para obtener
más información, consulte Datos de entrada (p. 392).

Creación de un Job de etiquetado de clasificación de vídeo (consola)

Puede seguir las instrucciones que se describen enCreación de un trabajo de etiquetado
(consola) (p. 362)Para obtener información acerca de cómo crear un trabajo de etiquetado de
clasificación de vídeo en la consola de SageMaker. En el paso 10, elijaVideodesde lasCategoría de
tarealista desplegable y elijaClasificación de vídeoscomo tipo de tarea.

Ground Truth proporciona una interfaz de usuario de empleado similar a la siguiente para las tareas de
etiquetado. Cuando crea un trabajo de etiquetado en la consola, se especifican instrucciones para ayudar
a los empleados a completar el trabajo y las etiquetas que los empleados pueden elegir.
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Creación de un Job de etiquetado de clasificación de vídeo (API)
Esta sección cubre los detalles que necesita saber cuando crea un trabajo de etiquetado mediante la
operación de la API de SageMakerCreateLabelingJob. Esta API define esta operación para todos los
SDK de AWS. Para ver una lista de SDK específicos de lenguajes admitidos para esta operación, revise la
sección Ver también de CreateLabelingJob.

Siga las instrucciones de Creación de un trabajo de etiquetado (API) (p. 366) y haga lo siguiente mientras
configura su solicitud:

• Utilice una función Lambda de anotación previa que finalice conPRE-VideoClassification.
Para encontrar el ARN de de de de Lambda de de anotación previa para su región,
consultePreHumanTaskLambdaArn.

• Utilice una función Lambda de consolidación de anotaciones que termina conACS-
VideoClassification. Para encontrar el ARN de consolidación Lambda otaciones para su región,
consulteAnnotationConsolidationLambdaArn.

A continuación se muestra un ejemplo deAWSSolicitud de Python SDK (Boto3)Para crear un trabajo de
etiquetado en la región EE.UU. Este (Norte de Virginia).

response = client.create_labeling_job(
    LabelingJobName='example-video-classification-labeling-job,
    LabelAttributeName='label',
    InputConfig={
        'DataSource': {
            'S3DataSource': {
                'ManifestS3Uri': 's3://bucket/path/manifest-with-input-data.json'
            }
        },
        'DataAttributes': {
            'ContentClassifiers': [
                'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent',
            ]
        }
    },
    OutputConfig={
        'S3OutputPath': 's3://bucket/path/file-to-store-output-data',
        'KmsKeyId': 'string'
    },
    RoleArn='arn:aws:iam::*:role/*,
    LabelCategoryConfigS3Uri='s3://bucket/path/label-categories.json',
    StoppingConditions={
        'MaxHumanLabeledObjectCount': 123,
        'MaxPercentageOfInputDatasetLabeled': 123
    },
    HumanTaskConfig={
        'WorkteamArn': 'arn:aws:sagemaker:region:*:workteam/private-crowd/*',
        'UiConfig': {
            'UiTemplateS3Uri': 's3://bucket/path/worker-task-template.html'
        },
        'PreHumanTaskLambdaArn': 'arn:aws:lambda:us-east-1:432418664414:function:PRE-
VideoClassification',
        'TaskKeywords': [
            'Video Classification',
        ],
        'TaskTitle': 'Video classification task',
        'TaskDescription': 'Select a label to classify this video',
        'NumberOfHumanWorkersPerDataObject': 123,
        'TaskTimeLimitInSeconds': 123,
        'TaskAvailabilityLifetimeInSeconds': 123,
        'MaxConcurrentTaskCount': 123,
        'AnnotationConsolidationConfig': {
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            'AnnotationConsolidationLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:ACS-VideoClassification'
        },
    Tags=[
        {
            'Key': 'string',
            'Value': 'string'
        },
    ]
)

Proporcionar una plantilla para la clasificación de vídeo

Si crea un trabajo de etiquetado con la API, debe proporcionar una plantilla de tarea del empleado
en UiTemplateS3Uri. Copie y modifique la siguiente plantilla mediante la modificación de la
propiedadshort-instructions,full-instructions, yheader. Cargue esta plantilla a Amazon S3 y
proporcione el URI de Amazon S3 a este archivo enUiTemplateS3Uri.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

              <crowd-form>
                  <crowd-classifier
                    name="crowd-classifier"
                    categories="{{ task.input.labels | to_json | escape }}"
                    header="Please classify video"
                  >
                    <classification-target>
                       <video width="100%" controls/>
                        <source src="{{ task.input.taskObject | grant_read_access }}"
 type="video/mp4"/>
                        <source src="{{ task.input.taskObject | grant_read_access }}"
 type="video/webm"/>
                        <source src="{{ task.input.taskObject | grant_read_access }}"
 type="video/ogg"/>
                      Your browser does not support the video tag.
                      </video>
                    </classification-target>
                    <full-instructions header="Video classification instructions">
                      <ol><li><strong>Read</strong> the task carefully and inspect the
 video.</li>
                        <li><strong>Read</strong> the options and review the examples
 provided to understand more about the labels.</li>
                        <li><strong>Choose</strong> the appropriate label that best suits
 the video.</li></ol>
                    </full-instructions>
                    <short-instructions>
                      <h3><span style="color: rgb(0, 138, 0);">Good example</span></h3>
                        <p>Enter description to explain the correct label to the workers</
p>
                        <p><img src="https://d7evko5405gb7.cloudfront.net/
fe4fed9b-660c-4477-9294-2c66a15d6bbe/src/images/quick-instructions-example-placeholder.png"
 style="max-width:100%"></p>
                        <h3><span style="color: rgb(230, 0, 0);">Bad example</span></h3>
                        <p>Enter description of an incorrect label</p>
                        <p><img src="https://d7evko5405gb7.cloudfront.net/
fe4fed9b-660c-4477-9294-2c66a15d6bbe/src/images/quick-instructions-example-placeholder.png"
 style="max-width:100%"></p>
                    </short-instructions>
                  </crowd-classifier>
              </crowd-form>
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Datos de salida de clasificación de vídeo

Una vez que haya creado un trabajo de etiquetado de clasificación de vídeo, los datos de salida se
encuentran en el depósito de Amazon S3 especificado en laS3OutputPathcuando se utiliza la API o en el
parámetroUbicación del dataset de salidadel campoInformación general del JobEn la consola de.

Para obtener más información sobre el archivo de manifiesto de salida generado por Ground Truth y la
estructura de archivos que utiliza Ground Truth para almacenar los datos de salida, consulteDatos de
salida (p. 438).

Para ver un ejemplo de archivos de manifiesto de salida para trabajos de etiquetado de clasificación de
vídeo, consulteSalidas del trabajo de clasificación (p. 442).

Marcos de vídeo de etiquetas
Puede utilizar los tipos de tareas de fotogramas de vídeo integrados de Ground Truth para que los
trabajadores anoten fotogramas de vídeo mediante cuadros delimitadores, polilíneas, polígonos o puntos
clave. Afotograma de vídeoes una secuencia de imágenes extraídas de un vídeo.

Si no dispone de fotogramas de vídeo, puede proporcionar archivos de vídeo (archivos MP4) y utilizar la
herramienta de extracción automatizada de fotogramas de Ground Truth para extraer fotogramas de vídeo.
Para obtener más información, consulte Proporcionar archivos de vídeo (p. 433).

Puede utilizar los siguientes tipos de tareas de vídeo integrados para crear trabajos de etiquetado de
fotogramas de vídeo mediante la consola de Amazon SageMaker, la API y los SDK específicos del idioma.

• Detección de objetos fotogramas: utilice este tipo de tarea cuando desee que los trabajadores
identifiquen y localicen objetos en secuencias de fotogramas de vídeo. Proporciona una lista de
categorías y los trabajadores pueden seleccionar una categoría a la vez y anotar objetos a los que
se aplica la categoría en todos los fotogramas. Por ejemplo, puede utilizar esta tarea para pedir a los
trabajadores que identifiquen y localicen varios objetos en una escena, como automóviles, bicicletas y
peatones.

• Seguimiento de objetos fotograma de vídeoUtilice este tipo de tarea cuando quiera que sus trabajadores
realicen un seguimiento del movimiento de instancias de objetos a través de secuencias de fotogramas
de vídeo. Cuando un trabajador agrega una anotación a un solo fotograma, esa anotación se asocia
a un ID de instancia único. El trabajador agrega anotaciones asociadas con el mismo ID en todos los
demás marcos para identificar el mismo objeto o persona. Por ejemplo, un trabajador puede realizar un
seguimiento del movimiento de un vehículo a través de secuencias de fotogramas de vídeo dibujando
cuadros delimitadores asociados con el mismo ID alrededor del vehículo en cada fotograma que
aparece.

Utilice los temas siguientes para obtener más información sobre estos tipos de tareas integrados
de y sobre cómo crear un trabajo de etiquetado mediante cada tipo de tarea. ConsulteTipos de
tareas (p. 231)para obtener más información sobre las herramientas de anotaciones (cuadros
delimitadores, polilíneas, polígonos y puntos clave) disponibles para estos tipos de tareas.

Antes de crear un trabajo de etiquetado, le recomendamos que reviseDescripción general del Job de
etiquetado de fotogramas (p. 230).

Temas
• Detección de objetos de fotograma (p. 220)
• Seguimiento de objetos fotograma de vídeo (p. 225)
• Descripción general del Job de etiquetado de fotogramas (p. 230)
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Detección de objetos de fotograma
Puede utilizar el tipo de tarea de detección de objetos de fotogramas de vídeo para que los trabajadores
identifiquen y localicen objetos en una secuencia de fotogramas de vídeo (imágenes extraídas de un
vídeo) mediante cuadros delimitadores, polilíneas, polígonos o puntos claveHerramientas de anotación. La
herramienta que elija define el tipo de tarea de fotogramas de vídeo que cree. Por ejemplo, puede utilizar
trabajadores del tipo de tarea de detección de objetos de fotogramas de vídeo de cuadro delimitador para
identificar y localizar varios objetos en una serie de fotogramas de vídeo, como automóviles, bicicletas y
peatones.

Puede crear un trabajo de etiquetado de detección de objetos de fotogramas de vídeo mediante la consola
de Amazon SageMaker Ground Truth, la API de SageMaker y el idioma específicoAWSSDK. Para obtener
más información, consulteCreación de un Job de etiquetado de detección de objetos de fotograma de
vídeo (p. 220)Y seleccione su método preferido. ConsulteTipos de tareas (p. 231)Para obtener más
información sobre las herramientas de annotaciones entre las que puede elegir al crear un trabajo de
etiquetado.

Ground Truth proporciona una interfaz de usuario de trabajador y herramientas para completar sus tareas
de trabajo de etiquetado:Vista previa de la interfaz de usuario (p. 220).

Puede crear un trabajo para ajustar las anotaciones creadas en un trabajo de etiquetado de detección
de objetos de vídeo mediante el tipo de tarea de ajuste de detección de objetos de vídeo. Para obtener
más información, consulte Crear Job de etiquetado de verificación o ajuste de detección de objetos de
fotogramas de vídeo (p. 224).

Vista previa de la interfaz de usuario

Ground Truth ofrece a los trabajadores una interfaz de usuario (UI) web para completar las tareas de
anotación de detección de objetos de fotograma de vídeo. Es posible obtener una vista previa e interactuar
con la interfaz de usuario del trabajador al crear un trabajo de etiquetado en la consola. Si es un usuario
nuevo, le recomendamos crear un trabajo de etiquetado a través de la consola de mediante un pequeño
conjunto de datos de entrada para obtener una vista previa de la interfaz de usuario del trabajador y
garantizar que los fotogramas de vídeo, las etiquetas y los atributos de etiqueta aparecen como es debido.

La interfaz de usuario proporciona a los trabajadores las siguientes herramientas de etiquetado de
asistencia para completar las tareas de detección de objetos:

• Para todas las tareas, los trabajadores pueden utilizar la herramientaCopiar a siguienteyCopiar
a todospara copiar una anotación al fotograma siguiente o a todos los fotogramas subsiguientes,
respectivamente.

• Para las tareas que incluyen las herramientas de cuadro delimitador, los trabajadores pueden utilizar
unPredicción siguientepara dibujar un cuadro delimitador en un solo fotograma y, a continuación,
hacer que Ground Truth prediga la ubicación de los cuadros con la misma etiqueta en todos los demás
fotogramas. A continuación, los trabajadores pueden realizar ajustes para corregir las ubicaciones de
caja previstas.

Creación de un Job de etiquetado de detección de objetos de fotograma de vídeo

Puede crear un trabajo de etiquetado de detección de objetos de fotogramas de vídeo mediante la consola
de SageMaker o elCreateLabelingJobOperación de la API de.

En esta sección se presupone que ha revisado laDescripción general del Job de etiquetado de
fotogramas (p. 230)y han elegido el tipo de datos de entrada y la conexión de dataset de entrada que
está utilizando.

Creación de un trabajo de etiquetado (consola)

Puede seguir las instrucciones que se describen enCreación de un trabajo de etiquetado
(consola) (p. 362)Para obtener información sobre cómo crear un trabajo de seguimiento de objetos
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de fotogramas de vídeo en la consola de SageMaker. En el paso 10, elijaDetección de objetosdesde
lasCategoría de tareaLista desplegable. Seleccione el tipo de tarea que desee seleccionando una de las
tarjetas deSelección de tareas.

221



Amazon SageMaker Developer Guide
Etiquetar vídeos y marcos de vídeo

222



Amazon SageMaker Developer Guide
Etiquetar vídeos y marcos de vídeo

Creación de un trabajo de etiquetado (API)

Crear un trabajo de etiquetado de detección de objetos mediante la operación API de
SageMakerCreateLabelingJob. Esta API define esta operación para todos los SDK de AWS. Para ver
una lista de SDK específicos de lenguajes admitidos para esta operación, revise la sección Ver también de
CreateLabelingJob.

Creación de un trabajo de etiquetado (API) (p. 366) proporciona una visión general de la operación
CreateLabelingJob. Siga estas instrucciones y haga lo siguiente mientras configura su solicitud:

• Debe introducir un ARN para HumanTaskUiArn. Use
arn:aws:sagemaker:<region>:394669845002:human-task-ui/VideoObjectDetection.
Reemplazar<region>conAWSRegión en la que va a crear el trabajo de etiquetado.

No incluya una entrada para elUiTemplateS3UriParámetro de.
• El LabelAttributeName debe terminar en -ref. Por ejemplo, video-od-labels-ref.
• El archivo de manifiesto de entrada debe ser un archivo de manifiesto de secuencia de fotogramas

de vídeo. Puede crear este archivo de manifiesto mediante la consola de SageMaker, o crearlo
manualmente y cargarlo en Amazon S3. Para obtener más información, consulte Configuración de los
datos de entrada (p. 434).

• Sólo puede utilizar equipos de trabajo privados o de proveedor para crear trabajos de etiquetado de
detección de objetos de fotogramas de vídeo.

• Especifique las instrucciones del trabajador y las etiquetas en un archivo de configuración de categoría
de etiqueta, el tipo de tarea y las etiquetas. Especifique el tipo de tarea (cuadros delimitadores,
polilíneas, polígonos o punto clave) medianteannotationTypeEn el archivo de configuración de
categoría de etiqueta. Para obtener más información, consulte Creación de un archivo de configuración
de categorías de etiquetado con atributos de fotograma y categoría de etiqueta (p. 376) para aprender
a crear este archivo.

• Debe proporcionar ARN predefinidos para las funciones Lambda (ACS) preanotación y postanotación.
Se trata de ARN específicos de la región de AWS que se utiliza para crear el trabajo de etiquetado.
• Para buscar la preanotación de Lambda ARN, consultePreHumanTaskLambdaArn. Utilice la región

en la que va a crear el trabajo de etiquetado para buscar el ARN correcto que termina enPRE-
VideoObjectDetection.

• Para buscar el ARN de Lambda postanotación, consulteAnnotationConsolidationLambdaArn.
Utilice la región en la que va a crear el trabajo de etiquetado para buscar el ARN correcto que termina
enACS-VideoObjectDetection.

• El número de trabajadores especificado en NumberOfHumanWorkersPerDataObject debe ser 1.
• El etiquetado automatizado de datos no es compatible con los trabajos de etiquetado de fotogramas de

vídeo. No especifique valores para los parámetros enLabelingJobAlgorithmsConfig.
• Los trabajos de etiquetado de seguimiento de objetos de fotograma de vídeo pueden tardar varias horas

en completarse. Puede especificar un límite de tiempo más largo para estos trabajos de etiquetado en
TaskTimeLimitInSeconds (hasta 7 días o 604 800 segundos).

A continuación se muestra un ejemplo deAWSSolicitud de Python SDK (Boto3)Para crear un trabajo de
etiquetado en la región EE.UU. Este (Norte de Virginia).

response = client.create_labeling_job(
    LabelingJobName='example-video-od-labeling-job,
    LabelAttributeName='label',
    InputConfig={
        'DataSource': {
            'S3DataSource': {
                'ManifestS3Uri': 's3://DOC-EXAMPLE-BUCKET/path/video-frame-sequence-input-
manifest.json'
            }
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        },
        'DataAttributes': {
            'ContentClassifiers': [
                'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent',
            ]
        }
    },
    OutputConfig={
        'S3OutputPath': 's3://DOC-EXAMPLE-BUCKET/prefix/file-to-store-output-data',
        'KmsKeyId': 'string'
    },
    RoleArn='arn:aws:iam::*:role/*,
    LabelCategoryConfigS3Uri='s3://bucket/prefix/label-categories.json',
    StoppingConditions={
        'MaxHumanLabeledObjectCount': 123,
        'MaxPercentageOfInputDatasetLabeled': 123
    },
    HumanTaskConfig={
        'WorkteamArn': 'arn:aws:sagemaker:us-east-1:*:workteam/private-crowd/*',
        'UiConfig': {
            'HumanTaskUiArn: 'arn:aws:sagemaker:us-east-1:394669845002:human-task-ui/
VideoObjectDetection'
        },
        'PreHumanTaskLambdaArn': 'arn:aws:lambda:us-east-1:432418664414:function:PRE-
VideoObjectDetection',
        'TaskKeywords': [
            'Video Frame Object Detection',
        ],
        'TaskTitle': 'Video frame object detection task',
        'TaskDescription': 'Classify and identify the location of objects and people in
 video frames',
        'NumberOfHumanWorkersPerDataObject': 123,
        'TaskTimeLimitInSeconds': 123,
        'TaskAvailabilityLifetimeInSeconds': 123,
        'MaxConcurrentTaskCount': 123,
        'AnnotationConsolidationConfig': {
            'AnnotationConsolidationLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:ACS-VideoObjectDetection'
        },
    Tags=[
        {
            'Key': 'string',
            'Value': 'string'
        },
    ]
)

Crear Job de etiquetado de verificación o ajuste de detección de objetos de fotogramas de vídeo

Puede crear un trabajo de etiquetado de ajuste y verificación mediante la consola de Ground Truth
oCreateLabelingJobAPI. Para obtener más información sobre los trabajos de etiquetado de ajuste
y verificación, y para obtener más información sobre cómo crear uno, consulteVerificación y ajuste de
etiquetas (p. 317).

Formato de los datos de salida

Cuando crea un trabajo de etiquetado de detección de objetos de fotogramas de vídeo, las tareas se
envían a los trabajadores. Cuando los trabajadores completan las tareas, las etiquetas se escriben
en la ubicación de salida de Amazon S3 que especificó al crear el trabajo de etiquetado. Para obtener
información sobre el formato de datos de salida de detección de objetos de fotograma de vídeo,
consulteSalida de detección de objetos de marco de vídeo (p. 450). Si es un usuario nuevo de Ground
Truth, consulteDatos de salida (p. 438)Para obtener más información sobre el formato de datos de salida
de Ground Truth.

224



Amazon SageMaker Developer Guide
Etiquetar vídeos y marcos de vídeo

Seguimiento de objetos fotograma de vídeo
Puede utilizar el tipo de tarea de seguimiento de objetos de fotogramas de vídeo para que los trabajadores
realicen un seguimiento del movimiento de objetos en una secuencia de fotogramas de vídeo (imágenes
extraídas de un vídeo) mediante cuadros delimitadores, polilíneas, polígonos o puntos claveHerramientas
de anotación. La herramienta que elija define el tipo de tarea de fotogramas de vídeo que cree. Por
ejemplo, puede utilizar un tipo de tarea de seguimiento de objetos de fotogramas de vídeo de cuadro
delimitador para pedir a los empleados que hagan un seguimiento del movimiento de objetos como
automóviles, bicicletas y peatones dibujando cuadros alrededor de ellos.

Proporciona una lista de categorías y cada anotación que un trabajador agrega a un fotograma de vídeo se
identifica comoInstanciade esa categoría utilizando un ID de instancia. Por ejemplo, si proporciona el coche
de categoría de etiqueta, el primer coche que anota un trabajador tendrá el coche de ID de ejempla:1. El
segundo coche que anota el trabajador tendrá el coche ID de instancia: 2. Para realizar un seguimiento
del movimiento de un objeto, el trabajador agrega anotaciones asociadas con el mismo ID de instancia
alrededor al objeto en todos los fotogramas.

Puede crear un trabajo de etiquetado de seguimiento de objetos de fotogramas de vídeo mediante la
consola de Amazon SageMaker Ground Truth, la API de SageMaker y el idioma específicoAWSSDK. Para
obtener más información, consulteCreación de un Job de etiquetado de detección de objetos de fotograma
de vídeo (p. 220)Y seleccione su método preferido. ConsulteTipos de tareas (p. 231)Para obtener
más información sobre las herramientas de annotaciones entre las que puede elegir al crear un trabajo de
etiquetado.

Ground Truth proporciona una interfaz de usuario de trabajador y herramientas para completar sus tareas
de trabajo de etiquetado:Vista previa de la interfaz de usuario (p. 220).

Puede crear un trabajo para ajustar las anotaciones creadas en un trabajo de etiquetado de detección
de objetos de vídeo mediante el tipo de tarea de ajuste de detección de objetos de vídeo. Para obtener
más información, consulte Crear Job de etiquetado de verificación o ajuste de detección de objetos de
fotogramas de vídeo (p. 224).

Vista previa de la interfaz de usuario

Ground Truth ofrece a los trabajadores una interfaz de usuario (UI) web para completar las tareas de
anotación de seguimiento de objetos de fotograma de vídeo. Es posible obtener una vista previa e
interactuar con la interfaz de usuario del trabajador al crear un trabajo de etiquetado en la consola. Si es
un usuario nuevo, le recomendamos crear un trabajo de etiquetado a través de la consola de mediante
un pequeño conjunto de datos de entrada para obtener una vista previa de la interfaz de usuario del
trabajador y garantizar que los fotogramas de vídeo, las etiquetas y los atributos de etiqueta aparecen
como es debido.

La interfaz de usuario proporciona a los trabajadores las siguientes herramientas de etiquetado de
asistencia para completar las tareas de seguimiento de objetos:

• Para todas las tareas, los trabajadores pueden utilizar la herramientaCopiar a siguienteyCopiar a
todospara copiar una anotación con el mismo ID único en el fotograma siguiente o en todos los
fotogramas posteriores, respectivamente.

• Para las tareas que incluyen las herramientas de cuadro delimitador, los trabajadores pueden utilizar
unPredicción siguientepara dibujar un cuadro delimitador en un solo fotograma y, a continuación,
hacer que Ground Truth prediga la ubicación de los cuadros con el mismo ID único en todos los demás
fotogramas. A continuación, los trabajadores pueden realizar ajustes para corregir las ubicaciones de
caja previstas.

Crear un Job de etiquetado de seguimiento de objetos de fotograma de vídeo

Puede crear un trabajo de etiquetado de seguimiento de objetos de fotogramas de vídeo mediante la
consola de SageMaker o elCreateLabelingJobOperación de la API de.
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En esta sección se presupone que ha revisado laDescripción general del Job de etiquetado de
fotogramas (p. 230)y han elegido el tipo de datos de entrada y la conexión de dataset de entrada que
está utilizando.

Creación de un trabajo de etiquetado (consola)

Puede seguir las instrucciones que se describen enCreación de un trabajo de etiquetado
(consola) (p. 362)Para obtener información sobre cómo crear un trabajo de seguimiento de objetos
de fotogramas de vídeo en la consola de SageMaker. En el paso 10, elijaVídeo - Seguimiento de
objetosdesde lasCategoría de tareaLista desplegable. Seleccione el tipo de tarea que desee seleccionando
una de las tarjetas deSelección de tareas.
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Creación de un trabajo de etiquetado (API)

Crear un trabajo de etiquetado de seguimiento de objetos mediante la operación API de
SageMakerCreateLabelingJob. Esta API define esta operación para todos los SDK de AWS. Para ver
una lista de SDK específicos de lenguajes admitidos para esta operación, revise la sección Ver también de
CreateLabelingJob.

Creación de un trabajo de etiquetado (API) (p. 366) proporciona una visión general de la operación
CreateLabelingJob. Siga estas instrucciones y haga lo siguiente mientras configura su solicitud:

• Debe introducir un ARN para HumanTaskUiArn. Use
arn:aws:sagemaker:<region>:394669845002:human-task-ui/VideoObjectTracking.
Reemplazar<region>conAWSRegión en la que va a crear el trabajo de etiquetado.

No incluya una entrada para elUiTemplateS3UriParámetro de.
• El LabelAttributeName debe terminar en -ref. Por ejemplo, ot-labels-ref.
• El archivo de manifiesto de entrada debe ser un archivo de manifiesto de secuencia de fotogramas

de vídeo. Puede crear este archivo de manifiesto mediante la consola de SageMaker, o crearlo
manualmente y cargarlo en Amazon S3. Para obtener más información, consulte Configuración de los
datos de entrada (p. 434). Si crea un trabajo de etiquetado de transmisión por secuencias, el archivo
de manifiesto de entrada es opcional.

• Sólo puede utilizar equipos de trabajo privados o de proveedor para crear trabajos de etiquetado de
detección de objetos de fotogramas de vídeo.

• Especifique las instrucciones del trabajador y las etiquetas en un archivo de configuración de categoría
de etiqueta, el tipo de tarea y las etiquetas. Especifique el tipo de tarea (cuadros delimitadores,
polilíneas, polígonos o punto clave) medianteannotationTypeEn el archivo de configuración de
categoría de etiqueta. Para obtener más información, consulte Creación de un archivo de configuración
de categorías de etiquetado con atributos de fotograma y categoría de etiqueta (p. 376) para aprender
a crear este archivo.

• Debe proporcionar ARN predefinidos para las funciones Lambda (ACS) preanotación y postanotación.
Se trata de ARN específicos de la región de AWS que se utiliza para crear el trabajo de etiquetado.
• Para buscar la preanotación de Lambda ARN, consultePreHumanTaskLambdaArn. Utilice la región

en la que va a crear el trabajo de etiquetado para buscar el ARN correcto que termina enPRE-
VideoObjectTracking.

• Para buscar el ARN de Lambda postanotación, consulteAnnotationConsolidationLambdaArn.
Utilice la región en la que va a crear el trabajo de etiquetado para buscar el ARN correcto que termina
enACS-VideoObjectTracking.

• El número de trabajadores especificado en NumberOfHumanWorkersPerDataObject debe ser 1.
• El etiquetado automatizado de datos no es compatible con los trabajos de etiquetado de fotogramas de

vídeo. No especifique valores para los parámetros enLabelingJobAlgorithmsConfig.
• Los trabajos de etiquetado de seguimiento de objetos de fotograma de vídeo pueden tardar varias horas

en completarse. Puede especificar un límite de tiempo más largo para estos trabajos de etiquetado en
TaskTimeLimitInSeconds (hasta 7 días o 604 800 segundos).

A continuación se muestra un ejemplo deAWSSolicitud de Python SDK (Boto3)Para crear un trabajo de
etiquetado en la región EE.UU. Este (Norte de Virginia).

response = client.create_labeling_job(
    LabelingJobName='example-video-ot-labeling-job,
    LabelAttributeName='label',
    InputConfig={
        'DataSource': {
            'S3DataSource': {
                'ManifestS3Uri': 's3://DOC-EXAMPLE-BUCKET/path/video-frame-sequence-input-
manifest.json'
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            }
        },
        'DataAttributes': {
            'ContentClassifiers': [
                'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent',
            ]
        }
    },
    OutputConfig={
        'S3OutputPath': 's3://DOC-EXAMPLE-BUCKET/prefix/file-to-store-output-data',
        'KmsKeyId': 'string'
    },
    RoleArn='arn:aws:iam::*:role/*,
    LabelCategoryConfigS3Uri='s3://bucket/prefix/label-categories.json',
    StoppingConditions={
        'MaxHumanLabeledObjectCount': 123,
        'MaxPercentageOfInputDatasetLabeled': 123
    },
    HumanTaskConfig={
        'WorkteamArn': 'arn:aws:sagemaker:us-east-1:*:workteam/private-crowd/*',
        'UiConfig': {
            'HumanTaskUiArn: 'arn:aws:sagemaker:us-east-1:394669845002:human-task-ui/
VideoObjectTracking'
        },
        'PreHumanTaskLambdaArn': 'arn:aws:lambda:us-east-1:432418664414:function:PRE-
VideoObjectTracking',
        'TaskKeywords': [
            'Video Frame Object Tracking,
        ],
        'TaskTitle': 'Video frame object tracking task',
        'TaskDescription': Tracking the location of objects and people across video
 frames',
        'NumberOfHumanWorkersPerDataObject': 123,
        'TaskTimeLimitInSeconds': 123,
        'TaskAvailabilityLifetimeInSeconds': 123,
        'MaxConcurrentTaskCount': 123,
        'AnnotationConsolidationConfig': {
            'AnnotationConsolidationLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:ACS-VideoObjectTracking'
        },
    Tags=[
        {
            'Key': 'string',
            'Value': 'string'
        },
    ]
)

Crear un Job de etiquetado de verificación o ajuste de seguimiento de objetos de fotogramas de
vídeo

Puede crear un trabajo de etiquetado de ajuste y verificación mediante la consola de Ground Truth
oCreateLabelingJobAPI. Para obtener más información sobre los trabajos de etiquetado de ajuste
y verificación, y para obtener más información sobre cómo crear uno, consulteVerificación y ajuste de
etiquetas (p. 317).

Formato de los datos de salida

Cuando crea un trabajo de etiquetado de seguimiento de objetos de fotogramas de vídeo, las tareas
se envían a los trabajadores. Cuando los trabajadores completan las tareas, las etiquetas se escriben
en la ubicación de salida de Amazon S3 que especificó al crear el trabajo de etiquetado. Para obtener
información sobre el formato de datos de salida de seguimiento de objetos de fotogramas, consulteSalida
de seguimiento de objetos de marco de vídeo (p. 453). Si es un usuario nuevo de Ground Truth,
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consulteDatos de salida (p. 438)Para obtener más información sobre el formato de datos de salida de
Ground Truth.

Descripción general del Job de etiquetado de fotogramas
Utilice esta página para obtener información sobre los trabajos de etiquetado de fotogramas de vídeo de
detección de objetos y seguimiento de objetos. La información de esta página se aplica a ambos tipos de
tareas integrados.

El trabajo de etiquetado de fotogramas de vídeo es único debido a lo siguiente:

• Puede proporcionar objetos de datos listos para anotar (fotogramas de vídeo), o puede proporcionar
archivos de vídeo y hacer que Ground Truth extraiga automáticamente fotogramas de vídeo.

• Los trabajadores tienen la capacidad de ahorrar trabajo a medida que avanzan.
• No puede utilizar laAmazon Mechanical Turkpara completar sus tareas de etiquetado.
• Ground Truth proporciona una interfaz de usuario de trabajador, así como herramientas de etiquetado

básicas y de asistencia, para ayudar a los trabajadores a completar sus tareas. No es necesario
proporcionar una plantilla de tarea del trabajador.

Utilice los siguientes temas para obtener más información.

Temas
• Datos de entrada (p. 230)
• Tiempos de finalización de trabajos (p. 230)
• Tipos de tareas (p. 231)
• Workforces (p. 231)
• Interfaz de usuario (IU) del trabajador (p. 231)
• Requisitos de permisos de Job de fotograma (p. 233)

Datos de entrada

El trabajo de etiquetado de fotogramas de vídeo utilizaSecuenciasde fotogramas de vídeo. Una secuencia
única es una serie de imágenes que se han extraído de un solo vídeo. Puede proporcionar sus propias
secuencias de fotogramas de vídeo o hacer que Ground Truth extraiga automáticamente secuencias de
fotogramas de vídeo de sus archivos de vídeo. Para obtener más información, consulte Proporcionar
archivos de vídeo (p. 433).

Ground Truth utiliza archivos de secuencia para identificar todas las imágenes en una sola secuencia.
Todas las secuencias que desea incluir en un único trabajo de etiquetado se identifican en un archivo
de manifiesto de entrada. Cada secuencia se utiliza para crear una sola tarea de trabajo. Puede crear
automáticamente archivos de secuencia y un archivo de manifiesto de entrada mediante la configuración
automática de datos de Ground Truth. Para obtener más información, consulte Configuración automática
de datos de entrada de fotogramas (p. 434).

Para obtener información sobre cómo crear manualmente archivos de secuencia y un archivo de
manifiesto de entrada, consulteCree un archivo de manifiesto de entrada de fotograma de vídeo (p. 436).

Tiempos de finalización de trabajos

Los trabajos de etiquetado de fotogramas de vídeo y vídeo pueden tardar horas en completarse. Puede
establecer la cantidad total de tiempo que los trabajadores pueden trabajar en cada tarea mediante la
creación de un trabajo de etiquetado. El tiempo máximo que puede establecer para que los trabajadores
trabajen en tareas es de 7 días. El valor predeterminado es 3 días.

Se recomienda encarecidamente que cree tareas que los trabajadores puedan completar en un plazo
de 12 horas. Los trabajadores deben mantener abierta la interfaz de usuario del trabajador mientras
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trabajan en una tarea. Pueden guardar el trabajo según avanzan y Ground Truth guarda su trabajo cada 15
minutos.

Cuando se utiliza SageMakerCreateLabelingJob, establezca el tiempo total que una tarea está
disponible para los trabajadores delTaskTimeLimitInSecondsparámetro deHumanTaskConfig.

Al crear un trabajo de etiquetado en la consola, puede especificar este límite de tiempo al seleccionar el
tipo de fuerza de trabajo y el equipo de trabajo.

Tipos de tareas

Cuando crea un trabajo de etiquetado de rastreo de objetos de vídeo o detección de objetos de vídeo,
especifica el tipo de anotación que desea que los trabajadores creen mientras trabajan en la tarea de
etiquetado. El tipo de anotación determina el tipo de datos de salida Ground Truth devuelve y define la
propiedadTipo de tareapara su trabajo de etiquetado.

Si crea un trabajo de etiquetado con la operación de API deCreateLabelingJob, especifique el tipo de
tarea mediante el parámetro de archivo de configuración de categoría de etiquetaannotationType. Para
obtener más información, consulte Creación de un archivo de configuración de categorías de etiquetado
con atributos de fotograma y categoría de etiqueta (p. 376).

Los siguientes tipos de tareas están disponibles para los trabajos de etiquetado de rastreo de objetos de
vídeo o detección de objetos de vídeo:

• Bounding Box: a los trabajadores se les proporcionan herramientas para crear anotaciones de cuadro
delimitador. Un cuadro delimitador es un cuadro que un trabajador dibuja alrededor de un objeto para
identificar la ubicación del píxel y la etiqueta de ese objeto en el marco.

• Polyline: a los trabajadores se les proporcionan herramientas para crear anotaciones de polilínea. Una
polilínea se define por la serie de coordenadas x, y ordenadas. Cada punto añadido a la polilínea se
conecta al punto anterior mediante una línea. La polilínea no tiene que cerrarse (el punto inicial y el
punto final no tienen que ser los mismos) y no hay restricciones en los ángulos formados entre las
líneas.

• polígono: a los trabajadores se les proporcionan herramientas para crear anotaciones poligonales.
Un polígono es una forma cerrada definida por una serie de coordenadas x, y ordenadas. Cada punto
añadido al polígono está conectado al punto anterior mediante una línea y no hay restricciones en los
ángulos formados entre las líneas. Dos líneas (lados) del polígono no se pueden cruzar. El punto inicial y
final de un polígono debe ser el mismo.

• keypoint: a los trabajadores se les proporcionan herramientas para crear anotaciones de puntos clave.
Un punto clave es un único punto asociado a una coordenada x, y en el fotograma de vídeo.

Workforces

Al crear un trabajo de etiquetado de fotograma de vídeo, debe especificar un equipo de trabajo para
completar las tareas de anotación. Puede elegir un equipo de trabajo de una fuerza de trabajo privada de
sus propios trabajadores o de una fuerza de trabajo del proveedor que seleccione en AWS Marketplace .
No puede utilizar el personal de Amazon Mechanical Turk para trabajos de etiquetado de fotogramas de
vídeo.

Para obtener más información acerca de las fuerzas de trabajo de proveedores, consulteAdministración de
personal del proveedor (p. 498).

Para obtener información sobre cómo crear y administrar una fuerza de trabajo privada, consulte Crear
personal privado (p. 499).

Interfaz de usuario (IU) del trabajador

Ground Truth proporciona una interfaz de usuario (IU) del trabajador, herramientas y características de
etiquetado de apoyo para ayudar a los empleados a completar las tareas de etiquetado de vídeo. Es
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posible obtener una vista previa de la interfaz de usuario del trabajador al crear un trabajo de etiquetado en
la consola.

Cuando se crea un trabajo de etiquetado mediante la operación de la APICreateLabelingJob,
debe proporcionar un ARN proporcionado por Ground Truth en el parámetroHumanTaskUiArnpara
especificar la interfaz de usuario de trabajo para el tipo de tarea. Puede usarHumanTaskUiArncon la
SageMakerRenderUiTemplateoperación de API para obtener una vista previa de la interfaz de usuario

Debe proporcionar las instrucciones del trabajador, las etiquetas y, opcionalmente, los atributos que
los empleados pueden utilizar para proporcionar más información sobre las etiquetas y los fotogramas
de vídeo. Estos atributos se denominan atributos de categoría de etiqueta y atributos de marco,
respectivamente. Todos se muestran en la interfaz de usuario del trabajador.

Categoría de etiqueta y atributos de marco

Al crear un trabajo de etiquetado de detección de objetos de vídeo o detección de objetos de vídeo, puede
agregar uno o másatributos de categoría de etiquetayatributos de fotograma:

• Atributo categoría de etiqueta— Una lista de opciones (cadenas), un cuadro de texto de formulario
libre o un campo numérico asociado a una o varias etiquetas. Es utilizado por los trabajadores para
proporcionar metadatos sobre una etiqueta.

• Trama de atributo— Una lista de opciones (cadenas), un cuadro de texto de formulario libre o un campo
numérico que aparece en cada fotograma de vídeo que se envía a anotar un trabajador. Es utilizado por
los trabajadores para proporcionar metadatos sobre fotogramas de vídeo.

Además, puede utilizar atributos de etiqueta y marco para que los trabajadores verifiquen las etiquetas en
un trabajo de verificación de etiquetas de fotogramas de vídeo.

Utilice las secciones siguientes para obtener más información sobre estos atributos. Para obtener
información sobre cómo agregar atributos de categoría de etiqueta y marco a un trabajo de etiquetado,
utilice laCreación de Job de etiquetadoen laPágina de tipo de tarea (p. 219)de su elección.

Atributos de categoría de etiqueta

Agregue atributos de categoría de etiqueta a etiquetas para ofrecer a los trabajadores la posibilidad de
proporcionar más información sobre las anotaciones que crean. Un atributo de categoría de etiqueta se
agrega a una etiqueta individual o a todas las etiquetas. Cuando se aplica un atributo de categoría de
etiqueta a todas las etiquetas, se denominaatributo de categoría de etiqueta global.

Por ejemplo, si agrega la categoría de etiquetaVehículo deTambién es posible que desee capturar datos
adicionales sobre los coches etiquetados, como si están ocluidos o el tamaño del vehículo. Para capturar
estos metadatos, puede utilizar atributos de categoría de etiqueta. En este ejemplo, si ha agregado
el atributoOccludeda la categoría de etiqueta de coche, puede asignarParcial,Completamente,noa
laOccludedy permitir que los trabajadores seleccionen una de estas opciones.

Cuando crea un trabajo de verificación de etiquetas, agrega atributos de categoría de etiquetas a cada
etiqueta que desea que verifiquen los trabajadores.

Atributos de nivel de

Agregue atributos de fotogramas para ofrecer a los trabajadores la capacidad de proporcionar más
información sobre fotogramas de vídeo individuales. Cada atributo de marco que añada aparece en todos
los fotogramas.

Por ejemplo, puede agregar un atributo de marco numérico para que los trabajadores identifiquen el
número de objetos que ven en un marco determinado.

En otro ejemplo, puede que desee proporcionar un cuadro de texto de formato libre para dar a los
trabajadores la capacidad de proporcionar una respuesta a una pregunta.
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Al crear un trabajo de verificación de etiquetas, puede agregar uno o varios atributos de fotograma para
pedir a los trabajadores que proporcionen comentarios sobre todas las etiquetas de un fotograma de vídeo.

Instrucciones para el trabajador

Puede proporcionar instrucciones para el trabajador para ayudar a los trabajadores a completar las tareas
de etiquetado de fotogramas de vídeo. Es posible que desee cubrir los siguientes temas al escribir las
instrucciones:

• Prácticas recomendadas y cosas que evitar al anotar objetos.
• Los atributos de categoría de etiqueta proporcionados (para tareas de detección de objetos y

seguimiento de objetos) y cómo usarlos.
• Cómo ahorrar tiempo al etiquetar mediante métodos abreviados de teclado.

Puede agregar las instrucciones del trabajador mediante la consola de SageMaker al crear un trabajo
de etiquetado. Si crea un trabajo de etiquetado mediante la operación CreateLabelingJob de la API,
especifique las instrucciones del trabajador en el archivo de configuración de categoría de etiqueta.

Además de las instrucciones, Ground Truth proporciona un enlace para ayudar a los trabajadores a
navegar y utilizar el portal del trabajador. Para ver estas instrucciones, seleccione el tipo de tarea en
Instrucciones para el trabajador (p. 234).

Cómo declinar una tarea

Los trabajadores son capaces de rechazar las tareas.

Los trabajadores rechazan una tarea si las instrucciones no son claras, los datos de entrada no se
muestran correctamente o si encuentran algún otro problema con la tarea. Si el número de trabajadores
por objeto de conjunto de datos (NumberOfHumanWorkersPerDataObject) rechazan la tarea, el objeto
de datos se marca como caducado y no se enviará a trabajadores adicionales.

Requisitos de permisos de Job de fotograma

Al crear un trabajo de etiquetado de fotogramas de vídeo, además de los requisitos de permisos que se
encuentran enAsignar permisos de IAM para utilizar Ground Truth (p. 477), debe agregar una política
CORS al bucket de S3 que contiene el archivo de manifiesto de entrada.

Agregar una política de permisos CORS al bucket de S3

Al crear un trabajo de etiquetado de fotogramas de vídeo, especifica los buckets en S3 donde se
encuentran los datos de entrada y el archivo de manifiesto y donde se almacenarán los datos de salida.
Estos buckets pueden ser los mismos. Debe asociar la siguiente política de intercambio de recursos de
origen cruzado (CORS) a los buckets de entrada y salida. Si utiliza la consola de Amazon S3 para agregar
la política al bucket, debe utilizar el formato JSON.

JSON

[
    {
        "AllowedHeaders": [
            "*"
        ],
        "AllowedMethods": [
            "GET",
            "HEAD",
            "PUT"
        ],
        "AllowedOrigins": [
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            "*"
        ],
        "ExposeHeaders": [
            "Access-Control-Allow-Origin"
        ],
        "MaxAgeSeconds": 3000
    }
]

XML

<?xml version="1.0" encoding="UTF-8"?>
<CORSConfiguration xmlns="http://s3.amazonaws.com/doc/2006-03-01/">
<CORSRule>
    <AllowedOrigin>*</AllowedOrigin>
    <AllowedMethod>GET</AllowedMethod>
    <AllowedMethod>HEAD</AllowedMethod>
    <AllowedMethod>PUT</AllowedMethod>
    <MaxAgeSeconds>3000</MaxAgeSeconds>
    <ExposeHeader>Access-Control-Allow-Origin</ExposeHeader>
    <AllowedHeader>*</AllowedHeader>
</CORSRule>
</CORSConfiguration>

Para obtener información sobre cómo agregar una política CORS a un bucket de S3, consulte¿Cómo se
agrega la funcionalidad de uso compartido de recursos entre dominios con CORS?en la Guía del usuario
de la consola de Amazon Simple Storage Service.

Instrucciones para el trabajador
En este tema se proporciona una descripción general del portal de empleados de Ground Truth y las
herramientas disponibles para completar la tarea de etiquetado de fotogramas de vídeo. En primer lugar,
seleccione el tipo de tarea en la que está trabajando en Temas.

Important

Se recomienda que complete su tarea con un navegador web de Google Chrome o Firefox.

Para trabajos de ajuste, seleccione el tipo de tarea de etiquetado original con el que se produjeron las
etiquetas que está ajustando. Revise y ajuste las etiquetas de su tarea según sea necesario.

Temas
• Trabajo en tareas de seguimiento de objetos de fotograma de vídeo (p. 234)
• Trabajo en tareas de detección de objetos de fotograma de vídeo (p. 243)

Trabajo en tareas de seguimiento de objetos de fotograma de vídeo

Las tareas de seguimiento de objetos de fotogramas de vídeo requieren realizar un seguimiento del
movimiento de los objetos a través de fotogramas Un fotograma de vídeo es una imagen fija de una
escena de vídeo.

Puede utilizar la interfaz de usuario de trabajo para navegar entre fotogramas de vídeo y utilizar las
herramientas proporcionadas para identificar objetos únicos y realizar un seguimiento de su movimiento de
uno a otro. Utilice esta página para obtener información sobre cómo navegar por la interfaz de usuario del
trabajador, utilizar las herramientas proporcionadas y completar la tarea.

Se recomienda que complete su tarea con un navegador web de Google Chrome o Firefox.
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Important

Si ve que ya se han agregado anotaciones a uno o más fotogramas de vídeo al abrir la tarea,
ajuste esas anotaciones y añada anotaciones adicionales según sea necesario.

Temas
• Su tarea (p. 235)
• Explore la interfaz de usuario (p. 237)
• Edición masiva de atributos de etiqueta y marco (p. 237)
• Guía de herramientas (p. 238)
• Guía de iconos (p. 241)
• Shortcuts (p. 242)
• Liberar, detener y reanudar y rechazar tareas (p. 242)
• Guardar el trabajo y enviar (p. 243)

Su tarea

Cuando trabaja en una tarea de seguimiento de objetos de fotogramas de vídeo, debe seleccionar una
categoría en el cuadro de diálogoCategoría de etiquetaEn la parte derecha del portal de trabajo para
comenzar a anotar. Después de elegir una categoría, utilice las herramientas proporcionadas para anotar
los objetos a los que se aplica la categoría. Esta anotación se asociará a un identificador de etiqueta único
que solo se debe usar para ese objeto. Utilice este mismo identificador de etiqueta para crear anotaciones
adicionales para el mismo objeto en todos los fotogramas de vídeo en los que aparece. ConsulteGuía de
herramientas (p. 238)Para obtener más información sobre las herramientas proporcionadas.

Después de agregar una etiqueta, es posible que veas una flecha hacia abajo junto a la etiqueta en el
cuadroEtiquetasMenú. Seleccione esta flecha y, a continuación, seleccione una opción para cada atributo
de etiqueta que vea para proporcionar más información sobre esa etiqueta.

Es posible que veas atributos de marco en elEtiquetasMenú. Estos atributos aparecerán en cada
fotograma de la tarea. Utilice estas solicitudes de atributos para introducir información adicional sobre cada
fotograma.
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Después de agregar una etiqueta, puede agregar y editar rápidamente un valor de atributo de categoría
de etiqueta utilizando la flecha hacia abajo situada junto a la etiqueta en el cuadroEtiquetasMenú. Si
selecciona el icono de lápiz que se encuentra junto a la etiqueta en la.EtiquetasMenú, laEdición de
instanciaaparecerá el menú. Puede editar el ID de etiqueta, la categoría de etiqueta y los atributos de
categoría de etiqueta mediante este menú.

Para editar una anotación, seleccione la etiqueta de la anotación que desea editar en el cuadro de
diálogoEtiquetaso seleccione la anotación en el marco. Al editar o eliminar una anotación, la acción sólo
modificará la anotación en un solo fotograma.

Si está trabajando en una tarea que incluye una herramienta de cuadro delimitador, utilice el icono Predecir
siguiente para predecir la ubicación de todos los cuadros delimitadores que haya dibujado en un marco en
el siguiente fotograma. Si selecciona un solo cuadro y, a continuación, selecciona el icono de predicción
siguiente, solo se predice ese cuadro en el siguiente fotograma. Si no ha agregado ningún cuadro al
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fotograma actual, obtendrá un error. Debe añadir al menos un cuadro al fotograma antes de utilizar esta
función.

Después de utilizar el icono de predicción siguiente, revise la ubicación de cada cuadro en el siguiente
fotograma y realice ajustes en la ubicación y el tamaño de la caja si es necesario.

Para todas las demás herramientas, puede usar laCopiar a siguienteyCopiar a todospara copiar las
anotaciones a los fotogramas siguientes o a todos, respectivamente.

Explore la interfaz de usuario

Puede navegar entre fotogramas de vídeo utilizando la barra de navegación situada en la esquina inferior
izquierda de la interfaz de usuario.

Utilice el botón de reproducción para desplazarse automáticamente a través de toda la secuencia de
fotogramas.

Utilice los botones de fotograma siguiente y anterior para avanzar o retroceder un fotograma a la vez.
También puede introducir un número de fotograma para desplazarse hasta ese fotograma.

Puede acercar y alejar todos los fotogramas de vídeo. Una vez que hayas hecho zoom a un fotograma de
vídeo, puedes moverte por ese fotograma usando el icono de movimiento. Cuando establece una nueva
vista en un único fotograma de vídeo haciendo zoom y moviéndose dentro de ese fotograma, todos los
fotogramas de vídeo se configuran en la misma vista. Puede restablecer todos los fotogramas de vídeo a
su vista original utilizando el icono de pantalla de ajuste. Para obtener más opciones de vista, consulteGuía
de iconos (p. 241).

Cuando se encuentra en la interfaz de usuario de empleado, verá los siguientes menús:

• Instrucciones: revise estas instrucciones antes de comenzar la tarea. Además, seleccioneMás
instruccionesy revise estas instrucciones.

• Shortcuts: utilice este menú para ver los métodos abreviados de teclado que puede utilizar para navegar
por los fotogramas de vídeo y utilizar las herramientas proporcionadas.

• Ayuda— Utilice esta opción para referirse a esta documentación.

Edición masiva de atributos de etiqueta y marco

Puede editar de forma masiva los atributos de etiqueta y los atributos de marco (atributos).

Cuando edita un atributo de forma masiva, especifica uno o varios rangos de fotogramas a los que desea
aplicar la edición. El atributo seleccionado se edita en todos los fotogramas de ese rango, incluidos los
fotogramas inicial y final que especifique. Cuando edita atributos de etiqueta de forma masiva, el rango
especificadodebecontienen la etiqueta a la que está asociado el atributo label. Si especifica fotogramas
que no contienen esta etiqueta, obtendrá un error.

Para editar de forma masiva un atributo,debeespecifique primero el valor deseado para el atributo. Por
ejemplo, si desea cambiar un atributo deSíDe aNo, debe seleccionarNoy, a continuación, realice la edición
masiva.

También puede especificar un nuevo valor para un atributo que no se ha rellenado y, a continuación,
utilizar la función de edición masiva para rellenar ese valor en varios fotogramas. Para ello, seleccione el
valor deseado para el atributo y realice el procedimiento siguiente.

Para editar de forma masiva una etiqueta o un atributo:

1. Utilice el ratón para hacer clic con el botón derecho en el atributo que desea editar en bloque.
2. Especifique el rango de fotogramas al que desea aplicar la edición masiva mediante un guión (-) en el

cuadro de texto. Por ejemplo, si desea aplicar la edición a fotogramas del uno al diez, escriba1-10. Si
desea aplicar la edición a fotogramas de dos a cinco, ocho a diez y veinte, escriba2-5,8-10,20.
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3. Selectconfirmar.

Si recibe un mensaje de error, compruebe que ha introducido un rango válido y que la etiqueta asociada al
atributo de etiqueta que está editando (si corresponde) existe en todos los fotogramas especificados.

Puede agregar rápidamente una etiqueta a todos los fotogramas anteriores o posteriores mediante la
herramientaDuplicar a cuadros anterioresyDuplicar a fotogramasen el cuadro de diálogoEtiquetaEn la parte
superior de la página.

Guía de herramientas

La tarea incluirá una o varias herramientas. La herramienta proporcionada determina el tipo de anotaciones
que va a crear para identificar y rastrear objetos. Utilice la tabla siguiente para obtener más información
sobre cada herramienta proporcionada.

Herramienta Icono Acción Descripción

Bounding Box Añada una anotación de
cuadro delimitador.

Elija este icono para
agregar un cuadro de
delimitación. Cada
cuadro delimitador que
agregue se asocia con
la categoría elegida en
el menú desplegable
Categoría de etiqueta.
Seleccione el cuadro
delimitador o su etiqueta
asociada para ajustarlo.

Bounding Box Predecir cuadros
delimitadores en el
siguiente fotograma.

Seleccione un cuadro
delimitador y, a
continuación, elija
este icono para
predecir la ubicación
de ese cuadro en el
siguiente fotograma.
Puede seleccionar
el icono varias veces
seguidas para detectar
automáticamente la
ubicación de la caja en
varios fotogramas. Por
ejemplo, seleccione
este icono 5 veces para
predecir la ubicación de
un cuadro delimitador
en los 5 fotogramas
siguientes.

keypoint Añada una anotación de
punto clave.

Elija este icono para
agregar un punto clave.
Haga clic en un objeto
en la imagen para
colocar el punto clave
en esa ubicación.

Cada punto clave que
agregue se asocia con
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Herramienta Icono Acción Descripción
la categoría elegida en
el menú desplegable
Categoría de etiqueta.
Seleccione un punto
clave o su etiqueta
asociada para ajustarlo.

Polyline Añada una anotación de
polilínea.

Elija este icono
para agregar una
polilínea. Para añadir
una polilínea, haga
clic continuamente
alrededor del objeto
de interés para añadir
nuevos puntos. Para
dejar de dibujar una
polilínea, seleccione
el último punto que ha
colocado por segunda
vez (este punto será
verde) o pulseEscribaen
el teclado.

Cada punto añadido a la
polilínea se conecta al
punto anterior mediante
una línea. La polilínea
no tiene que cerrarse (el
punto inicial y el punto
final no tienen que ser
los mismos) y no hay
restricciones en los
ángulos formados entre
las líneas.

Cada polilínea que
agregue se asocia con
la categoría elegida en
el menú desplegable
Categoría de etiqueta.
Seleccione la polilínea
o su etiqueta asociada
para ajustarla.
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Herramienta Icono Acción Descripción

polígono Agregue una anotación
de polígono.

Elija este icono para
agregar un polígono.
Para añadir un polígono,
haga clic continuamente
alrededor del objeto
de interés para añadir
nuevos puntos. Para
dejar de dibujar el
polígono, seleccione el
punto inicial (este punto
será verde).

Un polígono es una
forma cerrada definida
por una serie de puntos
que se colocan. Cada
punto añadido al
polígono está conectado
al punto anterior
mediante una línea y no
hay restricciones en los
ángulos formados entre
las líneas. Los puntos
inicial y final deben ser
los mismos.

Cada polilínea que
agregue se asocia con
la categoría elegida en
el menú desplegable
Categoría de etiqueta.
Seleccione la polilínea
o su etiqueta asociada
para ajustarla.

Copiar a siguiente Copie las anotaciones
en el siguiente
fotograma.

Si se seleccionan una
o más anotaciones en
el fotograma actual,
esas anotaciones se
copian en el fotograma
siguiente. Si no se
selecciona ninguna
anotación, todas
las anotaciones del
fotograma actual
se copiarán en el
fotograma siguiente.
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Herramienta Icono Acción Descripción

Copiar a todo Copie anotaciones a
todos los fotogramas
posteriores.

Si se seleccionan una
o más anotaciones
en el marco actual,
esas anotaciones se
copian en todos los
fotogramas posteriores.
Si no se selecciona
ninguna anotación,
todas las anotaciones
del fotograma actual se
copiarán en todos los
fotogramas posteriores.

Guía de iconos

Utilice esta tabla para obtener información sobre los iconos que aparecen en la interfaz de usuario de.
Puede seleccionar automáticamente algunos de estos iconos utilizando los métodos abreviados de teclado
que se encuentran en la pestañaShortcutsMenú.

Icono Acción Descripción

Brightness Elija este icono para ajustar el brillo de todos los fotogramas
de vídeo.

Contrast Elija este icono para ajustar el contraste de todos los
fotogramas de vídeo.

Ampliar Elija este icono para ampliar todos los fotogramas de vídeo.

Alejar Elija este icono para alejar todos los fotogramas de vídeo.

Pantalla de
movimiento

Después de hacer zoom a un fotograma de vídeo, elige este
icono para desplazarte por ese fotograma de vídeo. Puede
desplazarse por el marco de vídeo con el ratón haciendo clic
y arrastrando el marco en la dirección en la que desea que se
mueva. Esto cambiará la vista en todas las minutas.

Pantalla de ajuste
de

Restablece todos los fotogramas de vídeo a su posición
original.
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Icono Acción Descripción

Deshacer Deshacer una acción. Puede utilizar este icono para eliminar
un cuadro delimitador que acaba de agregar o para deshacer
un ajuste realizado en un cuadro delimitador.

Rehacer Rehacer una acción que se deshizo con el icono de deshacer.

Eliminar etiqueta Eliminar una etiqueta. Esto eliminará el cuadro delimitador
asociado a la etiqueta en un solo fotograma.

Para mostrar u
ocultar la etiqueta

Seleccione este icono para mostrar una etiqueta que se ha
ocultado. Si este icono tiene una barra diagonal, selecciónelo
para ocultar la etiqueta.

Editar etiqueta Seleccione este icono para abrir el cuadro de diálogoEdición
de instanciaMenú. Utilice este menú para editar una categoría
de etiqueta, un ID y para agregar o editar atributos de
etiqueta.

Shortcuts

Los métodos abreviados de teclado enumerados en la secciónShortcutsPuede ayudarle a seleccionar
iconos rápidamente, deshacer y rehacer anotaciones y a utilizar herramientas para agregar y editar
anotaciones. Por ejemplo, una vez que agregue un cuadro delimitador, puede usarPpara predecir
rápidamente la ubicación de ese cuadro en los fotogramas posteriores.

Antes de comenzar la tarea, le recomendamos que revise laShortcutsy familiarizarse con estos comandos.

Liberar, detener y reanudar y rechazar tareas

Al abrir la tarea de etiquetado, tres botones en la parte superior derecha le permiten rechazar la tarea
(Declination), libérelo (Liberar tarea), y detenerlo y reanudarlo más adelante (Detener y reanudar más
tarde). En la siguiente lista se describe lo que ocurre cuando se selecciona una de estas opciones:

• Declination: Solo debe rechazar una tarea si algo está mal con la tarea, como imágenes de fotogramas
de vídeo poco claras o un problema con la interfaz de usuario. Si rechaza una tarea, no podrá volver a la
tarea.

• Liberar tarea: Utilice esta opción para liberar una tarea y permitir que otros trabajen en ella. Cuando
sueltas una tarea, pierdes todo el trabajo realizado en esa tarea y otros trabajadores de tu equipo
pueden recogerla. Si suficientes trabajadores toman la tarea, quizás no se puedan retomar. Cuando
selecciona este botón y, a continuación, seleccionaconfirmar, regresará al portal de trabajo. Si la tarea
sigue disponible, su estado seráDisponible. Si otros trabajadores lo recogen, desaparecerá de su portal.

• Detener y reanudar más tarde: Puede utilizar elDetener y reanudar más tardepara dejar de funcionar
y volver a la tarea en un momento posterior. Debe utilizar laSave (Guardar)para guardar los cambios
realizados antes de seleccionarDetener y reanudar más tarde. Cuando selecciona este botón y, a
continuación, seleccionaconfirmar, se devuelve al portal de trabajo y el estado de la tarea esDetenida.
Puede seleccionar la misma tarea para reanudar el trabajo en ella.
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Tenga en cuenta que la persona que crea las tareas de etiquetado especifica un límite de tiempo en
el que todas las tareas deben completarse. Si no regresa y completa esta tarea dentro de ese plazo,
caducará y no se enviará su trabajo. Póngase en contacto con su administrador para obtener más
información.

Guardar el trabajo y enviar

Debe guardar periódicamente su trabajo utilizando elSave (Guardar)Botón. Ground Truth guardará
automáticamente su trabajo cada 15 minutos.

Cuando abra una tarea, debe completar su trabajo antes de pulsar Submit (Enviar).

Trabajo en tareas de detección de objetos de fotograma de vídeo

Las tareas de detección de objetos de fotogramas de vídeo requirieron clasificar e identificar la ubicación
de los objetos en fotogramas de vídeo mediante anotaciones. Un fotograma de vídeo es una imagen fija de
una escena de vídeo.

Puede utilizar la interfaz de usuario de trabajo para navegar entre fotogramas de vídeo y crear anotaciones
para identificar objetos de interés. Utilice las secciones de esta página para aprender a navegar por la
interfaz de usuario del trabajador, utilizar las herramientas proporcionadas y completar la tarea.

Se recomienda completar la tarea con un navegador web de Google Chrome.

Important

Si ve que ya se han agregado anotaciones a uno o más fotogramas de vídeo al abrir la tarea,
ajuste esas anotaciones y añada anotaciones adicionales según sea necesario.

Temas
• Su tarea (p. 243)
• Explore la interfaz de usuario (p. 245)
• Edición masiva de atributos de etiqueta y marco (p. 245)
• Guía de herramientas (p. 246)
• Guía de iconos de IU (p. 249)
• Shortcuts (p. 250)
• Liberar, detener y reanudar y rechazar tareas (p. 250)
• Guardar el trabajo y enviar (p. 251)

Su tarea

Cuando trabaja en una tarea de detección de objetos de fotogramas de vídeo, debe seleccionar una
categoría en el menú desplegableCategoría de etiquetaEn la parte derecha del portal de trabajo para
comenzar a anotar. Después de elegir una categoría, dibuje anotaciones alrededor de los objetos a los que
se aplica esta categoría. Para obtener más información sobre las herramientas que ve en la interfaz de
usuario de trabajo, consulte laGuía de herramientas (p. 246).

Después de agregar una etiqueta, es posible que veas una flecha hacia abajo junto a la etiqueta en el
cuadroEtiquetasMenú. Seleccione esta flecha y, a continuación, seleccione una opción para cada atributo
de etiqueta que vea para proporcionar más información sobre esa etiqueta.

Es posible que veas atributos de marco en elEtiquetasMenú. Estos atributos aparecerán en cada
fotograma de la tarea. Utilice estas solicitudes de atributos para introducir información adicional sobre cada
fotograma.
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Para editar una anotación, seleccione la etiqueta de la anotación que desea editar en el cuadro de
diálogoEtiquetaso seleccione la anotación en el marco. Al editar o eliminar una anotación, la acción sólo
modificará la anotación en un solo fotograma.

Si está trabajando en una tarea que incluye una herramienta de cuadro delimitador, utilice el icono Predecir
siguiente para predecir la ubicación de todos los cuadros delimitadores que haya dibujado en un marco en
el siguiente fotograma. Si selecciona un solo cuadro y, a continuación, selecciona el icono de predicción
siguiente, solo se predice ese cuadro en el siguiente fotograma. Si no ha añadido cuadros al fotograma
actual, obtendrá un error. Debe añadir al menos un cuadro al fotograma antes de utilizar esta función.

Note

La función de predecir siguiente no sobrescribirá anotaciones creadas manualmente. Solo
agregará anotaciones. Si utiliza predict next y, como resultado, tiene más de un cuadro
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delimitador alrededor de un solo objeto, elimine todos los cuadros excepto uno. Cada objeto solo
debe identificarse con una sola caja.

Después de utilizar el icono de predicción siguiente, revise la ubicación de cada cuadro en el siguiente
fotograma y realice ajustes en la ubicación y el tamaño de la caja si es necesario.

Para todas las demás herramientas, puede usar laCopiar a siguienteyCopiar a todospara copiar las
anotaciones a los fotogramas siguientes o a todos, respectivamente.

Explore la interfaz de usuario

Puede navegar entre fotogramas de vídeo utilizando la barra de navegación situada en la esquina inferior
izquierda de la interfaz de usuario.

Utilice el botón de reproducción para reproducir automáticamente a través de varios fotogramas.

Utilice los botones de fotograma siguiente y anterior para avanzar o retroceder un fotograma a la vez.
También puede introducir un número de fotograma para desplazarse hasta ese fotograma.

Puede acercar y alejar todos los fotogramas de vídeo. Una vez que hayas hecho zoom a un fotograma de
vídeo, puedes moverte por ese fotograma usando el icono de movimiento. Cuando navega a una nueva
vista en un único fotograma de vídeo haciendo zoom y moviéndose dentro de ese fotograma, todos los
fotogramas de vídeo se configuran en la misma vista. Puede restablecer todos los fotogramas de vídeo a
su vista original utilizando el icono de pantalla de ajuste. Para obtener más información, consulte Guía de
iconos de IU (p. 249).

Cuando se encuentra en la interfaz de usuario de empleado, verá los siguientes menús:

• Instrucciones: revise estas instrucciones antes de comenzar la tarea. Además, seleccioneMás
instruccionesy revise estas instrucciones.

• Shortcuts: utilice este menú para ver los métodos abreviados de teclado que puede utilizar para navegar
por los fotogramas de vídeo y utilizar las herramientas de anotación proporcionadas.

• Ayuda— Utilice esta opción para referirse a esta documentación.

Si usted

Edición masiva de atributos de etiqueta y marco

Puede editar de forma masiva los atributos de etiqueta y los atributos de marco (atributos).

Cuando edita un atributo de forma masiva, especifica uno o varios rangos de fotogramas a los que desea
aplicar la edición. El atributo seleccionado se edita en todos los fotogramas de ese rango, incluidos los
fotogramas inicial y final que especifique. Cuando edita atributos de etiqueta de forma masiva, el rango
especificadodebecontienen la etiqueta a la que está asociado el atributo label. Si especifica fotogramas
que no contienen esta etiqueta, obtendrá un error.

Para editar de forma masiva un atributo,debeespecifique primero el valor deseado para el atributo. Por
ejemplo, si desea cambiar un atributo deSíDe aNo, debe seleccionarNoy, a continuación, realice la edición
masiva.

También puede especificar un nuevo valor para un atributo que no se ha rellenado y, a continuación,
utilizar la función de edición masiva para rellenar ese valor en varios fotogramas. Para ello, seleccione el
valor deseado para el atributo y realice el procedimiento siguiente.

Para editar de forma masiva una etiqueta o un atributo:

1. Utilice el ratón para hacer clic con el botón derecho en el atributo que desea editar en bloque.
2. Especifique el rango de fotogramas al que desea aplicar la edición masiva mediante un guión (-) en el

cuadro de texto. Por ejemplo, si desea aplicar la edición a fotogramas del uno al diez, escriba1-10. Si
desea aplicar la edición a fotogramas de dos a cinco, ocho a diez y veinte, escriba2-5,8-10,20.
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3. Selectconfirmar.

Si recibe un mensaje de error, compruebe que ha introducido un rango válido y que la etiqueta asociada al
atributo de etiqueta que está editando (si corresponde) existe en todos los fotogramas especificados.

Puede agregar rápidamente una etiqueta a todos los fotogramas anteriores o posteriores mediante la
herramientaDuplicar a cuadros anterioresyDuplicar a fotogramasen el cuadro de diálogoEtiquetaEn la parte
superior de la página.

Guía de herramientas

La tarea incluirá una o varias herramientas. La herramienta proporcionada determina el tipo de anotaciones
que va a crear para identificar y etiquetar objetos. Utilice la siguiente tabla para obtener más información
sobre la herramienta o herramientas que puede ver en la interfaz de usuario de trabajo.

Herramienta Icono Acción Descripción

Bounding Box Añada una anotación de
cuadro delimitador.

Elija este icono para
agregar un cuadro de
delimitación. Cada
cuadro delimitador que
agregue se asocia con
la categoría elegida en
el menú desplegable
Categoría de etiqueta.
Seleccione el cuadro
delimitador o su etiqueta
asociada para ajustarlo.

Predicción siguiente Predecir cuadros
delimitadores en el
siguiente fotograma.

Seleccione un cuadro
delimitador y, a
continuación, elija
este icono para
predecir la ubicación
de ese cuadro en el
siguiente fotograma.
Puede seleccionar
el icono varias veces
seguidas para detectar
automáticamente la
ubicación de la caja en
varios fotogramas. Por
ejemplo, seleccione
este icono 5 veces para
predecir la ubicación de
un cuadro delimitador
en los 5 fotogramas
siguientes.

keypoint Añada una anotación de
punto clave.

Elija este icono para
agregar un punto clave.
Haga clic en un objeto
en la imagen para
colocar el punto clave
en esa ubicación.

Cada punto clave que
agregue se asocia con
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Herramienta Icono Acción Descripción
la categoría elegida en
el menú desplegable
Categoría de etiqueta.
Seleccione un punto
clave o su etiqueta
asociada para ajustarlo.

Polyline Añada una anotación de
polilínea.

Elija este icono
para agregar una
polilínea. Para añadir
una polilínea, haga
clic continuamente
alrededor del objeto
de interés para añadir
nuevos puntos. Para
dejar de dibujar una
polilínea, seleccione
el último punto que ha
colocado por segunda
vez (este punto será
verde) o pulseEscribaen
su teclado.

Cada punto añadido a la
polilínea se conecta al
punto anterior mediante
una línea. La polilínea
no tiene que cerrarse (el
punto inicial y el punto
final no tienen que ser
los mismos) y no hay
restricciones en los
ángulos formados entre
las líneas.

Cada polilínea que
agregue se asocia con
la categoría elegida en
el menú desplegable
Categoría de etiqueta.
Seleccione la polilínea
o su etiqueta asociada
para ajustarla.
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Herramienta Icono Acción Descripción

polígono Agregue una anotación
de polígono.

Elija este icono para
agregar un polígono.
Para añadir un polígono,
haga clic continuamente
alrededor del objeto
de interés para añadir
nuevos puntos. Para
dejar de dibujar el
polígono, seleccione el
punto inicial (este punto
será verde).

Un polígono es una
forma cerrada definida
por una serie de puntos
que se colocan. Cada
punto añadido al
polígono está conectado
al punto anterior
mediante una línea y no
hay restricciones en los
ángulos formados entre
las líneas. Dos líneas
(lados) del polígono no
se pueden cruzar. Una
línea se volverá roja si
viola esta condición.
Los puntos inicial y final
deben ser los mismos.

Cada polilínea que
agregue se asocia con
la categoría elegida en
el menú desplegable
Categoría de etiqueta.
Seleccione el poly

Copiar a siguiente Copie las anotaciones
en el siguiente
fotograma.

Si se seleccionan una
o más anotaciones en
el fotograma actual,
esas anotaciones se
copian en el fotograma
siguiente. Si no se
selecciona ninguna
anotación, todas
las anotaciones del
fotograma actual
se copiarán en el
fotograma siguiente.
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Herramienta Icono Acción Descripción

Copiar a todo Copie anotaciones a
todos los fotogramas
posteriores.

Si se seleccionan una
o más anotaciones
en el marco actual,
esas anotaciones se
copian en todos los
fotogramas posteriores.
Si no se selecciona
ninguna anotación,
todas las anotaciones
del fotograma actual se
copiarán en todos los
fotogramas posteriores.

Guía de iconos de IU

Utilice esta tabla para obtener información sobre los iconos que aparecen en el portal de tareas de
empleados. Puede seleccionar automáticamente estos iconos utilizando los métodos abreviados de
teclado que se encuentran en la pestañaShortcutsMenú.

Icono   Descripción

Brightness Elija este icono para ajustar el brillo de todos los fotogramas
de vídeo.

Contrast Elija este icono para ajustar el contraste de todos los
fotogramas de vídeo.

Ampliar Elija este icono para ampliar todos los fotogramas de vídeo.

Alejar Elija este icono para alejar todos los fotogramas de vídeo.

Pantalla de
movimiento

Después de hacer zoom a un fotograma de vídeo, elige este
icono para desplazarte por ese fotograma de vídeo. Puede
desplazarse por el marco de vídeo con el ratón haciendo clic
y arrastrando el marco en la dirección en la que desea que se
mueva. Esto cambiará la vista en todas las minutas.

Pantalla de ajuste
de

Restablece todos los fotogramas de vídeo a su posición
original.
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Icono   Descripción

Deshacer Deshacer una acción. Puede utilizar este icono para eliminar
un cuadro delimitador que acaba de agregar o para deshacer
un ajuste realizado en un cuadro delimitador.

Rehacer Rehacer una acción que se deshizo con el icono de deshacer.

Eliminar etiqueta Eliminar una etiqueta. Esto eliminará el cuadro delimitador
asociado a la etiqueta en un solo fotograma.

Para mostrar u
ocultar la etiqueta

Seleccione este icono para mostrar una etiqueta que se ha
ocultado. Si este icono tiene una barra diagonal, selecciónelo
para ocultar la etiqueta.

Shortcuts

Los métodos abreviados de teclado enumerados en la secciónShortcutsPuede ayudarle a seleccionar
iconos rápidamente, deshacer y rehacer anotaciones y a utilizar herramientas para agregar y editar
anotaciones. Por ejemplo, una vez que agregue un cuadro delimitador, puede usarPpara predecir
rápidamente la ubicación de ese cuadro en los fotogramas posteriores.

Antes de comenzar la tarea, le recomendamos que revise laShortcutsy familiarizarse con estos comandos.

Liberar, detener y reanudar y rechazar tareas

Al abrir la tarea de etiquetado, tres botones en la parte superior derecha le permiten rechazar la tarea
(Declination), libérelo (Liberar tarea), y detenerlo y reanudarlo más adelante (Detener y reanudar más
tarde). En la siguiente lista se describe lo que ocurre cuando se selecciona una de estas opciones:

• Declination: Solo debe rechazar una tarea si algo está mal con la tarea, como imágenes de fotogramas
de vídeo poco claras o un problema con la interfaz de usuario. Si rechaza una tarea, no podrá volver a la
tarea.

• Liberar tarea: Utilice esta opción para liberar una tarea y permitir que otros trabajen en ella. Cuando
sueltas una tarea, pierdes todo el trabajo realizado en esa tarea y otros trabajadores de tu equipo
pueden recogerla. Si suficientes trabajadores toman la tarea, quizás no se puedan retomar. Cuando
selecciona este botón y, a continuación, seleccionaconfirmar, regresará al portal de trabajo. Si la tarea
sigue disponible, su estado seráDisponible. Si otros trabajadores lo recogen, desaparecerá de su portal.

• Detener y reanudar más tarde: Puede utilizar elDetener y reanudar más tardepara dejar de funcionar
y volver a la tarea en un momento posterior. Debe utilizar laSave (Guardar)para guardar los cambios
realizados antes de seleccionarDetener y reanudar más tarde. Cuando selecciona este botón y, a
continuación, seleccionaconfirmar, se devuelve al portal de trabajo y el estado de la tarea esDetenida.
Puede seleccionar la misma tarea para reanudar el trabajo en ella.

Tenga en cuenta que la persona que crea las tareas de etiquetado especifica un límite de tiempo en
el que todas las tareas deben completarse. Si no regresa y completa esta tarea dentro de ese plazo,
caducará y no se enviará su trabajo. Póngase en contacto con su administrador para obtener más
información.
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Guardar el trabajo y enviar

Debe guardar periódicamente su trabajo. Ground Truth guarda automáticamente su trabajo cada 15
minutos.

Al abrir una tarea debe completar el trabajo antes de pulsarEnviar.

Uso de Ground Truth para etiquetar nubes de puntos
3D
Cree un trabajo de etiquetado de nube de puntos 3D para que los trabajadores etiqueten objetos en nubes
de puntos 3D generadas a partir de sensores 3D como sensores de detección y alcance de luz (LiDAR) y
cámaras de profundidad o generadas a partir de una reconstrucción 3D uniendo imágenes capturadas por
un agente como un dron.

Nubes de puntos 3D
Las nubes de puntos se componen de datos visuales tridimensionales (3D) que consisten en puntos. Cada
punto se describe utilizando tres coordenadas, normalmente x, y, y z. Para agregar color o variaciones en
la intensidad de los puntos en la nube de puntos, los puntos se pueden describir con atributos adicionales,
como i para la intensidad o valores de canales de 8 bits para el color rojo (r), verde (g) y azul (b). Al crear
un trabajo de etiquetado de nube de puntos 3D de Ground Truth, puede proporcionar datos de nube de
puntos y, opcionalmente, datos de fusión de sensores.

La siguiente imagen muestra una única escena de nube de puntos 3D representada por Ground Truth y
mostrada en la interfaz de usuario del trabajador de segmentación semántica.
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LiDAR

Un sensor de detección y alcance de luz (LiDAR) es un tipo común de sensor que se emplea para recopilar
mediciones que se utilizan para generar datos de nube de puntos. LiDAR es un método de detección
remota que utiliza luz en forma de láser pulsado para medir las distancias de los objetos desde el sensor.
Puede proporcionar datos de nube de puntos 3D generados a partir de un sensor LiDAR para un trabajo
de etiquetado de nube de puntos 3D de Ground Truth utilizando los formatos de datos sin procesar
descritos enFormatos de datos 3D sin procesar aceptados (p. 406).

Fusión de sensores

Los trabajos de etiquetado de nube de puntos 3D de Ground Truth incluyen una característica de fusión de
sensores que admite la fusión de sensores de cámaras de vídeo para todos los tipos de tareas. Algunos
sensores vienen con varios dispositivos LiDAR y cámaras de vídeo que capturan imágenes y las asocian
con un fotograma LiDAR. Para ayudar a los anotadores a completar visualmente sus tareas con un alto
grado de confianza, puede utilizar la característica de fusión de sensores Ground Truth para proyectar
anotaciones (etiquetas) de una nube de puntos 3D a imágenes de cámara 2D y viceversa por medio de
una matriz extrínseca (como LiDAR) de escáner 3D y matrices extrínsecas e intrínsecas de cámara. Para
obtener más información, consulte Fusión de sensores (p. 424).

Etiquetado de nubes de puntos 3D
Ground Truth proporciona una interfaz de usuario (IU) y herramientas que los trabajadores utilizan para
etiquetar oAnnotateNubes de puntos 3D. Cuando se utilizan los tipos de tareas de detección de objetos o
segmentación semántica, los trabajadores pueden anotar un solo fotograma de nube de puntos. Cuando
se utiliza el seguimiento de objetos, los trabajadores anotan una secuencia de fotogramas. Puede utilizar el
seguimiento de objetos para realizar un seguimiento del movimiento de objetos en todos los fotogramas de
una secuencia.

A continuación se muestra cómo un trabajador utilizaría las herramientas y el portal de trabajador Ground
Truth para anotar una nube de puntos 3D para una tarea de detección de objetos. Para ver ejemplos
visuales similares de otros tipos de tareas, consulte Tipos de tareas de nube de puntos 3D (p. 255).
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Herramientas de etiquetado de apoyo para anotación de nube de puntos
Ground Truth ofrece herramientas de etiquetado de apoyo para ayudar a los trabajadores a completar las
tareas de anotación de nube de puntos con mayor rapidez y precisión. Para obtener información detallada
sobre las herramientas de etiquetado de apoyo que se incluyen en la interfaz de usuario del trabajador
para cada tipo de tarea, seleccione un tipo de tarea (p. 255) y consulte la sección Ver la interfaz de
tareas del trabajador de esa página.

Pasos siguientes
Puede crear seis tipos de tareas al utilizar trabajos de etiquetado de nube de puntos 3D de Ground Truth.
Utilice los temas de Tipos de tareas de nube de puntos 3D (p. 255) para obtener más información sobre
estos tipos de tareas y sobre cómo crear un trabajo de etiquetado utilizando el tipo de tarea que elija.

El trabajo de etiquetado de nube de puntos 3D es diferente de otras modalidades de etiquetado de Ground
Truth. Antes de crear un trabajo de etiquetado, le recomendamos que lea Introducción a los trabajos de
etiquetado de nube de puntos 3D (p. 280). Además, revise las cuotas de datos de entrada enCuotas de
Job de etiquetado de fotogramas de vídeo y nube de puntos 3D (p. 403).

Para obtener una demostración integral con la API de SageMaker yAWSPython SDK (boto 3) para crear un
trabajo de etiquetado de nube de puntos 3D, consulteCrear-3D-PointCloud-Labeling-Job.ipynben laFicha
de cuaderno SageMaker Examples.

Important

Si utiliza una instancia de bloc de notas creada antes del 5 de junio de 2020 para ejecutar este
bloc de notas, deberá detener y reiniciar la instancia para que el bloc de notas funcione.

Temas
• Tipos de tareas de nube de puntos 3D (p. 255)
• Introducción a los trabajos de etiquetado de nube de puntos 3D (p. 280)
• Instrucciones para el trabajador (p. 284)

Tipos de tareas de nube de puntos 3D
Puede utilizar la modalidad de etiquetado de nube de puntos 3D de Ground Truth para una variedad de
casos de uso. La lista siguiente describe brevemente cada tipo de tarea de nube de puntos 3D. Para
obtener más detalles e instrucciones sobre cómo crear un trabajo de etiquetado con un tipo de tarea
específico, seleccione el nombre del tipo de tarea para ver su página de tipo de tarea.

• Detección de objetos de nube de puntos 3DUtilice este tipo de tarea cuando quiera que sus trabajadores
localicen y clasifiquen objetos en una nube de puntos 3D mediante la adición y el ajuste de cuboides 3D
alrededor de los objetos.

• Seguimiento de objetos de nube de puntos 3DUtilice este tipo de tarea cuando quiera que sus
trabajadores agreguen cuboides 3D alrededor de objetos para seguir sus movimientos a través de una
secuencia de fotogramas de nube de puntos 3D. Por ejemplo, puede utilizar este tipo de tarea para
pedir a los trabajadores que hagan un seguimiento del movimiento de los vehículos a través de varios
fotogramas de nube de puntos.

• Segmentación semántica de nube de puntos 3D–Utilice este tipo de tarea cuando desee que los
trabajadores creen una máscara de segmentación semántica de nivel de punto mediante la pintura
de objetos en una nube de puntos 3D con colores diferentes donde cada color se asigna a una de las
clases que especifique.

• Tipos de tareas de ajuste de nube de puntos 3D— Cada uno de los tipos de tareas anteriores tiene
unAjusteEl tipo de tarea que puede utilizar para auditar y ajustar las anotaciones generadas a partir de
un trabajo de etiquetado de nube de puntos 3D. Consulte la página de tipo de tarea del tipo asociado
para obtener información sobre cómo crear un trabajo de etiquetado de ajuste para esa tarea.
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Detección de objetos de nube de puntos 3D

Utilice este tipo de tarea cuando desee que los trabajadores clasifiquen objetos en una nube de puntos 3D
mediante el dibujo de cuboides 3D alrededor de los objetos. Por ejemplo, puede utilizar este tipo de tarea
para pedir a los trabajadores que identifiquen diferentes tipos de objetos en una nube de puntos, como
automóviles, bicicletas y peatones.

Para este tipo de tarea, elObjeto de datosLa etiqueta de los trabajadores es un fotograma de nube de
puntos único. Ground Truth representa una nube de puntos 3D utilizando los datos de nube de puntos que
usted proporcione. También puede proporcionar datos de la cámara para ofrecer a los trabajadores más
información visual sobre las escenas del fotograma y ayudarles a dibujar cuboides 3D alrededor de los
objetos.

Ground Truth proporciona a los trabajadores herramientas para anotar objetos con 9 grados de libertad
(x, y, z, rx, ry, rz, l, w, h) en tres dimensiones tanto en escenas 3D como en vistas laterales proyectadas
(superior, lateral y posterior). Si proporciona información de fusión de sensores (como datos de la cámara),
cuando un trabajador agrega un cuboide para identificar un objeto en la nube de puntos 3D, el cuboide
aparece y se puede modificar en las imágenes 2D. Después de agregar un cuboide, todas las ediciones
realizadas en ese cuboide en la escena 2D o 3D se proyectan en la otra vista.

Puede crear un trabajo para ajustar las anotaciones creadas en un trabajo de etiquetado de detección
de objetos de nube de puntos 3D mediante el tipo de tarea de ajuste de detección de objetos de nube de
puntos 3D.

Si es un usuario nuevo de la modalidad Ground Truth etiquetado de nube de puntos 3D de, le
recomendamos que reviseIntroducción a los trabajos de etiquetado de nube de puntos 3D (p. 280). Esta
modalidad de etiquetado es diferente de otros tipos de tareas de Ground Truth (Verdad) y esta página
proporciona una visión general de los detalles importantes que debe tener en cuenta al crear un trabajo de
etiquetado de nube de puntos 3D.

Temas
• Vista de la interfaz de tareas del trabajador (p. 256)
• Crear un trabajo de etiquetado de detección de objetos de nube de puntos 3D (p. 260)
• Creación de un Job de etiquetado de verificación o ajuste de detección de objetos de nube de puntos

3D (p. 262)
• Formato de los datos de salida  (p. 262)

Vista de la interfaz de tareas del trabajador

Ground Truth ofrece a los trabajadores un portal web y herramientas para completar las tareas de
anotación de detección de objetos de nube de puntos 3D. Al crear el trabajo de etiquetado, debe
proporcionar el nombre de recurso de Amazon (ARN) para una interfaz de usuario del trabajador de
Ground Truth precompilada en elHumanTaskUiArnParámetro de. Al crear un trabajo de etiquetado con
este tipo de tarea en la consola, se utiliza automáticamente esta interfaz de usuario del trabajador. Es
posible obtener una vista previa e interactuar con la interfaz de usuario del trabajador al crear un trabajo de
etiquetado en la consola. Si es un usuario nuevo, es recomendable crear un trabajo de etiquetado con la
consola para garantizar que los atributos de etiqueta, los fotogramas de la nube de puntos y, si procede,
las imágenes, aparecen como es debido.

A continuación se muestra un GIF de la interfaz de tareas del trabajador de detección de objetos de nube
de puntos 3D. Si proporciona datos de la cámara para la fusión de sensores en el sistema de coordenadas
mundiales, las imágenes se asocian con escenas en el fotograma de la nube de puntos. Estas imágenes
aparecen en el portal del trabajador como se muestra en el siguiente GIF.
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El trabajador puede recorrer la escena 3D con el teclado y el ratón. Puede:

• Hacer doble clic en objetos específicos de la nube de puntos para ampliarlos.
• Utilizar un desplazamiento del ratón o un panel táctil para acercar y alejar la nube de puntos.
• Utilizar las teclas de flecha del teclado y las teclas Q, E, A y D para moverse hacia arriba, abajo,

izquierda y derecha. Utilizar las teclas del teclado W y S para acercar y alejar.

Una vez que un trabajador coloca un cuboide en la escena 3D, aparecerá una vista lateral con las tres
vistas laterales proyectadas: superior, lateral y posterior. Estas vistas laterales muestran puntos dentro y
alrededor del cuboide colocado y ayudan a los empleados a ajustar con precisión los límites del cuboide en
esa área. Los empleados pueden acercar y alejar cada una de esas vistas laterales con el ratón.

El siguiente vídeo muestra los movimientos alrededor de la nube de puntos 3D y en la vista lateral.

258



Amazon SageMaker Developer Guide
Etiquetado de nubes de puntos 3D

259



Amazon SageMaker Developer Guide
Etiquetado de nubes de puntos 3D

Hay características y opciones de visualización adicionales en el menú Ver de la interfaz de usuario
del trabajador. Consulte la página de instrucciones del trabajador para obtener una descripción general
completa de la interfaz de usuario del trabajador.

Herramientas de etiquetado de ayuda

Ground Truth ayuda a los empleados a anotar nubes de puntos 3D de forma más rápida y precisa
mediante herramientas de etiquetado de asistencia de aprendizaje automático y visión por ordenador para
tareas de seguimiento de objetos de nube de puntos 3D. Están disponibles las siguientes herramientas
para este tipo de tarea:

• Ajuste— Los trabajadores pueden agregar un cuboide alrededor de un objeto y utilizar un método
abreviado de teclado o una opción de menú para que la herramienta de ajuste automático de Ground
Truth ajuste el cuboide firmemente alrededor del objeto.

• Establezca a tierra: después de que un trabajador agrega un cuboide a la escena 3D, el trabajador
puede ajustar automáticamente el cuboide al suelo. Por ejemplo, el trabajador puede utilizar esta
característica para ajustar un cuboide a la carretera o a la acera de la escena.

• Etiquetado multivista: después de que un trabajador agrega un cuboide 3D a la escena 3D, un panel
lateral muestra las perspectivas frontal, lateral y superior para ayudar al trabajador a ajustar el cuboide
firmemente alrededor del objeto. En todas estas vistas, el cuboide incluye una flecha que indica la
orientación o la dirección del objeto. Cuando el trabajador ajusta el cuboide, el ajuste aparecerá en
tiempo real en todas las vistas (es decir, 3D, superior, lateral y frontal).

• Fusión de sensores— Si proporciona datos para la fusión de sensores, los trabajadores pueden ajustar
anotaciones en escenas 3D e imágenes 2D, y las anotaciones se proyectarán en la otra vista en tiempo
real. Además, los trabajadores tendrán la opción de ver la dirección en la que está orientada la cámara y
el tronco de la cámara.

• Ver opciones: permite a los trabajadores ocultar o ver fácilmente cuboides, texto de etiqueta, una malla
de suelo y atributos de punto adicionales, como el color o la intensidad. Los trabajadores también
pueden elegir entre proyecciones de perspectiva y ortogonales.

Crear un trabajo de etiquetado de detección de objetos de nube de puntos 3D

Puede crear un trabajo de etiquetado de nube de puntos 3D mediante la consola de SageMaker o la
operación de la API,CreateLabelingJob. Para crear un trabajo de etiquetado para este tipo de tarea,
necesita lo siguiente:

• Un archivo de manifiesto de entrada de un solo fotograma. Para obtener información sobre cómo
crear este tipo de archivo de manifiesto, consulte Creación de un archivo de manifiesto de entrada de
fotograma de nube de puntos (p. 408). Si es un usuario nuevo de las Ground Truth etiquetado de nube
de puntos 3D de, es buena idea repasarFormatos de datos 3D sin procesar aceptados (p. 406).

• Un equipo de trabajo de una fuerza de trabajo privada o de un proveedor. No puede utilizar Amazon
Mechanical Turk para trabajos de etiquetado de fotogramas de vídeo. Para obtener información
sobre cómo crear fuerzas de trabajo y equipos de trabajo, consulte Creación y administración de
personal (p. 494).

Además, asegúrese de haber revisado y satisfecho la Asignar permisos de IAM para utilizar Ground
Truth (p. 477).

Utilice una de las siguientes secciones para aprender a crear un trabajo de etiquetado mediante la consola
o una API.

Creación de un trabajo de etiquetado (consola)

Puede seguir las instruccionesCreación de un trabajo de etiquetado (consola) (p. 362)Para obtener
información acerca de cómo crear un trabajo de etiquetado de detección de objetos de nube de puntos 3D
en la consola de SageMaker. Al crear el trabajo de etiquetado, tenga en cuenta lo siguiente:
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• El archivo de manifiesto de entrada debe ser un archivo de manifiesto de un solo fotograma. Para
obtener más información, consulte Creación de un archivo de manifiesto de entrada de fotograma de
nube de puntos (p. 408).

• Opcionalmente, puede proporcionar atributos de categoría de etiqueta y marco. Los trabajadores
pueden asignar uno o más de estos atributos a las anotaciones para proporcionar más información
sobre ese objeto. Por ejemplo, es posible que desee utilizar el atributo ocluido para que los trabajadores
identifiquen cuando un objeto está parcialmente obstruido.

• La consolidación de anotaciones y el etiquetado automatizado de datos no son compatibles con las
tareas de etiquetado de nube de puntos 3D.

• Los trabajos de etiquetado de detección de objetos de nube de puntos 3D pueden tardar varias horas
en completarse. Puede especificar un límite de tiempo más largo para estos trabajos de etiquetado al
seleccionar el equipo de trabajo (hasta 7 días o 604 800 segundos).

Creación de un trabajo de etiquetado (API)

Esta sección cubre los detalles que necesita saber cuando crea un trabajo de etiquetado mediante la
operación de la API de SageMakerCreateLabelingJob. Esta API define esta operación para todos los
SDK de AWS. Para ver una lista de SDK específicos de lenguajes admitidos para esta operación, revise la
sección Ver también de CreateLabelingJob.

Creación de un trabajo de etiquetado (API) (p. 366) proporciona una visión general de la operación
CreateLabelingJob. Siga estas instrucciones y haga lo siguiente mientras configura su solicitud:

• Debe introducir un ARN para HumanTaskUiArn. Use
arn:aws:sagemaker:<region>:394669845002:human-task-ui/
PointCloudObjectDetection. Reemplazar<region>conAWSRegión en la que va a crear el trabajo
de etiquetado.

No debe haber una entrada para el parámetro UiTemplateS3Uri.
• El archivo de manifiesto de entrada debe ser un archivo de manifiesto de un solo fotograma. Para

obtener más información, consulte Creación de un archivo de manifiesto de entrada de fotograma de
nube de puntos (p. 408).

• Especifique las instrucciones del trabajador y las etiquetas, categoría de etiqueta y categoría de etiqueta,
así como las etiquetas de trabajo en un archivo de configuración de categoría de etiqueta. Para obtener
información sobre cómo crear este archivo, consulte Creación de un archivo de configuración de
categorías de etiquetado con atributos de fotograma y categoría de etiqueta (p. 376).

• Debe proporcionar ARN predefinidos para las funciones Lambda (ACS) preanotación y postanotación.
Se trata de ARN específicos de la región de AWS que se utiliza para crear el trabajo de etiquetado.
• Para buscar la preanotación de Lambda ARN, consultePreHumanTaskLambdaArn. Utilice la

región en la que va a crear el trabajo de etiquetado para buscar el ARN correcto. Por ejemplo,
si va a crear el trabajo de etiquetado en us-east-1, el ARN será arn:aws:lambda:us-
east-1:432418664414:function:PRE-3DPointCloudObjectDetection.

• Para buscar el ARN de Lambda postanotación, consulteAnnotationConsolidationLambdaArn.
Utilice la región en la que va a crear el trabajo de etiquetado para buscar el ARN correcto. Por
ejemplo, si va a crear el trabajo de etiquetado en us-east-1, el ARN será arn:aws:lambda:us-
east-1:432418664414:function:ACS-3DPointCloudObjectDetection.

• El número de trabajadores especificado en NumberOfHumanWorkersPerDataObject debe ser 1.
• El etiquetado automatizado de datos no es compatible con los trabajos de etiquetado de nube de puntos

3D. No debe especificar valores para los parámetros en LabelingJobAlgorithmsConfig.
• Los trabajos de etiquetado de detección de objetos de nube de puntos 3D pueden tardar varias horas

en completarse. Puede especificar un límite de tiempo más largo para estos trabajos de etiquetado en
TaskTimeLimitInSeconds (hasta 7 días o 604 800 segundos).
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Creación de un Job de etiquetado de verificación o ajuste de detección de objetos de nube de
puntos 3D

Puede crear un trabajo de etiquetado de ajuste o verificación mediante la consola de Ground Truth
oCreateLabelingJobAPI. Para obtener más información sobre los trabajos de etiquetado de ajuste
y verificación, y para obtener más información sobre cómo crear uno, consulteVerificación y ajuste de
etiquetas (p. 317).

Al crear un trabajo de etiquetado de ajuste, los datos de entrada en el trabajo de etiquetado pueden incluir
etiquetas y mediciones de guiñada, paso y rollo de un trabajo de etiquetado anterior o de origen externo.
En el trabajo de ajuste, el tono y el rollo se visualizarán en la interfaz de usuario del trabajador, pero no se
pueden modificar. La guiñada es ajustable.

Ground Truth utiliza ángulos Tait-Bryan con las siguientes rotaciones intrínsecas para visualizar la guiñada,
el tono y el giro en la interfaz de usuario del trabajador. En primer lugar, la rotación se aplica al vehículo
de acuerdo con el eje Z (guiñada). A continuación, el vehículo girado se gira de acuerdo con el eje Y
intrínseco (paso). Por último, el vehículo gira de acuerdo con el eje x» (rollo) intrínseco.

Formato de los datos de salida

Cuando crea un trabajo de etiquetado de detección de objetos de nube de puntos 3D, las tareas se envían
a los trabajadores. Cuando los trabajadores completan las tareas, las etiquetas se escriben en el bucket
de Amazon S3 especificado al crear el trabajo de etiquetado. El formato de los datos de salida determina
lo que se ve en el bucket de Amazon S3 cuando el estado del trabajo de etiquetado (LabelingJobStatus)
esCompleted.

Si es un usuario nuevo de Ground Truth, consulteDatos de salida (p. 438)Para obtener más información
sobre el formato de datos de salida de Ground Truth. Para obtener información sobre el formato de datos
de salida de detección de objetos de nube de puntos 3D, consulte Salida de detección de objetos de nube
de puntos 3D (p. 456).

Seguimiento de objetos de nube de puntos 3D

Utilice este tipo de tarea cuando quiera que sus trabajadores agreguen cuboides 3D alrededor de objetos
para seguir sus movimientos a través de fotogramas de nube de puntos 3D. Por ejemplo, puede utilizar
este tipo de tarea para pedir a los trabajadores que hagan un seguimiento del movimiento de los vehículos
a través de varios fotogramas de nube de puntos.

Para este tipo de tarea, el objeto de datos que los trabajadores etiquetan es una secuencia de fotogramas
de nube de puntos. AsequenceSe define como una serie temporal de fotogramas de nube de puntos.
Ground Truth representa una serie de visualizaciones de nube de puntos 3D utilizando una secuencia que
proporcione y los trabajadores pueden cambiar entre estos fotogramas de nube de puntos 3D en la interfaz
de tareas del trabajador.

Ground Truth proporciona a los trabajadores herramientas para anotar objetos con 9 grados de libertad
(x, y, z, rx, ry, rz, l, w, h) en tres dimensiones tanto en escenas 3D como en vistas laterales proyectadas
(superior, lateral y posterior). Cuando un trabajador dibuja un cuboide alrededor de un objeto, ese cuboide
recibe un identificador único, por ejemplo Car:1 para un coche en la secuencia y Car:2 para otro. Los
trabajadores utilizan ese identificador para etiquetar el mismo objeto en varios fotogramas.

También puede proporcionar datos de la cámara para ofrecer a los trabajadores más información visual
sobre las escenas del fotograma y ayudarles a dibujar cuboides 3D alrededor de los objetos. Cuando un
trabajador agrega un cuboide 3D para identificar un objeto en la imagen 2D o en la nube de puntos 3D, el
cuboide aparece en la otra vista.

Puede ajustar las anotaciones creadas en un trabajo de etiquetado de detección de objetos de nube de
puntos 3D mediante el tipo de tarea de ajuste de seguimiento de objetos nube de puntos 3D.

262

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeLabelingJob.html#API_DescribeLabelingJob_ResponseSyntax


Amazon SageMaker Developer Guide
Etiquetado de nubes de puntos 3D

Si es un usuario nuevo de la modalidad Ground Truth etiquetado de nube de puntos 3D de, le
recomendamos que reviseIntroducción a los trabajos de etiquetado de nube de puntos 3D (p. 280). Esta
modalidad de etiquetado es diferente de otros tipos de tareas de Ground Truth (Verdad) y esta página
proporciona una visión general de los detalles importantes que debe tener en cuenta al crear un trabajo de
etiquetado de nube de puntos 3D.

Temas
• Vista de la interfaz de tareas del trabajador (p. 263)
• Crear un trabajo de etiquetado de seguimiento de objetos de nube de puntos 3D (p. 270)
• Crear un Job de etiquetado de seguimiento de objetos de nube de puntos 3D (p. 271)
• Formato de los datos de salida  (p. 271)

Vista de la interfaz de tareas del trabajador

Ground Truth ofrece a los trabajadores un portal web y herramientas para completar las tareas de
anotación de seguimiento de objetos de nube de puntos 3D. Al crear el trabajo de etiquetado, debe
proporcionar el nombre de recurso de Amazon (ARN) para una interfaz de usuario de Ground Truth
precompilada en la secciónHumanTaskUiArnParámetro de. Al crear un trabajo de etiquetado con este
tipo de tarea en la consola, se utiliza automáticamente esta interfaz de usuario. Es posible obtener una
vista previa e interactuar con la interfaz de usuario del trabajador al crear un trabajo de etiquetado en la
consola. Si es un usuario nuevo, es recomendable crear un trabajo de etiquetado con la consola para
garantizar que los atributos de etiqueta, los fotogramas de la nube de puntos y, si procede, las imágenes,
aparecen como es debido.

A continuación se muestra un GIF de la interfaz de tareas del trabajador de seguimiento de objetos de
nube de puntos 3D y se muestra cómo el trabajador puede navegar por los fotogramas de nube de puntos
en la secuencia.
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Una vez que los trabajadores agregan un solo cuboide, ese cuboide se replica en todos los fotogramas de
la secuencia con el mismo ID. Una vez que los trabajadores ajusten el cuboide en otro fotograma, Ground
Truth interpolará el movimiento de ese objeto y ajustará todos los cuboides entre los fotogramas ajustados
manualmente. El siguiente GIF muestra esta característica de interpolación. En la barra de navegación de
la parte inferior izquierda, las áreas rojas indican fotogramas ajustados manualmente.
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Si proporciona datos de la cámara para la fusión de sensores, las imágenes se asocian con escenas en los
fotogramas de la nube de puntos. Estas imágenes aparecen en el portal del trabajador como se muestra
en el siguiente GIF.

El trabajador puede recorrer la escena 3D con el teclado y el ratón. Puede:

• Hacer doble clic en objetos específicos de la nube de puntos para ampliarlos.
• Utilizar un desplazamiento del ratón o un panel táctil para acercar y alejar la nube de puntos.
• Utilizar las teclas de flecha del teclado y las teclas Q, E, A y D para moverse hacia arriba, abajo,

izquierda y derecha. Utilizar las teclas del teclado W y S para acercar y alejar.

Una vez que un trabajador coloca cuboides en la escena 3D, aparecerá una vista lateral con las tres
vistas laterales proyectadas: superior, lateral y posterior. Estas vistas laterales muestran puntos dentro y
alrededor del cuboide colocado y ayudan a los empleados a ajustar con precisión los límites del cuboide en
esa área. Los empleados pueden acercar y alejar cada una de esas vistas laterales con el ratón.

El siguiente vídeo muestra los movimientos alrededor de la nube de puntos 3D y en la vista lateral.
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Hay opciones de visualización y características adicionales. Consulte la página de instrucciones del
trabajador para obtener una descripción general completa de la interfaz de usuario del trabajador.

Herramientas de trabajo

Los trabajadores pueden navegar a través de la nube de puntos 3D acercando y alejando, y moviéndose
en todas las direcciones alrededor de la nube utilizando el ratón y los métodos abreviados teclado.
Si los trabajadores hacen clic en un punto de la nube de puntos, la interfaz de usuario se acercará
automáticamente a esa área. Los trabajadores pueden utilizar varias herramientas para dibujar un cuboide
3D alrededor de los objetos. Para obtener más información, consulte Herramientas de etiquetado de
apoyo.

Después de que los trabajadores hayan colocado un cuboide 3D en la nube de puntos, pueden ajustarlo
para que encaje firmemente alrededor de los coches mediante una variedad de vistas: directamente en el
cuboide 3D, en una vista lateral con tres perspectivas ampliadas de la nube de puntos alrededor de la caja
y, si incluye imágenes para la fusión de sensores, directamente en la imagen 2D.

Opciones de visualización que permiten a los trabajadores ocultar o ver fácilmente texto de etiqueta,
una malla de suelo y atributos de punto adicionales. Los trabajadores también pueden elegir entre
proyecciones de perspectiva y ortogonales.

Herramientas de etiquetado de ayuda

Ground Truth ayuda a los trabajadores a anotar nubes de puntos 3D de forma más rápida y precisa
mediante UX, herramientas de etiquetado de ayuda de aprendizaje automático y visión por ordenador para
tareas de seguimiento de objetos de nube de puntos 3D. Están disponibles las siguientes herramientas
para este tipo de tarea:

• Rellenado automático de etiquetas— Cuando un trabajador agrega un cuboide a un fotograma, un
cuboide con las mismas dimensiones y orientación se agrega automáticamente a todos los fotogramas
de la secuencia.

• Interpolación de etiquetas— Después de que un trabajador ha etiquetado un solo objeto en dos
fotogramas, Ground Truth utiliza esas anotaciones para interpolar el movimiento de ese objeto entre
esos dos fotogramas.

• Gestión masiva de etiquetas y atributos: los trabajadores pueden agregar, eliminar y cambiar el nombre
de anotaciones, atributos de categoría de etiqueta y atributos de marco en bloque.
• Los trabajadores pueden eliminar manualmente las anotaciones de un objeto determinado antes o

después de un fotograma. Por ejemplo, un trabajador puede eliminar todas las etiquetas de un objeto
después del fotograma 10 si ese objeto ya no se encuentra en la escena después de ese fotograma.

• Si un trabajador elimina accidentalmente todas las anotaciones de un objeto, puede agregarlas de
nuevo. Por ejemplo, si un trabajador elimina todas las anotaciones de un objeto antes del fotograma
100, puede agregarlas de forma masiva a esos fotogramas.

• Los trabajadores pueden cambiar el nombre de la etiqueta de un fotograma y todos los cuboides 3D
asignados a esa etiqueta se actualizan con el nuevo nombre en todos los fotogramas.

• Los trabajadores pueden utilizar la edición masiva para agregar o editar atributos de categoría de
etiqueta y atributos de marco en varios marcos.

• Ajuste— Los trabajadores pueden agregar un cuboide alrededor de un objeto y utilizar un método
abreviado de teclado o una opción de menú para que la herramienta de ajuste automático de Ground
Truth ajuste el cuboide firmemente alrededor de los límites del objeto.

• Encadar a tierra: después de que un trabajador agrega un cuboide a la escena 3D, el trabajador puede
ajustar automáticamente el cuboide al suelo. Por ejemplo, el trabajador puede utilizar esta característica
para ajustar un cuboide a la carretera o a la acera de la escena.

• Etiquetado multivista— Después de que un trabajador agrega un cuboide 3D a la escena 3D, un panel
lateral muestra las perspectivas frontal y dos laterales para ayudar al trabajador a ajustar el cuboide
firmemente alrededor del objeto. Los trabajadores pueden anotar la nube de puntos 3D, el panel lateral y
los ajustes aparecen en las otras vistas en tiempo real.
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• Fusión de sensores— Si proporciona datos para la fusión de sensores, los trabajadores pueden ajustar
anotaciones en escenas 3D e imágenes 2D, y las anotaciones se proyectarán en la otra vista en tiempo
real.

• Combinación automática de cuboides: los trabajadores pueden fusionar automáticamente dos cuboides
en todos los fotogramas si determinan que los cuboides con etiquetas diferentes representan realmente
un solo objeto.

• Ver opciones: permite a los trabajadores ocultar o ver fácilmente texto de etiqueta, una malla de suelo
y atributos de punto adicionales, como el color o la intensidad. Los trabajadores también pueden elegir
entre proyecciones de perspectiva y ortogonales.

Crear un trabajo de etiquetado de seguimiento de objetos de nube de puntos 3D

Puede crear un trabajo de etiquetado de nube de puntos 3D mediante la consola de SageMaker o la
operación de la API,CreateLabelingJob. Para crear un trabajo de etiquetado para este tipo de tarea,
necesita lo siguiente:

• Un archivo de manifiesto de entrada de secuencia. Para obtener información sobre cómo crear este
tipo de archivo de manifiesto, consulte Crear un manifiesto de entrada de secuencia de nube de
puntos (p. 414). Si es un usuario nuevo de las Ground Truth etiquetado de nube de puntos 3D de, le
recomendamos que reviseFormatos de datos 3D sin procesar aceptados (p. 406).

• Un equipo de trabajo de una fuerza de trabajo privada o de un proveedor. No puede utilizar Amazon
Mechanical Turk para trabajos de etiquetado de nube de puntos 3D. Para obtener información
sobre cómo crear fuerzas de trabajo y equipos de trabajo, consulte Creación y administración de
personal (p. 494).

Además, asegúrese de haber revisado y satisfecho la Asignar permisos de IAM para utilizar Ground
Truth (p. 477).

Para obtener información sobre cómo crear un trabajo de etiquetado mediante la consola o la API, consulte
las siguientes secciones.

Creación de un trabajo de etiquetado (API)

Esta sección cubre los detalles que necesita saber cuando crea un trabajo de etiquetado mediante la
operación de la API de SageMakerCreateLabelingJob. Esta API define esta operación para todos los
SDK de AWS. Para ver una lista de SDK específicos de lenguajes admitidos para esta operación, revise la
sección Ver también de CreateLabelingJob.

Creación de un trabajo de etiquetado (API) (p. 366) proporciona una visión general de la operación
CreateLabelingJob. Siga estas instrucciones y haga lo siguiente mientras configura su solicitud:

• Debe introducir un ARN para HumanTaskUiArn. Use
arn:aws:sagemaker:<region>:394669845002:human-task-ui/
PointCloudObjectTracking. Reemplazar<region>conAWSRegión en la que va a crear el trabajo
de etiquetado.

No debe haber una entrada para el parámetro UiTemplateS3Uri.
• El LabelAttributeName debe terminar en -ref. Por ejemplo, ot-labels-ref.
• El archivo de manifiesto de entrada debe ser un archivo de manifiesto de secuencia de fotogramas de

nube de puntos. Para obtener más información, consulte Crear un manifiesto de entrada de secuencia
de nube de puntos (p. 414).

• Especifique las instrucciones del trabajador y las etiquetas, categoría de etiqueta y categoría de etiqueta,
así como las etiquetas de trabajo en un archivo de configuración de categoría de etiqueta. Para obtener
más información, consulte Creación de un archivo de configuración de categorías de etiquetado con
atributos de fotograma y categoría de etiqueta (p. 376) para aprender a crear este archivo.
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• Debe proporcionar ARN predefinidos para las funciones Lambda (ACS) preanotación y postanotación.
Se trata de ARN específicos de la región de AWS que se utiliza para crear el trabajo de etiquetado.
• Para buscar la preanotación de Lambda ARN, consultePreHumanTaskLambdaArn. Utilice la

región en la que va a crear el trabajo de etiquetado para buscar el ARN correcto que termina en
PRE-3DPointCloudObjectTracking.

• Para buscar el ARN de Lambda postanotación, consulteAnnotationConsolidationLambdaArn.
Utilice la región en la que va a crear el trabajo de etiquetado para buscar el ARN correcto que termina
en ACS-3DPointCloudObjectTracking.

• El número de trabajadores especificado en NumberOfHumanWorkersPerDataObject debe ser 1.
• El etiquetado automatizado de datos no es compatible con los trabajos de etiquetado de nube de puntos

3D. No debe especificar valores para los parámetros en LabelingJobAlgorithmsConfig.
• Los trabajos de etiquetado de seguimiento de objetos de nube de puntos 3D pueden tardar varias horas

en completarse. Puede especificar un límite de tiempo más largo para estos trabajos de etiquetado en
TaskTimeLimitInSeconds (hasta 7 días o 604 800 segundos).

Creación de un trabajo de etiquetado (consola)

Puede seguir las instruccionesCreación de un trabajo de etiquetado (consola) (p. 362)Para aprender
a crear un trabajo de etiquetado de seguimiento de objetos de nube de puntos 3D en la consola de
SageMaker. Al crear el trabajo de etiquetado, tenga en cuenta lo siguiente:

• El archivo de manifiesto de entrada debe ser un archivo de manifiesto de secuencia. Para obtener más
información, consulte Crear un manifiesto de entrada de secuencia de nube de puntos (p. 414).

• Opcionalmente, puede proporcionar atributos de categoría de etiqueta. Los trabajadores pueden asignar
uno o más de estos atributos a las anotaciones para proporcionar más información sobre ese objeto. Por
ejemplo, es posible que desee utilizar el atributo ocluido para que los trabajadores identifiquen cuando
un objeto está parcialmente obstruido.

• La consolidación de anotaciones y el etiquetado automatizado de datos no son compatibles con las
tareas de etiquetado de nube de puntos 3D.

• Los trabajos de etiquetado de seguimiento de objetos de nube de puntos 3D pueden tardar varias horas
en completarse. Puede especificar un límite de tiempo más largo para estos trabajos de etiquetado al
seleccionar el equipo de trabajo (hasta 7 días o 604 800 segundos).

Crear un Job de etiquetado de seguimiento de objetos de nube de puntos 3D

Puede crear un trabajo de etiquetado de ajuste y verificación mediante la consola de Ground Truth
oCreateLabelingJobAPI. Para obtener más información sobre los trabajos de etiquetado de ajuste
y verificación, y para obtener más información sobre cómo crear uno, consulteVerificación y ajuste de
etiquetas (p. 317).

Al crear un trabajo de etiquetado de ajuste, los datos de entrada en el trabajo de etiquetado pueden incluir
etiquetas y mediciones de guiñada, paso y rollo de un trabajo de etiquetado anterior o de origen externo.
En el trabajo de ajuste, el tono y el rollo se visualizarán en la interfaz de usuario del trabajador, pero no se
pueden modificar. La guiñada es ajustable.

Ground Truth utiliza ángulos Tait-Bryan con las siguientes rotaciones intrínsecas para visualizar la guiñada,
el tono y el giro en la interfaz de usuario del trabajador. En primer lugar, la rotación se aplica al vehículo
de acuerdo con el eje Z (guiñada). A continuación, el vehículo girado se gira de acuerdo con el eje Y
intrínseco (paso). Por último, el vehículo gira de acuerdo con el eje x» (rollo) intrínseco.

Formato de los datos de salida

Cuando crea un trabajo de etiquetado de seguimiento de objetos de nube de puntos 3D, las tareas se
envían a los trabajadores. Cuando los trabajadores completan las tareas, sus anotaciones se escriben
en el bucket de Amazon S3 especificado al crear el trabajo de etiquetado. El formato de los datos de
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salida determina lo que se ve en el bucket de Amazon S3 cuando el estado del trabajo de etiquetado
(LabelingJobStatus) esCompleted.

Si es un usuario nuevo de Ground Truth, consulteDatos de salida (p. 438)Para obtener más información
sobre el formato de datos de salida de Ground Truth. Para obtener información sobre el formato de datos
de salida de seguimiento de objetos de nube de puntos 3D, consulte Salida de seguimiento de objetos de
nube de puntos 3D (p. 459).

Segmentación semántica de nube de puntos 3D

La segmentación semántica implica clasificar puntos individuales de una nube de puntos 3D en categorías
previamente especificadas. Utilice este tipo de tarea cuando desee que los trabajadores creen una
máscara de segmentación semántica de nivel de punto para nubes de puntos 3D. Por ejemplo, si
especifica las clases car, pedestrian y bike, los trabajadores seleccionan una clase a la vez y colorean
todos los puntos que esta clase aplica al mismo color en la nube de puntos.

Para este tipo de tarea, el objeto de datos que los trabajadores etiquetan es un fotograma de nube de
puntos único. Ground Truth genera una visualización de nube de puntos 3D mediante los datos de nube
de puntos que usted proporcione. También puede proporcionar datos de la cámara para ofrecer a los
trabajadores más información visual sobre las escenas del fotograma y ayudarles a pintar objetos. Cuando
un trabajador pinta un objeto en la imagen 2D o en la nube de puntos 3D, la pintura aparece en la otra
vista.

Puede ajustar las anotaciones creadas en un trabajo de etiquetado de detección de objetos de nube de
puntos 3D mediante el tipo de tarea de ajuste de segmentación semántica de nube de puntos 3D.

Si es un usuario nuevo de la modalidad Ground Truth etiquetado de nube de puntos 3D de, le
recomendamos que reviseIntroducción a los trabajos de etiquetado de nube de puntos 3D (p. 280). Esta
modalidad de etiquetado es diferente de otros tipos de tareas Ground Truth y este tema proporciona una
visión general de los detalles importantes que debe tener en cuenta al crear un trabajo de etiquetado de
nube de puntos 3D.

Temas
• Vista de la interfaz de tareas del trabajador (p. 272)
• Creación de un trabajo de etiquetado de segmentación semántica de nube de puntos 3D (p. 278)
• Creación de un Job de etiquetado de verificación o ajuste de segmentación semántica de nube de

puntos 3D (p. 279)
• Formato de los datos de salida  (p. 280)

Vista de la interfaz de tareas del trabajador

Ground Truth ofrece a los trabajadores un portal web y herramientas para completar las tareas de
anotación de segmentación semántica de nube de puntos 3D. Al crear el trabajo de etiquetado, debe
proporcionar el nombre de recurso de Amazon (ARN) para una interfaz de usuario de Ground Truth
precompilada en la secciónHumanTaskUiArnParámetro de. Al crear un trabajo de etiquetado con este
tipo de tarea en la consola, se utiliza automáticamente esta interfaz de usuario. Es posible obtener una
vista previa e interactuar con la interfaz de usuario del trabajador al crear un trabajo de etiquetado en la
consola. Si es un usuario nuevo, es recomendable crear un trabajo de etiquetado con la consola para
garantizar que los atributos de etiqueta, los fotogramas de la nube de puntos y, si procede, las imágenes,
aparecen como es debido.

A continuación se muestra un GIF de la interfaz de tareas del trabajador de segmentación semántica
de nube de puntos 3D. Si proporciona datos de la cámara para la fusión de sensores, las imágenes se
asocian con escenas en el fotograma de la nube de puntos. Los trabajadores pueden pintar objetos en la
nube de puntos 3D o en la imagen 2D; la pintura aparece en la ubicación correspondiente en el otro medio.
Estas imágenes aparecen en el portal del trabajador como se muestra en el siguiente GIF.
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El trabajador puede recorrer la escena 3D con el teclado y el ratón. Puede:

• Hacer doble clic en objetos específicos de la nube de puntos para ampliarlos.
• Utilizar un desplazamiento del ratón o un panel táctil para acercar y alejar la nube de puntos.
• Utilizar las teclas de flecha del teclado y las teclas Q, E, A y D para moverse hacia arriba, abajo,

izquierda y derecha. Utilizar las teclas del teclado W y S para acercar y alejar.

El siguiente vídeo muestra los movimientos alrededor de la nube de puntos 3D. Los trabajadores pueden
ocultar y volver a ampliar todos los menús y vistas laterales. En este GIF, las vistas laterales y los menús
se han contraído.
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El siguiente GIF muestra cómo un trabajador puede etiquetar varios objetos rápidamente, refinar los
objetos pintados mediante la opción Despintar y, a continuación, ver solo los puntos que se han pintado.
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Hay opciones de visualización y características adicionales. Consulte la página de instrucciones del
trabajador para obtener una descripción general completa de la interfaz de usuario del trabajador.

Herramientas de trabajo

Los trabajadores pueden navegar a través de la nube de puntos 3D acercando y alejando, y moviéndose
en todas las direcciones alrededor de la nube utilizando el ratón y los métodos abreviados teclado. Para
crear un trabajo de segmentación semántica, los trabajadores tienen a su disposición las siguientes
herramientas:

• Un pincel para pintar y despintar objetos. Para pintar objetos, los trabajadores seleccionan una categoría
de etiqueta y, a continuación, pintan en la nube de puntos 3D. Para despintar objetos, los trabajadores
seleccionando la opción Despintar en el menú de categoría de etiqueta y utilizan el pincel para borrar la
pintura.

• Una herramienta poligonal que los trabajadores pueden utilizar para seleccionar y pintar un área en la
nube de puntos.

• Una herramienta de pintura de fondo que permite a los trabajadores pintar detrás de objetos que ya han
anotado sin alterar las anotaciones originales. Por ejemplo, es posible utilizar esta herramienta para
pintar la carretera después de pintar todos los vehículos en la carretera.

• Opciones de visualización que permiten a los trabajadores ocultar o ver fácilmente texto de etiqueta, una
malla de suelo y atributos de punto adicionales, como el color o la intensidad. Los trabajadores también
pueden elegir entre proyecciones de perspectiva y ortogonales.

Creación de un trabajo de etiquetado de segmentación semántica de nube de puntos 3D

Puede crear un trabajo de etiquetado de nube de puntos 3D mediante la consola de SageMaker o la
operación de la API,CreateLabelingJob. Para crear un trabajo de etiquetado para este tipo de tarea,
necesita lo siguiente:

• Un archivo de manifiesto de entrada de un solo fotograma. Para obtener información sobre cómo
crear este tipo de archivo de manifiesto, consulte Creación de un archivo de manifiesto de entrada de
fotograma de nube de puntos (p. 408). Si es un usuario nuevo de las Ground Truth etiquetado de nube
de puntos 3D de, le recomendamos que reviseFormatos de datos 3D sin procesar aceptados (p. 406).

• Un equipo de trabajo de una fuerza de trabajo privada o de un proveedor. No puede utilizar
trabajadores de Amazon Mechanical Turk para trabajos de etiquetado de nube de puntos 3D. Para
obtener información sobre cómo crear fuerzas de trabajo y equipos de trabajo, consulte Creación y
administración de personal (p. 494).

• Un archivo de configuración de categoría de etiqueta. Para obtener más información, consulte Creación
de un archivo de configuración de categorías de etiquetado con atributos de fotograma y categoría de
etiqueta (p. 376).

Además, asegúrese de haber revisado y satisfecho la Asignar permisos de IAM para utilizar Ground
Truth (p. 477).

Utilice una de las siguientes secciones para aprender a crear un trabajo de etiquetado mediante la consola
o una API.

Creación de un trabajo de etiquetado (consola)

Puede seguir las instruccionesCreación de un trabajo de etiquetado (consola) (p. 362)Para aprender
a crear un trabajo de etiquetado de segmentación semántica de nube de puntos 3D en la consola de
SageMaker. Al crear el trabajo de etiquetado, tenga en cuenta lo siguiente:

• El archivo de manifiesto de entrada debe ser un archivo de manifiesto de un solo fotograma. Para
obtener más información, consulte Creación de un archivo de manifiesto de entrada de fotograma de
nube de puntos (p. 408).
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• La consolidación de anotaciones y el etiquetado automatizado de datos no son compatibles con las
tareas de etiquetado de nube de puntos 3D.

• Los trabajos de etiquetado de segmentación semántica de nube de puntos 3D pueden tardar varias
horas en completarse. Puede especificar un límite de tiempo más largo para estos trabajos de etiquetado
al seleccionar el equipo de trabajo (hasta 7 días o 604 800 segundos).

Creación de un trabajo de etiquetado (API)

Esta sección cubre los detalles que necesita saber cuando crea un trabajo de etiquetado mediante la
operación de la API de SageMakerCreateLabelingJob. Esta API define esta operación para todos los
SDK de AWS. Para ver una lista de SDK específicos de lenguajes admitidos para esta operación, revise la
sección Ver también de CreateLabelingJob.

La página, Creación de un trabajo de etiquetado (API) (p. 366), proporciona una visión general de la
operación CreateLabelingJob. Siga estas instrucciones y haga lo siguiente mientras configura su
solicitud:

• Debe introducir un ARN para HumanTaskUiArn. Use
arn:aws:sagemaker:<region>:394669845002:human-task-ui/
PointCloudSemanticSegmentation. Reemplazar<region>conAWSRegión en la que va a crear el
trabajo de etiquetado.

No debe haber una entrada para el parámetro UiTemplateS3Uri.
• El LabelAttributeName debe terminar en -ref. Por ejemplo, ss-labels-ref.
• El archivo de manifiesto de entrada debe ser un archivo de manifiesto de un solo fotograma. Para

obtener más información, consulte Creación de un archivo de manifiesto de entrada de fotograma de
nube de puntos (p. 408).

• Especifique las instrucciones del trabajador y las etiquetas en un archivo de configuración de categoría
de etiqueta. Consulte Creación de un archivo de configuración de categorías de etiquetado con atributos
de fotograma y categoría de etiqueta (p. 376) para obtener información sobre cómo crear este archivo.

• Debe proporcionar un ARN predefinido para las funciones Lambda (ACS) preanotación y postanotación.
Se trata de ARN específicos de la región de AWS que se utiliza para crear el trabajo de etiquetado.
• Para buscar la preanotación de Lambda ARN, consultePreHumanTaskLambdaArn. Utilice la

región en la que va a crear el trabajo de etiquetado para buscar el ARN correcto. Por ejemplo,
si va a crear el trabajo de etiquetado en us-east-1, el ARN será arn:aws:lambda:us-
east-1:432418664414:function:PRE-3DPointCloudSemanticSegmentation.

• Para buscar el ARN de Lambda postanotación, consulteAnnotationConsolidationLambdaArn.
Utilice la región en la que va a crear el trabajo de etiquetado para buscar el ARN correcto. Por
ejemplo, si va a crear el trabajo de etiquetado en us-east-1, el ARN será arn:aws:lambda:us-
east-1:432418664414:function:ACS-3DPointCloudSemanticSegmentation.

• El número de trabajadores especificado en NumberOfHumanWorkersPerDataObject debe ser 1.
• El etiquetado automatizado de datos no es compatible con los trabajos de etiquetado de nube de puntos

3D. No debe especificar valores para los parámetros en LabelingJobAlgorithmsConfig.
• Los trabajos de etiquetado de segmentación semántica de nube de puntos 3D pueden tardar varias

horas en completarse. Puede especificar un límite de tiempo más largo para estos trabajos de etiquetado
en TaskTimeLimitInSeconds (hasta 7 días o 604 800 segundos).

Creación de un Job de etiquetado de verificación o ajuste de segmentación semántica de nube de
puntos 3D

Puede crear un trabajo de etiquetado de ajuste y verificación mediante la consola de Ground Truth
oCreateLabelingJobAPI. Para obtener más información sobre los trabajos de etiquetado de ajuste
y verificación, y para obtener más información sobre cómo crear uno, consulteVerificación y ajuste de
etiquetas (p. 317).
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Formato de los datos de salida

Cuando crea un trabajo de etiquetado de segmentación semántica de nube de puntos 3D, las tareas se
envían a los trabajadores. Cuando los trabajadores completan las tareas, sus anotaciones se escriben
en el bucket de Amazon S3 especificado al crear el trabajo de etiquetado. El formato de los datos de
salida determina lo que se ve en el bucket de Amazon S3 cuando el estado del trabajo de etiquetado
(LabelingJobStatus) esCompleted.

Si es un usuario nuevo de Ground Truth, consulteDatos de salida (p. 438)Para obtener más información
sobre el formato de datos de salida de Ground Truth. Para obtener información sobre el formato de datos
de salida de detección de objetos de nube de puntos 3D, consulte Salida de segmentación semántica de
nube de puntos 3D (p. 455).

Introducción a los trabajos de etiquetado de nube de puntos 3D
En este tema se proporciona una descripción general de las características únicas de un trabajo de
etiquetado de nube de puntos 3D de Ground Truth. Puede utilizar los trabajos de etiquetado de nube de
puntos 3D para que los trabajadores etiqueten objetos en una nube de puntos 3D generada a partir de
sensores 3D como LiDAR y cámaras de profundidad o generada a partir de una reconstrucción 3D uniendo
imágenes capturadas por un agente como un dron.

Tiempo de preprocesamiento del trabajo

Al crear un trabajo de etiquetado de nube de puntos 3D, debe proporcionar un archivo de manifiesto de
entrada (p. 405). El archivo de manifiesto de entrada puede ser:

• Un archivo de manifiesto de entrada de fotograma que tiene un único fotograma de nube de puntos en
cada línea.

• Un archivo de manifiesto de entrada de secuencia que tiene una sola secuencia en cada línea. Una
secuencia se define como una serie temporal de fotogramas de nube de puntos.

Para ambos tipos de archivos de manifiesto,Tiempo de procesamiento previo(es decir, el tiempo antes de
que Ground Truth comience a enviar tareas a sus empleados) depende del número total y el tamaño de los
fotogramas de nube de puntos que proporcione en el archivo de manifiesto de entrada. En los archivos de
manifiesto de entrada de fotogramas, es el número de líneas del archivo de manifiesto. En los archivos de
manifiesto de secuencia, es el número de fotogramas de cada secuencia multiplicado por el número total
de secuencias, o líneas, en el archivo de manifiesto.

Además, el número de puntos por nube de puntos y el número de objetos de datos de los sensores
fusionados (como imágenes) se tienen en cuenta en los tiempos de preprocesamiento del trabajo. De
media, Ground Truth puede preprocesar fotogramas de nube de 200 puntos en aproximadamente 5
minutos. Si crea un trabajo de etiquetado de nube de puntos 3D con un gran número de fotogramas de
nube de puntos, puede que los tiempos de preprocesamiento sean más largos. Por ejemplo, si crea un
archivo de manifiesto de entrada de secuencia con 4 secuencias de nube de puntos y cada secuencia
contiene 200 nubes de puntos, Ground Truth preprocesa 800 nubes de puntos y, por lo tanto, el tiempo
de preprocesamiento del trabajo sería de unos 20 minutos. Durante ese tiempo, el estado del trabajo de
etiquetado es InProgress.

Mientras el trabajo de etiquetado de nube de puntos 3D se está preprocesando, recibirá mensajes
de CloudWatch que le notifican el estado del trabajo. Para identificar estos mensajes, busque
3D_POINT_CLOUD_PROCESSING_STATUS en los registros de trabajos de etiquetado.

ParaArchivos manifiesto de entrada de fotogramaLos registros de CloudWatch tendrán un mensaje similar
al siguiente:

{
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    "labeling-job-name": "example-point-cloud-labeling-job",
    "event-name": "3D_POINT_CLOUD_PROCESSING_STATUS",
    "event-log-message": "datasetObjectId from: 0 to 10, status: IN_PROGRESS"
}

El mensaje del registro de evento, datasetObjectId from: 0 to 10, status: IN_PROGRESS,
identifica el número de fotogramas del manifiesto de entrada que se han procesado. Recibirá un
nuevo mensaje cada vez que se procese un fotograma. Por ejemplo, una vez que se haya procesado
un fotograma, recibirá otro mensaje que diga datasetObjectId from: 1 to 10, status:
IN_PROGRESS.

ParaArchivos de manifiesto de entrada de secuenciaLos registros de CloudWatch tendrán un mensaje
similar al siguiente:

{
    "labeling-job-name": "example-point-cloud-labeling-job",
    "event-name": "3D_POINT_CLOUD_PROCESSING_STATUS",
    "event-log-message": "datasetObjectId: 0, status: IN_PROGRESS"
}

El mensaje del registro de evento, datasetObjectId from: 0, status: IN_PROGRESS, identifica el
número de secuencias del manifiesto de entrada que se han procesado. Recibirá un nuevo mensaje cada
vez que se procese una secuencia. Por ejemplo, una vez que se haya procesado una secuencia, recibirá
un mensaje que diga datasetObjectId from: 1, status: IN_PROGRESS al tiempo que comienza
el procesamiento de la siguiente secuencia.

Tiempos de finalización de trabajos

Los trabajos de etiquetado de nube de puntos 3D pueden tardar horas en completarse. Puede establecer
la cantidad total de tiempo que los trabajadores pueden trabajar en cada tarea mediante la creación de
un trabajo de etiquetado. El tiempo máximo que puede establecer para que los trabajadores trabajen en
tareas es de 7 días. El valor predeterminado es 3 días.

Se recomienda encarecidamente que cree tareas que los trabajadores puedan completar en un plazo de
12 horas. Los trabajadores deben mantener abierta la interfaz de usuario del trabajador mientras trabajan
en una tarea. Pueden guardar el trabajo según avanzan y Ground Truth guardará su trabajo cada 15
minutos.

Cuando se utiliza SageMakerCreateLabelingJob, establezca el tiempo total que una tarea está
disponible para los trabajadores delTaskTimeLimitInSecondsparámetro deHumanTaskConfig.

Al crear un trabajo de etiquetado en la consola, puede especificar este límite de tiempo al seleccionar el
tipo de fuerza de trabajo y el equipo de trabajo.

Workforces

Al crear un trabajo de etiquetado de nube de puntos 3D, debe especificar un equipo de trabajo que
completará las tareas de anotación de la nube de puntos. Puede elegir un equipo de trabajo de una fuerza
de trabajo privada de sus propios trabajadores o de una fuerza de trabajo del proveedor que seleccione en
AWS Marketplace . No puede utilizar el personal de Amazon Mechanical Turk para trabajos de etiquetado
de nube de puntos 3D.

Para obtener más información sobre fuerzas de trabajo de proveedores, consulte Administración de
personal del proveedor (p. 498).

Para obtener información sobre cómo crear y administrar una fuerza de trabajo privada, consulte Crear
personal privado (p. 499).
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Interfaz de usuario (IU) del trabajador

Ground Truth proporciona una interfaz de usuario (IU) del trabajador, herramientas y características de
etiquetado de apoyo para ayudar a los empleados a completar las tareas de etiquetado de nubes de
puntos 3D.

Es posible obtener una vista previa de la interfaz de usuario del trabajador al crear un trabajo de etiquetado
en la consola.

Cuando se crea un trabajo de etiquetado mediante la operación de la APICreateLabelingJob,
debe proporcionar un ARN proporcionado por Ground Truth en el parámetroHumanTaskUiArnpara
especificar la interfaz de usuario de trabajo para el tipo de tarea. Puede usarHumanTaskUiArncon la
SageMakerRenderUiTemplateoperación de API para obtener una vista previa de la interfaz de usuario

Debe proporcionar las instrucciones del trabajador, las etiquetas y, opcionalmente, los atributos de
categoría de etiqueta que se muestran en la interfaz de usuario del trabajador.

Atributos de categoría de etiqueta

Al crear un trabajo de etiquetado de seguimiento de objetos o detección de objetos de nube de puntos
3D, puede agregar uno o másatributos de categoría de etiqueta. Puede añadiratributos de fotogramaPara
todos los tipos de tareas de nube de puntos 3D:

• Atributo categoría de etiqueta— Una lista de opciones (cadenas), un cuadro de texto de formulario
libre o un campo numérico asociado a una o varias etiquetas. Es utilizado por los trabajadores para
proporcionar metadatos sobre una etiqueta.

• Trama de atributo— Una lista de opciones (cadenas), un cuadro de texto de formulario libre o un campo
numérico que aparece en cada marco de nube de puntos que se envía a anotar un trabajador. Es
utilizado por los trabajadores para proporcionar metadatos sobre marcos.

Además, puede utilizar atributos de etiqueta y marco para que los trabajadores verifiquen las etiquetas en
un trabajo de verificación de etiquetas de nube de puntos 3D.

Utilice las secciones siguientes para obtener más información sobre estos atributos. Para obtener
información sobre cómo agregar atributos de categoría de etiqueta y marco a un trabajo de etiquetado,
utilice laCreación de Job de etiquetadoen laPágina de tipo de tareade su elección.

Atributos de categoría de etiqueta

Agregue atributos de categoría de etiqueta a etiquetas para ofrecer a los trabajadores la posibilidad de
proporcionar más información sobre las anotaciones que crean. Un atributo de categoría de etiqueta se
agrega a una etiqueta individual o a todas las etiquetas. Cuando se aplica un atributo de categoría de
etiqueta a todas las etiquetas, se denominaatributo de categoría de etiqueta global.

Por ejemplo, si agrega la categoría de etiquetaVehículo deTambién es posible que desee capturar datos
adicionales sobre los coches etiquetados, como si están ocluidos o el tamaño del vehículo. Para capturar
estos metadatos, puede utilizar atributos de categoría de etiqueta. En este ejemplo, si ha agregado
el atributoOccludeda la categoría de etiqueta de coche, puede asignarParcial,Completamente,noa
laOccludedy permitir que los trabajadores seleccionen una de estas opciones.

Cuando crea un trabajo de verificación de etiquetas, agrega atributos de categoría de etiquetas a cada
etiqueta que desea que verifiquen los trabajadores.

Atributos de

Agregue atributos de marco para ofrecer a los trabajadores la capacidad de proporcionar más información
sobre marcos de nube de puntos individuales. Puede especificar hasta 10 atributos de marco, y estos
atributos aparecerán en todos los fotogramas.
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Por ejemplo, puede agregar un atributo de fotograma que permita a los trabajadores introducir un número.
Es posible que desee utilizar este atributo para que los trabajadores identifiquen el número de objetos que
ven en un marco determinado.

En otro ejemplo, puede que desee proporcionar un cuadro de texto de formato libre para dar a los
trabajadores la posibilidad de proporcionar una respuesta de formulario libre a una pregunta.

Al crear un trabajo de verificación de etiquetas, puede agregar uno o más atributos de marco para pedir a
los empleados que proporcionen comentarios sobre todas las etiquetas de un marco de nube de puntos.

Instrucciones para el trabajador

Puede proporcionar instrucciones para el trabajador para ayudar a los trabajadores a completar las tareas
de etiquetado de nube de puntos. Es posible que desee utilizar estas instrucciones para lo siguiente:

• Prácticas recomendadas y cosas que evitar al anotar objetos.
• Explicación de los atributos de categoría de etiqueta proporcionados (para tareas de detección de

objetos y seguimiento de objetos) y cómo usarlos.
• Consejos sobre cómo ahorrar tiempo al etiquetar mediante métodos abreviados de teclado.

Puede agregar las instrucciones del trabajador mediante la consola de SageMaker al crear un trabajo
de etiquetado. Si crea un trabajo de etiquetado mediante la operación CreateLabelingJob de la API,
especifique las instrucciones del trabajador en el archivo de configuración de categoría de etiqueta.

Además de las instrucciones, Ground Truth proporciona un enlace para ayudar a los trabajadores a
navegar y utilizar el portal del trabajador. Para ver estas instrucciones, seleccione el tipo de tarea en
Instrucciones para el trabajador (p. 284).

Cómo declinar una tarea

Los trabajadores son capaces de rechazar las tareas.

Los trabajadores rechazan una tarea si las instrucciones no son claras, los datos de entrada no se
muestran correctamente o si encuentran algún otro problema con la tarea. Si el número de trabajadores
por objeto de conjunto de datos (NumberOfHumanWorkersPerDataObject) rechazan la tarea, el objeto
de datos se marca como caducado y no se enviará a trabajadores adicionales.

Requisitos de permiso de trabajo de etiquetado de nube de puntos 3D

Al crear un trabajo de etiquetado de nube de puntos 3D, además de los requisitos de permisos que se
encuentran en Asignar permisos de IAM para utilizar Ground Truth (p. 477), debe agregar una política
CORS al bucket de S3 que contiene el archivo de manifiesto de entrada.

Agregar una política de permisos CORS al bucket de S3

Al crear un trabajo de etiquetado de nube de puntos 3D, especifica los buckets en S3 donde se encuentran
los datos de entrada y el archivo de manifiesto y donde se almacenarán los datos de salida. Estos buckets
pueden ser los mismos. Debe asociar la siguiente política de intercambio de recursos de origen cruzado
(CORS) a los buckets de entrada y salida. Si utiliza la consola de Amazon S3 para agregar la política al
bucket, debe utilizar el formato JSON.

JSON

[
        {
            "AllowedHeaders": [
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                "*"
            ],
            "AllowedMethods": [
                "GET",
                "HEAD",
                "PUT"
            ],
            "AllowedOrigins": [
                "*"
            ],
            "ExposeHeaders": [
                "Access-Control-Allow-Origin"
            ],
            "MaxAgeSeconds": 3000
        }
    ]

XML

<?xml version="1.0" encoding="UTF-8"?>
    <CORSConfiguration xmlns="http://s3.amazonaws.com/doc/2006-03-01/">
    <CORSRule>
        <AllowedOrigin>*</AllowedOrigin>
        <AllowedMethod>GET</AllowedMethod>
        <AllowedMethod>HEAD</AllowedMethod>
        <AllowedMethod>PUT</AllowedMethod>
        <MaxAgeSeconds>3000</MaxAgeSeconds>
        <ExposeHeader>Access-Control-Allow-Origin</ExposeHeader>
        <AllowedHeader>*</AllowedHeader>
    </CORSRule>
    </CORSConfiguration>

Para obtener información sobre cómo agregar una política CORS a un bucket de S3, consulte¿Cómo se
agrega la funcionalidad de uso compartido de recursos entre dominios con CORS?en la Guía del usuario
de la consola de Amazon Simple Storage Service.

Instrucciones para el trabajador
En este tema se proporciona una descripción general del portal de empleados de Ground Truth y las
herramientas disponibles para completar la tarea de etiquetado de nube de puntos 3D. En primer lugar,
seleccione el tipo de tarea en la que está trabajando en Temas.

Para trabajos de ajuste, seleccione el tipo de tarea de etiquetado original con el que se produjeron las
etiquetas que está ajustando. Revise y ajuste las etiquetas de su tarea según sea necesario.

Important

Se recomienda que complete su tarea con un navegador web de Google Chrome o Firefox.

Temas
• Segmentación semántica de nube de puntos 3D (p. 284)
• Detección de objetos de nube de puntos 3D (p. 294)
• Seguimiento de objetos de nube de puntos 3D (p. 305)

Segmentación semántica de nube de puntos 3D

Utilice esta página para familiarizarse con la interfaz de usuario y las herramientas disponibles para
completar la tarea de segmentación semántica de nube de puntos 3D.
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Temas
• Su tarea (p. 285)
• Explore la interfaz de usuario (p. 290)
• Guía de iconos (p. 292)
• Shortcuts (p. 293)
• Liberar, detener y reanudar y rechazar tareas (p. 293)
• Guardar el trabajo y enviar (p. 294)

Su tarea

Cuando trabaja en una tarea de segmentación semántica de nube de puntos 3D, debe seleccionar una
categoría en el menú Annotations (Anotaciones) situado en el lado derecho del portal de empleados
utilizando el menú desplegable Label Categories (Categorías de etiquetas). Después de seleccionar una
categoría, utilice las herramientas de pincel y polígono para pintar cada objeto de la nube de puntos 3D
a la que se aplica esta categoría. Por ejemplo, si selecciona la categoría Car (Coche), utilizará estas
herramientas para pintar todos los coches de la nube de puntos. En el siguiente vídeo se muestra cómo
utilizar la herramienta de pincel para pintar un objeto.

Si ve una o más imágenes en su portal de empleados, puede pintar en las imágenes o pintar en la nube de
puntos 3D y la pintura aparecerá en el otro medio.

Es posible que veas atributos de marco en elEtiquetasMenú. Utilice estas solicitudes de atributos para
introducir información adicional sobre la nube de puntos.
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Important

Si ve que los objetos ya se han pintado al abrir la tarea, ajuste esas anotaciones.

El siguiente vídeo incluye una imagen que se puede anotar. Es posible que no vea una imagen en su
tarea.
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Después de pintar uno o más objetos utilizando una categoría de etiqueta, puede seleccionar esa
categoría en el menú Label Category (Categoría de etiqueta) de la derecha para ver solo los puntos
pintados para esa categoría.
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Explore la interfaz de usuario

Puede navegar por la escena 3D utilizando su teclado y ratón. Puede hacer lo siguiente:

• Hacer doble clic en objetos específicos de la nube de puntos para ampliarlos.
• Utilizar un desplazamiento del ratón o un panel táctil para acercar y alejar la nube de puntos.
• Utilizar las teclas de flecha del teclado y las teclas Q, E, A y D para moverse hacia arriba, abajo,

izquierda y derecha. Utilizar las teclas del teclado W y S para acercar y alejar.

El siguiente vídeo muestra los movimientos alrededor de la nube de puntos 3D y en la vista lateral. Puede
ocultar y volver a expandir todas las vistas laterales utilizando el icono de pantalla completa. En este GIF,
las vistas laterales y los menús se han contraído.
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Cuando se encuentra en la interfaz de usuario de empleado, verá los siguientes menús:

• Instrucciones: revise estas instrucciones antes de comenzar la tarea.
• Shortcuts: utilice este menú para ver los métodos abreviados de teclado que puede utilizar para navegar

por la nube de puntos y utilizar las herramientas de anotación proporcionadas.
• Vista— Utilice este menú para activar y desactivar las diferentes opciones de vista. Por ejemplo, puede

utilizar este menú para agregar una malla de terreno a la nube de puntos y para elegir la proyección de
la nube de puntos.

• Nube de puntos 3D: utilice este menú para agregar atributos adicionales a los puntos de la nube de
puntos, como el color y la intensidad de píxeles. Tenga en cuenta que es posible que algunas o todas
estas opciones no estén disponibles.

• Pintar— Utilice este menú para modificar la funcionalidad del pincel.

Al abrir una tarea, el icono de escena de movimiento está activado y puede moverse por la nube de puntos
con el ratón y los botones de navegación del área de nube de puntos de la pantalla. Para volver a la vista
original que aparece al abrir la tarea por primera vez, elija el icono de restablecimiento de escena.

Después de seleccionar el icono de pintar, puede agregar pintura a la nube de puntos y a las imágenes (si
se incluyen). Debe volver a seleccionar el icono de movimiento de escena para desplazarse a otra área de
la imagen o nube de puntos 3D.

Para contraer todos los paneles de la derecha y convertir la nube de puntos 3D en pantalla completa,
seleccione el icono de pantalla completa.

Para las imágenes de la cámara y los paneles laterales, tiene las siguientes opciones de vista:

• C— Ver el ángulo de la cámara en la vista de nube de puntos.
• F: vea el frustum, o campo de visión, de la cámara utilizada para capturar esa imagen en la vista de

nube de puntos.
• P— Ver la nube de puntos superpuesta en la imagen.

Guía de iconos

Utilice esta tabla para obtener información sobre los iconos disponibles en el portal de tareas del
empleado.

Icono Nombre Descripción

objeto brush Seleccione este icono para activar la herramienta de pincel.
Para utilizar esta herramienta, elija y mueva los objetos que
desea pintar con el ratón. Después de elegirlo, todo lo que
pinte estará asociado con la categoría que elija.

polígono Seleccione este icono para utilizar la herramienta de pintura
poligonal. Utilice esta herramienta para dibujar polígonos
alrededor de los objetos que desea pintar. Después de
elegirlo, todo lo que dibuje con un polígono alrededor se
asociará a la categoría que haya elegido.

restablecer escena Seleccione este icono para restablecer la vista de la nube
de puntos, los paneles laterales y, si procede, todas las
imágenes a su posición original cuando se abrió la tarea por
primera vez.
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Icono Nombre Descripción

mover escena Seleccione este icono para mover la escena. De forma
predeterminada, este icono se seleccionará cuando inicie una
tarea por primera vez.

pantalla completa Elija este icono para hacer que la visualización de la nube de
puntos 3D sea de pantalla completa y para contraer todos los
paneles laterales.

Regla Utilice este icono para medir distancias, en metros, en la nube
de puntos. Es posible que desee utilizar esta herramienta
si sus instrucciones le piden que anote todos los objetos a
una distancia determinada del centro del cuboide o del objeto
utilizado para capturar datos.

Al seleccionar este icono, puede colocar el punto inicial
(primer marcador) en cualquier lugar de la nube de puntos
seleccionándolo con el ratón. La herramienta utilizará
automáticamente la interpolación para colocar un marcador
en el punto más cercano dentro de la distancia del umbral
a la ubicación seleccionada; de lo contrario, el marcador se
colocará en el suelo. Si coloca un punto de partida por error,
puede utilizar la tecla Escape para revertir la ubicación del
marcador.

Después de colocar el primer marcador, verá una línea de
puntos y una etiqueta dinámica que indica la distancia que se
ha alejado del primer marcador. Haga clic en otro lugar de la
nube de puntos para colocar un segundo marcador. Al colocar
el segundo marcador, la línea de puntos se vuelve sólida y se
establece la distancia.

Después de establecer una distancia, puede editarla
seleccionando cualquiera de los marcadores. Puede eliminar
una regla seleccionando cualquier lugar de la regla y
utilizando la tecla Eliminar del teclado.

Shortcuts

Los accesos directos que se incluyen en el menú Shortcuts (Accesos directos) pueden ayudarle a navegar
por la nube de puntos 3D y a utilizar la herramienta de pintar.

Antes de comenzar la tarea, le recomendamos que revise laShortcutsy familiarizarse con estos comandos.

Liberar, detener y reanudar y rechazar tareas

Al abrir la tarea de etiquetado, tres botones en la parte superior derecha le permiten rechazar la tarea
(Declination), libérelo (Liberar tarea), y detenerlo y reanudarlo más adelante (Detener y reanudar más
tarde). En la siguiente lista se describe lo que ocurre cuando se selecciona una de estas opciones:

• Declination: Solo debe rechazar una tarea si algo está mal con la tarea, como un problema con la nube
de puntos 3D, las imágenes o la interfaz de usuario. Si rechaza una tarea, no podrá volver a la tarea.
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• Liberar tarea: Si suelta una tarea, pierde todo el trabajo realizado en esa tarea. Cuando se libera la
tarea, otros trabajadores de su equipo pueden recogerla. Si suficientes trabajadores toman la tarea,
quizás no se puedan retomar. Cuando selecciona este botón y, a continuación, seleccionaconfirmar,
regresará al portal de trabajo. Si la tarea sigue disponible, su estado seráDisponible. Si otros
trabajadores lo recogen, desaparecerá de su portal.

• Detener y reanudar más tarde: Puede utilizar elDetener y reanudar más tardepara dejar de funcionar
y volver a la tarea en un momento posterior. Debe utilizar laSave (Guardar)Para guardar los cambios
realizados antes de seleccionarDetener y reanudar más tarde. Cuando selecciona este botón y, a
continuación, seleccionaconfirmar, se devuelve al portal de trabajo y el estado de la tarea esDetenida.
Puede seleccionar la misma tarea para reanudar el trabajo en ella.

Tenga en cuenta que la persona que crea las tareas de etiquetado especifica un límite de tiempo en
el que todas las tareas deben completarse. Si no regresa y completa esta tarea dentro de ese plazo,
caducará y no se enviará su trabajo. Póngase en contacto con su administrador para obtener más
información.

Guardar el trabajo y enviar

Debe guardar periódicamente su trabajo. Ground Truth guardará automáticamente su trabajo cada 15
minutos.

Cuando abra una tarea, debe completar su trabajo antes de pulsar Submit (Enviar).

Detección de objetos de nube de puntos 3D

Utilice esta página para familiarizarse con la interfaz de usuario y las herramientas disponibles para
completar la tarea de detección de objetos de nube de puntos 3D.

Temas
• Su tarea (p. 294)
• Explore la interfaz de usuario (p. 296)
• Guía de iconos (p. 303)
• Shortcuts (p. 304)
• Liberar, detener y reanudar y rechazar tareas (p. 304)
• Guardar el trabajo y enviar (p. 305)

Su tarea

Cuando trabaja en una tarea de detección de objetos de nube de puntos 3D, debe seleccionar una
categoría en el menú Annotations (Anotaciones) situado en el lado derecho del portal de empleados
mediante el menú Label Categories (Categorías de etiquetas). Después de elegir una categoría, utilice las
herramientas de agregar cuboide y ajustar cuboide para ajustar un cuboide alrededor de los objetos de la
nube de puntos 3D a la que se aplica esta categoría. Después de colocar un cuboide, puede modificar sus
cotas, ubicación y orientación directamente en la nube de puntos y en los tres paneles que se muestran a
la derecha.

Si ve una o más imágenes en el portal de empleados, también puede modificar los cuboides en las
imágenes o en la nube de puntos 3D y las ediciones aparecerán en el otro medio.

Si ve que ya se han agregado cuboides a la nube de puntos 3D al abrir la tarea, ajuste esos cuboides y
agregue cuboides adicionales según sea necesario.

Para editar un cuboide, incluido el movimiento, la reorientación y el cambio de cotas del cuboide, debe
utilizar teclas de acceso directo. Puede ver una lista completa de teclas de acceso directo en el menú
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Shortcuts (Accesos directos) de la interfaz de usuario. Las siguientes son combinaciones de teclas
importantes con las que debe familiarizarse antes de comenzar la tarea de etiquetado.

Comando de Mac Comando de Windows Acción

Cmd + Arrastrar Ctrl + Arrastrar Modificar las dimensiones del
cuboide.

Opción + Arrastrar Alt + Arrastrar Mover el cuboide.

Mayús + Arrastrar Mayús + Arrastrar Girar el cuboide.

Opción + O Alt + O Colocar el cuboide firmemente
alrededor de los puntos en los
que se ha dibujado. Antes de
usar la opción, asegúrese de que
el cuboide rodee completamente
el objeto de interés.

Opción + G Alt + G Poner el cuboide en el suelo.

Las etiquetas individuales pueden tener uno o más atributos de etiqueta. Si una etiqueta tiene asociado un
atributo de etiqueta, aparecerá cuando seleccione la flecha que apunta hacia abajo junto a la etiqueta en el
menú desplegableId. de etiquetaMenú. Rellene los valores necesarios para todos los atributos de etiqueta.

Es posible que veas atributos de marco en elEtiquetasMenú. Utilice estas solicitudes de atributos para
introducir información adicional sobre cada fotograma.
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Explore la interfaz de usuario

Puede navegar por la escena 3D utilizando el teclado y el ratón. Puede hacer lo siguiente:

• Hacer doble clic en objetos específicos de la nube de puntos para ampliarlos.
• Puede utilizar las teclas [y] del teclado para acercar y desplazarse de una etiqueta a la siguiente. Si no

se selecciona ninguna etiqueta, al seleccionar [o], la interfaz de usuario se acercará a la primera etiqueta
en el cuadro de diálogoLable IDlista.

• Utilizar un desplazamiento del ratón o un panel táctil para acercar y alejar la nube de puntos.
• Utilizar las teclas de flecha del teclado y las teclas Q, E, A y D para moverse hacia arriba, abajo,

izquierda y derecha. Utilizar las teclas del teclado W y S para acercar y alejar.
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Una vez que coloque un cuboide en la escena 3D, aparecerá una vista lateral con tres vistas proyectadas:
superior, lateral y posterior. Estas vistas laterales muestran puntos dentro y alrededor del cuboide colocado
y ayudan a los empleados a ajustar con precisión los límites del cuboide en esa área. Los empleados
pueden acercar y alejar cada una de esas vistas laterales con el ratón.

El siguiente vídeo muestra los movimientos alrededor de la nube de puntos 3D y en la vista lateral.
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Cuando se encuentra en la interfaz de usuario de empleado, verá los siguientes menús:

• Instrucciones: revise estas instrucciones antes de comenzar la tarea.
• Shortcuts: utilice este menú para ver los métodos abreviados de teclado que puede utilizar para navegar

por la nube de puntos y utilizar las herramientas de anotación proporcionadas.
• Etiqueta— Utilice este menú para modificar un cuboide. Primero, seleccione un cuboide y luego elija

una opción de este menú. Este menú incluye herramientas de etiquetado de asistencia como colocar un
cuboide en el suelo y ajustar automáticamente el cuboide a los límites del objeto.

• Vista— Utilice este menú para activar y desactivar las diferentes opciones de vista. Por ejemplo, puede
utilizar este menú para agregar una malla de terreno a la nube de puntos y para elegir la proyección de
la nube de puntos.

• Nube de puntos 3D: utilice este menú para agregar atributos adicionales a los puntos de la nube de
puntos, como el color y la intensidad de píxeles. Tenga en cuenta que puede que estas opciones no
estén disponibles.

Al abrir una tarea, el icono de escena de movimiento está activado y puede moverse por la nube de puntos
con el ratón y los botones de navegación del área de nube de puntos de la pantalla. Para volver a la vista
original que aparece al abrir la tarea por primera vez, elija el icono de restablecimiento de escena. Si se
restablece la vista, no se modificarán las anotaciones.

Después de seleccionar el icono de agregar cuboide, puede agregar cuboides a la visualización de nube
de puntos 3D. Una vez que haya agregado un cuboide, puede ajustarlo en las tres vistas (superior, lateral y
frontal) y en las imágenes (si se incluye).
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Debe volver a elegir el icono de escena de movimiento para desplazarse a otra área de la imagen o nube
de puntos 3D.

Para contraer todos los paneles de la derecha y convertir la nube de puntos 3D en pantalla completa, elija
el icono de pantalla completa.

Si se incluyen imágenes de cámara, es posible que tenga las siguientes opciones de vista:

• C— Ver el ángulo de la cámara en la vista de nube de puntos.
• F: vea el frustum, o campo de visión, de la cámara utilizada para capturar esa imagen en la vista de

nube de puntos.
• P— Ver la nube de puntos superpuesta en la imagen.
• B— Ver cuboides en la imagen.

En el siguiente vídeo se muestra cómo utilizar estas opciones de vista. La opción F se utiliza para ver el
campo de visión de la cámara (el área gris), las opción C muestra la dirección hacia la cámara y el ángulo
de la cámara (líneas azules), y la opción B se utiliza para ver el cuboide.
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Guía de iconos

Utilice esta tabla para obtener información sobre los iconos que aparecen en el portal de tareas de
empleados.

Icono   Descripción

agregar cuboide Elija este icono para agregar un cuboide. Cada cuboide que
agregue se asocia con la categoría elegida.

editar cuboide Elija este icono para editar un cuboide. Después de haber
agregado un cuboide, puede editar sus cotas, ubicación
y orientación. Después de agregar un cuboide, cambia
automáticamente para editar el modo cuboide.

Regla Utilice este icono para medir distancias, en metros, en la nube
de puntos. Es posible que desee utilizar esta herramienta
si sus instrucciones le piden que anote todos los objetos a
una distancia determinada del centro del cuboide o del objeto
utilizado para capturar datos.

Al seleccionar este icono, puede colocar el punto inicial
(primer marcador) en cualquier lugar de la nube de puntos
seleccionándolo con el ratón. La herramienta utilizará
automáticamente la interpolación para colocar un marcador
en el punto más cercano dentro de la distancia del umbral
a la ubicación seleccionada; de lo contrario, el marcador se
colocará en el suelo. Si coloca un punto de partida por error,
puede utilizar la tecla Escape para revertir la ubicación del
marcador.

Después de colocar el primer marcador, verá una línea de
puntos y una etiqueta dinámica que indica la distancia que se
ha alejado del primer marcador. Haga clic en otro lugar de la
nube de puntos para colocar un segundo marcador. Al colocar
el segundo marcador, la línea de puntos se vuelve sólida y se
establece la distancia.

Después de establecer una distancia, puede editarla
seleccionando cualquiera de los marcadores. Puede eliminar
una regla seleccionando cualquier lugar de la regla y
utilizando la tecla Eliminar del teclado.

restablecer escena Seleccione este icono para restablecer la vista de la nube
de puntos, los paneles laterales y, si procede, todas las
imágenes a su posición original cuando se abrió la tarea por
primera vez.

mover escena Seleccione este icono para mover la escena. De forma
predeterminada, este icono se selecciona al iniciar una tarea
por primera vez.
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Icono   Descripción

pantalla completa Elija este icono para hacer que la visualización de la nube de
puntos 3D sea de pantalla completa y para contraer todos los
paneles laterales.

mostrar etiquetas Mostrar etiquetas en la visualización de nube de puntos 3D y,
si procede, en imágenes.

ocultar etiquetas Ocultar etiquetas en la visualización de nube de puntos 3D y,
si procede, en imágenes.

Eliminar etiquetas Eliminar una etiqueta.

Shortcuts

Los accesos directos incluidos en el menú Shortcuts (Accesos directos) pueden ayudarle a navegar por la
nube de puntos 3D y a utilizar herramientas para agregar y editar cuboides.

Antes de comenzar la tarea, le recomendamos que revise laShortcutsy familiarizarse con estos comandos.
Necesita usar algunos de los controles de cuboide 3D para editar su cuboide.

Liberar, detener y reanudar y rechazar tareas

Al abrir la tarea de etiquetado, tres botones en la parte superior derecha le permiten rechazar la tarea
(Declination), libérelo (Liberar tarea), y detenerlo y reanudarlo más adelante (Detener y reanudar más
tarde). En la siguiente lista se describe lo que ocurre cuando se selecciona una de estas opciones:

• Declination: Solo debe rechazar una tarea si algo está mal con la tarea, como un problema con la nube
de puntos 3D, las imágenes o la interfaz de usuario. Si rechaza una tarea, no podrá volver a la tarea.

• Liberar tarea: Si suelta una tarea, pierde todo el trabajo realizado en esa tarea. Cuando se libera la
tarea, otros trabajadores de su equipo pueden recogerla. Si suficientes trabajadores toman la tarea,
quizás no se puedan retomar. Cuando selecciona este botón y, a continuación, seleccionaconfirmar,
regresará al portal de trabajo. Si la tarea sigue disponible, su estado seráDisponible. Si otros
trabajadores lo recogen, desaparecerá de su portal.

• Detener y reanudar más tarde: Puede utilizar elDetener y reanudar más tardepara dejar de funcionar
y volver a la tarea en un momento posterior. Debe utilizar laSave (Guardar)Para guardar los cambios
realizados antes de seleccionarDetener y reanudar más tarde. Cuando selecciona este botón y, a
continuación, seleccionaconfirmar, se devuelve al portal de trabajo y el estado de la tarea esDetenida.
Puede seleccionar la misma tarea para reanudar el trabajo en ella.

Tenga en cuenta que la persona que crea las tareas de etiquetado especifica un límite de tiempo en
el que todas las tareas deben completarse. Si no regresa y completa esta tarea dentro de ese plazo,
caducará y no se enviará su trabajo. Póngase en contacto con su administrador para obtener más
información.
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Guardar el trabajo y enviar

Debe guardar periódicamente su trabajo. Ground Truth guardará automáticamente su trabajo cada 15
minutos.

Cuando abra una tarea, debe completar su trabajo antes de pulsar Submit (Enviar).

Seguimiento de objetos de nube de puntos 3D

Utilice esta página para familiarizarse con la interfaz de usuario y las herramientas disponibles para
completar la tarea de detección de objetos de nube de puntos 3D.

Temas
• Su tarea (p. 305)
• Explore la interfaz de usuario (p. 309)
• Edición masiva de atributos de estructura y categoría de etiqueta (p. 314)
• Guía de iconos (p. 315)
• Shortcuts (p. 316)
• Liberar, detener y reanudar y rechazar tareas (p. 316)
• Guardar el trabajo y enviar (p. 317)

Su tarea

Cuando trabaja en una tarea de seguimiento de objetos de nube de puntos 3D, debe seleccionar una
categoría en el menú Annotations (Anotaciones) situado en el lado derecho del portal de empleados
mediante el menú Label Categories (Categorías de etiquetas) . Después de seleccionar una categoría,
utilice las herramientas de agregar cuboide y ajustar cuboide para ajustar un cuboide alrededor de los
objetos de la nube de puntos 3D a la que se aplica esta categoría. Después de colocar un cuboide, puede
modificar su ubicación, cotas y orientación directamente en la nube de puntos y en los tres paneles que se
muestran a la derecha. Si ve una o más imágenes en el portal de empleados, también puede modificar los
cuboides en las imágenes o en la nube de puntos 3D y las ediciones aparecerán en el otro medio.

Important

Si ve que ya se han agregado cuboides a los marcos de nube de puntos 3D al abrir la tarea,
ajuste esos cuboides y añada cuboides adicionales según sea necesario.

Para editar un cuboide, incluido el movimiento, la reorientación y el cambio de cotas del cuboide, debe
utilizar teclas de acceso directo. Puede ver una lista completa de teclas de acceso directo en el menú
Shortcuts (Accesos directos) de la interfaz de usuario. Las siguientes son combinaciones de teclas
importantes con las que debe familiarizarse antes de comenzar la tarea de etiquetado.

Comando de Mac Comando de Windows Acción

Cmd + Arrastrar Ctrl + Arrastrar Modificar las dimensiones del
cuboide.

Opción + Arrastrar Alt + Arrastrar Mover el cuboide.

Mayús + Arrastrar Mayús + Arrastrar Girar el cuboide.

Opción + O Alt + O Colocar el cuboide firmemente
alrededor de los puntos en los
que se ha dibujado. Antes de
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Comando de Mac Comando de Windows Acción
usar la opción, asegúrese de que
el cuboide rodee completamente
el objeto de interés.

Opción + G Alt + G Poner el cuboide en el suelo.

Cuando abra la tarea, se cargarán dos marcos. Si la tarea incluye más de dos marcos, debe utilizar la
barra de navegación en la esquina inferior izquierda o el icono de cargar marco para cargar marcos
adicionales. Debe anotar y ajustar las etiquetas en todos los marcos antes de enviarlos.

Después de ajustar un cuboide firmemente alrededor de los límites de un objeto, desplácese a otro marco
utilizando la barra de navegación situada en la esquina inferior izquierda de la interfaz de usuario. Si ese
mismo objeto se ha movido a una nueva ubicación, agregue otro cuboide y ajústelo firmemente alrededor
de los límites del objeto. Cada vez que agregue manualmente un cuboide, verá que la barra de secuencia
de marcos en la esquina inferior izquierda de la pantalla se vuelve roja en el punto en el que dicho marco
se encuentra temporalmente en la secuencia.

Su interfaz de usuario deduce automáticamente la ubicación de ese objeto en todas los demás marcos
después de haber colocado un cuboide. Esto se llamaInterpolación de. Puede ver el movimiento de
ese objeto, y los cúboides inferidos y creados manualmente utilizando las flechas. Ajuste los cuboides
inferidos según sea necesario. El siguiente vídeo muestra cómo navegar entre marcos. El siguiente vídeo
muestra, si agrega un cuboide en un marco y luego lo ajusta en otro, cómo la interfaz de usuario detendrá
automáticamente la ubicación del cuboide en todos los marcos intermedios.
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Tip

Puede desactivar la interpolación automática de cuboides entre fotogramas mediante el elemento
de menú Nube de puntos 3D. SelectNube de puntos 3Den el menú superior y, a continuación,
seleccioneInterpolar cuboides a través de fotogramas. Esto desactivará esta opción y detendrá
la interpolación cuboide. Puede volver a seleccionar este elemento para volver a activar la
interpolación de cuboides.
Desactivar la interpolación de cuboides no afectará a los cuboides que ya se han interpolado a
través de fotogramas.

Las etiquetas individuales pueden tener uno o más atributos de etiqueta. Si una etiqueta tiene asociado un
atributo de etiqueta, aparecerá cuando seleccione la flecha que apunta hacia abajo junto a la etiqueta en el
menú desplegableId. de etiquetaMenú. Rellene los valores necesarios para todos los atributos de etiqueta.

Es posible que veas atributos de marco en elId. de etiquetaMenú. Estos atributos aparecerán en cada
fotograma de la tarea. Utilice estas solicitudes de atributos para introducir información adicional sobre cada
fotograma.

308



Amazon SageMaker Developer Guide
Etiquetado de nubes de puntos 3D

Explore la interfaz de usuario

Puede navegar por la escena 3D utilizando el teclado y el ratón. Puede hacer lo siguiente:

• Hacer doble clic en objetos específicos de la nube de puntos para ampliarlos.
• Puede utilizar las teclas [y] del teclado para acercar y desplazarse de una etiqueta a la siguiente. Si no

se selecciona ninguna etiqueta, al seleccionar [o], la interfaz de usuario se acercará a la primera etiqueta
en el cuadro de diálogoId. de etiquetalista.

• Utilizar un desplazamiento del ratón o un panel táctil para acercar y alejar la nube de puntos.
• Utilizar las teclas de flecha del teclado y las teclas Q, E, A y D para moverse hacia arriba, abajo,

izquierda y derecha. Utilizar las teclas del teclado W y S para acercar y alejar.
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Una vez que coloque un cuboide en la escena 3D, aparecerá una vista lateral con tres vistas proyectadas:
superior, lateral y posterior. Estas vistas laterales muestran puntos dentro y alrededor del cuboide colocado
y ayudan a los empleados a ajustar con precisión los límites del cuboide en esa área. Los empleados
pueden acercar y alejar cada una de esas vistas laterales con el ratón.

El siguiente vídeo muestra los movimientos alrededor de la nube de puntos 3D y en la vista lateral.

310



Amazon SageMaker Developer Guide
Etiquetado de nubes de puntos 3D

311



Amazon SageMaker Developer Guide
Etiquetado de nubes de puntos 3D

Cuando se encuentra en la interfaz de usuario de empleado, verá los siguientes menús:

• Instrucciones: revise estas instrucciones antes de comenzar la tarea.
• Shortcuts: utilice este menú para ver los métodos abreviados de teclado que puede utilizar para navegar

por la nube de puntos y utilizar las herramientas de anotación proporcionadas.
• Etiqueta— Utilice este menú para modificar un cuboide. Primero, seleccione un cuboide y luego elija

una opción de este menú. Este menú incluye herramientas de etiquetado de asistencia como colocar un
cuboide en el suelo y ajustar automáticamente el cuboide a los límites del objeto.

• Vista— Utilice este menú para activar y desactivar las diferentes opciones de vista. Por ejemplo, puede
utilizar este menú para agregar una malla de terreno a la nube de puntos y para elegir la proyección de
la nube de puntos.

• Nube de puntos 3D: utilice este menú para agregar atributos adicionales a los puntos de la nube de
puntos, como el color y la intensidad de píxeles. Tenga en cuenta que puede que estas opciones no
estén disponibles.

Al abrir una tarea, el icono de escena de movimiento está activado y puede moverse por la nube de puntos
con el ratón y los botones de navegación del área de nube de puntos de la pantalla. Para volver a la vista
original que aparece al abrir la tarea por primera vez, elija el icono de restablecimiento de escena.

Después de seleccionar el icono de agregar cuboide, puede agregar cuboides a la nube de puntos y a las
imágenes (si se incluyen). Debe volver a seleccionar el icono de movimiento de escena para desplazarse a
otra área de la imagen o nube de puntos 3D.

Para contraer todos los paneles de la derecha y convertir la nube de puntos 3D en pantalla completa, elija
el icono de pantalla completa.

Si se incluyen imágenes de cámara, es posible que tenga las siguientes opciones de vista:

• C— Ver el ángulo de la cámara en la vista de nube de puntos.
• F: vea el frustum, o campo de visión, de la cámara utilizada para capturar esa imagen en la vista de

nube de puntos.
• P— Ver la nube de puntos superpuesta en la imagen.
• B— Ver cuboides en la imagen.

En el siguiente vídeo se muestra cómo utilizar estas opciones de vista. La opción F se utiliza para ver el
campo de visión de la cámara (el área gris), las opción C muestra la dirección hacia la cámara y el ángulo
de la cámara (líneas azules), y la opción B se utiliza para ver el cuboide.
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Eliminar cuboide

Puede seleccionar un identificador de cuboide o etiqueta y:

• Elimine un cuboide individual en el fotograma actual que esté viendo.
• Elimine todos los cuboides con ese identificador de etiqueta antes o después del fotograma que esté

viendo.
• Elimine todos los cuboides con ese identificador de etiqueta en todos los fotogramas.

Un caso de uso común para la eliminación de cuboides es si el objeto sale de la escena.

Puede utilizar una o varias de estas opciones para eliminar cuboides colocados manualmente e
interpolados con el mismo ID de etiqueta.

• Para eliminar todos los cuboides antes o después del fotograma en el que se encuentra actualmente,
seleccione el cuboide, seleccione la casillaEtiquetaen la parte superior de la interfaz de usuario y,
a continuación, seleccione una de las opcionesEliminar en fotogramas anterioresorEliminar en los
fotogramas siguientes. Utilice el menú Accesos directos para ver las teclas de método abreviado que
puede utilizar para estas opciones.

• Para eliminar una etiqueta en todos los marcos, seleccioneEliminar en todos los fotogramasdesde
lasEtiquetas, o utilice el acceso directoMayús + Eliminaren su teclado.

• Para eliminar un cuboide individual de un solo fotograma, seleccione el cuboide y seleccione el icono de

papelera ( ) junto a ese ID de etiqueta en el cuadroId. de etiquetaa la derecha o usa la tecla Eliminar
del teclado para eliminar ese cuboide.

Si ha colocado manualmente más de un cuboide con la misma etiqueta en diferentes fotogramas, al
eliminar uno de los cuboides colocados manualmente, todos los cuboides interpolados se ajustan. Este
ajuste se produce porque la interfaz de usuario utiliza cuboides colocados manualmente como puntos de
anclaje al calcular la ubicación del cuboide interpolado. Al quitar uno de estos puntos de anclaje, la interfaz
de usuario debe volver a calcular la posición de los cuboides interpolados.

Si elimina un cuboide de un fotograma, pero luego decide que desea recuperarlo, puede usar la
opciónDuplicar a cuadros anterioresorDuplicar a fotogramasen el cuadro de diálogoEtiquetapara copiar el
cuboide en todos los fotogramas anteriores o todos los siguientes, respectivamente.

Edición masiva de atributos de estructura y categoría de etiqueta

Puede editar de forma masiva atributos de etiqueta y atributos de marco.

Cuando edita un atributo de forma masiva, especifica uno o varios rangos de fotogramas a los que desea
aplicar la edición. El atributo seleccionado se edita en todos los fotogramas de ese rango, incluidos los
fotogramas inicial y final que especifique. Cuando edita atributos de etiqueta de forma masiva, el rango
especificadodebecontienen la etiqueta a la que está asociado el atributo label. Si especifica fotogramas
que no contienen esta etiqueta, obtendrá un error.

Para editar de forma masiva un atributo,debeespecifique primero el valor deseado para el atributo. Por
ejemplo, si desea cambiar un atributo deSíDe aNo, debe seleccionarNoy, a continuación, realice la edición
masiva.

También puede especificar un nuevo valor para un atributo que no se ha rellenado y, a continuación,
utilizar la función de edición masiva para rellenar ese valor en varios fotogramas. Para ello, seleccione el
valor deseado para el atributo y realice el procedimiento siguiente.

Para editar de forma masiva una etiqueta o un atributo:

1. Utilice el ratón para hacer clic con el botón derecho en el atributo que desea editar en bloque.
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2. Especifique el rango de fotogramas al que desea aplicar la edición masiva mediante un guión (-) en el
cuadro de texto. Por ejemplo, si desea aplicar la edición a fotogramas del uno al diez, escriba1-10. Si
desea aplicar la edición a fotogramas de dos a cinco, ocho a diez y veinte, escriba2-5,8-10,20.

3. Selectconfirmar.

Si recibe un mensaje de error, compruebe que ha introducido un rango válido y que la etiqueta asociada al
atributo de etiqueta que está editando (si corresponde) existe en todos los fotogramas especificados.

Puede agregar rápidamente una etiqueta a todos los fotogramas anteriores o posteriores mediante la
herramientaDuplicar a cuadros anterioresyDuplicar a fotogramasen el cuadro de diálogoEtiquetaEn la parte
superior de la página.

Guía de iconos

Utilice esta tabla para obtener información sobre los iconos que aparecen en el portal de tareas de
empleados.

Icono   Descripción

agregar cuboide Elija este icono para agregar un cuboide. Cada cuboide que
agregue se asocia con la categoría elegida.

editar cuboide Elija este icono para editar un cuboide. Después de agregar
un cuboide, puede editar sus cotas, ubicación y orientación.
Después de agregar un cuboide, cambia automáticamente
para editar el modo cuboide.

Regla Utilice este icono para medir distancias, en metros, en la nube
de puntos. Es posible que desee utilizar esta herramienta
si sus instrucciones le piden que anote todos los objetos a
una distancia determinada del centro del cuboide o del objeto
utilizado para capturar datos.

Al seleccionar este icono, puede colocar el punto inicial
(primer marcador) en cualquier lugar de la nube de puntos
seleccionándolo con el ratón. La herramienta utilizará
automáticamente la interpolación para colocar un marcador
en el punto más cercano dentro de la distancia del umbral
a la ubicación seleccionada; de lo contrario, el marcador se
colocará en el suelo. Si coloca un punto de partida por error,
puede utilizar la tecla Escape para revertir la ubicación del
marcador.

Después de colocar el primer marcador, verá una línea de
puntos y una etiqueta dinámica que indica la distancia que se
ha alejado del primer marcador. Haga clic en otro lugar de la
nube de puntos para colocar un segundo marcador. Al colocar
el segundo marcador, la línea de puntos se vuelve sólida y se
establece la distancia.

Después de establecer una distancia, puede editarla
seleccionando cualquiera de los marcadores. Puede eliminar
una regla seleccionando cualquier lugar de la regla y
utilizando la tecla Eliminar del teclado.
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Icono   Descripción

restablecer escena Seleccione este icono para restablecer la vista de la nube
de puntos, los paneles laterales y, si procede, todas las
imágenes a su posición original cuando se abrió la tarea por
primera vez.

mover escena Seleccione este icono para mover la escena. De forma
predeterminada, este icono se selecciona al iniciar una tarea
por primera vez.

pantalla completa Elija este icono para hacer que la visualización de la nube de
puntos 3D sea de pantalla completa y para contraer todos los
paneles laterales.

cargar marcos Elija este icono para cargar marcos adicionales.

ocultar etiquetas Ocultar etiquetas en la visualización de nube de puntos 3D y,
si procede, en imágenes.

mostrar etiquetas Mostrar etiquetas en la visualización de nube de puntos 3D y,
si procede, en imágenes.

Eliminar etiquetas Eliminar una etiqueta. Esta opción sólo se puede utilizar para
eliminar etiquetas que haya creado o ajustado manualmente.

Shortcuts

Los accesos directos incluidos en el menú Shortcuts (Accesos directos) pueden ayudarle a navegar por la
nube de puntos 3D y a utilizar herramientas para agregar y editar cuboides.

Antes de comenzar la tarea, le recomendamos que revise laShortcutsy familiarizarse con estos comandos.
Necesita usar algunos de los controles de cuboide 3D para editar su cuboide.

Liberar, detener y reanudar y rechazar tareas

Al abrir la tarea de etiquetado, tres botones en la parte superior derecha le permiten rechazar la tarea
(Declination), libérelo (Liberar tarea), y detenerlo y reanudarlo más adelante (Detener y reanudar más
tarde). En la siguiente lista se describe lo que ocurre cuando se selecciona una de estas opciones:
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• Declination: Solo debe rechazar una tarea si algo está mal con la tarea, como un problema con las
nubes de puntos 3D, las imágenes o la interfaz de usuario. Si rechaza una tarea, no podrá volver a la
tarea.

• Liberar tarea: Utilice esta opción para liberar una tarea y permitir que otros trabajen en ella. Cuando
sueltas una tarea, pierdes todo el trabajo realizado en esa tarea y otros trabajadores de tu equipo
pueden recogerla. Si suficientes trabajadores toman la tarea, quizás no se puedan retomar. Cuando
selecciona este botón y, a continuación, seleccionaconfirmar, regresará al portal de trabajo. Si la tarea
sigue disponible, su estado seráDisponible. Si otros trabajadores lo recogen, desaparecerá de su portal.

• Detener y reanudar más tarde: Puede utilizar elDetener y reanudar más tardepara dejar de funcionar
y volver a la tarea en un momento posterior. Debe utilizar laSave (Guardar)Para guardar los cambios
realizados antes de seleccionarDetener y reanudar más tarde. Cuando selecciona este botón y, a
continuación, seleccionaconfirmar, se devuelve al portal de trabajo y el estado de la tarea esDetenida.
Puede seleccionar la misma tarea para reanudar el trabajo en ella.

Tenga en cuenta que la persona que crea las tareas de etiquetado especifica un límite de tiempo en
el que todas las tareas deben completarse. Si no regresa y completa esta tarea dentro de ese plazo,
caducará y no se enviará su trabajo. Póngase en contacto con su administrador para obtener más
información.

Guardar el trabajo y enviar

Debe guardar periódicamente su trabajo. Ground Truth guardará automáticamente su trabajo cada 15
minutos.

Cuando abra una tarea, debe completar su trabajo antes de pulsar Submit (Enviar).

Verificación y ajuste de etiquetas
Cuando es necesario validar las etiquetas de un conjunto de datos, Amazon SageMaker Ground Truth
proporciona una funcionalidad para que los trabajadores comprueben que las etiquetas son correctas o
para ajustar las etiquetas anteriores.

Estos tipos de trabajos se estructuran en dos categorías distintas:

• Verificación de etiquetas— Los trabajadores indican si las etiquetas existentes son correctas, o califican
su calidad, y pueden agregar comentarios para explicar su razonamiento. Los trabajadores no podrán
modificar o ajustar etiquetas.

Si crea un trabajo de verificación o ajuste de etiqueta de fotogramas de vídeo o nube de puntos 3D,
puede optar por hacer que los trabajadores puedan editar los atributos de categoría de etiqueta (no
admitidos para la segmentación semántica de nubes de puntos 3D) y los atributos de fotogramas.

• Ajuste de etiqueta: los trabajadores ajustan las anotaciones anteriores y, si procede, los atributos de
categoría y marco de etiqueta para corregirlas.

La siguiente Ground TruthTipos de tareas integradastrabajos de etiquetado de ajuste y verificación de
soporte:

• Bounding Box
• Segmentación semántica
• Detección de objetos de nube de puntos 3D, seguimiento de objetos de nube de puntos 3D y

segmentación semántica de nube de puntos 3D
• Todos los tipos de tareas de detección de objetos de fotogramas de vídeo y seguimiento de objetos de

fotogramas de vídeo: cuadro delimitador, polilínea, polígono y punto clave
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Tip

Para los trabajos de verificación de etiquetado de fotogramas y nubes de puntos 3D, se
recomienda agregar nuevos atributos de categoría de etiqueta o atributos de fotogramas al trabajo
de etiquetado. Los trabajadores pueden utilizar estos atributos para verificar etiquetas individuales
o todo el marco. Para obtener más información sobre la categoría de etiqueta y los atributos de
marco, consulteInterfaz de usuario (IU) del trabajador (p. 282)para nube de puntos 3D yInterfaz
de usuario (IU) del trabajador (p. 231)Para fotogramas de vídeo.

Puede iniciar trabajos de verificación y ajuste de etiquetas mediante la consola de SageMaker o la API de.

Temas
• Requisitos para crear trabajos de etiquetado de verificación y ajuste (p. 318)
• Creación de un Job de verificación de etiquetas (consola) (p. 319)
• Creación de un Job de ajuste de etiquetas (consola) (p. 320)
• Iniciar un trabajo de verificación o ajuste de etiquetas (API) (p. 322)
• Datos de ajuste y verificación de etiquetas en el manifiesto de salida (p. 324)
• Precauciones y consideraciones (p. 324)

Requisitos para crear trabajos de etiquetado de verificación y
ajuste
Para crear un trabajo de verificación o ajuste de etiquetas, deben cumplirse los siguientes criterios.

• Para trabajos de etiquetado que no son de streaming: El archivo de manifiesto de entrada que utilice
debe contener el nombre del atributo de etiqueta (LabelAttributeName) de las etiquetas que
desea ajustar. Cuando se encadena un trabajo de etiquetado completado correctamente, el archivo de
manifiesto de salida se utiliza como archivo de manifiesto de entrada para el nuevo trabajo encadenado.
Para obtener más información sobre el formato del archivo de manifiesto de salida que produce Ground
Truth para cada tipo de tarea, consulteDatos de salida (p. 438).

Para trabajos de etiquetado de streaming: El mensaje de Amazon SNS que envió al tema de entrada
de Amazon SNS del trabajo de etiquetado de ajuste o verificación debe contener el nombre de atributo
de etiqueta de las etiquetas que desea ajustar o verificar. Para ver un ejemplo de cómo puede crear un
trabajo de etiquetado de ajuste o verificación con trabajos de etiquetado de transmisión por secuencias,
consulte esteEjemplo de Jupyter Notebooken GitHub.

• El tipo de tarea del trabajo de etiquetado de verificación o ajuste debe ser el mismo que el tipo de
tarea del trabajo original, a menos que esté utilizando la herramientaVerificación de etiquetas de
imagen (p. 204)para comprobar el cuadro delimitador o las etiquetas de imagen de segmentación
semántica. Consulte la siguiente viñeta para obtener más detalles sobre los requisitos del tipo de tarea
de fotogramas de vídeo.

• Para los trabajos de verificación y ajuste de anotación de fotogramas de vídeo, debe utilizar el mismo
tipo de tarea de anotación utilizado para crear las anotaciones del trabajo de etiquetado anterior. Por
ejemplo, si crea un trabajo de detección de objetos de fotogramas de vídeo para que los trabajadores
dibujen cuadros delimitadores alrededor de objetos y, a continuación, crea un trabajo de ajuste de
detección de objetos de vídeo, debe especificarCuadros de delimitacióncomo el tipo de tarea de
anotación. Para obtener más información sobre tipos de tareas de anotación de fotograma de vídeo,
consulteTipos de tareas (p. 231).

• El tipo de tarea que seleccione para el trabajo de etiquetado de ajuste o verificación debe admitir un
flujo de trabajo de auditoría. La siguiente Ground TruthTipos de tareas integradastrabajos de etiquetado
de ajuste y verificación de compatibilidad: caja delimitadora, segmentación semántica, detección de
objetos de nube de puntos 3D, seguimiento de objetos de nube de puntos 3D y segmentación semántica
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de nube de puntos 3D, y todos los tipos de tareas de detección de objetos de fotogramas de vídeo y
seguimiento de objetos de fotogramas de vídeo: cuadro delimitador, polilínea, polígono y keypoint.

Creación de un Job de verificación de etiquetas (consola)
Los trabajos de etiquetado de segmentación semántica y cuadro delimitador se crean seleccionando
la opciónVerificación de etiquetasEn la consola de. Para crear un trabajo de verificación para los tipos
de tareas de nube de puntos 3D y marco de vídeo, debe elegir el mismo tipo de tarea que el trabajo de
etiquetado original y elegir mostrar las etiquetas existentes. Utilice una de las siguientes secciones para
crear un trabajo de verificación de etiquetas para el tipo de tarea.

Temas
• Crear un Job de verificación de etiquetas de imagen (consola) (p. 319)
• Crear un Job de verificación de etiquetas de fotogramas de vídeo o nube de puntos

(consola) (p. 320)

Crear un Job de verificación de etiquetas de imagen (consola)

Use el siguiente procedimiento para crear un cuadro delimitador o un trabajo de verificación de
segmentación semántica mediante la consola de. En este procedimiento se da por hecho que ya ha creado
un cuadro delimitador o un trabajo de etiquetado de segmentación semántica y su estado es Completo.
Este es el trabajo de etiquetado que produce las etiquetas que desea verificar.

Para crear un trabajo de verificación de etiquetas de imagen:

1. Abra la consola de SageMaker enhttps://console.aws.amazon.com/sagemaker/y elijaTrabajos de
etiquetado.

2. Puede iniciar un nuevo trabajo de etiquetado encadenando (p. 472) un trabajo anterior o comenzar
desde cero especificando un manifiesto de entrada que contenga objetos de datos etiquetados.

3. En el navegadorTipo de tarea, seleccioneVerificación de etiquetas.
4. Elija Next (Siguiente).
5. En la sección Trabajadores elija el tipo de fuerza de trabajo que desea utilizar. Para obtener más

información sobre las opciones de la fuerza de trabajo, consulte Creación y administración de
personal (p. 494).

6. (Opcional) Después de seleccionar la fuerza de trabajo, especifique la propiedadTiempo de espera de
la tareayVencimiento de la tarea.

7. En el navegadorOpciones de visualización de etiquetas existentes, el sistema muestra los nombres
de atributos de etiquetas disponibles en el manifiesto. Elija el nombre del atributo de etiqueta que
identifica las etiquetas que desea que verifiquen los trabajadores. Ground Truth intenta detectar y
rellenar estos valores analizando el manifiesto, pero es posible que deba establecer el valor correcto.

8. Utilice las áreas de instrucciones del diseñador de herramientas para proporcionar contexto sobre qué
fue lo que se pidió a los etiquetadores anteriores que hicieran y lo que los verificadores actuales deben
comprobar.

Puede agregar nuevas etiquetas que los trabajadores elijan para verificar las etiquetas. Por
ejemplo, puede pedir a los trabajadores que verifiquen la calidad de la imagen y proporcionen las
etiquetasClearyDifuminado. Los trabajadores también tendrán la opción de añadir un comentario para
explicar su selección.

9. Elija la opción See preview (Ver vista previa) para comprobar si la herramienta muestra correctamente
las etiquetas anteriores y presenta claramente la tarea de verificación de etiquetas.

10. Seleccione Create (Crear). Esto creará e iniciará el trabajo de etiquetado.
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Crear un Job de verificación de etiquetas de fotogramas de vídeo o nube de
puntos (consola)

Utilice el siguiente procedimiento para crear un trabajo de verificación de fotograma o nube de puntos 3D
mediante la consola de. Este procedimiento supone que ya ha creado un trabajo de etiquetado utilizando el
tipo de tarea que genera los tipos de etiquetas que desea comprobar y su estado es Completo.

Para crear un trabajo de verificación de etiquetas de imagen:

1. Abra la consola de SageMaker enhttps://console.aws.amazon.com/sagemaker/y elijaTrabajos de
etiquetado.

2. Puede iniciar un nuevo trabajo de etiquetado encadenando (p. 472) un trabajo anterior o comenzar
desde cero especificando un manifiesto de entrada que contenga objetos de datos etiquetados.

3. En el navegadorTipo de tarea, seleccione el mismo tipo de tarea que el trabajo de etiquetado que
encadenó. Por ejemplo, si el trabajo de etiquetado original era un trabajo de etiquetado de puntos
clave de detección de objetos de fotogramas de vídeo, seleccione ese tipo de tarea.

4. Elija Next (Siguiente).
5. En la sección Trabajadores elija el tipo de fuerza de trabajo que desea utilizar. Para obtener más

información sobre las opciones de la fuerza de trabajo, consulte Creación y administración de
personal (p. 494).

6. (Opcional) Después de seleccionar la fuerza de trabajo, especifique la propiedadTiempo de espera de
la tareayVencimiento de la tarea.

7. Activa o activa el interruptor junto aMostrar etiquetas existentes.
8. SelectVerificación.
9. ParaNombre de atributo de etiquetaElija el nombre del manifiesto que corresponda a las etiquetas que

desea mostrar para la verificación. Solo verá los nombres de atributos de etiqueta para las etiquetas
que coincidan con el tipo de tarea seleccionado en la pantalla anterior. Ground Truth intenta detectar y
rellenar estos valores analizando el manifiesto, pero es posible que deba establecer el valor correcto.

10. Utilice las áreas de instrucciones del diseñador de herramientas para proporcionar contexto sobre qué
fue lo que se pidió a los etiquetadores anteriores que hicieran y lo que los verificadores actuales deben
comprobar.

No se pueden modificar ni agregar etiquetas nuevas. Puede eliminar, modificar y añadir nuevos
atributos de categoría de etiqueta o atributos de marco. Se recomienda agregar nuevos atributos de
categoría de etiqueta o atributos de marco al trabajo de etiquetado. Los trabajadores pueden utilizar
estos atributos para verificar etiquetas individuales o todo el marco.

De forma predeterminada, los trabajadores no podrán editar los atributos de categoría de etiqueta ni
los atributos de marco preexistentes. Si desea hacer editable una categoría de etiqueta o un atributo
de marco, seleccione la casillaPermitir a los trabajadores editar este atributopara ese atributo.

Para obtener más información sobre la categoría de etiqueta y los atributos de marco, consulteInterfaz
de usuario (IU) del trabajador (p. 282)para nube de puntos 3D yInterfaz de usuario (IU) del
trabajador (p. 231)Para fotogramas de vídeo.

11. Elija la opción See preview (Ver vista previa) para comprobar si la herramienta muestra correctamente
las etiquetas anteriores y presenta claramente la tarea de verificación de etiquetas.

12. Seleccione Create (Crear). Esto creará e iniciará el trabajo de etiquetado.

Creación de un Job de ajuste de etiquetas (consola)
Utilice una de las siguientes secciones para crear un trabajo de verificación de etiquetas para el tipo de
tarea.
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Temas
• Cree un Job de ajuste de etiquetas de imágenes (consola) (p. 321)
• Creación de un Job de ajuste de etiqueta de marco de vídeo o nube de puntos de vista

(consola) (p. 321)

Cree un Job de ajuste de etiquetas de imágenes (consola)

Use el siguiente procedimiento para crear un cuadro delimitador o un trabajo de etiquetado de ajuste de
segmentación semántica mediante la consola de. En este procedimiento se da por hecho que ya ha creado
un cuadro delimitador o un trabajo de etiquetado de segmentación semántica y su estado es Completo.
Este es el trabajo de etiquetado que produce las etiquetas que desea ajustar.

Para crear un trabajo de ajuste de etiquetas de imagen (consola)

1. Abra la consola de SageMaker enhttps://console.aws.amazon.com/sagemaker/y elijaTrabajos de
etiquetado.

2. Puede iniciar un nuevo trabajo de etiquetado encadenando (p. 472) un trabajo anterior o comenzar
desde cero especificando un manifiesto de entrada que contenga objetos de datos etiquetados.

3. Elija el mismo tipo de tarea que el trabajo de etiquetado original.
4. Elija Next (Siguiente).
5. En la sección Trabajadores elija el tipo de fuerza de trabajo que desea utilizar. Para obtener más

información sobre las opciones de la fuerza de trabajo, consulte Creación y administración de
personal (p. 494).

6. (Opcional) Después de seleccionar la fuerza de trabajo, especifique la propiedadTiempo de espera de
la tareayVencimiento de la tarea.

7. ExpandaOpciones de visualización de etiquetas existentesSeleccione la flecha situada junto al título.
8. Seleccione la casilla situada junto a I want to display existing labels from the dataset for this job

(Deseo mostrar las etiquetas existentes del conjunto de datos de este trabajo).
9. ParaNombre de atributo de etiquetaElija el nombre del manifiesto que corresponda a las etiquetas

que desea mostrar para el ajuste. Solo verá los nombres de atributos de etiqueta para las etiquetas
que coincidan con el tipo de tarea seleccionado en la pantalla anterior. Ground Truth intenta detectar y
rellenar estos valores analizando el manifiesto, pero es posible que deba establecer el valor correcto.

10. Utilice las áreas de instrucciones del diseñador de herramientas para proporcionar contexto acerca de
lo que se encargó a los etiquetadores anteriores y lo que los verificadores actuales deben comprobar y
ajustar.

11. Elija See preview (Ver vista previa) para comprobar que la herramienta muestra las etiquetas
correctamente y presenta la tarea con claridad.

12. Seleccione Create (Crear). Esto creará e iniciará el trabajo de etiquetado.

Creación de un Job de ajuste de etiqueta de marco de vídeo o nube de puntos de
vista (consola)

Use el siguiente procedimiento para crear un trabajo de ajuste de fotograma de vídeo o nube de puntos 3D
mediante la consola de. Este procedimiento supone que ya ha creado un trabajo de etiquetado utilizando el
tipo de tarea que genera los tipos de etiquetas que desea comprobar y su estado es Completo.

Para crear un trabajo de ajuste de etiquetas de fotograma de vídeo o nube de puntos 3D

1. Abra la consola de SageMaker:https://console.aws.amazon.com/sagemaker/y elijaTrabajos de
etiquetado.
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2. Puede iniciar un nuevo trabajo de etiquetado encadenando (p. 472) un trabajo anterior o comenzar
desde cero especificando un manifiesto de entrada que contenga objetos de datos etiquetados.

3. Elija el mismo tipo de tarea que el trabajo de etiquetado original.
4. Activa o activa el interruptor junto aMostrar etiquetas existentes.
5. SelectAjuste.
6. ParaNombre de atributo de etiquetaElija el nombre del manifiesto que corresponda a las etiquetas

que desea mostrar para el ajuste. Solo verá los nombres de atributos de etiqueta para las etiquetas
que coincidan con el tipo de tarea seleccionado en la pantalla anterior. Ground Truth intenta detectar y
rellenar estos valores analizando el manifiesto, pero es posible que deba establecer el valor correcto.

7. Utilice las áreas de instrucciones del diseñador de herramientas para proporcionar contexto sobre qué
fue lo que se pidió a los etiquetadores anteriores que hicieran y lo que los ajustadores actuales deben
comprobar.

No puede eliminar ni modificar las etiquetas existentes, pero puede agregar etiquetas nuevas. Puede
eliminar, modificar y añadir nuevos atributos de categoría de etiqueta o atributos de marco.

Por defecto, los trabajadores podrán editar los atributos de categoría de etiqueta y de marco
preexistentes. Si desea que una categoría de etiqueta o un atributo de marco sea ineditable, anule la
selección de la casillaPermitir a los trabajadores editar este atributopara ese atributo.

Para obtener más información sobre la categoría de etiqueta y los atributos de marco, consulteInterfaz
de usuario (IU) del trabajador (p. 282)para nube de puntos 3D yInterfaz de usuario (IU) del
trabajador (p. 231)Para fotogramas de vídeo.

8. Elija See preview (Ver vista previa) para comprobar que la herramienta muestra las etiquetas
correctamente y presenta la tarea con claridad.

9. Seleccione Create (Crear). Esto creará e iniciará el trabajo de etiquetado.

Iniciar un trabajo de verificación o ajuste de etiquetas (API)
Puede iniciar un trabajo de verificación o ajuste de etiquetas encadenando un trabajo completado
correctamente o iniciando desde cero un nuevo trabajo con la operación CreateLabelingJob. El
procedimiento es prácticamente igual a configurar un nuevo trabajo conCreateLabelingJob, con
algunas modificaciones. Utilice las secciones siguientes para saber qué modificaciones son necesarias
para encadenar un trabajo de etiquetado para crear un trabajo de etiquetado de ajuste o verificación.

Cuando crea un trabajo de etiquetado de ajuste o verificación mediante la API Ground Truth,debeutilizar
unLabelAttributeNameEl trabajo de etiquetado original. El trabajo de etiquetado original es el trabajo
utilizado para crear las etiquetas que desea ajustar o verificar.

Important

El archivo de configuración de categoría de etiqueta que identifica para un trabajo de ajuste
o verificación enLabelCategoryConfigS3UrideCreateLabelingJobdebe contener las
mismas etiquetas utilizadas en el trabajo de etiquetado original. Puede añadir nuevas etiquetas.
En trabajos de nube de puntos 3D y fotogramas de vídeo, puede agregar nuevos atributos de
categoría de etiqueta y fotogramas al archivo de configuración de categoría de etiqueta.

Cuadro delimitador y segmentación semántica

Para crear un trabajo de verificación o ajuste de etiquetas de segmentación semántica, utilice las
siguientes directrices para especificar los atributos de la API para elCreateLabelingJob.

• UsarLabelAttributeNamePara especificar el nombre de salida que desea utilizar con las etiquetas
verificadas o ajustadas. Debe usar unLabelAttributeNameque el utilizado para el trabajo de
etiquetado original.
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• Si va a encadenar el trabajo, las etiquetas del trabajo de etiquetado anterior que se van a ajustar o
verificar se especificarán en la plantilla de interfaz de usuario personalizada. Para obtener información
sobre cómo crear una plantilla personalizada, consulte Crear plantillas de tarea de trabajador
personalizadas (p. 2491).

Identifique la ubicación de la plantilla de interfaz de usuario en el cuadroUiTemplateS3UriParámetro
de. SageMaker proporciona widgets que puede utilizar en su plantilla personalizada para mostrar
etiquetas antiguas. Utilice el atributo initial-value de uno de los siguientes elementos crowd para
extraer las etiquetas que necesitan verificación o ajuste e incluirlas en la plantilla de tareas:
• crowd-semantic-segmentation (p. 581): utilice este elemento de multitud en la plantilla de tareas

de interfaz de usuario personalizada para especificar las etiquetas de segmentación semántica que
deben verificarse o ajustarse.

• crowd-bounding-box (p. 527): utilice este elemento de multitud en la plantilla de tareas de interfaz
de usuario personalizada para especificar etiquetas de cuadro delimitador que deben verificarse o
ajustarse.

• El parámetro LabelCategoryConfigS3Uri debe contener las mismas categorías de etiqueta que el
trabajo de etiquetado anterior.

• Utilice el cuadro delimitador o el ajuste de segmentación semántica o la verificación lambda ARN
paraPreHumanTaskLambdaArnyAnnotationConsolidationLambdaArn:
• Para el cuadro delimitador, el trabajo de etiquetado de ajuste lambda función ARN terminan

conAdjustmentBoundingBoxy los ARN función lambda de verificación terminan
conVerificationBoundingBox.

• Para la segmentación semántica, el trabajo de etiquetado de ajuste lambda función ARN terminan
conAdjustmentSemanticSegmentationy los ARN función lambda de verificación terminan
conVerificationSemanticSegmentation.

Cuadro de vídeo y nube de puntos 3D

• UsarLabelAttributeNamePara especificar el nombre de salida que desea utilizar con las etiquetas
verificadas o ajustadas. Debe usar unLabelAttributeNameque el utilizado para el trabajo de
etiquetado original.

• Debe utilizar la interfaz de usuario de tarea humana de Amazon Resource Name (ARN)
()HumanTaskUiArn) utilizado para el trabajo de etiquetado original. Para ver los ARN compatibles,
consulteHumanTaskUiArn.

• En el archivo de configuración de categoría de etiqueta, debe especificar el nombre del atributo de
etiqueta (LabelAttributeName) del trabajo de etiquetado anterior que se utiliza para crear el trabajo
de etiquetado de ajuste o verificación en elauditLabelAttributeNameParámetro de.

• Puede especificar si el trabajo de etiquetado es uncomprobaciónorAjusteUso del
etiquetadoeditsAllowedEn el archivo de configuración de categoría de etiqueta identificado por el
parámetroLabelCategoryConfigS3UriParámetro de.
• Paracomprobacióntrabajos de etiquetado, debe utilizar el comandoeditsAllowedpara especificar

que no se pueden modificar todas las etiquetas.editsAllowedse debe establecer en"none"en cada
entrada enlabels. Opcionalmente, puede especificar si los trabajadores pueden ajustar atributos de
categorías de etiquetas y atributos de marco.

• Opcionalmente, paraAjustetrabajos de etiquetado, puede usar el comandoeditsAllowedpara
especificar etiquetas, atributos de categoría de etiqueta y atributos de marco que los trabajadores
pueden o no modificar. Si no utiliza este parámetro, se ajustarán todas las etiquetas, los atributos de
categoría de etiqueta y los atributos de marco.

Para obtener más información sobre laeditsAllowedEl archivo de configuración de categoría de
etiqueta, consulteEsquema del archivo de configuración de categoría de etiqueta (p. 377).

• Utilice los ARN lambda de ajuste de marcos de vídeo o nube de puntos 3D
paraPreHumanTaskLambdaArnyAnnotationConsolidationLambdaArnpara trabajos de etiquetado
de ajuste y verificación:
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• Para nubes de puntos 3D, el trabajo de ajuste y verificación de etiquetado lambda función ARN
terminan
conAdjustment3DPointCloudSemanticSegmentation,Adjustment3DPointCloudObjectTracking,
yAdjustment3DPointCloudObjectDetectionPara la segmentación semántica de nube de
puntos 3D, la detección de objetos y el seguimiento de objetos respectivamente.

• Para los fotogramas de vídeo, el trabajo de ajuste y verificación de etiquetado lambda función ARN
terminan conAdjustmentVideoObjectDetectionyAdjustmentVideoObjectTrackingpara
detección de objetos de fotogramas de vídeo y seguimiento de objetos respectivamente.

Ground Truth almacena los datos de salida de un trabajo de verificación o ajuste de etiquetas en el bucket
de S3 especificado en elS3OutputPathParámetro de la propiedadCreateLabelingJob. Para obtener
más información sobre los datos de salida de un trabajo de ajuste o verificación de etiquetas, consulte
Datos de ajuste y verificación de etiquetas en el manifiesto de salida (p. 324).

Datos de ajuste y verificación de etiquetas en el manifiesto de
salida
Amazon SageMaker Ground Truth escribe los datos de verificación de etiquetas en el manifiesto de salida,
dentro de los metadatos de la etiqueta. Agrega dos propiedades a los metadatos:

• Una propiedad type con el valor "groundtruth/label-verification.
• Una propiedad worker-feedback con una matriz de valores comment. Esta propiedad se agrega

cuando el empleado escribe comentarios. Si no hay comentarios, el campo no aparecerá.

En el siguiente manifiesto de salida de ejemplo, puede ver cómo se muestran los datos de verificación de
etiquetas:

{
  "source-ref":"S3 bucket location", 
  "verify-bounding-box":"1",    
  "verify-bounding-box-metadata":  
  {
    "class-name": "bad", 
    "confidence": 0.93, 
    "type": "groundtruth/label-verification", 
    "job-name": "verify-bounding-boxes",
    "human-annotated": "yes",
    "creation-date": "2018-10-18T22:18:13.527256",
    "worker-feedback": [
      {"comment": "The bounding box on the bird is too wide on the right side."},
      {"comment": "The bird on the upper right is not labeled."}
    ]
  }
}

La salida de las tareas de ajuste del empleado se parecerá a la salida de la tarea original, salvo porque
contendrá los valores ajustados y una propiedad adjustment-status con el valor adjusted o
unadjusted para indicar si se realizó o no algún ajuste.

Para ver otros ejemplos de salida de diferentes tareas, consulte Datos de salida (p. 438).

Precauciones y consideraciones
Para obtener el comportamiento esperado al crear un trabajo de verificación o ajuste de etiquetas,
compruebe detenidamente los datos de entrada.
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• Si utiliza datos de imagen, compruebe que el archivo de manifiesto contiene información de color RGB
hexadecimal.

• Para ahorrar dinero en costos de procesamiento, filtre los datos para asegurarse de que no hay objetos
no deseados en el manifiesto de entrada del trabajo de etiquetado.

• Agregue los permisos de Amazon S3 de necesarios para asegurarse de que los datos de entrada se
procesan correctamente.

Cuando crea un trabajo de etiquetado de ajuste o verificación mediante la API Ground Truth,debeutilizar
unLabelAttributeNameEl trabajo de etiquetado original.

Requisitos de información del color en los trabajos de segmentación semántica

Para reproducir correctamente la información de color en las tareas de verificación o ajuste, la herramienta
necesita información de color RGB hexadecimal en el manifiesto (por ejemplo, #FFFFFF para el
color blanco). Cuando se configura un trabajo de ajuste o verificación de segmentación semántica, la
herramienta examina el manifiesto para determinar si esta información está presente. Si no la encuentra,
Amazon SageMaker Ground Truth muestra un mensaje de error y finaliza la configuración del trabajo.

En iteraciones anteriores de la herramienta Segmentación semántica, la información del color de las
categorías no se enviaba en formato RGB hexadecimal al manifiesto de salida. Esta característica se
introdujo en el manifiesto de salida al mismo tiempo que se introdujeron los flujos de trabajo de verificación
y ajuste. Por lo tanto, los manifiestos de salida más antiguos no son compatibles con este nuevo flujo de
trabajo.

Filtrar los datos antes de iniciar el trabajo

Amazon SageMaker Ground Truth procesa todos los objetos del manifiesto de entrada. Si hay un conjunto
de datos parcialmente etiquetado, es posible que desee crear un manifiesto personalizado mediante
unConsulta de Amazon S3 SelectEn su manifiesto de entrada. Los objetos sin etiquetar registran errores
de forma individual, pero no provocan que el trabajo deje de ejecutarse y podrían generar costos de
procesamiento. Puede reducir los costos filtrando y eliminando los objetos que no desee verificar.

Si crea un trabajo de verificación con la consola, puede utilizar las herramientas de filtrado que esta
proporciona. Si crea trabajos con la API, incluya el filtrado de los datos en el flujo de trabajo siempre que
sea necesario.

Creación de flujos de trabajo de etiquetado
personalizados
Este documento le guiará por el proceso de configuración de un flujo de trabajo con una plantilla de
etiquetado personalizada. Para obtener más información acerca de cómo iniciar un trabajo de etiquetado,
consulte Introducción (p. 180). En dicha sección, cuando elija el Task type (Tipo de tarea), seleccione
Custom labeling task (Tarea de etiquetado personalizada) y, a continuación, siga las instrucciones de esta
sección para configurarla.

Temas
• Paso 1: Configuración de personal (p. 326)
• Paso 2: Creación de una plantilla de tarea de trabajo personalizada (p. 326)
• Paso 3: Procesamiento deAWS Lambda (p. 332)
• Plantilla de demostración: Anotación de imágenes concrowd-bounding-box (p. 347)
• Plantilla de demostración: Itents de etiquetado concrowd-classifier (p. 351)
• Flujos de trabajo personalizados a través de la API (p. 358)
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Paso 1: Configuración de personal
En este paso, utiliza la consola para establecer qué tipo de empleado va a utilizar y para realizar las
subselecciones necesarias para el tipo de empleado. Se entiende que ya ha completado los pasos que
se detallan hasta este punto en la sección Introducción (p. 180) y que ha elegido Custom labeling task
(Tarea de etiquetado personalizada) como Task type (Tipo de tarea).

Para configurar el personal.

1. En primer lugar, elija una opción entre los Worker types (Tipos de empleados). Actualmente existen
tres tipos:

• Public (Público) utiliza personal bajo demanda de contratistas independientes, con tecnología
Amazon Mechanical Turk. Se les paga por tarea.

• Private (Privado) utiliza sus empleados o contratistas para gestionar los datos que deben
permanecer en la organización.

• Proveedorutiliza proveedores externos que se especializan en prestar servicios de etiquetado de
datos, disponible a través de laAWSMarketplace.

2. Si elige la opción Public (Público), se le pedirá establecer el Number of workers per dataset object
(Número de empleados por objeto de conjunto de datos). Disponer de más de un empleado para
realizar la misma tarea en el mismo objeto puede ayudarle a aumentar la precisión de sus resultados.
El valor predeterminado es tres. Puede subir o bajar dicho valor en función de la precisión que
necesite.

También se le pedirá que establezca un Price per task (Precio por tarea)mediante un menú
desplegable. El menú recomienda precios en función de cuánto tiempo tardará en completarse la
tarea.

Para determinar este valor se recomienda ejecutar primero una breve prueba de su tarea con personal
Private (Privado). La prueba permite obtener una estimación realista del tiempo que tardará la tarea
en completarse. A continuación, puede seleccionar el intervalo en el que entra su estimación, en el
menú Price per task (Precio por tarea). Si su tiempo medio supera los 5 minutos, considere desglosar
su tarea en unidades de menor tamaño.

Next

Paso 2: Creación de una plantilla de tarea de trabajo personalizada (p. 326)

Paso 2: Creación de una plantilla de tarea de trabajo
personalizada
Aplantilla de tarea de trabajoes un archivo utilizado por Ground Truth para personalizar la interfaz de
usuario de trabajo (UI) o la interfaz de usuario de tareas humanas. Puede crear una plantilla de tarea de
trabajo mediante HTML, CSS, JavaScript,Idioma de plantilla líquida, yCrowd HTML Elements de. Liquid se
utiliza para automatizar la plantilla, y Multitud HTML Elements se puede utilizar para incluir herramientas de
anotación comunes y proporcionar la lógica para enviar a Ground Truth.

• A partir de una plantilla de base (p. 327)
• Desarrollo local de plantillas (p. 327)
• Uso de activos externos (p. 327)
• Seguimiento de las variables (p. 328)
• Un ejemplo sencillo (p. 328)
• Adición de automatización con Liquid (p. 329)
• Demostraciones integrales (p. 332)
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• Next (p. 332)

Utilice los siguientes temas para aprender a crear una plantilla de tarea de trabajador. Puede ver un
repositorio de plantillas de tareas de trabajo de Ground Truth de ejemplo enGitHub.

A partir de una plantilla de base

Puede utilizar un editor de plantillas en la consola Ground Truth para empezar a crear una plantilla. Este
editor incluye una serie de plantillas base prediseñadas y una función de autorelleno HTML y Multitud
Elemento HTML.

Para acceder al editor de plantillas personalizadas Ground Truth:

1. Siga las instrucciones deCreación de un trabajo de etiquetado (consola) (p. 362)y seleccioneCustom
(Personalizado)Para el trabajo de etiquetadoTipo de tarea.

2. Cuando seleccionaSiguiente, podrá acceder al editor de plantillas y a las plantillas base en
elConfiguración de la tarea de etiquetado personalizadosección.

3. (Opcional) Seleccione una plantilla base en el menú desplegable dePlantillas. Si prefiere crear una
plantilla desde cero, elijaCustom (Personalizado)en el menú desplegable para un esqueleto de
plantilla mínimo.

Desarrollo local de plantillas

Aunque debe estar en la consola para probar cómo la plantilla procesará los datos entrantes, puede probar
el aspecto y el funcionamiento del HTML de la plantilla y los elementos personalizados en su navegador
añadiendo este código en la parte superior de su archivo HTML.

Example

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
            

Esto carga el código necesario para representar los elementos de HTML personalizados. Úselo si quiere
desarrollar el aspecto de la plantilla en su editor preferido en lugar de hacerlo en la consola.

Recuerde, sin embargo, que no se analizarán las variables. Es posible que le interese sustituirlas con
contenido de ejemplo, mientras realiza las tareas de desarrollo localmente.

Uso de activos externos

Las plantillas personalizadas de GAmazon SageMaker Ground Truth permiten la incorporación de scripts
externos y hojas de estilo. Por ejemplo, el siguiente bloque de código muestra cómo se agregaría una hoja
de estilos ubicada enhttps://www.example.com/my-enhancement-styles.cssa la plantilla.

Example

<script src="https://www.example.com/my-enhancment-script.js"></script>
<link rel="stylesheet" type="text/css" href="https://www.example.com/my-enhancement-
styles.css">

Si se produce cualquier error, asegúrese de que su servidor de origen envía el tipo MIME correcto y los
encabezados de codificación con los activos.
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Por ejemplo, los tipos de MIME y codificación para scripts remotos son:application/
javascript;CHARSET=UTF-8.

El tipo de MIME y codificación para hojas de estilo remotas son:text/css;CHARSET=UTF-8.

Seguimiento de las variables

En el proceso de crear el ejemplo siguiente, habrá un paso que le añadirá variables para representar los
fragmentos de datos que pueden cambiar según la tarea o según el empleado. Si es la primera vez que
utiliza una de las plantillas de ejemplo, tendrá que asegurarse de que es consciente de las variables que
ya utiliza. Al crear la anotación previaAWSLambda, su salida deberá contener valores para cualquiera de
las variables que decida mantener.

Los valores que utiliza para las variables pueden proceder de su archivo de manifiesto. Todos los pares
clave-valor de su objeto de datos se proporcionan a su Lambda de comentario previo. Si se trata de un
script de transferencia sencillo, hacer coincidir las claves de valores de su objeto de datos con nombres de
variables de la plantilla es la forma más sencilla de transferir dichos valores a los formularios de tareas que
los empleados ven.

Un ejemplo sencillo

Todas las tareas comienzan y terminan con los elementos <crowd-form> </crowd-form>. Al igual que
los elementos <form> HTML estándar, todo el código de formulario debería ir entre ellos.

Para una sencilla tarea de análisis de tweet, utilice el elemento <crowd-classifier>. Requiere los
atributos siguientes:

• name: el nombre de la variable que se va a utilizar para el resultado de la salida de formulario.
• categories: matriz con formato JSON de las posibles respuestas.
• header: título para la herramienta de comentarios

Como elementos secundarios del elemento <crowd-classifier>, debe tener tres regiones.

• <classification-target>: texto que el empleado clasificará en función de las opciones especificadas en el
atributo categories anterior.

• <full-instructions>: instrucciones que están disponibles en el enlace "View full instructions (Ver
instrucciones completas)" en la herramienta. Puede dejarse en blanco, pero se recomienda que dé
buenas instrucciones para obtener mejores resultados.

• <short-instructions>: descripción más breve de la tarea que aparece en la barra lateral de la herramienta.
Puede dejarse en blanco, pero se recomienda que dé buenas instrucciones para obtener mejores
resultados.

Una versión sencilla de esta herramienta tendría el aspecto siguiente.

Example de cómo usar crowd-classifier

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form>
  <crowd-classifier 
    name="tweetFeeling"
    categories="['positive','negative','neutral', 'unclear']"
    header="Which term best describes this tweet?"
  >
     <classification-target>
      My favorite football team won today! 
      Bring on the division finals!
    </classification-target>
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    <full-instructions header="Sentiment Analysis Instructions">
      Try to determine the sentiment the author
      of the tweet is trying to express. 
      If none seem to match, choose "cannot determine."
    </full-instructions>

    <short-instructions>
      Pick the term best describing the sentiment 
      of the tweet. 
    </short-instructions>

  </crowd-classifier>
</crowd-form>

Puede copiar y pegar el código en el editor en el flujo de trabajo de creación de trabajos de etiquetado de
Ground Truth para obtener una vista previa de la herramienta o probar undemostración de este código en
CodePen.

Adición de automatización con Liquid

Nuestro sistema de plantillas personalizado utiliza Liquid para la automatización. Se trata de un lenguaje
de marcado en línea de código abierto. En Liquid, el texto entre llaves y símbolos de porcentaje es una
instrucción oetiquetaque realiza una operación como flujo de control o iteración. El texto que está entre
llaves dobles es una variable u objeto que genera su valor.

El uso más frecuente de Liquid consistirá en analizar los datos procedentes de su pre-annotation
Lamdba (Lambda de comentario previo) y extraer las variables pertinentes para crear la tarea. El objeto
taskInput devuelto por el Lambda de comentario previo (p. 333) estará disponible como el objeto
task.input de las plantillas.

Las propiedades de los objetos de datos de su manifiesto se transfieren a su Lambda de comentario
previo (p. 333) como event.dataObject. Un sencillo script de transferencia simplemente devuelve
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dicho objeto como el objeto taskInput. Se representarían valores del manifiesto como variables tal y
como se indica a continuación.

Example Objeto de datos de manifiesto

{
  "source": "This is a sample text for classification",
  "labels": [ "angry" , "sad" , "happy" , "inconclusive" ],
  "header": "What emotion is the speaker feeling?"
}

Example HTML de ejemplo que usa variables

<crowd-classifier 
  name='tweetFeeling'
  categories='{{ task.input.labels | to_json }}'
  header='{{ task.input.header }}' >
<classification-target>
  {{ task.input.source }}
</classification-target>

Tenga en cuenta la incorporación de " | to_json" a la propiedad labels anterior. Es un filtro para
convertir la matriz en una representación JSON de la matriz. Los filtros de variables se explican en la
siguiente sección.

La siguiente lista incluye dos tipos de etiquetas Liquid que puede resultar útil para automatizar el
procesamiento de datos de entrada de plantilla. Si selecciona uno de los siguientes tipos de etiquetas, se
le redirigirá a la documentación de Liquid.

• Flujo de control: Incluye operadores lógicos de programación comoif/else,unless, ycase/when.
• Iteración: Le permite ejecutar bloques de código repetidamente usando sentencias como bucles for.

Para obtener un ejemplo de una plantilla HTML que utiliza elementos Liquid para crear un bucle for,
consultetraducción-revisa-y-corrección.liquid.htmlen GitHub.

Para obtener más información y documentación, visite la página de inicio de Liquid.

Filtros de variables

Además del estándarFiltra líquidosy acciones, Ground Truth ofrece varios filtros adicionales. Los filtros
se aplican colocando una barra vertical (|) después del nombre de la variable y luego especificando un
nombre de filtro. Los filtros se pueden encadenar en forma de:

Example

{{ <content> | <filter> | <filter> }}

Autoescape y escape explícito

De forma predeterminada, las entradas tendrán un escape de HTML para evitar que haya confusión entre
el texto de la variable y HTML. Puede añadir de forma explícita el filtro escape para que sea más evidente
para la persona que esté leyendo la fuente de la plantilla que se esta realizando un escape.

escape_once

escape_once garantiza que si ya ha escapado el código, no se vuelva a realizar un escape encima de
este. Por ejemplo, garantiza que &amp; no se convierta en &amp;amp;.
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skip_autoescape

skip_autoescape es útil cuando se prevé utilizar el contenido como HTML. Por ejemplo, puede que
tenga unos cuantos párrafos de texto y algunas imágenes en las instrucciones completas de un cuadro
delimitador.

Utilice skip_autoescape con moderación

La práctica recomendada en el caso de las plantillas es evitar trasferir código funcional o de
marcado con skip_autoescape, a menos que esté absolutamente seguro de que tiene un
control estricto sobre lo que se transfiere. Si está pasando entradas de usuario, podría estar
dejando a sus empleados desprotegidos ante un ataque de scripts de sitios.

to_json

to_json codificará lo que introduzca en JSON (notación de objetos JavaScript). Si introduce un objeto, lo
serializará.

grant_read_access

grant_read_access toma un URI de S3 y lo codifica en una URL de HTTPS con un token de acceso de
duración limitada para dicho recurso. Esto permite mostrar a los empleados objetos de foto, audio o vídeo
almacenados en buckets de S3 a los que, de lo contrario, no se podría obtener acceso públicamente.

Example de los filtros

Input

auto-escape: {{ "Have you read 'James & the Giant Peach'?" }}
explicit escape: {{ "Have you read 'James & the Giant Peach'?" | escape }}
explicit escape_once: {{ "Have you read 'James &amp; the Giant Peach'?" | escape_once }}
skip_autoescape: {{ "Have you read 'James & the Giant Peach'?" | skip_autoescape }}
to_json: {{ jsObject | to_json }}                
grant_read_access: {{ "s3://mybucket/myphoto.png" | grant_read_access }}

Example

Salida

auto-escape: Have you read &#39;James &amp; the Giant Peach&#39;?
explicit escape: Have you read &#39;James &amp; the Giant Peach&#39;?
explicit escape_once: Have you read &#39;James &amp; the Giant Peach&#39;?
skip_autoescape: Have you read 'James & the Giant Peach'?
to_json: { "point_number": 8, "coords": [ 59, 76 ] }
grant_read_access: https://s3.amazonaws.com/mybucket/myphoto.png?<access token and other
 params>

Example de una plantilla de clasificación automatizada.

Para automatizar el ejemplo de clasificación de texto sencillo, sustituya el texto del tweet por una variable.

La plantilla de clasificación de texto siguiente tiene automatización añadida. Los cambios o adiciones se
resaltan en negrita.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form>
  <crowd-classifier 
    name="tweetFeeling"
    categories="['positive', 'negative', 'neutral', 'cannot determine']"
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    header="Which term best describes this tweet?" 
  >
    <classification-target>
       {{ task.input.source }}
    </classification-target>

    <full-instructions header="Analyzing a sentiment">
      Try to determine the feeling the author 
      of the tweet is trying to express. 
      If none seem to match, choose "other."
    </full-instructions>

    <short-instructions>
      Pick the term best describing the sentiment 
      of the tweet. 
    </short-instructions>

  </crowd-classifier>
</crowd-form>

Ahora, el texto del tweet del ejemplo anterior se ha sustituido por un objeto. El objeto entry.taskInput
utiliza source (u otro nombre que especifique en su Lambda de comentario previo) como nombre de la
propiedad para el texto y se inserta directamente en el HTML por estar entre dos llaves dobles.

Demostraciones integrales

Puede ver las siguientes demostraciones integrales que incluyen la función Lambda de ejemplo:

• Plantilla de demostración: Anotación de imágenes concrowd-bounding-box (p. 347)
• Plantilla de demostración: Itents de etiquetado concrowd-classifier (p. 351)

Next

Paso 3: Procesamiento deAWS Lambda (p. 332)

Paso 3: Procesamiento deAWS Lambda
En este paso, aprenderá a crear y especificar los dos tipos deAWSLambda:Las funciones necesarias para
crear un flujo de trabajo de etiquetado personalizado:

• Lambda de comentario previo: Esta función inicia y procesa previamente cada objeto de datos enviado a
su trabajo de etiquetado antes de enviarlo a los trabajadores.

• La función Lambda de comentario posterior: Esta función procesa los resultados una vez que los
trabajadores envían una tarea. Si especifica varios trabajadores por objeto de datos, esta función puede
incluir lógica para consolidar anotaciones.

Si es un usuario nuevo de Lambda y Ground Truth, le recomendamos que utilice las páginas de esta
sección de la siguiente manera:

1. En primer lugar, revisarRequisitos de la función Lambda de pre-anotación y post-anotación (p. 333).
2. A continuación, utilice la páginaPermisos necesarios para usarAWS LambdaCon Ground Truth

 (p. 340)Para obtener información sobre los requisitos de seguridad y permiso para utilizar las
funciones Lambda tanto anteriores como posteriores a la anotación en un trabajo de etiquetado
personalizado de Ground Truth.

3. A continuación, debe visitar la consola de Lambda o utilizar las API de Lambda para crear sus
funciones. Utilizar la secciónCrear funciones de Lambda para un flujo de trabajo de etiquetado
personalizado (p. 343)para obtener información sobre cómo crear funciones de Lambda.
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4. Para obtener más información sobre cómo probar las funciones de Lambda, consultePruebe funciones
de Lambda de pre-anotación y post-anotación (p. 344).

5. Después de crear funciones Lambda de procesamiento previo y procesamiento posterior, selecciónelas
en la lista deFunciones de LambdaLa sección de viene después del editor de código para su HTML
personalizado en la consola de Ground Truth. Para obtener información sobre cómo utilizar estas
funciones en unCreateLabelingJobConsulte la solicitud de APICreación de un trabajo de etiquetado
(API) (p. 366).

Para un tutorial de flujo de trabajo de etiquetado personalizado que incluya ejemplos de funciones Lambda
anteriores y posteriores a la anotación, en la sección»Plantilla de demostración: Anotación de imágenes
concrowd-bounding-box (p. 347)«no válido.

Temas
• Requisitos de la función Lambda de pre-anotación y post-anotación (p. 333)
• Permisos necesarios para usarAWS LambdaCon Ground Truth  (p. 340)
• Crear funciones de Lambda para un flujo de trabajo de etiquetado personalizado (p. 343)
• Pruebe funciones de Lambda de pre-anotación y post-anotación (p. 344)

Requisitos de la función Lambda de pre-anotación y post-anotación

Utilice esta sección para obtener información acerca de la sintaxis de las solicitudes enviadas a las
funciones de Lambda previa y posterior a la anotación, y la sintaxis de respuesta que Ground Truth
requiere para ejecutar un flujo de trabajo de etiquetado personalizado.

Temas
• Lambda de comentario previo (p. 333)
• La función Lambda de comentario posterior (p. 336)

Lambda de comentario previo

Antes de enviar una tarea de etiquetado al trabajador, se invoca la función Lambda de preanotación.

Ground Truth envía a su función Lambda una solicitud con formato JSON para proporcionar detalles sobre
el trabajo de etiquetado y el objeto de datos. La tabla siguiente contiene los esquemas de solicitud de
anotación previa. Cada parámetro se describe a continuación.

Data object identified with "source-ref"

{
    "version": "2018-10-16",
    "labelingJobArn": <labelingJobArn>
    "dataObject" : {
        "source-ref": <s3Uri>
    }
}

Data object identified with "source"

{
    "version": "2018-10-16",
    "labelingJobArn": <labelingJobArn>
    "dataObject" : {
        "source": <string>
    }

333



Amazon SageMaker Developer Guide
Creación de flujos de trabajo de etiquetado personalizados

}

• version(cadena): Este es un número de versión usado internamente por Ground Truth.
• labelingJobArn(cadena): Este es el nombre de recurso de Amazon, o ARN, de su trabajo de

etiquetado. Este ARN se puede utilizar para hacer referencia al trabajo de etiquetado cuando se utilizan
operaciones de Ground Truth API comoDescribeLabelingJob.

• LadataObject(objeto JSON): La clave contiene una sola línea JSON, ya sea desde el archivo de
manifiesto de entrada o enviado desde Amazon SNS. Los objetos de línea JSON de su manifiesto
pueden tener un tamaño de 100 kilobytes como máximo y contener una gran variedad de datos. Para
un trabajo de anotación de imágenes muy básico, eldataObjectJSON puede contener unsource-
refPara identificar la imagen que se va a anotar. Si el objeto de datos (por ejemplo, una línea de
texto) se incluye directamente en el archivo de manifiesto de entrada, el objeto de datos se identifica
consource. Si crea un trabajo de verificación o ajuste, esta línea puede contener datos de etiqueta y
metadatos del trabajo de etiquetado anterior.

La siguiente tabla incluye ejemplos de bloque de código de una solicitud de anotación previa. Cada
parámetro de estas solicitudes de ejemplo se explica debajo de la tabla con pestañas.

Data object identified with "source-ref"

{
    "version": "2018-10-16",
    "labelingJobArn": "arn:aws:sagemaker:<aws_region>:<aws_account_number>:labeling-
job/<labeling_job_name>"
    "dataObject" : {
        "source-ref": "s3://<input-data-bucket>/<data-object-file-name>"
    }
}

Data object identified with "source"

{
    "version": "2018-10-16",
    "labelingJobArn": "arn:aws:sagemaker:<aws_region>:<aws_account_number>:labeling-
job/<labeling_job_name>"
    "dataObject" : {
        "source": "Sue purchased 10 shares of the stock on April 10th, 2020"
    }
}

A cambio, Ground Truth requiere una respuesta formateada como la siguiente:

Example de datos devueltos previstos

{
    "taskInput": <json object>,
    "isHumanAnnotationRequired": <boolean> # Optional
}

En el ejemplo anterior, el<json object>necesita contenerTodoLos datos de su plantilla de tarea del
trabajador personalizada. Si está llevando a cabo una tarea de cuadro delimitador donde las instrucciones
no cambien en ningún momento, puede que simplemente sea el recurso de HTTPS o Amazon S3 para
el archivo de imagen. Si se trata de una tarea de análisis de opinión y diferentes objetos pueden tener
diferentes opciones, es la referencia del objeto como una cadena y las opciones como una matriz de
cadenas.
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Implicaciones de isHumanAnnotationRequired

Este valor es opcional, ya que su valor predeterminado estrue. El principal caso de uso para
establecerlo de forma explícita es cuando se desea excluir este objeto de datos de su etiquetado
por parte de empleados humanos.

Si tiene una combinación de objetos en el manifiesto, con algunos objetos que requieren comentarios
humanos y otros que no los necesitan, puede incluir un valor isHumanAnnotationRequired en cada
objeto de datos. Puede agregar lógica a su Lambda pre-anotación para determinar dinámicamente si un
objeto requiere anotación y establecer este valor booleano en consecuencia.

Ejemplos de funciones de Lambda de comentario previo

La siguiente función Lambda de pre-anotación básica accede al objeto JSON endataObjectde la
solicitud inicial, y lo devuelve en eltaskInputParámetro de.

import json

def lambda_handler(event, context):
    return {
        "taskInput":  event['dataObject']
    }

Suponiendo que el archivo de manifiesto de entrada use"source-ref"para identificar objetos de datos,
la plantilla de tarea de trabajo utilizada en el mismo trabajo de etiquetado que esta anotación previa
Lambda debe incluir un elemento Liquid como el siguiente para ingerirdataObject:

{{ task.input.source-ref | grant_read_access }}

Si se utiliza el archivo de manifiesto de entradasourcepara identificar el objeto de datos, la plantilla de
tarea de trabajo puede ingerirdataObjectpor lo siguiente:

{{ task.input.source }}

El siguiente ejemplo de Lambda pre-anotación incluye lógica para identificar la clave utilizada
endataObject, y para apuntar a ese objeto de datos usandotaskObjecten la declaración de devolución
de Lambda.

import json

def lambda_handler(event, context):

    # Event received
    print("Received event: " + json.dumps(event, indent=2))

    # Get source if specified
    source = event['dataObject']['source'] if "source" in event['dataObject'] else None

    # Get source-ref if specified
    source_ref = event['dataObject']['source-ref'] if "source-ref" in event['dataObject']
 else None

    # if source field present, take that otherwise take source-ref
    task_object = source if source is not None else source_ref

    # Build response object
    output = {
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        "taskInput": {
            "taskObject": task_object
        },
        "humanAnnotationRequired": "true"
    }

    print(output)
    # If neither source nor source-ref specified, mark the annotation failed
    if task_object is None:
        print(" Failed to pre-process {} !".format(event["labelingJobArn"]))
        output["humanAnnotationRequired"] = "false"

    return output

La función Lambda de comentario posterior

Cuando todos los trabajadores han anotado el objeto de datos o
cuandoTaskAvailabilityLifetimeInSecondsSe ha alcanzado, lo que ocurra primero, Ground Truth
envía esas anotaciones a su Lambda posterior a la anotación. Esta función Lambda se suele utilizar para
Consolidación de anotaciones (p. 464).

Tip

Para ver un ejemplo de una función Lambda posterior a la consolidación,
consulteannotation_consolidation_lambda.pyen laaws-sagemaker-suelo-verde-recetaRepositorio
GitHub.

El siguiente bloque de código contiene el esquema de solicitud posterior a la anotación. En la siguiente
lista de viñetas se describen cada parámetro.

{
    "version": "2018-10-16",
    "labelingJobArn": <string>,
    "labelCategories": [<string>],
    "labelAttributeName": <string>,
    "roleArn" : <string>,
    "payload": {
        "s3Uri": <string>
    }
 }

• version(cadena): Número de versión utilizado internamente por Ground Truth.
• labelingJobArn(cadena): Nombre de recurso de Amazon, o ARN, de su trabajo de etiquetado. Este

ARN se puede utilizar para hacer referencia al trabajo de etiquetado cuando se utilizan operaciones de
Ground Truth API comoDescribeLabelingJob.

• labelCategories(lista de cadenas): Incluye las categorías de etiqueta y otros atributos especificados
en la consola o que se incluyen en el archivo de configuración de categoría de etiqueta.

• labelAttributeName(cadena): El nombre del trabajo de etiquetado o el nombre del atributo de
etiqueta que especifique al crear el trabajo de etiquetado.

• roleArn(cadena): El nombre de recurso de Amazon (ARN) del rol de ejecución de IAM que especifique
al crear el trabajo de etiquetado.

• payload(objeto JSON): Un JSON que incluye uns3Uri, que identifica la ubicación de los datos de
anotación para ese objeto de datos en Amazon S3. El segundo bloque de código siguiente muestra un
ejemplo de este archivo de anotaciones.

En el siguiente bloque de código se muestra un ejemplo de una solicitud posterior a la anotación. Cada
parámetro de esta solicitud de ejemplo se explica debajo del bloque de código.
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Example Una solicitud Lambda de comentario posterior

{
    "version": "2018-10-16",
    "labelingJobArn": "arn:aws:sagemaker:us-west-2:111122223333:labeling-job/labeling-job-
name",
    "labelCategories": ["Ex Category1","Ex Category2", "Ex Category3"],
    "labelAttributeName": "labeling-job-attribute-name",
    "roleArn" : "arn:aws:iam::111122223333:role/role-name",
    "payload": {
        "s3Uri": "s3://DOC-EXAMPLE-BUCKET/annotations.json"
    }
 }

Note

Si ningún trabajador trabaja en el objeto de datos yTaskAvailabilityLifetimeInSecondsSe
ha alcanzado, el objeto de datos se marca como erróneo y no se incluye como parte de la
invocación Lambda posterior a la anotación.

El siguiente bloque de código contiene el esquema de carga útil. Este es el archivo que está indicado por
els3UriEn la solicitud Lambda de comentario posteriorpayloadObjeto JSON. Por ejemplo, si el bloque
de código anterior es la solicitud Lambda posterior a la anotación, el siguiente archivo de anotación se
encuentra ens3://DOC-EXAMPLE-BUCKET/annotations.json.

En la siguiente lista de viñetas se describen cada parámetro.

Example de un archivo de comentarios

[
    {
        "datasetObjectId": <string>,
        "dataObject": {
            "s3Uri": <string>,
            "content": <string>
        },
        "annotations": [{
            "workerId": <string>,
            "annotationData": {
                "content": <string>,
                "s3Uri": <string>
            }
       }]
    }
]

• datasetObjectId(cadena): Identifica un identificador único que Ground Truth asigna a cada objeto de
datos que envía al trabajo de etiquetado.

• dataObject(objeto JSON): Objeto de datos que se etiquetó. Si el objeto de datos se incluye en
el archivo de manifiesto de entrada e identifica mediante el comandosource(por ejemplo, una
cadena),dataObjectincluye uncontent, que identifica el objeto de datos. De lo contrario, la ubicación
del objeto de datos (por ejemplo, un enlace o URI S3) se identifica cons3Uri.

• annotations(lista de objetos JSON): Esta lista contiene un único objeto JSON para cada anotación
enviada por los trabajadores para quedataObject. Un único objeto JSON contiene unworkerIdque
se puede utilizar para identificar al trabajador que envió esa anotación. LaannotationDataLa clave
contiene una de las siguientes opciones:
• content(cadena): Contiene los datos de anotación.
• s3Uri(cadena): Contiene un URI de S3 que identifica la ubicación de los datos de anotación.
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La tabla siguiente contiene ejemplos del contenido que puede encontrar en la carga útil para diferentes
tipos de anotación.

Named Entity Recognition Payload

[
    {
      "datasetObjectId": "1",
      "dataObject": {
        "content": "Sift 3 cups of flour into the bowl."
      },
      "annotations": [
        {
          "workerId": "private.us-west-2.ef7294f850a3d9d1",
          "annotationData": {
            "content": "{\"crowd-entity-annotation\":{\"entities\":[{\"endOffset
\":4,\"label\":\"verb\",\"startOffset\":0},{\"endOffset\":6,\"label\":\"number
\",\"startOffset\":5},{\"endOffset\":20,\"label\":\"object\",\"startOffset\":15},
{\"endOffset\":34,\"label\":\"object\",\"startOffset\":30}]}}"
          }
        }
      ]
    }
]

Semantic Segmentation Payload

[
    {
      "datasetObjectId": "2",
      "dataObject": {
        "s3Uri": "s3://DOC-EXAMPLE-BUCKET/gt-input-data/images/bird3.jpg"
      },
      "annotations": [
        {
          "workerId": "private.us-west-2.ab1234c5678a919d0",
          "annotationData": {
            "content": "{\"crowd-semantic-segmentation\":{\"inputImageProperties\":
{\"height\":2000,\"width\":3020},\"labelMappings\":{\"Bird\":{\"color\":\"#2ca02c\"}},
\"labeledImage\":{\"pngImageData\":\"iVBOR...\"}}}"
          }
        }
      ]
    }
  ]

Bounding Box Payload

[
    {
      "datasetObjectId": "0",
      "dataObject": {
        "s3Uri": "s3://DOC-EXAMPLE-BUCKET/gt-input-data/images/bird1.jpg"
      },
      "annotations": [
        {
          "workerId": "private.us-west-2.ab1234c5678a919d0",
          "annotationData": {
            "content": "{\"boundingBox\":{\"boundingBoxes\":[{\"height\":2052,\"label
\":\"Bird\",\"left\":583,\"top\":302,\"width\":1375}],\"inputImageProperties\":
{\"height\":2497,\"width\":3745}}}"
          }
        }
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      ]
    }
 ]

Su función Lambda post-anotación puede contener lógica similar a la siguiente para recorrer
y acceder a todas las anotaciones contenidas en la solicitud. Para ver un ejemplo completo,
consulteannotation_consolidation_lambda.pyen laaws-sagemaker-suelo-verde-recetaRepositorio GitHub.
En este ejemplo de GitHub, debe agregar su propia lógica de consolidación de anotaciones.

for i in range(len(annotations)):
    worker_id = annotations[i]["workerId"]
    annotation_content = annotations[i]['annotationData'].get('content')
    annotation_s3_uri = annotations[i]['annotationData'].get('s3uri')
    annotation = annotation_content if annotation_s3_uri is None else
 s3_client.get_object_from_s3(
        annotation_s3_uri)
    annotation_from_single_worker = json.loads(annotation)

    print("{} Received Annotations from worker [{}] is [{}]"
            .format(log_prefix, worker_id, annotation_from_single_worker))

Tip

Al ejecutar algoritmos de consolidación en los datos, puede utilizar unAWSpara almacenar los
resultados, o puede pasar los resultados procesados de nuevo a Ground Truth. Los datos que
devuelve a Ground Truth se almacenan en manifiestos de comentarios consolidados en el bucket
de S3 especificado para la salida durante la configuración del trabajo de etiquetado.

A cambio, Ground Truth requiere una respuesta formateada como la siguiente:

Example de datos devueltos previstos

[
   {        
        "datasetObjectId": <string>,
        "consolidatedAnnotation": {
            "content": {
                "<labelattributename>": {
                    # ... label content
                }
            }
        }
    },
   {        
        "datasetObjectId": <string>,
        "consolidatedAnnotation": {
            "content": {
                "<labelattributename>": {
                    # ... label content
                }
            }
        }
    }
    .
    .
    .
]

En este punto, todos los datos que envíe a su bucket de S3 que no sean eldatasetObjectId, se
encuentra en elcontentUn objeto.
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Cuando devuelve anotaciones encontentEsto genera una entrada en el manifiesto de salida del trabajo
como la siguiente:

Example de formato de etiqueta en manifiesto de salida

{  "source-ref"/"source" : "<s3uri or content>", 
   "<labelAttributeName>": {
        # ... label content from you
    },   
   "<labelAttributeName>-metadata": { # This will be added by Ground Truth
        "job_name": <labelingJobName>,
        "type": "groundTruth/custom",
        "human-annotated": "yes", 
        "creation_date": <date> # Timestamp of when received from Post-labeling Lambda
    }
}

Debido a la naturaleza potencialmente compleja de una plantilla personalizada y de los datos que recopila,
Ground Truth no ofrece un procesamiento más amplio de los datos.

Permisos necesarios para usarAWS LambdaCon Ground Truth

Es posible que necesite configurar algunos o todos los siguientes para crear y usarAWS Lambdacon
Ground Truth.

• Debe conceder permiso a un rol de IAM o usuario (colectivamente, una entidad de IAM) para crear las
funciones Lambda de pre-anotación y post-anotación usandoAWS Lambday elegirlos al crear el trabajo
de etiquetado.

• La función de ejecución de IAM especificada al configurar el trabajo de etiquetado necesita permiso para
invocar las funciones Lambda anteriores y posteriores a la anotación.

• Las funciones Lambda posteriores a la anotación pueden necesitar permiso para acceder a Amazon S3.

Utilice las secciones siguientes para obtener información sobre cómo crear las entidades de IAM y
conceder permisos descritos anteriormente.

Temas
• Conceder permiso para crear y seleccionar unAWS LambdaFunción (p. 340)
• Conceder permiso de rol de ejecución de IAM para invocarAWS LambdaFunciones (p. 341)
• Conceder permisos de Lambda posteriores a la anotación para acceder a la anotación (p. 342)

Conceder permiso para crear y seleccionar unAWS LambdaFunción

Si no necesita permisos granulares para desarrollar funciones Lambda anteriores y posteriores a la
anotación, puede adjuntar la opciónAWSpolítica administradaAWSLambda_FullAccessPara un usuario
o rol de IAM. Esta política otorga amplios permisos para usar todas las funciones de Lambda, así como
permiso para realizar acciones en otrosAWSservicios con los que Lambda interactúa.

Para crear una política más detallada para casos de uso sensibles a la seguridad, consulte la
documentaciónPolíticas de IAM basadas en identidad para Lambdaen elAWS LambdaDeveloper Guide
para obtener información sobre cómo crear una política de IAM que se ajuste a su caso de uso.

Políticas para utilizar la consola de Lambda

Si desea conceder permiso a una entidad de IAM para utilizar la consola de Lambda, consulteUso de la
consola de Lambdaen laAWS LambdaGuía para desarrolladores de .
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Además, si desea que el usuario pueda acceder e implementar las funciones de pre-anotación y post-
anotación de inicio de Ground Truth mediante la herramientaAWS Serverless Application RepositoryEn la
consola de Lambda, debe especificar la opción<aws-region>En el que desea implementar las funciones
(esto debería ser el mismoAWSRegión utilizada para crear el trabajo de etiquetado) y agregue la siguiente
política al rol de IAM.

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Sid": "VisualEditor0",
            "Effect": "Allow",
            "Action": [
                "serverlessrepo:ListApplicationVersions",
                "serverlessrepo:GetApplication",
                "serverlessrepo:CreateCloudFormationTemplate"
            ],
            "Resource": "arn:aws:serverlessrepo:<aws-region>:838997950401:applications/aws-
sagemaker-ground-truth-recipe"
        },
        {
            "Sid": "VisualEditor1",
            "Effect": "Allow",
            "Action": "serverlessrepo:SearchApplications",
            "Resource": "*"
        }
    ]
}

Políticas para ver las funciones de Lambda en la consola Ground Truth

Para conceder permiso a una entidad de IAM para ver funciones de Lambda en la consola Ground
Truth cuando el usuario está creando un trabajo de etiquetado personalizado, la entidad debe tener los
permisos descritos enConceder permiso a IAM para utilizar la consola de Amazon SageMaker Ground
Truth (p. 478), incluidos los permisos descritos en la secciónPermisos de flujo de trabajo de etiquetado
personalizados (p. 481).

Conceder permiso de rol de ejecución de IAM para invocarAWS LambdaFunciones

Si agrega la directiva administrada por IAMAmazonSageMakergRoundTruthExecutiona la función
de ejecución de IAM utilizada para crear el trabajo de etiquetado, este rol tiene permiso para
enumerar e invocar funciones Lambda con una de las siguientes cadenas en el nombre de la
función:GtRecipe,SageMaker,Sagemaker,sagemaker, o bienLabelingFunction.

Si los nombres de las funciones Lambda de anotación previa o posterior a la anotación no
incluyen uno de los términos del párrafo anterior, o si requiere permisos más granulares que los
delAmazonSageMakerGroundTruthExecution, puede agregar una política similar a la siguiente para
conceder permiso al rol de ejecución para invocar funciones de anotación previa y posterior a anotación.

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Action": 
                "lambda:InvokeFunction",
            "Resource": [
                "arn:aws:lambda:<region>:<account-id>:function:<pre-annotation-lambda-
name>",
                "arn:aws:lambda:<region>:<account-id>:function:<post-annotation-lambda-
name>"
            ]
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        }
    ]
}

Conceder permisos de Lambda posteriores a la anotación para acceder a la anotación

Como se describe enLa función Lambda de comentario posterior (p. 336), la solicitud Lambda posterior
a la anotación incluye la ubicación de los datos de anotación en Amazon S3. Esta ubicación se identifica
mediante els3Urien el campopayloadUn objeto. Para procesar los comentarios a medida que están
disponibles, incluso para una sencilla función de acceso directo, tiene que asignar los permisos necesarios
a la anotación.Lambda de ejecuciónPara leer archivos desde Amazon S3.

Puede configurar Lambda para obtener acceso a los datos de anotación en Amazon S3 de muchas
maneras. Dos formas comunes son:

• Permitir que el rol de ejecución de Lambda asuma el rol de ejecución de SageMaker identificado
enroleArnEn la solicitud Lambda de comentario posterior. Este rol de ejecución de SageMaker es el
que se utiliza para crear el trabajo de etiquetado y tiene acceso al bucket de salida de Amazon S3 donde
se almacenan los datos de anotación.

• Conceda permiso al rol de ejecución Lambda para acceder directamente al bucket de salida de Amazon
S3.

Utilice las secciones siguientes para obtener información sobre cómo configurar estas opciones.

Conceder permiso a Lambda para asumir el rol de ejecución de SageMaker

Para permitir que una función de Lambda asuma un rol de ejecución de SageMaker, debe adjuntar una
política al rol de ejecución de la función Lambda y modificar la relación de confianza del rol de ejecución de
SageMaker para permitir que Lambda la asuma.

1. Adjunte la siguiente directiva de IAMa la función de ejecución de su función Lambda para asumir el rol
de ejecución de SageMaker identificado enResource. Reemplazar222222222222con unAWSID de la
cuenta de. Reemplazarsm-exeuction-rolePor el nombre de la función asumida.

{
    "Version": "2012-10-17",
    "Statement": {
        "Effect": "Allow",
        "Action": "sts:AssumeRole",
        "Resource": "arn:aws:iam::222222222222:role/sm-exeuction-role"
    }
}

2. Modificar la política de confianzadel rol de ejecución de SageMaker para incluir los
siguientesStatement. Reemplazar222222222222con unAWSID de la cuenta de. Reemplazarmy-
lambda-execution-rolePor el nombre de la función asumida.

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Principal": {
                "AWS": "arn:aws:iam::222222222222:role/my-lambda-execution-role"
            },
            "Action": "sts:AssumeRole"
        }
    ]
}
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Conceder permiso de rol de ejecución de Lambda para acceder a S3

Puede agregar una política similar a la siguiente a la función de ejecución de la función Lambda posterior
a la anotación para darle permisos de lectura S3. ReemplazarDOC-EXAMPLE-BUCKETCon el nombre del
bucket de salida que especifique al crear un trabajo de etiquetado.

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Action": [
                "s3:GetObject"
            ],
            "Resource": "arn:aws:s3:::DOC-EXAMPLE-BUCKET/*"
        }
    ]
}

Para agregar permisos de lectura S3 a un rol de ejecución de Lambda en la consola de Lambda, utilice el
procedimiento siguiente.

Agregue permisos de lectura S3 a Lambda post-anotación:

1. Abra el iconoFuncionespageEn la consola de Lambda.
2. Elija el nombre de la función de postanotación.
3. Elija Configuración y, a continuación, seleccione Permisos.
4. Seleccione laNombre del roly la página de resumen de ese rol se abre en la consola de IAM en una

pestaña nueva.
5. SelectAsociar políticas.
6. Aplique alguna de las siguientes acciones:

• Buscar y seleccionarAmazonS3ReadOnlyAccesspara dar a la función permiso para leer todos los
depósitos y objetos de la cuenta.

• Si necesita permisos pormenorizados, seleccioneCrear políticay utilice el ejemplo de política de la
sección anterior para crear una directiva. Tenga en cuenta que debe volver a la página de resumen
del rol de ejecución después de crear la directiva.

7. Si utilizó elAmazonS3ReadOnlyAccessPolítica administrada, seleccioneAsociar política.

Si ha creado una nueva directiva, vaya de nuevo a la página de resumen del rol de ejecución de
Lambda y adjunte la directiva que acaba de crear.

Crear funciones de Lambda para un flujo de trabajo de etiquetado personalizado

Puede crear una función de Lambda utilizando la consola de Lambda, elAWS CLI, o unAWSSDK en
un lenguaje de programación compatible de su elección. UsarAWS LambdaGuía del desarrollador para
obtener más información sobre cada una de estas opciones:

• Para obtener información sobre cómo crear una función de Lambda utilizando la consola,
consulteCreación de una función Lambda con la consola.

• Para obtener más información sobre cómo crear una función Lambda utilizando laAWS CLI, consulteUso
deAWSLambda con elAWSCommand Line Interface.

• Seleccione la sección correspondiente en la tabla de contenido para obtener más información sobre
cómo trabajar con Lambda en el idioma de su elección. Por ejemplo, seleccioneUso de PythonPara
obtener más información acerca del uso de Lambda con laAWS SDK for Python (Boto3).
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Ground Truth proporciona plantillas de comentario previo y comentario posterior a través de unAWS
Serverless Application Repository(SAR)recipe. Utilice el siguiente procedimiento para seleccionar la receta
de Ground Truth en la consola de Lambda.

Utilice la receta de Ground Truth SAR para crear funciones Lambda anteriores y posteriores a la
anotación:

1. Abra el iconoFuncionespageen la consola de Lambda.
2. SelectCreate function.
3. SelectExplorar el repositorio de aplicaciones sin servidor.
4. En el cuadro de texto de búsqueda, escribaaws-sagemaker-suelo-verde-recetay seleccione esa

aplicación.
5. Selectimplementación. Es posible que la aplicación tarde un par de minutos en implementarse.

Una vez que la aplicación se implementa, aparecen dos funciones en
elFuncionesEn la consola de Lambda:serverlessrepo-aws-sagema-
GtRecipePreHumanTaskFunc-<id>yserverlessrepo-aws-sagema-
GtRecipeAnnotationConsol-<id>.

6. Seleccione una de estas funciones y agregue su lógica personalizada en el cuadroCodesección.
7. Cuando termine de realizar los cambios, seleccioneimplementaciónpara desplegarlos.

Pruebe funciones de Lambda de pre-anotación y post-anotación

Puede probar las funciones Lambda de comentario previo y de comentario posterior en la consola de
Lambda. Si es un nuevo usuario de Lambda, puede obtener información sobre cómo probar, oinvoke,
su Lambda funciona en la consola usando elCreación de una función Lambdacon la consola en elAWS
LambdaGuía para desarrolladores de .

Puede utilizar las secciones de esta página para aprender a probar las plantillas de pre-anotación y post-
anotación de Ground Truth proporcionadas a través de unAWS Serverless Application Repository(SAR).

Temas
• Prerequisites (p. 344)
• Pruebe la función Lambda de comentario previo (p. 345)
• Probar la función Lambda posterior a la anotación (p. 346)

Prerequisites

Debe hacer lo siguiente para utilizar las pruebas descritas en esta página.

• Necesita acceso a la consola de Lambda, y necesita permiso para crear e invocar funciones de Lambda.
Para obtener información sobre cómo configurar estos permisos, consulteConceder permiso para crear y
seleccionar unAWS LambdaFunción (p. 340).

• Si no ha implementado la receta de SAR de Ground Truth, utilice el procedimiento deCrear funciones de
Lambda para un flujo de trabajo de etiquetado personalizado (p. 343)Para ello.

• Para probar la función Lambda posterior a la anotación, debe tener un archivo de datos en Amazon S3
con datos de anotación de ejemplo. Para una prueba simple, puede copiar y pegar el siguiente código en
un archivo y guardarlo como.sample-annotations.jsonyCargue este archivo en Amazon S3. Tenga
en cuenta el URI S3 de este archivo: necesita esta información para configurar la prueba de Lambda
posterior a la anotación.

[{"datasetObjectId":"0","dataObject":{"content":"To train a machine learning model,
 you need a large, high-quality, labeled dataset. Ground Truth helps you build
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 high-quality training datasets for your machine learning models."},"annotations":
[{"workerId":"private.us-west-2.0123456789","annotationData":{"content":"{\"crowd-
entity-annotation\":{\"entities\":[{\"endOffset\":8,\"label\":\"verb\",\"startOffset
\":3},{\"endOffset\":27,\"label\":\"adjective\",\"startOffset\":11},{\"endOffset\":33,
\"label\":\"object\",\"startOffset\":28},{\"endOffset\":51,\"label\":\"adjective\",
\"startOffset\":46},{\"endOffset\":65,\"label\":\"adjective\",\"startOffset\":53},
{\"endOffset\":74,\"label\":\"adjective\",\"startOffset\":67},{\"endOffset\":82,
\"label\":\"adjective\",\"startOffset\":75},{\"endOffset\":102,\"label\":\"verb
\",\"startOffset\":97},{\"endOffset\":112,\"label\":\"verb\",\"startOffset\":107},
{\"endOffset\":125,\"label\":\"adjective\",\"startOffset\":113},{\"endOffset\":134,
\"label\":\"adjective\",\"startOffset\":126},{\"endOffset\":143,\"label\":\"object
\",\"startOffset\":135},{\"endOffset\":169,\"label\":\"adjective\",\"startOffset
\":153},{\"endOffset\":176,\"label\":\"object\",\"startOffset\":170}]}}"}}]},
{"datasetObjectId":"1","dataObject":{"content":"Sift 3 cups of flour into the
 bowl."},"annotations":[{"workerId":"private.us-west-2.0123456789","annotationData":
{"content":"{\"crowd-entity-annotation\":{\"entities\":[{\"endOffset\":4,\"label
\":\"verb\",\"startOffset\":0},{\"endOffset\":6,\"label\":\"number\",\"startOffset
\":5},{\"endOffset\":20,\"label\":\"object\",\"startOffset\":15},{\"endOffset\":34,
\"label\":\"object\",\"startOffset\":30}]}}"}}]},{"datasetObjectId":"2","dataObject":
{"content":"Jen purchased 10 shares of the stock on Janurary 1st, 2020."},"annotations":
[{"workerId":"private.us-west-2.0123456789","annotationData":{"content":"{\"crowd-
entity-annotation\":{\"entities\":[{\"endOffset\":3,\"label\":\"person\",\"startOffset
\":0},{\"endOffset\":13,\"label\":\"verb\",\"startOffset\":4},{\"endOffset\":16,
\"label\":\"number\",\"startOffset\":14},{\"endOffset\":58,\"label\":\"date\",
\"startOffset\":40}]}}"}}]},{"datasetObjectId":"3","dataObject":{"content":"The
 narrative was interesting, however the character development was weak."},"annotations":
[{"workerId":"private.us-west-2.0123456789","annotationData":{"content":"{\"crowd-entity-
annotation\":{\"entities\":[{\"endOffset\":29,\"label\":\"adjective\",\"startOffset
\":18},{\"endOffset\":73,\"label\":\"adjective\",\"startOffset\":69}]}}"}}]}]

• Debe utilizar las instrucciones deConceder permisos de Lambda posteriores a la anotación para
acceder a la anotación (p. 342)para dar permiso al rol de ejecución de la función Lambda posterior a la
anotación para asumir el rol de ejecución de SageMaker que utiliza para crear el trabajo de etiquetado.
La función Lambda posterior a la anotación utiliza el rol de ejecución de SageMaker para acceder al
archivo de datos de anotación,sample-annotations.json, en S3.

Pruebe la función Lambda de comentario previo

Utilice el siguiente procedimiento para probar la función Lambda de anotación previa creada al desplegar
el Ground TruthAWS Serverless Application Repository(SAR) receta.

Prueba la receta de comentario previo de la receta de Ground Truth SAR función Lambda

1. Abra el iconoFuncionespageEn la consola de Lambda.
2. Seleccione la función de anotación previa que se implementó en la receta Ground

Truth SAR. El nombre de esta función es similar aserverlessrepo-aws-sagema-
GtRecipePreHumanTaskFunc-<id>.

3. En el navegadorCódigo fuenteSeleccione la flecha situada junto aPruebas.
4. SelectConfigurar evento de prueba.
5. Mantenga las etiquetasCrear un nuevo evento de pruebaseleccionada.
6. UNDERModelo de evento, seleccionePrehumanTask de SageMaker Ground Truth.
7. Asigne a su prueba unNombre del evento:.
8. Seleccione Create (Crear).
9. Seleccione la flecha situada junto aPruebasde nuevo y debería ver que la prueba que creó está

seleccionada, que se indica con un punto por el nombre del evento. Si no está seleccionado,
selecciónelo.

10. SelectPruebaspara ejecutar la prueba.
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Después de ejecutar la prueba, puede ver elResultados de ejecución. En el navegadorRegistros de
funcionesVerá una respuesta parecida a la siguiente:

START RequestId: cd117d38-8365-4e1a-bffb-0dcd631a878f Version: $LATEST
Received event: {
  "version": "2018-10-16",
  "labelingJobArn": "arn:aws:sagemaker:us-east-2:123456789012:labeling-job/example-job",
  "dataObject": {
    "source-ref": "s3://sagemakerexample/object_to_annotate.jpg"
  }
}
{'taskInput': {'taskObject': 's3://sagemakerexample/object_to_annotate.jpg'},
 'isHumanAnnotationRequired': 'true'}
END RequestId: cd117d38-8365-4e1a-bffb-0dcd631a878f
REPORT RequestId: cd117d38-8365-4e1a-bffb-0dcd631a878f Duration: 0.42 ms Billed Duration: 1
 ms Memory Size: 128 MB Max Memory Used: 43 MB

En esta respuesta, podemos ver que la salida de la función Lambda coincide con la sintaxis de respuesta
de pre-anotación requerida:

{'taskInput': {'taskObject': 's3://sagemakerexample/object_to_annotate.jpg'},
 'isHumanAnnotationRequired': 'true'}

Probar la función Lambda posterior a la anotación

Utilice el siguiente procedimiento para probar la función Lambda posterior a la anotación creada cuando
implementó el Ground TruthAWS Serverless Application Repository(SAR) receta.

Prueba la receta de Ground Truth SAR post-anotación Lambda

1. Abra el iconoFuncionespageEn la consola de Lambda.
2. Seleccione la función posterior a la anotación que se implementó en la receta Ground

Truth SAR. El nombre de esta función es similar aserverlessrepo-aws-sagema-
GtRecipeAnnotationConsol-<id>.

3. En el navegadorCódigo fuenteSeleccione la flecha situada junto aPruebas.
4. SelectConfigurar evento de prueba.
5. Mantenga las etiquetasCrear un nuevo evento de pruebaseleccionada.
6. UNDERModelo de evento, seleccioneSageMaker Ground Truth (Consolidación).
7. Asigne a su prueba unNombre del evento:.
8. Modifique el código de la plantilla de la siguiente manera:

• Reemplace el nombre de recurso de Amazon (ARN) enroleArnCon el ARN del rol de ejecución de
SageMaker que utilizó para crear el trabajo de etiquetado.

• Reemplace el URI de S3 ens3Uricon el URI de lasample-annotations.jsonque ha añadido a
Amazon S3.

Después de realizar estas modificaciones, la prueba debería tener un aspecto similar al siguiente:

{
  "version": "2018-10-16",
  "labelingJobArn": "arn:aws:sagemaker:us-east-2:123456789012:labeling-job/example-
job",
  "labelAttributeName": "example-attribute",
  "roleArn": "arn:aws:iam::222222222222:role/sm-exeuction-role",
  "payload": {
    "s3Uri": "s3://your-bucket/sample-annotations.json"
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  }
}

9. Seleccione Create (Crear).
10. Seleccione la flecha situada junto aPruebasde nuevo y debería ver que la prueba que creó está

seleccionada, que se indica con un punto por el nombre del evento. Si no está seleccionado,
selecciónelo.

11. Seleccione laPruebaspara ejecutar la prueba.

Después de ejecutar la prueba, debería ver un-- Consolidated Output --en la secciónRegistros de
funcionesEl contiene una lista de todas las anotaciones incluidas ensample-annotations.json.

Plantilla de demostración: Anotación de imágenes concrowd-
bounding-box

Cuando elige utilizar una plantilla personalizada como tipo de tarea en la consola de Amazon SageMaker
Ground Truth, acceda a laPanel de tareas de etiquetado personalizado. Ahí puede elegir entre varias
plantillas básicas. Las plantillas representan algunas de las tareas más frecuentes y proporcionan una
muestra a partir de la cual trabajar cuando se crea la plantilla de la tarea de etiquetado personalizada. Si
no está utilizando la consola o como recurso adicional, consulte Amazon SageMaker Ground Truth Sample
Task UIs  para un repositorio de plantillas de demostración para diversos tipos de tareas de trabajo de
etiquetado.

Esta demostración funciona con la plantilla BoundingBox. La demostración también funciona con las
funciones de AWS Lambda necesarias para el procesamiento de datos antes y después de la tarea. En
el repositorio de Github anterior, para encontrar plantillas que funcionen conAWS Lambdafunciones,
busque{{ task.input.<property name> }}en la plantilla.

Temas
• Plantilla personalizada de cuadro delimitador de inicio (p. 347)
• Su propia plantilla personalizada de cuadro delimitador de inicio (p. 348)
• El archivo de manifiesto (p. 349)
• La función Lambda de comentario previo (p. 349)
• La función Lambda de comentario posterior (p. 350)
• La salida del trabajo de etiquetado (p. 351)

Plantilla personalizada de cuadro delimitador de inicio

Esta es la plantilla de cuadro delimitador de inicio que se proporciona.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form>
  <crowd-bounding-box
    name="boundingBox"
    src="{{ task.input.taskObject | grant_read_access }}"
    header="{{ task.input.header }}"
    labels="{{ task.input.labels | to_json | escape }}"
  >

    <!-- The <full-instructions> tag is where you will define the full instructions of your
 task. -->
    <full-instructions header="Bounding Box Instructions" >
      <p>Use the bounding box tool to draw boxes around the requested target of interest:</
p>
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      <ol>
        <li>Draw a rectangle using your mouse over each instance of the target.</li>
        <li>Make sure the box does not cut into the target, leave a 2 - 3 pixel margin</li>
        <li>
          When targets are overlapping, draw a box around each object,
          include all contiguous parts of the target in the box.
          Do not include parts that are completely overlapped by another object.
        </li>
        <li>
          Do not include parts of the target that cannot be seen,
          even though you think you can interpolate the whole shape of the target.
        </li>
        <li>Avoid shadows, they're not considered as a part of the target.</li>
        <li>If the target goes off the screen, label up to the edge of the image.</li>
      </ol>
    </full-instructions>

    <!-- The <short-instructions> tag allows you to specify instructions that are displayed
 in the left hand side of the task interface.
    It is a best practice to provide good and bad examples in this section for quick
 reference. -->
    <short-instructions>
      Use the bounding box tool to draw boxes around the requested target of interest.
    </short-instructions>
  </crowd-bounding-box>
</crowd-form>

La plantillas personalizadas utilizan el lenguaje de plantillas de Liquid y todos los elementos que están
entre llaves dobles son variables. La función de AWS Lambda de comentario previo debe proporcionar
un objeto denominado taskInput y se puede obtener acceso a las propiedades de dicho objeto como
{{ task.input.<property name> }} en la plantilla.

Su propia plantilla personalizada de cuadro delimitador de inicio

Por ejemplo, supongamos que tiene una gran colección de fotos de animales en la que sabe el tipo
de animal por un trabajo de clasificación de imágenes anterior. Ahora quiere que tengan dibujado a su
alrededor un cuadro delimitador.

En el ejemplo de inicio, hay tres variables: taskObject, header y labels.

Cada uno de estos ejemplos estaría representado en diferentes partes del cuadro delimitador.

• taskObject es una URL de HTTPS o URI de S3 para la foto que se va a comentar. El |
grant_read_access añadido es un filtro que convertirá un URI de S3 en una URL de HTTPS con
acceso de duración limitada a ese recurso. Si está utilizando una dirección URL de HTTPS, no es
necesario.

• header es el texto que esta encima de la foto que se va a etiquetar; algo así como "Dibujar un cuadro
en torno al pájaro de la foto".

• labels es una matriz, representada como ['item1', 'item2', ...]. Se trata de etiquetas que el
empleado puede asignar a los diferentes cuadros que dibuja. Puede tener uno o varios.

Cada uno de los nombres de variables proceden del objeto JSON de la respuesta de su Lambda de
comentario previo. Los nombres que están encima son simples sugerencias. Use los nombres de variables
que tengan sentido para usted y facilitará la legibilidad del código entre su equipo.

Use variables solo cuando sea necesario

Si un campo no va a cambiar, puede quitar esa variable de la plantilla y reemplazarla con ese
texto, de lo contrario tendrá que repetir dicho texto como valor en cada uno de los objetos de su
manifiesto o codificarlo en la función Lambda de comentario previo.
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Example : plantilla de cuadro delimitador personalizada final

Para mantener las cosas simples, esta plantilla tendrá una variable, una etiqueta e instrucciones básicas.
Suponiendo que el manifiesto tiene una propiedad "animal" en cada objeto de datos, dicho valor se puede
volver a utilizar en dos partes de la plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form>
  <crowd-bounding-box
    name="boundingBox"
    labels="[ '{{ task.input.animal }}' ]"
    src="{{ task.input.source-ref | grant_read_access }}"
    header="Draw a box around the {{ task.input.animal }}."
  >
    <full-instructions header="Bounding Box Instructions" >
      <p>Draw a bounding box around the {{ task.input.animal }} in the image. If 
      there is more than one {{ task.input.animal }} per image, draw a bounding 
      box around the largest one.</p>
      <p>The box should be tight around the {{ task.input.animal }} with 
      no more than a couple of pixels of buffer around the 
      edges.</p>
      <p>If the image does not contain a {{ task.input.animal }}, check the <strong>
      Nothing to label</strong> box.
    </full-instructions>
    <short-instructions>
      <p>Draw a bounding box around the {{ task.input.animal }} in each image. If 
      there is more than one {{ task.input.animal }} per image, draw a bounding 
      box around the largest one.</p>
    </short-instructions>
  </crowd-bounding-box>
</crowd-form>

Observe la reutilización de {{ task.input.animal }} en toda la plantilla. Si el manifiesto
tenía todos los nombres de animales escritos con una letra mayúscula al principio, podría utilizar
{{ task.input.animal | downcase }}, que incorpora uno de los filtros integrados de Liquid en
frases en las que sea necesario que la presentación sea en minúsculas.

El archivo de manifiesto

El archivo de manifiesto debe proporcionar los valores de las variables que esté utilizando en la plantilla.
Puede realizar algunas transformaciones en los datos del manifiesto de su Lambda de comentario previo,
pero si no es necesario, tendrá un menor riesgo de errores y su Lambda se ejecutará con mayor rapidez. A
continuación le mostramos un archivo de manifiesto de ejemplo para la plantilla.

{"source-ref": "<S3 image URI>", "animal": "horse"}
{"source-ref": "<S3 image URI>", "animal" : "bird"}
{"source-ref": "<S3 image URI>", "animal" : "dog"}
{"source-ref": "<S3 image URI>", "animal" : "cat"}

La función Lambda de comentario previo

Como parte de la configuración del trabajo, proporcione el ARN de una función AWS Lambda que se
puede llamar para procesar las entradas de manifiesto y transferirlas al motor de la plantilla.

Nombrar una función de Lambda

La práctica recomendada para dar un nombre a su función es utilizar una de las cuatro
cadenas siguientes como parte del nombre de función: SageMaker, Sagemaker, sagemaker
o LabelingFunction. Esto se aplica tanto a las funciones de comentario previo como de
comentario posterior.
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Cuando utiliza la consola de, si tieneAWSPara elegir una, se proporcionará una lista desplegable de
funciones que cumplen los requisitos de nomenclatura para que elija una.

En este ejemplo muy básico, solo transfiere la información del manifiesto sin necesidad de realizar ningún
procesamiento adicional en él. Esta función de comentario previo de muestra está escrita para Python 3.7.

import json

def lambda_handler(event, context):
    return {
        "taskInput": event['dataObject']
    }

El objeto JSON del manifiesto se proporcionará como elemento secundario del objeto event. Las
propiedades del interior del objeto taskInput estarán disponibles como variables para la plantilla, por
lo que con solo establecer el valor de taskInput en event['dataObject'] se pasarán todos los
valores de su objeto de manifiesto a la plantilla sin tener que copiarlos individualmente. Si desea enviar
más valores a la plantilla, puede añadirlos al objeto taskInput.

La función Lambda de comentario posterior

Como parte de la configuración del trabajo, tiene que proporcionar el ARN de una función AWS Lambda
que se pueda llamar para procesar los datos de formulario cuando un empleado complete una tarea.
Esto puede ser tan sencillo o complejo como desee. Si desea realizar la consolidación y puntuación de
respuestas tal y como viene, puede aplicar los algoritmos de puntuación o consolidación de su elección. Si
desea almacenar los datos sin procesar para el procesamiento sin conexión, esto es una opción.

Proporcione permisos a su Lambda de comentario posterior

Los datos de comentarios estarán en un archivo designado por la cadena s3Uri en el objeto
payload. Para procesar los comentarios a medida que están disponibles, incluso para una
sencilla función de acceso directo, tiene que asignar el acceso S3ReadOnly a su Lambda para
que pueda los archivos de comentarios.
En la página Console (Consola) de creación de su Lambda, desplácese hasta el panel Execution
role (Rol de ejecución). Seleccione Create a new role from one or more templates (Crear un rol
nuevo a partir de una o varias plantillas). Ponga un nombre al rol. Desde el menú desplegable
Policy templates (Plantillas de políticas), elija Amazon S3 object read-only permissions (Permisos
de solo lectura de objetos Amazon S3). Guarde la función de Lambda y el rol se guardará y
seleccionará.

El siguiente ejemplo se encuentra en Python 2.7.

import json
import boto3
from urlparse import urlparse

def lambda_handler(event, context):
    consolidated_labels = []

    parsed_url = urlparse(event['payload']['s3Uri']);
    s3 = boto3.client('s3')
    textFile = s3.get_object(Bucket = parsed_url.netloc, Key = parsed_url.path[1:])
    filecont = textFile['Body'].read()
    annotations = json.loads(filecont);
    
    for dataset in annotations:
        for annotation in dataset['annotations']:
            new_annotation = json.loads(annotation['annotationData']['content'])
            label = {

350



Amazon SageMaker Developer Guide
Creación de flujos de trabajo de etiquetado personalizados

                'datasetObjectId': dataset['datasetObjectId'],
                'consolidatedAnnotation' : {
                'content': {
                    event['labelAttributeName']: {
                        'workerId': annotation['workerId'],
                        'boxesInfo': new_annotation,
                        'imageSource': dataset['dataObject']
                        }
                    }
                }
            }
            consolidated_labels.append(label)
    
    return consolidated_labels

La función Lambda de comentario posterior recibirá a menudo lotes de resultados de tareas en el objeto de
evento. Este lote será el objeto payload que Lambda deberá iterar. Lo que se devolverá será un objeto
que cumple el contrato de API (p. 332).

La salida del trabajo de etiquetado

Encontrará la salida del trabajo en una carpeta llamada como el trabajo de etiquetado del bucket de S3 que
ha especificado. Estará en una subcarpeta llamada manifests.

Para una tarea de cuadro delimitador, el resultado que encuentre en el manifiesto de salida tendrá un
aspecto similar al de la demostración siguiente. El ejemplo se ha limpiado para su impresión. El resultado
real será una sola línea por registro.

Example : JSON en su manifiesto de salida

{
  "source-ref":"<URL>",
  "<label attribute name>":
    {
       "workerId":"<URL>",
       "imageSource":"<image URL>",
       "boxesInfo":"{\"boundingBox\":{\"boundingBoxes\":[{\"height\":878, \"label\":\"bird
\", \"left\":208, \"top\":6, \"width\":809}], \"inputImageProperties\":{\"height\":924,
 \"width\":1280}}}"},
  "<label attribute name>-metadata":
    {
      "type":"groundTruth/custom",
      "job_name":"<Labeling job name>",
      "human-annotated":"yes"
    },
  "animal" : "bird"
}

Observe cómo se pasa el atributo animal adicional de su manifiesto original al manifiesto de salida en el
mismo nivel que source-ref y los datos de etiquetado. Cualquier propiedad de su manifiesto de entrada,
independientemente de si se ha utilizado en la plantilla o no, se transferirá al manifiesto de salida.

Plantilla de demostración: Itents de etiquetado concrowd-
classifier

Si elige una plantilla personalizada, irá a Custom labeling task panel (Panel de tareas de etiquetado
personalizadas). Ahí puede elegir entre varias plantillas para principiantes que representan algunas de las
tareas más frecuentes. Las plantillas proporcionan un punto de partida para trabajar en la creación de la
plantilla de la tarea de etiquetado personalizada.
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En esta demostración, trabajará con la plantilla Intent Detection (Detección de intentos), que utiliza el
elemento crowd-classifier (p. 535) y las funciones AWS Lambda necesarias para procesar los
datos antes y después de la tarea.

Temas
• Plantilla personalizada de detección de intentos para principiantes (p. 352)
• La plantilla personalizada de detección de intentos (p. 352)
• La función Lambda de comentario previo (p. 356)
• La función Lambda de comentario posterior (p. 356)
• Su salida de trabajo de etiquetado (p. 357)

Plantilla personalizada de detección de intentos para principiantes

Esta es la plantilla de detección de intentos que se proporciona como punto de partida.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form>
  <crowd-classifier
    name="intent"
    categories="{{ task.input.labels | to_json | escape }}"
    header="Pick the most relevant intention expressed by the below text"
  >
    <classification-target>
      {{ task.input.utterance }}
    </classification-target>
    
    <full-instructions header="Intent Detection Instructions">
        <p>Select the most relevant intention expressed by the text.</p>
        <div>
           <p><strong>Example: </strong>I would like to return a pair of shoes</p>
           <p><strong>Intent: </strong>Return</p>
        </div>
    </full-instructions>

    <short-instructions>
      Pick the most relevant intention expressed by the text
    </short-instructions>
  </crowd-classifier>
</crowd-form>

La plantillas personalizadas utilizan el lenguaje de plantillas de Liquid y todos los elementos
que están entre llaves dobles son variables. La anotación previaAWSLa función Lambda debe
proporcionar un objeto llamadotaskInputy se puede acceder a las propiedades de ese objeto
como{{ task.input.<property name> }}En la plantilla de.

La plantilla personalizada de detección de intentos

En la plantilla inicial, existen dos variables: la propiedad task.input.labels en la etiqueta de apertura
del elemento crowd-classifier y la propiedad task.input.utterance en el contenido de la región
classification-target.

A menos que necesite ofrecer diferentes conjuntos de etiquetas con distintos enunciados, evite el uso
de una variable y utilice simplemente texto, ya que así ahorrará tiempo de procesamiento y existirá un
menor riesgo de errores. La plantilla que se utiliza en esta demostración eliminará esa variable, pero
las variables y los filtros como to_json se explican con más detalle en el artículo de demostración de
crowd-bounding-box.
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Estilo de los elementos

Dos partes de estos elementos personalizados que a veces se pasan por alto son las regiones <full-
instructions> y <short-instructions>. Unas buenas instrucciones generan buenos resultados.

En los elementos que incluyen estas regiones, las <short-instructions> aparecen automáticamente
en el panel de instrucciones situado a la izquierda de la pantalla del proceso de trabajo. Se puede
obtener acceso a las <full-instructions> desde el enlace "View full instructions" (Ver instrucciones
completas) situado cerca de la parte superior de ese panel. Al hacer clic en el enlace, se abre un panel
modal con instrucciones más detalladas.

No solo tiene la posibilidad de utilizar HTML, CSS y JavaScript en estas secciones, sino que le animamos
a que lo haga si cree que puede proporcionar un conjunto sólido de instrucciones y ejemplos que ayudarán
a los empleados a llevar a cabo las tareas con mayor velocidad y precisión.

Example Probar una muestra con JSFiddle

Pruebe unaEjemplo de<crowd-classifier>tarea. JSFiddle representa el ejemplo, por lo que todas las
variables de la plantilla se sustituyen por valores codificados de forma rígida. Haga clic en el enlace "View
full instructions (Ver instrucciones completas)" para ver un conjunto de ejemplos con estilo CSS extendido.
Puede adaptar el proyecto para experimentar con sus propios cambios en el CSS y añadir imágenes de
muestra o funcionalidad de JavaScript ampliada.

Example : plantilla de detección de intentos personalizada final

Esto utiliza el métodoEjemplo de<crowd-classifier>tarea, pero con una variable para
el<classification-target>. Si está intentando mantener un diseño CSS consistente entre una serie
de trabajos de etiquetado distintos, puede incluir una hoja de estilo externa mediante un elemento <link
rel...> de la misma forma que haría en cualquier otro documento HTML.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
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<crowd-form>
  <crowd-classifier
    name="intent"
    categories="['buy', 'eat', 'watch', 'browse', 'leave']"
    header="Pick the most relevant intent expressed by the text below"
  >
    <classification-target>
      {{ task.input.source }}
    </classification-target>
    
    <full-instructions header="Emotion Classification Instructions">
      <p>In the statements and questions provided in this exercise, what category of action
 is the speaker interested in doing?</p>
          <table>
            <tr>
              <th>Example Utterance</th>
              <th>Good Choice</th>
            </tr>
            <tr>
              <td>When is the Seahawks game on?</td>
              <td>
                eat<br>
                <greenbg>watch</greenbg>
                <botchoice>browse</botchoice>
              </td>
            </tr>
            <tr>
              <th>Example Utterance</th>
              <th>Bad Choice</th>
            </tr>
            <tr>
              <td>When is the Seahawks game on?</td>
              <td>
                buy<br>
                <greenbg>eat</greenbg>
                <botchoice>watch</botchoice>
              </td>
            </tr>
          </table>
    </full-instructions>

    <short-instructions>
      What is the speaker expressing they would like to do next?
    </short-instructions>  
  </crowd-classifier>
</crowd-form>
<style>
  greenbg {
    background: #feee23;
    display: block;
  }

  table {
    *border-collapse: collapse; /* IE7 and lower */
    border-spacing: 0; 
  }

  th, tfoot, .fakehead {
    background-color: #8888ee;
    color: #f3f3f3;
    font-weight: 700;
  }

  th, td, tfoot {
      border: 1px solid blue;
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  }

  th:first-child {
    border-radius: 6px 0 0 0;
  }

  th:last-child {
    border-radius: 0 6px 0 0;
  }

  th:only-child{
    border-radius: 6px 6px 0 0;
  }

  tfoot:first-child {
    border-radius: 0 0 6px 0;
  }

  tfoot:last-child {
    border-radius: 0 0 0 6px;
  }

  tfoot:only-child{
    border-radius: 6px 6px;
  }

  td {
    padding-left: 15px ;
    padding-right: 15px ;
  }

  botchoice {
    display: block;
    height: 17px;
    width: 490px;
    overflow: hidden;
    position: relative;
    background: #fff;
    padding-bottom: 20px;
  }

  botchoice:after {
    position: absolute;
    bottom: 0;
    left: 0;  
    height: 100%;
    width: 100%;
    content: "";
    background: linear-gradient(to top,
       rgba(255,255,255, 1) 55%, 
       rgba(255,255,255, 0) 100%
    );
    pointer-events: none; /* so the text is still selectable */
  }
</style>

Example : su archivo de manifiesto

Si está preparando manualmente el archivo de manifiesto para una tarea de clasificación de texto de este
tipo, dé un formato a los datos de la siguiente manera:

{"source": "Roses are red"}
{"source": "Violets are Blue"}
{"source": "Ground Truth is the best"}
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{"source": "And so are you"}

Esto difiere del archivo de manifiesto utilizado para la demostración "Plantilla de demostración: Anotación
de imágenes concrowd-bounding-box (p. 347)" en que source-ref se utilizó como el nombre de
la propiedad en lugar de source. El uso de source-ref designa los URI de S3 para imágenes u otros
archivos que deben convertirse a HTTP. De lo contrario, debe utilizarse source tal cual con las cadenas
de texto anteriores.

La función Lambda de comentario previo
Como parte de la configuración del trabajo, tendrá que proporcionar el ARN de un AWS Lambda que se
puede llamar para procesar las entradas de manifiesto y transferirlas al motor de la plantilla.

Esta función de Lambda debe tener una de las cuatro cadenas siguientes como parte del nombre de la
función: SageMaker, Sagemaker, sagemaker o LabelingFunction.

Esto se aplica tanto a las Lambdas de comentario previo como de comentario posterior.

Cuando utiliza la consola, si tiene Lambda que son propiedad de su cuenta, se proporcionará una lista
desplegable de funciones que cumplen los requisitos de nomenclatura para que elija una.

En este ejemplo muy básico donde solo tiene una variable, se trata básicamente de una función de paso a
través. A continuación, le mostramos una función de Lambda de etiquetado previo de ejemplo que utiliza
Python 3.7.

import json

def lambda_handler(event, context):
    return {
        "taskInput":  event['dataObject']
    }

La propiedad dataObject de event contiene las propiedades de un objeto de datos del manifiesto.

En esta demostración, que es un simple acceso directo, solo pasa esto directamente como el valor
taskInput. Si añade propiedades con esos valores al objeto event['dataObject'], estas estarán
disponibles para la plantilla HTML como variables Liquid con el formato {{ task.input.<property
name> }}.

La función Lambda de comentario posterior
Como parte de la configuración del trabajo, tendrá que proporcionar el ARN de una función Lambda a
la que se puede llamar para procesar los datos de formulario cuando un empleado completa una tarea.
Esto puede ser tan sencillo o complejo como desee. Si desea realizar la consolidación y puntuación de
respuestas a medida que entran los datos, puede aplicar los algoritmos de puntuación o consolidación que
desee. Si desea almacenar los datos sin procesar para el procesamiento sin conexión, esto es una opción.

Establecimiento de permisos a su función lambda de comentario posterior

Los datos de comentarios estarán en un archivo designado por la cadena s3Uri en el objeto
payload. Para procesar los comentarios a medida que están disponibles, incluso para una
sencilla función de acceso directo, tiene que asignar el acceso S3ReadOnly a su Lambda para
que pueda los archivos de comentarios.
En la página Console (Consola) de creación de su Lambda, desplácese hasta el panel Execution
role (Rol de ejecución). Seleccione Create a new role from one or more templates (Crear un rol
nuevo a partir de una o varias plantillas). Ponga un nombre al rol. Desde el menú desplegable
Policy templates (Plantillas de políticas), elija Amazon S3 object read-only permissions (Permisos
de solo lectura de objetos Amazon S3). Guarde la función de Lambda y el rol se guardará y
seleccionará.
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El siguiente ejemplo es para Python 3.7.

import json
import boto3
from urllib.parse import urlparse

def lambda_handler(event, context):
    consolidated_labels = []

    parsed_url = urlparse(event['payload']['s3Uri']);
    s3 = boto3.client('s3')
    textFile = s3.get_object(Bucket = parsed_url.netloc, Key = parsed_url.path[1:])
    filecont = textFile['Body'].read()
    annotations = json.loads(filecont);
    
    for dataset in annotations:
        for annotation in dataset['annotations']:
            new_annotation = json.loads(annotation['annotationData']['content'])
            label = {
                'datasetObjectId': dataset['datasetObjectId'],
                'consolidatedAnnotation' : {
                'content': {
                    event['labelAttributeName']: {
                        'workerId': annotation['workerId'],
                        'result': new_annotation,
                        'labeledContent': dataset['dataObject']
                        }
                    }
                }
            }
            consolidated_labels.append(label)

    return consolidated_labels

Su salida de trabajo de etiquetado

La función Lambda de comentario posterior recibirá a menudo lotes de resultados de tareas en el objeto de
evento. Este lote será el objeto payload que Lambda deberá iterar.

Encontrará la salida del trabajo en una carpeta llamada como el trabajo de etiquetado del bucket de S3 que
ha especificado. Estará en una subcarpeta llamada manifests.

Para una tarea de detección de intentos, el resultado del manifiesto de salida tendrá un aspecto similar
al de la demostración siguiente. Hemos limpiado e incluido espacios en el ejemplo para facilitar su
comprensión. La salida real estará más comprimida para la lectura automática.

Example : JSON en su manifiesto de salida

[
  {
    "datasetObjectId":"<Number representing item's place in the manifest>",
     "consolidatedAnnotation":
     {
       "content":
       {
         "<name of labeling job>":
         {     
           "workerId":"private.us-east-1.XXXXXXXXXXXXXXXXXXXXXX",
           "result":
           {
             "intent":
             {
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                 "label":"<label chosen by worker>"
             }
           },
           "labeledContent":
           {
             "content":"<text content that was labeled>"
           }
         }
       }
     }
   },
  "datasetObjectId":"<Number representing item's place in the manifest>",
     "consolidatedAnnotation":
     {
       "content":
       {
         "<name of labeling job>":
         {     
           "workerId":"private.us-east-1.6UDLPKQZHYWJQSCA4MBJBB7FWE",
           "result":
           {
             "intent":
             {
                 "label": "<label chosen by worker>"
             }
           },
           "labeledContent":
           {
             "content": "<text content that was labeled>"
           }
         }
       }
     }
   },
     ...
     ...
     ...
]

Esto puede serle útil para crear y utilizar su propia plantilla personalizada.

Flujos de trabajo personalizados a través de la API
Cuando haya creado su plantilla de interfaz de usuario personalizada (Paso 2) y las funciones Lambda de
procesamiento (Paso 3), debe colocar la plantilla en un bucket de Amazon S3 con un formato de nombre
de archivo como el siguiente:<FileName>.liquid.html.

Utilice la acción CreateLabelingJob para configurar su tarea. Utilizará la ubicación de una plantilla
personalizada (Paso 2: Creación de una plantilla de tarea de trabajo personalizada (p. 326)) almacenada
en un archivo <filename>.liquid.html en S3 como el valor del campo UiTemplateS3Uri en el
objeto UiConfig dentro del objeto HumanTaskConfig.

Para el registroAWSTareas de Lambda que se describen enPaso 3: Procesamiento deAWS
Lambda (p. 332), el ARN de la tarea posterior a la anotación se usará como el valor para
elAnnotationConsolidationLambdaArn, y la tarea de anotación previa se usará como valor para el
campoPreHumanTaskLambdaArn.

Creación de un trabajo de etiquetado
Puede crear un trabajo de etiquetado en la consola de Amazon SageMaker y mediante unAWSSDK en su
idioma preferido para ejecutarCreateLabelingJob. Después de crear un trabajo de etiquetado, puede
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realizar un seguimiento de las métricas de trabajador (para trabajadores privados) y del estado del trabajo
de etiquetado medianteCloudWatch.

Antes de crear un trabajo de etiquetado, se recomienda revisar las páginas siguientes, según corresponda:

• Puede especificar nuestros datos de entrada utilizando una configuración automática de datos en la
consola, o un archivo de manifiesto de entrada en la consola o al usarCreateLabelingJobAPI. Para
la configuración automatizada de datos, consulteConfiguración de datos automatizada (p. 394). Para
obtener información sobre cómo crear un archivo de manifiesto de entrada, consulteUtilizar un archivo
de manifiesto de entrada (p. 393).

• Revise las cuotas de datos de entrada de trabajo de etiquetado:Cuotas de datos de entrada (p. 401).

Después de elegir el tipo de tarea, utilice los temas de esta página para aprender a crear un trabajo de
etiquetado.

Si es un usuario nuevo de Ground Truth, le recomendamos que comience por repasar la demostración
enIntroducción (p. 180).

Important

Ground Truth requiere que todos los depósitos de S3 que contienen datos de imagen de entrada
de trabajo de etiquetado tengan una directiva CORS conectada. Para obtener más información,
consulte Requisito de permiso CORS (p. 476).

Temas
• Tipos de tareas integrados (p. 359)
• Creación de páginas de instrucciones (p. 360)
• Creación de un trabajo de etiquetado (consola) (p. 362)
• Creación de un trabajo de etiquetado (API) (p. 366)
• Creación de un Job de etiquetado de streaming (p. 370)
• Creación de un archivo de configuración de categorías de etiquetado con atributos de fotograma y

categoría de etiqueta (p. 376)

Tipos de tareas integrados
Amazon SageMaker Ground Truth tiene varios tipos de tareas integradas. Ground Truth proporciona una
plantilla de tarea de trabajo para los tipos de tareas buit-in. Además, algunos tipos de tareas integradas
admitenAutomatización del etiquetado de datos (p. 465). En los temas siguientes, se describe cada tipo
de tarea integrado y se muestran las plantillas de tareas de trabajo proporcionadas por Ground Truth en la
consola. Para obtener información acerca de cómo crear un trabajo de etiquetado en la consola utilizando
uno de estos tipos de tareas, seleccione la página de tipo de tarea.

Imágenes de etiquetas Texto de etiqueta Etiquetar vídeos y
marcos de vídeo

Etiquetado de nubes de
puntos 3D

• Bounding
Box (p. 186)

• Clasificación de
imágenes (etiqueta
única) (p. 198)

• Clasificación de
imágenes (etiquetas
múltiples) (p. 200)

• Reconocimiento
de entidades
nombradas (p. 205)

• Clasificación de
texto (etiqueta
única) (p. 208)

• Clasificación de
texto (etiquetas
múltiples) (p. 211)

• Clasificación de
vídeos (p. 215)

• Detección de
objetos de
fotograma (p. 220)

• Seguimiento de
objetos fotograma de
vídeo (p. 225)

• Detección de objetos
de nube de puntos
3D (p. 256)

• Seguimiento de
objetos de nube de
puntos 3D (p. 262)

• Segmentación
semántica de nube de
puntos 3D (p. 272)
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Imágenes de etiquetas Texto de etiqueta Etiquetar vídeos y
marcos de vídeo

Etiquetado de nubes de
puntos 3D

• Segmentación
semántica de
imágenes (p. 191)

• Verificación
y ajuste de
etiquetas (p. 317)

Note

Cada uno de los tipos de tareas de nube de puntos 3D y de marco de vídeo tiene unAjusteque se
utiliza para comprobar y ajustar las etiquetas de un trabajo de etiquetado anterior. Seleccione una
página de tipo de tarea de nube de puntos 3D o marco de vídeo para obtener más información
sobre cómo ajustar las etiquetas creadas con ese tipo de tarea.

Creación de páginas de instrucciones
Cree instrucciones personalizadas para etiquetar trabajos para mejorar la precisión del trabajo al finalizar
su tarea. Puede modificar las instrucciones predeterminadas que se proporcionan en la consola o puede
crear sus propias instrucciones. Las instrucciones se muestran al empleado en la página en la que
completan su tarea de etiquetado.

Existen dos tipos de instrucciones:

• Instrucciones breves: instrucciones que se muestran en la misma página web en la que el trabajador
completa su tarea. Estas instrucciones deben proporcionar una referencia sencilla de mostrar para
mostrar al empleado la manera correcta de etiquetar un objeto.

• Instrucciones completas: instrucciones que se muestran en un cuadro de diálogo que se superponga
a la página donde el trabajador completa su tarea. Le recomendamos que proporcione instrucciones
detalladas para completar la tarea con varios ejemplos que muestran casos de borde y otras situaciones
difíciles para etiquetar objetos.

Cree instrucciones en la consola al crear el trabajo de etiquetado. Comience con las instrucciones ya
existentes para la tarea y utilice el editor para modificarlas para adaptarlas a su trabajo.

Note

Una vez que cree su trabajo de etiquetado, se iniciará automáticamente y no podrá modificar sus
instrucciones de trabajo. Si necesita cambiar las instrucciones del trabajador, detenga el trabajo
de etiquetado que creó, clonarlo y modifique las instrucciones del trabajador antes de crear un
nuevo trabajo.
Para clonar un trabajo de etiquetado en la consola, seleccione el trabajo de etiquetado y, a
continuación, seleccione Clone (Clonar) en el menú Actions (Acciones) .
Para clonar un trabajo de etiquetado mediante la API de Amazon SageMaker o su SDK de
Amazon SageMaker preferido, realice una nueva solicitud alCreateLabelingJobUna operación
de trabajo con las mismas especificaciones que su trabajo original después de modificar las
instrucciones del trabajador.

Instrucciones breves

Las instrucciones breves aparecen en la misma página web que los empleados usan para etiquetar sus
objetos de datos. Por ejemplo, a continuación se muestra la página de edición de una tarea de cuadro
delimitador. El panel de las instrucciones breves está en el lado izquierdo.
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Tenga en cuenta que un empleado solo dedicará segundos para buscar las instrucciones breves.
Los empleados deben poder escanear y comprender su información rápidamente. En todos los casos
comprender las instrucciones debería tardar menos tiempo que completar la tarea. Tenga en cuenta estos
puntos:

• Su instrucciones tienen que ser claras y sencillas.
• Las imágenes son mejor que las palabras. Cree una sencilla ilustración de su tarea que sus empleados

puedas comprender inmediatamente.
• Si tiene que usar palabras, utilice ejemplos breves y concisos.
• Sus instrucciones breves son más importante que sus instrucciones completas.

La consola de Amazon SageMaker Ground Truth proporciona un editor para que pueda crear sus
instrucciones breves. Reemplace el texto del marcador de posición y las imágenes con instrucciones
para su tarea. Obtenga una vista previa de la página del empleado eligiendo Preview (Vista previa). La
vista previa se abrirá en una nueva ventana. Asegúrese de desactivar el bloqueo emergente para que la
ventana se muestre.

Instrucciones completas

Puede proporcionar instrucciones adicionales para sus empleados en un cuadro de diálogo que se
superponga a la página donde los empleados etiquetan los objetos de datos. Utilice instrucciones
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completas para explicar las tareas más complejas y para mostrar a los empleados la manera correcta de
etiquetar casos u otros objetos difíciles.

Puede crear instrucciones completas con un editor en la consola de Ground Truth. Al igual que con las
instrucciones rápidas, tenga en cuenta lo siguiente:

• Los empleados querrán instrucciones detalladas las primeras veces que completen su tarea. Toda
información que deben tener debe estar en las instrucciones rápidas.

• Las imágenes son más importante que las palabras.
• El texto tiene que ser conciso.
• Las instrucciones completas deben complementar las instrucciones breves. No repita información que

aparezca en las instrucciones breves.

La consola de Ground Truth proporciona un editor para que pueda crear sus instrucciones completas.
Reemplace el texto del marcador de posición y las imágenes con instrucciones para su tarea. Obtenga
una vista previa de la página de instrucciones completas eligiendo Preview (Vista previa). La vista previa
se abrirá en una nueva ventana. Asegúrese de desactivar el bloqueo emergente para que la ventana se
muestre.

Añadir imágenes de ejemplo a sus instrucciones

Las imágenes proporcionan ejemplos útiles para sus empleados. Para añadir una imagen de acceso
público a sus instrucciones:

• Coloque el cursor donde debe ir la imagen en el editor de instrucciones.
• Haga clic en el icono de la imagen en la barra de herramientas del editor.
• Introduzca la URL de la imagen.

Si no se puede acceder públicamente a la imagen de instrucciones en Amazon S3:

• Como URL de imagen, escriba: {{ 'https://s3.amazonaws.com/your-bucket-name/image-
file-name' | grant_read_access }}.

• Esto representa la URL de la imagen con un código añadido de acceso único y de duración limitada para
que el navegador del empleado pueda mostrarla. En el editor de instrucciones se muestra un icono de
imagen rota, pero al previsualizar la herramienta se muestra la imagen en la vista previa representada.

Creación de un trabajo de etiquetado (consola)
Puede utilizar la consola de Amazon SageMaker para crear un trabajo de etiquetado para todos los tipos
de tareas integrados de Ground Truth y flujos de trabajo de etiquetado personalizados. Para tipos de
tareas integrados, se recomienda utilizar esta página junto con elpara el tipo de tarea. Cada página de tipo
de tarea incluye detalles específicos sobre la creación de un trabajo de etiquetado con ese tipo de tarea.

Para crear un trabajo de etiquetado en la consola de SageMaker, debe proporcionar lo siguiente:

• Un archivo de manifiesto de entrada en Amazon S3. Puede colocar el conjunto de datos de entrada en
Amazon S3 y generar automáticamente un archivo de manifiesto mediante la consola Ground Truth (no
compatible con trabajos de etiquetado de nubes de puntos 3D).

Si lo prefiere, puede crear manualmente un archivo de manifiesto de entrada. Para saber cómo hacerlo,
consulte Datos de entrada (p. 392).

• Un bucket de Amazon S3 para almacenar los datos de salida.
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• Un rol de IAM con permiso para acceder a los recursos de Amazon S3 y con una política de
ejecución de SageMaker asociada. Para una solución general, puede asociar la política administrada,
AmazonSageMakerFullAccess, a un rol de IAM e incluirsagemakeren el nombre del bucket.

Para obtener directivas más detalladas, consultethe section called “Permisos de IAM” (p. 477).

Los tipos de tareas de nube de puntos 3D tienen consideraciones de seguridad adicionales. Más
información.

• Un equipo de trabajo. Puede crear un equipo de trabajo a partir de una fuerza de trabajo formada por
trabajadores de Amazon Mechanical Turk, proveedores o sus propios trabajadores privados.Para
obtener más información, consulteCreación y administración de personal (p. 494).

No puede utilizar la fuerza de trabajo de Mechanical Turk para trabajos de etiquetado de fotogramas o
nubes de puntos 3D.

• Si utiliza un flujo de trabajo de etiquetado personalizado, debe guardar una plantilla de la tarea del
trabajador en Amazon S3 y proporcionar un URI de Amazon S3 para esa plantilla. Para obtener más
información, consulte Paso 2: Creación de una plantilla de tarea de trabajo personalizada (p. 326).

• (Opcional) UnAWS KMSSi desea que SageMaker cifre la salida de su trabajo de etiquetado utilizando su
propioAWS KMSclave de cifrado en lugar de la clave de servicio predeterminada de Amazon S3.

• De forma opcional, las etiquetas existentes para el conjunto de datos que utiliza para el trabajo de
etiquetado. Utilice esta opción si desea que los trabajadores ajusten y aprueben o rechacen etiquetas.

• Si desea crear un trabajo de etiquetado de ajuste o verificación, debe tener un archivo de manifiesto
de salida en Amazon S3 que contenga las etiquetas que desea ajustar o verificar. Esta opción sólo se
admite para trabajos de etiquetado de imágenes de segmentación semántica y cuadros delimitadores
y trabajos de etiquetado de marcos de vídeo y nubes de puntos 3D. Se recomienda utilizar las
instrucciones deVerificación y ajuste de etiquetas (p. 317)para crear un trabajo de etiquetado de
verificación o ajuste.

Important

El equipo de trabajo, el archivo de manifiesto de entrada, el bucket de salida y otros recursos de
Amazon S3 deben estar en el mismoAWSRegión que utiliza para crear el trabajo de etiquetado.

Cuando crea un trabajo de etiquetado mediante la consola de SageMaker, agrega instrucciones del
trabajador y etiquetas a la interfaz de usuario del trabajador que proporciona Ground Truth. Puede obtener
una vista previa e interactuar con la interfaz de usuario del trabajador al crear el trabajo de etiquetado en la
consola de. También puede ver una vista previa de la interfaz de usuario del trabajador en supágina de tipo
de tarea integrada.

Para crear un trabajo de etiquetado (consola)

1. Inicie sesión en la consola de SageMaker enhttps://console.aws.amazon.com/sagemaker/.
2. En el panel de navegación izquierdo, elija Trabajos de etiquetado.
3. En la página Trabajos de etiquetado, elija Crear trabajo de etiquetado.
4. En Nombre del trabajo, introduzca un nombre para el trabajo de etiquetado.
5. De forma opcional, si desea identificar las etiquetas con una clave, seleccione Deseo especificar un

nombre de atributo de etiqueta distinto del nombre del trabajo de etiquetado. Si no selecciona esta
opción, el nombre del trabajo de etiquetado especificado en el paso anterior se utilizará para identificar
las etiquetas en el archivo de manifiesto de salida.

6. Elija una configuración de datos para configurar una conexión entre el dataset de entrada y Ground
Truth.

• ParaConfiguración automatizada de datos:
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• Siga las instrucciones enConfiguración de datos automatizada (p. 394)para trabajos de
etiquetado de imágenes, texto y clips de vídeo.

• Siga las instrucciones enConfiguración automática de datos de entrada de
fotogramas (p. 434)Para trabajos de etiquetado de fotogramas de vídeo.

• ParaConfiguración manual de los datos:
• ParaUbicación del dataset de entrada, proporcione la ubicación en Amazon S3 en la que se

encuentra el archivo de manifiesto de entrada. Por ejemplo, si el archivo de manifiesto de entrada,
manifest.json, se encuentra enEjemplo de bucketintroduzcas3: //example-bucket/manifest.json.

• ParaUbicación del dataset de salida, proporcione la ubicación de Amazon S3 en la que desea que
Ground Truth almacene los datos de salida de su trabajo de etiquetado.

7. ParaIAM Role, elija un rol de IAM existente o cree un rol de IAM con permiso para acceder a
sus recursos en Amazon S3, para escribir en el bucket de salida de Amazon S3 especificado
anteriormente y con una política de ejecución de SageMaker asociada.

8. (Opcional) ParaConfiguración adicional, puede especificar la cantidad del conjunto de datos que
desea que etiqueten los trabajadores y si desea que SageMaker cifre los datos de salida del trabajo de
etiquetado mediante unAWS KMSClave de cifrado. Para cifrar los datos de salida, debe tener el valor
deAWS KMSLos permisos asociados al rol de IAM que proporcionó en el paso anterior. Para obtener
más información, consulte the section called “Permisos de IAM” (p. 477).

9. En el navegadorTipo de tareaSección sobre, enCategoría de la tarea, utilice la lista desplegable para
seleccionar la categoría de tarea.

10. En Selección de tarea, elija el tipo de tarea.
11. De forma opcional, proporcione etiquetas para el trabajo de etiquetado para facilitar la búsqueda en la

consola más adelante.
12. Elija Next (Siguiente).
13. En la sección Trabajadores elija el tipo de fuerza de trabajo que desea utilizar. Para obtener más

información sobre las opciones de la fuerza de trabajo, consulte Creación y administración de
personal (p. 494).

14. (Opcional) Después de seleccionar el personal, especifique el Task timeout (Tiempo de espera de
tareas). Es la cantidad máxima de tiempo que tiene un trabajador para realizar una tarea.

Para las tareas de anotación de nube de puntos 3D, el tiempo de espera predeterminado de la tarea
es de 3 días. El tiempo de espera predeterminado para los trabajos de etiquetado de clasificación de
texto e imágenes y verificación de etiquetas es de 5 minutos. El tiempo de espera predeterminado
para todos los demás trabajos de etiquetado es de 60 minutos.

15. (Opcional) Para los tipos de tareas de cuadro delimitador, segmentación semántica, fotograma de
vídeo y nube de puntos 3D, puede seleccionarMostrar etiquetas existentesSi desea mostrar etiquetas
para el conjunto de datos de entrada para que los trabajadores las verifiquen o ajusten.

Para trabajos de etiquetado de segmentación semántica y cuadros delimitadores, esto creará un
trabajo de etiquetado de ajuste.

Para trabajos de etiquetado de fotogramas de vídeo y de nube de puntos 3D:

• SelectAjustepara crear un trabajo de etiquetado de ajuste. Al seleccionar esta opción, puede
agregar etiquetas nuevas, pero no puede eliminar ni editar etiquetas existentes del trabajo
anterior. Si lo desea, puede elegir atributos de categoría de etiqueta y atributos de marco que
desea que editen los trabajadores. Para que un atributo sea editable, seleccione la casilla de
verificaciónPermitir a los trabajadores editar este atributopara ese atributo.

Si lo desea, puede agregar nuevos atributos de categoría y marco de etiqueta.
• SelectVerificaciónpara crear un trabajo de etiquetado de ajuste. Al seleccionar esta opción, no

puede agregar, modificar o eliminar etiquetas existentes del trabajo anterior. Si lo desea, puede
elegir atributos de categoría de etiqueta y atributos de marco que desea que editen los trabajadores.
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Para que un atributo sea editable, seleccione la casilla de verificaciónPermitir a los trabajadores
editar este atributopara ese atributo.

Se recomienda agregar nuevos atributos de categoría de etiqueta a las etiquetas que desea que
verifiquen los trabajadores o agregar uno o varios atributos de marco para que los trabajadores
proporcionen información sobre todo el marco.

Para obtener más información, consulte Verificación y ajuste de etiquetas (p. 317).
16. Configure su interfaz de usuario de trabajadores:

• Si está utilizando unTipo de tarea integrada, especifique las instrucciones de los trabajadores y las
etiquetas.
• Para la clasificación de imágenes y la clasificación de texto (etiqueta única y multietiqueta)

debe especificar al menos dos categorías de etiquetas. Para todos los demás tipos de tareas
integradas, debe especificar al menos una categoría de etiqueta.

• (Opcional) Si va a crear un trabajo de etiquetado de fotogramas de vídeo o nube de puntos
3D, puede especificar atributos de categoría de etiqueta (no admitidos para segmentación
semántica de nube de puntos 3D) y atributos de fotograma. Los atributos de categoría de etiqueta
se pueden asignar a una o más etiquetas. Los atributos de fotograma aparecerán en cada
etiqueta de los trabajadores de la nube de puntos o de fotogramas Para obtener más información,
consulteInterfaz de usuario (IU) del trabajador (p. 282)para nube de puntos 3D yInterfaz de
usuario (IU) del trabajador (p. 231)Fotograma de vídeo.

• (Opcional) AñadaInstrucciones adicionalespara ayudar a su trabajador a completar su tarea.
• Si está creando un flujo de trabajo de etiquetado personalizado, debe:

• Escriba unPersonalización de plantillasen el cuadro de código. Las plantillas personalizadas
se pueden crear usando una combinación de HTML, el lenguaje de plantillas Liquid y nuestros
componentes web preconstruidos. De forma opcional, puede elegir una plantilla base en el menú
desplegable para comenzar.

• Especifique las funciones lambda previas a la anotación y posteriores a la anotación. Para
obtener información sobre cómo crear estas funciones, consultePaso 3: Procesamiento deAWS
Lambda (p. 332).

17. (Opcional) Puede seleccionarVer vista previaPara obtener una vista previa de las etiquetas e
instrucciones del trabajador e interactuar con la interfaz de usuario del trabajador. Asegúrese de que
el bloqueador de ventanas emergentes del navegador esté deshabilitado antes de generar la vista
previa.

18. Seleccione Create (Crear).

Una vez que haya creado correctamente el trabajo de etiquetado, se le redirigirá a la página Trabajos de
etiquetado . El estado del trabajo de etiquetado que acaba de crear esEn curso. Este estado se actualiza
progresivamente a medida que los trabajadores completan sus tareas. Cuando todas las tareas se hayan
completado correctamente, el estado cambia a Completado.

Si se produce un problema al crear el trabajo de etiquetado, el estado cambia aFailed (Error). Si uno o
varios objetos de datos

Para ver más información sobre el trabajo, elija el nombre del trabajo de etiquetado.

Pasos siguientes

Después de que el estado del trabajo de etiquetado cambie aCompletedPuede ver los datos de salida en
el bucket de Amazon S3 especificado al crear ese trabajo de etiquetado. Para obtener más información
sobre el formato de los datos de salida, consulte Datos de salida (p. 438).
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Creación de un trabajo de etiquetado (API)
Para crear un trabajo de etiquetado mediante la API de Amazon SageMaker, utilice el
comandoCreateLabelingJob. Para obtener instrucciones específicas sobre cómo crear un trabajo de
etiquetado para un tipo de tarea integrado, consulte esa página de tipo de tarea. Para obtener información
acerca de cómo crear un trabajo de etiquetado de streaming, que es un trabajo de etiquetado que se
ejecuta perpetuamente, consulteCreación de un Job de etiquetado de streaming (p. 370).

Para utilizar elCreateLabelingJobPara ello, necesitará lo siguiente:

• Una plantilla de tarea del trabajador (UiTemplateS3Uri) o ARN de interfaz de usuario de la tarea
humana (HumanTaskUiArn) en Amazon S3.
• Para trabajos de etiquetado de nube de puntos 3D, utilice el ARN que aparece en HumanTaskUiArn

para el tipo de tarea.
• Si utiliza un tipo de tarea integrado que no sea una tarea de nube de puntos 3D, puede agregar las

instrucciones del empleado a una de las plantillas precreadas y guardar la plantilla (mediante una
extensión .html o .liquid) en el bucket de S3. Busque las plantillas de preintegradas en la página de
tipo de tarea.

• Si utiliza un flujo de trabajo de etiquetado personalizado, puede crear una plantilla personalizada
y guardar la plantilla en el bucket de S3. Para obtener información sobre cómo crear una
plantilla de trabajo personalizada, consulte Paso 2: Creación de una plantilla de tarea de trabajo
personalizada (p. 326). Para obtener información sobre los elementos HTML personalizados que
puede utilizar para personalizar la plantilla, consulte Referencia de Crowd HTML Elements (p. 521).
Para acceder a un repositorio de plantillas de demostración con diversos tipos de tareas de
etiquetado, consulte el temas sobre las IU de la tarea de ejemplo de Amazon SageMaker Ground
Truth.

• Un archivo de manifiesto de entrada que especifica los datos de entrada en Amazon S3. Especifique
la ubicación del archivo de manifiesto de entrada enManifestS3Uri. Para obtener información sobre
la creación de un manifiesto de entrada, consulte Datos de entrada (p. 392). Si crea un trabajo de
etiquetado de streaming, esto es opcional. Para obtener información sobre cómo crear un trabajo de
etiquetado de streaming, consulteCreación de un Job de etiquetado de streaming (p. 370).

• Un bucket de Amazon S3 para almacenar los datos de salida. Especifique este depósito y,
opcionalmente, un prefijo enS3OutputPath.

• Un archivo de configuración de categoría de etiqueta. Cada nombre de categoría de
etiqueta debe ser único. Especifique la ubicación de este archivo en Amazon S3 mediante el
comandoLabelCategoryConfigS3UriParámetro.

Para la clasificación de imágenes y la clasificación de texto (etiqueta única y multietiqueta) debe
especificar al menos dos categorías de etiquetas. Para todos los demás tipos de tareas, el número
mínimo de categorías de etiquetas necesarias es una.

Para el tipo de tarea de nube de puntos 3D y marco de vídeo, utilice el formato deCreación de un
archivo de configuración de categorías de etiquetado con atributos de fotograma y categoría de
etiqueta (p. 376).

Para todos los demás tipos de tareas integradas y tareas personalizadas, el archivo de configuración de
categoría de etiqueta debe ser un archivo JSON con el siguiente formato. Identifique las etiquetas que
desea utilizar reemplazando label_1, label_2,... y label_n por las categorías de etiquetas.

{
    "document-version": "2018-11-28"
    "labels": [
        {"label": "label_1"},
        {"label": "label_2"},
        ...
        {"label": "label_n"}
    ]
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}

• Un registroAWS Identity and Access Management(IAM) con la
funciónAmazonSageMakergRoundTruthExecutionadjunta directiva de IAM administrada y con permisos
para acceder a los bucket de S3. Especifique este rol enRoleArn. Para obtener más información
sobre esta política, consulteUtilizar las directivas administradas por IAM con Ground Truth (p. 477). Si
necesita permisos pormenorizados, consulte the section called “Permisos de IAM” (p. 477).

Si el nombre del bucket de entrada o salida no contiene sagemaker, puede adjuntar una política similar
a la siguiente al rol que se pasa a la operación CreateLabelingJob.

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Action": [
                "s3:GetObject"
            ],
            "Resource": [
                "arn:aws:s3:::my_input_bucket/*"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "s3:PutObject"
            ],
            "Resource": [
                "arn:aws:s3:::my_output_bucket/*"
            ]
        }
    ]
}

• Un nombre de recurso de Amazon (ARN) de la función AWS Lambda previa y posterior a los
comentarios (o de consolidación de comentarios) para procesar los datos de entrada y de salida.
• Las funciones de Lambda están predefinidas en cadaAWSRegión de tipos de tareas

integradas. Para encontrar el ARN de de de de Lambda de de anotación previa para su región,
consultePreHumanTaskLambdaArn. Para encontrar el ARN de consolidación Lambda otaciones para
su región, consulteAnnotationConsolidationLambdaArn.

• Para flujos de trabajo de etiquetado personalizados, debe proporcionar un ARN Lambda anterior
y posterior a la anotación personalizado. Para obtener más información sobre cómo crear estas
funciones de Lambda, consultePaso 3: Procesamiento deAWS Lambda (p. 332).

• Un ARN de equipo de trabajo que especifique enWorkteamArn. Recibe un ARN de equipo de trabajo
cuando se suscribe a una plantilla de proveedor o crea un equipo de trabajo privado. Si va a crear un
trabajo de etiquetado para un fotograma de vídeo o un tipo de tarea de nube de puntos, no puede utilizar
laAmazon Mechanical TurkAccuracy. Para todos los demás tipos de tareas, para utilizar la fuerza de
trabajo de Mechanical Turk, utilice el siguiente ARN. ReemplazarregionconAWSRegión que está
utilizando para crear el trabajo de etiquetado.

arn:aws:sagemaker:region:394669845002:workteam/public-crowd/default

Si utiliza elAmazon Mechanical TurkFuerza de trabajo, utilice elContentClassifiersparámetro
enDataAttributesdeInputConfigPara declarar que su contenido está libre de información de
identificación personal y contenido para adultos.

Ground Truthrequiereque sus datos de entrada están libres de información de
identificación personal (PII) si utiliza la fuerza de trabajo de Mechanical Turk. Si utiliza
Mechanical Turk y no especifica que los datos de entrada estén libres de PII mediante el
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comandoFreeOfPersonallyIdentifiableInformation, su trabajo de etiquetado fallará.
UsarFreeOfAdultContentPara declarar que los datos de entrada no contienen contenido para
adultos. SageMaker puede restringir los trabajadores de Amazon Mechanical Turk que pueden ver su
tarea si contiene contenido para adultos.

Para obtener más información sobre los equipos de trabajo y las fuerzas de trabajo, consulte Creación y
administración de personal (p. 494).

• Si utiliza la fuerza de trabajo de Mechanical Turk, debe especificar el precio que pagará a los
trabajadores por realizar una sola tarea enPublicWorkforceTaskPrice.

• Para configurar la tarea, debe proporcionar una descripción y un título de la tarea
medianteTaskDescriptionyTaskTitlerespectivamente. Opcionalmente, puede proporcionar
límites de tiempo que controlen cuánto tiempo tienen los trabajadores para trabajar en una tarea
individual (TaskTimeLimitInSeconds) y cuánto tiempo permanecen las tareas en el portal de trabajo,
disponible para los trabajadores (TaskAvailabilityLifetimeInSeconds).

• (Opcional) Para algunos tipos de tareas, puede hacer que varios empleados etiqueten
un solo objeto de datos introduciendo un número mayor que uno en el parámetro
NumberOfHumanWorkersPerDataObject. Para obtener más información acerca de la consolidación
de anotaciones, consulte Consolidación de anotaciones (p. 464).

• De forma opcional, para crear un trabajo de etiquetado de datos automatizado, especifique uno de
los ARN enumerados enLabelingJobAlgorithmSpecificationArninLabelingJobAlgorithmsConfig.
Este ARN identifica el algoritmo utilizado en el trabajo de etiquetado de datos
automatizado. El tipo de tarea asociado a este ARN debe coincidir con el tipo de tarea
delPreHumanTaskLambdaArnyAnnotationConsolidationLambdaArnque especifique. Se admite
el etiquetado automatizado de datos para los siguientes tipos de tareas: clasificación de imágenes,
cuadro delimitador, segmentación semántica y clasificación de texto. El número mínimo de objetos
permitidos para el etiquetado automatizado de datos es de 1.250, y recomendamos encarecidamente
proporcionar un mínimo de 5.000 objetos. Para obtener más información sobre los trabajos de
etiquetado de datos automatizado, consulteAutomatización del etiquetado de datos (p. 465).

• (Opcional) Puede proporcionarStoppingConditionsque hacen que el trabajo de etiquetado se
detenga si se cumplen las condiciones. Puede utilizar las condiciones de detención para controlar el
coste del trabajo de etiquetado.

Examples

En los siguientes ejemplos se muestra cómo crear un trabajo de etiquetado
medianteCreateLabelingJob. Para obtener ejemplos adicionales, le recomendamos que utilice una de
lasTrabajos de etiquetado de Ground TruthJupyter en la sección Ejemplos de SageMaker de una instancia
de bloc de notas de SageMaker. Para obtener más información sobre cómo utilizar un ejemplo de bloc
de notas en los ejemplos de SageMaker, consulteEjemplo de blocs de notas (p. 142). También puede ver
estos cuadernos de ejemplo en GitHub en elRepositorio de Ejemplos de SageMaker.

AWS SDK for Python (Boto3)

A continuación se muestra un ejemplo deAWSSolicitud de SDK (Boto3) de PythonPara crear
un trabajo de etiquetado para un tipo de tarea integrado en la región EE. UU. Este (Norte de
Virginia) utilizando personal privado. Reemplazar todotexto rod-italizadocon sus recursos y
especificaciones de trabajo de etiquetado.

response = client.create_labeling_job(
    LabelingJobName="example-labeling-job",
    LabelAttributeName="label",
    InputConfig={
        'DataSource': {
            'S3DataSource': {
                'ManifestS3Uri': "s3://bucket/path/manifest-with-input-data.json"
            }
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        },
        'DataAttributes': {
            'ContentClassifiers': [
                "FreeOfPersonallyIdentifiableInformation"|"FreeOfAdultContent",
            ]
        }
    },
    OutputConfig={
        'S3OutputPath': "s3://bucket/path/file-to-store-output-data",
        'KmsKeyId': "string"
    },
    RoleArn="arn:aws:iam::*:role/*,
    LabelCategoryConfigS3Uri="s3://bucket/path/label-categories.json",
    StoppingConditions={
        'MaxHumanLabeledObjectCount': 123,
        'MaxPercentageOfInputDatasetLabeled': 123
    },
    HumanTaskConfig={
        'WorkteamArn': "arn:aws:sagemaker:region:*:workteam/private-crowd/*",
        'UiConfig': {
            'UiTemplateS3Uri': "s3://bucket/path/custom-worker-task-template.html"
        },
        'PreHumanTaskLambdaArn': "arn:aws:lambda:us-
east-1:432418664414:function:PRE-tasktype",
        'TaskKeywords': [
            "Images",
            "Classification",
            "Multi-label"
        ],
        'TaskTitle': "Multi-label image classification task",
        'TaskDescription': "Select all labels that apply to the images shown",
        'NumberOfHumanWorkersPerDataObject': 1,
        'TaskTimeLimitInSeconds': 3600,
        'TaskAvailabilityLifetimeInSeconds': 21600,
        'MaxConcurrentTaskCount': 1000,
        'AnnotationConsolidationConfig': {
            'AnnotationConsolidationLambdaArn': "arn:aws:lambda:us-
east-1:432418664414:function:ACS-"
        },
    Tags=[
        {
            'Key': "string",
            'Value': "string"
        },
    ]
)

AWS CLI

A continuación se muestra un ejemplo deAWSSolicitud de CLI para crear un trabajo de etiquetado
para un tipo de tarea integrado en la región EE. UU. Este (Norte de Virginia) mediante elPersonal
de Amazon Mechanical Turk. Para obtener más información, consultestart-human-loopen laAWS
CLIReferencia de los comandos de la. Reemplazar todotexto rod-italizadocon sus recursos y
especificaciones de trabajo de etiquetado.

$ aws --region us-east-1 sagemaker create-labeling-job \
--labeling-job-name "example-labeling-job" \
--label-attribute-name "label" \
--role-arn "arn:aws:iam::account-id:role/role-name" \
--input-config '{
        "DataAttributes": {
            "ContentClassifiers": [
                "FreeOfPersonallyIdentifiableInformation",
                "FreeOfAdultContent"

369

https://docs.aws.amazon.com/sagemaker/latest/dg/sms-workforce-management-public.html
https://docs.aws.amazon.com/sagemaker/latest/dg/sms-workforce-management-public.html
https://docs.aws.amazon.com/cli/latest/reference/sagemaker/create-labeling-job.html
https://docs.aws.amazon.com/cli/latest/reference/
https://docs.aws.amazon.com/cli/latest/reference/


Amazon SageMaker Developer Guide
Creación de un trabajo de etiquetado

            ]
        },
        "DataSource": {
            "S3DataSource": {
                "ManifestS3Uri": "s3://bucket/path/manifest-with-input-data.json"
            }
        }
    }' \
--output-config '{
        "KmsKeyId": "",
        "S3OutputPath": "s3://bucket/path/file-to-store-output-data"
    }' \
--human-task-config '{
        "AnnotationConsolidationConfig": {
            "AnnotationConsolidationLambdaArn": "arn:aws:lambda:us-
east-1:432418664414:function:ACS-"
        },
        "TaskAvailabilityLifetimeInSeconds": 21600,
        "TaskTimeLimitInSeconds": 3600,
        "NumberOfHumanWorkersPerDataObject": 1,
        "PreHumanTaskLambdaArn":  "arn:aws:lambda:us-
east-1:432418664414:function:PRE-tasktype",
        "WorkteamArn": "arn:aws:sagemaker:us-east-1:394669845002:workteam/public-crowd/
default",
        "PublicWorkforceTaskPrice": {
            "AmountInUsd": {
                "Dollars": 0,
                "TenthFractionsOfACent": 6,
                "Cents": 3
            }
        },
        "TaskDescription": "Select all labels that apply to the images shown",
        "MaxConcurrentTaskCount": 1000,
        "TaskTitle": "Multi-label image classification task",,
        "TaskKeywords": [
            "Images",
            "Classification",
            "Multi-label"
        ],
        "UiConfig": {
            "UiTemplateS3Uri": "s3://bucket/path/custom-worker-task-template.html"
        }
    }'

Para obtener más información acerca de esta operación, vea CreateLabelingJob. Para obtener
información acerca de cómo utilizar otros SDK específicos del lenguaje, vea Vea también en el tema
CreateLabelingJobs.

Creación de un Job de etiquetado de streaming
Los trabajos de etiquetado de streaming le permiten enviar objetos de datos individuales en
tiempo real a un trabajo de etiquetado de streaming en ejecución perpetua. Para crear un
trabajo de etiquetado de streaming, debe crear unTema de entraday especifique este tema
enCreateLabelingJobParámetrosInputConfigdeSnsDataSource. Si lo desea, también puede crear
un Amazon SNStema de saliday especifíquelo enOutputConfigSi desea recibir datos de etiquetas en
tiempo real.

Important

Si es un usuario nuevo de los trabajos de etiquetado de streaming de Ground Truth, se
recomienda que reviseTrabajos de etiquetado Ground Truth Streaming (p. 396)antes de crear
un trabajo de etiquetado de streaming.
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Utilice las secciones siguientes para crear los recursos que necesita y puede utilizar para crear un trabajo
de etiquetado de streaming:

• Obtenga información sobre cómo crear temas de SNS con los permisos necesarios para los trabajos
de etiquetado de streaming de Ground Truth siguiendo los pasos deCrear temas de entrada y salida de
Amazon SNS (p. 371). Sus temas de SNS deben crearse en el mismoAWSRegión como trabajo de
etiquetado.

• ConsulteSuscribir un punto de enlace a su tema de salida de Amazon SNS (p. 373)para obtener
información sobre cómo configurar un extremo para recibir los datos de salida de la tarea de etiquetado
en un extremo especificado cada vez que se complete una tarea de etiquetado.

• Para obtener información sobre cómo configurar su depósito de Amazon S3 para enviar notificaciones
al tema de entrada de Amazon SNS, consulteConfiguración de notificaciones de eventos de Amazon S3
Bucket (p. 373).

• Si lo desea, agregue objetos de datos que desee etiquetar tan pronto como comience el trabajo de
etiquetado al manifiesto de entrada. Para obtener más información, consulte Creación de un archivo de
manifiesto (opcional) (p. 374).

• Existen otros recursos necesarios para crear un trabajo de etiquetado, como un rol de IAM, un depósito
de Amazon S3, una plantilla de tarea de trabajador y categorías de etiquetas. Estos se describen en
la documentación de Ground Truth sobre la creación de un trabajo de etiquetado. Para obtener más
información, consulte Creación de un trabajo de etiquetado (p. 358).

Important

Al crear un trabajo de etiquetado debe proporcionar un rol de ejecución de IAM. Asociar
laAWSpolítica administradaAmazonSageMakergRoundTruthExecutiona este rol para
asegurarse de que tiene los permisos necesarios para ejecutar el trabajo de etiquetado.

Cuando envía una solicitud para crear un trabajo de etiquetado de streaming, el estado de su trabajo
de etiquetado esInitializing. Una vez que el trabajo de etiquetado está activo, el estado cambia
aInProgress. No envíe nuevos objetos de datos a su trabajo de etiquetado ni intente detener su trabajo
de etiquetado mientras esté en elInitializingEstado. Una vez que el estado cambia aInProgress,
puede comenzar a enviar nuevos objetos de datos mediante Amazon SNS y la configuración de Amazon
S3.

Temas
• Crear temas de entrada y salida de Amazon SNS (p. 371)
• Configuración de notificaciones de eventos de Amazon S3 Bucket (p. 373)
• Creación de un archivo de manifiesto (opcional) (p. 374)
• Ejemplo: Usar la API de SageMaker para crear un Job de etiquetado de streaming (p. 374)
• Detener un Job de etiquetado de streaming (p. 375)

Crear temas de entrada y salida de Amazon SNS

Debe crear una entrada de Amazon SNS para crear un trabajo de etiquetado de streaming. Si lo desea,
puede proporcionar un tema de salida de Amazon SNS.

Al crear un tema de Amazon SNS para utilizarlo en su trabajo de etiquetado de streaming, anote
el tema Nombre de recurso de Amazon (ARN). El ARN será los valores de entrada para el
parámetroSnsTopicArninInputConfigyOutputConfigAl crear un trabajo de etiquetado.

Creación de un tema de entrada

El tema de entrada se utiliza para enviar nuevos objetos de datos a Ground Truth. Para crear un tema de
entrada, siga las instrucciones deCreación de un tema sobre Amazon SNSen la Guía para desarrolladores
de Amazon Simple Notification Service.
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Anote su ARN tema de entrada y úselo como entrada para elCreateLabelingJobparameter
(parámetro)SnsTopicArninInputConfig.

Crear un tema de salida

Si proporciona un tema de salida, se utiliza para enviar notificaciones cuando un objeto de datos está
etiquetado. Al crear un tema, tiene la opción de añadir una clave de cifrado. Utilice esta opción para
agregar unAWS Key Management Serviceclave administrada por el cliente (CMK) al tema para cifrar los
datos de salida del trabajo de etiquetado antes de que se publiquen en el tema de salida.

Para crear un tema de salida, siga las instrucciones deCreación de un tema sobre Amazon SNSen la Guía
para desarrolladores de Amazon Simple Notification Service.

Si agrega cifrado, debe adjuntar permisos adicionales al tema. ConsulteAgregar cifrado al tema de salida
(opcional) (p. 372). para obtener más información.

Important

Para agregar un CMK al tema de salida mientras crea un tema en la consola, no utilice el
comando(Predeterminado) alias/aws/snsopción. Seleccione una clave CMK que haya creado.

Anote su ARN tema de entrada y úselo en suCreateLabelingJobsolicitud en el
parámetroSnsTopicArninOutputConfig.

Agregar cifrado al tema de salida (opcional)

Para cifrar los mensajes publicados en el tema de salida, debe proporcionar unAWS KMSclave
administrada por el cliente (CMK) a su tema. Modifique la siguiente directiva y agréguela a su CMK para
conceder permiso a Ground Truth para cifrar los datos de salida antes de publicarlos en el tema de salida.

Reemplazar<account_id>con el ID de la cuenta que está utilizando para crear el tema. Para obtener
información sobre cómo encontrar suAWSID de cuenta, consulteBúsqueda de suAWSID de cuenta.

{
    "Id": "key-console-policy",
    "Version": "2012-10-17",
    "Statement": [
        {
            "Sid": "Enable IAM User Permissions",
            "Effect": "Allow",
            "Principal": {
                "AWS": "arn:aws:iam::<account_id>:root"
            },
            "Action": "kms:*",
            "Resource": "*"
        },
        {
            "Sid": "Allow access for Key Administrators",
            "Effect": "Allow",
            "Principal": {
                "AWS": "arn:aws:iam::<account_id>:role/Admin"
            },
            "Action": [
                "kms:Create*",
                "kms:Describe*",
                "kms:Enable*",
                "kms:List*",
                "kms:Put*",
                "kms:Update*",
                "kms:Revoke*",
                "kms:Disable*",
                "kms:Get*",
                "kms:Delete*",
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                "kms:TagResource",
                "kms:UntagResource",
                "kms:ScheduleKeyDeletion",
                "kms:CancelKeyDeletion"
            ],
            "Resource": "*"
        }
    ]
}

Además, debe modificar y agregar la siguiente directiva a la función de ejecución que utiliza para crear el
trabajo de etiquetado (el valor de entrada paraRoleArn).

Reemplazar<account_id>con el ID de la cuenta que está utilizando para crear el tema.
Reemplazar<region>conAWSLa región de que utiliza para crear su trabajo de etiquetado.
Reemplazar<key_id>con tu ID de CMK.

{ 
  "Version": "2012-10-17",
  "Statement": [
    {
      "Sid": "sid1",
      "Effect": "Allow",
      "Action": [
        "kms:Decrypt",
        "kms:GenerateDataKey"
      ],
      "Resource": "arn:aws:kms:<region>:<account_id>:key/<key_id>"
    }
  ]
}

Para obtener más información acerca de la creación y protección de claves, consulteCreación de
clavesyUso de políticas de clavesen laAWS Key Management ServiceGuía para desarrolladores de .

Suscribir un punto de enlace a su tema de salida de Amazon SNS

Cuando un trabajador completa una tarea de trabajo de etiquetado desde un trabajo de etiquetado de
transmisión de Ground Truth, Ground Truth utiliza el tema de salida para publicar datos de salida en uno
o varios extremos que especifique. Para recibir notificaciones cuando un trabajador finaliza una tarea de
etiquetado, debe suscribir un punto de enlace al tema de salida de Amazon SNS.

Para obtener información sobre cómo agregar puntos finales al tema de salida, consulteSubscribing a un
tema de Amazon SNSen laGuía del desarrollador de Amazon Simple Notification Service.

Para obtener más información sobre el formato de datos de salida que se publica en estos extremos,
consulteDatos de salida (p. 438).

Important

Si no suscribe un endpoint al tema de salida de Amazon SNS, no recibirá notificaciones cuando
se etiqueten nuevos objetos de datos.

Configuración de notificaciones de eventos de Amazon S3 Bucket

Puede agregar una notificación de eventos a su bucket de Amazon S3 mediante la consola
de Amazon S3, la API y el idioma específico deAWSSDK, o elAWS Command Line Interface.
Configure este evento para enviar notificaciones al mismo tema de entrada de Amazon SNS
que especifique medianteSnsTopicArninInputConfigAl crear un trabajo de etiquetado. No
configure notificaciones de eventos utilizando la misma ubicación de Amazon S3 que especificó
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paraS3OutputPathinOutputConfig— al hacerlo, Ground Truth procesa objetos de datos no deseados
para el etiquetado.

Usted decide los tipos de eventos que desea enviar al tema de Amazon SNS. Ground Truth crea un trabajo
de etiquetado cuando envíaeventos de creación de objetos.

La estructura de eventos enviada al tema de entrada de Amazon SNS debe ser un mensaje JSON con el
formato de la misma estructura que se encuentra enEstructura de mensaje de evento.

Para ver ejemplos de cómo puede configurar una notificación de eventos para su bucket de Amazon S3
mediante la consola de Amazon S3,AWSSDK for .NET, yAWSSDK for Java, siga este tutorial,Tutorial:
Configurar un bucket para notificaciones (tema de SNS o cola de SQS)En la guía del desarrollador de
Amazon Simple Storage Service

Creación de un archivo de manifiesto (opcional)
Cuando crea un trabajo de etiquetado de transmisión por secuencias, tiene la opción de una sola vez
para agregar objetos (como imágenes o texto) a un archivo de manifiesto de entrada que especifique
enManifestS3UrideCreateLabelingJob. Cuando se inicia el trabajo de etiquetado de transmisión por
secuencias, estos objetos se envían a los trabajadores o se añaden a la cola de Amazon SQS si el número
total de objetos superaMaxConcurrentTaskCount. Los resultados se agregan a la ruta de acceso de
Amazon S3 que especifique al crear el trabajo de etiquetado periódicamente cuando los trabajadores
completan las tareas de etiquetado. Los datos de salida se envían a cualquier punto final que se suscriba
al tema de salida.

Si desea proporcionar los objetos iniciales que se etiquetarán, cree un archivo de manifiesto que
identifique estos objetos y colóquelo en Amazon S3. Especifique el URI S3 de este archivo de manifiesto
enManifestS3UriWITHInputConfig.

Para obtener información sobre cómo formatear el archivo de manifiesto, consulteDatos de
entrada (p. 392). Para utilizar la consola de SageMaker para generar automáticamente un archivo de
manifiesto (no compatible con los tipos de tareas de nube de puntos 3D), consulteConfiguración de datos
automatizada (p. 394).

Ejemplo: Usar la API de SageMaker para crear un Job de etiquetado de streaming
A continuación se muestra un ejemplo deAWSSolicitud de Python SDK (Boto3)Puede utilizar para
iniciar un trabajo de etiquetado de streaming para un tipo de tarea integrado en la región EE. UU.
Este (Norte de Virginia). Para obtener más información acerca de cada parámetro de a continuación,
consulteCreateLabelingJob. Para saber cómo puede crear un trabajo de etiquetado con esta API y los
SDK específicos del idioma asociado, consulteCreación de un trabajo de etiquetado (API).

En este ejemplo, observe los siguientes parámetros:

• SnsDataSource— Este parámetro aparece enInputConfigyOutputConfigy se utiliza para
identificar los temas de entrada y salida de Amazon SNS respectivamente. Para crear un trabajo de
etiquetado de streaming, debe proporcionar un tema de entrada de Amazon SNS. Si lo prefiere, también
puede proporcionar un tema de salida de Amazon SNS.

• S3DataSource— Este parámetro es opcional. Utilice este parámetro si desea incluir un archivo de
manifiesto de entrada de objetos de datos que desee etiquetar tan pronto como se inicie el trabajo de
etiquetado.

• StoppingConditions— Este parámetro se omite al crear un trabajo de etiquetado de streaming. Para
obtener más información sobre cómo detener un trabajo de etiquetado de streaming, consulteDetener un
Job de etiquetado de streaming (p. 375).

• Los trabajos de etiquetado de streaming no admiten el etiquetado automatizado de datos. No incluya la
opciónLabelingJobAlgorithmsConfigParámetro.

response = client.create_labeling_job(
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    LabelingJobName= 'example-labeling-job',
    LabelAttributeName='label',
    InputConfig={
        'DataSource': {
            'S3DataSource': {
                'ManifestS3Uri': 's3://bucket/path/manifest-with-input-data.json'
            },
            'SnsDataSource': {
                'SnsTopicArn': 'arn:aws:sns:us-east-1:123456789012:your-sns-input-topic'
            }
        },
        'DataAttributes': {
            'ContentClassifiers': [
                'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent',
            ]
        }
    },
    OutputConfig={
        'S3OutputPath': 's3://bucket/path/file-to-store-output-data',
        'KmsKeyId': 'string',
        'SnsTopicArn': 'arn:aws:sns:us-east-1:123456789012:your-sns-output-topic'
    },
    RoleArn='arn:aws:iam::*:role/*,
    LabelCategoryConfigS3Uri='s3://bucket/path/label-categories.json',
    HumanTaskConfig={
        'WorkteamArn': 'arn:aws:sagemaker:us-east-1:*:workteam/private-crowd/*',
        'UiConfig': {
            'UiTemplateS3Uri': 's3://bucket/path/custom-worker-task-template.html'
        },
        'PreHumanTaskLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:PRE-tasktype,
        'TaskKeywords': [
            'Example key word',
        ],
        'TaskTitle': 'Multi-label image classification task',
        'TaskDescription': 'Select all labels that apply to the images shown',
        'NumberOfHumanWorkersPerDataObject': 123,
        'TaskTimeLimitInSeconds': 123,
        'TaskAvailabilityLifetimeInSeconds': 123,
        'MaxConcurrentTaskCount': 123,
        'AnnotationConsolidationConfig': {
            'AnnotationConsolidationLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:ACS-tasktype'
        },
    Tags=[
        {
            'Key': 'string',
            'Value': 'string'
        },
    ]
)

Detener un Job de etiquetado de streaming
Puede detener manualmente su trabajo de etiquetado de streaming mediante la
operaciónStopLabelingJob.

Si su trabajo de etiquetado permanece inactivo durante más de 10 días, Ground Truth lo detiene
automáticamente. En este contexto, se considera un trabajo de etiquetadoidlesi no se envían objetos al
tema de entrada de Amazon SNS y no quedan objetos en la cola de Amazon SQS, esperando que se
etiqueten. Por ejemplo, si no se suministra ningún objeto de datos al tema de entrada de Amazon SNS
y todos los objetos suministrados al trabajo de etiquetado ya están etiquetados, Ground Truth inicia un
temporizador. Una vez que se inicia el temporizador, si no se reciben elementos dentro de un período de
10 días, el trabajo de etiquetado se detiene.
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Si este límite de 10 días plantea un problema para su caso de uso empresarial, póngase en contacto
conAWSSoporte.

Cuando se detiene un trabajo de etiquetado, su estado esSTOPPINGmientras Ground Truth limpia los
recursos de trabajo de etiquetado y da de baja su tema de Amazon SNS de la cola de Amazon SQS.
Amazon SQS esnoeliminado por Ground Truth porque esta cola puede contener objetos de datos no
procesados. Debe eliminar manualmente la cola si desea evitar incurrir en cargos adicionales desde
Amazon SQS. Para obtener más información, consultePrecios de Amazon SQS.

Creación de un archivo de configuración de categorías de
etiquetado con atributos de fotograma y categoría de etiqueta
Al crear un trabajo de etiquetado de fotograma de vídeo o nube de puntos 3D mediante la operación de
la API de Amazon SageMakerCreateLabelingJobPara especificar las instrucciones del trabajador y
etiquetas se utiliza un archivo de configuración de categoría de etiqueta. De forma opcional, también puede
proporcionar lo siguiente en el archivo de atributos de categoría de etiqueta:

• Usted puede proporcionaratributos de categoría de etiquetaPara los tipos de tareas de seguimiento
de objetos de nube de puntos 3D y detección de objetos. Los trabajadores pueden utilizar uno o
más atributos para proporcionar más información sobre un objeto. Por ejemplo, es posible que
desee utilizar el atributo ocluido para que los trabajadores identifiquen cuando un objeto está
parcialmente obstruido. Puede especificar un atributo de categoría de etiqueta para una sola etiqueta
mediante el parámetro categoryAttributes o para todas las etiquetas mediante el parámetro
categoryGlobalAttributes.

• Usted puede proporcionaratributos de fotogramaPara el seguimiento de objetos de nube de puntos 3D
y seguimiento de objetos y tipos de tareas de detección de objetos medianteframeAttributes. Al
crear un atributo de marco, aparece en cada fotograma o nube de puntos de la tarea de trabajo. En
los trabajos de etiquetado de fotogramas de vídeo, estos son atributos que los trabajadores asignan
a un fotograma de vídeo completo. En trabajos de etiquetado de nube de puntos 3D, estos atributos
se aplican a una sola nube de puntos. Utilice los atributos de fotograma para que los trabajadores
proporcionen más información sobre la escena en un fotograma o nube de puntos específicos.

• Para trabajos de etiquetado de fotogramas de vídeo, utilice el archivo de configuración de categoría de
etiqueta para especificar el tipo de tarea (cuadro delimitador, polilínea, polígono o punto clave) enviado a
los trabajadores.

Para los trabajadores, la especificación de valores para atributos de categoría de etiqueta y atributos de
marco será opcional.

Important

Solo debe proporcionar un nombre de atributo de etiqueta enauditLabelAttributeNameSi
ejecuta un trabajo de auditoría para verificar o ajustar etiquetas. Utilice este parámetro
para introducir el LabelAttributeName utilizado en el trabajo de etiquetado que generó las
anotaciones que desea que ajuste el trabajador. Al crear un trabajo de etiquetado en la consola,
si no especifica un nombre de atributo de etiqueta, se utiliza el nombre del trabajo como
LabelAttributeName.

Temas
• Esquema del archivo de configuración de categoría de etiqueta (p. 377)
• Ejemplo: Archivos de configuración de categorías de etiquetas para trabajos de etiquetado de nube de

puntos 3D (p. 383)
• Ejemplo: Archivos de configuración de la categoría de etiqueta para trabajos de etiquetado de

fotogramas (p. 388)
• Creación de instrucciones del trabajador (p. 391)
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Esquema del archivo de configuración de categoría de etiqueta
En la tabla siguiente se enumeran los elementos que puede y debe incluir en el archivo de configuración
de categoría de etiqueta.

Note

El parámetroannotationTypesólo es compatible con trabajos de etiquetado de fotogramas de
vídeo.

Parámetro Obligatorio Valores aceptados Descripción

frameAttributes No Una lista de objetos JSON.

Parámetros requeridos en cada
objeto JSON:

name, type, description

minimumymaximumson obligatorios
sitypees"number"

Parámetros opcionales en cada
objeto JSON:

enum, editsAllowed

Utilice este parámetro
para crear un atributo
de fotograma que se
aplique a todos los
fotogramas o nubes de
puntos 3D del trabajo de
etiquetado.
Para obtener más
información, consulte
la tercera tabla de esta
sección.

categoryGlobalAttributesNo Una lista de objetos JSON.

Parámetros requeridos en cada
objeto JSON:

name, type

minimumymaximumson obligatorios
sitypees"number"

Parámetros opcionales en cada
objeto JSON:

description, enum,
editsAllowed

Utilice este parámetro
para crear atributos
de categoría de
etiqueta que se
apliquen a todas las
etiquetas especificadas
enlabels.
Para obtener más
información, consulte
la tercera tabla de esta
sección.

labels Sí Una lista de hasta 30 objetos JSON.

Parámetros requeridos en cada
objeto JSON:

label

Parámetros opcionales en cada
objeto JSON:

categoryAttributes,
editsAllowed

Utilice este parámetro
para especificar las
etiquetas o las clases.
Agregue una label
para cada clase.

Para agregar un atributo
de categoría de etiqueta
a una etiqueta, agregue
categoryAttributes
a esa etiqueta.

UsareditsAllowedpara
especificar si una
etiqueta se puede editar
o no en un trabajo de
etiquetado de ajuste.
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Parámetro Obligatorio Valores aceptados Descripción
EstablezcaeditsAllowedDe
a"none"Para trabajos
de etiquetado de
verificación.

Consulte la tabla
siguiente para obtener
más información.

annotationType(solo
se admite para trabajos
de etiquetado de
fotogramas de vídeo)

No Cadena

Parámetros aceptados:

BoundingBox, Polyline,
Polygon, Keypoint

Valor predeterminado:

BoundingBox

Utilice esta opción
para especificar el
tipo de tarea para los
trabajos de etiquetado
de fotogramas de vídeo.
Por ejemplo, para una
tarea de detección de
objetos de fotogramas
de vídeo poligonales,
elijaPolygon.

Si no especifica un
comandoannotationTypecuando
cree un trabajo
de etiquetado de
fotogramas de
vídeo, Ground Truth
utilizaráBoundingBoxDe
forma predeterminada.

instructions No Un objeto JSON.
Parámetros requeridos en cada
objeto JSON:

"shortInstruction",
"fullInstruction"

Utilice este parámetro
para agregar
instrucciones del
trabajador para ayudar
a los trabajadores a
completar sus tareas.
Para obtener más
información acerca de
las instrucciones del
trabajador, consulte
Instrucciones para el
trabajador (p. 283).

Las instrucciones
breves deben tener
menos de 255
caracteres y las
instrucciones largas
deben tener menos de
2048 caracteres.

Para obtener
más información,
consulte Creación
de instrucciones del
trabajador (p. 391).
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Parámetro Obligatorio Valores aceptados Descripción

auditLabelAttributeNameNecesario
para los
tipos de
tareas de
ajuste y
verificación

Cadena Introduzca el
LabelAttributeName
utilizado en el trabajo
de etiquetado del
que desea ajustar las
anotaciones.

Utilice este parámetro
sólo si va a crear un
trabajo de ajuste para la
detección de objetos de
nube de puntos 3D y de
fotogramas de vídeo, el
seguimiento de objetos
o la segmentación
semántica de nube de
puntos 3D.

En la tabla siguiente se describen los parámetros que puede y debe utilizar para crear una lista deLabels.
Cada parámetro debe incluirse en un objeto JSON.

Parámetro Obligatorio Valores aceptados Descripción

label Sí Cadena Nombre de la categoría
de etiqueta que
se muestra a los
trabajadores. Cada
nombre de categoría de
etiqueta debe ser único.

categoryAttributes No Una lista de objetos
JSON.

Parámetros requeridos
en cada objeto JSON:

name, type

minimumymaximum:
obligatoriotypees"number"

Parámetros opcionales
en cada objeto JSON:

description, enum,
editsAllowed

Utilice este parámetro
para agregar atributos
de categoría de etiqueta
a etiquetas específicas
que especifique
enlabels.

Para agregar uno
o más atributos de
categoría de etiqueta
a una etiqueta, incluya
elcategoryAttributesObjeto
JSON en el
mismolabelsEl objeto
JSON como eselabel.
Consulte la tabla
siguiente para obtener
más información.

editsAllowed No Cadena

Valores admitidos:

"none": no se permiten
modificaciones.

Especifica si los
trabajadores pueden
editar o no una etiqueta.
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Parámetro Obligatorio Valores aceptados Descripción
o bien

"any"(Predeterminado):
todas las modificaciones
están permitidas.

Para fotogramas de
vídeo o nube de puntos
3DAjuste, agregue
este parámetro a
uno o más objetos
JSON en el cuadro de
diálogolabelspara
especificar si un
trabajador puede editar
una etiqueta o no.

Para nube de puntos
3D y marco de
vídeocomprobacióntrabajos
de etiquetado, agregue
este parámetro con
el valor"none"a
cada objeto JSON
en ellabelslista.
Esto hará que todas
las etiquetas sean
ineditables.

En la tabla siguiente se describen los parámetros que puede y debe utilizar para crear
atributos de fotograma medianteframeAttributesCon el atributo de categoría de
etiqueta,categoryGlobalAttributesycategoryAttributesparámetros.

Parámetro Obligatorio Valores aceptados Descripción

name Sí Cadena Utilice este parámetro
para asignar un nombre
a la categoría de
etiqueta o al atributo de
fotograma. Este es el
nombre del atributo que
los trabajadores ven.

Cada nombre de
atributo de categoría de
etiqueta en el archivo
de configuración de
categoría de etiqueta
debe ser único. Los
atributos de categoría
de etiqueta global y los
atributos de categoría
de etiqueta específicos
no pueden tener el
mismo nombre.

type Sí Cadena

Valores requeridos:

Utilice este parámetro
para definir la categoría
de etiqueta o el tipo de
atributo de fotograma.
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Parámetro Obligatorio Valores aceptados Descripción
"string" o bien
"number"

Si especifica"string":
paratypey proporcionar
unenumPara
este atributo, los
trabajadores podrán
elegir entre una de
las opciones que
proporcione.

Si especifica"string":
paratypey no
proporcionan unenum,
los trabajadores pueden
escribir texto en formato
libre.

Si especificanumber:
paratype, el trabajador
puede introducir
un número entre
elminimumymaximumlos
números que
especifique.

enum Sí Lista de cadenas Utilice este parámetro
para definir opciones
entre las que los
trabajadores pueden
elegir para esta
categoría de etiqueta o
atributo de fotograma.
Los trabajadores
pueden elegir un
valor especificado en
enum. Por ejemplo, si
especifica["foo",
"buzz", "bar"]
paraenum, los
trabajadores pueden
elegir una defoo,buzz,
o bienbar.

Debe
especificar"string":
paratypepara usar
unenumlista.
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Parámetro Obligatorio Valores aceptados Descripción

description frameAttributes: Sí

categoryAttributesorcategoryGlobalAttributes:
No

Cadena Utilice este parámetro
para agregar una
descripción de la
categoría de etiqueta
o el atributo de
fotograma. Puede
utilizar este campo
para proporcionar a
los trabajadores más
información sobre el
atributo.

Este campo sólo es
obligatorio para los
atributos de marco.

minimum y maximum Obligatorio si
atributotypees"number"

Enteros Utilice estos parámetros
para especificar valores
mínimos y máximos
(inclusivos) que los
trabajadores pueden
introducir para los
atributos de estructura
o categoría de etiqueta
numérica.

Debe
especificar"number":
paratypeutilizarminimumymaximum.

editsAllowed No Cadena

Valores requeridos:

"none": no se permiten
modificaciones.

o bien

"any"(Predeterminado):
todas las modificaciones
están permitidas.

Especifica si los
trabajadores pueden
editar o no una
categoría de etiqueta o
un atributo de marco.

Para fotogramas de
vídeo o nube de puntos
3DAjusteycomprobación,
agregue este parámetro
a los objetos JSON de
atributo de estructura
y categoría de etiqueta
para especificar si un
trabajador puede editar
un atributo.

Cuotas de atributos de categoría de etiqueta y etiqueta

Puede especificar hasta 10 atributos de categoría de etiqueta por clase. Esta cuota de 10 atributos
incluye atributos de categoría de etiqueta globales. Por ejemplo, si crea cuatro atributos de categoría de
etiqueta globales y, a continuación, asigna tres atributos de categoría de etiqueta a la etiqueta X, dicha
etiqueta tendrá 4+3=7 atributos de categoría de etiqueta en total. Para ver todos los límites de atributos de
categoría de etiqueta y categoría de etiqueta, consulte la tabla siguiente.
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Tipo Mínimo Máximo

Etiquetas (Labels) 1 30

Cuota de caracteres del nombre
de

1 16

Atributos de categoría de
etiqueta por etiqueta (suma
decategoryAttributesycategoryGlobalAttributes)

0 10

Atributos de categoría de
etiqueta de entrada de texto
libre por etiqueta (suma
decategoryAttributesycategoryGlobalAttributes).

0 5

Atributos de 0 10

Atributos de entrada de texto en
formato libreframeAttributes.

0 5

Cuota de caracteres del nombre
de atributo (name)

1 16

Cuota de caracteres de
descripción del atributo
(description)

0 128

Cuota de caracteres del tipo de
atributo (type)

1 16

Allowed values en elenumpara
unastringatributo

1 10

Cuota de caracteres para un
valor enenumlist

1 16

Máximo de caracteres en
respuesta de texto de formato
libre para texto en formato
libreframeAttributes

0 1 000

Máximo de caracteres en
respuesta de texto de formato
libre para texto en formato
librecategoryAttributesycategoryGlobalAttributes

0 80

Ejemplo: Archivos de configuración de categorías de etiquetas para trabajos de
etiquetado de nube de puntos 3D

Seleccione una ficha en las tablas siguientes para ver ejemplos de archivos de configuración de categorías
de etiquetas de nube de puntos 3D para trabajos de detección de objetos, seguimiento de objetos,
segmentación semántica, ajuste y etiquetado de verificación.

3D Point Cloud Object Tracking and Object Detection

A continuación, se muestra un ejemplo de archivo de configuración de categoría de etiqueta que
incluye atributos de categoría de etiqueta para un trabajo de etiquetado de detección de objetos o
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seguimiento de objetos de nube de puntos 3D. Este ejemplo incluye dos atributos de marco, que
se agregarán a todas las nubes de puntos enviadas al trabajo de etiquetado. LaCarincluirá cuatro
atributos de categoría de etiqueta:X,Y,Z, y el atributo global,W.

{
    "documentVersion": "2020-03-01",
    "frameAttributes": [
        {
            "name":"count players",
            "description":"How many players to you see in the scene?",
            "type":"number"
        },
        {
            "name":"select one",
            "description":"describe the scene",
            "type":"string",
            "enum":["clear","blurry"]
        },   
    ],
    "categoryGlobalAttributes": [
        {
            "name":"W",
            "description":"label-attributes-for-all-labels",
            "type":"string",
            "enum": ["foo", "buzz", "biz"]
        }
    ],
    "labels": [
        {
            "label": "Car",
            "categoryAttributes": [
                {
                    "name":"X",
                    "description":"enter a number",
                    "type":"number",
                },
                {
                    "name":"Y",
                    "description":"select an option",
                    "type":"string",
                    "enum":["y1", "y2"]
                },
                {
                    "name":"Z",
                    "description":"submit a free-form response",
                    "type":"string",
                }
            ]
        },
        {
            "label": "Pedestrian",
            "categoryAttributes": [...]
        }
    ],
    "instructions": {"shortInstruction":"Draw a tight Cuboid", "fullInstruction":"<html
 markup>"}
}

3D Point Cloud Semantic Segmentation

A continuación, se muestra un ejemplo de un archivo de configuración de categoría de etiqueta para
un trabajo de etiquetado de segmentación semántica de nube de puntos 3D.
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Los tipos de tareas de segmentación semántica de nube de puntos 3D no admiten atributos de
categoría de etiqueta. Se admiten atributos de fotograma. Si proporciona atributos de categoría de
etiqueta para un trabajo de etiquetado de segmentación semántica, se hará caso omiso de ellos.

{
    "documentVersion": "2020-03-01",
    "frameAttributes": [
        {
            "name":"count players",
            "description":"How many players to you see in the scene?",
            "type":"number"
        },
        {
            "name":"select one",
            "description":"describe the scene",
            "type":"string",
            "enum":["clear","blurry"]
        },   
    ],
    "labels": [
        {
            "label": "Car",
        },
        {
            "label": "Pedestrian",
        },
        {
            "label": "Cyclist",
        }
    ],
    "instructions": {"shortInstruction":"Select the appropriate label and
 paint all objects in the point cloud that it applies to the same color",
 "fullInstruction":"<html markup>"}
}

Seleccione una ficha en la tabla siguiente para ver un ejemplo de un archivo de configuración de categoría
de etiqueta para trabajos de verificación de nubes de puntos 3D o etiquetado de ajuste.

3D Point Cloud Adjustment

A continuación, se muestra un ejemplo de un archivo de configuración de categoría de
etiqueta para un trabajo de etiquetado de ajuste de seguimiento de objetos de nube de puntos
3D. Para trabajos de etiquetado de ajuste de segmentación semántica de nube de puntos
3D,categoryGlobalAttributesycategoryAttributesno es compatible.

Debe incluirauditLabelAttributeNamepara especificar el nombre del atributo de etiqueta del
trabajo de etiquetado anterior que se utiliza para crear el trabajo de etiquetado de ajuste. De forma
opcional, puede usar laeditsAllowedPara especificar si se puede editar o no un atributo de etiqueta
o marco.

{
    "documentVersion": "2020-03-01",
    "frameAttributes": [
        {
            "name":"count players",
            "description":"How many players to you see in the scene?",
            "type":"number"
        },
        {
            "name":"select one",
            "editsAllowed":"none",
            "description":"describe the scene",
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            "type":"string",
            "enum":["clear","blurry"]
        },   
    ],
    "categoryGlobalAttributes": [
        {
            "name":"W",
            "editsAllowed":"any",
            "description":"label-attributes-for-all-labels",
            "type":"string",
            "enum": ["foo", "buzz", "biz"]
        }
    ],
    "labels": [
        {
            "label": "Car",
            "editsAllowed":"any",
            "categoryAttributes": [
                {
                    "name":"X",
                    "description":"enter a number",
                    "type":"number"
                },
                {
                    "name":"Y",
                    "description":"select an option",
                    "type":"string",
                    "enum":["y1", "y2"],
                    "editsAllowed":"any"
                },
                {
                    "name":"Z",
                    "description":"submit a free-form response",
                    "type":"string",
                    "editsAllowed":"none"
                }
            ]
        },
        {
            "label": "Pedestrian",
            "categoryAttributes": [...]
        }
    ],
    "instructions": {"shortInstruction":"Draw a tight Cuboid", "fullInstruction":"<html
 markup>"},
    // include auditLabelAttributeName for label adjustment jobs
    "auditLabelAttributeName": "myPrevJobLabelAttributeName"
}

3D Point Cloud Verification

A continuación, se muestra un ejemplo de un archivo de configuración de categoría de etiqueta que
puede utilizar para un trabajo de etiquetado de detección de objetos o seguimiento de objetos de nube
de puntos 3D. Para un trabajo de etiquetado de verificación de segmentación semántica de nube de
puntos 3D,categoryGlobalAttributesycategoryAttributesno es compatible.

Debe incluirauditLabelAttributeNamepara especificar el nombre del atributo de etiqueta del
trabajo de etiquetado anterior que se utiliza para crear el trabajo de etiquetado de verificación.
Además, debe usar la funcióneditsAllowedpara especificar que no se puede editar ninguna
etiqueta.

{
    "documentVersion": "2020-03-01",
    "frameAttributes": [
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        {
            "name":"count players",
            "editsAllowed":"any", 
            "description":"How many players to you see in the scene?",
            "type":"number"
        },
        {
            "name":"select one",
            "editsAllowed":"any", 
            "description":"describe the scene",
            "type":"string",
            "enum":["clear","blurry"]
        },   
    ],
    "categoryGlobalAttributes": [
        {
            "name":"W",
            "editsAllowed":"none", 
            "description":"label-attributes-for-all-labels",
            "type":"string",
            "enum": ["foo", "buzz", "biz"]
        }
    ],
    "labels": [
        {
            "label": "Car",
            "editsAllowed":"none", 
            "categoryAttributes": [
                {
                    "name":"X",
                    "description":"enter a number",
                    "type":"number",
                    "editsAllowed":"none"
                },
                {
                    "name":"Y",
                    "description":"select an option",
                    "type":"string",
                    "enum":["y1", "y2"],
                    "editsAllowed":"any"
                },
                {
                    "name":"Z",
                    "description":"submit a free-form response",
                    "type":"string",
                    "editsAllowed":"none"
                }
            ]
        },
        {
            "label": "Pedestrian",
            "editsAllowed":"none", 
            "categoryAttributes": [...]
        }
    ],
    "instructions": {"shortInstruction":"Draw a tight Cuboid", "fullInstruction":"<html
 markup>"},
    // include auditLabelAttributeName for label verification jobs
    "auditLabelAttributeName": "myPrevJobLabelAttributeName"
}
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Ejemplo: Archivos de configuración de la categoría de etiqueta para trabajos de
etiquetado de fotogramas

Las herramientas de anotación disponibles para el trabajador y el tipo de tarea utilizados dependen
del valor especificado paraannotationType. Por ejemplo, si desea que los trabajadores utilicen
puntos clave para realizar un seguimiento de los cambios en la postura de objetos específicos en
varios fotogramas, debe especificarKeypointpara laannotationType. Si no especifica un tipo de
anotación,BoundingBoxse usará de forma predeterminada.

A continuación, se muestra un ejemplo de archivo de configuración de categoría de etiqueta de punto clave
de fotograma de vídeo con atributos de categoría de etiqueta. Este ejemplo incluye dos atributos de marco,
que se agregarán a todas las tramas enviadas al trabajo de etiquetado. LaCarincluirá cuatro atributos de
categoría de etiqueta:X,Y,Z, y el atributo global,W.

{
    "documentVersion": "2020-03-01",
    "frameAttributes": [
        {
            "name":"count players",
            "description":"How many players to you see in the scene?",
            "type":"number"
        },
        {
            "name":"select one",
            "description":"describe the scene",
            "type":"string",
            "enum":["clear","blurry"]
        },   
    ],
    "categoryGlobalAttributes": [
        {
            "name":"W",
            "description":"label-attributes-for-all-labels",
            "type":"string",
            "enum": ["foo", "buz", "buz2"]
        }
    ],
    "labels": [
        {
            "label": "Car",
            "categoryAttributes": [
                {
                    "name":"X",
                    "description":"enter a number",
                    "type":"number",
                },
                {
                    "name":"Y",
                    "description":"select an option",
                    "type":"string",
                    "enum": ["y1", "y2"]
                },
                {
                    "name":"Z",
                    "description":"submit a free-form response",
                    "type":"string",
                }
            ]
        },
        {
            "label": "Pedestrian",
            "categoryAttributes": [...]
        }
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    ],
    "annotationType":"Keypoint",
    "instructions": {"shortInstruction":"add example short instructions here",
 "fullInstruction":"<html markup>"}
}

Seleccione una ficha de la tabla siguiente para ver ejemplos de archivos de configuración de categorías de
etiquetas para trabajos de etiquetado de verificación y ajuste de fotogramas de vídeo.

Video Frame Adjustment

A continuación, se muestra un ejemplo de archivo de configuración de categoría de etiqueta que
puede utilizar para un trabajo de etiquetado de ajuste de fotograma de vídeo.

Debe incluirauditLabelAttributeNamepara especificar el nombre del atributo de etiqueta del
trabajo de etiquetado anterior que se utiliza para crear el trabajo de etiquetado de verificación. De
forma opcional, puede usar laeditsAllowedpara especificar si se pueden editar etiquetas, atributos
de categoría de etiqueta o atributos de marco.

{
    "documentVersion": "2020-03-01",
    "frameAttributes": [
        {
            "name":"count players",
            "editsAllowed":"none", 
            "description":"How many players to you see in the scene?",
            "type":"number"
        },
        {
            "name":"select one",
            "description":"describe the scene",
            "type":"string",
            "enum":["clear","blurry"]
        },   
    ],
    "categoryGlobalAttributes": [
        {
            "name":"W",
            "editsAllowed":"any", 
            "description":"label-attributes-for-all-labels",
            "type":"string",
            "enum": ["foo", "buz", "buz2"]
        }
    ],
    "labels": [
        {
            "label": "Car",
            "editsAllowed":"any", 
            "categoryAttributes": [
                {
                    "name":"X",
                    "description":"enter a number",
                    "type":"number",
                    "editsAllowed":"any"
                },
                {
                    "name":"Y",
                    "description":"select an option",
                    "type":"string",
                    "enum": ["y1", "y2"],
                    "editsAllowed":"any"
                },
                {
                    "name":"Z",
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                    "description":"submit a free-form response",
                    "type":"string",
                    "editsAllowed":"none"
                }
            ]
        },
        {
            "label": "Pedestrian",
            "editsAllowed":"none", 
            "categoryAttributes": [...]
        }
    ],
    "annotationType":"Keypoint",
    "instructions": {"shortInstruction":"add example short instructions here",
 "fullInstruction":"<html markup>"},
    // include auditLabelAttributeName for label adjustment jobs
    "auditLabelAttributeName": "myPrevJobLabelAttributeName"
}

Video Frame Verification

A continuación, se muestra un ejemplo de un archivo de configuración de categoría de etiqueta para
un trabajo de etiquetado de fotograma de vídeo.

Debe incluirauditLabelAttributeNamepara especificar el nombre del atributo de etiqueta del
trabajo de etiquetado anterior que se utiliza para crear el trabajo de etiquetado de verificación.
Además, debe usar la funcióneditsAllowedpara especificar que no se puede editar ninguna
etiqueta.

{
    "documentVersion": "2020-03-01",
    "frameAttributes": [
        {
            "name":"count players",
            "editsAllowed":"none", 
            "description":"How many players to you see in the scene?",
            "type":"number"
        },
        {
            "name":"select one",
            "editsAllowed":"any", 
            "description":"describe the scene",
            "type":"string",
            "enum":["clear","blurry"]
        },   
    ],
    "categoryGlobalAttributes": [
        {
            "name":"W",
            "editsAllowed":"none", 
            "description":"label-attributes-for-all-labels",
            "type":"string",
            "enum": ["foo", "buz", "buz2"]
        }
    ],
    "labels": [
        {
            "label": "Car",
            "editsAllowed":"none", 
            "categoryAttributes": [
                {
                    "name":"X",
                    "description":"enter a number",
                    "type":"number",
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                    "editsAllowed":"any"
                },
                {
                    "name":"Y",
                    "description":"select an option",
                    "type":"string",
                    "enum": ["y1", "y2"],
                    "editsAllowed":"any"
                },
                {
                    "name":"Z",
                    "description":"submit a free-form response",
                    "type":"string",
                    "editsAllowed":"none"
                }
            ]
        },
        {
            "label": "Pedestrian",
            "editsAllowed":"none", 
            "categoryAttributes": [...]
        }
    ],
    "annotationType":"Keypoint",
    "instructions": {"shortInstruction":"add example short instructions here",
 "fullInstruction":"<html markup>"},
    // include auditLabelAttributeName for label adjustment jobs
    "auditLabelAttributeName": "myPrevJobLabelAttributeName"
}

Creación de instrucciones del trabajador

Cree instrucciones personalizadas para etiquetar trabajos para mejorar la precisión del trabajo al
finalizar su tarea. Los trabajadores pueden acceder a las instrucciones al seleccionar la opción del menú
Instrucciones en la interfaz de usuario del trabajador. Las instrucciones breves deben tener menos de 255
caracteres y las instrucciones largas deben tener menos de 2048 caracteres.

Existen dos tipos de instrucciones:

• Instrucciones breves— Estas instrucciones se muestran a las obras cuando seleccionanInstruccionesen
el menú de interfaz de usuario del trabajador. Estas instrucciones deben proporcionar una referencia
sencilla para mostrar al trabajador la manera correcta de etiquetar un objeto.

• Instrucciones completas— Estas instrucciones se muestran cuando los trabajadores seleccionanMás
instruccionesEn las instrucciones de la ventana emergente. Le recomendamos que proporcione
instrucciones detalladas para completar la tarea con varios ejemplos que muestran casos de borde y
otras situaciones difíciles para etiquetar objetos.

En trabajos de etiquetado de fotograma de vídeo y nube de puntos 3D, puede agregar instrucciones de
trabajo al archivo de configuración de categoría de etiqueta. Puede usar una sola cadena para crear
instrucciones o puede agregar marcado HTML para personalizar la apariencia de las instrucciones y
agregar imágenes. Asegúrese de que las imágenes que incluya en las instrucciones estén a disposición
del público o, si las instrucciones están en Amazon S3, que los trabajadores tengan acceso de lectura para
poder verlas.

Usar datos de entrada y salida
Los datos de entrada que proporcione a Amazon SageMaker Ground Truth se envían a sus empleados
para que los etiqueten. Puede elegir los datos que se van a enviar a los empleados creando un único
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archivo de manifiesto que defina todos los datos que se van a etiquetar o enviando objetos de datos de
entrada a un trabajo de etiquetado continuo de streaming que se van a etiquetar en tiempo real.

Los datos de salida son el resultado de su trabajo de etiquetado. El archivo de datos de salida, oarchivo
de manifiesto aumentadocontiene datos de etiqueta para cada objeto que envía al trabajo de etiquetado y
metadatos sobre la etiqueta asignada a los objetos de datos.

Cuando utiliza la clasificación de imágenes (una y varias etiquetas), la clasificación de texto (una y varias
etiquetas), la detección de objetos y la segmentación semántica integrada en tipos de tareas para crear
un trabajo de etiquetado, puede utilizar el archivo de manifiesto aumentado resultante para iniciar un
trabajo de formación de SageMaker. Para ver una demostración del uso de un manifiesto aumentado
para capacitar un modelo de aprendizaje automático de detección de objetos con Amazon SageMaker,
consulteObject_detection_augmented_mentmented_mented_mented_mented_mented_. Para obtener más
información, consulte Proporcione metadatos del conjunto de datos a trabajos de capacitación con un
archivo de manifiesto aumentado (p. 1953).

Temas
• Datos de entrada (p. 392)
• Datos de entrada de nube de puntos 3D (p. 405)
• Datos de entrada de cuadro de vídeo (p. 432)
• Datos de salida (p. 438)

Datos de entrada
Los datos de entrada son los objetos de datos que envía a su personal para etiquetarlos. Hay dos formas
de enviar objetos de datos a Ground Truth para etiquetarlos:

Este directorio contiene un

• Envíe una lista de objetos de datos que requieren etiquetado mediante un archivo de manifiesto de
entrada.

• Envíe objetos de datos individuales en tiempo real a un trabajo de etiquetado de streaming en ejecución
perpetua.

Si tiene un conjunto de datos que debe etiquetarse una vez y no necesita un trabajo de etiquetado
continuo, cree un trabajo de etiquetado estándar utilizando un archivo de manifiesto de entrada.

Si desea enviar regularmente nuevos objetos de datos a su trabajo de etiquetado después de que haya
comenzado, cree un trabajo de etiquetado de transmisión por secuencias. Al crear un trabajo de etiquetado
de transmisión por secuencias, puede utilizar opcionalmente un archivo de manifiesto de entrada para
especificar un grupo de datos que desea etiquetar inmediatamente cuando se inicie el trabajo. Puede
enviar continuamente nuevos objetos de datos a un trabajo de etiquetado de streaming siempre y cuando
esté activo.

Note

Los trabajos de etiquetado de streaming solo se admiten a través de la API de SageMaker. No se
puede crear un trabajo de etiquetado de streaming con la consola de SageMaker.

Los siguientes tipos de tareas tienen requisitos y opciones especiales de datos de entrada:

• ParaNube de puntos 3DEtiquetado de requisitos de datos de entrada de trabajos, consulteDatos de
entrada de nube de puntos 3D (p. 405).

• Parafotograma de vídeoEtiquetado de requisitos de datos de entrada de trabajos, consulteDatos de
entrada de cuadro de vídeo (p. 432).
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Temas
• Utilizar un archivo de manifiesto de entrada (p. 393)
• Configuración de datos automatizada (p. 394)
• Formatos de datos compatibles (p. 395)
• Trabajos de etiquetado Ground Truth Streaming (p. 396)
• Cuotas de datos de entrada (p. 401)
• Filtrar y seleccionar datos para etiquetado  (p. 404)

Utilizar un archivo de manifiesto de entrada

Cada línea de un archivo de manifiesto de entrada es una entrada que contiene un objeto, o una referencia
a un objeto, para etiquetar. Una entrada también puede contener etiquetas de trabajos anteriores y para
algunos tipos de tareas, información adicional.

Los datos de entrada y el archivo de manifiesto deben almacenarse en Amazon Simple Storage Service
(Amazon S3). Cada uno tiene unos requisitos específicos de almacenamiento y acceso, como se indica a
continuación:

• El bucket de Amazon S3 que contiene los datos de entrada debe estar en el mismoAWSRegión en la
que está ejecutando Amazon SageMaker Ground Truth. Debe dar acceso a Amazon SageMaker a a los
datos almacenados en el bucket de Amazon S3 para que pueda leerlos. Para obtener más información
acerca de los buckets de Amazon S3, consulteUso de buckets de Amazon S3.

• El archivo de manifiesto debe estar en la mismaAWSRegión como archivos de datos, pero no tiene por
qué estar en la misma ubicación que los archivos de datos. Puede almacenarse en cualquier bucket de
Amazon S3 al que pueda acceder elAWS Identity and Access Management(IAM) que asignó a Ground
Truth al crear el trabajo de etiquetado.

Note

Nube de puntos 3D y marco de vídeoTipos de tareastienen diferentes requisitos y atributos de
manifiesto de entrada.
ParaTipos de tareas de nube de puntos 3D, consulteCreación de un archivo de manifiesto de
entrada para un trabajo de etiquetado de nube de puntos 3D (p. 407).
Paratipos de tareas de marco de vídeo, consulteCree un archivo de manifiesto de entrada de
fotograma de vídeo (p. 436).

El manifiesto es un archivo con codificación UTF-8 en el que cada línea es un objeto JSON completo y
válido. Cada línea se delimita con un salto de línea estándar, \n o \r\n. Dado que cada línea tiene que
ser un objeto JSON válido, no puede tener caracteres de salto de línea sin escape. Para obtener más
información sobre el formato de datos, consulte JSON Lines.

Cada objeto JSON en el archivo de manifiesto no puede tener más de 100.000 caracteres. Ningún atributo
único dentro de un objeto puede tener más de 20 000 caracteres. Los nombres de atributo no pueden
empezar por $ (signo de dólar).

Cada objeto JSON en el archivo de manifiesto debe contener una de las siguientes claves: source-ref o
source. El valor de las claves se interpreta como se indica a continuación:

• source-ref— El origen del objeto es el objeto de Amazon S3 especificado en el valor. Utilice este
valor cuando el objeto sea binario, como por ejemplo una imagen.

• source— El origen del objeto es el valor. Utilice este valor cuando el objeto sea un valor de texto.
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A continuación, se muestra un ejemplo de archivo de manifiesto para archivos almacenados en un bucket
de Amazon S3:

{"source-ref": "S3 bucket location 1"}
{"source-ref": "S3 bucket location 2"}
   ...
{"source-ref": "S3 bucket location n"} 

Usarsource-refPara los archivos de imagen para cuadro delimitador, clasificación de imágenes
(etiqueta única y de varias etiquetas), segmentación semántica y clips de vídeo para trabajos de etiquetado
de clasificación de vídeo. Los trabajos de etiquetado de fotogramas y nubes de puntos 3D también
utilizan elsource-refpero estos trabajos de etiquetado requieren información adicional en el archivo
de manifiesto de entrada. Para obtener más información, consulte Datos de entrada de nube de puntos
3D (p. 405) y Datos de entrada de cuadro de vídeo (p. 432).

A continuación se muestra un ejemplo de un archivo de manifiesto con los datos de entrada almacenados
en el manifiesto:

{"source": "Lorem ipsum dolor sit amet"}
{"source": "consectetur adipiscing elit"}
   ...
{"source": "mollit anim id est laborum"} 

UsarsourcePara trabajos de clasificación de texto de etiqueta única y de varias etiquetas y para trabajos
de etiquetado de reconocimiento de entidades con nombre.

Puede incluir otros pares de clave-valor en el archivo de manifiesto. Estos pares se transfieren al archivo
de salida sin cambios. Esto es útil si desea transferir información entre sus aplicaciones. Para obtener más
información, consulte Datos de salida (p. 438).

Configuración de datos automatizada
Puede utilizar la configuración automática de datos para crear archivos de manifiesto para los trabajos
de etiquetado en la consola Ground Truth mediante imágenes, vídeos, fotogramas de vídeo, archivos de
texto (.txt) y archivos de valores separados por comas (.csv) almacenados en Amazon S3. Cuando utiliza
la configuración de datos automatizada, especifica una ubicación de Amazon S3 donde se almacenan los
datos de entrada y el tipo de datos de entrada, y Ground Truth busca los archivos que coincidan con ese
tipo en la ubicación que especifique.

Note

Ground Truth no utiliza unAWS KMSpara acceder a los datos de entrada o escribir el archivo de
manifiesto de entrada en la ubicación de Amazon S3 que especifique. El usuario o rol de IAM que
crea el trabajo de etiquetado debe tener permisos para acceder a los objetos de datos de entrada
en Amazon S3.

Antes de utilizar el siguiente procedimiento, asegúrese de que las imágenes o los archivos de entrada
tengan el formato correcto:

• Archivos de imagen: los archivos de imagen deben cumplir con los límites de tamaño y resolución
enumerados en las tablas que se encuentran enCuota de tamaño de archivo de entrada (p. 401).

• Archivos de texto: los datos de texto se pueden almacenar en uno o más archivos.txt. Cada elemento
que desee etiquetar debe estar separado por un salto de línea estándar.

• Archivos CSV: los datos de texto se pueden almacenar en uno o más archivos.csv. Cada elemento que
desee etiquetar debe estar en una fila separada.

• Vídeos: los archivos de vídeo pueden tener cualquiera de los formatos siguientes: .mp4, .ogg y .webm.
Si desea extraer fotogramas de vídeo de los archivos de vídeo para la detección de objetos o el
seguimiento de objetos, consulteProporcionar archivos de vídeo (p. 433).
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• Fotogramas de vídeo: los fotogramas de vídeo son imágenes extraídas de vídeos. Todas las imágenes
extraídas de un solo vídeo se denominansecuencia de fotogramas de vídeo. Cada secuencia de
fotogramas de vídeo debe tener claves de prefijo únicas en Amazon S3. Consulte Proporciona
fotogramas de vídeo (p. 432). Para obtener este tipo de datos, consulteConfiguración automática de
datos de entrada de fotogramas (p. 434)

Important

Para ver los trabajos de etiquetado de detección de objetos de fotogramas de vídeo y
seguimiento de objetos de fotogramasConfiguración automática de datos de entrada de
fotogramas (p. 434)para obtener información sobre cómo utilizar la configuración automatizada
de datos.

Utilice estas instrucciones para configurar automáticamente la conexión de dataset de entrada con Ground
Truth.

Conecte automáticamente sus datos en Amazon S3 con Ground Truth

1. Vaya a la .Crear trabajo de etiquetadoen la consola de Amazon SageMaker enhttps://
console.aws.amazon.com/sagemaker/.

Este enlace te sitúa en el Norte de Virginia (us-east-1)AWSRegión . Si los datos de entrada se
encuentran en un depósito de Amazon S3 en otra región, cambie a esa región. Para cambiar
elAWSRegión, en elbarra de navegaciónEn, seleccione el nombre de la región que aparece.

2. SelectCrear trabajo de etiquetado.
3. Escriba unNombre de trabajo.
4. En la secciónConfiguración de los datos de entrada, seleccioneConfiguración automatizada de datos.
5. Escriba un URI de Amazon S3 paraUbicación de S3 para datasets de entrada.
6. Especificar suUbicación de S3 para datasets de salida. Aquí es donde se almacenan los datos de

salida de.
7. Elija suTipo de datosCon la lista desplegable.
8. Utilice el menú desplegable debajo deIAM Rolepara seleccionar un rol de ejecución. Si

seleccionaCreate a new role (Crear un nuevo rol), especifique los depósitos de Amazon S3 a los que
desea conceder permiso para acceder a este rol. Este rol tiene que tener permiso para obtener acceso
a los bucket de S3 que especificó en los pasos 5 y 6.

9. SelectConfiguración completa de datos.

El siguiente GIF muestra cómo utilizar la configuración automatizada de datos para los datos de imagen.
Este ejemplo creará un archivo,dataset-YYMMDDTHHMMSS.manifesten el bucket de Amazon
S3example-groundtruth-imageswhereYYMMDDTHHmmSSindica el año (YY), mes (MM), día (DD) y el
tiempo en horas (HH), minutos (mm) y segundos (ss), que se creó el archivo de manifiesto de entrada.

Formatos de datos compatibles

Cuando crea un archivo de manifiesto de entrada para unTipos de tareas integradasDe forma manual,
los datos de entrada deben estar en uno de los siguientes formatos de archivo de soporte para el tipo
de datos de entrada. Para obtener más información sobre la configuración automatizada de datos,
consulteConfiguración de datos automatizada (p. 394).

Tip

Cuando se utiliza la configuración de datos automatizada, se pueden utilizar formatos de datos
adicionales para generar un archivo de manifiesto de entrada para tipos de tareas basados en
marcos de vídeo y texto.
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Tipos de tareas Tipo de datos de
entrada

ForSupport os de Ejemplo de línea de
manifiesto de entrada

Cuadro delimitador,
segmentación
semántica, clasificación
de imágenes (etiqueta
única y etiqueta
múltiple), verificación y
ajuste de etiquetas

Imagen .jpg, .jpeg, .jpg.
{"source-ref":
 "s3://DOC-EXAMPLE-
BUCKET1/example-
image.png"}

Reconocimiento de
entidades con nombre,
clasificación de texto
(etiqueta única y
multietiqueta)

Texto Texto sin formato
{"source": "Lorem
 ipsum dolor sit
 amet"}

Clasificación de vídeos Clips de vídeo .mp4, .ogg y .webm
{"source-ref":
 "s3:///example-
video.mp4"}

Detección de objetos de
fotogramas de vídeo,
seguimiento de objetos
de fotogramas de vídeo
(cuadros delimitadores,
polilíneas, polígonos o
punto clave)

Fotogramas de vídeo y
archivos de secuencia
de fotogramas de vídeo
(para Seguimiento de
objetos

Marcos de
vídeo: .jpg, .jpeg, .jpg, .jpg

Archivos de
secuencia: .json

Consulte Cree un
archivo de manifiesto de
entrada de fotograma de
vídeo (p. 436).

Segmentación
semántica de nube de
puntos 3D, detección
de objetos de nube de
puntos 3D, seguimiento
de objetos de nube de
puntos 3D

Nubes de puntos y
archivos de secuencia
de nubes de puntos
(para Seguimiento de
objetos)

Nube de puntos:
Formato de paquete
binario y ASCII.
Para obtener
más información,
consulteFormatos de
datos 3D sin procesar
aceptados (p. 406).

Archivos de
secuencia: .json

Consulte Creación de
un archivo de manifiesto
de entrada para un
trabajo de etiquetado
de nube de puntos
3D (p. 407).

Trabajos de etiquetado Ground Truth Streaming

Si desea enviar perpetuamente nuevos objetos de datos a Amazon SageMaker Ground Truth para que
se etiqueten, utilice un trabajo de etiquetado de streaming. Los trabajos de etiquetado de streaming le
permiten:

• Envíe nuevos objetos de conjunto de datos a los trabajadores en tiempo real mediante un trabajo de
etiquetado en ejecución perpetua. Los trabajadores reciben continuamente nuevos objetos de datos para
etiquetar siempre y cuando el trabajo de etiquetado esté activo y se le envíen nuevos objetos.

• Obtenga visibilidad del número de objetos que se han puesto en cola y que esperan ser etiquetados.
Utilice esta información para controlar el flujo de objetos de datos enviados a su trabajo de etiquetado.

• Reciba datos de etiquetas para objetos de datos individuales en tiempo real a medida que los
trabajadores terminen de etiquetarlos.
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Los trabajos de etiquetado de streaming de Ground Truth permanecen activos hasta que se detengan
manualmente o hayan estado inactivos durante más de 10 días. Puede enviar de forma intermitente
nuevos objetos de datos a los trabajadores mientras el trabajo de etiquetado está activo.

Si es un usuario nuevo de los trabajos de etiquetado de streaming de Ground Truth, se recomienda que
reviseCómo funciona (p. 397).

UsarCreación de un Job de etiquetado de streaming (p. 370)Para obtener información sobre cómo crear
un trabajo de etiquetado de streaming.

Note

Los trabajos de etiquetado de streaming de Ground Truth solo se admiten a través de la API de
SageMaker.

Temas
• Cómo funciona (p. 397)
• Envío de datos a un Job de etiquetado de transmisión (p. 397)
• Gestionar solicitudes de etiquetado con una cola de Amazon SQS  (p. 399)
• Recibir datos de salida de un Job de etiquetado de streaming (p. 399)
• Administración de mensajes duplicados (p. 399)

Cómo funciona

Cuando crea un trabajo de etiquetado de transmisión de Ground Truth, el trabajo permanece activo
hasta que se detiene manualmente, permanece inactivo durante más de 10 días o no puede acceder
a los orígenes de datos de entrada. Puede enviar de forma intermitente nuevos objetos de datos a los
trabajadores mientras esté activo. Un trabajador puede seguir recibiendo nuevos objetos de datos en
tiempo real, siempre y cuando el número total de tareas disponibles para el trabajador sea menor que
el valor deMaxConcurrentTaskCount. De lo contrario, el objeto de datos se envía a una cola que
Ground Truth crea en su nombre enAmazon Simple Queue Service(Amazon SQS) para su posterior
procesamiento. Estas tareas se envían a los trabajadores tan pronto como el número total de tareas
disponibles para un trabajador esté por debajo deMaxConcurrentTaskCount. Si un objeto de datos
no se envía a un trabajador después de 14 días, caduca. Puede ver el número de tareas pendientes en
la cola y ajustar el número de objetos que envía al trabajo de etiquetado. Por ejemplo, puede disminuir
la velocidad a la que envía objetos al trabajo de etiquetado si la acumulación de objetos pendientes se
mueve por encima de un umbral.

Envío de datos a un Job de etiquetado de transmisión

Opcionalmente, puede enviar datos de entrada a un trabajo de etiquetado de transmisión una vez cuando
cree el trabajo de etiquetado mediante un archivo de manifiesto de entrada. Una vez que el trabajo de
etiquetado ha comenzado y el estado esInProgress, puede enviar nuevos objetos de datos a su trabajo
de etiquetado en tiempo real mediante el tema de entrada de Amazon SNS y las notificaciones de eventos
de Amazon S3.

Ejecutar objetos de datos al iniciar el Job de etiquetado (una vez):

• Utilizar un archivo de manifiesto de entrada— Opcionalmente, puede especificar un archivo de
manifiesto de entrada de Amazon S3 URI enManifestS3Urial crear el trabajo de etiquetado de
streaming. Ground Truth envía cada objeto de datos del archivo de manifiesto a los trabajadores para
su etiquetado tan pronto como se inicia el trabajo de etiquetado. Para obtener más información, consulte
Creación de un archivo de manifiesto (opcional) (p. 374).

Después de enviar una solicitud para crear el trabajo de etiquetado de streaming, su estado
seráInitializing. Una vez que el trabajo de etiquetado está activo, el estado cambia aInProgressy
puede comenzar a utilizar las opciones en tiempo real para enviar objetos de datos adicionales para el
etiquetado.
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Enviar objetos de datos en tiempo real:

• Enviar objetos de datos mediante mensajes de Amazon SNS— Puede enviar nuevos objetos de datos
de Ground Truth a la etiqueta enviando un mensaje de Amazon SNS. Enviará este mensaje a un tema
de entrada de Amazon SNS que cree y especifique al crear su trabajo de etiquetado de streaming. Para
obtener más información, consulte Enviar objetos de datos mediante Amazon SNS (p. 398).

• Envíe objetos de datos colocándolos en un bucket de Amazon S3: cada vez que agregue un nuevo
objeto de datos a un depósito de Amazon S3, puede solicitar a Ground Truth que procese ese objeto
para su etiquetado. Para ello, agregue una notificación de evento al bucket para que notifique a su
tema de entrada de Amazon SNS cada vez que se añada un nuevo objeto (ocreado en) ese bucket.
Para obtener más información, consulte Enviar objetos de datos con Amazon S3 (p. 398). Esta
opción no está disponible para trabajos de etiquetado basados en texto, como clasificación de texto y
reconocimiento de entidades con nombre.

Important

Si utiliza la configuración de Amazon S3, no utilice la misma ubicación de Amazon S3 para la
configuración de datos de entrada y los datos de salida. El prefijo S3 para los datos de salida se
especifica al crear un trabajo de etiquetado.

Enviar objetos de datos mediante Amazon SNS

Puede enviar objetos de datos a su trabajo de etiquetado de streaming mediante Amazon Simple
Notification Service (Amazon SNS). Amazon SNS es un servicio web que coordina y administra la entrega
de mensajes hacia y desdeendpoints (puntos de enlace)Por ejemplo, una dirección de correo electrónico
oAWS Lambda). Un Amazon SNSTema deactúa como un canal de comunicación entre dos o más puntos
finales. Utiliza Amazon SNS para enviar, opublish, nuevos objetos de datos para el tema especificado
en elCreateLabelingJobparameter (parámetro)SnsTopicArninInputConfig. El formato de estos
mensajes es el mismo que una sola línea de unarchivo de manifiesto de entrada.

Por ejemplo, puede enviar un fragmento de texto a un trabajo de etiquetado de clasificación de texto activo
publicándolo en el tema de entrada. El mensaje que publica puede tener un aspecto similar al siguiente:

{"source": "Lorem ipsum dolor sit amet"}

Para enviar un nuevo objeto de imagen a un trabajo de etiquetado de clasificación de imágenes, el
mensaje puede ser similar al siguiente:

{"source-ref": "s3://awsexamplebucket/example-image.jpg"}

Note

También puede incluir identificadores de deduplicación personalizados y claves de deduplicación
en sus mensajes de Amazon SNS. Para obtener más información, consulte  Administración de
mensajes duplicados (p. 399).

Cuando Ground Truth crea su trabajo de etiquetado de streaming, se suscribe al tema de entrada de
Amazon SNS.

Enviar objetos de datos con Amazon S3

Puede enviar uno o varios objetos de datos nuevos a un trabajo de etiquetado de streaming colocándolos
en un depósito de Amazon S3 configurado con una notificación de eventos de Amazon SNS. Puede
configurar un evento para notificar su tema de entrada de Amazon SNS cada vez que se cree un
nuevo objeto en su depósito. Debe especificar este mismo tema de entrada de Amazon SNS en
elCreateLabelingJobparameter (parámetro)SnsTopicArninInputConfig.
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Cada vez que configure un depósito de Amazon S3 para enviar notificaciones a Amazon SNS, Ground
Truth publicará un evento de prueba,"s3:TestEvent"Para asegurarse de que el tema existe y que el
propietario del bucket de Amazon S3 especificado tiene permiso para publicar en el tema especificado.
Se recomienda configurar su conexión de Amazon S3 con Amazon SNS antes de iniciar un trabajo de
etiquetado de streaming. Si no lo hace, este evento de prueba puede registrarse como un objeto de datos y
ser enviado a Ground Truth para su etiquetado.

Important

Si utiliza la configuración de Amazon S3, no utilice la misma ubicación de Amazon S3 para la
configuración de datos de entrada y los datos de salida. El prefijo S3 para los datos de salida se
especifica al crear un trabajo de etiquetado.

Una vez que haya configurado su depósito de Amazon S3 y creado su trabajo de etiquetado, puede
agregar objetos a su depósito y Ground Truth envía ese objeto a los trabajadores o lo coloca en su cola de
Amazon SQS.

Para obtener más información, consulte Configuración de notificaciones de eventos de Amazon S3
Bucket (p. 373).

Important

Esta opción no está disponible para trabajos de etiquetado basados en texto, como clasificación
de texto y reconocimiento de entidades con nombre.

Gestionar solicitudes de etiquetado con una cola de Amazon SQS

Cuando Ground Truth crea su trabajo de etiquetado de streaming, crea una cola de
Amazon SQS en elAWSque se utiliza para crear el trabajo de etiquetado. El nombre de cola
esGroundTruth-labeling_job_namewherelabeling_job_namees el nombre de su trabajo de
etiquetado, en minúsculas. Cuando envía objetos de datos a su trabajo de etiquetado, Ground Truth envía
los objetos de datos directamente a los trabajadores o coloca la tarea en la cola para que se procese
posteriormente. Si un objeto de datos no se envía a un trabajador después de 14 días, caduca y se elimina
de la cola. Puede configurar una alarma en Amazon SQS para detectar cuándo caducan los objetos y
utilizar este mecanismo para controlar el volumen de objetos que envía a su trabajo de etiquetado.

Important

La modificación, eliminación o envío de objetos directamente a la cola de Amazon SQS asociada
a su trabajo de etiquetado de streaming puede provocar errores en el trabajo.

Recibir datos de salida de un Job de etiquetado de streaming

Su depósito de salida de Amazon S3 se actualiza periódicamente con los nuevos datos de salida de su
trabajo de etiquetado de streaming.

Si lo desea, puede especificar un tema de salida de Amazon SNS. Cada vez que un trabajador envía un
objeto etiquetado, se envía una notificación con los datos de salida a ese tema. Puede suscribir un extremo
al tema de salida de SNS para recibir notificaciones o desencadenar eventos cuando reciba datos de
salida de una tarea de etiquetado. Utilice un tema de salida de Amazon SNS si desea encadenar en tiempo
real a otro trabajo de streaming y recibir notificaciones de Amazon SNS cada vez que un trabajador envía
un objeto de datos.

Para obtener más información, consulte Suscribir un punto de enlace a su tema de salida de Amazon
SNS (p. 373).

Administración de mensajes duplicados

Para los objetos de datos enviados en tiempo real, Ground Truth garantiza la idempotencia al garantizar
que cada objeto único solo se envíe para etiquetado una vez, incluso si el mensaje de entrada que hace
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referencia a ese objeto se recibe varias veces (mensajes duplicados). Para ello, a cada objeto de datos
enviado a un trabajo de etiquetado de streaming se le asigna unID de desduplicación, que se identifica con
unclave de desduplicación.

Si envía sus solicitudes para etiquetar objetos de datos directamente a través del tema de entrada
de Amazon SNS mediante mensajes de Amazon SNS, opcionalmente puede elegir una clave de
deduplicación personalizada y los ID de deduplicación para sus objetos. Para obtener más información,
consulte Especificar una clave y un ID de deduplicación en un mensaje de Amazon SNS (p. 400).

Si no proporciona su propia clave de deduplicación o utiliza la configuración de Amazon S3 para enviar
objetos de datos a su trabajo de etiquetado, Ground Truth utiliza una de las siguientes opciones para el ID
de deduplicación:

• Para los mensajes enviados directamente al tema de entrada de Amazon SNS, Ground Truth utiliza el ID
del mensaje SNS.

• Para los mensajes que provienen de una configuración de Amazon S3, Ground Truth crea un ID de
deduplicación combinando el URI de Amazon S3 del objeto con eltoken de secuenciadoren el mensaje.

Especificar una clave y un ID de deduplicación en un mensaje de Amazon SNS

Cuando envía un objeto de datos a su trabajo de etiquetado de streaming mediante un mensaje de
Amazon SNS, tiene la opción de especificar la clave de deduplicación y el ID de deduplicación de una de
las siguientes formas. En todos estos escenarios, identifique su clave de deduplicación condataset-
objectid-attribute-name.

Traiga su propia clave e ID de deduplicación

Cree su propia clave de deduplicación y su ID de deduplicación configurando su mensaje de Amazon SNS
de la siguiente manera. Reemplazarbyo-keycon su clave yUniqueIdcon el Id. de deduplicación para ese
objeto de datos.

{
    "source-ref":"s3://bucket/prefix/object1", 
    "dataset-objectid-attribute-name":"byo-key",
    "byo-key":"UniqueId" 
}

La clave de deduplicación puede tener hasta 140 caracteres. Los patrones admitidos incluyen los
siguientes"^[$a-zA-Z0-9](-*[a-zA-Z0-9])*".

El ID de deduplicación puede tener hasta 1 024 caracteres. Los patrones admitidos incluyen los
siguientes^(https|s3)://([^/]+)/?(.*)$.

Utilizar una clave existente para la clave de deduplicación

Puede utilizar una clave existente en el mensaje como clave de deduplicación. Al hacerlo, el valor asociado
con esa clave se utiliza para el Id. de deduplicación.

Por ejemplo, puede especificar el uso de lasource-refcomo clave de deduplicación formateando el
mensaje de la siguiente manera:

{
    "source-ref":"s3://bucket/prefix/object1",
    "dataset-objectid-attribute-name":"source-ref" 
}

En este ejemplo, Ground Truth utiliza"s3://bucket/prefix/object1"para el ID de deduplicación.
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Buscar clave e ID de deduplicación en sus datos de salida

Puede ver la clave de deduplicación y el ID en los datos de salida. La clave de deduplicación se identifica
mediantedataset-objectid-attribute-name.

Cuando utiliza su propia clave de deduplicación personalizada, su salida contiene algo similar a lo
siguiente:

"dataset-objectid-attribute-name": "byo-key",
"byo-key": "UniqueId",

Cuando no especifica una clave, puede encontrar el Id. de deduplicación que Ground Truth asignó a su
objeto de datos de la siguiente manera. La$label-attribute-name-object-ididentifica su ID de
deduplicación.

{
    "source-ref":"s3://bucket/prefix/object1", 
    "dataset-objectid-attribute-name":"$label-attribute-name-object-id"
    "label-attribute-name" :0,
    "label-attribute-name-metadata": {...},
    "$label-attribute-name-object-id":"<service-generated-key>"
}

Para<service-generated-key>, si el objeto de datos vino a través de una configuración de
Amazon S3, Ground Truth agrega un valor único utilizado por el servicio y emite un nuevo campo
clave por$sequencerque muestra el secuenciador de Amazon S3 utilizado. Si el objeto se suministró
directamente a SNS, Ground Truth use el ID del mensaje SNS.

Note

No utilice el campo$en el nombre del atributo de etiqueta.

Cuotas de datos de entrada
Los conjuntos de datos de entrada utilizados en trabajos de etiquetado de segmentación semántica tienen
una cuota de 20.000 elementos. Para todos los demás tipos de trabajos de etiquetado, la cuota de tamaño
del conjunto de datos es de 100 000 elementos. Para solicitar un aumento de la cuota para trabajos de
etiquetado distintos de los trabajos de segmentación semántica, revise los procedimientos deAWSCuotas
de servicioPara solicitar un aumento de cuota,

Los datos de imagen de entrada para trabajos de etiquetado de aprendizaje activos y no activos no deben
superar las cuotas de tamaño y resolución. El aprendizaje activo hace referencia a un trabajo de etiquetado
que utiliza el etiquetado de datos automatizado. El aprendizaje no activo hace referencia a trabajos de
etiquetado que no utilizan el etiquetada de datos automatizado.

Se aplican cuotas adicionales para categorías de etiquetas para todos los tipos de tareas, y para datos
de entrada y atributos de categoría de etiquetado para tipos de tareas de nube de puntos 3D y marco de
vídeo.

Cuota de tamaño de archivo de entrada

Los archivos de entrada no pueden superar las siguientes cuotas de tamaño para trabajos de etiquetado
de aprendizaje activos y no activos. No hay cuota de tamaño de archivo de entrada para los vídeos
utilizados enClasificación de vídeosTrabajo de etiquetado.

Tipo de Job de etiquetado Cuota de tamaño de archivo de entrada

Clasificación de imágenes 40 MB

Cuadro delimitador (Detección de objetos) 40 MB
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Tipo de Job de etiquetado Cuota de tamaño de archivo de entrada

Segmentación semántica 40 MB

Ajuste de etiqueta del cuadro delimitador
(Detección de objetos)

40 MB

Ajuste de etiqueta de segmentación semántica 40 MB

Verificación de etiquetas del cuadro delimitador
(Detección de objetos)

40 MB

Verificación de etiquetas de segmentación
semántica

40 MB

Cuotas de resolución de imagen de entrada

La resolución del archivo de imagen hace referencia al número de píxeles de una imagen y determina la
cantidad de detalles que contiene una imagen. Las cuotas de resolución de imágenes varían según el
tipo de trabajo de etiquetado y el algoritmo de integrado de SageMaker utilizado. En la siguiente tabla se
enumeran las cuotas de resolución para las imágenes utilizadas en trabajos de etiquetado de aprendizaje
activos y no activos.

Tipo de Job de etiquetado Cuota de resolución -
Aprendizaje no activo

Cuota de resolución -
Aprendizaje activo

Clasificación de imágenes 100 millones de píxeles 3840 x 2160 píxeles (4 K)

Cuadro delimitador (Detección de
objetos)

100 millones de píxeles 3840 x 2160 píxeles (4 K)

Segmentación semántica 100 millones de píxeles 1920 x 1080 píxeles (1080 p)

Ajuste de etiqueta de detección
de objetos

100 millones de píxeles 3840 x 2160 píxeles (4 K)

Ajuste de etiqueta de
segmentación semántica

100 millones de píxeles 1920 x 1080 píxeles (1080 p)

Verificación de etiquetas de
detección de objetos

100 millones de píxeles No disponible

Verificación de etiquetas de
segmentación semántica

100 millones de píxeles No disponible

Cuotas de categoría de etiqueta

Cada tipo de tarea de trabajo de etiquetado tiene una cuota para el número de categorías de etiquetas
que puede especificar. Los trabajadores seleccionan categorías de etiquetas para crear anotaciones. Por
ejemplo, puede especificar categorías de etiquetasVehículo de,peatonal, ymotoristaAl crear un trabajo de
etiquetado de cuadro delimitador y los trabajadores seleccionarán la opciónVehículo deantes de dibujar
cuadros delimitadores alrededor de los coches.

Important

Los nombres de categoría de etiquetas no pueden superar los 256 caracteres.
Todas las categorías de etiquetas deben ser únicas. No se pueden especificar categorías de
etiquetas duplicadas.
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Los siguientes límites de categoría de etiqueta se aplican a los trabajos de etiquetado. Las cuotas para
categorías de etiquetas dependen de si utiliza la operación API de SageMakerCreateLabelingJobo la
consola para crear un trabajo de etiquetado.

Tipo de Job de etiquetado Cuota de categoría de etiqueta -
API

Cuota de categoría de etiqueta -
Consola

Clasificación de imágenes
(etiquetas múltiples)

50 50

Clasificación de imágenes
(etiqueta única)

Sin límite 30

Cuadro delimitador (Detección de
objetos)

50 50

Verificación de etiquetas Sin límite 30

Segmentación semántica (con
aprendizaje activo)

20 10

Segmentación semántica (sin
aprendizaje activo)

Sin límite 10

Reconocimiento de entidades
nombradas

Sin límite 30

Clasificación de texto (etiquetas
múltiples)

50 50

Clasificación de texto (etiqueta
única)

Sin límite 30

Clasificación de vídeos 30 30

Detección de objetos fotogramas 30 30

Seguimiento de objetos
fotograma de vídeo

30 30

Detección de objetos de nube de
puntos 3D

30 30

Seguimiento de objetos de nube
de puntos 3D

30 30

Segmentación semántica de
nube de puntos 3D

30 30

Cuotas de Job de etiquetado de fotogramas de vídeo y nube de puntos 3D

Las cuotas siguientes se aplican a los datos de entrada del trabajo de etiquetado de fotogramas y nubes
de puntos 3D.

Tipo de Job de etiquetado Cuota de datos de entrada

Detección de objetos fotogramas 2.000 fotogramas de vídeo (imágenes) por
secuencia
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Tipo de Job de etiquetado Cuota de datos de entrada

Detección de objetos fotogramas 10 secuencias de fotogramas de vídeo por archivo
de manifiesto

Seguimiento de objetos fotograma de vídeo 2.000 fotogramas de vídeo (imágenes) por
secuencia

Seguimiento de objetos fotograma de vídeo 10 secuencias de fotogramas de vídeo por archivo
de manifiesto

Detección de objetos de nube de puntos 3D 100.000 tramas de nube de puntos por trabajo de
etiquetado

Seguimiento de objetos de nube de puntos 3D 100 000 secuencias de fotogramas de nube de
puntos por trabajo de etiquetado

Seguimiento de objetos de nube de puntos 3D 500 fotogramas de nube de puntos en cada archivo
de secuencia

Al crear un trabajo de etiquetado de nube de puntos 3D, puede agregar uno o variosatributos de categoría
de etiquetaPara cada categoría de etiqueta que especifique para que los trabajadores proporcionen más
información sobre una anotación.

Cada atributo de categoría de etiqueta tiene un único atributo de categoría de etiquetanameY una lista de
una o varias opciones (valores) para elegir. Para obtener más información, consulteInterfaz de usuario
(IU) del trabajador (p. 282)para trabajos de etiquetado de nube de puntos 3DInterfaz de usuario (IU) del
trabajador (p. 231)Para trabajos de etiquetado de fotogramas de vídeo.

Las cuotas siguientes se aplican al número de nombres y valores de atributos de categoría de etiqueta que
puede especificar para trabajos de etiquetado.

Tipo de Job de etiquetado Atributo de categoría de etiqueta
(nombre) Cuota

Cuota de valores de atributo de
la categoría

Detección de objetos fotogramas 10 10

Seguimiento de objetos
fotograma de vídeo

10 10

Detección de objetos de nube de
puntos 3D

10 10

Seguimiento de objetos de nube
de puntos 3D

10 10

Segmentación semántica de
nube de puntos 3D

10 10

Filtrar y seleccionar datos para etiquetado
Puede utilizar la consola de Amazon SageMaker para seleccionar una parte del conjunto de datos para
etiquetarlo. Los datos deben estar almacenados en un bucket de Amazon S3. Tiene tres opciones:

• Utilizar el conjunto de datos completo.
• Elegir una muestra seleccionada al azar del conjunto de datos.
• Especificar un subconjunto del conjunto de datos mediante una consulta.
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Las siguientes opciones están disponibles en la secciónTrabajos de etiquetadoSección sobre de laConsola
de SageMakerdespués de seleccionarCrear trabajo de etiquetado. Para obtener información sobre cómo
crear un trabajo de etiquetado en la consola, consulteIntroducción (p. 180). Para configurar el conjunto
de datos que utiliza para el etiquetado, en la sección Job overview (Descripción general del trabajo), elija
Additional configuration (Configuración adicional).

Usar el conjunto de datos completo

Cuando elige usar laConjunto de datos completoDebe proporcionar un archivo de manifiesto para
los objetos de datos. Puede proporcionar la ruta de acceso del bucket de Amazon S3 que contiene el
archivo de manifiesto o utilizar la consola de SageMaker para crear el archivo. Para obtener información
sobre cómo crear un archivo de manifiesto mediante la consola, consulte Configuración de datos
automatizada (p. 394).

Elegir una muestra aleatoria

Cuando desee etiquetar un subconjunto aleatorio de sus datos, seleccione Random sample (Muestra
aleatoria). El conjunto de datos se almacena en el bucket de Amazon S3 especificado en laUbicación del
dataset de entrada.

Después de especificar el porcentaje de objetos de datos que desea incluir en la muestra, elijaCrear
subconjunto. SageMaker elige los objetos de datos de forma aleatoria para su trabajo de etiquetado. Una
vez que haya seleccionado los objetos, elija Use this subset (Usar este subconjunto).

SageMaker crea un archivo de manifiesto para los objetos de datos seleccionados. También modifica
el valor en el campo Input dataset location (Ubicación del conjunto de datos de entrada) para apuntar al
nuevo archivo de manifiesto.

Especificar un subconjunto

Puede especificar un subconjunto de objetos de datos Amazon S3 unSELECTen los nombres de archivo de
objeto.

La instrucción SELECT de la consulta SQL la define el usuario. Tiene que proporcionar la cláusula WHERE
para especificar qué objetos de datos se deben devolver.

Para obtener más información acerca de Amazon S3SELECT, consulte laSelección de contenido de los
objetos.

Seleccione Create subset (Crear subconjunto) para iniciar la selección y, a continuación, elija Use this
subset (Utilizar este subconjunto) para utilizar los datos seleccionados.

SageMaker crea un archivo de manifiesto para los objetos de datos seleccionados. También actualiza el
valor en el campo Input dataset location (Ubicación del conjunto de datos de entrada) para que apunte al
nuevo archivo de manifiesto.

Datos de entrada de nube de puntos 3D
Para crear un trabajo de etiquetado de nube de puntos 3D, debe crear un archivo de manifiesto de entrada.
Utilice este tema para conocer los requisitos de formato del archivo de manifiesto de entrada para cada
tipo de tarea. Para obtener información sobre los formatos de datos de entrada sin procesar que Ground
Truth acepta para trabajos de etiquetado de nube de puntos 3D, consulte la secciónFormatos de datos 3D
sin procesar aceptados (p. 406).

Utilice el tipo de tarea de trabajo de etiquetado para elegir un tema en Creación de un archivo de
manifiesto de entrada para un trabajo de etiquetado de nube de puntos 3D (p. 407) para conocer los
requisitos de formato para cada línea del archivo de manifiesto de entrada.

Temas
• Formatos de datos 3D sin procesar aceptados (p. 406)
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• Creación de un archivo de manifiesto de entrada para un trabajo de etiquetado de nube de puntos
3D (p. 407)

• Sistemas de coordenadas y fusión de sensores (p. 421)

Formatos de datos 3D sin procesar aceptados
Ground Truth utiliza los datos de nube de puntos 3D para representar escenas 3D que los trabajadores
anotan. En esta sección se describen los formatos de datos sin procesar que se aceptan para los datos
de nube de puntos y los datos de fusión de sensores para un fotograma de nube de puntos. Para obtener
información sobre cómo crear un archivo de manifiesto de entrada para conectar los archivos de datos de
entrada sin procesar con Ground Truth, consulteCreación de un archivo de manifiesto de entrada para un
trabajo de etiquetado de nube de puntos 3D (p. 407).

Para cada fotograma, Ground Truth admite archivos de paquete binario compacto (.bin) y ASCII (.txt).
Estos archivos contienen información sobre la ubicación (coordenadas x, y y z) de todos los puntos que
componen ese fotograma y, opcionalmente, información sobre el color de píxel de cada punto de las nubes
de puntos coloreadas. Al crear un archivo de manifiesto de entrada del trabajo de etiquetado de nube de
puntos 3D, puede especificar el formato de los datos sin procesar en el parámetro format.

En la siguiente tabla se enumeran los elementos que admite Ground Truth en los archivos de fotograma de
nube de puntos para describir puntos individuales.

Símbolo Valor

x La coordenada x del punto.

y La coordenada y del punto.

z La coordenada z del punto.

i La intensidad del punto.

r El componente de canal de color rojo. Un valor de
8 bits (0-255).

g El componente de canal de color verde. Un valor
de 8 bits (0-255).

b El componente de canal de color azul. Un valor de
8 bits (0-255).

Ground Truth da por hecho lo siguiente acerca de sus datos de entrada:

• Todas las coordenadas de posición (x, y, z) están en metros.
• Todos los encabezados de posición (qx, qy, qz, qw) se miden en cuaterniones espaciales.

Formato de paquete binario compacto

El formato de paquete binario compacto representa una nube de puntos como un conjunto ordenado de
una secuencia de puntos. Cada punto en la secuencia es un paquete binario ordenado de valores flotantes
de 4 bytes en alguna variante de la forma xyzirgb. Son necesarios los elementos x, y y z y se puede
incluir información adicional acerca del píxel en una variedad de maneras mediante i, r, g y b.

Para utilizar un archivo binario para introducir datos de fotograma de nube de puntos en un trabajo de
etiquetado de nube de puntos 3D de Ground Truth, introduzcabinary/en laformatpara su archivo de
manifiesto de entrada y reemplacecon el orden de los elementos en cada paquete binario. Por ejemplo,
puede introducir una de las siguientes opciones para el parámetro format.
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• binary/xyzi— Cuando utiliza este formato, el flujo de elementos de punto estaría en el siguiente
orden:x1y1z1i1x2y2z2i2...

• binary/xyzrgb— Cuando utiliza este formato, el flujo de elementos de punto estaría en el siguiente
orden:x1y1z1r1g1b1x2y2z2r2g2b2...

• binary/xyzirgb— Cuando utiliza este formato, el flujo de elementos de punto estaría en el siguiente
orden:x1y1z1i1r1g1b1x2y2z2i2r2g2b2...

Cuando se utiliza un archivo binario para los datos del fotograma de nube de puntos, si no se especifica un
valor para format, se utiliza binary/xyzi de forma predeterminada.

Formato ASCII

El formato ASCII utiliza un archivo de texto para representar una nube de puntos, donde cada línea del
archivo de nube de puntos ASCII representa un único punto. Cada punto es una línea del archivo de texto
y contiene valores separados por espacios en blanco, cada uno de los cuales es un valor ASCII flotante de
4 bytes. Son necesarios los elementos x, y y z para cada punto y se puede incluir información adicional
acerca del punto en una variedad de maneras mediante i, r, g, y b.

Para utilizar un archivo de texto para introducir datos de fotograma de nube de puntos en un trabajo de
etiquetado de nube de puntos 3D de Ground Truth, introduzcatext/en laformatpara su archivo de
manifiesto de entrada y reemplacecon el orden de los elementos de punto en cada línea.

Por ejemplo, si escribe text/xyzi para format, el archivo de texto para cada fotograma de nube de
puntos debería tener un aspecto similar al siguiente:

x1 y1 z1 i1
x2 y2 z2 i2
...
...

Si introduce text/xyzrgb, el archivo de texto debería tener un aspecto similar al siguiente:

x1 y1 z1 r1 g1 b1
x2 y2 z2 r2 g2 b1
...
...

Cuando se utiliza un archivo de texto para los datos del fotograma de nube de puntos, si no se especifica
un valor para format, se utiliza text/xyzi de forma predeterminada.

Límites de resolución de nube de puntos

Ground Truth no tiene un límite de resolución para fotogramas de nube de puntos 3D. Sin embargo, se
recomienda limitar cada fotograma de nube de puntos a 500 000 puntos para obtener un rendimiento
óptimo. Cuando Ground Truth representa la visualización de la nube de puntos 3D, debe ser visible en los
equipos de los trabajadores, que dependen del hardware informático del que dispongan. Es posible que los
fotogramas de nube de puntos de más de 1 millón de puntos no se procesen en equipos estándar o que
tarden demasiado tiempo en cargarse.

Creación de un archivo de manifiesto de entrada para un trabajo de etiquetado de
nube de puntos 3D
Al crea un trabajo de etiquetado, debe proporcionar un archivo de manifiesto de entrada donde cada línea
del manifiesto describe una unidad de tarea que deben completar los anotadores. El formato del archivo de
manifiesto de entrada depende del tipo de tarea.

• Si va a crear un trabajo de detección de objetos de nube de puntos 3D o un trabajo de etiquetado de
segmentación semántica, cada línea del archivo de manifiesto de entrada contiene información sobre un
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único fotograma de nube de puntos 3D. Esto se denomina manifiesto de entrada de fotograma de nube
de puntos. Para obtener más información, consulte Creación de un archivo de manifiesto de entrada de
fotograma de nube de puntos (p. 408).

• Si va a crear un trabajo de etiquetado de seguimiento de objetos de nube de puntos 3D, cada línea del
archivo de manifiesto de entrada contiene una secuencia de fotogramas de nube de puntos 3D y datos
asociados. Esto se denomina manifiesto de entrada de secuencia de nube de puntos. Para obtener más
información, consulte Crear un manifiesto de entrada de secuencia de nube de puntos (p. 414).

Creación de un archivo de manifiesto de entrada de fotograma de nube de puntos

El manifiesto es un archivo con codificación UTF-8 en el que cada línea es un objeto JSON completo y
válido. Cada línea se delimita con un salto de línea estándar, \n o \r\n. Dado que cada línea tiene que ser
un objeto JSON válido, no puede tener caracteres de salto de línea sin escape. En el archivo de manifiesto
de entrada de fotograma único, cada línea del manifiesto contiene datos para un fotograma de nube de
puntos único. Los datos del fotograma de nube de puntos se pueden almacenar en formato binario o
ASCII (consulte Formatos de datos 3D sin procesar aceptados (p. 406)). Este es el formato de archivo
de manifiesto necesario para la detección de objetos y la segmentación semántica de nube de puntos 3D.
Opcionalmente, también puede proporcionar datos de fusión de sensores de cámara para cada fotograma
de nube de puntos.

Ground Truth admite la fusión de sensores de cámara de vídeo y nube de puntos en elSistema de
coordenadas globales (p. 422)para todas las modalidades. Si puede obtener el sensor 3D extrínseco
(como un LiDAR extrínseco), le recomendamos que transforme los fotogramas de nube de puntos 3D en el
sistema de coordenadas mundial utilizando el extrínseco. Para obtener más información, consulte Fusión
de sensores (p. 424).

Sin embargo, si no puede obtener una nube de puntos en el sistema de coordenadas mundial, puede
proporcionar coordenadas en el sistema de coordenadas original en el que se capturaron los datos. Si
proporciona datos de la cámara para la fusión de sensores, se recomienda proporcionar la posición de la
cámara y el sensor LiDAR en el sistema de coordenadas mundial.

Para crear un archivo de manifiesto de entrada de un solo fotograma, debe identificar la ubicación de
cada fotograma de nube de puntos que desea que los trabajadores etiqueten con la clave source-ref.
Además, debe usar la clave source-ref-metadata para identificar el formato del conjunto de datos, una
marca temporal hora para ese fotograma y, opcionalmente, los datos de fusión de sensores y las imágenes
de la cámara de vídeo.

En el ejemplo siguiente se muestra la sintaxis utilizada para un archivo de manifiesto de entrada de
un trabajo de etiquetado de nube de puntos de fotograma único. El ejemplo incluye dos fotogramas de
nube de puntos. Para obtener más información sobre cada parámetro, consulte la tabla que sigue a este
ejemplo.

Important

Cada línea en su archivo de manifiesto de entrada debe estar enLíneas de JSONformato. En el
siguiente bloque de código se muestra un archivo manifiesto de entrada con dos objetos JSON.
Cada objeto JSON se utiliza para señalar y proporcionar detalles sobre un único marco de nube
de puntos. Los objetos JSON se han expandido para mayor legibilidad, pero debe minimizar cada
objeto JSON para que quepa en una sola línea al crear un archivo de manifiesto de entrada. En
este bloque de código se proporciona un ejemplo.

{
    "source-ref": "s3://awsexamplebucket/examplefolder/frame1.bin",
    "source-ref-metadata":{
        "format": "binary/xyzi",
        "unix-timestamp": 1566861644.759115,
        "ego-vehicle-pose":{
            "position": {
                "x": -2.7161461413869947,
                "y": 116.25822288149078,
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                "z": 1.8348751887989483
            },
            "heading": {
                "qx": -0.02111296123795955,
                "qy": -0.006495469416730261,
                "qz": -0.008024565904865688,
                "qw": 0.9997181192298087
            }
        },
        "prefix": "s3://awsexamplebucket/lidar_singleframe_dataset/someprefix/",
        "images": [
        {
            "image-path": "images/frame300.bin_camera0.jpg",
            "unix-timestamp": 1566861644.759115,
            "fx": 847.7962624528487,
            "fy": 850.0340893791985,
            "cx": 576.2129134707038,
            "cy": 317.2423573573745,
            "k1": 0,
            "k2": 0,
            "k3": 0,
            "k4": 0,
            "p1": 0,
            "p2": 0,
            "skew": 0,
            "position": {
                "x": -2.2722515189268138,
                "y": 116.86003310568965,
                "z": 1.454614668542299
            },
            "heading": {
                "qx": 0.7594754093069037,
                "qy": 0.02181790885672969,
                "qz": -0.02461725233103356,
                "qw": -0.6496916273040025
            },
            "camera-model": "pinhole"
        }]
    }
}
{
    "source-ref": "s3://awsexamplebucket/examplefolder/frame2.bin",
    "source-ref-metadata":{
        "format": "binary/xyzi",
        "unix-timestamp": 1566861632.759133,
        "ego-vehicle-pose":{
            "position": {
                "x": -2.7161461413869947,
                "y": 116.25822288149078,
                "z": 1.8348751887989483
            },
            "heading": {
                "qx": -0.02111296123795955,
                "qy": -0.006495469416730261,
                "qz": -0.008024565904865688,
                "qw": 0.9997181192298087
            }
        },
        "prefix": "s3://awsexamplebucket/lidar_singleframe_dataset/someprefix/",
        "images": [
        {
            "image-path": "images/frame300.bin_camera0.jpg",
            "unix-timestamp": 1566861644.759115,
            "fx": 847.7962624528487,
            "fy": 850.0340893791985,
            "cx": 576.2129134707038,
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            "cy": 317.2423573573745,
            "k1": 0,
            "k2": 0,
            "k3": 0,
            "k4": 0,
            "p1": 0,
            "p2": 0,
            "skew": 0,
            "position": {
                "x": -2.2722515189268138,
                "y": 116.86003310568965,
                "z": 1.454614668542299
            },
            "heading": {
                "qx": 0.7594754093069037,
                "qy": 0.02181790885672969,
                "qz": -0.02461725233103356,
                "qw": -0.6496916273040025
            },
            "camera-model": "pinhole"
        }]
    }
}

Cuando crea un archivo de manifiesto de entrada, debe contraer los objetos JSON para que quepan en
una sola línea. Por ejemplo, el bloque de código anterior aparecería de la siguiente manera en un archivo
de manifiesto de entrada:

{"source-ref":"s3://awsexamplebucket/examplefolder/frame1.bin","source-ref-metadata":
{"format":"binary/xyzi","unix-timestamp":1566861644.759115,"ego-vehicle-pose":{"position":
{"x":-2.7161461413869947,"y":116.25822288149078,"z":1.8348751887989483},"heading":
{"qx":-0.02111296123795955,"qy":-0.006495469416730261,"qz":-0.008024565904865688,"qw":0.9997181192298087}},"prefix":"s3://
awsexamplebucket/lidar_singleframe_dataset/someprefix/","images":
[{"image-path":"images/frame300.bin_camera0.jpg","unix-
timestamp":1566861644.759115,"fx":847.7962624528487,"fy":850.0340893791985,"cx":576.2129134707038,"cy":317.2423573573745,"k1":0,"k2":0,"k3":0,"k4":0,"p1":0,"p2":0,"skew":0,"position":
{"x":-2.2722515189268138,"y":116.86003310568965,"z":1.454614668542299},"heading":
{"qx":0.7594754093069037,"qy":0.02181790885672969,"qz":-0.02461725233103356,"qw":-0.6496916273040025},"camera-
model":"pinhole"}]}}
{"source-ref":"s3://awsexamplebucket/examplefolder/frame2.bin","source-ref-metadata":
{"format":"binary/xyzi","unix-timestamp":1566861632.759133,"ego-vehicle-pose":{"position":
{"x":-2.7161461413869947,"y":116.25822288149078,"z":1.8348751887989483},"heading":
{"qx":-0.02111296123795955,"qy":-0.006495469416730261,"qz":-0.008024565904865688,"qw":0.9997181192298087}},"prefix":"s3://
awsexamplebucket/lidar_singleframe_dataset/someprefix/","images":
[{"image-path":"images/frame300.bin_camera0.jpg","unix-
timestamp":1566861644.759115,"fx":847.7962624528487,"fy":850.0340893791985,"cx":576.2129134707038,"cy":317.2423573573745,"k1":0,"k2":0,"k3":0,"k4":0,"p1":0,"p2":0,"skew":0,"position":
{"x":-2.2722515189268138,"y":116.86003310568965,"z":1.454614668542299},"heading":
{"qx":0.7594754093069037,"qy":0.02181790885672969,"qz":-0.02461725233103356,"qw":-0.6496916273040025},"camera-
model":"pinhole"}]}}

La siguiente tabla muestra los parámetros que puede incluir en el archivo de manifiesto de entrada:

Parámetro Obligatorio Valores aceptados Descripción

source-ref Sí Cadena

Formato de valor de
cadena aceptado:

s3://<bucket-
name>/<folder-
name>/point-cloud-
frame-file

La ubicación de Amazon
S3 de un fotograma de
nube de puntos único.
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Parámetro Obligatorio Valores aceptados Descripción

source-ref-
metadata

Sí objeto JSON

Parámetros aceptados:

format, unix-
timestamp, ego-
vehicle-pose,
position, prefix,
images

Utilice este parámetro
para incluir información
adicional sobre la nube
de puntos en source-
ref y para proporcionar
datos de la cámara para
la fusión de sensores.

format No Cadena

Valores de cadena
aceptados: "binary/
xyz", "binary/
xyzi", "binary/
xyzrgb", "binary/
xyzirgb", "text/
xyz", "text/xyzi",
"text/xyzrgb",
"text/xyzirgb"

Valores
predeterminados:

Cuando el archivo
identificado en
source-ref tiene una
extensión.bin, binary/
xyzi

Cuando el archivo
identificado en
source-ref tiene una
extensión.txt, text/
xyzi

Utilice este parámetro
para especificar el
formato de los datos
de nube de puntos.
Para obtener más
información, consulte
Formatos de datos
3D sin procesar
aceptados (p. 406).

unix-timestamp Sí Número

Una marca temporal
Unix.

La marca temporal
Unix es el número de
segundos desde el 1
de enero de 1970 hasta
la hora UTC en que los
datos fueron recopilados
por un sensor.

ego-vehicle-pose No objeto JSON La posición del
dispositivo utilizado
para recopilar los datos
de nube de puntos.
Para obtener más
información sobre este
parámetro, consulte
Incluir información de
posición del vehículo
en el manifiesto de
entrada (p. 412).
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Parámetro Obligatorio Valores aceptados Descripción

prefix No Cadena

Formato de valor de
cadena aceptado:

s3://<bucket-
name>/<folder-
name>/

La ubicación en Amazon
S3 donde se almacenan
los metadatos, como las
imágenes de la cámara,
para este fotograma.

El prefijo debe terminar
con una barra diagonal:
/.

images No List Una lista de parámetros
que describen las
imágenes de la cámara
en color utilizadas para
la fusión de sensores.
Puedes incluir hasta
8 imágenes en esta
lista. Para obtener más
información sobre los
parámetros necesarios
para cada imagen,
consulte Incluir los
datos de la cámara
en el manifiesto de
entrada (p. 413).

Incluir información de posición del vehículo en el manifiesto de entrada

Utilice la ubicación del ego-vehículo para proporcionar información sobre la ubicación del vehículo utilizado
para capturar datos de nube de puntos. Ground Truth utiliza esta información para calcular la matriz
extrínseca LiDAR.

Ground Truth utiliza matrices extrínsecas para proyectar etiquetas hacia y desde la escena 3D y las
imágenes 2D. Para obtener más información, consulte Fusión de sensores (p. 424).

En la siguiente tabla se proporciona más información sobre los parámetros position y orientación
(heading) necesarios cuando proporciona información del ego-vehículo.

Parámetro Obligatorio Valores aceptados Descripción

position Sí objeto JSON

Parámetros requeridos:

x, y y z. Introduzca
números para estos
parámetros.

El vector de traslación
del ego-vehículo en el
sistema de coordenadas
mundial.

heading Sí Objeto JSON.

Parámetros requeridos:

qx, qy, qz y qw.
Introduzca números
para estos parámetros.

La orientación del
fotograma de referencia
del dispositivo o
sensor montado en el
vehículo que detecta
el entorno, medido en
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Parámetro Obligatorio Valores aceptados Descripción
cuaterniones, (qx, qy,
qz, qw) en el sistema de
coordenadas.

Incluir los datos de la cámara en el manifiesto de entrada

Si desea incluir los datos de la cámara de vídeo con un fotograma, utilice los siguientes parámetros para
proporcionar información sobre cada imagen. La columna Obligatorio a continuación se aplica cuando el
parámetro images se incluye en el archivo de manifiesto de entrada en source-ref-metadata. No es
necesario incluir imágenes en el archivo de manifiesto de entrada.

Si incluye imágenes de la cámara, debe incluir información sobre la position y heading de la cámara
utilizada para capturar imágenes en el sistema de coordenadas mundial.

Si las imágenes están distorsionadas, Ground Truth puede eliminar la distorsión automáticamente
utilizando la información que proporcione sobre la imagen en el archivo de manifiesto de entrada, incluidos
los coeficientes de distorsión (k1,k2,k3,k4,p1,p1), el modelo de cámara y la matriz intrínseca de la
cámara. La matriz intrínseca se compone de la distancia focal (fx, fy) y el punto principal (cx, cy).
ConsulteMatriz intrínseca  (p. 426)Para saber cómo Ground Truth utiliza la intrínseca de la cámara. Si no
se incluyen los coeficientes de distorsión, Ground Truth no eliminará la distorsión de una imagen.

Parámetro Obligatorio Valores aceptados Descripción

image-path Sí Cadena

Ejemplo de formato:

<folder-
name>/
<imagefile.png>

La ubicación relativa en
Amazon S3 del archivo
de imagen. Esta ruta
relativa se añadirá a
la ruta especificada en
prefix.

unix-timestamp Sí Número La marca temporal
Unix es el número de
segundos desde el 1
de enero de 1970 hasta
la hora UTC en que los
datos fueron recopilados
por una cámara.

camera-model No Cadena:

Valores aceptados:

"pinhole",
"fisheye"

Valor predeterminado:

"pinhole"

Modelo de la cámara
utilizado para capturar
la imagen. Esta
información se utiliza
para eliminar la
distorsión de las
imágenes de la cámara.

fx, fy Sí Números La distancia focal
de la cámara, en las
direcciones x (fx) e y
(fy).
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Parámetro Obligatorio Valores aceptados Descripción

cx, cy Sí Números Las coordenadas x
(cx) e y (cy) del punto
principal.

k1, k2, k3, k4 No Número Coeficientes de
distorsión radial.
Compatibles con
modelos de cámaras
de ojo de pez y
estenopeicas.

p1, p2 No Número Coeficientes de
distorsión tangencial.
Compatibles con
modelos de cámaras
estenopeicas.

skew No Número Un parámetro para
medir el sesgo de una
imagen.

position Sí objeto JSON

Parámetros requeridos:

x, y y z. Introduzca
números para estos
parámetros.

La ubicación u origen
del fotograma de
referencia de la cámara
montada en el vehículo
que captura imágenes.

heading Sí Objeto JSON.

Parámetros requeridos:

qx, qy, qz y qw.
Introduzca números
para estos parámetros.

La orientación del
fotograma de referencia
de la cámara montada
en el vehículo que
captura imágenes,
medida mediante
cuaterniones, (qx, qy,
qw)qz, en el sistema de
coordenadas mundiales.

Límites de fotogramas de nube de puntos

Puede incluir hasta 100 000 fotogramas de nube de puntos en el archivo de manifiesto de entrada. El
trabajo de etiquetado de nube de puntos 3D tiene tiempos de preprocesamiento más largos que otros
tipos de tareas de Ground Truth. Para obtener más información, consulte Tiempo de preprocesamiento del
trabajo (p. 280).

Crear un manifiesto de entrada de secuencia de nube de puntos

El manifiesto es un archivo con codificación UTF-8 en el que cada línea es un objeto JSON completo y
válido. Cada línea se delimita con un salto de línea estándar, \n o \r\n. Dado que cada línea tiene que
ser un objeto JSON válido, no puede tener caracteres de salto de línea sin escape. En el archivo de
manifiesto de entrada de secuencia de nube de puntos, cada línea del manifiesto contiene una secuencia
de fotogramas de nube de puntos. Los datos de nube de puntos de cada fotograma de la secuencia se
pueden almacenar en formato binario o ASCII. Para obtener más información, consulte Formatos de
datos 3D sin procesar aceptados (p. 406). Este es el formato del archivo de manifiesto necesario para
el seguimiento de objetos de nube de puntos 3D. Opcionalmente, también puede proporcionar datos de
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fusión de sensores de cámara y atributos para cada fotograma de nube de puntos. Al crear un archivo de
manifiesto de entrada de secuencia, debe proporcionar datos de fusión de sensores de cámara de vídeo y
LiDAR en un sistema de coordenadas mundial (p. 422).

En el ejemplo siguiente se muestra la sintaxis utilizada para un archivo de manifiesto de entrada cuando
cada línea del manifiesto es un archivo de secuencia. Cada línea en su archivo de manifiesto de entrada
debe estar enLíneas de JSONformato.

{"source-ref": "s3://awsexamplebucket/example-folder/seq1.json"}
{"source-ref": "s3://awsexamplebucket/example-folder/seq2.json"}

Los datos de cada secuencia de fotogramas de nube de puntos deben almacenarse en un objeto
de datos JSON. A continuación se muestra un ejemplo del formato utilizado para un archivo de
secuencia. La información sobre cada fotograma se incluye como un objeto JSON y se muestra en
la lista frames. Este es un ejemplo de un archivo de secuencia con dos archivos de trama de nube
de puntos,frame300.binyframe303.bin. La...Para indicar dónde debe incluir información para
fotogramas adicionales. Agregue un objeto JSON para cada fotograma de la secuencia.

El siguiente bloque de código incluye un objeto JSON para un único archivo de secuencia. El objeto JSON
se ha expandido para facilitar su legibilidad.

{
  "seq-no": 1,
  "prefix": "s3://awsexamplebucket/example_lidar_sequence_dataset/seq1/",
  "number-of-frames": 100,
  "frames":[
    {
        "frame-no": 300, 
        "unix-timestamp": 1566861644.759115, 
        "frame": "example_lidar_frames/frame300.bin", 
        "format": "binary/xyzi", 
        "ego-vehicle-pose":{
            "position": {
                "x": -2.7161461413869947,
                "y": 116.25822288149078,
                "z": 1.8348751887989483
            },
            "heading": {
                "qx": -0.02111296123795955,
                "qy": -0.006495469416730261,
                "qz": -0.008024565904865688,
                "qw": 0.9997181192298087
            }
        }, 
        "images": [
        {
            "image-path": "example_images/frame300.bin_camera0.jpg",
            "unix-timestamp": 1566861644.759115,
            "fx": 847.7962624528487,
            "fy": 850.0340893791985,
            "cx": 576.2129134707038,
            "cy": 317.2423573573745,
            "k1": 0,
            "k2": 0,
            "k3": 0,
            "k4": 0,
            "p1": 0,
            "p2": 0,
            "skew": 0,
            "position": {
                "x": -2.2722515189268138,
                "y": 116.86003310568965,
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                "z": 1.454614668542299
            },
            "heading": {
                "qx": 0.7594754093069037,
                "qy": 0.02181790885672969,
                "qz": -0.02461725233103356,
                "qw": -0.6496916273040025
            },
            "camera-model": "pinhole"
        }]
    },
    {
        "frame-no": 303, 
        "unix-timestamp": 1566861644.759115, 
        "frame": "example_lidar_frames/frame303.bin", 
        "format": "text/xyzi", 
        "ego-vehicle-pose":{...}, 
        "images":[{...}]
    },
     ...
  ]
}

En la siguiente tabla se proporcionan detalles sobre los parámetros generales de un archivo de secuencia.
Para obtener información detallada sobre los parámetros necesarios para fotogramas individuales en el
archivo de secuencia, consulte Parámetros para fotogramas de nube de puntos individuales (p. 417).

Parámetro Obligatorio Valores aceptados Descripción

seq-no Sí Entero El número de orden de
la secuencia.

prefix Sí Cadena

Valores aceptados:

s3://<bucket-
name>/<prefix>/

Ubicación de Amazon
S3 donde se encuentran
los archivos de
secuencia.

El prefijo debe terminar
con una barra diagonal:
/.

number-of-frames Sí Entero El número total de
fotogramas incluidos en
el archivo de secuencia.
Este número debe
coincidir con el número
total de fotogramas
enumerados en el
parámetro frames de la
siguiente fila.

frames Sí Lista de objetos JSON. Una lista de datos de
fotograma. La longitud
de la lista debe ser igual
al number-of-frames.
En la interfaz de usuario
del trabajador, los
fotogramas de una
secuencia seguirán el
mismo orden que los
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Parámetro Obligatorio Valores aceptados Descripción
fotogramas en esta
matriz.

Para obtener
información detallada
sobre el formato de
cada fotograma,
consulte Parámetros
para fotogramas
de nube de puntos
individuales (p. 417).

Parámetros para fotogramas de nube de puntos individuales

La siguiente tabla muestra los parámetros que puede incluir en el archivo de manifiesto de entrada.

Parámetro Obligatorio Valores aceptados Descripción

frame-no No Entero Un número de
fotograma. Este es un
identificador opcional
especificado por el
cliente para identificar
la trama dentro de una
secuencia. No es usado
por la Ground Truth.

unix-timestamp Sí Número La marca temporal
Unix es el número de
segundos desde el 1
de enero de 1970 hasta
la hora UTC en que los
datos fueron recopilados
por un sensor.

La marca de tiempo
para cada fotograma
debe ser diferente y
las marcas de tiempo
deben ser secuenciales
porque se utilizan
para la interpolación
cuboide. Idealmente,
esta debería ser la
marca de tiempo real
cuando se recopilaron
los datos. Si esto no
está disponible, debe
utilizar una secuencia
incremental de marcas
de tiempo, donde el
primer fotograma del
archivo de secuencia
corresponde a la
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Parámetro Obligatorio Valores aceptados Descripción
primera marca de
tiempo de la secuencia.

frame Sí Cadena

Ejemplo de formato

<folder-
name>/<sequence-
file.json>

La ubicación relativa en
Amazon S3 del archivo
de secuencia. Esta ruta
relativa se añadirá a
la ruta especificada en
prefix.

format No Cadena

Valores de cadena
aceptados: "binary/
xyz", "binary/
xyzi", "binary/
xyzrgb", "binary/
xyzirgb", "text/
xyz", "text/xyzi",
"text/xyzrgb",
"text/xyzirgb"

Valores
predeterminados:

Cuando el archivo
identificado en
source-ref tiene una
extensión.bin, binary/
xyzi

Cuando el archivo
identificado en
source-ref tiene una
extensión.txt, text/
xyzi

Utilice este parámetro
para especificar el
formato de los datos
de nube de puntos.
Para obtener más
información, consulte
Formatos de datos
3D sin procesar
aceptados (p. 406).

ego-vehicle-pose No objeto JSON La posición del
dispositivo utilizado
para recopilar los datos
de nube de puntos.
Para obtener más
información sobre este
parámetro, consulte
Incluir información de
posición del vehículo
en el manifiesto de
entrada (p. 419).
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Parámetro Obligatorio Valores aceptados Descripción

prefix No Cadena

Formato de valor de
cadena aceptado:

s3://<bucket-
name>/<folder-
name>/

La ubicación en Amazon
S3 donde se almacenan
los metadatos, como las
imágenes de la cámara,
para este fotograma.

El prefijo debe terminar
con una barra diagonal:
/.

images No List Una lista de parámetros
que describen las
imágenes de la cámara
en color utilizadas para
la fusión de sensores.
Puedes incluir hasta
8 imágenes en esta
lista. Para obtener más
información sobre los
parámetros necesarios
para cada imagen,
consulte Incluir los
datos de la cámara
en el manifiesto de
entrada (p. 420).

Incluir información de posición del vehículo en el manifiesto de entrada

Utilice la ubicación del ego-vehículo para proporcionar información sobre la posición del vehículo utilizado
para capturar datos de nube de puntos. Ground Truth utiliza esta información para calcular matrices
extrínsecas LiDAR.

Ground Truth utiliza matrices extrínsecas para proyectar etiquetas hacia y desde la escena 3D y las
imágenes 2D. Para obtener más información, consulte Fusión de sensores (p. 424).

En la siguiente tabla se proporciona más información sobre los parámetros position y orientación
(heading) necesarios cuando proporciona información del ego-vehículo.

Parámetro Obligatorio Valores aceptados Descripción

position Sí objeto JSON

Parámetros requeridos:

x, y y z. Introduzca
números para estos
parámetros.

El vector de traslación
del ego-vehículo en el
sistema de coordenadas
mundial.

heading Sí Objeto JSON.

Parámetros requeridos:

qx, qy, qz y qw.
Introduzca números
para estos parámetros.

La orientación del
fotograma de referencia
del dispositivo o
sensor montado en el
vehículo que detecta
el entorno, medido en
cuaterniones, (qx, qy,
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Parámetro Obligatorio Valores aceptados Descripción
qz, qw) en el sistema de
coordenadas.

Incluir los datos de la cámara en el manifiesto de entrada

Si desea incluir los datos de la cámara en color con un fotograma, utilice los siguientes parámetros para
proporcionar información sobre cada imagen. La columna Obligatorio en la siguiente tabla se aplica
cuando el parámetro images se incluye en el archivo de manifiesto de entrada. No es necesario incluir
imágenes en el archivo de manifiesto de entrada.

Si incluye imágenes de la cámara, debe incluir información sobre la position y orientación (heading) de
la cámara utilizada para capturar las imágenes.

Si las imágenes están distorsionadas, Ground Truth puede eliminar la distorsión automáticamente
utilizando la información que proporcione sobre la imagen en el archivo de manifiesto de entrada, incluidos
los coeficientes de distorsión (k1,k2,k3,k4,p1,p1), modelo de cámara y distancia focal (fx,fy), y el punto
principal (cx,cy). Para obtener más información sobre estos coeficientes e imágenes sin distorsión,
consulte Camera calibration With OpenCV. Si no se incluyen los coeficientes de distorsión, Ground Truth
no eliminará la distorsión de una imagen.

Parámetro Obligatorio Valores aceptados Descripción

image-path Sí Cadena

Ejemplo de formato:

<folder-
name>/
<imagefile.png>

La ubicación relativa en
Amazon S3 del archivo
de imagen. Esta ruta
relativa se añadirá a
la ruta especificada en
prefix.

unix-timestamp Sí Número La marca temporal de la
imagen.

camera-model No Cadena:

Valores aceptados:

"pinhole",
"fisheye"

Valor predeterminado:

"pinhole"

Modelo de la cámara
utilizado para capturar
la imagen. Esta
información se utiliza
para eliminar la
distorsión de las
imágenes de la cámara.

fx, fy Sí Números La distancia focal
de la cámara, en las
direcciones x (fx) e y
(fy).

cx, cy Sí Números Las coordenadas x
(cx) e y (cy) del punto
principal.

k1, k2, k3, k4 No Número Coeficientes de
distorsión radial.
Compatibles con
modelos de cámaras
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Parámetro Obligatorio Valores aceptados Descripción
de ojo de pez y
estenopeicas.

p1, p2 No Número Coeficientes de
distorsión tangencial.
Compatibles con
modelos de cámaras
estenopeicas.

skew No Número Un parámetro para
medir cualquier sesgo
conocido de la imagen.

position Sí objeto JSON

Parámetros requeridos:

x, y y z. Introduzca
números para estos
parámetros.

La ubicación u origen
del fotograma de
referencia de la cámara
montada en el vehículo
que captura imágenes.

heading Sí Objeto JSON.

Parámetros requeridos:

qx, qy, qz y qw.
Introduzca números
para estos parámetros.

La orientación del
fotograma de referencia
de la cámara montada
en el vehículo que
captura imágenes,
medida mediante
cuaterniones, (qx, qy,
qz, qw).

Límites de fotogramas de nube de puntos y archivo de secuencia

Puede incluir hasta 100 000 secuencias de fotogramas de nube de puntos en el archivo de manifiesto de
entrada. Puede incluir hasta 500 fotogramas de nube de puntos en cada archivo de secuencia.

Tenga en cuenta que el trabajo de etiquetado de nube de puntos 3D tiene tiempos de preprocesamiento
más largos que otros tipos de tareas de Ground Truth. Para obtener más información, consulte Tiempo de
preprocesamiento del trabajo (p. 280).

Sistemas de coordenadas y fusión de sensores
Los datos de nube de puntos siempre se ubican en un sistema de coordenadas. Este sistema de
coordenadas puede ser local para el vehículo o el dispositivo que detecta el entorno, o puede ser un
sistema de coordenadas universal. Cuando se utilizan trabajos de etiquetado de nube de puntos 3D de
Ground Truth, todas las anotaciones se generan mediante el sistema de coordenadas de datos de entrada.
Para algunos tipos de tareas y entidades de tareas de etiquetado, se debe proporcionar datos en un
sistema de coordenadas universal.

En este tema, aprenderá lo siguiente:

• Cuandoson obligatoriosproporcionan datos de entrada en un sistema de coordenadas universal o marco
de referencia global.

• Qué es una coordenada universal y cómo se pueden convertir datos de nube de puntos en un sistema
de coordenadas universal.

• Cómo puede utilizar sus matrices extrínsecas de sensores y cámaras para proporcionar datos de
postura cuando se utiliza la fusión de sensores.
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Requisitos del sistema de coordenadas para trabajos de etiquetado

Si los datos de nube de puntos se recopilaron en un sistema de coordenadas local, puede utilizar una
matriz extrínseca del sensor utilizado para recopilar los datos y convertirlos en un sistema de coordenadas
universal o en un marco de referencia global. Si no puede obtener una extrínseca para los datos de nube
de puntos y, como resultado, no puede obtener nubes de puntos en un sistema de coordenadas universal,
puede proporcionar datos de nube de puntos en un sistema de coordenadas local para la detección de
objetos de nube de puntos 3D y los tipos de tareas de segmentación semántica.

Para el rastreo de objetos, debe proporcionar datos de nube de puntos en un sistema de coordenadas
universal. Esto se debe a que cuando rastrea objetos a través de múltiples marcos, el propio vehículo ego
se está moviendo en el mundo y por lo tanto todos los marcos necesitan un punto de referencia.

Si incluye datos de cámara para la fusión de sensores, se recomienda proporcionar posturas de cámara en
el mismo sistema de coordenadas universal que el sensor 3D (como un sensor LiDAR).

Uso de datos de nube de puntos en un sistema de coordenadas universal

En esta sección se explica lo que es un sistema de coordenadas universal (SCU), también conocido como
marco global de referencia, y se explica cómo se pueden proporcionar datos de nube de puntos en un
sistema de coordenadas universal.

¿Qué es un sistema de coordenadas universal?

Un SCU o marco global de referencia es un sistema de coordenadas universal fijo en el que se colocan
los sistemas de coordenadas del vehículo y del sensor. Por ejemplo, si se encuentran varios marcos de
nube de puntos en diferentes sistemas de coordenadas porque se recopilaron a partir de dos sensores,
se puede utilizar un SCU para convertir todas las coordenadas de estos marcos de nube de puntos
en un único sistema de coordenadas, donde todos los marcos tienen el mismo origen (0,0,0). Esta
transformación se realiza trasladando el origen de cada marco al origen del SCU utilizando un vector de
traslación y girando los tres ejes (normalmente x, y y z) a la orientación correcta utilizando una matriz de
rotación. Esta transformación rígida del cuerpo se llama transformación homogénea.

Un sistema de coordenadas mundial es importante en la planificación global de rutas, localización, mapeo
y simulaciones de escenarios de conducción. Ground Truth utiliza el sistema de coordenadas del mundo
cartesiano diestro, como el definido enISO 8855, donde el eje x está hacia adelante hacia el movimiento
del vehículo, el eje y queda hacia la izquierda y el eje z apunta hacia arriba desde el suelo.

El marco global de referencia depende de los datos. Algunos conjuntos de datos utilizan la posición
LiDAR del primer marco como origen. En este escenario, todos los marcos utilizan el primer marco como
referencia y el rumbo y la posición del dispositivo estarán cerca del origen en el primer marco. Por ejemplo,
los conjuntos de datos KITTI tienen el primer marco como referencia para las coordenadas universales.
Otros conjuntos de datos utilizan una posición del dispositivo que es diferente del origen.

Tenga en cuenta que este no es el sistema de coordenadas GPS/IMU, que normalmente gira 90 grados
a lo largo del eje z. Si los datos de nube de puntos están en un sistema de coordenadas GPS/IMU (como
OXT en el conjunto de datos AV KITTI de código abierto), entonces necesita transformar el origen a un
sistema de coordenadas universal (normalmente el sistema de coordenadas de referencia del vehículo).
Para aplicar esta transformación, multiplique los datos con métricas de transformación (la matriz de
rotación y el vector de traslación). Esto transformará los datos de su sistema de coordenadas original en un
sistema de coordenadas de referencia global. Más información sobre esta transformación en la siguiente
sección.

Convertir datos de nube de puntos 3D en un SCU

Ground Truth da por hecho que los datos de nube de puntos ya se han transformado en un sistema de
coordenadas de referencia de su elección. Por ejemplo, puede elegir el sistema de coordenadas de
referencia del sensor (como LiDAR) como sistema de coordenadas de referencia global. También puede
tomar nubes de puntos de varios sensores y transformarlas desde la vista del sensor a la vista del sistema
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de coordenadas de referencia del vehículo. Utilice la matriz extrínseca de un sensor, formada por una
matriz de rotación y un vector de traslación, para convertir los datos de nube de puntos en un SCU o marco
global de referencia.

En conjunto, el vector de traslación y la matriz de rotación se pueden utilizar para crear una matriz
extrínseca, que se puede utilizar para convertir datos desde un sistema de coordenadas local a un SCU.
Por ejemplo, su matriz extrínseca LiDAR puede estar compuesta como se indica a continuación, donde R
es la matriz de rotación y T es el vector de traslación:

LiDAR_extrinsic = [R T;0 0 0 1]

Por ejemplo, el conjunto de datos KITTI de conducción autónoma incluye una matriz de rotación
y un vector de traslación para la matriz de transformación extrínseca LiDAR para cada marco.
El módulo python pykitti se puede utilizar para cargar los datos KITTI, y en el conjunto de datos
dataset.oxts[i].T_w_imu proporciona la transformación extrínseca LiDAR para el marco
ith que se puede multiplicar con puntos en ese marco para convertirlos en un marco universal -
np.matmul(lidar_transform_matrix, points). Multiplicar un punto en el marco LiDAR con una
matriz extrínseca LiDAR lo transforma en coordenadas universales. Al multiplicar un punto en el marco
universal con la matriz extrínseca de la cámara, se proporciona las coordenadas de punto en el marco de
referencia de la cámara.

En el ejemplo de código siguiente se muestra cómo se pueden convertir marcos de nube de puntos del
conjunto de datos KITTI en un SCU.

import pykitti
import numpy as np

basedir = '/Users/nameofuser/kitti-data'
date = '2011_09_26'
drive = '0079'

# The 'frames' argument is optional - default: None, which loads the whole dataset.
# Calibration, timestamps, and IMU data are read automatically. 
# Camera and velodyne data are available via properties that create generators
# when accessed, or through getter methods that provide random access.
data = pykitti.raw(basedir, date, drive, frames=range(0, 50, 5))

# i is frame number
i = 0

# lidar extrinsic for the ith frame
lidar_extrinsic_matrix = data.oxts[i].T_w_imu

# velodyne raw point cloud in lidar scanners own coordinate system
points = data.get_velo(i)

# transform points from lidar to global frame using lidar_extrinsic_matrix
def generate_transformed_pcd_from_point_cloud(points, lidar_extrinsic_matrix):
    tps = []
    for point in points:
        transformed_points = np.matmul(lidar_extrinsic_matrix, np.array([point[0],
 point[1], point[2], 1], dtype=np.float32).reshape(4,1)).tolist()
        if len(point) > 3 and point[3] is not None:
            tps.append([transformed_points[0][0], transformed_points[1][0],
 transformed_points[2][0], point[3]])
       
    return tps
    
# customer transforms points from lidar to global frame using lidar_extrinsic_matrix
transformed_pcl = generate_transformed_pcd_from_point_cloud(points, lidar_extrinsic_matrix)
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Fusión de sensores

Ground Truth admite la fusión de sensores de datos de nube de puntos con hasta 8 entradas de cámara
de vídeo. Esta característica permite a los etiquetadores humanos ver el marco de nube de puntos 3D
en paralelo con el marco de vídeo sincronizado. Además de proporcionar más contexto visual para el
etiquetado, la fusión de sensores permite a los empleados ajustar anotaciones en la escena 3D y en
imágenes 2D y el ajuste se proyecta en la otra vista. El siguiente vídeo muestra un trabajo de etiquetado
de nube de puntos 3D con LiDAR y fusión de sensores de cámara.
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Para obtener los mejores resultados, al utilizar la fusión de sensores, la nube de puntos debe estar en un
WCS. Ground Truth utiliza su sensor (como LiDAR), la cámara y la información de postura de vehículo ego
para calcular matrices extrínsecas e intrínsecas para la fusión de sensores.

Matriz extrínseca

Ground Truth utiliza matrices extrínsecas de sensor (como LiDAR) y extrínsecas e intrínsecas de cámara
para proyectar objetos hacia y desde el marco de referencia de los datos de nube de puntos al marco de
referencia de la cámara.

Por ejemplo, para proyectar una etiqueta desde la nube de puntos 3D al plano de imagen de la cámara,
Ground Truth transforma puntos 3D del propio sistema de coordenadas LiDAR al sistema de coordenadas
de la cámara. Esto se hace normalmente transformando primero puntos 3D del propio sistema de
coordenadas LiDAR a un sistema de coordenadas universal (o un marco de referencia global) utilizando
la matriz extrínseca LiDAR. Ground Truth utiliza entonces la cámara extrínseca inversa (que convierte
puntos de un marco global de referencia al marco de referencia de la cámara) para transformar los puntos
3D del sistema de coordenadas universal del paso anterior en el plano de imagen de la cámara. La matriz
extrínseca LiDAR también se puede utilizar para transformar datos 3D en un sistema de coordenadas
universal. Si sus datos 3D ya se han transformado en sistema de coordenadas universal, la primera
transformación no tiene ningún impacto en la traslación de etiquetas, y la traslación de etiquetas solo
depende de la extrínseca inversa de la cámara. Una matriz de vista se utiliza para visualizar etiquetas
proyectadas. Para obtener más información sobre estas transformaciones y la matriz de vistas, consulte
Transformaciones de fusión de sensores de Ground Truth (p. 430).

Ground Truth calcula estas matrices extrínsecas mediante el uso de LiDAR y cámarapostura de datosQue
proporcione:heading(en cuaterniones:qx,qy,qz, yqw) yposition(x,y,z). Para el vehículo, normalmente
el rumbo y la posición se describen en el marco de referencia del vehículo en un sistema de coordenadas
universal y se llaman postura de vehículo ego. Para cada extrínseca de cámara, puede agregar
información de postura para dicha cámara. Para obtener más información, consulte Pose (p. 427).

Matriz intrínseca

Ground Truth utiliza las matrices extrínsecas e intrínsecas de cámara para calcular métricas de vista para
transformar etiquetas hacia y desde la escena 3D a imágenes de cámara. Ground Truth calcula la matriz
intrínseca de la cámara utilizando la distancia focal de la cámara (fx,fy) y coordenadas del centro óptico
(cx,cy) que proporciona. Para obtener más información, consulte  Intrínseca y distorsión (p. 430).

Distorsión de la imagen

La distorsión de la imagen puede ocurrir por diversas razones. Por ejemplo, las imágenes pueden estar
distorsionadas debido a los efectos de barril o ojo de pez. Ground Truth utiliza parámetros intrínsecos
junto con el coeficiente de distorsión para eliminar la distorsión de las imágenes que proporciona al crear
trabajos de etiquetado de nubes de puntos 3D. Si una imagen de cámara ya no está distorsionada, todos
los coeficientes de distorsión deben establecerse en 0.

Para obtener más información acerca de las transformaciones que realiza Ground Truth para eliminar la
distorsión de las imágenes, consulteCalibraciones de cámara: Extrínseca, intrínseca y distorsión (p. 430).

Vehículo ego

Para recopilar datos para aplicaciones de conducción autónomas, las mediciones utilizadas para generar
datos de nubes de puntos se toman de sensores montados en un vehículo, o en el vehículo ego. Para
proyectar ajustes de etiqueta hacia y desde la escena 3D y las imágenes 2D, Ground Truth necesita que
su vehículo ego se represente en un sistema de coordenadas universal. La postura del vehículo ego se
compone de coordenadas de posición y cuaternión de orientación.

Ground Truth utiliza su postura de vehículo ego para calcular matrices de rotación y transformaciones. Las
rotaciones en 3 dimensiones se pueden representar mediante una secuencia de 3 rotaciones alrededor
de una secuencia de ejes. En teoría, tres ejes que abarcan el espacio euclidiano 3D son suficientes. En
la práctica, los ejes de rotación se eligen para ser los vectores de base. Se espera que las tres rotaciones
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estén en un marco mundial de referencia (extrínseco). Ground Truth no admite un marco de referencia
centrado de cuerpo (intrínseco) que está unido al objeto bajo rotación y se mueve con él. Para rastrear
objetos, Ground Truth necesita medir desde una referencia global donde todos los vehículos se muevan.
Al utilizar trabajos de etiquetado de nube de puntos 3D de Ground Truth, z especifica el eje de rotación
(rotación extrínseca) y los ángulos de Euler de guiñada están en radianes (ángulo de rotación).

Pose

Ground Truth utiliza información de postura para visualizaciones 3D y fusión de sensores. La información
de postura que introduce a través de su archivo de manifiesto se utiliza para calcular matrices extrínsecas.
Si ya tiene una matriz extrínseca, puede usarla para extraer datos de la postura del sensor y de la cámara.

Por ejemplo, en el conjunto de datos KITTI de conducción autónoma, el módulo python pykitti se
puede utilizar para cargar los datos KITTI. En el conjunto de datos dataset.oxts[i].T_w_imu
proporciona la transformación extrínseca LiDAR para el marco iº y se puede multiplicar por los puntos
para obtenerlos en un marco universal - matmul(lidar_transform_matrix, points). Esta
transformación se puede convertir en posición (vector de traslación) y rumbo (en cuaternión) de LiDAR
para el formato JSON del archivo de manifiesto de entrada. La transformación extrínseca de la cámara
para cam0 en el marco ith se puede calcular mediante inv(matmul(dataset.calib.T_cam0_velo,
inv(dataset.oxts[i].T_w_imu))) y esto se puede convertir en rumbo y posición para cam0.

import numpy

rotation = [[ 9.96714314e-01, -8.09890350e-02,  1.16333982e-03],
 [ 8.09967396e-02,  9.96661051e-01, -1.03090934e-02],
 [-3.24531964e-04,  1.03694477e-02,  9.99946183e-01]]
 
origin= [1.71104606e+00,
          5.80000039e-01,
          9.43144935e-01]

         
from scipy.spatial.transform import Rotation as R

# position is the origin
position = origin 
r = R.from_matrix(np.asarray(rotation))

# heading in WCS using scipy 
heading = r.as_quat()
print(f"pose:{position}\nheading: {heading}")

Position

En el archivo de manifiesto de entrada, position se refiere a la posición del sensor con respecto a un
marco universal. Si no puede colocar la posición del dispositivo en un sistema de coordenadas universal,
puede utilizar datos LiDAR con coordenadas locales. Del mismo modo, para cámaras de vídeo montadas
puede especificar la posición y el rumbo en un sistema de coordenadas universal. Para la cámara, si no
tiene información de posición, utilice (0, 0, 0).

Los siguientes son los campos del objeto de posición:

1. x(flotante): coordenada x del vehículo ego, sensor u posición de la cámara en metros.
2. y(flotante): coordenada y del vehículo ego, sensor u posición de la cámara en metros.
3. z(flotante): coordenada z del vehículo ego, sensor u posición de la cámara en metros.

A continuación se muestra un ejemplo de un objeto JSON position:

{
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    "position": {
        "y": -152.77584902657554,
        "x": 311.21505956090624,
        "z": -10.854137529636024
      }
}

Heading

En el archivo de manifiesto de entrada, heading es un objeto que representa la orientación de un
dispositivo con respecto al marco universal. Los valores de heading deben estar en cuaternión. Un
cuaternión es una representación de la orientación consistente con las propiedades esféricas geodésicas.
Si no puede poner el rumbo del sensor en coordenadas universales, utilice el cuaternión de identidad (qx
= 0, qy = 0, qz = 0, qw = 1). Del mismo modo, en el caso de las cámaras, especifique el valor de
heading en cuaterniones. Si no puede obtener parámetros de calibración de la cámara extrínseca, utilice
también el cuaternión de identidad.

Los campos del objeto heading son los siguientes:

1. qx (flotante): componente x del vehículo ego, sensor u orientación de la cámara.
2. qy (flotante): componente y del vehículo ego, sensor u orientación de la cámara.
3. qz (flotante): componente z del vehículo ego, sensor u orientación de la cámara.
4. qw (flotante): w componente del vehículo ego, sensor u orientación de la cámara.

A continuación se muestra un ejemplo de un objeto JSON heading:

{
    "heading": {
        "qy": -0.7046155108831117,
        "qx": 0.034278837280808494,
        "qz": 0.7070617895701465,
        "qw": -0.04904659893885366
      }
}

Para obtener más información, consulte Cálculo de cuaterniones de orientación y posición (p. 428).

Cálculo de cuaterniones de orientación y posición

Ground Truth requiere que todos los datos de orientación, o rumbo, se den en cuaterniones. Un cuaternión
es una representación de la orientación consistente con las propiedades esféricas geodésicas que se
pueden utilizar para aproximar la rotación. En comparación con los ángulos de Euler son más simples de
componer y evitan el problema de bloqueo de cardán. En comparación con las matrices de rotación, son
más compactos, más estables numéricamente y más eficientes.

Puede calcular cuaterniones a partir de una matriz de rotación o de una matriz de transformación.

Si tiene una matriz de rotación (compuesta por las rotaciones del eje) y un vector de traslación (u origen)
en el sistema de coordenadas universal en lugar de una sola matriz de transformación rígida 4x4, puede
utilizar directamente la matriz de rotación y el vector de traslación para calcular cuaterniones. Bibliotecas
como scipy y pyqaternion pueden ayudar. El siguiente bloque de código muestra un ejemplo usando estas
bibliotecas para calcular el cuaternion a partir de una matriz de rotación.

import numpy

rotation = [[ 9.96714314e-01, -8.09890350e-02,  1.16333982e-03],
 [ 8.09967396e-02,  9.96661051e-01, -1.03090934e-02],
 [-3.24531964e-04,  1.03694477e-02,  9.99946183e-01]]
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origin = [1.71104606e+00,
          5.80000039e-01,
          9.43144935e-01]

         
from scipy.spatial.transform import Rotation as R
# position is the origin
position = origin 
r = R.from_matrix(np.asarray(rotation))
# heading in WCS using scipy 
heading = r.as_quat()
print(f"position:{position}\nheading: {heading}")

Una herramienta de interfaz de usuario como 3D Rotation Converter también puede resultar útil.

Si tiene una matriz de transformación extrínseca 4x4, tenga en cuenta que la matriz de transformación
tiene el formato[R T; 0 0 0 1]whereRes la matriz de rotación yTes el vector de traducción de
origen. Esto significa que puede extraer la matriz de rotación y el vector de traslación de la matriz de
transformación de la siguiente manera.

import numpy as np

transformation 
= [[ 9.96714314e-01, -8.09890350e-02,  1.16333982e-03, 1.71104606e+00],
   [ 8.09967396e-02,  9.96661051e-01, -1.03090934e-02, 5.80000039e-01],
   [-3.24531964e-04,  1.03694477e-02,  9.99946183e-01, 9.43144935e-01],
   [              0,               0,               0,              1]]

transformation  = np.array(transformation )
rotation = transformation[0:3][0:3]
translation= transformation[0:3][3]

from scipy.spatial.transform import Rotation as R
# position is the origin translation
position = translation
r = R.from_matrix(np.asarray(rotation))
# heading in WCS using scipy 
heading = r.as_quat()
print(f"position:{position}\nheading: {heading}")

Con su propia configuración, puede calcular una matriz de transformación extrínseca utilizando la
posición y orientación GPS/IMU (latitud, longitud, altitud y balanceo, paso, guiñada) con respecto al
sensor LiDAR en el vehículo ego. Por ejemplo, puede calcular la postura a partir de datos sin procesar de
KITTI utilizando pose = convertOxtsToPose(oxts) para transformar los datos de oxts en posturas
euclidianas locales, especificadas por matrices de transformación rígidas 4x4. A continuación, puede
transformar esta matriz de transformación de postura en un marco de referencia global utilizando la matriz
de transformación de marcos de referencia en el sistema de coordenadas universal.

struct Quaternion
{
    double w, x, y, z;
};

Quaternion ToQuaternion(double yaw, double pitch, double roll) // yaw (Z), pitch (Y), roll
 (X)
{
    // Abbreviations for the various angular functions
    double cy = cos(yaw * 0.5);
    double sy = sin(yaw * 0.5);
    double cp = cos(pitch * 0.5);
    double sp = sin(pitch * 0.5);
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    double cr = cos(roll * 0.5);
    double sr = sin(roll * 0.5);

    Quaternion q;
    q.w = cr * cp * cy + sr * sp * sy;
    q.x = sr * cp * cy - cr * sp * sy;
    q.y = cr * sp * cy + sr * cp * sy;
    q.z = cr * cp * sy - sr * sp * cy;

    return q;
}

Transformaciones de fusión de sensores de Ground Truth

Las siguientes secciones profundizan en detalle sobre las transformaciones de fusión de sensores Ground
Truth que se realizan utilizando los datos de postura que proporcione.

Extrínseca LiDAR

Con el fin de proyectar hacia y desde una escena LiDAR 3D a una imagen de cámara 2D, Ground Truth
calcula las métricas de proyección de transformación rígida utilizando la postura y el rumbo del vehículo
ego. Ground Truth calcula la rotación y la traslación de coordenadas universales en el plano 3D haciendo
una secuencia simple de rotaciones y traslación.

Ground Truth calcula las métricas de rotación utilizando los cuaterniones de rumbo de la siguiente manera:

Aquí,[x, y, z, w]corresponde a los parámetros de laheadingobjeto JSON,[qx, qy, qz, qw].
Ground Truth calcula el vector de columna de traducción comoT = [poseX, poseY, poseZ]. Entonces
las métricas extrínsecas son simplemente las siguientes:

LiDAR_extrinsic = [R T;0 0 0 1]

Calibraciones de cámara: Extrínseca, intrínseca y distorsión

La calibración geométrica de la cámara, también conocida como reseccionamiento de cámara, calcula los
parámetros de un objetivo y del sensor de imagen de una imagen o cámara de vídeo. Puede utilizar estos
parámetros para corregir la distorsión del objetivo, medir el tamaño de un objeto en unidades universales
o determinar la ubicación de la cámara en la escena. Los parámetros de la cámara incluyen coeficientes
intrínsecos y de distorsión.

Extrínseca de cámara

Si se proporciona la postura de la cámara, Ground Truth calcula la extrínseca de la cámara basándose en
una transformación rígida del plano 3D al plano de la cámara. El cálculo es el mismo que el utilizado para
laExtrínseca LiDAR (p. 430), excepto que Ground Truth usa pose de cámara (positionyheading) y
calcula el extrínseco inverso.

 camera_inverse_extrinsic = inv([Rc Tc;0 0 0 1]) #where Rc and Tc are camera pose
 components

Intrínseca y distorsión

Algunas cámaras, como las cámaras estenopeicas o ojo de pez, pueden introducir una distorsión
significativa en las fotos. Esta distorsión se puede corregir utilizando coeficientes de distorsión y la
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distancia focal de la cámara. Para obtener más información, consulteCalibración de cámara con
OpenCVen la documentación de OpenCV.

Hay dos tipos de distorsión Ground Truth puede corregir para: distorsión radial y distorsión tangencial.

La distorsión radial se produce cuando los rayos de luz se doblan más cerca de los bordes de una lente
que en su centro óptico. Cuanto más pequeña sea la lente, mayor será la distorsión. La presencia de la
distorsión radial se manifiesta en forma delbarrilorojo de pezy Ground Truth utiliza la Fórmula 1 para no
distorsionarlo.

Fórmula 1:

Distorsión tangencialSe produce porque las lentes utilizadas para tomar las imágenes no son
perfectamente paralelas al plano de imagen. Esto se puede corregir con la Fórmula 2.

Formula 2:

En el archivo de manifiesto de entrada, puede proporcionar coeficientes de distorsión y Ground Truth no
distorsionará las imágenes. Todos los coeficientes de distorsión son flotantes.

• k1,k2,k3,k4Coeficientes de distorsión radial. Utilizados para modelos de cámara de ojo de pez y
estenopeicas.

• p1,p2— Coeficientes de distorsión tangencial. Utilizados para modelos de cámara estenopeicas.

Si las imágenes ya no están distorsionadas, todos los coeficientes de distorsión deben ser 0 en el
manifiesto de entrada.

Con el fin de reconstruir correctamente la imagen corregida, Ground Truth hace una conversión de unidad
de las imágenes basada en longitudes focales. Si se usa una distancia focal común con una relación
de aspecto dada para ambos ejes, como 1, en la fórmula superior tendremos una distancia focal única.
La matriz que contiene estos cuatro parámetros se conoce como la matriz de calibración intrínseca en
cámara.

Aunque los coeficientes de distorsión son los mismos independientemente de las resoluciones de la
cámara utilizadas, estos deben escalarse con la resolución actual de la resolución calibrada.

Los siguientes son valores flotantes.

• fx: distancia focal en dirección x.
• fy: distancia focal en dirección y.
• cx: coordenada x del punto principal.
• cy: coordenada y del punto principal.
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Ground Truth utiliza la extrínseca de cámara y la intrínseca de cámara para calcular métricas de vista
como se muestra en el siguiente bloque de código para transformar etiquetas entre la escena 3D y las
imágenes 2D.

def generate_view_matrix(intrinsic_matrix, extrinsic_matrix):
    intrinsic_matrix = np.c_[intrinsic_matrix, np.zeros(3)]
    view_matrix = np.matmul(intrinsic_matrix, extrinsic_matrix)
    view_matrix = np.insert(view_matrix, 2, np.array((0, 0, 0, 1)), 0)
    return view_matrix

Datos de entrada de cuadro de vídeo
Cuando crea un trabajo de etiquetado de detección de objetos de fotogramas de vídeo o seguimiento de
objetos, puede elegir archivos de vídeo (archivos MP4) o fotogramas de vídeo para los datos de entrada.
Todas las tareas de trabajo se crean mediante fotogramas de vídeo, por lo que si elige archivos de vídeo,
utilice la herramienta de extracción de fotogramas de Ground Truth para extraer fotogramas de vídeo
(imágenes) de los archivos de vídeo.

Para estas dos opciones, puede usar la opciónConfiguración automatizada de datosen la sección Ground
Truth de la consola de Amazon SageMaker para configurar una conexión entre Ground Truth y los datos
de entrada en Amazon S3 para que Ground Truth sepa dónde buscar los datos de entrada al crear sus
tareas de etiquetado. Esto crea y almacena un archivo de manifiesto de entrada en la ubicación del dataset
de entrada de Amazon S3. Para obtener más información, consulte Configuración automática de datos de
entrada de fotogramas (p. 434).

Como alternativa, puede crear manualmente archivos de secuencia para cada secuencia de
fotogramas de vídeo que desee etiquetar y proporcionar la ubicación de Amazon S3 de un archivo de
manifiesto de entrada que haga referencia a cada uno de estos archivos de secuencias mediante la
herramientasource-refClave. Para obtener más información, consulte Cree un archivo de manifiesto de
entrada de fotograma de vídeo (p. 436).

Temas
• Seleccionar archivos de vídeo o fotogramas de vídeo para datos de entrada (p. 432)
• Configuración de los datos de entrada (p. 434)

Seleccionar archivos de vídeo o fotogramas de vídeo para datos de entrada
Al crear un trabajo de etiquetado de detección de objetos de fotogramas de vídeo o seguimiento de
objetos, puede proporcionar una secuencia de fotogramas de vídeo (imágenes) o puede utilizar la consola
de Amazon SageMaker para que Ground Truth extraiga automáticamente fotogramas de vídeo de sus
archivos de vídeo. Utilice las secciones siguientes para obtener más información sobre estas opciones.

Proporciona fotogramas de vídeo

Los fotogramas de vídeo son secuencias de imágenes extraídas de un archivo de vídeo. Puede crear
un trabajo de etiquetado de Ground Truth para que los trabajadores etiqueten varias secuencias de
fotogramas de vídeo. Cada secuencia se compone de imágenes extraídas de un solo vídeo.

Para crear un trabajo de etiquetado mediante secuencias de fotogramas de vídeo, debe almacenar cada
secuencia utilizando unprefijo de claveen Amazon S3. En la consola de Amazon S3, los prefijos de nombre
de clave son carpetas. Por lo tanto, en la consola de Amazon S3, cada secuencia de fotogramas de vídeo
debe ubicarse en su propia carpeta en Amazon S3.

Por ejemplo, si tiene dos secuencias de fotogramas de vídeo, podría utilizar los prefijos de nombre de
clavesequence1/ysequence2/para identificar tus secuencias. En este ejemplo, las secuencias pueden
estar ubicadas ens3://DOC-EXAMPLE-BUCKET/video-frames/sequence1/ys3://DOC-EXAMPLE-
BUCKET/video-frames/sequence2/.
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Si utiliza la consola Ground Truth para crear un archivo de manifiesto de entrada, todos los prefijos de
nombre de clave de secuencia deben estar en la misma ubicación en Amazon S3. Por ejemplo, en la
consola de Amazon S3, cada secuencia podría estar en una carpeta ens3://DOC-EXAMPLE-BUCKET/
video-frames/. En este ejemplo, la primera secuencia de fotogramas de vídeo (imágenes) puede
encontrarse ens3://DOC-EXAMPLE-BUCKET/video-frames/sequence1/y su segunda secuencia
puede estar ubicada ens3://DOC-EXAMPLE-BUCKET/video-frames/sequence2/.

Important

Incluso si solo tiene una secuencia única de fotogramas de vídeo que desea que los trabajadores
etiqueten, esa secuencia debe tener un prefijo de nombre de clave en Amazon S3. Si está
utilizando la consola de Amazon S3, esto significa que su secuencia se encuentra en una carpeta.
No se encuentra en la raíz de su bucket de S3.

Al crear tareas de trabajo mediante secuencias de fotogramas de vídeo, Ground Truth utiliza una
secuencia por tarea. En cada tarea, Ground Truth ordena tus fotogramas de vídeo usandoUTF-8En orden
binario.

Por ejemplo, los fotogramas de vídeo pueden estar en el siguiente orden en Amazon S3:

[0001.jpg, 0002.jpg, 0003.jpg, ..., 0011.jpg]

Se organizan en el mismo orden en la tarea del trabajador:0001.jpg, 0002.jpg, 0003.jpg, ...,
0011.jpg.

Los marcos también se pueden ordenar usando una convención de nomenclatura como la siguiente:

[frame1.jpg, frame2.jpg, ..., frame11.jpg]

En este caso,frame10.jpgyframe11.jpgvenir antesframe2.jpgen la tarea de trabajo. El trabajador
ve los fotogramas de vídeo en el siguiente orden:frame1.jpg, frame10.jpg, frame11.jpg,
frame2.jpg, ..., frame9.jpg.

Proporcionar archivos de vídeo

Puede utilizar la función de división de fotogramas de Ground Truth al crear un nuevo trabajo de etiquetado
en la consola para extraer fotogramas de vídeo de archivos de vídeo (archivos MP4). Una serie de
fotogramas de vídeo extraídos de un único archivo de vídeo se conoce comosecuencia de fotogramas de
vídeo.

Puede hacer que Ground Truth extraiga automáticamente todos los fotogramas, hasta 2.000, del vídeo, o
puede especificar una frecuencia para la extracción de fotogramas. Por ejemplo, puede hacer que Ground
Truth (Verdad del suelo) cada 10thde tus vídeos.

Puede proporcionar hasta 50 vídeos cuando utiliza la configuración automatizada de datos para extraer
fotogramas; sin embargo, el archivo de manifiesto de entrada no puede hacer referencia a más de 10
archivos de secuencia de fotogramas de vídeo cuando crea un trabajo de etiquetado de seguimiento de
objetos de fotogramas de vídeo y detección de objetos de fotogramas de vídeo. Si utiliza la herramienta
de consola de configuración de datos automatizada para extraer fotogramas de vídeo de más de 10
archivos de vídeo, deberá modificar el archivo de manifiesto que genera la herramienta o crear uno nuevo
para incluir 10 archivos de secuencia de fotogramas de vídeo o menos. Para obtener más información
sobre estas cuotas, consulteCuotas de Job de etiquetado de fotogramas de vídeo y nube de puntos
3D (p. 403).

Para utilizar la herramienta de extracción de fotogramas de vídeo, consulteConfiguración automática de
datos de entrada de fotogramas (p. 434).

Cuando todos los fotogramas de vídeo se hayan extraído correctamente de los vídeos, verá lo siguiente en
la ubicación del dataset de entrada de S3:
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• Un prefijo de nombre de clave (una carpeta en la consola de Amazon S3) con el nombre de cada vídeo.
Cada uno de estos prefijos conduce a:
• Secuencia de fotogramas de vídeo extraídos del vídeo utilizado para nombrar ese prefijo.
• Archivo de secuencia utilizado para identificar todas las imágenes que componen esa secuencia.

• Archivo de manifiesto de entrada con una extensión.manifest. Esto identifica todos los archivos de
secuencia que se utilizarán para crear el trabajo de etiquetado.

Todos los fotogramas extraídos de un único archivo de vídeo se utilizan para una tarea de etiquetado.
Si extrae fotogramas de vídeo de varios archivos de vídeo, se crearán varias tareas para el trabajo de
etiquetado, una para cada secuencia de fotogramas de vídeo.

Ground Truth almacena cada secuencia de fotogramas de vídeo que extrae en su ubicación de Amazon S3
para conjuntos de datos de entrada mediante unprefijo de clave. En la consola de Amazon S3, los prefijos
de nombre de clave son carpetas.

Configuración de los datos de entrada
Al crear un trabajo de etiquetado de fotogramas de vídeo, debe informar a Ground Truth dónde buscar los
datos de entrada. Puede hacerlo de una de las dos formas siguientes:

• Puede almacenar los datos de entrada en Amazon S3 y hacer que Ground Truth detecte
automáticamente el conjunto de datos de entrada utilizado para su trabajo de etiquetado.
ConsulteConfiguración automática de datos de entrada de fotogramas (p. 434)Para obtener más
información sobre esta opción.

• Puede crear un archivo de manifiesto de entrada y archivos de secuencia y cargarlos en Amazon S3.
ConsulteConfiguración manual de datos de entrada (p. 436)Para obtener más información sobre esta
opción.

Temas
• Configuración automática de datos de entrada de fotogramas (p. 434)
• Configuración manual de datos de entrada (p. 436)

Configuración automática de datos de entrada de fotogramas

Puede utilizar la configuración automatizada de datos de Ground Truth para detectar automáticamente
archivos de vídeo en su depósito de Amazon S3 y extraer fotogramas de vídeo de esos archivos. Para
saber cómo hacerlo, consulte Proporcionar archivos de vídeo (p. 433).

Si ya tiene fotogramas de vídeo en Amazon S3, puede utilizar la configuración automática de datos para
utilizar estos fotogramas de vídeo en su trabajo de etiquetado. Para esta opción, todos los fotogramas de
vídeo de un solo vídeo deben almacenarse utilizando un prefijo único. Para obtener más información sobre
los requisitos para usar esta opción, consulteProporciona fotogramas de vídeo (p. 432).

Seleccione una de las siguientes secciones para obtener información sobre cómo configurar la conexión
automática del dataset de entrada con Ground Truth.

Proporcionar archivos de vídeo y extraer fotogramas

Utilice el siguiente procedimiento para conectar los archivos de vídeo con Ground Truth y extraer
automáticamente fotogramas de vídeo de esos archivos para trabajos de detección de objetos de
fotogramas de vídeo y etiquetado de seguimiento de objetos.

Note

Si utiliza la herramienta de consola de configuración de datos automatizada para extraer
fotogramas de vídeo de más de 10 archivos de vídeo, deberá modificar el archivo de manifiesto
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que genera la herramienta o crear uno nuevo para incluir 10 archivos de secuencia de
fotogramas de vídeo o menos. Para obtener más información, consulte Proporcionar archivos de
vídeo (p. 433).

Asegúrese de que los archivos de vídeo estén almacenados en un bucket de Amazon S3 en el
mismoAWSRegión en la que se realiza la configuración de datos automatizada.

Conecte automáticamente sus archivos de vídeo en Amazon S3 con Ground Truth y extraiga
fotogramas de vídeo:

1. Vaya a la .Crear trabajo de etiquetadoEn la consola de Amazon SageMaker:https://
console.aws.amazon.com/sagemaker/groundtruth.

Los buckets de entrada y salida de S3 deben estar ubicados en la mismaAWSRegión en la que se
crea el trabajo de etiquetado. Este enlace te sitúa en el Norte de Virginia (us-east-1)AWSRegión .
Si los datos de entrada se encuentran en un depósito de Amazon S3 en otra región, cambie a esa
región. Para cambiar elAWSRegión, en elbarra de navegaciónEn, seleccione el nombre de la región
que aparece.

2. SelectCrear trabajo de etiquetado.
3. Escriba unNombre de trabajo.
4. En la secciónConfiguración de los datos de entrada, seleccioneConfiguración automatizada de datos.
5. Escriba un URI de Amazon S3 paraUbicación de S3 para datasets de entrada. Un URI de S3 tiene el

siguiente aspecto: s3://DOC-EXAMPLE-BUCKET/path-to-files/. Este URI debería señalar a la
ubicación de Amazon S3 en la que se almacenan los archivos de vídeo.

6. Especificar suUbicación de S3 para datasets de salida. Aquí es donde se almacenan los datos de
salida de. Puede elegir almacenar los datos de salida en elLa misma ubicación que el dataset de
entradaorEspecificar una nueva ubicacióne introduciendo el URI S3 de la ubicación en la que desea
almacenar los datos de salida.

7. SeleccionarArchivos de vídeopara susTipo de datosCon la lista desplegable.
8. SeleccionarSí, extraiga fotogramas para tareas de seguimiento y detección de objetos.
9. Elija un método deExtracción de cuadros.

• Cuando eligeUtilizar todos los fotogramas extraídos del vídeo para crear una tarea de etiquetado,
Ground Truth extrae todos los fotogramas de cada vídeo de suUbicación de S3 para datasets
de entrada, hasta 2000 fotogramas. Si un vídeo del dataset de entrada contiene más de 2.000
fotogramas, los primeros 2.000 se extraen y se utilizan para esa tarea de etiquetado.

• Cuando eligeUse cadaxfotograma de un vídeo para crear una tarea de etiquetado, Ground Truth
extrae cadaxthfotograma de cada vídeo de suUbicación de S3 para datasets de entrada.

Por ejemplo, si el vídeo dura 2 segundos y tiene unVelocidad de fotogramde 30 fotogramas
por segundo, hay 60 fotogramas en el vídeo. Si especifica 10 aquí, Ground Truth extrae cada
10thfotograma de su vídeo. Esto significa que el 1ST, 10th, 20th, 30th, 40th, 50th, y 60thse extraen los
marcos.

10. Elija o cree un rol de ejecución IAM. Asegúrese de que este rol tiene permiso para acceder a las
ubicaciones de Amazon S3 para los datos de entrada y salida especificados en los pasos 5 y 6.

11. SelectConfiguración completa de datos.

Proporciona fotogramas de vídeo

Utilice el siguiente procedimiento para conectar las secuencias de fotogramas de vídeo con Ground Truth
para trabajos de detección de objetos de fotogramas de vídeo y etiquetado de seguimiento de objetos.

Asegúrese de que los fotogramas de vídeo estén almacenados en un bucket de Amazon S3 en el
mismoAWSRegión en la que se realiza la configuración de datos automatizada. Cada secuencia de
fotogramas de vídeo debe tener un prefijo único. Por ejemplo, si tiene dos secuencias almacenadas
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ens3://DOC-EXAMPLE-BUCKET/video-frames/sequences/, cada uno debe tener un prefijo único
comosequence1ysequence2y ambos deben ubicarse directamente debajo del/sequences/prefijo. En
el ejemplo anterior, las ubicaciones de estas dos secuencias son:s3://DOC-EXAMPLE-BUCKET/video-
frames/sequences/sequence1/ys3://DOC-EXAMPLE-BUCKET/video-frames/sequences/
sequence2/.

Conecte automáticamente su fotograma de vídeo en Amazon S3 con Ground Truth:

1. Vaya a la .Crear trabajo de etiquetadoEn la consola de Amazon SageMaker:https://
console.aws.amazon.com/sagemaker/groundtruth.

Los buckets de entrada y salida de S3 deben estar ubicados en la mismaAWSRegión en la que se
crea el trabajo de etiquetado. Este enlace te sitúa en el Norte de Virginia (us-east-1)AWSRegión .
Si los datos de entrada se encuentran en un depósito de Amazon S3 en otra región, cambie a esa
región. Para cambiar elAWSRegión, en elbarra de navegaciónEn, seleccione el nombre de la región
que aparece.

2. SelectCrear trabajo de etiquetado.
3. Escriba unNombre de trabajo.
4. En la secciónConfiguración de los datos de entrada, seleccioneConfiguración automatizada de datos.
5. Escriba un URI de Amazon S3 paraUbicación de S3 para datasets de entrada.

Debe ser la ubicación de Amazon S3 en la que se almacenan las secuencias. Por ejemplo,
si tiene dos secuencias almacenadas ens3://DOC-EXAMPLE-BUCKET/video-frames/
sequences/sequence1/,s3://DOC-EXAMPLE-BUCKET/video-frames/sequences/
sequence2/introduzcas3://DOC-EXAMPLE-BUCKET/video-frames/sequences/Aquí.

6. Especificar suUbicación de S3 para datasets de salida. Aquí es donde se almacenan los datos de
salida de. Puede elegir almacenar los datos de salida en elLa misma ubicación que el dataset de
entradaorEspecificar una nueva ubicacióne introduciendo el URI S3 de la ubicación en la que desea
almacenar los datos de salida.

7. SeleccionarMarcos de vídeopara susTipo de datosCon la lista desplegable.
8. Elija o cree un rol de ejecución IAM. Asegúrese de que este rol tiene permiso para acceder a las

ubicaciones de Amazon S3 para los datos de entrada y salida especificados en los pasos 5 y 6.
9. SelectConfiguración completa de datos.

Estos procedimientos crearán un manifiesto de entrada en la ubicación de Amazon S3 para los datasets de
entrada especificados en el paso 5. Si crea un trabajo de etiquetado con la API de SageMaker o,AWS CLI,
o unAWSSDK, utilice el URI de Amazon S3 para este archivo de manifiesto de entrada como entrada para
el parámetroManifestS3Uri.

Configuración manual de datos de entrada

Elija la opción de configuración manual de datos si ha creado archivos de secuencia para cada una de
las secuencias de fotogramas de vídeo y un archivo de manifiesto con referencias a esos archivos de
secuencias.

Cree un archivo de manifiesto de entrada de fotograma de vídeo

Ground Truth utiliza el archivo de manifiesto de entrada para identificar la ubicación del dataset de entrada
al crear tareas de etiquetado. Para los trabajos de etiquetado de detección de objetos de fotogramas de
vídeo y seguimiento de objetos, cada línea del archivo de manifiesto de entrada identifica la ubicación
de un archivo de secuencia de fotogramas de vídeo. Cada archivo de secuencia identifica las imágenes
incluidas en una sola secuencia de fotogramas de vídeo.

Utilice esta página para obtener información sobre cómo crear un archivo de secuencia de fotogramas de
vídeo y un archivo de manifiesto de entrada para trabajos de seguimiento de objetos de fotogramas de
vídeo y etiquetado de detección de objetos.
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Si desea que Ground Truth genere automáticamente los archivos de secuencia y el archivo de manifiesto
de entrada, consulteConfiguración automática de datos de entrada de fotogramas (p. 434).

Cree un manifiesto de entrada de secuencia de marco de vídeo

En el archivo de manifiesto de entrada de secuencia de fotograma de vídeo, cada línea del manifiesto es
un objeto JSON, con un"source-ref"que hace referencia a un archivo de secuencia. Cada archivo de
secuencia identifica la ubicación de una secuencia de fotogramas de vídeo. Este es el formato del archivo
de manifiesto necesario para todos los trabajos de etiquetado de fotogramas de vídeo.

En el ejemplo siguiente se muestra la sintaxis utilizada para un archivo de manifiesto de entrada:

{"source-ref": "s3://DOC-EXAMPLE-BUCKET/example-folder/seq1.json"}
{"source-ref": "s3://DOC-EXAMPLE-BUCKET/example-folder/seq2.json"}

Creación de un archivo de secuencia de fotogramas

Los datos de cada secuencia de fotogramas de vídeo deben almacenarse en un objeto de datos JSON.
A continuación se muestra un ejemplo del formato utilizado para un archivo de secuencia. La información
sobre cada fotograma se incluye como un objeto JSON y se muestra en la lista frames. Se ha ampliado el
siguiente JSON para mayor legibilidad.

{
 "seq-no": 1,
 "prefix": "s3://mybucket/prefix/video1/",
 "number-of-frames": 3,
 "frames":[
   {"frame-no": 1, "unix-timestamp": 1566861644, "frame": "frame0001.jpg" },
   {"frame-no": 2, "unix-timestamp": 1566861644, "frame": "frame0002.jpg" }, 
   {"frame-no": 3, "unix-timestamp": 1566861644, "frame": "frame0003.jpg" }   
 ]
}

En la siguiente tabla se proporcionan detalles sobre los parámetros que se muestran en el ejemplo de
código.

Parámetro Obligatorio Valores aceptados Descripción

seq-no Sí Entero El número de orden de
la secuencia.

prefix Sí Cadena

Valores aceptados:

s3://<bucket-
name>/<prefix>/

Ubicación de Amazon
S3 donde se encuentran
los archivos de
secuencia.

El prefijo debe terminar
con una barra diagonal:
/.

number-of-frames Sí Entero El número total de
fotogramas incluidos en
el archivo de secuencia.
Este número debe
coincidir con el número
total de fotogramas
enumerados en el
parámetro frames de la
siguiente fila.
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Parámetro Obligatorio Valores aceptados Descripción

frames Sí Lista de objetos JSON.

Obligatorio:

frame-no, frame

Opcional:

unix-timestamp

Una lista de datos de
fotograma. La longitud
de la lista debe ser igual
al number-of-frames.
En la interfaz de usuario
del trabajador, los
fotogramas de una
secuencia se ordenan
enUTF-8En orden
binario. Para obtener
más información
sobre este pedido,
consulteProporciona
fotogramas de
vídeo (p. 432).

frame-no Sí Entero El número de orden
de la trama. Esto
determinará el orden
de un fotograma en la
secuencia.

unix-timestamp No Entero La marca de tiempo
Unix de un fotograma.
El número de segundos
desde el 1 de enero de
1970 hasta la hora UTC
en que se capturó el
fotograma.

frame Sí Cadena Nombre de un archivo
de imagen de fotograma
de vídeo.

Datos de salida
El resultado de un trabajo de etiquetado se pone en la ubicación de Amazon S3 que ha especificado en la
consola o en la llamada alCreateLabelingJob. Los datos de salida aparecen en esta ubicación cuando los
trabajadores han enviado una o más tareas o cuando las tareas caducan. Tenga en cuenta que los datos
de salida pueden tardar unos minutos en aparecer en Amazon S3 después de que el trabajador envíe la
tarea o la tarea caduque.

Cada línea del archivo de datos de salida es idéntica al archivo de manifiesto con la adición de un atributo
y valor para la etiqueta asignada al objeto de entrada. El nombre de atributo para el valor se define en la
consola o en la llamada a la operación CreateLabelingJob. No puede utilizar -metadata en el nombre
de atributo de la etiqueta. Si está ejecutando una segmentación semántica de imagen, una segmentación
semántica de nube de puntos 3D o un trabajo de rastreo de objetos de nube de puntos 3D, el atributo
de etiqueta debe terminar en -ref. Para cualquier otro tipo de trabajo, el nombre del atributo no puede
terminar con -ref.

El resultado del trabajo de etiquetado es el valor del par de clave-valor con la etiqueta. La etiqueta y el
valor sobrescriben con el nuevo valor, los datos de JSON existentes en el archivo de entrada.

Por ejemplo, a continuación se muestra la salida de un trabajo de etiquetado de clasificación de imágenes
donde los archivos de datos de entrada se han almacenado en unAWSDOC-EXAMPLE-BUCKETy el nombre
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del atributo de etiqueta se definió comosport. En este ejemplo, se da formato al objeto JSON para
facilitar su lectura. En el archivo de salida real el objeto JSON está en una única línea. Para obtener más
información sobre el formato de datos, consulte JSON Lines.

{
    "source-ref": "s3://AWSDOC-EXAMPLE-BUCKET/image_example.png",
    "sport":0,
    "sport-metadata":
    {
        "class-name": "football",
        "confidence": 0.00,
        "type":"groundtruth/image-classification",
        "job-name": "identify-sport",
        "human-annotated": "yes",
        "creation-date": "2018-10-18T22:18:13.527256"
    }
}

El valor de la etiqueta puede ser cualquier JSON válido: En este caso, el valor de etiqueta es el índice de
la clase en la lista de clasificación. Otros tipos de trabajos, como por ejemplo un cuadro delimitador, tienen
valores más complejos.

Todos los pares de clave-valor del archivo de manifiesto de entrada que no sean un atributo de etiqueta se
mantienen sin cambios en el archivo de salida. Puede utilizarlos para transferir datos a su aplicación.

El resultado de un trabajo de etiquetado se puede utilizar como entrada a otro trabajo de etiquetado. Puede
utilizarlo cuando encadene trabajos de etiquetado. Por ejemplo, puede enviar un trabajo de etiquetado
para determinar el deporte que se está practicando. Después puede enviar otro con los mismos datos
para determinar si el deporte se está practicando en interiores o en el exterior. Al usar los datos de salida
del primer trabajo como manifiesto para el segundo trabajo, puede consolidar los resultados de los dos
trabajos en un archivo de salida para facilitarle a sus aplicaciones la tarea de procesamiento.

El archivo de datos de salida se escribe en la ubicación de salida de forma periódica mientras el trabajo
está en curso. Estos archivos intermedios contienen una línea por cada línea del archivo de manifiesto. Si
se etiqueta un objeto, se incluye la etiqueta. Si el objeto no ha sido etiquetado, se escribe en el archivo de
salida intermedio de manera idéntica al archivo de manifiesto.

Directorios de salida

Ground Truth crea varios directorios en su ruta de salida de Amazon S3. Estos directorios contienen los
resultados de su trabajo de etiquetado y otros artefactos del trabajo. Al directorio de nivel superior de un
trabajo de etiquetado se le da el mismo nombre que su trabajo de etiquetado; los directorios de salida se
ponen por debajo. Por ejemplo, si ha denominado a su trabajo de etiquetadofind-peopleEl resultado
estaría en los siguientes directorios:

s3://AWSDOC-EXAMPLE-BUCKET/find-people/activelearning
s3://AWSDOC-EXAMPLE-BUCKET/find-people/annotations
s3://AWSDOC-EXAMPLE-BUCKET/find-people/inference
s3://AWSDOC-EXAMPLE-BUCKET/find-people/manifests
s3://AWSDOC-EXAMPLE-BUCKET/find-people/training
            

Cada directorio contiene la salida siguiente:

Directorio de aprendizaje activo

El directorio activelearning solo está presente cuando se utiliza el etiquetado de datos automatizado.
Contiene la validación de entrada y salida establecida para el etiquetado de datos automatizado y la
carpeta de entrada y salida para datos etiquetados de forma automática.
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Directorio annotations

El directorio annotations contiene todos los comentarios realizados por el personal. Se trata de
respuestas de empleados individuales que no se han consolidado en una sola etiqueta para el objeto de
datos.

Hay tres subdirectorios en el directorio annotations.

• El primero, worker-response, contiene las respuestas de empleados individuales. Contiene un
subdirectorio para cada iteración, que a su vez contiene un subdirectorio para cada objeto de datos
en esa iteración. Los datos de respuesta del trabajador para cada objeto de datos se almacenan en
un archivo JSON con marca de hora que contiene las respuestas enviadas por cada trabajador para
ese objeto de datos y, si utiliza una fuerza de trabajo privada, metadatos sobre esos trabajadores. Para
obtener más información sobre estos metadatos, consulteMetadatos de trabajo (p. 441).

• El segundo, consolidated-annotation, contiene información necesaria para consolidar los
comentarios del lote actual en etiquetas para los objetos de datos.

• El tercero, intermediate, contiene el manifiesto de salida para el lote actual con toda etiqueta
completada. Este archivo se actualiza a medida que la etiqueta de cada objeto de datos se completa.

Directorio inference

El directorio inference solo está presente cuando se utiliza el etiquetado de datos automatizado. Este
directorio contiene los archivos de entrada y salida para la transformación por lotes de SageMaker utilizada
al etiquetar objetos de datos.

Directorio manifest

El directorio manifest contiene el manifiesto de salida de su trabajo de etiquetado. Hay un subdirectorio
en el directorio de manifiesto, output. El directorio output contiene el archivo de manifiesto de salida de
su trabajo de etiquetado. El archivo se denomina output.manifest.

Directorio de entrenamiento

El directorio training solo está presente cuando se utiliza el etiquetado de datos automatizado. Este
directorio contiene los archivos de entrada y salida utilizados para entrenar el modelo de etiquetado de
datos automatizado.

Puntuación de confianza
Cuando hay más de un empleado que anota una sola tarea, la etiqueta se obtiene de la consolidación
de anotaciones. Ground Truth calcula una puntuación de confianza para cada etiqueta. APuntuación de
confianzaes un número entre 0 y 1 que indica la confianza que tiene Ground Truth en la etiqueta. Puede
utilizar la puntuación de confianza para comparar objetos de datos etiquetados entre sí y para identificar
las etiquetas de mayor o menos confianza.

No interprete el valor de una puntuación de confianza como un valor absoluto ni compare las puntuaciones
de confianza en trabajos de etiquetado. Por ejemplo, si todas las puntuaciones de confianza están entre
0,98 y 0,998, solo debe comparar los objetos de datos entre sí y no confiar en las puntuaciones de
confianza altas.

No debe comparar las puntuaciones de confianza de objetos de datos etiquetados por personas y objetos
de datos etiquetados automáticamente. Las puntuaciones de confianza de los humanos se calculan
mediante la función de consolidación de comentarios de la tarea, mientras que las puntuaciones de
confianza del etiquetado automatizado se calculan mediante un modelo que incorpora entidades de
objetos. Los dos modelos, por lo general, tienen diferentes escalas y una confianza media.

Para un trabajo de etiquetado de cuadro delimitador, Ground Truth calcula una puntuación de confianza
por caja. Puede comparar las puntuaciones de confianza de una imagen o de varias imágenes para el
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mismo tipo de etiquetado (personas o automático). No se pueden comparar las puntuaciones de confianza
de los trabajos de etiquetado.

Si un solo trabajador anota una tarea (NumberOfHumanWorkersPerDataObjecttoma el valor1o en
la consola, escriba 1 paraNúmero de trabajadores por objeto de conjunto de datos), la puntuación de
confianza se establece en0.00.

Metadatos de trabajo

Ground Truth proporciona información que puede utilizar para realizar un seguimiento de los trabajadores
individuales en los datos de salida de tareas. Los siguientes datos se encuentran en los directorios bajo
elworker-responseen laDirectorio annotations (p. 440):

• LaacceptanceTimees la hora en que el trabajador aceptó la tarea. El formato de esta marca de fecha
y hora esYYYY-MM-DDTHH:MM:SS.mmmZpara el año (YYYY), mes (MM), día (DD), hora (HH), minuto (MM),
segundo (SS) y milisegundos (mmm). La fecha y la hora están separadas por unaT.

• LasubmissionTimees la hora en la que el trabajador envió sus anotaciones utilizando
la herramientaEnviarBotón. El formato de esta marca de fecha y hora esYYYY-MM-
DDTHH:MM:SS.mmmZpara el año (YYYY), mes (MM), día (DD), hora (HH), minuto (MM), segundo (SS) y
milisegundos (mmm). La fecha y la hora están separadas por unaT.

• timeSpentInSecondsinforma del tiempo total, en segundos, que un trabajador trabajó activamente en
esa tarea. Esta métrica no incluye el tiempo en que un trabajador se detuvo o se tomó un descanso.

• El workerId es único para cada empleado.
• Si usa unaPersonal privado, enworkerMetadata, verá lo siguiente.

• LaidentityProviderTypees el servicio utilizado para gestionar la fuerza de trabajo privada.
• Laissueres el grupo de usuarios de Cognito o el emisor del proveedor de identidades (IdP) de OIDC

asociado al equipo de trabajo asignado a esta tarea de revisión humana.
• Un únicosubIdentificador hace referencia al proceso de trabajo. Si crea personal con Amazon Cognito,

puede recuperar detalles sobre este empleado (como el nombre o el nombre de usuario) con este
ID en Amazon Cognito. Para obtener más información, consulteGestión y búsqueda de cuentas de
usuarioinGuía para desarrolladores de Amazon Cognito.

A continuación se muestra un ejemplo del resultado que puede ver si utiliza Amazon Cognito para crear
una fuerza de trabajo privada. Esto se identifica en elidentityProviderType.

"submissionTime": "2020-12-28T18:59:58.321Z",
"acceptanceTime": "2020-12-28T18:59:15.191Z", 
"timeSpentInSeconds": 40.543,
"workerId": "a12b3cdefg4h5i67",
"workerMetadata": {
    "identityData": {
        "identityProviderType": "Cognito",
        "issuer": "https://cognito-idp.aws-region.amazonaws.com/aws-region_123456789",
        "sub": "aaaaaaaa-bbbb-cccc-dddd-eeeeeeeeeeee"
    }
}

A continuación se muestra un ejemplo deworkerMetadatapuede ver si utiliza su propio IdP de OIDC para
crear una fuerza de trabajo privada:

"workerMetadata": {
        "identityData": {
            "identityProviderType": "Oidc",
            "issuer": "https://example-oidc-ipd.com/adfs",
            "sub": "aaaaaaaa-bbbb-cccc-dddd-eeeeeeeeeeee"
        }
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}

Para obtener más información acerca del uso de fuerzas de trabajo privadas, consulteCrear personal
privado (p. 499).

Metadatos de salida
El resultado de cada trabajo contiene metadatos sobre la etiqueta asignada a los objetos de datos. Estos
elementos son los mismos para todos los trabajos con variaciones menores. En el ejemplo siguiente se
muestran los elementos de metadatos.

    "confidence": 0.00,
    "type": "groundtruth/image-classification",
    "job-name": "identify-animal-species",
    "human-annotated": "yes",
    "creation-date": "2020-10-18T22:18:13.527256"

Los elementos tienen el significado siguiente:

• confidence— La confianza que Ground Truth tiene de que la etiqueta es correcta. Para obtener más
información, consulte Puntuación de confianza (p. 440).

• type— El tipo de trabajo de clasificación. Para los tipos de trabajo, consulte Tipos de tareas
integrados (p. 359).

• job-name— El nombre asignado al trabajo cuando se creó.
• human-annotated: si el objeto de datos fue etiquetado por un humano o por un etiquetado

automatizado de datos. Para obtener más información, consulte Automatización del etiquetado de
datos (p. 465).

• creation-dateLa fecha y hora en que se creó la etiqueta.

Salidas del trabajo de clasificación
A continuación, se muestran ejemplos de salida de un trabajo de clasificación de imágenes y un trabajo de
clasificación de texto. Incluye la etiqueta que Ground Truth ha asignado al objeto de datos, el valor de la
etiqueta y los metadatos que describen la etiqueta.

Además de los elementos de metadatos estándar, los metadatos de un trabajo de clasificación incluyen el
valor de texto de la clase de etiqueta. Para obtener más información, consulte Algoritmo de clasificación de
imágenes (p. 1447).

El texto rojo en cursiva en los ejemplos siguientes depende de las especificaciones del trabajo de
etiquetado y de los datos de salida.

{
    "source-ref":"s3://AWSDOC-EXAMPLE-BUCKET/example_image.jpg",
    "species":"0",
    "species-metadata":
    {
        "class-name": "dog",
        "confidence": 0.00,
        "type": "groundtruth/image-classification",
        "job-name": "identify-animal-species",
        "human-annotated": "yes",
        "creation-date": "2018-10-18T22:18:13.527256"
    }
}

{
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    "source":"The food was delicious",
    "mood":"1",
    "mood-metadata":
    {
        "class-name": "positive",
        "confidence": 0.8,
        "type": "groundtruth/text-classification",
        "job-name": "label-sentiment",
        "human-annotated": "yes",
        "creation-date": "2020-10-18T22:18:13.527256"
    }
}

Salida del trabajo de clasificación de etiquetas múltiples
Los siguientes son archivos de manifiesto de salida de ejemplo de un trabajo de clasificación de imágenes
con etiquetas múltiples y un trabajo de clasificación de texto con etiquetas múltiples. Incluyen las etiquetas
que Ground Truth ha asignado al objeto de datos (por ejemplo, la imagen o fragmento de texto) y
metadatos que describen las etiquetas que vio el empleado al completar la tarea de etiquetado.

El parámetro de nombre de atributo label (por ejemplo,image-label-attribute-name) contiene una
matriz de todas las etiquetas seleccionadas por al menos uno de los empleados que completó esta tarea.
Esta matriz contiene claves enteras (por ejemplo, [1,0,8]) que corresponden a las etiquetas encontradas
en class-map. En el ejemplo de clasificación de imágenes de etiquetas múltiples, bicycle, person y
clothing se seleccionaron de la mano de al menos uno de los trabajadores que completó la tarea de
etiquetado de la imagen, exampleimage.jpg.

Laconfidence-mapmuestra la puntuación de confianza que Ground Truth asigna a cada etiqueta
seleccionada por un trabajador. Para obtener más información sobre los resultados de confianza de
Ground Truth, consultePuntuación de confianza (p. 440).

El texto rojo en cursiva en los ejemplos siguientes depende de las especificaciones del trabajo de
etiquetado y de los datos de salida.

A continuación se muestra un ejemplo de un archivo de manifiesto de salida de clasificación de imágenes
de etiquetas múltiples.

{
    "source-ref": "s3://AWSDOC-EXAMPLE-BUCKET/example_image.jpg",
    "image-label-attribute-name":[1,0,8],
    "image-label-attribute-name-metadata":
       {
        "job-name":"labeling-job/image-label-attribute-name",
        "class-map":
            {
                "1":"bicycle","0":"person","8":"clothing"
            },
        "human-annotated":"yes",
        "creation-date":"2020-02-27T21:36:25.000201",
        "confidence-map":
            {
                "1":0.95,"0":0.77,"8":0.2
            },
        "type":"groundtruth/image-classification-multilabel"
        }
}

A continuación se muestra un ejemplo de un archivo de manifiesto de salida de clasificación de texto
con etiquetas múltiples. En este ejemplo, approving, sad y critical se seleccionaron de la mano
de al menos uno de los empleados que completó la tarea de etiquetado del objeto exampletext.txt
encontrado en AWSDOC-EXAMPLE-BUCKET.
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{
    "source-ref": "AWSDOC-EXAMPLE-BUCKET/text_file.txt",
    "text-label-attribute-name":[1,0,4],
    "text-label-attribute-name-metadata":
       {
        "job-name":"labeling-job/text-label-attribute-name",
        "class-map":
            {
                "1":"approving","0":"sad","4":"critical"
            },
        "human-annotated":"yes",
        "creation-date":"2020-02-20T21:36:25.000201",
        "confidence-map":
            {
                "1":0.95,"0":0.77,"4":0.2
            },
        "type":"groundtruth/text-classification-multilabel"
        }
}

Salida de un trabajo de cuadro delimitador

A continuación se muestra un ejemplo de salida (archivo de manifiesto de salida) de un trabajo de cuadro
delimitador. Para esta tarea, se devuelven tres cuadros delimitadores. El valor de la etiqueta contiene
información sobre el tamaño de la imagen y la ubicación de los cuadros delimitadores.

El elemento class_id es el índice de la clase de cuadro en la lista de clases disponibles para la tarea. El
elemento de metadatos class-map contiene el texto de la clase.

Los metadatos tienen una puntuación de confianza independiente para cada cuadro delimitador. Los
metadatos también incluyen el elemento class-map que mapea el class_id con el valor de texto de la
clase. Para obtener más información, consulte Algoritmo de detección de objetos (p. 1533).

El texto rojo en cursiva en los ejemplos siguientes depende de las especificaciones del trabajo de
etiquetado y de los datos de salida.

{
    "source-ref": "s3://AWSDOC-EXAMPLE-BUCKET/example_image.png",
    "bounding-box-attribute-name":
    {
        "image_size": [{ "width": 500, "height": 400, "depth":3}],
        "annotations":
        [
            {"class_id": 0, "left": 111, "top": 134,
                    "width": 61, "height": 128},
            {"class_id": 5, "left": 161, "top": 250,
                     "width": 30, "height": 30},
            {"class_id": 5, "left": 20, "top": 20,
                     "width": 30, "height": 30}
        ]
    },
    "bounding-box-attribute-name-metadata":
    {
        "objects":
        [
            {"confidence": 0.8},
            {"confidence": 0.9},
            {"confidence": 0.9}
        ],
        "class-map":
        {
            "0": "dog",
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            "5": "bone"
        },
        "type": "groundtruth/object-detection",
        "human-annotated": "yes",
        "creation-date": "2018-10-18T22:18:13.527256",
        "job-name": "identify-dogs-and-toys"
    }
 }

La salida de un trabajo de ajuste de cuadros delimitadores se parece al siguiente archivo JSON. Tenga en
cuenta que el archivo JSON original se mantiene intacto y aparecen dos nuevos trabajos, cada uno con el
prefijo «adjust-» unido al nombre del atributo original.

{
    "source-ref": "S3 bucket location",
    "bounding-box-attribute-name":
    {
        "image_size": [{ "width": 500, "height": 400, "depth":3}],
        "annotations":
        [
            {"class_id": 0, "left": 111, "top": 134,
                    "width": 61, "height": 128},
            {"class_id": 5, "left": 161, "top": 250,
                     "width": 30, "height": 30},
            {"class_id": 5, "left": 20, "top": 20,
                     "width": 30, "height": 30}
        ]
    },
    "bounding-box-attribute-name-metadata":
    {
        "objects":
        [
            {"confidence": 0.8},
            {"confidence": 0.9},
            {"confidence": 0.9}
        ],
        "class-map":
        {
            "0": "dog",
            "5": "bone"
        },
        "type": "groundtruth/object-detection",
        "human-annotated": "yes",
        "creation-date": "2018-10-18T22:18:13.527256",
        "job-name": "identify-dogs-and-toys"
    },
    "adjusted-bounding-box":
    {
        "image_size": [{ "width": 500, "height": 400, "depth":3}],
        "annotations":
        [
            {"class_id": 0, "left": 110, "top": 135,
                    "width": 61, "height": 128},
            {"class_id": 5, "left": 161, "top": 250,
                     "width": 30, "height": 30},
            {"class_id": 5, "left": 10, "top": 10,
                     "width": 30, "height": 30}
        ]
    },
    "adjusted-bounding-box-metadata":
    {
        "objects":
        [
            {"confidence": 0.8},
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            {"confidence": 0.9},
            {"confidence": 0.9}
        ],
        "class-map":
        {
            "0": "dog",
            "5": "bone"
        },
        "type": "groundtruth/object-detection",
        "human-annotated": "yes",
        "creation-date": "2018-11-20T22:18:13.527256",
        "job-name": "adjust-bounding-boxes-on-dogs-and-toys",
        "adjustment-status": "adjusted"
    }
}

En este resultado, el type del trabajo no cambia, pero se agrega un campo adjustment-status. Este
campo tiene el valor de adjusted o unadjusted. Si varios empleados han revisado el objeto y al menos
uno ha ajustado la etiqueta, el estado es adjusted.

Reconocimiento de entidades nombradas
A continuación, se muestra un ejemplo de archivo de manifiesto de salida de una tarea de etiquetado de
reconocimiento de entidades (NER) nombrada por. Para esta tarea, sieteentitiesse devuelve.

En el manifiesto de salida, el objeto JSON,annotations, incluye una lista de loslabels(categorías de
etiquetas) que ha proporcionado.

Las respuestas de los trabajadores se encuentran en una lista denominadaentities. Cada entidad en
esta lista es un objeto JSON que contiene un objeto delabelque coincida con uno de los valoreslabels,
un número enterostartOffsetpara el desplazamiento Unicode inicial del span etiquetado, y un
enteroendOffsetpara el desplazamiento Unicode final.

Los metadatos tienen una puntuación de confianza independiente para cada entidad. Si un solo trabajador
etiquetó cada objeto de datos, el valor de confianza para cada entidad será cero.

El texto rojo en cursiva en los ejemplos siguientes depende de las entradas del trabajo de etiquetado y las
respuestas del trabajador.

{
    "source": "Amazon SageMaker is a cloud machine-learning platform that was launched
 in November 2017. SageMaker enables developers to create, train, and deploy machine-
learning (ML) models in the cloud. SageMaker also enables developers to deploy ML models on
 embedded systems and edge-devices",
    "ner-labeling-job-attribute-name": {
        "annotations": {
            "labels": [
                {
                    "label": "Date",
                    "shortDisplayName": "dt"
                },
                {
                    "label": "Verb",
                    "shortDisplayName": "vb"
                },
                {
                    "label": "Thing",
                    "shortDisplayName": "tng"
                },
                {
                    "label": "People",
                    "shortDisplayName": "ppl"
                }
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            ],
            "entities": [
                {
                    "label": "Thing",
                    "startOffset": 22,
                    "endOffset": 53
                },
                {
                    "label": "Thing",
                    "startOffset": 269,
                    "endOffset": 281
                },
                {
                    "label": "Verb",
                    "startOffset": 63,
                    "endOffset": 71
                },
                {
                    "label": "Verb",
                    "startOffset": 228,
                    "endOffset": 234
                },
                {
                    "label": "Date",
                    "startOffset": 75,
                    "endOffset": 88
                },
                {
                    "label": "People",
                    "startOffset": 108,
                    "endOffset": 118
                },
                {
                    "label": "People",
                    "startOffset": 214,
                    "endOffset": 224
                }
            ]
        }
    },
    "ner-labeling-job-attribute-name-metadata": {
        "job-name": "labeling-job/example-ner-labeling-job",
        "type": "groundtruth/text-span",
        "creation-date": "2020-10-29T00:40:39.398470",
        "human-annotated": "yes",
        "entities": [
            {
                "confidence": 0
            },
            {
                "confidence": 0
            },
            {
                "confidence": 0
            },
            {
                "confidence": 0
            },
            {
                "confidence": 0
            },
            {
                "confidence": 0
            },
            {
                "confidence": 0
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            }
        ]
    }
}

Salida de un trabajo de verificación de etiquetas

La salida de un trabajo de verificación de cuadros delimitadores será diferente a la salida un trabajo
de anotación de cuadros delimitadores. El motivo es que los empleados tienen un tipo diferente de
tarea. No están etiquetando objetos, sino evaluando la precisión del etiquetado anterior, valorándolo y
proporcionando después su decisión y, opcionalmente, algunos comentarios.

Si los trabajadores humanos están verificando o ajustando etiquetas anteriores de los cuadros
delimitadores, la salida del trabajo de verificación se parecería el siguiente JSON. El texto rojo en cursiva
en los ejemplos siguientes depende de las especificaciones del trabajo de etiquetado y de los datos de
salida.

{
    "source-ref":"s3://AWSDOC-EXAMPLE-BUCKET/image_example.png",
    "bounding-box-attribute-name":
    {
        "image_size": [{ "width": 500, "height": 400, "depth":3}],
        "annotations":
        [
            {"class_id": 0, "left": 111, "top": 134,
                    "width": 61, "height": 128},
            {"class_id": 5, "left": 161, "top": 250,
                     "width": 30, "height": 30},
            {"class_id": 5, "left": 20, "top": 20,
                     "width": 30, "height": 30}
        ]
    },
    "bounding-box-attribute-name-metadata":
    {
        "objects":
        [
            {"confidence": 0.8},
            {"confidence": 0.9},
            {"confidence": 0.9}
        ],
        "class-map":
        {
            "0": "dog",
            "5": "bone"
        },
        "type": "groundtruth/object-detection",
        "human-annotated": "yes",
        "creation-date": "2018-10-18T22:18:13.527256",
        "job-name": "identify-dogs-and-toys"
    },
    "verify-bounding-box-attribute-name":"1",
    "verify-bounding-box-attribute-name-metadata":
    {
        "class-name": "bad",
        "confidence": 0.93,
        "type": "groundtruth/label-verification",
        "job-name": "verify-bounding-boxes",
        "human-annotated": "yes",
        "creation-date": "2018-11-20T22:18:13.527256",
        "worker-feedback": [
            {"comment": "The bounding box on the bird is too wide on the right side."},
            {"comment": "The bird on the upper right is not labeled."}
        ]
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    }
}

Aunque el valor de type en la salida original del cuadro delimitador era groundtruth/object-
detection, el nuevo valor de type será groundtruth/label-verification. Tenga en cuenta
también que la matriz de worker-feedback proporciona comentarios de los empleados. Si el empleado
no proporciona comentarios, los campos vacíos se excluirán durante la consolidación.

Salida de trabajos de segmentación semántica
A continuación, se muestra la salida de un trabajo de etiquetado de segmentación semántica. El valor de la
etiqueta de este trabajo es una referencia a un archivo PNG en un bucket de Amazon S3.

Además de los elementos estándar, los metadatos de la etiqueta incluyen un mapa de color que define qué
color se va a etiquetar la imagen, el nombre de la clase asociada al color y la puntuación de confianza de
cada color. Para obtener más información, consulte Algoritmo de segmentación semántica (p. 1556).

El texto rojo en cursiva en los ejemplos siguientes depende de las especificaciones del trabajo de
etiquetado y de los datos de salida.

{
    "source-ref": "s3://AWSDOC-EXAMPLE-BUCKET/example_city_image.png",
    "city-streets-ref": "S3 bucket location",
    "city-streets-ref-metadata": {
      "internal-color-map": {
        "0": {
           "class-name": "BACKGROUND",
           "confidence": 0.9,
           "hex-color": "#ffffff"
        },
        "1": {
           "class-name": "buildings",
           "confidence": 0.9,
           "hex-color": "#2acf59"
        },
        "2":  {
           "class-name": "road",
           "confidence": 0.9,
           "hex-color": "#f28333"
       }
     },
     "type": "groundtruth/semantic-segmentation",
     "human-annotated": "yes",
     "creation-date": "2018-10-18T22:18:13.527256",
     "job-name": "label-city-streets",
     },
     "verify-city-streets-ref":"1",
     "verify-city-streets-ref-metadata":
     {
        "class-name": "bad",
        "confidence": 0.93,
        "type": "groundtruth/label-verification",
        "job-name": "verify-city-streets",
        "human-annotated": "yes",
        "creation-date": "2018-11-20T22:18:13.527256",
        "worker-feedback": [
            {"comment": "The mask on the leftmost building is assigned the wrong side of
 the road."},
            {"comment": "The curb of the road is not labeled but the instructions say
 otherwise."}
        ]
     }
}
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La confianza se puntúa por imagen. Las puntuaciones de confianza son las mismas en todas las clases
dentro de una imagen.

La salida de un trabajo de ajuste de segmentación semántica debería parecerse al siguiente JSON.

{
    "source-ref": "s3://AWSDOC-EXAMPLE-BUCKET/example_city_image.png",
    "city-streets-ref": "S3 bucket location",
    "city-streets-ref-metadata": {
      "internal-color-map": {
        "0": {
           "class-name": "BACKGROUND",
           "confidence": 0.9,
           "hex-color": "#ffffff"
        },
        "1": {
           "class-name": "buildings",
           "confidence": 0.9,
           "hex-color": "#2acf59"
        },
        "2":  {
           "class-name": "road",
           "confidence": 0.9,
           "hex-color": "#f28333"
       }
     },
     "type": "groundtruth/semantic-segmentation",
     "human-annotated": "yes",
     "creation-date": "2018-10-18T22:18:13.527256",
     "job-name": "label-city-streets",
     },
     "adjusted-city-streets-ref": "s3://AWSDOC-EXAMPLE-BUCKET/example_city_image.png",
     "adjusted-city-streets-ref-metadata": {
      "internal-color-map": {
        "0": {
           "class-name": "BACKGROUND",
           "confidence": 0.9,
           "hex-color": "#ffffff"
        },
        "1": {
           "class-name": "buildings",
           "confidence": 0.9,
           "hex-color": "#2acf59"
        },
        "2":  {
           "class-name": "road",
           "confidence": 0.9,
           "hex-color": "#f28333"
       }
     },
     "type": "groundtruth/semantic-segmentation",
     "human-annotated": "yes",
     "creation-date": "2018-11-20T22:18:13.527256",
     "job-name": "adjust-label-city-streets",
     }
}

Salida de detección de objetos de marco de vídeo

A continuación, se muestra la salida de un trabajo de etiquetado de detección de objetos de fotogramas
de vídeo. El texto rojo en cursiva en los ejemplos siguientes depende de las especificaciones del
trabajo de etiquetado y de los datos de salida.
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Además de los elementos estándar, los metadatos incluyen un mapa de clase que enumera cada clase
que tiene al menos una etiqueta en la secuencia. Los metadatos también incluyenjob-nameque es
el nombre que asignó al trabajo de etiquetado. Para las tareas de ajuste, si se modificaron uno o más
cuadros delimitadores, hay unadjustment-statusEn los metadatos para los flujos de trabajo de
auditoría que se establece enadjusted.

{
    "source-ref": "s3://DOC-EXAMPLE-BUCKET/example-path/input-manifest.json",
    "CarObjectDetection-ref": "s3://AWSDOC-EXAMPLE-BUCKET/output/labeling-job-name/
annotations/consolidated-annotation/output/0/SeqLabel.json",
    "CarObjectDetection-ref-metadata": {
        "class-map": {
            "0": "car"
            "1": "bus"
        },
        "job-name": "labeling-job/labeling-job-name",
        "human-annotated": "yes",
        "creation-date": "2020-05-15T08:01:16+0000",
        "type": "groundtruth/video-object-detection"
        }
}

Ground Truth crea un archivo de secuencia de salida para cada secuencia de fotogramas de vídeo que se
etiquetó. Cada archivo de secuencia de salida contiene lo siguiente:

• Todas las anotaciones para todos los fotogramas de una secuencia en eldetection-
annotationsLista de objetos JSON.

• Para cada fotograma anotado por un trabajador, el nombre del archivo de marco (frame),
número (frame-no), una lista de objetos JSON que contienen anotaciones (annotations) y,
en su caso,frame-attributes. El nombre de esta lista está definido por el tipo de tarea que
utilice:polylines,polygons,keypoints, y para los cuadros delimitadores,annotations.

Cada objeto JSON contiene información sobre una sola anotación y etiqueta asociada. La siguiente tabla
describe los parámetros que verá para cada tipo de tarea de fotogramas de vídeo.

Tipo de tarea Parámetros

Bounding Box Dimensiones de la caja:heightywidth

Parte superior de la caja, ubicación de píxeles de
esquina izquierda:topyleft

Keypoint Vertices de puntos clave:{ "x": int, "y":
int }

polígono Una lista de vértices de polígonos:vertices
Vértices de polígonos:{ "x": int, "y":
int }

Un polígono es una forma cerrada, por lo que
el primer punto también representará el último
punto.

Polyline Una lista de vértices de polilínea:vertices
Vertices de polilínea:{ "x": int, "y":
int }
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Además de los valores específicos del tipo de tarea, verá lo siguiente en cada objeto JSON:
• Valores de cualquierlabel-category-attributesque se especificaron para esa etiqueta.
• Laclass-idde la caja. Usarclass-mapen el archivo de manifiesto de salida para ver a qué categoría

de etiqueta se asigna este ID.

A continuación se muestra un ejemplo deSeqLabel.jsondesde un trabajo de etiquetado de detección de
objetos de fotogramas de vídeo de cuadro delimitador. Este archivo se ubicará ens3://your-output-
bucket/output-prefix/annotations/consolidated-annotation/output/annotation-
number/

{
    "detection-annotations": [
        {
            "annotations": [
                {
                    "height": 41,
                    "width": 53,
                    "top": 152,
                    "left": 339,
                    "class-id": "1",
                    "label-category-attributes": {
                        "occluded": "no",
                        "size": "medium"
                    }
                },
                {
                    "height": 24,
                    "width": 37,
                    "top": 148,
                    "left": 183,
                    "class-id": "0",
                    "label-category-attributes": {
                        "occluded": "no",
                    }
                }
            ],
            "frame-no": "0",
            "frame": "frame_0000.jpeg", 
            "frame-attributes": {name: value, name: value}
        },
        {
            "annotations": [
                {
                    "height": 41,
                    "width": 53,
                    "top": 152,
                    "left": 341,
                    "class-id": "0",
                    "label-category-attributes": {}
                },
                {
                    "height": 24,
                    "width": 37,
                    "top": 141,
                    "left": 177,
                    "class-id": "0",
                    "label-category-attributes": {
                        "occluded": "no",
                    }
                }
            ],

452



Amazon SageMaker Developer Guide
Usar datos de entrada y salida

            "frame-no": "1",
            "frame": "frame_0001.jpeg",
            "frame-attributes": {name: value, name: value}
        }
    ]
}

Salida de seguimiento de objetos de marco de vídeo

A continuación, se muestra la salida de un trabajo de etiquetado de seguimiento de objetos de fotogramas
de vídeo. El texto rojo en cursiva en los ejemplos siguientes depende de las especificaciones del
trabajo de etiquetado y de los datos de salida.

Además de los elementos estándar, los metadatos incluyen un mapa de clase que enumera cada clase
que tiene al menos una etiqueta en la secuencia de fotogramas. Los metadatos también incluyenjob-
nameque es el nombre que asignó al trabajo de etiquetado. Para las tareas de ajuste, si se modificaron
uno o más cuadros delimitadores, hay unadjustment-statusEn los metadatos para los flujos de trabajo
de auditoría que se establece enadjusted.

{
    "source-ref": "s3://DOC-EXAMPLE-BUCKET/example-path/input-manifest.json",
    "CarObjectTracking-ref": "s3://AWSDOC-EXAMPLE-BUCKET/output/labeling-job-name/
annotations/consolidated-annotation/output/0/SeqLabel.json",
    "CarObjectTracking-ref-metadata": {
        "class-map": {
            "0": "car"
            "1": "bus"
        },
        "job-name": "labeling-job/labeling-job-name",
        "human-annotated": "yes",
        "creation-date": "2020-05-15T08:01:16+0000",
        "type": "groundtruth/video-object-tracking"
        }
 }

Ground Truth crea un archivo de secuencia de salida para cada secuencia de fotogramas de vídeo que se
etiquetó. Cada archivo de secuencia de salida contiene lo siguiente:

• Todas las anotaciones para todos los fotogramas de una secuencia en eltracking-annotationsLista
de objetos JSON.

• Para cada fotograma anotado por un trabajador, el marco (frame), número (frame-no), una
lista de objetos JSON que contienen anotaciones (annotations) y, si procede, atributos de
trama (frame-attributes). El nombre de esta lista está definido por el tipo de tarea que
utilice:polylines,polygons,keypoints, y para los cuadros delimitadores,annotations.

Cada objeto JSON contiene información sobre una sola anotación y etiqueta asociada. La siguiente tabla
describe los parámetros que verá para cada tipo de tarea de fotogramas de vídeo.

Tipo de tarea Parámetros

Bounding Box Dimensiones de la caja:heightywidth

Parte superior de la caja, ubicación de píxeles de
esquina izquierda:topyleft

keypoint Vertices de puntos clave:{ "x": int, "y":
int }

polígono Una lista de vértices de polígonos:vertices
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Tipo de tarea Parámetros
Vértices de polígonos:{ "x": int, "y":
int }

Un polígono es una forma cerrada, por lo que
el primer punto también representará el último
punto.

Polyline Una lista de vértices de polilínea:vertices
Vertices de polilínea:{ "x": int, "y":
int }

Además de los valores específicos del tipo de tarea, verá lo siguiente en cada objeto JSON:
• Valores de cualquierlabel-category-attributesque se especificaron para esa etiqueta.
• Laclass-idde la caja. Usarclass-mapen el archivo de manifiesto de salida para ver a qué categoría

de etiqueta se asigna este ID.
• Un registroobject-idque identifica una instancia de una etiqueta. Este ID será el mismo en todos

los fotogramas si un trabajador identificó la misma instancia de un objeto en varios fotogramas. Por
ejemplo, si un coche aparece en varios fotogramas, todos los cuadros delimitadores utilizan para
identificar que el coche tendría el mismoobject-id.

• Laobject-nameque es el ID de instancia de esa anotación.

A continuación se muestra un ejemplo deSeqLabel.jsonDesde un trabajo de etiquetado de seguimiento
de objetos de marco de vídeo de cuadro delimitador. Este archivo se ubicará ens3://your-output-
bucket/output-prefix/annotations/consolidated-annotation/output/annotation-
number/

{
    "tracking-annotations": [
        {
            "annotations": [
                {
                    "height": 36,
                    "width": 46,
                    "top": 178,
                    "left": 315,
                    "class-id": "0",
                    "label-category-attributes": {
                        "occluded": "no"
                    },
                    "object-id": "480dc450-c0ca-11ea-961f-a9b1c5c97972",
                    "object-name": "car:1"
                }
            ],
            "frame-no": "0",
            "frame": "frame_0001.jpeg",
            "frame-attributes": {}
        },
        {
            "annotations": [
                {
                    "height": 30,
                    "width": 47,
                    "top": 163,
                    "left": 344,
                    "class-id": "1",
                    "label-category-attributes": {
                        "occluded": "no",
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                        "size": "medium"
                    },
                    "object-id": "98f2b0b0-c0ca-11ea-961f-a9b1c5c97972",
                    "object-name": "bus:1"
                },
                {
                    "height": 28,
                    "width": 33,
                    "top": 150,
                    "left": 192,
                    "class-id": "0",
                    "label-category-attributes": {
                        "occluded": "partially"
                    },
                    "object-id": "480dc450-c0ca-11ea-961f-a9b1c5c97972",
                    "object-name": "car:1"
                }
            ],
            "frame-no": "1",
            "frame": "frame_0002.jpeg",
            "frame-attributes": {name: value, name: value}
        }
    ]
}

Salida de segmentación semántica de nube de puntos 3D

A continuación, se muestra el archivo de manifiesto de salida de un trabajo de etiquetado de segmentación
semántica de nube de puntos 3D.

Además de los elementos estándar, los metadatos de la etiqueta incluyen un mapa de color que define
qué color se va a etiquetar la imagen, el nombre de la clase asociada al color y la puntuación de confianza
de cada color. Además, hay unadjustment-statusEn los metadatos para los flujos de trabajo de
auditoría que se establece enadjustedsi se modifica la máscara de color. Si ha agregado uno o
másframeAttributesa su archivo de configuración de categoría de etiqueta, las respuestas del
trabajador para los atributos de marco se encuentran en el objeto JSON,dataset-object-attributes.

El parámetro your-label-attribute-ref contiene la ubicación de un archivo comprimido con
una extensión.zlib. Cuando descomprime este archivo, contiene una matriz. Cada índice de la matriz
corresponde al índice de un punto anotado en la nube de puntos de entrada. El valor de la matriz en un
índice dado proporciona la clase del punto en el mismo índice en la nube de puntos, en función del mapa
semántico de color que se encuentra en el cuadrocolor-mapParámetro de la propiedadmetadata.

Puede usar código Python similar al siguiente para descomprimir un archivo.zlib:

import zlib
from array import array

# read the label file
compressed_binary_file = open(zlib_file_path/file.zlib, 'rb').read()

# uncompress the label file
binary_content = zlib.decompress(compressed_binary_file)

# load labels to an array
my_int_array_data = array('B', binary_content);

print(my_int_array_data)

El bloque de código anterior generará una salida similar a la siguiente. Cada elemento de la
matriz impresa contiene la clase de un punto en el índice de ese en la nube de puntos. Por
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ejemplo,my_int_array_data[0] = 1MEANpoint[0]en la nube de puntos de entrada
tiene una clase1. En el siguiente ejemplo de archivo de manifiesto de salida, clase0corresponde
con"Background",1porCar, y2porPedestrian.

>> array('B', [1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1,
 1, 1, 0, 0, 0, 0, 0, 0, 0, 0, 0, 0, 0, 0, 2, 2, 2, 2, 2, 2, 2, 2, 2, 2, 2])

A continuación, se muestra un ejemplo de un archivo de manifiesto de salida del trabajo de etiquetado de
nube de puntos 3D. El texto rojo en cursiva en los ejemplos siguientes depende de las especificaciones del
trabajo de etiquetado y de los datos de salida.

{
   "source-ref": "s3://AWSDOC-EXAMPLE-BUCKET/examplefolder/frame1.bin",
   "source-ref-metadata":{
      "format": "binary/xyzi",
      "unix-timestamp": 1566861644.759115,
      "ego-vehicle-pose":{...}, 
      "prefix": "s3://AWSDOC-EXAMPLE-BUCKET/lidar_singleframe_dataset/prefix",
      "images": [{...}] 
    },
    "lidar-ss-label-attribute-ref": "s3://your-output-bucket/labeling-job-name/annotations/
consolidated-annotation/output/dataset-object-id/filename.zlib",
    "lidar-ss-label-attribute-ref-metadata": { 
        'color-map': {
            "0": {
                "class-name": "Background",
                "hex-color": "#ffffff",
                "confidence": 0.00
            },
            "1": {
                "class-name": "Car",
                "hex-color": "#2ca02c",
                "confidence": 0.00
            },
            "2": {
                "class-name": "Pedestrian",
                "hex-color": "#1f77b4",
                "confidence": 0.00
            },
            "3": {
                "class-name": "Tree",
                "hex-color": "#ff7f0e",
                "confidence": 0.00
            }
        },
        'type': 'groundtruth/point_cloud_single_frame_semantic_segmentation', 
        'human-annotated': 'yes',
        'creation-date': '2019-11-12T01:18:14.271944',
        'job-name': 'labeling-job-name',
        //only present for adjustment audit workflow
        "adjustment-status": "adjusted", // "adjusted" means the label was adjusted
        "dataset-object-attributes": {name: value, name: value}
    }
}

Salida de detección de objetos de nube de puntos 3D

A continuación se muestra un ejemplo de salida de un trabajo de detección con objetos de nube de puntos
3D. Para este tipo de tarea, los datos sobre cuboides 3D se devuelven en el parámetro 3d-bounding-
box, en una lista denominada annotations. En esta lista, cada cuboide 3D se describe utilizando la
siguiente información.
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• Cada clase o categoría de etiqueta, especificada en el manifiesto de entrada está asociada a unclass-
id. Utilice el class-map para identificar la clase asociada a cada ID de clase.

• Estas clases se utilizan para dar a cada cuboide 3D un object-name con el formato
<class>:<integer>, donde integer es un número único para identificar dicho cuboide en el marco.

• center-x,center-y, ycenter-zson las coordenadas del centro del cuboide, en el mismo sistema de
coordenadas que los datos de entrada de nube de puntos 3D utilizados en su trabajo de etiquetado.

• length,width, yheightDescriba las dimensiones del cuboide.
• yawse utiliza para describir la orientación (rumbo) del cuboide en radianes.

Layawen los datos de salida es de 180 grados, o pi en radianes, menosyawen el sistema de
coordenadas del mundo diestro cuando mira hacia abajo el cuboide. En otras palabras, al mirar un
cuboide desde arriba hacia abajo,yaw_in_output_dataes positivo en el sentido de las agujas del reloj
(a diferencia del sistema de coordenadas del mundo diestro, en el que la vista de arriba hacia abajo se
asocia con rotación positiva en sentido contrario a las agujas del reloj). Al mirar hacia arriba desde el
cuboide,yaw_in_output_dataes positivo en sentido contrario a las agujas del reloj.

Para convertiryaw_in_output_dataa la orientación más común del sistema de coordenadas del
mundo diestro, utilice lo siguiente (todas las unidades están en radianes):

yaw_right_handed_cartesian_system = pi - yaw_in_output_data

• Si creó un trabajo de etiquetado de ajuste de nube de puntos 3D e incluyópitchyrollen el archivo de
manifiesto de entrada, el mismopitchyrollLas mediciones aparecerán en el archivo de manifiesto de
salida. De lo contrario,pitchyroleSiempre será 0.

• Si ha incluido atributos de etiqueta en el archivo de manifiesto de entrada para una clase determinada,
unlabel-category-attributesse incluye para todos los cuboides para los que los trabajadores
seleccionaron atributos de etiqueta.

Si se modificaron uno o más cuboides, hay un parámetro adjustment-status en los metadatos
para los flujos de trabajo de auditoría que se establece en adjusted. Si ha agregado uno o
másframeAttributesa su archivo de configuración de categoría de etiqueta, las respuestas del
trabajador para los atributos de marco se encuentran en el objeto JSON,dataset-object-attributes.

El texto rojo en cursiva en los ejemplos siguientes depende de las especificaciones del trabajo de
etiquetado y de los datos de salida. Las elipses (...) indican una continuación de esa lista, donde pueden
aparecer objetos adicionales con el mismo formato que el objeto en curso.

{
   "source-ref": "s3://AWSDOC-EXAMPLE-BUCKET/examplefolder/frame1.txt",
   "source-ref-metadata":{
      "format": "text/xyzi",
      "unix-timestamp": 1566861644.759115, 
      "prefix": "s3://AWSDOC-EXAMPLE-BUCKET/lidar_singleframe_dataset/prefix",
      "ego-vehicle-pose": {
            "heading": {
                "qx": -0.02111296123795955,
                "qy": -0.006495469416730261,
                "qz": -0.008024565904865688,
                "qw": 0.9997181192298087
            },
            "position": {
                "x": -2.7161461413869947,
                "y": 116.25822288149078,
                "z": 1.8348751887989483
            }
       },
       "images": [

457



Amazon SageMaker Developer Guide
Usar datos de entrada y salida

            {
                "fx": 847.7962624528487,
                "fy": 850.0340893791985,
                "cx": 576.2129134707038,
                "cy": 317.2423573573745,
                "k1": 0,
                "k2": 0,
                "k3": 0,
                "k4": 0,
                "p1": 0,
                "p2": 0,
                "skew": 0,
                "unix-timestamp": 1566861644.759115,
                "image-path": "images/frame_0_camera_0.jpg", 
                "position": {
                    "x": -2.2722515189268138,
                    "y": 116.86003310568965,
                    "z": 1.454614668542299
                },
                "heading": {
                    "qx": 0.7594754093069037,
                    "qy": 0.02181790885672969,
                    "qz": -0.02461725233103356,
                    "qw": -0.6496916273040025
                },
                "camera_model": "pinhole"
            }
        ]
    },
   "3d-bounding-box": 
    {
       "annotations": [
            {
                "label-category-attributes": {
                    "Occlusion": "Partial",
                    "Type": "Sedan"
                },
                "object-name": "Car:1",
                "class-id": 0,
                "center-x": -2.616382013657516,
                "center-y": 125.04149850484193,
                "center-z": 0.311272296465834,
                "length": 2.993000265181146,
                "width": 1.8355260519692056,
                "height": 1.3233490884304047,
                "roll": 0,
                "pitch": 0,
                "yaw": 1.6479308313703527
            },
            {
                "label-category-attributes": {
                    "Occlusion": "Partial",
                    "Type": "Sedan"
                },
                "object-name": "Car:2",
                "class-id": 0,
                "center-x": -5.188984560617168,
                "center-y": 99.7954483288783,
                "center-z": 0.2226435567445657,
                "length": 4,
                "width": 2,
                "height": 2,
                "roll": 0,
                "pitch": 0,
                "yaw": 1.6243170732068055
            }
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        ]
    },
    "3d-bounding-box-metadata":
    {
        "objects": [], 
        "class_map": 
        {
            "0": "Car",
        },
        "type": "groundtruth/point_cloud_object_detection",
        "human-annotated": "yes", 
        "creation-date": "2018-10-18T22:18:13.527256",
        "job-name": "identify-3d-objects",
        "adjustment-status": "adjusted",
        "dataset-object-attributes": {name: value, name: value}
    }
}

Salida de seguimiento de objetos de nube de puntos 3D

A continuación, se muestra un ejemplo de un archivo de manifiesto de salida de un trabajo de etiquetado
de seguimiento de objetos de nube de puntos 3D. El texto rojo en cursiva en los ejemplos
siguientes depende de las especificaciones del trabajo de etiquetado y de los datos de salida. Las elipses
(...) indican una continuación de esa lista, donde pueden aparecer objetos adicionales con el mismo
formato que el objeto en curso.

Además de los elementos estándar, los metadatos incluyen un mapa de clase que enumera cada clase
que tiene al menos una etiqueta en la secuencia. Si se modificaron uno o más cuboides, hay un parámetro
adjustment-status en los metadatos para los flujos de trabajo de auditoría que se establece en
adjusted.

{
   "source-ref": "s3://AWSDOC-EXAMPLE-BUCKET/myfolder/seq1.json",
    "lidar-label-attribute-ref": "s3://<CustomerOutputLocation>/<labelingJobName>/
annotations/consolidated-annotation/output/<datasetObjectId>/SeqLabel.json",
    "lidar-label-attribute-ref-metadata": { 
        "objects": 
        [
            {   
                "frame-no": 300,
                "confidence": []
            },
            {
                "frame-no": 301,
                "confidence": []
            },
            ...
        ],    
        'class-map': {'0': 'Car', '1': 'Person'}, 
        'type': 'groundtruth/point_cloud_object_tracking', 
        'human-annotated': 'yes',
        'creation-date': '2019-11-12T01:18:14.271944',
        'job-name': 'identify-3d-objects',
        "adjustment-status": "adjusted" 
    }
}

En el ejemplo anterior, los datos de cuboide para cada marco enseq1.jsonestá enSeqLabel.jsonen la
ubicación de Amazon S3s3://<customerOutputLocation>/<labelingJobName>/annotations/
consolidated-annotation/output/<datasetObjectId>/SeqLabel.json. A continuación se
muestra un ejemplo de este archivo de secuencia de etiquetas.
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Para cada marco de la secuencia, verá la secciónframe-number,frame-name, si procede,frame-
attributes, y una lista deannotations. Esta lista contiene cubodes 3D dibujados para ese marco.
Cada anotación incluye la siguiente información:

• Un registroobject-nameen el formato<class>:<integer>whereclassidentifica la categoría de
etiqueta yintegeres un ID único en todo el conjunto de datos.

• Cuando los empleados dibujan un cuboide, se asocia con un object-id único que está asociado a su
vez con todos los cuboides que identifican el mismo objeto en varios marcos.

• Cada clase o categoría de etiqueta, especificada en el manifiesto de entrada está asociada a un class-
id. Utilice el class-map para identificar la clase asociada a cada ID de clase.

• center-x,center-y, ycenter-zson las coordenadas del centro del cuboide, en el mismo sistema de
coordenadas que los datos de entrada de nube de puntos 3D utilizados en su trabajo de etiquetado.

• length,width, yheightDescriba las dimensiones del cuboide.
• yawse utiliza para describir la orientación (rumbo) del cuboide en radianes.

Layawen los datos de salida es de 180 grados, o pi en radianes, menosyawen el sistema de
coordenadas del mundo diestro cuando mira hacia abajo el cuboide. En otras palabras, al mirar un
cuboide desde arriba hacia abajo,yaw_in_output_dataes positivo en el sentido de las agujas del reloj
(a diferencia del sistema de coordenadas del mundo diestro, en el que la vista de arriba hacia abajo se
asocia con rotación positiva en sentido contrario a las agujas del reloj). Al mirar hacia arriba desde el
cuboide,yaw_in_output_dataes positivo en sentido contrario a las agujas del reloj.

Para convertiryaw_in_output_dataa la orientación más común del sistema de coordenadas del
mundo diestro, utilice lo siguiente (todas las unidades están en radianes):

yaw_right_handed_cartesian_system = pi - yaw_in_output_data

• Si creó un trabajo de etiquetado de ajuste de nube de puntos 3D e incluyópitchyrollen el archivo de
manifiesto de entrada, el mismopitchyrollLas mediciones aparecerán en el archivo de manifiesto de
salida. De lo contrario,pitchyroleSiempre será 0.

• Si ha incluido atributos de etiqueta en el archivo de manifiesto de entrada para una clase determinada,
unlabel-category-attributesse incluye para todos los cuboides para los que los trabajadores
seleccionaron atributos de etiqueta.

{
    "tracking-annotations": [
        {
            "frame-number": 0,
            "frame-name": "0.txt.pcd",
            "frame-attributes": {name: value, name: value},
            "annotations": [
                {
                    "label-category-attributes": {},
                    "object-name": "Car:4",
                    "class-id": 0,
                    "center-x": -2.2906369208300674,
                    "center-y": 103.73924823843463,
                    "center-z": 0.37634114027023313,
                    "length": 4,
                    "width": 2,
                    "height": 2,
                    "roll": 0,
                    "pitch": 0,
                    "yaw": 1.5827222214406014,
                    "object-id": "ae5dc770-a782-11ea-b57d-67c51a0561a1"
                },
                {
                    "label-category-attributes": {
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                        "Occlusion": "Partial",
                        "Type": "Sedan"
                    },
                    "object-name": "Car:1",
                    "class-id": 0,
                    "center-x": -2.6451293634707413,
                    "center-y": 124.9534455706848,
                    "center-z": 0.5020834081743839,
                    "length": 4,
                    "width": 2,
                    "height": 2.080488827301309,
                    "roll": 0,
                    "pitch": 0,
                    "yaw": -1.5963335581398077,
                    "object-id": "06efb020-a782-11ea-b57d-67c51a0561a1"
                },
                {
                    "label-category-attributes": {
                        "Occlusion": "Partial",
                        "Type": "Sedan"
                    },
                    "object-name": "Car:2",
                    "class-id": 0,
                    "center-x": -5.205611313118477,
                    "center-y": 99.91731932137061,
                    "center-z": 0.22917217081212138,
                    "length": 3.8747142207671956,
                    "width": 1.9999999999999918,
                    "height": 2,
                    "roll": 0,
                    "pitch": 0,
                    "yaw": 1.5672228760316775,
                    "object-id": "26fad020-a782-11ea-b57d-67c51a0561a1"
                }
            ]
        },
        {
            "frame-number": 1,
            "frame-name": "1.txt.pcd",
            "frame-attributes": {},
            "annotations": [
                {
                    "label-category-attributes": {},
                    "object-name": "Car:4",
                    "class-id": 0,
                    "center-x": -2.2906369208300674,
                    "center-y": 103.73924823843463,
                    "center-z": 0.37634114027023313,
                    "length": 4,
                    "width": 2,
                    "height": 2,
                    "roll": 0,
                    "pitch": 0,
                    "yaw": 1.5827222214406014,
                    "object-id": "ae5dc770-a782-11ea-b57d-67c51a0561a1"
                },
                {
                    "label-category-attributes": {
                        "Occlusion": "Partial",
                        "Type": "Sedan"
                    },
                    "object-name": "Car:1",
                    "class-id": 0,
                    "center-x": -2.6451293634707413,
                    "center-y": 124.9534455706848,
                    "center-z": 0.5020834081743839,
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                    "length": 4,
                    "width": 2,
                    "height": 2.080488827301309,
                    "roll": 0,
                    "pitch": 0,
                    "yaw": -1.5963335581398077,
                    "object-id": "06efb020-a782-11ea-b57d-67c51a0561a1"
                },
                {
                    "label-category-attributes": {
                        "Occlusion": "Partial",
                        "Type": "Sedan"
                    },
                    "object-name": "Car:2",
                    "class-id": 0,
                    "center-x": -5.221311072916759,
                    "center-y": 100.4639841045424,
                    "center-z": 0.22917217081212138,
                    "length": 3.8747142207671956,
                    "width": 1.9999999999999918,
                    "height": 2,
                    "roll": 0,
                    "pitch": 0,
                    "yaw": 1.5672228760316775,
                    "object-id": "26fad020-a782-11ea-b57d-67c51a0561a1"
                }
            ]
        }       
    ]
}

Etiquetado de datos mejorado
Amazon SageMaker Ground Truth administra el envío de los objetos de datos a los empleados para su
etiquetado. Etiquetar cada objeto de datos es una tarea. Los trabajadores completan cada tarea hasta
que se haya completado todo el trabajo de etiquetado. Ground Truth divide el número total de tareas
enLotesque se envían a los trabajadores. Se envía un nuevo lote a los empleados cuando el anterior ha
finalizado.

Ground Truth ofrece dos características que le ayudan a mejorar la precisión de las etiquetas de datos y
reducir el costo total del etiquetado de los datos:

• Consolidación de comentariosAyuda a mejorar la precisión de las etiquetas de objeto de datos. Combina
los resultados de las tareas de comentario de varios empleados en una anotación de alta fidelidad.

• El etiquetado de datos automatizado utiliza funciones de aprendizaje automático para etiquetar partes de
los datos de forma automática sin tener que enviarlos a empleados reales.

Temas
• Controlar el flujo de objetos de datos enviados a los trabajadores (p. 462)
• Consolidación de anotaciones (p. 464)
• Automatización del etiquetado de datos (p. 465)
• Encadenamiento de trabajos de etiquetado (p. 472)

Controlar el flujo de objetos de datos enviados a los trabajadores
Según el tipo de trabajo de etiquetado que cree, Amazon SageMaker Ground Truth envía objetos de datos
a los trabajadores por lotes o por streaming. Puede controlar el flujo de objetos de datos a los trabajadores
de las siguientes maneras:

462



Amazon SageMaker Developer Guide
Etiquetado de datos mejorado

• Para ambos tipos de trabajos de etiquetado, puede usarMaxConcurrentTaskCountpara controlar el
número total de objetos de datos disponibles para todos los trabajadores en un momento dado cuando
se está ejecutando el trabajo de etiquetado.

• Para trabajos de etiquetado por streaming, puede controlar el flujo de objetos de datos a los trabajadores
mediante la supervisión y el control del número de objetos de datos enviados a Amazon SQS asociados
con su trabajo de etiquetado.

Utilice las secciones siguientes para obtener más información sobre estas opciones. Para obtener más
información acerca de los trabajos de etiquetado de streaming, consulteTrabajos de etiquetado Ground
Truth Streaming (p. 396).

Temas
• Usar MaxConcurrentTaskCount para controlar el flujo de objetos de datos (p. 463)
• Utilizar Amazon SQS para controlar el flujo de objetos de datos a trabajos de etiquetado por

streaming (p. 464)

Usar MaxConcurrentTaskCount para controlar el flujo de objetos de datos

MaxConcurrentTaskCountdefine el número máximo de objetos de datos que los trabajadores humanos
pueden etiquetar al mismo tiempo. Si utiliza la consola, este parámetro se establece en 1.000. Si
usaCreateLabelingJob, puede definir este parámetro en cualquier entero entre 1 y 1000, incluido.

Cuando inicia un trabajo de etiquetado mediante un archivo de manifiesto de entrada, Ground Truth hace
lo siguiente:

1. Para cada objeto de datos enumerado en el archivo de manifiesto de entrada, se crean una o más
tareas, dependiendo del valor que especifique paraNumberOfHumanWorkersPerDataObject. Por
ejemplo, si establece el número de trabajadores por objeto de datos en 3, se crearán 3 tareas para cada
objeto de dataset. Para que se marque como etiquetado correctamente, al menos un trabajador debe
etiquetar el objeto. Alternativamente, las tareas pueden caducar o rechazarse.

2. Si utiliza la fuerza de trabajo de Mechanical Turk, Ground Truth envía primero un lote de 10 objetos de
dataset a sus trabajadores. Utiliza este pequeño lote para configurar el trabajo de etiquetado y para
asegurarse de que el trabajo esté configurado correctamente.

3. A continuación, Ground Truth envíaMaxConcurrentTaskCountnúmero de objetos de conjunto
de datos a los trabajadores. Por ejemplo, si tiene 2.000 objetos de datos de entrada en el archivo
de manifiesto de entrada y ha establecido el número de trabajadores por objeto de datos en 3 y
estableceMaxConcurrentTaskCounta 900, los primeros 900 objetos de datos en su manifiesto de
entrada se envían a los trabajadores, lo que corresponde a 2.700 tareas (900 x 3). Este es el primer
conjunto de objetos de tamaño completo que se envían a los trabajadores.

4. Lo que ocurre a continuación depende del tipo de trabajo de etiquetado que cree. En este paso se
supone que uno o más objetos de conjunto de datos en el archivo de manifiesto de entrada o que se
envían mediante una fuente de datos de entrada de Amazon SNS (en un trabajo de etiquetado de
streaming) no se incluyeron en el conjunto enviado a los trabajadores en el paso 3.
• Trabajo de etiquetado: Siempre y cuando el número total de objetos disponibles para los trabajadores

sea igual aMaxConcurrentTaskCount, todos los objetos de conjunto de datos restantes del archivo
de manifiesto de entrada y que envíe en tiempo real mediante Amazon SNS se colocan en una cola
de Amazon SQS. Cuando el número total de objetos disponibles para los trabajadores se sitúe por
debajo deMaxConcurrentTaskCountMINUSNumberOfHumanWorkersPerDataObject, se utiliza
un nuevo objeto de datos de la cola para crearNumberOfHumanWorkersPerDataObject-tareas,
que se envían a los trabajadores en tiempo real.

• Trabajo de etiquetado sin streaming: A medida que los trabajadores terminen de etiquetar un conjunto
de objetos, hastaMaxConcurrentTaskCountTimesNumberOfHumanWorkersPerDataObjectEl
número de tareas nuevas se enviará a los trabajadores. Este proceso se repite hasta que todos los
objetos de datos del archivo de manifiesto de entrada estén etiquetados.
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Utilizar Amazon SQS para controlar el flujo de objetos de datos a trabajos de
etiquetado por streaming
Cuando crea un trabajo de etiquetado de streaming, se crea automáticamente una cola de Amazon SQS
en su cuenta. Los objetos de datos solo se agregan a la cola de Amazon SQS cuando el número total de
objetos enviados a los trabajadores es superior aMaxConcurrentTaskCount. De lo contrario, los objetos
se envían directamente a los trabajadores.

Puede utilizar esta cola para administrar el flujo de objetos de datos a su trabajo de etiquetado. Para
obtener más información, consulte Gestionar solicitudes de etiquetado con una cola de Amazon SQS
 (p. 399).

Consolidación de anotaciones
Una anotación es el resultado de la tarea de etiquetado de un empleado. La consolidación de anotaciones
combina las anotaciones de dos o varios empleados en una sola etiqueta de los objetos de datos. Las
etiquetas, que se asignan a cada objeto del conjunto de datos, son una estimación probabilística de cuál
debe ser la verdadera etiqueta. Cada objeto del conjunto de datos normalmente tiene varias anotaciones,
pero solo tiene una etiqueta o un conjunto de etiquetas.

Usted decide cuántos empleados anotan cada uno de los objetos del conjunto de datos. El uso de más
trabajadores puede aumentar la precisión de las etiquetas, pero también aumenta el costo del etiquetado.
Para obtener más información acerca de los precios de Ground Truth, consultePrecios de Amazon
SageMaker Ground Truth.

Si utiliza la consola de Amazon SageMaker para crear un trabajo de etiquetado, a continuación se
muestran los valores predeterminados para el número de trabajadores que pueden anotar objetos:

• Clasificación de texto: 3 trabajadores
• Clasificación de imágenes: 3 trabajadores
• Cuadros delimitadores: 5 trabajadores
• Segmentación semántica: 3 trabajadores
• Reconocimiento de entidad con nombre: 3 trabajadores

Cuando se utiliza la operación CreateLabelingJob, el número de empleados que van a comentar cada
objeto de datos se establece con el parámetro NumberOfHumanWorkersPerDataObject. Si desea
anular el número predeterminado de empleados que van a comentar un objeto de datos, utilice la consola
o la operación CreateLabelingJob.

Ground Truth proporciona una función de consolidación de comentarios para cada una de sus tareas de
etiquetado predefinidas: cuadro delimitador, clasificación de imágenes, reconocimiento de entidades de
nombres, segmentación semántica y clasificación de texto. Estas son las funciones:

• La consolidación de anotaciones de varias clases para la clasificación de textos e imágenes aplica una
variante del enfoque de maximización de expectativas a las anotaciones. Estima parámetros para cada
empleado y utiliza la inferencia bayesiana para calcular la verdadera clase en función de los comentarios
de clase de empleados individuales.

• El comentario de cuadros delimitadores consolida los cuadros delimitadores de varios empleados. Esta
función busca los cuadros más parecidos de diferentes empleados en función del índice Jaccard (o la
intersección sobre la unión) de los cuadros y calcula su promedio.

• La consolidación de comentarios de segmentación semántica trata cada píxel en una sola imagen como
una clasificación de varias clases. Esta función trata los comentarios de píxeles de empleados como
"votos", con más información de los píxeles circundantes incorporada mediante la aplicación de una
función de suavizado a la imagen.

• Si el modo no está claro, el reconocimiento de entidades nombradas agrupa las selecciones de texto por
similitud de Jaccard y calcula los límites de selección en función del modo o de la mediana. La etiqueta
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se resuelve como la etiqueta de entidad más asignada, rompiendo los vínculos mediante una selección
aleatoria.

Puede utilizar otros algoritmos para consolidar anotaciones. Para obtener información, consulte Creación
de una función de consolidación de anotaciones propia (p. 465).

Creación de una función de consolidación de anotaciones propia

Si lo desea, puede utilizar su propia función de consolidación de anotaciones para determinar las etiquetas
finales de los objetos etiquetados. Hay muchos enfoques posibles para escribir una función, así que el
enfoque que elija dependerá de la naturaleza de las anotaciones que se van a consolidar. En general, las
funciones de consolidación tienen en cuenta los comentarios de los empleados, miden la similitud entre
ellas y luego utilizan alguna forma de evaluación probabilística para determinar cuál debe ser la etiqueta
más probable.

Si desea utilizar otros algoritmos para crear funciones de consolidación de anotaciones, puede encontrar
las respuestas del trabajador en la sección[project-name]/annotations/worker-responseLa
carpeta del bucket de Amazon S3 en el que dirige la salida del trabajo.

Evaluación de la similitud

Para evaluar la similitud entre etiquetas, puede seguir una de las siguientes estrategias o puede utilizar
otra que se adapte a sus necesidades de etiquetado de datos:

• Para espacios de etiquetas que se componen de categorías discretas que se excluyen mutuamente,
como, por ejemplo, la clasificación de varias clases, la evaluación de la similitud puede ser sencilla. Las
etiquetas discretas coinciden o no coinciden.

• Para los espacios de etiquetas que no tienen valores discretos, como, por ejemplo, los comentarios de
cuadros delimitadores, busque una amplia medida de similitud. En el caso de los cuadros delimitadores,
una de dichas medidas es el índice Jaccard. Este índice mide la proporción de la intersección de
dos cuadros con la unión de los cuadros para evaluar su grado de similitud. Por ejemplo, si hay tres
anotaciones, puede haber una función que determine qué anotaciones representan el mismo objeto y
deben consolidarse.

Evaluación de la etiqueta más probable

Teniendo en cuenta una de las estrategias detalladas en las secciones anteriores, realice algún tipo de
juicio probabilístico sobre qué debería ser la etiqueta consolidada. En el caso de las categorías discretas
mutuamente excluyentes, esto puede resultar sencillo. Una de las formas más frecuentes de hacerlo
consiste en tomar los resultados de una votación mayoritaria entre los comentarios. De esta forma se
sopesan los comentarios por igual.

Algunos enfoques intentan calcular la precisión de diferentes anotadores y sopesar sus comentarios en
proporción con la probabilidad de exactitud. Un ejemplo sería el método de maximización de expectativas,
que se utiliza en la función de consolidación de Ground Truth por defecto para comentarios de varias
clases.

Para obtener más información acerca de cómo crear una función de consolidación de comentarios,
consulte Paso 3: Procesamiento deAWS Lambda (p. 332).

Automatización del etiquetado de datos
Si lo desea, Amazon SageMaker Ground Truth puede utilizar el aprendizaje activo para automatizar el
etiquetado de los datos de entrada para ciertos tipos de tareas integrados. El aprendizaje activo es una
técnica de aprendizaje automático que identifica los datos que los empleados deben etiquetar. En Ground
Truth, esta funcionalidad se denomina «etiquetado automatizado de datos». El etiquetado automatizado de
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datos permite reducir los costos y el tiempo necesarios para etiquetar el conjunto de datos en comparación
a cuando esta tarea la realizan exclusivamente humanos. Al utilizar el etiquetado automatizado, se
generan costos de inferencia y costos de entrenamiento de SageMaker.

Es recomendable utilizar el etiquetado automatizado de datos en conjuntos de datos grandes, ya que
las redes neuronales que se utilizan con el aprendizaje activo requieren una cantidad significativa de
datos en cada nuevo conjunto de datos. Normalmente, a medida que proporciona más datos, aumenta
la probabilidad de obtener predicciones con una elevada precisión. Los datos solo se etiquetarán
automáticamente si la red neuronal que se utiliza en el modelo de etiquetado automático puede lograr un
nivel de precisión aceptablemente alto. Por lo tanto, en conjuntos de datos más grandes, la probabilidad de
que los datos se etiqueten automáticamente es mayor, ya que la red neuronal puede lograr una precisión
lo suficientemente alta. El etiquetado automatizado de datos resulta más apropiado cuando se tienen miles
de objetos de datos. El número mínimo de objetos permitidos para el etiquetado automatizado de datos es
de 1250, pero recomendamos encarecidamente proporcionar un mínimo de 5000 objetos.

El etiquetado automatizado de datos automatizado solo está disponible para los siguientes tipos de tareas
integradas en Ground Truth:

• Clasificación de imágenes (etiqueta única) (p. 198)
• Segmentación semántica de imágenes (p. 191)
• Detección de objetos (Bounding Box (p. 186))
• Clasificación de texto (etiqueta única) (p. 208)

Trabajos de etiquetado de streamingNo admiten el etiquetado automatizado de datos.

Para obtener información acerca de cómo crear un flujo de trabajo de aprendizaje activo personalizado
mediante su propio modelo, consulteConfigurar un flujo de trabajo de aprendizaje activo con su propio
modelo (p. 472).

Las cuotas de datos de entrada se aplican a los trabajos de etiquetado automatizados. ConsulteCuotas de
datos de entrada (p. 401)Para obtener información sobre el tamaño del dataset, el tamaño de los datos
de entrada y los límites de resolución

Note

Antes de utilizar el modelo de etiquetado automático en producción, debe realizar ajustes,
pruebas o ambas cosas. Puede ajustar el modelo del conjunto de datos generado por el trabajo
de etiquetado (o crear y ajustar otro modelo supervisado que elija) para optimizar la arquitectura y
los hiperparámetros del modelo. Si decide utilizar el modelo para realizar inferencias sin ajustarlo,
le recomendamos encarecidamente asegurarse de evaluar su precisión en un subconjunto
representativo del conjunto de datos (por ejemplo, seleccionado aleatoriamente) etiquetado con
Ground Truth y que se ajuste a sus expectativas.

Funcionamiento

El etiquetado de datos automatizado se habilita cuando se crea un trabajo de etiquetado. Así es como
funciona:

1. Cuando Ground Truth comienza un trabajo de etiquetado de datos automatizado, selecciona una
muestra al azar de objetos de datos de entrada y los envía a empleados humanos. Si más del 10% de
estos objetos de datos fallan, el trabajo de etiquetado fallará. Si el trabajo de etiquetado falla, además
de revisar cualquier mensaje de error devuelve Ground Truth, compruebe que los datos de entrada se
muestran correctamente en la interfaz de usuario del trabajador, las instrucciones están claras y que ha
dado a los trabajadores tiempo suficiente para completar las tareas.

2. Cuando se devuelven los datos etiquetados, se utiliza para crear un conjunto de entrenamiento y un
conjunto de validación. Ground Truth utiliza estos conjuntos de datos para entrenar y validar el modelo
utilizado para el etiquetado automático.
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3. Ground Truth ejecuta un trabajo de transformación por lotes utilizando el modelo validado para
inferencia en los datos de validación. La inferencia por lotes produce una puntuación de confianza y una
métrica de calidad para cada objeto de los datos de validación.

4. El componente de etiquetado automático utilizará estas métricas de calidad y puntuaciones de confianza
para crear unumbral de puntuación de confianzaque garantiza etiquetas de calidad.

5. Ground Truth ejecuta un trabajo de transformación por lotes en los datos sin etiquetar del conjunto de
datos utilizando el mismo modelo validado para la inferencia. De este modo, se obtiene una puntuación
de confianza para cada objeto.

6. El componente de etiquetado automático de Ground Truth (Ground Truth) determina si la puntuación
de confianza generada en el paso 5 para cada objeto satisface el umbral necesario que se determinó
en el paso 4. Si la puntuación de confianza satisface este umbral, la calidad esperada del etiquetado
automático excede el nivel de precisión solicitado y se considerará que ese objeto se etiquetó
automáticamente.

7. El paso 6 produce un conjunto de datos sin etiquetar con puntuaciones de confianza. Ground Truth
selecciona los puntos de datos de ese conjunto con puntuaciones de confianza bajas y los envía a los
empleados humanos.

8. Para actualizar el modelo, Ground Truth utiliza los datos etiquetados por humanos existentes y estos
nuevos datos etiquetados por empleados humanos.

9. El proceso se repite hasta que el conjunto de datos está completamente etiquetado o hasta que se
cumple otra condición de detención. Por ejemplo, el etiquetado automático se detiene si se alcanza el
presupuesto de anotación por humanos.

Los pasos anteriores ocurren en iteraciones. Seleccione cada ficha de la tabla siguiente para ver un
ejemplo de los procesos que se producen en cada iteración para un trabajo de etiquetado automatizado de
detección de objetos. El número de objetos de datos utilizados en un paso dado en estas imágenes (por
ejemplo, 200) es específico de este ejemplo. Si hay menos de 5.000 objetos para etiquetar, el tamaño del
conjunto de validación es del 20% de todo el conjunto de datos. Si hay más de 5.000 objetos en el dataset
de entrada, el tamaño del conjunto de validación es del 10% del conjunto de datos completo. Puede
controlar el número de etiquetas humanas recopiladas por iteración de aprendizaje activa cambiando el
valor deMaxConcurrentTaskCountcuando usa la operación de la APICreateLabelingJob. Este valor
se establece en 1000 al crear un trabajo de etiquetado mediante la consola. En el flujo de aprendizaje
activo ilustrado bajo elAprendizaje activo, este valor se establece en 200.
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Model Training
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Automated Labeling
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Active Learning

Precisión de las etiquetas automatizadas

La definición deAccuracydepende del tipo de tarea integrada que utilice con el etiquetado automatizado.
Para todos los tipos de tareas, estos requisitos de precisión están predeterminados por Ground Truth y no
se pueden configurar manualmente.

• Para la clasificación de imágenes y la clasificación de texto, Ground Truth utiliza la lógica para encontrar
un nivel de confianza de predicción de etiquetas que corresponda al menos al 95% de precisión de
etiqueta. Esto significa que Ground Truth espera que la precisión de las etiquetas automatizadas sea al
menos del 95% en comparación con las etiquetas que los etiquetadores humanos proporcionarían para
esos ejemplos.

• Para los cuadros delimitadores, la media esperadaIntersección sobre unión (IoU)de las imágenes
autoetiquetadas es 0.6. Para encontrar el IoU medio, Ground Truth calcula el IoU medio de todos los
cuadros predecidos y perdidos en la imagen para cada clase y, a continuación, promedia estos valores
en todas las clases.

• Para la segmentación semántica, el IoU medio esperado de las imágenes autoetiquetadas es 0.7. Para
encontrar el IoU medio, Ground Truth toma la media de los valores de IoU de todas las clases de la
imagen (excluyendo el fondo).

En cada iteración de Active Learning (pasos 3-6 de la lista anterior), el umbral de confianza se encuentra
utilizando el conjunto de validación anotada por humanos para que la precisión esperada de los objetos
autoetiquetados satisfaga ciertos requisitos de precisión predefinidos.

Creación de un trabajo de etiquetado de datos automatizado (consola)

Para crear un trabajo de etiquetado que utilice etiquetado automatizado en la consola de SageMaker, siga
el procedimiento siguiente.

Para crear un trabajo de etiquetado de datos automatizado (consola)

1. Abra la verdad del terrenoTrabajos de etiquetadode la consola de SageMaker:https://
console.aws.amazon.com/sagemaker/groundtruth.
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2. Utilizando Creación de un trabajo de etiquetado (consola) (p. 362) como guía, complete las
secciones Job overview (Información general del trabajo) y Task type (Tipo de tarea). Tenga en cuenta
que no se admite el etiquetado automático para los tipos de tareas personalizados.

3. En Workers (Personal), elija el tipo de empleados.
4. En la misma sección, elija Enable automated data labeling (Habilitar etiquetado de datos

automatizado).
5. Uso dePaso 4: Configuración de la herramienta de cuadro delimitador (p. 184)como guía,

cree instrucciones de trabajo en la secciónTipo de tareaHerramienta de etiquetado. Por
ejemplo, si eligióSegmentación semánticacomo su tipo de trabajo de etiquetado, esta sección se
denominaHerramienta de etiquetado de segmentación semántica.

6. Para obtener una vista previa de las instrucciones del empleado y del panel, elija Preview (Vista
previa).

7. Seleccione Create (Crear). Esto crea e inicia el trabajo de etiquetado y el proceso de etiquetado
automático.

Puede ver que el trabajo de etiquetado aparece en la secciónTrabajos de etiquetadode la consola de
SageMaker. Los datos de salida aparecen en el bucket de Amazon S3 que especificó al crear el trabajo
de etiquetado. Para obtener más información sobre el formato y la estructura de archivos de los datos de
salida de un trabajo de etiquetado, consulte Datos de salida (p. 438).

Creación de un trabajo de etiquetado de datos automatizado (API)

Para crear un trabajo de etiquetado de datos automatizado mediante la API de SageMaker,
utilice el LabelingJobAlgorithmsConfigParámetro de la propiedad CreateLabelingJob.
Para obtener información sobre cómo iniciar un trabajo de etiquetado mediante la
herramientaCreateLabelingJoboperación, consulteCreación de un trabajo de etiquetado
(API) (p. 366).

Especifique el nombre de recurso de Amazon (ARN) del algoritmo que va a utilizar con el etiquetado
de datos automatizado en el parámetro LabelingJobAlgorithmSpecificationArn. Elija uno de los cuatro
algoritmos integrados en Ground Truth que son compatibles con el etiquetado automatizado:

• Clasificación de imágenes (etiqueta única) (p. 198)
• Segmentación semántica de imágenes (p. 191)
• Detección de objetos (Bounding Box (p. 186))
• Clasificación de texto (etiqueta única) (p. 208)

Cuando un trabajo de etiquetado de datos automatizado finaliza, Ground Truth devuelve el ARN del
modelo que utilizó para el trabajo de etiquetado de datos automatizado. Utilice este modelo como modelo
inicial para realizar tipos de trabajo de etiquetado automático similares proporcionando el ARN, en formato
de cadena, en el parámetro InitialActiveLearningModelArn. Para recuperar el ARN del modelo, utilice un
comando de AWS Command Line Interface (AWS CLI) similar al siguiente.

# Fetch the mARN of the model trained in the final iteration of the previous labeling
 job.Ground Truth
pretrained_model_arn = sagemaker_client.describe_labeling_job(LabelingJobName=job_name)
['LabelingJobOutput']['FinalActiveLearningModelArn']

Para cifrar los datos del volumen de almacenamiento asociado a las instancias de proceso de aprendizaje
automático que se utilizan con el etiquetado automatizado, incluya una clave AWS Key Management
Service (AWS KMS) en el parámetro VolumeKmsKeyId. Para obtener más información sobreAWSClaves
de KMS, consulte¿Qué es ?AWS¿Key Management Service?en laAWSGuía para desarrolladores de Key
Management Service.
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Para obtener un ejemplo que utiliza el CreateLabelingJobPara crear un trabajo de etiquetado de datos
automatizado, consulte laobject_detection_tutorialEjemplo de en elEjemplos de SageMaker,Trabajos
de Ground Truthde una instancia de bloc de notas de SageMaker. Para obtener información acerca
de cómo crear y abrir una instancia de bloc de notas, consulte Creación de una instancia del bloc
de notas (p. 131). Para obtener información sobre cómo acceder a los blocs de notas de ejemplo de
SageMaker, consulteEjemplo de blocs de notas (p. 142).

Amazon EC2 para el etiquetado de datos automatizado

En la siguiente tabla, se muestran las instancias de Amazon Elastic Compute Cloud (Amazon EC2) que
necesita para ejecutar el etiquetado de datos automatizado para trabajos de entrenamiento e inferencia por
lotes.

Tipo de trabajo de etiquetado de
datos automatizado

Tipo de instancia de
entrenamiento

Tipo de instancia de inferencia

Clasificación de imágenes ml.p3.2xlarge* ml.c5.xlarge

Detección de objetos (cuadro
delimitador)

ml.p3.2xlarge* ml.c5.4large

Clasificación de textos ml.c5.2xlarge ml.m4.xlarge

Segmentación semántica ml.p3.2xlarge* ml.p3.2xlarge*

* En la región de Asia Pacífico (Mumbai), utilice ml.p2.8xlarge en su lugar.

El etiquetado automatizado de datos conlleva dos cargos separados: el cargo por artículo
(consultePrecios de) y el cargo correspondiente a la instancia de Amazon EC2 necesaria para
ejecutar el modelo (consultePrecios de Amazon EC2).

Ground Truth administra las instancias que se utilizan para trabajos de etiquetado de datos automatizados.
Este servicio crea, configura y termina las instancias según sea necesario para realizar el trabajo. Estas
instancias no aparecen en el panel de control de instancias de Amazon EC2.

Configurar un flujo de trabajo de aprendizaje activo con su propio modelo

Puede crear un flujo de trabajo de aprendizaje activo con su propio algoritmo para ejecutar capacitación
e inferencias en ese flujo de trabajo para etiquetar automáticamente sus datos. El bloc de notas
bring_your_own_model_for_sagemaker_labeling_workflows_with_active_learning.ipynb demuestra
esto usando el algoritmo integrado de SageMaker,BlazingText. Este cuaderno proporciona unAWS
CloudFormationque puede usar para ejecutar este flujo de trabajo usandoAWS Step Functions. Encontrará
el cuaderno y los archivos auxiliares en esteRepositorio GitHub.

También puede encontrar este bloc de notas en el repositorio de SageMaker Examples. ConsulteUso de
blocs de notas de muestrapara obtener información sobre cómo encontrar un cuaderno de ejemplo de
Amazon SageMaker.

Encadenamiento de trabajos de etiquetado
Amazon SageMaker Ground Truth puede reutilizar conjuntos de trabajos anteriores de dos formas
diferentes: clonándolos o encadenándolos.

Clonación decopia la configuración de un trabajo de etiquetado anterior y permite realizar cambios
adicionales antes de ponerla en funcionamiento.
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El encadenamiento no solo utiliza la configuración de un trabajo anterior, sino también sus resultados. Esto
permite continuar un trabajo incompleto y agregar etiquetas u objetos de datos a un trabajo completado. La
operación de encadenamiento es más compleja.

Para el procesamiento de datos:

• La clonación utiliza el manifiesto de entrada del trabajo anterior (con modificaciones opcionales) como
manifiesto de entrada del trabajo.

• El encadenamiento utilizar el manifiesto de salida del trabajo anterior como manifiesto de entrada del
nuevo trabajo.

El encadenamiento resulta útil cuando necesita:

• Continuación de un trabajo de etiquetado que se ha detenido manualmente.
• Continuar con un trabajo de etiquetado que registró errores en mitad del trabajo, después de solucionar

los problemas.
• Cambiar a un etiquetado de datos automatizado después de etiquetar manualmente parte de un trabajo

(o al revés).
• Adición de más objetos de datos a un trabajo completado y comienzo del trabajo desde allí.
• Adición de otro comentario a un trabajo completado. Por ejemplo, este es el caso si tiene una colección

de frases etiquetadas por tema y luego quiere volver a ejecutar el conjunto, clasificando las frases por
audiencia implícita del tema.

En Amazon SageMaker Ground Truth puede configurar un trabajo de etiquetado encadenado a través de
la consola o de la API.

Periodo clave: Nombre de atributo de etiqueta

El nombre de atributo de etiqueta (LabelAttributeName en la API) es una cadena que se utiliza como la
clave del par clave-valor formado con la etiqueta que un empleado asigna al objeto de datos.

El nombre del atributo de etiqueta debe ajustarse a las siguientes reglas:

• No puede terminar en -metadata.
• Los nombres source y source-ref están reservados y no se pueden usar.
• Los trabajos de etiquetado de segmentación semántica deben terminar por -ref. Los demás trabajos

de etiquetado no pueden terminar por -ref. Si utiliza la consola de para crear el trabajo, Amazon
SageMaker Ground Truth anexa automáticamente-refA todos los nombres de atributos de etiqueta,
excepto a los trabajos de segmentación semántica.

• Para un trabajo de etiquetado encadenado, si utiliza el mismo nombre de atributo de etiqueta del
trabajo de origen y configura el trabajo encadenado para que use el etiquetado automático, si en algún
momento ha estado en modo de etiquetado automático, Ground Truth utiliza el modelo del trabajo de
origen.

En un manifiesto de salida, el nombre del atributo de etiqueta es similar al siguiente.

  "source-ref": "<S3 URI>",
  "<label attribute name>": {
    "annotations": [{
      "class_id": 0,
      "width": 99,
      "top": 87,
      "height": 62,
      "left": 175
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    }],
    "image_size": [{
      "width": 344,
      "depth": 3,
      "height": 234
    }]
  },
  "<label attribute name>-metadata": {
    "job-name": "<job name>",
    "class-map": {
      "0": "<label attribute name>"
    },
    "human-annotated": "yes",
    "objects": [{
      "confidence": 0.09
    }],
    "creation-date": "<timestamp>",
    "type": "groundtruth/object-detection"
  }

Si va a crear un trabajo en la consola y no establece explícitamente el valor del nombre del atributo de
etiqueta, Ground Truth utilizará el nombre del trabajo como atributo del nombre de etiqueta del trabajo.

Inicio de un trabajo encadenado (consola)
Elija un trabajo de etiquetado que se haya detenido, tenga un error o esté completado en la lista de
trabajos existentes. Esto habilita el menú Actions (Acciones).

En el menú Actions (Acciones), seleccione Chain (Cadena).

Panel de información general de trabajos

En el panel Job overview (Información general del trabajo), se configura un nuevo Job name (Nombre de
trabajo) en función del título del trabajo desde el que encadena este trabajo. Puede cambiarlo.

También puede especificar un nombre de atributo de etiqueta diferente del nombre de trabajo de
etiquetado.

Si realiza la encadenación a partir de un trabajo completado, el nombre de atributo de etiqueta utiliza
el nombre del nuevo trabajo que está configurando. Para cambiar el nombre, seleccione la casilla de
verificación.

Si realiza la encadenación a partir de un trabajo que se ha detenido o con errores, el nombre de atributo
de etiqueta utiliza el nombre del trabajo desde el que realiza el encadenado. Es fácil ver y editar el valor
porque la casilla de verificación del nombre está seleccionada.

Consideraciones sobre la nomenclatura de etiquetas de atributos

• El valor de tiempo de espera predeterminado deUtiliza el nombre de atributo de etiqueta que
Ground Truth ha seleccionado. Todos los objetos de datos sin datos conectados a dicho
nombre de atributo de etiqueta se etiquetan.

• El uso de un nombre de atributo de etiqueta que no está en el manifiesto hará que el trabajo
procese todos los objetos del conjunto de datos.

En este caso, la input dataset location (ubicación del conjunto de datos de entrada) se selecciona
automáticamente como manifiesto de salida del trabajo encadenado. El campo de entrada no está
disponible, por lo que no puede cambiarlo.

Adición de objetos de datos a un trabajo de etiquetado

No puede especificar un archivo de manifiesto alternativo. Edite manualmente el manifiesto
de salida del trabajo anterior para añadir nuevos elementos antes de comenzar un trabajo
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encadenado. El URI de Amazon S3 le ayuda a ubicar dónde almacena el manifiesto en su bucket
de Amazon S3. Descargue el archivo de manifiesto desde allí, edítelo localmente en su equipo y,
a continuación, cargue la nueva versión para reemplazarlo. Asegúrese de no introducir los errores
durante la edición. Le recomendamos que utilice JSON linter para comprobar el JSON. Muchos
editores de texto populares e IDE tienen complementos linter disponibles.

Inicio de un trabajo encadenado (API)
El procedimiento es prácticamente igual a configurar un nuevo trabajo con CreateLabelingJob, excepto
por dos diferencias clave:

• Ubicación del manifiesto: En lugar de usar su manifiesto original del trabajo anterior, el valor de la
propiedadManifestS3Urien laDataSourcedebería apuntar al URI de Amazon S3 delmanifiesto de
salidadesde el trabajo de etiquetado anterior.

• Nombre de atributo de etiqueta: Configurar elLabelAttributeNamees importante aquí. Esta es la parte
clave de un par clave-valor donde los datos de etiquetado son el valor. Casos de uso de ejemplo:
• Agregar etiquetas nuevas o más específicas a un trabajo completado— Establece un nuevo nombre

de atributo de etiqueta.
• Etiquetado de los elementos sin etiqueta de un trabajo anterior— Utilice el nombre del atributo de

etiqueta del trabajo anterior.

Uso de un conjunto de datos parcialmente etiquetado
Puede obtener algunos beneficios de encadenado si utiliza un manifiesto aumentado que ya se haya
etiquetado parcialmente. Marque la casilla de verificación Label attribute name (Nombre de atributo de
etiqueta) y defina el nombre para que coincida con el nombre en el manifiesto.

Si utiliza la API, las instrucciones son las mismas que las de comenzar un trabajo encadenado. Sin
embargo, asegúrese de cargar el manifiesto en un bucket de Amazon S3 y de usarlo en lugar de utilizar el
manifiesto de salida de un trabajo anterior.

LaNombre de atributo de etiquetaEn el manifiesto tiene que cumplir las consideraciones de nomenclatura
discutidas anteriormente.

Seguridad y permisos de verdad sobre el terreno
Utilice los temas de esta página para obtener información acerca de las características de seguridad de
Ground Truth y cómo configurarAWS Identity and Access Management(IAM) para permitir que un usuario
o rol de IAM cree un trabajo de etiquetado. Además, obtenga información sobre cómo crear unRol de
ejecución de. Un rol de ejecución es el rol que especifica al crear un trabajo de etiquetado. Este rol se
utiliza para iniciar el trabajo de etiquetado.

Si es un usuario nuevo y desea comenzar rápidamente, o si no necesita permisos granulares,
consulteUtilizar las directivas administradas por IAM con Ground Truth (p. 477).

Para obtener más información acerca de los usuarios y roles de IAM, consulteIdentidades (usuarios,
grupos y roles)en la guía del usuario de IAM.

Para obtener más información acerca del uso de IAM con SageMaker, consulteIdentity and Access
Management para Amazon SageMaker (p. 2548).

Temas
• Requisito de permiso CORS (p. 476)
• Asignar permisos de IAM para utilizar Ground Truth (p. 477)
• Cifrado de volúmenes de almacenamiento y datos de (p. 488)
• Autenticación y restricciones del personal (p. 489)
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Requisito de permiso CORS
A principios de 2020, los navegadores ampliamente utilizados como Chrome y Firefox cambiaron su
comportamiento predeterminado para rotar imágenes basadas en metadatos de imagen, que se conoce
comoDatos EXIF. Anteriormente, los navegadores siempre mostraban las imágenes exactamente de la
manera en que se almacenan en el disco, que normalmente no se rota. Después del cambio, las imágenes
ahora giran de acuerdo con un pedazo de metadatos de imagen llamadoValor de orientación. Esto tiene
implicaciones importantes para toda la comunidad de aprendizaje automático (ML). Por ejemplo, si las
aplicaciones que anotan imágenes no tienen en cuenta la orientación EXIF, pueden mostrar imágenes en
orientaciones inesperadas, lo que da como resultado etiquetas incorrectas.

Comenzando con Chrome 89,AWSya no puede impedir automáticamente la rotación de imágenes porque
el grupo de estándares web W3C ha decidido que la capacidad de controlar la rotación de imágenes viola
la Política del mismo origen de la web. Por lo tanto, para asegurarse de que los trabajadores humanos
anoten sus imágenes de entrada en una orientación predecible al enviar solicitudes para crear un trabajo
de etiquetado, debe agregar una política de encabezado CORS a los depósitos de Amazon S3 que
contienen las imágenes de entrada.

Important

Si no agrega una configuración CORS a los depósitos de Amazon S3 que contienen los datos de
entrada, las tareas de etiquetado de esos objetos de datos de entrada fallarán.

Si crea un trabajo a través de la consola Ground Truth, CORS está habilitado de forma predeterminada. Si
todos los datos de entrada sonnoubicado en el mismo bucket de Amazon S3 que el archivo de manifiesto
de entrada, debe agregar una configuración CORS a todos los depósitos de Amazon S3 que contengan
datos de entrada siguiendo las instrucciones siguientes.

Si utiliza elCreateLabelingJobpara crear un trabajo de etiquetado de Ground Truth, puede agregar
una política CORS a un bucket de Amazon S3 que contenga datos de entrada en la consola de S3.
Para configurar los encabezados CORS necesarios en el bucket de Amazon S3 que contienen las
imágenes de entrada en la consola de Amazon S3, siga las instrucciones detalladas en¿Cómo se agrega
la funcionalidad de uso compartido de recursos entre dominios con CORS?. Utilice el siguiente código de
configuración CORS para los depósitos que alojan las imágenes. Si utiliza la consola de Amazon S3 para
agregar la política al bucket, debe utilizar el formato JSON.

Important

Si crea un trabajo de etiquetado de fotograma de vídeo o nube de puntos 3D, debe agregar reglas
adicionales a la configuración de CORS. Para obtener más información, consulteRequisitos de
permiso de trabajo de etiquetado de nube de puntos 3D (p. 283)yRequisitos de permisos de Job
de fotograma (p. 233)respectivamente.

JSON

[{
   "AllowedHeaders": [],
   "AllowedMethods": ["GET"],
   "AllowedOrigins": ["*"],
   "ExposeHeaders": []
}]

XML

<CORSConfiguration>
 <CORSRule>
   <AllowedOrigin>*</AllowedOrigin>
   <AllowedMethod>GET</AllowedMethod>
 </CORSRule>
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</CORSConfiguration>

Asignar permisos de IAM para utilizar Ground Truth
Utilice los temas de esta sección para obtener información sobre cómo usarAWS Identity and Access
Management(IAM) administradas y personalizadas para administrar el acceso a Ground Truth y los
recursos asociados.

Puede utilizar las secciones de esta página para aprender lo siguiente:

• Cómo crear directivas de IAM que otorguen permiso a un usuario o rol de IAM para crear un trabajo
de etiquetado. Los administradores pueden utilizar políticas de IAM para restringir el acceso a Amazon
SageMaker y otrosAWSque son específicos de Ground Truth.

• Cómo crear un SageMakerRol de ejecución de. Un rol de ejecución es el rol que especifica al crear un
trabajo de etiquetado. El rol se utiliza para iniciar y administrar el trabajo de etiquetado.

A continuación se muestra una descripción general de los temas que encontrará en esta página:

• Si está comenzando a utilizar Ground Truth o no necesita permisos granulares para su caso de uso,
se recomienda que utilice las directivas administradas por IAM descritas enUtilizar las directivas
administradas por IAM con Ground Truth (p. 477).

• Conozca los permisos necesarios para usar la consola de Ground Truth enConceder permiso a IAM
para utilizar la consola de Amazon SageMaker Ground Truth (p. 478). En esta sección se incluyen
ejemplos de directivas que otorgan permiso a una entidad de IAM para crear y modificar equipos de
trabajo privados, suscribirse a equipos de trabajo de proveedores y crear flujos de trabajo de etiquetado
personalizados.

• Al crear un trabajo de etiquetado, debe proporcionar un rol de ejecución. Utilice Crear un rol de ejecución
de SageMaker para un Job de etiquetado de Ground Truth (p. 482) para obtener más información
sobre los permisos necesarios para este rol.

Utilizar las directivas administradas por IAM con Ground Truth

SageMaker y Ground Truth proporcionanAWSLas directivas administradas que puede usar para crear un
trabajo de etiquetado. Si está comenzando a utilizar Ground Truth y no necesita permisos granulares para
su caso de uso, se recomienda que utilice las siguientes directivas:

• AmazonSageMakerFullAccess: utilice esta directiva para conceder a un usuario o rol de IAM permiso
para crear un trabajo de etiquetado. Se trata de una política amplia que concede a una entidad de IAM
permiso para utilizar las funciones de SageMaker, así como las características deAWSa través de la
consola y la API. Esta política otorga a la entidad IAM permiso para crear un trabajo de etiquetado y
para crear y gestionar fuerzas de trabajo mediante Amazon Cognito. Para obtener más información,
consultePolítica AmazonSageMakerFullAccess.

• AmazonSageMakerGroundTruthExecution— Para crear unRol de ejecución de, puede adjuntar
la políticaAmazonSageMakerGroundTruthExecutiona un rol de IAM. Un rol de ejecución es el rol
que se especifica al crear un trabajo de etiquetado y se utiliza para iniciar el trabajo de etiquetado. Esta
directiva le permite crear trabajos de etiquetado tanto de transmisión como de no transmisión, y crear un
trabajo de etiquetado utilizando cualquier tipo de tarea. Tenga en cuenta los siguientes límites de esta
directiva administrada.
• Permisos de Amazon S3: Esta política concede permiso a un rol de ejecución

para acceder a los depósitos de Amazon S3 con las siguientes cadenas en el
nombre:GroundTruth,Groundtruth,groundtruth,SageMaker,Sagemaker, ysagemakero un
cubo con unEtiqueta de objetoque incluyeSageMakerEn el nombre (sin distinción entre mayúsculas
y minúsculas) Asegúrese de que los nombres de los depósitos de entrada y salida incluyan estas
cadenas, o agregue permisos adicionales a su función de ejecución aConcédele permiso para acceder
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a sus buckets de Amazon S3. Debe conceder permiso a este rol para realizar las siguientes acciones
en sus depósitos de Amazon S3:AbortMultipartUpload,GetObject, yPutObject.

• Flujos de trabajo personalizados: Al crear unFlujo de trabajo de etiquetado personalizado, esta
función de ejecución está restringida a invocarAWS Lambdafunciona con una de las siguientes
cadenas como parte del nombre de la función:GtRecipe,SageMaker,Sagemaker,sagemaker, o
bienLabelingFunction. Esto se aplica a las funciones Lambda tanto anteriores como posteriores
a la anotación. Si decide utilizar nombres sin dichas cadenas, debe proporcionar de forma
explícitalambda:InvokeFunctional rol de ejecución utilizado para crear el trabajo de etiquetado.

Para obtener información sobre cómo asociar unaAWSPara un rol o usuario de IAM (identidad),
consulteAgregar y eliminar permisos de identidad de IAMen la guía del usuario de IAM.

Conceder permiso a IAM para utilizar la consola de Amazon SageMaker Ground
Truth
Para utilizar el área Ground Truth de la consola de SageMaker, debe conceder permiso a una entidad de
IAM para acceder a SageMaker y a otrosAWSservicios con los que Ground Truth interactúa. Permisos
necesarios para obtener acceso a otrosAWSDepende de su caso de uso:

• Los permisos de Amazon S3 son necesarios para todos los casos de uso. Estos permisos deben
conceder acceso a los depósitos de Amazon S3 que contienen datos de entrada y salida.

• AWS Marketplace Los permisos son necesarios para utilizar un personal de proveedor.
• Los permisos de Amazon Cognito son necesarios para la configuración de un equipo de trabajo privado.
• AWS KMSse requieren permisos para ver disponiblesAWS KMSque se pueden utilizar para el cifrado de

datos de salida.
• Los permisos de IAM son necesarios para enumerar roles de ejecución preexistentes o para crear uno

nuevo. Además, debe usar agregar unPassRolepara permitir a SageMaker utilizar el rol de ejecución
elegido para iniciar el trabajo de etiquetado.

En las siguientes secciones se enumeran las directivas que tal vez desee conceder a un rol de IAM para
utilizar una o más funciones de Ground Truth.

Temas
• Ground Truth Console (p. 478)
• Permisos de flujo de trabajo de etiquetado personalizados (p. 481)
• Permisos de personal privado (p. 482)
• Permisos del personal del proveedor (p. 482)

Ground Truth Console

Para conceder permiso a un usuario o rol de IAM de para que utilice el área Ground Truth (Verdad) de la
consola de SageMaker para crear un trabajo de etiquetado, asocie la siguiente política al usuario o rol. En
la siguiente política se concede un permiso de rol de IAM para crear un trabajo de etiquetado mediante
unTipo de tarea integradaTipo de tarea. Si desea crear un flujo de trabajo de etiquetado personalizado,
agregue la directiva enPermisos de flujo de trabajo de etiquetado personalizados (p. 481)A la siguiente
política. EACHStatementincluido en la siguiente política se describe a continuación este bloque de
código.

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Sid": "SageMakerApis",
            "Effect": "Allow",

478

https://docs.aws.amazon.com/IAM/latest/UserGuide/reference_policies_examples_s3_rw-bucket.html
https://docs.aws.amazon.com/sagemaker/latest/dg/sms-custom-templates.html
https://docs.aws.amazon.com/IAM/latest/UserGuide/access_policies_manage-attach-detach.html#add-policies-console
https://docs.aws.amazon.com/sagemaker/latest/dg/sms-task-types.html


Amazon SageMaker Developer Guide
Seguridad y permisos

            "Action": [
                "sagemaker:*"
            ],
            "Resource": "*"
        },
        {
            "Sid": "KmsKeysForCreateForms",
            "Effect": "Allow",
            "Action": [
                "kms:DescribeKey",
                "kms:ListAliases"
            ],
            "Resource": "*"
        },
        {
            "Sid": "AccessAwsMarketplaceSubscriptions",
            "Effect": "Allow",
            "Action": [
                "aws-marketplace:ViewSubscriptions"
            ],
            "Resource": "*"
        },
        {
            "Sid": "SecretsManager",
            "Effect": "Allow",
            "Action": [
                "secretsmanager:CreateSecret",
                "secretsmanager:DescribeSecret",
                "secretsmanager:ListSecrets"
            ],
            "Resource": "*"
        },
        {
            "Sid": "ListAndCreateExecutionRoles",
            "Effect": "Allow",
            "Action": [
                "iam:ListRoles",
                "iam:CreateRole",
                "iam:CreatePolicy",
                "iam:AttachRolePolicy"
            ],
            "Resource": "*"
        },
        {
            "Sid": "PassRoleForExecutionRoles",
            "Effect": "Allow",
            "Action": [
                "iam:PassRole"
            ],
            "Resource": "*",
            "Condition": {
                "StringEquals": {
                    "iam:PassedToService": "sagemaker.amazonaws.com"
                }
            }
        },
        {
            "Sid": "GroundTruthConsole",
            "Effect": "Allow",
            "Action": [
                "groundtruthlabeling:*",
                "lambda:InvokeFunction",
                "lambda:ListFunctions",
                "s3:GetObject",
                "s3:PutObject",
                "s3:ListBucket",
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                "s3:GetBucketCors",
                "s3:PutBucketCors",
                "s3:ListAllMyBuckets",
                "cognito-idp:AdminAddUserToGroup",
                "cognito-idp:AdminCreateUser",
                "cognito-idp:AdminDeleteUser",
                "cognito-idp:AdminDisableUser",
                "cognito-idp:AdminEnableUser",
                "cognito-idp:AdminRemoveUserFromGroup",
                "cognito-idp:CreateGroup",
                "cognito-idp:CreateUserPool",
                "cognito-idp:CreateUserPoolClient",
                "cognito-idp:CreateUserPoolDomain",
                "cognito-idp:DescribeUserPool",
                "cognito-idp:DescribeUserPoolClient",
                "cognito-idp:ListGroups",
                "cognito-idp:ListIdentityProviders",
                "cognito-idp:ListUsers",
                "cognito-idp:ListUsersInGroup",
                "cognito-idp:ListUserPoolClients",
                "cognito-idp:ListUserPools",
                "cognito-idp:UpdateUserPool",
                "cognito-idp:UpdateUserPoolClient"
            ],
            "Resource": "*"
        }
    ]
}

Esta política incluye las siguientes instrucciones. Puede abarcar cualquiera de estas instrucciones
agregando recursos específicos alResourcepara esa declaración.

SageMakerApis

Esta declaración incluyesagemaker:*, que permite al usuario realizar todos losAcciones de la API
de SageMaker. Puede reducir el ámbito de esta directiva restringiendo a los usuarios la realización de
acciones que no se utilizan para crear y supervisar un trabajo de etiquetado.

KmsKeysForCreateForms

Solo necesita incluir esta instrucción si desea conceder a un usuario permiso para enumerar y
seleccionarAWS KMSen la consola Ground Truth que se utilizarán para el cifrado de datos de salida. La
política anterior concede un permiso de usuario para enumerar y seleccionar cualquier clave de la cuenta
enAWS KMS. Para restringir las claves que un usuario puede enumerar y seleccionar, especifique esos
ARN clave enResource.

SecretsManager

Esta instrucción da al usuario permiso para describir, enumerar y crear recursos enAWS Secrets
Managernecesarios para crear el trabajo de etiquetado.

ListAndCreateExecutionRoles

Esta instrucción da a un usuario permiso para enumerar (ListRoles) y crear (CreateRole) en
una cuenta de IAM. También concede al usuario permiso para crear (CreatePolicy) y adjuntar
(AttachRolePolicy) a entidades de IAM. Estos son necesarios para enumerar, seleccionar y, si es
necesario, crear un rol de ejecución en la consola.

Si ya ha creado un rol de ejecución y desea limitar el alcance de esta instrucción para que los usuarios
solo puedan seleccionar ese rol en la consola, especifique los ARN de los roles de IAM que desea que
el usuario tenga permiso para ver enResourcey elimine las accionesCreateRole,CreatePolicy,
yAttachRolePolicy.
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AccessAwsMarketplaceSubscriptions

Estos permisos son necesarios para ver y elegir equipos de trabajo de proveedor a los que ya está suscrito
al crear un trabajo de etiquetado. Para dar al usuario desuscribirsea los equipos de trabajo del proveedor,
agregue la instrucción enPermisos del personal del proveedor (p. 482)a la política anterior

PassRoleForExecutionRoles

Esto es necesario para conceder permiso al creador del trabajo de etiquetado para obtener una vista
previa de la interfaz de usuario del trabajador y verificar que los datos de entrada, las etiquetas y las
instrucciones se muestren correctamente. Esta instrucción otorga a una entidad de IAM permisos
para pasar el rol de ejecución de IAM utilizado para crear el trabajo de etiquetado a SageMaker para
representar y obtener una vista previa de la interfaz de usuario de trabajo. Para restringir el ámbito de
esta directiva, agregue el ARN de rol del rol de ejecución utilizado para crear el trabajo de etiquetado
enResource.

GroundTruthConsole

• groundtruthlabeling— Esto permite al usuario realizar las acciones necesarias para utilizar
ciertas funciones de la consola Ground Truth. Estos incluyen permisos para describir el estado del
trabajo de etiquetado (DescribeConsoleJob), enumera todos los objetos de dataset en el archivo de
manifiesto de entrada (ListDatasetObjects), filtre el conjunto de datos si se selecciona el muestreo
de conjuntos de datos (RunFilterOrSampleDatasetJob), y para generar archivos de manifiesto de
entrada si se utiliza el etiquetado automatizado de datos (RunGenerateManifestByCrawlingJob).
Estas acciones solo están disponibles cuando se utiliza la consola Ground Truth y no se pueden llamar
directamente mediante una API.

• lambda:InvokeFunctionylambda:ListFunctions: estas acciones dan a los usuarios permiso
para enumerar e invocar funciones de Lambda que se utilizan para ejecutar un flujo de trabajo de
etiquetado personalizado.

• s3:*— Todos los permisos de Amazon S3 incluidos en esta declaración se utilizan para ver los
depósitos de Amazon S3 paraconfiguración de datos automatizada(ListAllMyBuckets), acceda a
los datos de entrada en Amazon S3 (ListBucket,GetObject), compruebe y cree una política CORS
en Amazon S3 si es necesario (GetBucketCorsyPutBucketCors), y escribir archivos de salida del
trabajo de etiquetado en S3 (PutObject).

• cognito-idp: estos permisos se utilizan para crear, ver y gestionar personal privado mediante Amazon
Cognito. Para obtener más información acerca de estas acciones, consulteReferencias de API Amazon
Cognito.

Permisos de flujo de trabajo de etiquetado personalizados

Agregue la siguiente instrucción a una política similar a la deGround Truth Console (p. 478)Para dar a
un usuario de IAM permiso para seleccionar funciones Lambda preexistentes y posteriores a la anotación
mientrascrear un flujo de trabajo de etiquetado personalizado.

{
    "Sid": "GroundTruthConsoleCustomWorkflow",
    "Effect": "Allow",
    "Action": [
        "lambda:InvokeFunction",
        "lambda:ListFunctions"
    ],
    "Resource": "*"
}

Para obtener información sobre cómo conceder permiso a una entidad de IAM para crear y probar
funciones Lambda anteriores y posteriores a la anotación, consultePermisos requeridos para usar Lambda
con Ground Truth.
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Permisos de personal privado

Cuando se agrega a una política de permisos, el siguiente permiso concede acceso para crear y
administrar personal privado y un Amazon Cognito trabajo. Estos permisos no son necesarios para usar
unTrabajos de proveedor de identidad OIdP.

{
    "Effect": "Allow",
    "Action": [
        "cognito-idp:AdminAddUserToGroup",
        "cognito-idp:AdminCreateUser",
        "cognito-idp:AdminDeleteUser",
        "cognito-idp:AdminDisableUser",
        "cognito-idp:AdminEnableUser",
        "cognito-idp:AdminRemoveUserFromGroup",
        "cognito-idp:CreateGroup",
        "cognito-idp:CreateUserPool",
        "cognito-idp:CreateUserPoolClient",
        "cognito-idp:CreateUserPoolDomain",
        "cognito-idp:DescribeUserPool",
        "cognito-idp:DescribeUserPoolClient",
        "cognito-idp:List",
        "cognito-idp:UpdateUserPool",
        "cognito-idp:UpdateUserPoolClient"
        ],
    "Resource": "*"
}

Para obtener más información sobre la creación de personal privado mediante Amazon Cognito,
consulteCreación y administración de personal de Amazon Cognito (p. 500).

Permisos del personal del proveedor

Puede agregar la siguiente instrucción a la política enConceder permiso a IAM para utilizar la consola de
Amazon SageMaker Ground Truth (p. 478)Para conceder a una entidad de IAM permiso para suscribirse
a unPersonal de proveedores.

{
    "Sid": "AccessAwsMarketplaceSubscriptions",
    "Effect": "Allow",
    "Action": [
        "aws-marketplace:Subscribe",
        "aws-marketplace:Unsubscribe",
        "aws-marketplace:ViewSubscriptions"
    ],
    "Resource": "*"
}

Crear un rol de ejecución de SageMaker para un Job de etiquetado de Ground
Truth

Al configurar su trabajo de etiquetado, debe proporcionar unRol de ejecución de, que es un rol que
SageMaker tiene permiso de asumir para iniciar y ejecutar el trabajo de etiquetado.

Este rol debe dar a Ground Truth permiso para acceder a lo siguiente:

• Amazon S3 para recuperar los datos de entrada y escribir los datos de salida en un bucket de
Amazon S3. Puede conceder permiso para que un rol de IAM de para que acceda a un bucket
completo proporcionando el ARN del bucket o conceder acceso al rol para que acceda a recursos
específicos de un bucket. Por ejemplo, el ARN de un bucket puede tener un aspecto similar
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aarn:aws:s3:::awsexamplebucket1Y el ARN de un recurso en un bucket de Amazon S3 puede
tener un aspecto similar aarn:aws:s3:::awsexamplebucket1/prefix/file-name.png. Para
aplicar una acción a todos los recursos de un bucket de Amazon S3, puede utilizar el comodín: *.
Por ejemplo,arn:aws:s3:::awsexamplebucket1/prefix/*. Para obtener más información,
consulteRecursos de Amazon S3En la guía del desarrollador de Amazon Simple Storage Service

• CloudWatch para registrar métricas de empleados y etiquetar estados de trabajo.
• AWS KMSpara el cifrado de datos. (Opcional)
• AWS LambdaPara procesar datos de entrada y salida al crear un flujo de trabajo personalizado.

Además, si crea unTrabajo de etiquetadoEste rol debe tener permiso para obtener acceso a:

• Amazon SQS para crear una interacción con una cola SQS utilizada paraAdministración de solicitudes
de etiquetado.

• Amazon SNS para suscribirse y recuperar mensajes de su tema de entrada de Amazon SNS y para
enviar mensajes a su tema de salida de Amazon SNS.

Todos estos permisos se pueden conceder con elAmazonSageMakerGroundTruthExecutionpolítica
administradaexcepto:

• Encriptación de volúmenes de datos y almacenamiento de los buckets de Amazon S3. Para obtener
información sobre cómo configurar estos permisos, consulteCifra los datos de salida y volumen de
almacenamiento conAWS KMS (p. 487).

• Permiso para seleccionar e invocar funciones de Lambda que no
incluyenGtRecipe,SageMaker,Sagemaker,sagemaker, o bienLabelingFunctionen el nombre de la
función.

• Cubos de Amazon S3 que no
incluyenGroundTruth,Groundtruth,groundtruth,SageMaker,Sagemaker, ysagemakeren
el prefijo o el nombre del depósito o unEtiqueta de objetoque incluyeSageMakerEn el nombre (sin
distinción entre mayúsculas y minúsculas)

Si necesita permisos pormenorizados que los proporcionados
enAmazonSageMakerGroundTruthExecutionUtilice los siguientes ejemplos de política para crear un
rol de ejecución que se ajuste a su caso de uso específico.

Temas
• Requisitos del rol de ejecución de tipos de tareas integrados (no Streaming) (p. 483)
• Requisitos del rol de ejecución de tipos de tareas incorporados (streaming) (p. 484)
• Requisitos de funciones de ejecución para tipos de tareas personalizados (p. 486)
• Requisitos de permiso de etiquetado de datos automatizado (p. 486)

Requisitos del rol de ejecución de tipos de tareas integrados (no Streaming)

La siguiente política concede permiso para crear un trabajo de etiquetado para unTipo de tarea integrada.
Esta política de ejecución no incluye permisos para el cifrado o descifrado de datos de AWS KMS.
Reemplace cada ARN rojo y en cursiva por sus propios ARN de Amazon S3.

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Sid": "S3ViewBuckets",
            "Effect": "Allow",
            "Action": [
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                "s3:ListBucket",
                "s3:GetBucketLocation"
            ],
            "Resource": [
                "arn:aws:s3:::<input-bucket-name>",
                "arn:aws:s3:::<output-bucket-name>"
            ]
        },
        {
            "Sid": "S3GetPutObjects",
            "Effect": "Allow",
            "Action": [
                "s3:AbortMultipartUpload",
                "s3:GetObject",
                "s3:PutObject"
            ],
            "Resource": [
                "arn:aws:s3:::<input-bucket-name>/*",
                "arn:aws:s3:::<output-bucket-name>/*"
            ]
        },
        {
            "Sid": "CloudWatch",
            "Effect": "Allow",
            "Action": [
                "cloudwatch:PutMetricData",
                "logs:CreateLogStream",
                "logs:CreateLogGroup",
                "logs:DescribeLogStreams",
                "logs:PutLogEvents"
            ],
            "Resource": "*"
        }
    ]
}

Requisitos del rol de ejecución de tipos de tareas incorporados (streaming)

Si crea un trabajo de etiquetado de transmisión, debe agregar una política similar a la siguiente al rol
de ejecución de que utiliza para crear el trabajo de etiquetado. Para reducir el alcance de la política,
reemplace la*inResourceCon específicoAWSa los que desea conceder el permiso de rol de IAM para
acceder y utilizar.

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Action": [
                "s3:AbortMultipartUpload",
                "s3:GetObject",
                "s3:PutObject"
            ],
            "Resource": [
                "arn:aws:s3:::<input-bucket-name>/*",
                "arn:aws:s3:::<output-bucket-name>/*"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "s3:GetObject"
            ],
            "Resource": "*",
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            "Condition": {
                "StringEqualsIgnoreCase": {
                    "s3:ExistingObjectTag/SageMaker": "true"
                }
            }
        },
        {
            "Effect": "Allow",
            "Action": [
                "s3:GetBucketLocation",
                "s3:ListBucket"
            ],
            "Resource": [
                "arn:aws:s3:::<input-bucket-name>",
                "arn:aws:s3:::<output-bucket-name>"
            ]
        },
        {
            "Sid": "CloudWatch",
            "Effect": "Allow",
            "Action": [
                "cloudwatch:PutMetricData",
                "logs:CreateLogStream",
                "logs:CreateLogGroup",
                "logs:DescribeLogStreams",
                "logs:PutLogEvents"
            ],
            "Resource": "*"
        },
        {
            "Sid": "StreamingQueue",
            "Effect": "Allow",
            "Action": [
                "sqs:CreateQueue",
                "sqs:DeleteMessage",
                "sqs:GetQueueAttributes",
                "sqs:GetQueueUrl",
                "sqs:ReceiveMessage",
                "sqs:SendMessage",
                "sqs:SendMessageBatch",
                "sqs:SetQueueAttributes"
            ],
            "Resource": "arn:aws:sqs:*:*:*GroundTruth*"
        },
        {
            "Sid": "StreamingTopicSubscribe",
            "Effect": "Allow",
            "Action": "sns:Subscribe",
            "Resource": [
                "arn:aws:sqs:<aws-region>:<aws-account-number>:<input-topic-name>",
                "arn:aws:sqs:<aws-region>:<aws-account-number>:<output-topic-name>"
            ],
            "Condition": {
                "StringEquals": {
                    "sns:Protocol": "sqs"
                },
                "StringLike": {
                    "sns:Endpoint": "arn:aws:sqs:<aws-region>:<aws-account-
number>:*GroundTruth*"
                }
            }
        },
        {
            "Sid": "StreamingTopic",
            "Effect": "Allow",
            "Action": [
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                "sns:Publish"
            ],
            "Resource": [
                "arn:aws:sqs:<aws-region>:<aws-account-number>:<input-topic-name>",
                "arn:aws:sqs:<aws-region>:<aws-account-number>:<output-topic-name>"
            ]
        },
        {
            "Sid": "StreamingTopicUnsubscribe",
            "Effect": "Allow",
            "Action": [
                "sns:Unsubscribe"
            ],
            "Resource": [
                "arn:aws:sqs:<aws-region>:<aws-account-number>:<input-topic-name>",
                "arn:aws:sqs:<aws-region>:<aws-account-number>:<output-topic-name>"
            ]
        }
    ]
}

Requisitos de funciones de ejecución para tipos de tareas personalizados

Si desea crear unFlujo de trabajo de etiquetado personalizado, agregue la siguiente instrucción a una
política de rol de ejecución como las que se encuentran en??? (p. 483)orRequisitos del rol de ejecución
de tipos de tareas incorporados (streaming) (p. 484).

Esta directiva otorga permiso a la función de ejecución paraInvokeLas funciones Lambda de comentario
previo y de comentario posterior.

{
    "Sid": "LambdaFunctions",
    "Effect": "Allow",
    "Action": [
        "lambda:InvokeFunction"
    ],
    "Resource": [
        "arn:aws:lambda:<region>:<account-id>:function:<pre-annotation-lambda-name>",
        "arn:aws:lambda:<region>:<account-id>:function:<post-annotation-lambda-name>"
    ]
}

Requisitos de permiso de etiquetado de datos automatizado

Si desea crear un trabajo de etiquetado conetiquetado automatizado de datoshabilitada, debe 1) agregar
una directiva a la directiva de IAM asociada a la función de ejecución y 2) actualizar la directiva de
confianza del rol de ejecución.

La siguiente instrucción permite pasar el rol de ejecución de IAM a SageMaker para que pueda utilizarse
para ejecutar los trabajos de formación e inferencia utilizados para el aprendizaje activo y el etiquetado de
datos automatizado, respectivamente. Agregue esta instrucción a una política de rol de ejecución como
las que se encuentran en??? (p. 483)orRequisitos del rol de ejecución de tipos de tareas incorporados
(streaming) (p. 484). Reemplazararn:aws:iam::<account-number>:role/<role-name>con el
ARN del rol de ejecución. Puede encontrar el ARN de de de rol de IAM en la consola de IAM enRoles de.

{
    "Effect": "Allow",
    "Action": [
        "iam:PassRole"
    ],
    "Resource": "arn:aws:iam::<account-number>:role/<execution-role-name>",
    "Condition": {
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        "StringEquals": {
            "iam:PassedToService": [
                "sagemaker.amazonaws.com"
            ]
        }
    }
}

La siguiente instrucción permite a SageMaker asumir el rol de ejecución para crear y administrar los
trabajos de formación e inferencia de SageMaker. Esta política debe agregarse a la relación de confianza
del rol de ejecución. Para obtener información sobre cómo agregar o modificar una política de confianza de
rol de IAM, consulteModificación de un rolen la guía del usuario de IAM.

{
    "Version": "2012-10-17",
    "Statement": {
        "Effect": "Allow",
        "Principal": {"Service": "sagemaker.amazonaws.com" },
        "Action": "sts:AssumeRole"
    }
}

Cifra los datos de salida y volumen de almacenamiento conAWS KMS
Puede usarAWS Key Management Service(AWS KMS) para cifrar los datos de salida de un trabajo de
etiquetado especificando unAWS KMSclave maestra del cliente (CMK)al crear el trabajo de etiquetado. Si
usa la operación de la APICreateLabelingJobPara crear un trabajo de etiquetado que use etiquetado
de datos automatizado, también puede utilizar un CMK gestionado por el cliente para cifrar el volumen de
almacenamiento asociado a las instancias de computación de aprendizaje automático para ejecutar los
trabajos de formación e inferencias.

En esta sección se describen las directivas de IAM que debe adjuntar a su CMK administrado por el
cliente para habilitar el cifrado de datos de salida y las directivas que debe adjuntar a su CMK y función de
ejecución para utilizar el cifrado de volúmenes de almacenamiento. Para obtener más información sobre
estas opciones, consulte Cifrado de volúmenes de almacenamiento y datos de (p. 488).

Cifrar datos de salida mediante KMS

Si especifica unAWS KMSCMK administrado por el cliente para cifrar los datos de salida, debe agregar
una directiva de IAM similar a la siguiente a esa clave. Esta directiva otorga al rol de ejecución de IAM
que utiliza para crear el trabajo de etiquetado permiso para utilizar esta clave para realizar todas las
acciones enumeradas en"Action". Para obtener más información sobre estas acciones, consulteAWS
KMSPermisos deen laAWS Key Management ServiceGuía para desarrolladores de .

Para utilizar esta directiva, reemplace el ARN de rol de servicio de IAM en"Principal"Con el ARN del
rol de ejecución que utiliza para crear el trabajo de etiquetado. Cuando crea un trabajo de etiquetado en la
consola, este es el rol que especifica paraIAM RoleEn elInformación general del Jobsección. Al crear un
trabajo de etiquetado conCreateLabelingJob, este es ARN que especifica paraRoleArn.

{
    "Sid": "AllowUseOfKmsKey",
    "Effect": "Allow",
    "Principal": {
        "AWS": "arn:aws:iam::111122223333:role/service-role/example-role"
    },
    "Action": [
        "kms:Encrypt",
        "kms:Decrypt",
        "kms:ReEncrypt*",
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        "kms:GenerateDataKey*",
        "kms:DescribeKey"
    ],
    "Resource": "*"
}

Cifrar el volumen de almacenamiento de instancias informáticas ML Etiquetado automatizado de
datos

Si especifica unVolumeKmsKeyIdpara cifrar el volumen de almacenamiento adjunto a la instancia
informática ML utilizada para la formación e inferencia de etiquetado de datos automatizados, debe hacer
lo siguiente:

• Adjuntar permisos descritos enCifrar datos de salida mediante KMS (p. 487)al CMK administrado por el
cliente.

• Adjunte una directiva similar a la siguiente al rol de ejecución de IAM que utilice para crear el trabajo
de etiquetado. Esta es la función de IAM que especifica paraRoleArninCreateLabelingJob.
Para obtener más información sobre la"kms:CreateGrant"que permite esta política,
consulteCreateGranten laAWS Key Management ServiceReferencia de la API de.

{
"Version": "2012-10-17", 
"Statement": 
 [  
   {
    "Effect": "Allow",
    "Action": [
       "kms:CreateGrant"
    ],
    "Resource": "*"
  }
]
}

Para obtener más información sobre el cifrado de volúmenes de almacenamiento de Ground Truth,
consulteUtilice su clave KMS para cifrar el volumen de almacenamiento de etiquetado de datos
automatizado (sólo API) (p. 489).

Cifrado de volúmenes de almacenamiento y datos de
Con Amazon SageMaker Ground Truth, puede etiquetar datos altamente confidenciales, mantener el
control de los datos y emplear las mejores prácticas de seguridad. Mientras su trabajo de etiquetado se
ejecuta, Ground Truth cifra los datos en tránsito y en reposo. Además, puede usarAWS Key Management
Service(AWS KMS) con Ground Truth para hacer lo siguiente:

• Utilizar unAWS KMSclave maestra del cliente (CMK)Para cifrar los datos de salida.
• UsarAWS KMSCMK gestionado por el cliente con su trabajo de etiquetado de datos automatizado para

cifrar el volumen de almacenamiento adjunto a la instancia informática utilizada para la formación de
modelos e inferencia.

Utilice los temas de esta página para obtener más información sobre estas características de seguridad de
Ground Truth.

Utilice su clave KMS para cifrar los datos de salida
Opcionalmente, puede proporcionar unAWS KMSCuando crea un trabajo de etiquetado, que Ground Truth
utiliza para cifrar los datos de salida.
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Si no proporciona una clave administrada por el cliente, Amazon SageMaker utiliza laAWSCMK
administrado para Amazon S3 para la cuenta de su rol para cifrar los datos de salida.

Si proporciona una CMK administrada por el cliente, debe agregar los permisos necesarios a la clave
descrita enCifra los datos de salida y volumen de almacenamiento conAWS KMS (p. 487). Cuando
se utiliza la operación de la APICreateLabelingJob, puede especificar el ID de su CMK usando el
parámetroKmsKeyId. Consulte el siguiente procedimiento para aprender a agregar un CMK administrado
por clientes al crear un trabajo de etiquetado mediante la consola de.

Para agregarAWS KMSPara cifrar los datos de salida (consola):

1. Complete los primeros 7 pasos enCreación de un trabajo de etiquetado (consola) (p. 362).
2. En el paso 8, seleccione la flecha situada junto aConfiguración adicionalpara expandir esta sección.
3. ParaClave de cifrado, seleccione la casillaAWS KMSPara cifrar los datos de salida.
4. Realice el resto de los pasos deCreación de un trabajo de etiquetado (consola) (p. 362)Para crear un

trabajo de etiquetado.

Utilice su clave KMS para cifrar el volumen de almacenamiento de etiquetado de
datos automatizado (sólo API)

Cuando crea un trabajo de etiquetado con etiquetado automatizado de datos mediante
elCreateLabelingJobCon la opción de cifrar el volumen de almacenamiento asociado a las
instancias de computación de ML que ejecutan los trabajos de entrenamiento e inferencia. Para agregar
cifrado al volumen de almacenamiento, utilice el parámetroVolumeKmsKeyIdpara introducir unAWS
KMSGestionado por el cliente CMK. Para obtener más información sobre este parámetro, consulte
LabelingJobResourceConfig.

Si especifica un ID de clave o ARN paraVolumeKmsKeyId, su función de ejecución de SageMaker debe
incluir permisos para llamar akms:CreateGrant. Para obtener información sobre cómo agregar este
permiso a un rol de ejecución, consulte Crear un rol de ejecución de SageMaker para un Job de etiquetado
de Ground Truth (p. 482).

Note

Si especifica unAWS KMSEl CMK administrado por el cliente cuando crea un trabajo de
etiquetado en la consola, esa clave esSoloPara cifrar los datos de salida. No se utiliza para
cifrar el volumen de almacenamiento adjunto a las instancias informáticas ML utilizadas para el
etiquetado automatizado de datos.

Autenticación y restricciones del personal
Ground Truth le permite utilizar su propio personal privado para llevar a cabo trabajos de etiquetado.
APersonal privadoes un concepto abstracto que se refiere a un conjunto de personas que trabajan para
usted. Cada trabajo de etiquetado se crea utilizando un equipo de trabajo, compuesto por empleados de su
personal. Ground Truth respalda la creación de personal privado mediante Amazon Cognito.

Un personal de Ground Truth se asigna a un grupo de usuarios de Amazon Cognito. Un equipo de trabajo
de Ground Truth se asigna a un grupo de usuarios de Amazon Cognito. Amazon Cognito administra la
autenticación del trabajador. Amazon Cognito admite la conexión Open ID (OIDC) y los clientes pueden
configurar la federación de Amazon Cognito con su propio proveedor de identidad (IdP).

Ground Truth solo permite un personal por cuenta yAWSRegión . Cada personal tiene una URL exclusiva
de inicio de sesión del portal de trabajo de Ground Truth.

También puede restringir los empleados a un intervalo de direcciones IP/bloque de enrutamiento de
interdominios sin clases (CIDR). Esto significa que los anotadores deben estar en una red concreta para
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acceder al sitio de anotación. Puede agregar hasta diez bloques de CIDR para un personal. Para obtener
más información, consulte Gestionar personal privado mediante la API de Amazon SageMaker (p. 517).

Para obtener información sobre cómo crear personal privado, consulte Crear personal privado (Amazon
Cognito) (p. 500).

Restringir el acceso a los tipos de personal
Los equipos de trabajo de Amazon SageMaker Ground Truth forman parte de uno de los tresTipos de
empleados: público (con Amazon Mechanical Turk), privado y del proveedor. Para restringir el acceso de
los usuarios de IAM a un equipo de trabajo específico utilizando uno de estos tipos o el ARN del equipo
de trabajo, utilice lasagemaker:WorkteamTypey/o elsagemaker:WorkteamArnClaves de condición.
Para la clave de condición sagemaker:WorkteamType, utilice operadores de condición de cadena. Para
la clave de condición de sagemaker:WorkteamArn, utilice los operadores de condición de Nombre de
recurso de Amazon (ARN). Si el usuario intenta crear un trabajo de etiquetado con un equipo de trabajo
restringido, SageMaker devuelve un error de acceso denegado.

Las políticas siguientes muestran diferentes formas de utilizar las claves de condición
sagemaker:WorkteamType y sagemaker:WorkteamArn con los operadores de condición adecuados y
los valores de condición válidos.

En el ejemplo siguiente se utiliza la clave de condición sagemaker:WorkteamType con el operador de
condición StringEquals para restringir el acceso a un equipo de trabajo público. Acepta valores de
condición en el siguiente formato: workforcetype-crowd, donde tipo de personal puede ser igual
public, private, o vendor.

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Sid": "RestrictWorkteamType",
            "Effect": "Deny",
            "Action": "sagemaker:CreateLabelingJob",
            "Resource": "*",
            "Condition": {
                "StringEquals": {
                    "sagemaker:WorkteamType": "public-crowd"
                }
            }
        }
    ]
}

Las siguientes políticas muestran cómo restringir el acceso a un equipo de trabajo público mediante la
clave de condición sagemaker:WorkteamArn. El primero muestra cómo usarla con una regex-variant
de IAM de válido del ARN del equipo de trabajo y elArnLikeoperador de condición. El segundo muestra
cómo usarla con el operador de condición ArnEquals y el ARN del equipo de trabajo.

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Sid": "RestrictWorkteamType",
            "Effect": "Deny",
            "Action": "sagemaker:CreateLabelingJob",
            "Resource": "*",
            "Condition": {
                "ArnLike": {
                    "sagemaker:WorkteamArn": "arn:aws:sagemaker:*:*:workteam/public-crowd/
*"
                }
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            }
        }
    ]
}

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Sid": "RestrictWorkteamType",
            "Effect": "Deny",
            "Action": "sagemaker:CreateLabelingJob",
            "Resource": "*",
            "Condition": {
                "ArnEquals": {
                    "sagemaker:WorkteamArn": "arn:aws:sagemaker:us-
west-2:394669845002:workteam/public-crowd/default"
                }
            }
        }
    ]
}

Supervisar el estado del trabajo de etiquetado
Para monitorizar el estado de los trabajos de etiquetado, puede configurar unAmazon CloudWatch
EventsCuando el estado Ground Truth trabajo de etiquetado cambie aCompleted,Failed, o
bienStopped.

Una vez que haya creado una regla, puede agregar untarget. CloudWatch Events utiliza este destino
para invocar otroAWSPara procesar el evento. Por ejemplo, puede crear un destino utilizando un tema
de Amazon Simple Notification Service (Amazon SNS) para enviar una notificación al correo electrónico
cuando cambie el estado de un trabajo de etiquetado.

Requisitos previos:

Para crear una regla de eventos de CloudWatch, necesitará unAWS Identity and Access
Management(IAM) con una política de confianza de events.amazonaws.com adjunta. A continuación se
muestra un ejemplo de una política de confianza events.amazonaws.com.

{
  "Version": "2012-10-17",
  "Statement": [
    {
      "Sid": "",
      "Effect": "Allow",
      "Principal": {
        "Service": [
          "events.amazonaws.com"
        ]
      },
      "Action": "sts:AssumeRole"
    }
  ]
}

Temas
• Enviar eventos a eventos de CloudWatch (p. 492)
• Configurar un destino para procesar eventos (p. 492)
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• Vencimiento del etiquetado de trabajo (p. 493)
• Cómo declinar una tarea (p. 493)

Enviar eventos a eventos de CloudWatch
Para configurar una regla de eventos de CloudWatch para obtener actualizaciones de estado, oEventos
de, para sus trabajos de etiquetado de Ground Truth, use elAWS Command Line Interface(AWS
CLI)put-rulecomando. Puede filtrar los eventos que se envían a la regla por cambio de estado. Por
ejemplo, puede crear una regla que le notifique solo si el estado de un trabajo de etiquetado cambia a
Completed. Al utilizar el comando put-rule, especifique lo siguiente para recibir los estados del trabajo
de etiquetado:

• \"source\":[\"aws.sagemaker\"]

• \"detail-type\":[\"SageMaker Ground Truth Labeling Job State Change\"]

Para configurar una regla de eventos de CloudWatch para que observe todos los cambios de
estado, utilice el siguiente comando y sustituya el texto del marcador de posición. Por ejemplo,
reemplace"GTLabelingJobStateChanges"con un nombre único de regla de CloudWatch Events
y"arn:aws:iam::111122223333:role/MyRoleForThisRule"Con el nombre de recurso de Amazon
(ARN) de un rol de IAM adjunta una política de confianza events.amazonaws.com adjunta.

aws events put-rule --name "GTLabelingJobStateChanges" 
    --event-pattern "{\"source\":[\"aws.sagemaker\"],\"detail-type\":[\"SageMaker Ground
 Truth Labeling Job State Change\"]}" 
    --role-arn "arn:aws:iam::111122223333:role/MyRoleForThisRule" 
    --region "region"

Para filtrar por el estado del trabajo, utilice la sintaxis \"detail\":{\"LabelingJobStatus\":
[\"Status\"]}}". Los valores válidos para Status son Completed, Failed y Stopped.

En el ejemplo siguiente se crea una regla de eventos de CloudWatch que le notifica cuando un trabajo de
etiquetado en us-west-2 (Oregón) cambia aCompleted.

aws events put-rule --name "LabelingJobCompleted" 
    --event-pattern "{\"source\":[\"aws.sagemaker\"],\"detail-type\":[\"SageMaker Ground
 Truth Labeling Job State Change\"], \"detail\":{\"LabelingJobStatus\":[\"Completed\"]}}"  
    --role-arn "arn:aws:iam::111122223333:role/MyRoleForThisRule" 
    --region us-west-2

En el ejemplo siguiente se crea una regla de eventos de CloudWatch que le notifica cuando un trabajo de
etiquetado en us-east-1 (Virginia) cambia aCompletedorFailed.

aws events put-rule --name "LabelingJobCompletedOrFailed" 
    --event-pattern "{\"source\":[\"aws.sagemaker\"],\"detail-type\":[\"SageMaker Ground
 Truth Labeling Job State Change\"], \"detail\":{\"LabelingJobStatus\":[\"Completed\",
 \"Failed\"]}}"  
    --role-arn "arn:aws:iam::111122223333:role/MyRoleForThisRule" 
    --region us-east-1

Para obtener más información sobre laput-rulesolicitud, consultePatrones de eventos de CloudWatchen
laGuía del usuario de Amazon CloudWatch Events.

Configurar un destino para procesar eventos
Después de crear una regla, se envían eventos similares a los siguientes a los eventos de CloudWatch. En
este ejemplo, el estado test-labeling-job del trabajo de etiquetado cambió a Completed.
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{
    "version": "0",
    "id": "111e1111-11d1-111f-b111-1111b11dcb11",
    "detail-type": "SageMaker Ground Truth Labeling Job State Change",
    "source": "aws.sagemaker",
    "account": "111122223333",
    "time": "2018-10-06T12:26:13Z",
    "region": "us-east-1",
    "resources": [
        "arn:aws:sagemaker:us-east-1:111122223333:labeling-job/test-labeling-job"
    ],
    "detail": {      
        "LabelingJobStatus": "Completed"
    }
}

Para procesar eventos, debe configurar un destino. Por ejemplo, si desea recibir un correo electrónico
cuando cambie el estado del trabajo de etiquetado, utilice un procedimiento enConfiguración de
notificaciones de Amazon SNSen laGuía del usuario de Amazon CloudWatchPara configurar un tema de
Amazon SNS y suscribirle su correo electrónico. Una vez que haya creado un tema, puede usarlo para
crear un objetivo.

Para agregar un destino a la regla de eventos de CloudWatch

1. Abra la consola de CloudWatch:https://console.aws.amazon.com/cloudwatch/home
2. En el panel de navegación, seleccione Rules.
3. Elija la regla a la que desea agregar un destino.
4. Seleccione Actions y luego Edit.
5. En Targets (Destinos), elija Add target (Agregar destino) y elija el servicio de AWS que desea accionar

cuando se detecte un evento de cambio de estado de trabajo de etiquetado.
6. Configure su objetivo. Para obtener instrucciones, consulte el tema sobre la configuración de un

destino en la secciónAWSDocumentación de dicho servicio.
7. Seleccione Configure details.
8. En Name (Nombre), introduzca un nombre y, opcionalmente, proporcione detalles sobre el propósito

de la regla en Description (Descripción).
9. Asegúrese de que la casilla de verificación situada junto a State (Estado) está activada para que la

regla aparezca como Enabled (Habilitada).
10. Elija Update rule (Actualizar regla).

Vencimiento del etiquetado de trabajo
Si el trabajo de etiquetado no se completa después de 30 días, caducará. Si el trabajo de etiquetado
caduca, puede encadenarlo para crear un nuevo trabajo de etiquetado que solo envíe datos sin etiqueta a
los empleados. Para obtener más información y saber cómo crear un trabajo de etiquetado con etiquetas,
consulte Encadenamiento de trabajos de etiquetado (p. 472).

Cómo declinar una tarea
Los trabajadores son capaces de rechazar las tareas.

Los trabajadores rechazan una tarea si las instrucciones no son claras, los datos de entrada no se
muestran correctamente o si encuentran algún otro problema con la tarea. Si el número de trabajadores
por objeto de conjunto de datos (NumberOfHumanWorkersPerDataObject) rechazan la tarea, el objeto
de datos se marca como caducado y no se enviará a trabajadores adicionales.
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Creación y administración de personal
El personal es el grupo de empleados que ha seleccionado para etiquetar el conjunto de datos. Es posible
seleccionar personal de Amazon Mechanical Turk, personal administrado por un proveedor o puede crear
su propio personal privado para etiquetar o revisar el conjunto de datos. Independientemente del personal
que elija, Amazon SageMaker se encarga de enviar tareas a los trabajadores.

Cuando se utiliza una fuerza de trabajo privada, también se creaEquipos de trabajo, un grupo de
empleados de su personal que se asignan ajobs—Amazon SageMaker Ground TruthTrabajos de
etiquetado oAmazon Augmented AItareas de examen humano. Puede tener varios equipos de trabajo y
puede asignar uno o más equipos de trabajo a cada trabajo de etiquetado.

Puede utilizar Amazon Cognito o su propio proveedor de identidades (IdP) privado OpenID Connect
(OIDC) para gestionar su personal privado y sus equipos de trabajo. Para obtener más información sobre
los permisos necesarios para la administración del personal de esta forma, consulte Permisos necesarios
para utilizar la consola de Amazon SageMaker Ground Truth (p. 2558).

Temas
• Uso del personal de Amazon Mechanical Turk (p. 494)
• Administración de personal del proveedor (p. 498)
• Crear personal privado (p. 499)

Uso del personal de Amazon Mechanical Turk
El personal de Amazon Mechanical Turk (Mechanical Turk) proporciona más empleados para suAmazon
SageMaker Ground TruthSu trabajo de etiquetadoAmazon Augmented AItarea de examen humano. El
personal de Amazon Mechanical Turk es un recurso de todo el mundo. Los empleados están disponibles
las 24 horas del día, los 7 días de la semana. Por lo general, obtendrá el tiempo de entrega más rápido de
las tareas de revisión humana y etiquetado si utiliza personal de Amazon Mechanical Turk.

Cualquier facturación del personal de Amazon Mechanical Turk se gestiona como para de su facturación
Ground Truth o Augmented AI de Amazon. No tiene que crear una cuenta de Mechanical Turk
independiente para utilizar el personal de Amazon Mechanical Turk.

Important

No debe compartir información confidencial, información personal o información sanitaria
protegida con este personal. No debe utilizar la plantilla de Amazon Mechanical Turk cuando
utilice Amazon A2I junto conAWSServicios aptos para HIPAA, como Amazon Textract y Amazon
Rekognition, para cargas de trabajo que contengan información de estado protegida.

Puede elegir Mechanical Turk como plantilla al crear un trabajo de etiquetado de Ground Truth o un flujo de
trabajo de revisión humana de Amazon A2I (definición de flujo). Puede crear un trabajo de etiquetado y un
flujo de trabajo de revisión humana mediante la consola y la API de SageMaker.

Cuando utiliza una operación de API para crear un trabajo de etiquetado o un flujo de trabajo
de revisión humana, utiliza el siguiente ARN para el personal de Amazon Mechanical Turk para
suWorkteamArn. ReemplazarregionconAWSRegión que está utilizando para crear el trabajo de
etiquetado o bucles humanos. Por ejemplo, si crea un trabajo de etiquetado en EE. UU. Oeste (Oregón),
reemplaceregionporus-west-2.

• arn:aws:sagemaker:region:394669845002:workteam/public-crowd/default

Ground Truth y Amazon A2Irequireque sus datos de entrada están libres de información de identificación
personal (PII) cuando utiliza Mechanical Turk. Si utiliza la fuerza de trabajo de Mechanical Turk y no
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especifica que los datos de entrada estén libres de PII, los trabajos de etiquetado de Ground Truth y las
tareas de Augmented AI fallarán. Usted especifica que los datos de entrada están libres de PII cuando
crea un trabajo de etiquetado Ground Truth y cuando crea un bucle humano de Amazon A2I mediante una
integración integrada o elStartHumanLoop.

Consulte las secciones siguientes para obtener información sobre cómo utilizar Mechanical Turk con estos
servicios.

Temas
• Usar el Mechanical Turk con la Ground Truth (p. 495)
• Utilice Mechanical Turk con Amazon A2I (p. 496)
• ¿Cuándo no se admite Mechanical Turk? (p. 498)

Usar el Mechanical Turk con la Ground Truth
Puede utilizar Mechanical Turk con Ground Truth al crear un trabajo de etiquetado mediante la consola o
elCreateLabelingJob.

Al crear un trabajo de etiquetado, le recomendamos ajustar el número de empleados que comentan cada
objeto de datos en función de la complejidad del trabajo y la calidad que necesita. Amazon SageMaker
Ground Truth utiliza la consolidación de anotaciones para mejorar la calidad de las etiquetas. El uso de
más empleados puede marcar la diferencia en la calidad de las etiquetas en trabajos de etiquetado más
complejas, pero podría carecer de importancia en trabajos más sencillos. Para obtener más información,
consulte Consolidación de anotaciones (p. 464). Tenga en cuenta que la consolidación de anotaciones
no es compatible con los flujos de trabajo de revisión humana de Amazon A2I.

Para utilizar Mechanical Turk al crear un trabajo de etiquetado (consola):

1. Utilice lo siguiente para crear un trabajo de etiquetado mediante el área Ground Truth (Ground Truth)
de la consola de SageMaker:Creación de un trabajo de etiquetado (consola) (p. 362).

2. Cuando está seleccionandoTipos de trabajoen laTrabajadores, seleccioneAmazon Mechanical Turk.
3. Especifique la cantidad total de tiempo que los trabajadores tienen para completar una tarea

medianteTiempo de espera de tarea.
4. Especifique la cantidad total de tiempo que una tarea permanece disponible para los trabajadores

enVencimiento de. Este es el tiempo que los trabajadores tienen que recoger una tarea antes de que
falle.

5. Seleccione laPrecio por tareaCon la lista desplegable. Esta es la cantidad de dinero que un trabajador
recibe por completar una sola tarea.

6. (Opcional) Si corresponde, seleccioneEl conjunto de datos no incluye contenido para adultos.
SageMaker puede restringir los trabajadores de Mechanical Turk que pueden ver la tarea si contiene
contenido para adultos.

7. Debe leer y confirmar la siguiente instrucción activando la casilla de verificación para utilizar la fuerza
de trabajo de Mechanical Turk. Si los datos de entrada contienen información confidencial, información
personal o información sanitaria protegida, debe seleccionar otro personal.

Usted entiende y acepta que el personal de Mechanical Turk está compuesto por contratistas
independientes ubicados en todo el mundo y que no debe compartir información confidencial,
información personal o información sanitaria protegida con este personal.

8. (Opcional) Active la casilla situada junto aHabilitar el etiquetado automatizado de datosSi desea
habilitar el etiquetado automatizado de datos. Para obtener más información sobre esta característica,
consulteAutomatización del etiquetado de datos (p. 465).

9. Puede especificar elNúmero de trabajadores por objeto de conjunto de datosUNDERConfiguración
adicional. Por ejemplo, si escribe 3 en este campo, cada objeto de datos será etiquetado por 3
trabajadores.
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Al crear su trabajo de etiquetado seleccionandoCrear, sus tareas de etiquetado se envían a los
trabajadores de Mechanical Turk.

Para utilizar Mechanical Turk al crear un trabajo de etiquetado (API):

1. Utilice lo siguiente para crear un trabajo de etiquetado con la herramienta
deCreateLabelingJobOperación:Creación de un trabajo de etiquetado (API) (p. 366).

2. Utilice el siguiente paraWorkteamArn. ReemplazarregionconAWSRegión que está utilizando para
crear el trabajo de etiquetado.

arn:aws:sagemaker:region:394669845002:workteam/public-crowd/default

3. UsarTaskTimeLimitInSecondspara especificar la cantidad total de tiempo que los trabajadores
tienen para completar una tarea.

4. UsarTaskAvailabilityLifetimeInSecondspara especificar la cantidad total de tiempo que una
tarea permanece disponible para los trabajadores. Este es el tiempo que los trabajadores tienen que
recoger una tarea antes de que falle.

5. UsarNumberOfHumanWorkersPerDataObjectPara especificar el Number of workers per objeto de
conjunto de datos.

6. UsarPublicWorkforceTaskPricepara establecer el precio por tarea. Esta es la cantidad de dinero
que un trabajador recibe por completar una sola tarea.

7. UsarDataAttributesPara especificar que sus datos de entrada no contienen información
confidencial, información personal o información sanitaria protegida.

Ground Truthrequiereque sus datos de entrada están libres de información de
identificación personal (PII) si utiliza la fuerza de trabajo de Mechanical Turk. Si utiliza
Mechanical Turk y no especifica que los datos de entrada estén libres de PII mediante la
herramientaFreeOfPersonallyIdentifiableInformation, su trabajo de etiquetado fallará.

UsarFreeOfAdultContentPara declarar que sus datos de entrada no contienen contenido para
adultos. SageMaker puede restringir los trabajadores de Mechanical Turk que pueden ver la tarea si
contiene contenido para adultos.

Puede ver ejemplos de cómo usar esta API en los siguientes blocs de notas, que se encuentran en GitHub:
Ejemplos de cuaderno Ground Truth Jupyter. Puedes acceder a estos cuadernos SageMaker elEjemplo de
blocs de notas (p. 142)en uninstancia con bloc de notas.

Utilice Mechanical Turk con Amazon A2I
Puede especificar que desea utilizar Mechanical Turk con Amazon A2I cuando cree un flujo
de trabajo de revisión humana, también denominadoDefinición de flujo, en la consola o con
elCreateFlowDefinitionOperación API. Cuando utilice este flujo de trabajo de revisión humana para
configurar bucles humanos, debe especificar que los datos de entrada están libres de PII.

Para utilizar Mechanical Turk al crear un flujo de trabajo de revisión humana (consola):

1. Utilice lo siguiente para crear un flujo de trabajo de revisión humana en la sección Augmented AI de la
consola de SageMaker:Crear un flujo de trabajo de revisión humana (consola) (p. 2461).

2. Cuando está seleccionandoTipos de trabajoen laTrabajadores, seleccioneAmazon Mechanical Turk.
3. Seleccione laPrecio por tareaCon la lista desplegable. Esta es la cantidad de dinero que un trabajador

recibe por completar una sola tarea.
4. (Opcional) Puede especificar elNúmero de trabajadores por objeto de conjunto de

datosUNDERConfiguración adicional. Por ejemplo, si escribe 3 en este campo, cada objeto de datos
será etiquetado por 3 trabajadores.
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5. (Opcional) Especifique la cantidad total de tiempo que los trabajadores tienen para completar una
tarea medianteTiempo de espera de tarea.

6. (Opcional) Especifique la cantidad total de tiempo que una tarea permanece disponible para los
trabajadores deExpiration tarea. Este es el tiempo que los trabajadores tienen que recoger una tarea
antes de que falle.

7. Una vez que haya creado el flujo de trabajo de revisión humana, puede utilizarlo para
configurar un bucle humano proporcionando su nombre de recurso de Amazon (ARN) en el
parámetroFlowDefinitionArn. Puede configurar un bucle humano utilizando una de las
operaciones de API de un tipo de tarea integrado, o la operación de API de tiempo de ejecución de
Amazon A2I,StartHumanLoop. Para obtener más información, consulte Crear e iniciar un bucle
humano (p. 2481).

Cuando configure su bucle humano, debe especificar que sus datos de
entrada están libres de información de identificación personal (PII) mediante el
comandoFreeOfPersonallyIdentifiableInformationenDataAttributes. Si utiliza
Mechanical Turk y no especifica que los datos de entrada están libres de PII, las tareas de revisión
humana fallarán.

UsarFreeOfAdultContentPara declarar que sus datos de entrada no contienen contenido para
adultos. SageMaker puede restringir los trabajadores de Mechanical Turk que pueden ver la tarea si
contiene contenido para adultos.

Para utilizar Mechanical Turk al crear un flujo de trabajo de revisión humana (API):

1. Utilice lo siguiente para crear un flujo de trabajo de revisión humana mediante
elCreateFlowDefinitionOperación:Crear un flujo de trabajo de revisión humana (API) (p. 2463).

2. Utilice el siguiente paraWorkteamArn. ReemplazarregionconAWSRegión que está utilizando para
crear el trabajo de etiquetado.

arn:aws:sagemaker:region:394669845002:workteam/public-crowd/default

3. UsarTaskTimeLimitInSecondspara especificar la cantidad total de tiempo que los trabajadores
tienen para completar una tarea.

4. UsarTaskAvailabilityLifetimeInSecondspara especificar la cantidad total de tiempo que una
tarea permanece disponible para los trabajadores. Este es el tiempo que los trabajadores tienen que
recoger una tarea antes de que falle.

5. UsarTaskCountPara especificar el Number of workers per objeto de conjunto de datos. Por ejemplo,
si especifica 3 para este parámetro, cada objeto de datos será etiquetado por 3 trabajadores.

6. UsarPublicWorkforceTaskPricepara establecer el precio por tarea. Esta es la cantidad de dinero
que un trabajador recibe por completar una sola tarea.

7. Una vez que haya creado el flujo de trabajo de revisión humana, puede utilizarlo para
configurar un bucle humano proporcionando su nombre de recurso de Amazon (ARN) en el
parámetroFlowDefinitionArn. Puede configurar un bucle humano utilizando una de las
operaciones de API de un tipo de tarea integrado, o la operación de API de tiempo de ejecución de
Amazon A2I,StartHumanLoop. Para obtener más información, consulte Crear e iniciar un bucle
humano (p. 2481).

Cuando configure su bucle humano, debe especificar que sus datos de
entrada están libres de información de identificación personal (PII) mediante el
comandoFreeOfPersonallyIdentifiableInformationenDataAttributes. Si utiliza
Mechanical Turk y no especifica que los datos de entrada están libres de PII, las tareas de revisión
humana fallarán.

UsarFreeOfAdultContentPara declarar que sus datos de entrada no contienen contenido para
adultos. SageMaker puede restringir los trabajadores de Mechanical Turk que pueden ver la tarea si
contiene contenido para adultos.

497

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateFlowDefinition.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_HumanTaskConfig.html#sagemaker-Type-HumanTaskConfig-WorkteamArn
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_HumanTaskConfig.html#sagemaker-Type-HumanTaskConfig-TaskTimeLimitInSeconds
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_HumanTaskConfig.html#sagemaker-Type-HumanTaskConfig-TaskAvailabilityLifetimeInSeconds
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_HumanLoopConfig.html#sagemaker-Type-HumanLoopConfig-TaskCount
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_HumanTaskConfig.html#sagemaker-Type-HumanTaskConfig-PublicWorkforceTaskPrice


Amazon SageMaker Developer Guide
Administración de personal del proveedor

Puede ver ejemplos de cómo usar esta API en los siguientes blocs de notas, que se encuentran en GitHub:
Ejemplos de cuadernos de Amazon A2I Jupyter.

¿Cuándo no se admite Mechanical Turk?
Esta fuerza de trabajo no se admite en los siguientes escenarios. En cada escenario, debe usar
unprivateorProveedor.

• Este personal no es compatible con los trabajos de etiquetado de fotogramas de vídeo Ground Truth y
los trabajos de etiquetado de nube de puntos 3D.

• No puede utilizar este personal si sus datos de entrada contienen información de identificación personal
(PII).

• Mechanical Turk no está disponible en algunos de losAWSRegiones especiales. Si procede, consulte la
documentación de su región especial para obtener más información.

Administración de personal del proveedor
Es posible utilizar personal administrado por un proveedor para etiquetar los datos con Amazon
SageMaker Ground Truth (Ground Truth) y Amazon Augmented AI (Amazon A2I). Los proveedores
disponen de amplia experiencia en la prestación de servicios de etiquetado de datos con fines de
aprendizaje automático. El personal del proveedor para estos dos servicios debe crearse y administrarse
por separado a través de la consola de Amazon SageMaker.

Los proveedores facilitan sus servicios a través de laAWSEn Marketplace Puede encontrar los detalles
de los servicios del proveedor en su página de detalles, por ejemplo, el número de empleados y las horas
que trabajan. Puede utilizar estos detalles para calcular el costo del trabajo de etiquetado y la cantidad
de tiempo que prevé que lleve el trabajo. Una vez que haya elegido un proveedor, se suscribirá a sus
servicios mediante elAWSEn Marketplace

Una suscripción es un acuerdo entre usted y el proveedor. El acuerdo explica los detalles del acuerdo,
como el precio, la programación o la política de reembolso. Puede colaborar directamente con el proveedor
si hay algún problema con su trabajo de etiquetado.

Puede suscribirse a cualquier número de proveedores para satisfacer sus necesidades de comentario
de datos. Al crear un trabajo de etiquetado o un flujo de trabajo de revisión humana puede indicar que el
trabajo se dirija a un proveedor concreto.

Important

Antes de enviar información confidencial a un proveedor, compruebe las prácticas de
cumplimiento y seguridad del proveedor en su página de detalles y revise el acuerdo de licencia
de usuario final (EULA) que forma parte de su acuerdo de suscripción. Usted es responsable de
garantizar que el proveedor cumpla con sus requisitos de cumplimiento de la información personal
o confidencial. No comparta información sanitaria protegida con este personal.

Debe utilizar la consola para suscribirse a un proveedor de personal. Una vez que tenga una suscripción,
puede utilizar la operación ListSubscribedWorkteams para obtener una lista de proveedores a los que
se ha suscrito.

Para suscribirse a un proveedor de personal

1. Abra la consola de SageMaker enhttps://console.aws.amazon.com/sagemaker/.
2. Elija la página adecuada en la consola de SageMaker.

• Para trabajos de etiquetado de Ground Truth, elijaFuerzas de trabajo de etiquetado,
elijaProveedorHaga clic en y luego enBuscar servicios de etiquetado de datos.
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• Para los flujos de trabajo de revisión humana de Amazon A2I, elijaFuerzas de trabajo de revisión
humana, elijaProveedorHaga clic en y luego enBuscar servicios de revisión humana.

3. La consola abre el AWS Marketplace con:

• La categoría de servicios de etiquetado de datos seleccionada para Ground Truth
• La categoría de servicios de revisión humana seleccionada para Amazon A2I

Aquí puede ver una lista de los servicios de proveedor disponibles para este servicio.
4. Elija un proveedor. AWS Marketplace muestra información detallada sobre el servicio de etiquetado de

datos o revisión humana. Utilice esta información para determinar si el proveedor cumple los requisitos
para su tarea.

5. Si el proveedor satisface a sus necesidades, elija Continue to subscribe (Continuar con la suscripción).
6. Revise los detalles de la suscripción. Si acepta los términos, seleccione Subscribe (Suscripción) para

completar la suscripción al servicio.

Crear personal privado
Un personal privado es un grupo de trabajadores que usted elige. Puede tratarse de empleados de su
empresa o un grupo de expertos en áreas específicas de su sector. Por ejemplo, si la tarea consiste en
etiquetar imágenes médicas, podría crear un personal privado compuesto por expertos en las imágenes en
cuestión.

EACHAWStiene acceso a una sola fuerza de trabajo privada por región, y el propietario tiene la capacidad
de crear variosprivate Equipos de trabajoDentro de esa fuerza de trabajo. Un único equipo de trabajo
privado se utiliza para completar un trabajo de etiquetado, una tarea de revisión humana o un trabajo.
Puede asignar cada equipo de trabajo a un trabajo independiente o utilizar un solo equipo para varios
trabajos. Un empleado único puede participar en más de un equipo de trabajo.

Su fuerza de trabajo privada puede crearse y administrarse medianteAmazon CognitoO su propio
proveedor de identidad (IdP) privado OpenID Connect (OIDC).

Si es un nuevo usuario deAmazon SageMaker Ground TruthorAmazon Augmented AIy no requieren que
sus trabajadores se administren con su propio IdP, se recomienda utilizar Amazon Cognito para crear y
gestionar su personal privado.

Una vez creada la fuerza de trabajo, además de crear y administrar equipos de trabajo, podrá hacer lo
siguiente:

• Realizar seguimiento del rendimiento del empleado
• Creación y administración de temas de Amazon SNSpara notificar a los trabajadores cuando las tareas

de etiquetado estén disponibles
• Administrar el acceso del personal privado a las tareas mediante direcciones IP

Note

Su personal privado se comparte entre Ground Truth y Amazon A2I. Para crear y gestionar
equipos de trabajo privados utilizados por la Augmented AI, utilice la sección Ground Truth de la
consola de SageMaker.

Temas
• Creación y administración de personal de Amazon Cognito (p. 500)
• Creación y administración de personal de IdP de OIDC (p. 507)
• Gestionar personal privado mediante la API de Amazon SageMaker (p. 517)
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• Realizar seguimiento del rendimiento del trabajador (p. 519)
• Crear y administrar temas de Amazon SNS para sus equipos de trabajo (p. 520)

Creación y administración de personal de Amazon Cognito
Cree y administre su fuerza de trabajo privada con Amazon Cognito cuando desee crear su plantilla
con la consola de Amazon SageMaker o no desee gestionar las credenciales y la autenticación de los
trabajadores. Al crear un personal privado con Amazon Cognito, proporciona autenticación, autorización y
administración de usuarios para sus empleados privados.

Temas
• Crear personal privado (Amazon Cognito) (p. 500)
• Administrar un personal privado (Amazon Cognito) (p. 503)

Crear personal privado (Amazon Cognito)

Cuando utilice Amazon Cognito, puede crear un personal privado de una de las siguientes maneras:

• Cree un nuevo personal mientras crea su trabajo de etiquetado. Para saber cómo hacerlo, consulte
Creación de personal de Amazon Cognito al crear un Job de etiquetado (p. 501).

• Cree un nuevo personal antes de crear su trabajo de etiquetado. Para saber cómo hacerlo, consulte
Creación de personal de Amazon Cognito mediante la página Labeling workforces (Personal de
etiquetado) (p. 501).

• Importe un personal existente después de crear un grupo de usuarios en la consola de Amazon Cognito.
Para saber cómo hacerlo, consulte Crear personal privado Amazon Cognito consola) (p. 502).

Una vez que haya creado un personal privado, dicho personal y todos los equipos de trabajo y
trabajadores asociados al mismo estarán disponibles para utilizarlos en todas las tareas de etiquetado de
Ground Truth y tareas de flujos de trabajo de revisión humana de Augmented AI de Amazon.

Si es nuevo en Amazon SageMaker y desea probar Ground Truth o Amazon A2I, le sugerimos que cree
un equipo de trabajo privado compuesto por personas de su organización que utilicen la consola de. Utilice
este equipo de trabajo al crear flujos de trabajo de etiquetado o revisión humana (definiciones de flujo) para
probar la interfaz de usuario del trabajador y el flujo de trabajo.

Temas
• Crear personal Amazon SageMaker) (p. 500)
• Crear personal privado Amazon Cognito consola) (p. 502)

Crear personal Amazon SageMaker)

Puede crear un personal privado en la consola de Amazon SageMaker de una de estas dos maneras:

• Al crear un trabajo de etiquetado enTrabajo de etiquetadoLa sección Amazon SageMaker Ground Truth.
• Uso de laFuerzas de trabajo de etiquetadoLa sección Amazon SageMaker Ground Truth. Si va a crear

un personal privado para un flujo de trabajo de revisión humana de Amazon A2I, utilice este método.

Ambos métodos también crean un equipo de trabajo predeterminado que contiene a todos los miembros
del personal. Este personal privado está disponible para utilizarse tanto para trabajos de Ground Truth
como de Augmented AI de Amazon.

Cuando crea una fuerza de trabajo privada mediante la consola, SageMaker utiliza Amazon Cognito como
proveedor de identidades para su plantilla. Si desea utilizar su propio proveedor de identidades (IdP) de
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OpenID Connect (OIDC) para crear y administrar su fuerza de trabajo privada, debe crear una fuerza
de trabajo usando la operación API de SageMakerCreateWorkforce. Para obtener más información,
consulte Creación de personal privado (IdP de OIDC) (p. 508).

Creación de personal de Amazon Cognito al crear un Job de etiquetado

Si no ha creado un personal privado al crear el trabajo de etiquetado y decide utilizar trabajadores
privados, se le pedirá que cree un equipo de trabajo. Esto creará personal privado con Amazon Cognito.

Para crear personal mientras se crea un trabajo de etiquetado (consola)

1. Abra la consola de SageMaker enhttps://console.aws.amazon.com/sagemaker/.
2. En el panel de navegación, elija Labeling jobs (Trabajos de etiquetado) y rellene todos los campos

obligatorios. Para obtener instrucciones sobre cómo iniciar un trabajo de etiquetado, consulte
Introducción (p. 180). Elija Next (Siguiente).

3. Seleccione Private (Privado) para el tipo de personal.
4. En el navegadorTrabajadoressección, escriba:

a. El Team name (Nombre del equipo). 
b. Direcciones de correo electrónico para hasta 100 miembros del personal. Las direcciones de

correo electrónico distinguen entre mayúsculas y minúsculas. Los trabajadores deben iniciar
sesión usando la misma configuración de mayúsculas o minúsculas que se introdujo en la
dirección inicialmente. Puede agregar miembros adicionales al personal después de crear el
trabajo.

c. El nombre de la organización. SageMaker utiliza esto para personalizar el correo electrónico
enviado a los empleados.

d. Una dirección de correo electrónico de contacto que los empleados utilizarán para comunicar
problemas relacionados con la tarea.

Al crear el trabajo de etiquetado se envía un correo electrónico a cada empleado en el que se le invita
a unirse al personal. Después de crear el personal, puede añadir, eliminar y deshabilitar empleados
mediante la consola de SageMaker o la consola de Amazon Cognito.

Creación de personal de Amazon Cognito mediante la página Labeling workforces (Personal de
etiquetado)

Para crear y administrar su personal privado con Amazon Cognito, puede utilizar laFuerzas de trabajo de
etiquetado(Se ha creado el certificado). Si sigue las instrucciones que se indican a continuación, puede
crear un personal privado introduciendo correos electrónicos de trabajador que importen un personal
preexistente desde un grupo de usuarios de Amazon Cognito. Para importar un personal, consulte Crear
personal privado Amazon Cognito consola) (p. 502).

Para crear un personal privado con correos electrónicos de trabajadores

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.
2. En el panel de navegación, elija Labeling workforces (Personal de etiquetado).
3. Elija Private (Privado), a continuación elija Create private team (Crear equipo privado).
4. Elija Invite new workers by email (Invitar a nuevos trabajadores por correo electrónico).
5. Pegue o escriba una lista de hasta 50 direcciones de correo electrónico separadas por comas en el

cuadro de direcciones de correo electrónico.
6. Introduzca un nombre de organización y un correo electrónico de contacto.
7. Si lo desea, puede seleccionar un tema de SNS al que suscribir al equipo, de modo que los

empleados reciban notificaciones por correo electrónico cuando los nuevos trabajos de etiquetado
de Ground Truth estén disponibles. admite las notificaciones de Amazon SNS de Ground Truth y no
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las admite la Augmented AI. Si suscribe a los trabajadores para recibir notificaciones de SNS, solo
recibirán notificaciones sobre trabajos de etiquetado de Ground Truth. No reciben notificaciones sobre
tareas de Augmented AI.

8. Haga clic en el botón Create private team (Crear equipo privado).

Después de importar el personal privado, actualice la página. En la páginaResumen de mano de obra
privadaPuede ver información acerca del grupo de usuarios de Amazon Cognito para su personal, una lista
de equipos de trabajo para su personal y una lista de todos los miembros de su personal privado.

Note

Si elimina todos los equipos de trabajo privados, tendrá que repetir este proceso para utilizar un
personal privado en esa región.

Crear personal privado Amazon Cognito consola)

Amazon Cognito se utiliza para definir y administrar su personal privado y sus equipos de trabajo. Es un
servicio que puede usar para crear identidades para sus trabajadores y autenticar estas identidades con
proveedores de identidades.  Un personal privado corresponde a un únicoGrupo de usuarios de Amazon
Cognito. Los equipos de trabajo privados corresponden aGrupos de usuarios de Amazon CognitoEn ese
grupo de usuarios. 

Ejemplos de proveedores de identidad admitidos por Amazon Cognito:

• Proveedores de inicio de sesión de redes sociales como Facebook y Google
• Proveedores de OpenID Connect (OIDC)
• Proveedores de lenguaje de marcado para confirmaciones de seguridad (SAML) como Active Directory
• El proveedor de identidad de Amazon Cognito

Para obtener más información, consulte¿Qué es Amazon Cognito?.

Para crear un personal privado mediante Amazon Cognito, debe tener un grupo de usuarios de Amazon
Cognito existente que contenga al menos un grupo de usuarios. ConsulteTutorial: Creación de un grupo de
usuariosPara obtener información sobre cómo crear un grupo de usuarios. Consulte Agregar grupos a un
grupo de usuarios para aprender a agregar un grupo de usuarios a un grupo.

Una vez creado el grupo de usuarios, siga los pasos que se indican a continuación para crear un personal
privado importando ese grupo de usuarios en Amazon SageMaker.

Para crear personal privado importando un grupo de usuarios de Amazon Cognito

1. Abra la consola de SageMaker enhttps://console.aws.amazon.com/sagemaker/.
2. En el panel de navegación, elija Labeling workforces (Personal de etiquetado).
3. Seleccione Private (Privadas).
4. Elija Create private team (Crear equipo privado). Esto crea un personal privado y un equipo de trabajo.
5. SeleccionarImportar trabajadores desde grupos de usuarios existentes de Amazon Cognito.
6. Seleccione un grupo de usuarios que haya creado. Los conjuntos de usuarios requieren un dominio y

un grupo de usuarios existente. Si aparece un error que indica que falta el dominio, establézcalo en la
secciónDomain name (Nombre del dominio)en la pestañaIntegración de aplicacionesde la consola de
Amazon Cognito para su grupo.

7. Elija un cliente de aplicación. Recomendamos utilizar un cliente generado por SageMaker.
8. Elija un grupo de usuarios del conjunto para importar sus miembros.
9. Si lo desea, puede seleccionar un tema de Amazon Simple Notification Service (Amazon SNS) al

que suscribir al equipo, de modo que los empleados reciban notificaciones por correo electrónico
cuando los nuevos trabajos de etiquetado estén disponibles. admite las notificaciones de Amazon
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SNS de Ground Truth y no las admite la Augmented AI. Si suscribe a los trabajadores para recibir
notificaciones de SNS, solo recibirán notificaciones sobre trabajos de etiquetado de Ground Truth. No
reciben notificaciones sobre tareas de Augmented AI.

10. Elija Create private team (Crear equipo privado).

Important

Después de crear un personal mediante un grupo de usuarios de Amazon Cognito, no se debe
eliminar sin eliminar primero todos los equipos de trabajo asociados a ese grupo en la consola de
SageMaker. 

Después de importar el personal privado, actualice la página para ver la página Private workforce summary
(Resumen de personal privado). En esta página, puede ver información acerca del grupo de usuarios de
Amazon Cognito para su personal, una lista de equipos de trabajo para su personal y una lista de todos
los miembros de su personal privado. Este personal ahora está disponible para utilizarlo tanto en Amazon
Augmented AI como en Amazon SageMaker Ground Truth para tareas de revisión humana y trabajos de
etiquetado de datos, respectivamente.

Administrar un personal privado (Amazon Cognito)

Después de crear un personal privado con Amazon Cognito, puede crear y gestionar equipos de trabajo
mediante la consola de Amazon SageMaker y las operaciones de API.

Puede hacer lo siguiente con la opciónConsola de SageMakerorConsola Amazon Cognito.

• Agregar y eliminar equipos de trabajo.
• Agregue empleados a su personal y a uno o más equipos de trabajo.
• Desactivar o eliminar trabajadores de su personal y uno o más equipo de trabajo. Si agrega trabajadores

al personal mediante la consola de Amazon Cognito, debe usar la misma consola para quitar el
trabajador del personal.

Puede restringir el acceso a las tareas a los trabajadores de direcciones IP específicas mediante la API
de SageMaker. Para obtener más información, consulte Gestionar personal privado mediante la API de
Amazon SageMaker (p. 517).

Temas
• Gestionar un personal (Consola de Amazon SageMaker) (p. 503)
• Administrar un personal Amazon Cognito consola) (p. 506)

Gestionar un personal (Consola de Amazon SageMaker)

Puede utilizar la consola de Amazon SageMaker para crear y administrar los equipos de trabajo y los
trabajadores individuales que forman un personal privado.

Utilice un equipo de trabajo para asignar miembros de su personal privado a un etiquetado o una revisión
humanatarea. Cuando crea su fuerza de trabajo con la consola de SageMaker, hay un equipo de trabajo
llamadoTodo el mundo en la fuerza de trabajo privadaque le permite asignar toda su plantilla a un trabajo.
Dado que un grupo de usuarios de Amazon Cognito importado puede contener miembros que no desea
incluir en sus equipos de trabajo, no se crea un equipo de trabajo similar para los grupos de usuarios de
Amazon Cognito.

Tiene dos opciones para crear un nuevo equipo de trabajo:

• Puede crear un equipo de trabajo en la consola de SageMaker y añadir los miembros de su personal al
equipo.
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• Puede crear un grupo de usuarios mediante la consola de Amazon Cognito y, a continuación, crear
un equipo de trabajo importando el grupo de usuarios. Puede importar más de un grupo de usuarios a
cada equipo de trabajo. Para administrar los miembros del equipo de trabajo puede actualizar el grupo
de usuarios en la consola de Amazon Cognito. Para obtener más información, consulte Administrar un
personal Amazon Cognito consola) (p. 506). 

Crear un equipo de trabajo con la consola de SageMaker

Puede crear un nuevo grupo de usuarios de Amazon Cognito o importar un grupo de usuarios existente
mediante la consola de SageMaker, en laFuerzas de trabajo de etiquetado(Se ha creado el certificado).
Para obtener más información sobre la creación de un grupo de usuarios en la consola de Amazon
Cognito, consulteAdministrar un personal Amazon Cognito consola) (p. 506).

Para crear un equipo de trabajo con la consola de SageMaker

1. Abra la consola de SageMaker enhttps://console.aws.amazon.com/sagemaker/.
2. Elija Labeling workforces (Personal de etiquetado) en el menú de la izquierda.
3. En Private (Privado), elija Create private team (Crear equipo privado).
4. En Team details (Detalles del equipo), introduzca un Team name (Nombre de equipo). El nombre debe

ser único en su cuenta en una región de AWS.
5. En Add workers (Agregar trabajadores), elija un método para agregar trabajadores al equipo utilizando

un grupo de usuarios.

• Si eligióCrear un equipo agregando trabajadores a un nuevo grupo de usuarios de Amazon Cognito,
seleccione los trabajadores que desee añadir al equipo.

• Si eligióPara crear un equipo importando los grupos de usuarios existentes de Amazon Cognito, elija
los grupos de usuarios que forman parte del nuevo equipo.

6. Si selecciona un SNS topic (Tema de SNS), todos los trabajadores agregados al equipo se suscriben
al tema de Amazon SNS y se les notifica cuando se encuentran disponibles nuevos elementos de
trabajo para el equipo. Seleccione en una lista de sus temas existentes de Amazon SNS relacionados
con Ground Truth o o seleccioneCrear un temapara abrir un diálogo de creación de temas.

admite las notificaciones de Amazon SNS de Ground Truth y no las admite la Augmented AI. Si
suscribe a los trabajadores para recibir notificaciones de SNS, solo recibirán notificaciones sobre
trabajos de etiquetado de Ground Truth. No reciben notificaciones sobre tareas de Augmented AI.

Los empleados en un grupo de trabajo suscritos a un tema reciben notificaciones cuando se encuentra
disponible un nuevo trabajo de etiquetado de Ground Truth para ese equipo y cuando uno está a punto de
caducar.

Lea Crear y administrar temas de Amazon SNS para sus equipos de trabajo (p. 520) para obtener más
información sobre el uso de Amazon SNS.

Subscriptions

Una vez creado un equipo de trabajo, puede ver más información sobre el equipo y cambiar o establecer
el tema de Amazon SNS al que están suscritos sus miembros visitando la consola de Amazon Cognito. Si
agregó miembros del equipo antes de suscribir al equipo a un tema, debe suscribirse manualmente a esos
miembros a ese tema. Lea Crear y administrar temas de Amazon SNS para sus equipos de trabajo para
obtener más información sobre la creación y administración del tema de Amazon SNS.

Agregar o quitar trabajadores

AEquipo de trabajoEs un grupo de empleados dentro del personal al que puede asignar trabajos. Un
trabajador se puede agregar a más de un equipo de trabajo. Una vez que se ha agregado un trabajador a
un equipo de trabajo, ese trabajador se puede deshabilitar o quitar.
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Agregar trabajadores al personal

Agregar un trabajador a la fuerza de trabajo le permite agregar ese trabajador a cualquier equipo de trabajo
dentro de esa fuerza de trabajo. 

Para agregar empleados mediante la página de resumen de personal privado

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.
2. SeleccionarFuerzas de trabajo de etiquetadoPara navegar a la página de resumen de personal

privado.
3. Seleccione Private (Privadas).
4. SeleccionarInvite nuevos trabajadores.
5. Pegue o escriba una lista de direcciones de correo electrónico separadas por comas en el cuadro de

direcciones de correo electrónico. Puede tener hasta 50 direcciones de correo electrónico en esta lista.

Agregar un trabajador a un equipo de trabajo

Un trabajador debe agregarse al personal antes de agregarlo a un equipo de trabajo. Para agregar un
trabajador a un equipo de trabajo, vaya primero a la página Private workforce summary (Resumen de
personal privado) siguiendo los pasos anteriores.

Para agregar un trabajador a un equipo de trabajo desde la página privada de resumen de
personal privado

1. En el navegadorPrivate team, elija el equipo al que desee agregar los trabajadores.
2. Seleccione la pestaña Workers (Trabajadores).
3. SeleccionarAgregar trabajadores al equipoY elija los recuadros situados junto a los trabajadores que

desee agregar.
4. Haga clic enAgregar trabajadores al equipo.

Deshabilitar y quitar un trabajador del personal

Al deshabilitar un trabajador, este deja de recibir trabajo. Esta acción no quita al trabajador del personal ni
de ningún equipo de trabajo al que esté asociado el trabajador. Para deshabilitar o quitar un trabajador de
un equipo de trabajo, vaya primero a la página Private workforce summary (Resumen de personal privado)
siguiendo los pasos anteriores.

Para desactivar un trabajador mediante la página privada de resumen de personal privado

1. En la sección Workers (Trabajadores), elija el trabajador al que desea deshabilitar.
2. Elija Disable.

Si lo desea, puede Enable (Habilitar) posteriormente un trabajador después de haberlo deshabilitado.

Puede quitar trabajadores de su personal privado directamente en la consola de SageMaker si ese
trabajador se agregó en esta consola. Si ha agregado el trabajador (usuario) en la consola de Amazon
Cognito, consulteAdministrar un personal Amazon Cognito consola) (p. 506)Para obtener información
sobre cómo quitar el trabajador en la consola de Amazon Cognito.

Para quitar un trabajador mediante la página privada de resumen de personal privado

1. En la sección Workers (Trabajadores) elija el trabajador que desea eliminar.
2. Si el trabajador no se ha deshabilitado, elija Disable (Deshabilitar). 
3. Seleccione el trabajador y elija Delete (Eliminar).
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Administrar un personal Amazon Cognito consola)

Un personal privado corresponde a un únicoGrupo de usuarios de Amazon Cognito. Los equipos de
trabajo privados corresponden aGrupos de usuarios de Amazon CognitoEn ese grupo de usuarios. Los
trabajadores corresponden ausuarios de Amazon Cognitodentro de esos grupos.

Una vez creada la fuerza de trabajo, podrá agregar equipos de trabajo y trabajadores individuales a
través de la consola de Amazon Cognito. También puede eliminar trabajadores de su personal privado o
eliminarlos de equipos individuales en la consola de Amazon Cognito.

Important

No se pueden eliminar equipos de trabajo de la consola de Amazon Cognito. Si se elimina un
grupo de usuarios de Amazon Cognito asociado a un equipo de trabajo de Amazon SageMaker,
se producirá un error. Para eliminar equipos de trabajo, utilice la consola de SageMaker. 

Creación de equipos de trabajo (consola de Amazon Cognito)

Es posible crear un nuevo equipo de trabajo para completar un trabajo agregando un grupo de usuarios
de Amazon Cognito al grupo de usuarios asociado con su personal privado. Para agregar un grupo de
usuarios de Amazon Cognito a un grupo de trabajadores existente, consulteAgregar grupos a un grupo de
usuarios. 

Para crear un equipo de trabajo con un grupo de usuarios de Amazon Cognito existente

1. Abra la consola de SageMaker enhttps://console.aws.amazon.com/sagemaker/.
2. En el panel de navegación, seleccione Workforces (Personal).
3. En Private teams (Equipos privados), elija Create private team (Crear equipo privado).
4. En Team details (Detalles del equipo), dé un nombre al equipo. El nombre debe ser único en su

cuenta en una región de AWS.
5. ParaAñadir trabajadores,elijaImportar grupos de usuarios existentes de Amazon Cognitoy elija uno o

más grupos de usuarios que formen parte del nuevo equipo.
6. Si elige unTema de SNSTodos los empleados añadidos al equipo se suscriben al tema de Amazon

Simple Notification Service (Amazon SNS) y se les notifica cuando se encuentran disponibles nuevos
elementos de trabajo para el equipo. Elija de una lista de sus temas existentes de SNS existentes
relacionados con SageMaker Ground Truth o Amazon Augmented AI o elijaCrear un temaPara crear
una.

Note

admite las notificaciones de Amazon SNS de Ground Truth y no las admite la Augmented AI.
Si suscribe a los trabajadores para recibir notificaciones de SNS, solo recibirán notificaciones
sobre trabajos de etiquetado de Ground Truth. No reciben notificaciones sobre tareas de
Augmented AI.

Subscriptions

Una vez creado un equipo de trabajo, puede ver más información sobre el equipo y cambiar o establecer
el tema de SNS al que están suscritos sus miembros mediante la consola de Amazon Cognito. Si agregó
miembros del equipo antes de suscribir al equipo a un tema, debe suscribirse manualmente a esos
miembros a ese tema. Para obtener más información, consulte Crear y administrar temas de Amazon SNS
para sus equipos de trabajo (p. 520).

Agregar y quitar Amazon Cognito consola)

Cuando utilice la consola de Amazon Cognito para agregar trabajadores a un equipo de trabajo, debe
agregar un usuario al grupo de usuarios asociado al personal antes de agregar ese usuario a un grupo de
usuarios. Los usuarios se pueden agregar a un grupo de usuarios de varias maneras. Para obtener más
información, consulte Registro y confirmación de cuentas de usuario.
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Agregar un trabajador a un equipo de trabajo

Después de agregar un usuario a un grupo, el usuario puede asociarse a grupos de usuarios dentro de ese
grupo. Después de agregar un usuario a un grupo de usuarios, ese usuario se convierte en trabajador en
cualquier equipo de trabajo creado con ese grupo de usuarios.

Para agregar un usuario a un grupo de usuarios

1. Abra la consola de Amazon Cognito:https://console.aws.amazon.com/cognito/.
2. Elija Manage User Pools (Administrar grupos de usuarios).
3. Elija el grupo de usuarios asociado a su personal de SageMaker. 
4. En General Settings (Configuración general), elija Users and Groups (Usuarios y grupos) y realice una

de las acciones siguientes:
• Elija Groups (Grupos), elija el grupo al que desea agregar el usuario y elija Add users (Agregar

usuarios). Elija los usuarios que desea agregar eligiendo el icono con el signo más situado a la
derecha del nombre del usuario. 

• Elija Users (Usuarios), elija el usuario que desea agregar al grupo de usuarios y elija Add to group
(Agregar al grupo). En el menú desplegable, elija el grupo y elija Add to group (Agregar al grupo).

Deshabilitar y quitar un trabajador de un equipo de trabajo

Al deshabilitar un trabajador, este deja de recibir trabajos. Esta acción no quita al trabajador del personal
ni de ningún equipo de trabajo al que esté asociado el trabajador. Para quitar un usuario de un equipo de
trabajo en Amazon Cognito, quite el usuario del grupo de usuarios asociado a ese equipo.

Para desactivar un trabajador (consola de Amazon Cognito)

1. Abra la consola de Amazon Cognito:https://console.aws.amazon.com/cognito/.
2. Elija Manage User Pools (Administrar grupos de usuarios).
3. Elija el grupo de usuarios asociado a su personal de SageMaker.
4. En General Settings (Configuración general), elija Users and Groups (Usuarios y grupos).
5. Elija el usuario que desee deshabilitar.
6. SeleccionarDeshabilitar usuario.

Puede habilitar un usuario deshabilitado seleccionando Enable User (Habilitar usuario). 

Para quitar un usuario de un grupo de usuarios (consola de Amazon Cognito)

1. Abra la consola de Amazon Cognito:https://console.aws.amazon.com/cognito/.
2. Elija Manage User Pools (Administrar grupos de usuarios).
3. Elija el grupo de usuarios asociado a su personal de SageMaker. 
4. En General Settings (Configuración general), elija Users and Groups (Usuarios y grupos).
5. ParaUsuario, elija la pestañaXA la derecha del grupo del que desea eliminar al usuario.

Creación y administración de personal de IdP de OIDC
Cree una fuerza de trabajo privada utilizando un proveedor de identidades (IdP) de OpenID Connect
(OIDC) cuando desee administrar y autenticar a sus trabajadores utilizando su propio IdP de OIDC. Las
credenciales individuales de los trabajadores y otros datos se mantendrán privados. Ground Truth y
Amazon A2I solo tendrán visibilidad de la información de los trabajadores que proporcione a través de las
reclamaciones que envíe a estos servicios. Para crear una fuerza de trabajo utilizando un IdP de OIDC, su
IdP debe admitirGrupos deporque Ground Truth y Amazon A2I asignan uno o más grupos de su IdP a un
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equipo de trabajo. Para obtener más información, consulte Enviar reclamaciones obligatorias y opcionales
a Ground Truth y Amazon A2I (p. 508).

Si es un usuario nuevo de Ground Truth o Amazon A2I, puede probar la interfaz de usuario de trabajador
y el flujo de trabajo creando un equipo de trabajo privado y agregándose como trabajador. Utilice este
equipo de trabajo cuando cree un trabajo de etiquetado o un flujo de trabajo de revisión humana. Primero,
cree una fuerza de trabajo de IdP de OIDC privada siguiendo las instrucciones deCreación de personal
privado (IdP de OIDC) (p. 508). A continuación, consulteAdministrar un personal privado (IdP de
OIDC) (p. 514)Para obtener información sobre cómo crear un equipo de trabajo.

Temas
• Creación de personal privado (IdP de OIDC) (p. 508)
• Administrar un personal privado (IdP de OIDC) (p. 514)

Creación de personal privado (IdP de OIDC)

Cree una fuerza de trabajo privada mediante un proveedor de identidades (IdP) de OpenID Connect
(OIDC) cuando desee autenticar y administrar trabajadores utilizando su propio proveedor de identidades.
Utilice esta página para obtener información sobre cómo configurar su IdP para que se comunique con
Amazon SageMaker Ground Truth (Ground Truth) o Amazon Augmented AI (Amazon A2I) y cómo crear
una fuerza de trabajo utilizando su propio IdP.

Para crear una fuerza de trabajo utilizando un IdP de OIDC, su IdP debe admitirGrupos deporque
Ground Truth y Amazon A2I utilizan uno o más grupos especificados para crear equipos de trabajo. Los
equipos de trabajo se utilizan para especificar trabajadores para los trabajos de etiquetado y las tareas
de revisión humana. Debido a que los grupos no son unReclamación estándar, su IdP puede tener una
convención de nomenclatura diferente para un grupo de usuarios (trabajadores). Por lo tanto, debe
identificar uno o varios grupos de usuarios a los que pertenece un trabajador mediante la notificación
personalizadasagemaker:groupsque se envía a Ground Truth o Amazon A2I desde su IdP. Para obtener
más información, consulte Enviar reclamaciones obligatorias y opcionales a Ground Truth y Amazon
A2I (p. 508).

Crear un personal de IdP de OIDC mediante la operación de API de SageMakerCreateWorkforce. Una
vez que cree un personal privado, dicho personal y todos los equipos de trabajo y trabajadores asociados
al mismo estarán disponibles para utilizarlos en todas las tareas de etiquetado de Ground Truth y tareas de
flujos de trabajo de revisión humana de Amazon A2I. Para obtener más información, consulte Creación de
personal de IdP de OIDC (p. 510).

Enviar reclamaciones obligatorias y opcionales a Ground Truth y Amazon A2I

Cuando utilice su propio IdP, Ground Truth y Amazon A2I utilizan suIssuer,ClientId,
yClientSecretpara autenticar los trabajadores mediante la obtención de un CÓDIGO de autenticación
de suAuthorizationEndpoint.

Ground Truth y Amazon A2I usarán este CÓDIGO para obtener una reclamación personalizada de su
IdPTokenEndpointorUserInfoEndpoint. Puede configurarTokenEndpointPara devolver un token
web JSON (JWT) oUserInfoEndpointPara devolver un objeto JSON. El objeto JWT o JSON debe
contener notificaciones obligatorias y opcionales que especifique. AReclamaciónes un par clave-valor que
contiene información sobre un trabajador o metadatos sobre el servicio OIDC. En la siguiente tabla se
enumeran las notificaciones que se deben incluir y que, opcionalmente, se pueden incluir en el objeto JWT
o JSON que devuelve el IdP.

Note

Algunos de los parámetros de la tabla siguiente se pueden especificar mediante un:o
un-. Por ejemplo, puede especificar los grupos a los que pertenece un trabajador
mediantesagemaker:groupsorsagemaker-groupsEn su reclamación.
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Nombre ObligatorioFormato y valores
aceptados

Descripción Ejemplo

sagemaker:groups
o bien
sagemaker-
groups

Sí Tipo de datos:

Si un trabajador
pertenece a un solo
grupo, identifique el
grupo mediante una
cadena.

Si un trabajador
pertenece a varios
grupos, utilice una
lista de hasta 10
cadenas.

caracteres permitidos:

Regex: [\ p {L}\ p {M}
{M}\ p {S}\ p {N}\ p
{N}\ p {M} {M} {M} {M}
{M}

Cuotas:

10 grupos por
trabajador

63 caracteres por
nombre de grupo

Asigna un trabajador
a uno o varios grupos.
Los grupos se utilizan
para asignar al
trabajador en equipos
de trabajo.

Ejemplo de
trabajador que
pertenece a un solo
grupo:"work_team1"

Ejemplo de
un trabajador
que pertenece
a más de un
grupo:["work_team1",
"work_team2"]

sagemaker:sub
o bien
sagemaker-sub

Sí Tipo de datos:

Cadena

Esto es obligatorio para
realizar un seguimiento
de la identidad de un
trabajador dentro de
la plataforma Ground
Truth para auditar e
identificar las tareas
en las que trabaje ese
trabajador.

Para ADFS: Los
clientes deben usar
el identificador de
seguridad principal
(SID).

"111011101-123456789-3687056437-1111"

sagemaker:client_id
o bien
sagemaker-
client_id

Sí Tipo de datos:

Cadena

caracteres permitidos:

Regex: [\ w+-] +

Cotizaciones:

128 caracteres

Un ID de cliente. Todos
los tokens deben
emitirse para este ID
de cliente.

"00b600bb-1f00-05d0-
bd00-00be00fbd0e0"
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Nombre ObligatorioFormato y valores
aceptados

Descripción Ejemplo

sagemaker:name
o bien
sagemaker-name

Sí Tipo de datos:

Cadena

Nombre del trabajador
que se mostrará en el
portal de trabajo.

"Jane Doe"

email No Tipo de datos:

Cadena

El correo electrónico
de los empleados.
Ground Truth utiliza
este correo electrónico
para notificar a los
trabajadores que
han sido invitados a
trabajar en tareas de
etiquetado. Ground
Truth también utilizará
este correo electrónico
para notificar a
sus trabajadores
cuando las tareas
de etiquetado estén
disponibles si configura
un tema de Amazon
SNS para un equipo
de trabajo en el que
se encuentra este
trabajador.

"example-
email@domain.com"

email_verified No Tipo de datos:

Bool

Valores aceptados:

True, False

Indica si el correo
electrónico del usuario
se ha verificado o no.

True

A continuación se muestra un ejemplo de la sintaxis del objeto JSONUserInfoEndpointpuede regresar.

{
    "sub":"122",
    "exp":"10000",
    "sagemaker-groups":["group1","group2"]
    "sagemaker-name":"name",
    "sagemaker-sub":"122",
    "sagemaker-client_id":"123456"
}

Ground Truth o Amazon A2I compara los grupos enumerados ensagemaker:groupsorsagemaker-
groupspara comprobar que el trabajador pertenece al equipo de trabajo especificado en el trabajo de
etiquetado o la tarea de revisión humana. Una vez verificado el equipo de trabajo, se envían tareas de
etiquetado o revisión humana a ese trabajador.

Creación de personal de IdP de OIDC

Puede crear una fuerza de trabajo mediante la operación API de SageMakerCreateWorkforcey los
SDK específicos del idioma asociados. Especifique unWorkforceNamee información sobre su IDP de
OIDC en el parámetroOidcConfig. Se recomienda configurar el OIDC con un URI de redirección de
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titular de posición y, a continuación, actualizar el URI con la dirección URL del portal de trabajo después de
crear la fuerza de trabajo. Para obtener más información, consulte Configurar su proveedor de identidad
OIdP (p. 511).

A continuación se muestra un ejemplo de la solicitud. ConsulteCreateWorkforcepara obtener más
información sobre cada parámetro de esta solicitud.

CreateWorkforceRequest: {
    #required fields
    WorkforceName: "example-oidc-workforce",
    OidcConfig: { 
        ClientId: "clientId",
        ClientSecret: "secret",
        Issuer: "https://example-oidc-idp.com/adfs",
        AuthorizationEndpoint: "https://example-oidc-idp.com/adfs/oauth2/authorize",
        TokenEndpoint: "https://example-oidc-idp.com/adfs/oauth2/token",
        UserInfoEndpoint: "https://example-oidc-idp.com/adfs/oauth2/userInfo",
        LogoutEndpoint: "https://example-oidc-idp.com/adfs/oauth2/log-out",
        JwksUri: "https://example-oidc-idp.com/adfs/discovery/keys"
    },
    SourceIpConfig: {
        Cidrs: ["string", "string"]
    }
}

Configurar su proveedor de identidad OIdP

La forma en que configure su IdP de OIDC depende del IdP que utilice y de los requisitos de su negocio.

Cuando configure su IdP, debe especificar una devolución de llamada o un URI de redirección. Una vez
que Ground Truth o Amazon A2I autentique un trabajador, este URI redirigirá al trabajador al portal de
trabajo, donde los trabajadores pueden acceder a tareas de etiquetado o revisión humana. Para crear una
dirección URL del portal de trabajo, debe crear una fuerza de trabajo con los detalles de su IdP de OIDC
mediante laCreateWorkforceOperación API. Concretamente, debe configurar su IdP de OIDC con las
reclamaciones de sagemaker personalizadas requeridas (consulte la siguiente sección para obtener más
detalles). Por lo tanto, se recomienda configurar el OIDC con un URI de redirección de titular de posición y,
a continuación, actualizar el URI después de crear la fuerza de trabajo. ConsulteCreación de personal de
IdP de OIDC (p. 510)para obtener información sobre cómo crear una fuerza de trabajo usando esta API.

Puede ver la URL del portal de trabajo en la consola de SageMaker Ground Truth, o mediante la operación
de la API de SageMaker,DescribeWorkforce. La dirección URL del portal de trabajo se encuentra en
elSubDomainen la respuesta.

Important

Asegúrese de agregar el subdominio de la fuerza de trabajo a su lista de permitidos de IdP
de OIDC. Cuando agrega el subdominio a su lista de permisos, debe terminar con/oauth2/
idpresponse.

Para ver la URL del portal de trabajo después de crear una fuerza de trabajo privada (Consola):

1. Abra la consola de SageMaker enhttps://console.aws.amazon.com/sagemaker/.
2. En el panel de navegación, elija Labeling workforces (Personal de etiquetado).
3. Seleccione la pestaña Private (Privado).
4. EnResumen de mano de obra privadaVeráEtiquetado URL de inicio de sesión en el portal. Esta es la

URL del portal de trabajo.

Para ver la URL del portal de trabajo después de crear una fuerza de trabajo privada (API):
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Al crear personal privado conCreateWorkforce, se especifica unWorkforceName. Utilice este nombre
para llamar aDescribeWorkforce. En la siguiente tabla se incluyen ejemplos de solicitudes que utilizan
elAWS CLIyAWS SDK for Python (Boto3).

SDK for Python (Boto3)

response = client.describe_workforce(WorkforceName='string')
print(f'The workforce subdomain is: {response['SubDomain']}')

AWS CLI

$ C:\>  describe-workforce --workforce-name 'string'

Validar su respuesta de autenticación de personal de IdP de OIC

Una vez creado el personal de IdP de OIDC, puede utilizar el procedimiento a continuación para validar
su flujo de trabajo de autenticación mediante cURL. Este procedimiento supone que tiene acceso a un
terminal y que tiene instalado cURL.

Para validar su respuesta de autorización de IdP de OIDC:

1. Obtenga un código de autorización usando un URI configurado de la siguiente manera:

{AUTHORIZE ENDPOINT}?client_id={CLIENT ID}&redirect_uri={REDIRECT
 URI}&scope={SCOPE}&response_type=code

a. Reemplazar{AUTHORIZE ENDPOINT}Con el punto de enlace autorizado para su proveedor de
identidad OIdP.

b. Reemplazar{CLIENT ID}con el ID de cliente de su cliente OAuth.
c. Reemplazar{REDIRECT URI}con la dirección URL del portal de trabajo. Si aún no está presente,

debe agregar/oauth2/idpresponseAl final de la URL.
d. Si tiene un ámbito personalizado, utilícelo para reemplazar{SCOPE}. Si no dispone de un ámbito

personalizado, reemplace{SCOPE}poropenid.

El siguiente es un ejemplo de un URI después de realizar las modificaciones anteriores:

https://example.com/authorize?
client_id=f490a907-9bf1-4471-97aa-6bfd159f81ac&redirect_uri=https%3A%2F%2F
%2Fexample.labeling.sagemaker.aws
%2Foauth2%2Fidpresponse&response_type=code&scope=openid

2. Copie y pegue el URI modificado del paso 1 en su navegador y presione Entrar en el teclado.
3. Autenticarse con su IdP.
4. Copie el parámetro de consulta de código de autenticación en el URI. Este parámetro se encuentra

concode=. El siguiente es un ejemplo de lo que la respuesta podría parecer. En este ejemplo,
copiecode=MCNYDB...y todo a partir de entonces.

https://example.labeling.sagemaker.aws/oauth2/idpresponse?code=MCNYDB....

5. Abra una terminal e ingrese el siguiente comando después de realizar las modificaciones necesarias
que se enumeran a continuación:

$ curl --request POST \
  --url '{TOKEN ENDPOINT}' \
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  --header 'content-type: application/x-www-form-urlencoded' \
  --data grant_type=authorization_code \
  --data 'client_id={CLIENT ID}' \
  --data client_secret={CLIENT SECRET} \
  --data code={CODE} \
  --data 'redirect_uri={REDIRECT URI}'

a. Reemplazar{TOKEN ENDPOINT}Con el punto de enlace de token para su proveedor de identidad
OIdP.

b. Reemplazar{CLIENT ID}con el ID de cliente de su cliente OAuth.
c. Reemplazar{CLIENT SECRET}con el secreto del cliente de su cliente OAuth.
d. Reemplazar{CODE}con el parámetro de consulta de código de autenticación que copió en el paso

4.
e. Reemplazar{REDIRECT URI}con la dirección URL del portal de trabajo.

El siguiente es un ejemplo de la solicitud cURL después de realizar las modificaciones descritas
anteriormente:

$ curl --request POST \
  --url 'https://example.com/token' \
  --header 'content-type: application/x-www-form-urlencoded' \
  --data grant_type=authorization_code \
  --data 'client_id=f490a907-9bf1-4471-97aa-6bfd159f81ac' \
  --data client_secret=client-secret \
  --data code=MCNYDB... \
  --data 'redirect_uri=https://example.labeling.sagemaker.aws/oauth2/idpresponse'

6. Este paso depende del tipo deaccess_tokendevuelve su IdP, un token de acceso a texto sin formato
o un token de acceso JWT.

• Si su IdP no admite tokens de acceso JWT,access_tokenpuede ser texto sin formato (por
ejemplo, un UUID). La respuesta que aparece puede tener parecerse a la siguiente. En este caso,
vaya al paso 7.

{
  "access_token":"179c144b-fccb-4d96-a28f-eea060f39c13",
  "token_type":"Bearer",
  "expires_in":3600,
  "refresh_token":"ef43e52e-9b4f-410c-8d4c-d5c5ee57631a",
  "scope":"openid"
}

• Si su IdP admite tokens de acceso JWT, el paso 5 debería generar un token de acceso en formato
JWT. Por ejemplo, la respuesta puede tener un aspecto similar al siguiente:

{
    "access_token":"eyJh...JV_adQssw5c",
    "refresh_token":"i6mapTIAVSp2oJkgUnCACKKfZxt_H5MBLiqcybBBd04",
    "refresh_token_expires_in":6327,
    "scope":"openid",
    "id_token":"eyJ0eXAiOiJK9...-rDaQzUHl6cQQWNiDpWOl_lxXjQEvQ"
}

Copie el JWT y decodificarlo. Puede usar el script python o un sitio web de terceros
para descodificarlo. Por ejemplo, puede ir al sitio webhttps://jwt.io/y pegue el JWT en el
archivoCodificadopara decodificarlo.

Asegúrese de que la respuesta decodificada contenga lo siguiente:
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• LaObligatorioSageMaker reclama en la tabla que se encuentra enEnviar reclamaciones
obligatorias y opcionales a Ground Truth y Amazon A2I (p. 508). Si no lo hace, debe volver a
configurar su IdP de OIDC para que contenga estas reclamaciones.

• LaEmisorque especificó al configurar el personal de IdP.
7. En una terminal e introduzca el siguiente comando después de realizar las modificaciones necesarias

que se enumeran a continuación:

curl -X POST -H 'Authorization: Bearer {ACCESS TOKEN}' -d '' -k -v {USERINFO ENDPOINT}

a. Reemplazar{USERINFO ENDPOINT}con el endpoint de información del usuario para su IdP de
OIDC.

b. Reemplazar{ACCESS TOKEN}con el token de acceso en la respuesta que recibió en el paso 7.
Esta es la entrada para el"access_token".

El siguiente es un ejemplo de la solicitud cURL después de realizar las modificaciones descritas
anteriormente:

 curl -X POST -H 'Authorization: Bearer eyJ0eX...' -d '' -k -v https://example.com/
userinfo

8. La respuesta al paso final en el procedimiento anterior puede parecer similar al siguiente bloque de
código.

Si el archivo deaccess_tokendevuelto en el paso 6 era texto sin formato, debe verificar que
esta respuesta contiene la información necesaria. En este caso, la respuesta debe contener
laObligatorioSageMaker reclama en la tabla que se encuentra enEnviar reclamaciones obligatorias y
opcionales a Ground Truth y Amazon A2I (p. 508). Por ejemplo, sagemaker-groups, sagamaker-
name.

{
    "sub":"122",
    "exp":"10000",
    "sagemaker-groups":["group1","group2"]
    "sagemaker-name":"name",
    "sagemaker-sub":"122",
    "sagemaker-client_id":"123456"
}

Pasos siguientes

Una vez que haya creado una fuerza de trabajo privada utilizando su IdP y verificado su respuesta de
autenticación de IdP, puede crear equipos de trabajo utilizando sus grupos de IdP. Para obtener más
información, consulte Administrar un personal privado (IdP de OIDC) (p. 514).

Puede restringir el acceso de los trabajadores a las tareas a direcciones IP específicas y actualizar o
eliminar su personal mediante la API de SageMaker. Para obtener más información, consulte Gestionar
personal privado mediante la API de Amazon SageMaker (p. 517).

Administrar un personal privado (IdP de OIDC)
Una vez que haya creado una fuerza de trabajo privada utilizando su proveedor de identidades (IdP) de
OpenID Connect (OIDC), puede administrar a sus trabajadores utilizando su IdP. Por ejemplo, puede
agregar, eliminar y agrupar trabajadores directamente a través del IdP.

Para agregar trabajadores a un trabajo de etiquetado de Amazon SageMaker Ground Truth (Ground Truth)
o a una tarea de revisión humana de Amazon Aumentada AI (Amazon A2I), cree equipos de trabajo con 1
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a 10 grupos de IdP y asigne ese equipo de trabajo al trabajo o tarea. Puede asignar un equipo de trabajo
a un trabajo o tarea especificando ese equipo de trabajo al crear un trabajo de etiquetado (Ground Truth) o
un flujo de trabajo de revisión humana (Amazon A2I).

Sólo puede asignar un equipo a cada trabajo de etiquetado o flujo de trabajo de revisión humana. Puede
utilizar el mismo equipo para crear varios trabajos de etiquetado o tareas de revisión humana. También
puede crear varios equipos de trabajo para trabajar en diferentes trabajos de etiquetado o tareas de
revisión humana.

Prerequisites

Para crear y administrar equipos de trabajo privados utilizando sus grupos de IdP de OIDC, primero debe
crear una fuerza de trabajo usando la operación de API de SageMakerCreateWorkforce. Para obtener
más información, consulte Creación de personal privado (IdP de OIDC) (p. 508).

Añadir equipos de trabajo

Puede usar la consola de SageMaker para crear un equipo de trabajo privado utilizando su plantilla de
IdP de OIDC en laFuerzas de trabajo de etiquetadopágina bajoGround Truth. Si va a crear un trabajo de
etiquetado de Ground Truth, también puede crear un equipo de trabajo privado mientras crea un trabajo de
etiquetado.

Note

Puede crear y gestionar equipos de trabajo para Amazon A2I en el área Ground Truth de la
consola de SageMaker.

También puede usar la API de SageMaker y los SDK específicos del idioma asociados para crear un
equipo de trabajo privado.

Utilice los procedimientos siguientes para aprender a crear un equipo de trabajo privado mediante la
consola y la API de SageMaker.

Para crear un equipo de trabajo privado en la página Etiquetado de fuerzas de trabajo (consola)

1. Vaya al área Ground Truth de la consola de SageMaker:https://console.aws.amazon.com/sagemaker/
groundtruth.

2. SelectFuerzas de trabajo de etiquetado.
3. SelectPrivate.
4. En el navegadorPrivate team, seleccioneCrear equipo privado.
5. En el navegadorDetalles de equipo, introduzca unaNombre de equipo.
6. En el navegadorAñadir trabajadoresEn la sección de, especifique el nombre de un solo grupo de

usuarios. Todos los trabajadores asociados a este grupo en su IdP se agregan a este equipo de
trabajo.

7. Para agregar varios grupos de usuarios, seleccioneAgregar nuevo grupo de usuariose introduzca los
nombres de los grupos de usuarios que desee agregar a este equipo de trabajo. Escriba un grupo de
usuarios por línea.

8. (Opcional) Para los trabajos de etiquetado de Ground Truth, si proporciona un correo electrónico
a los trabajadores de su JWT, Ground Truth notifica a los trabajadores cuando una nueva tarea de
etiquetado está disponible si selecciona un tema de SNS.

9. SelectCrear equipo privado.

Para crear un equipo de trabajo privado mientras se crea un trabajo de etiquetado Ground Truth
(consola)

1. Vaya al área Ground Truth de la consola de SageMaker:https://console.aws.amazon.com/sagemaker/
groundtruth.
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2. SelectTrabajo de etiquetado.
3. Siga las instrucciones enCreación de un trabajo de etiquetado (consola) (p. 362)Para crear un

trabajo de etiquetado. Deténgase cuando llegue alTrabajadoresen la segunda página.
4. SelectPrivatepara su tipo de trabajador.
5. Escriba unNombre de equipo.
6. En el navegadorAñadir trabajadoresEn la sección de, especifique el nombre de un solo grupo de

usuarios enUser groups (Grupos de usuarios). Todos los trabajadores asociados a este grupo en su
IdP se agregan a este equipo de trabajo.

Important

Los nombres de grupo especificados paraUser groups (Grupos de usuarios)debe coincidir
con los nombres de grupo especificados en el IdP de OIDC.

7. Para agregar varios grupos de usuarios, seleccioneAgregar nuevo grupo de usuariose introduzca los
nombres de los grupos de usuarios que desee agregar a este equipo de trabajo. Escriba un grupo de
usuarios por línea.

8. Complete todos los pasos restantes para crear su trabajo de etiquetado.

El equipo privado que cree se utiliza para este trabajo de etiquetado y aparece en la listaFuerzas de
trabajo de etiquetadode la consola de SageMaker.

Para crear un equipo de trabajo privado con la API de SageMaker

Puede crear un equipo de trabajo privado con la operación API de SageMakerCreateWorkteam.

Cuando utilice esta operación, enumere todos los grupos de usuarios que desee incluir en el equipo de
trabajo en el cuadroOidcMemberDefinitionparameter (parámetro)Groups.

Important

Los nombres de grupo especificados paraGroupsdebe coincidir con los nombres de grupo
especificados en el IdP de OIDC.

Por ejemplo, si los nombres de grupo de usuarios songroup1,group2, ygroup3en su IdP de OIDC,
configureOidcMemberDefinitionde la siguiente manera:

 "OidcMemberDefinition": { 
    "Groups": ["group1", "group2", "group3"]
  }

Además, debe asignar un nombre al equipo de trabajo mediante el comandoWorkteamName.

Agregar o quitar grupos de IdP de equipos de trabajo

Después de crear un equipo de trabajo, puede usar la API de SageMaker para administrar ese equipo de
trabajo. UsarUpdateWorkteampara actualizar los grupos de usuarios de IdP incluidos en ese equipo de
trabajo.

• UsarWorkteamNamePara identificar el equipo de trabajo que desee actualizar.
• Cuando utilice esta operación, enumere todos los grupos de usuarios que desee incluir en el equipo

de trabajo en el cuadroOidcMemberDefinitionparameter (parámetro)Groups. Si un grupo de
usuarios está asociado a un equipo de trabajo ynoincluirlo en esta lista, ese grupo de usuarios ya no
está asociado con este equipo de trabajo.

Eliminar un equipo de trabajo

Puede eliminar un equipo de trabajo mediante la consola de SageMaker y la API de SageMaker.
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Para eliminar un equipo de trabajo privado en la consola de SageMaker

1. Vaya al área Ground Truth de la consola de SageMaker:https://console.aws.amazon.com/sagemaker/
groundtruth.

2. SelectFuerzas de trabajo de etiquetado.
3. SelectPrivate.
4. En el navegadorPrivate team, seleccione el equipo de trabajo que desea eliminar.
5. SelectEliminar.

Para eliminar un equipo de trabajo privado (API)

Puede eliminar un equipo de trabajo privado mediante la operación API de SageMakerDeleteWorkteam.

Administración de trabajadores individuales

Cuando crea una fuerza de trabajo utilizando su propio IdP de OIDC, no puede utilizar Ground Truth o
Amazon A2I para gestionar trabajadores individuales.

• Para agregar un trabajador a un equipo de trabajo, agregue ese trabajador a un grupo asociado a ese
equipo de trabajo.

• Para quitar un trabajador de un equipo de trabajo, elimine ese trabajador de todos los grupos de
usuarios asociados a ese equipo de trabajo.

Actualizar, eliminar y describir a su plantilla

Puede actualizar, eliminar y describir su plantilla de IdP de OIDC mediante la API de SageMaker. A
continuación, se muestra una lista de las operaciones de API de que puede utilizar para administrar su
personal. Para obtener más información, incluida la forma en que puede localizar el nombre de su plantilla,
consulteGestionar personal privado mediante la API de Amazon SageMaker (p. 517).

• UpdateWorkforce: es posible que desee actualizar una plantilla creada con su propio IdP de OIDC
para especificar un extremo de autorización, un punto final de token o un emisor diferente. Puede
actualizar cualquier parámetro que se encuentre enOidcConfigusando esta operación.

Sólo puede actualizar su configuración de IdP de OIDC cuando no hay equipos de trabajo asociados con
su plantilla. Para obtener más información sobre cómo eliminar equipos de trabajo, consulteEliminar un
equipo de trabajo (p. 516).

• DeleteWorkforce: utilice esta operación para eliminar la fuerza de trabajo privada. Si tiene algún
equipo de trabajo asociado con su fuerza de trabajo, debe eliminarlos antes de eliminar su fuerza de
trabajo. Para obtener más información, consulte Eliminar un equipo de trabajo (p. 516).

• DescribeWorkforce: utilice esta operación para mostrar información de personal privado, incluido el
nombre del personal, el nombre de recursos de Amazon (ARN) y, si procede, los rangos de direcciones
IP permitidos (CIDR).

Gestionar personal privado mediante la API de Amazon
SageMaker
Puede utilizar las operaciones de la API de Amazon SageMaker para administrar, actualizar y eliminar su
personal privado. Para cada operación de API enlazada en esta página, puede encontrar una lista de los
SDK específicos del idioma admitidos y su documentación en elConsulte tambiénde la documentación de
la API.
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Encuentre el nombre de su personal
Algunas de las operaciones de API relacionadas con la fuerza de trabajo de SageMaker requieren su
nombre de plantilla como entrada. Puede ver sus nombres de personal privado y de proveedor de IdP de
Amazon Cognito u OIDC en unAWSRegión utilizando la herramientaListWorkforcesOperación API en
eseAWSRegión .

Si ha creado su plantilla utilizando su propio IdP de OIDC, puede encontrar su nombre en el área Ground
Truth de la consola de SageMaker.

Para encontrar el nombre del personal en la consola de SageMaker

1. Vaya al área Ground Truth de la consola de SageMaker:https://console.aws.amazon.com/sagemaker/
groundtruth.

2. SelectFuerzas de trabajo de etiquetado.
3. SelectPrivate.
4. En el navegadorResumen de mano de obra privada, localice el ARN de su fuerza de

trabajo. El nombre de su plantilla se encuentra al final de este ARN. Por ejemplo, si el ARN
esarn:aws:sagemaker:us-east-2:111122223333:workforce/example-workforce, el
nombre de la fuerza de trabajo esexample-workforce.

Restringir el acceso del trabajador a las tareas a direcciones IP permitidas
De forma predeterminada, el personal no está restringido a direcciones IP específicas. Puede utilizar el
UpdateWorkforcepara requerir que los trabajadores usen un rango específico de direcciones IP (CIDR)
para acceder a las tareas. Si especifica uno o más CIDR, a los trabajadores que intenten obtener acceso
a tareas mediante cualquier dirección IP fuera de los rangos especificados se les denegará y recibirán un
mensaje de error HTTP 204 Sin contenido en el portal del trabajador. Puede especificar hasta 10 valores
CIDR medianteUpdateWorkforce.

Después de haber restringido su personal a uno o más CIDR, el resultado deUpdateWorkforceenumera
todos los CIDR permitidos. También puede utilizar la DescribeWorkforcepara ver todos los CIDR
permitidos para una fuerza de trabajo.

Actualizar la configuración de personal del proveedor de identidad OIDC
Es posible que desee actualizar una plantilla creada con su propio IdP de OIDC para especificar un
extremo de autorización, un punto final de token o un emisor diferente. Puede actualizar cualquier
parámetro que se encuentre enOidcConfigCon la herramienta UpdateWorkforce.

Important

Sólo puede actualizar su configuración de IdP de OIDC cuando no hay equipos de trabajo
asociados con su plantilla. Puede eliminar un equipo de trabajo privado con laDeleteWorkteam.

Eliminar personal privado
Solo puede tener un personal privado en cadaAWSRegión . Tal vez desee eliminar su personal privado en
unAWSRegión cuando:

• Desea crear personal con un nuevo grupo de usuarios de Amazon Cognito.
• Ya ha creado una plantilla privada con Amazon Cognito y desea crear una plantilla con su propio

proveedor de identidades (IdP) de OpenID Connect (OIDC).

Para eliminar una fuerza de trabajo privada, utilice la herramientaDeleteWorkforceOperación API. Si
tiene algún equipo de trabajo asociado con su fuerza de trabajo, debe eliminarlos antes de eliminarlos.
Puede eliminar un equipo de trabajo privado con laDeleteWorkteam.
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Realizar seguimiento del rendimiento del trabajador
Amazon SageMaker Ground Truth registra eventos del trabajador en Amazon CloudWatch, como, por
ejemplo, cuando un trabajador comienza o envía una tarea. Utilice las métricas de Amazon CloudWatch
para medir y realizar un seguimiento del rendimiento en un equipo o para trabajadores individuales.

Important

El seguimiento de eventos del trabajador no está disponible para los flujos de trabajo de revisión
humana de Amazon Augmented AI.

Habilitar seguimiento
Durante el proceso de configuración de un nuevo equipo de trabajo, se crean los permisos para el registro
de eventos del trabajador en Amazon CloudWatch. Dado que esta característica se agregó en agosto de
2019, es posible que los equipos de trabajo creados antes de esta fecha no dispongan de los permisos
correctos. Si todos sus equipos de trabajo se crearon antes de agosto de 2019, cree un nuevo equipo de
trabajo. No necesita ningún miembro y puede eliminarse después de su creación, pero al crearlo, puede
establecer los permisos y aplicarlos a todos sus equipos de trabajo, independientemente de cuándo se
hayan creado.

Examinar registros
Una vez habilitado el seguimiento, se registrará la actividad de los trabajadores. Abra la consola de
Amazon CloudWatch y elijaRegistrosEn el panel de navegación. Debería ver un grupo de registros
denominado /aws/sagemaker/groundtruth/WorkerActivity.

Cada tarea completada estará representada por una entrada de registro que contiene información sobre el
trabajador, su equipo, el trabajo, cuándo se aceptó la tarea y cuándo se envió.

Example Entrada de registro

{
  "worker_id": "cd449a289e129409",
  "cognito_user_pool_id": "us-east-2_IpicJXXXX",
  "cognito_sub_id": "d6947aeb-0650-447a-ab5d-894db61017fd",
  "task_accepted_time": "Wed Aug 14 16:00:59 UTC 2019",
  "task_submitted_time": "Wed Aug 14 16:01:04 UTC 2019",
  "task_returned_time": "",
  "task_declined_time": "",
  "workteam_arn": "arn:aws:sagemaker:us-east-2:############:workteam/private-crowd/Sample-
labeling-team",
  "labeling_job_arn": "arn:aws:sagemaker:us-east-2:############:labeling-job/metrics-demo",
  "work_requester_account_id": "############",
  "job_reference_code": "############",
  "job_type": "Private",
  "event_type": "TasksSubmitted",
  "event_timestamp": "1565798464"
}

Un punto de datos útil en cada evento es cognito_sub_id. Puede cotejarlo con un empleado individual.

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.
2. En elGround Truthelija, elijaFuerzas de trabajo.
3. Seleccione Private (Privadas).
4. Elija el nombre de un equipo en la sección Private teams (Equipos privados).
5. En la sección Team summary (Resumen del equipo), elija el grupo de usuarios identificado en Amazon

Cognito user group (Grupo de usuarios de Amazon Cognito). Esto le llevará al grupo en la consola de
Amazon Cognito.
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6. La página Group (Grupo) enumera los usuarios del grupo. Elija el enlace de cualquier usuario en la
columna Username (Nombre de usuario) para ver información adicional sobre el usuario, incluido un
sub ID único.

Para obtener información acerca de todos los miembros del equipo, utilice laListUsersacción (Ejemplos de)
en la API de Amazon Cognito.

Usar métricas de registro

Si no desea escribir sus propios scripts para procesar y visualizar la información de registro sin procesar,
las métricas de Amazon CloudWatch le proporcionan información sobre la actividad del trabajador.

Para ver las métricas de

1. Abra la consola de CloudWatch en https://console.aws.amazon.com/cloudwatch/.
2. En el panel de navegación, seleccione Metrics (Métricas).
3. Elija el iconoAWS/SageMaker/Workteamy, a continuación, explore elMétricas disponibles (p. 2661).

Por ejemplo, al seleccionar la opciónEquipo de trabajoyFuerza de trabajole permite calcular el tiempo
medio por tarea enviada para un trabajo de etiquetado específico.

Para obtener más información, consulte Uso de métricas de Amazon CloudWatch.

Crear y administrar temas de Amazon SNS para sus equipos de
trabajo
Utilice los procedimientos de este tema cuando desee:

• Cree un tema al que desee que se suscriba un equipo de trabajo existente.
• Cree un tema antes de crear un equipo de trabajo.
• Cree o modifique el equipo de trabajo con una llamada a la API y especifique el nombre de recurso de

Amazon (ARN) de un tema.

Si crea un equipo de trabajo mediante la consola, la consola proporciona una opción para crear un nuevo
tema para el equipo, de modo que no tenga que realizar estos pasos.

Important

Amazon A2I no admite la función Amazon SNS. Si suscribe a su equipo de trabajo a un tema de
Amazon SNS, los trabajadores solo recibirán notificaciones sobre los trabajos de etiquetado de
Ground Truth. Los trabajadores no recibirán notificaciones sobre las nuevas tareas de revisión
humana de Amazon A2I.

Crear el tema de Amazon SNS

Los pasos para crear temas de Amazon SNS para notificaciones de equipo de trabajo son similares a los
pasos deIntroducciónen laGuía para desarrolladores de Amazon SNSCon una diferencia significativa: debe
agregar una política de acceso para que Amazon SageMaker pueda publicar mensajes en el tema en su
nombre.

Para agregar la política al crear el tema

1. Abra la consola de Amazon SNS en https://console.aws.amazon.com/sns/v3/home.
2. En Create topic (Crear tema), escriba el nombre de su tema y, a continuación, elija Next steps (Pasos

siguientes).
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3. En Access policy (Política de acceso), elija Advanced (Avanzada).
4. En el JSON editor (Editor de JSON), busque la propiedad Resource, que muestra el ARN del tema.
5. Copie el valor de ARN de Resource.
6. Antes del corchete de cierre final (]), agregue la siguiente política.

    , {
      "Sid": "AwsSagemaker_SnsAccessPolicy",
      "Effect": "Allow",
      "Principal": {
        "Service": "sagemaker.amazonaws.com"
      },
      "Action": "sns:Publish",
      "Resource": "ARN of the topic you copied in the previous step"
    }

7. Creación del tema de .

Después de crear el tema, aparecerá en la pantalla de resumen de Topics (Temas). Para obtener más
información acerca de cómo crear temas de, consulteCreación de un temaen laGuía para desarrolladores
de Amazon SNS.

Administración de las suscripciones de los empleados

Si suscribe un equipo de trabajo a un tema después de haber creado el equipo de trabajo, los miembros
individuales del equipo de trabajo que se agregaron al equipo cuando se creó el equipo de trabajo no se
han suscrito automáticamente al tema. Para obtener información sobre cómo suscribir las direcciones de
correo electrónico de los empleados al tema, consulteSuscripción de un punto de enlace a un tema de
Amazon SNSen laGuía para desarrolladores de Amazon SNS.

La única situación en la que los empleados se suscriben automáticamente al tema es al crear o importar
un grupo de usuarios de Amazon Cognito en el momento en que se crea un equipo de trabajoyconfigura la
suscripción al tema al crear ese equipo de trabajo. Para obtener más información acerca de cómo crear y
administrar sus equipos de trabajo con Amazon Cognito, consulteCreación de equipos de trabajo (consola
de Amazon Cognito) (p. 506).

Referencia de Crowd HTML Elements
Crowd HTML Elements son componentes web, un estándar web que resume marcas HTML, CSS y
funcionalidad JavaScript en una etiqueta o conjunto de etiquetas HTML. Amazon SageMaker proporciona a
los clientes la posibilidad de diseñar sus propias plantillas de tarea personalizadas en HTML.

Como punto de partida, puede usar una plantilla creada con Crowd HTML Elements de uno de los
siguientes repositorios de GitHub:

• IU de tareas de ejemplo para Amazon SageMaker Ground Truth
• Más de 60 IU de tareas de ejemplo para Amazon Augmented AI (A2I)

Estos repositorios incluyen plantillas diseñadas para audio, imagen, texto, vídeo y otros tipos de tareas de
anotación y etiquetado de datos.

Para obtener más información acerca de cómo implementar plantillas personalizadas en Amazon
SageMaker Ground Truth, consulteCreación de flujos de trabajo de etiquetado personalizados (p. 325).
Para obtener más información sobre las plantillas personalizadas en la Augmented AI de Amazon,
consulteCrear plantillas de tarea de trabajador personalizadas (p. 2491).
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Elementos HTML de SageMaker
A continuación se muestra una lista de los Crowd HTML Elements que facilitan la creación de una plantilla
personalizada y proporcionan una interfaz de usuario familiar para los empleados. Estos elementos son
compatibles con Ground Truth, Augmented AI y Mechanical Turk.

Temas
• crowd-alert (p. 522)
• crowd-badge (p. 524)
• crowd-button (p. 525)
• crowd-bounding-box (p. 527)
• crowd-card (p. 531)
• crowd-checkbox (p. 533)
• crowd-classifier (p. 535)
• crowd-classifier-multi-select (p. 537)
• crowd-entity-annotation (p. 539)
• crowd-fab (p. 543)
• crowd-form (p. 544)
• crowd-icon-button (p. 545)
• crowd-image-classifier (p. 547)
• crowd-image-classifier-multi-select (p. 550)
• crowd-input (p. 552)
• crowd-instance-segmentation (p. 555)
• crowd-instructions (p. 558)
• crowd-keypoint (p. 560)
• crowd-line (p. 564)
• crowd-modal (p. 567)
• crowd-polygon (p. 568)
• crowd-polilínea (p. 573)
• crowd-radio-button (p. 577)
• crowd-radio-group (p. 579)
• crowd-semantic-segmentation (p. 581)
• crowd-slider (p. 584)
• crowd-tab (p. 586)
• crowd-tabs (p. 588)
• crowd-text-area (p. 590)
• crowd-toast (p. 592)
• crowd-toggle-button (p. 593)

crowd-alert
Mensaje que alerta al empleado sobre una situación actual.

Vea un ejemplo interactivo de una plantilla HTML que utiliza este elemento HTML de multitud enCodePen.
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A continuación se muestra un ejemplo de una plantilla Liquid que utiliza el elemento <crowd-alert>.
Copie el siguiente código y guárdelo en un archivo con la extensión.html. Abra el archivo en cualquier
navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form>
  <div id="errorBox"></div>
   
  <crowd-keypoint
    src="{{ task.input.taskObject | grant_read_access }}"
    labels="['Item A', 'Item B', 'Item C']"        
    header="Please locate the centers of each item."
    name="annotatedResult">
    <short-instructions>
      Describe your task briefly here and give examples
    </short-instructions>
    <full-instructions>
      Give additional instructions and good/bad examples here
    </full-instructions>   
  </crowd-keypoint>
</crowd-form>

<script>
  var num_obj = 1;

  document.querySelector('crowd-form').onsubmit = function(e) {
    const keypoints = document.querySelector('crowd-keypoint').value.keypoints ||
 document.querySelector('crowd-keypoint')._submittableValue.keypoints;
    const labels = keypoints.map(function(p) {
      return p.label;
    });

    // 1. Make sure total number of keypoints is correct.
    var original_num_labels = document.getElementsByTagName("crowd-keypoint")
[0].getAttribute("labels");

    original_num_labels = original_num_labels.substring(2, original_num_labels.length -
 2).split("\",\"");
    var goalNumKeypoints = num_obj*original_num_labels.length;
    if (keypoints.length != goalNumKeypoints) {
      e.preventDefault();
      errorBox.innerHTML = '<crowd-alert type="error" dismissible>You must add all keypoint
 annotations and use each label only once.</crowd-alert>';
      errorBox.scrollIntoView();
      return;
    }

    // 2. Make sure all labels are unique.
    labelCounts = {};
    for (var i = 0; i < labels.length; i++) {
      if (!labelCounts[labels[i]]) {
        labelCounts[labels[i]] = 0;
      }
      labelCounts[labels[i]]++;
    }
    const goalNumSingleLabel = num_obj;

    const numLabels = Object.keys(labelCounts).length;

    Object.entries(labelCounts).forEach(entry => {
      if (entry[1] != goalNumSingleLabel) {
        e.preventDefault();
        errorBox.innerHTML = '<crowd-alert type="error" dismissible>You must use each label
 only once.</crowd-alert>';
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        errorBox.scrollIntoView();
      }
    })
  };
</script>

Attributes

Los siguientes atributos son compatibles con este elemento.

dismissible

Conmutador booleano que, si está presente, permite que el empleado cierre el mensaje.

type

Cadena que especifica el tipo de mensaje que se va a mostrar. Los posibles valores son "info" (valor
predeterminado), "success", "error" y "warning".

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form (p. 544)
• Elementos secundarios: ninguno

Véase también

Para obtener más información, consulte los siguientes temas.

• Utilice Amazon SageMaker Ground Truth para etiquetar datos. (p. 179)
• Referencia de Crowd HTML Elements (p. 521)

crowd-badge
Icono que flota por la esquina superior derecha de otro elemento al que está asociado.

Vea un ejemplo interactivo de una plantilla HTML que utiliza este elemento HTML de multitud enCodePen.

A continuación se muestra un ejemplo de una plantilla que utiliza el elemento <crowd-badge>. Copie el
siguiente código y guárdelo en un archivo con la extensión.html. Abra el archivo en cualquier navegador
para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form>
  <crowd-image-classifier
    name="crowd-image-classifier"
    src="https://unsplash.com/photos/NLUkAA-nDdE"
    header="Choose the correct category for this image."
    categories="['Person', 'Umbrella', 'Chair', 'Dolphin']"
  >
    <full-instructions header="Classification Instructions">
      <p>Read the task carefully and inspect the image.</p>
      <p>Choose the appropriate label that best suits the image.</p>
    </full-instructions>
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    <short-instructions id="short-instructions">
      <p>Read the task carefully and inspect the image.</p>
      <p>Choose the appropriate label that best suits the image.</p>
      <crowd-badge icon="star" for="short-instructions"/>
    </short-instructions>
  </crowd-image-classifier>
</crowd-form>

Attributes

Los siguientes atributos son compatibles con este elemento.

for

Cadena que especifica el ID del elemento al que está asociado la tarjeta de identificación.

icon

Cadena que especifica el icono que se va a mostrar en la tarjeta de identificación. La cadena tiene que
ser el nombre de un icono del conjunto de iron-icons de código abierto que está cargado previamente o la
dirección URL de un icono personalizado.

Este atributo anula el atributo label.

A continuación se muestra un ejemplo de la sintaxis que puede utilizar para agregar un iron-icon a un
elemento HTML <crowd-badge>. Reemplace icon-name con el nombre del icono que le gustaría utilizar
de este conjunto de iconos.

<crowd-badge icon="icon-name" for="short-instructions"/>

label

El texto que se muestra en la tarjeta de identificación. Se recomienda usar tres o menos caracteres porque
un texto demasiado grande desbordaría el área de la tarjeta de identificación. Se puede mostrar un icono
en lugar de texto estableciendo el atributo icon.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form (p. 544)
• Elementos secundarios: ninguno

Véase también

Para obtener más información, consulte los siguientes temas.

• Utilice Amazon SageMaker Ground Truth para etiquetar datos. (p. 179)
• Referencia de Crowd HTML Elements (p. 521)

crowd-button
Botón con estilo aplicado que representa alguna acción.

Vea un ejemplo interactivo de una plantilla HTML que utiliza este elemento HTML de multitud enCodePen.
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A continuación se muestra un ejemplo de una plantilla que utiliza el elemento <crowd-button>. Copie el
siguiente código y guárdelo en un archivo con la extensión.html. Abra el archivo en cualquier navegador
para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form>
  <crowd-image-classifier
    name="crowd-image-classifier"
    src="https://unsplash.com/photos/NLUkAA-nDdE"
    header="Please select the correct category for this image"
    categories="['Person', 'Umbrella', 'Chair', 'Dolphin']"
  >
    <full-instructions header="Classification Instructions">
      <p>Read the task carefully and inspect the image.</p>
      <p>Choose the appropriate label that best suits the image.</p>
    </full-instructions>
    <short-instructions>
      <p>Read the task carefully and inspect the image.</p>
      <p>Choose the appropriate label that best suits the image.</p>
      <crowd-button>
        <iron-icon icon="question-answer"/>
      </crowd-button>
    </short-instructions>
  </crowd-image-classifier>
</crowd-form>

Attributes

Los siguientes atributos son compatibles con este elemento.

disabled

Conmutador booleano que, si está presente, muestra el botón como deshabilitado y evita que se hagan
clics.

form-action

Conmutador que envía su elemento crowd-form (p. 544) principal si se establece en "submit", o
restablece su elemento <crowd-form> principal si se establece en "reset".

href

Dirección URL de un recurso online. Utilice esta propiedad si necesita un enlace presentado como un
botón.

icon

Cadena que especifica el icono que se va a mostrar al lado del texto del botón. La cadena debe ser el
nombre de un icono del conjunto de iron-icons de código abierto, que está precargado. Por ejemplo, para
insertar el iron-icon search, utilice los siguiente:

<crowd-button>
    <iron-icon icon="search"/>
</crowd-button>

El icono se coloca a la izquierda o la derecha del texto, según lo que especifique el atributo icon-align.

Para usar un icono personalizado, consulte icon-url.
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icon-align

La posición (izquierda o derecha) del icono en relación con el texto del botón. El valor predeterminado es
"left".

icon-url

Dirección URL a una imagen personalizada para el icono. Se puede utilizar una imagen personalizada en
lugar de un icono estándar que se especifica con el atributo icon.

loading

Conmutador booleano que, si está presente, muestra el botón como si estuviera en estado de carga. Este
atributo tiene prioridad sobre el atributo disabled si ambos atributos están presentes.

target

Cuando se utiliza el atributo href para que el botón actúe como hipervínculo a una dirección URL
específica, el atributo target está dirigido de forma opcional a un fotograma o una ventana donde la
dirección URL vinculada debe cargarse.

variant

El estilo general del botón. Utilice "primary" para botones principales, "normal" para botones secundarios,
"link" para botones terciarios o "icon" para mostrar solo el icono sin texto.

Jerarquía de elementos
Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form (p. 544)
• Elementos secundarios: ninguno

Véase también
Para obtener más información, consulte los siguientes temas.

• Utilice Amazon SageMaker Ground Truth para etiquetar datos. (p. 179)
• Referencia de Crowd HTML Elements (p. 521)

crowd-bounding-box
Un widget utilizado para dibujar rectángulos en una imagen y asignar una etiqueta a la parte de la imagen
que está en cada rectángulo.

Vea un ejemplo interactivo de una plantilla HTML que utiliza este elemento HTML de multitud enCodePen.

A continuación se muestra un ejemplo de una plantilla Liquid que utiliza el elemento <crowd-bounding-
box>. Copie el siguiente código y guárdelo en un archivo con la extensión.html. Abra el archivo en
cualquier navegador para obtener una vista previa e interactuar con esta plantilla. Para obtener más
ejemplos, consulte este repositorio de GitHub.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form>
  <crowd-bounding-box
    name="annotatedResult"
    src="{{ task.input.taskObject | grant_read_access }}"
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    header="Draw bounding boxes around all the cats and dogs in this image"
    labels="['Cat', 'Dog']"
  >
    <full-instructions header="Bounding Box Instructions" >
      <p>Use the bounding box tool to draw boxes around the requested target of interest:</
p>
      <ol>
        <li>Draw a rectangle using your mouse over each instance of the target.</li>
        <li>Make sure the box does not cut into the target, leave a 2 - 3 pixel margin</li>
        <li>
          When targets are overlapping, draw a box around each object,
          include all contiguous parts of the target in the box.
          Do not include parts that are completely overlapped by another object.
        </li>
        <li>
          Do not include parts of the target that cannot be seen,
          even though you think you can interpolate the whole shape of the target.
        </li>
        <li>Avoid shadows, they're not considered as a part of the target.</li>
        <li>If the target goes off the screen, label up to the edge of the image.</li>
      </ol>
    </full-instructions>

    <short-instructions>
      Draw boxes around the requested target of interest.
    </short-instructions>
  </crowd-bounding-box>
</crowd-form>  

Attributes
Los siguientes atributos son compatibles con este elemento.

header

El texto que se muestra por encima de la imagen. Por lo general, es una pregunta o instrucciones sencillas
para el empleado.

initial-value

Matriz de objetos JSON, cada uno de los cuales establece un cuadro delimitador cuando se
carga el componente. Cada objeto JSON de la matriz contiene las propiedades siguientes. Los
cuadros delimitadores establecidos a través de la propiedad initial-value se pueden ajustar
y se puede comprobar si la respuesta del trabajo se ajustó o no a través de un valor booleano
initialValueModified en la salida de la respuesta del trabajador.

• height: la altura del cuadro en píxeles.
• label— El texto asignado al cuadro como parte de la tarea de etiquetado. Este texto debe coincidir con

una de las etiquetas definidas en el atributo labels del elemento <crowd-bounding-box>.
• izquierdaDistancia de la esquina superior izquierda del cuadro desde el lado izquierdo de la imagen,

medida en píxeles.
• topDistancia de la esquina superior izquierda del cuadro desde la parte superior izquierda de la imagen,

medida en píxeles.
• width: el ancho del cuadro en píxeles.

Puede extraer el valor inicial del cuadro delimitador de un archivo de manifiesto de un trabajo anterior en
una plantilla personalizada utilizando el lenguaje de plantillas Liquid:

initial-value="[
  {% for box in task.input.manifestLine.label-attribute-name-from-prior-job.annotations
 %}
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    {% capture class_id %}{{ box.class_id }}{% endcapture %}
    {% assign label = task.input.manifestLine.label-attribute-name-from-prior-job-
metadata.class-map[class_id] %}
    {
      label: {{label | to_json}},
      left: {{box.left}},
      top: {{box.top}},
      width: {{box.width}},
      height: {{box.height}},
    },
  {% endfor %}
 ]"

labels

Una matriz de cadenas con formato JSON, cada una de las cuales es una etiqueta que un empleado
puede asignar a la parte de la imagen delimitada por un rectángulo. Límite: 10 etiquetas.

name

El nombre del widget. Se usa como clave para la entrada del widget en la salida del formulario.

src

La dirección URL de la imagen en la que se dibujan los cuadros delimitadores.

Jerarquía de elementos
Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form (p. 544)
• Elementos secundarios: full-instructions (p. 529), short-instructions (p. 529)

Regions
Este elemento necesita las regiones siguientes.

full-instructions

Instrucciones generales sobre cómo dibujar cuadros delimitadores.

short-instructions

Instrucciones importantes específicas de la tarea que se muestran en un lugar destacado.

Output
La siguiente salida es compatible con este elemento.

boundingBoxes

Matriz de objetos JSON, cada una de las cuales especifica un cuadro delimitador que el empleado ha
creado. Cada objeto JSON de la matriz contiene las propiedades siguientes.

• height: la altura del cuadro en píxeles.
• label— El texto asignado al cuadro como parte de la tarea de etiquetado. Este texto debe coincidir con

una de las etiquetas definidas en el atributo labels del elemento <crowd-bounding-box>.
• izquierdaDistancia de la esquina superior izquierda del cuadro desde el lado izquierdo de la imagen,

medida en píxeles.
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• topDistancia de la esquina superior izquierda del cuadro desde la parte superior izquierda de la imagen,
medida en píxeles.

• width: el ancho del cuadro en píxeles.

inputImageProperties

Objeto JSON que especifica las dimensiones de la imagen que el empleado está comentando. Este objeto
contiene las siguientes propiedades.

• height— Altura, en píxeles, de la imagen.
• width— El ancho, en píxeles, de la imagen.

Example : salidas de ejemplo de los elementos

A continuación, se muestran ejemplos de salidas de escenarios de uso habituales para este elemento.

Etiqueta única, cuadro único/Varias etiquetas, cuadro único

[
  {
    "annotatedResult": {
      "boundingBoxes": [
        {
          "height": 401,
          "label": "Dog",
          "left": 243,
          "top": 117,
          "width": 187
        }
      ],
      "inputImageProperties": {
        "height": 533,
        "width": 800
      }
    }
  }
]

Etiqueta única, varios cuadros

[
  {
    "annotatedResult": {
      "boundingBoxes": [
        {
          "height": 401,
          "label": "Dog",
          "left": 243,
          "top": 117,
          "width": 187
        },
        {
          "height": 283,
          "label": "Dog",
          "left": 684,
          "top": 120,
          "width": 116
        }
      ],
      "inputImageProperties": {
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        "height": 533,
        "width": 800
      }
    }
  }
]

Varias etiquetas, varios cuadros

[
  {
    "annotatedResult": {
      "boundingBoxes": [
        {
          "height": 395,
          "label": "Dog",
          "left": 241,
          "top": 125,
          "width": 158
        },
        {
          "height": 298,
          "label": "Cat",
          "left": 699,
          "top": 116,
          "width": 101
        }
      ],
      "inputImageProperties": {
        "height": 533,
        "width": 800
      }
    }
  }
]

Puede tener disponibles numerosas etiquetas, pero solo se muestran en la salida las que se usan.

Véase también
Para obtener más información, consulte los siguientes temas.

• Utilice Amazon SageMaker Ground Truth para etiquetar datos. (p. 179)
• Referencia de Crowd HTML Elements (p. 521)

crowd-card
Cuadro con aspecto elevados para mostrar información.

Vea un ejemplo interactivo de una plantilla HTML que utiliza este elemento HTML de multitud enCodePen.

A continuación se muestra un ejemplo de una plantilla diseñada para tareas de análisis de opiniones
que utiliza el elemento <crowd-card>. Copie el siguiente código y guárdelo en un archivo con la
extensión.html. Abra el archivo en cualquier navegador para obtener una vista previa e interactuar con
esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<style>
  h3 {
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    margin-top: 0;
  }
  
  crowd-card {
    width: 100%;
  }
  
  .card {
    margin: 10px;
  }
  
  .left {
    width: 70%;
    margin-right: 10px;
    display: inline-block;
    height: 200px;
  }
  
  .right {
    width: 20%;
    height: 200px;
    display: inline-block;
  }
</style>

<crowd-form>
  <short-instructions>
    Your short instructions here.
  </short-instructions>
  
  <full-instructions>
    Your full instructions here.
  </full-instructions>
  
  <div class="left">
    <h3>What sentiment does this text convey?</h3>
    <crowd-card>
      <div class="card">
        Nothing is great.
      </div>
    </crowd-card>
  </div>
  
  <div class="right">
    <h3>Select an option</h3>
    
    <select name="sentiment1" style="font-size: large" required>
      <option value="">(Please select)</option>
      <option>Negative</option>
      <option>Neutral</option>
      <option>Positive</option>
      <option>Text is empty</option>
    </select>
  </div>
  
  <div class="left">
    <h3>What sentiment does this text convey?</h3>
    <crowd-card>
      <div class="card">
        Everything is great!
      </div>
    </crowd-card>
  </div>
  
  <div class="right">
    <h3>Select an option</h3>
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    <select name="sentiment2" style="font-size: large" required>
      <option value="">(Please select)</option>
      <option>Negative</option>
      <option>Neutral</option>
      <option>Positive</option>
      <option>Text is empty</option>
    </select>
  </div>
</crowd-form>

Attributes
Los siguientes atributos son compatibles con este elemento.

heading

El texto que se muestra en la parte superior del cuadro.

image

Dirección URL de una imagen que se mostrará en el cuadro.

Jerarquía de elementos
Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form (p. 544)
• Elementos secundarios: ninguno

Véase también
Para obtener más información, consulte los siguientes temas.

• Utilice Amazon SageMaker Ground Truth para etiquetar datos. (p. 179)
• Referencia de Crowd HTML Elements (p. 521)

crowd-checkbox
Componente de la interfaz de usuario que puede activarse o no y que permite al usuario seleccionar varias
opciones de un conjunto.

Vea un ejemplo interactivo de una plantilla HTML que utiliza este elemento HTML de multitud enCodePen.

A continuación se muestra un ejemplo de una plantilla Liquid que utiliza el elemento <crowd-checkbox>.
Copie el siguiente código y guárdelo en un archivo con la extensión.html. Abra el archivo en cualquier
navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form>
  
  <p>Find the official website for: <strong>{{ task.input.company }}</strong></p>
  <p>Do not give Yelp pages, LinkedIn pages, etc.</p>
  <p>Include the http:// prefix from the website</p>
  <crowd-input name="website" placeholder="http://example.com"></crowd-input>

  <crowd-checkbox name="website-found">Website Found</crowd-checkbox>
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</crowd-form>

Attributes
Los siguientes atributos son compatibles con este elemento.

checked

Conmutador booleano que, si está presente, muestra activada la casilla de verificación.

A continuación se muestra un ejemplo de la sintaxis utilizada para marcar una casilla de verificación de
forma predeterminada.

  <crowd-checkbox name="checkedBox" value="checked" checked>This box is checked</crowd-
checkbox>

disabled

Conmutador booleano que, si está presente, muestra deshabilitada la casilla de verificación e impide que
se active.

A continuación se muestra un ejemplo de la sintaxis utilizada para deshabilitar una casilla de verificación.

  <crowd-checkbox name="disabledCheckBox" value="Disabled" disabled>Cannot be selected</
crowd-checkbox>

name

Cadena que se utiliza para identificar la respuesta enviada por el empleado. Este valor coincidirá con una
clave del objeto JSON que especifica la respuesta.

required

Conmutador booleano que, si está presente, requiere que el empleado proporcione información.

A continuación se muestra un ejemplo de la sintaxis utilizada para requerir que se seleccione una casilla de
verificación.

  <crowd-checkbox name="work_verified" required>Instructions were clear</crowd-checkbox>

value

Cadena que se utiliza como nombre del estado de la casilla de verificación en la salida. Toma "on" como
valor predeterminado si no se especifica.

Jerarquía de elementos
Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form (p. 544)
• Elementos secundarios: ninguno

Output
Proporciona un objeto JSON. La cadena name es el nombre del objeto y la cadena value es el nombre de
la propiedad de un valor booleano basado en el estado de la casilla de verificación; true si está activado,
false en caso contrario.
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Example : salidas de ejemplo de los elementos

Uso de la mismanameValor de varios cuadros.

<!-- INPUT -->  
<div><crowd-checkbox name="image_attributes" value="blurry"> Blurry </crowd-checkbox></div>
<div><crowd-checkbox name="image_attributes" value="dim"> Too Dim </crowd-checkbox></div>
<div><crowd-checkbox name="image_attributes" value="exposed"> Too Bright </crowd-
checkbox></div>

//Output with "blurry" and "dim" checked
[
  {
    "image_attributes": {
      "blurry": true,
      "dim": true,
      "exposed": false
    }
  }
]

Tenga en cuenta que los valores de los tres colores son propiedades de un único objeto.

Uso de diferentesnameLos valores de cada caja.

<!-- INPUT -->
<div><crowd-checkbox name="Stop" value="Red"> Red </crowd-checkbox></div>
<div><crowd-checkbox name="Slow" value="Yellow"> Yellow </crowd-checkbox></div>
<div><crowd-checkbox name="Go" value="Green"> Green </crowd-checkbox></div>

//Output with "Red" checked
[
  {
    "Go": {
      "Green": false
    },
    "Slow": {
      "Yellow": false
    },
    "Stop": {
      "Red": true
    }
  }
]

Véase también

Para obtener más información, consulte los siguientes temas.

• Utilice Amazon SageMaker Ground Truth para etiquetar datos. (p. 179)
• Referencia de Crowd HTML Elements (p. 521)

crowd-classifier
Widget que se utiliza para clasificar contenido sin imagen, como, por ejemplo, audio, vídeo o texto.

Vea un ejemplo interactivo de una plantilla HTML que utiliza este elemento HTML de multitud enCodePen.
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A continuación se muestra un ejemplo de una plantilla de tarea de trabajador HTML creada mediante
crowd-classifier. En este ejemplo se utiliza el lenguaje de plantilla Liquid para automatizar:

• Categorías de etiquetas en el parámetro categories
• Los objetos que se están clasificando en el parámetro classification-target.

Copie el siguiente código y guárdelo en un archivo con la extensión.html. Abra el archivo en cualquier
navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form>
    <crowd-classifier
      name="category"
      categories="{{ task.input.labels | to_json | escape }}"
      header="What type of a document is this?"
    >
      <classification-target>
        <iframe style="width: 100%; height: 600px;" src="{{ task.input.taskObject  |
 grant_read_access }}" type="application/pdf"></iframe>
      </classification-target>
      
      <full-instructions header="Document Classification Instructions">
        <p>Read the task carefully and inspect the document.</p>
        <p>Choose the appropriate label that best suits the document.</p>
      </full-instructions>

      <short-instructions>
        Please choose the correct category for the document
      </short-instructions>
    </crowd-classifier>
</crowd-form>

Attributes

Los siguientes atributos son compatibles con este elemento.

categories

Matriz de cadenas con formato JSON, cada una de las cuales es una categoría que un empleado puede
asignar al texto. Debe incluir "otros" como categoría, si no es así, es posible que el empleado puede dar
una respuesta.

header

El texto que se muestra por encima de la imagen. Por lo general, es una pregunta o instrucciones sencillas
para el empleado.

name

El nombre del widget. Se usa como clave para la entrada del widget en la salida del formulario.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form (p. 544)
• Elementos secundarios: classification-target (p. 537), full-instructions (p. 537) y short-

instructions (p. 537)
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Regions
Las regiones siguientes son compatibles con este elemento.

classification-target

El contenido que el empleado debe clasificar. Puede tratarse de texto sin formato o HTML. Por ejemplo,
el HTML se puede utilizar, sin limitarse a ello, para integrar un vídeo o un reproductor de audio, un PDF o
realizar una comparación de dos o más imágenes.

full-instructions

Instrucciones generales sobre cómo clasificar texto.

short-instructions

Instrucciones importantes específicas de la tarea que se muestran en un lugar destacado.

Output
El resultado de este elemento es un objeto que usa el valor name especificado como nombre de propiedad
y una cadena de categories como valor de la propiedad.

Example : salidas de ejemplo de los elementos

A continuación se muestra un ejemplo de resultado para este elemento.

[
  {
    "<name>": {
      "label": "<value>"
    }
  }
]

Véase también
Para obtener más información, consulte los siguientes temas.

• Utilice Amazon SageMaker Ground Truth para etiquetar datos. (p. 179)
• Referencia de Crowd HTML Elements (p. 521)

crowd-classifier-multi-select
Widget que se utiliza para clasificar varias formas de contenido, como, por ejemplo, audio, vídeo o texto,
en una o varias categorías. El contenido que se va a clasificar se conoce como un objeto.

Vea un ejemplo interactivo de una plantilla HTML que utiliza este elemento HTML de multitud enCodePen.

A continuación se muestra un ejemplo de una plantilla de tarea de trabajador HTML creada con este
elemento. Copie el siguiente código y guárdelo en un archivo con la extensión.html. Abra el archivo en
cualquier navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form>
    <crowd-classifier-multi-select
      name="category"
      categories="['Positive', 'Negative', 'Neutral']"
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      header="Select the relevant categories"
      exclusion-category="{ text: 'None of the above' }"
    >
      <classification-target>
        {{ task.input.taskObject }}
      </classification-target>
      
      <full-instructions header="Text Categorization Instructions">
        <p><strong>Positive</strong> sentiment include: joy, excitement, delight</p>
        <p><strong>Negative</strong> sentiment include: anger, sarcasm, anxiety</p>
        <p><strong>Neutral</strong>: neither positive or negative, such as stating a fact</
p>
        <p><strong>N/A</strong>: when the text cannot be understood</p>
        <p>When the sentiment is mixed, such as both joy and sadness, choose both labels.</
p>
      </full-instructions>

      <short-instructions>
       Choose all categories that are expressed by the text. 
      </short-instructions>
    </crowd-classifier-multi-select>
</crowd-form>

Attributes
Los siguientes atributos son compatibles con el elemento crowd-classifier-multi-select. Cada
atributo acepta uno o varios valores de cadena.

categories

Obligatorio. Matriz de cadenas con formato JSON, cada una de las cuales es una categoría que un
empleado puede asignar al objeto.

header

Obligatorio. El texto que se muestra por encima de la imagen. Por lo general, es una pregunta o
instrucciones sencillas para trabajadores.

name

Obligatorio. El nombre del widget. En la salida del formulario, se usa el nombre como clave para la entrada
del widget.

exclusion-category

Opcional. Una cadena con formato JSON con el siguiente formato: "{ text: 'default-value' }".
Este atributo establece un valor predeterminado que los trabajadores pueden seleccionar si no hay
ninguna de las etiquetas que se pueda aplicar al objeto mostrado en la interfaz de usuario del trabajador.

Jerarquía de elementos
Este elemento tiene los siguientes elementos principales y secundarios:

• Elementos principales: crowd-form (p. 544)
• Elementos secundarios: classification-target (p. 537), full-instructions (p. 537) y short-

instructions (p. 537)

Regions
Este elemento utiliza las siguientes regiones.
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classification-target

El contenido que el empleado debe clasificar. El contenido puede ser texto sin formato o un objeto que
especifique en la plantilla mediante HTML. Por ejemplo, puede utilizar elementos HTML para incluir un
reproductor de vídeo o audio, incrustar un archivo PDF o incluir una comparación de dos o más imágenes.

full-instructions

Instrucciones generales sobre cómo clasificar el texto.

short-instructions

Instrucciones importantes específicas para tareas. Estas instrucciones se muestran de forma destacada.

Output

El resultado de este elemento es un objeto que usa el valor name especificado como nombre de propiedad
y una cadena de categories como valor de la propiedad.

Example : salidas de ejemplo de los elementos

A continuación se muestra un ejemplo de resultado para este elemento.

[
  {
    "<name>": {
        labels: ["label_a", "label_b"]
    }
  }
]

Véase también

Para obtener más información, consulte los siguientes temas:

• Clasificación de texto (etiquetas múltiples) (p. 211)
• Utilice Amazon SageMaker Ground Truth para etiquetar datos. (p. 179)
• Referencia de Crowd HTML Elements (p. 521)

crowd-entity-annotation
Un widget para etiquetar palabras, frases y cadenas de caracteres dentro de un texto más grande. Los
empleados seleccionan una etiqueta y resaltan el texto al que se aplica la etiqueta.

Importante: Widget autónomo

No utilice el elemento <crowd-entity-annotation> con el elemento <crowd-form>.
Contiene su propia lógica para enviar formularios y un botón Submit (Enviar).

Vea un ejemplo interactivo de una plantilla HTML que utiliza este elemento HTML de multitud enCodePen.

A continuación se muestra un ejemplo de una plantilla que utiliza el elemento <crowd-entity-
annotation>. Copie el siguiente código y guárdelo en un archivo con la extensión.html. Abra el archivo
en cualquier navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
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<crowd-entity-annotation
  name="crowd-entity-annotation"
  header="Highlight parts of the text below"
  labels="[{'label': 'person', 'shortDisplayName': 'per', 'fullDisplayName': 'Person'},
 {'label': 'date', 'shortDisplayName': 'dat', 'fullDisplayName': 'Date'}, {'label':
 'company', 'shortDisplayName': 'com', 'fullDisplayName': 'Company'}]"
  text="Amazon SageMaker Ground Truth helps you build highly accurate training datasets for
 machine learning quickly."
>
  <full-instructions header="Named entity recognition instructions">
    <ol>
      <li><strong>Read</strong> the text carefully.</li>
      <li><strong>Highlight</strong> words, phrases, or sections of the text.</li>
      <li><strong>Choose</strong> the label that best matches what you have highlighted.</
li>
      <li>To <strong>change</strong> a label, choose highlighted text and select a new
 label.</li>
      <li>To <strong>remove</strong> a label from highlighted text, choose the X next to
 the abbreviated label name on the highlighted text.</li>
      <li>You can select all of a previously highlighted text, but not a portion of it.</
li>
    </ol>
  </full-instructions>

  <short-instructions>
    Apply labels to words or phrases.
  </short-instructions>

    <div id="additionalQuestions" style="margin-top: 20px">
      <h3>
        What is the overall subject of this text?
      </h3>
      <crowd-radio-group>
        <crowd-radio-button name="tech" value="tech">Technology</crowd-radio-button>
        <crowd-radio-button name="politics" value="politics">Politics</crowd-radio-button>
      </crowd-radio-group>
    </div>
</crowd-entity-annotation>

<script>
  document.addEventListener('all-crowd-elements-ready', () => {
    document
      .querySelector('crowd-entity-annotation')
      .shadowRoot
      .querySelector('crowd-form')
      .form
      .appendChild(additionalQuestions);
  });
</script>

Attributes
Los siguientes atributos son compatibles con este elemento.

header

El texto que se muestra por encima de la imagen. Por lo general, es una pregunta o instrucciones sencillas
para el empleado.

initial-value

Una matriz de objetos con formato JSON; cada objeto define una anotación para aplicarla al texto en la
inicialización. Los objetos contienen un valor label que coincide con uno del atributo labels, un valor
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entero startOffset para el desplazamiento Unicode inicial de la extensión etiquetada y un valor entero
endOffset para el desplazamiento Unicode final.

Example

[
  {
    label: 'person',
    startOffset: 0,
    endOffset: 16
  },
  ...
]

labels

Una matriz de objetos con formato JSON; cada objeto contiene:

• label(obligatorio): El nombre que se utiliza para identificar las identidades.
• fullDisplayName(opcional): Utilizado para la lista de etiquetas en el widget de tareas. Si no se

especifica, el valor predeterminado es el valor de la etiqueta.
• shortDisplayName(opcional): Una abreviatura de 3-4 letras para mostrarla sobre las entidades

seleccionadas. Si no se especifica, el valor predeterminado es el valor de la etiqueta.

Le recomendamos shortDisplayName

Los valores que aparecen sobre las selecciones se pueden solapar y generar dificultades a
la hora de administrar las entidades etiquetadas del espacio de trabajo. Le recomendamos
proporcionar un shortDisplayName de 3-4 caracteres para cada etiqueta con el fin de evitar
los solapamientos y hacer que los empleados puedan gestionar el espacio de trabajo con
facilidad.

Example

[
  {
    label: 'person',
    shortDisplayName: 'per', 
    fullDisplayName: 'person'
  }
]

name

Sirve como el nombre del widget en el DOM. También se utiliza como el nombre de atributo de etiqueta en
la salida del formulario y el manifiesto de salida.

text

El texto que se va a anotar. El sistema de plantillas aplica caracteres de escape a las cadenas HTML y
los presupuestos de forma predeterminada. Si el código es totalmente o parcialmente de escape, consulte
Filtros de variables (p. 330) y conozca más métodos para controlar el escape.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos secundarios: full-instructions (p. 542), short-instructions (p. 542)
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Regions
Las regiones siguientes son compatibles con este elemento.

full-instructions

Instrucciones generales acerca de cómo utilizar el widget.

short-instructions

Instrucciones importantes específicas de la tarea que se muestran en un lugar destacado.

Output
La siguiente salida es compatible con este elemento.

entities

Un objeto JSON que especifica el inicio, el final y la etiqueta de una anotación. Este objeto contiene las
siguientes propiedades.

• label— La etiqueta asignada.
• startOffset— El desplazamiento Unicode del comienzo del texto seleccionado.
• Endoffset— El desplazamiento Unicode del primer carácter después de la selección.

Example : salidas de ejemplo de los elementos

A continuación se muestra un ejemplo de resultado para este elemento.

{
  "myAnnotatedResult": {
    "entities": [
      {
        "endOffset": 54,
        "label": "person",
        "startOffset": 47
      },
      {
        "endOffset": 97,
        "label": "event",
        "startOffset": 93
      },
      {
        "endOffset": 219,
        "label": "date",
        "startOffset": 212
      },
      {
        "endOffset": 271,
        "label": "location",
        "startOffset": 260
      }
    ]
  }
}

Véase también
Para obtener más información, consulte los siguientes temas.

• Utilice Amazon SageMaker Ground Truth para etiquetar datos. (p. 179)
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• Referencia de Crowd HTML Elements (p. 521)

crowd-fab
Botón flotante con una imagen en el centro.

Vea un ejemplo interactivo de una plantilla HTML que utiliza este elemento HTML de multitud enCodePen.

A continuación se muestra un ejemplo de una plantilla Liquid diseñada para la clasificación de imágenes
que utiliza el elemento <crowd-fab>. Esta plantilla utiliza JavaScript para permitir que los empleados
informen de problemas con la interfaz de usuario del empleado. Copie el siguiente código y guárdelo en
un archivo con la extensión.html. Abra el archivo en cualquier navegador para obtener una vista previa e
interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form>
    <crowd-image-classifier 
        src="${image_url}"
        categories="['Cat', 'Dog', 'Bird', 'None of the Above']"
        header="Choose the correct category for the image"
        name="category">

        <short-instructions>
            <p>Read the task carefully and inspect the image.</p>
            <p>Choose the appropriate label that best suits the image.</p>
            <p>If there is an issue with the image or tools, please select
              <b>None of the Above</b>, describe the issue in the text box and click the 
              button below.</p>
            <crowd-input label="Report an Issue" name="template-issues"></crowd-input>
            <crowd-fab id="button1" icon="report-problem" title="Issue"/>
        </short-instructions>
        
        <full-instructions header="Classification Instructions">
            <p>Read the task carefully and inspect the image.</p>
            <p>Choose the appropriate label that best suits the image. 
            Use the <b>None of the Above</b> option if none of the other labels suit the
 image.</p>
        </full-instructions>

    </crowd-image-classifier>
</crowd-form>

<script>
  [
    button1,
  ].forEach(function(button) {
    button.addEventListener('click', function() {
      document.querySelector('crowd-form').submit();
    });
  });
</script>

Attributes
Los siguientes atributos son compatibles con este elemento.

disabled

Conmutador booleano que, si está presente, muestra el botón flotante como deshabilitado y evita que se
hagan clics.
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icon

Cadena que especifica el icono que se va a mostrar en el centro del botón. La cadena tiene que ser
el nombre de un icono del conjunto de iron-icons de código abierto que está cargado previamente o la
dirección URL de un icono personalizado.

A continuación se muestra un ejemplo de la sintaxis que puede utilizar para agregar un iron-icon a un
elemento HTML <crowd-fab>. Reemplace icon-name con el nombre del icono que le gustaría utilizar de
este conjunto de iconos.

<crowd-fab "id="button1" icon="icon-name" title="Issue"/>

label

Cadena consistente en un único carácter que se pueden utilizar en lugar de un icono. Si se usan emojis o
varios caracteres podría pasar que el botón mostrase puntos suspensivos en su lugar.

title

Cadena que se mostrará como ayuda sobre herramientas cuando el ratón pase por encima del botón.

Jerarquía de elementos
Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form (p. 544)
• Elementos secundarios: ninguno

Véase también
Para obtener más información, consulte los siguientes temas.

• Utilice Amazon SageMaker Ground Truth para etiquetar datos. (p. 179)
• Referencia de Crowd HTML Elements (p. 521)

crowd-form
El contenedor de formularios de todas las tareas personalizadas. Establece e implementa acciones
importante para el envío adecuado de los datos del formulario.

Si no se incluye un crowd-button (p. 525) del tipo "submit" dentro del elemento <crowd-form>, se
adjuntará automáticamente dentro del elemento <crowd-form>.

Vea un ejemplo interactivo de una plantilla HTML que utiliza este elemento HTML de multitud enCodePen.

A continuación se muestra un ejemplo de una plantilla de clasificación de imágenes que utiliza el elemento
<crowd-form>. Copie el siguiente código y guárdelo en un archivo con la extensión.html. Abra el
archivo en cualquier navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form>
    <crowd-image-classifier 
        src="${image_url}"
        categories="['Cat', 'Dog', 'Bird', 'None of the Above']"
        header="Choose the correct category for the image"
        name="category">
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        <short-instructions>
            <p>Read the task carefully and inspect the image.</p>
            <p>Choose the appropriate label that best suits the image.</p>
        </short-instructions>

 
        <full-instructions header="Classification Instructions">
            <p>Read the task carefully and inspect the image.</p>
            <p>Choose the appropriate label that best suits the image. 
            Use the <b>None of the Above</b> option if none of the other labels suit the
 image.</p>
        </full-instructions>

    </crowd-image-classifier>
</crowd-form>

Jerarquía de elementos
Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: ninguno
• Elementos secundarios: Cualquiera de losPlantilla de (p. 521)Elementos

Eventos de elemento
El elemento crowd-form extiende el elemento form HTML estándar y hereda sus eventos, como
onclick y onsubmit.

Véase también
Para obtener más información, consulte los siguientes temas.

• Utilice Amazon SageMaker Ground Truth para etiquetar datos. (p. 179)
• Referencia de Crowd HTML Elements (p. 521)

crowd-icon-button
Botón con una imagen ubicada en el centro. Cuando el usuario toca el botón, emana un efecto onda del
centro del botón.

Vea un ejemplo interactivo de una plantilla HTML que utiliza este elemento HTML de multitud enCodePen.

A continuación se muestra un ejemplo de una plantilla Liquid diseñada para la clasificación de imágenes
que utiliza el elemento <crowd-icon-button>. Esta plantilla utiliza JavaScript para permitir que los
empleados informen de problemas con la interfaz de usuario del empleado. Copie el siguiente código y
guárdelo en un archivo con la extensión.html. Abra el archivo en cualquier navegador para obtener una
vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form>
    <crowd-image-classifier 
        src="${image_url}"
        categories="['Cat', 'Dog', 'Bird', 'None of the Above']"
        header="Choose the correct category for the image"
        name="category">

        <short-instructions>
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            <p>Read the task carefully and inspect the image.</p>
            <p>Choose the appropriate label that best suits the image.</p>
            <p>If there is an issue with the image or tools, please select
              <b>None of the Above</b>, describe the issue in the text box and click the 
              button below.</p>
            <crowd-input label="Report an Issue" name="template-issues"/></crowd-input>
            <crowd-icon-button id="button1" icon="report-problem" title="Issue"/>
        </short-instructions>
        
        <full-instructions header="Classification Instructions">
            <p>Read the task carefully and inspect the image.</p>
            <p>Choose the appropriate label that best suits the image. 
            Use the <b>None of the Above</b> option if none of the other labels suit the
 image.</p>
        </full-instructions>

    </crowd-image-classifier>
</crowd-form>

<script>
  [
    button1,
  ].forEach(function(button) {
    button.addEventListener('click', function() {
      document.querySelector('crowd-form').submit();
    });
  });
</script>

Attributes
Los siguientes atributos son compatibles con este elemento.

disabled

Conmutador booleano que, si está presente, muestra el botón como deshabilitado y evita que se hagan
clics.

icon

Cadena que especifica el icono que se va a mostrar en el centro del botón. La cadena tiene que ser
el nombre de un icono del conjunto de iron-icons de código abierto que está cargado previamente o la
dirección URL de un icono personalizado.

A continuación se muestra un ejemplo de la sintaxis que puede utilizar para agregar un iron-icon a un
elemento HTML <crowd-icon-button>. Reemplace icon-name con el nombre del icono que le
gustaría utilizar de este conjunto de iconos.

<crowd-icon-button id="button1" icon="icon-name" title="Issue"/>

Jerarquía de elementos
Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form (p. 544)
• Elementos secundarios: ninguno

Véase también
Para obtener más información, consulte los siguientes temas.
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• Utilice Amazon SageMaker Ground Truth para etiquetar datos. (p. 179)
• Referencia de Crowd HTML Elements (p. 521)

crowd-image-classifier
Un widget para clasificar una imagen. Utilice uno de los siguientes formatos de imagen admitidos: APNG,
BMP, GIF, ICO, JPEG, PNG, SVG. Las imágenes no tienen un límite de tamaño.

Vea un ejemplo interactivo de una plantilla HTML que utiliza este elemento HTML de multitud enCodePen.

A continuación se muestra un ejemplo de una plantilla de clasificación de imágenes que utiliza el
elemento <crowd-image-classifier>. Copie el siguiente código y guárdelo en un archivo con la
extensión.html. Abra el archivo en cualquier navegador para obtener una vista previa e interactuar con
esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form>
    <crowd-image-classifier 
        src="${image_url}"
        categories="['Cat', 'Dog', 'Bird', 'None of the Above']"
        header="Choose the correct category for the image"
        name="category">

        <short-instructions>
            <p>Read the task carefully and inspect the image.</p>
            <p>Choose the appropriate label that best suits the image.</p>
        </short-instructions>

 
        <full-instructions header="Classification Instructions">
            <p>Read the task carefully and inspect the image.</p>
            <p>Choose the appropriate label that best suits the image. 
            Use the <b>None of the Above</b> option if none of the other labels suit the
 image.</p>
        </full-instructions>

    </crowd-image-classifier>
</crowd-form>

Attributes

Este elemento requiere el uso de los siguientes atributos.

categories

Matriz de cadenas con formato JSON, cada una de las cuales es una categoría que un empleado puede
asignar a la imagen. Debe incluir "otros" como categoría, de forma que el empleado puede dar una
respuesta. Puede especificar hasta 10 categorías.

header

El texto que se muestra por encima de la imagen. Por lo general, es una pregunta o instrucciones sencillas
para el empleado.

name

El nombre del widget. Se usa como clave para la entrada del widget en la salida del formulario.
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overlay

Información que se superpone en la imagen de origen. Se utiliza en flujos de trabajo de verificación de
tareas de segmentación de instancias y segmentación semántica.

Es un objeto JSON que contiene un objeto con el nombre del tipo de tarea como clave en formato
camelCase. El valor de esa clave es un objeto que contiene las etiquetas y otra información necesaria de
la tarea anterior.

Ejemplo de unacrowd-image-classifierA continuación, se muestra un elemento con atributos para
verificar una tarea delimitadora:

<crowd-image-classifier
    name="boundingBoxClassification"
    header="Rate the quality of the annotations based on the background section 
       in the instructions on the left hand side."
    src="https://i.imgur.com/CIPKVJo.jpg"
    categories="['good', 'bad', 'okay']"
    overlay='{
        "boundingBox": {
            labels: ["bird", "cat"], 
            value: [
                {
                  height: 284,
                  label: "bird",
                  left: 230,
                  top: 974,
                  width: 223
                },
                {
                  height: 69,
                  label: "bird",
                  left: 79,
                  top: 889,
                  width: 247
                }
            ]
        },
    }'
> ... </crowd-image-classifier>

Una tarea de verificación de segmentación semántica usaría eloverlayValor siguiente:

<crowd-image-classifier
  name='crowd-image-classifier'
  categories='["good", "bad"]'
  src='URL of image to be classified'
  header='Please classify'
  overlay='{
    "semanticSegmentation": {
      "labels": ["Cat", "Dog", "Bird", "Cow"],
      "labelMappings": {
        "Bird": {
          "color": "#ff7f0e"
        },
        "Cat": {
          "color": "#2ca02c"
        },
        "Cow": {
          "color": "#d62728"
        },
        "Dog": {
          "color": "#2acf59"

548



Amazon SageMaker Developer Guide
Elementos HTML de SageMaker

        }
      },
      "src": "URL of overlay image",
    }
  }'
> ... </crowd-image-classifier>

Una tarea de segmentación de instancias usaría eloverlayValor siguiente:

<crowd-image-classifier
  name='crowd-image-classifier'
  categories='["good", "bad"]'
  src='URL of image to be classified'
  header='Please classify instances of each category'
  overlay='{
    "instanceSegmentation": {
       "labels": ["Cat", "Dog", "Bird", "Cow"],
       "instances": [
        {
         "color": "#2ca02c",
         "label": "Cat"
        },
        {
         "color": "#1f77b4",
         "label": "Cat"
        },
        {
         "color": "#d62728",
         "label": "Dog"
        }
       ],
       "src": "URL of overlay image",
    }
  }'
> ... </crowd-image-classifier>

src

Dirección URL de la imagen que se va a clasificar.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form (p. 544)
• Elementos secundarios: full-instructions (p. 549), short-instructions (p. 549) y worker-

comment (p. 550)

Regions

Este elemento utiliza las regiones siguientes.

full-instructions

Instrucciones generales para el trabajador acerca de cómo clasificar una imagen.

short-instructions

Instrucciones importantes específicas de la tarea que se muestran en un lugar destacado.
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worker-comment

Utilice esta región en los flujos de trabajo de verificación cuando necesite trabajadores para explicar por
qué hicieron la elección que hicieron. Utilice el texto incluido entre las etiquetas de apertura y cierre para
proporcionar instrucciones a los trabajadores sobre qué información debe incluirse en el comentario.

Utiliza los siguientes atributos:

header

Frase con un llamada a la acción para dejar un comentario. Se utiliza como texto del título de una ventana
modal en la que se agrega el comentario.

Opcional. El valor predeterminado es "Add a comment (Añada un comentario".

link-text

Este texto aparece debajo de las categorías del widget. Cuando se hace clic en él, se abre una ventana
modal en la que el trabajador puede añadir un comentario.

Opcional. El valor predeterminado es "Add a comment (Añada un comentario".

placeholder

Texto de ejemplo del área de texto del comentario que se sobrescribe cuando el trabajador comienza a
escribir. Este texto no aparece en la salida si el trabajador deja el campo en blanco.

Opcional. Cambia por defecto a en blanco.

Output
El resultado de este elemento es una cadena que especifica uno de los valores definidos en el atributo
categories del elemento <crowd-image-classifier>.

Example : salidas de ejemplo de los elementos

A continuación se muestra un ejemplo de resultado para este elemento.

[
  {
    "<name>": {
      "label": "<value>"
      "workerComment": "Comment - if no comment is provided, this field will not be
 present"
    }
  }
]

Véase también
Para obtener más información, consulte los siguientes temas.

• Utilice Amazon SageMaker Ground Truth para etiquetar datos. (p. 179)
• Referencia de Crowd HTML Elements (p. 521)

crowd-image-classifier-multi-select
Un widget para clasificar una imagen en una o más categorías. Utilice uno de los siguientes formatos de
imagen admitidos: APNG, BMP, GIF, ICO, JPEG, PNG, SVG. Las imágenes no tienen un límite de tamaño.

Vea un ejemplo interactivo de una plantilla HTML que utiliza este elemento HTML de multitud enCodePen.

550

https://codepen.io/sagemaker_crowd_html_elements/pen/WNRbWgR


Amazon SageMaker Developer Guide
Elementos HTML de SageMaker

A continuación se muestra un ejemplo de una plantilla de tarea de trabajador HTML creada con este
elemento crowd. Copie el siguiente código y guárdelo en un archivo con la extensión.html. Abra el
archivo en cualquier navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form>
  <crowd-image-classifier-multi-select
    name="animals"
    categories="['Cat', 'Dog', 'Horse', 'Pig', 'Bird']"
    src="https://images.unsplash.com/photo-1509205477838-a534e43a849f?
ixlib=rb-1.2.1&ixid=eyJhcHBfaWQiOjEyMDd9&auto=format&fit=crop&w=1998&q=80"
    header="Please identify the animals in this image"
    exclusion-category="{ text: 'None of the above' }"
  >
    <full-instructions header="Classification Instructions">
      <p>If more than one label applies to the image, select multiple labels.</p>
      <p>If no labels apply, select <b>None of the above</b></p>
    </full-instructions>

    <short-instructions>
      <p>Read the task carefully and inspect the image.</p>
      <p>Choose the appropriate label(s) that best suit the image.</p>
    </short-instructions>
  </crowd-image-classifier-multi-select>
</crowd-form>

Attributes
Los siguientes atributos son compatibles con el elemento crowd-image-classifier-multi-select.
Cada atributo acepta uno o varios valores de cadena.

categories

Obligatorio. Matriz de cadenas con formato JSON, cada una de las cuales es una categoría que un
empleado puede asignar a la imagen. Un trabajador debe elegir al menos una categoría y puede elegir
todas las categorías.

header

Obligatorio. El texto que se muestra por encima de la imagen. Por lo general, es una pregunta o
instrucciones sencillas para trabajadores.

name

Obligatorio. El nombre del widget. En la salida del formulario, se usa el nombre como clave para la entrada
del widget.

src

Obligatorio. Dirección URL de la imagen que se va a clasificar.

exclusion-category

Opcional. Una cadena con formato JSON con el siguiente formato: "{ text: 'default-value' }".
Este atributo establece un valor predeterminado que los trabajadores pueden elegir si ninguna de las
etiquetas se aplica a la imagen mostrada en la interfaz de usuario de trabajador.

Jerarquía de elementos
Este elemento tiene los siguientes elementos principales y secundarios:
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• Elementos principales: crowd-form (p. 544)
• Elementos secundarios: full-instructions (p. 549), short-instructions (p. 549) y worker-

comment (p. 550)

Regions
Este elemento utiliza las siguientes regiones

full-instructions

Instrucciones generales para el trabajador acerca de cómo clasificar una imagen.

short-instructions

Instrucciones importantes específicas para tareas. Estas instrucciones se muestran de forma destacada.

Output
La salida de este elemento es una cadena que especifica uno o más de los valores definidos en el atributo
categories del elemento <crowd-image-classifier-multi-select>.

Example : salidas de ejemplo de los elementos

A continuación se muestra un ejemplo de resultado para este elemento.

[
  {
    "<name>": {
        labels: ["label_a", "label_b"]
    }
  }
]

Véase también
Para obtener más información, consulte los siguientes temas:

• Clasificación de imágenes (etiquetas múltiples) (p. 200)
• Utilice Amazon SageMaker Ground Truth para etiquetar datos. (p. 179)
• Referencia de Crowd HTML Elements (p. 521)

crowd-input
Cuadro que acepta datos de entrada.

No puede autocerrarse.

A diferencia del elemento input en el estándar HTML, este elemento no puede autocerrarse
poniendo una barra inclinada antes del corchete de cierre, por ejemplo <crowd-input ... />.
Tiene que ir seguido de un </crowd-input> para cerrar el elemento.

Vea un ejemplo interactivo de una plantilla HTML que utiliza este elemento HTML de multitud enCodePen.

A continuación se muestra un ejemplo de una plantilla Liquid que utiliza el elemento <crowd-input>.
Copie el siguiente código y guárdelo en un archivo con la extensión.html. Abra el archivo en cualquier
navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
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<crowd-form>
  <img style="max-width: 35vw; max-height: 50vh" src="{{ task.input.taskObject |
 grant_read_access }}">
  <crowd-input name="tag1" label="Word/phrase 1" required></crowd-input>
  <crowd-input name="tag2" label="Word/phrase 2" required></crowd-input>
  <crowd-input name="tag3" label="Word/phrase 3" required></crowd-input>

  <short-instructions>
    Your custom quick instructions and examples
  </short-instructions>

  <full-instructions>
    Your custom detailed instracutions and more examples
  </full-instructions>
</crowd-form>

Attributes
Los siguientes atributos son compatibles con este elemento.

allowed-pattern

Expresión regular que se utiliza con el atributo auto-validate para pasar por alto los tipos de caracteres no
coincidentes como tipos de empleados.

auto-focus

Cuando el valor se establece en true, el explorador se centra en el área de entrada después de realizar la
carga. De esta forma, el empleado puede comenzar a escribir sin tener que seleccionarla antes.

auto-validate

Conmutador booleano que, si está presente, activa la validación de entrada. El comportamiento del
validador se puede modificar mediante los atributos error-message y allowed-pattern.

disabled

Conmutador booleano que, si está presente, muestra deshabilitada el área de entrada.

error-message

Texto que se va a mostrar debajo del campo de entrada, en el lado izquierdo, si se produce un error de
validación.

label

Cadena que se muestra dentro de un campo de texto.

Este texto se reduce y se eleva por encima de un campo de texto cuando el empleado comienza a escribir
en el campo o cuando el atributo value está establecido.

max-length

Número máximo de caracteres que la entrada aceptará. La introducción de caracteres por encima de este
límite no se tendrá en cuenta.

min-length

Longitud mínima de la entrada del campo.

name

Establece el nombre de la entrada que se va a utilizar en el DOM y la salida del formulario.
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placeholder

Valor de cadena que se utiliza como texto marcador de posición, que se muestra hasta que el empleado
comienza a introducir datos en la entrada. No se utiliza como valor predeterminado.

required

Conmutador booleano que, si está presente, requiere que el empleado proporcione información.

type

Toma una cadena para establecer el comportamiento input-type de HTML5 para la entrada. Entre los
ejemplos se incluyen file y date.

value

Un elemento preestablecido que se convierte en valor predeterminado si el empleado no proporciona
entrada. El elemento preestablecido aparece en un cuadro de texto.

Jerarquía de elementos
Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form (p. 544)
• Elementos secundarios: ninguno

Output
Proporciona una cadena name como nombre de la propiedad y el texto que se ha especificado en el
campo como su valor.

Example : resultado de JSON de ejemplo

Los valores de varios elementos salen en el mismo objeto, con su valor de atributo name como su nombre
de propiedad. Los elementos que no tengan información de entrada no aparecen en el resultado. Por
ejemplo, usemos tres entradas:

<crowd-input name="tag1" label="Word/phrase 1"></crowd-input>
<crowd-input name="tag2" label="Word/phrase 2"></crowd-input>
<crowd-input name="tag3" label="Word/phrase 3"></crowd-input>

Este es el resultado si solo se han introducido dos:

[
  {
    "tag1": "blue",
    "tag2": "red"
  }
]

Esto significa que cualquier código creado para analizar estos resultados debe poder manejar la presencia
o ausencia de cada entrada en las respuestas.

Véase también
Para obtener más información, consulte los siguientes temas.

• Utilice Amazon SageMaker Ground Truth para etiquetar datos. (p. 179)
• Referencia de Crowd HTML Elements (p. 521)
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crowd-instance-segmentation
Un widget para identificar instancias individuales de objetos específicos dentro de una imagen y crear una
superposición de color para cada instancia etiquetada.

Vea un ejemplo interactivo de una plantilla HTML que utiliza este elemento HTML de multitud enCodePen.

A continuación se muestra un ejemplo de una plantilla Liquid que utiliza el<crowd-instance-
segmentation>. Copie el siguiente código y guárdelo en un archivo con la extensión.html. Abra el
archivo en cualquier navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form>
  <crowd-instance-segmentation
    name="annotatedResult"
    src="{{ task.input.taskObject | grant_read_access }}"
    header="Please label each of the requested objects in this image"
    labels="['Cat', 'Dog', 'Bird']"
  >
    <full-instructions header="Segmentation Instructions">
      <ol>
          <li><strong>Read</strong> the task carefully and inspect the image.</li>
          <li><strong>Read</strong> the options and review the examples provided to
 understand more about the labels.</li>
          <li><strong>Choose</strong> the appropriate label that best suits the image.</li>
      </ol>
    </full-instructions>

    <short-instructions>
      <p>Use the tools to label all instances of the requested items in the image</p>
    </short-instructions>
  </crowd-instance-segmentation>
</crowd-form>

Utilice una plantilla similar a la siguiente para permitir que los trabajadores agreguen sus propias
categorías (etiquetas).

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form>
  <crowd-instance-segmentation
    id="annotator"
    name="myTexts"
    src="{{ task.input.taskObject | grant_read_access }}"
    header="Click Instructions to add new labels."
    labels="['placeholder']"
  >
    <short-instructions>
      <h3>Add a label to describe each type of object in this image.</h3>
      <h3>Cover each instance of each object with a segmentation mask.</h3>
      <br>
      <h3>
        Add new label
      </h3>
      <crowd-input name="_customLabel" id="customLabel"></crowd-input>
      <crowd-button id="addLabel">Add</crowd-button>
      
      <br><br><br>
      <h3>
      Manage labels
      </h3>
      <div id="labelsSection"></div>
    </short-instructions>
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    <full-instructions>
      Describe your task in more detail here.
    </full-instructions>
  </crowd-instance-segmentation>
</crowd-form>

<script>
  document.addEventListener('all-crowd-elements-ready', function(event) {
    document.querySelector('crowd-instance-segmentation').labels = [];  
  });
  
  function populateLabelsSection() {
    labelsSection.innerHTML = '';
    annotator.labels.forEach(function(label) {
      const labelContainer = document.createElement('div');
      labelContainer.innerHTML = label + ' <a href="javascript:void(0)">(Delete)</a>';
      labelContainer.querySelector('a').onclick = function() {
        annotator.labels = annotator.labels.filter(function(l) {
          return l !== label;
        });
        populateLabelsSection();
      };
      labelsSection.appendChild(labelContainer);
    });
  }

  addLabel.onclick = function() {
    annotator.labels = annotator.labels.concat([customLabel.value]);
    customLabel.value = null;
    
    populateLabelsSection();
  };
</script>

Attributes
Los siguientes atributos son compatibles con este elemento.

header

El texto que se muestra por encima de la imagen. Por lo general, es una pregunta o instrucciones sencillas
para el empleado.

labels

Matriz de cadenas con formato JSON, cada una de las cuales es una etiqueta que un empleado puede
asignar a una instancia de un objeto de la imagen. Los empleados pueden generar distintos colores para
las superposiciones para cada instancia pertinente seleccionando "add instance" (agregar instancia)
debajo de la etiqueta en la herramienta.

name

El nombre del widget. Se utiliza como clave para los datos de etiquetado en la salida del formulario.

src

La dirección URL de la imagen que se va a etiquetar.

initial-value
Objeto JSON que contiene las asignaciones de color de un trabajo anterior de segmentación de instancias
anteriores y un vínculo a la salida de imagen superpuesta por el trabajo anterior. Incluya esto cuando

556



Amazon SageMaker Developer Guide
Elementos HTML de SageMaker

desee que un trabajador humano verifique los resultados de un trabajo de etiquetado anterior y, si es
necesario, lo ajuste.

El atributo aparecerá de esta forma:

  initial-value="{
    "instances": [
      {
        "color": "#2ca02c",
        "label": "Cat"
      },
      {
        "color": "#1f77b4",
        "label": "Cat"
      },
      {
        "color": "#d62728",
        "label": "Dog"
      }
    ],
    "src": {{ "S3 file URL for image" | grant_read_access }}
  }"

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form (p. 544)
• Elementos secundarios: full-instructions (p. 557), short-instructions (p. 557)

Regions

Las regiones siguientes son compatibles con este elemento.

full-instructions

Instrucciones generales sobre cómo segmentar imágenes.

short-instructions

Instrucciones importantes específicas de la tarea que se muestran en un lugar destacado.

Output

La siguiente salida es compatible con este elemento.

labeledImage

Objeto JSON que contiene un PNG con codificación Base64 de las etiquetas.

instances

Una matriz JSON que contiene objetos con las etiquetas y los colores de las instancias.

• color— El valor hexadecimal del color RGB de la etiqueta en ellabeledImagePNG.
• label— La etiqueta dada a la superposición (s) usando ese color. Este valor se puede repetir, ya que las

distintas instancias de la etiqueta se identifican mediante su color exclusivo.
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inputImageProperties

Objeto JSON que especifica las dimensiones de la imagen que el empleado está comentando. Este objeto
contiene las siguientes propiedades.

• height— Altura, en píxeles, de la imagen.
• width— El ancho, en píxeles, de la imagen.

Example : salidas de ejemplo de los elementos

A continuación se muestra un ejemplo de resultado de este elemento.

[
  {
    "annotatedResult": {
      "inputImageProperties": {
        "height": 533,
        "width": 800
      },
      "instances": [
        {
          "color": "#1f77b4",
          "label": "<Label 1>": 
        },
        {
          "color": "#2ca02c",
          "label": "<Label 1>": 
        },
        {
          "color": "#ff7f0e",
          "label": "<Label 3>": 
        },
      ],
      "labeledImage": {
        "pngImageData": "<Base-64 Encoded Data>"
      }
    }
  }
]

Véase también

Para obtener más información, consulte los siguientes temas.

• Utilice Amazon SageMaker Ground Truth para etiquetar datos. (p. 179)
• Referencia de Crowd HTML Elements (p. 521)

crowd-instructions
Elemento que muestra instrucciones en tres páginas de pestañas, Summary (Resumen), Detailed
Instructions (Instrucciones detalladas) y Examples (Ejemplos), cuando el empleado hace clic en un enlace
o botón.

Vea un ejemplo interactivo de una plantilla HTML que utiliza este elemento HTML de multitud enCodePen.

A continuación se muestra un ejemplo de una plantilla Liquid que utilizó el elemento <crowd-
instructions>. Copie el siguiente código y guárdelo en un archivo con la extensión.html. Abra el
archivo en cualquier navegador para obtener una vista previa e interactuar con esta plantilla.
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<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form>
   <crowd-instructions link-text="View instructions" link-type="button">
    <short-summary>
      <p>Given an image, write three words or short phrases that summarize its contents.</
p>
    </short-summary>
    <detailed-instructions>
      <p>Imagine that you are describing an image to a friend or tagging it for a news
 website. Provide three specific words or short phrases that describe it.</p>
    </detailed-instructions>
    <positive-example>
      <p><img src="https://s3.amazonaws.com/cv-demo-images/highway.jpg"/></p>
      <p>
       <ul>
        <li>Highway</li>
        <li>Cars</li>
        <li>Gas station</li>
       </ul>
      </p>
    </positive-example>
    <negative-example>
      <p><img src="https://s3.amazonaws.com/cv-demo-images/highway.jpg"/></p>
      <p>
       These are not specific enough:
       <ol>
        <li>Trees</li>
        <li>Outside</li>
        <li>Daytime</li>
       </ol>
      </p>
    </negative-example>
 </crowd-instructions>
    <p><strong>Instructions: </strong>Given an image, write three words or short phrases
 that summarize its contents.</p>
    <p>If someone were to see these three words or phrases, they should understand the
 subject and context of the image, as well as any important actions.</p>
 <p>View the instructions for detailed instructions and examples.</p>
 <p><img style="max-width: 100%; max-height: 100%" src="{{ task.input.taskObject |
 grant_read_access }}"></p>
  <crowd-input name="tag1" label="Word/phrase 1" required></crowd-input>
  <crowd-input name="tag2" label="Word/phrase 2" required></crowd-input>
  <crowd-input name="tag3" label="Word/phrase 3" required></crowd-input>
</crowd-form>

Attributes
Los siguientes atributos son compatibles con este elemento.

link-text

Texto que se mostrará para abrir las instrucciones. El valor predeterminado es Click for instructions (Haga
clic para obtener instrucciones).

link-type

Cadena que especifica el tipo de desencadenador para las instrucciones. Los valores posibles son
"link" (valor predeterminado) y "button".

Jerarquía de elementos
Este elemento tiene los siguientes elementos principales y secundarios.
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• Elementos principales: crowd-form (p. 544)
• Elementos secundarios: ninguno

Regions
Las regiones siguientes son compatibles con este elemento.

detailed-instructions

Contenido que proporciona instrucciones específicas para una tarea. Aparece en la página de la pestaña
"Detailed Instructions (Instrucciones detalladas)".

negative-example

Contenido que proporciona ejemplos de tareas finalizadas inadecuadamente. Aparece en la página de la
pestaña "Examples (Ejemplos)". Se puede proporcionar más de un ejemplo para este elemento.

positive-example

Contenido que proporciona ejemplos de tareas finalizadas correctamente. Aparece en la página de la
pestaña "Examples (Ejemplos)".

short-summary

Breve instrucción que resume la tarea que se va a llevar a cabo. Aparece en la página de la pestaña
"Summary (Resumen)". Se puede proporcionar más de un ejemplo para este elemento.

Véase también
Para obtener más información, consulte los siguientes temas.

• Utilice Amazon SageMaker Ground Truth para etiquetar datos. (p. 179)
• Referencia de Crowd HTML Elements (p. 521)

crowd-keypoint
Genera una herramienta para seleccionar y anotar puntos clave en una imagen.

Vea un ejemplo interactivo de una plantilla HTML que utiliza este elemento HTML de multitud enCodePen.

A continuación se muestra un ejemplo de una plantilla Liquid que utiliza el elemento <crowd-keypoint>.
Copie el siguiente código y guárdelo en un archivo con la extensión.html. Abra el archivo en cualquier
navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form>
  <div id="errorBox"></div>
   
  <crowd-keypoint
    src="{{ task.input.taskObject | grant_read_access }}"
    labels="['Item A', 'Item B', 'Item C']"        
    header="Please locate the centers of each item."
    name="annotatedResult">
    <short-instructions>
      Describe your task briefly here and give examples
    </short-instructions>
    <full-instructions>
      Give additional instructions and good/bad examples here
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    </full-instructions>   
  </crowd-keypoint>
</crowd-form>

<script>
  var num_obj = 1;

  document.querySelector('crowd-form').onsubmit = function(e) {
    const keypoints = document.querySelector('crowd-keypoint').value.keypoints ||
 document.querySelector('crowd-keypoint')._submittableValue.keypoints;
    const labels = keypoints.map(function(p) {
      return p.label;
    });

    // 1. Make sure total number of keypoints is correct.
    var original_num_labels = document.getElementsByTagName("crowd-keypoint")
[0].getAttribute("labels");

    original_num_labels = original_num_labels.substring(2, original_num_labels.length -
 2).split("\",\"");
    var goalNumKeypoints = num_obj*original_num_labels.length;
    if (keypoints.length != goalNumKeypoints) {
      e.preventDefault();
      errorBox.innerHTML = '<crowd-alert type="error" dismissible>You must add all keypoint
 annotations and use each label only once.</crowd-alert>';
      errorBox.scrollIntoView();
      return;
    }

    // 2. Make sure all labels are unique.
    labelCounts = {};
    for (var i = 0; i < labels.length; i++) {
      if (!labelCounts[labels[i]]) {
        labelCounts[labels[i]] = 0;
      }
      labelCounts[labels[i]]++;
    }
    const goalNumSingleLabel = num_obj;

    const numLabels = Object.keys(labelCounts).length;

    Object.entries(labelCounts).forEach(entry => {
      if (entry[1] != goalNumSingleLabel) {
        e.preventDefault();
        errorBox.innerHTML = '<crowd-alert type="error" dismissible>You must use each label
 only once.</crowd-alert>';
        errorBox.scrollIntoView();
      }
    })
  };
</script>

Attributes

Los siguientes atributos son compatibles con este elemento.

header

El texto que se muestra por encima de la imagen. Por lo general, es una pregunta o instrucciones sencillas
para el empleado.

initial-value

Una matriz, en formato JSON, de puntos clave que deben aplicarse a la imagen en el inicio. Por ejemplo:
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initial-value="[
  {
    'label': 'Left Eye',
    'x': 1022,
    'y': 429
  },
  {
    'label': 'Beak',
    'x': 941,
    'y': 403
  }
]

Note

Tenga en cuenta que los valores de etiqueta que se utilizan en este atributo debe tener un valor
coincidente en el atributo labels o el punto no se representará.

labels

Matriz, en formato JSON, de cadenas que se van a utilizar como etiquetas de anotación de puntos clave.

name

Cadena que se utiliza para identificar la respuesta enviada por el empleado. Este valor coincidirá con una
clave del objeto JSON que especifica la respuesta.

src

El URI de origen de la imagen que se va a anotar.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form (p. 544)
• Elementos secundarios: full-instructions (p. 562), short-instructions (p. 562)

Regions

Este elemento necesita las regiones siguientes.

full-instructions

Instrucciones generales sobre cómo anotar la imagen.

short-instructions

Instrucciones importantes específicas de la tarea que se muestran en un lugar destacado.

Output

La siguiente salida es compatible con este elemento.

inputImageProperties

Objeto JSON que especifica las dimensiones de la imagen que el empleado está comentando. Este objeto
contiene las siguientes propiedades.
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• height— Altura, en píxeles, de la imagen.
• width— El ancho, en píxeles, de la imagen.

keypoints

Matriz de objetos JSON que contienen las coordenadas y la etiqueta de un punto clave. Cada objeto
contiene las siguientes propiedades.

• label— La etiqueta asignada para el punto clave.
• x— La coordenada X, en píxeles, del punto clave de la imagen.
• y— La coordenada Y, en píxeles, del punto clave de la imagen.

Note

Las coordenadas X e Y consideran el punto 0,0 como la parte superior izquierda de la imagen.

Example : salidas de ejemplo de los elementos

A continuación, se muestra un ejemplo de salida del uso de este elemento.

[
  {
    "crowdKeypoint": {
      "inputImageProperties": {
        "height": 1314,
        "width": 962
      },
      "keypoints": [
        {
          "label": "dog",
          "x": 155,
          "y": 275
        },
        {
          "label": "cat",
          "x": 341,
          "y": 447
        },
        {
          "label": "cat",
          "x": 491,
          "y": 513
        },
        {
          "label": "dog",
          "x": 714,
          "y": 578
        },
        {
          "label": "cat",
          "x": 712,
          "y": 763
        },
        {
          "label": "cat",
          "x": 397,
          "y": 814
        }
      ]
    }
  }
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]

Puede tener disponibles numerosas etiquetas, pero solo se muestran en la salida las que se utilizan.

Véase también
Para obtener más información, consulte los siguientes temas.

• Utilice Amazon SageMaker Ground Truth para etiquetar datos. (p. 179)
• Referencia de Crowd HTML Elements (p. 521)

crowd-line
Un widget para dibujar líneas en una imagen. Cada línea está asociada a una etiqueta, y los datos de
salida informarán de los puntos inicial y final de cada línea.

Vea un ejemplo interactivo de una plantilla HTML que utiliza este elemento HTML de multitud enCodePen.

A continuación se muestra un ejemplo de una plantilla Liquid que utiliza el elemento <crowd-line>.
Copie el siguiente código y guárdelo en un archivo con la extensión.html. Abra el archivo en cualquier
navegador para obtener una vista previa e interactuar con esta plantilla. Para obtener más ejemplos,
consulte este repositorio de GitHub.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form>
  <crowd-line
    name="crowdLine"
    src="{{ task.input.taskObject | grant_read_access }}"
    header="Add header here to describe the task"
    labels="['car','pedestrian','street car']"
  >
    <short-instructions>
        <p>Read the task carefully and inspect the image.</p>
        <p>Choose the appropriate label that best suits the image.</p>
        <p>Draw a line on each objects that the label applies to.</p>
    </short-instructions>

    <full-instructions>
        <p>Read the task carefully and inspect the image.</p>
        <p>Choose the appropriate label that best suits the image. 
        <p>Draw a line along each object that the image applies to.
            Make sure that the line does not extend beyond the boundaries
            of the object.
        </p>
        <p>Each line is defined by a starting and ending point. Carefully
        place the starting and ending points on the boundaries of the object.</p>
    </full-instructions>
    
  </crowd-line>
</crowd-form>

Attributes
Los siguientes atributos son compatibles con este elemento.

header

Opcional. El texto que se muestra por encima de la imagen. Por lo general, es una pregunta o
instrucciones sencillas para el empleado.
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initial-value

Opcional. Matriz de objetos JSON, cada uno de los cuales establece una línea cuando se carga el
componente. Cada objeto JSON de la matriz contiene las propiedades siguientes:

• label— El texto asignado a la línea como parte de la tarea de etiquetado. Este texto debe coincidir con
una de las etiquetas definidas en ellabelsAtributo de<crowd-line>Elemento.

• vertices— elxyyCrowd pixel corrdinates del punto inicial y del punto final de la línea, con respecto a la
esquina superior izquierda de la imagen.

initial-value="{
    lines: [
    {
        label: 'sideline', // label of this line annotation
        vertices:[         // an array of vertices which decide the position of the line
        {
            x: 84,
            y: 110
        },
        {
            x: 60,
            y: 100
        }
        ]
    },
    {
        label: 'yardline',
        vertices:[       
        {
            x: 651,
            y: 498
        },
        {
            x: 862,
            y: 869
        }
        ]
    }
   ]
}"

Líneas definidas a través delinitial-valuese puede ajustar. Si se ha ajustado o no una respuesta de
trabajador se realiza un seguimiento a través de uninitialValueModifiedboolean en la salida de
respuesta de trabajo.

labels

Obligatorio. Matriz de cadenas con formato JSON, cada una de las cuales es una etiqueta que un
empleado puede asignar a la línea.

Limits:10 etiquetas

colores de la etiqueta

Opcional. Una matriz de cadenas. Cada cadena es un código hexadecimal (hexadecimal) para una
etiqueta.

name

Obligatorio. El nombre del widget. Se usa como clave para la entrada del widget en la salida del formulario.
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src

Obligatorio. La dirección URL de la imagen en la que se dibujan las líneas.

Regions
Este elemento necesita las regiones siguientes.

full-instructions

Instrucciones generales sobre cómo dibujar líneas.

short-instructions

Instrucciones importantes específicas de la tarea que se muestran en un lugar destacado.

Jerarquía de elementos
Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form (p. 544)
• Elementos secundarios: short-instructions (p. 566), full-instructions (p. 566)

Output
inputImageProperties

Objeto JSON que especifica las dimensiones de la imagen que el empleado está comentando. Este objeto
contiene las siguientes propiedades.

• height— Altura, en píxeles, de la imagen.
• width— El ancho, en píxeles, de la imagen.

lines

Una matriz JSON que contiene objetos con las etiquetas y los vértices de línea.

• label— La etiqueta dada a una línea.
• vértices — elxyyCrowd pixel corrdinates del punto inicial y del punto final de la línea, con respecto a la

esquina superior izquierda de la imagen.

Example : salidas de ejemplo de los elementos

A continuación se muestra un ejemplo de resultado de este elemento.

{
    "crowdLine": { //This is the name you set for the crowd-line
      "inputImageProperties": {
        "height": 1254,
        "width": 2048
      },
      "lines": [
        {
          "label": "yardline",
          "vertices": [ 
            {
              "x": 58,
              "y": 295
            },
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            {
              "x": 1342,
              "y": 398
            }
          ]
        },
        {
          "label": "sideline",
          "vertices": [
            {
              "x": 472,
              "y": 910
            },
            {
              "x": 1480,
              "y": 600
            }
          ]
        }
      ]
    }
  }

Véase también
Para obtener más información, consulte los siguientes temas.

• Utilice Amazon SageMaker Ground Truth para etiquetar datos. (p. 179)
• Referencia de Crowd HTML Elements (p. 521)

crowd-modal
Pequeña ventana que emerge en la pantalla cuando esta se abre.

Vea un ejemplo interactivo de una plantilla HTML que utiliza este elemento HTML de multitud enCodePen.

A continuación se muestra un ejemplo de la sintaxis que puede utilizar con el elemento <crowd-modal>.
Copie el siguiente código y guárdelo en un archivo con la extensión.html. Abra el archivo en cualquier
navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-modal
link-text = "See Examples"
link-type = "button">
Example Modal Text</crowd-modal>

Attributes
Los siguientes atributos son compatibles con este elemento.

link-text

Texto que se mostrará para abrir el modal. El valor predeterminado es "Click to open modal (Haga clic para
abrir modal)".

link-type

Cadena que especifica el tipo de desencadenador para el modal. Los valores posibles son "link" (valor
predeterminado) y "button".

567

https://codepen.io/sagemaker_crowd_html_elements/pen/RwKNmyK


Amazon SageMaker Developer Guide
Elementos HTML de SageMaker

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form (p. 544)
• Elementos secundarios: ninguno

Véase también

Para obtener más información, consulte los siguientes temas.

• Utilice Amazon SageMaker Ground Truth para etiquetar datos. (p. 179)
• Referencia de Crowd HTML Elements (p. 521)

crowd-polygon
Un widget utilizado para dibujar polígonos en una imagen y asignar una etiqueta a la parte de la imagen
que está en cada polígono.

Vea un ejemplo interactivo de una plantilla HTML que utiliza este elemento HTML de multitud enCodePen.

A continuación se muestra un ejemplo de una plantilla Liquid que utiliza el elemento <crowd-polygon>.
Copie el siguiente código y guárdelo en un archivo con la extensión.html. Abra el archivo en cualquier
navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form>
  <crowd-polygon
    name="annotatedResult"
    src="{{ task.input.taskObject | grant_read_access }}"
    header="Draw a polygon around each of the requested target(s) of interest"
    labels="['Cat', 'Dog', 'Bird']"
  >
    <full-instructions header="Polygon instructions">
      <ul>
        <li>Make the polygon tight around the object</li>
        <li>You need to select a label before starting a polygon</li>
        <li>You will need to select a label again after completing a polygon</li>
        <li>To select a polygon, you can click on its borders</li>
        <li>You can start drawing a polygon from inside another polygon</li>
        <li>You can undo and redo while you're drawing a polygon to go back and forth
 between points you've placed</li>
        <li>You are prevented from drawing lines that overlap other lines from the same
 polygon</li>
      </ul>
    </full-instructions>

    <short-instructions>
      <p>Draw a polygon around each of the requested target(s) of interest</p>
      <p>Make the polygon tight around the object</p>
    </short-instructions>
  </crowd-polygon>
</crowd-form>

Attributes

Los siguientes atributos son compatibles con este elemento.
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header

El texto que se muestra por encima de la imagen. Por lo general, es una pregunta o instrucciones sencillas
para el empleado.

labels

Una matriz de cadenas con formato JSON, cada una de las cuales es una etiqueta que un empleado
puede asignar a la parte de la imagen delimitada por un polígono.

name

El nombre del widget. Se usa como clave para la entrada del widget en la salida del formulario.

src

La dirección URL de la imagen en la que se dibujan los polígonos.

initial-value

Matriz de objetos JSON, cada uno de los cuales define un polígono que se va dibujar al cargar el
componente. Cada objeto JSON de la matriz contiene las propiedades siguientes.

• label— El texto asignado al polígono como parte de la tarea de etiquetado. Este texto debe coincidir con
una de las etiquetas definidas en el atributo labels del elemento <crowd-polygon>.

• vertices: matriz de objetos JSON. Cada objeto contiene un valor de coordenada x e y para un punto en el
polígono.

Example

Un atributo initial-value podría tener este aspecto.

initial-value = 
  '[
     {
     "label": "dog",
     "vertices": 
       [
         {
            "x": 570,
            "y": 239
         },
        ... 
         {
            "x": 759,
            "y": 281
         }
       ]
     }
  ]'

Dado que estará dentro de un elemento HTML, la matriz JSON se debe escribir entre comillas simples
o dobles. El ejemplo anterior utiliza comillas simples para encapsular la matriz JSON y comillas dobles
dentro de la propia matriz. Si tiene que combinar comillas simples y dobles dentro de la matriz JSON,
reemplácelas por sus códigos de entidad HTML (&quot; para comilla doble, &#39; para comilla simple)
para aplicarlas correctamente.

Jerarquía de elementos
Este elemento tiene los siguientes elementos principales y secundarios.
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• Elementos principales: crowd-form (p. 544)
• Elementos secundarios: full-instructions (p. 570), short-instructions (p. 570)

Regions
Se requieren las siguientes regiones.

full-instructions

Instrucciones generales sobre cómo dibujar polígonos.

short-instructions

Instrucciones importantes específicas de la tarea que se muestran en un lugar destacado.

Output
La siguiente salida es compatible con este elemento.

polygons

Matriz de objetos JSON, cada uno de los cuales describe un polígono que ha creado el empleado. Cada
objeto JSON de la matriz contiene las propiedades siguientes.

• label— El texto asignado al polígono como parte de la tarea de etiquetado.
• vertices: matriz de objetos JSON. Cada objeto contiene un valor de coordenada x e y para un punto en el

polígono. La esquina superior izquierda de la imagen es 0,0.

inputImageProperties

Objeto JSON que especifica las dimensiones de la imagen que el empleado está comentando. Este objeto
contiene las siguientes propiedades.

• height— Altura, en píxeles, de la imagen.
• width— El ancho, en píxeles, de la imagen.

Example : salidas de ejemplo de los elementos

A continuación, se muestran ejemplos de salidas de escenarios de uso habituales para este elemento.

Una sola etiqueta, un solo polígono

{
    "annotatedResult": 
    {
      "inputImageProperties": {
        "height": 853,
        "width": 1280
      },
      "polygons": 
      [
        {
          "label": "dog",
          "vertices": 
          [
            {
              "x": 570,
              "y": 239
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            },
            {
              "x": 603,
              "y": 513
            },
            {
              "x": 823,
              "y": 645
            },
            {
              "x": 901,
              "y": 417
            },
            {
              "x": 759,
              "y": 281
            }
          ]
        }
      ]
    }
  }
]

Una sola etiqueta, varios polígonos

[
  {
    "annotatedResult": {
      "inputImageProperties": {
        "height": 853,
        "width": 1280
      },
      "polygons": [
        {
          "label": "dog",
          "vertices": [
            {
              "x": 570,
              "y": 239
            },
            {
              "x": 603,
              "y": 513
            },
            {
              "x": 823,
              "y": 645
            },
            {
              "x": 901,
              "y": 417
            },
            {
              "x": 759,
              "y": 281
            }
          ]
        },
        {
          "label": "dog",
          "vertices": [
            {
              "x": 870,
              "y": 278
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            },
            {
              "x": 908,
              "y": 446
            },
            {
              "x": 1009,
              "y": 602
            },
            {
              "x": 1116,
              "y": 519
            },
            {
              "x": 1174,
              "y": 498
            },
            {
              "x": 1227,
              "y": 479
            },
            {
              "x": 1179,
              "y": 405
            },
            {
              "x": 1179,
              "y": 337
            }
          ]
        }
      ]
    }
  }
]

Varias etiquetas, varios polígonos

[
  {
    "annotatedResult": {
      "inputImageProperties": {
        "height": 853,
        "width": 1280
      },
      "polygons": [
        {
          "label": "dog",
          "vertices": [
            {
              "x": 570,
              "y": 239
            },
            {
              "x": 603,
              "y": 513
            },
            {
              "x": 823,
              "y": 645
            },
            {
              "x": 901,
              "y": 417
            },
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            {
              "x": 759,
              "y": 281
            }
          ]
        },
        {
          "label": "cat",
          "vertices": [
            {
              "x": 870,
              "y": 278
            },
            {
              "x": 908,
              "y": 446
            },
            {
              "x": 1009,
              "y": 602
            },
            {
              "x": 1116,
              "y": 519
            },
            {
              "x": 1174,
              "y": 498
            },
            {
              "x": 1227,
              "y": 479
            },
            {
              "x": 1179,
              "y": 405
            },
            {
              "x": 1179,
              "y": 337
            }
          ]
        }
      ]
    }
  }
]

Puede tener disponibles numerosas etiquetas, pero solo se muestran en la salida las que se usan.

Véase también
Para obtener más información, consulte los siguientes temas.

• Utilice Amazon SageMaker Ground Truth para etiquetar datos. (p. 179)
• Referencia de Crowd HTML Elements (p. 521)

crowd-polilínea
Un widget para dibujar polilíneas o líneas en una imagen. Cada polilínea está asociada a una etiqueta y
puede incluir dos o más vértices. Una polilínea puede intersecarse y sus puntos inicial y final se pueden
colocar en cualquier lugar de la imagen.
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Vea un ejemplo interactivo de una plantilla HTML que utiliza este elemento HTML de multitud enCodePen.

A continuación se muestra un ejemplo de una plantilla Liquid que utiliza el elemento <crowd-polyline>.
Copie el siguiente código y guárdelo en un archivo con la extensión.html. Abra el archivo en cualquier
navegador para obtener una vista previa e interactuar con esta plantilla. Para obtener más ejemplos,
consulte este repositorio de GitHub.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form>
  <crowd-polyline
    name="crowdPolyline"
    src="{{ task.input.taskObject | grant_read_access }}"
    header="Add header here to describe the task"
    labels="['car','pedestrian','street car']"
  >
    <full-instructions>
        <p>Read the task carefully and inspect the image.</p>
        <p>Choose the appropriate label that best suits the image.</p>
        <p>Draw a polyline around the boundaries of all objects
        that the label applies to.</p>
        <p>Use the <b>Enter</b> key to complete a polyline.</p>
        <p>Make sure that the polyline fits tightly around the boundary
        of the object.</p>
    </full-instructions>

    <short-instructions>
        <p>Read the task carefully and inspect the image.</p>
        <p>Review the tool guide to learn how to use the polyline tool.</p>
        <p>Choose the appropriate label that best suits the image.</p>
        <p>To draw a polyline, select a label that applies to an object of interest 
            and add a single point to the photo by clicking on that point. Continue to 
            draw the polyline around the object by adding additional points
            around the object boundary.</p>
        <p>After you place the final point on the polyline, press <b>Enter</b> on your
        keyboard to complete the polyline.</p>

    </short-instructions>
  </crowd-polyline>
</crowd-form>

Attributes
Los siguientes atributos son compatibles con este elemento.

header

Opcional. El texto que se muestra por encima de la imagen. Por lo general, es una pregunta o
instrucciones sencillas para el empleado.

initial-value

Opcional. Matriz de objetos JSON, cada uno de los cuales establece una polilínea cuando se carga el
componente. Cada objeto JSON de la matriz contiene las propiedades siguientes:

• label— El texto asignado a la polilínea como parte de la tarea de etiquetado. Este texto debe coincidir
con una de las etiquetas definidas en ellabelsAtributo de<crowd-polyline>Elemento.

• vertices— elxyyCorrdinados de píxeles de los vértices de una polilínea, con respecto a la esquina
superior izquierda de la imagen.

 initial-value= "{
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    polylines: [
    {
        label: 'sideline', // label of this line annotation
        vertices:[         // an array of vertices which decide the position of the line
        {
            x: 84,
            y: 110
        },
        {
            x: 60,
            y: 100
        }
        ]
    },
    {
        label: 'yardline',
        vertices:[       
        {
            x: 651,
            y: 498
        },
        {
            x: 862,
            y: 869
        },
        {
            x: 1000,
            y: 869
        }
        ]
    }
   ]
}"

Polilíneas establecidas a través de la herramientainitial-valuese puede ajustar. Si
se ha ajustado o no una respuesta de trabajador se realiza un seguimiento a través de
uninitialValueModifiedboolean en la salida de respuesta de trabajo.

labels

Obligatorio. Matriz de cadenas con formato JSON, cada una de las cuales es una etiqueta que un
empleado puede asignar a la línea.

Limits:10 etiquetas

colores de la etiqueta

Opcional. Una matriz de cadenas. Cada cadena es un código hexadecimal (hexadecimal) para una
etiqueta.

name

Obligatorio. El nombre del widget. Se usa como clave para la entrada del widget en la salida del formulario.

src

Obligatorio. La dirección URL de la imagen en la que se dibujan las polilíneas.

Regions

Este elemento necesita las regiones siguientes.
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full-instructions

Instrucciones generales sobre cómo dibujar polilíneas.

short-instructions

Instrucciones importantes específicas de la tarea que se muestran en un lugar destacado.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form (p. 544)
• Elementos secundarios: short-instructions (p. 576), full-instructions (p. 576)

Output

inputImageProperties

Objeto JSON que especifica las dimensiones de la imagen que el empleado está comentando. Este objeto
contiene las siguientes propiedades.

• height— Altura, en píxeles, de la imagen.
• width— El ancho, en píxeles, de la imagen.

polylines

Una matriz JSON que contiene objetos con etiquetas y vértices de polilíneas.

• label— La etiqueta dada a una línea.
• vértices — elxyyCorrdinados de píxeles de los vértices de una polilínea, con respecto a la esquina

superior izquierda de la imagen.

Example : salidas de ejemplo de los elementos

A continuación se muestra un ejemplo de resultado de este elemento.

 {
    "crowdPolyline": { //This is the name you set for the crowd-polyline
      "inputImageProperties": {
        "height": 1254,
        "width": 2048
      },
      "polylines": [
        {
          "label": "sideline",
          "vertices": [
            {
              "x": 651,
              "y": 498
            },
            {
              "x": 862,
              "y": 869
            },
            {
              "x": 1449,
              "y": 611
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            }
          ]
        },
        {
          "label": "yardline",
          "vertices": [
            {
              "x": 1148,
              "y": 322
            },
            {
              "x": 1705,
              "y": 474
            },
            ,
            {
              "x": 1755,
              "y": 474
            }
          ]
        }
      ]
    }
  }

Véase también

Para obtener más información, consulte los siguientes temas.

• Utilice Amazon SageMaker Ground Truth para etiquetar datos. (p. 179)
• Referencia de Crowd HTML Elements (p. 521)

crowd-radio-button
Botón que puede estar activado o desactivado. Cuando hay botones de opción dentro de un grupo de
botones de opción, puede haber exactamente un botón de opción activado en el grupo, en cualquier
momento. El siguiente es un ejemplo de cómo configurar un elemento crowd-radio-button dentro de
un elemento crowd-radio-group.

Vea un ejemplo interactivo de una plantilla HTML que utiliza este elemento HTML de multitud enCodePen.

A continuación se muestra un ejemplo de la sintaxis que puede utilizar con el elemento <crowd-radio-
button>. Copie el siguiente código y guárdelo en un archivo con la extensión.html. Abra el archivo en
cualquier navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form>
<crowd-radio-group>
    <crowd-radio-button name="tech" value="tech">Technology</crowd-radio-button>
    <crowd-radio-button name="politics" value="politics">Politics</crowd-radio-button>
</crowd-radio-group>
</crowd-form>

El ejemplo anterior se puede ver en una plantilla de tareas de trabajador personalizada en este ejemplo de
GitHub: plantilla personalizada de trabajo de etiquetado de entidades.

Los botones de opción Multitud HTML Element no admiten la etiqueta HTML,required. Para realizar una
selección de botón de opción necesaria, utilice<input type="radio">elementos para crear botones
de opción y agregar elrequiredetiqueta. Lanameatributo para todos<input>que pertenezcan al mismo
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grupo de botones de opción deben ser los mismos. Por ejemplo, la siguiente plantilla requiere que el
usuario seleccione un botón de opción en el cuadroanimal-typeantes de enviar.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form>
  <p>Select an animal type:</p>
<img src="https://images.unsplash.com/photo-1537151608828-ea2b11777ee8?
ixlib=rb-1.2.1&ixid=eyJhcHBfaWQiOjEyMDd9&auto=format&fit=crop&w=1539&q=80" style="height:
 500; width: 400;"/>
<br><br>
<div>
  <input type="radio" id="cat" name="animal-type" value="cat" required>
  <label for="cat">Cat</label>
</div>
<div>
  <input type="radio" id="dog" name="animal-type" value="dog">
  <label for="dog">Dog</label>
</div>
<div>
  <input type="radio" id="unknown" name="animal-type" value="unknown">
  <label for="unknown">Unknown</label>
</div>
    <full-instructions header="Classification Instructions">
      <p>Read the task carefully and inspect the image.</p>
      <p>Choose the appropriate label that best suits the image.</p>
    </full-instructions>
    <short-instructions>
      <p>Read the task carefully and inspect the image.</p>
      <p>Choose the appropriate label that best suits the image.</p>
    </short-instructions>
</crowd-form>

Attributes

Los siguientes atributos son compatibles con este elemento.

checked

Conmutador booleano que, si está presente, muestra activado el botón de opción.

disabled

Conmutador booleano que, si está presente, muestra deshabilitado el botón e impide que se active.

name

Cadena que se utiliza para identificar la respuesta enviada por el empleado. Este valor coincidirá con una
clave del objeto JSON que especifica la respuesta.

Note

Si utiliza los botones fuera de un elemento crowd-radio-group (p. 579) pero con la misma
cadena name y diferentes cadenas value, el objeto name de la salida contendrá un valor
booleano para cada cadena value. Para asegurarse de que solo se selecciona un botón en un
grupo, conviértalos en elementos secundarios de un elemento crowd-radio-group (p. 579) y
utilice diferentes valores de nombre.

value

Nombre de propiedad para el valor booleano del elemento. Si no se especifica, usa "on" como valor
predeterminado; por ejemplo, { "<name>": { "<value>": <true or false> } }.
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Jerarquía de elementos
Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-radio-group (p. 579)
• Elementos secundarios: ninguno

Output
Genera un objeto con el siguiente patrón: { "<name>": { "<value>": <true or false> } }.
Si utiliza los botones fuera de uncrowd-radio-group (p. 579)elemento, pero con el mismonameCadena
y diferentevalue, el objeto name contendrá un valor booleano para cadavalueUna cadena. Para
asegurarse de que solo se selecciona uno de un grupo de botones, conviértalos en elementos secundarios
de un elemento crowd-radio-group (p. 579) y use diferentes valores de nombre.

Example Resultado de ejemplo de este elemento

[
  {
    "btn1": {
      "yes": true
    },
    "btn2": {
      "no": false
    }
  }
]

Véase también
Para obtener más información, consulte los siguientes temas.

• Utilice Amazon SageMaker Ground Truth para etiquetar datos. (p. 179)
• Referencia de Crowd HTML Elements (p. 521)

crowd-radio-group
Grupo de botones de opción. Solo se puede seleccionar un botón de opción en el grupo. Si se selecciona
un botón de opción, se desactivará cualquier botón de opción que se haya elegido previamente en el
mismo grupo. Para obtener un ejemplo de una plantilla de interfaz de usuario personalizada que utiliza
el elemento crowd-radio-group, consulte esta plantilla personalizada de trabajo de etiquetado de
reconocimiento de entidades.

Vea un ejemplo interactivo de una plantilla HTML que utiliza este elemento HTML de multitud enCodePen.

A continuación se muestra un ejemplo de la sintaxis que puede utilizar con el elemento <crowd-radio-
group>. Copie el siguiente código y guárdelo en un archivo con la extensión.html. Abra el archivo en
cualquier navegador para obtener una vista previa e interactuar con esta plantilla.

  
<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<style>
 body {
  padding-left: 20px;
  margin-bottom: 20px;
 }
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 #outer-container {
     display: flex;
     justify-content: space-around;
     max-width: 900px;
     margin-left: 100px;
 }
 .left-container {
     margin-right: auto;
     padding-right: 50px;
 }
 .right-container {
     margin-left: auto;
     padding-left: 50px;
 }
 #vertical-separator {
     border: solid 1px #d5dbdb;
 }
</style>

<crowd-form>
    <div>
        <h1>Instructions</h1>
 Lorem ipsum...
    </div>
    <div>
        <h2>Background</h2>
     <p>Lorem ipsum dolor sit amet, consectetur adipiscing elit, sed do eiusmod tempor
 incididunt ut labore et dolore magna aliqua. Ut enim ad minim veniam, quis nostrud
 exercitation ullamco laboris nisi ut aliquip ex ea commodo consequat.</p>
    </div>
    <div id="outer-container">
 <span class="left-container">
     <h2>Option 1</h2>
     <p>Nulla facilisi morbi tempus iaculis urna. Orci dapibus ultrices in iaculis nunc sed
 augue lacus.</p>
 </span>
 <span id="vertical-separator"></span>
 <span class="right-container">
     <h2>Option 2</h2>
     <p>Ultrices vitae auctor eu augue ut. Pellentesque massa placerat duis ultricies lacus
 sed turpis tincidunt id.</p>
 </span>
    </div>
    <div>
        <h2>Question</h2>
     <p>Which do you agree with?</p>
 <crowd-radio-group>
     <crowd-radio-button name="option1" value="Option 1">Option 1</crowd-radio-button>
     <crowd-radio-button name="option2" value="Option 2">Option 2</crowd-radio-button>
 </crowd-radio-group>

     <p>Why did you choose this answer?</p>
 <crowd-text-area name="explanation" placeholder="Explain how you reached your
 conclusion..."></crowd-text-area>
    </div>
</crowd-form>

Attributes

Este elemento no admite atributos especiales.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.
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• Elementos principales: crowd-form (p. 544)
• Elementos secundarios: crowd-radio-button (p. 577)

Output

Genera una matriz de objetos que representa los elementos crowd-radio-button (p. 577) que contiene.

Example Ejemplo de salida de elementos

[
  {
    "btn1": {
      "yes": true
    },
    "btn2": {
      "no": false
    }
  }
]

Véase también

Para obtener más información, consulte los siguientes temas.

• Utilice Amazon SageMaker Ground Truth para etiquetar datos. (p. 179)
• Referencia de Crowd HTML Elements (p. 521)

crowd-semantic-segmentation
Widget para segmentar una imagen y asignar una etiqueta a cada segmento de imagen.

Vea un ejemplo interactivo de una plantilla HTML que utiliza este elemento HTML de multitud enCodePen.

A continuación se muestra un ejemplo de una plantilla Liquid que utiliza el elemento <crowd-semantic-
segmentation>. Copie el siguiente código y guárdelo en un archivo con la extensión.html. Abra el
archivo en cualquier navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form>
  <crowd-semantic-segmentation
    name="annotatedResult"
    src="{{ task.input.taskObject | grant_read_access }}"
    header="Please label each of the requested objects in this image"
    labels="['Cat', 'Dog', 'Bird']"
  >
    <full-instructions header="Segmentation Instructions">
      <ol>
          <li><strong>Read</strong> the task carefully and inspect the image.</li>
          <li><strong>Read</strong> the options and review the examples provided to
 understand more about the labels.</li>
          <li><strong>Choose</strong> the appropriate label that best suits the image.</li>
      </ol>
    </full-instructions>

    <short-instructions>
      <p>Use the tools to label the requested items in the image</p>
    </short-instructions>
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  </crowd-semantic-segmentation>
</crowd-form>

Attributes

Los siguientes atributos son compatibles con este elemento.

header

El texto que se muestra por encima de la imagen. Por lo general, es una pregunta o instrucciones sencillas
para el empleado.

initial-value

Objeto JSON que contiene las asignaciones de color de un trabajo anterior de segmentación semántica
y un vínculo a la salida de imagen superpuesta por el trabajo anterior. Incluya esto cuando desee que un
trabajador humano verifique los resultados de un trabajo de etiquetado anterior y, si es necesario, lo ajuste.

El atributo se parecería al código siguiente:

  initial-value='{
    "labelMappings": {
        "Bird": {
          "color": "#ff7f0e"
        },
        "Cat": {
          "color": "#2ca02c"
        },
        "Cow": {
          "color": "#d62728"
        },
        "Dog": {
          "color": "#1f77b4"
        }
      },
    "src": {{ "S3 file URL for image" | grant_read_access }}
  }'

Uso de Ground TruthGenerados en tipos de tareasporConsolidación de comentarios(donde más de un
empleado etiqueta una sola imagen), las asignaciones de etiquetas se incluyan en registros de salida de
trabajador individuales, sin embargo, el resultado general se representará comointernal-color-mapen
los resultados consolidados.

Puede convertir internal-color-map en label-mappings en una plantilla personalizada utilizando el
lenguaje de plantillas Liquid:

initial-value="{
  'src' : '{{ task.input.manifestLine.label-attribute-name-from-prior-job|
 grant_read_access }}',
  'labelMappings': {
     {% for box in task.input.manifestLine.label-attribute-name-from-prior-job-
metadata.internal-color-map %}
       {% if box[1]['class-name'] != 'BACKGROUND' %}
         {{ box[1]['class-name'] | to_json }}: {
           'color': {{ box[1]['hex-color'] | to_json }}
         },
       {% endif %} 
     {% endfor %}
   } 
}"
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labels

Matriz de cadenas con formato JSON, cada una de las cuales es una etiqueta que un empleado puede
asignar a un segmento de la imagen.

name

El nombre del widget. Se usa como clave para la entrada del widget en la salida del formulario.

src

La dirección URL de la imagen que se va a segmentar.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form (p. 544)
• Elementos secundarios: full-instructions (p. 583), short-instructions (p. 583)

Regions

Las regiones siguientes son compatibles con este elemento.

full-instructions

Instrucciones generales sobre cómo segmentar imágenes.

short-instructions

Instrucciones importantes específicas de la tarea que se muestran en un lugar destacado.

Output

La siguiente salida es compatible con este elemento.

labeledImage

Objeto JSON que contiene un PNG con codificación Base64 de las etiquetas.

labelMappings

Objeto JSON que contiene objetos denominados con etiquetas de segmentación.

• color— El valor hexadecimal del color RGB de la etiqueta en ellabeledImagePNG.

initialValueModified

Valor booleano que indica si se han modificado los valores iniciales. Solo se incluye cuando la salida
proviene de una tarea de ajuste.

inputImageProperties

Objeto JSON que especifica las dimensiones de la imagen que el empleado está comentando. Este objeto
contiene las siguientes propiedades.

• height— Altura, en píxeles, de la imagen.
• width— El ancho, en píxeles, de la imagen.
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Example : salidas de ejemplo de los elementos

A continuación se muestra un ejemplo de resultado para este elemento.

[
  {
    "annotatedResult": {
      "inputImageProperties": {
        "height": 533,
        "width": 800
      },
      "labelMappings": {
        "<Label 2>": {
          "color": "#ff7f0e"
        },
        "<label 3>": {
          "color": "#2ca02c"
        },
        "<label 1>": {
          "color": "#1f77b4"
        }
      },
      "labeledImage": {
        "pngImageData": "<Base-64 Encoded Data>"
      }
    }
  }
]

Véase también
Para obtener más información, consulte los siguientes temas.

• Utilice Amazon SageMaker Ground Truth para etiquetar datos. (p. 179)
• Referencia de Crowd HTML Elements (p. 521)

crowd-slider
Barra con un botón deslizante que permite a un empleado seleccionar un valor de un intervalo de valores
moviendo el botón. El control deslizante es excelente para configuraciones que reflejen niveles de
intensidad, como, por ejemplo, volumen, brillo o saturación de color.

Vea un ejemplo interactivo de una plantilla HTML que utiliza este elemento HTML de multitud enCodePen.

A continuación se muestra un ejemplo de una plantilla de topografía que utiliza el elemento <crowd-
slider>. Copie el siguiente código y guárdelo en un archivo con la extensión.html. Abra el archivo en
cualquier navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form>
<crowd-instructions link-text="View instructions" link-type="button">
  <short-summary>
    <p>Provide a brief instruction here</p>
  </short-summary>

  <detailed-instructions>
    <h3>Provide more detailed instructions here</h3>
    <p>Include additional information</p>
  </detailed-instructions>
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  <positive-example>
    <p>Provide an example of a good answer here</p>
    <p>Explain why it's a good answer</p>
  </positive-example>

  <negative-example>
    <p>Provide an example of a bad answer here</p>
    <p>Explain why it's a bad answer</p>
  </negative-example>
</crowd-instructions>

<div>
  <p>What is your favorite color for a bird?</p>
  <crowd-input name="favoriteColor" placeholder="example: pink" required></crowd-input>
</div>

<div>
  <p>Check this box if you like birds</p>
  <crowd-checkbox name="likeBirds" checked="true" required></crowd-checkbox>
</div>

<div>
  <p>On a scale of 1-10, how much do you like birds?</p>
  <crowd-slider name="howMuch" min="1" max="10" step="1" pin="true" required></crowd-
slider>
</div>

<div>
  <p>Write a short essay describing your favorite bird</p>
  <crowd-text-area name="essay" rows="4" placeholder="Lorem ipsum..." required></crowd-
text-area>
</div>
</crowd-form>

Attributes
Los siguientes atributos son compatibles con este elemento.

disabled

Conmutador booleano que, si está presente, muestra deshabilitado el control deslizante.

editable

Conmutador booleano que, si está presente, muestra un botón hacia arriba o hacia abajo que se puede
elegir para seleccionar el valor.

La selección de un valor con el botón hacia arriba o hacia abajo es una alternativa a seleccionar dicho
valor moviendo el botón del control deslizante. El botón del control deslizante se moverá en sincronización
con las opciones de botón hacia arriba o hacia abajo.

max

Número que especifica el valor máximo del control deslizante.

min

Número que especifica el valor mínimo del control deslizante.

name

Cadena que se utiliza para identificar la respuesta enviada por el empleado. Este valor coincidirá con una
clave del objeto JSON que especifica la respuesta.
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pin

Conmutador booleano que, si está presente, muestra el valor actual por encima del botón cuando este se
mueve.

required

Conmutador booleano que, si está presente, requiere que el empleado proporcione información.

secondary-progress

Cuando se utiliza con un atributo CSS crowd-slider-secondary-color, la barra de progresión estará
coloreada hasta el punto representado por el secondary-progress. Por ejemplo, si este representara la
progresión en un vídeo en streaming, value representaría en qué punto de la escala de tiempo del vídeo
se encuentra el espectador. El valor secondary-progress representaría el punto de la escala de tiempo
en el que el vídeo se había almacenado en búfer.

step

Número que especifica la diferencia entre los valores seleccionables del control deslizante.

value

Un elemento preestablecido que se convierte en valor predeterminado si el empleado no proporciona
entrada.

Jerarquía de elementos
Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form (p. 544)
• Elementos secundarios: ninguno

Véase también
Para obtener más información, consulte los siguientes temas.

• Utilice Amazon SageMaker Ground Truth para etiquetar datos. (p. 179)
• Referencia de Crowd HTML Elements (p. 521)

crowd-tab
Componente diseñado para verse como una pestaña con información debajo.

Vea un ejemplo interactivo de una plantilla HTML que utiliza este elemento HTML de multitud enCodePen.

A continuación se muestra un ejemplo de una plantilla que utiliza el elemento <crowd-tab>. Copie el
siguiente código y guárdelo en un archivo con la extensión.html. Abra el archivo en cualquier navegador
para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form>
  <crowd-tabs>
    <crowd-tab header="Tab 1">
      <h2>Image</h2>

      <img
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        src="https://images.unsplash.com/photo-1478382188900-5bb598fe27d3?
ixlib=rb-1.2.1&ixid=eyJhcHBfaWQiOjEyMDd9&auto=format&fit=crop&w=1351&q=80"
        style="max-width: 40%"
      >

      <h2>Text</h2>
      <p>
      Lorem ipsum dolor sit amet, consectetur adipiscing elit, sed do eiusmod tempor
 incididunt ut labore et dolore magna aliqua.
      </p>
      <p>
      Sed risus ultricies tristique nulla aliquet enim tortor at auctor. Tempus egestas sed
 sed risus.
      </p>
    </crowd-tab>

    <crowd-tab header="Tab 2">
      <h2>Description</h2>
      <p>
      Sed risus ultricies tristique nulla aliquet enim tortor at auctor. Tempus egestas sed
 sed risus.
      </p>
    </crowd-tab>

    <crowd-tab header="Tab 3">
      <div style="width: 40%; display: inline-block">
        <img
          src="https://images.unsplash.com/photo-1472747459646-91fd6f13995f?
ixlib=rb-1.2.1&ixid=eyJhcHBfaWQiOjEyMDd9&auto=format&fit=crop&w=1350&q=80"
          style="max-width: 80%"
        >
        <crowd-input label="Input inside tab" name="inputInsideTab"></crowd-input>
        <input type="checkbox" name="checkbox" value="foo">Foo
        <input type="checkbox" name="checkbox" value="bar">Bar
        <crowd-button>Some button</crowd-button>
      </div>

      <div style="width: 40%; display: inline-block; vertical-align: top">
        Lorem ipsum dolor sit amet, lorem a wisi nibh, in pulvinar, consequat praesent
 vestibulum tellus ante felis auctor, vitae lobortis dictumst mauris. 
        Pellentesque nulla ipsum ante quisque quam augue. 
        Class lacus id euismod, blandit tempor mauris quisque tortor mauris, urna gravida
 nullam pede libero, ut suscipit orci faucibus lacus varius ornare, pellentesque ipsum. 
        At etiam suspendisse est elementum luctus netus, vel sem nulla sodales, potenti
 magna enim ipsum diam tortor rutrum, 
        quam donec massa elit ac, nam adipiscing sed at leo ipsum consectetuer. Ac turpis
 amet wisi, porttitor sint lacus ante, turpis accusantium, ac maecenas deleniti, 
        nisl leo sem integer ac dignissim. Lobortis etiam luctus lectus odio auctor. Justo
 vitae, felis integer id, bibendum accumsan turpis eu est mus eros, ante id eros. 
      </div>
    </crowd-tab>

  </crowd-tabs>

  <crowd-input label="Input outside tabs" name="inputOutsideTab"></crowd-input>

  <short-instructions>
    <p>Sed risus ultricies tristique nulla aliquet enim tortor at auctor. Tempus egestas
 sed sed risus.</p>
</short-instructions>

<full-instructions header="Classification Instructions">
    <p>Lorem ipsum dolor sit amet, consectetur adipiscing elit, sed do eiusmod tempor
 incididunt ut labore et dolore magna aliqua.</p>
    <p> Tempus egestas sed sed risus.</p>
</full-instructions>
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</crowd-form>

Attributes
Los siguientes atributos son compatibles con este elemento.

header

Texto que aparece en la pestaña. Normalmente se trata de algún tipo de nombre descriptivo breve
indicativo de la información contenida debajo de la pestaña.

Jerarquía de elementos
Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-tabs (p. 588)
• Elementos secundarios: ninguno

Véase también
Para obtener más información, consulte los siguientes temas.

• Utilice Amazon SageMaker Ground Truth para etiquetar datos. (p. 179)
• Referencia de Crowd HTML Elements (p. 521)

crowd-tabs
Contenedor para información en pestañas.

Vea un ejemplo interactivo de una plantilla HTML que utiliza este elemento HTML de multitud enCodePen.

A continuación se muestra un ejemplo de una plantilla que utiliza el elemento <crowd-tabs>. Copie el
siguiente código y guárdelo en un archivo con la extensión.html. Abra el archivo en cualquier navegador
para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form>
  <crowd-tabs>
    <crowd-tab header="Tab 1">
      <h2>Image</h2>

      <img
        src="https://images.unsplash.com/photo-1478382188900-5bb598fe27d3?
ixlib=rb-1.2.1&ixid=eyJhcHBfaWQiOjEyMDd9&auto=format&fit=crop&w=1351&q=80"
        style="max-width: 40%"
      >

      <h2>Text</h2>
      <p>
      Lorem ipsum dolor sit amet, consectetur adipiscing elit, sed do eiusmod tempor
 incididunt ut labore et dolore magna aliqua.
      </p>
      <p>
      Sed risus ultricies tristique nulla aliquet enim tortor at auctor. Tempus egestas sed
 sed risus.
      </p>
    </crowd-tab>
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    <crowd-tab header="Tab 2">
      <h2>Description</h2>
      <p>
      Sed risus ultricies tristique nulla aliquet enim tortor at auctor. Tempus egestas sed
 sed risus.
      </p>
    </crowd-tab>

    <crowd-tab header="Tab 3">
      <div style="width: 40%; display: inline-block">
        <img
          src="https://images.unsplash.com/photo-1472747459646-91fd6f13995f?
ixlib=rb-1.2.1&ixid=eyJhcHBfaWQiOjEyMDd9&auto=format&fit=crop&w=1350&q=80"
          style="max-width: 80%"
        >
        <crowd-input label="Input inside tab" name="inputInsideTab"></crowd-input>
        <input type="checkbox" name="checkbox" value="foo">Foo
        <input type="checkbox" name="checkbox" value="bar">Bar
        <crowd-button>Some button</crowd-button>
      </div>

      <div style="width: 40%; display: inline-block; vertical-align: top">
        Lorem ipsum dolor sit amet, lorem a wisi nibh, in pulvinar, consequat praesent
 vestibulum tellus ante felis auctor, vitae lobortis dictumst mauris. 
        Pellentesque nulla ipsum ante quisque quam augue. 
        Class lacus id euismod, blandit tempor mauris quisque tortor mauris, urna gravida
 nullam pede libero, ut suscipit orci faucibus lacus varius ornare, pellentesque ipsum. 
        At etiam suspendisse est elementum luctus netus, vel sem nulla sodales, potenti
 magna enim ipsum diam tortor rutrum, 
        quam donec massa elit ac, nam adipiscing sed at leo ipsum consectetuer. Ac turpis
 amet wisi, porttitor sint lacus ante, turpis accusantium, ac maecenas deleniti, 
        nisl leo sem integer ac dignissim. Lobortis etiam luctus lectus odio auctor. Justo
 vitae, felis integer id, bibendum accumsan turpis eu est mus eros, ante id eros. 
      </div>
    </crowd-tab>

  </crowd-tabs>

  <crowd-input label="Input outside tabs" name="inputOutsideTab"></crowd-input>

  <short-instructions>
    <p>Sed risus ultricies tristique nulla aliquet enim tortor at auctor. Tempus egestas
 sed sed risus.</p>
</short-instructions>

<full-instructions header="Classification Instructions">
    <p>Lorem ipsum dolor sit amet, consectetur adipiscing elit, sed do eiusmod tempor
 incididunt ut labore et dolore magna aliqua.</p>
    <p> Tempus egestas sed sed risus.</p>
</full-instructions>

</crowd-form>

Attributes
Este elemento no tiene atributos.

Jerarquía de elementos
Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form (p. 544)
• Elementos secundarios: crowd-tab (p. 586)
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Véase también

Para obtener más información, consulte los siguientes temas.

• Utilice Amazon SageMaker Ground Truth para etiquetar datos. (p. 179)
• Referencia de Crowd HTML Elements (p. 521)

crowd-text-area
Campo para entrada de texto.

Vea un ejemplo interactivo de una plantilla HTML que utiliza este elemento HTML de multitud enCodePen.

A continuación se muestra un ejemplo de una plantilla Liquid diseñada para transcribir clips de audio
que utiliza el elemento <crowd-text-area>. Copie el siguiente código y guárdelo en un archivo con la
extensión.html. Abra el archivo en cualquier navegador para obtener una vista previa e interactuar con
esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form>
  <audio controls>
      <source src="{{ task.input.taskObject | grant_read_access }}" type="audio/mpeg">
      Your browser does not support the audio element.
  </audio>
  <h3>Instructions</h3>
  <p>Transcribe the audio</p>
  <p>Ignore "umms", "hmms", "uhs" and other non-textual phrases</p>
  <crowd-text-area name="transcription" rows="4"></crowd-text-area>
</crowd-form>

Attributes

Los siguientes atributos son compatibles con este elemento.

auto-focus

Conmutador booleano que, si está presente, pone el cursor en este elemento en carga para que los
usuarios puedan comenzar a escribir inmediatamente sin tener que hacer clic en el elemento.

auto-validate

Conmutador booleano que, si está presente, activa la validación de entrada. El comportamiento del
validador se puede modificar mediante los atributos error-message y allowed-pattern.

char-counter

Conmutador booleano que, si está presente, pone un pequeño campo de texto bajo la esquina inferior
derecha del elemento, en la que se muestra la cantidad de caracteres que hay dentro del elemento.

disabled

Conmutador booleano que, si está presente, muestra deshabilitada el área de entrada.

error-message

Texto que se va a mostrar debajo del campo de entrada, en el lado izquierdo, si se produce un error de
validación.
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label

Cadena que se muestra dentro de un campo de texto.

Este texto se reduce y se eleva por encima de un campo de texto cuando el empleado comienza a escribir
en el campo o cuando el atributo value está establecido.

max-length

Número entero que especifica el número máximo de caracteres permitido por el elemento. No se tendrán
en cuenta los caracteres escritos o pegados que superen dicho número máximo.

max-rows

Número entero que especifica el número máximo de filas de texto que se permiten dentro de un crowd-
text-area. Normalmente el elemento se expande para abarcar nuevas filas. Si max-rows se establece y el
número de filas lo supera, el contenido se desplaza hacia arriba, fuera de la vista, y aparece un control de
la barra de desplazamiento.

name

Cadena que se utiliza para representar los datos del elemento en la salida.

placeholder

Cadena que se presenta al usuario como marcador de posición. Desaparece después de que el usuario
pone algo en el área de entrada.

rows

Número entero que especifica la altura del elemento en filas de texto.

value

Un elemento preestablecido que se convierte en valor predeterminado si el empleado no proporciona
entrada. El elemento preestablecido aparece en un cuadro de texto.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form (p. 544)
• Elementos secundarios: ninguno

Output

Este elemento devuelve el name como un nombre de propiedad y el contenido de texto del elemento como
el valor. Los retornos de carro del texto se representan como \n.

Example Resultado de ejemplo de este elemento

[
  {
    "textInput1": "This is the text; the text that\nmakes the crowd go wild."
  }
]
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Véase también
Para obtener más información, consulte los siguientes temas.

• Utilice Amazon SageMaker Ground Truth para etiquetar datos. (p. 179)
• Referencia de Crowd HTML Elements (p. 521)

crowd-toast
Notificación sutil que aparece temporalmente en la pantalla. Solo se ve un crowd-toast.

Vea un ejemplo interactivo de una plantilla HTML que utiliza este elemento HTML de multitud enCodePen.

A continuación se muestra un ejemplo de una plantilla Liquid que utiliza el elemento <crowd-toast>.
Copie el siguiente código y guárdelo en un archivo con la extensión.html. Abra el archivo en cualquier
navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form>
  <p>Find the official website for: <strong>{{ task.input.company }}</strong></p>
  <p>Do not give Yelp pages, LinkedIn pages, etc.</p>
  <p>Include the http:// prefix from the website</p>
  <crowd-input name="website" placeholder="http://example.com"></crowd-input>

  <crowd-toast duration="10000" opened>
    This is a message that you want users to see when opening the template. This message
 will disappear in 10 seconds. 
   </crowd-toast>

</crowd-form>

Attributes
Los siguientes atributos son compatibles con este elemento.

duration

Número que especifica el tiempo, en milisegundos, que la notificación se ve en la pantalla.

text

El texto que se muestra en la notificación.

Jerarquía de elementos
Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form (p. 544)
• Elementos secundarios: ninguno

Véase también
Para obtener más información, consulte los siguientes temas.

• Utilice Amazon SageMaker Ground Truth para etiquetar datos. (p. 179)
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• Referencia de Crowd HTML Elements (p. 521)

crowd-toggle-button
Botón que actúa como interruptor de encendido/apagado y conmuta un estado.

Vea un ejemplo interactivo de una plantilla HTML que utiliza este elemento HTML de multitud enCodePen.

En el ejemplo siguiente se muestran diferentes formas de utilizar para utilizar el elemento HTML <crowd-
toggle-button>. Copie el siguiente código y guárdelo en un archivo con la extensión.html. Abra el
archivo en cualquier navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form>
  <!--Toggle button without value-->
  <crowd-toggle-button name="toggleButtonWithoutValue"></crowd-toggle-button>

  <!--Toggle button with value-->
  <crowd-toggle-button name="toggleButtonWithValue" value="someValue"></crowd-toggle-
button>

  <!--Toggle button disabled-->
  <crowd-toggle-button name="toggleButtonDisabled" disabled></crowd-toggle-button>

  <!--Toggle button marked invalid-->
  <crowd-toggle-button name="toggleButtonInvalid" invalid></crowd-toggle-button>

  <!--Toggle button marked required-->
  <crowd-toggle-button name="toggleButtonRequired" required></crowd-toggle-button>
</crowd-form>

Attributes

Los siguientes atributos son compatibles con este elemento.

checked

Conmutador booleano que, si está presente, muestra el botón en la posición de encendido.

disabled

Conmutador booleano que, si está presente, muestra el botón como deshabilitado y evita que se hagan
conmutaciones.

invalid

Cuando está en la posición de desactivado, un botón que use este atributo se visualizará con un color de
alerta. El estándar es rojo, pero se puede cambiar en CSS. Cuando esté en la posición de activado, el
botón se mostrará en el mismo color que otros botones que estén en la posición de activado.

name

Cadena que se utiliza para identificar la respuesta enviada por el empleado. Este valor coincide con una
clave del objeto JSON que especifica la respuesta.

required

Conmutador booleano que, si está presente, requiere que el empleado proporcione información.
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value

Valor que se utiliza en la salida como nombre de propiedad para el estado booleano del elemento. Toma
"on" como valor predeterminado si no se proporciona.

Jerarquía de elementos
Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form (p. 544)
• Elementos secundarios: ninguno

Output
Este elemento devuelve name como nombre de un objeto, que contiene el elemento value como nombre
de propiedad y el estado del elemento como valor booleano para la propiedad. Si no se especifica ningún
valor para el elemento, el nombre de la propiedad toma de forma predeterminada el valor "on".

Example Resultado de ejemplo de este elemento

[
  {
    "theToggler": {
      "on": true
    }
  }
]

Véase también
Para obtener más información, consulte los siguientes temas.

• Utilice Amazon SageMaker Ground Truth para etiquetar datos. (p. 179)
• Referencia de Crowd HTML Elements (p. 521)

Elementos Augmented AI de
Los siguientes Crowd HTML Elements solo están disponibles para las tareas de flujo de trabajo humano de
Augmented AI de Amazon.

Temas
• crowd-textract-analyze-document (p. 594)
• crowd-rekognition-detect-moderation-labels (p. 598)

crowd-textract-analyze-document
Un widget para permitir la revisión humana de un resultado de análisis de documentos de Amazon
Textract.

Attributes
Los siguientes atributos son compatibles con este elemento.

header

Este es el texto que se muestra como encabezado.
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src

Este es un enlace a la imagen para que la analice el trabajador.

initialValue

Establece los valores iniciales de los atributos encontrados en la interfaz de usuario de trabajo.

A continuación, se muestra un ejemplo de una entrada de initialValue:

[
            {
                "blockType": "KEY_VALUE_SET",
                "confidence": 38.43309020996094,
                "geometry": {
                    "boundingBox": {
                        "width": 0.32613086700439453,
                        "weight": 0.0942094624042511,
                        "left": 0.4833833575248718,
                        "top": 0.5227988958358765
                    },
                    "polygon": [
                        {"X": 0.123, "Y": 0.345}, ...
                    ]
                }
                "id": "8c97b240-0969-4678-834a-646c95da9cf4",
                "relationships": [
                    {
                        "type": "CHILD",
                        "ids": [
                            "7ee7b7da-ee1b-428d-a567-55a3e3affa56",
                            "4d6da730-ba43-467c-a9a5-c6137ba0c472"
                        ]
                    },
                    {
                        "type": "VALUE",
                        "ids": [
                            "6ee7b7da-ee1b-428d-a567-55a3e3affa54"
                        ]
                    }
                ],
                "entityTypes": [
                    "KEY"
                ],
                "text": "Foo bar"
            },
]

blockTypes

Esto determina el tipo de análisis que pueden hacer los trabajadores. Solo se admite KEY_VALUE_SET
actualmente.

keys

Esto especifica nuevas claves y el valor de texto asociado que el trabajador puede agregar. Los valores de
entrada para keys pueden incluir los siguientes elementos:

• importantFormKey acepta cadenas y se utiliza para especificar una sola clave.
• importantFormKeyAliases se puede utilizar para especificar alias que son alternativas aceptables a

las claves suministradas. Utilice este elemento para identificar ortografías o presentaciones alternativas
de sus claves. Este parámetro acepta una lista de una o varias cadenas.

595



Amazon SageMaker Developer Guide
Elementos Augmented AI de

A continuación, se muestra un ejemplo de entrada de keys:

[
      {
        importantFormKey: 'Address',
        importantFormKeyAliases: [
          'address',
          'Addr.',
          'Add.',
        ]
      },
      {
        importantFormKey: 'Last name',
        importantFormKeyAliases: ['Surname']
      }
]

no-key-edit

Esto impide que los trabajadores editen las claves de las anotaciones transferidas mediante
initialValue. Esto impide que los trabajadores editen las claves detectadas en los documentos. Esto
es necesario.

no-geometry-edit

Esto impide que los trabajadores editen los polígonos de las anotaciones transferidos mediante
initialValue. Por ejemplo, esto impediría al trabajador editar el cuadro delimitador alrededor de una
clave determinada. Esto es necesario.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form
• Elementos secundarios —full-instructions (p. 596),short-instructions (p. 596)

Regions

Las regiones siguientes son compatibles con este elemento. Puede usar código HTML y CSS
personalizado dentro de estas regiones para dar formato a sus instrucciones para los trabajadores. Por
ejemplo, utilice la sección short-instructions para proporcionar ejemplos buenos y malos de cómo
completar una tarea.

full-instructions

Instrucciones generales acerca de cómo utilizar el widget.

short-instructions

Instrucciones importantes específicas de la tarea que se muestran en un lugar destacado.

Ejemplo de una plantilla de trabajador que utiliza el elemento crowd

Un ejemplo de una plantilla de trabajador que utiliza este elemento crowd se vería como se indica a
continuación.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
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{% capture s3_uri %}http://s3.amazonaws.com/
{{ task.input.aiServiceRequest.document.s3Object.bucket }}/
{{ task.input.aiServiceRequest.document.s3Object.name }}{% endcapture %}

<crowd-form>
  <crowd-textract-analyze-document
    src="{{ s3_uri | grant_read_access }}"
    initial-value="{{ task.input.selectedAiServiceResponse.blocks }}"
    header="Review the key-value pairs listed on the right and correct them if they don't
 match the following document."
    no-key-edit
    no-geometry-edit
    keys="{{ task.input.humanLoopContext.importantFormKeys }}"
    block-types="['KEY_VALUE_SET']"
  >
    <short-instructions header="Instructions">
      <style>
        .instructions {
          white-space: pre-wrap;
        }
        .instructionsImage {
          display: inline-block;
          max-width: 100%;
        }
      </style>
      <p class='instructions'>Click on a key-value block to highlight the corresponding
 key-value pair in the document.

If it is a valid key-value pair, review the content for the value. If the content is
 incorrect, correct it.

The text of the value is incorrect, correct it.
<img class='instructionsImage' src="https://assets.crowd.aws/images/a2i-console/correct-
value-text.png" />

A wrong value is identified, correct it.
<img class='instructionsImage' src="https://assets.crowd.aws/images/a2i-console/correct-
value.png" />

If it is not a valid key-value relationship, choose No.
<img class='instructionsImage' src="https://assets.crowd.aws/images/a2i-console/not-a-key-
value-pair.png" />

If you can’t find the key in the document, choose Key not found.
<img class='instructionsImage' src="https://assets.crowd.aws/images/a2i-console/key-is-not-
found.png" />

If the content of a field is empty, choose Value is blank.
<img class='instructionsImage' src="https://assets.crowd.aws/images/a2i-console/value-is-
blank.png" />

<b>Examples</b>
Key and value are often displayed next or below to each other.

Key and value displayed in one line.
<img class='instructionsImage' src="https://assets.crowd.aws/images/a2i-console/sample-key-
value-pair-1.png" />

Key and value displayed in two lines.
<img class='instructionsImage' src="https://assets.crowd.aws/images/a2i-console/sample-key-
value-pair-2.png" />

If the content of the value has multiple lines, enter all the text without line break.
 Include all value text even if it extends beyond the highlight box.
<img class='instructionsImage' src="https://assets.crowd.aws/images/a2i-console/multiple-
lines.png" /></p>
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    </short-instructions>

    <full-instructions header="Instructions"></full-instructions>
  </crowd-textract-analyze-document>
</crowd-form>

Output

A continuación se muestra un ejemplo de resultado para este elemento. Puede encontrar una explicación
detallada de este resultado en la página Amazon Textract.AnalyzeDocumentDocumentación de la API.

{
  "AWS/Textract/AnalyzeDocument/Forms/V1": {
    blocks: [
      {
        "blockType": "KEY_VALUE_SET",
        "id": "8c97b240-0969-4678-834a-646c95da9cf4",
        "relationships": [
          {
            "type": "CHILD",
            "ids": ["7ee7b7da-ee1b-428d-a567-55a3e3affa56", "4d6da730-ba43-467c-a9a5-
c6137ba0c472"]
          },
          {
            "type": "VALUE",
            "ids": ["6ee7b7da-ee1b-428d-a567-55a3e3affa54"]
          }
        ],
        "entityTypes": ["KEY"],
        "text": "Foo bar baz"
      }
    ]
  }
}

crowd-rekognition-detect-moderation-labels
Un widget para permitir la revisión humana de un resultado de moderación de imagen de Amazon
Rekognition.

Attributes

Los siguientes atributos son compatibles con este elemento.

header

Este es el texto que se muestra como encabezado.

src

Este es un enlace a la imagen para que la analice el trabajador.

categories

Esto admite categories como matriz de cadenas o una matriz de objetos donde cada objeto tiene un
campo name.

Si las categorías aparecen como objetos, se aplica lo siguiente:

• Las categorías mostradas son el valor del campo name.
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• La respuesta devuelta contiene los objetos completos de las categorías seleccionadas.

Si las categorías vienen en forma de cadenas, se aplica lo siguiente:

• La respuesta devuelta es una matriz de todas las cadenas seleccionadas.

exclusion-category

Al establecer este atributo, crea un botón debajo de las categorías en la interfaz de usuario.

• Cuando un usuario elige el botón, se anula la selección de todas las categorías y se desactivan.
• Al elegir el botón de nuevo, se vuelven a activar las categorías para que los usuarios puedan elegirlas.
• Si envía después de elegir el botón, devuelve una matriz vacía.

Jerarquía de elementos
Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form
• Elementos secundarios —full-instructions (p. 599),short-instructions (p. 599)

Regiones de AWS
Las siguientes regiones de AWS son compatibles con este elemento. Puede usar código HTML y CSS
personalizado dentro de estas regiones para dar formato a sus instrucciones para los trabajadores. Por
ejemplo, utilice la sección short-instructions para proporcionar ejemplos buenos y malos de cómo
completar una tarea.

full-instructions

Instrucciones generales acerca de cómo utilizar el widget.

short-instructions

Instrucciones importantes específicas de la tarea que se muestran en un lugar destacado.

Ejemplo de plantilla de trabajador con el elemento crowd
Un ejemplo de una plantilla de trabajador que utiliza el elemento crowd sería el siguiente.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
{% capture s3_uri %}http://s3.amazonaws.com/
{{ task.input.aiServiceRequest.image.s3Object.bucket }}/
{{ task.input.aiServiceRequest.image.s3Object.name }}{% endcapture %}

<crowd-form>
  <crowd-rekognition-detect-moderation-labels
    categories='[
      {% for label in task.input.selectedAiServiceResponse.moderationLabels %}
        {
          name: "{{ label.name }}",
          parentName: "{{ label.parentName }}",
        },
      {% endfor %}
    ]'
    src="{{ s3_uri | grant_read_access }}"
    header="Review the image and choose all applicable categories."

599



Amazon SageMaker Developer Guide
Elementos Augmented AI de

  >
    <short-instructions header="Instructions">
      <style>
        .instructions {
          white-space: pre-wrap;
        }
      </style>
      <p class='instructions'>Review the image and choose all applicable categories.
If no categories apply, choose None.

<b>Nudity</b>
Visuals depicting nude male or female person or persons

<b>Graphic Male Nudity</b>
Visuals depicting full frontal male nudity, often close ups

<b>Graphic Female Nudity</b>
Visuals depicting full frontal female nudity, often close ups

<b>Sexual Activity</b>
Visuals depicting various types of explicit sexual activities and pornography

<b>Illustrated Nudity or Sexual Activity</b>
Visuals depicting animated or drawn sexual activity, nudity or pornography

<b>Adult Toys</b>
Visuals depicting adult toys, often in a marketing context

<b>Female Swimwear or Underwear</b>
Visuals depicting female person wearing only swimwear or underwear

<b>Male Swimwear Or Underwear</b>
Visuals depicting male person wearing only swimwear or underwear

<b>Partial Nudity</b>
Visuals depicting covered up nudity, for example using hands or pose

<b>Revealing Clothes</b>
Visuals depicting revealing clothes and poses, such as deep cut dresses

<b>Graphic Violence or Gore</b>
Visuals depicting prominent blood or bloody injuries

<b>Physical Violence</b>
Visuals depicting violent physical assault, such as kicking or punching

<b>Weapon Violence</b>
Visuals depicting violence using weapons like firearms or blades, such as shooting

<b>Weapons</b>
Visuals depicting weapons like firearms and blades

<b>Self Injury</b>
Visuals depicting self-inflicted cutting on the body, typically in distinctive patterns
 using sharp objects

<b>Emaciated Bodies</b>
Visuals depicting extremely malnourished human bodies

<b>Corpses</b>
Visuals depicting human dead bodies

<b>Hanging</b>
Visuals depicting death by hanging</p>
    </short-instructions>
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    <full-instructions header="Instructions"></full-instructions>
  </crowd-rekognition-detect-moderation-labels>
</crowd-form>

Output

A continuación se muestra un ejemplo de resultado para este elemento. Para obtener más información
sobre este resultado, consulte Amazon RekognitionDetectModerationLabelsDocumentación de la API.

{
  "AWS/Rekognition/DetectModerationLabels/Image/V3": {
    "ModerationLabels": [
        { name: 'Gore', parentName: 'Violence' },
        { name: 'Corpses', parentName: 'Violence' },
    ]
  }
}
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Preparar y analizar conjuntos de
datos

Importe, prepare, transforme, visualice y analice datos con Amazon SageMaker Data Wrangler. Puede
integrar Data Wrangler en sus flujos de trabajo de aprendizaje automático para simplificar y optimizar el
procesamiento previo de datos y la ingeniería de características utilizando poca o ninguna codificación.
También puede añadir sus propios scripts de Python y transformaciones para personalizar su Flujo de
trabajo de preparación de datos.

Importación de datos desde Amazon S3, Amazon RedshiftAmazon Athena, y utilice Data Wrangler
para crear sofisticados flujos de trabajo de preparación de datos de aprendizaje automático con
transformaciones y análisis de datos integrados y personalizados, incluyendo fuga de destino de
características y modelado rápido.

Después de definir un flujo de trabajo de preparación de datos, oFlujo de datos, puede integrarlo con
SageMaker Processing, SageMaker Pipelines y SageMaker Feature Store, simplificando la tarea de
procesar, compartir y almacenar datos de formación de ML. También puede exportar su flujo de datos a
una secuencia de comandos python y crear una canalización de preparación de datos ML personalizada.

Para obtener más información, consulte Preparar datos ML con Amazon SageMaker Data
Wrangler (p. 620).

Temas
• Detectar sesgo de datos de preentrenamiento (p. 602)
• Preparar datos ML con Amazon SageMaker Data Wrangler (p. 620)

Detectar sesgo de datos de preentrenamiento
El sesgo algorítmico, la discriminación, la equidad y temas relacionados se han estudiado en disciplinas
como el derecho, la política y la informática. Un sistema informático puede considerarse sesgado si
discrimina a ciertas personas o grupos de personas. Los modelos de aprendizaje automático que
alimentan estas aplicaciones aprenden de los datos y estos datos podrían reflejar disparidades u otros
sesgos inherentes. Por ejemplo, los datos de formación pueden no tener suficiente representación de
varios grupos demográficos o contener etiquetas sesgadas. Los modelos de aprendizaje automático
entrenados en conjuntos de datos que exhiben estos sesgos podrían terminar aprendiéndolos y luego
reproducir o incluso exacerbar esos sesgos en sus predicciones. El campo del aprendizaje automático
brinda la oportunidad de abordar los sesgos detectándolos y midiéndolos en cada etapa del ciclo de vida
de ML. Puede utilizar Amazon SageMaker Clarify para determinar si los datos utilizados para los modelos
de formación codifican cualquier sesgo

El sesgo puede medirse antes del entrenamiento y después del entrenamiento, y supervisarse con las
líneas de base después de desplegar modelos en los puntos finales para su inferencia. Las métricas de
sesgo de preentrenamiento están diseñadas para detectar y medir el sesgo en los datos sin procesar
antes de que se utilicen para entrenar un modelo. Las métricas utilizadas son independientes del modelo
porque no dependen de ninguna salida del modelo. Sin embargo, hay diferentes conceptos de equidad
que requieren medidas distintas de sesgo. Amazon SageMaker Clarify proporciona métricas de sesgo para
cuantificar varios criterios de equidad.

Para obtener más información acerca de las métricas de sesgo, consulteMedidas de equidad para el
Machine Learning en las finanzas.
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términos de parcialidad y equidad

Amazon SageMaker aclara los términos de parcialidad
y equidad
SageMaker Clarify utiliza la siguiente terminología para discutir el sesgo y la equidad.

Característica

Propiedad individual mensurable o característica de un fenómeno observado, contenida en una
columna para datos tabulares.

Etiqueta

Característica que es el objetivo para entrenar un modelo de aprendizaje automático. Conocido
comoetiqueta observadaorResultados observados.

Etiqueta predicida

La etiqueta tal como predice el modelo. También se denominaresultado previsto.
Ejemplo

Entidad observada descrita por valores de entidad y valor de etiqueta, contenida en una fila para datos
tabulares.

Conjunto de datos

Colección de muestras.
Bias

Un desequilibrio en los datos de entrenamiento o el comportamiento predictivo del modelo en
diferentes grupos, como la edad o el grupo de ingresos. Los sesgos pueden ser el resultado de los
datos o algoritmos utilizados para entrenar el modelo. Por ejemplo, si un modelo ML está entrenado
principalmente en datos de individuos de mediana edad, puede ser menos preciso cuando se hacen
predicciones que involucran a personas jóvenes y mayores.

Métrica de ses

Función que devuelve valores numéricos que indican el nivel de un sesgo potencial.
Informe de sesgo

Colección de métricas de sesgo para un conjunto de datos determinado, o una combinación de un
conjunto de datos y un modelo.

Valores positivos de etiqueta

Valores de etiqueta que son favorables a un grupo demográfico observado en una muestra. En otras
palabras, designa una muestra como que tiene unresultado positivo.

Valores de etiqueta negativos

Valores de etiqueta desfavorables para un grupo demográfico observado en una muestra. En otras
palabras, designa una muestra como que tiene unresultado negativo.

Variable de grupo

Columna categórica del conjunto de datos que se utiliza para formar subgrupos para la medición de
Disparidad Demográfica Condicional (CDD). Se requiere sólo para esta métrica con respecto a la
paradoja de Simpson.

Faceta

Columna o entidad que contiene los atributos con respecto a los cuales se mide el sesgo.
Valor de faceta

Los valores de entidad de los atributos que el sesgo puede favorecer o desfavorecer.
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Probabilidad predicida

Probabilidad, tal como predice el modelo, de que una muestra tenga un resultado positivo o negativo.

Blocs de notas de muestra
Amazon SageMaker Clarify proporciona el siguiente cuaderno de muestra para la detección de sesgos:

• Explicabilidad y detección de sesgos con Amazon SageMaker Clarify: utilice SageMaker Clarify para
crear un trabajo de procesamiento para detectar sesgos y explicar las predicciones del modelo con
atribuciones de función.

Se ha comprobado que este portátil se ejecuta solo en Amazon SageMaker Studio. Si necesita
instrucciones sobre cómo abrir un bloc de notas en Amazon SageMaker Studio, consulteCrear o abrir un
cuaderno de Amazon SageMaker Studio (p. 88). Si se le pide que elija un núcleo, elijaPython 3 (ciencia de
datos).

Temas
• Medir sesgo de preentrenamiento (p. 604)
• Generar informes de sesgo en datos de preentrenamiento en SageMaker Studio (p. 615)

Medir sesgo de preentrenamiento
La medición del sesgo en los modelos ML es un primer paso para mitigar el sesgo. Cada medida de sesgo
corresponde a una noción diferente de equidad. Incluso teniendo en cuenta conceptos simples de equidad
conduce a muchas medidas diferentes aplicables en diversos contextos. Por ejemplo, considere la equidad
con respecto a la edad y, por simplicidad, que la mediana edad y el resto de los grupos de edad son los
dos datos demográficos relevantes, denominadosfacetas. En el caso de un modelo ML para préstamos, es
posible que deseemos que los préstamos para pequeñas empresas se emitan a igual número de ambos
datos demográficos. O bien, al procesar solicitantes de empleo, es posible que deseemos ver el mismo
número de miembros de cada demográfica contratados. Sin embargo, este enfoque puede suponer que
un número igual de ambos grupos de edad se aplica a estos puestos de trabajo, por lo que es posible que
deseemos condicionar el número que se aplica. Además, es posible que deseemos considerar no si se
aplican números iguales, sino si tenemos el mismo número de solicitantes calificados. O bien, podemos
considerar que la equidad es una tasa de aceptación igual de los solicitantes calificados en ambos datos
demográficos de edad, o una tasa de rechazo igual de los solicitantes, o ambos. Puede utilizar conjuntos
de datos con diferentes proporciones de datos en los atributos de interés. Este desequilibrio puede
combinar la medida de sesgo que elija. Los modelos podrían ser más precisos en la clasificación de una
faceta que en la otra. Por lo tanto, debe elegir métricas de sesgo que sean conceptualmente apropiadas
para la aplicación y la situación.

Utilizamos la siguiente notación para discutir las métricas de sesgo. El modelo conceptual descrito aquí es
para la clasificación binaria, donde los eventos se etiquetan como que tienen solo dos posibles resultados
en su espacio de muestra, referidos como positivos (con valor 1) y negativos (con valor 0). Este marco es
generalmente extensible a la clasificación multicategoria de una manera directa o a casos que implican
resultados valorados continuos cuando es necesario. En el caso de clasificación binaria, las etiquetas
positivas y negativas se asignan a los resultados registrados en un conjunto de datos sin procesar para
una faceta favorecidaay para una faceta desfavorecidaD. Estas etiquetas y se conocen comoetiquetas
observadaspara distinguirlos de laetiquetas predecidasy' asignados por un modelo de aprendizaje
automático durante las etapas de entrenamiento o inferencias del ciclo de vida de ML. Estas etiquetas se
utilizan para definir las distribuciones de probabilidad Pay) y Pd(y) por sus respectivos resultados facetarios.

• etiquetas:
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• y representa las n etiquetas observadas para los resultados de eventos en un conjunto de datos de
capacitación.

• y' representa las etiquetas pronosticadas para las n etiquetas observadas en el conjunto de datos por
un modelo entrenado.

• Resultados:
• Resultado positivo (con valor 1) para una muestra, como la aceptación de una solicitud.

• n(1)es el número de etiquetas observadas para resultados positivos (aceptaciones).
• n'(1)es el número de etiquetas previstas para resultados positivos (aceptaciones).

• Resultado negativo (con valor 0) para una muestra, como el rechazo de una aplicación.
• n(0)es el número de etiquetas observadas para resultados negativos (rechazos).
• n'(0)es el número de etiquetas previstas para resultados negativos (rechazos).

• valores de faceta:
• facetaa— El valor de entidad que define un grupo demográfico que favorece el sesgo.

• naes el número de etiquetas observadas para el valor de faceta preferido: nan=a
(1)+ na

(0)la suma de
las etiquetas observadas positivas y negativas para la faceta de valora.

• n'aes el número de etiquetas predecidas para el valor de faceta preferido: n'an'a
(1)+ n'a

(0)la suma
de las etiquetas de resultado previstas positivas y negativas para el valor de la facetaa. Tenga en
cuenta que n'an=a.

• facetaD— El valor de entidad que define un grupo demográfico que desfavorece el sesgo.
• ndes el número de etiquetas observadas para el valor de faceta desfavorecida: ndn=d

(1)+ nd
(0)la

suma de las etiquetas observadas positivas y negativas para el valor de facetaD.
• n'des el número de etiquetas predecidas para el valor de faceta desfavorecida: n'dn'd

(1)+ n'd
(0)la

suma de las etiquetas previstas positivas y negativas para el valor de la facetaD. Tenga en cuenta
que n'dn=d.

• distribuciones de probabilidad para los resultados de los resultados de los datos de facetas etiquetados:
• Pa(y) es la distribución de probabilidad de las etiquetas observadas para la facetaa. Para los datos

binarios etiquetados, esta distribución viene dada por la proporción del número de muestras en
facetaaetiquetado con resultados positivos al número total, Pa(y1) = na

(1)/na, y la ratio del número de
muestras con resultados negativos con respecto al número total, Pa(y0) = na

(0)/na.
• Pd(y) es la distribución de probabilidad de las etiquetas observadas para la facetaD. Para los datos

binarios etiquetados, esta distribución viene dada por el número de muestras en facetaDetiquetado
con resultados positivos al número total, Pd(y1) = nd

(1)/nd, y la ratio del número de muestras con
resultados negativos con respecto al número total, Pd(y0) = nd

(0)/nd.

Los modelos formados en datos sesgados por las disparidades demográficas podrían aprenderlos
e incluso agravarlos. Para identificar el sesgo en los datos antes de gastar recursos para capacitar
modelos en ellos, SageMaker Clarify proporciona métricas de sesgo de datos que puede calcular en
conjuntos de datos sin procesar antes del entrenamiento. Todas las métricas de preentrenamiento son
independientes del modelo porque no dependen de las salidas del modelo y, por lo tanto, son válidas
para cualquier modelo. La primera métrica de sesgo examina el desequilibrio de facetas, pero no los
resultados. Determina hasta qué punto la cantidad de datos de formación es representativa en diferentes
facetas, según se desee para la aplicación. Las métricas de sesgo restantes comparan la distribución de
las etiquetas de resultados de varias maneras para las facetasayDen los datos. Las métricas que varían
sobre los valores negativos pueden detectar sesgo negativo. La siguiente tabla contiene una hoja de trucos
para obtener una guía rápida y enlaces a las métricas de sesgo de preentrenamiento.
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Métricas de sesgo de preentrenamiento

Métrica de ses Descripción Pregunta de ejemplo Interpretación de
valores métricos

Desequilibrio de clase
(IC) (p. 610)

Mide el desequilibrio en
el número de miembros
entre diferentes valores
de facetas.

¿Podría haber sesgos
basados en la edad
debido a no tener
suficientes datos para
la población fuera de
una faceta de mediana
edad?

Rango normalizado: [-1,
+1]

Interpretación:

• Los valores positivos
indican la facetaatiene
más muestras de
capacitación en el
conjunto de datos.

• Los valores cercanos
a cero indican que
las facetas están
equilibradas en el
número de muestras
de entrenamiento en
el conjunto de datos.

• Los valores
negativos indican
la facetaDtiene
más muestras de
capacitación en el
conjunto de datos.

Diferencia en
proporciones
de etiquetas
(DPL) (p. 610)

Mide el desequilibrio
de resultados positivos
entre diferentes valores
facetarios.

¿Podría haber sesgos
basados en la edad en
las predicciones de ML
debido al etiquetado
sesgado de los valores
de facetas en los datos?

Rango para etiquetas
facetarias binarias
y multicategorias
normalizadas: [-1, +1]

Rango para etiquetas
continuas: (-∞, +∞)

Interpretación:

• Los valores positivos
indican facetaatiene
una mayor proporción
de resultados
positivos.

• Los valores cercanos
a cero indican una
proporción más
igual de resultados
positivos entre
facetas.

• Los valores negativos
indican facetaDtiene
una mayor proporción
de resultados
positivos.
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Métrica de ses Descripción Pregunta de ejemplo Interpretación de
valores métricos

Kullback-Leibler
Divergencia
(KL) (p. 611)

Mide cuánto divergen
entropicamente las
distribuciones de
resultados de diferentes
facetas.

¿Qué tan diferentes
son las distribuciones
de los resultados de
las solicitudes de
préstamos para los
diferentes grupos
demográficos?

Rango para binario,
multicategorio, continuo:
[0, +∞)

Interpretación:

• Los valores cercanos
a cero indican que
las etiquetas están
distribuidas de
manera similar.

• Los valores positivos
indican que las
distribuciones
de etiquetas
divergen, cuanto más
positiva mayor es la
divergencia.

Divergencia de Jensen-
Shannon (JS) (p. 612)

Mide cuánto divergen
entropicamente las
distribuciones de
resultados de diferentes
facetas.

¿Qué tan diferentes
son las distribuciones
de los resultados de
las solicitudes de
préstamos para los
diferentes grupos
demográficos?

Rango para binario,
multicategorio, continuo:
[0, +∞)

Interpretación:

• Los valores cercanos
a cero indican que
las etiquetas están
distribuidas de
manera similar.

• Los valores positivos
indican que las
distribuciones
de etiquetas
divergen, cuanto más
positiva mayor es la
divergencia.
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Métrica de ses Descripción Pregunta de ejemplo Interpretación de
valores métricos

Lp-norma (LP) (p. 612) Mide una diferencia
de norma p entre
distintas distribuciones
demográficas de los
resultados asociados
con diferentes facetas
en un conjunto de datos.

¿Qué tan diferentes
son las distribuciones
para los resultados
de las solicitudes
de préstamos para
diferentes demografías?

Rango para binario,
multicategorio, continuo:
[0, +∞)

Interpretación:

• Los valores cercanos
a cero indican que
las etiquetas están
distribuidas de
manera similar.

• Los valores positivos
indican que las
distribuciones
de etiquetas
divergen, cuanto más
positiva mayor es la
divergencia.

Distancia total
de variación
(TVD) (p. 612)

Mide la mitad de la L1-
diferencia de norma
entre distribuciones
demográficas distintas
de los resultados
asociados con
diferentes facetas en un
conjunto de datos.

¿Qué tan diferentes
son las distribuciones
para los resultados
de las solicitudes
de préstamos para
diferentes demografías?

Rango para
resultados binarios,
multicategoriales y
continuos: [0, +∞)

• Los valores cercanos
a cero indican que
las etiquetas están
distribuidas de
manera similar.

• Los valores positivos
indican que las
distribuciones
de etiquetas
divergen, cuanto más
positiva mayor es la
divergencia.
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Métrica de ses Descripción Pregunta de ejemplo Interpretación de
valores métricos

Kolmogorov-Smirnov
(KS) (p. 613)

Mide la divergencia
máxima entre
los resultados en
distribuciones para
diferentes facetas de un
conjunto de datos.

¿Qué resultados de
solicitud universitaria
manifiestan las mayores
disparidades por grupo
demográfico?

Rango de valores KS
para resultados binarios,
multicategoriales y
continuos: [0, +1]

• Los valores cercanos
a cero indican
que las etiquetas
se distribuyeron
uniformemente entre
facetas en todas
las categorías de
resultados.

• Los valores cercanos
a uno indican que
las etiquetas de una
categoría estaban
todas en una sola
faceta, por lo que muy
desequilibradas.

• Los valores
intermitentes indican
grados relativos de
desequilibrio máximo
de etiqueta.

Disparidad demográfica
condicional
(CDD) (p. 614)

Mide la disparidad de
resultados entre las
diferentes facetas en su
conjunto, pero también
por subgrupos.

¿Algunos grupos tienen
una mayor proporción
de rechazos por los
resultados de admisión
a la universidad que
su proporción de
aceptaciones?

Rango de CDD: [-1, +1]

• Los valores positivos
indican resultados en
los que la facetaDse
rechaza más de lo
aceptado.

• Cerca de cero
indica que no
hay disparidades
demográficas en
promedio.

• Los valores negativos
indican un resultado
en el que la facetaase
rechaza más de lo
aceptado.

Para obtener más información acerca de las métricas de sesgo, consulteMedidas de equidad para el
Machine Learning en las finanzas.

Temas
• Desequilibrio de clase (IC) (p. 610)
• Diferencia en proporciones de etiquetas (DPL) (p. 610)
• Kullback-Leibler Divergencia (KL) (p. 611)
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• Divergencia de Jensen-Shannon (JS) (p. 612)
• Lp-norma (LP) (p. 612)
• Distancia total de variación (TVD) (p. 612)
• Kolmogorov-Smirnov (KS) (p. 613)
• Disparidad demográfica condicional (CDD) (p. 614)

Desequilibrio de clase (IC)
El sesgo de desequilibrio de clase (CI) se produce cuando un valor de facetaDtiene menos muestras de
entrenamiento en comparación con otra facetaaen el conjunto de datos. Esto se debe a que los modelos
se ajustan preferentemente a las facetas más grandes a expensas de las facetas más pequeñas y por lo
tanto pueden dar lugar a un error de entrenamiento más alto para la facetaD. Los modelos también corren
un mayor riesgo de sobreajustar los conjuntos de datos más pequeños, lo que puede causar un error de
prueba más grande para la facetaD. Considere el ejemplo en el que un modelo de aprendizaje automático
se capacita principalmente en datos de individuos de mediana edad, podría ser menos preciso al hacer
predicciones que involucren a personas jóvenes y mayores.

La fórmula para la medida de desequilibrio de facetas (normalizada):

        CI = (na- nd)/(na+ nd)

Donde naes el número de miembros de la facetaay ndnúmero de facetaD. Sus valores varían a lo largo del
intervalo [-1, 1].

• Los valores de CI positivos indican la facetaatiene más muestras de entrenamiento en el conjunto de
datos y un valor de 1 indica que los datos solo contienen miembros de la facetaa.

• Los valores de CI cerca de cero indican una distribución más equitativa de los miembros entre las
facetas y un valor de cero indica una partición perfectamente igual entre las facetas y representa una
distribución equilibrada de las muestras en los datos de entrenamiento.

• Los valores de CI negativos indican la facetaDtiene más muestras de entrenamiento en el conjunto de
datos y un valor de -1 indica que los datos solo contienen miembros de la facetaD.

• Los valores de CI cercanos a cualquiera de los valores extremos de -1 o 1 están muy desequilibrados y
corren un riesgo sustancial de hacer predicciones sesgadas.

Si se descubre que existe un desequilibrio de facetas significativo entre las facetas, es posible que desee
volver a equilibrar la muestra antes de proceder a entrenar modelos en ella.

Diferencia en proporciones de etiquetas (DPL)
La diferencia en proporciones de etiquetas (DPL) compara la proporción de resultados observados con
etiquetas positivas para facetaDcon la proporción de resultados observados con etiquetas positivas de
facetaaen un conjunto de datos de formación. Por ejemplo, podría usarlo para comparar la proporción
de individuos de mediana edad (facetaa) y otros grupos de edad (facetaD) aprobado para préstamos
financieros. Los modelos de aprendizaje automático intentan imitar las decisiones de los datos de
entrenamiento lo más cerca posible. Por lo tanto, un modelo de aprendizaje automático entrenado en un
conjunto de datos con una DPL alta probablemente refleje el mismo desequilibrio en sus predicciones
futuras.

La fórmula para la diferencia en proporciones de etiquetas es la siguiente:

        DPL = (qa- qd)

Donde:

• qa= na
(1)/naes la proporción de facetaaque tienen un valor de etiqueta observado de 1. Por ejemplo,

la proporción de un demográfico de mediana edad que recibe la aprobación de préstamos. Aquí
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na
(1)representa el número de miembros de la facetaaque obtienen un resultado positivo y nael número es

de miembros de la facetaa.
• qd= nd

(1)/ndes la proporción de facetaDque tienen un valor de etiqueta observado de 1. Por ejemplo, la
proporción de personas ajenas a la población de mediana edad que reciben la aprobación de préstamos.
Aquí nd

(1)representa el número de miembros de la facetaDque obtienen un resultado positivo y ndel
número es de miembros de la facetaD.

Si DPL está lo suficientemente cerca de 0, entonces decimos queparidad demográficaya se ha logrado.

Para etiquetas de facetas binarias y multicategorias, los valores de DPL varían a lo largo del intervalo (-1,
1). Para etiquetas continuas, establecemos un umbral para contraer las etiquetas a binarias.

• Los valores positivos de DPL indican esa facetaatiene una mayor proporción de resultados positivos en
comparación con la facetaD.

• Los valores de DPL cerca de cero indican una proporción más igual de resultados positivos entre facetas
y un valor de cero indica una paridad demográfica perfecta.

• Los valores DPL negativos indican esa facetaDtiene una mayor proporción de resultados positivos en
comparación con la facetaa.

El hecho de que una magnitud elevada de la DPL sea problemática varía de una situación a otra. En un
caso problemático, una DPL de gran magnitud podría ser una señal de problemas subyacentes en los
datos. Por ejemplo, un conjunto de datos con DPL alto podría reflejar sesgos históricos o prejuicios contra
grupos demográficos basados en la edad que no sería deseable para un modelo aprender.

Kullback-Leibler Divergencia (KL)
La divergencia de Kullback-Leibler (KL) mide cuánto se observa la distribución de etiquetas de la facetaa,
Pa(y), difiere de la distribución de la facetaD, Pdy). También se conoce como entropía relativa de Pay) con
respecto a Pd(y) y cuantifica la cantidad de información perdida al pasar de Pay) a Pdy).

La fórmula para la divergencia Kullback-Leibler es la siguiente:

        KL (Pa|| Pd) =yPay)*log [Pay) /Pdy)]

Es la expectativa de la diferencia logarítmica entre las probabilidades Pay) y Pd(y), donde la expectativa
está ponderada por las probabilidades Pay). Esta no es una verdadera distancia entre las distribuciones, ya
que es asimétrica y no satisface la desigualdad triangular. La implementación utiliza logaritmos naturales,
dando KL en unidades de nats. El uso de diferentes bases logarítmicas da resultados proporcionales pero
en diferentes unidades. Por ejemplo, el uso de la base 2 da KL en unidades de bits.

Por ejemplo, supongamos que un grupo de solicitantes de préstamos tiene una tasa de aprobación del
30% (facetaD) y que la tasa de aprobación para otros solicitantes (facetaa) es 80%. La fórmula Kullback-
Leibler le da la divergencia de distribución de etiquetas de facetaaDe facetaDde la siguiente manera:

        KL = 0.8*ln (0.8/0.3) + 0.2* ln (0.2/0.7) = 0.53

Aquí hay dos términos en la fórmula porque las etiquetas son binarias en este ejemplo. Esta medida
se puede aplicar a varias etiquetas además de las binarias. Por ejemplo, en un escenario de admisión
universitaria, suponga que se le puede asignar a un solicitante una de las tres etiquetas de categoría: yi{y0,
y1, y2} = {rechazado, lista de espera, aceptado}.

El rango de valores para la métrica KL para resultados binarios, multicategoriales y continuos es [0, +∞).

• Los valores cercanos a cero significan que los resultados se distribuyen de manera similar para las
diferentes facetas.

• Los valores positivos significan que las distribuciones de etiquetas divergen, cuanto más positiva mayor
es la divergencia.
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Divergencia de Jensen-Shannon (JS)
La divergencia de Jensen-Shannon (JS) mide cuánto divergen entropicamente las distribuciones de
etiquetas de diferentes facetas. Se basa en la divergencia Kullback-Leibler, pero es simétrica.

La fórmula para la divergencia de Jensen-Shannon es la siguiente:

        JS = ½*[KL (Pa|| P) + KL (Pd|| P)]

Donde P = ½ (Pa+ Pd), la distribución media de etiquetas entre facetasayD.

El rango de valores JS para resultados binarios, multicategoriales y continuos es [0, ln (2)).

• Los valores cercanos a cero indican que las etiquetas se distribuyen de manera similar.
• Los valores positivos significan que las distribuciones de etiquetas divergen, cuanto más positiva mayor

es la divergencia.

Esta métrica indica si existe una gran divergencia en una de las etiquetas entre facetas.

Lp-norma (LP)
Lp-norm (LP) mide la distancia de la norma p entre las distribuciones de facetas de las etiquetas
observadas en un conjunto de datos de formación. Esta métrica no es negativa y, por lo tanto, no puede
detectar sesgo inverso.

La fórmula de la Lp-norma es la siguiente:

        Lp(Pa, Pd) = (y|Pa- Pd||P)1/p

Cuando la distancia de la norma p entre los puntos x e y se defina como sigue:

        Lp(x, y) = (|x1-S1|P+ |x2-S2|P+... +|xn-Sn|P)1/p

La norma 2 es la norma euclidiana. Supongamos que tiene una distribución de resultados con tres
categorías, por ejemplo, yi{y0, y1, y2} = {aceptado, en lista de espera, rechazado} en un escenario
multicategorial de admisión universitaria. Usted toma la suma de los cuadrados de las diferencias entre los
conteos de resultados de las facetasayD. La distancia euclidiana resultante se calcula del siguiente modo:

        L2(Pa, Pd) = [(na
(0)- nd

(0))2+ (na
(1)- nd

(1))2+ (na
2)- nd

2))2]1/2

Donde:

• na
i)es el número de los resultados de la iésima categoría en la facetaa: por ejemplo na

(0)es el número de
facetasaAceptaciones.

• nd
i)es el número de los resultados de la iésima categoría en la facetaD: por ejemplo nd

2)es el número de
facetasDrechazos.

El rango de valores de LP para resultados binarios, multicategoriales y continuos es [0, √2), donde:
• Los valores cercanos a cero indican que las etiquetas se distribuyen de manera similar.
• Los valores positivos significan que las distribuciones de etiquetas divergen, cuanto más positiva

mayor es la divergencia.

Distancia total de variación (TVD)
La métrica de sesgo de datos de distancia de variación total (TVD) es la mitad de la L1- Norma. El TVD
es la mayor diferencia posible entre las distribuciones de probabilidad para los resultados de etiquetas
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de las facetasayD. L1-norma es la distancia de Hamming, una métrica utilizada para comparar dos
cadenas de datos binarios mediante la determinación del número mínimo de sustituciones necesarias para
cambiar una cadena a otra. Si las cadenas fueran copias entre sí, determina el número de errores que
se produjeron al copiar. En el contexto de detección de sesgos, TVD cuantifica cuántos resultados en la
facetaatendría que cambiarse para que coincidiera con los resultados en la facetaD.

La fórmula para la distancia de variación total es la siguiente:

        TVD = ½*L1(Pa, Pd)

Por ejemplo, suponga que tiene una distribución de resultados con tres categorías, yi{y0, y1, y2} =
{aceptado, en lista de espera, rechazado}, en un escenario multidisciplinario de admisiones universitarias.
Usted toma las diferencias entre los recuentos de facetasayDpara cada resultado para calcular TVD. El
resultado es el siguiente.

        L1(Pa, Pd) = |na
(0)- nd

(0)| + |na
(1)- nd

(1)| + |na
2)- nd

2)|

Donde:

• na
i)es el número de los resultados de la iésima categoría en la facetaa: por ejemplo na

(0)es el número de
facetasaAceptaciones.

• nd
i)es el número de los resultados de la iésima categoría en la faceta d: por ejemplo nd

2)es el número de
facetasDrechazos.

El rango de valores de TVD para resultados binarios, multicategoriales y continuos es [0, 1), donde:
• Los valores cercanos a cero indican que las etiquetas se distribuyen de manera similar.
• Los valores positivos significan que las distribuciones de etiquetas divergen, cuanto más positiva

mayor es la divergencia.

Kolmogorov-Smirnov (KS)
La métrica de sesgo Kolmogorov-Smirnov (KS) es igual a la divergencia máxima entre etiquetas en las
distribuciones de facetasayDde un conjunto de datos. La prueba KS de dos muestras implementada por
SageMaker Clarify complementa las demás medidas de desequilibrio de etiqueta al encontrar la etiqueta
más desequilibrada.

La fórmula para la métrica Kolmogorov-Smirnov es la siguiente:

        KS = max (|Pay) - Pd(y) |)

Por ejemplo, suponga un grupo de solicitantes (facetaa) a la universidad son rechazados, en lista de
espera, o aceptados en 40%, 40%, 20% respectivamente y que estas tasas para otros solicitantes
(facetaD) son 20%, 10%, 70%. Entonces, el valor métrico de sesgo Kolmogorov-Smirnov es el siguiente:

KS = max (|0.4-0.2|, |0.4-0.1|, |0.2-0.7|) = 0.5

Esto nos dice que la divergencia máxima entre las distribuciones facetas es 0.5 y ocurre en las tasas de
aceptación. Hay tres términos en la ecuación porque las etiquetas son multiclase de cardinalidad tres.

El rango de valores de LP para los resultados binarios, multicategoriales y continuos es [0, +1], donde:

• Los valores cercanos a cero indican que las etiquetas se distribuyeron uniformemente entre facetas en
todas las categorías de resultados. Por ejemplo, ambas facetas solicitando un préstamo obtuvieron el
50% de las aceptaciones y el 50% de los rechazos.

• Los valores cercanos a uno indican que las etiquetas de un resultado fueron todas en una faceta. Por
ejemplo, facetaaobtuvo el 100% de las aceptaciones y facetaDNo tengo nada.

• Los valores intermitentes indican grados relativos de desequilibrio máximo de etiqueta.
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Disparidad demográfica condicional (CDD)
La métrica de disparidad demográfica (DD) determina si la faceta d tiene una proporción mayor de los
resultados rechazados en el conjunto de datos que de los resultados aceptados. Por ejemplo, en el
caso de las admisiones universitarias, si las mujeres solicitantes constituían el 60% de los solicitantes
rechazados y sólo el 50% de los solicitantes aceptados, decimos que haydisparidad demográficaporque la
tasa a la que se rechazó a las mujeres supera la tasa a la que son aceptadas.

La fórmula de la disparidad demográfica para la faceta menos favorecidaDes el siguiente:

        DDd= nd
(0)/n(0)- nd

(1)/n(1)= Pd
R(y0) - Pd

A(y1)

Donde:

• n(0)n=a
(0)+ nd

(0)es el número de resultados rechazados en el conjunto de datos.
• n(1)n=a

(1)+ nd
(1)es el número de resultados aceptados en el conjunto de datos.

• Pd
R(y0) es la proporción de resultados rechazados (con valor 0) en la facetaD.

• Pd
A(y1) es la proporción de resultados aceptados (valor 1) en la facetaD.

Para el ejemplo de admisión a la universidad, la disparidad demográfica es DD = 0,6 - 0,5 = 0,1.

Se necesita una métrica de disparidad demográfica condicional (CDD) que condiciona DD en atributos
que definen un estrato de subgrupos en el conjunto de datos para descartar la paradoja de Simpson.
El reagrupamiento puede proporcionar información sobre la causa de las disparidades demográficas
aparentes para las facetas menos favorecidas. El caso clásico se planteó en el caso de las admisiones
de Berkeley, en el que los hombres eran aceptados a una tasa general superior a la de las mujeres. Sin
embargo, cuando se examinaron los subgrupos departamentales, se demostró que las mujeres tenían
tasas de admisión más altas que los hombres por departamento. La explicación es que las mujeres han
presentado solicitudes a departamentos con tasas de aceptación más bajas que los hombres. El examen
de las tasas de aceptación subagrupadas reveló que en realidad las mujeres eran aceptadas a una tasa
superior a la de los hombres en los departamentos con tasas de aceptación más bajas.

La métrica CDD proporciona una sola medida para todas las disparidades encontradas en los subgrupos
definidos por un atributo de un conjunto de datos al promediarlos. Se define como el promedio ponderado
de las disparidades demográficas (DDi) para cada uno de los subgrupos, con la disparidad de cada
subgrupo ponderada en proporción al número de observaciones en contiene. La fórmula para la disparidad
demográfica condicional es la siguiente:

        CDD = (1/n)*∑ini *DDi

Donde:

• ∑ini= n es el número total de observaciones y nies el número de observaciones para cada subgrupo.
• DDi= ni

(0)/n(0)- ni
(1)/n(1)P =i

R(y0) - Pi
A(y1) es la disparidad demográfica para el iésimo subgrupo.

La disparidad demográfica para un subgrupo (DDi) son la diferencia entre la proporción de resultados
rechazados y la proporción de resultados aceptados para cada subgrupo.

El rango de valores DD para los resultados binarios es (-1, +1).

• +1: cuando no hay rechazos en la facetaao subgrupo y no hay aceptaciones en la facetaDo subgrupo
• Los valores positivos indican que existe una disparidad demográfica como facetaDo subgrupo tiene

una proporción menor de los resultados rechazados en el conjunto de datos que de los resultados
aceptados. Cuanto mayor sea el valor, mayor será la disparidad.

• Los valores negativos indican que existe una disparidad demográfica como facetaao subgrupo tiene
una proporción mayor de los resultados rechazados en el conjunto de datos que de los resultados
aceptados. Cuanto menor sea el valor, mayor será la disparidad.
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• -1: cuando no hay rechazos en la facetaDo subgrupo y no hay aceptaciones en la facetaao subgrupo

Si no condiciona nada, CDD es cero si y solo si DPL es cero.

Esta métrica es útil para explorar los conceptos de discriminación directa e indirecta y de justificación
objetiva en la legislación y jurisprudencia de la UE y el Reino Unido en materia de no discriminación. Para
obtener más información, consultePor qué la equidad no se puede automatizar.

Generar informes de sesgo en datos de
preentrenamiento en SageMaker Studio
SageMaker Clarify está integrado con Amazon SageMaker Data Wrangler, que puede ayudarle a identificar
sesgos durante la preparación de los datos sin tener que escribir su propio código. Data Wrangler
proporciona una solución integral para importar, preparar, transformar, actualizar y analizar datos con
Amazon SageMaker Studio. Para obtener información general acerca del flujo de trabajo de preparación
de datos de Data Wrangler, consultePreparar datos ML con Amazon SageMaker Data Wrangler (p. 620).
Puede especificar atributos de interés, como el sexo o la edad, y SageMaker Clarify ejecuta un conjunto
de algoritmos para detectar la presencia de sesgo en esos atributos. Una vez ejecutado el algoritmo,
SageMaker Clarify proporciona un informe visual con una descripción de las fuentes y la gravedad de los
posibles sesgos para que pueda planificar los pasos para mitigarlos. Por ejemplo, en un conjunto de datos
financiero que contiene pocos ejemplos de préstamos comerciales a un grupo de edad en comparación
con otros, SageMaker marca el desequilibrio para que pueda evitar un modelo que desfavorezca a ese
grupo de edad.

Analizar e informar sobre el sesgo de los datos

Para comenzar a utilizar Data Wrangler, consulteIntroducción a Data Wrangler (p. 621).

1. Abra Amazon SageMaker Studio y elijaCrear flujo de datosdesde lasImportar y preparar sus
datosazulejo.

2. Desde laImportación de datos, elijaAmazon S3y, a continuación, especifique el origen de datos en la
pestañaOrigen de datos/origen de S3(Se ha creado el certificado).
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3. Después de importar los datos, elija el signo más en la pestañaFlujo de datosy, a continuación,
elijaAgregar análisis.

4. En la páginaCree análisis, vaya a la páginaConfiguracióny, a continuación, elijaInforme de
sesgodesde lasGráficomenú.
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5. Configure el informe de sesgos proporcionando la opciónNombre, la columna a predecir y si se trata
de un valor o umbral, la columna a analizar por sesgo (la faceta) y si es un valor o umbral.

6. Siga configurando el informe de sesgo seleccionando las métricas de polarización.
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7. SeleccionarCompruebe si hay sesgopara generar y ver el informe de sesgo. Desplácese hacia abajo
para ver todos los informes.

8. Elija la zanahoria situada a la derecha de la descripción de la métrica de sesgo para ver la
documentación que puede ayudarle a interpretar la importancia de los valores de métrica.
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9. Para ver un resumen de tabla de los valores de la métrica de sesgo, elija la tabla. Puede guardar el
informe para su exportación seleccionandoCrearEn la esquina inferior derecha de la página.

10. En la página donde se almacenan los informes de sesgo de datos, seleccione la opciónExportpara
descargar los informes.
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Preparar datos ML con Amazon SageMaker Data
Wrangler

Amazon SageMaker Data Wrangler (Data Wrangler) es una función de SageMaker Studio que proporciona
una solución integral para importar, preparar, transformar, featurizar y analizar datos. Puede integrar un
flujo de datos de Data Wrangler en sus flujos de trabajo de aprendizaje automático (ML) para simplificar
y optimizar el procesamiento previo de datos y la ingeniería de características utilizando poca o ninguna
codificación. También puede añadir sus propias secuencias de comandos y transformaciones de Python
para personalizar flujos de trabajo.

Las siguientes son las funcionalidades principales que Data Wrangler proporciona para ayudarle a analizar
y preparar datos para aplicaciones de aprendizaje automático.

• Importación de: Connect e importe datos de Amazon Simple Storage Service (Amazon S3),Amazon
Athena(Athena) y Amazon Redshift.

• Flujo de datos— Crear un flujo de datos para definir una serie de pasos de preparación de datos ML.
Puede utilizar un flujo para combinar datasets de diferentes orígenes de datos, identificar el número y los
tipos de transformaciones que desea aplicar a los datasets y definir un flujo de trabajo de preparación de
datos que se pueda integrar fácilmente en una canalización ML.

• Transformación— Limpie y transforme su conjunto de datos usandotransformacionescomo cadenas,
vectores y herramientas de formato de datos numéricos. Featurice sus datos utilizando transformaciones
como texto y fecha/hora incrustación y codificación categórica.

• Análisis: analice las entidades de su conjunto de datos en cualquier lugar del flujo. Data Wrangler incluye
herramientas de visualización de datos incorporadas como gráficos de dispersión e histogramas, así
como herramientas de análisis de datos como análisis de fugas de destino y modelado rápido para
comprender la correlación de entidades.

• Export: Data Wrangler ofrece opciones de exportación a otros servicios de SageMaker, incluidos trabajos
de Data Wrangler, Feature Store y canalizaciones, lo que facilita la integración del flujo de preparación
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de datos en el flujo de trabajo de ML. También puede exportar su flujo de datos Wrangler al código
Python.

Para empezar a usar Data Wrangler, consulteIntroducción a Data Wrangler (p. 621).

Temas
• Introducción a Data Wrangler (p. 621)
• Import (p. 631)
• Crear y utilizar un flujo de datos Wrangler (p. 661)
• Transformación de datos (p. 664)
• Analizar y visualizar (p. 682)
• Export (p. 688)
• Apagar datos Wrangler (p. 693)
• Actualizar datos Wrangler (p. 624)
• Seguridad y permisos (p. 696)
• Notas de la versión (p. 704)
• Troubleshoot (p. 705)

Introducción a Data Wrangler
Amazon SageMaker Data Wrangler es una función de SageMaker Studio. Utilice esta sección para obtener
información sobre cómo acceder y comenzar a utilizar Data Wrangler. Haga lo siguiente:

1. Complete cada paso enPrerequisites (p. 621).
2. Siga el procedimiento indicado enAcceso a los datos de Wrangler (p. 621)para empezar a usar Data

Wrangler.

Prerequisites
Para utilizar Data Wrangler, debe hacer lo siguiente:

1. Para usar Data Wrangler, necesita acceder a unm5.4xlargeInstancia de Amazon Elastic Compute
Cloud (Amazon EC2). Para ver las cuotas de y, si es necesario, solicitar un aumento de cuotas,
consulteAWSCuotas de servicio de.

2. Configure los permisos requeridos que se describen enSeguridad y permisos (p. 696).

Para usar Data Wrangler, necesita una instancia activa de SageMaker Studio. Para obtener más
información sobre cómo iniciar una nueva instancia, consulteIntroducción a Amazon SageMaker
Studio (p. 40). Cuando su instancia de Studio esReady, utilice las instrucciones enAcceso a los datos de
Wrangler (p. 621).

Acceso a los datos de Wrangler
En el siguiente procedimiento se supone que ha completado laPrerequisites (p. 621).

Para acceder a Data Wrangler en Studio:

1. Junto al usuario que desea usar para iniciar Studio, seleccioneEstudio abierto.
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2. Cuando se abra Studio, seleccione la casilla+Inicio de sesión en laFlujo de datos nuevoTarjeta
bajoTareas y componentes de ML. Esto crea un nuevo directorio en Studio con un archivo.flow dentro,
que contiene el flujo de datos. El archivo.flow se abre automáticamente en Studio.

También puede crear un nuevo flujo seleccionandoArchivo, luegoNew, y eligiendoFlujo de datosEn la
barra de navegación superior.

3. (Opcional) Cambie el nombre del nuevo directorio y del archivo.flow.
4. Al crear un nuevo archivo.flow en Studio, es posible que aparezca un mensaje dentro delData

Wranglerinterfaz que dice:

Data Wrangler está cargando...

Puede que tarde unos minutos.
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Este mensaje persiste siempre y cuando elKernelGatewayen su aplicaciónDetalles del usuarioLa
página esPendiente. Para ver el estado de esta aplicación, en la consola de SageMaker en elAmazon
SageMaker StudioSeleccione Studio, seleccione el nombre del usuario que esté utilizando para
acceder a. En la páginaDetalles del usuario, verá unaKernelGatewayaplicación enAplicaciones.
Espere hasta que el estado de esta aplicación seaReadypara empezar a usar Data Wrangler. Esto
puede tardar unos 5 minutos la primera vez que inicie Data Wrangler.

5. Para empezar, elija un origen de datos y úselo para importar un conjunto de datos.
ConsulteImport (p. 631)para obtener más información.

Cuando importa un conjunto de datos, aparece en el flujo de datos. Para obtener más información,
consulte Crear y utilizar un flujo de datos Wrangler (p. 661).

6. Después de importar un conjunto de datos, Data Wrangler deduce automáticamente el tipo de datos
de cada columna. Seleccionar+junto a laTipos de datospaso y seleccioneEditar tipos de datos.

Important

Después de agregar transformaciones a laTipos de datos, no puede actualizar de forma
masiva los tipos de columna usandoTipos de actualización.
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7. Utilice el flujo de datos para agregar transformaciones y análisis. Para obtener más información,
consulteTransformación de datos (p. 664)yAnalizar y visualizar (p. 682).

8. Para exportar un flujo de datos completo, elijaExporty elija una opción de exportación. Para obtener
más información, consulte Export (p. 688).

9. Por último, seleccione la opciónComponentes y registrosy seleccioneData WranglerEn la lista
desplegable para ver todos los archivos.flow que ha creado. Puede utilizar este menú para buscar y
desplazarse entre flujos de datos.

Después de iniciar Data Wrangler, puede utilizar la siguiente sección para explorar cómo utilizar Data
Wrangler para crear un flujo de preparación de datos ML.

Actualización de datos Wrangler
Se recomienda actualizar periódicamente la aplicación Data Wrangler Studio para acceder a las funciones
y actualizaciones más recientes. El nombre de la aplicación Wrangler de datos comienza consagemaker-
data-wrang. Para obtener información sobre cómo actualizar una aplicación de SageMaker Studio,
consulteActualizar aplicaciones de Studio (p. 129).

Demostración Tutorial de datos Wrangler Titanic Dataset
En las secciones siguientes se proporciona un tutorial que le ayudará a utilizar Data Wrangler. En este
tutorial se supone que ya ha seguido los pasos deAcceso a los datos de Wrangler (p. 621)y tener un
nuevo archivo de flujo de datos abierto que va a utilizar para la demostración. Es posible que desee
cambiar el nombre de este archivo.flow a algo similar a titanic-demo.flow.

En este recorrido se utiliza eldataset Titanic. Este conjunto de datos contiene el estado de supervivencia, la
edad, el género y la clase (que sirve como proxy para el estatus económico) de los pasajeros a bordo del
viaje inaugural del RMS Titanic en 1912.

En este tutorial, va a:

• Cargar ladataset TitanicA Amazon Simple Storage Service (Amazon S3) y, a continuación, importe este
conjunto de datos en Data Wrangler.

• Analice este conjunto de datos utilizando los análisis de Data Wrangler.
• Definir un flujo de datos utilizando las transformaciones de datos de Data Wrangler.
• Exporte su flujo a un Jupyter Notebook que puede utilizar para crear un trabajo de Data Wrangler.
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• Procese sus datos y inicie un trabajo de formación de SageMaker para entrenar a un Clasificador Binario
XGBoost.

Cargar conjunto de datos a S3 e importar

Para empezar, descarguedataset Titanicy cárgalo en un bucket de S3 en elAWSLa región en la que desea
completar esta demostración.

Si es un usuario nuevo de Amazon S3, puede hacerlo mediante arrastrar y soltar en la consola de Amazon
S3. Para obtener más información, consulteCarga de archivos y carpetas con la función arrastrar y soltaren
la Guía del usuario de la consola de Amazon Simple Storage Service.

Important

Cargue su dataset en un bucket de S3 en el mismoAWSLa región que desea utilizar para
completar esta demostración.

Cuando el conjunto de datos se ha cargado correctamente en Amazon S3, puede importarlo a Data
Wrangler.

Importar el conjunto de datos Titanic a Data Wrangler

1. Seleccione laImportación deen el archivo de flujo de Data Wrangler.
2. SelectAmazon S3.
3. UsarImportación de un conjunto de datos desde S3para buscar el bucket al que agregó el dataset

Titanic. Elija el archivo CSV del dataset Titanic para abrir el archivoDetalles dePanel.
4. UNDERDetalles de, elTipo de archivodebe ser CSV. SeleccionarAgregar encabezado a la tablaPara

especificar que la primera fila del dataset es un encabezado. También puede asignar un nombre más
amigable al conjunto de datos, comoTrain Titanic.

5. SelectImportación de conjuntos.

Cuando su conjunto de datos se importa en Data Wrangler, aparece en su flujo de datos. Puede ver el
flujo de datos en cualquier momento seleccionando la casillaFlujo de datos. Puede hacer doble clic en un
nodo para entrar en la vista de detalles del nodo que le permitirá agregar transformaciones o análisis, de lo
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contrario puede utilizar el icono más para navegar para una navegación rápida. En la siguiente sección va
a utilizar este flujo de datos para añadir pasos de análisis y transformación.

Flujo de datos

En la sección de flujo de datos, observará que los únicos pasos en el flujo de datos son el dataset
importado recientemente y unTipo de datosPaso. Después de aplicar las transformaciones, puede volver a
esta pestaña para ver cómo se ve el flujo de datos. Ahora, agregue algunas transformaciones básicas bajo
elPrepareyAnálisisPestaña.

Prepare y visualice

Data Wrangler tiene transformaciones y visualizaciones integradas que puede utilizar para analizar, limpiar
y transformar sus datos.

En el navegadorDatosde la vista de detalle de nodo, todas las transformaciones integradas se enumeran
en el panel derecho, que también contiene un área en la que puede agregar transformaciones
personalizadas. El siguiente caso de uso muestra cómo utilizar estas transformaciones.

Data Exploration

Primero, cree un resumen de tabla de los datos mediante un análisis. Haga lo siguiente:

1. Elija el icono+junto a laTipo de datosen el flujo de datos y seleccioneAgregar análisis.
2. En el navegadorAnálisisárea, seleccioneResumen de tablasen la lista desplegable.
3. Dé al resumen de la tabla unNombre.
4. SelectVista previapara obtener una vista previa de la tabla que se creará.
5. SeleccionarCrearpara guardarlo en el flujo de datos. Aparece bajoTodos los análisis.

Usando las estadísticas que ve, puede realizar observaciones similares a las siguientes sobre este
conjunto de datos:

• La tarifa promedio (media) es de alrededor de $33, mientras que el máximo es de $500. Esta columna
probablemente tenga valores atípicos.

• Este conjunto de datos utiliza?para indicar los valores que faltan. Faltan valores en varias
columnas:cabina,embarcado, yhome.dest

• A la categoría de edad le faltan más de 250 valores.

SeleccionarPreparePara volver al flujo de datos. A continuación, limpie sus datos utilizando la información
obtenida de estas estadísticas.

Eliminar columnas no utilizadas

Utilizando el análisis de la sección anterior, limpie el conjunto de datos para prepararlo para el
entrenamiento. Para agregar una nueva transformación al flujo de datos, elija+junto a laTipo de datospaso
en el flujo de datos y elijaAgregar transformación.

En primer lugar, suelte las columnas que no desee utilizar para la formación. Puede usarpandaspara hacer
esto, o puede utilizar una de las transformaciones integradas.

Para hacer esto usando Pandas, haga lo siguiente:

1. En el navegadorTransformación personalizada, seleccionePython (Pandas)en la lista desplegable.
2. Escriba lo siguiente en el cuadro de código.
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cols = ['name', 'ticket', 'cabin', 'sibsp', 'parch', 'home.dest','boat', 'body']
df = df.drop(cols, axis=1)

3. SeleccionarVista previapara previsualizar el cambio y, a continuación, elijaAddpara agregar la
transformación.

Para utilizar las transformaciones integradas, haga lo siguiente:

1. SeleccionarAdministrar columnasdesde el panel derecho.
2. ParaColumna de entrada, elijacabinay elijaVista previa.
3. Verifique que lacabinase ha eliminado y, a continuación, elijaAdd.
4. Repita estos pasos para las columnas siguientes:ticket,Nombre de,sibsp,parch,home.dest,barco,

ybody.

Eliminar valores que faltan

Ahora, limpie los valores que faltan. Puede hacerlo con laGestión de valores que faltanTransform Group

Faltan valores en varias columnas. De las columnas restantes,AGEyfarecontienen valores que faltan.
Inspeccione esto usando elTransformación personalizada.

Uso de laPython (Pandas), utilice lo siguiente para revisar rápidamente el número de entradas en cada
columna:

df.info()
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Para colocar filas con valores faltantes en el cuadro de diálogoAGE, haga lo siguiente:

1. SeleccionarGestión de valores que faltan.
2. SeleccionarFalta la caídapara laTransformador.
3. SeleccionarDropFilaspara laDimensión.
4. SeleccionarAGEpara laColumna de entrada.
5. SeleccionarVista previapara ver el nuevo marco de datos y, a continuación, elijaAddpara agregar la

transformación a su flujo.
6. Repita el mismo proceso parafare.

Puede usardf.info()en laTransformación personalizadapara confirmar que todas las filas ahora tienen
1.045 valores.

Pandas personalizados: Codificación

Pruebe la codificación plana usando Pandas. La codificación de datos categóricos es el proceso de
creación de una representación numérica para categorías. Por ejemplo, si sus categorías son Perro y
Gato, puede codificar esta información en dos vectores:[1,0]para representar a Perro, y[0,1]para
representar a Cat.

1. En el navegadorTransformación personalizada, elijaPython (Pandas)en la lista desplegable.
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2. Escriba lo siguiente en el cuadro de código.

import pandas as pd

dummies = []
cols = ['pclass','sex','embarked']
for col in cols:
    dummies.append(pd.get_dummies(df[col]))
    
encoded = pd.concat(dummies, axis=1)

df = pd.concat((df, encoded),axis=1)

3. SeleccionarVista previapara obtener una vista previa del cambio. Se añade la versión codificada de
cada columna al dataset.

4. SeleccionarAddpara agregar la transformación.

SQL personalizada: Select Column

Ahora, seleccione las columnas que desea seguir utilizando SQL. Para esta demostración, seleccione las
columnas enumeradas en la siguienteSELECTstatement. Ya quesobrevivierones su columna objetivo para
el entrenamiento, coloque esa columna primero.

1. En el navegadorTransformación personalizada, seleccioneSQL (SQL PySpark)en la lista desplegable.
2. Escriba lo siguiente en el cuadro de código.

SELECT survived, age, fare, 1, 2, 3, female, male, C, Q, S FROM df;

3. SeleccionarVista previapara obtener una vista previa del cambio. Las columnas enumeradas en
elSELECTanterior son las únicas columnas restantes.

4. SeleccionarAddpara agregar la transformación.

Export

Cuando haya terminado de crear un flujo de datos, tendrá varias opciones de exportación. En la sección
siguiente se explica cómo exportar a un bloc de trabajo de Data Wrangler. Un trabajo de Data Wrangler
se utiliza para procesar sus datos siguiendo los pasos definidos en su flujo de datos. Para obtener más
información sobre todas las opciones de exportación, consulteExport (p. 688).

Exportar a Data Wrangler Job Notebook

Cuando exporta el flujo de datos mediante unTrabajo de Data Wrangler, se crea automáticamente
un Jupyter Notebook. Este bloc de notas se abre automáticamente en la instancia de Studio y está
configurado para ejecutar un trabajo de procesamiento de SageMaker para ejecutar el flujo de datos de
Data Wrangler, que se denomina trabajo de Data Wrangler.

1. Guarde el flujo de datos. SelectArchivoY, a continuación, seleccioneAlmacenamiento de datos.
2. Elija el iconoExport.
3. Seleccione el último paso del flujo de datos.

4. SeleccionarJob de Data Wrangler. Esto abre un cuaderno de Jupyter.
5. Elija cualquierPython 3 (ciencia de datos)para elKernel.
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6. Cuando se inicie el kernel, ejecute las celdas del bloc de notas hastaPoner en marcha el Job de
formación de SageMaker (opcional).

7. Si lo prefiere, puede ejecutar las celdas enPoner en marcha el Job de formación de SageMaker
(opcional)si quieres crear un trabajo de formación de SageMaker para entrenar a un clasificador
XGBoost. Puede encontrar el costo de ejecutar un trabajo de formación de SageMaker enPrecios de
Amazon SageMaker.

También puede añadir los bloques de código que se encuentran enClasificación XGBoost (p. 630)al
bloc de notas y ejecútelos para usar elXGBoost debiblioteca de código abierto para entrenar un
clasificador XGBoost.

8. Descomentar y ejecutar la celda enEliminacióny ejecútelo para revertir el SDK de Python de
SageMaker a su versión original.

Puede supervisar el estado de su trabajo de Data Wrangler en la consola de SageMaker en laProcessing.
Además, puede supervisar su trabajo de Data Wrangler mediante Amazon CloudWatch. Para obtener
información adicional, consulteMonitorizar los trabajos de procesamiento de Amazon SageMaker con
registros y métricas de CloudWatch.

Si ha iniciado un trabajo de formación, puede supervisar su estado mediante la consola de SageMaker
enTrabajos de capacitaciónen laSección de formación.

Clasificación XGBoost

En el mismo cuaderno que inició el trabajo de Data Wrangler, puede extraer los datos y entrenar un
clasificador binario XGBoost usando los datos preparados con una preparación mínima de datos.

1. Primero, actualice los módulos necesarios usandopipy elimine el archivo _SUCCESS (este último
archivo es problemático cuando se usaawswrangler).

! pip install --upgrade awscli awswrangler boto sklearn
! aws s3 rm {output_path} --recursive  --exclude "*" --include "*_SUCCESS*"

2. Lea los datos de Amazon S3. Puede usarawswranglerpara leer recursivamente todos los archivos
CSV en el prefijo S3. A continuación, los datos se dividen en entidades y etiquetas. La etiqueta es la
primera columna del marco de datos.

import awswrangler as wr

df = wr.s3.read_csv(path=output_path, dataset=True)
X, y = df.iloc[:,:-1],df.iloc[:,-1]

• Finalmente, cree DMatrices (la estructura primitiva de XGBoost para los datos) y realice la
validación cruzada utilizando la clasificación binaria XgBoost.

import xgboost as xgb

dmatrix = xgb.DMatrix(data=X, label=y)

params = {"objective":"binary:logistic",'learning_rate': 0.1, 'max_depth': 5,
 'alpha': 10}

xgb.cv(
    dtrain=dmatrix, 
    params=params, 
    nfold=3,
    num_boost_round=50,
    early_stopping_rounds=10,
    metrics="rmse", 
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    as_pandas=True, 
    seed=123)

Desactivar Data Wrangler

Cuando haya terminado de usar Data Wrangler, le recomendamos que cierre la instancia en la que
se ejecuta para evitar incurrir en cargos adicionales. Para obtener información sobre cómo apagar la
aplicación Data Wrangler y la instancia asociada, consulteApagar datos Wrangler (p. 693).

Import
Puede utilizar Amazon SageMaker Data Wrangler para importar datos de los siguientesOrígenes de datos:
Amazon Simple Storage Service (Amazon S3), Amazon Athena, Amazon Redshift y Snowflake.

Temas
• Importación de datos desde Amazon S3 (p. 631)
• Importación de datos desde Athena (p. 633)
• Importación de datos desde Amazon Redshift (p. 634)
• Importación de datos desde Snowflake (p. 637)
• Almacenamiento de datos importados (p. 660)

Algunas fuentes de datos le permiten agregar variosconexiones de datos:

• Puede conectarse a varios clústeres de Amazon Redshift. Cada clúster se convierte en un origen de
datos.

• Puede consultar cualquier base de datos Athena de su cuenta para importar datos de esa base de datos.

Cuando importa un dataset desde un origen de datos, aparece en el flujo de datos. Data Wrangler deduce
automáticamente el tipo de datos de cada columna del conjunto de datos. Para modificar estos tipos,
seleccione la casillaTipos de datospaso y seleccioneEditar tipos de datos.

Al importar datos desde Athena o Amazon Redshift, los datos importados se almacenan automáticamente
en el depósito predeterminado de SageMaker S3 para elAWSLa región en la que está utilizando Studio.
Además, Athena almacena los datos que previsualiza en Data Wrangler en este bucket. Para obtener más
información, consulte Almacenamiento de datos importados (p. 660).

Important

Es posible que el bucket predeterminado de Amazon S3 no tenga la configuración de seguridad
menos permisiva, como la política del bucket y el cifrado del lado del servidor (SSE). Le
recomendamos que,Agregar una directiva de depósito para restringir el acceso a conjuntos de
datos importados a Data Wrangler.

Important

Además, si utiliza la política administrada para SageMaker, le recomendamos encarecidamente
que la limite a la política más restringida que le permita realizar su caso de uso. Para obtener más
información, consulteConceder un permiso de rol de IAM para usar Data Wrangler.

Importación de datos desde Amazon S3
Amazon Simple Storage Service (Amazon S3) se puede utilizar para almacenar y recuperar cualquier
cantidad de datos en cualquier momento y desde cualquier parte de la web. Puede realizar estas tareas
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usando la herramientaAWS Management Console, que es una interfaz web sencilla e intuitiva, y la API
de Amazon S3. Si su conjunto de datos se almacena localmente, le recomendamos que lo agregue a un
depósito de S3 para su importación en Data Wrangler. Para obtener más información, consulteCargar un
objeto en un bucketEn la Guía de desarrollador de Amazon Simple Storage Service.

Data Wrangler utilizaS3 Selectpara permitirle obtener una vista previa de sus archivos de Amazon S3
en Data Wrangler. Usted incurre en cargos estándar por cada vista previa del archivo. Para obtener más
información sobre precios, consulte laSolicitudes y recuperaciones de datosPestañaPrecios de Amazon
S3.

Important

Si planea exportar un flujo de datos e iniciar un trabajo de Data Wrangler, ingerir datos en un
feature store de SageMaker o crear una canalización de SageMaker, tenga en cuenta que
estas integraciones requieren que los datos de entrada de Amazon S3 se encuentren en el
mismoAWSregion.

Puede navegar por todos los cubos en suAWSe importe archivos CSV y Parquet mediante la importación
de Amazon S3 en Data Wrangler.

Cuando elige un conjunto de datos para la importación, puede cambiarle el nombre, especificar el tipo de
archivo e identificar la primera fila como encabezado.

Important

Si planea importar un archivo CSV, tenga en cuenta que un solo registro no debe exceder varias
líneas; de lo contrario, se producirá un error.

Para importar un conjunto de datos en Data Wrangler desde Amazon S3:

1. Si no se encuentra actualmente en elImportación de, elija la pestañaImportación de.
2. UNDERPreparación de datos, elijaAmazon S3para ver elImportación de origen de datos S3Vista.
3. En la tabla de depósitos S3 disponibles, seleccione un depósito y desplácese hasta el conjunto de

datos que desea importar.
4. Seleccione el archivo que desea importar. Puede importar archivos CSV y Parquet. Si el conjunto de

datos no tiene una extensión.csv o .parquet, seleccione el tipo de datos en la listaTipo de archivolista
desplegable.

5. Si su archivo CSV tiene un encabezado, active la casilla de verificación situada junto aAgregar
encabezado a la tabla.

6. UsarVista previapara obtener una vista previa del conjunto de datos. En esta tabla se muestran hasta
100 filas.

7. En el navegadorDetalles de, compruebe o cambie elNombreyTipo de archivoPara su conjunto de
datos Si agrega unNombreque contiene espacios, estos espacios se reemplazan por guiones bajos
cuando se importa el conjunto de datos.

8. Habilitar muestreoEstá seleccionada de manera predeterminada. Si no desmarca esta casilla, Data
Wrangler mostrará e importará hasta 100 MB de datos. Para deshabilitar el muestreo, quite la marca
de verificación de la casilla.

9. SeleccionarImportación de conjuntos.
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Importación de datos desde Athena
Amazon Athena es un servicio de consultas interactivo que facilita el análisis de datos directamente en
Amazon S3 con SQL estándar. Con algunas acciones en elAWS Management Console, puede apuntar
Athena a los datos almacenados en Amazon S3 y comenzar a utilizar SQL estándar para realizar consultas
ad hoc y obtener resultados en cuestión de segundos. Para obtener más información, consulte¿Qué es
Amazon Athena?en la Guía del usuario de Amazon Athena.

Puede consultar las bases de datos de Athena e importar los resultados en Data Wrangler. Para utilizar
esta opción de importación, debe crear al menos una base de datos en Athena. Para obtener más
información, consulteIntroducciónen la Guía del usuario de Amazon Athena.

Tenga en cuenta lo siguiente en relación con la opción de importación de Athena en Data Wrangler:

• Data Wrangler admite el uso de un grupo de trabajo principal de Athena. No se admiten otros grupos de
trabajo.

• Data Wrangler no admite consultas federadas.

Data Wrangler utiliza el bucket de S3 predeterminado en el mismoAWSRegión en la que se
encuentra la instancia de Studio para almacenar los resultados de la consulta de Athena. Cuando
importa desde Athena, Data Wrangler crea una nueva base de datos en su cuenta de Athena
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llamadasagemaker_data_wranglerSi no hay una. Crea tablas temporales en esta base de datos
para mover la salida de la consulta a este bucket S3. Elimina estas tablas una vez importados los datos;
sin embargo, la base de datos,sagemaker_data_wrangler, persiste. Para obtener más información,
consulte Almacenamiento de datos importados (p. 660).

Si usaAWS Lake Formationcon Athena, asegúrese de que los permisos de IAM de Lake Formation no
anulan los permisos de IAM para la base de datossagemaker_data_wrangler.

Para importar un conjunto de datos en Data Wrangler desde Athena:

1. En la pantalla de importación, elijaAmazon Athena.
2. ParaCatalog, elijaAWSDataCatalog.
3. UsarBase de datospara seleccionar la base de datos que desea consultar. Al seleccionar una

base de datos, puede obtener una vista previa de todas las tablas de la base de datos mediante la
herramientaTablas enumerados enDetalles de.

4. Introduzca una consulta en el cuadro de código.
5. UNDERConfiguración avanzada,Habilitar muestreoEstá seleccionada de manera predeterminada. Si

no desmarca esta casilla, Data Wrangler muestra e importa aproximadamente el 50% de los datos
consultados. Para deshabilitar el muestreo, quite la marca de verificación de la casilla.

6. Introduzca su consulta en el editor de consultas y utilice la herramientaEjecución depara ejecutar la
consulta. Después de una consulta exitosa, puede obtener una vista previa del resultado en el editor.

7. Para importar los resultados consultados, seleccioneImportación de conjuntos.
8. Escriba unNombre del conjunto. Si agrega unNombre del conjuntoque contiene espacios, estos

espacios se reemplazan por guiones bajos cuando se importa el conjunto de datos.
9. SelectAdd.

Importación de datos desde Amazon Redshift
Amazon Redshift es un servicio de data warehouse administrado de varios petabytes en la nube. El primer
paso para crear un data warehouse es el lanzamiento de un conjunto de nodos, llamado un clúster de
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Amazon Redshift. Después de aprovisionar el clúster, puede cargar el conjunto de datos y, a continuación,
realizar consultas de análisis de datos.

Puede conectarse a uno o más clústeres de Amazon Redshift y consultarlos en Data Wrangler. Para
utilizar esta opción de importación, debe crear al menos un clúster en Amazon Redshift. Para obtener más
información, consulteIntroducción a Amazon Redshift.

Data Wrangler utiliza el bucket de S3 predeterminado en el mismoAWSRegión en la que se encuentra la
instancia de Studio para almacenar los resultados de las consultas de Amazon Redshift. Para obtener más
información, consulte Almacenamiento de datos importados (p. 660).

Si utiliza la directiva administrada por IAM,AmazonSageMakerFullAccess, para conceder permiso
a un rol para usar Data Wrangler en Studio, suUsuario de base de datosEl nombre debe tener el
prefijosagemaker_access.

Utilice los siguientes procedimientos para obtener información sobre cómo agregar un clúster nuevo.

Note

Data Wrangler utiliza la API de datos de Amazon Redshift con credenciales temporales. Para
obtener más información sobre esta API, consulteUso de la API de datos de Amazon Redshiften
la Guía de gestión de clústeres de Amazon Redshift.

Para conectarse a un clúster de Amazon Redshift:

1. Elija Import (Importar).
2. Seleccionar+UNDERAgregar conexión de datos.
3. SeleccionarAmazon Redshift.
4. SeleccionarCredenciales temporales (IAM): paraTipo.
5. Escriba unNombre de la conexión. Este es un nombre utilizado por Data Wrangler para identificar esta

conexión.
6. Escriba elCluster Identifier (Identificador del clúster)Para especificar al clúster al que desea

conectarse. Nota: Introduzca sólo el identificador del clúster y no el extremo completo del clúster de
Amazon Redshift.

7. Escriba elDatabase Namede la base de datos a la que desea conectarse.
8. Escriba unUsuario de base de datosPara identificar el usuario que desea utilizar para conectarse a la

base de datos.
9. ParaUNLOAD IAM Role, introduzca el ARN de rol de IAM del rol que debe asumir el clúster de

Amazon Redshift para mover y escribir datos en Amazon S3. Para obtener más información sobre
este rol, consulteAutorizar a Amazon Redshift a acceder a otrosAWSServicios en su nombreen la Guía
de gestión de clústeres de Amazon Redshift.

10. Elija Connect.
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Una vez establecida la conexión correctamente, aparece como una fuente de datos enImportación de
datos. Seleccione este origen de datos para consultar la base de datos e importar datos.

Para consultar e importar datos desde Redshift:

1. Seleccione la conexión desde la que desea consultarOrígenes de datos.
2. Seleccione unaEsquema. Para obtener más información sobre los esquemas de Redshift,

consulteEsquemas deEn la Guía para desarrolladores de bases de datos de Amazon Redshift.
3. UNDERConfiguración avanzada,Habilitar muestreoEstá seleccionada de manera predeterminada. Si

no desmarca esta casilla, Data Wrangler muestra e importa aproximadamente el 50% de los datos
consultados. Para deshabilitar el muestreo, quite la marca de verificación de la casilla.

4. Introduzca su consulta en el editor de consultas y utilice la opciónEjecución depara ejecutar la
consulta. Después de una consulta exitosa, puede obtener una vista previa del resultado en el editor.

5. SelectImportación de conjuntospara importar el conjunto de datos que se ha consultado.
6. Escriba unNombre del conjunto. Si agrega unNombre del conjuntoque contiene espacios, estos

espacios se reemplazan por guiones bajos cuando se importa el conjunto de datos.
7. SelectAdd.
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Importación de datos desde Snowflake
Puede usar Snowflake como fuente de datos en SageMaker Data Wrangler para preparar datos en
Snowflake para el aprendizaje automático.

Con Snowflake como fuente de datos en Data Wrangler, puede conectarse rápida y fácilmente a
Snowflake sin escribir una sola línea de código. Además, puede unir sus datos en Snowflake con los datos
almacenados en Amazon S3 y los datos consultados a través de Amazon Athena y Amazon Redshift para
preparar los datos para el aprendizaje automático.

Una vez conectado, puede consultar de forma interactiva los datos almacenados en Snowflake,
transformar fácilmente los datos con más de 300 transformaciones de datos preconfiguradas, comprender
los datos e identificar posibles errores y valores extremos con un conjunto de plantillas de visualización
preconfiguradas sólidas e identificar rápidamente las inconsistencias en sus datos y diagnosticar
problemas antes de que los modelos se implementen en producción. Por último, puede exportar su flujo
de trabajo de preparación de datos a Amazon S3 para utilizarlo con otras funciones de SageMaker, como
Autopilot de SageMaker, Amazon Feature Store y SageMaker Pipelines.

Guía del administrador
Important

Para obtener más información sobre el control pormenorizado de acceso y prácticas
recomendadas, consulteControl de acceso de seguridad.

Esta sección es para los administradores de Snowflake que están configurando el acceso a Snowflake
desde SageMaker Data Wrangler.

Important

Su administrador es responsable de administrar y supervisar el control de acceso dentro de
Snowflake. Esto incluye los datos a los que puede acceder un usuario, qué integración de
almacenamiento puede utilizar un usuario y qué consultas puede ejecutar un usuario. Data
Wrangler no agrega una capa de control de acceso con respecto a Snowflake.
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Important

Tenga en cuenta que la concesión de privilegios de monitor puede permitir a los usuarios ver
detalles dentro de un objeto, por ejemplo, consultas o uso dentro de un almacén.

Configurar Snowflake con Data Wrangler

Para importar datos desde Snowflake, los administradores de Snowflake deberán configurar el acceso
desde Data Wrangler a través de Amazon S3.

Esta característica no está disponible actualmente en las regiones de suscripción.

Para ello, siga estos pasos.

1. Configure los permisos de acceso para el Bucket S3.

AWS Requisitos de control de acceso

Snowflake requiere los siguientes permisos en un depósito y directorio de S3 para poder acceder a los
archivos del directorio.

• s3:GetObject

• s3:GetObjectVersion

• s3:ListBucket

Crear una política de IAM

A continuación se describe cómo configurar los permisos de acceso para Snowflake en
suAWSManagement Console para que pueda utilizar un bucket de Amazon S3 para cargar y
descargar datos:

• Inicie sesión en elAWSConsola de administración.
• En el panel de inicio, elija Identity and Access Management (IAM):
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• SeleccionarPolíticasen el panel de navegación izquierdo.
• SeleccionarCreación de políticas:

• Seleccione la pestaña JSON.
• Agregue un documento de política que permita a Snowflake acceder al bucket y al directorio de S3.

La siguiente directiva (en formato JSON) proporciona a Snowflake los permisos necesarios para
cargar y descargar datos mediante un único depósito y ruta de directorio. Nota: Asegúrese de
reemplazarbucketyprefixcon el nombre de su depósito real y el prefijo de ruta de directorio.

# Example policy for S3 write access
# This needs to be updated
{
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"Version": "2012-10-17",
"Statement": [
  {
    "Effect": "Allow",
    "Action": [
        "s3:PutObject",
        "s3:GetObject",
        "s3:GetObjectVersion",
        "s3:DeleteObject",
        "s3:DeleteObjectVersion"
    ],
    "Resource": "arn:aws:s3:::bucket/prefix/*"
  },
  {
    "Effect": "Allow",
    "Action": [
        "s3:ListBucket"
    ],
    "Resource": "arn:aws:s3:::bucket/",
    "Condition": {
        "StringLike": {
            "s3:prefix": ["prefix/*"]
        }
    }
  }
 ]
}

• Elija el botónSiguiente: Tags (Etiquetas).
• Elija el botónSiguiente: Consulte.

Escriba el nombre de la política (por ejemplo,snowflake_accessy una descripción opcional. Elija
Create Policy.

2. Cree el rol de IAM enAWS.
3. Crear una integración de almacenamiento en la nube en Snowflake.
4. Recuperar elAWSUsuario de IAM para su cuenta de Snowflake.
5. Conceder permisos de usuario de IAM para acceder al depósito.
6. Conceda el permiso de uso del rol Snowflake del científico de datos a la integración del

almacenamiento.
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• En la consola Snowflake, ejecuteGRANT USAGE ON INTEGRATION integration_name TO
snowflake_role;

• integration_namees el nombre de su integración de almacenamiento.
• snowflake_roleEs el nombre delSnowflake Roldado al usuario científico de datos.

Qué información debe proporcionarse al Data Scientist

1. Para permitir que su científico de datos acceda a Snowflake desde SageMaker Data Wrangler,
proporcione una de las siguientes opciones:

• Un nombre de cuenta, nombre de usuario y contraseña de Snowflake.
• Cree un secreto con AWSSecrets ManagerY proporcionar el ARN del secreto. Utilice el siguiente

procedimiento para crear el secreto para Snowflake si elige esta opción.

Important

Si los científicos de datos utilizan la opción Snowflake Credenciales (nombre de
usuario y contraseña) para conectarse a Snowflake, tenga en cuenta queSecrets
ManagerSe utiliza para almacenar las credenciales en un secreto y rota secretos
como parte de un plan de seguridad de prácticas recomendadas. Solo se puede
acceder al secreto creado en Secrets Manager con la función Studio configurada
al configurar el perfil de usuario de Studio. Esto requerirá que agregue este
permiso,secretsmanager:PutResourcePolicyA la política que se adjunta a su rol de
Studio.
Se recomienda encarecidamente que el ámbito de la directiva de rol utilice diferentes
roles para diferentes grupos de usuarios de Studio. Puede agregar permisos adicionales
basados en recursos para los secretos del Administrador de secretos. ConsulteGestionar
políticas secretasPara las claves de condición que puede usar.

• Cómo crear un Secret de Amazon para Snowflake.
• Inicie sesión en laAWSConsola de Secrets Manager.
• Elija Store a new secret (Almacenar un nuevo secreto).
• En el navegadorSeleccione el tipo de secreto, seleccioneOtro tipo de secretos
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• Especifique los detalles de su secreto personalizado como pares de clave y valor. El nombre
de las claves distingue mayúsculas y minúsculas y por lo tantousernameLa clave debe
serusername, la clave de contraseña debe serpassword, y la clave de ID de cuenta debe
seraccountid. Si introduce alguno de estos incorrectamente, Data Wrangler generará un
error. Cotizaciones deusername,password, yaccountidno son necesarios si se utiliza clave/
valor secreto. Como opción, puede seleccionar la pestaña Plaintext (Texto no cifrado) y escribir
el valor del secreto en JSON, como se muestra en el siguiente ejemplo:

{
        "username": "snowflake username",
        "password": "snowflake password",
        "accountid": "snowflake accountid"
}                                                   

• Elija siguiente, y en la siguiente pantalla, prefije el nombre de su secreto
conAmazonSageMaker-. Además, agregue una etiqueta con la clave SageMaker (sin comillas)
y el valor:true(sin comillas). El resto de los campos son opcionales. Puede desplazarse hasta
la parte inferior de la página y hacer clic en Siguiente. El resto de las pantallas son opcionales.
Elija siguiente hasta que el secreto haya sido almacenado.

• Seleccione en el nombre secreto y guarde el ARN del secreto. A continuación, seleccione
elAlmacenarbotón.

• Seleccione el secreto que acaba de crear.
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• Verá su ARN en la pantalla. Proporcione el ARN al científico de datos si está utilizando el ARN
para conectarse a Snowflake.

2. Deberá proporcionar al científico de datos el nombre de la integración de almacenamiento que creó en
el paso 3: Crear una integración de almacenamiento en la nube en Snowflake. Este es el nombre de la
nueva integración y se llamaintegration_nameen laCREATE INTEGRATIONEl comando SQL que
ejecutó, que se muestra a continuación:

  CREATE STORAGE INTEGRATION integration_name
  TYPE = EXTERNAL_STAGE
  STORAGE_PROVIDER = S3
  ENABLED = TRUE
  STORAGE_AWS_ROLE_ARN = 'iam_role'
  [ STORAGE_AWS_OBJECT_ACL = 'bucket-owner-full-control' ]
  STORAGE_ALLOWED_LOCATIONS = ('s3://bucket/path/', 's3://bucket/path/')
  [ STORAGE_BLOCKED_LOCATIONS = ('s3://bucket/path/', 's3://bucket/path/') ]
                             

Guía de científicos de datos

En esta sección se describe cómo acceder a su almacén de datos de Snowflake desde SageMaker Data
Wrangler y cómo utilizar las funciones de Data Wrangler.

Important

Nota: El administrador debe seguir la Guía de administración configurada anteriormente para
poder usar Data Wrangler dentro de Snowflake.

1. Acceso a los datos de Wrangler

Para empezar, acceda a Data Wrangler a través de Amazon SageMaker Studio siguiendo elRequisitos
previospasos.

Una vez que haya completado los pasos Requisitos previos, ahora puede acceder a Data Wrangler en
Studio.

• Junto al usuario que desea usar para iniciar Studio, seleccioneEstudio abierto.
• Una vez que haya iniciado Studio, seleccioneArchivothenNewthenTerminal.
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• Escribacat /opt/conda/share/jupyter/lab/staging/yarn.lock | grep -A 1
"@amzn/sagemaker-ui-data-prep-plugin@"para imprimir la versión de la instancia de Studio.
Debe tener Studio versión 1.3.0 para habilitar Snowflake.

• Si no tiene esta versión, actualice su versión de Studio. Para ello, cierre la ventana de Studio y
navegue hasta elConsola SageMaker Studio.

• A continuación, seleccionará el usuario que está utilizando para acceder a Studio y, a
continuación, seleccioneElimine aplicación. Una vez completada la eliminación, vuelva a iniciar
Studio seleccionandoEstudio abierto.
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• Siga el paso 3 anterior de nuevo para verificar que su versión de Studio es 1.3.0.
2. Crear un nuevo flujo de datos desde Data Wrangler

Una vez que haya accedido a Data Wrangler desde Studio y tenga la versión 1.3.0, seleccione la
opción+Inicio de sesión en laFlujo de datos nuevoTarjeta bajoTareas y componentes de ML. Esto crea
un nuevo directorio en Studio con un archivo.flow dentro, que contiene el flujo de datos. El archivo.flow
se abre automáticamente en Studio.

También puede crear un nuevo flujo seleccionandoArchivo, luegoNew, y eligiendoFlujoEn la barra de
navegación superior.
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Cuando crea un nuevo archivo.flow en Studio, puede ver un mensaje en la parte superior de la interfaz
de Data Wrangler que dice:

Conexión al motor

Estableciendo conexión con el motor...

3. Connect a Snowflake

Hay dos formas de conectarse a Snowflake desde Data Wrangler. Solo tendrá que elegir una de las
dos formas.

1. Especifique sus credenciales de Snowflake (nombre de cuenta, nombre de usuario y contraseña)
en Data Wrangler.

2. Proporciona un nombre de recurso de Amazon (ARN) de un secreto.
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Important

Si no tienes tus credenciales de Snowflake o ARN, ponte en contacto con tu administrador.
El administrador puede indicarle cuál de los dos métodos anteriores usar para conectarse a
Snowflake.

Comenzar en elImportación depantalla de datos y seleccione primeroAgregar origen de datosen el
menú desplegable de la esquina superior derecha y, a continuación, selecciona Copo de nieve. La
siguiente captura de pantalla ilustra dónde encontrar elSnowflakeopción.

Elija un método de autenticación. Para este paso, como se mencionó anteriormente, puede usar sus
credenciales de Snowflake o el nombre ARN. Uno de los dos seráproporcionada por el administrador.

A continuación explicamos ambos métodos de autenticación y proporcionamos capturas de pantalla para
cada uno.

1. Opción de credenciales de Snowflake.

Seleccione la opción Básico (nombre de usuario y contraseña) en el menú desplegable Método de
autenticación. A continuación, introduzca sus credenciales en los siguientes campos:
• Integración de almacenamiento: Proporcione el nombre de la integración de almacenamiento. Esto es

proporcionado por el administrador de.
• Nombre de la cuenta de Snowflake: El nombre completo de su cuenta de Snowflake.
• Nombre de usuario: Nombre de usuario de la cuenta Snowflake.
• Contraseña Contraseña de Snowflake.
• Conexión Name (Nombre de la Elija un nombre de conexión de su elección.

SelectConectar.

A continuación se muestra una captura de pantalla de esta pantalla y un ejemplo de cómo se deben
completar estos campos.

647



Amazon SageMaker Developer Guide
Import

2. Opción ARN

Seleccione la opción ARN en la pestañaAutenticaciónMétodo desplegable. A continuación, proporcione
su nombre ARN en Secrets Manager ARN y su integración de almacenamiento proporcionada por su
administrador. Por último, cree un nombre de conexión y seleccioneConectar.

A continuación se muestra una captura de pantalla de esta pantalla.

3. El flujo de trabajo en este punto es conectar su cuenta de Snowflake a Data Wrangler, luego
ejecutar algunas consultas sobre sus datos y luego finalmente usar Data Wrangler para realizar
transformaciones de datos, etc.
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Los siguientes pasos explican el paso de importación y consulta desde Data Wrangler.

Después de crear su conexión de copo de nieve, será llevado a laImportación de datos desde
SnowflakePantalla. A continuación se muestra una captura de pantalla de esto.

Desde aquí, seleccione su almacén. También puede seleccionar opcionalmente su base de datos y
esquema, en cuyo caso la consulta escrita debe especificarlos. SiBase de datosyEsquemaen la lista
desplegable, la consulta escrita no necesita especificar los nombres de la base de datos y del esquema.

Los esquemas y tablas de tu cuenta de Snowflake se muestran en el panel izquierdo. Puede seleccionar
y desentrañar estas entidades. Cuando seleccione una tabla específica, seleccione el icono de ojo
situado a la derecha del nombre de cada tabla para obtener una vista previa de la tabla.

La siguiente captura de pantalla muestra el panel con sus almacenes de datos, bases de datos y
esquemas, junto con el icono de ojo con el que puede obtener una vista previa de la tabla. Una vez
que seleccione la opciónTabla preliminar, se genera la vista previa del esquema de esa tabla. Debe
seleccionar un almacén antes de poder obtener una vista previa de una tabla.

649



Amazon SageMaker Developer Guide
Import

Después de seleccionar un almacén de datos, una base de datos y un esquema, ahora puede escribir
consultas y seleccionar ejecutarlas. La salida de la consulta se mostrará en Resultados de consulta. A
continuación se muestra una captura de pantalla de esto.

Una vez que haya establecido el resultado de su consulta, puede importar la salida de su consulta en un
flujo de Data Wrangler para realizar transformaciones de datos.

Para ello, seleccioneImportación dey, a continuación, especifique un nombre y seleccioneOk, como se
muestra en la siguiente captura de pantalla.
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Desde aquí, la transición alFlujo de datosPara preparar la transformación de datos, tal y como se
muestra en la siguiente captura de pantalla.
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Conectividad privada entre Data Wrangler y Snowflake a través de AWS
PrivateLink
En esta sección se explica cómo utilizar AWS PrivateLink Para establecer una conexión privada entre Data
Wrangler y Snowflake. Los pasos se explican a continuación.

Creación de una VPC

Si no tiene configurada una VPC, a continuación, siga laCree una VPC nuevainstrucciones para crear una.

Una vez que haya elegido una VPC que desee utilizar para establecer una conexión privada, proporcione
las siguientes credenciales a su administrador de Snowflake para habilitar AWS PrivateLink :

• VPC ID.
• AWSID de cuenta.
• La URL de tu cuenta correspondiente que utilizas para acceder a Snowflake.

Important

Según la documentación de Snowflake, la activación de tu cuenta de Snowflake puede tardar
hasta dos días laborables.

Configurar Snowflake AWS PrivateLink Integration

Después AWS PrivateLink está habilitado, recupere el AWS PrivateLink para su región ejecutando el
siguiente comando en una hoja de cálculo Snowflake. Inicie sesión en la consola Snowflakes, en las hojas
de cálculo ingrese lo siguiente:select SYSTEM$GET_PRIVATELINK_CONFIG();

1. Recupere los valores de lo siguiente:privatelink-account-name,privatelink_ocsp-
url,privatelink-account-url, yprivatelink_ocsp-urldel objeto JSON resultante. A
continuación se muestran ejemplos de cada valor. Almacene estos valores para su uso posterior.

privatelink-account-name: xxxxxxxx.region.privatelink
privatelink-vpce-id: com.amazonaws.vpce.region.vpce-svc-xxxxxxxxxxxxxxxxx
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privatelink-account-url: xxxxxxxx.region.privatelink.snowflakecomputing.com
privatelink_ocsp-url: ocsp.xxxxxxxx.region.privatelink.snowflakecomputing.com       

2. Cambie a suAWSConsola y vaya al menú VPC.
3. En el panel lateral izquierdo, haga clic en el enlace de «Endpoints» para navegar a la configuración de

VPC Endpoints.

Una vez allí, haga clic en el botónCreación de un punto de enlaceEn la parte superior izquierda.
4. Seleccione el botón de opción «Buscar servicio por nombre».

5. En el campo Service Name, pegue el valor deprivatelink-vpce-idque recuperó en el paso anterior
y seleccione la opciónVerificarbotón.

Si tiene éxito, aparecerá una alerta verde con «Nombre de servicio encontrado» en la pantalla y las
opciones de VPC y Subred se expandirán automáticamente. A continuación se muestra una captura
de pantalla que muestra esto. Nota: Dependiendo de la región de destino, la pantalla resultante puede
mostrar otraAWSNombre de región.

6. Seleccione el mismo ID de VPC que envió a Snowflake en el menú desplegable de VPC.
7. Si aún no ha creado una subred, siga el siguiente conjunto de instrucciones sobre cómo hacerlo.
8. Seleccione las subredes en el menú desplegable de la VPC. A continuación, seleccione Crear subred

y siga las instrucciones para crear un subconjunto en su VPC. Asegúrese de seleccionar el ID de VPC
que envió Snowflake.

9. Desplácese hacia abajo hasta Configuración del grupo de seguridad, seleccione Crear nuevo grupo de
seguridad. Esto abrirá la pantalla predeterminada Grupo de seguridad en una pestaña nueva. En esta
nueva pestaña, haga clic en el botón Crear grupo de seguridad en la esquina superior derecha.
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10.Proporcione un nombre a un nuevo grupo de seguridad (por ejemplo, datawrangler-doc-snowflake-
privatelink-connection) y una descripción. Asegúrese de seleccionar el ID de VPC que ha utilizado en
pasos anteriores.

11.Ahora tendrá que agregar dos reglas para permitir el tráfico desde la VPC a este extremo de VPC.

Navegue a su VPC bajo Sus VPC en una pestaña separada y recupere el bloque CIDR para
su VPC. A continuación, seleccione el botón Agregar regla en la sección Reglas de entrada en
SeleccionarHTTPSpara el tipo, deje la fuente como personalizada en el formulario, pegue el valor
recuperado de la llamada describe-vpcs anterior (por ejemplo,10.0.0.0/16).

12.Seleccione el botón Crear grupo de seguridad en la parte inferior derecha. Recupere el ID del grupo de
seguridad del grupo de seguridad recién creado (por ejemplo,sg-xxxxxxxxxxxxxxxxx).

13.En la pantalla de configuración de VPC Endpoint, elimine el grupo de seguridad predeterminado. Pegue
el ID del grupo de seguridad en el campo de búsqueda y active la casilla de verificación.

14.Desplácese hasta la parte inferior de la página y seleccione el botón Crear punto de enlace.
15.En caso de éxito, se navegará a la página que tiene un vínculo a la configuración de endpoint de VPC,

especificada por el ID de VPC. Seleccione el enlace para ver la configuración en su totalidad.

Recupere el registro superior de la lista de nombres DNS. Esto se puede diferenciar de otros nombres
DNS porque solo incluirá el nombre de la región (por ejemplo, us-west-2) y ninguna notación de letra de
zona de disponibilidad (por ejemplo, us-west-2a). Almacene esta información para usarla después.

Configurar DNS para puntos finales de Snowflake en su VPC

En esta sección se explica cómo configurar DNS para los extremos de copo de nieve en la VPC. Esto
permitirá que su VPC resuelva solicitudes al Snowflake AWS PrivateLink .

1. Vaya a la .Route 53 Menúdentro de suAWSconsola de .
2. En el menú de la izquierda (es posible que deba ampliarse) seleccione la opción Zonas alojadas.
3. Seleccione el botón Crear zona alojada en la parte superior derecha.

• En el campo de formulario de nombre de dominio, haga referencia al valor almacenado
paraprivatelink-account-urlen los pasos anteriores. En este campo, el ID de cuenta de
Snowflake se eliminará del nombre DNS y solo utilizará el valor que comience con el identificador de
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región. Un conjunto de registros de recursos también se creará más adelante para el subdominio. Por
ejemplo,region.privatelink.snowflakecomputing.com.

• Seleccione el botón de opción paraZona hospedada privadaen la sección Tipo. Puede que el código
de la región no sea us-west-2. Haga referencia al nombre DNS que le devuelve Snowflake.

• En la sección VPC que se asociarán a la zona alojada, seleccione la región en la que se encuentra la
VPC y el ID de VPC utilizado en pasos anteriores.

• Seleccione el botón Zona alojada creada en la parte inferior derecha
4. A continuación crearemos dos registros, uno para privatelink-account-url y otro

paraprivatelink_ocsp-url.
• En el menú Zona alojada, seleccione el botón Crear conjunto de registros.

a. Para el nombre del registro, ingrese su ID de cuenta de Snowflake (los primeros 8 caracteres
enprivatelink-account-url).

b. Para el tipo de registro, seleccione CNAME.
c. Para valor, escriba el nombre DNS para el extremo de VPC regional que recuperó en el último

paso de Configurar el copo de nieve AWS PrivateLink Sección de integración.
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d. Seleccione el botón Create record.
e. Repita los pasos anteriores para el registro OCSP que notamos comoprivatelink-ocsp-

urlanterior, comenzando por «ocsp» a través del identificador de copo de nieve de 8 caracteres
para el nombre del registro (por ejemplo,ocsp.xxxxxxxx).

Configurar el extremo entrante de resolución de Route 53 para su VPC

En esta sección se explica cómo configurar los extremos entrantes de Route 53 para la VPC.

1. Vaya a la .Route 53 Menúdentro de suAWSconsola de .
• En el panel izquierdo de la sección de seguridad, seleccione la opción Grupos de seguridad.

2. Seleccione Create Security Group (Crear grupo de seguridad) en la esquina superior derecha.
• Proporcione a su grupo de seguridad un nombre (por ejemplo,: datawranger-doc-route53-resolver-sg)

y una descripción.
• Seleccione el ID de VPC utilizado en pasos anteriores.
• Cree reglas que permitan DNS sobre UDP y TCP desde el bloque CIDR de VPC.
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• Seleccione laCreación del grupo de seguridadbotón. Tenga en cuenta el ID de grupo de seguridad
porque ahora agregará una regla para permitir el tráfico al grupo de seguridad de extremo de VPC.

3. Vaya a la .Route 53 Menúdentro de suAWSconsola de .
• En el panel izquierdo de la sección de resolución, seleccione la opción Endpoint entrante.

4. Seleccione laCreación de puntos de enlace de entradabotón.
• Proporcione un nombre a un punto final.
• En el menú desplegable VPC en la región, seleccione el ID de VPC que ha utilizado en todos los

pasos anteriores.
• En el menú desplegable Grupo de seguridad, seleccione el ID del grupo de seguridad en el paso 2 de

esta sección.

• En la sección Direcciones IP, seleccione dos zonas de disponibilidad, subredes y deje el selector de
radio paraUsar una dirección IP seleccionada automáticamenteSelected.
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• Seleccione el botón Submit (Enviar).
5. Seleccione el Endpoint entrante después de crearlo.
6. Una vez creado el endpoint entrante, tenga en cuenta las dos direcciones IP de los resolvers.

Puntos de enlace de la VPC de SageMaker

En esta sección se explica cómo crear puntos de enlace de VPC para lo siguiente: SageMaker Studio,Bloc
de notas de SageMaker,API de SageMaker,Tiempo de ejecución de SageMaker,Tiempo de ejecución de
SageMaker FeatuRestore.

Cree un grupo de seguridad que se aplicará a todos los puntos de enlace.

1. Vaya a la .Menú EC2en laAWSConsola.
2. En el panel izquierdo, seleccione la opción Grupos de seguridad, en la sección Redes y seguridad.
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3. Seleccione Create Security Group (Crear grupo de seguridad) en la esquina superior derecha.
4. Proporcione a su grupo de seguridad un nombre y una descripción (por ejemplo,datawrangler-doc-

sagemaker-vpce-sg). Tenga en cuenta que se agregará una regla para permitir el tráfico a través de
HTTPS de SageMaker a este grupo más adelante.

Creación de los puntos de enlace.

1. Vaya a la .Menú VPCen laAWSconsola de .
2. Seleccione laPuntos de enlace deen el panel izquierdo.
3. Seleccione laCreación de un punto de enlacebotón.
4. Busque el servicio en la barra de búsqueda (por ejemplo, introduzca «sagemaker» en la barra de

búsqueda).
5. Desde elVPC:, seleccione la VPC en la que su copo de nieve AWS PrivateLink existe una conexión.
6. En el navegadorSubredes, seleccione las subredes que tienen acceso a la conexión Snowflake

PrivateLink.
7. Deje con elHabilitar nombre DNScasilla de verificación marcada.
8. En el navegadorGrupos de seguridadEn la sección anterior, seleccione el grupo de seguridad que creó.
9. Seleccione laCreación de un punto de enlacebotón.

Configurar SageMaker Studio y SageMaker Data Wrangler

En esta sección se explica cómo configurar SageMaker Studio y SageMaker Data Wrangler.

1. Página Configure Security Group (Configurar grupo de seguridad)
• Vaya al menú EC2 en el cuadro de diálogoAWSConsola.
• En el panel izquierdo, seleccione la opción Grupos de seguridad, en la sección Redes y seguridad.
• Seleccione laCreación del grupo de seguridaden la esquina superior derecha.
• Proporcione a su grupo de seguridad un nombre y una descripción (por ejemplo,datawrangler-
doc-sagemaker-studio).

• Cree las siguientes reglas de entrada.
• HTTPS al grupo de seguridad que ha aprovisionado para la conexión Snowflake PrivateLink.

• Como se creó en Configurar el paso de integración de Snowflake PrivateLink.
• HTTP al grupo de seguridad que ha aprovisionado para la conexión Snowflake PrivateLink.

• Como se creó en Configurar el paso de integración de Snowflake PrivateLink.
• UDP y TCP para DNS (puerto 53) al grupo de seguridad Endpoint entrante de resolución de Route

53.
• Como se creó en el paso 2 deConfigurar Endpoint entrante de Route 53 Resolver para su VPC..

• Seleccione laCreación del grupo de seguridaden la esquina inferior derecha.
2. Configurar SageMaker Studio

• Vaya al menú de SageMaker en elAWSconsola de .
• En la consola de la izquierda, seleccione la casillaSageMaker Studioopción.
• Si no tiene ningún dominio configurado, está presente el menú Introducción.
• Seleccione laConfiguración estándardel menú Introducción.
• ParaMétodo de autenticación, seleccioneAWSIdentity and Access Management (IAM).
• En elPermisospuede crear un nuevo rol o usar un rol preexistente, dependiendo de su caso de uso.

• Si eligióCreate a new role (Crear un nuevo rol)se le presenta la opción de proporcionar un nombre
de depósito de S3 y se genera una política para usted.
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• Si ya tiene un rol creado con permisos para los depósitos de S3 a los que necesita acceso,
seleccione el rol en el menú desplegable. Este rol debe tener elAmazonSageMakerFullAccessUna
política asociada a ella.

• Seleccione laRed y almacenamientopara configurar la VPC, Seguridad y Subredes usará SageMaker.
• ParaVPC:seleccione la VPC en la que existe la conexión Snowflake PrivateLink.
• ParaSUBREDseleccione las subredes que tienen acceso a la conexión Snowflake PrivateLink.
• ParaNetwork AccessSeleccione Sólo VPC.
• ParaSecurity Group (s)Seleccione el grupo de seguridad que creó antes en el Paso 1.

• Seleccione laEnviaren la esquina inferior derecha.
3. Edite el grupo de seguridad de SageMaker.

• Cree las siguientes reglas de entrada:
• Puerto 2049 a los grupos de seguridad NFS entrantes y salientes creados automáticamente por

SageMaker en el paso 2 (los nombres de los grupos de seguridad contendrán el ID de dominio de
Studio).

• Acceso a todos los puertos TCP en sí mismo (necesario para SageMaker sólo para VPC).
4. Edite los grupos de seguridad de endpoint de VPC:

• Vaya al menú EC2 en el cuadro de diálogoAWSconsola de .
• Busque el grupo de seguridad de que creó antes.
• Agregue una regla de entrada que permita el tráfico HTTPS del grupo de seguridad creado en el paso

1.
5. Cree un perfil de usuario.

• Desde elPanel de control de SageMaker StudioSeleccione laAgregar usuariosituado en la parte
superior derecha.

• Proporcione un nombre de usuario.
• Para el registroRol de ejecuciónElija entre crear un nuevo rol o usar uno que ya exista.

• Si eligióCreate a new role (Crear un nuevo rol)se le presenta la opción de proporcionar un nombre
de bucket de Amazon S3 y se genera una política para usted.

• Si ya tiene un rol creado con permisos para los depósitos de Amazon S3 a los que necesita acceso,
seleccione el rol en el menú desplegable. Este rol debe tener elAmazonSageMakerFullAccessUna
política asociada a ella.

• Seleccione laEnviarbotón.
6. Cree un flujo de datos (siga la guía de Data Scientist descrita anteriormente).

• Al agregar una conexión de Snowflake, introduzca el valor deprivatelink-account-name(desde
el pasoConfigurar la integración de Snowflake PrivateLink) en el campo Nombre de cuenta de
Snowflake (alfanumérico), en lugar del nombre de cuenta simple de Snowflake. Todo lo demás queda
sin cambios.

Almacenamiento de datos importados
Important

Es conveniente que siga las prácticas recomendadas en lo que respecta a la protección del
bucket de Amazon S3 siguiendoPrácticas recomendadas de seguridad.

Cuando consulta datos de Amazon Athena o Amazon Redshift, el conjunto de datos consultado se
almacena automáticamente en Amazon S3. Los datos se almacenan en el bucket predeterminado de
SageMaker S3 para elAWSLa región en la que está utilizando Studio.

Los buckets de S3 predeterminados tienen la siguiente convención de nomenclatura:
sagemaker-región-Número de cuenta. Por ejemplo, si el número de cuenta es 111122223333
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y utiliza Studio en us-east-1, los conjuntos de datos importados se almacenan en sagemaker-us-
east-1-111122223333.

Los flujos de datos de Wrangler dependen de esta ubicación de dataset de Amazon S3, por lo que
no debe modificar este conjunto de datos en Amazon S3 mientras utilice un flujo dependiente. Si
modifica esta ubicación de S3 y desea continuar utilizando el flujo de datos, debe eliminar todos
los objetos detrained_parametersen el archivo.flow. Para ello, descargue el archivo.flow desde
Studio y para cada instancia detrained_parameters, elimine todas las entradas. Cuando haya
terminado,trained_parametersdebe ser un objeto JSON vacío:

"trained_parameters": {}

Cuando exporta y utiliza el flujo de datos para procesar los datos, el archivo.flow que exporta hace
referencia a este conjunto de datos en Amazon S3. Utilice las secciones siguientes para obtener más
información.

Almacenamiento de importación de Amazon Redshift

Data Wrangler almacena los conjuntos de datos que resultan de la consulta en un archivo Parquet en el
depósito predeterminado de SageMaker S3.

Este archivo se almacena bajo el siguiente prefijo (directorio): redshift/uuid/data/, dondeuuides un
identificador único que se crea para cada consulta.

Por ejemplo, si su depósito predeterminado essagemaker-us-east-1-111122223333, un
único conjunto de datos consultado desde Amazon Redshift se encuentra en s3: //sagemaker-us-
east-1-111122223333/redshift/uuid/data/.

Almacenamiento de importación de Amazon Athena

Cuando consulta una base de datos de Athena e importa un conjunto de datos, Data Wrangler almacena
el conjunto de datos, así como un subconjunto de ese conjunto de datos, oVista previa de archivos, en
Amazon S3.

El dataset que importa seleccionandoImportación de conjuntosse almacena en formato Parquet en
Amazon S3.

Los archivos de vista previa se escriben en formato CSV al seleccionarEjecución deen la pantalla de
importación de Athena y contiene hasta 100 filas del conjunto de datos consultado.

El conjunto de datos que consulta se encuentra bajo el prefijo (directorio): athena/uuid/data/,
dondeuuides un identificador único que se crea para cada consulta.

Por ejemplo, si su depósito predeterminado essagemaker-us-east-1-111122223333, un
único conjunto de datos consultado desde Athena se encuentra ens3://sagemaker-us-
east-1-111122223333/redshift/uuid/data/example_dataset.parquet.

El subconjunto del conjunto de datos que se almacena para obtener una vista previa de los marcos de
datos en Data Wrangler se almacena bajo el prefijo: athena/.

Crear y utilizar un flujo de datos Wrangler
Utilice un flujo de datos Wrangler de Amazon SageMaker o unFlujo de datos, para crear y modificar una
canalización de preparación de datos. El flujo de datos conecta los datasets, las transformaciones y los
análisis, opasos, se crea y se puede utilizar para definir la canalización.
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Instances
Al crear un flujo de Data Wrangler, puede seleccionar una instancia ml.m5 de la siguiente tabla:

Instancias estándar vCPU Memoria

ml.m5.4xlarge 16 64 GiB

ml.m5.12xlarge 48 192 GiB

ml.m5.24xlarge 96 384 GiB

Para obtener más información sobre el costo por hora del uso de los tipos de instancias disponibles,
consultePrecios de SageMaker.

IU de flujo de datos
Al importar un dataset, el dataset original aparece en el flujo de datos y se denominaFuente. Si habilitó el
muestreo al importar los datos, este conjunto de datos se denominaFuente: muestreada. Data Wrangler
deduce automáticamente los tipos de cada columna en el conjunto de datos y crea un nuevo marco
de datos denominadoTipos de datos. Puede seleccionar este marco para actualizar los tipos de datos
inferidos. Verá resultados similares a los que se muestran en la siguiente imagen después de cargar un
único conjunto de datos:

Cada vez que agregue un paso de transformación, crea un nuevo marco de datos. Cuando se agregan
varios pasos de transformación (distintos de Unir o Concatenar) al mismo conjunto de datos, se apilan.

Unir y concatenar crea pasos independientes que contienen el nuevo conjunto de datos unido o
concatenado.

El siguiente diagrama muestra un flujo de datos con una combinación entre dos datasets, así como dos
pilas de pasos. La primera pila (Pasos (2)) agrega dos transformaciones al tipo inferido en elTipos de
datosconjuntos de datos Laaguas abajo, o la pila de la derecha, agrega transformaciones al conjunto de
datos resultantes de una unión llamadaDemostración de combinación.
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El pequeño cuadro gris en la esquina inferior derecha del flujo de datos proporciona una visión general
del número de pilas y pasos en el flujo y el diseño del flujo. El cuadro más claro dentro del cuadro gris
indica los pasos que están dentro de la vista de la interfaz de usuario. Puede utilizar este cuadro para ver
secciones del flujo de datos que se encuentran fuera de la vista de la interfaz de usuario. Utilice el icono

de la pantalla de ajuste ( ) para completar todos los pasos y conjuntos de datos en su
vista de interfaz de usuario.

La barra de navegación inferior izquierda incluye iconos que se pueden utilizar para ampliar

( ) y fuera ( ) de su flujo de datos y cambie el tamaño del
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flujo de datos para que se ajuste a la pantalla ( ) . Utilice el icono de candado

( ) para bloquear y desbloquear la ubicación de cada paso en la pantalla.

Agregar un paso a su flujo de datos
Select+Junto a cualquier conjunto de datos o paso agregado anteriormente y, a continuación, seleccione
una de las siguientes opciones:

• Editar tipos de datos(ParaTipos de datossolo paso): Si no ha agregado ninguna transformación a
unaTipos de datos, puede seleccionarEditar tipos de datospara actualizar los tipos de datos Data
Wrangler inferido al importar su conjunto de datos.

• Agregar transformación: Agrega un nuevo paso de transformación. ConsulteTransformación de
datos (p. 664)para obtener más información sobre las transformaciones de datos que puede agregar.

• Agregar análisis: Agrega un análisis de. Puede utilizar esta opción para analizar los datos en cualquier

punto del flujo de datos. Al agregar uno o más análisis a un paso, se muestra un icono de análisis ( )
aparece en ese paso. ConsulteAnalizar y visualizar (p. 682)Para obtener más información sobre los
análisis que puede agregar.

• Join: Unir dos datasets y agrega el dataset resultante al flujo de datos. Para obtener más información,
consulte Join de conjuntos de datos (p. 668).

• Concatenación: Concatena dos datasets y agrega el dataset resultante al flujo de datos. Para obtener
más información, consulte Concatenar conjuntos de datos (p. 669).

Eliminar un paso del flujo de datos
Para eliminar un paso, seleccione el paso y seleccioneEliminar. Al eliminar un paso, todos los pasos
posteriores conectados a ese paso, opasos descendentes, también se eliminan.

Para eliminar un paso de una pila de pasos, seleccione la pila y, a continuación, seleccione el paso que
desea eliminar.

Note

No puede eliminar la propiedadTipo de datosPaso directamente. Para eliminar este dataset, debe
eliminar el correspondienteFuenteconjuntos de datos

Transformación de datos
Amazon SageMaker Data Wrangler proporciona numerosas transformaciones de datos ML para agilizar la
limpieza, la transformación y la actualización de los datos. Cuando agrega una transformación, agrega un
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paso al flujo de datos. Cada transformación que agregue modifica el conjunto de datos y produce un nuevo
marco de datos. Todas las transformaciones posteriores se aplican al marco de datos resultante.

Data Wrangler incluye transformaciones integradas, que puede utilizar para transformar columnas sin
ningún código. También puede agregar transformaciones personalizadas usando PySpark, Pandas y
PySpark SQL. Algunas transformaciones funcionan en su lugar, mientras que otras crean una nueva
columna de salida en el dataset.

Utilice esta página para obtener más información sobre estas transformaciones integradas y
personalizadas.

Transformación de interfaz
La mayoría de las transformaciones integradas se encuentran en elPreparede la interfaz de usuario de
Data Wrangler. Se accede a las transformaciones Unir y Concatenar a través de la vista de flujo de datos.
Utilice la tabla siguiente para obtener una vista previa de estas dos vistas.

Join View

Para unir dos datasets, seleccione el primer dataset del flujo de datos y elijaJoin. Cuando
seleccionaJoin, verá resultados similares a los que se muestran en la siguiente imagen. Los datasets
izquierdo y derecho se muestran en el panel izquierdo. El panel principal muestra el flujo de datos, con
el conjunto de datos recién unido agregado.

Cuando seleccionaConfiguraciónPara configurar la unión, verá resultados similares a los que se
muestran en la siguiente imagen. Su configuración de unión se muestra en el panel izquierdo. Puede
utilizar este panel para elegir el nombre del dataset unido, el tipo de unión y las columnas en las que
se va a unir. El panel principal muestra tres tablas. Las dos tablas principales muestran los datasets
Izquierda y Derecha a la izquierda y a la derecha respectivamente. En esta tabla, puede obtener una
vista previa del dataset unido.

665



Amazon SageMaker Developer Guide
Transformación de datos

ConsulteJoin de conjuntos de datos (p. 668)para obtener más información.
Concatenate View

Para concatenar dos datasets, seleccione el primer dataset del flujo de datos y elijaConcatenación.
Cuando seleccionaConcatenación, verá resultados similares a los que se muestran en la siguiente
imagen. Los datasets izquierdo y derecho se muestran en el panel izquierdo. El panel principal
muestra el flujo de datos, con el conjunto de datos recién concatenado agregado.

Cuando seleccionaConfiguraciónPara configurar la concatenación, verá resultados similares a
los que se muestran en la siguiente imagen. Su configuración de concatenación se muestra en el
panel izquierdo. Puede utilizar este panel para elegir el nombre del dataset concatenado y eliminar
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duplicados después de la concatenación y agregar columnas para indicar el marco de datos de origen.
El panel principal muestra tres tablas. Las dos tablas principales muestran los datasets Izquierda y
Derecha a la izquierda y a la derecha respectivamente. En esta tabla, puede obtener una vista previa
del conjunto de datos concatenado.

ConsulteConcatenar conjuntos de datos (p. 669)para obtener más información.
Transforms in the Prepare Tab

Para acceder a las transformaciones en elPrepare, seleccione+junto a un paso en el flujo de datos y
seleccioneAgregar transformación.

En la páginaPrepare, puede agregar pasos enAdd.

Puede utilizar elPasos anteriorespara ver y eliminar las transformaciones que haya agregado, en
orden secuencial.
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Join de conjuntos de datos
Unir marcos de datos directamente en el flujo de datos. Cuando une dos datasets, el dataset unido
resultante aparece en el flujo. Data Wrangler admite los siguientes tipos de combinación.

• Exterior izquierdo— Incluir todas las filas de la tabla de la izquierda. Si el valor de la columna unida en
en una fila de tabla izquierda no coincide con ningún valor de fila de tabla derecha, esa fila contiene
valores nulos para todas las columnas de tabla derecha de la tabla combinada.

• Anti izquierda— Incluir filas de la tabla de la izquierda que no contienen valores en la tabla derecha para
la columna unida.

• Semi izquierda— Incluya una sola fila de la tabla de la izquierda para todas las filas idénticas que
cumplan los criterios de la instrucción join. Esto excluye las filas duplicadas de la tabla izquierda que
coincidan con los criterios de la unión.

• Exterior derecho— Incluir todas las filas de la tabla correcta. Si el valor de la columna unida en una fila
de tabla derecha no coincide con ningún valor de fila de tabla izquierda, esa fila contiene valores nulos
para todas las columnas de tabla izquierda de la tabla combinada.

• INNER: incluye filas de tablas izquierda y derecha que contienen valores coincidentes en la columna
unida.

• Exterior completo— Incluir todas las filas de las tablas izquierda y derecha. Si el valor de fila de la
columna unida en cualquiera de las tablas no coincide, se crean filas separadas en la tabla combinada.
Si una fila no contiene un valor para una columna de la tabla combinada, se inserta null para esa
columna.

• Cruz cartesiana— Incluir filas que combinan cada fila de la primera tabla con cada fila de la segunda
tabla. Este es unProducto cartesianode filas de tablas en la unión. El resultado de este producto es el
tamaño de la tabla izquierda por el tamaño de la tabla derecha. Por lo tanto, recomendamos precaución
al utilizar esta combinación entre conjuntos de datos muy grandes.

Utilice el siguiente procedimiento para unir dos marcos de datos.

1. Select+Al lado del marco de datos izquierdo al que desea unirse. El primer marco de datos que
seleccione es siempre la tabla izquierda de su combinación.

2. SelectJoin.
3. Seleccione el marco de datos correcto. El segundo marco de datos que seleccione es siempre la tabla

correcta en su combinación.
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4. SelectConfiguraciónpara configurar su combinación.
5. Asigne un nombre a su conjunto de datos unido mediante elNombre.
6. Seleccione unaTipo de combinación.
7. Seleccione una columna de las tablas izquierda y derecha para unirse.
8. SelectAplicarpara obtener una vista previa del conjunto de datos unido a la derecha.
9. Para agregar la tabla unida al flujo de datos, seleccioneAddsituado en la esquina superior derecha.

Concatenar conjuntos de datos
Concatenar dos datasets:

1. Select+Junto al marco de datos izquierdo que desea concatenar. El primer marco de datos que
seleccione es siempre la tabla izquierda en su concatenado.

2. SelectConcatenación.
3. Seleccione el marco de datos correcto. El segundo marco de datos que seleccione es siempre la tabla

correcta en su concatenado.
4. SelectConfiguraciónpara configurar su concatenado.
5. Asigne un nombre a su conjunto de datos concatenado mediante el comandoNombre.
6. (Opcional) Marque la casilla situada junto aEliminar duplicados después de la concatenaciónpara

eliminar columnas duplicadas.
7. (Opcional) Marque la casilla situada junto aAgregar columna para indicar el marco de datos de

origensi, para cada columna del nuevo conjunto de datos, desea agregar un indicador del origen de la
columna.

8. SelectAplicarpara obtener una vista previa del nuevo dataset.
9. SelectAddpara agregar el nuevo conjunto de datos al flujo de datos.

Transformaciones personalizadas
LaTransformaciones personalizadaspermite utilizar Pyspark, Pandas o Pyspark (SQL) para definir
transformaciones personalizadas. Para las tres opciones, se utiliza la variabledfPara acceder al marco
de datos al que desea aplicar la transformación. No es necesario incluir una declaración de devolución.
SelectVista previapara obtener una vista previa del resultado de la transformación personalizada.
SelectAddpara agregar la transformación personalizada a su lista dePasos anteriores.

Puede importar las bibliotecas populares con unimporten el bloque de código de transformación
personalizado, como la siguiente:

• Numpy versión 1.19.0
• Scikit-learn versión 0.23.2
• Versión de Scipy 1.5.4
• Pandas versión 1.0.3
• Pyspark versión 3.0.0

Si incluye instrucciones de impresión en el bloque de código, el resultado aparece al seleccionarVista
previa.

A continuación se indican algunos ejemplos de cómo puede utilizar el bloque de código de
transformaciones personalizado:

PySpark
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En el ejemplo siguiente se extrae la fecha y la hora de una marca de tiempo.

from pyspark.sql.functions import from_unixtime, to_date, date_format
df = df.withColumn('DATE_TIME', from_unixtime('TIMESTAMP'))
df = df.withColumn( 'EVENT_DATE', to_date('DATE_TIME')).withColumn(
'EVENT_TIME', date_format('DATE_TIME', 'HH:mm:ss'))

pandas

En el ejemplo siguiente se proporciona una descripción general del marco de datos al que se agregan las
transformaciones.

df.info()

Pyspark (SQL)

A continuación se crea un nuevo marco de datos con cinco columnas:Nombre de,fare,pclass,sobrevivieron.

SELECT name, fare, pclass, survived FROM df

Fórmula personalizada
UsarFórmula personalizadapara definir una nueva columna utilizando una expresión SQL de Spark para
consultar datos en el marco de datos actual. La consulta debe utilizar las convenciones de expresiones
SQL de Spark.

Important

Fórmula personalizadano admite columnas con espacios en el nombre. Puede utilizar elCambiar
el nombre de las columnasTransformAdministrar columnaspara eliminar espacios del nombre
de una columna. También puede agregar unapandas Transformación personalizadasimilar al
siguiente para eliminar espacios de varias columnas en un solo paso. En este ejemplo se cambian
las columnas denominadasA columnyB columnDe aA_columnyB_column, respectivamente.

df.rename(columns={"A column": "A_column", "B column": "B_column"})

Puede utilizar esta transformación para realizar operaciones en columnas, haciendo referencia a las
columnas por nombre. Por ejemplo, suponiendo que el marco de datos actual contenga columnas
denominadascol_aycol_b, puede utilizar la siguiente operación para producir unColumna de salidaque es el
producto de estas dos columnas con el siguiente código:

col_a * col_b

Otras operaciones comunes incluyen lo siguiente, suponiendo que un marco de datos
contienecol_aycol_bcolumnas:

• Concatenar dos columnas:concat(col_a, col_b)
• Agregue dos columnas:col_a + col_b
• Restar dos columnas:col_a - col_b
• Divida dos columnas:col_a / col_b
• Tome el valor absoluto de una columna:abs(col_a)

Para obtener más información, consulte laDocumentación de Sparken la selección de datos.
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Codificar categórico
Los datos categóricos generalmente se componen de un número finito de categorías, donde cada
categoría se representa con una cadena. Por ejemplo, si tiene una tabla de datos de clientes, una columna
que indica el país en el que vive una persona es categórica. Las categorías serían Afganistán, Albania,
Argelia, etc. Los datos categóricos pueden sernominalesorordinal. Las categorías ordinales tienen un
orden inherente, y las categorías nominales no. El grado más alto obtenido (bachillerato, maestría) es un
ejemplo de categorías ordinales.

La codificación de datos categóricos es el proceso de creación de una representación numérica para
categorías. Por ejemplo, si sus categorías son Perro y Gato, puede codificar esta información en dos
vectores,[1,0]para representar al perro, y[0,1]para representar al gato.

Cuando codifica categorías ordinales, es posible que necesite traducir el orden natural de las categorías en
su codificación. Por ejemplo, puede representar el grado más alto obtenido con el siguiente mapa:{"High
school": 1, "Bachelors": 2, "Masters":3}.

Utilice la codificación categórica para codificar datos categóricos que están en formato de cadena en
matrices de enteros.

Los codificadores categóricos de Data Wrangler crean codificaciones para todas las categorías que existen
en una columna en el momento en que se define el paso. Si se han agregado nuevas categorías a una
columna al iniciar un trabajo de Data Wrangler para procesar el conjunto de datos en el momentot, y
esta columna fue la entrada para una transformación de codificación categórica de Data Wrangler en el
momentot-1, estas nuevas categorías se consideranAUSENTEen el trabajo Data Wrangler. La opción que
seleccione paraEstrategia de gestión no válidase aplica a estos valores faltantes. Ejemplos de cuándo esto
puede ocurrir son:

• Cuando utiliza un archivo.flow para crear un trabajo de Data Wrangler para procesar un conjunto de
datos que se actualizó después de la creación del flujo de datos. Por ejemplo, puede utilizar un flujo
de datos para procesar regularmente datos de ventas cada mes. Si los datos de ventas se actualizan
semanalmente, se pueden introducir nuevas categorías en las columnas para las que se define un paso
categórico de codificación.

• Cuando seleccionaMuestreoal importar el conjunto de datos, es posible que algunas categorías queden
fuera de la muestra.

En estas situaciones, estas nuevas categorías se consideran valores faltantes en el trabajo de Data
Wrangler.

Puede elegir entre y configurar unordinaly acodificar uno-hot. Utilice las secciones siguientes para obtener
más información sobre estas opciones.

Ambas transformaciones crean una nueva columna llamadaNombre de columna de salida. Especifique el
formato de salida de esta columna conEstilo de salida:

• SelectVectorpara producir una sola columna con un vector disperso.
• SelectColumnspara crear una columna para cada categoría con una variable indicadora para saber si el

texto de la columna original contiene un valor igual a esa categoría.

Codificación ordinal
SelectCodificación ordinalpara codificar categorías en un entero entre 0 y el número total de categorías en
elColumna de entradaSeleccione.

Estrategia de entrega no válida: Seleccione un método para controlar los valores no válidos o faltantes.

• SeleccionarSaltarsi desea omitir las filas con valores faltantes.
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• SeleccionarConservarpara conservar los valores que faltan como la última categoría.
• SeleccionarErrorsi desea que Data Wrangler arroje un error si los valores faltantes se encuentran en

elColumna de entrada.
• SeleccionarReemplazar con NaNpara reemplazar los desaparecidos por NaN. Esta opción se

recomienda si el algoritmo ML puede manejar los valores que faltan. De lo contrario, las tres primeras
opciones de esta lista pueden producir mejores resultados.

Codificación One-Hot

SelectCodificación de un solo hot: paraTransformaciónPara utilizar la codificación en caliente. Configure
esta transformación mediante lo siguiente:

• Eliminar última categoría: SiTrue, la última categoría no tiene un índice correspondiente en la
codificación uno-hot. Cuando los valores faltantes son posibles, una categoría que falta es siempre la
última y configurarla enTruesignifica que un valor que falta da como resultado un vector cero.

• Estrategia de entrega no válida: Seleccione un método para controlar los valores no válidos o faltantes.
• SeleccionarSaltarsi desea omitir las filas con valores faltantes.
• SeleccionarConservarpara conservar los valores que faltan como la última categoría.
• SeleccionarErrorsi desea que Data Wrangler arroje un error si los valores faltantes se encuentran en

elColumna de entrada.
• Está codificado ordinal de entrada: Seleccione esta opción si el vector de entrada contiene datos

codificados ordinales. Esta opción requiere que los datos de entrada contengan enteros no negativos.
SiTrue, inputiestá codificado como un vector con un valor distinto de cero en eliTH ubicación.

Transformación del texto
UsarTexto de entidadgrupo de transformación para inspeccionar columnas tipo cadena y utilizar la
incrustación de texto para featurizar estas columnas.

Este grupo de características contiene dos entidades,Estadísticas de caracteresyVectorizar. Utilice las
secciones siguientes para obtener más información sobre estas transformaciones. Para ambas opciones,
elColumna de entradadebe contener datos de texto (tipo de cadena).

Estadísticas de caracteres

UsarEstadísticas de caracterespara generar estadísticas para cada fila de una columna que contenga
datos de texto.

Esto transforma calcula las siguientes relaciones y cuenta para cada fila, y crea una nueva columna para
informar del resultado. La nueva columna se denomina utilizando el nombre de la columna de entrada
como prefijo y un sufijo específico de la relación o el recuento.

• Número de palabras: El número total de palabras en esa fila. El sufijo de esta columna de salida es-
stats_word_count.

• Número de caracteres: La cantidad total de caracteres en esa fila. El sufijo de esta columna de salida es-
stats_char_count.

• Relación de la parte superior: El número de caracteres en mayúsculas, de la A a la Z, dividido por todos
los caracteres de la columna. El sufijo de esta columna de salida es-stats_capital_ratio.

• Relación de menor: El número de caracteres en minúsculas, de a a z, dividido por todos los caracteres
de la columna. El sufijo de esta columna de salida es-stats_lower_ratio.

• Relación de dígitos: Relación de dígitos en una sola fila sobre la suma de dígitos en la columna de
entrada. El sufijo de esta columna de salida es-stats_digit_ratio.
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• Relación de caracteres especiales: La proporción de caracteres no alfanuméricos (caracteres como #$&
%: @) respecto a la suma de todos los caracteres de la columna de entrada. El sufijo de esta columna
de salida es-stats_special_ratio.

Vectorize

La incrustación de texto implica asignar palabras o frases de un vocabulario a vectores de números reales.
Utilice la transformación de incrustación de texto de Data Wrangler para tokenizar y vectorizar datos de
texto en vectores de frecuencia de documento inversa (TF-IDF).

Cuando TF-IDF se calcula para una columna de datos de texto, cada palabra de cada oración se convierte
en un número real que representa su importancia semántica. Los números más altos se asocian con
palabras menos frecuentes, que tienden a ser más significativas.

Cuando defina unVectorizarpaso de transformación, el vectorizador de recuento y los métodos TF-IDF se
definen utilizando los datos disponibles en Data Wrangler al definir este paso. Estos mismos métodos se
usarán cuando se ejecute un trabajo de Data Wrangler.

Para configurar esta transformación, utilice lo siguiente:

• Nombre de columna de salida: Esta transformación creará una nueva columna con el texto incrustado.
Utilice este campo para especificar un nombre para esta columna de salida.

• Tokenizador: Un tokenizador convierte la frase en una lista de palabras, otokens.

Seleccionarestándarpara usar un tokenizador que se divide por espacio en blanco y convierte cada
palabra en minúsculas. Por ejemplo,"Good dog"está tokenizado a["good","dog"].

SeleccionarCustom (Personalizado)para usar un tokenizador personalizado. Si eligeCustom
(Personalizado)Puede utilizar los siguientes campos para configurar el tokenizer:
• Longitud mínima del token: Longitud mínima, en caracteres, para que un token sea válido. El valor

predeterminado es 1. Por ejemplo, si especifica3para una longitud mínima de token, palabras comoa,
at, inse eliminan de la oración tokenizada.

• Debe dividirse regex en huecos: Si se selecciona,regexse divide en huecos. De lo contrario, coincide
con los tokens. El valor predeterminado es True.

• Patrón regex: Patrón de expresiones regulares que define el proceso de tokenización. El valor
predeterminado es ' \\ s+'.

• A minúsculas: Si se selecciona, todos los caracteres se convierten a minúsculas antes de la
tokenización. El valor predeterminado es True.

Para obtener más información, consulte la documentación de Spark enTokenizador.
• Vectorizador: El vectorizador convierte la lista de tokens en un vector numérico disperso. Cada token

corresponde a un índice en el vector y un distinto de cero indica la existencia del token en la frase de
entrada. Puede elegir entre dos opciones de vectorizador,RecuentoyHashing.
• Contar vectorizarpermite personalizaciones que filtran tokens poco frecuentes o demasiado comunes.

Recuento de parámetros de vectorizaciónson:
• Frecuencia mínima de duración: En cada fila, los términos (tokens) con menor frecuencia se filtran.

Si especifica un entero, éste es un umbral absoluto (inclusive). Si especifica una fracción entre 0
(inclusive) y 1, el umbral es relativo al recuento total de términos. El valor predeterminado es 1.

• Frecuencia mínima de documentos: Número mínimo de filas en las que se debe incluir un término
(token). Si especifica un entero, éste es un umbral absoluto (inclusive). Si especifica una fracción
entre 0 (inclusive) y 1, el umbral es relativo al recuento total de términos. El valor predeterminado es
1.

• Frecuencia máxima de documentos: Número máximo de documentos (filas) en los que parece que
se incluye un término (token). Si especifica un entero, éste es un umbral absoluto (inclusive). Si
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especifica una fracción entre 0 (inclusive) y 1, el umbral es relativo al recuento total de términos. El
valor predeterminado es 0.999.

• Tamaño máximo de vocabulario: Tamaño máximo del vocabulario. El vocabulario se compone de
todos los términos (tokens) en todas las filas de la columna. El valor predeterminado es 262144.

• Salidas binarias: Si se selecciona, las salidas vectoriales no incluyen el número de apariencias
de un término en un documento, sino que son un indicador binario de su apariencia. El valor
predeterminado es False.

Para obtener más información sobre esta opción, consulte la documentación de Spark
enCountVectorizer.

• Hashinges computacionalmente más rápido. Parámetros de vectorización hashincluye lo siguiente:
• Número de entidades durante el hash: Un vectorizador hash asigna tokens a un índice vectorial de

acuerdo con su valor hash. Esta característica determina el número de posibles valores hash. Los
valores grandes dan como resultado menos colisiones entre valores hash pero un vector de salida
de dimensión más alta.

Para obtener más información sobre esta opción, consulte la documentación de Spark
enFeatureHasher

• Aplicar IDF: Cuando se elige, se aplica una transformación IDF, que multiplica el término frecuencia con
la frecuencia inversa estándar utilizada para la incrustación TF-IDF. Parámetros de IDFson:
• Frecuencia mínima de documentos: Número mínimo de documentos (filas) en los que se debe incluir

un término (token). Sicount_vectorizees el vectorizador elegido, le recomendamos que mantenga el
valor predeterminado y solo modifique el valor delmin_doc_freqfield enRecuento de parámetros de
vectorización. El valor predeterminado es 5.

• Formato de salida:El formato de salida de cada fila.
• SelectVectorpara producir una sola columna con un vector disperso.
• SelectAplanadopara crear una columna para cada categoría con una variable indicadora para saber

si el texto de la columna original contiene un valor igual a esa categoría. Solo puede elegir aplanada
cuandoVectorizadorse establece comoRecuento de vectores.

Fecha/hora
UsarFecha/horapara crear una incrustación vectorial que represente un campo de fecha/hora. Para utilizar
esta transformación, los datos de fecha/hora deben estar en uno de los siguientes formatos:

• Cadenas que describen fecha/hora, por ejemplo,"January 1st, 2020, 12:44pm".
• Una marca temporal Unix. Una marca de tiempo Unix describe el número de segundos, milisegundos,

microsegundos o nanosegundos a partir del 1/1/1970.

Puede elegirDeducir formato de fecha y horay proporciona unFormato DateTime. Si proporciona un
formato de fecha/hora, debe utilizar los códigos descritos en esteDocumentación de Python. Las opciones
que seleccione para estas dos configuraciones tienen implicaciones en la velocidad de la operación y los
resultados finales:

• La opción más manual y computacionalmente más rápida es especificar unFormato DateTimey
seleccioneNo: paraDeducir formato de fecha y hora.

• Para reducir el trabajo manual, puede elegirDeducir formato de fecha y horay no especificar un formato
de fecha/hora. Esta es también una operación computacionalmente rápida; sin embargo, se supone que
el primer formato de fecha/hora encontrado en la columna de entrada es el formato de toda la columna.
Por lo tanto, si se encuentran otros formatos en la columna, estos valores son NaN en la salida final. Por
lo tanto, esta opción puede dar como resultado cadenas no analizadas.
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• Si no especifica un formato y seleccionaNo: paraDeducir formato de fecha y hora, obtendrá los
resultados más sólidos. Se analizan todas las cadenas de fecha/hora válidas. Sin embargo, esta
operación puede ser un orden de magnitud más lento que las dos primeras opciones de esta lista.

Cuando se utiliza esta transformación, se especifica unColumna de entradaque contiene datos de fecha/
hora en uno de los formatos enumerados anteriormente. La transformación crea una columna de salida
llamadaNombre de columna de salida. El formato de la columna de salida depende de su configuración
mediante lo siguiente:

• Vector: Muestra una sola columna con un vector disperso.
• Columns: Crea una nueva columna para cada entidad. Por ejemplo, si la salida contiene un año, mes y

día, se crean tres columnas separadas para año, mes y día.

Además, debe elegir unModo de integración. Para modelos lineales y redes profundas,cíclicases la opción
recomendada. Para algoritmos basados en árbol,ordinales la opción recomendada.

Cadena de formatos
LaCadena de formatoscontienen operaciones de formato de cadena estándar. Por ejemplo, puede utilizar
estas operaciones para eliminar caracteres especiales, normalizar las longitudes de cadena y actualizar las
mayúsculas de cadena.

Este grupo de funciones contiene las siguientes transformaciones. Todas las transformaciones devuelven
copias de las cadenas en elColumna de entraday agregue el resultado a una nueva columna de salida.

Nombre Función

Almohadilla izquierda Almohadilla izquierda de la cadena con unRellenar
caráctera lawidth. Si la cadena tiene más dewidth,
el valor devuelto se acorta awidthcaracteres.

Almohadilla derecha Rellena a la derecha la cadena con unRellenar
caráctera lawidth. Si la cadena tiene más dewidth,
el valor devuelto se acorta awidthcaracteres.

Centro (almohadilla en cada lado) Centro de la cadena (agregue relleno en ambos
lados de la cadena) con unRellenar caráctera
lawidth. Si la cadena tiene más dewidth, el valor
devuelto se acorta awidthcaracteres.

Anexar ceros Llene a la izquierda una cadena numérica
con ceros, hasta unwidth. Si la cadena tiene
más dewidth, el valor devuelto se acorta
awidthcaracteres.

Tira izquierda y derecha Devuelve una copia de la cadena con los
caracteres iniciales y finales eliminados.

Desactivar caracteres desde la izquierda Devuelve una copia de la cadena con los
caracteres iniciales eliminados.

Quitar caracteres de la derecha Devuelve una copia de la cadena con los
caracteres finales eliminados.

Mayúsculas Convierta todas las letras del texto a minúsculas.

Mayúsculas Convertir todas las letras del texto a mayúsculas.
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Nombre Función

Capitalizar en efectivo Ponga en mayúscula la primera letra de cada
oración.

Intercambio de caja Convierte todos los caracteres en mayúsculas a
minúsculas y todos los caracteres en minúsculas
en mayúsculas de la cadena dada, y lo devuelve.

Agregar prefijo o sufijo Añade un prefijo y un sufijo a la columna de
cadena. Debe especificar al menos una de las
opcionesPrefixySuffix.

Eliminar símbolos Elimina los símbolos dados de una cadena. Se
eliminarán todos los caracteres de la lista. El valor
predeterminado es el espacio en blanco.

Controlar valores atípicos
Los modelos de aprendizaje automático son sensibles a la distribución y el rango de los valores de las
entidades. Los valores atípicos, o valores raros, pueden afectar negativamente a la precisión del modelo y
conducir a tiempos de entrenamiento más largos. Utilice este grupo de entidades para detectar y actualizar
valores atípicos en el conjunto de datos.

Cuando defina unAdministrar valores atípicos, las estadísticas utilizadas para detectar valores atípicos
se generan en los datos disponibles en Data Wrangler al definir este paso. Estas mismas estadísticas se
utilizan cuando se ejecuta un trabajo de Data Wrangler.

Utilice las secciones siguientes para obtener más información sobre las transformaciones que contiene
este grupo. Se especifica unNombre de saliday cada una de estas transformaciones produce una columna
de salida con los datos resultantes.

Robustos valores atípicos numéricos de desviación estándar

Esta transformación detecta y corrige los valores atípicos en entidades numéricas utilizando estadísticas
robustas para los valores atípicos.

Debe definir unCuantil superiory aCuantil, que se utilizan en las estadísticas utilizadas para calcular valores
atípicos. También debe especificar el número deDesviaciones estándardesde el cual un valor debe variar
de la media para ser considerado un valor atípico. Por ejemplo, si especifica 3 paraDesviaciones estándar,
un valor debe caer más de 3 desviaciones estándar de la media para ser considerado un valor atípico.

LaMétodo Fixes el método utilizado para manejar valores atípicos cuando se detectan. Puede elegir entre
las siguientes opciones:

• Clip: Utilice esta opción para recortar los valores atípicos al enlace de detección de valores atípicos
correspondiente.

• Remove: Use esto para eliminar filas con valores atípicos del marco de datos.
• Invalidar: Utilice esto para reemplazar valores atípicos con valores no válidos.

Desviación estándar valores atípicos numéricos

Esta transformación detecta y corrige valores atípicos en entidades numéricas utilizando la media y la
desviación estándar.
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Debe especificar el número deDesviaciones estándarun valor debe variar de la media para ser
considerado un valor atípico. Por ejemplo, si especifica 3 paraDesviaciones estándar, un valor debe caer
más de 3 desviaciones estándar de la media para ser considerado un valor atípico.

LaMétodo Fixes el método utilizado para manejar valores atípicos cuando se detectan. Puede elegir entre
las siguientes opciones:

• Clip: Utilice esta opción para recortar los valores atípicos al enlace de detección de valores atípicos
correspondiente.

• Remove: Use esto para eliminar filas con valores atípicos del marco de datos.
• Invalidar: Utilice esto para reemplazar valores atípicos con valores no válidos.

Aípicos numéricos de cuantil

Utilice esta transformación para detectar y corregir valores atípicos en entidades numéricas mediante
cuantiles. Puede definir unCuantil superiory aCuantil, y todos los valores que caen por encima o por debajo
de esos valores cuantitativos, respectivamente, se consideran valores atípicos.

LaMétodo Fixes el método utilizado para manejar valores atípicos cuando se detectan. Puede elegir entre
las siguientes opciones:

• Clip: Utilice esta opción para recortar los valores atípicos al enlace de detección de valores atípicos
correspondiente.

• Remove: Use esto para eliminar filas con valores atípicos del marco de datos.
• Invalidar: Utilice esto para reemplazar valores atípicos con valores no válidos.

valores atípicos numéricos mín-máx

Esta transformación detecta y corrige valores atípicos en entidades numéricas utilizando umbrales
superiores e inferiores. Utilice este método si conoce valores de umbral que demarcan valores atípicos.

Se especifica unUmbral superiory aLímite inferior, y si los valores caen por encima o por debajo de esos
umbrales, respectivamente, se consideran valores atípicos.

LaMétodo Fixes el método utilizado para manejar valores atípicos cuando se detectan. Puede elegir entre
las siguientes opciones:

• Clip: Utilice esta opción para recortar los valores atípicos al enlace de detección de valores atípicos
correspondiente.

• Remove: Use esto para eliminar filas con valores atípicos del marco de datos.
• Invalidar: Utilice esto para reemplazar valores atípicos con valores no válidos.

Reemplazar raro

Cuando utiliza elReemplazar raro, especifique un umbral y Data Wrangler buscará todos los valores que
cumplan ese umbral y los reemplaza con una cadena que especifique. Por ejemplo, puede utilizar esta
transformación para clasificar todos los valores atípicos de una columna en una categoría «Otros».

• Activa la sustitución: La cadena con la que se reemplazan los valores atípicos.
• Umbral absoluto: Una categoría es rara si el número de instancias es menor o igual a este umbral

absoluto.
• Umbral fracción: Una categoría es rara si el número de instancias es menor o igual que este umbral de

fracción multiplicado por el número de filas.

677



Amazon SageMaker Developer Guide
Transformación de datos

• Max Categorías comunes: Categorías máximas no raras que permanecen después de la operación. Si el
umbral no filtra suficientes categorías, las que tienen el mayor número de apariencias se clasifican como
no raras. Si se establece en 0 (valor predeterminado), no hay límite fijo para el número de categorías.

Gestión de valores faltantes
Los valores que faltan son una ocurrencia común en los datasets de aprendizaje automático. En algunas
situaciones, es apropiado imputar los datos que faltan con un valor calculado, como un valor promedio o
categóricamente común. Puede procesar los valores que faltan utilizando la herramientaGestión de valores
que faltanTransform Group Este grupo contiene las siguientes transformaciones.

Falta el relleno

UsarFalta el rellenopara reemplazar los valores que faltan con unValor de rellenoque definas.

Falta imputar

UsarFalta imputarpara crear una nueva columna que contiene valores imputados donde se encontraron
valores faltantes en los datos numéricos y categóricos de entrada. La configuración depende del tipo de
datos de. Configure esta transformación mediante lo siguiente:

• Estrategia de imputación: La estrategia utilizada para determinar el nuevo valor a imputar.

Para los datos numéricos, el estadístico elegido se calcula sobre los valores actuales y se utiliza como el
valor imputado para todos los valores que faltan. Las opciones sonMEANymedian.

Para datos categóricos, puede optar por imputar elValor más frecuenteen la columna, o puede definir
una cadena personalizada para imputarla.

Agregar indicador de falta

UsarAñadir indicador para faltartransformar para crear una nueva columna de indicador, que contiene un
booleano"false"si una fila contiene un valor, y"true"si una fila contiene un valor que falta.

Faltan

UsarFalta la caídapara eliminar las filas que contienen valores que faltan de laColumna de entrada.

Administrar columnas
Puede utilizar las siguientes transformaciones para actualizar y administrar rápidamente las columnas del
dataset:

Nombre Función

Borrar columnas Elimine una columna.

Duplicar columna Duplicar una columna.

Cambio del nombre de las columnas Cambie el nombre de una columna.

Mover columnas Mover la ubicación de una columna en el dataset.
Elija mover la columna al inicio o al final del
dataset, antes o después de una columna de
referencia, o a un índice específico.
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Administrar Filas
Utilice este grupo de transformación para realizar rápidamente operaciones de ordenación y aleatoria en
filas. Este grupo contiene lo siguiente:

• Sort: Ordena todo el marco de datos por una columna dada. Marque la casilla situada junto aOrden
ascendentepara esta opción; de lo contrario, anule la selección de la casilla de verificación y se utilizará
el orden descendente para la ordenación.

• Mezclar: Mezcle aleatoriamente todas las filas del dataset.

Administrar vectores
Utilice este grupo de transformación para combinar o aplanar columnas vectoriales. Este grupo contiene
las siguientes transformaciones.

• Assembar: Utilice esta transformación para combinar vectores de Spark y datos numéricos en una
sola columna. Por ejemplo, puede combinar tres columnas: dos que contienen datos numéricos y una
que contiene vectores. Agregue todas las columnas que desee combinar enColumnas de entraday
especifique unNombre de columna de salidapara los datos combinados.

• Flatten: Utilice esta transformación para aplanar una sola columna que contenga datos vectoriales. La
columna de entrada debe contener vectores PySpark u objetos similares a matrices. Puede controlar
el número de columnas que se crean especificando unMétodo para detectar el número de salidas. Por
ejemplo, si seleccionaLongitud del primer vector, el número de elementos en el primer vector o matriz
válido que se encuentra en la columna determina el número de columnas de salida que se crean. Todos
los demás vectores de entrada con demasiados elementos se truncan. Las entradas con muy pocos
elementos se llenan con NaNs.

También se especifica unPrefijo de salida, que se utiliza como prefijo para cada columna de salida.

Procesos numéricos
UsarProcesos numéricospara procesar datos numéricos. Cada escalar de este grupo se define mediante la
biblioteca Spark. Se admiten los siguientes escalares:

• Escalador estándar: Estandarice la columna de entrada restando la media de cada valor y escalando a la
varianza de unidad. Para obtener más información, consulte la documentación de SparkStandardScaler.

• Scaler robusto: Escale la columna de entrada utilizando estadísticas robustas para valores atípicos. Para
obtener más información, consulte la documentación de SparkRobustScaler.

• Escalador máx.: Transforme la columna de entrada escalando cada entidad a un rango dado. Para
obtener más información, consulte la documentación de SparkMinMaxScaler.

• Escalador absoluto: Escale la columna de entrada dividiendo cada valor por el valor absoluto máximo.
Para obtener más información, consulte la documentación de SparkMaxAbScaler.

Búsqueda y edición
Utilice esta sección para buscar y editar patrones específicos dentro de cadenas. Por ejemplo, puede
buscar y actualizar cadenas dentro de oraciones o documentos, dividir cadenas por delimitadores y buscar
ocurrencias de cadenas específicas.

Las siguientes transformaciones son compatibles conBúsqueda y edición. Todas las transformaciones
devuelven copias de las cadenas en elColumna de entraday agregue el resultado a una nueva columna de
salida.
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Nombre Función

Buscar subcadena Devuelve el índice de la primera aparición
delSUBSTRINGpara los que ha buscado
opcionalmente, iniciando y finalizando la búsqueda
eniniciayFin, respectivamente.

Buscar subcadena (desde la derecha) Devuelve el índice de la última aparición del
objetoSUBSTRINGpara el que ha buscado,
opcionalmente, iniciar y finalizar la búsqueda
eniniciayFin, respectivamente.

Coincidente con prefijo Devuelve un valor Boolean si la cadena
contiene unPatrón. Un patrón puede ser una
secuencia de caracteres o una expresión regular.
Opcionalmente, puede hacer que el patrón sea
sensible a mayúsculas y minúsculas

Busque todas las incidencias Devuelve una matriz con todas las ocurrencias
de un patrón dado. Un patrón puede ser una
secuencia de caracteres o una expresión regular.

EXTRACT usando regex Devuelve una cadena que coincide con un patrón
Regex dado.

Extraer entre delimitadores Devuelve una cadena con todos los
caracteres encontrados entreDelimitador
izquierdoyDelimitador derecho.

Extraer de la posición Devuelve una cadena, comenzando desdeLa
posición inicialen la cadena de entrada, que
contiene todos los caracteres hasta la posición
inicial másLength.

Buscar y reemplazar una subcadena Devuelve una cadena con todas las coincidencias
de unPatrón(expresión regular) sustituido porActiva
la sustitución.

Reemplazar entre delimitadores Devuelve una cadena con la subcadena
encontrada entre la primera aparición de
unDelimitador izquierdoy la última aparición de
unDelimitador derechoreemplazado porActiva la
sustitución. Si no se encuentra coincidencia, no se
reemplaza nada.

Reemplazar desde la posición Devuelve una cadena con la subcadena
entreLa posición inicialyLa posición
inicialmásLengthreemplazado porActiva la
sustitución. SiLa posición inicialmásLengthEs
mayor que la longitud de la cadena de reemplazo,
la salida contiene....

Convertir expresiones regulares a faltantes Convierte una cadena enNonesi no es válido y
devuelve el resultado. La validez se define con una
expresión regular enPatrón.

Dividir cadena por delimitador Devuelve una matriz de cadenas de la cadena de
entrada, dividida porDelimiter, con hastaNúmero
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Nombre Función
máximo de divisiones(opcional). El delimitador se
establece por defecto en el espacio en blanco.

Analizar valor como tipo
Utilice esta transformación para convertir una columna a un nuevo tipo. Los tipos de datos admitidos de
Data Wrangler son:

• Long
• Float
• Booleano
• Fecha, en el formato DD-mm-aaaa, que representa día, mes y año respectivamente.
• Cadena

Validar cadena
UsarValidar cadenase transforma para crear una nueva columna que indica que una fila de datos de texto
cumple una condición especificada. Por ejemplo, puede utilizar unaValidar cadenapara comprobar que
una cadena sólo contiene caracteres en minúsculas. Las siguientes transformaciones son compatibles
conValidar cadena.

Las siguientes transformaciones se incluyen en este grupo de transformaciones. Si una transformación
genera un valor booleano,Truese representa con un1yFalsese representa con un0.

Nombre Función

Longitud de cadena DevuelveTruesi una longitud de cadena es igual a
la longitud especificada. De lo contrario, devuelve
False.

Empieza por DevuelveTruesi se inicia una cadena será un
prefijo especificado. De lo contrario, devuelve
False.

Acaba con DevuelveTruesi una longitud de cadena es igual a
la longitud especificada. De lo contrario, devuelve
False.

Es alfanuméricos DevuelveTruesi una cadena sólo contiene
números y letras. De lo contrario, devuelve False.

Es alfa (letras) DevuelveTruesi una cadena sólo contiene letras.
De lo contrario, devuelve False.

Es un dígito DevuelveTruesi una cadena sólo contiene dígitos.
De lo contrario, devuelve False.

Es el espacio DevuelveTruesi una cadena sólo contiene
números y letras. De lo contrario, devuelve False.

Es el título DevuelveTruesi una cadena contiene espacios en
blanco. De lo contrario, devuelve False.
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Nombre Función

Es minúsculas DevuelveTruesi una cadena sólo contiene letras
minúsculas. De lo contrario, devuelve False.

Es en mayúsculas DevuelveTruesi una cadena sólo contiene letras
mayúsculas. De lo contrario, devuelve False.

Es numérico DevuelveTruesi una cadena sólo contiene
números. De lo contrario, devuelve False.

Es decimal DevuelveTruesi una cadena sólo contiene
números decimales. De lo contrario, devuelve
False.

Analizar y visualizar
Amazon SageMaker Data Wrangler incluye análisis integrados que le ayudan a generar visualizaciones y
análisis de datos en unos pocos clics. También puede crear análisis personalizados utilizando su propio
código.

Para agregar un análisis a un marco de datos, seleccione un paso en el flujo de datos y, a continuación,
elijaAgregar análisis. Para acceder a un análisis que ha creado, seleccione el paso que contiene el análisis
y seleccione el análisis.

Todos los análisis se generan utilizando 100.000 filas de su conjunto de datos.

Puede añadir el siguiente análisis en un marco de datos:

• Visualizaciones de datos, incluidos histogramas y gráficos de dispersión.
• Un resumen rápido de su conjunto de datos, incluido el número de entradas, los valores mínimo y

máximo (para datos numéricos) y las categorías más y menos frecuentes (para datos categóricos).
• Un modelo rápido del conjunto de datos, que se puede utilizar para generar una puntuación de

importancia para cada entidad.
• Un informe de fugas de destino, que puede utilizar para determinar si una o más entidades están

fuertemente correlacionadas con la entidad de destino.
• Una visualización personalizada usando su propio código.

Utilice las secciones siguientes para obtener más información sobre estas opciones.

Histogram
Utilice histogramas para ver los recuentos de valores de entidad de una entidad específica. Puede
inspeccionar las relaciones entre las entidades mediante la herramientaColor poropción. Por ejemplo, el
siguiente histograma grafica la distribución de las calificaciones de los usuarios de los libros más vendidos
en Amazon entre 2009 y 2019, coloreados por género.
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Puede utilizar elFaceta porpara crear histogramas de una columna, para cada valor de otra columna. Por
ejemplo, en el siguiente diagrama se muestran histogramas de las reseñas de los usuarios de los libros
más vendidos en Amazon si se facetan por año.

Gráfico de dispersión
UsarGráfico de dispersiónpara inspeccionar la relación entre las entidades. Para crear una gráfica de
dispersión, seleccione una entidad para trazar en la pestañaX axisy laY axis Y. Ambas columnas deben ser
columnas de tipo numérico.

Puede colorear las gráficas de dispersión mediante una columna adicional. Por ejemplo, en el siguiente
ejemplo se muestra una gráfica de dispersión que compara el número de reseñas con las valoraciones
de los usuarios de los libros más vendidos en Amazon entre 2009 y 2019. La trama de dispersión está
coloreada por género del libro.
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Además, puede facetar gráficos de dispersión por entidades. Por ejemplo, a continuación se muestra un
ejemplo de la misma gráfica de dispersión de calificación de revisión frente al usuario, facetada por año.

Resumen de tablas
UsarResumen de tablaspara resumir rápidamente sus datos.

Para las columnas con datos numéricos, incluidos los datos de registro y flotante, un resumen de tabla
informa el número de entradas (recuento), mínimo (min), máximo (max), media y desviación estándar
(stddev) para cada columna.

Para las columnas con datos no numéricos, incluidas las columnas con datos de cadena, booleanos o
fecha/hora, un resumen de tabla indica el número de entradas (recuento), el valor menos frecuente (mín) y
el valor más frecuente (máx).
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Modelo rápido
UsarModelo rápidopara evaluar rápidamente sus datos y producir puntuaciones de importancia para cada
entidad. APuntuación de importancia de la característicaindica cuán útil es una entidad para predecir
una etiqueta de destino. La puntuación de importancia de la entidad está entre [0, 1] y un número mayor
indica que la entidad es más importante para todo el conjunto de datos. En la parte superior de la tabla de
modelos rápida, hay una puntuación de modelo. Un problema de clasificación muestra una puntuación F1.
Un problema de regresión tiene una puntuación de error cuadrado medio (MSE).

Cuando crea un gráfico modelo rápido, selecciona un conjunto de datos que desea evaluar y una etiqueta
de destino con la que desea comparar la importancia de la entidad. Data Wrangler hace lo siguiente:

• Induce los tipos de datos para la etiqueta de destino y cada entidad del dataset seleccionado.
• Determina el tipo de problema. Según el número de valores distintos de la columna de etiqueta, Data

Wrangler determina si se trata de un tipo de problema de regresión o clasificación. Data Wrangler
establece un umbral categórico en 100. Si hay más de 100 valores distintos en la columna de etiqueta,
Data Wrangler la clasifica como un problema de regresión; de lo contrario, se clasifica como un problema
de clasificación.

• Preprocese las características y los datos de etiquetas para el entrenamiento. El algoritmo utilizado
requiere entidades de codificación para el tipo de vector y etiquetas de codificación para el tipo doble.

• Entrena un algoritmo de bosque aleatorio con el 70% de los datos. SparkRandomForestRegsorse
utiliza para entrenar un modelo para problemas de regresión. LaRandom ForestClassifierse utiliza para
entrenar un modelo para problemas de clasificación.

• Evalúa un modelo de bosque aleatorio con el 30% restante de datos. Data Wrangler evalúa los
modelos de clasificación utilizando una puntuación F1 y evalúa los modelos de regresión utilizando una
puntuación de MSE.

• Calcula la importancia de la función para cada entidad utilizando el método de importancia de Gini.

A continuación se muestra la interfaz de usuario de la función de modelo rápido.

Fuga de destino
La fuga de destino se produce cuando hay datos en un dataset de capacitación de aprendizaje automático
que están fuertemente correlacionados con la etiqueta de destino, pero no están disponibles en los datos
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del mundo real. Por ejemplo, puede tener una columna en el dataset que sirva como proxy para la columna
que desea predecir con su modelo.

Cuando utiliza elFuga de destino, especifique lo siguiente:

• Objetivo: Esta es la característica sobre la que desea que su modelo ML pueda hacer predicciones.
• Tipo de problema: Este es el tipo de problema ML en el que está trabajando. El tipo de problema puede

serclasificaciónorRegresión.
• (Opcional)Características de Max: Este es el número máximo de entidades que se presentan en la

visualización, que muestra las entidades clasificadas por su riesgo de ser fuga objetivo.

Para la clasificación, el análisis de fuga de destino utiliza el área bajo la característica de funcionamiento
del receptor, o la curva AUC - ROC para cada columna, hastaCaracterísticas de Max. Para la regresión,
utiliza un coeficiente de determinación, o métrica R2.

La curva AUC - ROC proporciona una métrica predictiva, calculada individualmente para cada columna
mediante validación cruzada, en una muestra de hasta alrededor de 1000 filas. Una puntuación de 1 indica
habilidades predictivas perfectas, lo que a menudo indica fuga objetivo. Una puntuación de 0,5 o menos
indica que la información de la columna no pudo proporcionar, por sí sola, ninguna información útil para
predecir el objetivo. Aunque puede ocurrir que una columna no sea informativa por sí sola, pero es útil para
predecir el objetivo cuando se usa en tándem con otras entidades, una puntuación baja podría indicar que
la entidad es redundante.

Por ejemplo, la siguiente imagen muestra un informe de fugas de destino para un problema de clasificación
de diabetes, es decir, predecir si una persona tiene diabetes o no. Se utiliza una curva AUC - ROC para
calcular la capacidad predictiva de cinco entidades, y todas se determina que están a salvo de fugas
objetivo.

Informe de sesgo
Puede utilizar el informe de sesgos en Data Wrangler para descubrir posibles sesgos en sus datos. Para
generar un informe de sesgo, debe especificar la columna de destino, oEtiqueta, que desea predecir y
unFaceta, o la columna en la que desea inspeccionar en busca de sesgos.

Etiqueta— La función sobre la que desea que un modelo realice predicciones. Por ejemplo, si predice la
conversión del cliente, puede seleccionar una columna que contenga datos sobre si un cliente ha realizado
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un pedido o no. También debe especificar si esta función es una etiqueta o un umbral. Si especifica una
etiqueta, debe especificar qué tipo de etiquetaResultado positivose ve como en sus datos. En el ejemplo
de conversión del cliente, un resultado positivo puede ser un 1 en la columna Pedidos, que representa el
resultado positivo de un cliente que realiza un pedido en los últimos tres meses. Si especifica un umbral,
debe especificar un límite inferior que defina un resultado positivo. Por ejemplo, si las columnas de pedidos
de clientes contienen el número de pedidos realizados en el último año, es posible que desee especificar
1.

Faceta— Columna en la que desea inspeccionar en busca de sesgos. Por ejemplo, si intenta predecir
la conversión del cliente, su faceta puede ser la edad del cliente. Puede elegir esta faceta porque cree
que sus datos están sesgados hacia un determinado grupo de edad. Debe identificar si la faceta se mide
como valor o umbral. Por ejemplo, si desea inspeccionar una o más edades específicas, seleccioneValory
especificar esas edades. Si desea consultar un grupo de edad, seleccioneUmbraly especifique el umbral
de edad que desea inspeccionar.

Después de seleccionar la entidad y la etiqueta, seleccione los tipos de métricas de polarización que desea
calcular.

Para obtener más información, consulteGenerar informes de sesgo en los datos previos al entrenamiento.

Creación de visualizaciones personalizadas
UsarCodepara crear visualizaciones personalizadas. Su conjunto de datos, después de someterse a la
transformación añadida más recientemente, está disponible comoDataFrame de Pandasen este bloque de
código a través deldfvariable.

Debe proporcionar una variable de salida,chart, para almacenar unAltairGráfico de salida. Por ejemplo,
el siguiente es un ejemplo de un bloque de código que se puede utilizar para generar un histograma
personalizado utilizando el dataset titánico.

import altair as alt
df = df.iloc[:30]
df = df.rename(columns={"Age": "value"})
df = df.assign(count=df.groupby('value').value.transform('count'))
df = df[["value", "count"]]
base = alt.Chart(df)
bar = base.mark_bar().encode(x=alt.X('value', bin=True, axis=None), y=alt.Y('count'))
rule = base.mark_rule(color='red').encode(
    x='mean(value):Q',
    size=alt.value(5))
chart = bar + rule

Para crear una visualización personalizada:

1. En el navegadorVisualizaciónde Data Wrangler, elija la opciónCode.
2. Asigne a la visualización unNombre.
3. Introduzca su código en el cuadro de código.
4. SeleccionarVista previapara obtener una vista previa de la visualización.
5. SeleccionarAgregar visualizaciónpara agregar su visualización.
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Export
Cuando crea un flujo de datos de Data Wrangler, puede elegir entre cuatro opciones de exportación para
integrar fácilmente ese flujo de datos en su canalización de procesamiento de datos. Data Wrangler ofrece
opciones de exportación a SageMakerJob de Data Wrangler,Canalización,Código de Python,Tienda de
característicasyAmazon S3.

Las siguientes opciones crean un Jupyter Notebook para ejecutar el flujo de datos e integrarlo con la
función respectiva de SageMaker.

• Job de Data Wrangler
• Canalización
• Tienda de características
• Amazon S3

Para estas opciones, elija uno o más pasos en el flujo de datos que desea exportar. Al seleccionar
un paso, también se exportan todos los pasos descendentes. Por ejemplo, si ha definido siete pasos
consecutivos en el flujo de datos y decide exportar el séptimo paso, el código se exporta para ejecutar los
pasos 1 a 7. Los cuadernos de Jupyter se abren automáticamente al seleccionar una de estas opciones
de exportación, y puede ejecutar el bloc de notas directamente en Studio mediante unPython 3 (Ciencia de
datos)kernel.

Si seleccionaCódigo de Python, se crea un archivo Python que contiene todos los pasos del flujo de datos.

Cuando elige una opción de exportación que crea un Jupyter Notebook y ejecuta el bloc de notas, exporta
el flujo de datos (archivo.flow) al bucket predeterminado de SageMaker S3 para elAWSRegión en la que
se creó el flujo de datos, bajo el prefijodata_wrangler_flows. Los buckets de S3 predeterminados tienen
la siguiente convención de nomenclatura: sagemaker-región-Número de cuenta. Por ejemplo, si el
número de cuenta es 111122223333 y va a utilizar Studio en us-east-1, los conjuntos de datos importados
se almacenan ensagemaker-us-east-1-111122223333. En este ejemplo, los archivos.flow creados en
us-east-1 se almacenan en s3: //sagemaker-región-Número de cuenta/data_wrangler_flows/.

Important

Si no utiliza la directiva administrada por IAM,AmazonSageMakerFullAccess, para
concederAWSroles para usar Data Wrangler, asegúrese de conceder permiso a estos roles para
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acceder a este bucket. ConsulteSeguridad y permisos (p. 696)Para obtener un ejemplo de
política de IAM que puede utilizar para conceder estos permisos.

Utilice el siguiente procedimiento para exportar un flujo de datos. Utilice las secciones de esta página para
obtener más información sobre cada opción de exportación.

Para exportar el flujo de datos Wrangler:

1. Guarde su flujo de datos Wrangler. SelectArchivoy, a continuación, seleccioneAlmacenamiento de
datos.

2. Vaya a la .Export.
3. Seleccione el último paso en su flujo de datos Wrangler.

4. SeleccionarExportar paso.
5. Seleccione la opción de exportación que desee.

Exportar a un Job de Data Wrangler
Si exporta un trabajo de Data Wrangler Jupyter Notebook, le recomendamos que seleccionePython
3 (ciencia de datos)para laKernely ejecútelo directamente en Studio para ejecutar su flujo de datos y
procesar sus datos. Siga las instrucciones del bloc de notas para iniciar el trabajo de Data Wrangler.

Los trabajos de Data Wrangler utilizan trabajos de procesamiento para procesar sus datos. Puede ejecutar
estos trabajos de procesamiento usandoml.m5.4xl,ml.m5.12xl, yml.m5.24xly admiten un recuento
de instancias. De forma predeterminada, el bloc de notas que se exporta desde Data Wrangler establece el
siguienteinstance_countyinstance_type:

instance_count = 1
instance_type = "ml.m5.xlarge"

Puede supervisar el estado del trabajo de Data Wrangler en elConsola de SageMakeren laProcessing. El
trabajo de procesamiento se denominadata-wrangler-flow-processing-flow_id. Laflow_idse
define en el bloc de notas usando el día y la hora en que se ejecuta el cuaderno.

Además, puede supervisar su trabajo de Data Wrangler mediante Amazon CloudWatch. Para obtener
información adicional, consulteMonitorizar los trabajos de procesamiento de Amazon SageMaker con
registros y métricas de CloudWatch.
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Exportar a tuberías de SageMaker
Cuando desee crear e implementar flujos de trabajo de aprendizaje automático a gran escala, puede usar
SageMaker ML Pipelines para crear flujos de trabajo integrales que gestionen e implementen trabajos
de SageMaker. ML Pipelines le permite crear flujos de trabajo que gestionan la preparación de datos de
SageMaker, la formación de modelos y los trabajos de implementación de modelos de SageMaker. Por
eso, puede sacar partido de los algoritmos propios que ofrece SageMaker. Para obtener más información
sobre las Pipelines de SageMaker, consulteCanalizaciones de SageMaker.

Cuando exporta uno o más pasos del flujo de datos a SageMaker Pipelines, Data Wrangler crea un Jupyter
Notebook que puede utilizar para definir, crear instancias, ejecutar y administrar una canalización.

Utilizar un cuaderno de Jupyter para crear una canalización

El Jupyter Notebook que Data Wrangler produce se puede utilizar para definir una canalización. La
canalización incluye un paso de procesamiento de datos definido por el flujo de datos.

Puede agregar pasos adicionales a su canalización agregando pasos a lastepsen el siguiente código del
bloc de notas:

pipeline = Pipeline(
    name=pipeline_name,
    parameters=[instance_type, instance_count],
    steps=[step_process], #Add more steps to this list to run in your Pipeline
)

Para obtener más información sobre la definición de canalizaciones, consulteDefinir canalización de
SageMaker.

Exportación a código Python
Para exportar todos los pasos del flujo de datos a un archivo de Python que puede integrar manualmente
en cualquier flujo de trabajo de procesamiento de datos, elija la opciónExportación a códigoopción.

Puede que tenga que configurar el script de Python para que sea ejecutable. Por ejemplo, es posible que
deba modificar su entorno de Spark y asegurarse de que está ejecutando el script desde un entorno que
tiene permiso para acceder aAWSde AWS.

Exportar al almacén de funciones de SageMaker
El Almacén de características de SageMaker se puede utilizar para crear, compartir y administrar datos
seleccionados para el desarrollo de aprendizaje automático (ML). Puede configurar un feature store en
línea y sin conexión para que sea un almacén centralizado para las entidades y los metadatos asociados,
de modo que las características se puedan descubrir y reutilizar fácilmente. Para obtener más información
sobre el feature store de Data Wrangler, consulteTienda de características de Amazon SageMaker.

Utilizar un cuaderno Jupyter para agregar funciones a un almacén de funciones

El Jupyter Notebook que produce SageMaker se puede utilizar para procesar el conjunto de datos
mediante un trabajo de SageMaker Data Wrangler y, a continuación, ingerir los datos en un feature store
en línea y sin conexión.

Important

La función de IAM que utilice para ejecutar este bloc de
notas debe tener lo siguienteAWSdirectivas administradas
adjuntas:AmazonSageMakerFullAccessyAmazonSageMakerFeatureStoreAccess.
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Solo necesita habilitar un feature store en línea o sin conexión al crear un grupo de entidades.
Si lo prefiere, puede habilitar ambos. Para deshabilitar la creación de tiendas en línea,
establezcaEnableOnlineStoreDe aFalse:

# Online Store Configuration
online_store_config = {
    "EnableOnlineStore": False
}

El bloc de notas utiliza los nombres de columna y los tipos del marco de datos exportado para crear un
esquema de grupo de entidades, que se utiliza para crear un grupo de entidades. Un grupo de entidades
es un grupo de entidades definidas en el feature store para describir un registro. El grupo de elementos
define el esquema y las características contenidas en el grupo de elementos. Una definición de grupo de
entidades se compone de una lista de entidades, un nombre de entidad de identificador de registro, un
nombre de entidad de tiempo de evento y configuraciones para su tienda en línea y tienda sin conexión.

Cada entidad de un grupo de entidades puede tener uno de los siguientes tipos: Cadena,Fracciones,
o bienIntegral. Si una columna del marco de datos exportado no es uno de estos tipos, el valor
predeterminado es String.

A continuación se muestra un ejemplo de un esquema de grupo de elementos.

column_schema = [
    {
        "name": "Height",
        "type": "long"
    },
    {
        "name": "Input",
        "type": "string"
    },
    {
        "name": "Output",
        "type": "string"
    },
    {
        "name": "Sum",
        "type": "string"
    },
    {
        "name": "Time",
        "type": "string"
    }
]

Además, debe especificar un nombre de identificador de registro y un nombre de función de hora de
evento:

• El nombre del identificador de registro es el nombre de la entidad cuyo valor identifica de forma exclusiva
un registro definido en el feature store. Sólo el último registro por valor de identificador se almacena en la
tienda en línea. El nombre de la función del identificador de registro debe ser uno de los nombres de las
definiciones de elemento.

• El nombre de entidad de tiempo de evento es el nombre de la entidad que almacena elEventTimede
un registro en un grupo de características. Un registroEventTimees un punto en el tiempo en el que se
produce un nuevo evento que corresponde a la creación o actualización de un registro en una entidad.
Todos los registros del grupo de entidades deben tener unEventTime.
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El bloc de notas utiliza estas configuraciones para crear un grupo de entidades, procesar los datos a
escala y, a continuación, ingerir los datos procesados en los almacenes de entidades en línea y sin
conexión. Para obtener más información, consulteFuentes de datos e ingestión.

Exportar a Amazon S3
Data Wrangler permite exportar los datos directamente a un bucket de Amazon S3.

Guardar datos en Amazon S3

1. Después de importar los datos en Data Wrangler, elijaExportar los datosEn elPreparepara guardar el
dataset transformado actual que está viendo.

2. Un registroExportar los datosAparecerá tal y como se muestra en la siguiente captura de pantalla.
Puede guardar los datos en el bucket predeterminado de Amazon S3. También puede utilizar la barra
de búsqueda para modificar y seleccionar una ruta de depósito de Amazon S3 de su elección. Puede
elegir diferentes opciones paraTipo de archivo,Delimiter, yCompresión. Después de completar la
configuración de la ruta de depósito y las opciones, seleccioneExportar los datos.

3. Aparecerá una barra de progreso para mostrar el estado de la exportación de datos. Una vez
exportado y guardado correctamente en el depósito de Amazon S3, la pantalla de éxito aparece como
se muestra en la siguiente captura de pantalla.
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Apagar datos Wrangler
Cuando no está utilizando Data Wrangler, es importante cerrar la instancia en la que se ejecuta para evitar
incurrir en cargos adicionales.

Para evitar perder trabajo, guarde el flujo de datos antes de apagar Data Wrangler. Para guardar el flujo
de datos en Studio, seleccioneArchivoy, a continuación, seleccioneAlmacenamiento de datos. Tenga en
cuenta que Data Wrangler guarda automáticamente el flujo de datos cada 60 segundos.
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Para cerrar la instancia de Data Wrangler en Studio:

1. En Studio, seleccione la casillaEjecución de instancias y núcleosicono

( ).
2. UNDEREJECUTAR APLICACIONESes elSagemaker-data-

wrangler-1.0. Seleccione el icono de apagado junto a esta aplicación

( ).

Data Wrangler se ejecuta en una instancia ml.ml.m5.4xlarge. Esta instancia desaparece
deEJECUTAR INSTANCIAScuando apagues la aplicación Data Wrangler.

Después de apagar la aplicación Data Wrangler, debe reiniciarse la próxima vez que abra un archivo de
flujo de Data Wrangler. Este proceso puede tardar unos minutos.

Actualizar datos Wrangler
Para actualizar Data Wrangler a la versión más reciente, primero debe apagar la aplicación KernelGateway
correspondiente desde el Panel de control de SageMaker Studio. Después de apagar la aplicación
KernelGateway, debe reiniciarla abriendo un flujo de Data Wrangler nuevo o existente en SageMaker
Studio. Cuando abre un flujo de Data Wrangler nuevo o existente, el núcleo que se inicia contiene la última
versión de Data Wrangler.

Actualice su instancia de Studio y Data Wrangler

1. Vaya a suConsola de SageMaker.
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2. Elija SageMaker y, a continuación, SageMaker Studio.
3. Elija su nombre de usuario.
4. UNDERAplicaciones, en la fila que muestra elNombre de aplicación, elijaElimine aplicaciónpara la

aplicación que comienza con sagemaker-data-wrang y la aplicación JupyterServer.
5. SeleccionarSí, eliminar la aplicación.
6. Escriba delete (delete) en el cuadro de confirmación.
7. Elija Eliminar.
8. Vuelva a abrir la instancia de Studio. Cuando comience a crear un flujo de Data Wrangler, su instancia

utilizará ahora la última versión de Data Wrangler.

Alternativamente, si está utilizando una versión de la aplicación Data Wrangler que no es la versión más
reciente y tiene un flujo de Data Wrangler abierto, se le pedirá que actualice la versión de la aplicación
Data Wrangler en la interfaz de usuario de Studio. A continuación se muestra una captura de pantalla que
muestra este mensaje.

Important

Tenga en cuenta que esto actualizará sólo la aplicación Data Wrangler Kernel gateway. Todavía
necesita apagar la aplicación JupyterServer en su cuenta de usuario. Para ello, siga estos pasos.

También puedes seleccionar Recordarme más tarde, en cuyo caso aparecerá un botón Actualizar en la
esquina superior derecha de la pantalla.
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Seguridad y permisos
Cuando consulta datos de Athena o Amazon Redshift, el conjunto de datos consultado se almacena
automáticamente en el bucket predeterminado de SageMaker S3 para elAWSLa región en la que está
utilizando Studio. Además, al exportar un Jupyter Notebook desde Amazon SageMaker Data Wrangler y
ejecutarlo, los flujos de datos o los archivos.flow se guardan en el mismo bucket predeterminado, bajo el
prefijodata_wrangler_flows.

Para las necesidades de seguridad de alto nivel, puede configurar una directiva de depósito que restrinja
elAWSLos roles que tienen acceso a este bucket de SageMaker S3 predeterminado. Utilice la siguiente
sección para agregar este tipo de directiva a un bucket de S3. Para seguir las instrucciones de esta página,
utilice laAWS Command Line Interface(AWS CLI). Para obtener más información, consulteConfiguración
deAWSCLIen la guía del usuario de IAM.

Además, debe conceder a cada rol de IAM que utiliza permisos de Data Wrangler para acceder a los
recursos necesarios. Si no necesita permisos granulares para el rol de IAM que utiliza para acceder a Data
Wrangler, puede agregar la directiva administrada por IAM,AmazonSageMakerFullAccess, a un rol de
IAM que utilice para crear el usuario de Studio. Esta política le otorga permiso completo para usar Data
Wrangler. Si necesita permisos pormenorizados, consulte la secciónConceder un permiso de rol de IAM
para usar Data Wrangler (p. 697).

Agregar una directiva de depósito para restringir el acceso a
conjuntos de datos importados a Data Wrangler
Puede agregar una política al bucket de S3 que contenga sus recursos de Data Wrangler mediante una
política de bucket de Amazon S3. Recursos que Data Wrangler carga en tu depósito predeterminado de
SageMaker S3 en elAWSLa región en la que está utilizando Studio incluye lo siguiente:

• Consulta los resultados de Amazon Redshift. Estos se almacenan en elredshift/prefijo.
• Consulta los resultados de Athena. Estos se almacenan en elathena/prefijo.
• Los archivos.flow cargados en Amazon S3 cuando ejecuta un Jupyter Notebook Data que Wrangler

produce. Estos se almacenan en eldata_wrangler_flows/prefijo.
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Utilice el siguiente procedimiento para crear una directiva de bucket de S3 que puede agregar para
restringir el acceso a la función de IAM a ese bucket. Para obtener información acerca de cómo añadir una
política a un bucket de S3, consulte¿Cómo se agrega una política de bucket en S3?.

Para configurar una política de bucket en el bucket de S3 que almacene los recursos de Data
Wrangler:

1. Configure uno o más roles de IAM a los que desee tener acceso a Data Wrangler.
2. Abra un símbolo del sistema o un shell. Para cada función que cree, reemplaceROLLE-nameCon el

nombre del rol y ejecute lo siguiente:

$ aws iam get-role --role-name role-name

En la respuesta, verá unRoleIdcadena que comienzaAROA. Copie esta cadena.
3. Añada la siguiente política al bucket predeterminado de SageMaker en laAWSLa región en

la que está utilizando Data Wrangler. ReemplazarregiónconAWSLa región en la que está
ubicado el bucket, yaccount-idcon suAWSID de la cuenta. ReemplazaruserIds comenzando
conAROAEXAMPLEIDcon los ID de unAWSA los que desea conceder permiso para utilizar Data
Wrangler.

{
  "Version": "2012-10-17",
  "Statement": [
    {
      "Effect": "Deny",
      "Principal": "*",
      "Action": "s3:*",
      "Resource": [
        "arn:aws:s3:::sagemaker-region-account-id/data_wrangler_flows/",
        "arn:aws:s3:::sagemaker-region-account-id/data_wrangler_flows/*",
        "arn:aws:s3:::sagemaker-region-account-id/athena",
        "arn:aws:s3:::sagemaker-region-account-id/athena/*",
        "arn:aws:s3:::sagemaker-region-account-id/redshift",
        "arn:aws:s3:::sagemaker-region-account-id/redshift/*"
        
      ],
      "Condition": {
        "StringNotLike": {
          "aws:userId": [
            "AROAEXAMPLEID_1:*",
            "AROAEXAMPLEID_2:*"
          ]
        }
      }
    }
  ]
}

Conceder un permiso de rol de IAM para usar Data Wrangler
Puede conceder un permiso de rol de IAM para utilizar Data Wrangler con la directiva general administrada
por IAM,AmazonSageMakerFullAccess. Esta es una política general que incluyePermisos denecesarios
para utilizar todos los servicios de SageMaker. Esta política concede a un rol de IAM acceso completo a
Data Wrangler. Debe ser consciente de lo siguiente al usarAmazonSageMakerFullAccesspara conceder
acceso a Data Wrangler:

• Si importa datos de Amazon Redshift, elUsuario de base de datosEl nombre debe tener el
prefijosagemaker_access.
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• Esta directiva administrada sólo concede permiso para acceder a los depósitos con uno de los siguientes
nombres:SageMaker,SageMaker,sagemaker, o bienaws-glue. Si desea utilizar Data Wrangler para
importar desde un depósito de S3 sin estas frases en el nombre, consulte la última sección de esta
página para obtener información sobre cómo conceder permiso a una entidad de IAM para acceder a los
depósitos de S3.

Si tiene necesidades de alta seguridad, puede adjuntar las directivas de esta sección a una entidad de IAM
para conceder los permisos necesarios para usar Data Wrangler.

Si tiene conjuntos de datos en Amazon Redshift o Athena que un rol de IAM necesita importar desde Data
Wrangler, debe agregar una política a esa entidad para acceder a estos recursos. Las siguientes políticas
son las políticas más restrictivas que puede utilizar para conceder permiso a un rol de IAM para importar
datos de Amazon Redshift y Athena.

Para obtener información sobre cómo asociar una política personalizada a un rol de IAM,
consulteAdministración de políticas de IAMen la guía del usuario de IAM.

Ejemplo de directiva para conceder acceso a una importación de dataset de Athena

La siguiente directiva asume que la función de IAM tiene permiso para acceder al bucket S3 subyacente
donde los datos se almacenan a través de una directiva de IAM independiente.

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Action": [
                "athena:ListDataCatalogs",
                "athena:ListDatabases",
                "athena:ListTableMetadata",
                "athena:GetQueryExecution",
                "athena:GetQueryResults",
                "athena:StartQueryExecution",
                "athena:StopQueryExecution"
            ],
            "Resource": [
                "*"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "glue:CreateTable"
            ],
            "Resource": [
                "arn:aws:glue:*:*:table/*/sagemaker_tmp_*",
                "arn:aws:glue:*:*:table/sagemaker_featurestore/*",
                "arn:aws:glue:*:*:catalog",
                "arn:aws:glue:*:*:database/*"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "glue:DeleteTable"
            ],
            "Resource": [
                "arn:aws:glue:*:*:table/*/sagemaker_tmp_*",
                "arn:aws:glue:*:*:catalog",
                "arn:aws:glue:*:*:database/*"
            ]
        },
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        {
            "Effect": "Allow",
            "Action": [
                "glue:GetDatabases",
                "glue:GetTable",
                "glue:GetTables"
            ],
            "Resource": [
                "arn:aws:glue:*:*:table/*",
                "arn:aws:glue:*:*:catalog",
                "arn:aws:glue:*:*:database/*"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "glue:CreateDatabase",
                "glue:GetDatabase"
            ],
            "Resource": [
                "arn:aws:glue:*:*:catalog",
                "arn:aws:glue:*:*:database/sagemaker_featurestore",
                "arn:aws:glue:*:*:database/sagemaker_processing",
                "arn:aws:glue:*:*:database/default",
                "arn:aws:glue:*:*:database/sagemaker_data_wrangler"
            ]
        }
    ]
}

Ejemplo de política para conceder acceso a una importación de conjuntos de datos de Amazon Redshift

La siguiente política concede permiso para configurar una conexión de Amazon Redshift a Data Wrangler
mediante usuarios de base de datos que tengan el prefijosagemaker_accessen el nombre. Para
conceder permiso para conectarse con usuarios de bases de datos adicionales, agregue entradas
adicionales en"Resources"En la política siguiente. La siguiente directiva asume que la función de IAM
tiene permiso para acceder al bucket S3 subyacente donde los datos se almacenan a través de una
directiva de IAM independiente, si corresponde.

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Action": [
                "redshift-data:ExecuteStatement",
                "redshift-data:DescribeStatement",
                "redshift-data:CancelStatement",
                "redshift-data:GetStatementResult",
                "redshift-data:ListSchemas",
                "redshift-data:ListTables"
            ],
            "Resource": [
                "*"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "redshift:GetClusterCredentials"
            ],
            "Resource": [
                "arn:aws:redshift:*:*:dbuser:*/sagemaker_access*",
                "arn:aws:redshift:*:*:dbname:*"
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            ]
        }
    ]
}

Política para conceder acceso a un bucket de S3

Si su conjunto de datos está almacenado en Amazon S3, puede conceder un permiso de rol de IAM para
acceder a este bucket con una política similar a la siguiente. En este ejemplo se concede acceso de lectura
y escritura mediante programación al bucket denominadotest:

{
  "Version": "2012-10-17",
  "Statement": [
    {
      "Effect": "Allow",
      "Action": ["s3:ListBucket"],
      "Resource": ["arn:aws:s3:::test"]
    },
    {
      "Effect": "Allow",
      "Action": [
        "s3:PutObject",
        "s3:GetObject",
        "s3:DeleteObject"
      ],
      "Resource": ["arn:aws:s3:::test/*"]
    }
  ]
}

Para importar datos de Athena y Amazon Redshift, debe conceder un permiso de rol de IAM para acceder
a los siguientes prefijos en el bucket predeterminado de Amazon S3 en elAWSRegion Data Wrangler se
está utilizando en: athena/,redshift/. Si no existe todavía un bucket predeterminado de Amazon S3 en
elAWS, también debe conceder permiso al rol de IAM para crear un depósito en esta región.

Además, si desea que el rol de IAM pueda utilizar las opciones de exportación de trabajos Almacén
de características de SageMaker, Pipeline de SageMaker y Data Wrangler, debe conceder acceso al
prefijodata_wrangler_flows/En este bucket de.

Data Wrangler utiliza elathena/yredshift/para almacenar archivos de vista previa y datasets
importados. Para obtener más información, consulte Almacenamiento de datos importados (p. 660).

Data Wrangler utiliza eldata_wrangler_flows/para almacenar archivos.flow cuando ejecuta un Jupyter
Notebook exportado desde Data Wrangler. Para obtener más información, consulte Export (p. 688).

Utilice una directiva similar a la siguiente para conceder los permisos descritos anteriormente:

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Action": [
                "s3:GetObject",
                "s3:PutObject"
            ],
            "Resource": [
                "arn:aws:s3:::sagemaker-region-account-id/data_wrangler_flows/",
                "arn:aws:s3:::sagemaker-region-account-id/data_wrangler_flows/*",
                "arn:aws:s3:::sagemaker-region-account-id/athena",
                "arn:aws:s3:::sagemaker-region-account-id/athena/*",
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                "arn:aws:s3:::sagemaker-region-account-id/redshift",
                "arn:aws:s3:::sagemaker-region-account-id/redshift/*"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "s3:CreateBucket",
                "s3:ListBucket"
            ],
            "Resource": "arn:aws:s3:::sagemaker-region-account-id"
        },
        {
            "Effect": "Allow",
            "Action": [
                "s3:ListAllMyBuckets",
                "s3:GetBucketLocation"
            ],
            "Resource": "*"
        }
    ]
}

También puede acceder a los datos de su bucket de Amazon S3 desde otroAWSEspecifique el URI del
bucket de Amazon S3. Para ello, la política de IAM que concede acceso al bucket de Amazon S3 en la otra
cuenta debe utilizar una política similar a la que se muestra a continuación, dondeBucketFolderes el
directorio específico en el depósito de usuariosUserBucket. Esta política debe agregarse al usuario que
concede acceso a su depósito a otro usuario.

{
   "Version": "2012-10-17",
   "Statement": [
       {
            "Effect": "Allow",
            "Action": [
                "s3:GetObject",
                "s3:PutObject",
                "s3:PutObjectAcl"
            ],
            "Resource": "arn:aws:s3:::UserBucket/BucketFolder/*"
            },
                {
                "Effect": "Allow",
                "Action": [
                    "s3:ListBucket"
                ],
                "Resource": "arn:aws:s3:::UserBucket",
                "Condition": {
                "StringLike": {
                    "s3:prefix": [
                    "BucketFolder/*"
                    ]
                }
            }
        } 
    ]
}

El usuario que tendrá acceso al depósito (no al propietario del depósito) tendrá que agregar una política
similar a la siguiente a su usuario. Tenga en cuenta queAccountXyTestUsera continuación se refiere al
propietario del depósito y a su usuario, respectivamente.

{
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    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Principal": {
                "AWS": "arn:aws:iam::AccountX:user/TestUser"
            },
            "Action": [
                "s3:GetObject",
                "s3:PutObject",
                "s3:PutObjectAcl"
            ],
            "Resource": [
                "arn:aws:s3:::UserBucket/BucketFolder/*"
            ]
        },
        {
            "Effect": "Allow",
            "Principal": {
                "AWS": "arn:aws:iam::AccountX:user/TestUser"
            },
            "Action": [
                "s3:ListBucket"
            ],
            "Resource": [
                "arn:aws:s3:::UserBucket"
            ]
        }
    ]
}

Ejemplo de política para conceder acceso al uso de SageMaker Studio

Utilice una directiva como la siguiente para crear un rol de ejecución de IAM que se pueda utilizar para
configurar una instancia de Studio.

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Action": [
                "sagemaker:CreatePresignedDomainUrl",
                "sagemaker:DescribeDomain",
                "sagemaker:ListDomains",
                "sagemaker:DescribeUserProfile",
                "sagemaker:ListUserProfiles",
                "sagemaker:*App",
                "sagemaker:ListApps"
            ],
            "Resource": "*"
        }
    ]
}

Copo de nieve y datos Wrangler
Todos los permisos deAWSse administrarán a través de su rol de IAM asociado a su instancia de
SageMaker Studio. Los permisos específicos de Snowflake deben ser administrados por el administrador
de Snowflake, ya que pueden otorgar permisos/privilegios granulares a cada usuario de Snowflake. Esto
incluye bases de datos, esquemas, tablas, almacenes y objetos de integración de almacenamiento.
Deberá asegurarse de que los permisos correctos estén configurados fuera de Data Wrangler.
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Tenga en cuenta que el copo de nieveCOPY INTO Amazon S3mueve los datos de Snowflake a
S3 a través de Internet público de forma predeterminada, pero los datos en tránsito se asegurarán
mediante SSL. Los datos en reposo en Amazon S3 se cifrarán con SSE-KMS mediante el método
predeterminadoAWS-administrada por CMK.

Con respecto al almacenamiento de credenciales de Snowflake, Data Wrangler no almacena credenciales
de cliente. Uso de datos WranglerAWSPara Secrets Manager las credenciales en un Secret y rota secretos
como parte de un plan de seguridad de prácticas recomendadas. El administrador de Snowflake o Studio
debe asegurarse de que la función de ejecución de Studio del científico de datos tenga permiso para
realizarGetSecretValueen el Secreto donde se almacenan las credenciales. Si ya está conectado a la
función de ejecución de Studio, elAmazonSageMakerFullAccesstendrá los permisos necesarios para
leer secretos creados por Data Wrangler y secretos creados siguiendo la convención de nomenclatura
y etiquetado en las instrucciones anteriores. Los secretos que no siguen las convenciones deberán
tener acceso por separado. Se recomienda utilizar el Secrets Manager para evitar que se compartan
credenciales a través de canales no seguros; sin embargo, tenga en cuenta que un usuario que haya
iniciado sesión puede recuperar la contraseña de texto sin formato iniciando un terminal o un bloc de notas
de Python en Studio y, a continuación, invocando llamadas API desde la API de Secrets Manager.

Cifrado de datos con KMS-CMK
Para los archivos almacenados en Amazon S3 que tienen el cifrado del lado del servidor habilitado y el tipo
de cifrado es SSE-KMS, el rol de usuario de SageMaker Studio deberá agregarse como usuario clave para
poder descifrar el archivo e importar en Data Wrangler.

A continuación se muestra una captura de pantalla que muestra un rol de usuario de Studio agregado
como usuario clave. ConsulteRoles de IAMpara acceder a Usuarios bajo el panel izquierdo para realizar
este cambio.

Configuración de Amazon S3 CMK para el almacenamiento de datos importados
de Data Wrangler

De forma predeterminada, Data Wrangler utiliza depósitos de Amazon S3 que tienen la siguiente
convención de nomenclatura: sagemaker-region-account number. Por ejemplo, si el número de
cuenta es111122223333y está utilizando Studio en us-east-1, sus conjuntos de datos importados se
almacenan con la siguiente convención de nomenclatura:sagemaker-us-east-1-111122223333.

A continuación encontrará instrucciones sobre cómo configurar un CMK gestionado personalizado para su
bucket predeterminado de Amazon S3.

1. Para habilitar el cifrado del lado del servidor y la configuración de CMK administrado personalizado para
el bucket S3 predeterminado, consulteUso del cifrado de KMS.

2. Después de seguir el paso 1, navegue hasta KMS en suAWS Management Console. Busque el CMK
que seleccionó en el paso 1 del paso anterior y agregue el rol Studio como usuario clave. Para ello, siga
el procedimiento indicado enPermite a los usuarios de claves utilizar la CMK.
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Notas de la versión
Data Wrangler se actualiza regularmente con nuevas características y correcciones de errores. Para
actualizar la versión de Data Wrangler que está utilizando en Studio, siga las instrucciones deActualizar
aplicaciones de Studio (p. 129).

Notas de la versión

15/7/2021

Nuevas funcionalidades:

• SnowflakeAhora es compatible. Puede usar Snowflake como fuente de datos en Data Wrangler.
• Se ha agregado compatibilidad para delimitador de campos personalizados en CSV. Ahora se admiten

comas, dos puntos, punto y coma, pipe (|) y Tab.
• Ahora puede exportar resultados directamente a Amazon S3.
• Se han añadido algunos nuevos analizadores multicolinealidad: Factores de inflación de varianza,

análisis de componentes principales y selección de elementos lazo.

Mejoras:

• Los gráficos de análisis ya no se pueden empaquetar con etiquetas superpuestas.

Correcciones de errores:

• El codificador One-hot maneja la cadena vacía con gracia.
• Se han corregido los bloqueos que se producían cuando un nombre de columna del marco de datos

contenía puntos.

26/4/2021

Mejoras:

• Se agregó soporte para trabajos de procesamiento distribuidos. Puede utilizar varias instancias al
ejecutar un trabajo de procesamiento.

• El trabajo de procesamiento de datos Wrangler ahora combina automáticamente pequeñas salidas
cuando el tamaño estimado del resultado es inferior a 1 gigabytes.

• Cuaderno de Feature Store: Rendimiento mejorado de la ingestión del almacén de características
• El trabajo de procesamiento de datos Wrangler ahora usa 1.x como etiqueta de contenedor autorizada

para futuras versiones.

Correcciones de errores:

• Se han corregido los problemas de representación del histograma facetado.
• Se ha corregido la exportación al Job de procesamiento para admitir columnas de tipo vectorial.
• Se ha corregido el operador «Extraer usando expresiones regulares» para devolver el primer grupo

capturado si existe uno o más en la expresión regular o expresión regular.

8/2/2/2021

Nuevas funcionalidades:

704

sagemaker/latest/dg/data-wrangler-import.html#data-wrangler-snowflake


Amazon SageMaker Developer Guide
Troubleshoot

Notas de la versión
• Data Wrangler Flows admite múltiples instancias.
• Se actualizó el Cuaderno de Job de Exportación a Data Wrangler para utilizar SageMaker SDK 2.20.0.
• Se ha actualizado Exportar a Pipeline Notebook para utilizar SageMaker SDK 2.20.0.
• Se actualizó Exportar a Pipeline Notebook para agregar el ejemplo de formación de XGBoost como

paso opcional

Mejoras:

• Para mejorar el rendimiento, ya no se admite la importación de archivos CSV que contienen varias
líneas en un solo campo.

Correcciones de errores:

• Se corrigió el problema de inferencia de tipo en el modelo Quick
• Se corrigió el error de la métrica de sesgo en los informes
• Se ha corregido la transformación de texto de Featurize para trabajar con columnas con valores

faltantes.
• Se ha corregido el histograma y la dispersión trazan visualizaciones integradas para trabajar con

conjuntos de datos que contienen columnas similares a matrices.
• La consulta Athena ahora se vuelve a ejecutar si el ID de ejecución de la consulta ha caducado.

Troubleshoot
Si surge un problema al utilizar Amazon SageMaker Data Wrangler, le recomendamos que realice lo
siguiente:

• Si se proporciona un mensaje de error, lea el mensaje y resuelva el problema del que informa si es
posible.

• Asegúrese de que el rol de IAM del usuario de Studio tiene los permisos necesarios para realizar la
acción. Referencia de deSeguridad y permisos (p. 696).

• Si el problema se produce cuando intenta importar desde otroAWS, como Amazon Redshift o Athena,
asegúrese de haber configurado los permisos y recursos necesarios para realizar la importación de
datos. Referencia de deImport (p. 631).

Como último recurso, puede intentar reiniciar el núcleo en el que se está ejecutando Data Wrangler.

1. Guarde y salga del archivo.flow para el que desea reiniciar el kernel.
2. Seleccione laEjecución de terminales y kernels, como se muestra en la siguiente imagen.
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3. Seleccione ladetieneA la derecha del archivo.flow para el que desea terminar el kernel, tal y como se
muestra en la siguiente imagen.
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4. Actualice el navegador.
5. Vuelva a abrir el archivo.flow en el que estaba trabajando.
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Procesar datos
Para analizar datos y evaluar modelos de aprendizaje automático en Amazon SageMaker, use Processing
de Amazon SageMaker. Con Processing, puede utilizar una experiencia simplificada y administrada
en SageMaker para ejecutar sus cargas de trabajo de procesamiento de datos, como ingeniería de
características, validación de datos, evaluación de modelos e interpretación de modelos. También puede
utilizar las API de procesamiento de Amazon SageMaker durante la fase de experimentación y después de
implementar el código en producción para evaluar el rendimiento.

El diagrama anterior muestra cómo Amazon SageMaker hace girar un trabajo de procesamiento. Amazon
SageMaker toma su script, copia sus datos de Amazon Simple Storage Service (Amazon S3) y, a
continuación, extrae un contenedor de procesamiento. La imagen del contenedor de procesamiento puede
ser una imagen integrada de Amazon SageMaker o una imagen personalizada que usted proporcione.
Amazon SageMaker gestiona totalmente la infraestructura subyacente para un trabajo de procesamiento.
Los recursos del clúster se aprovisionan durante la duración del trabajo y se limpian cuando se completa
un trabajo. El resultado del trabajo de procesamiento se almacena en el depósito de Amazon S3
especificado.

Note

Los datos tienen que estar almacenados en un bucket de Amazon S3.

Uso de Amazon SageMaker de muestra de
procesamiento

Proporcionamos dos blocs de notas Jupyter de ejemplo que muestran cómo realizar el preprocesamiento
de datos, la evaluación de modelos o ambas tareas.

Para ver un bloc de notas de ejemplo que muestra cómo ejecutar scripts scikit-learn para efectuar el
preprocesamiento de datos y el entrenamiento y la evaluación de modelos con SageMaker Python SDK
para Processing, consulteProcesamiento de scikit-learn. Este bloc de notas también muestra cómo usar su
propio contenedor personalizado para ejecutar cargas de trabajo de procesamiento con sus bibliotecas de
Python y otras dependencias específicas.

Para ver un bloc de notas de ejemplo que muestra cómo utilizar Amazon SageMaker Processing para
efectuar el preprocesamiento de datos distribuido con Spark, consulteProcesamiento distribuido (Spark).
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Este bloc de notas también muestra cómo entrenar un modelo de regresión usando XGBoost en el
conjunto de datos preprocesado.

Para obtener instrucciones acerca de cómo crear y obtener acceso a instancias de bloc de notas de
Jupyter que puede utilizar para ejecutar estos ejemplos en SageMaker, consulteUso de las instancias de
Amazon SageMaker (p. 131). Una vez que haya creado una instancia de bloc de notas y la haya abierto,
elija la pestañaEjemplos de SageMakerpara ver una lista de todas las muestras de SageMaker. Para abrir
un bloc de notas, elija su pestaña Use (Usar) y elija Create copy (Crear copia).

Monitorizar los trabajos de procesamiento de
Amazon SageMaker con registros y métricas de
CloudWatch

Amazon SageMaker Processing proporciona registros y métricas de Amazon CloudWatch para supervisar
los trabajos de procesamiento. El CloudWatch proporciona métricas de CPU, GPU, memoria, memoria
de GPU, discos y registro de eventos. Para obtener más información, consulte Monitorizar Amazon
SageMaker con Amazon CloudWatch (p. 2661) y Registrar eventos de Amazon SageMaker con Amazon
CloudWatch (p. 2673).

Procesamiento de datos con Apache Spark
Apache Spark es un motor de análisis unificado para el procesamiento de datos a gran escala. Amazon
SageMaker proporciona imágenes de Docker prediseñadas que incluyen Apache Spark y otras
dependencias necesarias para ejecutar trabajos de procesamiento de datos distribuidos. Con laSDK para
Python de Amazon SageMaker, puede aplicar fácilmente transformaciones de datos y extraer entidades
(ingeniería de características) utilizando el marco Spark. Para obtener información sobre el uso del SDK de
SageMaker Python para ejecutar los trabajos de procesamiento de Spark, consulteProcesamiento de datos
con Sparken laSDK para Python de Amazon SageMaker.

El repositorio de código que contiene el código fuente y los archivos Dockerfiles de las imágenes de Spark
está disponible enGitHub.

Ejecución de un Job de Procesamiento de Spark
Puede utilizar el sagemaker.spark.PySparkProcessoror
sagemaker.spark.SparkJarProcessorpara ejecutar su aplicación Spark dentro de un trabajo de
procesamiento. Tenga en cuenta que puede establecer MaxRuntimeInSeconds en un límite máximo de
tiempo de ejecución de 5 días. Con respecto al tiempo de ejecución y al número de instancias utilizadas,
las cargas de trabajo de chispa simples ven una relación casi lineal entre el número de instancias y el
tiempo hasta la finalización.

En el siguiente ejemplo de código se muestra cómo ejecutar un trabajo de procesamiento que invoque
script PySparkpreprocess.py.

from sagemaker.spark.processing import PySparkProcessor

spark_processor = PySparkProcessor(
    base_job_name="spark-preprocessor",
    framework_version="2.4",
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    role=role,
    instance_count=2,
    instance_type="ml.m5.xlarge",
    max_runtime_in_seconds=1200,
)

spark_processor.run(
    submit_app="preprocess.py",
    arguments=['s3_input_bucket', bucket,
               's3_input_key_prefix', input_prefix,
               's3_output_bucket', bucket,
               's3_output_key_prefix', output_prefix]
)

Para una mirada más detallada, consulte el Procesamiento de datos distribuido con Apache Spark y el
procesamiento de SageMakerEjemplo de bloc.

Si no utiliza elSDK para Python de Amazon SageMakerY una de sus clases de Processor para recuperar
las imágenes preconstruidas, puede recuperar estas imágenes usted mismo. Las imágenes de Docker
prediseñadas de SageMaker se almacenan en Amazon Elastic Container Registry (Amazon ECR). Para
obtener una lista completa de las imágenes de Docker preconstruidos disponibles, consulte elimágenes
disponiblesno válido.

Para obtener más información sobre el uso del SDK de SageMaker Python con contenedores de
procesamiento, consulteSDK para Python de Amazon SageMaker.

Procesamiento de datos con scikit-learn
Para ver un bloc de notas de ejemplo que muestra cómo ejecutar scripts scikit-learn utilizando una
imagen de Docker que proporciona y mantiene SageMaker para preprocesar datos y evaluar modelos,
consulteProcesamiento de scikit-learn. Para utilizar este bloc de notas, debe instalar el SDK de SageMaker
Python SDK for Processing.

Este bloc de notas ejecuta un trabajo de procesamiento conSKLearnProcessordel SDK de SageMaker
Python para ejecutar un script de scikit-learn que proporcione usted. El script preprocesa los datos, entrena
un modelo mediante un trabajo de entrenamiento de SageMaker y, a continuación, ejecuta un trabajo de
procesamiento para evaluar el modelo entrenado. El trabajo de procesamiento calcula cómo se espera que
será el rendimiento del modelo en producción.

Para obtener más información sobre el uso del SDK de SageMaker Python con contenedores de
procesamiento, consulte elSDK para Python de SageMaker.

En el siguiente ejemplo de código se muestra cómo utiliza el bloc de notasSKLearnProcessorPara
ejecutar su propio script scikit-learn utilizando una imagen de Docker que proporciona y mantiene
SageMaker, en lugar de su propia imagen de Docker.

from sagemaker.sklearn.processing import SKLearnProcessor
from sagemaker.processing import ProcessingInput, ProcessingOutput

sklearn_processor = SKLearnProcessor(framework_version='0.20.0',
                                     role=role,
                                     instance_type='ml.m5.xlarge',
                                     instance_count=1)

sklearn_processor.run(code='preprocessing.py',
                      inputs=[ProcessingInput(
                        source='s3://path/to/my/input-data.csv',
                        destination='/opt/ml/processing/input')],

710

https://sagemaker-examples.readthedocs.io/en/latest/sagemaker_processing/spark_distributed_data_processing/sagemaker-spark-processing.html
https://sagemaker.readthedocs.io/
https://github.com/aws/sagemaker-spark-container/blob/master/available_images.md
https://github.com/aws/sagemaker-spark-container/blob/master/available_images.md
https://sagemaker.readthedocs.io/en/stable/
https://github.com/awslabs/amazon-sagemaker-examples/tree/master/sagemaker_processing/scikit_learn_data_processing_and_model_evaluation
https://sagemaker.readthedocs.io/en/stable/


Amazon SageMaker Developer Guide
Utilice su propio código de procesamiento

                      outputs=[ProcessingOutput(source='/opt/ml/processing/output/train'),
                               ProcessingOutput(source='/opt/ml/processing/output/
validation'),
                               ProcessingOutput(source='/opt/ml/processing/output/test')]
                     )

Para procesar datos en paralelo con Scikit-Learn en Amazon SageMaker
Processing, puede fragmentar objetos de entrada mediante la clave S3
configurandos3_data_distribution_type='ShardedByS3Key'dentro de unProcessingInputde
modo que cada instancia reciba aproximadamente el mismo número de objetos de entrada.

Utilice su propio código de procesamiento
Puede instalar bibliotecas para ejecutar sus scripts en su propio contenedor de procesamiento o, en un
escenario más avanzado, puede crear su propio contenedor de procesamiento que satisfaga el contrato
para ejecutar en Amazon SageMaker. Para obtener una especificación formal que define el contrato
de un contenedor de procesamiento de Amazon SageMaker, consulteCrear su propio contenedor de
procesamiento (escenario avanzado) (p. 712).

Temas
• Ejecutar scripts con su propio contenedor de procesamiento (p. 711)
• Crear su propio contenedor de procesamiento (escenario avanzado) (p. 712)

Ejecutar scripts con su propio contenedor de
procesamiento
Puede usar scripts de scikit-learn para preprocesar datos y evaluar sus modelos. Para saber cómo ejecutar
scripts de scikit-learn para realizar estas tareas, consulte elProcesamiento de scikit-learncuaderno de
muestra. Este bloc de notas utiliza elScriptProcessordesde el SDK de Python de Amazon SageMaker
para Procesamiento.

En el siguiente ejemplo se muestra un flujo de trabajo general para utilizar unScriptProcessorclase con
su propio contenedor de procesamiento. El flujo de trabajo muestra cómo crear su propia imagen, crear su
contenedor y usar unScriptProcessorpara ejecutar una secuencia de comandos de preprocesamiento
de Python con el contenedor. El trabajo de procesamiento procesa los datos de entrada y guarda los datos
procesados enAmazon Simple Storage Service(Amazon S3).

Antes de usar los siguientes ejemplos, debe tener sus propios datos de entrada y una secuencia de
comandos de Python preparados para procesar sus datos. Para ver un ejemplo guiado y de extremo a
extremo de este proceso, consulte laProcesamiento de scikit-learncuaderno de muestra.

1. Cree un directorio de Docker y agregue el archivo Dockerfile utilizado para crear el contenedor de
procesamiento. Instale pandas y scikit-learn en él. También puede instalar sus propias dependencias
con un comando RUN similar.

mkdir docker

%%writefile docker/Dockerfile

FROM python:3.7-slim-buster

RUN pip3 install pandas==0.25.3 scikit-learn==0.21.3
ENV PYTHONUNBUFFERED=TRUE
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ENTRYPOINT ["python3"]

2. Cree el contenedor mediante el comando docker. Cree un repositorio de Amazon Elastic Container
Registry (Amazon ECR) y envíe la imagen a Amazon ECR.

import boto3

account_id = boto3.client('sts').get_caller_identity().get('Account')
region = boto3.Session().region_name
ecr_repository = 'sagemaker-processing-container'
tag = ':latest'
processing_repository_uri = '{}.dkr.ecr.{}.amazonaws.com/{}'.format(account_id, region,
 ecr_repository + tag)

# Create ECR repository and push docker image
!docker build -t $ecr_repository docker
!aws ecr get-login-password --region {region} | docker login --username AWS --password-
stdin {account_id}.dkr.ecr.{region}.amazonaws.com
!aws ecr create-repository --repository-name $ecr_repository
!docker tag {ecr_repository + tag} $processing_repository_uri
!docker push $processing_repository_uri

3. Configurar laScriptProcessordesde el SDK de SageMaker Python para ejecutar el script.
ReemplazarURI_de_imagencon el URI de la imagen que creó y reemplacerole_arncon el ARN para
unAWS Identity and Access Managementque tenga acceso al bucket de Amazon S3 de destino.

from sagemaker.processing import ScriptProcessor, ProcessingInput, ProcessingOutput

script_processor = ScriptProcessor(command=['python3'],
                image_uri='image_uri',
                role='role_arn',
                instance_count=1,
                instance_type='ml.m5.xlarge')

4. Ejecute el script. Reemplazarpreprocessing.pycon el nombre de su propia secuencia de comandos
de procesamiento de Python, y reemplaces3: //path/to/my/input-data.csvcon la ruta de
Amazon S3 a sus datos de entrada.

script_processor.run(code='preprocessing.py',
                     inputs=[ProcessingInput(
                        source='s3://path/to/my/input-data.csv',
                        destination='/opt/ml/processing/input')],
                     outputs=[ProcessingOutput(source='/opt/ml/processing/output/train'),
                               ProcessingOutput(source='/opt/ml/processing/output/
validation'),
                               ProcessingOutput(source='/opt/ml/processing/output/
test')])

Puede usar el mismo procedimiento con otra dependencia de biblioteca o de sistema. También puede
utilizar imágenes Docker existentes. Esto incluye imágenes que se ejecutan en otras plataformas,
comoKubernetes.

Crear su propio contenedor de procesamiento
(escenario avanzado)
Puede proporcionar a Amazon SageMaker Processing una imagen de Docker que tenga su propio
código y dependencias para ejecutar sus cargas de trabajo de procesamiento de datos, ingeniería de
características y evaluación de modelos.
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El siguiente ejemplo de un archiDockerfile crea un contenedor con las bibliotecas de Python scikit-learn y
pandas que puede ejecutar como un trabajo de procesamiento.

FROM python:3.7-slim-buster

# Install scikit-learn and pandas
RUN pip3 install pandas==0.25.3 scikit-learn==0.21.3

# Add a Python script and configure Docker to run it
ADD processing_script.py /
ENTRYPOINT ["python3", "/processing_script.py"]

Cree y envíe esta imagen de Docker a un repositorio de Amazon Elastic Container Registry (Amazon ECR)
y asegúrese de que su rol de SageMaker IAM puede extraer la imagen de Amazon ECR. A continuación,
puede ejecutar esta imagen en Amazon SageMaker Processing.

Cómo ejecuta el procesamiento de Amazon SageMaker su
imagen de contenedor de procesamiento
Processing de Amazon SageMaker ejecuta la imagen de contenedor de procesamiento forma similar al
siguiente comando, dondeAppSpecification.ImageUries el URI de imagen de Amazon ECR que
especifica en unCreateProcessingJob.

docker run [AppSpecification.ImageUri]

Este comando ejecuta el comando ENTRYPOINT configurado en la imagen de Docker.

También puede anular el comando entrypoint en la imagen o proporcionar
argumentos de línea de comandos al comando entrypoint utilizando los parámetros
AppSpecification.ContainerEntrypoint y AppSpecification.ContainerArgument en la
solicitud CreateProcessingJob. La especificación de estos parámetros configura Amazon SageMaker
Processing para ejecutar el contenedor de forma similar al que lo hace el siguiente comando.

 docker run --entry-point [AppSpecification.ContainerEntrypoint]
 [AppSpecification.ImageUri] [AppSpecification.ContainerArguments]

Por ejemplo, si especifica elContainerEntrypointser[python3, -v, /
processing_script.py]en suCreateProcessingJob request, yContainerArgumentsser[data-
format, csv], Amazon SageMaker Processing ejecuta el contenedor con el siguiente comando.

 python3 -v /processing_script.py data-format csv 

Al crear su contenedor de procesamiento, tenga en cuenta los siguientes detalles:

• El procesamiento de Amazon SageMaker decide si el trabajo se completa o se produce un error en
función del código de salida de la ejecución del comando. Un trabajo de procesamiento se completa si
todos los contenedores de procesamiento salen correctamente con un código de salida 0 y devuelve un
error si alguno de los contenedores sale con un código de salida distinto de cero.

• El procesamiento de Amazon SageMaker le permite anular el punto de entrada del contenedor de
procesamiento y establecer argumentos de línea de comandos al igual que puede hacer con la API de
Docker. Las imágenes de Docker también pueden configurar los argumentos de punto de entrada y
línea de comandos mediante las instrucciones ENTRYPOINT y CMD. La forma en que los parámetros
ContainerEntrypoint y ContainerArgument de CreateProcessingJob configuran el punto de
entrada y los argumentos de una imagen de Docker refleja cómo Docker anula el punto de entrada y los
argumentos a través de la API de Docker:
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• Si ningunoContainerEntrypointnorContainerArguments, Procesamiento utiliza el valor
predeterminadoENTRYPOINTo CMD en la imagen.

• SiContainerEntrypointse proporciona, pero noContainerArgumentsProcessing ejecuta la
imagen con el punto de entrada indicado, e ignora elENTRYPOINTy CMD en la imagen.

• SiContainerArgumentsse proporciona, pero noContainerEntrypoint, Procesando ejecuta la
imagen con el valor predeterminadoENTRYPOINTen la imagen y con los argumentos proporcionados.

• Si ambosContainerEntrypointyContainerArgumentsProcessing ejecuta la imagen con el punto
de entrada y los argumentos indicados, e ignora laENTRYPOINTy CMD en la imagen.

• Debe usar el formato exec de la instrucción ENTRYPOINT en su Dockerfile (ENTRYPOINT
["executable", "param1", "param2"]) en lugar del formato shell (ENTRYPOINT command
param1 param2). Esto permite que su contenedor de procesamiento recibaSIGINTySIGKILL, que
Processing utiliza para detener los trabajos de procesamiento con elStopProcessingJobAPI.

• /opt/mly todos sus subdirectorios están reservados por SageMaker. Cuando cree su imagen de
Docker de procesamiento, no coloque ningún dato requerido por su contenedor de procesamiento en
estos directorios.

• Si planea usar dispositivos GPU, asegúrese de que sus contenedores sean compatibles con nvidia-
docker. Incluya solo el kit de herramientas CUDA en los contenedores. No cree un paquete con
controladores de NVIDIA con la imagen. Para obtener más información sobre nvidia-docker, consulte
NVIDIA/nvidia-docker.

Cómo configura Processing Amazon SageMaker la entrada y la
salida del contenedor de procesamiento
Cuando crea un trabajo de procesamiento mediante la operación CreateProcessingJob, puede
especificar varios valores ProcessingInput y ProcessingOutput.

Utilice elProcessingInputPara especificar un URI de Amazon Simple Storage Service (Amazon S3)
desde el que descargar datos y una ruta de acceso en el contenedor de procesamiento donde descargar
los datos. LaProcessingOutputconfigura una ruta de acceso en su contenedor de procesamiento
desde la que cargar datos y donde cargar esos datos en Amazon S3. Para ProcessingInput y
ProcessingOutput, la ruta de acceso en el contenedor de procesamiento debe empezar por /opt/ml/
processing/ .

Por ejemplo, podría crear un trabajo de procesamiento con un parámetro ProcessingInput que
descargue datos desde s3://your-data-bucket/path/to/input/csv/data en /opt/ml/
processing/csv en el contenedor de procesamiento y un parámetro ProcessingOutput que cargue
datos desde /opt/ml/processing/processed_csv en s3://your-data-bucket/path/to/
output/csv/data. Su trabajo de procesamiento leería los datos de entrada y escribiría los datos de
salida en /opt/ml/processing/processed_csv. A continuación, carga los datos escritos en esta ruta
a la ubicación de salida de Amazon S3 especificada.

Important

Los enlaces simbólicos (enlaces simbólicos) no se pueden utilizar para cargar datos de salida a
Amazon S3. Los enlaces simbólicos no se siguen al cargar datos de salida.

Cómo proporciona registros y métricas el procesamiento de
Amazon SageMaker para su contenedor de procesamiento
Cuando su contenedor de procesamiento escribe enstdoutorstderrAmazon SageMaker Processing
guarda la salida de cada contenedor de procesamiento y la coloca en registros de Amazon CloudWatch.
Para obtener más información acerca del registro, consulte Registrar eventos de Amazon SageMaker con
Amazon CloudWatch (p. 2673).
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Processing de Amazon SageMaker también proporciona métricas de CloudWatch para cada instancia que
ejecuta el contenedor de procesamiento. Para obtener más información acerca de las métricas, consulte
Monitorizar Amazon SageMaker con Amazon CloudWatch (p. 2661).

Cómo configura el procesamiento de Amazon SageMaker su
contenedor de procesamiento
Processing de Amazon SageMaker proporciona información de configuración al contenedor
de procesamiento a través de variables de entorno y dos archivos JSON:/opt/ml/config/
processingjobconfig.jsony/opt/ml/config/resourceconfig.json— en ubicaciones
predefinidas en el contenedor.

Cuando se inicia un trabajo de procesamiento, utiliza las variables de entorno que ha especificado con
el mapeo de Environment en la solicitud CreateProcessingJob. El archivo /opt/ml/config/
processingjobconfig.json contiene información sobre los nombres de host de los contenedores de
procesamiento, y también se especifica en la solicitud CreateProcessingJob.

En el ejemplo siguiente se muestra el formato del archivo /opt/ml/config/
processingjobconfig.json.

{
    "ProcessingJobArn": "<processing_job_arn>",
    "ProcessingJobName": "<processing_job_name>",
    "AppSpecification": {
        "ImageUri": "<image_uri>",
        "ContainerEntrypoint": null,
        "ContainerArguments": null
    },
    "Environment": {
        "KEY": "VALUE"
    },
    "ProcessingInputs": [
        {
            "InputName": "input-1",
            "S3Input": {
                "LocalPath": "/opt/ml/processing/input/dataset",
                "S3Uri": "<s3_uri>",
                "S3DataDistributionType": "FullyReplicated",
                "S3DataType": "S3Prefix",
                "S3InputMode": "File",
                "S3CompressionType": "None",
                "S3DownloadMode": "StartOfJob"
            }
        }
    ],
    "ProcessingOutputConfig": {
        "Outputs": [
            {
                "OutputName": "output-1",
                "S3Output": {
                    "LocalPath": "/opt/ml/processing/output/dataset",
                    "S3Uri": "<s3_uri>",
                    "S3UploadMode": "EndOfJob"
                }
            }
        ],
        "KmsKeyId": null
    },
    "ProcessingResources": {
        "ClusterConfig": {
            "InstanceCount": 1,
            "InstanceType": "ml.m5.xlarge",
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            "VolumeSizeInGB": 30,
            "VolumeKmsKeyId": null
        }
    },
    "RoleArn": "<IAM role>",
    "StoppingCondition": {
        "MaxRuntimeInSeconds": 86400
    }
}

El archivo /opt/ml/config/resourceconfig.json contiene información sobre los nombres de
host de los contenedores de procesamiento. Utilice el siguientehostnameal crear o ejecutar código de
procesamiento distribuido.

{
  "current_host": "algo-1",
  "hosts": ["algo-1","algo-2","algo-3"]
}

No utilice la información sobre los nombres de host que se incluye en /etc/hostname o /etc/hosts
porque podría ser inexacta.

Es posible que la información del nombre de host no esté disponible inmediatamente para el contenedor
de procesamiento. Recomendamos agregar una política de reintentos en las operaciones de resolución de
nombres de host a medida que los nodos estén disponibles en el clúster.

Guardar y acceder a la información de metadatos sobre su
trabajo de procesamiento
Para guardar metadatos del contenedor de procesamiento después de salir de él, los contenedores
pueden escribir texto codificado en UTF-8 en el archivo /opt/ml/output/message. Después de que
el trabajo de procesamiento cambie a un estado de terminal ("Completed", "Stopped" o "Failed"), el
campo "ExitMessage" en DescribeProcessingJob contiene el primer 1 KB de este archivo. Obtenga
acceso a esa parte inicial del archivo con una llamada a DescribeProcessingJob, que la devuelve a
través del parámetro ExitMessage. Para trabajos de procesamiento con error, puede utilizar este campo
para ofrecer información de por qué el contenedor de procesamiento generó un error.

Important

No escriba datos confidenciales en el archivo /opt/ml/output/message.

Si los datos de este archivo no están codificados en UTF-8, se produce un error en el trabajo y devuelve
ClientError. Si varios contenedores finalizan con ExitMessage, el contenido ExitMessage de cada
contenedor de procesamiento se concatena y, a continuación, se trunca a 1 KB.

Ejecutar el contenedor de procesamiento utilizando el SDK de
SageMaker Python SDK
Puede utilizar el SDK de SageMaker Python para ejecutar su propia imagen de procesamiento mediante
elProcessorClase. El siguiente ejemplo muestra cómo ejecutar su propio contenedor de procesamiento
con una entrada de Amazon Simple Storage Service (Amazon S3) y una salida a Amazon S3.

from sagemaker.processing import Processor, ProcessingInput, ProcessingOutput

processor = Processor(image_uri='<your_ecr_image_uri>',
                     role=role,
                     instance_count=1,
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                     instance_type="ml.m5.xlarge")

processor.run(inputs=[ProcessingInput(
                        source='<s3_uri or local path>',
                        destination='/opt/ml/processing/input_data')],
                    outputs=[ProcessingOutput(
                        source='/opt/ml/processing/processed_data',
                        destination='<s3_uri>')],
                    ))

En lugar de crear el código de procesamiento en la imagen de procesamiento, puede proporcionar
un ScriptProcessor con su imagen y el comando que desea ejecutar, junto con el código que
desea ejecutar dentro de ese contenedor. Para ver un ejemplo, consulte Ejecutar scripts con su propio
contenedor de procesamiento (p. 711).

También puede utilizar la imagen scikit-learn que Amazon SageMaker Processing proporciona
medianteSKLearnProcessorpara ejecutar scripts scikit-learn. Para ver un ejemplo, consulte
Procesamiento de datos con scikit-learn (p. 710).
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El proceso de desarrollo de aprendizaje automático (ML) a menudo comienza con la extracción de señales
de datos también conocidas comoCaracterísticas dedesde los datos hasta los modelos ML de tren.
Amazon SageMaker Feature Store facilita a los científicos de datos, a los ingenieros de aprendizaje
automático y a los médicos generales la creación, el uso compartido y la gestión de funciones para el
desarrollo de aprendizaje automático (ML). El Almacén de características acelera este proceso al reducir el
procesamiento repetitivo de datos y el trabajo de conservación necesario para convertir datos sin procesar
en características para entrenar un algoritmo ML.

Además, la lógica de procesamiento de los datos se crea una sola vez, y las características generadas
se utilizan tanto para el entrenamiento como para la inferencia, lo que reduce el sesgo del servicio de
formación. El Almacén de entidades es un almacén centralizado para entidades y metadatos asociados, de
modo que las características se puedan descubrir y reutilizar fácilmente. Puede crear una tienda online o
sin conexión. La tienda en línea se utiliza para casos de uso de inferencia en tiempo real de baja latencia, y
la tienda fuera de línea se utiliza para la formación y la inferencia por lotes.  

El siguiente diagrama muestra cómo puede utilizar Amazon SageMaker Feature Store como parte de su
canalización de aprendizaje automático. Primero, lee en sus datos brutos y los procesa. Puede ingerir
datos mediante streaming a la tienda online y offline, o en lotes directamente a la tienda sin conexión.
Primero crea unFeatureGroupy configurarlo en una tienda online o sin conexión, o en ambas. A
continuación, puede ingerir datos en suFeatureGroupy guárdelo en tu tienda. AFeatureGroupes un
grupo de entidades que se define a través de un esquema en el Almacén de entidades para describir un
registro.

La tienda en línea está diseñada principalmente para admitir predicciones en tiempo real que necesitan
lecturas de baja latencia de milisegundos y escrituras de alto rendimiento. La tienda fuera de línea está
diseñada principalmente para predicciones por lotes y capacitación de modelos. El almacén sin conexión
es un almacén de datos anexados y se puede utilizar para almacenar y acceder a datos de entidades
históricos. La tienda sin conexión puede ayudarle a almacenar y servir características para la exploración
y la formación de modelos. La tienda en línea sólo conserva los datos de las funciones más recientes. Las
definiciones de grupos de elementos son inmutables después de crearlas.
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Cómo funciona el almacén de entidades
En el Almacén de entidades, las entidades se almacenan en una colección denominadaGrupo de
características. Puede visualizar un grupo de entidades como una tabla en la que cada columna es una
entidad, con un identificador único para cada fila. En principio, un grupo de entidades se compone de
entidades y valores específicos de cada entidad. ARecordes una colección de valores para entidades
que corresponden a unRecordIdentifier. En conjunto, unFeatureGroupes un grupo de entidades
definidas en suFeatureStorepara describir unRecord. 

Puede utilizar el almacén de elementos en los siguientes modos: 

• Online— En el modo en línea, las características se leen con lecturas de baja latencia (milisegundos)
y se utilizan para predicciones de alto rendimiento. Este modo requiere que un grupo de entidades se
almacene en una tienda en línea. 

• Sin conexión— En el modo sin conexión, grandes flujos de datos se envían a un almacén sin conexión,
que se puede utilizar para la formación y la inferencia por lotes. Este modo requiere que un grupo de
entidades se almacene en un almacén sin conexión. La tienda sin conexión utiliza su depósito de S3
para el almacenamiento y también puede obtener datos mediante consultas de Athena. 

• En línea y sin conexión— Esto incluye los modos online y offline.

Puede ingerir datos en grupos de entidades en el Almacén de entidades de dos maneras: en streaming o
en lotes. Cuando se ingieren datos a través de streaming, se envía una colección de registros al Almacén
de características llamando a unPutRecordLlamada a la API. Esta API le permite mantener los valores
de entidad más recientes en el Almacén de entidades y enviar nuevos valores de entidad en cuanto se
detecte una actualización.

Alternativamente, el Almacén de entidades puede procesar e ingerir datos en lotes. Puede crear funciones
mediante Amazon SageMaker Data Wrangler, crear grupos de características en Feature Store e ingerir
funciones en lotes mediante un trabajo de procesamiento de SageMaker con un bloc de notas exportado
desde Data Wrangler. Este modo permite la ingestión por lotes en la tienda sin conexión. También
admite la ingestión en la tienda en línea si el grupo de entidades está configurado para uso en línea y sin
conexión. 

Creación de grupos de características
Para ingerir elementos en el almacén de elementos, primero debe definir el grupo de elementos y las
definiciones de elementos (nombre de elemento y tipo de datos) para todas las entidades que pertenecen
al grupo de elementos. Después de crearlos, los grupos de elementos son inmutables. Los nombres de los
grupos de entidades son únicos dentro de unAWSRegión yAWSaccount. Al crear un grupo de entidades,
también puede crear los metadatos para el grupo de entidades, como una breve descripción, configuración
de almacenamiento, características para identificar cada registro y la hora del evento, así como etiquetas
para almacenar información como el autor, el origen de datos, la versión y mucho más.

Important

FeatureGroupnombres o metadatos asociados, como la descripción o las etiquetas, no deben
contener información personal identificable (PII) o información confidencial.

Buscar, descubrir y compartir funciones
Después de crear un grupo de entidades en el Almacén de entidades, otros usuarios autorizados del
almacén de entidades pueden compartirlo y descubrirlo. Los usuarios pueden examinar una lista de todos
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almacenadas en la tienda en línea 

los grupos de entidades en el Almacén de entidades o descubrir grupos de entidades existentes mediante
la búsqueda por nombre de grupo de entidades, descripción, nombre del identificador de registro, fecha de
creación y etiquetas. 

Inferencia en tiempo real para las funciones
almacenadas en la tienda en línea 

Con Feature Store, puede enriquecer sus funciones almacenadas en la tienda en línea en tiempo real con
datos de una fuente de transmisión (datos de flujo limpios de otra aplicación) y servir las características
con baja latencia de milisegundos para una inferencia en tiempo real. 

También puede realizar uniones en diferentesFeatureGroupsPara la inferencia en tiempo real
consultando dosFeatureGroupsEn la aplicación cliente. 

Tienda sin conexión para formación de modelos e
inferencia Batch

Características Store proporciona almacenamiento sin conexión de los valores de características de su
bucket S3. Sus datos se almacenan en su bucket S3 utilizando un esquema de prefijos basado en el
tiempo de evento. El almacén sin conexión es un almacén de datos anexados, lo que permite al Almacén
de entidades mantener un registro histórico de todos los valores de entidad. Los datos se almacenan en el
almacén sin conexión en formato Parquet para optimizar el almacenamiento y el acceso a consultas.

Puede consultar, explorar y visualizar funciones mediante Data Wrangler de Amazon SageMaker Studio.
  El Almacén de características admite la combinación de datos para producir, entrenar, validar y probar
conjuntos de datos, y le permite extraer datos en diferentes momentos en el tiempo.

Ingesta de datos de características
Se pueden crear canalizaciones de generación de entidades para procesar lotes grandes (1 millón de
filas de datos o más) o lotes pequeños, y para escribir datos de entidades en la tienda sin conexión o
en línea. Las fuentes de transmisión, como Amazon Managed Streaming for Apache Kafka o Amazon
Kinesis, también se pueden utilizar como fuentes de datos de las que se extraen las funciones y se envían
directamente a la tienda en línea para obtener formación, inferencia o creación de funciones. 

Puede enviar registros al Almacén de entidades llamando al método sincrónicoPutRecordLlamada a la
API. Dado que esta es una llamada a API sincrónica, permite que pequeños lotes de actualizaciones se
envíen en una sola llamada a la API. Esto le permite mantener una alta frescura de los valores de entidad y
publicar valores tan pronto como se detecta una actualización. Estas también se denominanCaracterísticas
de transmisión de. 

Cuando se ingieren y actualizan datos de entidad, el Almacén de entidades almacena los datos históricos
de todas las entidades del almacén sin conexión. Para la ingesta por lotes, puede extraer valores de
entidad de su bucket S3 o usar Athena para realizar consultas. También puede usar Data Wrangler para
procesar y diseñar nuevas funciones que luego se pueden exportar a un bucket S3 elegido para acceder a
Feature Store. Para la ingestión por lotes, puede configurar un trabajo de procesamiento para que ingiera
por lotes los datos en el Almacén de entidades, o puede extraer valores de entidad de su depósito de S3
mediante Athena. 
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Introducción a Amazon SageMaker Feature Store
Para empezar a utilizar Amazon SageMaker feature store, revise los conceptos básicos, aprenda a ingerir
datos para su almacén de características y, a continuación, recorra un ejemplo de Feature Store. En
las secciones siguientes se explica cómo crear grupos de entidades, ingerir datos en los grupos y cómo
administrar la seguridad del almacén de entidades. 

Temas
• Conceptos del almacén de características (p. 721)
• Creación de grupos de características (p. 722)
• Agregar políticas necesarias a su rol de IAM (p. 733)
• Utilizar la Tienda de funciones de Amazon SageMaker con Amazon SageMaker Studio (p. 738)

Conceptos del almacén de características
La siguiente lista de términos es clave para comprender las capacidades de la Tienda de funciones de
Amazon SageMaker: 

• Almacén de características: sirve como la única fuente de verdad para almacenar, recuperar, eliminar,
rastrear, compartir, descubrir y controlar el acceso a las funciones.

• Característica— Una propiedad o característica medible que encapsula un fenómeno observado. En la
API de la Tienda de características de Amazon SageMaker, una función es un atributo de un registro.
Puede definir un nombre y un tipo para cada entidad almacenada en el Almacén de elementos. Nombre
identifica de forma exclusiva una entidad dentro de un grupo de elementos. Tipo identifica el tipo de
datos para los valores de la entidad. Los tipos de datos admitidos son: Cuerda, Integral y Fraccional. 

• Grupo de elementos— AFeatureGroupes el recurso principal de la Tienda de funciones que contiene
los metadatos de todos los datos almacenados en la Tienda de funciones de Amazon SageMaker. Un
grupo de entidades es una agrupación lógica de entidades, definida en el feature store, para describir
registros. La definición de un grupo de entidades se compone de una lista de definiciones de elemento,
un nombre de identificador de registro y configuraciones para su almacén en línea y sin conexión. 

• Definición de característica— AFeatureDefinitionconsiste en un nombre y uno de los siguientes
tipos de datos: integral, cadena o fraccionaria. AFeatureGroupcontiene una lista de definiciones de
elemento. 

• Nombre del identificador de registro— Cada grupo de entidades se define con un nombre de
identificador de registro. El nombre del identificador de registro debe hacer referencia a uno de los
nombres de una entidad definida en las definiciones de elementos del grupo de elementos.

• Grabación— ARecordes una colección de valores para entidades para un único valor de identificador
de registro. Una combinación de nombre de identificador de registro y una marca de tiempo identifica de
forma exclusiva un registro dentro de un grupo de entidades. 

• Hora del eventoUn punto en el tiempo cuando se produce un nuevo evento que corresponde a la
creación o actualización de un registro en un grupo de entidades. Todos los registros en el grupo de
entidades deben tener unEventtime. Puede utilizarse para realizar un seguimiento de los cambios
realizados en un registro a lo largo del tiempo. La tienda en línea contiene el registro correspondiente
a la últimaEventtimepara un nombre de identificador de registro, mientras que el almacén sin
conexión contiene todos los registros históricos. Los valores de tiempo de evento deben ser una cadena
ISO-8601 en el formato. Se admiten los siguientes formatosyyyy-MM-dd'T'HH:mm:ssZyyyyy-
MM-dd'T'HH:mm:ss.SSSZwhereyyyy,MM, yddrepresentan el año, el mes y el día respectivamente
yHH,mm,ss, y si procede,SSSrepresentan la hora, el mes, el segundo y los milisegundos de forma
respsectiva.TyZson constantes.
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• Tienda online: la caché de baja latencia y alta disponibilidad para un grupo de entidades que
permite la búsqueda en tiempo real de registros. La tienda en línea permite un acceso rápido al
valor más reciente para unRecordA través de laGetRecordAPI. Un grupo de entidades contiene
unOnlineStoreConfigControlar dónde se almacenan los datos.

• Tienda sin conexión— elOfflineStoreAlmacene los datos históricos en su bucket de S3. Se usa
cuando no se necesitan lecturas de latencia baja (sub-segundo). Por ejemplo, cuando desea almacenar
y servir funciones para exploración, formación de modelos e inferencia por lotes. Un grupo de entidades
contiene unOfflineStoreConfigControlar dónde se almacenan los datos.

• Incorporación— El acto de rellenar grupos de elementos en el feature store.

Creación de grupos de características
AFeatureGroupes el recurso principal de la Tienda de funciones que contiene los metadatos de todos
los datos almacenados en la Tienda de funciones de Amazon SageMaker. Un grupo de entidades es una
agrupación lógica de entidades, definida en el feature store, para describir registros. La definición de un
grupo de entidades se compone de una lista de definiciones de elemento, un nombre de identificador de
registro y configuraciones para su almacén en línea y sin conexión. El código de ejemplo de este tema
utiliza el SDK de Python de SageMaker. Las API subyacentes están disponibles para desarrolladores que
utilizan otros idiomas.

Antes de usar un feature store, normalmente carga el conjunto de datos, ejecuta transformaciones y
configura las entidades para la ingestión. Este proceso tiene muchas variaciones y depende en gran
medida de sus datos. El código de ejemplo de los temas siguientes hace referencia a laIntroducción a la
tienda de características,Detección de fraudes con Amazon SageMaker FeatuRestore, respectivamente.
Le recomendamos que ejecute este bloc de notas en Amazon SageMaker Studio porque el código de esta
guía es conceptual y no funciona completamente si se copia.

El Almacene de características admite los tipos de datos siguientes: String,FractionalEl valor
en coma flotante de 64 bits de IEEE) yIntegral(Int64 - 64 bits con signo de valor integral). El tipo
predeterminado está establecido enString. Esto significa que, si una columna en su conjunto de datos no
es unfloatorlong, el valor predeterminado esStringen el feature store.

Puede utilizar un esquema para describir las columnas y los tipos de datos de los datos. Pasar este
esquema aFeatureDefinitions, un parámetro obligatorio para unFeatureGroup. Puede usar
el SDK de Python de SageMaker, que tiene detección automática de tipos de datos cuando usa
elload_feature_definitionsfunción. 

El comportamiento predeterminado cuando se agrega un nuevo registro de entidad con un identificador
de registro ya existente es el siguiente. En el almacén sin conexión, se agregará el nuevo registro. En la
tienda en línea, si la hora del evento del nuevo registro es menor que el tiempo de evento existente que no
sucederá nada, sin embargo, si el tiempo del evento del nuevo registro es mayor o igual que el tiempo de
evento existente, el registro se escribirá sobre.

Introducción a la tienda de características
El código de ejemplo de este tema hace referencia a laIntroducción a Amazon SageMakercuaderno de
ejemplo. Se recomienda ejecutar este bloc de notas en Amazon SageMaker Studio porque el código de
esta guía es conceptual y no funciona completamente si se copia.

Paso 1: Configuración

Para empezar a usar Feature Store, cree sesiones de SageMaker, boto3 y un Feature Store. A
continuación, configure el bucket de S3 que desee utilizar para sus funciones. Esta es tu tienda sin
conexión. El código siguiente utiliza el depósito predeterminado de SageMaker y le agrega un prefijo
personalizado.
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Note

El rol que utilice debe tener asociadas las siguientes políticas
administradas:AmazonS3FullAccessyAmazonSageMakerFeatureStoreAccess.

# SageMaker Python SDK version 2.x is required
import sagemaker
import sys

import boto3
import pandas as pd
import numpy as np
import io
from sagemaker.session import Session
from sagemaker import get_execution_role

prefix = 'sagemaker-featurestore-introduction'
role = get_execution_role()

sagemaker_session = sagemaker.Session()
region = sagemaker_session.boto_region_name
s3_bucket_name = sagemaker_session.default_bucket()

Paso 2: Inspeccionar los datos

En este ejemplo de cuaderno, ingerimos datos sintéticos delRepositorio Githubque aloja el cuaderno
completo.

customer_data = pd.read_csv("data/feature_store_introduction_customer.csv")
orders_data = pd.read_csv("data/feature_store_introduction_orders.csv")

print(customer_data.head())
print(orders_data.head())

El siguiente diagrama ilustra los pasos que pasan los datos antes de que se ingieran en el almacén de
elementos. En este cuaderno, ilustramos el caso de uso en el que tiene datos de varias fuentes y desea
almacenarlos de forma independiente en un feature store. Nuestro ejemplo considera los datos de un
almacén de datos (datos del cliente) y los datos de un servicio de transmisión en tiempo real (datos de
pedidos).
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Paso 3: Creación de grupos de características
Primero empezamos creando nombres de grupos de entidades para customer_data y orders_data.
Después de esto, creamos dos grupos de características, uno paracustomer_datay otro
paraorders_data.

import time
from time import strftime, gmtime
customers_feature_group_name = 'customers-feature-group-' + strftime('%d-%H-%M-%S',
 gmtime())
orders_feature_group_name = 'orders-feature-group-' + strftime('%d-%H-%M-%S', gmtime())

current_time_sec = int(round(time.time()))
record_identifier_feature_name = "customer_id"

AñadirEventTimea su marco de datos. Este parámetro es obligatorio y marca de tiempo cada punto de
datos.

customer_data["EventTime"] = pd.Series([current_time_sec]*len(customer_data),
 dtype="float64")
orders_data["EventTime"] = pd.Series([current_time_sec]*len(orders_data), dtype="float64")

Cargue definiciones de elementos en el grupo de elementos.

customers_feature_group.load_feature_definitions(data_frame=customer_data)
orders_feature_group.load_feature_definitions(data_frame=orders_data)

A continuación llamamos a crear para crear dos grupos de
características,customers_feature_groupyorders_feature_grouprespectivamente.

customers_feature_group.create(
    s3_uri=f"s3://{s3_bucket_name}/{prefix}",
    record_identifier_name=record_identifier_feature_name,
    event_time_feature_name="EventTime",
    role_arn=role,
    enable_online_store=True
)

orders_feature_group.create(
    s3_uri=f"s3://{s3_bucket_name}/{prefix}",
    record_identifier_name=record_identifier_feature_name,
    event_time_feature_name="EventTime",
    role_arn=role,
    enable_online_store=True
)

Para confirmar que tu FeatureGroup ha sido creado,
utilizamosDescribeFeatureGroupyListFeatureGroupsAPI para mostrar el grupo de entidades
creado.

customers_feature_group.describe()

orders_feature_group.describe()

sagemaker_session.boto_session.client('sagemaker',
 region_name=region).list_feature_groups() # We use the boto client to list FeatureGroups
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Paso 4: Ingresar datos en un grupo de características

Después de crear los FeatureGroups, podemos poner datos en el FeatureGroups. Si está utilizando
el SDK de Python de SageMaker, utilice elingestLlamada a la API. Si está utilizando boto3, utilice
el comandoPutRecordAPI. Tardará menos de 1 minuto en ingerir los datos de estos grupos de
características. En este ejemplo se utiliza el SDK de Python de SageMaker y, por lo tanto, se utiliza
elingestLlamada a la API.

def check_feature_group_status(feature_group):
    status = feature_group.describe().get("FeatureGroupStatus")
    while status == "Creating":
        print("Waiting for Feature Group to be Created")
        time.sleep(5)
        status = feature_group.describe().get("FeatureGroupStatus")
    print(f"FeatureGroup {feature_group.name} successfully created.")

check_feature_group_status(customers_feature_group)
check_feature_group_status(orders_feature_group)

customers_feature_group.ingest(
    data_frame=customer_data, max_workers=3, wait=True
)

orders_feature_group.ingest(
    data_frame=orders_data, max_workers=3, wait=True
)

Usando una identificación de registro de cliente arbirary, 573291 usamosget_recordPara comprobar que
los datos se han ingerido en el grupo de entidades.

customer_id = 573291
sample_record = sagemaker_session.boto_session.client('sagemaker-featurestore-runtime',
 region_name=region).get_record(FeatureGroupName=customers_feature_group_name,
 RecordIdentifierValueAsString=str(customer_id))

print(sample_record)

A continuación se muestra cómo utilizar labatch_get_recordpara obtener un lote de registros.

all_records = sagemaker_session.boto_session.client(
    "sagemaker-featurestore-runtime", region_name=region
).batch_get_record(
    Identifiers=[
        {
            "FeatureGroupName": customers_feature_group_name,
            "RecordIdentifiersValueAsString": ["573291", "109382", "828400", "124013"],
        },
        {
            "FeatureGroupName": orders_feature_group_name,
            "RecordIdentifiersValueAsString": ["573291", "109382", "828400", "124013"],
        },
    ]
)

print(all_records)
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Paso 5: Eliminar recursos

Aquí eliminamos los grupos de características que hemos creado.

customers_feature_group.delete()
orders_feature_group.delete()

Paso 6: Pasos siguientes

En este cuaderno de ejemplo, aprendió a comenzar rápidamente con el Almacén de características, crear
grupos de entidades e ingerir datos en ellos.

Para obtener un ejemplo avanzado sobre cómo usar el Almacén de características para un caso de
detección de fraude, consulteDetección de fraudes con almacén de funciones.

Paso 7: Nota de los programadores

En este cuaderno utilizamos una variedad de diferentes llamadas API. La mayoría de ellos son accesibles
a través del SDK de Python, sin embargo, algunos solo existen dentro de boto3. Puede invocar las
llamadas a la API de Python SDK directamente en sus objetos de Feature Store, mientras que para
invocar llamadas API que existen dentro de boto3, primero debe acceder a un cliente boto a través de sus
sesiones boto y sagemaker: por ejemplo,sagemaker_session.boto_session.client().

A continuación, enumeramos las llamadas API utilizadas en este bloc de notas que existen dentro del SDK
de Python y las que existen en boto3 para su referencia.

Llamadas a la API de Python SDK

describe()
ingest()
delete()
create()
load_feature_definitions()

Llamadas a la API de Boto3

list_feature_groups()
get_record()

Detección de fraudes con almacén de funciones
Paso 1: Configurar almacén de características

Para empezar a utilizar el Almacén de características, cree una sesión de SageMaker, una sesión boto3
y una sesión de Almacén de características. Además, configure el bucket de S3 que desee utilizar para
sus funciones. Esta es tu tienda sin conexión. El código siguiente utiliza el depósito predeterminado de
SageMaker y le agrega un prefijo personalizado.

Note

El rol que utilice debe tener asociadas las siguientes políticas
administradas:AmazonSageMakerFullAccessyAmazonSageMakerFeatureStoreAccess.

import boto3
import sagemaker
from sagemaker.session import Session
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sagemaker_session = sagemaker.Session()
region = sagemaker_session.boto_region_name
boto_session = boto3.Session(region_name=region)
role = sagemaker.get_execution_role()
default_bucket = sagemaker_session.default_bucket()
prefix = 'sagemaker-featurestore'
offline_feature_store_bucket = 's3://{}/{}'.format(default_bucket, prefix)

sagemaker_client = boto_session.client(service_name='sagemaker', region_name=region)
featurestore_runtime = boto_session.client(service_name='sagemaker-featurestore-runtime',
 region_name=region)

feature_store_session = Session(
    boto_session=boto_session,
    sagemaker_client=sagemaker_client,
    sagemaker_featurestore_runtime_client=featurestore_runtime
)

Paso 2: Cargar datasets y datos de partición en grupos de entidades
Cargue sus datos en marcos de datos para cada una de sus funciones. Estos marcos de datos se utilizan
después de configurar el grupo de elementos. En el ejemplo de detección de fraude, puede ver estos
pasos en el siguiente código.

import numpy as np
import pandas as pd
import matplotlib.pyplot as plt
import io

fraud_detection_bucket_name = 'sagemaker-featurestore-fraud-detection'
identity_file_key = 'sampled_identity.csv'
transaction_file_key = 'sampled_transactions.csv'

identity_data_object = s3_client.get_object(Bucket=fraud_detection_bucket_name,
 Key=identity_file_key)
transaction_data_object = s3_client.get_object(Bucket=fraud_detection_bucket_name,
 Key=transaction_file_key)

identity_data = pd.read_csv(io.BytesIO(identity_data_object['Body'].read()))
transaction_data = pd.read_csv(io.BytesIO(transaction_data_object['Body'].read()))

identity_data = identity_data.round(5)
transaction_data = transaction_data.round(5)

identity_data = identity_data.fillna(0)
transaction_data = transaction_data.fillna(0)

# Feature transformations for this dataset are applied before ingestion into FeatureStore.
# One hot encode card4, card6
encoded_card_bank = pd.get_dummies(transaction_data['card4'], prefix = 'card_bank')
encoded_card_type = pd.get_dummies(transaction_data['card6'], prefix = 'card_type')

transformed_transaction_data = pd.concat([transaction_data, encoded_card_type,
 encoded_card_bank], axis=1)
transformed_transaction_data =
 transformed_transaction_data.rename(columns={"card_bank_american express":
 "card_bank_american_express"})

Paso 3: Configurar grupos de elementos
Cuando configure los grupos de entidades, debe personalizar los nombres de las entidades con un nombre
único y configurar cada grupo de entidades con elFeatureGroupClase. 
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from sagemaker.feature_store.feature_group import FeatureGroup
feature_group_name = "some string for a name"
feature_group = FeatureGroup(name=feature_group_name,
 sagemaker_session=feature_store_session)

Por ejemplo, en el ejemplo de detección de fraude, los dos grupos de características
sonidentityytransaction. En el siguiente código puede ver cómo se personalizan los nombres con
una marca de tiempo, y luego cada grupo se configura pasando el nombre y la sesión.

import time
from time import gmtime, strftime, sleep
from sagemaker.feature_store.feature_group import FeatureGroup

identity_feature_group_name = 'identity-feature-group-' + strftime('%d-%H-%M-%S', gmtime())
transaction_feature_group_name = 'transaction-feature-group-' + strftime('%d-%H-%M-%S',
 gmtime())

identity_feature_group = FeatureGroup(name=identity_feature_group_name,
 sagemaker_session=feature_store_session)
transaction_feature_group = FeatureGroup(name=transaction_feature_group_name,
 sagemaker_session=feature_store_session)

Paso 4: Configurar funciones de identificador de registro y hora de evento
En este paso, especifique un nombre de identificador de registro y un nombre de función de tiempo de
evento. Este nombre se asigna a la columna de las entidades correspondientes de los datos. Por ejemplo,
en el ejemplo de detección de fraude, la columna de interés esTransactionID.EventTimese puede
agregar a sus datos cuando no hay marca de tiempo disponible. En el código siguiente, puede ver cómo se
establecen estas variables y, a continuación,EventTimese anexa a los datos de ambas entidades.

record_identifier_name = "TransactionID"
event_time_feature_name = "EventTime"
current_time_sec = int(round(time.time()))
identity_data[event_time_feature_name] = pd.Series([current_time_sec]*len(identity_data),
 dtype="float64")
transformed_transaction_data[event_time_feature_name] =
 pd.Series([current_time_sec]*len(transaction_data), dtype="float64")

Paso 5: Definiciones de característica de carga
Ahora puede cargar las definiciones de elemento pasando un marco de datos que contenga los
datos de elemento. En el siguiente código para el ejemplo de detección de fraudes, la función de
identidad y la función de transacción se cargan medianteload_feature_definitions, y esta función
detecta automáticamente el tipo de datos de cada columna de datos. Para los desarrolladores que
utilizan un esquema en lugar de la detección automática, consulte laExportar grupos de elementos
desde Data Wranglerpara el código que muestra cómo cargar el esquema, asignarlo y agregarlo
comoFeatureDefinitionPuede utilizar para crear elFeatureGroup. Este ejemplo también cubre una
implementación boto3, que puede usar en lugar del SDK de Python de SageMaker.

identity_feature_group.load_feature_definitions(data_frame=identity_data); # output is
 suppressed
transaction_feature_group.load_feature_definitions(data_frame=transformed_transaction_data);
 # output is suppressed

Paso 6: Creación de un grupo de características
En este paso, utilice la propiedadcreatepara crear el grupo de entidades. El código siguiente muestra
todos los parámetros disponibles. La tienda en línea no se crea de forma predeterminada, por lo que debe
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establecer esto comoTrueSi desea habilitarlo. Las3_uries la ubicación del depósito de S3 de su tienda
sin conexión.

# create a FeatureGroup
feature_group.create(
    description = "Some info about the feature group",
    feature_group_name = feature_group_name,
    record_identifier_name = record_identifier_name,
    event_time_feature_name = event_time_feature_name,
    feature_definitions = feature_definitions,
    role_arn = role,
    s3_uri = offline_feature_store_bucket,
    enable_online_store = True,
    online_store_kms_key_id = None,
    offline_store_kms_key_id = None,
    disable_glue_table_creation = False,
    data_catalog_config = None,
    tags = ["tag1","tag2"])

El siguiente código del ejemplo de detección de fraude muestra uncreatepara cada uno de los dos
grupos de entidades que se están creando. 

identity_feature_group.create(
    s3_uri=offline_feature_store_bucket,
    record_identifier_name=record_identifier_name,
    event_time_feature_name=event_time_feature_name,
    role_arn=role,
    enable_online_store=True
)

transaction_feature_group.create(
    s3_uri=offline_feature_store_bucket,
    record_identifier_name=record_identifier_name,
    event_time_feature_name=event_time_feature_name,
    role_arn=role,
    enable_online_store=True
)

Cuando se crea un grupo de entidades, se tarda tiempo en cargar los datos y debe esperar hasta que se
cree el grupo de entidades para poder utilizarlo. Puede comprobar el estado utilizando el método siguiente.

status = feature_group.describe().get("FeatureGroupStatus")

Mientras se crea el grupo de entidades, recibiráCreatingcomo respuesta. Cuando este paso ha finalizado
correctamente, la respuesta esCreated. Otros estados posibles sonCreateFailed,Deleting, o
bienDeleteFailed.

Paso 7: Trabajar con grupos de características

Ahora que ha configurado el grupo de entidades, puede realizar cualquiera de las siguientes tareas:

Temas
• Descripción de un grupo de características (p. 731)
• Listar grupos de características (p. 731)
• Colocar registros en un grupo de entidades (p. 731)
• Obtener registros de un grupo de entidades (p. 731)
• Generar comandos DDL de colmena (p. 731)
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• Crear un conjunto de datos de capacitación (p. 732)
• Escribir y ejecutar una consulta de Athena (p. 732)
• Eliminación de un grupo de características (p. 732)

Descripción de un grupo de características

Puede recuperar información sobre su grupo de entidades con ladescribefunción.

feature_group.describe()

Listar grupos de características

Puede enumerar todos los grupos de entidades con lalist_feature_groupsfunción.

sagemaker_client.list_feature_groups()

Colocar registros en un grupo de entidades

Puede utilizar elingestpara cargar los datos de entidad. Pasar un marco de datos de datos de entidad,
establecer el número de trabajadores y elegir esperar a que vuelva o no. El siguiente ejemplo muestra el
uso de laingestfunción.

feature_group.ingest(
    data_frame=feature_data, max_workers=3, wait=True
)

Para cada grupo de entidades que tenga, ejecute el comandoingesten los datos de entidad que desea
cargar.

Obtener registros de un grupo de entidades

Puede utilizar elget_recordpara recuperar los datos de una entidad específica mediante su identificador
de registro. En el ejemplo siguiente se utiliza un identificador de ejemplo para recuperar el registro.

record_identifier_value = str(2990130)
featurestore_runtime.get_record(FeatureGroupName=transaction_feature_group_name,
 RecordIdentifierValueAsString=record_identifier_value)

Un ejemplo de respuesta del ejemplo de detección de fraude:

...
'Record': [{'FeatureName': 'TransactionID', 'ValueAsString': '2990130'},
  {'FeatureName': 'isFraud', 'ValueAsString': '0'},
  {'FeatureName': 'TransactionDT', 'ValueAsString': '152647'},
  {'FeatureName': 'TransactionAmt', 'ValueAsString': '75.0'},
  {'FeatureName': 'ProductCD', 'ValueAsString': 'H'},
  {'FeatureName': 'card1', 'ValueAsString': '4577'},
...

Generar comandos DDL de colmena

El SDK de Python de SageMakerFeatureStoretambién proporciona la funcionalidad para generar
comandos DDL de Hive. El esquema de la tabla se genera en función de las definiciones de elemento. Las
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columnas se denominan después del nombre de la entidad y el tipo de datos se infiere en función del tipo
de entidad.

print(feature_group.as_hive_ddl())

Ejemplo de resultados:

CREATE EXTERNAL TABLE IF NOT EXISTS sagemaker_featurestore.identity-feature-
group-27-19-33-00 (
  TransactionID INT
  id_01 FLOAT
  id_02 FLOAT
  id_03 FLOAT
  id_04 FLOAT
 ...

Crear un conjunto de datos de capacitación

El Almacén de entidades crea automáticamente unAWS Gluecuando cree grupos de entidades y puede
desactivarlo si lo desea. A continuación se describe cómo crear un único dataset de capacitación con
valores de entidad de grupos de entidades de identidad y de transacción creados anteriormente en este
tema. Además, a continuación se describe cómo ejecutar una consulta de Amazon Athena para unir datos
almacenados en el almacén sin conexión desde grupos de características de identidad y transacciones. 

Para empezar, cree una consulta de Athena usandoathena_query()tanto para los grupos de entidades
de identidad como de transacción. El `nombre_tabla` es elAWS Glueque se genera automáticamente por el
Almacén de entidades. 

identity_query = identity_feature_group.athena_query()
transaction_query = transaction_feature_group.athena_query()

identity_table = identity_query.table_name
transaction_table = transaction_query.table_name

Escribir y ejecutar una consulta de Athena

Escribir la consulta usando SQL en estos grupos de entidades y, a continuación, ejecutar la consulta con
el comando.run()y especifique la ubicación del depósito de S3 para que el conjunto de datos se guarde
allí. 

# Athena query
query_string = 'SELECT * FROM "'+transaction_table+'" LEFT JOIN "'+identity_table+'" ON
 "'+transaction_table+'".transactionid = "'+identity_table+'".transactionid'

# run Athena query. The output is loaded to a Pandas dataframe.
dataset = pd.DataFrame()
identity_query.run(query_string=query_string,
 output_location='s3://'+default_s3_bucket_name+'/query_results/')
identity_query.wait()
dataset = identity_query.as_dataframe()

Desde aquí puede entrenar un modelo usando este conjunto de datos y luego realizar una inferencia. 

Eliminación de un grupo de características

Puede eliminar un grupo de entidades con la herramientadeletefunción. 

feature_group.delete()
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El ejemplo de código siguiente procede del ejemplo de detección de fraude.

identity_feature_group.delete()
transaction_feature_group.delete()

Para obtener más información, consulte laEliminación de una API de grupos de características

Agregar políticas necesarias a su rol de IAM
Para empezar a utilizar la Tienda de funciones de Amazon SageMaker, debe agregar la política necesaria
a su rol,AmazonSageMakerFeatureStoreAccess. A continuación se muestra un tutorial sobre cómo
agregarlo a su rol a través de la consola.

Paso 1: Acceso aAWSConsola de administración de
Inicie sesión en laAWSy abra la pestañaConsola de IAM.

Paso 2: Elija Roles
En el panel de navegación de la izquierda, seleccione Roles. El panel de navegación se ilustra a
continuación conRoles dedelineada en rojo.
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Paso 3: Encuentre su función
En la barra de búsqueda, escriba el rol que está utilizando para Amazon SageMaker Feature Store. A
continuación se ilustra con una flecha roja donde se introduce su rol.

Paso 4: Asociar política
Una vez que encuentre su rol, elijaAsociar políticas. A continuación ilustra esto con una flecha roja.
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A continuación, ingresará en la barra de búsqueda la política requerida. A continuación se muestra la barra
de búsqueda que utilizará para introducir la política.

La política que tendrá que agregar esAmazonSageMakerFeatureStoreAccess. Después de introducir
la directiva, seleccione la casillaCasillaA continuación, elijaAsociar política. A continuación se ilustra este
paso.
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Una vez que haya adjuntado ambas directivas a su rol, la directiva debería aparecer bajo su rol de IAM. A
continuación se muestra cómo aparece bajo su función de IAM.
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Utilizar la Tienda de funciones de Amazon SageMaker
con Amazon SageMaker Studio
Puede utilizar Studio para crear y ver detalles sobre los grupos de entidades.

Temas
• Crear un grupo de entidades en Studio (p. 738)
• Ver detalles del grupo de características en Studio (p. 743)

Crear un grupo de entidades en Studio
El proceso de creación de grupos de entidades en Studio consta de cuatro pasos: introducir detalles,
definiciones, características obligatorias y etiquetas.

Tenga en cuenta las opciones siguientes antes de comenzar:

• Si planea usar solo una tienda en línea, solo necesita el esquema para sus características. Estas son las
columnas y el tipo de datos de cada columna. 

• Si planea usar un almacén sin conexión, necesita un URI de bucket S3 y un ARN de rol. 
• Si va a utilizar el cifrado, necesita una clave KMS. Puede usar la misma para la tienda en línea y para la

tienda sin conexión, o tener una clave única para cada una.
• Si planea utilizarAWS Glue, prepárese para proporcionar un nombre de catálogo de datos, nombre de

base de datos y nombre de tabla.

Para crear un grupo de entidades en Studio

1. Inicie sesión en Studio. Para obtener más información, consulte Introducción a Amazon SageMaker
Studio (p. 40).

2. En el panel de navegación izquierdo, elija laComponentes y registrosicono ( ).

3. En el explorador de archivos y recursos, elijaTienda de características.
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4. LaTienda de característicasenumera los grupos de características.
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5. LaTienda de características, elijaCreación de un grupo de características.
6. Introduzca los detalles del grupo de funciones.

7. (Opcional) Si utiliza Glue, introduzca los detalles del catálogo de datos.

8. Introduzca las definiciones de elemento. Tiene dos opciones para proporcionar un esquema para sus
características: un editor JSON o un editor de tablas. 
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9. El editor de tablas acepta un nombre de columna y un tipo de datos. En un ejemplo mínimo, necesitará
al menos dos para el siguiente paso: uno para un identificador de registro y otro para una función de
evento de tiempo. Puede tener hasta 2.500 definiciones de función.
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10. Establezca un identificador de registro y una entidad de tiempo para utilizar para este grupo de
entidades.

11. (Opcional) Introduzca etiquetas como pares de valores clave.

12. SeleccionarCreación de un grupo de características.
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13. En el navegadorActions, elijaAbrir feature store. 

14. Cuando el grupo de entidades haya terminado de crearse, aparecerá en la lista de grupos de
entidades. Elija el botón de actualización para actualizar la lista.

Ver detalles del grupo de características en Studio
Puede ver detalles sobre los grupos de entidades y obtener consultas de ejemplo que se ejecuten en los
orígenes de datos para recopilar los datos de las entidades que ha definido.

Para ver los detalles del grupo de entidades en Studio

1. Haga doble clic o haga clic con el botón secundario en un grupo de entidades de la lista y, aDetalle del
grupo de características abiertas.
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2. En la vista de detalles, puede revisar el resumen del grupo de entidades, las definiciones de
entidades, las etiquetas de grupo de entidades y la consulta de ejemplo. 

3. En la páginaDefiniciones de características, puede buscar entidades por nombre.
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4. En la páginaEtiquetas de grupos de características, puede añadir y eliminar etiquetas.

5. En la páginaConsulta de ejemplo, puede ver una variedad de consultas de ejemplo: exploración
interactiva, viajes en el tiempo, eliminar lápida y eliminar duplicados.

Fuentes de datos e ingestión
Existen varias formas de incorporar sus datos a la Tienda de funciones de Amazon SageMaker. Feature
Store ofrece una única llamada de API para la ingestión de datos llamadaPutRecordque le permite ingerir
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datos en lotes o de fuentes de streaming. También puede utilizar Amazon SageMaker Data Wrangler para
diseñar funciones y, a continuación, incorporar sus funciones en su tienda de funciones.

Temas
• Admisión de corriente (p. 746)
• Wrangler de datos con almacén de funciones (p. 746)
• Athena yAWS Gluecon Tienda de funciones (p. 748)

Admisión de corriente
Puede utilizar fuentes de streaming como Kafka o Kinesis como fuente de datos donde las características
se extraen desde allí y se alimentan directamente a la feature store en línea para la formación, la inferencia
o la creación de funciones. Los registros se pueden insertar en el feature store llamando al método
sincrónicoPutRecordLlamada a la API. Dado que esta es una llamada a API sincrónica, permite que
pequeños lotes de actualizaciones se envíen en una sola llamada a la API. Esto le permite mantener
un alto nivel de frescura de los valores de entidad y publicar valores tan pronto como se detecte una
actualización. Estas también se denominanstreamingCaracterísticas de.

Wrangler de datos con almacén de funciones
Data Wrangler es una característica de Studio que proporciona una solución integral para importar,
preparar, transformar, featurizar y analizar datos. Data Wrangler le permite diseñar sus funciones e
ingerirlas en un feature store. 

En Studio, después de interactuar con Data Wrangler, elija la opciónExport, elijaPaso de exportación, y
la opción de elegirTienda de características, como se muestra en la siguiente captura de pantalla. Esto
exporta un bloc de notas Jupyter que tiene todo el código fuente para crear un grupo de características
de Fefeature store que agrega las funciones suyas de Data Wrangler a un almacén de características sin
conexión o en línea.
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Una vez creado el grupo de entidades, también puede seleccionar y unir datos entre varios grupos de
entidades para crear nuevas funciones de ingeniería en Data Wrangler y, a continuación, exportar el
conjunto de datos a un bucket S3. 
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Para obtener más información sobre cómo exportar al almacén de características, consulteExportar a la
Tienda de funciones de SageMaker.

Athena yAWS Gluecon Tienda de funciones
Después de crear un grupo de características de la feature store de características en un almacén
de características sin conexión, puede optar por ejecutar consultas con Amazon Athena en unAWS
GlueCatálogo. Esto requiere que los datos se registren en un catálogo de datos con otros detalles del
catálogo que se registren automáticamente en el Almacén de características. En otras palabras, el
Almacén de características crea automáticamente unAWS Gluecuando se crean grupos de entidades y
puede desactivarlos. Esto es particularmente útil cuando desea crear un conjunto de datos mediante la
ejecución de consultas SQL y, a continuación, entrenar un modelo para la inferencia. 

Después deFeatureStorese ha creado y rellenado con sus datos en el almacén sin conexión, tiene
la capacidad de escribir consultas SQL para unir datos almacenados en el almacén sin conexión desde
diferentesFeatureGroups. Para ello, puede utilizar Amazon Athena para escribir y ejecutar consultas
SQL. Puede configurar unaAWS Gluepara que se ejecute según una programación para asegurarse de
que su catálogo esté siempre actualizado también. 

Si desea hacer esto, defina un rol que puede usar elAWS Gluepara acceder a los depósitos S3 de la tienda
fuera de línea. Para obtener más información, consulteCreación de un rol de IAM. 

Para obtener más información sobre cómo usarAWS Gluey Athena para crear un conjunto de datos de
capacitación para la formación de modelos e inferencia, consulteCreación de conjuntos de datos de
capacitación Creación de grupos de características.

ConsulAthena ejemplo
A continuación, ofrecemos algunas consultas de ejemplo que actúan como una plantilla para que usted
pueda escribir rápidamente consultas usando Athena. 

Exploración interactiva

Esta consulta selecciona los primeros 1000 registros. 

SELECT *
FROM <FeatureGroup.DataCatalogConfig.DatabaseName>.<FeatureGroup.DataCatalogConfig.TableName>
LIMIT 1000

Última instantánea sin duplicados

Esta consulta selecciona los registros no duplicados más recientes.

SELECT *
FROM
    (SELECT *,
         row_number()
        OVER (PARTITION BY <RecordIdentiferFeatureName>
    ORDER BY  <EventTimeFeatureName> desc, Api_Invocation_Time DESC, write_time DESC) AS
 row_num
    FROM
 <FeatureGroup.DataCatalogConfig.DatabaseName>.<FeatureGroup.DataCatalogConfig.TableName>)
WHERE row_num = 1;

Última instantánea sin duplicados ni registros eliminados en el almacén sin conexión

Esta consulta filtra los registros eliminados y selecciona los registros no duplicados del almacén sin
conexión. 
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SELECT *
FROM
    (SELECT *,
         row_number()
        OVER (PARTITION BY <RecordIdentiferFeatureName>
    ORDER BY  <EventTimeFeatureName> desc, Api_Invocation_Time DESC, write_time DESC) AS
 row_num
    FROM
 <FeatureGroup.DataCatalogConfig.DatabaseName>.<FeatureGroup.DataCatalogConfig.TableName>)
WHERE row_num = 1 and 
NOT is_deleted;

Viaje en el tiempo sin duplicados y registros eliminados en la tienda sin conexión

Esta consulta filtra los registros eliminados y selecciona los registros no duplicados de un determinado
punto en el tiempo.

SELECT *
FROM
    (SELECT *,
         row_number()
        OVER (PARTITION BY <RecordIdentiferFeatureName>
    ORDER BY  <EventTimeFeatureName> desc, Api_Invocation_Time DESC, write_time DESC) AS
 row_num
    FROM
 <FeatureGroup.DataCatalogConfig.DatabaseName>.<FeatureGroup.DataCatalogConfig.TableName>
    where <EventTimeFeatureName> <= timestamp '<timestamp>')
    -- replace timestamp '<timestamp>' with just <timestamp>  if EventTimeFeature is of
 type fractional
WHERE row_num = 1 and
NOT is_deleted

Control de acceso y seguridad
La Tienda de funciones de Amazon SageMaker le permite crear dos tipos de tiendas: una tienda en
línea o una tienda sin conexión. La tienda en línea se utiliza para casos de uso de inferencia en tiempo
real de baja latencia, mientras que la tienda fuera de línea se utiliza para casos de uso de formación
y de inferencia por lotes. Al crear un grupo de entidades para utilizarlo en línea o sin conexión, puede
proporcionar una clave maestra del cliente (CMK) de KMS para cifrar todos los datos en reposo. En
caso de que no proporcione un CMK, entonces nos aseguramos de que sus datos estén cifrados
en el lado del servidor utilizando unAWSCMK propiedad deAWSCMK administrada por. Al crear un
grupo de entidades, puede seleccionar el tipo de almacenamiento y, opcionalmente, proporcionar un
CMK para cifrar datos. A continuación, puede llamar a varias API para la administración de datos,
comoPutRecord,GetRecord,DeleteRecord. 

El Almacén de entidades permite conceder o denegar el acceso a personas en el nivel de grupo de
entidades y permite el acceso entre cuentas al Almacén de entidades. Por ejemplo, puede configurar
cuentas de desarrollador para que accedan al almacén sin conexión para la formación y exploración de
modelos que no tengan acceso de escritura a las cuentas de producción. Puede configurar cuentas de
producción para acceder a tiendas en línea y sin conexión. El Almacén de características utiliza un cliente
únicoAWS KMSCMK para encriptación de datos en reposo sin conexión y en línea. El control de acceso
se habilita mediante el acceso a la API y a KMS CMK. También puede crear control de acceso a nivel de
grupo de entidades. 

Para obtener más información acerca de las CMK, consulte.Claves administradas por. Para obtener más
información acerca de KMS, consulte.KMS. 
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Uso de permisos de KMS para la Tienda de funciones
de Amazon SageMaker
El cifrado en reposo protege el Almacén de características bajo unAWSClaves maestra del cliente
(CMK) de KMS. De forma predeterminada, utiliza unaAWSCMK propiedad para OnlineStore yAWSCMK
administrada por para OfflineStore. La Tienda de características admite una opción para cifrar su tienda en
línea o sin conexión enCMK administradas por el cliente. Puede seleccionar el CMK para el almacén de
características cuando cree su tienda en línea o sin conexión, y pueden ser diferentes para cada tienda. 

El Almacén de características solo admiteCMK simétricas. No puede usar unaCMK asimétricaspara cifrar
tus datos en tu tienda online o sin conexión. Para obtener ayuda para determinar si una CMK es simétrica
o asimétrica, consulte.Identificar CMK simétricas y asimétricas.

Cuando utiliza una CMK administrada por el cliente, puede aprovechar las siguientes características:

• Puede crear y administrar la CMK, incluida la configuración de la propiedad dePolíticas de
claves,Políticas de IAMyBecasPara controlar el acceso a la CMK. Puede habilitar y deshabilitar la CMK,
habilitar y deshabilitar la rotación de claves automática y eliminar la CMK cuando ya no esté en uso.

• Puede utilizar una CMK administrada por el cliente con material de claves importado o una CMK
administrada por el cliente en un almacén de claves personalizado que tenga y administre.

• Puede auditar el cifrado y descifrado de su tienda en línea o sin conexión examinando las llamadas de
API aAWSKMS enAWSRegistros de CloudTrail.

No debe pagar ninguna tarifa mensual porAWSCMK propiedad de . CMK administradas por el
clienteincurrir en un cargopara cada llamada a la API yAWSLas cuotas de KMS se aplican a estos CMK. 

Autorización del uso de la CMK para su tienda en
línea
Si utiliza unaCMK administrada por el clientePara proteger su tienda en línea, las políticas de esa CMK
deben conceder a permiso a la Tienda de características para utilizarla en su nombre. Tiene control total
sobre las políticas y concesiones de una CMK administrada por el cliente. 

El almacén de características no necesita autorización adicional para utilizar el valor predeterminado
deAWSCMK propiedad depara proteger tus tiendas en línea o fuera de línea en tuAWSaccount. 

Política de claves de CMK administrada por el cliente
Cuando selecciona unaCMK administrada por el clientePara proteger la tienda en línea, la Tienda de
características debe tener permiso para utilizar la CMK en nombre de la entidad principal que realiza
la selección. Esa entidad principal, un usuario o rol, debe tener los permisos en la CMK que precisa el
almacén de características. Puede proporcionar estos permisos en unaPolítica de claves de, unPolítica de
IAM, o unconcesión. Como mínimo, el Almacén de características precisa los siguientes permisos en una
CMK administrada por el cliente:

• «kms:encrypt», «kms:decrypt», «kms:describeKey», «kms:createGrant», «kms:retiregrant»,
«kms:reencryptFrom», «kms:reencryptFrom», «kms:generateDataKey», «kms:listaliases»,
«kms:listGrants», «kms:listAss», «kms:listGrants» :revocar la concesión»

Por ejemplo, la política de claves de ejemplo siguiente proporciona solo los permisos necesarios. La
política tiene las siguientes consecuencias:

• Permite a Almacén de entidades a utilizar la CMK en operaciones criptográficas y crear concesiones,
pero solo cuando actúa en nombre de las entidades principales de la cuenta que tienen permiso para

750

https://docs.aws.amazon.com/kms/latest/developerguide/concepts.html#aws-owned-cmk
https://docs.aws.amazon.com/kms/latest/developerguide/concepts.html#aws-owned-cmk
https://docs.aws.amazon.com/kms/latest/developerguide/concepts.html#customer-cmk
https://docs.aws.amazon.com/kms/latest/developerguide/symm-asymm-concepts.html#symmetric-cmks
https://docs.aws.amazon.com/kms/latest/developerguide/symm-asymm-concepts.html#asymmetric-cmks
https://docs.aws.amazon.com/kms/latest/developerguide/find-symm-asymm.html
https://docs.aws.amazon.com/kms/latest/developerguide/key-policies.html
https://docs.aws.amazon.com/kms/latest/developerguide/key-policies.html
https://docs.aws.amazon.com/kms/latest/developerguide/iam-policies.html
https://docs.aws.amazon.com/kms/latest/developerguide/grants.html
https://docs.aws.amazon.com/kms/latest/developerguide/enabling-keys.html
https://docs.aws.amazon.com/kms/latest/developerguide/rotate-keys.html
https://docs.aws.amazon.com/kms/latest/developerguide/deleting-keys.html
https://docs.aws.amazon.com/kms/latest/developerguide/importing-keys.html
https://docs.aws.amazon.com/kms/latest/developerguide/custom-key-store-overview.html
https://docs.aws.amazon.com/kms/latest/developerguide/services-dynamodb.html#dynamodb-cmk-trail
http://aws.amazon.com/kms/pricing/
https://docs.aws.amazon.com/kms/latest/developerguide/concepts.html#customer-cmk
https://docs.aws.amazon.com/kms/latest/developerguide/concepts.html#master_keys
https://docs.aws.amazon.com/kms/latest/developerguide/concepts.html#customer-cmk
https://docs.aws.amazon.com/kms/latest/developerguide/key-policies.html
https://docs.aws.amazon.com/kms/latest/developerguide/iam-policies.html
https://docs.aws.amazon.com/kms/latest/developerguide/iam-policies.html
https://docs.aws.amazon.com/kms/latest/developerguide/grants.html


Amazon SageMaker Developer Guide
Autorización del uso de la CMK para su tienda en línea

usar el almacén de entidades. Si las entidades principales especificadas en la declaración de política no
tienen permiso para utilizar el almacén de características, la llamada falla, incluso cuando proviene del
servicio Almacén de características. 

• Lakms:ViaServicePermite los permisos solo cuando la solicitud proviene de FeatuRestore en
nombre de las entidades principales enumeradas en la declaración de política. Estas entidades
principales no pueden llamar a estas operaciones directamente. El valor dekms:ViaServicedebería
sersagemaker.*.amazonaws.com.

Note

Lakms:ViaServicesólo se puede utilizar para la clave KMS administrada por el cliente de
la tienda en línea y no se puede utilizar para la tienda sin conexión. Si agrega esta condición
especial a la clave administrada por el cliente y usa la misma clave KMS para la tienda en línea
y sin conexión, se producirá un error en elCreateFeatureGroupOperación API.

• Proporciona a los administradores de CMK acceso de solo lectura a la CMK y permiso para revocar
las concesiones, incluidas las concesiones que utiliza el almacén de características para proteger sus
datos. 

• Proporciona a la CMK acceso de solo lectura a la CMK. En este caso, el almacén de características
puede llamar a estas operaciones directamente. No tiene que actuar en nombre de una entidad principal
de la cuenta. 

Antes de utilizar una política de claves de ejemplo, sustituya las entidades principales de ejemplo por las
entidades principales reales de su cuenta de AWS.

{"Id": "key-policy-feature-store",
  "Version":"2012-10-17",
  "Statement": [
    {"Sid" : "Allow access through Amazon SageMaker Feature Store for all principals in the
 account that are authorized to use Amazon SageMaker Feature Store",
      "Effect": "Allow",
      "Principal": {"AWS": "arn:aws:iam::111122223333:user/featurestore-user"},
      "Action": [
        "kms:Encrypt",
        "kms:Decrypt",
        "kms:DescribeKey",
        "kms:CreateGrant",
        "kms:RetireGrant",
        "kms:ReEncryptFrom",
        "kms:ReEncryptTo",
        "kms:GenerateDataKey",
        "kms:ListAliases",
        "kms:ListGrants"
      ],
      "Resource": "*",      
      "Condition": {"StringLike": {"kms:ViaService" : "sagemaker.*.amazonaws.com"
         }
      }
    },
    {"Sid":  "Allow administrators to view the CMK and revoke grants",
      "Effect": "Allow",
      "Principal": {"AWS": "arn:aws:iam::111122223333:role/featurestore-admin"
       },
      "Action": [
        "kms:Describe*",
        "kms:Get*",
        "kms:List*",
        "kms:RevokeGrant"
      ],
      "Resource": "*"
    },
    {"Sid":  "Allow Feature Store to get information about the CMK",
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      "Effect": "Allow",
      "Principal": {"Service":["sagemaker.amazonaws.com"]
      },
      "Action": [
        "kms:Describe*",
        "kms:Get*",
        "kms:List*"
      ],
      "Resource": "*"
    },
    {"Sid": "Enable IAM User Permissions",
      "Effect": "Allow",
       "Principal": {"AWS": "arn:aws:iam::123456789:root"
       },
       "Action": "kms:*",
       "Resource": "*"
    }
  ]
}

Uso de concesiones para autorizar a almacén de
entidades
Además de las políticas de claves, el Almacén de características utiliza concesiones para establecer
permisos en la CMK administrada por el cliente. Para ver las concesiones de una CMK de su cuenta,
utilice laListGrants. El Almacén de entidades no necesita concesiones, ni permisos adicionales, para usar
elAWSCMK propiedad dePara proteger su tienda en línea. 

El almacén de características utiliza los permisos de concesión cuando realiza el mantenimiento del
sistema en segundo plano y en tareas de protección de datos continua. 

Cada concesión es específica de una tienda en línea. Si la cuenta incluye varias tiendas cifradas con la
misma CMK, habrá concesiones únicas porFeatureGroupusando el mismo CMK.

La política de claves también puede permitir a la cuenta revocar la concesión en la CMK. Sin embargo, si
revocas la concesión en una tienda en línea cifrada activa, la Tienda de características no podrá proteger
ni mantener la tienda. 

Supervisión de la interacción del almacén de
entidades conAWSKMS
Si utiliza unaCMK administrada por el clientepara proteger tu tienda online o fuera de línea, puedes
usarAWS CloudTrailpara realizar un seguimiento de las solicitudes que el Almacén de entidades envía
aAWS KMSEn su nombre. 

Acceder a los datos en tu tienda online
La(usuario de IAM o rol de IAM)De aTODAS las operaciones de Plano de Datos (Put, Get,
DeleteRecord)debe tener los permisos siguientes en el CMK administrado por el cliente:

"kms:Decrypt"
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Autorización del uso de la CMK para tienda sin
conexión
LaroleArnque se pasa como parámetro acreateFeatureGroupdebe tener los permisos siguientes para
OfflineStore KmsKeyId:

"kms:GenerateDataKey"

Note

La directiva de clave para la tienda en línea también funciona para la tienda sin conexión, solo
cuando elkms:ViaServiceno se ha especificado la condición.

Acceso entre cuentas
La Tienda de funciones de Amazon SageMaker permite a los usuarios crear un grupo de entidades en una
cuenta (Cuenta A) y configurarlo con una tienda sin conexión mediante un depósito de Amazon S3 en otra
cuenta (Cuenta B). Esto se puede configurar siguiendo los pasos de la siguiente sección.

Temas
• Paso 1: Configurar el rol de acceso a tienda sin conexión en la cuenta A (p. 753)
• Paso 2: Configurar un depósito de S3 de la tienda fuera de línea en la cuenta B (p. 754)
• Paso 3: Configurar una clave de cifrado KMS de almacén sin conexión en la cuenta A (p. 755)
• Paso 4: Crear un grupo de entidades en la cuenta A (p. 756)

Paso 1: Configurar el rol de acceso a tienda sin
conexión en la cuenta A
En primer lugar, configure un rol para Amazon SageMaker Feature Store para escribir los
datos en el almacén sin conexión. La forma más sencilla de conseguirlo es crear un nuevo rol
usando elAmazonSageMakerFeatureStoreAccesso para utilizar un rol existente que ya tiene
elAmazonSageMakerFeatureStoreAccessAsociada política. Este documento hace referencia a esta
política comoAccount-A-Offline-Feature-Store-Role-ARN.

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Action": [
                "s3:PutObject",
                "s3:GetBucketAcl",
                "s3:PutObjectAcl"
            ],
            "Resource": [
                "arn:aws:s3:::*SageMaker*",
                "arn:aws:s3:::*Sagemaker*",
                "arn:aws:s3:::*sagemaker*"
            ]
        }
    ]
}   
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El fragmento de código anterior muestra elAmazonSageMakerFeatureStoreAccessPolítica de.
LaResourcede la política tiene el ámbito de forma predeterminada en buckets S3 con nombres que
contienenSageMaker,Sagemaker, o biensagemaker. Esto significa que el depósito S3 de la tienda fuera
de línea que se utiliza debe seguir esta convención de nomenclatura. Si este no es su caso, o si desea
ampliar el alcance del recurso, puede copiar y pegar elPolítica de deen su política de bucket de S3 en la
consola, personalice elResourcesección para serarn:aws:s3:::your-offline-store-bucket-
namey, a continuación, adjunte al rol.

Además, este rol debe tener permisos de KMS asociados. Como mínimo, requiere
elkms:GenerateDataKeypara poder escribir en el almacén sin conexión mediante su CMK administrada
por el cliente. Consulte el paso 3 para saber por qué se necesita un CMK administrado por el cliente para
el escenario entre cuentas y cómo configurarlo. En el siguiente ejemplo se muestra una política de en línea
de:

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Sid": "VisualEditor0",
            "Effect": "Allow",
            "Action": [
                "kms:GenerateDataKey"
            ],
            "Resource": "arn:aws:kms:*:Account-A-Account-Id:key/*"
        }
    ]
}

LaResourcede esta directiva se refiere a cualquier clave de la cuenta A. Para ampliar el alcance de esta
política, después de configurar la clave KMS del almacén sin conexión en el paso 3, vuelva a esta directiva
y reemplácela por la clave ARN.

Paso 2: Configurar un depósito de S3 de la tienda
fuera de línea en la cuenta B
Cree un depósito de S3 en la cuenta B. Si está utilizando elAmazonSageMakerFeatureStoreAccess,
el nombre del depósito debe incluirSageMaker,Sagemaker, o biensagemaker. Edite la política de bucket
como se muestra en el siguiente ejemplo para permitir a la Cuenta A leer y escribir objetos.

Este documento hace referencia a la siguiente política de depósito de ejemplo comoAccount-B-
Offline-Feature-Store-Bucket.

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Sid": "S3CrossAccountBucketAccess",
            "Effect": "Allow",
            "Action": [
                "s3:PutObject",
                "s3:PutObjectAcl",
                "s3:GetBucketAcl"
            ],
            "Principal": {
                "AWS": [
                    "*Account-A-Offline-Feature-Store-Role-ARN*"
                ],
            },
            "Resource": [
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                "arn:aws:s3:::offline-store-bucket-name/*",
                "arn:aws:s3:::offline-store-bucket-name"
            ]
        }
    ]
} 

En la política anterior, el principal esAccount-A-Offline-Feature-Store-Role-ARN, que es el rol
creado en la cuenta A en el paso 1 y proporcionado a Amazon SageMaker Feature Store para escribir en
la tienda sin conexión. Puede proporcionar varios roles ARN enPrincipal.

Paso 3: Configurar una clave de cifrado KMS de
almacén sin conexión en la cuenta A
Amazon SageMaker Feature Store garantiza que el cifrado del lado del servidor esté siempre habilitado
para los objetos S3 en el almacén sin conexión. Para los casos de uso entre cuentas, debe proporcionar
un CMK administrado por el cliente para que tenga el control de quién puede escribir en el almacén sin
conexión (en este caso,Account-A-Offline-Feature-Store-Role-ARNdesde la cuenta A) y quién
puede leer desde la tienda sin conexión (en este caso, identidades de la cuenta B).

Este documento hace referencia a la siguiente política clave de ejemplo comoAccount-A-Offline-
Feature-Store-KMS-Key-ARN.

{
    "Version": "2012-10-17",
    "Id": "key-consolepolicy-3",
    "Statement": [
        {
            "Sid": "Enable IAM User Permissions",
            "Effect": "Allow",
            "Principal": {
                "AWS": "arn:aws:iam::Account-A-Account-Id:root"
            },
            "Action": "kms:*",
            "Resource": "*"
        },
        {
            "Sid": "Allow access for Key Administrators",
            "Effect": "Allow",
            "Principal": {
                "AWS": [
                    "arn:aws:iam::Account-A-Account-Id:role/Administrator",
                ]
            },
            "Action": [
                "kms:Create*",
                "kms:Describe*",
                "kms:Enable*",
                "kms:List*",
                "kms:Put*",
                "kms:Update*",
                "kms:Revoke*",
                "kms:Disable*",
                "kms:Get*",
                "kms:Delete*",
                "kms:TagResource",
                "kms:UntagResource",
                "kms:ScheduleKeyDeletion",
                "kms:CancelKeyDeletion"
            ],
            "Resource": "*"
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        },
        {
            "Sid": "Allow Feature Store to get information about the CMK",
            "Effect": "Allow",
            "Principal": {
                "Service": "sagemaker.amazonaws.com"
            },
            "Action": [
                "kms:Describe*",
                "kms:Get*",
                "kms:List*"
            ],
            "Resource": "*"
        },
        {
            "Sid": "Allow use of the key",
            "Effect": "Allow",
            "Principal": {
                "AWS": [
                    "*Account-A-Offline-Feature-Store-Role-ARN*",
                    "*arn:aws:iam::Account-B-Account-Id:root*"
                ]
            },
            "Action": [
                "kms:Encrypt",
                "kms:Decrypt",
                "kms:DescribeKey",
                "kms:CreateGrant",
                "kms:RetireGrant",
                "kms:ReEncryptFrom",
                "kms:ReEncryptTo",
                "kms:GenerateDataKey",
                "kms:ListAliases",
                "kms:ListGrants"
            ],
            "Resource": "*",
        }
    ]
}   

Paso 4: Crear un grupo de entidades en la cuenta A
A continuación, cree el grupo de entidades en la cuenta A, con un depósito S3 de
almacén sin conexión en la cuenta B. Para ello, proporcione los siguientes parámetros
paraRoleArn,OfflineStoreConfig.S3StorageConfig.KmsKeyIdyOfflineStoreConfig.S3StorageConfig.S3Urirespectivamente:

• ProporcionarAccount-A-Offline-Feature-Store-Role-ARNcomo elRoleArn.
• ProporcionarAccount-A-Offline-Feature-Store-KMS-Key-ARN:

paraOfflineStoreConfig.S3StorageConfig.KmsKeyId.
• ProporcionarAccount-B-Offline-Feature-Store-Bucket:

paraOfflineStoreConfig.S3StorageConfig.S3Uri.

Cuotas, reglas de nomenclatura y tipos de datos
Límites y cuotas

Note

Los límites blandos se pueden aumentar en función de sus necesidades.
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• Número máximo de grupos de entidades porAWSaccount: Límite suave de 100.
• Número máximo de definiciones de elementos por grupo de elementos: 2.500.
• Transacciones máximas por segundo (TPS) por API porAWSaccount: Límite suave de 10000 TPS por

API.
• Tamaño máximo de un registro: 350KB.
• Tamaño máximo de un valor de función: 350KB.
• Número máximo de flujos de trabajo de creación de grupos de elementos simultáneos: 4.

Reglas de nomenclatura
• Palabras reservadas: Las siguientes son palabras reservadas y no se pueden utilizar como nombres de

características en las definiciones de elementos:is_deleted,write_time, yapi_invocation_time.

Tipos de datos
• Tipo de elemento de cadena: Los valores de tipo String son Unicode con codificación binaria UTF-8.

La longitud mínima de una cadena puede ser cero, la longitud máxima está restringida por el tamaño
máximo de un registro.

• Tipo de función fraccionaria: Los valores de entidad fraccionada deben ajustarse a un número de punto
flotante de precisión doble definido por el parámetroEstándar IEEE 754.

• Tipo de función integral: El Almacén de características admite valores integrales en el rango de un
entero con signo de 64 bits. Valor mínimo de -263y un valor máximo: 263- 1.

• Características de la hora del evento: Todos los grupos de entidades tienen una función de tiempo de
evento. La entidad puede tener un tipo de elemento String o Fractional. Se acepta un tiempo de evento
de cadena en formato ISO-8601, en tiempo UTC, conforme al patrón (s): [aaaa-mm-dd't'hh:mm:ssz,
aaaa-mm-dd't'hh:mm:ss.ssz]. Un valor de tiempo de evento fraccional se acepta como segundos
de la época unix, con precisión de milisegundos. Las horas del evento deben estar en el rango de
[0000-01-01T 00:00:00 .000Z, 9999-12-31T 23:59:59 .999Z].

Formato de datos de la tienda de características de
Amazon SageMaker

Los datos de la tienda sin conexión de Amazon SageMaker se almacenan en un bucket de Amazon S3
dentro de su cuenta. Cuando llame aPutRecord, sus datos se almacenan en búfer, se almacenan en
lotes y se escriben en Amazon S3 en 15 minutos. El almacén de elementos solo admite el formato de
archivo Parquet. En concreto, cuando sus datos se escriben en su tienda sin conexión, los datos solo
se pueden recuperar de su depósito de Amazon S3 en formato Parquet. Cada archivo puede contener
variosRecords.

Los archivos se organizan con la siguiente convención de nomenclatura:

s3://<bucket-name>/<customer-prefix>/<account-id>/sagemaker/<aws-region>/offline-store/
<feature-group-name>-<feature-group-creation-time>/data/year=<event-time-year>/
    month=<event-time-month>/day=<event-time-day>/hour=<event-time-hour>/
<timestamp_of_latest_event_time_in_file>_<16-random-alphanumeric-digits>.parquet

Recordsen la tienda sin conexión se dividen por hora del evento. All (Todos)Recordsen su tienda tendrá
una hora de evento dentro de ese día en que se ingirieron sus datos.
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Por ejemplo:

s3://my-bucket/my-prefix/123456789012/sagemaker/us-east-1/offline-store/
      customer-purchase-history-patterns-1593511200/data/year=2020/month=06/day=31/
hour=00/20200631T064401Z_108934320012Az11.parquet

El Almacén de entidades también expone elOfflineStorageConfig.s3StorageConfig.ResolvedOutputs3URI,
que se puede encontrar en elDescribeFeatureGroupLlamada a la API. Esta es la ruta de acceso de S3 bajo
la cual se escriben los archivos para el grupo de entidades específico.

Ejemplo de valor deResolvedOutputS3Uri:

s3://my-bucket/my-prefix/123456789012/sagemaker/us-east-1/offline-store/customer-purchase-
history-patterns-1593511200/data

Almacén de entidades agrega los siguientes campos adicionales a cada registro cuando persisten en el
almacén sin conexión:

• api_invocation_timeLa marca temporal de cuando el servicio recibePutRecordorDeleteRecordLlame
a. Si se utiliza la ingestión administrada (por ejemplo, Data Wrangler), esta es la marca de tiempo
cuando los datos se escribieron en el almacén sin conexión.

• tiempo de escritura— La marca de tiempo cuando los datos se escribieron en el almacén sin conexión.
Se puede utilizar para construir consultas relacionadas con el viaje en el tiempo.

• is_eliminado–FalseActivado de forma predeterminada. SiDeleteRecordse llama, un nuevoRecordSe
inserta enRecordIdentifierValuey establezca enTrueen la tienda sin conexión.

Ejemplos de cuadernos de la tienda de
características de Amazon SageMaker

Para empezar a utilizar la Tienda de funciones de Amazon SageMaker, puede elegir entre una
variedad de cuadernos Jupyter de ejemplo en la tabla siguiente. Si es la primera vez que usa el
Almacén de características, pruebe el bloc de notas Introducción al almacén de características. Para
ejecutar cualquiera de estos blocs de notas, debe adjuntar esta directiva a su función de ejecución de
IAM:AmazonSageMakerFeatureStoreAccess.

ConsulteRoles de IAMpara acceder a su rol y adjuntar esta política. Para ver un tutorial, consulteAgregar
políticas a su rol de IAM. La siguiente captura de pantalla muestra cómo aparece la directiva bajo su
función de IAM después de que se haya adjuntado.
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Cuadernos de ejemplo del almacén de características
La siguiente tabla describe una variedad de cuadernos de muestra que abordan diferentes casos de uso
de Amazon SageMaker Feature Store.

Título del cuaderno Descripción

Introducción a la Tienda de características Introducción a las funciones clave del feature
store, como cómo crear, configurar un grupo de
entidades y cómo ingerir datos en un almacén de
entidades en línea o sin conexión.

Detección de fraude con el almacén de funciones Un ejemplo avanzado sobre cómo entrenar
un modelo de detección de fraude mediante la
ingesta de datos en un almacén de entidades,
consultándolo para formar un conjunto de datos de
formación y cómo entrenar un modelo simple para
la inferencia.

Cifrar datos en el Almacén de funciones en línea o
sin conexión mediante la clave KMS

Un ejemplo avanzado sobre cómo cifrar y descifrar
datos en un Almacén de características en línea
o sin conexión mediante la clave KMS y cómo
verificar que los datos están cifrados. Tenga
en cuenta que este portátil aborda el cifrado en
reposo.

Uso del cifrado en el cliente con el almacén de
características conAWSSDK de cifrado

Un ejemplo avanzado de cómo hacer el cifrado del
lado del cliente con el Almacén de características
usando elAWSSDK de cifradoque cifra sus datos
antes de ingerirlos en su Tienda de funciones en
línea o fuera de línea.
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Entrenar modelos
Para obtener información general sobre los modelos de capacitación con Amazon SageMaker,
consulteCapacitación de modelos con Amazon SageMaker (p. 9).

SageMaker proporciona características para monitorizar y administrar la capacitación y la validación de
modelos de aprendizaje automático. Para obtener instrucciones acerca de las métricas disponibles, la
capacitación incremental, el ajuste de modelos automático y el uso de archivos de manifiesto aumentados
para etiquetar datos de capacitación, consulte los siguientes temas.

• Para obtener orientación sobre cómo elegir un algoritmo de aprendizaje automático y su implementación
para su tarea o problema, consulteElegir un algoritmo (p. 761).

• Para obtener información sobre cómo depurar el entrenamiento de modelos de aprendizaje automático,
consulte Depurador de Amazon SageMaker (p. 1645).

• Para obtener instrucciones acerca de las métricas que se utilizan para monitorizar y capacitar modelos,
consulte Monitorizar y analizar trabajos de capacitación mediante métricas (p. 1957).

• Para obtener instrucciones acerca de las métricas que se utilizan para detectar el sesgo del
procesamiento posterior al modelo, consulteDetectar datos postentrenamiento y sesgo del
modelo (p. 1904).

• Para obtener orientación sobre la explicabilidad del modelo, consulteModelos EXPLAIN (p. 1939).
• Para obtener instrucciones acerca de la capacitación incremental en SageMaker, consulteCapacitación

incremental en Amazon SageMaker (p. 1942).
• Para obtener instrucciones sobre el uso de la capacitación puntual administrada en SageMaker,

consulteManaged Spot Training en Amazon SageMaker (p. 1947).
• Para obtener instrucciones sobre el uso de puntos de comprobación de capacitación en SageMaker,

consulteUsar puntos de control en Amazon SageMaker (p. 1948).
• Para obtener instrucciones acerca del ajuste de modelos automático, también conocido como ajuste de

hiperparámetros, consulte Realice un SageMaker (p. 1821).
• Para obtener instrucciones acerca de cómo utilizar un archivo de manifiesto para etiquetar datos

de capacitación de etiquetas consulte Proporcione metadatos del conjunto de datos a trabajos de
capacitación con un archivo de manifiesto aumentado (p. 1953).

Temas
• Elegir un algoritmo (p. 761)
• Administrar el Machine Learning con experimentos de Amazon SageMaker (p. 1616)
• Depurador de Amazon SageMaker (p. 1645)
• Realice un SageMaker (p. 1821)
• Bibliotecas de formación distribuidas de Amazon SageMaker (p. 1850)
• Detectar datos postentrenamiento y sesgo del modelo (p. 1904)
• Modelos EXPLAIN (p. 1939)
• Capacitación incremental en Amazon SageMaker (p. 1942)
• Managed Spot Training en Amazon SageMaker (p. 1947)
• Usar puntos de control en Amazon SageMaker (p. 1948)
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• Proporcione metadatos del conjunto de datos a trabajos de capacitación con un archivo de manifiesto
aumentado (p. 1953)

• Monitorizar y analizar trabajos de capacitación mediante métricas (p. 1957)

Elegir un algoritmo
El aprendizaje automático puede ayudarle a realizar tareas empíricas que requieren algún tipo de
inferencia inductiva. Esta tarea implica la inducción, ya que utiliza datos para entrenar algoritmos para
hacer inferencias generalizables. Esto significa que los algoritmos pueden hacer predicciones o decisiones
estadísticamente fiables, o completar otras tareas cuando se aplican a nuevos datos que no se utilizaron
para entrenarlos.

Para ayudarle a seleccionar el mejor algoritmo para su tarea, clasificamos estas tareas en varios niveles
de abstracción. En el nivel más alto de abstracción, el aprendizaje automático intenta encontrar patrones
o relaciones entre entidades o elementos menos estructurados, como el texto de un conjunto de datos.
Las técnicas de reconocimiento de patrones se pueden clasificar en distintos paradigmas de aprendizaje
automático, cada uno de los cuales aborda tipos de problemas específicos. Actualmente existen tres
paradigmas básicos para el aprendizaje automático que se utilizan para abordar diversos tipos de
problemas:

• Aprendizaje supervisado (p. 764)
• Unsupervised learning (p. 764)
• Aprendizaje por refuerzo (p. 765)

Los tipos de problemas que cada paradigma de aprendizaje puede abordar se identifican considerando
las inferencias (o predicciones, decisiones u otras tareas) que desea realizar a partir del tipo de datos
que tiene o podría recopilar. Los paradigmas de aprendizaje automático utilizan métodos algorítmicos
para abordar sus diversos tipos de problemas. Los algoritmos proporcionan recetas para resolver estos
problemas.

Sin embargo, muchos algoritmos, como las redes neuronales, se pueden implementar con diferentes
paradigmas de aprendizaje y en diferentes tipos de problemas. Varios algoritmos también pueden
abordar un tipo de problema específico. Algunos algoritmos son más generalmente aplicables y otros son
bastante específicos para ciertos tipos de objetivos y datos. Por lo tanto, el mapeo entre algoritmos de
aprendizaje automático y tipos de problemas es de muchos a muchos. Además, hay varias opciones de
implementación disponibles para algoritmos.

Las siguientes secciones proporcionan orientación sobre opciones de implementación, paradigmas de
aprendizaje automático y algoritmos apropiados para diferentes tipos de problemas.

Temas
• Elegir una implementación de algoritmos (p. 761)
• Tipos de problemas para los paradigmas básicos de aprendizaje automático (p. 764)
• Use Amazon SageMaker Built-in Algorithms (p. 765)
• Utilizar el aprendizaje por refuerzo con Amazon SageMaker (p. 1609)

Elegir una implementación de algoritmos
Después de elegir un algoritmo, debe decidir qué implementación de él desea usar. Amazon SageMaker
admite tres opciones de implementación que requieren mayores niveles de esfuerzo.
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• Algoritmos integradosrequieren el menor esfuerzo y escala si el conjunto de datos es grande y se
necesitan recursos importantes para capacitar y desplegar el modelo.

• Si no hay una solución incorporada que funcione, intente desarrollar una que useimágenes
prefabricadas para entornos de aprendizaje automático y profundopara marcos compatibles como Scikit-
Learn, TensorFlow, PyTorch, MXNet o Chainer.

• Si necesita ejecutar paquetes personalizados o usar cualquier código que no sea parte de un marco
compatible o esté disponible a través de PyPi, entonces necesita compilarsu propia imagen de Docker
personalizadaque está configurado para instalar los paquetes o software necesarios. La imagen
personalizada también debe enviarse a un repositorio en línea como Amazon Elastic Container Registry.

Temas
• Utilizar un algoritmo integrado (p. 762)
• Usar el modo de secuencia de comandos en un marco compatible (p. 763)
• Usar una imagen de Docker personalizada (p. 763)

Directrices de implementación de algoritmos

Implementación Requiere
código

Algoritmo
precodificado

Support para
paquetes de
terceros

Support con
el código
personalizado

Nivel de
esfuerzo

Capacitación No Sí No No Baja

Scikit-learn Sí Sí Solo la PyPI Sí Media

Spark ML Sí Sí Solo la PyPi Sí Media

XGBoost
(código abierto)

Sí Sí Solo la PyPi Sí Media

TensorFlow Sí No PyPi la Sí Media: alta

PyTorch Sí No PyPi la Sí Media: alta

MXNet Sí No PyPi la Sí Media: alta

Chainer Sí No PyPi solo Sí Media: alta

Imagen
personalizada

Sí No Sí, desde
cualquier
origen

Sí Alta

Utilizar un algoritmo integrado
Al elegir un algoritmo para su tipo de problema y datos, la opción más fácil es utilizar uno de los algoritmos
integrados de Amazon SageMaker. Estos algoritmos incorporados vienen con dos beneficios principales.

• Los algoritmos integrados no requieren codificación para empezar a ejecutar experimentos. Las únicas
entradas que necesita proporcionar son los datos, los hiperparámetros y los recursos informáticos.
Esto le permite ejecutar experimentos más rápidamente, con menos sobrecarga para el seguimiento de
resultados y cambios de código.

• Los algoritmos incorporados vienen con paralelización en múltiples instancias informáticas y
compatibilidad con GPU de inmediato para todos los algoritmos aplicables (algunos algoritmos pueden
no estar incluidos debido a limitaciones inherentes). Si tiene muchos datos con los que entrenar
su modelo, la mayoría de los algoritmos incorporados pueden escalar fácilmente para satisfacer
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la demanda. Incluso si ya tiene un modelo preentrenado, puede ser más fácil usar su corolario en
SageMaker e introducir los hiperparámetros que ya conoce que portarlo, usando el modo script en un
framework soportado.

Para obtener más información sobre los algoritmos integrados proporcionados por SageMaker,
consulteUse Amazon SageMaker Built-in Algorithms (p. 765).

Para obtener información importante acerca de las rutas de registro Docker, los formatos de datos,
los tipos de instancias de EC2 recomendados y los registros de CloudWatch comunes a todos los
algoritmos integrados proporcionados por SageMaker, consulteInformación común sobre algoritmos
integrados (p. 771).

Usar el modo de secuencia de comandos en un marco
compatible
Si el algoritmo que desea utilizar para su modelo no es compatible con una opción integrada y se siente
cómodo codificando su propia solución, entonces debe considerar el uso de un marco compatible con
Amazon SageMaker. Esto se conoce como «modo de script» porque escribe su código personalizado
(script) en un archivo de texto con un.py. Como indica la tabla anterior, SageMaker es compatible con
la mayoría de los marcos de aprendizaje automático más populares. Estos marcos vienen precargados
con el marco correspondiente y algunos paquetes adicionales de Python, como Pandas y NumPy, por
lo que puede escribir su propio código para entrenar un algoritmo. Estos marcos también le permiten
instalar cualquier paquete Python alojado en PyPi incluyendo un archivo requirements.txt con su código
de entrenamiento o incluir sus propios directorios de código. R también es compatible de forma nativa en
los núcleos de portátiles SageMaker. Algunos marcos, como scikit-learn y Spark ML, tienen algoritmos
precodificados que puede usar fácilmente, mientras que otros marcos como TensorFlow y PyTorch pueden
requerir que implemente el algoritmo usted mismo. La única limitación cuando se utiliza una imagen de
marco compatible es que no se puede importar ningún paquete de software que no esté alojado en PyPi o
que no esté ya incluido con la imagen del marco.

Para obtener más información sobre los marcos soportados por SageMaker, consulteUso de marcos de
aprendizaje automático, Python y R con Amazon SageMaker (p. 18).

Usar una imagen de Docker personalizada
Los algoritmos integrados de Amazon SageMaker y los marcos compatibles deben cubrir la mayoría de los
casos de uso, pero en ocasiones es posible que necesite utilizar un algoritmo de un paquete que no esté
incluido en ninguno de los marcos compatibles. Es posible que también tenga un modelo preentrenado
seleccionado o persistido en algún lugar que necesite implementar. SageMaker utiliza imágenes de
Docker para alojar la formación y el servicio de todos los modelos, por lo que puede proporcionar su propia
imagen de Docker personalizada si el paquete o software que necesita no está incluido en un framework
compatible. Este puede ser su propio paquete de Python o un algoritmo codificado en un lenguaje como
Stan o Julia. Para estas imágenes también debe configurar el entrenamiento del algoritmo y el servicio
del modelo correctamente en su Dockerfile. Esto requiere conocimientos intermedios de Docker y no se
recomienda a menos que se sienta cómodo escribiendo su propio algoritmo de aprendizaje automático.
La imagen de Docker debe cargarse en un repositorio en línea, como Amazon Elastic Container Registry
(ECR), antes de que pueda entrenar y servir correctamente su modelo.

Para obtener más información sobre las imágenes de Docker personalizadas en SageMaker, consulteUso
de contenedores Docker con SageMaker  (p. 2236).
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Tipos de problemas para los paradigmas básicos de
aprendizaje automático
Las tres secciones siguientes describen los principales tipos de problemas abordados por los tres
paradigmas básicos para el aprendizaje automático. Para obtener una lista de los algoritmos integrados
que SageMaker proporciona para solucionar estos tipos de problemas, consulteUse Amazon SageMaker
Built-in Algorithms (p. 765).

Temas
• Aprendizaje supervisado (p. 764)
• Unsupervised learning (p. 764)
• Aprendizaje por refuerzo (p. 765)

Aprendizaje supervisado
Si su conjunto de datos consta de entidades o atributos (entradas) que contienen valores objetivo
(salidas), entonces tiene un problema de aprendizaje supervisado. Si sus valores objetivo son categóricos
(matemáticamente discretos), entonces tiene unProblema de clasificación. Es una práctica estándar
distinguir la clasificación binaria de la multiclase.

• Clasificación binariaEs un tipo de aprendizaje supervisado que asigna un individuo a una de dos clases
predefinidas y mutuamente excluyentes basadas en sus atributos. Se considera supervisado porque
los modelos se entrenan utilizando ejemplos en los que los atributos se proporcionan con objetos
etiquetados correctamente. Un ejemplo de clasificación binaria es un diagnóstico médico de si un
individuo tiene una enfermedad o no en función de los resultados de las pruebas de diagnóstico.

• Multiclass classification is a type of supervised learning that assigns an individual to one of several
classes based on the individual's attributes. It is supervised because the models are trained using
examples in which the attributes are provided with correctly labeled objects. Un ejemplo es la predicción
del tema más relevante para un documento de texto. A document may be classified as being about
religion, politics, or finance, or as about one of several other predefined topic classes.

If the target values you are trying to predict are mathematically continuous, then you have a regression
problem. La regresión estima los valores de una variable objetivo dependiente en función de una o más
variables o atributos que están correlacionados con ella. An example is the prediction of house prices using
features like the number of bathrooms and bedrooms and the square footage of the house and garden. El
análisis de regresión puede crear un modelo que tome una o más de estas características como entrada y
prediga el precio de la casa.

For more information on the built-in supervised learning algorithms provided by SageMaker, see
Capacitación supervisada (p. 769).

Unsupervised learning
If your data set consists of features or attributes (inputs) that do not contain labels or target values
(outputs), then you have an unsupervised learning problem. In this type of problem, the output must be
predicted based on the pattern discovered in the input data. The goal in unsupervised learning problems
is to discover patterns such groupings within the data. There are a large variety of tasks or problem types
to which unsupervised learning can be applied. Principal component and cluster analyses are two of the
main methods commonly deployed for preprocessing data. Here is a short list of problem types that can be
addressed by unsupervised learning:

• Dimension reduction is typically part of a data exploration step used to determine the most relevant
features to use for model construction. The idea is to transform data from a high-dimensional, sparsely
populated space into a low-dimensional space that retains most significant properties of the original
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data. This provides relief for the curse of dimensionality that can arise with sparsely populated, high-
dimensional data on which statistical analysis becomes problematic. It can also be used to help
understand data, reducing high-dimensional data to a lower dimensionality that can be visualized.

• Cluster analysis is a class of techniques that are used to classify objects or cases into groups called
clusters. Si intenta buscar agrupaciones discretas dentro de datos, en las que los miembros de un
grupo son lo más parecido posible que otro y lo más diferente posible de los miembros de otros grupos.
You define the features or attributes that you want the algorithm to use to determine similarity, select a
distance function to measure similarity, and specify the number of clusters to use in the analysis.

• Anomaly detection is the identification of rare items, events, or observations in a data set which raise
suspicions because they differ significantly from the rest of the data. The identification of anomalous
items can be used, for example, to detect bank fraud or medical errors. Anomalies are also referred to as
outliers, novelties, noise, deviations, and exceptions.

• Density estimation is the construction of estimates of unobservable underlying probability density
functions based on observed data. A natural use of density estimates is for data exploration. Density
estimates can discover features such as skewness and multimodality in the data. The most basic form of
density estimation is a rescaled histogram.

SageMaker provides several built-in machine learning algorithms that you can use for these unsupervised
learning tasks. For more information on the built-in unsupervised algorithms provided by SageMaker, see
Aprendizaje sin supervisión (p. 769).

Aprendizaje por refuerzo
Reinforcement learning is a type of learning that is based on interaction with the environment. This type of
learning is used by an agent that must learn behavior through trial-and-error interactions with a dynamic
environment in which the goal is to maximize the long-term rewards that the agent receives as a result of its
actions. Rewards are maximized by trading off exploring actions that have uncertain rewards with exploiting
actions that have known rewards.

For more information on SageMaker's frameworks, toolkits, and environments for reinforcement learning,
see Utilizar el aprendizaje por refuerzo con Amazon SageMaker (p. 1609).

Use Amazon SageMaker Built-in Algorithms
Amazon SageMaker provides a suite of built-in algorithms to help data scientists and machine learning
practitioners get started on training and deploying machine learning models quickly. For someone that is
new to SageMaker, choosing the right algorithm for your particular use case can be a challenging task. The
following table provides a quick cheat sheet that shows how you can start with an example problem or use
case and find an appropriate built-in algorithm offered by SageMaker that is valid for that problem type.
Additional guidance organized by learning paradigms (supervised and unsupervised) and important data
domains (text and images) is provided in the sections following the table.

Table: Mapping use cases to built-in algorithms

Example problems
and use cases

Learning paradigm
or domain

Tipos de
problemas

Data input format Built-in algorithms

Predict if an item
belongs to a
category: an email
spam filter

Capacitación
supervisada (p. 769)

Binary/multi-class
classification

Tabular Algoritmo de
máquinas de
factorización (p. 1437),
Algoritmo k
vecinos más
próximos (k-
NN) (K-Nearest
Neighbors) (p. 1478),
Algoritmo de
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Example problems
and use cases

Learning paradigm
or domain

Tipos de
problemas

Data input format Built-in algorithms

aprendizaje
lineal (p. 1493),
Algoritmo
XGBoost (p. 1580)

Predict a numeric/
continuous value:
estimate the value
of a house

Regresión Tabular Algoritmo de
máquinas de
factorización (p. 1437),
Algoritmo k
vecinos más
próximos (k-
NN) (K-Nearest
Neighbors) (p. 1478),
Algoritmo de
aprendizaje
lineal (p. 1493),
Algoritmo
XGBoost (p. 1580)

Based on
historical data for
a behavior, predict
future behavior:
predict sales on a
new product based
on previous sales
data.

Time-series
forecasting

Tabular Algoritmo
de previsión
DeepAR (p. 1421)

Drop those
columns from a
dataset that have
a weak relation
with the label/
target variable:
the color of a car
when predicting its
mileage.

Feature
engineering:
dimensionality
reduction

Tabular Algoritmo de
análisis de
componente
principal
(PCA) (p. 1544)

Detect abnormal
behavior in
application: spot
when an IoT
sensor is sending
abnormal readings

Detección de
anomalías

Tabular Algoritmo de
bosque de
corte aleatorio
(RCF) (p. 1548)

Protect your
application from
suspicious users:
detect if an IP
address accessing
a service might be
from a bad actor

Aprendizaje sin
supervisión (p. 769)

IP anomaly
detection

Tabular Información de
IP (p. 1460)
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Example problems
and use cases

Learning paradigm
or domain

Tipos de
problemas

Data input format Built-in algorithms

Improve the data
embeddings of the
high-dimensional
objects: identify
duplicate support
tickets or find the
correct routing
based on similarity
of text in the tickets

Embeddings:
convert high-
dimensional
objects into low-
dimensional space.

Tabular Algoritmo
Object2Vec (p. 1516)

Group similar
objects/data
together: find
high-, medium-,
and low-spending
customers from
their transaction
histories

Agrupación o
agrupación

Tabular Algoritmo k-
means (p. 1470)

Organizar un
conjunto de
documentos
en temas (no
conocidos de
antemano):
etiquetar un
documento como
perteneciente a
una categoría
médica en función
de los términos
utilizados en el
documento.

Modelado de
temas

Texto Algoritmo
Asignación latente
de Dirichlet
(LDA) (p. 1487),
Algoritmo de
Modelo de
tema neuronal
(NTM) (p. 1510)

Asignar categorías
predefinidas a
documentos
en un corpus:
clasificar libros
de una biblioteca
en disciplinas
académicas

Clasificación de
textos

Texto Algoritmo
BlazingText (p. 1411)

Convertir texto de
un idioma a otro:
Español A Inglés

Traducción
automática
Algoritmo de

Texto Algoritmo de
secuencia a
secuencia (p. 1567)

Resumir un corpus
de texto largo:
un resumen para
un trabajo de
investigación

Análisis
textual (p. 770)

Resumen del texto Texto Algoritmo de
secuencia a
secuencia (p. 1567)
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Example problems
and use cases

Learning paradigm
or domain

Tipos de
problemas

Data input format Built-in algorithms

Convertir archivos
de audio en
texto: transcribir
conversaciones del
centro de llamadas
para un análisis
más detallado

Discurso a Texto Texto Algoritmo de
secuencia a
secuencia (p. 1567)

Etiquetar/etiquetar
una imagen
basada en el
contenido de la
imagen: alertas
sobre el contenido
para adultos en
una imagen

Clasificación
de imágenes y
etiquetas múltiples

Imagen Algoritmo de
clasificación de
imágenes (p. 1447)

Detectar personas
y objetos en una
imagen: la policía
revisa una gran
galería de fotos
para una persona
desaparecida

Detección y
clasificación de
objetos

Imagen Algoritmo de
detección de
objetos (p. 1533)

Etiquetar
cada píxel de
una imagen
individualmente
con una categoría:
los coches
autoconducidos
se preparan para
identificar objetos
en su camino

Gema Image
Processing (p. 770)

Visión artificial Imagen Algoritmo de
segmentación
semántica (p. 1556)

Para obtener información importante sobre las rutas de registro Docker, los formatos de datos, los
tipos de instancias de Amazon EC2 reanudados y los registros de CloudWatch comunes a todos los
algoritmos integrados proporcionados por SageMaker, consulteInformación común sobre algoritmos
integrados (p. 771).

Las siguientes secciones proporcionan orientación adicional para los algoritmos integrados de Amazon
SageMaker agrupados por los paradigmas de aprendizaje supervisados y no supervisados a los que
pertenecen. Para obtener descripciones de estos paradigmas de aprendizaje y sus tipos de problemas
asociados, consulteElegir un algoritmo (p. 761). También se proporcionan secciones para los algoritmos
incorporados de SageMaker disponibles para abordar dos dominios importantes de aprendizaje
automático: análisis textual y procesamiento de imágenes.

• Capacitación supervisada (p. 769)
• Aprendizaje sin supervisión (p. 769)
• Análisis textual (p. 770)
• Gema Image Processing (p. 770)
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Capacitación supervisada
Amazon SageMaker proporciona varios algoritmos de propósito general integrados que se pueden utilizar
para problemas de clasificación o regresión.

• Algoritmo de aprendizaje lineal (p. 1493): aprende una función lineal para la regresión o una función de
umbral lineal para la clasificación.

• Algoritmo de máquinas de factorización (p. 1437): una extensión de un modelo lineal que se ha
diseñado para capturar económicamente interacciones entre características dentro de conjuntos de
datos dispersos de grandes dimensiones.

• Algoritmo XGBoost (p. 1580)—implementación del algoritmo de árboles impulsados por gradientes que
combina un conjunto de estimaciones a partir de un conjunto de modelos más simples y más débiles.

• Algoritmo k vecinos más próximos (k-NN) (K-Nearest Neighbors) (p. 1478): un método no paramétrico
que utiliza los k puntos etiquetados más cercanos para asignar una etiqueta a un nuevo punto de datos
para la clasificación o un valor objetivo previsto a partir del promedio de los k puntos más cercanos para
la regresión.

Amazon SageMaker también proporciona varios algoritmos de aprendizaje supervisado integrados que se
utilizan para tareas más especializadas durante la ingeniería de características y la previsión de datos de
series temporales.

• Algoritmo Object2Vec (p. 1516), un nuevo algoritmo multipropósito altamente personalizable utilizado
para la ingeniería de características. Puede aprender integraciones densas de baja dimensionalidad de
objetos de alta dimensionalidad para producir características que mejoran la eficiencia de entrenamiento
para modelos descendentes. Si bien este es un algoritmo supervisado, ya que requiere datos
etiquetados para el entrenamiento, hay muchos escenarios en los que las etiquetas de relación se
pueden obtener puramente a partir de agrupaciones naturales en datos, sin ninguna anotación humana
explícita.

• Algoritmo de previsión DeepAR (p. 1421)—un algoritmo de aprendizaje supervisado para las series
temporales (monodimensionales) escalares de previsión que utilizan las redes neuronales recurrentes
(RNN).

Aprendizaje sin supervisión
Amazon SageMaker proporciona varios algoritmos integrados que se pueden utilizar para una variedad de
tareas de aprendizaje no supervisadas, como la agrupación en clústeres, la reducción de dimensiones, el
reconocimiento de patrones y la detección de anomalías.

• Algoritmo de análisis de componente principal (PCA) (p. 1544): reduce la dimensionalidad (número de
entidades) dentro de un conjunto de datos proyectando puntos de datos en los primeros componentes
principales. El objetivo es conservar la mayor cantidad de información o variación posible. Para los
matemáticos, los componentes principales son vectores propios de la matriz de covarianza de los datos.

• Algoritmo k-means (p. 1470): encuentra agrupaciones discretas dentro de datos, en las que los
miembros de un grupo son lo más similares posible que otro y lo más diferente posible de los miembros
de otros grupos.

• Información de IP (p. 1460): aprende los patrones de uso de direcciones IPv4. Está diseñado para
capturar asociaciones entre las direcciones IPv4 y diversas entidades, como ID de usuario o números de
cuenta.

• Algoritmo de bosque de corte aleatorio (RCF) (p. 1548): detecta puntos de datos anómalos dentro de un
conjunto de datos que difieren de los datos bien estructurados y con patrones.
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Análisis textual
SageMaker proporciona algoritmos adaptados al análisis de documentos textuales utilizados en el
procesamiento de lenguaje natural, clasificación o resumen de documentos, modelado o clasificación de
temas, y transcripción o traducción de idiomas.

• Algoritmo BlazingText (p. 1411)—una implementación muy optimizada de los algoritmos de clasificación
de textos y Word2vec que se escalan fácilmente a grandes conjuntos de datos. Es útil para muchas
tareas de procesamiento de lenguajes naturales (NLP).

• Algoritmo de secuencia a secuencia (p. 1567): un algoritmo supervisado comúnmente utilizado para la
traducción automática neuronal.

• Algoritmo Asignación latente de Dirichlet (LDA) (p. 1487): un algoritmo adecuado para determinar temas
en un conjunto de documentos. Se trata de un algoritmo no supervisado, lo que significa que no utiliza
datos de ejemplo con respuestas durante la capacitación.

• Algoritmo de Modelo de tema neuronal (NTM) (p. 1510): otra técnica sin supervisar para la
determinación de temas en un conjunto de documentos mediante un enfoque de redes neuronales.

Gema Image Processing
SageMaker también proporciona algoritmos de procesamiento de imágenes que se utilizan para la
clasificación de imágenes, la detección de objetos y la visión por computadora.

• Algoritmo de clasificación de imágenes (p. 1447): utiliza datos de ejemplo con respuestas (se
denominaAlgoritmo supervisado). Utilice este algoritmo para clasificar imágenes.

• Algoritmo de segmentación semántica (p. 1556)Proporciona un enfoque de nivel de píxel detallado para
desarrollar aplicaciones de visión artificial.

• Algoritmo de detección de objetos (p. 1533): detecta y clasifica objetos en las imágenes mediante una
única red neuronal profunda. Es un algoritmo de aprendizaje supervisado que toma como entrada e
identifica todas las instancias de objetos dentro de la escena de una imagen.

Temas
• Información común sobre algoritmos integrados (p. 771)
• Algoritmo BlazingText (p. 1411)
• Algoritmo de previsión DeepAR (p. 1421)
• Algoritmo de máquinas de factorización (p. 1437)
• Algoritmo de clasificación de imágenes (p. 1447)
• Información de IP (p. 1460)
• Algoritmo k-means (p. 1470)
• Algoritmo k vecinos más próximos (k-NN) (K-Nearest Neighbors) (p. 1478)
• Algoritmo Asignación latente de Dirichlet (LDA) (p. 1487)
• Algoritmo de aprendizaje lineal (p. 1493)
• Algoritmo de Modelo de tema neuronal (NTM) (p. 1510)
• Algoritmo Object2Vec (p. 1516)
• Algoritmo de detección de objetos (p. 1533)
• Algoritmo de análisis de componente principal (PCA) (p. 1544)
• Algoritmo de bosque de corte aleatorio (RCF) (p. 1548)
• Algoritmo de segmentación semántica (p. 1556)
• Algoritmo de secuencia a secuencia (p. 1567)
• Algoritmo XGBoost (p. 1580)
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Información común sobre algoritmos integrados
La siguiente tabla muestra los parámetros de cada algoritmo proporcionado por Amazon SageMaker.

Nombre de
algoritmo

Nombre de
canal

Modo de
entrada de
capacitación

Tipo de
archivo

Clase de
instancia

Paralelizable

BlazingText capacitación Archivo o
canalización

Archivo
de texto
(una frase
por línea
con tokens
separados
por
espacios)

GPU (solo
instancia
única) o
CPU

No

Previsión
DeepAR

capacitación
y prueba
(opcional)

Archivos Líneas de
JSON o
Parquet

GPU o CPU Sí

Máquinas de
factorización

capacitación
y prueba
(opcional)

Archivo o
canalización

recordIO-
protobuf

CPU (GPU
para datos
densos)

Sí

Clasificación
de imágenes

capacitación
y validación,
(opcional)
train_lst,
validation_lst
y modelo

Archivo o
canalización

recordIO o
archivos de
imagen (.jpg
o .png)

GPU Sí

Información
de IP

capacitación
y validación
(opcional)

Archivos CSV CPU o GPU Sí

k-means capacitación
y prueba
(opcional)

Archivo o
canalización

recordIO-
protobuf o
CSV

CPU o
GPUCommon
(dispositivo
de GPU
único en
una o varias
instancias)

No

k-nearest-
neighbor (k-
NN)

capacitación
y prueba
(opcional)

Archivo o
canalización

recordIO-
protobuf o
CSV

CPU o GPU
(dispositivo
de GPU
único en
una o varias
instancias)

Sí

LDA capacitación
y prueba
(opcional)

Archivo o
canalización

recordIO-
protobuf o
CSV

CPU (solo
instancia
única)

No

Aprendiz
lineal

capacitación
y validación
(opcional),

Archivo o
canalización

recordIO-
protobuf o
CSV

CPU o GPU Sí
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Nombre de
algoritmo

Nombre de
canal

Modo de
entrada de
capacitación

Tipo de
archivo

Clase de
instancia

Paralelizable

prueba o
ambos

Modelo
de temas
neuronal

capacitación
y validación
(opcional),
prueba o
ambos

Archivo o
canalización

recordIO-
protobuf o
CSV

GPU o CPU Sí

Object2Vec capacitación
y validación
(opcional),
prueba o
ambos

Archivos Líneas de
JSON

GPU o
CPU (solo
instancia
única)

No

Detección de
objetos

capacitación
y validación,
(opcional)
train_annotation,
validation_annotation
y modelo

Archivo o
canalización

recordIO o
archivos de
imagen (.jpg
o .png)

GPU Sí

PCA capacitación
y prueba
(opcional)

Archivo o
canalización

recordIO-
protobuf o
CSV

GPU o CPU Sí

Bosque
de corte
aleatorio

capacitación
y prueba
(opcional)

Archivo o
canalización

recordIO-
protobuf o
CSV

CPU Sí

Segmentación
semántica

capacitación
y validación,
train_annotation,
validation_annotation
y (opcional)
label_map y
modelo

Archivo o
canalización

Archivos de
imagen

GPU (solo
instancia
única)

No

Modelo
Seq2Seq

capacitación,
validación y
vocabulario

Archivos recordIO-
protobuf

GPU (solo
instancia
única)

No

XGBoost
(0.90-1,
0.90-2,
1.0-1, 1.2-1,
1.2-1, 1.2-1,
1.2-21

capacitación
y validación
(opcional)

Archivo o
canalización

CSV,
LibSVM o
Parquet

CPU (o GPU
para 1.2-1)

Sí

Los algoritmos que son paralelizables se pueden implementar en varias instancias de cómputo para
capacitación distribuida.
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En los temas siguientes se proporciona información sobre las rutas de registro de Docker, los formatos
de datos, los tipos de instancia recomendados de Amazon EC2 y los registros de CloudWatch comunes a
todos los algoritmos integrados proporcionados por Amazon SageMaker.

Temas
• Rutas de registro de Docker y código de ejemplo (p. 773)
• Formatos de datos comunes para algoritmos integrados (p. 1400)
• Tipos de instancia para algoritmos integrados (p. 1409)
• Registros para algoritmos integrados (p. 1410)

Rutas de registro de Docker y código de ejemplo

En los temas siguientes se enumeran la ruta de acceso del registro de Docker y otros parámetros para
cada uno de los algoritmos proporcionados por Amazon SageMaker y Deep Learning Containers (DLC).

Utilice la ruta de acceso de la siguiente manera:

• Para crear un trabajo de entrenamiento (create_training_job), especifique la ruta de acceso del registro
Docker (TrainingImage) y el modo de entrada de entrenamiento (TrainingInputMode) para la
imagen de entrenamiento. Cree un trabajo de capacitación para capacitar un modelo mediante un
conjunto de datos específico.

• Para crear un modelo (create_model), especifique la ruta de acceso del registro Docker (Image) para la
imagen de inferencia (PrimaryContainer Image). SageMaker lanza instancias de computación de
aprendizaje automático que se basan en la configuración de punto de enlace e implementa el modelo,
que incluye artefactos (el resultado de la capacitación de modelos).

Note

Para la ruta de acceso del Registro, utilice el:1para asegurarse de que utiliza una versión
estable del algoritmo o DLC. Puede alojar de forma fiable un modelo de capacitación mediante
una imagen con la etiqueta :1 en la imagen de inferencia que tiene la etiqueta :1. Uso de
la:latestEn la ruta de registro, se le proporcionará la versión más actualizada del algoritmo o
DLC, pero pueden generarse problemas de compatibilidad con versiones anteriores. Evite utilizar
la etiqueta :latest para fines de producción.
Para XGBoost, no use:latestor:1. Utilice la versión específica que necesite, como:0.90-1-
cpu-py3,:0.90-2-cpu-py3,:1.0-1-cpu-py3, o bien:1.2-1.

Para encontrar la ruta de acceso del Registro, elija la opciónAWSRegión y, a continuación, elija el
algoritmo o DLC.

Temas
• Código de ejemplo y rutas de registro de Docker para EE.UU. Este (Ohio) (us-east-2) (p. 774)
• Docker Registry Paths and Example Code for US East (N. Virginia) (us-east-1) (p. 802)
• Rutas de Registro de Docker y código de ejemplo para EE.UU. Oeste (Norte de California) (us-

west-1) (p. 832)
• Código de ejemplo y rutas de registro de Docker para EE. UU. Oeste (Oregón) (us-west-2) (p. 860)
• Rutas de Docker y código de ejemplo para África (Ciudad del Cabo) (af-south-1) (p. 888)
• Rutas de Docker Registry y código de ejemplo para Asia Pacífico (Hong Kong) (ap-east-1) (p. 916)
• Rutas de registro de Docker y código de ejemplo para Asia Pacífico (Mumbai) (ap-south-1) (p. 942)
• Rutas de acceso a Docker y código de ejemplo para Asia Pacífico (Seúl) (ap-northeast-2) (p. 970)
• Rutas de acceso a Docker y código de ejemplo para Asia Pacífico (Singapur) (ap-

southeast-1) (p. 998)
• Docker Registry Paths and Example Code for Asia Pacific (Sydney) (ap-southeast-2) (p. 1025)
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• Docker Registry Paths and Example Code for Asia Pacific (Tokyo) (ap-northeast-1) (p. 1052)
• Docker Registry Paths and Example Code for Canada (Central) (ca-central-1) (p. 1079)
• Docker Registry Paths and Example Code for China (Beijing) (cn-north-1) (p. 1106)
• Docker Registry Paths and Example Code for China (Ningxia) (cn-northwest-1) (p. 1131)
• Rutas de registro Docker y código de ejemplo para Europa (Fráncfort) (eu-central-1) (p. 1157)
• Rutas de Docker Registry y código de ejemplo para Europa (Irlanda) (eu-west-1) (p. 1185)
• Código de ejemplo para Europa (Londres) (eu-west-2) (p. 1212)
• Rutas de registro de Docker y código de ejemplo para Europa (París) (p. 1240)
• Rutas de Docker y código de ejemplo para Europa (Estocolmo) (eu-north-1) (p. 1266)
• Código de ejemplo para Europa (Milán) (eu-south-1) (p. 1292)
• Rutas de registro de Docker y código de ejemplo para Oriente Medio (Baréin) (me-south-1) (p. 1318)
• Rutas de registro de Docker y código de ejemplo para América del Sur (São Paulo) (sa-

east-1) (p. 1344)
• Rutas de registro de Docker y código de ejemplo paraAWSGovCloud (EE. UU. Oeste) (us-gov-

west-1) (p. 1371)

Código de ejemplo y rutas de registro de Docker para EE.UU. Este (Ohio) (us-east-2)

En los siguientes temas se enumeran los parámetros para cada uno de los algoritmos y contenedores de
aprendizaje profundo de esta región proporcionados por Amazon SageMaker.

Temas
• BlazingText (algoritmo) (p. 775)
• Cadena (DLC) (p. 775)
• Clarificar (algoritmo) (p. 776)
• Data Wrangler (algoritmo) (p. 776)
• Depurador (algoritmo) (p. 776)
• DeepAR Forecasting (algoritmo) (p. 777)
• Máquinas de factorización (algoritmo) (p. 777)
• Cara de abrazo (algoritmo) (p. 777)
• Información IP (algoritmo) (p. 778)
• Clasificación de imágenes (algoritmo) (p. 778)
• Inferentia MXNet (DLC) (p. 778)
• Inferentia PyTorch (DLC) (p. 779)
• Algoritmo k-means (p. 779)
• KNN (algoritmo) (p. 779)
• LDA (algoritmo) (p. 780)
• Lineal Learner (algoritmo) (p. 780)
• MXNet (DLC) (p. 780)
• Coach MXNet (DLC) (p. 783)
• Monitor de modelo (algoritmo) (p. 783)
• NTM (algoritmo) (p. 784)
• Clasificación de imágenes (algoritmo) (p. 784)
• Neo MXNet (DLC) (p. 784)
• Neo PyTorch (DLC) (p. 785)
• Neo Tensorflow (DLC) (p. 785)
• Neo XGBoost (algoritmo) (p. 786)
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• Detección de objetos (algoritmo) (p. 786)
• Object2Vec (p. 786)
• PCA (algoritmo) (p. 786)
• PyTorch (DLC) (p. 787)
• Bosque de corte aleatorio (algoritmo) (p. 789)
• Ray PyTorch (DLC) (p. 789)
• Algoritmo de Scikit-learn (p. 790)
• Segmentación semántica (algoritmo) (p. 790)
• Seq2Seq (algorithm) (p. 790)
• Spark (algorithm) (p. 791)
• SparkML Serving (algorithm) (p. 791)
• Tensorflow (DLC) (p. 791)
• Tensorflow Coach (DLC) (p. 799)
• Tensorflow Inferentia (DLC) (p. 799)
• Tensorflow Ray (DLC) (p. 800)
• VW (algorithm) (p. 801)
• XGBoost (algorithm) (p. 801)

BlazingText (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='blazingtext',region='us-east-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

825641698319.dkr.ecr.us-
east-2.amazonaws.com/
blazingtext:<tag>

1 inferencia, capacitación

Cadena (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='chainer',region='us-
east-2',version='5.0.0',py_version='py3',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
chainer:<tag>

4.0.0 inferencia,
capacitación

CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
chainer:<tag>

4.1.0 inferencia,
capacitación

CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
chainer:<tag>

5.0.0 inferencia,
capacitación

CPU, GPU py2, py3

Clarificar (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='clarify',region='us-
east-2',version='1.0',image_scope='processing')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

211330385671.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-clarify-
processing:<tag>

1.0 Procesamiento

Data Wrangler (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='data-wrangler',region='us-east-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

415577184552.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
data-wrangler-
container:<tag>

1.x Procesamiento

Depurador (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='debugger',region='us-east-2')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

915447279597.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-debugger-
rules:<tag>

latest Debugger

DeepAR Forecasting (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='forecasting-deepar',region='us-east-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

566113047672.dkr.ecr.us-
east-2.amazonaws.com/
forecasting-
deepar:<tag>

1 Capacitación, inferencia

Máquinas de factorización (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='factorization-machines',region='us-east-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

404615174143.dkr.ecr.us-
east-2.amazonaws.com/
factorization-
machines:<tag>

1 Capacitación, inferencia

Cara de abrazo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='huggingface',region='us-
east-2',version='4.4.2',image_scope='training',base_framework_version='tensorflow2.4.1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

763104351884.dkr.ecr.us-
east-2.amazonaws.com/

4.4.2 Capacitación
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

huggingface-pytorch-
training:<tag>

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
huggingface-pytorch-
training:<tag>

4.5.0 Capacitación

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.4.2 Capacitación

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.5.0 Capacitación

Información IP (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ipinsights',region='us-east-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

404615174143.dkr.ecr.us-
east-2.amazonaws.com/
ipinsights:<tag>

1 Capacitación, inferencia

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification',region='us-east-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

825641698319.dkr.ecr.us-
east-2.amazonaws.com/
image-
classification<tag>

1 Capacitación, inferencia

Inferentia MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.
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from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-mxnet',region='us-
east-2',version='1.5.1',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

007439368137.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-neo-
mxnet:<tag>

1.5.1 Inferencia in py3

Inferentia PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-pytorch',region='us-
east-2',version='1.5.1',py_version='py3')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

007439368137.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-neo-
pytorch:<tag>

1.5.1 Inferencia in py3

Algoritmo k-means

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='kmeans',region='us-east-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

404615174143.dkr.ecr.us-
east-2.amazonaws.com/
kmeans:<tag>

1 Capacitación, inferencia

KNN (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='knn',region='us-east-2')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

404615174143.dkr.ecr.us-
east-2.amazonaws.com/
knn:<tag>

1 Capacitación, inferencia

LDA (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='lda',region='us-east-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

999911452149.dkr.ecr.us-
east-2.amazonaws.com/
lda:<tag>

1 Capacitación, inferencia

Lineal Learner (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='linear-learner',region='us-east-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

404615174143.dkr.ecr.us-
east-2.amazonaws.com/
linear-learning:<tag>

1 Capacitación, inferencia

MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='mxnet',region='us-
east-2',version='1.4.1',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-mxnet-
eia:<tag>

1.3.0 eia CPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-mxnet-
serving-eia:<tag>

1.4.0 eia CPU py2, py3

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-mxnet-
serving<tag>

1.4.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-mxnet-
serving<tag>

1.4.1 Inferencia CPU, GPU py2

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
mxnet<tag>

0.12.1 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
mxnet<tag>

0.12.1 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
mxnet<tag>

1.0.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
mxnet<tag>

1.0.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
mxnet<tag>

1.1.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
mxnet<tag>

1.1.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
mxnet<tag>

1.2.1 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
mxnet<tag>

1.2.1 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
mxnet<tag>

1.3.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
mxnet<tag>

1.3.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
mxnet<tag>

1.4.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
mxnet<tag>

1.4.1 Capacitación CPU, GPU py2

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
mxnet-inference-
eia:<tag>

1.4.1 eia CPU py2, py3

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
mxnet-inference-
eia:<tag>

1.5.1 eia CPU py2, py3

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
mxnet-inference-
eia:<tag>

1.7.0 eia CPU py3

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
mxnet-
inference:<tag>

1.4.1 Inferencia CPU, GPU py3

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
mxnet-
inference:<tag>

1.6.0 Inferencia CPU, GPU py2, py3

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
mxnet-
inference:<tag>

1.7.0 Inferencia CPU, GPU py3

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
mxnet-
inference:<tag>

1.8.0 Inferencia CPU, GPU py37
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
mxnet-
training:<tag>

1.4.1 Capacitación CPU, GPU py3

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
mxnet-
training:<tag>

1.6.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
mxnet-
training:<tag>

1.7.0 Capacitación CPU, GPU py3

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
mxnet-
training:<tag>

1.8.0 Capacitación CPU, GPU py37

Coach MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-mxnet',region='us-
east-2',version='0.11',py_version='py3',image_scope='training',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11-
<tag>

0,11 Capacitación CPU, GPU py3

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11.0-
<tag>

0.11.0 Capacitación CPU, GPU py3

Monitor de modelo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='model-monitor',region='us-east-2')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

777275614652.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-model-
monitor-analyzer:<tag>

  Monitorización de

NTM (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ntm',region='us-east-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

404615174143.dkr.ecr.us-
east-2.amazonaws.com/
ntm:<tag>

1 Capacitación, inferencia

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification-neo',region='us-east-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

007439368137.dkr.ecr.us-
east-2.amazonaws.com/
image-classification-
neo:<tag>

latest Inferencia

Neo MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-mxnet',region='us-
east-2',version='1.8',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

007439368137.dkr.ecr.us-
east-2.amazonaws.com/

1.8 Inferencia CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

sagemaker-
inference-
mxnet:<tag>

Neo PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-pytorch',region='us-
east-2',version='1.6',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

007439368137.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
inference-
pytorch<tag>

1.4 Inferencia CPU, GPU py3

007439368137.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
inference-
pytorch<tag>

1.5 Inferencia CPU, GPU py3

007439368137.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
inference-
pytorch<tag>

1.6 Inferencia CPU, GPU py3

Neo Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-tensorflow',region='us-
east-2',version='1.15.3',py_version='py3',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

007439368137.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-

1.15.3 Inferencia CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

inference-
tensorflow:<tag>

Neo XGBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost-neo',region='us-east-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

007439368137.dkr.ecr.us-
east-2.amazonaws.com/
xgboost-neo:<tag>

latest Inferencia

Detección de objetos (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object-detection',region='us-east-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

825641698319.dkr.ecr.us-
east-2.amazonaws.com/
object-detection:<tag>

1 Capacitación, inferencia

Object2Vec

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object2vec',region='us-east-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

404615174143.dkr.ecr.us-
east-2.amazonaws.com/
object2vec:<tag>

1 Capacitación, inferencia

PCA (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.
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from sagemaker import image_uris
image_uris.retrieve(framework='pca',region='us-east-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

404615174143.dkr.ecr.us-
east-2.amazonaws.com/
pca:<tag>

1 Capacitación, inferencia

PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='pytorch',region='us-
east-2',version='1.8.0',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
pytorch:<tag>

0.4.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
pytorch:<tag>

0.4.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
pytorch:<tag>

1.0.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
pytorch:<tag>

1.0.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
pytorch:<tag>

1.1.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
pytorch:<tag>

1.1.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
east-2.amazonaws.com/

1.3.1 eia CPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

pytorch-inference-
eia:<tag>

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
pytorch-
inference<tag>

1.2.0 Inferencia CPU, GPU py2, py3

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
pytorch-
inference<tag>

1.3.1 Inferencia CPU, GPU py2, py3

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
pytorch-
inference<tag>

1.4.0 Inferencia CPU, GPU py3

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
pytorch-
inference<tag>

1.5.0 Inferencia CPU, GPU py3

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
pytorch-
inference<tag>

1.6.0 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
pytorch-
inference<tag>

1.7.1 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
pytorch-
inference<tag>

1.8.0 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
pytorch-
inference<tag>

1.8.1 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
pytorch-
training:<tag>

1.2.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
pytorch-
training:<tag>

1.3.1 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
pytorch-
training:<tag>

1.4.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
pytorch-
training:<tag>

1.5.0 Capacitación CPU, GPU py3

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
pytorch-
training:<tag>

1.6.0 Capacitación CPU, GPU py3, py36

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
pytorch-
training<tag>

1.7.1 Capacitación CPU, GPU py3, py36

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
pytorch-
training<tag>

1.8.0 Capacitación CPU, GPU py3, py36

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
pytorch-
training<tag>

1.8.1 Capacitación CPU, GPU py3, py36

Bosque de corte aleatorio (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='randomcutforest',region='us-east-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

404615174143.dkr.ecr.us-
east-2.amazonaws.com/
randomcutforest:<tag>

1 Capacitación, inferencia

Ray PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ray-pytorch',region='us-
east-2',version='0.8.5',instance_type='ml.c5.4xlarge')
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

462105765813.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.5-
antorcha<tag>

0.8.5 Capacitación CPU, GPU py36

Algoritmo de Scikit-learn

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='sklearn',region='us-
east-2',version='0.23-1',image_scope='inference')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

257758044811.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.20.0 Capacitación, inferencia

257758044811.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.23-1 Capacitación, inferencia

Segmentación semántica (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='semantic-segmentation',region='us-east-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

825641698319.dkr.ecr.us-
east-2.amazonaws.com/
semantic-
segmentation:<tag>

1 inference, training

Seq2Seq (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
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image_uris.retrieve(framework='seq2seq',region='us-east-2')

Ruta de registro Versión Job types (image scope)

825641698319.dkr.ecr.us-
east-2.amazonaws.com/
seq2seq:<tag>

1 inference, training

Spark (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='spark',region='us-
east-2',version='3.0',image_scope='processing')

Ruta de registro Versión Job types (image scope)

314815235551.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-spark-
processing:<tag>

2.4 processing

314815235551.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-spark-
processing:<tag>

3.0 processing

SparkML Serving (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='sparkml-serving',region='us-east-2',version='2.4')

Ruta de registro Versión Job types (image scope)

257758044811.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-sparkml-
serving:<tag>

2.2 inference

257758044811.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-sparkml-
serving:<tag>

2.4 inference

Tensorflow (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
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image_uris.retrieve(framework='tensorflow',region='us-
east-2',version='1.12.0',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
tensorflow-
eia:<tag>

1.10.0 eia CPU py2

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.11.0 training CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.12.0 training CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.13.1 training CPU, GPU py2

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
tensorflow-serving-
eia:<tag>

1.11.0 eia CPU -

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
tensorflow-serving-
eia:<tag>

1.12.0 eia CPU -

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
tensorflow-serving-
eia:<tag>

1.13.0 eia CPU -

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
tensorflow-
serving:<tag>

1.11.0 inference CPU, GPU -

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-

1.12.0 inference CPU, GPU -
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

tensorflow-
serving:<tag>

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.10.0 inference CPU, GPU py2

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.10.0 training CPU, GPU py2

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.4.1 inference CPU, GPU py2

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.4.1 training CPU, GPU py2

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.5.0 inference CPU, GPU py2

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.5.0 training CPU, GPU py2

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.6.0 inference CPU, GPU py2

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.6.0 training CPU, GPU py2

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.7.0 inference CPU, GPU py2

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.7.0 training CPU, GPU py2
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.8.0 inference CPU, GPU py2

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.8.0 training CPU, GPU py2

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.9.0 inference CPU, GPU py2

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.9.0 training CPU, GPU py2

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.14.0 eia CPU -

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.15.0 eia CPU -

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.0.0 eia CPU -

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.3.0 eia CPU -

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
inference:<tag>

1.13.0 inference CPU, GPU -

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
inference:<tag>

1.14.0 inference CPU, GPU -
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
inference:<tag>

1.15.0 inference CPU, GPU -

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
inference:<tag>

1.15.2 inference CPU, GPU -

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
inference:<tag>

1.15.3 inference CPU, GPU -

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
inference:<tag>

1.15.4 inference CPU, GPU -

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
inference:<tag>

1.15.5 inference CPU, GPU -

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
inference:<tag>

2.0.0 inference CPU, GPU -

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
inference:<tag>

2.0.1 inference CPU, GPU -

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
inference:<tag>

2.0.2 inference CPU, GPU -

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
inference:<tag>

2.0.3 inference CPU, GPU -

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
inference:<tag>

2.0.4 inference CPU, GPU -

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
inference:<tag>

2.1.0 inference CPU, GPU -
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
inference:<tag>

2.1.1 inference CPU, GPU -

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
inference:<tag>

2.1.2 inference CPU, GPU -

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
inference:<tag>

2.1.3 inference CPU, GPU -

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
inference:<tag>

2.2.0 inference CPU, GPU -

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
inference:<tag>

2.2.1 inference CPU, GPU -

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
inference:<tag>

2.2.2 inference CPU, GPU -

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
inference:<tag>

2.3.0 inference CPU, GPU -

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
inference:<tag>

2.3.1 inference CPU, GPU -

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
inference:<tag>

2.3.2 inference CPU, GPU -

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
inference:<tag>

2.4.1 inference CPU, GPU -

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
training:<tag>

1.13.1 training CPU, GPU py3
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
training:<tag>

1.14.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
training:<tag>

1.15.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
training:<tag>

1.15.2 training CPU, GPU py2, py3, py37

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
training:<tag>

1.15.3 training CPU, GPU py2, py3, py37

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
training:<tag>

1.15.4 training CPU, GPU py3, py36, py37

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
training:<tag>

1.15.5 training CPU, GPU py3, py36, py37

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
training:<tag>

2.0.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
training:<tag>

2.0.1 training CPU, GPU py2, py3

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
training:<tag>

2.0.2 training CPU, GPU py2, py3

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
training:<tag>

2.0.3 training CPU, GPU py3

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
training:<tag>

2.0.4 training CPU, GPU py3
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
training:<tag>

2.1.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
training:<tag>

2.1.1 training CPU, GPU py2, py3

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
training:<tag>

2.1.2 training CPU, GPU py3

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
training:<tag>

2.1.3 training CPU, GPU py3

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
training:<tag>

2.2.0 training CPU, GPU py37

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
training:<tag>

2.2.1 training CPU, GPU py37

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
training:<tag>

2.2.2 training CPU, GPU py37

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
training:<tag>

2.3.0 training CPU, GPU py37

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
training:<tag>

2.3.1 training CPU, GPU py37

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
training:<tag>

2.3.2 training CPU, GPU py37

763104351884.dkr.ecr.us-
east-2.amazonaws.com/
tensorflow-
training:<tag>

2.4.1 training CPU, GPU py37
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Tensorflow Coach (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-tensorflow',region='us-
east-2',version='1.0.0',image_scope='training',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

462105765813.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
rl-coach-
container:coach-1.0.0-
tf-<tag>

1.0.0 training CPU, GPU py3

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10-
<tag>

0.10 training CPU, GPU py3

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10.1-
<tag>

0.10.1 training CPU, GPU py3

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11-
<tag>

0.11 training CPU, GPU py3

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.0-
<tag>

0.11.0 training CPU, GPU py3

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.1-
<tag>

0.11.1 training CPU, GPU py3

Tensorflow Inferentia (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-tensorflow',region='us-
east-2',version='1.15.0',instance_type='ml.inf1.6xlarge')
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

007439368137.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-neo-
tensorflow:<tag>

1.15.0 inference inf py3

Tensorflow Ray (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='ray-tensorflow',region='us-
east-2',version='0.8.5',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

462105765813.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.2-
tf-<tag>

0.8.2 training CPU, GPU py36

462105765813.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.5-
tf-<tag>

0.8.5 training CPU, GPU py36

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5-
<tag>

0,5 training CPU, GPU py3

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5.3-
<tag>

0.5.3 training CPU, GPU py3

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6-
<tag>

0.6 training CPU, GPU py3

520713654638.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6.5-
<tag>

0.6.5 training CPU, GPU py3
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VW (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='vw',region='us-
east-2',version='8.7.0',image_scope='training')

Ruta de registro Versión Job types (image scope)

462105765813.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-rl-vw-
container:vw-8.7.0-
<tag>

8.7.0 training

XGBoost (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost',region='us-east-2',version='1.2-1')

Ruta de registro Versión Job types (image scope)

257758044811.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
xgboost:<tag>

0.90-1 inference, training

257758044811.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
xgboost:<tag>

0.90-2 inference, training

257758044811.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
xgboost:<tag>

1.0-1 inference, training

257758044811.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2-1 inference, training

257758044811.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2-2 inference, training

257758044811.dkr.ecr.us-
east-2.amazonaws.com/
sagemaker-
xgboost:<tag>

1.3-1 inference, training
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Ruta de registro Versión Job types (image scope)

825641698319.dkr.ecr.us-
east-2.amazonaws.com/
xgboost:<tag>

1 inference, training

Docker Registry Paths and Example Code for US East (N. Virginia) (us-east-1)

The following topics list parameters for each of the algorithms and deep learning containers in this region
provided by Amazon SageMaker.

Temas
• BlazingText (algorithm) (p. 803)
• Chainer (DLC) (p. 803)
• Clarify (algorithm) (p. 804)
• Data Wrangler (algorithm) (p. 804)
• Debugger (algorithm) (p. 804)
• DeepAR Forecasting (algoritmo) (p. 805)
• Máquinas de factorización (algoritmo) (p. 805)
• Cara de abrazo (algoritmo) (p. 805)
• Perspectivas de IP (algoritmo) (p. 806)
• Clasificación de imágenes (algoritmo) (p. 806)
• Inferentia MXNet (DLC) (p. 807)
• Inferentia PyTorch (DLC) (p. 807)
• Algoritmo k-means (p. 807)
• KNN (algoritmo) (p. 808)
• LDA (algoritmo) (p. 808)
• Lineal Learner (algoritmo) (p. 808)
• MXNet (DLC) (p. 809)
• Coach MXNet (DLC) (p. 811)
• Monitor de modelo (algoritmo) (p. 812)
• NTM (algoritmo) (p. 812)
• Clasificación de imágenes (algoritmo) (p. 813)
• Neo MXNet (DLC) (p. 813)
• Neo PyTorch (DLC) (p. 813)
• Neo Tensorflow (DLC) (p. 814)
• Neo XGBoost (algoritmo) (p. 814)
• Detección de objetos (algoritmo) (p. 815)
• Object2Vec (p. 815)
• PCA (algoritmo) (p. 815)
• PyTorch (DLC) (p. 816)
• Bosque de corte aleatorio (algoritmo) (p. 818)
• Ray PyTorch (DLC) (p. 818)
• Algoritmo de Scikit-learn (p. 819)
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• Segmentación semántica (algoritmo) (p. 819)
• Algoritmo Seq2Seq (p. 820)
• Spark (algoritmo) (p. 820)
• Servir SparkML (algoritmo) (p. 820)
• Tensorflow (DLC) (p. 821)
• Entrenador Tensorflow (DLC) (p. 828)
• Tensorflow Inferentia (DLC) (p. 829)
• Rayo de Tensorflow (DLC) (p. 830)
• VW (algoritmo) (p. 830)
• xgBoost (algoritmo) (p. 831)

BlazingText (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='blazingtext',region='us-east-1')

# Output path
'811284229777.dkr.ecr.us-east-1.amazonaws.com/blazingtext:1'

Ruta de registro Versión Job types (image scope)

811284229777.dkr.ecr.us-
east-1.amazonaws.com/
blazingtext:<tag>

1 inference, training

Chainer (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='chainer',region='us-
east-1',version='5.0.0',py_version='py3',image_scope='inference',instance_type='ml.c5.4xlarge')

# Output path
'520713654638.dkr.ecr.us-east-1.amazonaws.com/sagemaker-chainer:5.0.0-cpu-py3'

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
chainer:<tag>

4.0.0 inference, training CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
chainer:<tag>

4.1.0 inference, training CPU, GPU py2, py3
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
chainer:<tag>

5.0.0 inference, training CPU, GPU py2, py3

Clarify (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='clarify',region='us-
east-1',version='1.0',image_scope='processing')

# Output path
'205585389593.dkr.ecr.us-east-1.amazonaws.com/sagemaker-clarify-processing:1.0'

Ruta de registro Versión Job types (image scope)

205585389593.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-clarify-
processing:<tag>

1.0 processing

Data Wrangler (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='data-wrangler',region='us-east-1')

# Output path
'663277389841.dkr.ecr.us-east-1.amazonaws.com/sagemaker-data-wrangler-container:1.x'

Ruta de registro Versión Job types (image scope)

663277389841.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
data-wrangler-
container:<tag>

1.x processing

Debugger (algorithm)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='debugger',region='us-east-1')

# Output path
'503895931360.dkr.ecr.us-east-1.amazonaws.com/sagemaker-debugger-rules:latest'
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

503895931360.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-debugger-
rules:<tag>

latest depurador

DeepAR Forecasting (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='forecasting-deepar',region='us-east-1')

# Output path
'522234722520.dkr.ecr.us-east-1.amazonaws.com/forecasting-deepar:1'

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

522234722520.dkr.ecr.us-
east-1.amazonaws.com/
forecasting-
deepar:<tag>

1 inferencia,
entrenamiento

Máquinas de factorización (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='factorization-machines',region='us-east-1')

# Output path
'382416733822.dkr.ecr.us-east-1.amazonaws.com/factorization-machines:1'

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

382416733822.dkr.ecr.us-
east-1.amazonaws.com/
factorization-
machines:<tag>

1 inferencia,
entrenamiento

Cara de abrazo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='huggingface',region='us-
east-1',version='4.4.2',image_scope='training',base_framework_version='tensorflow2.4.1')
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# Output path
'763104351884.dkr.ecr.us-east-1.amazonaws.com/huggingface-tensorflow-training:2.4.1-
transformers4.4.2-gpu-py37'

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
huggingface-pytorch-
training:<tag>

4.4.2 Capacitación

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
huggingface-pytorch-
training:<tag>

4.5.0 Capacitación

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.4.2 Capacitación

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.5.0 Capacitación

Perspectivas de IP (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ipinsights',region='us-east-1')

# Output path
'382416733822.dkr.ecr.us-east-1.amazonaws.com/ipinsights:1'

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

382416733822.dkr.ecr.us-
east-1.amazonaws.com/
ipinsights:<tag>

1 Capacitación, inferencia

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification',region='us-east-1')

# Output path
'811284229777.dkr.ecr.us-east-1.amazonaws.com/image-classification:1'
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

811284229777.dkr.ecr.us-
east-1.amazonaws.com/
image-
classification:<tag>

1 Capacitación, inferencia

Inferentia MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-mxnet',region='us-
east-1',version='1.5.1',instance_type='ml.inf1.6xlarge')

# Output path
'785573368785.dkr.ecr.us-east-1.amazonaws.com/sagemaker-neo-mxnet:1.5.1-inf-py3'

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

785573368785.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-neo-
mxnet:<tag>

1.5.1 Inferencia inf py3

Inferentia PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-pytorch',region='us-
east-1',version='1.5.1',py_version='py3')

# Output path
'785573368785.dkr.ecr.us-east-1.amazonaws.com/sagemaker-neo-pytorch:1.5.1-inf-py3'

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

785573368785.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-neo-
pytorch:<tag>

1.5.1 Inferencia inf py3

Algoritmo k-means

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
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image_uris.retrieve(framework='kmeans',region='us-east-1')

# Output path
'382416733822.dkr.ecr.us-east-1.amazonaws.com/kmeans:1'

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

382416733822.dkr.ecr.us-
east-1.amazonaws.com/
kmeans:<tag>

1 Capacitación, inferencia

KNN (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='knn',region='us-east-1')

# Output path
'382416733822.dkr.ecr.us-east-1.amazonaws.com/knn:1'

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

382416733822.dkr.ecr.us-
east-1.amazonaws.com/
knn:<tag>

1 Capacitación, inferencia

LDA (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='lda',region='us-east-1')

# Output path
'766337827248.dkr.ecr.us-east-1.amazonaws.com/lda:1'

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

766337827248.dkr.ecr.us-
east-1.amazonaws.com/
lda:<tag>

1 Capacitación, inferencia

Lineal Learner (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='linear-learner',region='us-east-1')
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# Output path
'382416733822.dkr.ecr.us-east-1.amazonaws.com/linear-learner:1'

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

382416733822.dkr.ecr.us-
east-1.amazonaws.com/
linear-learner:<tag>

1 Capacitación, inferencia

MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='mxnet',region='us-
east-1',version='1.4.1',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

# Output path
'763104351884.dkr.ecr.us-east-1.amazonaws.com/mxnet-inference:1.4.1-cpu-py3'

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-mxnet-
eia:<tag>

1.3.0 eia CPU py2, py3

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-mxnet-
serving-eia:<tag>

1.4.0 eia CPU py2, py3

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-mxnet-
servir:<tag>

1.4.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-mxnet-
servir:<tag>

1.4.1 Inferencia CPU, GPU py2

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
mxnet:<tag>

0.12.1 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
mxnet:<tag>

0.12.1 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.0.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.0.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.1.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.1.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.2.1 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.2.1 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.3.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.3.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.4.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.4.1 Capacitación CPU, GPU py2

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.4.1 eia CPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.5.1 eia CPU py2, py3

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.7.0 eia CPU py3

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
mxnet-
inferencia:<tag>

1.4.1 Inferencia CPU, GPU py3

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
mxnet-
inferencia:<tag>

1.6.0 Inferencia CPU, GPU py2, py3

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
mxnet-
inferencia:<tag>

1.7.0 Inferencia CPU, GPU py3

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
mxnet-
inferencia:<tag>

1.8.0 Inferencia CPU, GPU py37

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
mxnet-
training:<tag>

1.4.1 Capacitación CPU, GPU py3

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
mxnet-
training:<tag>

1.6.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
mxnet-
training:<tag>

1.7.0 Capacitación CPU, GPU py3

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
mxnet-
training:<tag>

1.8.0 Capacitación CPU, GPU py37

Coach MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.
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from sagemaker import image_uris
image_uris.retrieve(framework='coach-mxnet',region='us-
east-1',version='0.11',py_version='py3',image_scope='training',instance_type='ml.c5.4xlarge')

# Output path
'520713654638.dkr.ecr.us-east-1.amazonaws.com/sagemaker-rl-mxnet:coach0.11-cpu-py3'

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11-
<tag>

0,11 Capacitación CPU, GPU py3

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11.0-
<tag>

0.11.0 Capacitación CPU, GPU py3

Monitor de modelo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='model-monitor',region='us-east-1')

# Output path
'156813124566.dkr.ecr.us-east-1.amazonaws.com/sagemaker-model-monitor-analyzer'

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

156813124566.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
model-monitor-
analizador:<tag>

  Monitorización de

NTM (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ntm',region='us-east-1')

# Output path
'382416733822.dkr.ecr.us-east-1.amazonaws.com/ntm:1'
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

382416733822.dkr.ecr.us-
east-1.amazonaws.com/
ntm:<tag>

1 Capacitación, inferencia

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification-neo',region='us-east-1')

# Output path
'785573368785.dkr.ecr.us-east-1.amazonaws.com/image-classification-neo:latest'

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

785573368785.dkr.ecr.us-
east-1.amazonaws.com/
image-classification-
neo:<tag>

latest Inferencia

Neo MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-mxnet',region='us-
east-1',version='1.8',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

# Output path
'785573368785.dkr.ecr.us-east-1.amazonaws.com/sagemaker-inference-mxnet:1.8-cpu-py3'

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

785573368785.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
inference-
mxnet:<tag>

1.8 Inferencia CPU, GPU py

Neo PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-pytorch',region='us-
east-1',version='1.6',image_scope='inference',instance_type='ml.c5.4xlarge')
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# Output path
'785573368785.dkr.ecr.us-east-1.amazonaws.com/sagemaker-inference-pytorch:1.6-cpu-py3'

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

785573368785.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
inference-
pytorch:<tag>

1.4 Inferencia CPU, GPU py

785573368785.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
inference-
pytorch:<tag>

1.5 Inferencia CPU, GPU py

785573368785.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
inference-
pytorch:<tag>

1.6 Inferencia CPU, GPU py

Neo Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-tensorflow',region='us-
east-1',version='1.15.3',py_version='py3',instance_type='ml.c5.4xlarge')

# Output path
'785573368785.dkr.ecr.us-east-1.amazonaws.com/sagemaker-inference-tensorflow:1.15.3-cpu-
py3'

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

785573368785.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
inference-
tensorflow:<tag>

1.15.3 Inferencia CPU, GPU py

Neo XGBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost-neo',region='us-east-1')
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# Output path
'785573368785.dkr.ecr.us-east-1.amazonaws.com/xgboost-neo:latest'

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

785573368785.dkr.ecr.us-
east-1.amazonaws.com/
xgboost-neo:<tag>

latest Inferencia

Detección de objetos (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object-detection',region='us-east-1')

# Output path
'811284229777.dkr.ecr.us-east-1.amazonaws.com/object-detection:1'

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

811284229777.dkr.ecr.us-
east-1.amazonaws.com/
object-detection:<tag>

1 Capacitación, inferencia

Object2Vec

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object2vec',region='us-east-1')

# Output path
'382416733822.dkr.ecr.us-east-1.amazonaws.com/object2vec:1'

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

382416733822.dkr.ecr.us-
east-1.amazonaws.com/
object2vec:<tag>

1 Capacitación, inferencia

PCA (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='pca',region='us-east-1')

# Output path
'382416733822.dkr.ecr.us-east-1.amazonaws.com/pca:1'
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

382416733822.dkr.ecr.us-
east-1.amazonaws.com/
pca:<tag>

1 Capacitación, inferencia

PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='pytorch',region='us-
east-1',version='1.8.0',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

# Output path
'763104351884.dkr.ecr.us-east-1.amazonaws.com/pytorch-inference:1.8.0-cpu-py3'

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
pytorch:<tag>

0.4.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
pytorch:<tag>

0.4.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
pytorch:<tag>

1.0.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
pytorch:<tag>

1.0.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
pytorch:<tag>

1.1.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
pytorch:<tag>

1.1.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
east-1.amazonaws.com/

1.3.1 eia CPU py
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

pytorch-inference-
eia:<tag>

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
pytorch-
inferencia:<tag>

1.2.0 Inferencia CPU, GPU py2, py3

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
pytorch-
inferencia:<tag>

1.3.1 Inferencia CPU, GPU py2, py3

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
pytorch-
inferencia:<tag>

1.4.0 Inferencia CPU, GPU py

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
pytorch-
inferencia:<tag>

1.5.0 Inferencia CPU, GPU py

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
pytorch-
inferencia:<tag>

1.6.0 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
pytorch-
inferencia:<tag>

1.7.1 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
pytorch-
inferencia:<tag>

1.8.0 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
pytorch-
inferencia:<tag>

1.8.1 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
pytorch-
training:<tag>

1.2.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
pytorch-
training:<tag>

1.3.1 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
pytorch-
training:<tag>

1.4.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
pytorch-
training:<tag>

1.5.0 Capacitación CPU, GPU py3

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
pytorch-
training:<tag>

1.6.0 Capacitación CPU, GPU py3, py36

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
pytorch-
training:<tag>

1.7.1 Capacitación CPU, GPU py3, py36

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
pytorch-
training:<tag>

1.8.0 Capacitación CPU, GPU py3, py36

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
pytorch-
training:<tag>

1.8.1 Capacitación CPU, GPU py3, py36

Bosque de corte aleatorio (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='randomcutforest',region='us-east-1')

# Output path
'382416733822.dkr.ecr.us-east-1.amazonaws.com/randomcutforest:1'

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

382416733822.dkr.ecr.us-
east-1.amazonaws.com/
randomcutforest:<tag>

1 Capacitación, inferencia

Ray PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
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image_uris.retrieve(framework='ray-pytorch',region='us-
east-1',version='0.8.5',instance_type='ml.c5.4xlarge')

# Output path
'462105765813.dkr.ecr.us-east-1.amazonaws.com/sagemaker-rl-ray-container:ray-0.8.5-torch-
cpu-py36'

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

462105765813.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.5-
antorcha<tag>

0.8.5 Capacitación CPU, GPU py36

Algoritmo de Scikit-learn

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='sklearn',region='us-
east-1',version='0.23-1',image_scope='inference')

# Output path
'683313688378.dkr.ecr.us-east-1.amazonaws.com/sagemaker-scikit-learn:0.23-1-cpu-py3'

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

683313688378.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.20.0 Capacitación, inferencia

683313688378.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.23-1 Capacitación, inferencia

Segmentación semántica (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='semantic-segmentation',region='us-east-1')

# Output path
'811284229777.dkr.ecr.us-east-1.amazonaws.com/semantic-segmentation:1'
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

811284229777.dkr.ecr.us-
east-1.amazonaws.com/
semantic-
segmentation:<tag>

1 Capacitación, inferencia

Algoritmo Seq2Seq

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='seq2seq',region='us-east-1')

# Output path
'811284229777.dkr.ecr.us-east-1.amazonaws.com/seq2seq:1'

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

811284229777.dkr.ecr.us-
east-1.amazonaws.com/
seq2seq:<tag>

1 Capacitación, inferencia

Spark (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='spark',region='us-
east-1',version='3.0',image_scope='processing')

# Output path
'173754725891.dkr.ecr.us-east-1.amazonaws.com/sagemaker-spark-processing:3.0-cpu'

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

173754725891.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-spark-
processing:<tag>

2.4 Procesamiento

173754725891.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-spark-
processing:<tag>

3.0 Procesamiento

Servir SparkML (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
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image_uris.retrieve(framework='sparkml-serving',region='us-east-1',version='2.4')

# Output path
'683313688378.dkr.ecr.us-east-1.amazonaws.com/sagemaker-sparkml-serving:2.4'

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

683313688378.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-sparkml-
Serving:<tag>

2.2 Inferencia

683313688378.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-sparkml-
Serving:<tag>

2.4 Inferencia

Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='tensorflow',region='us-
east-1',version='1.12.0',image_scope='inference',instance_type='ml.c5.4xlarge')

# Output path
'520713654638.dkr.ecr.us-east-1.amazonaws.com/sagemaker-tensorflow-serving:1.12.0-cpu'

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
tensorflow-
eia:<tag>

1.10.0 eia CPU py2

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.11.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.12.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.13.1 Capacitación CPU, GPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
tensorflow-serving-
eia:<tag>

1.11.0 eia CPU -

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
tensorflow-serving-
eia:<tag>

1.12.0 eia CPU -

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
tensorflow-serving-
eia:<tag>

1.13.0 eia CPU -

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
tensorflow-
serving:<tag>

1.11.0 Inferencia CPU, GPU -

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
tensorflow-
serving:<tag>

1.12.0 Inferencia CPU, GPU -

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.10.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.10.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.4.1 Inferencia CPU, GPU py2

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.4.1 Capacitación CPU, GPU py2

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.5.0 Inferencia CPU, GPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.5.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.6.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.6.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.7.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.7.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.8.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.8.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.9.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.9.0 Capacitación CPU, GPU py2

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.14.0 eia CPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.15.0 eia CPU -

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.0.0 eia CPU -

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.3.0 eia CPU -

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.13.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.14.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.15.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.15.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.15.3 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.15.4 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.15.5 Inferencia CPU, GPU -

824



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.0.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.0.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.0.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.0.3 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.0.4 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.1.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.1.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.1.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.1.3 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.2.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.2.1 Inferencia CPU, GPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.2.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.3.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.3.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.3.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.4.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
training:<tag>

1.13.1 Capacitación CPU, GPU py3 py3

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
training:<tag>

1.14.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.2 Capacitación CPU, GPU py2, py3, py37

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.3 Capacitación CPU, GPU py2, py3, py37

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.4 Capacitación CPU, GPU py3, py36, py37
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.5 Capacitación CPU, GPU py3, py36, py37

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.1 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.2 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.3 Capacitación CPU, GPU py3

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.4 Capacitación CPU, GPU py3

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.1 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.2 Capacitación CPU, GPU py3

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.3 Capacitación CPU, GPU py3

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.2.0 Capacitación CPU, GPU py37
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.2.1 Capacitación CPU, GPU py37

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.2.2 Capacitación CPU, GPU py37

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.3.0 Capacitación CPU, GPU py37

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.3.1 Capacitación CPU, GPU py37

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.3.2 Capacitación CPU, GPU py37

763104351884.dkr.ecr.us-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.4.1 Capacitación CPU, GPU py37

Entrenador Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-tensorflow',region='us-
east-1',version='1.0.0',image_scope='training',instance_type='ml.c5.4xlarge')

# Output path
'462105765813.dkr.ecr.us-east-1.amazonaws.com/sagemaker-rl-coach-container:coach-1.0.0-tf-
cpu-py3'

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

462105765813.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
rl-coach-
contenedor:coach-1.0.0-
TF-<tag>

1.0.0 Capacitación CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10-
<tag>

0.10 Capacitación CPU, GPU py3

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10.1-
<tag>

0.10.1 Capacitación CPU, GPU py3

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11-
<tag>

0,11 Capacitación CPU, GPU py3

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.0-
<tag>

0.11.0 Capacitación CPU, GPU py3

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.1-
<tag>

0.11.1 Capacitación CPU, GPU py3

Tensorflow Inferentia (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-tensorflow',region='us-
east-1',version='1.15.0',instance_type='ml.inf1.6xlarge')

# Output path
'785573368785.dkr.ecr.us-east-1.amazonaws.com/sagemaker-neo-tensorflow:1.15.0-inf-py3'

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

785573368785.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-neo-
tensorflow:<tag>

1.15.0 Inferencia inf py3
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Rayo de Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ray-tensorflow',region='us-
east-1',version='0.8.5',instance_type='ml.c5.4xlarge')

# Output path
'462105765813.dkr.ecr.us-east-1.amazonaws.com/sagemaker-rl-ray-container:ray-0.8.5-tf-cpu-
py36'

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

462105765813.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.2-
TF-<tag>

0.8.2 Capacitación CPU, GPU py36

462105765813.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.5-
TF-<tag>

0.8.5 Capacitación CPU, GPU py36

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5-
<tag>

0,5 Capacitación CPU, GPU py3

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5.3-
<tag>

0.5.3 Capacitación CPU, GPU py3

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6-
<tag>

0.6 Capacitación CPU, GPU py3

520713654638.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6.5-
<tag>

0.6.5 Capacitación CPU, GPU py3

VW (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
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image_uris.retrieve(framework='vw',region='us-
east-1',version='8.7.0',image_scope='training')

# Output path
'462105765813.dkr.ecr.us-east-1.amazonaws.com/sagemaker-rl-vw-container:vw-8.7.0-cpu'

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

462105765813.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-rl-vw-
container:Vw-8.7.0-
<tag>

8.7.0 Capacitación

xgBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost',region='us-east-1',version='1.2-1')

# Output path
'683313688378.dkr.ecr.us-east-1.amazonaws.com/sagemaker-xgboost:1.2-1'

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

683313688378.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
xgboost:<tag>

0.90-1 Capacitación, inferencia

683313688378.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
xgboost:<tag>

0.90-2 Capacitación, inferencia

683313688378.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.0-1 Capacitación, inferencia

683313688378.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2-1 Capacitación, inferencia

683313688378.dkr.ecr.us-
east-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2-2 Capacitación, inferencia

683313688378.dkr.ecr.us-
east-1.amazonaws.com/

1.3-1 Capacitación, inferencia
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

sagemaker-
xgboost:<tag>

811284229777.dkr.ecr.us-
east-1.amazonaws.com/
xgboost:<tag>

1 Capacitación, inferencia

Rutas de Registro de Docker y código de ejemplo para EE.UU. Oeste (Norte de California) (us-
west-1)

En los siguientes temas se enumeran los parámetros para cada uno de los algoritmos y contenedores de
aprendizaje profundo de esta región proporcionados por Amazon SageMaker.

Temas
• BlazingText (algoritmo) (p. 833)
• Cadena (DLC) (p. 833)
• Clarificar (algoritmo) (p. 834)
• Data Wrangler (algoritmo) (p. 834)
• Depurador (algoritmo) (p. 834)
• DeepAR Forecasting (algoritmo) (p. 834)
• Máquinas de factorización (algoritmo) (p. 835)
• Cara de abrazo (algoritmo) (p. 835)
• Información IP (algoritmo) (p. 836)
• Clasificación de imágenes (algoritmo) (p. 836)
• Inferentia MXNet (DLC) (p. 836)
• Inferentia PyTorch (DLC) (p. 837)
• Medios de K (algoritmo) (p. 837)
• KNN (algoritmo) (p. 837)
• LDA (algoritmo) (p. 837)
• Lineal Learner (algoritmo) (p. 838)
• MXNet (DLC) (p. 838)
• Coach MXNet (DLC) (p. 841)
• Monitor de modelo (algoritmo) (p. 841)
• NTM (algoritmo) (p. 841)
• Clasificación de imágenes (algoritmo) (p. 842)
• Neo MXNet (DLC) (p. 842)
• Neo PyTorch (DLC) (p. 842)
• Neo Tensorflow (DLC) (p. 843)
• Neo XGBoost (algoritmo) (p. 843)
• Detección de objetos (algoritmo) (p. 844)
• Object2Vec (p. 844)
• PCA (algoritmo) (p. 844)
• PyTorch (DLC) (p. 844)
• Bosque de corte aleatorio (algoritmo) (p. 847)
• Ray PyTorch (DLC) (p. 847)
• Algoritmo de Scikit-learn (p. 847)
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• Segmentación semántica (algoritmo) (p. 848)
• Seq2Seq (algoritmo) (p. 848)
• Spark (algoritmo) (p. 848)
• Servir SparkML (algoritmo) (p. 849)
• Tensorflow (DLC) (p. 849)
• Entrenador Tensorflow (DLC) (p. 856)
• Tensorflow Inferentia (DLC) (p. 857)
• Rayo de Tensorflow (DLC) (p. 858)
• VW (algoritmo) (p. 859)
• xgBoost (algoritmo) (p. 859)

BlazingText (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='blazingtext',region='us-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

632365934929.dkr.ecr.us-
west-1.amazonaws.com/
blazingtext:<tag>

1 Capacitación, inferencia

Cadena (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='chainer',region='us-
west-1',version='5.0.0',py_version='py3',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
Chainer:<tag>

4.0.0 Capacitación,
inferencia

CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
Chainer:<tag>

4.1.0 inferencia,
capacitación

CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
Chainer:<tag>

5.0.0 Capacitación,
inferencia

CPU, GPU py2, py3
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Clarificar (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='clarify',region='us-
west-1',version='1.0',image_scope='processing')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

740489534195.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-clarify-
processing:<tag>

1.0 Procesamiento

Data Wrangler (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='data-wrangler',region='us-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

926135532090.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
data-wrangler-
container:<tag>

1.x Procesamiento

Depurador (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='debugger',region='us-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

6854551987.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-debugger-
rules:<tag>

latest Debugger

DeepAR Forecasting (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
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image_uris.retrieve(framework='forecasting-deepar',region='us-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

6323659349.dkr.ecr.us-
west-1.amazonaws.com/
forecasting-epar:<tag>

1 inferencia, capacitación

Máquinas de factorización (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='factorization-machines',region='us-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

6365934929.dkr.ecr.us-
west-1.amazonaws.com/
factorización de
máquinas:<tag>

1 inferencia, capacitación

Cara de abrazo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='huggingface',region='us-
west-1',version='4.4.2',image_scope='training',base_framework_version='tensorflow2.4.1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
huggingface-pytorch-
training:<tag>

4.4.2 Capacitación

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
huggingface-pytorch-
training:<tag>

4.5.0 Capacitación

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.4.2 Capacitación

763104351884.dkr.ecr.us-
west-1.amazonaws.com/

4.5.0 Capacitación
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

huggingface-tensorflow-
training:<tag>

Información IP (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ipinsights',region='us-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

632365934929.dkr.ecr.us-
west-1.amazonaws.com/
ipinsights:<tag>

1 inferencia, capacitación

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification',region='us-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

632365934929.dkr.ecr.us-
west-1.amazonaws.com/
image-
classification:<tag>

1 inferencia, capacitación

Inferentia MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-mxnet',region='us-
west-1',version='1.5.1',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

710691900526.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-neo-
mxnet:<tag>

1.5.1 Inferencia inf py3
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Inferentia PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-pytorch',region='us-
west-1',version='1.5.1',py_version='py3')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

710691900526.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-neo-
pytorch:<tag>

1.5.1 Inferencia inf py3

Medios de K (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='kmeans',region='us-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

632365934929.dkr.ecr.us-
west-1.amazonaws.com/
kmeans:<tag>

1 inferencia, capacitación

KNN (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='knn',region='us-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

632365934929.dkr.ecr.us-
west-1.amazonaws.com/
knn:<tag>

1 inferencia, capacitación

LDA (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='lda',region='us-west-1')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

632365934929.dkr.ecr.us-
west-1.amazonaws.com/
lda:<tag>

1 inferencia, capacitación

Lineal Learner (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='linear-learner',region='us-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

632365934929.dkr.ecr.us-
west-1.amazonaws.com/
linear-learner:<tag>

1 inferencia, capacitación

MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='mxnet',region='us-
west-1',version='1.4.1',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-mxnet-
eia:<tag>

1.3.0 eia CPU py2, py3

520713653838dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-mxnet-
serving-eia:<tag>

1.4.0 eia CPU py2, py3

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
mxnet-<tag>

1.4.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
mxnet-<tag>

1.4.1 Inferencia CPU, GPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
mxnet<tag>

0.12.1 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
mxnet<tag>

0.12.1 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
mxnet<tag>

1.0.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
mxnet<tag>

1.0.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
mxnet<tag>

1.1.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
mxnet<tag>

1.1.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
mxnet<tag>

1.2.1 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
mxnet<tag>

1.2.1 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
mxnet<tag>

1.3.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
mxnet<tag>

1.3.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
mxnet<tag>

1.4.0 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
mxnet<tag>

1.4.1 Capacitación CPU, GPU py2

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.4.1 eia CPU py2, py3

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.5.1 eia CPU py2, py3

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.7.0 eia CPU py3

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
mxnet-
inferencia:<tag>

1.4.1 Inferencia CPU, GPU py3

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
mxnet-
inferencia:<tag>

1.6.0 Inferencia CPU, GPU py2, py3

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
mxnet-
inferencia:<tag>

1.7.0 Inferencia CPU, GPU py3

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
mxnet-
inferencia:<tag>

1.8.0 Inferencia CPU, GPU py37

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
mxnet-
training:<tag>

1.4.1 Capacitación CPU, GPU py3

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
mxnet-
training:<tag>

1.6.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
mxnet-
training:<tag>

1.7.0 Capacitación CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
mxnet-
training:<tag>

1.8.0 Capacitación CPU, GPU py37

Coach MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-mxnet',region='us-
west-1',version='0.11',py_version='py3',image_scope='training',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11-
<tag>

0,11 Capacitación CPU, GPU py3

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11.0-
<tag>

0.11.0 Capacitación CPU, GPU py3

Monitor de modelo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='model-monitor',region='us-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

890145073186.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
model-monitor-
analizador:<tag>

  Monitorización de

NTM (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.
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from sagemaker import image_uris
image_uris.retrieve(framework='ntm',region='us-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

632365934929.dkr.ecr.us-
west-1.amazonaws.com/
ntm:<tag>

1 inferencia, capacitación

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification-neo',region='us-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

710691900526.dkr.ecr.us-
west-1.amazonaws.com/
image-classification-
neo:<tag>

latest Inferencia

Neo MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-mxnet',region='us-
west-1',version='1.8',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

7106919000000526.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
inference-
mxnet:<tag>

1.8 Inferencia CPU, GPU py3

Neo PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-pytorch',region='us-
west-1',version='1.6',image_scope='inference',instance_type='ml.c5.4xlarge')
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

710691900526.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
inference-
PyTorch<tag>

1.4 Inferencia CPU, GPU py3

710691900526.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
inference-
PyTorch<tag>

1.5 Inferencia CPU, GPU py3

710691900526.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
inference-
PyTorch<tag>

1.6 Inferencia CPU, GPU py3

Neo Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-tensorflow',region='us-
west-1',version='1.15.3',py_version='py3',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

710691900526.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
inference-
tensorflow:<tag>

1.15.3 Inferencia CPU, GPU py3

Neo XGBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost-neo',region='us-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

710691900526.dkr.ecr.us-
west-1.amazonaws.com/
xgboost-neo:<tag>

latest Inferencia
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Detección de objetos (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object-detection',region='us-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

632365934929.dkr.ecr.us-
west-1.amazonaws.com/
object-detection:<tag>

1 inferencia, capacitación

Object2Vec

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object2vec',region='us-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

632365934929.dkr.ecr.us-
west-1.amazonaws.com/
object2vec:<tag>

1 inferencia, capacitación

PCA (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='pca',region='us-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

632365934929.dkr.ecr.us-
west-1.amazonaws.com/
pca:<tag>

1 inferencia, capacitación

PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='pytorch',region='us-
west-1',version='1.8.0',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
PyTorch<tag>

0.4.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
PyTorch<tag>

0.4.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
PyTorch<tag>

1.0.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
PyTorch<tag>

1.0.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
PyTorch<tag>

1.1.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
PyTorch<tag>

1.1.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
pytorch-inference-
eia:<tag>

1.3.1 eia CPU py3

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
pytorch-
inferencia:<tag>

1.2.0 Inferencia CPU, GPU py2, py3

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
pytorch-
inferencia:<tag>

1.3.1 Inferencia CPU, GPU py2, py3

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
pytorch-
inferencia:<tag>

1.4.0 Inferencia CPU, GPU py3

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
pytorch-
inferencia:<tag>

1.5.0 Inferencia CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
pytorch-
inferencia:<tag>

1.6.0 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
pytorch-
inferencia:<tag>

1.7.1 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
pytorch-
inferencia:<tag>

1.8.0 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
pytorch-
inferencia:<tag>

1.8.1 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
pytorch-
training:<tag>

1.2.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
pytorch-
training:<tag>

1.3.1 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
pytorch-
training:<tag>

1.4.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
pytorch-
training:<tag>

1.5.0 Capacitación CPU, GPU py3

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
pytorch-
training:<tag>

1.6.0 Capacitación CPU, GPU py3, py36

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
pytorch-
training:<tag>

1.7.1 Capacitación CPU, GPU py3, py36

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
pytorch-
training:<tag>

1.8.0 Capacitación CPU, GPU py3, py36
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
pytorch-
training:<tag>

1.8.1 Capacitación CPU, GPU py3, py36

Bosque de corte aleatorio (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='randomcutforest',region='us-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

632365934929.dkr.ecr.us-
west-1.amazonaws.com/
randomcutforest:<tag>

1 inferencia, capacitación

Ray PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ray-pytorch',region='us-
west-1',version='0.8.5',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

462105765813.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.5-
antorcha<tag>

0.8.5 Capacitación CPU, GPU py36

Algoritmo de Scikit-learn

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='sklearn',region='us-
west-1',version='0.23-1',image_scope='inference')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

746614075791.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.20.0 inferencia, capacitación

746614075791.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.23-1 inferencia, capacitación

Segmentación semántica (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='semantic-segmentation',region='us-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

632365934929.dkr.ecr.us-
west-1.amazonaws.com/
semantic-
segmentación:<tag>

1 inferencia, capacitación

Seq2Seq (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='seq2seq',region='us-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

632365934929.dkr.ecr.us-
west-1.amazonaws.com/
seq2seq:<tag>

1 inferencia, capacitación

Spark (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='spark',region='us-
west-1',version='3.0',image_scope='processing')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

6679735471.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-spark-
processing:<tag>

2.4 Procesamiento

6679735471.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-spark-
processing:<tag>

3.0 Procesamiento

Servir SparkML (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='sparkml-serving',region='us-west-1',version='2.4')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

746614075791.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
sparkml-<tag>

2.2 Inferencia

746614075791.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
sparkml-<tag>

2.4 Inferencia

Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='tensorflow',region='us-
west-1',version='1.12.0',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
tensorflow-
eia:<tag>

1.10.0 eia CPU py2

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-

1.11.0 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

tensorflow-
scriptmode:<tag>

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.12.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.13.1 Capacitación CPU, GPU py2

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
tensorflow-Serving
eia:<tag>

1.11.0 eia CPU -

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
tensorflow-Serving
eia:<tag>

1.12.0 eia CPU -

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
tensorflow-Serving
eia:<tag>

1.13.0 eia CPU -

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
tensorflow-
serving:<tag>

1.11.0 Inferencia CPU, GPU -

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
tensorflow-
serving:<tag>

1.12.0 Inferencia CPU, GPU -

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.10.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.10.0 Capacitación CPU, GPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.4.1 Inferencia CPU, GPU py2

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.4.1 Capacitación CPU, GPU py2

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
Tensorflow<tag>

1.5.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.5.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
Tensorflow<tag>

1.6.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
Tensorflow<tag>

1.6.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
Tensorflow<tag>

1.7.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
Tensorflow<tag>

1.7.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
Tensorflow<tag>

1.8.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
Tensorflow<tag>

1.8.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
Tensorflow<tag>

1.9.0 Inferencia CPU, GPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
Tensorflow<tag>

1.9.0 Capacitación CPU, GPU py2

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.14.0 eia CPU -

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.15.0 eia CPU -

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.0.0 eia CPU -

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.3.0 eia CPU -

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.13.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.14.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.15.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.15.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.15.3 Inferencia CPU, GPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.15.4 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.15.5 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.0.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.0.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.0.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.0.3 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.0.4 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.1.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.1.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.1.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.1.3 Inferencia CPU, GPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.2.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.2.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.2.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.3.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.3.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.3.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.4.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
training:<tag>

1.13.1 Capacitación CPU, GPU py3

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
training:<tag>

1.14.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.2 Capacitación CPU, GPU py2, py3, py37
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.3 Capacitación CPU, GPU py2, py3, py37

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.4 Capacitación CPU, GPU py3, py36, py37

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.5 Capacitación CPU, GPU py3, py36, py37

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.1 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.2 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.3 Capacitación CPU, GPU py3

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.4 Capacitación CPU, GPU py3

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.1 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.2 Capacitación CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.3 Capacitación CPU, GPU py3

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.2.0 Capacitación CPU, GPU py37

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.2.1 Capacitación CPU, GPU py37

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.2.2 Capacitación CPU, GPU py37

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.3.0 Capacitación CPU, GPU py37

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.3.1 Capacitación CPU, GPU py37

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.3.2 Capacitación CPU, GPU py37

763104351884.dkr.ecr.us-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.4.1 Capacitación CPU, GPU py37

Entrenador Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-tensorflow',region='us-
west-1',version='1.0.0',image_scope='training',instance_type='ml.c5.4xlarge')
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

462105765813.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
rl-coach-
contenedor:coach-1.0.0-
TF-<tag>

1.0.0 Capacitación CPU, GPU py3

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10-
<tag>

0.10 Capacitación CPU, GPU py3

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10.1-
<tag>

0.10.1 Capacitación CPU, GPU py3

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11-
<tag>

0,11 Capacitación CPU, GPU py3

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.0-
<tag>

0.11.0 Capacitación CPU, GPU py3

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.1-
<tag>

0.11.1 Capacitación CPU, GPU py3

Tensorflow Inferentia (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-tensorflow',region='us-
west-1',version='1.15.0',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

710691900526.dkr.ecr.us-
west-1.amazonaws.com/

1.15.0 Inferencia in py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

sagemaker-neo-
tensorflow:<tag>

Rayo de Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ray-tensorflow',region='us-
west-1',version='0.8.5',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

462105765813.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.2-
TF-<tag>

0.8.2 Capacitación CPU, GPU py36

462105765813.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.5-
TF-<tag>

0.8.5 Capacitación CPU, GPU py36

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5-
<tag>

0,5 Capacitación CPU, GPU py3

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5.3-
<tag>

0.5.3 Capacitación CPU, GPU py3

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6-
<tag>

0.6 Capacitación CPU, GPU py3

520713654638.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6.5-
<tag>

0.6.5 Capacitación CPU, GPU py3
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VW (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='vw',region='us-
west-1',version='8.7.0',image_scope='training')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

462105765813.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-rl-vw-
container:Vw-8.7.0-
<tag>

8.7.0 Capacitación

xgBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost',region='us-west-1',version='1.2-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

632365934929.dkr.ecr.us-
west-1.amazonaws.com/
xgboost:<tag>

1 inferencia, capacitación

746614075791.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
xgboost:<tag>

0.90-1 inferencia, capacitación

746614075791.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
xgboost:<tag>

0.90-2 Capacitación, inferencia

746614075791.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.0-1 Capacitación, inferencia

746614075791.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2-1 Capacitación, inferencia

746614075791.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2-2 inferencia, capacitación
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

746614075791.dkr.ecr.us-
west-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.3-1 Capacitación, inferencia

Código de ejemplo y rutas de registro de Docker para EE. UU. Oeste (Oregón) (us-west-2)

En los siguientes temas se enumeran los parámetros para cada uno de los algoritmos y contenedores de
aprendizaje profundo de esta región proporcionados por Amazon SageMaker.

Temas
• BlazingText (algoritmo) (p. 861)
• Cadena (DLC) (p. 861)
• Clarificar (algoritmo) (p. 862)
• Data Wrangler (algoritmo) (p. 862)
• Depurador (algoritmo) (p. 862)
• DeepAR Forecasting (algoritmo) (p. 862)
• Máquinas de factorización (algoritmo) (p. 863)
• Cara de abrazo (algoritmo) (p. 863)
• Información IP (algoritmo) (p. 864)
• Clasificación de imágenes (algoritmo) (p. 864)
• Inferentia MXNet (DLC) (p. 864)
• Inferentia PyTorch (DLC) (p. 865)
• Algoritmo k-means (p. 865)
• KNN (algoritmo) (p. 865)
• LDA (algoritmo) (p. 865)
• Lineal Learner (algoritmo) (p. 866)
• MXNet (DLC) (p. 866)
• Coach MXNet (DLC) (p. 869)
• Monitor de modelo (algoritmo) (p. 869)
• NTM (algoritmo) (p. 869)
• Clasificación de imágenes (algoritmo) (p. 870)
• Neo MXNet (DLC) (p. 870)
• Neo PyTorch (DLC) (p. 870)
• Neo Tensorflow (DLC) (p. 871)
• Neo XGBoost (algoritmo) (p. 871)
• Detección de objetos (algoritmo) (p. 872)
• Object2Vec (p. 872)
• PCA (algoritmo) (p. 872)
• PyTorch (DLC) (p. 872)
• Bosque de corte aleatorio (algoritmo) (p. 875)
• Ray PyTorch (DLC) (p. 875)
• Algoritmo de Scikit-learn (p. 875)
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• Segmentación semántica (algoritmo) (p. 876)
• Seq2Seq (algoritmo) (p. 876)
• Spark (algoritmo) (p. 876)
• Servir SparkML (algoritmo) (p. 877)
• Tensorflow (DLC) (p. 877)
• Entrenador Tensorflow (DLC) (p. 884)
• Tensorflow Inferentia (DLC) (p. 885)
• Rayo de Tensorflow (DLC) (p. 886)
• VW (algoritmo) (p. 887)
• xgBoost (algoritmo) (p. 887)

BlazingText (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='blazingtext',region='us-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

433757028032.dkr.ecr.us-
west-2.amazonaws.com/
blazingtext:<tag>

1 Capacitación, inferencia

Cadena (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='chainer',region='us-
west-2',version='5.0.0',py_version='py3',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
chainer:<tag>

4.0.0 Capacitación,
inferencia

CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
chainer:<tag>

4.1.0 Capacitación,
inferencia

CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
chainer:<tag>

5.0.0 Capacitación,
inferencia

CPU, GPU py2, py3
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Clarificar (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='clarify',region='us-
west-2',version='1.0',image_scope='processing')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

306415355426.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-clarify-
processing:<tag>

1.0 Procesamiento

Data Wrangler (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='data-wrangler',region='us-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

174368400705.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
data-wrangler-
container:<tag>

1.x Procesamiento

Depurador (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='debugger',region='us-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

895741380848.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-debugger-
rules:<tag>

latest Debugger

DeepAR Forecasting (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
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image_uris.retrieve(framework='forecasting-deepar',region='us-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

156387875391.dkr.ecr.us-
west-2.amazonaws.com/
forecasting-
deepar:<tag>

1 Capacitación, inferencia

Máquinas de factorización (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='factorization-machines',region='us-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

174872318107.dkr.ecr.us-
west-2.amazonaws.com/
factorization-
machines:<tag>

1 Capacitación, inferencia

Cara de abrazo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='huggingface',region='us-
west-2',version='4.4.2',image_scope='training',base_framework_version='tensorflow2.4.1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
huggingface-pytorch-
training:<tag>

4.4.2 Capacitación

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
huggingface-pytorch-
training:<tag>

4.5.0 Capacitación

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.4.2 Capacitación

763104351884.dkr.ecr.us-
west-2.amazonaws.com/

4.5.0 Capacitación
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

huggingface-tensorflow-
training:<tag>

Información IP (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ipinsights',region='us-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

174872318107.dkr.ecr.us-
west-2.amazonaws.com/
ipinsights:<tag>

1 Capacitación, inferencia

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification',region='us-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

433757028032.dkr.ecr.us-
west-2.amazonaws.com/
image-
classification<tag>

1 Capacitación, inferencia

Inferentia MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-mxnet',region='us-
west-2',version='1.5.1',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

301217895009.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-neo-
mxnet:<tag>

1.5.1 Inferencia in py3
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Inferentia PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-pytorch',region='us-
west-2',version='1.5.1',py_version='py3')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

301217895009.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-neo-
pytorch:<tag>

1.5.1 Inferencia in py3

Algoritmo k-means

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='kmeans',region='us-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

174872318107.dkr.ecr.us-
west-2.amazonaws.com/
kmeans:<tag>

1 Capacitación, inferencia

KNN (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='knn',region='us-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

174872318107.dkr.ecr.us-
west-2.amazonaws.com/
knn:<tag>

1 Capacitación, inferencia

LDA (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='lda',region='us-west-2')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

266724342769.dkr.ecr.us-
west-2.amazonaws.com/
lda:<tag>

1 Capacitación, inferencia

Lineal Learner (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='linear-learner',region='us-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

174872318107.dkr.ecr.us-
west-2.amazonaws.com/
linear-learning:<tag>

1 Capacitación, inferencia

MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='mxnet',region='us-
west-2',version='1.4.1',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-mxnet-
eia:<tag>

1.3.0 eia CPU py2, py3

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-mxnet-
serving-eia:<tag>

1.4.0 eia CPU py2, py3

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-mxnet-
serving<tag>

1.4.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-mxnet-
serving<tag>

1.4.1 Inferencia CPU, GPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
mxnet<tag>

0.12.1 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
mxnet<tag>

0.12.1 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
mxnet<tag>

1.0.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
mxnet<tag>

1.0.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
mxnet<tag>

1.1.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
mxnet<tag>

1.1.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
mxnet<tag>

1.2.1 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
mxnet<tag>

1.2.1 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
mxnet<tag>

1.3.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
mxnet<tag>

1.3.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
mxnet<tag>

1.4.0 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
mxnet<tag>

1.4.1 Capacitación CPU, GPU py2

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
mxnet-inference-
eia:<tag>

1.4.1 eia CPU py2, py3

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
mxnet-inference-
eia:<tag>

1.5.1 eia CPU py2, py3

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
mxnet-inference-
eia:<tag>

1.7.0 eia CPU py3

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
mxnet-
inference:<tag>

1.4.1 Inferencia CPU, GPU py3

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
mxnet-
inference:<tag>

1.6.0 Inferencia CPU, GPU py2, py3

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
mxnet-
inference:<tag>

1.7.0 Inferencia CPU, GPU py3

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
mxnet-
inference:<tag>

1.8.0 Inferencia CPU, GPU py37

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
mxnet-
training:<tag>

1.4.1 Capacitación CPU, GPU py3

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
mxnet-
training:<tag>

1.6.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
mxnet-
training:<tag>

1.7.0 Capacitación CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
mxnet-
training:<tag>

1.8.0 Capacitación CPU, GPU py37

Coach MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-mxnet',region='us-
west-2',version='0.11',py_version='py3',image_scope='training',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11-
<tag>

0,11 Capacitación CPU, GPU py3

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11.0-
<tag>

0.11.0 Capacitación CPU, GPU py3

Monitor de modelo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='model-monitor',region='us-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

159807026194.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-model-
monitor-analyzer:<tag>

  Monitorización de

NTM (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
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image_uris.retrieve(framework='ntm',region='us-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

174872318107.dkr.ecr.us-
west-2.amazonaws.com/
ntm:<tag>

1 Capacitación, inferencia

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification-neo',region='us-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

301217895009.dkr.ecr.us-
west-2.amazonaws.com/
image-classification-
neo:<tag>

latest Inferencia

Neo MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-mxnet',region='us-
west-2',version='1.8',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

301217895009.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
inference-
mxnet:<tag>

1.8 Inferencia CPU, GPU py3

Neo PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-pytorch',region='us-
west-2',version='1.6',image_scope='inference',instance_type='ml.c5.4xlarge')
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

301217895009.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
inference-
PyTorch<tag>

1.4 Inferencia CPU, GPU py3

301217895009.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
inference-
PyTorch<tag>

1.5 Inferencia CPU, GPU py3

301217895009.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
inference-
PyTorch<tag>

1.6 Inferencia CPU, GPU py3

Neo Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-tensorflow',region='us-
west-2',version='1.15.3',py_version='py3',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

301217895009.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
inference-
tensorflow:<tag>

1.15.3 Inferencia CPU, GPU py3

Neo XGBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost-neo',region='us-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

301217895009.dkr.ecr.us-
west-2.amazonaws.com/
xgboost-neo:<tag>

latest Inferencia
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Detección de objetos (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object-detection',region='us-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

433757028032.dkr.ecr.us-
west-2.amazonaws.com/
object-detection:<tag>

1 Capacitación, inferencia

Object2Vec

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object2vec',region='us-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

174872318107.dkr.ecr.us-
west-2.amazonaws.com/
object2vec:<tag>

1 Capacitación, inferencia

PCA (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='pca',region='us-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

174872318107.dkr.ecr.us-
west-2.amazonaws.com/
pca:<tag>

1 Capacitación, inferencia

PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='pytorch',region='us-
west-2',version='1.8.0',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
PyTorch<tag>

0.4.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
PyTorch<tag>

0.4.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
PyTorch<tag>

1.0.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
PyTorch<tag>

1.0.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
PyTorch<tag>

1.1.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
PyTorch<tag>

1.1.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
pytorch-inference-
eia:<tag>

1.3.1 eia CPU py3

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
pytorch-
inference:<tag>

1.2.0 Inferencia CPU, GPU py2, py3

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
pytorch-
inference:<tag>

1.3.1 Inferencia CPU, GPU py2, py3

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
pytorch-
inference:<tag>

1.4.0 Inferencia CPU, GPU py3

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
pytorch-
inference:<tag>

1.5.0 Inferencia CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
pytorch-
inference:<tag>

1.6.0 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
pytorch-
inference:<tag>

1.7.1 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
pytorch-
inference:<tag>

1.8.0 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
pytorch-
inference:<tag>

1.8.1 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
pytorch-
training:<tag>

1.2.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
pytorch-
training:<tag>

1.3.1 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
pytorch-
training:<tag>

1.4.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
pytorch-
training:<tag>

1.5.0 Capacitación CPU, GPU py3

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
pytorch-
training:<tag>

1.6.0 Capacitación CPU, GPU py3, py36

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
pytorch-
training:<tag>

1.7.1 Capacitación CPU, GPU py3, py36

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
pytorch-
training:<tag>

1.8.0 Capacitación CPU, GPU py3, py36

874



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
pytorch-
training:<tag>

1.8.1 Capacitación CPU, GPU py3, py36

Bosque de corte aleatorio (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='randomcutforest',region='us-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

174872318107.dkr.ecr.us-
west-2.amazonaws.com/
randomcutforest:<tag>

1 Capacitación, inferencia

Ray PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ray-pytorch',region='us-
west-2',version='0.8.5',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

462105765813.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.5-
antorcha<tag>

0.8.5 Capacitación CPU, GPU py36

Algoritmo de Scikit-learn

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='sklearn',region='us-
west-2',version='0.23-1',image_scope='inference')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

246618743249.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.20.0 Capacitación, inferencia

246618743249.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.23-1 Capacitación, inferencia

Segmentación semántica (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='semantic-segmentation',region='us-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

433757028032.dkr.ecr.us-
west-2.amazonaws.com/
semantic-
segmentation:<tag>

1 Capacitación, inferencia

Seq2Seq (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='seq2seq',region='us-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

433757028032.dkr.ecr.us-
west-2.amazonaws.com/
seq2seq:<tag>

1 Capacitación, inferencia

Spark (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='spark',region='us-
west-2',version='3.0',image_scope='processing')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

153931337802.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-spark-
processing:<tag>

2.4 Procesamiento

153931337802.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-spark-
processing:<tag>

3.0 Procesamiento

Servir SparkML (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='sparkml-serving',region='us-west-2',version='2.4')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

246618743249.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-sparkml-
serving<tag>

2.2 Inferencia

246618743249.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-sparkml-
serving<tag>

2.4 Inferencia

Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='tensorflow',region='us-
west-2',version='1.12.0',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
tensorflow-
eia:<tag>

1.10.0 eia CPU py2

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-

1.11.0 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

tensorflow-
scriptmode:<tag>

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.12.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.13.1 Capacitación CPU, GPU py2

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
tensorflow-serving-
eia:<tag>

1.11.0 eia CPU -

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
tensorflow-serving-
eia:<tag>

1.12.0 eia CPU -

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
tensorflow-serving-
eia:<tag>

1.13.0 eia CPU -

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
tensorflow-
serving:<tag>

1.11.0 Inferencia CPU, GPU -

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
tensorflow-
serving:<tag>

1.12.0 Inferencia CPU, GPU -

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
tensorflow<tag>

1.10.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
tensorflow<tag>

1.10.0 Capacitación CPU, GPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
tensorflow<tag>

1.4.1 Inferencia CPU, GPU py2

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
tensorflow<tag>

1.4.1 Capacitación CPU, GPU py2

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
tensorflow<tag>

1.5.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
tensorflow<tag>

1.5.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
tensorflow<tag>

1.6.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
tensorflow<tag>

1.6.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
tensorflow<tag>

1.7.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
tensorflow<tag>

1.7.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
tensorflow<tag>

1.8.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
tensorflow<tag>

1.8.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
tensorflow<tag>

1.9.0 Inferencia CPU, GPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
tensorflow<tag>

1.9.0 Capacitación CPU, GPU py2

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.14.0 eia CPU -

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.15.0 eia CPU -

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.0.0 eia CPU -

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.3.0 eia CPU -

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
inference:<tag>

1.13.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
inference:<tag>

1.14.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
inference:<tag>

1.15.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
inference:<tag>

1.15.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
inference:<tag>

1.15.3 Inferencia CPU, GPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
inference:<tag>

1.15.4 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
inference:<tag>

1.15.5 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
inference:<tag>

2.0.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
inference:<tag>

2.0.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
inference:<tag>

2.0.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
inference:<tag>

2.0.3 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
inference:<tag>

2.0.4 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
inference:<tag>

2.1.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
inference:<tag>

2.1.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
inference:<tag>

2.1.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
inference:<tag>

2.1.3 Inferencia CPU, GPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
inference:<tag>

2.2.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
inference:<tag>

2.2.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
inference:<tag>

2.2.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
inference:<tag>

2.3.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
inference:<tag>

2.3.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
inference:<tag>

2.3.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
inference:<tag>

2.4.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
training:<tag>

1.13.1 Capacitación CPU, GPU py3

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
training:<tag>

1.14.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
training:<tag>

1.15.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
training:<tag>

1.15.2 Capacitación CPU, GPU py2, py3, py37
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
training:<tag>

1.15.3 Capacitación CPU, GPU py2, py3, py37

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
training:<tag>

1.15.4 Capacitación CPU, GPU py3, py36, py37

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
training:<tag>

1.15.5 Capacitación CPU, GPU py3, py36, py37

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
training:<tag>

2.0.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
training:<tag>

2.0.1 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
training:<tag>

2.0.2 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
training:<tag>

2.0.3 Capacitación CPU, GPU py3

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
training:<tag>

2.0.4 Capacitación CPU, GPU py3

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
training:<tag>

2.1.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
training:<tag>

2.1.1 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
training:<tag>

2.1.2 Capacitación CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
training:<tag>

2.1.3 Capacitación CPU, GPU py3

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
training:<tag>

2.2.0 Capacitación CPU, GPU py37

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
training:<tag>

2.2.1 Capacitación CPU, GPU py37

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
training:<tag>

2.2.2 Capacitación CPU, GPU py37

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
training:<tag>

2.3.0 Capacitación CPU, GPU py37

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
training:<tag>

2.3.1 Capacitación CPU, GPU py37

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
training:<tag>

2.3.2 Capacitación CPU, GPU py37

763104351884.dkr.ecr.us-
west-2.amazonaws.com/
tensorflow-
training:<tag>

2.4.1 Capacitación CPU, GPU py37

Entrenador Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-tensorflow',region='us-
west-2',version='1.0.0',image_scope='training',instance_type='ml.c5.4xlarge')
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

462105765813.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
rl-coach-
contenedor:coach-1.0.0-
TF-<tag>

1.0.0 Capacitación CPU, GPU py3

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10-
<tag>

0.10 Capacitación CPU, GPU py3

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10.1-
<tag>

0.10.1 Capacitación CPU, GPU py3

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11-
<tag>

0,11 Capacitación CPU, GPU py3

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.0-
<tag>

0.11.0 Capacitación CPU, GPU py3

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.1-
<tag>

0.11.1 Capacitación CPU, GPU py3

Tensorflow Inferentia (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-tensorflow',region='us-
west-2',version='1.15.0',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

301217895009.dkr.ecr.us-
west-2.amazonaws.com/

1.15.0 Inferencia inf py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

sagemaker-neo-
tensorflow:<tag>

Rayo de Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ray-tensorflow',region='us-
west-2',version='0.8.5',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

462105765813.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.2-
TF-<tag>

0.8.2 Capacitación CPU, GPU py36

462105765813.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.5-
TF-<tag>

0.8.5 Capacitación CPU, GPU py36

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5-
<tag>

0,5 Capacitación CPU, GPU py3

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5.3-
<tag>

0.5.3 Capacitación CPU, GPU py3

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6-
<tag>

0.6 Capacitación CPU, GPU py3

520713654638.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6.5-
<tag>

0.6.5 Capacitación CPU, GPU py3
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VW (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='vw',region='us-
west-2',version='8.7.0',image_scope='training')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

462105765813.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-rl-vw-
container:Vw-8.7.0-
<tag>

8.7.0 Capacitación

xgBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost',region='us-west-2',version='1.2-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

246618743249.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
xgboost:<tag>

0.90-1 Capacitación, inferencia

246618743249.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
xgboost:<tag>

0.90-2 Capacitación, inferencia

246618743249.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
xgboost:<tag>

1.0-1 Capacitación, inferencia

246618743249.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2-1 Capacitación, inferencia

246618743249.dkr.ecr.us-
west-2.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2-2 Capacitación, inferencia

246618743249.dkr.ecr.us-
west-2.amazonaws.com/

1.3-1 Capacitación, inferencia
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

sagemaker-
xgboost:<tag>

433757028032.dkr.ecr.us-
west-2.amazonaws.com/
xgboost:<tag>

1 Capacitación, inferencia

Rutas de Docker y código de ejemplo para África (Ciudad del Cabo) (af-south-1)

En los siguientes temas se enumeran los parámetros para cada uno de los algoritmos y contenedores de
aprendizaje profundo de esta región proporcionados por Amazon SageMaker.

Temas
• BlazingText (algoritmo) (p. 889)
• Cadena (DLC) (p. 889)
• Clarificar (algoritmo) (p. 890)
• Data Wrangler (algoritmo) (p. 890)
• Depurador (algoritmo) (p. 890)
• DeepAR Forecasting (algoritmo) (p. 890)
• Máquinas de factorización (algoritmo) (p. 891)
• Cara de abrazo (algoritmo) (p. 891)
• Perspectivas de IP (algoritmo) (p. 892)
• Clasificación de imágenes (algoritmo) (p. 892)
• Inferentia MXNet (DLC) (p. 892)
• Inferentia PyTorch (DLC) (p. 893)
• Algoritmo k-means (p. 893)
• KNN (algoritmo) (p. 893)
• Lineal Learner (algoritmo) (p. 893)
• MXNet (DLC) (p. 894)
• Coach MXNet (DLC) (p. 896)
• Monitor de modelo (algoritmo) (p. 897)
• NTM (algoritmo) (p. 897)
• Clasificación de imágenes (algoritmo) (p. 897)
• Neo MXNet (DLC) (p. 898)
• Neo PyTorch (DLC) (p. 898)
• Neo Tensorflow (DLC) (p. 899)
• Neo XGBoost (algoritmo) (p. 899)
• Detección de objetos (algoritmo) (p. 899)
• Object2Vec (p. 900)
• PCA (algoritmo) (p. 900)
• PyTorch (DLC) (p. 900)
• Bosque de corte aleatorio (algoritmo) (p. 902)
• Algoritmo de Scikit-learn (p. 903)
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• Segmentación semántica (algoritmo) (p. 903)
• Seq2Seq (algoritmo) (p. 903)
• Spark (algoritmo) (p. 903)
• Servir SparkML (algoritmo) (p. 904)
• Tensorflow (DLC) (p. 904)
• Entrenador Tensorflow (DLC) (p. 913)
• Tensorflow Inferentia (DLC) (p. 914)
• Rayo de Tensorflow (DLC) (p. 914)
• xgBoost (algoritmo) (p. 915)

BlazingText (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='blazingtext',region='af-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

455444449433.dkr.ecr.af-
sur-1.amazonaws.com/
blazingtext:<tag>

1 Capacitación, inferencia

Cadena (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='chainer',region='af-
south-1',version='5.0.0',py_version='py3',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
chainer:<tag>

4.0.0 Capacitación,
inferencia

CPU, GPU py2, py3

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
chainer:<tag>

4.1.0 Capacitación,
inferencia

CPU, GPU py2, py3

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
chainer:<tag>

5.0.0 Capacitación,
inferencia

CPU, GPU py2, py3
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Clarificar (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='clarify',region='af-
south-1',version='1.0',image_scope='processing')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

811786498.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-clarify-
procesamiento:<tag>

1.0 Procesamiento

Data Wrangler (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='data-wrangler',region='af-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

143210264188.dkr.ecr.af-
south-1.amazonaws.com/
sagemaker-
data-wrangler-
container:<tag>

1.x Procesamiento

Depurador (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='debugger',region='af-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

314341159256.dkr.ecr.af-
south-1.amazonaws.com/
sagemaker-debugger-
rules:<tag>

latest Debugger

DeepAR Forecasting (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
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image_uris.retrieve(framework='forecasting-deepar',region='af-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

455444449433.dkr.ecr.af-
sur-1.amazonaws.com/
forecasting-
deepar:<tag>

1 Capacitación, inferencia

Máquinas de factorización (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='factorization-machines',region='af-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

4554449433.dkr.ecr.af-
south-1.amazonaws.com/
factorización de
máquinas:<tag>

1 Capacitación, inferencia

Cara de abrazo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='huggingface',region='af-
south-1',version='4.4.2',image_scope='training',base_framework_version='tensorflow2.4.1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
huggingface-pyTorch-
capacitación:<tag>

4.4.2 Capacitación

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
huggingface-pyTorch-
capacitación:<tag>

4.5.0 Capacitación

626614931356.dkr.ecr.af-
south-1.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.4.2 Capacitación

626614931356.dkr.ecr.af-
south-1.amazonaws.com/

4.5.0 Capacitación
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

huggingface-tensorflow-
training:<tag>

Perspectivas de IP (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ipinsights',region='af-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

455444449433.dkr.ecr.af-
sur-1.amazonaws.com/
ipinsights:<tag>

1 Capacitación, inferencia

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification',region='af-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

4554449433.dkr.ecr.af-
sur-1.amazonaws.com/
Clasificación de
imágenes:<tag>

1 Capacitación, inferencia

Inferentia MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-mxnet',region='af-
south-1',version='1.5.1',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

774647643957.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-neo-
mxnet<tag>

1.5.1 Inferencia inf py3
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Inferentia PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-pytorch',region='af-
south-1',version='1.5.1',py_version='py3')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

774647643957.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-neo-
pytorch:<tag>

1.5.1 Inferencia inf py3

Algoritmo k-means

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='kmeans',region='af-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

455444449433.dkr.ecr.af-
sur-1.amazonaws.com/
kmeans:<tag>

1 Capacitación, inferencia

KNN (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='knn',region='af-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

455444449433.dkr.ecr.af-
sur-1.amazonaws.com/
knn:<tag>

1 Capacitación, inferencia

Lineal Learner (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
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image_uris.retrieve(framework='linear-learner',region='af-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

455444449433.dkr.ecr.af-
sur-1.amazonaws.com/
aprendiz lineal:<tag>

1 Capacitación, inferencia

MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='mxnet',region='af-
south-1',version='1.4.1',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-mxnet-
eia<tag>

1.3.0 eia CPU py2, py3

313743910680.dkr.ecr.af-
south-1.amazonaws.com/
sagemaker-mxnet-
serving-eia:<tag>

1.4.0 eia CPU py2, py3

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-mxnet-
sirviendo:<tag>

1.4.0 Inferencia CPU, GPU py2, py3

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-mxnet-
sirviendo:<tag>

1.4.1 Inferencia CPU, GPU py2

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
MXNet:<tag>

0.12.1 Inferencia CPU, GPU py2, py3

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
MXNet:<tag>

0.12.1 Capacitación CPU, GPU py2, py3

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
MXNet:<tag>

1.0.0 Inferencia CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
MXNet:<tag>

1.0.0 Capacitación CPU, GPU py2, py3

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
MXNet:<tag>

1.1.0 Inferencia CPU, GPU py2, py3

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
MXNet:<tag>

1.1.0 Capacitación CPU, GPU py2, py3

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
MXNet:<tag>

1.2.1 Inferencia CPU, GPU py2, py3

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
MXNet:<tag>

1.2.1 Capacitación CPU, GPU py2, py3

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
MXNet:<tag>

1.3.0 Inferencia CPU, GPU py2, py3

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
MXNet:<tag>

1.3.0 Capacitación CPU, GPU py2, py3

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
MXNet:<tag>

1.4.0 Capacitación CPU, GPU py2, py3

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
MXNet:<tag>

1.4.1 Capacitación CPU, GPU py2

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
mxnet-inference-
eia<tag>

1.4.1 eia CPU py2, py3

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
mxnet-inference-
eia<tag>

1.5.1 eia CPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
mxnet-inference-
eia<tag>

1.7.0 eia CPU py3

Inferencia con
MXNet<tag>

1.4.1 Inferencia CPU, GPU py3

Inferencia con
MXNet<tag>

1.6.0 Inferencia CPU, GPU py2, py3

Inferencia con
MXNet<tag>

1.7.0 Inferencia CPU, GPU py3

Inferencia con
MXNet<tag>

1.8.0 Inferencia CPU, GPU py37

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Entrenamiento
con MXnet-MXnet-
Entrenamiento:<tag>

1.4.1 Capacitación CPU, GPU py3

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Entrenamiento
con MXnet-MXnet-
Entrenamiento:<tag>

1.6.0 Capacitación CPU, GPU py2, py3

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
mxnet-
training:<tag>

1.7.0 Capacitación CPU, GPU py3

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Entrenamiento
con MXnet-MXnet-
Entrenamiento:<tag>

1.8.0 Capacitación CPU, GPU py37

Coach MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-mxnet',region='af-
south-1',version='0.11',py_version='py3',image_scope='training',instance_type='ml.c5.4xlarge')
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11-
<tag>

0,11 Capacitación CPU, GPU py3

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11.0-
<tag>

0.11.0 Capacitación CPU, GPU py3

Monitor de modelo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='model-monitor',region='af-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

875698925577.dkr.ecr.af-
south-1.amazonaws.com/
sagemaker-
model-monitor-
analizador:<tag>

  Monitorización de

NTM (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ntm',region='af-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

455444449433.dkr.ecr.af-
sur-1.amazonaws.com/
ntm:<tag>

1 Capacitación, inferencia

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification-neo',region='af-south-1')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

774647643957.dkr.ecr.af-
south-1.amazonaws.com/
image-<tag>

latest Inferencia

Neo MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-mxnet',region='af-
south-1',version='1.8',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

774647643957.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
inference-
mxnet:<tag>

1.8 Inferencia CPU, GPU py3

Neo PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-pytorch',region='af-
south-1',version='1.6',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

774647643957.dkr.ecr.af-
south-1.amazonaws.com/
sagemaker-
inference-
pyTorch:<tag>

1.4 Inferencia CPU, GPU py3

774647643957.dkr.ecr.af-
south-1.amazonaws.com/
sagemaker-
inference-
pyTorch:<tag>

1.5 Inferencia CPU, GPU py3

774647643957.dkr.ecr.af-
south-1.amazonaws.com/
sagemaker-

1.6 Inferencia CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

inference-
pyTorch:<tag>

Neo Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-tensorflow',region='af-
south-1',version='1.15.3',py_version='py3',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

774647643957.dkr.ecr.af-
south-1.amazonaws.com/
sagemaker-
inference-
tensorflow:<tag>

1.15.3 Inferencia CPU, GPU py3

Neo XGBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost-neo',region='af-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

774647643957.dkr.ecr.af-
sur-1.amazonaws.com/
xgboost-neo:<tag>

latest Inferencia

Detección de objetos (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object-detection',region='af-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

4554449433.dkr.ecr.af-
sur-1.amazonaws.com/

1 Capacitación, inferencia
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

detección de
objetos:<tag>

Object2Vec

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object2vec',region='af-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

455444449433.dkr.ecr.af-
sur-1.amazonaws.com/
object2vec:<tag>

1 Capacitación, inferencia

PCA (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='pca',region='af-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

455444449433.dkr.ecr.af-
sur-1.amazonaws.com/
pca:<tag>

1 Capacitación, inferencia

PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='pytorch',region='af-
south-1',version='1.8.0',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
pyTorch:<tag>

0.4.0 Inferencia CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
pyTorch:<tag>

0.4.0 Capacitación CPU, GPU py2, py3

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
pyTorch:<tag>

1.0.0 Inferencia CPU, GPU py2, py3

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
pyTorch:<tag>

1.0.0 Capacitación CPU, GPU py2, py3

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
pyTorch:<tag>

1.1.0 Inferencia CPU, GPU py2, py3

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
pyTorch:<tag>

1.1.0 Capacitación CPU, GPU py2, py3

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
pytorch-inference-
eia:<tag>

1.3.1 eia CPU py3

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
PyTorch<tag>

1.2.0 Inferencia CPU, GPU py2, py3

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
PyTorch<tag>

1.3.1 Inferencia CPU, GPU py2, py3

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
PyTorch<tag>

1.4.0 Inferencia CPU, GPU py3

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
PyTorch<tag>

1.5.0 Inferencia CPU, GPU py3

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
PyTorch<tag>

1.6.0 Inferencia CPU, GPU py3, py36

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
PyTorch<tag>

1.7.1 Inferencia CPU, GPU py3, py36
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
PyTorch<tag>

1.8.0 Inferencia CPU, GPU py3, py36

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
PyTorch<tag>

1.8.1 Inferencia CPU, GPU py3, py36

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
PyTorch<tag>

1.2.0 Capacitación CPU, GPU py2, py3

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
PyTorch<tag>

1.3.1 Capacitación CPU, GPU py2, py3

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
PyTorch<tag>

1.4.0 Capacitación CPU, GPU py2, py3

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
PyTorch<tag>

1.5.0 Capacitación CPU, GPU py3

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
PyTorch<tag>

1.6.0 Capacitación CPU, GPU py3, py36

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
PyTorch<tag>

1.7.1 Capacitación CPU, GPU py3, py36

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
PyTorch<tag>

1.8.0 Capacitación CPU, GPU py3, py36

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
PyTorch<tag>

1.8.1 Capacitación CPU, GPU py3, py36

Bosque de corte aleatorio (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='randomcutforest',region='af-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

4554449433.dkr.ecr.af-
sur-1.amazonaws.com/
randomcutforest:<tag>

1 Capacitación, inferencia
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Algoritmo de Scikit-learn

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='sklearn',region='af-
south-1',version='0.23-1',image_scope='inference')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

510948584623.dkr.ecr.af-
south-1.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.20.0 Capacitación, inferencia

510948584623.dkr.ecr.af-
south-1.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.23-1 Capacitación, inferencia

Segmentación semántica (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='semantic-segmentation',region='af-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

4554449433.dkr.ecr.af-
sur-1.amazonaws.com/
semantic-
segmentación:<tag>

1 Capacitación, inferencia

Seq2Seq (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='seq2seq',region='af-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

4554449433.dkr.ecr.af-
sur-1.amazonaws.com/
seq2seq:<tag>

1 Capacitación, inferencia

Spark (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.
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from sagemaker import image_uris
image_uris.retrieve(framework='spark',region='af-
south-1',version='3.0',image_scope='processing')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

309385258863.dkr.ecr.af-
south-1.amazonaws.com/
sagemaker-spark-
processing:<tag>

2.4 Procesamiento

309385258863.dkr.ecr.af-
south-1.amazonaws.com/
sagemaker-spark-
processing:<tag>

3.0 Procesamiento

Servir SparkML (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='sparkml-serving',region='af-south-1',version='2.4')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

510948584623.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-sparkml-
Serving:<tag>

2.2 Inferencia

510948584623.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-sparkml-
Serving:<tag>

2.4 Inferencia

Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='tensorflow',region='af-
south-1',version='1.12.0',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

313743910680.dkr.ecr.af-
south-1.amazonaws.com/
sagemaker-

1.10.0 eia CPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

tensorflow-
eia:<tag>

313743910680.dkr.ecr.af-
south-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.11.0 Capacitación CPU, GPU py2, py3

313743910680.dkr.ecr.af-
south-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.12.0 Capacitación CPU, GPU py2, py3

313743910680.dkr.ecr.af-
south-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.13.1 Capacitación CPU, GPU py2

313743910680.dkr.ecr.af-
south-1.amazonaws.com/
sagemaker-
tensorflow-
Serving:<tag>

1.11.0 eia CPU -

313743910680.dkr.ecr.af-
south-1.amazonaws.com/
sagemaker-
tensorflow-
Serving:<tag>

1.12.0 eia CPU -

313743910680.dkr.ecr.af-
south-1.amazonaws.com/
sagemaker-
tensorflow-
Serving:<tag>

1.13.0 eia CPU -

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
tensorflow-
Serving:<tag>

1.11.0 Inferencia CPU, GPU -

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
tensorflow-
Serving:<tag>

1.12.0 Inferencia CPU, GPU -

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.10.0 Inferencia CPU, GPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.10.0 Capacitación CPU, GPU py2

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.4.1 Inferencia CPU, GPU py2

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.4.1 Capacitación CPU, GPU py2

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.5.0 Inferencia CPU, GPU py2

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.5.0 Capacitación CPU, GPU py2

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.6.0 Inferencia CPU, GPU py2

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.6.0 Capacitación CPU, GPU py2

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.7.0 Inferencia CPU, GPU py2

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.7.0 Capacitación CPU, GPU py2

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.8.0 Inferencia CPU, GPU py2

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.8.0 Capacitación CPU, GPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.9.0 Inferencia CPU, GPU py2

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.9.0 Capacitación CPU, GPU py2

626614931356.dkr.ecr.af-
south-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.14.0 eia CPU -

626614931356.dkr.ecr.af-
south-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.15.0 eia CPU -

626614931356.dkr.ecr.af-
south-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.0.0 eia CPU -

626614931356.dkr.ecr.af-
south-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.3.0 eia CPU -

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Inferencia con
Tensorflow-
Inferencia:<tag>

1.13.0 Inferencia CPU, GPU -

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Inferencia con
Tensorflow-
Inferencia:<tag>

1.14.0 Inferencia CPU, GPU -

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Inferencia con
Tensorflow-
Inferencia:<tag>

1.15.0 Inferencia CPU, GPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Inferencia con
Tensorflow-
Inferencia:<tag>

1.15.2 Inferencia CPU, GPU -

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Inferencia con
Tensorflow-
Inferencia:<tag>

1.15.3 Inferencia CPU, GPU -

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Inferencia con
Tensorflow-
Inferencia:<tag>

1.15.4 Inferencia CPU, GPU -

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Inferencia con
Tensorflow-
Inferencia:<tag>

1.15.5 Inferencia CPU, GPU -

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Inferencia con
Tensorflow-
Inferencia:<tag>

2.0.0 Inferencia CPU, GPU -

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Inferencia con
Tensorflow-
Inferencia:<tag>

2.0.1 Inferencia CPU, GPU -

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Inferencia con
Tensorflow-
Inferencia:<tag>

2.0.2 Inferencia CPU, GPU -

908



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Inferencia con
Tensorflow-
Inferencia:<tag>

2.0.3 Inferencia CPU, GPU -

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Inferencia con
Tensorflow-
Inferencia:<tag>

2.0.4 Inferencia CPU, GPU -

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Inferencia con
Tensorflow-
Inferencia:<tag>

2.1.0 Inferencia CPU, GPU -

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Inferencia con
Tensorflow-
Inferencia:<tag>

2.1.1 Inferencia CPU, GPU -

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Inferencia con
Tensorflow-
Inferencia:<tag>

2.1.2 Inferencia CPU, GPU -

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Inferencia con
Tensorflow-
Inferencia:<tag>

2.1.3 Inferencia CPU, GPU -

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Inferencia con
Tensorflow-
Inferencia:<tag>

2.2.0 Inferencia CPU, GPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Inferencia con
Tensorflow-
Inferencia:<tag>

2.2.1 Inferencia CPU, GPU -

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Inferencia con
Tensorflow-
Inferencia:<tag>

2.2.2 Inferencia CPU, GPU -

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Inferencia con
Tensorflow-
Inferencia:<tag>

2.3.0 Inferencia CPU, GPU -

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Inferencia con
Tensorflow-
Inferencia:<tag>

2.3.1 Inferencia CPU, GPU -

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Inferencia con
Tensorflow-
Inferencia:<tag>

2.3.2 Inferencia CPU, GPU -

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Inferencia con
Tensorflow-
Inferencia:<tag>

2.4.1 Inferencia CPU, GPU -

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Entrenamiento con
TensorFlow<tag>

1.13.1 Capacitación CPU, GPU py3

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Entrenamiento con
TensorFlow<tag>

1.14.0 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Entrenamiento con
TensorFlow<tag>

1.15.0 Capacitación CPU, GPU py2, py3

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Entrenamiento con
TensorFlow<tag>

1.15.2 Capacitación CPU, GPU py2, py3, py37

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Entrenamiento con
TensorFlow<tag>

1.15.3 Capacitación CPU, GPU py2, py3, py37

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Entrenamiento con
TensorFlow<tag>

1.15.4 Capacitación CPU, GPU py3, py36, py37

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Entrenamiento con
TensorFlow<tag>

1.15.5 Capacitación CPU, GPU py3, py36, py37

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Entrenamiento con
TensorFlow<tag>

2.0.0 Capacitación CPU, GPU py2, py3

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Entrenamiento con
TensorFlow<tag>

2.0.1 Capacitación CPU, GPU py2, py3

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Entrenamiento con
TensorFlow<tag>

2.0.2 Capacitación CPU, GPU py2, py3

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Entrenamiento con
TensorFlow<tag>

2.0.3 Capacitación CPU, GPU py3

911



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Entrenamiento con
TensorFlow<tag>

2.0.4 Capacitación CPU, GPU py3

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Entrenamiento con
TensorFlow<tag>

2.1.0 Capacitación CPU, GPU py2, py3

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Entrenamiento con
TensorFlow<tag>

2.1.1 Capacitación CPU, GPU py2, py3

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Entrenamiento con
TensorFlow<tag>

2.1.2 Capacitación CPU, GPU py3

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Entrenamiento con
TensorFlow<tag>

2.1.3 Capacitación CPU, GPU py3

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Entrenamiento con
TensorFlow<tag>

2.2.0 Capacitación CPU, GPU py37

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Entrenamiento con
TensorFlow<tag>

2.2.1 Capacitación CPU, GPU py37

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Entrenamiento con
TensorFlow<tag>

2.2.2 Capacitación CPU, GPU py37

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Entrenamiento con
TensorFlow<tag>

2.3.0 Capacitación CPU, GPU py37
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Entrenamiento con
TensorFlow<tag>

2.3.1 Capacitación CPU, GPU py37

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Entrenamiento con
TensorFlow<tag>

2.3.2 Capacitación CPU, GPU py37

626614931356.dkr.ecr.af-
sur-1.amazonaws.com/
Tensorflow-
Entrenamiento con
TensorFlow<tag>

2.4.1 Capacitación CPU, GPU py37

Entrenador Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-tensorflow',region='af-
south-1',version='1.0.0',image_scope='training',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10-
<tag>

0.10 Capacitación CPU, GPU py3

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10.1-
<tag>

0.10.1 Capacitación CPU, GPU py3

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11-
<tag>

0,11 Capacitación CPU, GPU py3

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-rl-

0.11.0 Capacitación CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

tensorflow:coach0.11.0-
<tag>

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.1-
<tag>

0.11.1 Capacitación CPU, GPU py3

Tensorflow Inferentia (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-tensorflow',region='af-
south-1',version='1.15.0',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

774647643957.dkr.ecr.af-
south-1.amazonaws.com/
sagemaker-neo-
tensorflow:<tag>

1.15.0 Inferencia inf py3

Rayo de Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ray-tensorflow',region='af-
south-1',version='0.8.5',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5-
<tag>

0,5 Capacitación CPU, GPU py3

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5.3-
<tag>

0.5.3 Capacitación CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6-
<tag>

0.6 Capacitación CPU, GPU py3

313743910680.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6.5-
<tag>

0.6.5 Capacitación CPU, GPU py3

xgBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost',region='af-south-1',version='1.2-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

455444449433.dkr.ecr.af-
sur-1.amazonaws.com/
xgboost:<tag>

1 Capacitación, inferencia

510948584623.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
xgboost:<tag>

0.90-1 Capacitación, inferencia

510948584623.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
xgboost:<tag>

0.90-2 Capacitación, inferencia

510948584623.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.0-1 Capacitación, inferencia

510948584623.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2-1 Capacitación, inferencia

510948584623.dkr.ecr.af-
sur-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2-2 Capacitación, inferencia

510948584623.dkr.ecr.af-
sur-1.amazonaws.com/

1.3-1 Capacitación, inferencia
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

sagemaker-
xgboost:<tag>

Rutas de Docker Registry y código de ejemplo para Asia Pacífico (Hong Kong) (ap-east-1)

En los siguientes temas se enumeran los parámetros para cada uno de los algoritmos y contenedores de
aprendizaje profundo de esta región proporcionados por Amazon SageMaker.

Temas
• BlazingText (algoritmo) (p. 917)
• Cadena (DLC) (p. 917)
• Clarificar (algoritmo) (p. 917)
• Data Wrangler (algoritmo) (p. 918)
• Depurador (algoritmo) (p. 918)
• DeepAR Forecasting (algoritmo) (p. 918)
• Máquinas de factorización (algoritmo) (p. 919)
• Cara de abrazo (algoritmo) (p. 919)
• Perspectivas de IP (algoritmo) (p. 920)
• Clasificación de imágenes (algoritmo) (p. 920)
• Inferentia MXNet (DLC) (p. 920)
• Inferentia PyTorch (DLC) (p. 920)
• Algoritmo k-means (p. 921)
• KNN (algoritmo) (p. 921)
• Lineal Learner (algoritmo) (p. 921)
• MXNet (DLC) (p. 922)
• Coach MXNet (DLC) (p. 924)
• Monitor de modelo (algoritmo) (p. 925)
• NTM (algoritmo) (p. 925)
• Clasificación de imágenes (algoritmo) (p. 925)
• Neo MXNet (DLC) (p. 926)
• Neo PyTorch (DLC) (p. 926)
• Neo Tensorflow (DLC) (p. 927)
• Neo XGBoost (algoritmo) (p. 927)
• Detección de objetos (algoritmo) (p. 927)
• Object2Vec (p. 927)
• PCA (algoritmo) (p. 928)
• PyTorch (DLC) (p. 928)
• Bosque de corte aleatorio (algoritmo) (p. 930)
• Algoritmo de Scikit-learn (p. 930)
• Segmentación semántica (algoritmo) (p. 931)
• Algoritmo Seq2Seq (p. 931)
• Spark (algoritmo) (p. 931)
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• Servir SparkML (algoritmo) (p. 932)
• Tensorflow (DLC) (p. 932)
• Entrenador Tensorflow (DLC) (p. 939)
• Tensorflow Inferentia (DLC) (p. 940)
• Rayo de Tensorflow (DLC) (p. 941)
• xgBoost (algoritmo) (p. 941)

BlazingText (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='blazingtext',region='ap-east-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

286214385809.dkr.ecr.ap-
east-1.amazonaws.com/
blazingtext:<tag>

1 Capacitación, inferencia

Cadena (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='chainer',region='ap-
east-1',version='5.0.0',py_version='py3',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
Chainer:<tag>

4.0.0 Capacitación,
inferencia

CPU, GPU py2, py3

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
Chainer:<tag>

4.1.0 Capacitación,
inferencia

CPU, GPU py2, py3

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
Chainer:<tag>

5.0.0 Capacitación,
inferencia

CPU, GPU py2, py3

Clarificar (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.
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from sagemaker import image_uris
image_uris.retrieve(framework='clarify',region='ap-
east-1',version='1.0',image_scope='processing')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

098760798382.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-clarify-
processing:<tag>

1.0 Procesamiento

Data Wrangler (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='data-wrangler',region='ap-east-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

707077482487.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
data-wrangler-
container:<tag>

1.x Procesamiento

Depurador (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='debugger',region='ap-east-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

1995664801.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-debugger-
rules:<tag>

latest Debugger

DeepAR Forecasting (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='forecasting-deepar',region='ap-east-1')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

286214385809.dkr.ecr.ap-
east-1.amazonaws.com/
forecasting-epar:<tag>

1 Capacitación, inferencia

Máquinas de factorización (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='factorization-machines',region='ap-east-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

286214385809.dkr.ecr.ap-
east-1.amazonaws.com/
factorización de
máquinas:<tag>

1 Capacitación, inferencia

Cara de abrazo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='huggingface',region='ap-
east-1',version='4.4.2',image_scope='training',base_framework_version='tensorflow2.4.1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
huggingface-
pyTorch:<tag>

4.4.2 Capacitación

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
huggingface-
pyTorch:<tag>

4.5.0 Capacitación

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.4.2 Capacitación

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.5.0 Capacitación
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Perspectivas de IP (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ipinsights',region='ap-east-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

286214385809.dkr.ecr.ap-
east-1.amazonaws.com/
ipinsights:<tag>

1 Capacitación, inferencia

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification',region='ap-east-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

286214385809.dkr.ecr.ap-
east-1.amazonaws.com/
image-
classification<tag>

1 Capacitación, inferencia

Inferentia MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-mxnet',region='ap-
east-1',version='1.5.1',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

110948597952.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-neo-
mxnet:<tag>

1.5.1 Inferencia inf py3

Inferentia PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
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image_uris.retrieve(framework='inferentia-pytorch',region='ap-
east-1',version='1.5.1',py_version='py3')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

110948597952.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-neo-
pytorch:<tag>

1.5.1 Inferencia inf py3

Algoritmo k-means

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='kmeans',region='ap-east-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

286214385809.dkr.ecr.ap-
east-1.amazonaws.com/
kmeans:<tag>

1 Capacitación, inferencia

KNN (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='knn',region='ap-east-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

286214385809.dkr.ecr.ap-
east-1.amazonaws.com/
knn:<tag>

1 Capacitación, inferencia

Lineal Learner (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='linear-learner',region='ap-east-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

286214385809.dkr.ecr.ap-
east-1.amazonaws.com/

1 Capacitación, inferencia
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

aprendizaje
lineal:<tag>

MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='mxnet',region='ap-
east-1',version='1.4.1',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-mxnet-
eia:<tag>

1.3.0 eia CPU py2, py3

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-mxnet-
serving-eia:<tag>

1.4.0 eia CPU py2, py3

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
mxnet-<tag>

1.4.0 Inferencia CPU, GPU py2, py3

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
mxnet-<tag>

1.4.1 Inferencia CPU, GPU py2

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
mxnet:<tag>

0.12.1 Inferencia CPU, GPU py2, py3

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
mxnet<tag>

0.12.1 Capacitación CPU, GPU py2, py3

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.0.0 Inferencia CPU, GPU py2, py3

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/

1.0.0 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

sagemaker-
mxnet<tag>

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
mxnet<tag>

1.1.0 Inferencia CPU, GPU py2, py3

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
mxnet<tag>

1.1.0 Capacitación CPU, GPU py2, py3

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.2.1 Inferencia CPU, GPU py2, py3

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.2.1 Capacitación CPU, GPU py2, py3

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
mxnet<tag>

1.3.0 Inferencia CPU, GPU py2, py3

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.3.0 Capacitación CPU, GPU py2, py3

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
mxnet<tag>

1.4.0 Capacitación CPU, GPU py2, py3

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
mxnet<tag>

1.4.1 Capacitación CPU, GPU py2

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.4.1 eia CPU py2, py3

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.5.1 eia CPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.7.0 eia CPU py3

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
mxnet-
inferencia:<tag>

1.4.1 Inferencia CPU, GPU py3

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
mxnet-
inferencia:<tag>

1.6.0 Inferencia CPU, GPU py2, py3

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
mxnet-
inferencia:<tag>

1.7.0 Inferencia CPU, GPU py3

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
mxnet-
inferencia:<tag>

1.8.0 Inferencia CPU, GPU py37

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
mxnet-
training:<tag>

1.4.1 Capacitación CPU, GPU py3

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
mxnet-
training:<tag>

1.6.0 Capacitación CPU, GPU py2, py3

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
mxnet-
training:<tag>

1.7.0 Capacitación CPU, GPU py3

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
mxnet-
training:<tag>

1.8.0 Capacitación CPU, GPU py37

Coach MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-mxnet',region='ap-
east-1',version='0.11',py_version='py3',image_scope='training',instance_type='ml.c5.4xlarge')
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11-
<tag>

0,11 Capacitación CPU, GPU py3

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11.0-
<tag>

0.11.0 Capacitación CPU, GPU py3

Monitor de modelo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='model-monitor',region='ap-east-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

001633400207.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
model-monitor-
analizador:<tag>

  Monitorización de

NTM (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ntm',region='ap-east-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

286214385809.dkr.ecr.ap-
east-1.amazonaws.com/
ntm:<tag>

1 Capacitación, inferencia

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
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image_uris.retrieve(framework='image-classification-neo',region='ap-east-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

110948597952.dkr.ecr.ap-
east-1.amazonaws.com/
image-classification-
neo:<tag>

latest Inferencia

Neo MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-mxnet',region='ap-
east-1',version='1.8',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

11094859797952.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
inference-
mxnet:<tag>

1.8 Inferencia CPU, GPU py3

Neo PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-pytorch',region='ap-
east-1',version='1.6',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

110948597952.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-<tag>

1.4 Inferencia CPU, GPU py3

110948597952.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-<tag>

1.5 Inferencia CPU, GPU py3

110948597952.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-<tag>

1.6 Inferencia CPU, GPU py3
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Neo Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-tensorflow',region='ap-
east-1',version='1.15.3',py_version='py3',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

110948597952.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
inference-
tensorflow:<tag>

1.15.3 Inferencia CPU, GPU py3

Neo XGBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost-neo',region='ap-east-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

110948597952.dkr.ecr.ap-
east-1.amazonaws.com/
xgboost-neo:<tag>

latest Inferencia

Detección de objetos (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object-detection',region='ap-east-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

286214385809.dkr.ecr.ap-
east-1.amazonaws.com/
object-detection:<tag>

1 Capacitación, inferencia

Object2Vec

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object2vec',region='ap-east-1')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

286214385809.dkr.ecr.ap-
east-1.amazonaws.com/
object2vec:<tag>

1 Capacitación, inferencia

PCA (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='pca',region='ap-east-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

286214385809.dkr.ecr.ap-
east-1.amazonaws.com/
pca:<tag>

1 Capacitación, inferencia

PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='pytorch',region='ap-
east-1',version='1.8.0',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
PyTorch:<tag>

0.4.0 Inferencia CPU, GPU py2, py3

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
PyTorch:<tag>

0.4.0 Capacitación CPU, GPU py2, py3

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
PyTorch:<tag>

1.0.0 Inferencia CPU, GPU py2, py3

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
PyTorch:<tag>

1.0.0 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
PyTorch:<tag>

1.1.0 Inferencia CPU, GPU py2, py3

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
PyTorch:<tag>

1.1.0 Capacitación CPU, GPU py2, py3

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
pytorch-inference-
eia:<tag>

1.3.1 eia CPU py3

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
PyTorch<tag>

1.2.0 Inferencia CPU, GPU py2, py3

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
PyTorch<tag>

1.3.1 Inferencia CPU, GPU py2, py3

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
PyTorch<tag>

1.4.0 Inferencia CPU, GPU py3

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
PyTorch<tag>

1.5.0 Inferencia CPU, GPU py3

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
pyTorch-<tag>

1.6.0 Inferencia CPU, GPU py3, py36

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
pyTorch-<tag>

1.7.1 Inferencia CPU, GPU py3, py36

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
PyTorch<tag>

1.8.0 Inferencia CPU, GPU py3, py36

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
pyTorch-<tag>

1.8.1 Inferencia CPU, GPU py3, py36

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
pytorch-
training:<tag>

1.2.0 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
pytorch-
training:<tag>

1.3.1 Capacitación CPU, GPU py2, py3

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
pytorch-
training:<tag>

1.4.0 Capacitación CPU, GPU py2, py3

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
pytorch-
training:<tag>

1.5.0 Capacitación CPU, GPU py3

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
pytorch-
training:<tag>

1.6.0 Capacitación CPU, GPU py3, py36

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
pytorch-
training:<tag>

1.7.1 Capacitación CPU, GPU py3, py36

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
pytorch-
training:<tag>

1.8.0 Capacitación CPU, GPU py3, py36

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
pytorch-
training:<tag>

1.8.1 Capacitación CPU, GPU py3, py36

Bosque de corte aleatorio (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='randomcutforest',region='ap-east-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

286214385809.dkr.ecr.ap-
east-1.amazonaws.com/
randomcutforest:<tag>

1 Capacitación, inferencia

Algoritmo de Scikit-learn

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

930



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

from sagemaker import image_uris
image_uris.retrieve(framework='sklearn',region='ap-
east-1',version='0.23-1',image_scope='inference')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

651117190479.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.20.0 Capacitación, inferencia

651117190479.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.23-1 Capacitación, inferencia

Segmentación semántica (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='semantic-segmentation',region='ap-east-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

286214385809.dkr.ecr.ap-
east-1.amazonaws.com/
semantic-
segmentation:<tag>

1 Capacitación, inferencia

Algoritmo Seq2Seq

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='seq2seq',region='ap-east-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

286214385809.dkr.ecr.ap-
east-1.amazonaws.com/
seq2seq:<tag>

1 Capacitación, inferencia

Spark (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
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image_uris.retrieve(framework='spark',region='ap-
east-1',version='3.0',image_scope='processing')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

732049463269.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-spark-
processing:<tag>

2.4 Procesamiento

732049463269.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-spark-
processing:<tag>

3.0 Procesamiento

Servir SparkML (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='sparkml-serving',region='ap-east-1',version='2.4')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

651117190190479.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
sparkml-<tag>

2.2 Inferencia

651117190190479.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
sparkml-<tag>

2.4 Inferencia

Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='tensorflow',region='ap-
east-1',version='1.12.0',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
tensorflow-
eia:<tag>

1.10.0 eia CPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.11.0 Capacitación CPU, GPU py2, py3

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.12.0 Capacitación CPU, GPU py2, py3

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.13.1 Capacitación CPU, GPU py2

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
tensorflow-serving-
eia:<tag>

1.11.0 eia CPU -

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
tensorflow-serving-
eia:<tag>

1.12.0 eia CPU -

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
tensorflow-Serving
Eia:<tag>

1.13.0 eia CPU -

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
tensorflow-
serving:<tag>

1.11.0 Inferencia CPU, GPU -

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
tensorflow-
serving:<tag>

1.12.0 Inferencia CPU, GPU -

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.10.0 Inferencia CPU, GPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
Tensorflow<tag>

1.10.0 Capacitación CPU, GPU py2

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
Tensorflow<tag>

1.4.1 Inferencia CPU, GPU py2

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
Tensorflow<tag>

1.4.1 Capacitación CPU, GPU py2

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
Tensorflow<tag>

1.5.0 Inferencia CPU, GPU py2

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
Tensorflow<tag>

1.5.0 Capacitación CPU, GPU py2

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.6.0 Inferencia CPU, GPU py2

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.6.0 Capacitación CPU, GPU py2

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
Tensorflow<tag>

1.7.0 Inferencia CPU, GPU py2

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
Tensorflow<tag>

1.7.0 Capacitación CPU, GPU py2

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
Tensorflow<tag>

1.8.0 Inferencia CPU, GPU py2

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.8.0 Capacitación CPU, GPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
Tensorflow<tag>

1.9.0 Inferencia CPU, GPU py2

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.9.0 Capacitación CPU, GPU py2

8713627292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.14.0 eia CPU -

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.15.0 eia CPU -

8713627292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.0.0 eia CPU -

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.3.0 eia CPU -

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.13.0 Inferencia CPU, GPU -

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.14.0 Inferencia CPU, GPU -

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.15.0 Inferencia CPU, GPU -

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.15.2 Inferencia CPU, GPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.15.3 Inferencia CPU, GPU -

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.15.4 Inferencia CPU, GPU -

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
Tensorflow-
Inferencia con
Tensorflow-
Inferencia con
TensorFlow<tag>

1.15.5 Inferencia CPU, GPU -

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.0.0 Inferencia CPU, GPU -

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.0.1 Inferencia CPU, GPU -

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.0.2 Inferencia CPU, GPU -

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.0.3 Inferencia CPU, GPU -

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.0.4 Inferencia CPU, GPU -

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.1.0 Inferencia CPU, GPU -

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.1.1 Inferencia CPU, GPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.1.2 Inferencia CPU, GPU -

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.1.3 Inferencia CPU, GPU -

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.2.0 Inferencia CPU, GPU -

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.2.1 Inferencia CPU, GPU -

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.2.2 Inferencia CPU, GPU -

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.3.0 Inferencia CPU, GPU -

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.3.1 Inferencia CPU, GPU -

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.3.2 Inferencia CPU, GPU -

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.4.1 Inferencia CPU, GPU -

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
training:<tag>

1.13.1 Capacitación CPU, GPU py3

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
training:<tag>

1.14.0 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.0 Capacitación CPU, GPU py2, py3

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.2 Capacitación CPU, GPU py2, py3, py37

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.3 Capacitación CPU, GPU py2, py3, py37

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.4 Capacitación CPU, GPU py3, py36, py37

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.5 Capacitación CPU, GPU py3, py36, py37

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.0 Capacitación CPU, GPU py2, py3

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.1 Capacitación CPU, GPU py2, py3

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.2 Capacitación CPU, GPU py2, py3

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.3 Capacitación CPU, GPU py3

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.4 Capacitación CPU, GPU py3

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.0 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.1 Capacitación CPU, GPU py2, py3

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.2 Capacitación CPU, GPU py3

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.3 Capacitación CPU, GPU py3

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.2.0 Capacitación CPU, GPU py37

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.2.1 Capacitación CPU, GPU py37

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.2.2 Capacitación CPU, GPU py37

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.3.0 Capacitación CPU, GPU py37

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.3.1 Capacitación CPU, GPU py37

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.3.2 Capacitación CPU, GPU py37

871362719292.dkr.ecr.ap-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.4.1 Capacitación CPU, GPU py37

Entrenador Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.
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from sagemaker import image_uris
image_uris.retrieve(framework='coach-tensorflow',region='ap-
east-1',version='1.0.0',image_scope='training',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10-
<tag>

0.10 Capacitación CPU, GPU py3

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10.1-
<tag>

0.10.1 Capacitación CPU, GPU py3

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11-
<tag>

0,11 Capacitación CPU, GPU py3

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.0-
<tag>

0.11.0 Capacitación CPU, GPU py3

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.1-
<tag>

0.11.1 Capacitación CPU, GPU py3

Tensorflow Inferentia (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-tensorflow',region='ap-
east-1',version='1.15.0',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

110948597952.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-neo-
tensorflow:<tag>

1.15.0 Inferencia inf py3
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Rayo de Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ray-tensorflow',region='ap-
east-1',version='0.8.5',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5-
<tag>

0,5 Capacitación CPU, GPU py3

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5.3-
<tag>

0.5.3 Capacitación CPU, GPU py3

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6-
<tag>

0.6 Capacitación CPU, GPU py3

057415533634.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6.5-
<tag>

0.6.5 Capacitación CPU, GPU py3

xgBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost',region='ap-east-1',version='1.2-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

286214385809.dkr.ecr.ap-
east-1.amazonaws.com/
xgboost:<tag>

1 Capacitación, inferencia

651117190479.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
xgboost:<tag>

0.90-1 Capacitación, inferencia
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

651117190479.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
xgboost:<tag>

0.90-2 Capacitación, inferencia

651117190479.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.0-1 Capacitación, inferencia

651117190479.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2-1 Capacitación, inferencia

651117190479.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2-2 Capacitación, inferencia

651117190479.dkr.ecr.ap-
east-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.3-1 Capacitación, inferencia

Rutas de registro de Docker y código de ejemplo para Asia Pacífico (Mumbai) (ap-south-1)

En los siguientes temas se enumeran los parámetros para cada uno de los algoritmos y contenedores de
aprendizaje profundo de esta región proporcionados por Amazon SageMaker.

Temas
• BlazingText (algoritmo) (p. 943)
• Cadena (DLC) (p. 943)
• Clarificar (algoritmo) (p. 944)
• Data Wrangler (algoritmo) (p. 944)
• Depurador (algoritmo) (p. 945)
• DeepAR Forecasting (algoritmo) (p. 945)
• Máquinas de factorización (algoritmo) (p. 945)
• Cara de abrazo (algoritmo) (p. 945)
• Perspectivas de IP (algoritmo) (p. 946)
• Clasificación de imágenes (algoritmo) (p. 946)
• Inferentia MXNet (DLC) (p. 947)
• Inferentia PyTorch (DLC) (p. 947)
• Algoritmo k-means (p. 947)
• KNN (algoritmo) (p. 947)
• LDA (algoritmo) (p. 948)
• Lineal Learner (algoritmo) (p. 948)
• MXNet (DLC) (p. 948)
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• Coach MXNet (DLC) (p. 951)
• Monitor de modelo (algoritmo) (p. 951)
• NTM (algoritmo) (p. 952)
• Clasificación de imágenes (algoritmo) (p. 952)
• Neo MXNet (DLC) (p. 952)
• Neo PyTorch (DLC) (p. 953)
• Neo Tensorflow (DLC) (p. 953)
• Neo XGBoost (algoritmo) (p. 954)
• Detección de objetos (algoritmo) (p. 954)
• Object2Vec (p. 954)
• PCA (algoritmo) (p. 954)
• PyTorch (DLC) (p. 955)
• Bosque de corte aleatorio (algoritmo) (p. 957)
• Ray PyTorch (DLC) (p. 957)
• Algoritmo de Scikit-learn (p. 958)
• Segmentación semántica (algoritmo) (p. 958)
• Algoritmo Seq2Seq (p. 958)
• Spark (algoritmo) (p. 958)
• Servir SparkML (algoritmo) (p. 959)
• Tensorflow (DLC) (p. 959)
• Entrenador Tensorflow (DLC) (p. 966)
• Tensorflow Inferentia (DLC) (p. 967)
• Rayo de Tensorflow (DLC) (p. 968)
• VW (algoritmo) (p. 969)
• xgBoost (algoritmo) (p. 969)

BlazingText (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='blazingtext',region='ap-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

991648021394.dkr.ecr.ap-
sur-1.amazonaws.com/
blazingtext:<tag>

1 Capacitación, inferencia

Cadena (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
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image_uris.retrieve(framework='chainer',region='ap-
south-1',version='5.0.0',py_version='py3',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
chainer:<tag>

4.0.0 Capacitación,
inferencia

CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
chainer:<tag>

4.1.0 Capacitación,
inferencia

CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
chainer:<tag>

5.0.0 Capacitación,
inferencia

CPU, GPU py2, py3

Clarificar (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='clarify',region='ap-
south-1',version='1.0',image_scope='processing')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

452307495513.dkr.ecr.ap-
south-1.amazonaws.com/
sagemaker-clarify-
procesamiento:<tag>

1.0 Procesamiento

Data Wrangler (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='data-wrangler',region='ap-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

089933028263.dkr.ecr.ap-
south-1.amazonaws.com/
sagemaker-
data-wrangler-
container:<tag>

1.x Procesamiento
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Depurador (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='debugger',region='ap-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

904829902990299029902990299029902990902990902990909040-
debugger-rules:<tag>

latest depurgger

DeepAR Forecasting (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='forecasting-deepar',region='ap-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

991648021394.dkr.ecr.ap-
sur-1.amazonaws.com/
forecasting-
deepar:<tag>

1 Capacitación, inferencia

Máquinas de factorización (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='factorization-machines',region='ap-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

991648021394.dkr.ecr.ap-
south-1.amazonaws.com/
factorización de
máquinas:<tag>

1 Capacitación, inferencia

Cara de abrazo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='huggingface',region='ap-
south-1',version='4.4.2',image_scope='training',base_framework_version='tensorflow2.4.1')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
huggingface-pyTorch-
capacitación:<tag>

4.4.2 Capacitación

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
huggingface-pyTorch-
capacitación:<tag>

4.5.0 Capacitación

763104351884.dkr.ecr.ap-
south-1.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.4.2 Capacitación

763104351884.dkr.ecr.ap-
south-1.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.5.0 Capacitación

Perspectivas de IP (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ipinsights',region='ap-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

991648021394.dkr.ecr.ap-
sur-1.amazonaws.com/
ipinsights:<tag>

1 Capacitación, inferencia

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification',region='ap-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

991648021394.dkr.ecr.ap-
sur-1.amazonaws.com/
clasificación de
imágenes:<tag>

1 Capacitación, inferencia
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Inferentia MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-mxnet',region='ap-
south-1',version='1.5.1',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763008648453.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-neo-
mxnet<tag>

1.5.1 Inferencia inf py3

Inferentia PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-pytorch',region='ap-
south-1',version='1.5.1',py_version='py3')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763008648453.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-neo-
pyTorch:<tag>

1.5.1 Inferencia inf py3

Algoritmo k-means

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='kmeans',region='ap-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

991648021394.dkr.ecr.ap-
sur-1.amazonaws.com/
kmeans:<tag>

1 Capacitación, inferencia

KNN (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
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image_uris.retrieve(framework='knn',region='ap-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

991648021394.dkr.ecr.ap-
sur-1.amazonaws.com/
knn:<tag>

1 Capacitación, inferencia

LDA (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='lda',region='ap-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

991648021394.dkr.ecr.ap-
sur-1.amazonaws.com/
lda:<tag>

1 Capacitación, inferencia

Lineal Learner (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='linear-learner',region='ap-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

991648021394.dkr.ecr.ap-
sur-1.amazonaws.com/
linear-learner:<tag>

1 Capacitación, inferencia

MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='mxnet',region='ap-
south-1',version='1.4.1',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/

1.3.0 eia CPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

sagemaker-mxnet-
eia:<tag>

520713654638.dkr.ecr.ap-
south-1.amazonaws.com/
sagemaker-mxnet-
serving-eia:<tag>

1.4.0 eia CPU py2, py3

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-mxnet-
sirviendo:<tag>

1.4.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-mxnet-
sirviendo:<tag>

1.4.1 Inferencia CPU, GPU py2

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
MXNet:<tag>

0.12.1 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
MXNet:<tag>

0.12.1 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
MXNet:<tag>

1.0.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
MXNet:<tag>

1.0.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
MXNet:<tag>

1.1.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
MXNet:<tag>

1.1.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
MXNet:<tag>

1.2.1 Inferencia CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
MXNet:<tag>

1.2.1 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
MXNet:<tag>

1.3.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
MXNet:<tag>

1.3.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
MXNet:<tag>

1.4.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
MXNet:<tag>

1.4.1 Capacitación CPU, GPU py2

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.4.1 eia CPU py2, py3

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.5.1 eia CPU py2, py3

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.7.0 eia CPU py3

Inferencia con
MXNet<tag>

1.4.1 Inferencia CPU, GPU py3

Inferencia con
MXNet<tag>

1.6.0 Inferencia CPU, GPU py2, py3

Inferencia con
MXNet<tag>

1.7.0 Inferencia CPU, GPU py3

Inferencia con
MXNet<tag>

1.8.0 Inferencia CPU, GPU py37
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
mxnet-
training:<tag>

1.4.1 Capacitación CPU, GPU py3

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
mxnet-
training:<tag>

1.6.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
mxnet-
training:<tag>

1.7.0 Capacitación CPU, GPU py3

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
mxnet-
training:<tag>

1.8.0 Capacitación CPU, GPU py37

Coach MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-mxnet',region='ap-
south-1',version='0.11',py_version='py3',image_scope='training',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11-
<tag>

0,11 Capacitación CPU, GPU py3

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11.0-
<tag>

0.11.0 Capacitación CPU, GPU py3

Monitor de modelo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='model-monitor',region='ap-south-1')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

126357580389.dkr.ecr.ap-
south-1.amazonaws.com/
sagemaker-
model-monitor-
analizador:<tag>

  Monitorización de

NTM (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ntm',region='ap-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

991648021394.dkr.ecr.ap-
sur-1.amazonaws.com/
ntm:<tag>

1 Capacitación, inferencia

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification-neo',region='ap-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

76300864845453.dkr.ecr.ap-
south-1.amazonaws.com/
image-<tag>

latest Inferencia

Neo MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-mxnet',region='ap-
south-1',version='1.8',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763008648453.dkr.ecr.ap-
sur-1.amazonaws.com/

1.8 Inferencia CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

sagemaker-
inference-
mxnet:<tag>

Neo PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-pytorch',region='ap-
south-1',version='1.6',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763008648453.dkr.ecr.ap-
south-1.amazonaws.com/
sagemaker-
inference-
pyTorch:<tag>

1.4 Inferencia CPU, GPU py3

763008648453.dkr.ecr.ap-
south-1.amazonaws.com/
sagemaker-
inference-
pyTorch:<tag>

1.5 Inferencia CPU, GPU py3

763008648453.dkr.ecr.ap-
south-1.amazonaws.com/
sagemaker-
inference-
pyTorch:<tag>

1.6 Inferencia CPU, GPU py3

Neo Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-tensorflow',region='ap-
south-1',version='1.15.3',py_version='py3',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763008648453.dkr.ecr.ap-
south-1.amazonaws.com/
sagemaker-

1.15.3 Inferencia CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

inference-
tensorflow:<tag>

Neo XGBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost-neo',region='ap-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

763008648453.dkr.ecr.ap-
sur-1.amazonaws.com/
xgboost-neo:<tag>

latest Inferencia

Detección de objetos (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object-detection',region='ap-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

991648021394.dkr.ecr.ap-
sur-1.amazonaws.com/
object-detection:<tag>

1 Capacitación, inferencia

Object2Vec

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object2vec',region='ap-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

991648021394.dkr.ecr.ap-
sur-1.amazonaws.com/
object2vec:<tag>

1 Capacitación, inferencia

PCA (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.
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from sagemaker import image_uris
image_uris.retrieve(framework='pca',region='ap-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

991648021394.dkr.ecr.ap-
sur-1.amazonaws.com/
pca:<tag>

1 Capacitación, inferencia

PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='pytorch',region='ap-
south-1',version='1.8.0',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
pyTorch:<tag>

0.4.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
pyTorch:<tag>

0.4.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
pyTorch:<tag>

1.0.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
pyTorch:<tag>

1.0.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
pyTorch:<tag>

1.1.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
pyTorch:<tag>

1.1.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/

1.3.1 eia CPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

pytorch-inference-
eia:<tag>

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
PyTorch<tag>

1.2.0 Inferencia CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
PyTorch<tag>

1.3.1 Inferencia CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
PyTorch<tag>

1.4.0 Inferencia CPU, GPU py3

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
PyTorch<tag>

1.5.0 Inferencia CPU, GPU py3

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
pytorch-
inferencia:<tag>

1.6.0 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
pytorch-
inferencia:<tag>

1.7.1 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
PyTorch<tag>

1.8.0 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
pytorch-
inferencia:<tag>

1.8.1 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
pyTorch-<tag>

1.2.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
pyTorch-<tag>

1.3.1 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
pyTorch-<tag>

1.4.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
pyTorch-<tag>

1.5.0 Capacitación CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
pyTorch-<tag>

1.6.0 Capacitación CPU, GPU py3, py36

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
pyTorch-<tag>

1.7.1 Capacitación CPU, GPU py3, py36

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
pyTorch-<tag>

1.8.0 Capacitación CPU, GPU py3, py36

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
pyTorch-<tag>

1.8.1 Capacitación CPU, GPU py3, py36

Bosque de corte aleatorio (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='randomcutforest',region='ap-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

991648021394.dkr.ecr.ap-
sur-1.amazonaws.com/
randomcutforest:<tag>

1 Capacitación, inferencia

Ray PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ray-pytorch',region='ap-
south-1',version='0.8.5',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

462105765813.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.5-
antorcha<tag>

0.8.5 Capacitación CPU, GPU py36

957



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

Algoritmo de Scikit-learn

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='sklearn',region='ap-
south-1',version='0.23-1',image_scope='inference')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

746828776.dkr.ecr.ap-
south-1.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.20.0 Capacitación, inferencia

746828776.dkr.ecr.ap-
south-1.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.23-1 Capacitación, inferencia

Segmentación semántica (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='semantic-segmentation',region='ap-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

991648021394.dkr.ecr.ap-
sur-1.amazonaws.com/
semantic-
segmentación:<tag>

1 Capacitación, inferencia

Algoritmo Seq2Seq

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='seq2seq',region='ap-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

991648021394.dkr.ecr.ap-
sur-1.amazonaws.com/
seq2seq:<tag>

1 Capacitación, inferencia

Spark (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.
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from sagemaker import image_uris
image_uris.retrieve(framework='spark',region='ap-
south-1',version='3.0',image_scope='processing')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

105495057255.dkr.ecr.ap-
south-1.amazonaws.com/
sagemaker-spark-
processing:<tag>

2.4 Procesamiento

105495057255.dkr.ecr.ap-
south-1.amazonaws.com/
sagemaker-spark-
processing:<tag>

3.0 Procesamiento

Servir SparkML (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='sparkml-serving',region='ap-south-1',version='2.4')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

720646828776.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-sparkml-
Serving:<tag>

2.2 Inferencia

720646828776.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-sparkml-
Serving:<tag>

2.4 Inferencia

Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='tensorflow',region='ap-
south-1',version='1.12.0',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.ap-
south-1.amazonaws.com/
sagemaker-

1.10.0 eia CPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

tensorflow-
eia:<tag>

520713654638.dkr.ecr.ap-
south-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.11.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
south-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.12.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
south-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.13.1 Capacitación CPU, GPU py2

520713654638.dkr.ecr.ap-
south-1.amazonaws.com/
sagemaker-
tensorflow-
Serving:<tag>

1.11.0 eia CPU -

520713654638.dkr.ecr.ap-
south-1.amazonaws.com/
sagemaker-
tensorflow-
Serving:<tag>

1.12.0 eia CPU -

520713654638.dkr.ecr.ap-
south-1.amazonaws.com/
sagemaker-
tensorflow-
Serving:<tag>

1.13.0 eia CPU -

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
tensorflow-
Serving:<tag>

1.11.0 Inferencia CPU, GPU -

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
tensorflow-
Serving:<tag>

1.12.0 Inferencia CPU, GPU -

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.10.0 Inferencia CPU, GPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.10.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.4.1 Inferencia CPU, GPU py2

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.4.1 Capacitación CPU, GPU py2

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.5.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.5.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.6.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.6.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.7.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.7.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.8.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.8.0 Capacitación CPU, GPU py2

961



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.9.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.9.0 Capacitación CPU, GPU py2

763104351884.dkr.ecr.ap-
south-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.14.0 eia CPU -

763104351884.dkr.ecr.ap-
south-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.15.0 eia CPU -

763104351884.dkr.ecr.ap-
south-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.0.0 eia CPU -

763104351884.dkr.ecr.ap-
south-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.3.0 eia CPU -

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.13.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.14.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.15.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.15.2 Inferencia CPU, GPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.15.3 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.15.4 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.15.5 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.0.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.0.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.0.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.0.3 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.0.4 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.1.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.1.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.1.2 Inferencia CPU, GPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.1.3 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.2.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.2.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.2.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.3.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.3.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.3.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.4.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
training:<tag>

1.13.1 Capacitación CPU, GPU py3

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
training:<tag>

1.14.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.0 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.2 Capacitación CPU, GPU py2, py3, py37

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.3 Capacitación CPU, GPU py2, py3, py37

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.4 Capacitación CPU, GPU py3, py36, py37

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.5 Capacitación CPU, GPU py3, py36, py37

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.1 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.2 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.3 Capacitación CPU, GPU py3

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.4 Capacitación CPU, GPU py3

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.1 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.2 Capacitación CPU, GPU py3

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.3 Capacitación CPU, GPU py3

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
training:<tag>

2.2.0 Capacitación CPU, GPU py37

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
training:<tag>

2.2.1 Capacitación CPU, GPU py37

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
training:<tag>

2.2.2 Capacitación CPU, GPU py37

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
training:<tag>

2.3.0 Capacitación CPU, GPU py37

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
training:<tag>

2.3.1 Capacitación CPU, GPU py37

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
training:<tag>

2.3.2 Capacitación CPU, GPU py37

763104351884.dkr.ecr.ap-
sur-1.amazonaws.com/
tensorflow-
training:<tag>

2.4.1 Capacitación CPU, GPU py37

Entrenador Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-tensorflow',region='ap-
south-1',version='1.0.0',image_scope='training',instance_type='ml.c5.4xlarge')
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

462105765813.dkr.ecr.ap-1.0.0-
TF-
1.amazonaws.com/
sagemaker-rl-
rl-coach-1.0.0-
TF-<tag>

1.0.0 Capacitación CPU, GPU py3

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10-
<tag>

0.10 Capacitación CPU, GPU py3

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10.1-
<tag>

0.10.1 Capacitación CPU, GPU py3

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11-
<tag>

0,11 Capacitación CPU, GPU py3

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.0-
<tag>

0.11.0 Capacitación CPU, GPU py3

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.1-
<tag>

0.11.1 Capacitación CPU, GPU py3

Tensorflow Inferentia (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-tensorflow',region='ap-
south-1',version='1.15.0',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

76300864845453.dkr.ecr.ap-
south-1.amazonaws.com/

1.15.0 Inferencia inf py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

sagemaker-neo-
tensorflow:<tag>

Rayo de Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ray-tensorflow',region='ap-
south-1',version='0.8.5',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

462105765813.dkr.ecr.ap-0.8.2-
TF-
1.amazonaws.com/
sagemaker-
rl-0.8.2-TF-<tag>

0.8.2 Capacitación CPU, GPU py36

462105765813.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.5-
TF-<tag>

0.8.5 Capacitación CPU, GPU py36

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5-
<tag>

0,5 Capacitación CPU, GPU py3

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5.3-
<tag>

0.5.3 Capacitación CPU, GPU py3

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6-
<tag>

0.6 Capacitación CPU, GPU py3

520713654638.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6.5-
<tag>

0.6.5 Capacitación CPU, GPU py3
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VW (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='vw',region='ap-
south-1',version='8.7.0',image_scope='training')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

462105765813.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-rl-vw-
container:Vw-8.7.0-
<tag>

8.7.0 Capacitación

xgBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost',region='ap-south-1',version='1.2-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

720646828776.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
XGBoost:<tag>

0.90-1 Capacitación, inferencia

720646828776.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
XGBoost:<tag>

0.90-2 Capacitación, inferencia

720646828776.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
XGBoost:<tag>

1.0-1 Capacitación, inferencia

720646828776.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
XGBoost:<tag>

1.2-1 Capacitación, inferencia

720646828776.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
XGBoost:<tag>

1.2-2 Capacitación, inferencia

720646828776.dkr.ecr.ap-
sur-1.amazonaws.com/
sagemaker-
XGBoost:<tag>

1.3-1 Capacitación, inferencia
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

991648021394.dkr.ecr.ap-
sur-1.amazonaws.com/
xgboost:<tag>

1 Capacitación, inferencia

Rutas de acceso a Docker y código de ejemplo para Asia Pacífico (Seúl) (ap-northeast-2)

En los siguientes temas se enumeran los parámetros para cada uno de los algoritmos y contenedores de
aprendizaje profundo de esta región proporcionados por Amazon SageMaker.

Temas
• BlazingText (algoritmo) (p. 971)
• Cadena (DLC) (p. 971)
• Clarificar (algoritmo) (p. 972)
• Data Wrangler (algoritmo) (p. 972)
• Depurador (algoritmo) (p. 972)
• DeepAR Forecasting (algoritmo) (p. 972)
• Máquinas de factorización (algoritmo) (p. 973)
• Cara de abrazo (algoritmo) (p. 973)
• Perspectivas de IP (algoritmo) (p. 974)
• Clasificación de imágenes (algoritmo) (p. 974)
• Inferentia MXNet (DLC) (p. 974)
• Inferentia PyTorch (DLC) (p. 975)
• Weeks (algoritmo) (p. 975)
• KNN (algoritmo) (p. 975)
• LDA (algoritmo) (p. 975)
• Lineal Learner (algoritmo) (p. 976)
• MXNet (DLC) (p. 976)
• Coach MXNet (DLC) (p. 979)
• Monitor de modelo (algoritmo) (p. 979)
• NTM (algoritmo) (p. 979)
• Clasificación de imágenes (algoritmo) (p. 980)
• Neo MXNet (DLC) (p. 980)
• Neo PyTorch (DLC) (p. 980)
• Neo Tensorflow (DLC) (p. 981)
• Neo XGBoost (algoritmo) (p. 981)
• Detección de objetos (algoritmo) (p. 982)
• Object2Vec (p. 982)
• PCA (algoritmo) (p. 982)
• PyTorch (DLC) (p. 982)
• Bosque de corte aleatorio (algoritmo) (p. 985)
• Ray PyTorch (DLC) (p. 985)
• Algoritmo de Scikit-learn (p. 985)
• Segmentación semántica (algoritmo) (p. 986)
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• Seq2Seq (algoritmo) (p. 986)
• Spark (algoritmo) (p. 986)
• Servir SparkML (algoritmo) (p. 987)
• Tensorflow (DLC) (p. 987)
• Entrenador Tensorflow (DLC) (p. 994)
• Tensorflow Inferentia (DLC) (p. 995)
• Rayo de Tensorflow (DLC) (p. 996)
• VW (algoritmo) (p. 996)
• xgBoost (algoritmo) (p. 997)

BlazingText (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='blazingtext',region='ap-northeast-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

306986355934.dkr.ecr.ap-
northeast-2.amazonaws.com/
blazingtext:<tag>

1 Capacitación, inferencia

Cadena (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='chainer',region='ap-
northeast-2',version='5.0.0',py_version='py3',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
chainer:<tag>

4.0.0 Capacitación,
inferencia

CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
chainer:<tag>

4.1.0 Capacitación,
inferencia

CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
chainer:<tag>

5.0.0 Capacitación,
inferencia

CPU, GPU py2, py3
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Clarificar (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='clarify',region='ap-
northeast-2',version='1.0',image_scope='processing')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

263625296855.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-clarify-
processing:<tag>

1.0 Processing

Data Wrangler (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='data-wrangler',region='ap-northeast-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

131546521161.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
data-wrangler-
container:<tag>

1.x Processing

Depurador (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='debugger',region='ap-northeast-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

578805364391.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-debugger-
rules:<tag>

latest depurgger

DeepAR Forecasting (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
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image_uris.retrieve(framework='forecasting-deepar',region='ap-northeast-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

204372634319.dkr.ecr.ap-
northeast-2.amazonaws.com/
forecasting-
deepar:<tag>

1 Capacitación, inferencia

Máquinas de factorización (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='factorization-machines',region='ap-northeast-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

835164637446.dkr.ecr.ap-
northeast-2.amazonaws.com/
factorization-
machines:<tag>

1 Capacitación, inferencia

Cara de abrazo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='huggingface',region='ap-
northeast-2',version='4.4.2',image_scope='training',base_framework_version='tensorflow2.4.1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
huggingface-pytorch-
training:<tag>

4.4.2 Capacitación

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
huggingface-pytorch-
training:<tag>

4.5.0 Capacitación

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.4.2 Capacitación

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/

4.5.0 Capacitación
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

huggingface-tensorflow-
training:<tag>

Perspectivas de IP (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ipinsights',region='ap-northeast-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

835164637446.dkr.ecr.ap-
northeast-2.amazonaws.com/
ipinsights:<tag>

1 Capacitación, inferencia

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification',region='ap-northeast-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

306986355934.dkr.ecr.ap-
northeast-2.amazonaws.com/
image-
classification<tag>

1 Capacitación, inferencia

Inferentia MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-mxnet',region='ap-
northeast-2',version='1.5.1',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

151534178276.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-neo-
mxnet<tag>

1.5.1 Inferencia inf py3
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Inferentia PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-pytorch',region='ap-
northeast-2',version='1.5.1',py_version='py3')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

151534178276.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-neo-
pytorch:<tag>

1.5.1 Inferencia inf py3

Weeks (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='kmeans',region='ap-northeast-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

835164637446.dkr.ecr.ap-
northeast-2.amazonaws.com/
kmeans:<tag>

1 Capacitación, inferencia

KNN (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='knn',region='ap-northeast-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

835164637446.dkr.ecr.ap-
northeast-2.amazonaws.com/
knn:<tag>

1 Capacitación, inferencia

LDA (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='lda',region='ap-northeast-2')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

293181348795.dkr.ecr.ap-
northeast-2.amazonaws.com/
lda:<tag>

1 Capacitación, inferencia

Lineal Learner (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='linear-learner',region='ap-northeast-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

835164637446.dkr.ecr.ap-
northeast-2.amazonaws.com/
linear-learner:<tag>

1 Capacitación, inferencia

MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='mxnet',region='ap-
northeast-2',version='1.4.1',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-mxnet-
eia:<tag>

1.3.0 eia CPU py2, py3

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-mxnet-
serving-eia:<tag>

1.4.0 eia CPU py2, py3

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-mxnet-
serving:<tag>

1.4.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-mxnet-
serving:<tag>

1.4.1 Inferencia CPU, GPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
mxnet<tag>

0.12.1 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
mxnet<tag>

0.12.1 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
mxnet<tag>

1.0.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
mxnet<tag>

1.0.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
mxnet<tag>

1.1.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
mxnet<tag>

1.1.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
mxnet<tag>

1.2.1 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
mxnet<tag>

1.2.1 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
mxnet<tag>

1.3.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
mxnet<tag>

1.3.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
mxnet<tag>

1.4.0 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
mxnet<tag>

1.4.1 Capacitación CPU, GPU py2

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
mxnet-inference-
eia:<tag>

1.4.1 eia CPU py2, py3

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
mxnet-inference-
eia:<tag>

1.5.1 eia CPU py2, py3

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
mxnet-inference-
eia:<tag>

1.7.0 eia CPU py3

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
mxnet-
inference:<tag>

1.4.1 Inferencia CPU, GPU py3

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
mxnet-
inference:<tag>

1.6.0 Inferencia CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
mxnet-
inference:<tag>

1.7.0 Inferencia CPU, GPU py3

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
mxnet-
inference:<tag>

1.8.0 Inferencia CPU, GPU py37

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
mxnet-
training:<tag>

1.4.1 Capacitación CPU, GPU py3

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
mxnet-
training:<tag>

1.6.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
mxnet-
training:<tag>

1.7.0 Capacitación CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
mxnet-
training:<tag>

1.8.0 Capacitación CPU, GPU py37

Coach MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-mxnet',region='ap-
northeast-2',version='0.11',py_version='py3',image_scope='training',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11-
<tag>

0,11 Capacitación CPU, GPU py3

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11.0-
<tag>

0.11.0 Capacitación CPU, GPU py3

Monitor de modelo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='model-monitor',region='ap-northeast-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

709848358524.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-model-
monitor-analyzer:<tag>

  Monitorización de

NTM (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris

979



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

image_uris.retrieve(framework='ntm',region='ap-northeast-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

835164637446.dkr.ecr.ap-
northeast-2.amazonaws.com/
ntm:<tag>

1 Capacitación, inferencia

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification-neo',region='ap-northeast-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

151534178276.dkr.ecr.ap-
northeast-2.amazonaws.com/
image-classification-
neo:<tag>

latest Inferencia

Neo MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-mxnet',region='ap-
northeast-2',version='1.8',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

151534178276.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
inference-
mxnet:<tag>

1.8 Inferencia CPU, GPU py3

Neo PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-pytorch',region='ap-
northeast-2',version='1.6',image_scope='inference',instance_type='ml.c5.4xlarge')
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

151534178276.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
inference-
pytorch:<tag>

1.4 Inferencia CPU, GPU py3

151534178276.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
inference-
pytorch:<tag>

1.5 Inferencia CPU, GPU py3

151534178276.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
inference-
pytorch:<tag>

1.6 Inferencia CPU, GPU py3

Neo Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-tensorflow',region='ap-
northeast-2',version='1.15.3',py_version='py3',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

151534178276.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
inference-
tensorflow:<tag>

1.15.3 Inferencia CPU, GPU py3

Neo XGBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost-neo',region='ap-northeast-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

151534178276.dkr.ecr.ap-
northeast-2.amazonaws.com/
xgboost-neo:<tag>

latest Inferencia
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Detección de objetos (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object-detection',region='ap-northeast-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

306986355934.dkr.ecr.ap-
northeast-2.amazonaws.com/
object-detection:<tag>

1 Capacitación, inferencia

Object2Vec

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object2vec',region='ap-northeast-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

835164637446.dkr.ecr.ap-
northeast-2.amazonaws.com/
object2vec:<tag>

1 Capacitación, inferencia

PCA (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='pca',region='ap-northeast-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

835164637446.dkr.ecr.ap-
northeast-2.amazonaws.com/
pca:<tag>

1 Capacitación, inferencia

PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='pytorch',region='ap-
northeast-2',version='1.8.0',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
pyTorch:<tag>

0.4.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
pyTorch:<tag>

0.4.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
pyTorch:<tag>

1.0.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
pyTorch:<tag>

1.0.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
pyTorch:<tag>

1.1.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
pyTorch<tag>

1.1.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
pytorch-inference-
eia:<tag>

1.3.1 eia CPU py3

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
pytorch-
inference<tag>

1.2.0 Inferencia CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
pytorch-
inference<tag>

1.3.1 Inferencia CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
pytorch-
inference<tag>

1.4.0 Inferencia CPU, GPU py3

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
pytorch-
inference<tag>

1.5.0 Inferencia CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
pytorch-
inference<tag>

1.6.0 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
pytorch-
inference<tag>

1.7.1 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
pytorch-
inference<tag>

1.8.0 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
pytorch-
inference<tag>

1.8.1 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
pytorch-
training:<tag>

1.2.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
pytorch-
training:<tag>

1.3.1 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
pytorch-
training:<tag>

1.4.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
pytorch-
training:<tag>

1.5.0 Capacitación CPU, GPU py3

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
pytorch-
training:<tag>

1.6.0 Capacitación CPU, GPU py3, py36

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
pytorch-
training:<tag>

1.7.1 Capacitación CPU, GPU py3, py36

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
pytorch-
training:<tag>

1.8.0 Capacitación CPU, GPU py3, py36
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
pytorch-
training:<tag>

1.8.1 Capacitación CPU, GPU py3, py36

Bosque de corte aleatorio (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='randomcutforest',region='ap-northeast-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

835164637446.dkr.ecr.ap-
northeast-2.amazonaws.com/
randomcutforest:<tag>

1 Capacitación, inferencia

Ray PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ray-pytorch',region='ap-
northeast-2',version='0.8.5',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

462105765813.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.5-
antorcha<tag>

0.8.5 Capacitación CPU, GPU py36

Algoritmo de Scikit-learn

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='sklearn',region='ap-
northeast-2',version='0.23-1',image_scope='inference')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

366743142698.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.20.0 Capacitación, inferencia

366743142698.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.23-1 Capacitación, inferencia

Segmentación semántica (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='semantic-segmentation',region='ap-northeast-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

306986355934.dkr.ecr.ap-
northeast-2.amazonaws.com/
semantic-
segmentation:<tag>

1 Capacitación, inferencia

Seq2Seq (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='seq2seq',region='ap-northeast-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

306986355934.dkr.ecr.ap-
northeast-2.amazonaws.com/
seq2seq:<tag>

1 Capacitación, inferencia

Spark (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='spark',region='ap-
northeast-2',version='3.0',image_scope='processing')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

860869212795.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-spark-
processing:<tag>

2.4 Processing

860869212795.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-spark-
processing:<tag>

3.0 Processing

Servir SparkML (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='sparkml-serving',region='ap-northeast-2',version='2.4')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

366743142698.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-sparkml-
serving:<tag>

2.2 Inferencia

366743142698.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-sparkml-
serving:<tag>

2.4 Inferencia

Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='tensorflow',region='ap-
northeast-2',version='1.12.0',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
tensorflow-
eia:<tag>

1.10.0 eia CPU py2

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-

1.11.0 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

tensorflow-
scriptmode:<tag>

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.12.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.13.1 Capacitación CPU, GPU py2

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
tensorflow-serving-
eia:<tag>

1.11.0 eia CPU -

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
tensorflow-serving-
eia:<tag>

1.12.0 eia CPU -

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
tensorflow-serving-
eia:<tag>

1.13.0 eia CPU -

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
tensorflow-
serving:<tag>

1.11.0 Inferencia CPU, GPU -

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
tensorflow-
serving:<tag>

1.12.0 Inferencia CPU, GPU -

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.10.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.10.0 Capacitación CPU, GPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.4.1 Inferencia CPU, GPU py2

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.4.1 Capacitación CPU, GPU py2

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.5.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.5.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.6.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.6.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.7.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.7.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.8.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.8.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.9.0 Inferencia CPU, GPU py2

989



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.9.0 Capacitación CPU, GPU py2

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.14.0 eia CPU -

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.15.0 eia CPU -

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.0.0 eia CPU -

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.3.0 eia CPU -

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
inference<tag>

1.13.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
inference<tag>

1.14.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
inference<tag>

1.15.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
inference:<tag>

1.15.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
inference:<tag>

1.15.3 Inferencia CPU, GPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
inference<tag>

1.15.4 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
inference:<tag>

1.15.5 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
inference:<tag>

2.0.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
inference:<tag>

2.0.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
inference:<tag>

2.0.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
inference:<tag>

2.0.3 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
inference:<tag>

2.0.4 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
inference:<tag>

2.1.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
inference:<tag>

2.1.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
inference:<tag>

2.1.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
inference:<tag>

2.1.3 Inferencia CPU, GPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
inference:<tag>

2.2.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
inference:<tag>

2.2.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
inference:<tag>

2.2.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
inference:<tag>

2.3.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
inference:<tag>

2.3.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
inference:<tag>

2.3.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
inference:<tag>

2.4.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
training:<tag>

1.13.1 Capacitación CPU, GPU py3

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
training:<tag>

1.14.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
training:<tag>

1.15.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
training:<tag>

1.15.2 Capacitación CPU, GPU py2, py3, py37
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
training:<tag>

1.15.3 Capacitación CPU, GPU py2, py3, py37

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
training:<tag>

1.15.4 Capacitación CPU, GPU py3, py36, py37

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
training:<tag>

1.15.5 Capacitación CPU, GPU py3, py36, py37

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
training:<tag>

2.0.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
training:<tag>

2.0.1 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
training:<tag>

2.0.2 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
training:<tag>

2.0.3 Capacitación CPU, GPU py3

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
training:<tag>

2.0.4 Capacitación CPU, GPU py3

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
training:<tag>

2.1.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
training:<tag>

2.1.1 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
training:<tag>

2.1.2 Capacitación CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
training:<tag>

2.1.3 Capacitación CPU, GPU py3

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
training:<tag>

2.2.0 Capacitación CPU, GPU py37

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
training:<tag>

2.2.1 Capacitación CPU, GPU py37

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
training:<tag>

2.2.2 Capacitación CPU, GPU py37

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
training:<tag>

2.3.0 Capacitación CPU, GPU py37

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
training:<tag>

2.3.1 Capacitación CPU, GPU py37

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
training:<tag>

2.3.2 Capacitación CPU, GPU py37

763104351884.dkr.ecr.ap-
northeast-2.amazonaws.com/
tensorflow-
training:<tag>

2.4.1 Capacitación CPU, GPU py37

Entrenador Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-tensorflow',region='ap-
northeast-2',version='1.0.0',image_scope='training',instance_type='ml.c5.4xlarge')
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

462105765813.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-rl-
rl-coach-1.0.0-
TF-<tag>

1.0.0 Capacitación CPU, GPU py3

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10-
<tag>

0.10 Capacitación CPU, GPU py3

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10.1-
<tag>

0.10.1 Capacitación CPU, GPU py3

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11-
<tag>

0,11 Capacitación CPU, GPU py3

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.0-
<tag>

0.11.0 Capacitación CPU, GPU py3

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.1-
<tag>

0.11.1 Capacitación CPU, GPU py3

Tensorflow Inferentia (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-tensorflow',region='ap-
northeast-2',version='1.15.0',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

151534178276.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-neo-
tensorflow:<tag>

1.15.0 Inferencia inf py3
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Rayo de Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ray-tensorflow',region='ap-
northeast-2',version='0.8.5',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

462105765813.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.2-
TF-<tag>

0.8.2 Capacitación CPU, GPU py36

462105765813.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.5-
TF-<tag>

0.8.5 Capacitación CPU, GPU py36

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5-
<tag>

0,5 Capacitación CPU, GPU py3

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5.3-
<tag>

0.5.3 Capacitación CPU, GPU py3

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6-
<tag>

0.6 Capacitación CPU, GPU py3

520713654638.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6.5-
<tag>

0.6.5 Capacitación CPU, GPU py3

VW (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='vw',region='ap-
northeast-2',version='8.7.0',image_scope='training')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

462105765813.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-rl-vw-
container:Vw-8.7.0-
<tag>

8.7.0 Capacitación

xgBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost',region='ap-northeast-2',version='1.2-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

306986355934.dkr.ecr.ap-
northeast-2.amazonaws.com/
xgboost:<tag>

1 Capacitación, inferencia

366743142698.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
xgboost:<tag>

0.90-1 Capacitación, inferencia

366743142698.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
xgboost:<tag>

0.90-2 Capacitación, inferencia

366743142698.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
xgboost:<tag>

1.0-1 Capacitación, inferencia

366743142698.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2-1 Capacitación, inferencia

366743142698.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2-2 Capacitación, inferencia

366743142698.dkr.ecr.ap-
northeast-2.amazonaws.com/
sagemaker-
xgboost:<tag>

1.3-1 Capacitación, inferencia
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Rutas de acceso a Docker y código de ejemplo para Asia Pacífico (Singapur) (ap-southeast-1)

En los siguientes temas se enumeran los parámetros para cada uno de los algoritmos y contenedores de
aprendizaje profundo de esta región proporcionados por Amazon SageMaker.

Temas
• BlazingText (algoritmo) (p. 999)
• Cadena (DLC) (p. 999)
• Clarificar (algoritmo) (p. 999)
• Data Wrangler (algoritmo) (p. 1000)
• Depurador (algoritmo) (p. 1000)
• DeepAR Forecasting (algoritmo) (p. 1000)
• Máquinas de factorización (algoritmo) (p. 1001)
• Cara de abrazo (algoritmo) (p. 1001)
• Perspectivas de IP (algoritmo) (p. 1001)
• Clasificación de imágenes (algoritmo) (p. 1002)
• Inferentia MXNet (DLC) (p. 1002)
• Inferentia PyTorch (DLC) (p. 1002)
• Weeks (algoritmo) (p. 1003)
• KNN (algoritmo) (p. 1003)
• LDA (algoritmo) (p. 1003)
• Lineal Learner (algoritmo) (p. 1004)
• MXNet (DLC) (p. 1004)
• MXNet Coach (DLC) (p. 1006)
• Model Monitor (algorithm) (p. 1007)
• NTM (algorithm) (p. 1007)
• Neo Image Classification (algorithm) (p. 1007)
• Neo MXNet (DLC) (p. 1008)
• Neo PyTorch (DLC) (p. 1008)
• Neo Tensorflow (DLC) (p. 1009)
• Neo XGBoost (algorithm) (p. 1009)
• Object Detection (algorithm) (p. 1009)
• Object2Vec (algorithm) (p. 1009)
• PCA (algorithm) (p. 1010)
• PyTorch (DLC) (p. 1010)
• Random Cut Forest (algorithm) (p. 1012)
• Ray PyTorch (DLC) (p. 1013)
• Scikit-learn (algorithm) (p. 1013)
• Semantic Segmentation (algorithm) (p. 1013)
• Seq2Seq (algorithm) (p. 1014)
• Spark (algorithm) (p. 1014)
• SparkML Serving (algorithm) (p. 1014)
• Tensorflow (DLC) (p. 1015)
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• Tensorflow Coach (DLC) (p. 1022)
• Tensorflow Inferentia (DLC) (p. 1022)
• Tensorflow Ray (DLC) (p. 1023)
• VW (algorithm) (p. 1024)
• XGBoost (algorithm) (p. 1024)

BlazingText (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='blazingtext',region='ap-southeast-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

475088953585.dkr.ecr.ap-
southeast-1.amazonaws.com/
blazingtext:<tag>

1 Capacitación, inferencia

Cadena (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='chainer',region='ap-
southeast-1',version='5.0.0',py_version='py3',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
chainer:<tag>

4.0.0 Capacitación,
inferencia

CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
chainer:<tag>

4.1.0 Capacitación,
inferencia

CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
chainer:<tag>

5.0.0 Capacitación,
inferencia

CPU, GPU py2, py3

Clarificar (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.
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from sagemaker import image_uris
image_uris.retrieve(framework='clarify',region='ap-
southeast-1',version='1.0',image_scope='processing')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

834264404009.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-clarify-
processing:<tag>

1.0 Processing

Data Wrangler (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='data-wrangler',region='ap-southeast-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

119527597002.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
data-wrangler-
container:<tag>

1.x Processing

Depurador (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='debugger',region='ap-southeast-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

972752614525.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-debugger-
rules:<tag>

latest Debugger

DeepAR Forecasting (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='forecasting-deepar',region='ap-southeast-1')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

47451818181818181818181818181818181818181818181818181818181818181818181818181818181818<tag>1 Capacitación, inferencia

Máquinas de factorización (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='factorization-machines',region='ap-southeast-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

475088953585.dkr.ecr.ap-
southeast-1.amazonaws.com/
factorización:<tag>

1 Capacitación, inferencia

Cara de abrazo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='huggingface',region='ap-
southeast-1',version='4.4.2',image_scope='training',base_framework_version='tensorflow2.4.1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
huggingface-pytorch-
training:<tag>

4.4.2 Capacitación

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
huggingface-pytorch-
training:<tag>

4.5.0 Capacitación

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.4.2 Capacitación

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.5.0 Capacitación

Perspectivas de IP (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.
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from sagemaker import image_uris
image_uris.retrieve(framework='ipinsights',region='ap-southeast-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

475088953585.dkr.ecr.ap-
southeast-1.amazonaws.com/
ipinsights:<tag>

1 Capacitación, inferencia

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification',region='ap-southeast-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

475088953585.dkr.ecr.ap-
southeast-1.amazonaws.com/
image-
classification:<tag>

1 Capacitación, inferencia

Inferentia MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-mxnet',region='ap-
southeast-1',version='1.5.1',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

3249868169.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-neo-
mxnet:<tag>

1.5.1 Inferencia inf py3

Inferentia PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-pytorch',region='ap-
southeast-1',version='1.5.1',py_version='py3')
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

3249868169.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-neo-
pytorch:<tag>

1.5.1 Inferencia inf py3

Weeks (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='kmeans',region='ap-southeast-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

475088953585.dkr.ecr.ap-
southeast-1.amazonaws.com/
kmeans:<tag>

1 Capacitación, inferencia

KNN (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='knn',region='ap-southeast-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

475088953585.dkr.ecr.ap-
southeast-1.amazonaws.com/
knn:<tag>

1 Capacitación, inferencia

LDA (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='lda',region='ap-southeast-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

475088953585.dkr.ecr.ap-
southeast-1.amazonaws.com/
lda:<tag>

1 Capacitación, inferencia
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Lineal Learner (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='linear-learner',region='ap-southeast-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

475088953585.dkr.ecr.ap-
southeast-1.amazonaws.com/
linear-learner:<tag>

1 Capacitación, inferencia

MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='mxnet',region='ap-
southeast-1',version='1.4.1',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-mxnet-
eia:<tag>

1.3.0 eia CPU py2, py3

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-mxnet-
serving-eia:<tag>

1.4.0 eia CPU py2, py3

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-mxnet-
serving:<tag>

1.4.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-mxnet-
serving:<tag>

1.4.1 Inferencia CPU, GPU py2

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
mxnet<tag>

0.12.1 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
mxnet<tag>

0.12.1 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
mxnet<tag>

1.0.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
mxnet<tag>

1.0.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
mxnet<tag>

1.1.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
mxnet<tag>

1.1.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.2.1 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.2.1 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.3.0 inference CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.3.0 training CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.4.0 training CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.4.1 training CPU, GPU py2

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.4.1 eia CPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.5.1 eia CPU py2, py3

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.7.0 eia CPU py3

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
mxnet-
inference:<tag>

1.4.1 inference CPU, GPU py3

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
mxnet-
inference:<tag>

1.6.0 inference CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
mxnet-
inference:<tag>

1.7.0 inference CPU, GPU py3

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
mxnet-
inference:<tag>

1.8.0 inference CPU, GPU py37

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
mxnet-
training:<tag>

1.4.1 training CPU, GPU py3

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
mxnet-
training:<tag>

1.6.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
mxnet-
training:<tag>

1.7.0 training CPU, GPU py3

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
mxnet-
training:<tag>

1.8.0 training CPU, GPU py37

MXNet Coach (DLC)

SageMaker Python SDK example to retrieve registry path.
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from sagemaker import image_uris
image_uris.retrieve(framework='coach-mxnet',region='ap-
southeast-1',version='0.11',py_version='py3',image_scope='training',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11-
<tag>

0.11 training CPU, GPU py3

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11.0-
<tag>

0.11.0 training CPU, GPU py3

Model Monitor (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='model-monitor',region='ap-southeast-1')

Ruta de registro Versión Job types (image scope)

245545462676.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-model-
monitor-analyzer:<tag>

  monitoring

NTM (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='ntm',region='ap-southeast-1')

Ruta de registro Versión Job types (image scope)

475088953585.dkr.ecr.ap-
southeast-1.amazonaws.com/
ntm:<tag>

1 inference, training

Neo Image Classification (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification-neo',region='ap-southeast-1')
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Ruta de registro Versión Job types (image scope)

324986816169.dkr.ecr.ap-
southeast-1.amazonaws.com/
image-classification-
neo:<tag>

latest inference

Neo MXNet (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-mxnet',region='ap-
southeast-1',version='1.8',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

324986816169.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
inference-
mxnet:<tag>

1.8 inference CPU, GPU py3

Neo PyTorch (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-pytorch',region='ap-
southeast-1',version='1.6',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

324986816169.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
inference-
pytorch:<tag>

1.4 inference CPU, GPU py3

324986816169.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
inference-
pytorch:<tag>

1.5 inference CPU, GPU py3

324986816169.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
inference-
pytorch:<tag>

1.6 inference CPU, GPU py3
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Neo Tensorflow (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-tensorflow',region='ap-
southeast-1',version='1.15.3',py_version='py3',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

324986816169.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
inference-
tensorflow:<tag>

1.15.3 inference CPU, GPU py3

Neo XGBoost (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost-neo',region='ap-southeast-1')

Ruta de registro Versión Job types (image scope)

324986816169.dkr.ecr.ap-
southeast-1.amazonaws.com/
xgboost-neo:<tag>

latest inference

Object Detection (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='object-detection',region='ap-southeast-1')

Ruta de registro Versión Job types (image scope)

475088953585.dkr.ecr.ap-
southeast-1.amazonaws.com/
object-detection:<tag>

1 inference, training

Object2Vec (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='object2vec',region='ap-southeast-1')
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Ruta de registro Versión Job types (image scope)

475088953585.dkr.ecr.ap-
southeast-1.amazonaws.com/
object2vec:<tag>

1 inference, training

PCA (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='pca',region='ap-southeast-1')

Ruta de registro Versión Job types (image scope)

475088953585.dkr.ecr.ap-
southeast-1.amazonaws.com/
pca:<tag>

1 inference, training

PyTorch (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='pytorch',region='ap-
southeast-1',version='1.8.0',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
pytorch:<tag>

0.4.0 inference CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
pytorch:<tag>

0.4.0 training CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
pytorch:<tag>

1.0.0 inference CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
pytorch:<tag>

1.0.0 training CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/

1.1.0 inference CPU, GPU py2, py3
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

sagemaker-
pytorch:<tag>

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
pytorch:<tag>

1.1.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
pytorch-inference-
eia:<tag>

1.3.1 eia CPU py3

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
pytorch-
inference:<tag>

1.2.0 inference CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
pytorch-
inference:<tag>

1.3.1 inference CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
pytorch-
inference:<tag>

1.4.0 inference CPU, GPU py3

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
pytorch-
inference:<tag>

1.5.0 inference CPU, GPU py3

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
pytorch-
inference:<tag>

1.6.0 inference CPU, GPU py3, py36

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
pytorch-
inference:<tag>

1.7.1 inference CPU, GPU py3, py36

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
pytorch-
inference:<tag>

1.8.0 inference CPU, GPU py3, py36

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
pytorch-
inference:<tag>

1.8.1 inference CPU, GPU py3, py36
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
pytorch-
training:<tag>

1.2.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
pytorch-
training:<tag>

1.3.1 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
pytorch-
training:<tag>

1.4.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
pytorch-
training:<tag>

1.5.0 training CPU, GPU py3

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
pytorch-
training:<tag>

1.6.0 training CPU, GPU py3, py36

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
pytorch-
training:<tag>

1.7.1 training CPU, GPU py3, py36

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
pytorch-
training:<tag>

1.8.0 training CPU, GPU py3, py36

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
pytorch-
training:<tag>

1.8.1 training CPU, GPU py3, py36

Random Cut Forest (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='randomcutforest',region='ap-southeast-1')

Ruta de registro Versión Job types (image scope)

475088953585.dkr.ecr.ap-
southeast-1.amazonaws.com/
randomcutforest:<tag>

1 inference, training
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Ray PyTorch (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='ray-pytorch',region='ap-
southeast-1',version='0.8.5',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

462105765813.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.5-
torch-<tag>

0.8.5 training CPU, GPU py36

Scikit-learn (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='sklearn',region='ap-
southeast-1',version='0.23-1',image_scope='inference')

Ruta de registro Versión Job types (image scope)

121021644041.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.20.0 inference, training

121021644041.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.23-1 inference, training

Semantic Segmentation (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='semantic-segmentation',region='ap-southeast-1')

Ruta de registro Versión Job types (image scope)

475088953585.dkr.ecr.ap-
southeast-1.amazonaws.com/
semantic-
segmentation:<tag>

1 inference, training
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Seq2Seq (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='seq2seq',region='ap-southeast-1')

Ruta de registro Versión Job types (image scope)

475088953585.dkr.ecr.ap-
southeast-1.amazonaws.com/
seq2seq:<tag>

1 inference, training

Spark (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='spark',region='ap-
southeast-1',version='3.0',image_scope='processing')

Ruta de registro Versión Job types (image scope)

759080221371.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-spark-
processing:<tag>

2.4 processing

759080221371.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-spark-
processing:<tag>

3.0 processing

SparkML Serving (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='sparkml-serving',region='ap-southeast-1',version='2.4')

Ruta de registro Versión Job types (image scope)

121021644041.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-sparkml-
serving:<tag>

2.2 inference

121021644041.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-sparkml-
serving:<tag>

2.4 inference
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Tensorflow (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='tensorflow',region='ap-
southeast-1',version='1.12.0',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
tensorflow-
eia:<tag>

1.10.0 eia CPU py2

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.11.0 training CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.12.0 training CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.13.1 training CPU, GPU py2

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
tensorflow-serving-
eia:<tag>

1.11.0 eia CPU -

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
tensorflow-serving-
eia:<tag>

1.12.0 eia CPU -

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
tensorflow-serving-
eia:<tag>

1.13.0 eia CPU -

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
tensorflow-
serving:<tag>

1.11.0 inference CPU, GPU -
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
tensorflow-
serving:<tag>

1.12.0 inference CPU, GPU -

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.10.0 inference CPU, GPU py2

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.10.0 training CPU, GPU py2

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.4.1 inference CPU, GPU py2

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.4.1 training CPU, GPU py2

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.5.0 inference CPU, GPU py2

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.5.0 training CPU, GPU py2

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.6.0 inference CPU, GPU py2

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.6.0 training CPU, GPU py2

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.7.0 inference CPU, GPU py2

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.7.0 training CPU, GPU py2
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.8.0 inference CPU, GPU py2

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.8.0 training CPU, GPU py2

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.9.0 inference CPU, GPU py2

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.9.0 training CPU, GPU py2

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.14.0 eia CPU -

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.15.0 eia CPU -

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.0.0 eia CPU -

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.3.0 eia CPU -

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
inference:<tag>

1.13.0 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
inference:<tag>

1.14.0 inference CPU, GPU -
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
inference:<tag>

1.15.0 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
inference:<tag>

1.15.2 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
inference:<tag>

1.15.3 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
inference:<tag>

1.15.4 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
inference:<tag>

1.15.5 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
inference:<tag>

2.0.0 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
inference:<tag>

2.0.1 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
inference:<tag>

2.0.2 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
inference:<tag>

2.0.3 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
inference:<tag>

2.0.4 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
inference:<tag>

2.1.0 inference CPU, GPU -
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
inference:<tag>

2.1.1 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
inference:<tag>

2.1.2 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
inference:<tag>

2.1.3 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
inference:<tag>

2.2.0 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
inference:<tag>

2.2.1 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
inference:<tag>

2.2.2 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
inference:<tag>

2.3.0 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
inference:<tag>

2.3.1 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
inference:<tag>

2.3.2 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
inference:<tag>

2.4.1 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
training:<tag>

1.13.1 training CPU, GPU py3
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
training:<tag>

1.14.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.2 training CPU, GPU py2, py3, py37

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.3 training CPU, GPU py2, py3, py37

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.4 training CPU, GPU py3, py36, py37

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.5 training CPU, GPU py3, py36, py37

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.1 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.2 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.3 training CPU, GPU py3

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.4 training CPU, GPU py3
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.1 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.2 training CPU, GPU py3

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.3 training CPU, GPU py3

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
training:<tag>

2.2.0 training CPU, GPU py37

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
training:<tag>

2.2.1 training CPU, GPU py37

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
training:<tag>

2.2.2 training CPU, GPU py37

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
training:<tag>

2.3.0 training CPU, GPU py37

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
training:<tag>

2.3.1 training CPU, GPU py37

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
training:<tag>

2.3.2 training CPU, GPU py37

763104351884.dkr.ecr.ap-
southeast-1.amazonaws.com/
tensorflow-
training:<tag>

2.4.1 training CPU, GPU py37
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Tensorflow Coach (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-tensorflow',region='ap-
southeast-1',version='1.0.0',image_scope='training',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

462105765813.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
rl-coach-
container:coach-1.0.0-
tf-<tag>

1.0.0 training CPU, GPU py3

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10-
<tag>

0.10 training CPU, GPU py3

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10.1-
<tag>

0.10.1 training CPU, GPU py3

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11-
<tag>

0.11 training CPU, GPU py3

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.0-
<tag>

0.11.0 training CPU, GPU py3

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.1-
<tag>

0.11.1 training CPU, GPU py3

Tensorflow Inferentia (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-tensorflow',region='ap-
southeast-1',version='1.15.0',instance_type='ml.inf1.6xlarge')
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

324986816169.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-neo-
tensorflow:<tag>

1.15.0 inference inf py3

Tensorflow Ray (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='ray-tensorflow',region='ap-
southeast-1',version='0.8.5',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

462105765813.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.2-
tf-<tag>

0.8.2 training CPU, GPU py36

462105765813.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.5-
tf-<tag>

0.8.5 training CPU, GPU py36

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5-
<tag>

0,5 training CPU, GPU py3

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5.3-
<tag>

0.5.3 training CPU, GPU py3

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6-
<tag>

0.6 training CPU, GPU py3

520713654638.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6.5-
<tag>

0.6.5 training CPU, GPU py3
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VW (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='vw',region='ap-
southeast-1',version='8.7.0',image_scope='training')

Ruta de registro Versión Job types (image scope)

462105765813.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-rl-vw-
container:vw-8.7.0-
<tag>

8.7.0 training

XGBoost (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost',region='ap-southeast-1',version='1.2-1')

Ruta de registro Versión Job types (image scope)

121021644041.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
xgboost:<tag>

0.90-1 inference, training

121021644041.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
xgboost:<tag>

0.90-2 inference, training

121021644041.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.0-1 inference, training

121021644041.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2-1 inference, training

121021644041.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2-2 inference, training

121021644041.dkr.ecr.ap-
southeast-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.3-1 inference, training
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Ruta de registro Versión Job types (image scope)

475088953585.dkr.ecr.ap-
southeast-1.amazonaws.com/
xgboost:<tag>

1 inference, training

Docker Registry Paths and Example Code for Asia Pacific (Sydney) (ap-southeast-2)

The following topics list parameters for each of the algorithms and deep learning containers in this region
provided by Amazon SageMaker.

Temas
• BlazingText (algorithm) (p. 1026)
• Chainer (DLC) (p. 1026)
• Clarify (algorithm) (p. 1026)
• Data Wrangler (algorithm) (p. 1027)
• Debugger (algorithm) (p. 1027)
• DeepAR Forecasting (algorithm) (p. 1027)
• Factorization Machines (algorithm) (p. 1028)
• Hugging Face (algorithm) (p. 1028)
• IP Insights (algorithm) (p. 1028)
• Image classification (algorithm) (p. 1029)
• Inferentia MXNet (DLC) (p. 1029)
• Inferentia PyTorch (DLC) (p. 1029)
• K-Means (algorithm) (p. 1030)
• KNN (algorithm) (p. 1030)
• LDA (algorithm) (p. 1030)
• Linear Learner (algorithm) (p. 1030)
• MXNet (DLC) (p. 1031)
• MXNet Coach (DLC) (p. 1033)
• Model Monitor (algorithm) (p. 1034)
• NTM (algorithm) (p. 1034)
• Neo Image Classification (algorithm) (p. 1034)
• Neo MXNet (DLC) (p. 1035)
• Neo PyTorch (DLC) (p. 1035)
• Neo Tensorflow (DLC) (p. 1036)
• Neo XGBoost (algorithm) (p. 1036)
• Object Detection (algorithm) (p. 1036)
• Object2Vec (algorithm) (p. 1036)
• PCA (algorithm) (p. 1037)
• PyTorch (DLC) (p. 1037)
• Random Cut Forest (algorithm) (p. 1039)
• Ray PyTorch (DLC) (p. 1040)
• Scikit-learn (algorithm) (p. 1040)
• Semantic Segmentation (algorithm) (p. 1040)
• Seq2Seq (algorithm) (p. 1041)
• Spark (algorithm) (p. 1041)
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• SparkML Serving (algorithm) (p. 1041)
• Tensorflow (DLC) (p. 1042)
• Tensorflow Coach (DLC) (p. 1049)
• Tensorflow Inferentia (DLC) (p. 1049)
• Tensorflow Ray (DLC) (p. 1050)
• VW (algorithm) (p. 1051)
• XGBoost (algorithm) (p. 1051)

BlazingText (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='blazingtext',region='ap-southeast-2')

Ruta de registro Versión Job types (image scope)

544295431143.dkr.ecr.ap-
southeast-2.amazonaws.com/
blazingtext:<tag>

1 inference, training

Chainer (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='chainer',region='ap-
southeast-2',version='5.0.0',py_version='py3',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
chainer:<tag>

4.0.0 inference, training CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
chainer:<tag>

4.1.0 inference, training CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
chainer:<tag>

5.0.0 inference, training CPU, GPU py2, py3

Clarify (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
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image_uris.retrieve(framework='clarify',region='ap-
southeast-2',version='1.0',image_scope='processing')

Ruta de registro Versión Job types (image scope)

007051062584.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-clarify-
processing:<tag>

1.0 processing

Data Wrangler (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='data-wrangler',region='ap-southeast-2')

Ruta de registro Versión Job types (image scope)

422173101802.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
data-wrangler-
container:<tag>

1.x processing

Debugger (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='debugger',region='ap-southeast-2')

Ruta de registro Versión Job types (image scope)

184798709955.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-debugger-
rules:<tag>

latest debugger

DeepAR Forecasting (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='forecasting-deepar',region='ap-southeast-2')

Ruta de registro Versión Job types (image scope)

514117268639.dkr.ecr.ap-
southeast-2.amazonaws.com/

1 inference, training
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Ruta de registro Versión Job types (image scope)
forecasting-
deepar:<tag>

Factorization Machines (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='factorization-machines',region='ap-southeast-2')

Ruta de registro Versión Job types (image scope)

712309505854.dkr.ecr.ap-
southeast-2.amazonaws.com/
factorization-
machines:<tag>

1 inference, training

Hugging Face (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='huggingface',region='ap-
southeast-2',version='4.4.2',image_scope='training',base_framework_version='tensorflow2.4.1')

Ruta de registro Versión Job types (image scope)

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
huggingface-pytorch-
training:<tag>

4.4.2 training

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
huggingface-pytorch-
training:<tag>

4.5.0 training

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.4.2 training

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.5.0 training

IP Insights (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
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image_uris.retrieve(framework='ipinsights',region='ap-southeast-2')

Ruta de registro Versión Job types (image scope)

712309505854.dkr.ecr.ap-
southeast-2.amazonaws.com/
ipinsights:<tag>

1 inference, training

Image classification (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification',region='ap-southeast-2')

Ruta de registro Versión Job types (image scope)

544295431143.dkr.ecr.ap-
southeast-2.amazonaws.com/
image-
classification:<tag>

1 inference, training

Inferentia MXNet (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-mxnet',region='ap-
southeast-2',version='1.5.1',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

355873309152.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-neo-
mxnet:<tag>

1.5.1 inference inf py3

Inferentia PyTorch (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-pytorch',region='ap-
southeast-2',version='1.5.1',py_version='py3')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

355873309152.dkr.ecr.ap-
southeast-2.amazonaws.com/

1.5.1 inference inf py3
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

sagemaker-neo-
pytorch:<tag>

K-Means (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='kmeans',region='ap-southeast-2')

Ruta de registro Versión Job types (image scope)

712309505854.dkr.ecr.ap-
southeast-2.amazonaws.com/
kmeans:<tag>

1 inference, training

KNN (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='knn',region='ap-southeast-2')

Ruta de registro Versión Job types (image scope)

712309505854.dkr.ecr.ap-
southeast-2.amazonaws.com/
knn:<tag>

1 inference, training

LDA (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='lda',region='ap-southeast-2')

Ruta de registro Versión Job types (image scope)

297031611018.dkr.ecr.ap-
southeast-2.amazonaws.com/
lda:<tag>

1 inference, training

Linear Learner (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='linear-learner',region='ap-southeast-2')

1030



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

Ruta de registro Versión Job types (image scope)

712309505854.dkr.ecr.ap-
southeast-2.amazonaws.com/
linear-learner:<tag>

1 inference, training

MXNet (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='mxnet',region='ap-
southeast-2',version='1.4.1',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-mxnet-
eia:<tag>

1.3.0 eia CPU py2, py3

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-mxnet-
serving-eia:<tag>

1.4.0 eia CPU py2, py3

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-mxnet-
serving:<tag>

1.4.0 inference CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-mxnet-
serving:<tag>

1.4.1 inference CPU, GPU py2

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
mxnet:<tag>

0.12.1 inference CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
mxnet:<tag>

0.12.1 training CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
mxnet:<tag>

1.0.0 inference CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/

1.0.0 training CPU, GPU py2, py3
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

sagemaker-
mxnet:<tag>

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
mxnet:<tag>

1.1.0 inference CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
mxnet:<tag>

1.1.0 training CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
mxnet:<tag>

1.2.1 inference CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
mxnet:<tag>

1.2.1 training CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
mxnet:<tag>

1.3.0 inference CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
mxnet:<tag>

1.3.0 training CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
mxnet:<tag>

1.4.0 training CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
mxnet:<tag>

1.4.1 training CPU, GPU py2

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
mxnet-inference-
eia:<tag>

1.4.1 eia CPU py2, py3

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
mxnet-inference-
eia:<tag>

1.5.1 eia CPU py2, py3
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
mxnet-inference-
eia:<tag>

1.7.0 eia CPU py3

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
mxnet-
inference:<tag>

1.4.1 inference CPU, GPU py3

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
mxnet-
inference:<tag>

1.6.0 inference CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
mxnet-
inference:<tag>

1.7.0 inference CPU, GPU py3

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
mxnet-
inference:<tag>

1.8.0 inference CPU, GPU py37

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
mxnet-
training:<tag>

1.4.1 training CPU, GPU py3

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
mxnet-
training:<tag>

1.6.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
mxnet-
training:<tag>

1.7.0 training CPU, GPU py3

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
mxnet-
training:<tag>

1.8.0 training CPU, GPU py37

MXNet Coach (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-mxnet',region='ap-
southeast-2',version='0.11',py_version='py3',image_scope='training',instance_type='ml.c5.4xlarge')
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11-
<tag>

0.11 training CPU, GPU py3

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11.0-
<tag>

0.11.0 training CPU, GPU py3

Model Monitor (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='model-monitor',region='ap-southeast-2')

Ruta de registro Versión Job types (image scope)

563025443158.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-model-
monitor-analyzer:<tag>

  monitoring

NTM (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='ntm',region='ap-southeast-2')

Ruta de registro Versión Job types (image scope)

712309505854.dkr.ecr.ap-
southeast-2.amazonaws.com/
ntm:<tag>

1 inference, training

Neo Image Classification (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification-neo',region='ap-southeast-2')
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Ruta de registro Versión Job types (image scope)

355873309152.dkr.ecr.ap-
southeast-2.amazonaws.com/
image-classification-
neo:<tag>

latest inference

Neo MXNet (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-mxnet',region='ap-
southeast-2',version='1.8',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

355873309152.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
inference-
mxnet:<tag>

1.8 inference CPU, GPU py3

Neo PyTorch (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-pytorch',region='ap-
southeast-2',version='1.6',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

355873309152.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
inference-
pytorch:<tag>

1.4 inference CPU, GPU py3

355873309152.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
inference-
pytorch:<tag>

1.5 inference CPU, GPU py3

355873309152.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
inference-
pytorch:<tag>

1.6 inference CPU, GPU py3

1035



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

Neo Tensorflow (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-tensorflow',region='ap-
southeast-2',version='1.15.3',py_version='py3',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

355873309152.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
inference-
tensorflow:<tag>

1.15.3 inference CPU, GPU py3

Neo XGBoost (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost-neo',region='ap-southeast-2')

Ruta de registro Versión Job types (image scope)

355873309152.dkr.ecr.ap-
southeast-2.amazonaws.com/
xgboost-neo:<tag>

latest inference

Object Detection (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='object-detection',region='ap-southeast-2')

Ruta de registro Versión Job types (image scope)

544295431143.dkr.ecr.ap-
southeast-2.amazonaws.com/
object-detection:<tag>

1 inference, training

Object2Vec (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='object2vec',region='ap-southeast-2')
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Ruta de registro Versión Job types (image scope)

712309505854.dkr.ecr.ap-
southeast-2.amazonaws.com/
object2vec:<tag>

1 inference, training

PCA (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='pca',region='ap-southeast-2')

Ruta de registro Versión Job types (image scope)

712309505854.dkr.ecr.ap-
southeast-2.amazonaws.com/
pca:<tag>

1 inference, training

PyTorch (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='pytorch',region='ap-
southeast-2',version='1.8.0',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
pytorch:<tag>

0.4.0 inference CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
pytorch:<tag>

0.4.0 training CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
pytorch:<tag>

1.0.0 inference CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
pytorch:<tag>

1.0.0 training CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/

1.1.0 inference CPU, GPU py2, py3
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

sagemaker-
pytorch:<tag>

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
pytorch:<tag>

1.1.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
pytorch-inference-
eia:<tag>

1.3.1 eia CPU py3

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
pytorch-
inference:<tag>

1.2.0 inference CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
pytorch-
inference:<tag>

1.3.1 inference CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
pytorch-
inference:<tag>

1.4.0 inference CPU, GPU py3

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
pytorch-
inference:<tag>

1.5.0 inference CPU, GPU py3

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
pytorch-
inference:<tag>

1.6.0 inference CPU, GPU py3, py36

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
pytorch-
inference:<tag>

1.7.1 inference CPU, GPU py3, py36

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
pytorch-
inference:<tag>

1.8.0 inference CPU, GPU py3, py36

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
pytorch-
inference:<tag>

1.8.1 inference CPU, GPU py3, py36
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
pytorch-
training:<tag>

1.2.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
pytorch-
training:<tag>

1.3.1 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
pytorch-
training:<tag>

1.4.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
pytorch-
training:<tag>

1.5.0 training CPU, GPU py3

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
pytorch-
training:<tag>

1.6.0 training CPU, GPU py3, py36

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
pytorch-
training:<tag>

1.7.1 training CPU, GPU py3, py36

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
pytorch-
training:<tag>

1.8.0 training CPU, GPU py3, py36

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
pytorch-
training:<tag>

1.8.1 training CPU, GPU py3, py36

Random Cut Forest (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='randomcutforest',region='ap-southeast-2')

Ruta de registro Versión Job types (image scope)

712309505854.dkr.ecr.ap-
southeast-2.amazonaws.com/
randomcutforest:<tag>

1 inference, training

1039



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

Ray PyTorch (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='ray-pytorch',region='ap-
southeast-2',version='0.8.5',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

462105765813.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.5-
torch-<tag>

0.8.5 training CPU, GPU py36

Scikit-learn (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='sklearn',region='ap-
southeast-2',version='0.23-1',image_scope='inference')

Ruta de registro Versión Job types (image scope)

783357654285.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.20.0 inference, training

783357654285.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.23-1 inference, training

Semantic Segmentation (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='semantic-segmentation',region='ap-southeast-2')

Ruta de registro Versión Job types (image scope)

544295431143.dkr.ecr.ap-
southeast-2.amazonaws.com/
semantic-
segmentation:<tag>

1 inference, training
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Seq2Seq (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='seq2seq',region='ap-southeast-2')

Ruta de registro Versión Job types (image scope)

544295431143.dkr.ecr.ap-
southeast-2.amazonaws.com/
seq2seq:<tag>

1 inference, training

Spark (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='spark',region='ap-
southeast-2',version='3.0',image_scope='processing')

Ruta de registro Versión Job types (image scope)

440695851116.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-spark-
processing:<tag>

2.4 processing

440695851116.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-spark-
processing:<tag>

3.0 processing

SparkML Serving (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='sparkml-serving',region='ap-southeast-2',version='2.4')

Ruta de registro Versión Job types (image scope)

783357654285.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-sparkml-
serving:<tag>

2.2 inference

783357654285.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-sparkml-
serving:<tag>

2.4 inference
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Tensorflow (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='tensorflow',region='ap-
southeast-2',version='1.12.0',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
tensorflow-
eia:<tag>

1.10.0 eia CPU py2

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.11.0 training CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.12.0 training CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.13.1 training CPU, GPU py2

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
tensorflow-serving-
eia:<tag>

1.11.0 eia CPU -

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
tensorflow-serving-
eia:<tag>

1.12.0 eia CPU -

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
tensorflow-serving-
eia:<tag>

1.13.0 eia CPU -

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
tensorflow-
serving:<tag>

1.11.0 inference CPU, GPU -
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
tensorflow-
serving:<tag>

1.12.0 inference CPU, GPU -

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.10.0 inference CPU, GPU py2

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.10.0 training CPU, GPU py2

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.4.1 inference CPU, GPU py2

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.4.1 training CPU, GPU py2

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.5.0 inference CPU, GPU py2

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.5.0 training CPU, GPU py2

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.6.0 inference CPU, GPU py2

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.6.0 training CPU, GPU py2

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.7.0 inference CPU, GPU py2

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.7.0 training CPU, GPU py2

1043



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.8.0 inference CPU, GPU py2

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.8.0 training CPU, GPU py2

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.9.0 inference CPU, GPU py2

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.9.0 training CPU, GPU py2

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.14.0 eia CPU -

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.15.0 eia CPU -

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.0.0 eia CPU -

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.3.0 eia CPU -

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
inference:<tag>

1.13.0 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
inference:<tag>

1.14.0 inference CPU, GPU -

1044



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
inference:<tag>

1.15.0 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
inference:<tag>

1.15.2 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
inference:<tag>

1.15.3 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
inference:<tag>

1.15.4 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
inference:<tag>

1.15.5 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
inference:<tag>

2.0.0 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
inference:<tag>

2.0.1 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
inference:<tag>

2.0.2 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
inference:<tag>

2.0.3 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
inference:<tag>

2.0.4 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
inference:<tag>

2.1.0 inference CPU, GPU -
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
inference:<tag>

2.1.1 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
inference:<tag>

2.1.2 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
inference:<tag>

2.1.3 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
inference:<tag>

2.2.0 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
inference:<tag>

2.2.1 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
inference:<tag>

2.2.2 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
inference:<tag>

2.3.0 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
inference:<tag>

2.3.1 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
inference:<tag>

2.3.2 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
inference:<tag>

2.4.1 inference CPU, GPU -

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
training:<tag>

1.13.1 training CPU, GPU py3
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
training:<tag>

1.14.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
training:<tag>

1.15.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
training:<tag>

1.15.2 training CPU, GPU py2, py3, py37

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
training:<tag>

1.15.3 training CPU, GPU py2, py3, py37

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
training:<tag>

1.15.4 training CPU, GPU py3, py36, py37

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
training:<tag>

1.15.5 training CPU, GPU py3, py36, py37

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
training:<tag>

2.0.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
training:<tag>

2.0.1 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
training:<tag>

2.0.2 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
training:<tag>

2.0.3 training CPU, GPU py3

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
training:<tag>

2.0.4 training CPU, GPU py3
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
training:<tag>

2.1.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
training:<tag>

2.1.1 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
training:<tag>

2.1.2 training CPU, GPU py3

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
training:<tag>

2.1.3 training CPU, GPU py3

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
training:<tag>

2.2.0 training CPU, GPU py37

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
training:<tag>

2.2.1 training CPU, GPU py37

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
training:<tag>

2.2.2 training CPU, GPU py37

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
training:<tag>

2.3.0 training CPU, GPU py37

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
training:<tag>

2.3.1 training CPU, GPU py37

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
training:<tag>

2.3.2 training CPU, GPU py37

763104351884.dkr.ecr.ap-
southeast-2.amazonaws.com/
tensorflow-
training:<tag>

2.4.1 training CPU, GPU py37
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Tensorflow Coach (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-tensorflow',region='ap-
southeast-2',version='1.0.0',image_scope='training',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

462105765813.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
rl-coach-
container:coach-1.0.0-
tf-<tag>

1.0.0 training CPU, GPU py3

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10-
<tag>

0.10 training CPU, GPU py3

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10.1-
<tag>

0.10.1 training CPU, GPU py3

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11-
<tag>

0.11 training CPU, GPU py3

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.0-
<tag>

0.11.0 training CPU, GPU py3

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.1-
<tag>

0.11.1 training CPU, GPU py3

Tensorflow Inferentia (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-tensorflow',region='ap-
southeast-2',version='1.15.0',instance_type='ml.inf1.6xlarge')
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

355873309152.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-neo-
tensorflow:<tag>

1.15.0 inference inf py3

Tensorflow Ray (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='ray-tensorflow',region='ap-
southeast-2',version='0.8.5',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

462105765813.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.2-
tf-<tag>

0.8.2 training CPU, GPU py36

462105765813.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.5-
tf-<tag>

0.8.5 training CPU, GPU py36

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5-
<tag>

0,5 training CPU, GPU py3

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5.3-
<tag>

0.5.3 training CPU, GPU py3

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6-
<tag>

0.6 training CPU, GPU py3

520713654638.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6.5-
<tag>

0.6.5 training CPU, GPU py3
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VW (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='vw',region='ap-
southeast-2',version='8.7.0',image_scope='training')

Ruta de registro Versión Job types (image scope)

462105765813.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-rl-vw-
container:vw-8.7.0-
<tag>

8.7.0 training

XGBoost (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost',region='ap-southeast-2',version='1.2-1')

Ruta de registro Versión Job types (image scope)

544295431143.dkr.ecr.ap-
southeast-2.amazonaws.com/
xgboost:<tag>

1 inference, training

783357654285.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
xgboost:<tag>

0.90-1 inference, training

783357654285.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
xgboost:<tag>

0.90-2 inference, training

783357654285.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
xgboost:<tag>

1.0-1 inference, training

783357654285.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2-1 inference, training

783357654285.dkr.ecr.ap-
southeast-2.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2-2 inference, training

783357654285.dkr.ecr.ap-
southeast-2.amazonaws.com/

1.3-1 inference, training
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Ruta de registro Versión Job types (image scope)
sagemaker-
xgboost:<tag>

Docker Registry Paths and Example Code for Asia Pacific (Tokyo) (ap-northeast-1)

The following topics list parameters for each of the algorithms and deep learning containers in this region
provided by Amazon SageMaker.

Temas
• BlazingText (algorithm) (p. 1053)
• Chainer (DLC) (p. 1053)
• Clarify (algorithm) (p. 1053)
• Data Wrangler (algorithm) (p. 1054)
• Debugger (algorithm) (p. 1054)
• DeepAR Forecasting (algorithm) (p. 1054)
• Factorization Machines (algorithm) (p. 1055)
• Hugging Face (algorithm) (p. 1055)
• IP Insights (algorithm) (p. 1055)
• Image classification (algorithm) (p. 1056)
• Inferentia MXNet (DLC) (p. 1056)
• Inferentia PyTorch (DLC) (p. 1056)
• K-Means (algorithm) (p. 1057)
• KNN (algorithm) (p. 1057)
• LDA (algorithm) (p. 1057)
• Linear Learner (algorithm) (p. 1057)
• MXNet (DLC) (p. 1058)
• MXNet Coach (DLC) (p. 1060)
• Model Monitor (algorithm) (p. 1061)
• NTM (algorithm) (p. 1061)
• Neo Image Classification (algorithm) (p. 1061)
• Neo MXNet (DLC) (p. 1062)
• Neo PyTorch (DLC) (p. 1062)
• Neo Tensorflow (DLC) (p. 1063)
• Neo XGBoost (algorithm) (p. 1063)
• Object Detection (algorithm) (p. 1063)
• Object2Vec (algorithm) (p. 1063)
• PCA (algorithm) (p. 1064)
• PyTorch (DLC) (p. 1064)
• Random Cut Forest (algorithm) (p. 1066)
• Ray PyTorch (DLC) (p. 1067)
• Scikit-learn (algorithm) (p. 1067)
• Semantic Segmentation (algorithm) (p. 1067)
• Seq2Seq (algorithm) (p. 1068)
• Spark (algorithm) (p. 1068)
• SparkML Serving (algorithm) (p. 1068)
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• Tensorflow (DLC) (p. 1069)
• Tensorflow Coach (DLC) (p. 1076)
• Tensorflow Inferentia (DLC) (p. 1076)
• Tensorflow Ray (DLC) (p. 1077)
• VW (algorithm) (p. 1078)
• XGBoost (algorithm) (p. 1078)

BlazingText (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='blazingtext',region='ap-northeast-1')

Ruta de registro Versión Job types (image scope)

501404015308.dkr.ecr.ap-
northeast-1.amazonaws.com/
blazingtext:<tag>

1 inference, training

Chainer (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='chainer',region='ap-
northeast-1',version='5.0.0',py_version='py3',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
chainer:<tag>

4.0.0 inference, training CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
chainer:<tag>

4.1.0 inference, training CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
chainer:<tag>

5.0.0 inference, training CPU, GPU py2, py3

Clarify (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
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image_uris.retrieve(framework='clarify',region='ap-
northeast-1',version='1.0',image_scope='processing')

Ruta de registro Versión Job types (image scope)

377024640650.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-clarify-
processing:<tag>

1.0 processing

Data Wrangler (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='data-wrangler',region='ap-northeast-1')

Ruta de registro Versión Job types (image scope)

649008135260.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
data-wrangler-
container:<tag>

1.x processing

Debugger (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='debugger',region='ap-northeast-1')

Ruta de registro Versión Job types (image scope)

430734990657.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-debugger-
rules:<tag>

latest debugger

DeepAR Forecasting (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='forecasting-deepar',region='ap-northeast-1')

Ruta de registro Versión Job types (image scope)

633353088612.dkr.ecr.ap-
northeast-1.amazonaws.com/

1 inference, training
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Ruta de registro Versión Job types (image scope)
forecasting-
deepar:<tag>

Factorization Machines (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='factorization-machines',region='ap-northeast-1')

Ruta de registro Versión Job types (image scope)

351501993468.dkr.ecr.ap-
northeast-1.amazonaws.com/
factorization-
machines:<tag>

1 inference, training

Hugging Face (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='huggingface',region='ap-
northeast-1',version='4.4.2',image_scope='training',base_framework_version='tensorflow2.4.1')

Ruta de registro Versión Job types (image scope)

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
huggingface-pytorch-
training:<tag>

4.4.2 training

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
huggingface-pytorch-
training:<tag>

4.5.0 training

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.4.2 training

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.5.0 training

IP Insights (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
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image_uris.retrieve(framework='ipinsights',region='ap-northeast-1')

Ruta de registro Versión Job types (image scope)

351501993468.dkr.ecr.ap-
northeast-1.amazonaws.com/
ipinsights:<tag>

1 inference, training

Image classification (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification',region='ap-northeast-1')

Ruta de registro Versión Job types (image scope)

501404015308.dkr.ecr.ap-
northeast-1.amazonaws.com/
image-
classification:<tag>

1 inference, training

Inferentia MXNet (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-mxnet',region='ap-
northeast-1',version='1.5.1',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

941853720454.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-neo-
mxnet:<tag>

1.5.1 inference inf py3

Inferentia PyTorch (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-pytorch',region='ap-
northeast-1',version='1.5.1',py_version='py3')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

941853720454.dkr.ecr.ap-
northeast-1.amazonaws.com/

1.5.1 inference inf py3
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

sagemaker-neo-
pytorch:<tag>

K-Means (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='kmeans',region='ap-northeast-1')

Ruta de registro Versión Job types (image scope)

351501993468.dkr.ecr.ap-
northeast-1.amazonaws.com/
kmeans:<tag>

1 inference, training

KNN (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='knn',region='ap-northeast-1')

Ruta de registro Versión Job types (image scope)

351501993468.dkr.ecr.ap-
northeast-1.amazonaws.com/
knn:<tag>

1 inference, training

LDA (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='lda',region='ap-northeast-1')

Ruta de registro Versión Job types (image scope)

258307448986.dkr.ecr.ap-
northeast-1.amazonaws.com/
lda:<tag>

1 inference, training

Linear Learner (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='linear-learner',region='ap-northeast-1')
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Ruta de registro Versión Job types (image scope)

351501993468.dkr.ecr.ap-
northeast-1.amazonaws.com/
linear-learner:<tag>

1 inference, training

MXNet (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='mxnet',region='ap-
northeast-1',version='1.4.1',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-mxnet-
eia:<tag>

1.3.0 eia CPU py2, py3

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-mxnet-
serving-eia:<tag>

1.4.0 eia CPU py2, py3

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-mxnet-
serving:<tag>

1.4.0 inference CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-mxnet-
serving:<tag>

1.4.1 inference CPU, GPU py2

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
mxnet:<tag>

0.12.1 inference CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
mxnet:<tag>

0.12.1 training CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.0.0 inference CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/

1.0.0 training CPU, GPU py2, py3
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

sagemaker-
mxnet:<tag>

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.1.0 inference CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.1.0 training CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.2.1 inference CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.2.1 training CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.3.0 inference CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.3.0 training CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.4.0 training CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.4.1 training CPU, GPU py2

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.4.1 eia CPU py2, py3

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.5.1 eia CPU py2, py3
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.7.0 eia CPU py3

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
mxnet-
inference:<tag>

1.4.1 inference CPU, GPU py3

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
mxnet-
inference:<tag>

1.6.0 inference CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
mxnet-
inference:<tag>

1.7.0 inference CPU, GPU py3

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
mxnet-
inference:<tag>

1.8.0 inference CPU, GPU py37

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
mxnet-
training:<tag>

1.4.1 training CPU, GPU py3

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
mxnet-
training:<tag>

1.6.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
mxnet-
training:<tag>

1.7.0 training CPU, GPU py3

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
mxnet-
training:<tag>

1.8.0 training CPU, GPU py37

MXNet Coach (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-mxnet',region='ap-
northeast-1',version='0.11',py_version='py3',image_scope='training',instance_type='ml.c5.4xlarge')
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11-
<tag>

0.11 training CPU, GPU py3

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11.0-
<tag>

0.11.0 training CPU, GPU py3

Model Monitor (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='model-monitor',region='ap-northeast-1')

Ruta de registro Versión Job types (image scope)

574779866223.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-model-
monitor-analyzer:<tag>

  monitoring

NTM (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='ntm',region='ap-northeast-1')

Ruta de registro Versión Job types (image scope)

351501993468.dkr.ecr.ap-
northeast-1.amazonaws.com/
ntm:<tag>

1 inference, training

Neo Image Classification (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification-neo',region='ap-northeast-1')
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Ruta de registro Versión Job types (image scope)

941853720454.dkr.ecr.ap-
northeast-1.amazonaws.com/
image-classification-
neo:<tag>

latest inference

Neo MXNet (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-mxnet',region='ap-
northeast-1',version='1.8',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

941853720454.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
inference-
mxnet:<tag>

1.8 inference CPU, GPU py3

Neo PyTorch (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-pytorch',region='ap-
northeast-1',version='1.6',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

941853720454.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
inference-
pytorch:<tag>

1.4 inference CPU, GPU py3

941853720454.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
inference-
pytorch:<tag>

1.5 inference CPU, GPU py3

941853720454.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
inference-
pytorch:<tag>

1.6 inference CPU, GPU py3
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Neo Tensorflow (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-tensorflow',region='ap-
northeast-1',version='1.15.3',py_version='py3',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

941853720454.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
inference-
tensorflow:<tag>

1.15.3 inference CPU, GPU py3

Neo XGBoost (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost-neo',region='ap-northeast-1')

Ruta de registro Versión Job types (image scope)

941853720454.dkr.ecr.ap-
northeast-1.amazonaws.com/
xgboost-neo:<tag>

latest inference

Object Detection (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='object-detection',region='ap-northeast-1')

Ruta de registro Versión Job types (image scope)

501404015308.dkr.ecr.ap-
northeast-1.amazonaws.com/
object-detection:<tag>

1 inference, training

Object2Vec (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='object2vec',region='ap-northeast-1')
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Ruta de registro Versión Job types (image scope)

351501993468.dkr.ecr.ap-
northeast-1.amazonaws.com/
object2vec:<tag>

1 inference, training

PCA (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='pca',region='ap-northeast-1')

Ruta de registro Versión Job types (image scope)

351501993468.dkr.ecr.ap-
northeast-1.amazonaws.com/
pca:<tag>

1 inference, training

PyTorch (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='pytorch',region='ap-
northeast-1',version='1.8.0',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
pytorch:<tag>

0.4.0 inference CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
pytorch:<tag>

0.4.0 training CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
pytorch:<tag>

1.0.0 inference CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
pytorch:<tag>

1.0.0 training CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/

1.1.0 inference CPU, GPU py2, py3
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

sagemaker-
pytorch:<tag>

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
pytorch:<tag>

1.1.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
pytorch-inference-
eia:<tag>

1.3.1 eia CPU py3

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
pytorch-
inference:<tag>

1.2.0 inference CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
pytorch-
inference:<tag>

1.3.1 inference CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
pytorch-
inference:<tag>

1.4.0 inference CPU, GPU py3

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
pytorch-
inference:<tag>

1.5.0 inference CPU, GPU py3

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
pytorch-
inference:<tag>

1.6.0 inference CPU, GPU py3, py36

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
pytorch-
inference:<tag>

1.7.1 inference CPU, GPU py3, py36

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
pytorch-
inference:<tag>

1.8.0 inference CPU, GPU py3, py36

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
pytorch-
inference:<tag>

1.8.1 inference CPU, GPU py3, py36
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
pytorch-
training:<tag>

1.2.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
pytorch-
training:<tag>

1.3.1 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
pytorch-
training:<tag>

1.4.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
pytorch-
training:<tag>

1.5.0 training CPU, GPU py3

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
pytorch-
training:<tag>

1.6.0 training CPU, GPU py3, py36

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
pytorch-
training:<tag>

1.7.1 training CPU, GPU py3, py36

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
pytorch-
training:<tag>

1.8.0 training CPU, GPU py3, py36

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
pytorch-
training:<tag>

1.8.1 training CPU, GPU py3, py36

Random Cut Forest (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='randomcutforest',region='ap-northeast-1')

Ruta de registro Versión Job types (image scope)

351501993468.dkr.ecr.ap-
northeast-1.amazonaws.com/
randomcutforest:<tag>

1 inference, training
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Ray PyTorch (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='ray-pytorch',region='ap-
northeast-1',version='0.8.5',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

462105765813.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.5-
torch-<tag>

0.8.5 training CPU, GPU py36

Scikit-learn (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='sklearn',region='ap-
northeast-1',version='0.23-1',image_scope='inference')

Ruta de registro Versión Job types (image scope)

354813040037.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.20.0 inference, training

354813040037.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.23-1 inference, training

Semantic Segmentation (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='semantic-segmentation',region='ap-northeast-1')

Ruta de registro Versión Job types (image scope)

501404015308.dkr.ecr.ap-
northeast-1.amazonaws.com/
semantic-
segmentation:<tag>

1 inference, training
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Seq2Seq (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='seq2seq',region='ap-northeast-1')

Ruta de registro Versión Job types (image scope)

501404015308.dkr.ecr.ap-
northeast-1.amazonaws.com/
seq2seq:<tag>

1 inference, training

Spark (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='spark',region='ap-
northeast-1',version='3.0',image_scope='processing')

Ruta de registro Versión Job types (image scope)

411782140378.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-spark-
processing:<tag>

2.4 processing

411782140378.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-spark-
processing:<tag>

3.0 processing

SparkML Serving (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='sparkml-serving',region='ap-northeast-1',version='2.4')

Ruta de registro Versión Job types (image scope)

354813040037.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-sparkml-
serving:<tag>

2.2 inference

354813040037.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-sparkml-
serving:<tag>

2.4 inference
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Tensorflow (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='tensorflow',region='ap-
northeast-1',version='1.12.0',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
tensorflow-
eia:<tag>

1.10.0 eia CPU py2

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.11.0 training CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.12.0 training CPU, GPU py2, py3

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.13.1 training CPU, GPU py2

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
tensorflow-serving-
eia:<tag>

1.11.0 eia CPU -

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
tensorflow-serving-
eia:<tag>

1.12.0 eia CPU -

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
tensorflow-serving-
eia:<tag>

1.13.0 eia CPU -

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
tensorflow-
serving:<tag>

1.11.0 inference CPU, GPU -
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
tensorflow-
serving:<tag>

1.12.0 inference CPU, GPU -

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.10.0 inference CPU, GPU py2

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.10.0 training CPU, GPU py2

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.4.1 inference CPU, GPU py2

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.4.1 training CPU, GPU py2

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.5.0 inference CPU, GPU py2

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.5.0 training CPU, GPU py2

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.6.0 inference CPU, GPU py2

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.6.0 training CPU, GPU py2

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.7.0 inference CPU, GPU py2

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.7.0 training CPU, GPU py2
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.8.0 inference CPU, GPU py2

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.8.0 training CPU, GPU py2

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.9.0 inference CPU, GPU py2

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.9.0 training CPU, GPU py2

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.14.0 eia CPU -

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.15.0 eia CPU -

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.0.0 eia CPU -

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.3.0 eia CPU -

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
inference:<tag>

1.13.0 inference CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
inference:<tag>

1.14.0 inference CPU, GPU -
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
inference:<tag>

1.15.0 inference CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
inference:<tag>

1.15.2 inference CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
inference:<tag>

1.15.3 inference CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
inference:<tag>

1.15.4 inference CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
inference:<tag>

1.15.5 inference CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
inference:<tag>

2.0.0 inference CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
inference:<tag>

2.0.1 inference CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
inference:<tag>

2.0.2 inference CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
inference:<tag>

2.0.3 inference CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
inference:<tag>

2.0.4 inference CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
inference:<tag>

2.1.0 inference CPU, GPU -
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
inference:<tag>

2.1.1 inference CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
inference:<tag>

2.1.2 inference CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
inference:<tag>

2.1.3 inference CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
inference:<tag>

2.2.0 inference CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
inference:<tag>

2.2.1 inference CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
inference:<tag>

2.2.2 inference CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
inference:<tag>

2.3.0 inference CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
inference:<tag>

2.3.1 inference CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
inference:<tag>

2.3.2 inference CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
inference:<tag>

2.4.1 inference CPU, GPU -

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
training:<tag>

1.13.1 training CPU, GPU py3
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
training:<tag>

1.14.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.2 training CPU, GPU py2, py3, py37

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.3 training CPU, GPU py2, py3, py37

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.4 training CPU, GPU py3, py36, py37

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.5 training CPU, GPU py3, py36, py37

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.1 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.2 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.3 training CPU, GPU py3

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.4 training CPU, GPU py3
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.1 training CPU, GPU py2, py3

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.2 training CPU, GPU py3

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.3 training CPU, GPU py3

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
training:<tag>

2.2.0 training CPU, GPU py37

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
training:<tag>

2.2.1 training CPU, GPU py37

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
training:<tag>

2.2.2 training CPU, GPU py37

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
training:<tag>

2.3.0 training CPU, GPU py37

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
training:<tag>

2.3.1 training CPU, GPU py37

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
training:<tag>

2.3.2 training CPU, GPU py37

763104351884.dkr.ecr.ap-
northeast-1.amazonaws.com/
tensorflow-
training:<tag>

2.4.1 training CPU, GPU py37
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Tensorflow Coach (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-tensorflow',region='ap-
northeast-1',version='1.0.0',image_scope='training',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

462105765813.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
rl-coach-
container:coach-1.0.0-
tf-<tag>

1.0.0 training CPU, GPU py3

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10-
<tag>

0.10 training CPU, GPU py3

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10.1-
<tag>

0.10.1 training CPU, GPU py3

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11-
<tag>

0.11 training CPU, GPU py3

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.0-
<tag>

0.11.0 training CPU, GPU py3

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.1-
<tag>

0.11.1 training CPU, GPU py3

Tensorflow Inferentia (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-tensorflow',region='ap-
northeast-1',version='1.15.0',instance_type='ml.inf1.6xlarge')
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

941853720454.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-neo-
tensorflow:<tag>

1.15.0 inference inf py3

Tensorflow Ray (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='ray-tensorflow',region='ap-
northeast-1',version='0.8.5',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

462105765813.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.2-
tf-<tag>

0.8.2 training CPU, GPU py36

462105765813.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.5-
tf-<tag>

0.8.5 training CPU, GPU py36

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5-
<tag>

0,5 training CPU, GPU py3

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5.3-
<tag>

0.5.3 training CPU, GPU py3

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6-
<tag>

0.6 training CPU, GPU py3

520713654638.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6.5-
<tag>

0.6.5 training CPU, GPU py3

1077



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

VW (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='vw',region='ap-
northeast-1',version='8.7.0',image_scope='training')

Ruta de registro Versión Job types (image scope)

462105765813.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-rl-vw-
container:vw-8.7.0-
<tag>

8.7.0 training

XGBoost (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost',region='ap-northeast-1',version='1.2-1')

Ruta de registro Versión Job types (image scope)

354813040037.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
xgboost:<tag>

0.90-1 inference, training

354813040037.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
xgboost:<tag>

0.90-2 inference, training

354813040037.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.0-1 inference, training

354813040037.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2-1 inference, training

354813040037.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2-2 inference, training

354813040037.dkr.ecr.ap-
northeast-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.3-1 inference, training
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Ruta de registro Versión Job types (image scope)

501404015308.dkr.ecr.ap-
northeast-1.amazonaws.com/
xgboost:<tag>

1 inference, training

Docker Registry Paths and Example Code for Canada (Central) (ca-central-1)

The following topics list parameters for each of the algorithms and deep learning containers in this region
provided by Amazon SageMaker.

Temas
• BlazingText (algorithm) (p. 1080)
• Chainer (DLC) (p. 1080)
• Clarify (algorithm) (p. 1080)
• Data Wrangler (algorithm) (p. 1081)
• Debugger (algorithm) (p. 1081)
• DeepAR Forecasting (algorithm) (p. 1081)
• Factorization Machines (algorithm) (p. 1082)
• Hugging Face (algorithm) (p. 1082)
• IP Insights (algorithm) (p. 1082)
• Image classification (algorithm) (p. 1083)
• Inferentia MXNet (DLC) (p. 1083)
• Inferentia PyTorch (DLC) (p. 1083)
• K-Means (algorithm) (p. 1084)
• KNN (algorithm) (p. 1084)
• LDA (algorithm) (p. 1084)
• Linear Learner (algorithm) (p. 1084)
• MXNet (DLC) (p. 1085)
• MXNet Coach (DLC) (p. 1087)
• Model Monitor (algorithm) (p. 1088)
• NTM (algorithm) (p. 1088)
• Neo Image Classification (algorithm) (p. 1088)
• Neo MXNet (DLC) (p. 1089)
• Neo PyTorch (DLC) (p. 1089)
• Neo Tensorflow (DLC) (p. 1090)
• Neo XGBoost (algorithm) (p. 1090)
• Object Detection (algorithm) (p. 1090)
• Object2Vec (algorithm) (p. 1090)
• PCA (algorithm) (p. 1091)
• PyTorch (DLC) (p. 1091)
• Random Cut Forest (algorithm) (p. 1093)
• Ray PyTorch (DLC) (p. 1094)
• Scikit-learn (algorithm) (p. 1094)
• Semantic Segmentation (algorithm) (p. 1094)
• Seq2Seq (algorithm) (p. 1095)
• Spark (algorithm) (p. 1095)
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• SparkML Serving (algorithm) (p. 1095)
• Tensorflow (DLC) (p. 1096)
• Tensorflow Coach (DLC) (p. 1103)
• Tensorflow Inferentia (DLC) (p. 1103)
• Tensorflow Ray (DLC) (p. 1104)
• VW (algorithm) (p. 1105)
• XGBoost (algorithm) (p. 1105)

BlazingText (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='blazingtext',region='ca-central-1')

Ruta de registro Versión Job types (image scope)

469771592824.dkr.ecr.ca-
central-1.amazonaws.com/
blazingtext:<tag>

1 inference, training

Chainer (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='chainer',region='ca-
central-1',version='5.0.0',py_version='py3',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
chainer:<tag>

4.0.0 inference, training CPU, GPU py2, py3

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
chainer:<tag>

4.1.0 inference, training CPU, GPU py2, py3

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
chainer:<tag>

5.0.0 inference, training CPU, GPU py2, py3

Clarify (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
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image_uris.retrieve(framework='clarify',region='ca-
central-1',version='1.0',image_scope='processing')

Ruta de registro Versión Job types (image scope)

675030665977.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-clarify-
processing:<tag>

1.0 processing

Data Wrangler (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='data-wrangler',region='ca-central-1')

Ruta de registro Versión Job types (image scope)

557239378090.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
data-wrangler-
container:<tag>

1.x processing

Debugger (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='debugger',region='ca-central-1')

Ruta de registro Versión Job types (image scope)

519511493484.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-debugger-
rules:<tag>

latest debugger

DeepAR Forecasting (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='forecasting-deepar',region='ca-central-1')

Ruta de registro Versión Job types (image scope)

469771592824.dkr.ecr.ca-
central-1.amazonaws.com/

1 inference, training
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Ruta de registro Versión Job types (image scope)
forecasting-
deepar:<tag>

Factorization Machines (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='factorization-machines',region='ca-central-1')

Ruta de registro Versión Job types (image scope)

469771592824.dkr.ecr.ca-
central-1.amazonaws.com/
factorization-
machines:<tag>

1 inference, training

Hugging Face (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='huggingface',region='ca-
central-1',version='4.4.2',image_scope='training',base_framework_version='tensorflow2.4.1')

Ruta de registro Versión Job types (image scope)

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
huggingface-pytorch-
training:<tag>

4.4.2 training

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
huggingface-pytorch-
training:<tag>

4.5.0 training

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.4.2 training

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.5.0 training

IP Insights (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
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image_uris.retrieve(framework='ipinsights',region='ca-central-1')

Ruta de registro Versión Job types (image scope)

469771592824.dkr.ecr.ca-
central-1.amazonaws.com/
ipinsights:<tag>

1 inference, training

Image classification (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification',region='ca-central-1')

Ruta de registro Versión Job types (image scope)

469771592824.dkr.ecr.ca-
central-1.amazonaws.com/
image-
classification:<tag>

1 inference, training

Inferentia MXNet (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-mxnet',region='ca-
central-1',version='1.5.1',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

464438896020.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-neo-
mxnet:<tag>

1.5.1 inference inf py3

Inferentia PyTorch (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-pytorch',region='ca-
central-1',version='1.5.1',py_version='py3')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

464438896020.dkr.ecr.ca-
central-1.amazonaws.com/

1.5.1 inference inf py3
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

sagemaker-neo-
pytorch:<tag>

K-Means (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='kmeans',region='ca-central-1')

Ruta de registro Versión Job types (image scope)

469771592824.dkr.ecr.ca-
central-1.amazonaws.com/
kmeans:<tag>

1 inference, training

KNN (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='knn',region='ca-central-1')

Ruta de registro Versión Job types (image scope)

469771592824.dkr.ecr.ca-
central-1.amazonaws.com/
knn:<tag>

1 inference, training

LDA (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='lda',region='ca-central-1')

Ruta de registro Versión Job types (image scope)

469771592824.dkr.ecr.ca-
central-1.amazonaws.com/
lda:<tag>

1 inference, training

Linear Learner (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='linear-learner',region='ca-central-1')
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Ruta de registro Versión Job types (image scope)

469771592824.dkr.ecr.ca-
central-1.amazonaws.com/
linear-learner:<tag>

1 inference, training

MXNet (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='mxnet',region='ca-
central-1',version='1.4.1',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-mxnet-
eia:<tag>

1.3.0 eia CPU py2, py3

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-mxnet-
serving-eia:<tag>

1.4.0 eia CPU py2, py3

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-mxnet-
serving:<tag>

1.4.0 inference CPU, GPU py2, py3

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-mxnet-
serving:<tag>

1.4.1 inference CPU, GPU py2

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
mxnet:<tag>

0.12.1 inference CPU, GPU py2, py3

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
mxnet:<tag>

0.12.1 training CPU, GPU py2, py3

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.0.0 inference CPU, GPU py2, py3

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/

1.0.0 training CPU, GPU py2, py3
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

sagemaker-
mxnet:<tag>

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.1.0 inference CPU, GPU py2, py3

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.1.0 training CPU, GPU py2, py3

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.2.1 inference CPU, GPU py2, py3

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.2.1 training CPU, GPU py2, py3

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.3.0 inference CPU, GPU py2, py3

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.3.0 training CPU, GPU py2, py3

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.4.0 training CPU, GPU py2, py3

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.4.1 training CPU, GPU py2

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.4.1 eia CPU py2, py3

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.5.1 eia CPU py2, py3
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.7.0 eia CPU py3

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
mxnet-
inference:<tag>

1.4.1 inference CPU, GPU py3

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
mxnet-
inference:<tag>

1.6.0 inference CPU, GPU py2, py3

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
mxnet-
inference:<tag>

1.7.0 inference CPU, GPU py3

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
mxnet-
inference:<tag>

1.8.0 inference CPU, GPU py37

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
mxnet-
training:<tag>

1.4.1 training CPU, GPU py3

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
mxnet-
training:<tag>

1.6.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
mxnet-
training:<tag>

1.7.0 training CPU, GPU py3

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
mxnet-
training:<tag>

1.8.0 training CPU, GPU py37

MXNet Coach (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-mxnet',region='ca-
central-1',version='0.11',py_version='py3',image_scope='training',instance_type='ml.c5.4xlarge')
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11-
<tag>

0.11 training CPU, GPU py3

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11.0-
<tag>

0.11.0 training CPU, GPU py3

Model Monitor (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='model-monitor',region='ca-central-1')

Ruta de registro Versión Job types (image scope)

536280801234.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-model-
monitor-analyzer:<tag>

  monitoring

NTM (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='ntm',region='ca-central-1')

Ruta de registro Versión Job types (image scope)

469771592824.dkr.ecr.ca-
central-1.amazonaws.com/
ntm:<tag>

1 inference, training

Neo Image Classification (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification-neo',region='ca-central-1')
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Ruta de registro Versión Job types (image scope)

464438896020.dkr.ecr.ca-
central-1.amazonaws.com/
image-classification-
neo:<tag>

latest inference

Neo MXNet (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-mxnet',region='ca-
central-1',version='1.8',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

464438896020.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
inference-
mxnet:<tag>

1.8 inference CPU, GPU py3

Neo PyTorch (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-pytorch',region='ca-
central-1',version='1.6',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

464438896020.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
inference-
pytorch:<tag>

1.4 inference CPU, GPU py3

464438896020.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
inference-
pytorch:<tag>

1.5 inference CPU, GPU py3

464438896020.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
inference-
pytorch:<tag>

1.6 inference CPU, GPU py3
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Neo Tensorflow (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-tensorflow',region='ca-
central-1',version='1.15.3',py_version='py3',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

464438896020.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
inference-
tensorflow:<tag>

1.15.3 inference CPU, GPU py3

Neo XGBoost (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost-neo',region='ca-central-1')

Ruta de registro Versión Job types (image scope)

464438896020.dkr.ecr.ca-
central-1.amazonaws.com/
xgboost-neo:<tag>

latest inference

Object Detection (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='object-detection',region='ca-central-1')

Ruta de registro Versión Job types (image scope)

469771592824.dkr.ecr.ca-
central-1.amazonaws.com/
object-detection:<tag>

1 inference, training

Object2Vec (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='object2vec',region='ca-central-1')
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Ruta de registro Versión Job types (image scope)

469771592824.dkr.ecr.ca-
central-1.amazonaws.com/
object2vec:<tag>

1 inference, training

PCA (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='pca',region='ca-central-1')

Ruta de registro Versión Job types (image scope)

469771592824.dkr.ecr.ca-
central-1.amazonaws.com/
pca:<tag>

1 inference, training

PyTorch (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='pytorch',region='ca-
central-1',version='1.8.0',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
pytorch:<tag>

0.4.0 inference CPU, GPU py2, py3

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
pytorch:<tag>

0.4.0 training CPU, GPU py2, py3

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
pytorch:<tag>

1.0.0 inference CPU, GPU py2, py3

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
pytorch:<tag>

1.0.0 training CPU, GPU py2, py3

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/

1.1.0 inference CPU, GPU py2, py3
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

sagemaker-
pytorch:<tag>

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
pytorch:<tag>

1.1.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
pytorch-inference-
eia:<tag>

1.3.1 eia CPU py3

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
pytorch-
inference:<tag>

1.2.0 inference CPU, GPU py2, py3

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
pytorch-
inference:<tag>

1.3.1 inference CPU, GPU py2, py3

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
pytorch-
inference:<tag>

1.4.0 inference CPU, GPU py3

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
pytorch-
inference:<tag>

1.5.0 inference CPU, GPU py3

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
pytorch-
inference:<tag>

1.6.0 inference CPU, GPU py3, py36

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
pytorch-
inference:<tag>

1.7.1 inference CPU, GPU py3, py36

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
pytorch-
inference:<tag>

1.8.0 inference CPU, GPU py3, py36

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
pytorch-
inference:<tag>

1.8.1 inference CPU, GPU py3, py36
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
pytorch-
training:<tag>

1.2.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
pytorch-
training:<tag>

1.3.1 training CPU, GPU py2, py3

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
pytorch-
training:<tag>

1.4.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
pytorch-
training:<tag>

1.5.0 training CPU, GPU py3

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
pytorch-
training:<tag>

1.6.0 training CPU, GPU py3, py36

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
pytorch-
training:<tag>

1.7.1 training CPU, GPU py3, py36

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
pytorch-
training:<tag>

1.8.0 training CPU, GPU py3, py36

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
pytorch-
training:<tag>

1.8.1 training CPU, GPU py3, py36

Random Cut Forest (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='randomcutforest',region='ca-central-1')

Ruta de registro Versión Job types (image scope)

469771592824.dkr.ecr.ca-
central-1.amazonaws.com/
randomcutforest:<tag>

1 inference, training
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Ray PyTorch (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='ray-pytorch',region='ca-
central-1',version='0.8.5',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

462105765813.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.5-
torch-<tag>

0.8.5 training CPU, GPU py36

Scikit-learn (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='sklearn',region='ca-
central-1',version='0.23-1',image_scope='inference')

Ruta de registro Versión Job types (image scope)

341280168497.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.20.0 inference, training

341280168497.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.23-1 inference, training

Semantic Segmentation (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='semantic-segmentation',region='ca-central-1')

Ruta de registro Versión Job types (image scope)

469771592824.dkr.ecr.ca-
central-1.amazonaws.com/
semantic-
segmentation:<tag>

1 inference, training
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Seq2Seq (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='seq2seq',region='ca-central-1')

Ruta de registro Versión Job types (image scope)

469771592824.dkr.ecr.ca-
central-1.amazonaws.com/
seq2seq:<tag>

1 inference, training

Spark (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='spark',region='ca-
central-1',version='3.0',image_scope='processing')

Ruta de registro Versión Job types (image scope)

446299261295.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-spark-
processing:<tag>

2.4 processing

446299261295.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-spark-
processing:<tag>

3.0 processing

SparkML Serving (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='sparkml-serving',region='ca-central-1',version='2.4')

Ruta de registro Versión Job types (image scope)

341280168497.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-sparkml-
serving:<tag>

2.2 inference

341280168497.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-sparkml-
serving:<tag>

2.4 inference
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Tensorflow (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='tensorflow',region='ca-
central-1',version='1.12.0',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
tensorflow-
eia:<tag>

1.10.0 eia CPU py2

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.11.0 training CPU, GPU py2, py3

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.12.0 training CPU, GPU py2, py3

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.13.1 training CPU, GPU py2

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
tensorflow-serving-
eia:<tag>

1.11.0 eia CPU -

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
tensorflow-serving-
eia:<tag>

1.12.0 eia CPU -

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
tensorflow-serving-
eia:<tag>

1.13.0 eia CPU -

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
tensorflow-
serving:<tag>

1.11.0 inference CPU, GPU -
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
tensorflow-
serving:<tag>

1.12.0 inference CPU, GPU -

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.10.0 inference CPU, GPU py2

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.10.0 training CPU, GPU py2

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.4.1 inference CPU, GPU py2

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.4.1 training CPU, GPU py2

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.5.0 inference CPU, GPU py2

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.5.0 training CPU, GPU py2

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.6.0 inference CPU, GPU py2

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.6.0 training CPU, GPU py2

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.7.0 inference CPU, GPU py2

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.7.0 training CPU, GPU py2
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.8.0 inference CPU, GPU py2

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.8.0 training CPU, GPU py2

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.9.0 inference CPU, GPU py2

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.9.0 training CPU, GPU py2

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.14.0 eia CPU -

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.15.0 eia CPU -

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.0.0 eia CPU -

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.3.0 eia CPU -

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
inference:<tag>

1.13.0 inference CPU, GPU -

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
inference:<tag>

1.14.0 inference CPU, GPU -
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
inference:<tag>

1.15.0 inference CPU, GPU -

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
inference:<tag>

1.15.2 inference CPU, GPU -

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
inference:<tag>

1.15.3 inference CPU, GPU -

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
inference:<tag>

1.15.4 inference CPU, GPU -

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
inference:<tag>

1.15.5 inference CPU, GPU -

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
inference:<tag>

2.0.0 inference CPU, GPU -

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
inference:<tag>

2.0.1 inference CPU, GPU -

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
inference:<tag>

2.0.2 inference CPU, GPU -

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
inference:<tag>

2.0.3 inference CPU, GPU -

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
inference:<tag>

2.0.4 inference CPU, GPU -

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
inference:<tag>

2.1.0 inference CPU, GPU -
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
inference:<tag>

2.1.1 inference CPU, GPU -

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
inference:<tag>

2.1.2 inference CPU, GPU -

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
inference:<tag>

2.1.3 inference CPU, GPU -

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
inference:<tag>

2.2.0 inference CPU, GPU -

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
inference:<tag>

2.2.1 inference CPU, GPU -

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
inference:<tag>

2.2.2 inference CPU, GPU -

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
inference:<tag>

2.3.0 inference CPU, GPU -

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
inference:<tag>

2.3.1 inference CPU, GPU -

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
inference:<tag>

2.3.2 inference CPU, GPU -

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
inference:<tag>

2.4.1 inference CPU, GPU -

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
training:<tag>

1.13.1 training CPU, GPU py3
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
training:<tag>

1.14.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.2 training CPU, GPU py2, py3, py37

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.3 training CPU, GPU py2, py3, py37

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.4 training CPU, GPU py3, py36, py37

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.5 training CPU, GPU py3, py36, py37

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.1 training CPU, GPU py2, py3

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.2 training CPU, GPU py2, py3

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.3 training CPU, GPU py3

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.4 training CPU, GPU py3

1101



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.0 training CPU, GPU py2, py3

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.1 training CPU, GPU py2, py3

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.2 training CPU, GPU py3

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.3 training CPU, GPU py3

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
training:<tag>

2.2.0 training CPU, GPU py37

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
training:<tag>

2.2.1 training CPU, GPU py37

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
training:<tag>

2.2.2 training CPU, GPU py37

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
training:<tag>

2.3.0 training CPU, GPU py37

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
training:<tag>

2.3.1 training CPU, GPU py37

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
training:<tag>

2.3.2 training CPU, GPU py37

763104351884.dkr.ecr.ca-
central-1.amazonaws.com/
tensorflow-
training:<tag>

2.4.1 training CPU, GPU py37
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Tensorflow Coach (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-tensorflow',region='ca-
central-1',version='1.0.0',image_scope='training',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

462105765813.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
rl-coach-
container:coach-1.0.0-
tf-<tag>

1.0.0 training CPU, GPU py3

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10-
<tag>

0.10 training CPU, GPU py3

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10.1-
<tag>

0.10.1 training CPU, GPU py3

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11-
<tag>

0.11 training CPU, GPU py3

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.0-
<tag>

0.11.0 training CPU, GPU py3

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.1-
<tag>

0.11.1 training CPU, GPU py3

Tensorflow Inferentia (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-tensorflow',region='ca-
central-1',version='1.15.0',instance_type='ml.inf1.6xlarge')
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

464438896020.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-neo-
tensorflow:<tag>

1.15.0 inference inf py3

Tensorflow Ray (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='ray-tensorflow',region='ca-
central-1',version='0.8.5',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

462105765813.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.2-
tf-<tag>

0.8.2 training CPU, GPU py36

462105765813.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.5-
tf-<tag>

0.8.5 training CPU, GPU py36

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5-
<tag>

0,5 training CPU, GPU py3

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5.3-
<tag>

0.5.3 training CPU, GPU py3

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6-
<tag>

0.6 training CPU, GPU py3

520713654638.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6.5-
<tag>

0.6.5 training CPU, GPU py3
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VW (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='vw',region='ca-
central-1',version='8.7.0',image_scope='training')

Ruta de registro Versión Job types (image scope)

462105765813.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-rl-vw-
container:vw-8.7.0-
<tag>

8.7.0 training

XGBoost (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost',region='ca-central-1',version='1.2-1')

Ruta de registro Versión Job types (image scope)

341280168497.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
xgboost:<tag>

0.90-1 inference, training

341280168497.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
xgboost:<tag>

0.90-2 inference, training

341280168497.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.0-1 inference, training

341280168497.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2-1 inference, training

341280168497.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2-2 inference, training

341280168497.dkr.ecr.ca-
central-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.3-1 inference, training
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Ruta de registro Versión Job types (image scope)

469771592824.dkr.ecr.ca-
central-1.amazonaws.com/
xgboost:<tag>

1 inference, training

Docker Registry Paths and Example Code for China (Beijing) (cn-north-1)

The following topics list parameters for each of the algorithms and deep learning containers in this region
provided by Amazon SageMaker.

Temas
• BlazingText (algorithm) (p. 1107)
• Chainer (DLC) (p. 1107)
• Clarify (algorithm) (p. 1107)
• Data Wrangler (algorithm) (p. 1108)
• Debugger (algorithm) (p. 1108)
• DeepAR Forecasting (algorithm) (p. 1108)
• Factorization Machines (algorithm) (p. 1109)
• Hugging Face (algorithm) (p. 1109)
• IP Insights (algorithm) (p. 1109)
• Image classification (algorithm) (p. 1110)
• Inferentia MXNet (DLC) (p. 1110)
• Inferentia PyTorch (DLC) (p. 1110)
• K-Means (algorithm) (p. 1111)
• KNN (algorithm) (p. 1111)
• Linear Learner (algorithm) (p. 1111)
• MXNet (DLC) (p. 1111)
• MXNet Coach (DLC) (p. 1114)
• Model Monitor (algorithm) (p. 1115)
• NTM (algorithm) (p. 1115)
• Neo Image Classification (algorithm) (p. 1115)
• Neo MXNet (DLC) (p. 1115)
• Neo PyTorch (DLC) (p. 1116)
• Neo Tensorflow (DLC) (p. 1116)
• Neo XGBoost (algorithm) (p. 1117)
• Object Detection (algorithm) (p. 1117)
• Object2Vec (algorithm) (p. 1117)
• PCA (algorithm) (p. 1117)
• PyTorch (DLC) (p. 1118)
• Random Cut Forest (algorithm) (p. 1120)
• Scikit-learn (algorithm) (p. 1120)
• Semantic Segmentation (algorithm) (p. 1120)
• Seq2Seq (algorithm) (p. 1121)
• Spark (algorithm) (p. 1121)
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• SparkML Serving (algorithm) (p. 1121)
• Tensorflow (DLC) (p. 1122)
• Tensorflow Coach (DLC) (p. 1129)
• Tensorflow Inferentia (DLC) (p. 1130)
• Tensorflow Ray (DLC) (p. 1130)
• XGBoost (algorithm) (p. 1131)

BlazingText (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='blazingtext',region='cn-north-1')

Ruta de registro Versión Job types (image scope)

390948362332.dkr.ecr.cn-
north-1.amazonaws.com.cn/
blazingtext:<tag>

1 inference, training

Chainer (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='chainer',region='cn-
north-1',version='5.0.0',py_version='py3',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
chainer:<tag>

4.0.0 inference, training CPU, GPU py2, py3

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
chainer:<tag>

4.1.0 inference, training CPU, GPU py2, py3

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
chainer:<tag>

5.0.0 inference, training CPU, GPU py2, py3

Clarify (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
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image_uris.retrieve(framework='clarify',region='cn-
north-1',version='1.0',image_scope='processing')

Ruta de registro Versión Job types (image scope)

122526803553.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-clarify-
processing:<tag>

1.0 processing

Data Wrangler (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='data-wrangler',region='cn-north-1')

Ruta de registro Versión Job types (image scope)

245909111842.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
data-wrangler-
container:<tag>

1.x processing

Debugger (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='debugger',region='cn-north-1')

Ruta de registro Versión Job types (image scope)

618459771430.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-debugger-
rules:<tag>

latest debugger

DeepAR Forecasting (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='forecasting-deepar',region='cn-north-1')

Ruta de registro Versión Job types (image scope)

390948362332.dkr.ecr.cn-
north-1.amazonaws.com.cn/

1 inference, training
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Ruta de registro Versión Job types (image scope)
forecasting-
deepar:<tag>

Factorization Machines (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='factorization-machines',region='cn-north-1')

Ruta de registro Versión Job types (image scope)

390948362332.dkr.ecr.cn-
north-1.amazonaws.com.cn/
factorization-
machines:<tag>

1 inference, training

Hugging Face (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='huggingface',region='cn-
north-1',version='4.4.2',image_scope='training',base_framework_version='tensorflow2.4.1')

Ruta de registro Versión Job types (image scope)

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
huggingface-pytorch-
training:<tag>

4.4.2 training

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
huggingface-pytorch-
training:<tag>

4.5.0 training

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
huggingface-tensorflow-
training:<tag>

4.4.2 training

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
huggingface-tensorflow-
training:<tag>

4.5.0 training

IP Insights (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
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image_uris.retrieve(framework='ipinsights',region='cn-north-1')

Ruta de registro Versión Job types (image scope)

390948362332.dkr.ecr.cn-
north-1.amazonaws.com.cn/
ipinsights:<tag>

1 inference, training

Image classification (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification',region='cn-north-1')

Ruta de registro Versión Job types (image scope)

390948362332.dkr.ecr.cn-
north-1.amazonaws.com.cn/
image-
classification:<tag>

1 inference, training

Inferentia MXNet (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-mxnet',region='cn-
north-1',version='1.5.1',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

472730292857.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-neo-
mxnet:<tag>

1.5.1 inference inf py3

Inferentia PyTorch (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-pytorch',region='cn-
north-1',version='1.5.1',py_version='py3')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

472730292857.dkr.ecr.cn-
north-1.amazonaws.com.cn/

1.5.1 inference inf py3
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

sagemaker-neo-
pytorch:<tag>

K-Means (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='kmeans',region='cn-north-1')

Ruta de registro Versión Job types (image scope)

390948362332.dkr.ecr.cn-
north-1.amazonaws.com.cn/
kmeans:<tag>

1 inference, training

KNN (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='knn',region='cn-north-1')

Ruta de registro Versión Job types (image scope)

390948362332.dkr.ecr.cn-
north-1.amazonaws.com.cn/
knn:<tag>

1 inference, training

Linear Learner (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='linear-learner',region='cn-north-1')

Ruta de registro Versión Job types (image scope)

390948362332.dkr.ecr.cn-
north-1.amazonaws.com.cn/
linear-learner:<tag>

1 inference, training

MXNet (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris

1111



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

image_uris.retrieve(framework='mxnet',region='cn-
north-1',version='1.4.1',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-mxnet-
eia:<tag>

1.3.0 eia CPU py2, py3

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-mxnet-
serving-eia:<tag>

1.4.0 eia CPU py2, py3

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-mxnet-
serving:<tag>

1.4.0 inference CPU, GPU py2, py3

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-mxnet-
serving:<tag>

1.4.1 inference CPU, GPU py2

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
mxnet:<tag>

0.12.1 inference CPU, GPU py2, py3

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
mxnet:<tag>

0.12.1 training CPU, GPU py2, py3

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
mxnet:<tag>

1.0.0 inference CPU, GPU py2, py3

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
mxnet:<tag>

1.0.0 training CPU, GPU py2, py3

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
mxnet:<tag>

1.1.0 inference CPU, GPU py2, py3

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
mxnet:<tag>

1.1.0 training CPU, GPU py2, py3

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/

1.2.1 inference CPU, GPU py2, py3
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

sagemaker-
mxnet:<tag>

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
mxnet:<tag>

1.2.1 training CPU, GPU py2, py3

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
mxnet:<tag>

1.3.0 inference CPU, GPU py2, py3

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
mxnet:<tag>

1.3.0 training CPU, GPU py2, py3

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
mxnet:<tag>

1.4.0 training CPU, GPU py2, py3

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
mxnet:<tag>

1.4.1 training CPU, GPU py2

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
mxnet-inference-
eia:<tag>

1.4.1 eia CPU py2, py3

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
mxnet-inference-
eia:<tag>

1.5.1 eia CPU py2, py3

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
mxnet-inference-
eia:<tag>

1.7.0 eia CPU py3

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
mxnet-
inference:<tag>

1.4.1 inference CPU, GPU py3

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
mxnet-
inference:<tag>

1.6.0 inference CPU, GPU py2, py3
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
mxnet-
inference:<tag>

1.7.0 inference CPU, GPU py3

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
mxnet-
inference:<tag>

1.8.0 inference CPU, GPU py37

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
mxnet-
training:<tag>

1.4.1 training CPU, GPU py3

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
mxnet-
training:<tag>

1.6.0 training CPU, GPU py2, py3

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
mxnet-
training:<tag>

1.7.0 training CPU, GPU py3

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
mxnet-
training:<tag>

1.8.0 training CPU, GPU py37

MXNet Coach (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-mxnet',region='cn-
north-1',version='0.11',py_version='py3',image_scope='training',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-rl-
mxnet:coach0.11-
<tag>

0.11 training CPU, GPU py3

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-rl-
mxnet:coach0.11.0-
<tag>

0.11.0 training CPU, GPU py3
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Model Monitor (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='model-monitor',region='cn-north-1')

Ruta de registro Versión Job types (image scope)

453000072557.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-model-
monitor-analyzer:<tag>

  monitoring

NTM (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='ntm',region='cn-north-1')

Ruta de registro Versión Job types (image scope)

390948362332.dkr.ecr.cn-
north-1.amazonaws.com.cn/
ntm:<tag>

1 inference, training

Neo Image Classification (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification-neo',region='cn-north-1')

Ruta de registro Versión Job types (image scope)

472730292857.dkr.ecr.cn-
north-1.amazonaws.com.cn/
image-classification-
neo:<tag>

latest inference

Neo MXNet (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-mxnet',region='cn-
north-1',version='1.8',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

472730292857.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
inference-
mxnet:<tag>

1.8 inference CPU, GPU py3

Neo PyTorch (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-pytorch',region='cn-
north-1',version='1.6',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

472730292857.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
inference-
pytorch:<tag>

1.4 inference CPU, GPU py3

472730292857.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
inference-
pytorch:<tag>

1.5 inference CPU, GPU py3

472730292857.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
inference-
pytorch:<tag>

1.6 inference CPU, GPU py3

Neo Tensorflow (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-tensorflow',region='cn-
north-1',version='1.15.3',py_version='py3',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

472730292857.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
inference-
tensorflow:<tag>

1.15.3 inference CPU, GPU py3
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Neo XGBoost (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost-neo',region='cn-north-1')

Ruta de registro Versión Job types (image scope)

472730292857.dkr.ecr.cn-
north-1.amazonaws.com.cn/
xgboost-neo:<tag>

latest inference

Object Detection (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='object-detection',region='cn-north-1')

Ruta de registro Versión Job types (image scope)

390948362332.dkr.ecr.cn-
north-1.amazonaws.com.cn/
object-detection:<tag>

1 inference, training

Object2Vec (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='object2vec',region='cn-north-1')

Ruta de registro Versión Job types (image scope)

390948362332.dkr.ecr.cn-
north-1.amazonaws.com.cn/
object2vec:<tag>

1 inference, training

PCA (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='pca',region='cn-north-1')

Ruta de registro Versión Job types (image scope)

390948362332.dkr.ecr.cn-
north-1.amazonaws.com.cn/
pca:<tag>

1 inference, training
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PyTorch (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='pytorch',region='cn-
north-1',version='1.8.0',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
pytorch:<tag>

0.4.0 inference CPU, GPU py2, py3

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
pytorch:<tag>

0.4.0 training CPU, GPU py2, py3

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
pytorch:<tag>

1.0.0 inference CPU, GPU py2, py3

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
pytorch:<tag>

1.0.0 training CPU, GPU py2, py3

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
pytorch:<tag>

1.1.0 inference CPU, GPU py2, py3

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
pytorch:<tag>

1.1.0 training CPU, GPU py2, py3

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
pytorch-inference-
eia:<tag>

1.3.1 eia CPU py3

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
pytorch-
inference:<tag>

1.2.0 inference CPU, GPU py2, py3

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
pytorch-
inference:<tag>

1.3.1 inference CPU, GPU py2, py3

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/

1.4.0 inference CPU, GPU py3
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

pytorch-
inference:<tag>

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
pytorch-
inference:<tag>

1.5.0 inference CPU, GPU py3

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
pytorch-
inference:<tag>

1.6.0 inference CPU, GPU py3, py36

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
pytorch-
inference:<tag>

1.7.1 inference CPU, GPU py3, py36

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
pytorch-
inference:<tag>

1.8.0 inference CPU, GPU py3, py36

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
pytorch-
inference:<tag>

1.8.1 inference CPU, GPU py3, py36

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
pytorch-
training:<tag>

1.2.0 training CPU, GPU py2, py3

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
pytorch-
training:<tag>

1.3.1 training CPU, GPU py2, py3

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
pytorch-
training:<tag>

1.4.0 training CPU, GPU py2, py3

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
pytorch-
training:<tag>

1.5.0 training CPU, GPU py3

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
pytorch-
training:<tag>

1.6.0 training CPU, GPU py3, py36
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
pytorch-
training:<tag>

1.7.1 training CPU, GPU py3, py36

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
pytorch-
training:<tag>

1.8.0 training CPU, GPU py3, py36

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
pytorch-
training:<tag>

1.8.1 training CPU, GPU py3, py36

Random Cut Forest (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='randomcutforest',region='cn-north-1')

Ruta de registro Versión Job types (image scope)

390948362332.dkr.ecr.cn-
north-1.amazonaws.com.cn/
randomcutforest:<tag>

1 inference, training

Scikit-learn (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='sklearn',region='cn-
north-1',version='0.23-1',image_scope='inference')

Ruta de registro Versión Job types (image scope)

450853457545.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-scikit-
learn:<tag>

0.20.0 inference, training

450853457545.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-scikit-
learn:<tag>

0.23-1 inference, training

Semantic Segmentation (algorithm)

SageMaker Python SDK example to retrieve registry path.
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from sagemaker import image_uris
image_uris.retrieve(framework='semantic-segmentation',region='cn-north-1')

Ruta de registro Versión Job types (image scope)

390948362332.dkr.ecr.cn-
north-1.amazonaws.com.cn/
semantic-
segmentation:<tag>

1 inference, training

Seq2Seq (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='seq2seq',region='cn-north-1')

Ruta de registro Versión Job types (image scope)

390948362332.dkr.ecr.cn-
north-1.amazonaws.com.cn/
seq2seq:<tag>

1 inference, training

Spark (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='spark',region='cn-
north-1',version='3.0',image_scope='processing')

Ruta de registro Versión Job types (image scope)

671472414489.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-spark-
processing:<tag>

2.4 processing

671472414489.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-spark-
processing:<tag>

3.0 processing

SparkML Serving (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='sparkml-serving',region='cn-north-1',version='2.4')
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Ruta de registro Versión Job types (image scope)

450853457545.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-sparkml-
serving:<tag>

2.2 inference

450853457545.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-sparkml-
serving:<tag>

2.4 inference

Tensorflow (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='tensorflow',region='cn-
north-1',version='1.12.0',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
tensorflow-
eia:<tag>

1.10.0 eia CPU py2

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
tensorflow-
scriptmode:<tag>

1.11.0 training CPU, GPU py2, py3

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
tensorflow-
scriptmode:<tag>

1.12.0 training CPU, GPU py2, py3

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
tensorflow-
scriptmode:<tag>

1.13.1 training CPU, GPU py2

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
tensorflow-serving-
eia:<tag>

1.11.0 eia CPU -

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-

1.12.0 eia CPU -
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

tensorflow-serving-
eia:<tag>

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
tensorflow-serving-
eia:<tag>

1.13.0 eia CPU -

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
tensorflow-
serving:<tag>

1.11.0 inference CPU, GPU -

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
tensorflow-
serving:<tag>

1.12.0 inference CPU, GPU -

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
tensorflow:<tag>

1.10.0 inference CPU, GPU py2

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
tensorflow:<tag>

1.10.0 training CPU, GPU py2

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
tensorflow:<tag>

1.4.1 inference CPU, GPU py2

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
tensorflow:<tag>

1.4.1 training CPU, GPU py2

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
tensorflow:<tag>

1.5.0 inference CPU, GPU py2

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
tensorflow:<tag>

1.5.0 training CPU, GPU py2

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
tensorflow:<tag>

1.6.0 inference CPU, GPU py2
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
tensorflow:<tag>

1.6.0 training CPU, GPU py2

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
tensorflow:<tag>

1.7.0 inference CPU, GPU py2

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
tensorflow:<tag>

1.7.0 training CPU, GPU py2

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
tensorflow:<tag>

1.8.0 inference CPU, GPU py2

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
tensorflow:<tag>

1.8.0 training CPU, GPU py2

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
tensorflow:<tag>

1.9.0 inference CPU, GPU py2

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
tensorflow:<tag>

1.9.0 training CPU, GPU py2

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
inference-
eia:<tag>

1.14.0 eia CPU -

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
inference-
eia:<tag>

1.15.0 eia CPU -

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
inference-
eia:<tag>

2.0.0 eia CPU -
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
inference-
eia:<tag>

2.3.0 eia CPU -

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
inference:<tag>

1.13.0 inference CPU, GPU -

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
inference:<tag>

1.14.0 inference CPU, GPU -

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
inference:<tag>

1.15.0 inference CPU, GPU -

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
inference:<tag>

1.15.2 inference CPU, GPU -

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
inference:<tag>

1.15.3 inference CPU, GPU -

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
inference:<tag>

1.15.4 inference CPU, GPU -

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
inference:<tag>

1.15.5 inference CPU, GPU -

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
inference:<tag>

2.0.0 inference CPU, GPU -

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
inference:<tag>

2.0.1 inference CPU, GPU -

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
inference:<tag>

2.0.2 inference CPU, GPU -
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
inference:<tag>

2.0.3 inference CPU, GPU -

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
inference:<tag>

2.0.4 inference CPU, GPU -

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
inference:<tag>

2.1.0 inference CPU, GPU -

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
inference:<tag>

2.1.1 inference CPU, GPU -

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
inference:<tag>

2.1.2 inference CPU, GPU -

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
inference:<tag>

2.1.3 inference CPU, GPU -

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
inference:<tag>

2.2.0 inference CPU, GPU -

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
inference:<tag>

2.2.1 inference CPU, GPU -

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
inference:<tag>

2.2.2 inference CPU, GPU -

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
inference:<tag>

2.3.0 inference CPU, GPU -

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
inference:<tag>

2.3.1 inference CPU, GPU -
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
inference:<tag>

2.3.2 inference CPU, GPU -

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
inference:<tag>

2.4.1 inference CPU, GPU -

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
training:<tag>

1.13.1 training CPU, GPU py3

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
training:<tag>

1.14.0 training CPU, GPU py2, py3

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
training:<tag>

1.15.0 training CPU, GPU py2, py3

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
training:<tag>

1.15.2 training CPU, GPU py2, py3, py37

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
training:<tag>

1.15.3 training CPU, GPU py2, py3, py37

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
training:<tag>

1.15.4 training CPU, GPU py3, py36, py37

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
training:<tag>

1.15.5 training CPU, GPU py3, py36, py37

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
training:<tag>

2.0.0 training CPU, GPU py2, py3

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
training:<tag>

2.0.1 training CPU, GPU py2, py3
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
training:<tag>

2.0.2 training CPU, GPU py2, py3

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
training:<tag>

2.0.3 training CPU, GPU py3

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
training:<tag>

2.0.4 training CPU, GPU py3

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
training:<tag>

2.1.0 training CPU, GPU py2, py3

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
training:<tag>

2.1.1 training CPU, GPU py2, py3

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
training:<tag>

2.1.2 training CPU, GPU py3

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
training:<tag>

2.1.3 training CPU, GPU py3

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
training:<tag>

2.2.0 training CPU, GPU py37

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
training:<tag>

2.2.1 training CPU, GPU py37

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
training:<tag>

2.2.2 training CPU, GPU py37

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
training:<tag>

2.3.0 training CPU, GPU py37
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
training:<tag>

2.3.1 training CPU, GPU py37

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
training:<tag>

2.3.2 training CPU, GPU py37

727897471807.dkr.ecr.cn-
north-1.amazonaws.com.cn/
tensorflow-
training:<tag>

2.4.1 training CPU, GPU py37

Tensorflow Coach (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-tensorflow',region='cn-
north-1',version='1.0.0',image_scope='training',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-rl-
tensorflow:coach0.10-
<tag>

0.10 training CPU, GPU py3

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-rl-
tensorflow:coach0.10.1-
<tag>

0.10.1 training CPU, GPU py3

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-rl-
tensorflow:coach0.11-
<tag>

0.11 training CPU, GPU py3

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-rl-
tensorflow:coach0.11.0-
<tag>

0.11.0 training CPU, GPU py3

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-rl-

0.11.1 training CPU, GPU py3
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

tensorflow:coach0.11.1-
<tag>

Tensorflow Inferentia (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-tensorflow',region='cn-
north-1',version='1.15.0',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

472730292857.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-neo-
tensorflow:<tag>

1.15.0 inference inf py3

Tensorflow Ray (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='ray-tensorflow',region='cn-
north-1',version='0.8.5',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-rl-
tensorflow:ray0.5-
<tag>

0,5 training CPU, GPU py3

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-rl-
tensorflow:ray0.5.3-
<tag>

0.5.3 training CPU, GPU py3

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-rl-
tensorflow:ray0.6-
<tag>

0.6 training CPU, GPU py3

422961961927.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-rl-

0.6.5 training CPU, GPU py3
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

tensorflow:ray0.6.5-
<tag>

XGBoost (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost',region='cn-north-1',version='1.2-1')

Ruta de registro Versión Job types (image scope)

390948362332.dkr.ecr.cn-
north-1.amazonaws.com.cn/
xgboost:<tag>

1 inference, training

450853457545.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
xgboost:<tag>

0.90-1 inference, training

450853457545.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
xgboost:<tag>

0.90-2 inference, training

450853457545.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
xgboost:<tag>

1.0-1 inference, training

450853457545.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
xgboost:<tag>

1.2-1 inference, training

450853457545.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
xgboost:<tag>

1.2-2 inference, training

450853457545.dkr.ecr.cn-
north-1.amazonaws.com.cn/
sagemaker-
xgboost:<tag>

1.3-1 inference, training

Docker Registry Paths and Example Code for China (Ningxia) (cn-northwest-1)

The following topics list parameters for each of the algorithms and deep learning containers in this region
provided by Amazon SageMaker.

Temas
• BlazingText (algorithm) (p. 1132)
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• Chainer (DLC) (p. 1133)
• Clarify (algorithm) (p. 1133)
• Data Wrangler (algorithm) (p. 1133)
• Debugger (algorithm) (p. 1134)
• DeepAR Forecasting (algorithm) (p. 1134)
• Factorization Machines (algorithm) (p. 1134)
• Hugging Face (algorithm) (p. 1135)
• IP Insights (algorithm) (p. 1135)
• Image classification (algorithm) (p. 1135)
• Inferentia MXNet (DLC) (p. 1136)
• Inferentia PyTorch (DLC) (p. 1136)
• K-Means (algorithm) (p. 1136)
• KNN (algorithm) (p. 1137)
• Linear Learner (algorithm) (p. 1137)
• MXNet (DLC) (p. 1137)
• MXNet Coach (DLC) (p. 1140)
• Monitor de modelo (algoritmo) (p. 1140)
• NTM (algoritmo) (p. 1141)
• Clasificación de imágenes (algoritmo) (p. 1141)
• Neo MXNet (DLC) (p. 1141)
• Neo PyTorch (DLC) (p. 1141)
• Neo Tensorflow (DLC) (p. 1142)
• Neo XGBoost (algoritmo) (p. 1142)
• Detección de objetos (algoritmo) (p. 1143)
• Object2Vec (p. 1143)
• PCA (algoritmo) (p. 1143)
• PyTorch (DLC) (p. 1143)
• Bosque de corte aleatorio (algoritmo) (p. 1146)
• Algoritmo de Scikit-learn (p. 1146)
• Segmentación semántica (algoritmo) (p. 1146)
• Algoritmo Seq2Seq (p. 1147)
• Spark (algoritmo) (p. 1147)
• Servir SparkML (algoritmo) (p. 1147)
• Tensorflow (DLC) (p. 1148)
• Entrenador Tensorflow (DLC) (p. 1154)
• Tensorflow Inferentia (DLC) (p. 1155)
• Rayo de Tensorflow (DLC) (p. 1156)
• xgBoost (algoritmo) (p. 1156)

BlazingText (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='blazingtext',region='cn-northwest-1')
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Ruta de registro Versión Job types (image scope)

387376663083.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
blazingtext:<tag>

1 inference, training

Chainer (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='chainer',region='cn-
northwest-1',version='5.0.0',py_version='py3',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

423003514399.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-
chainer:<tag>

4.0.0 inference, training CPU, GPU py2, py3

423003514399.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-
chainer:<tag>

4.1.0 inference, training CPU, GPU py2, py3

423003514399.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-
chainer:<tag>

5.0.0 inference, training CPU, GPU py2, py3

Clarify (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='clarify',region='cn-
northwest-1',version='1.0',image_scope='processing')

Ruta de registro Versión Job types (image scope)

122578899357.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-clarify-
processing:<tag>

1.0 processing

Data Wrangler (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
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image_uris.retrieve(framework='data-wrangler',region='cn-northwest-1')

Ruta de registro Versión Job types (image scope)

249157047649.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-
data-wrangler-
container:<tag>

1.x processing

Debugger (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='debugger',region='cn-northwest-1')

Ruta de registro Versión Job types (image scope)

658757709296.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-debugger-
rules:<tag>

latest debugger

DeepAR Forecasting (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='forecasting-deepar',region='cn-northwest-1')

Ruta de registro Versión Job types (image scope)

387376663083.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
forecasting-
deepar:<tag>

1 inference, training

Factorization Machines (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='factorization-machines',region='cn-northwest-1')

Ruta de registro Versión Job types (image scope)

387376663083.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/

1 inference, training
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Ruta de registro Versión Job types (image scope)
factorization-
machines:<tag>

Hugging Face (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='huggingface',region='cn-
northwest-1',version='4.4.2',image_scope='training',base_framework_version='tensorflow2.4.1')

Ruta de registro Versión Job types (image scope)

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
huggingface-pytorch-
training:<tag>

4.4.2 training

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
huggingface-pytorch-
training:<tag>

4.5.0 training

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
huggingface-tensorflow-
training:<tag>

4.4.2 training

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
huggingface-tensorflow-
training:<tag>

4.5.0 training

IP Insights (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='ipinsights',region='cn-northwest-1')

Ruta de registro Versión Job types (image scope)

387376663083.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
ipinsights:<tag>

1 inference, training

Image classification (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification',region='cn-northwest-1')
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Ruta de registro Versión Job types (image scope)

387376663083.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
image-
classification:<tag>

1 inference, training

Inferentia MXNet (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-mxnet',region='cn-
northwest-1',version='1.5.1',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

474822919863.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-neo-
mxnet:<tag>

1.5.1 inference inf py3

Inferentia PyTorch (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-pytorch',region='cn-
northwest-1',version='1.5.1',py_version='py3')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

474822919863.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-neo-
pytorch:<tag>

1.5.1 inference inf py3

K-Means (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='kmeans',region='cn-northwest-1')

Ruta de registro Versión Job types (image scope)

387376663083.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
kmeans:<tag>

1 inference, training
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KNN (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='knn',region='cn-northwest-1')

Ruta de registro Versión Job types (image scope)

387376663083.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
knn:<tag>

1 inference, training

Linear Learner (algorithm)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='linear-learner',region='cn-northwest-1')

Ruta de registro Versión Job types (image scope)

387376663083.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
linear-learner:<tag>

1 inference, training

MXNet (DLC)

SageMaker Python SDK example to retrieve registry path.

from sagemaker import image_uris
image_uris.retrieve(framework='mxnet',region='cn-
northwest-1',version='1.4.1',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Job types (image
scope)

Processor types Python versions

423003514399.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-mxnet-
eia:<tag>

1.3.0 eia CPU py2, py3

423003514399.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-mxnet-
serving-eia:<tag>

1.4.0 eia CPU py2, py3

423003514399.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-mxnet-
serving:<tag>

1.4.0 inference CPU, GPU py2, py3
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

423003514399.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-mxnet-
serving:<tag>

1.4.1 inference CPU, GPU py2

423003514399.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-
mxnet:<tag>

0.12.1 inference CPU, GPU py2, py3

423003514399.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-
mxnet:<tag>

0.12.1 training CPU, GPU py2, py3

423003514399.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-
mxnet:<tag>

1.0.0 inference CPU, GPU py2, py3

423003514399.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-
mxnet:<tag>

1.0.0 training CPU, GPU py2, py3

423003514399.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-
mxnet:<tag>

1.1.0 inference CPU, GPU py2, py3

423003514399.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-
mxnet:<tag>

1.1.0 training CPU, GPU py2, py3

423003514399.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-
mxnet:<tag>

1.2.1 inference CPU, GPU py2, py3

423003514399.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-
mxnet:<tag>

1.2.1 training CPU, GPU py2, py3

423003514399.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-
mxnet:<tag>

1.3.0 inference CPU, GPU py2, py3

423003514399.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-
mxnet:<tag>

1.3.0 training CPU, GPU py2, py3
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

423003514399.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-
mxnet:<tag>

1.4.0 training CPU, GPU py2, py3

423003514399.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-
mxnet:<tag>

1.4.1 training CPU, GPU py2

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
mxnet-inference-
eia:<tag>

1.4.1 eia CPU py2, py3

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
mxnet-inference-
eia:<tag>

1.5.1 eia CPU py2, py3

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
mxnet-inference-
eia:<tag>

1.7.0 eia CPU py3

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
mxnet-
inference:<tag>

1.4.1 inference CPU, GPU py3

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
mxnet-
inference:<tag>

1.6.0 inference CPU, GPU py2, py3

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
mxnet-
inference:<tag>

1.7.0 inference CPU, GPU py3

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
mxnet-
inference:<tag>

1.8.0 inference CPU, GPU py37

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
mxnet-
training:<tag>

1.4.1 training CPU, GPU py3

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
mxnet-
training:<tag>

1.6.0 training CPU, GPU py2, py3
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Ruta de registro Versión Job types (image
scope)

Processor types Python versions

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
mxnet-
training:<tag>

1.7.0 training CPU, GPU py3

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
mxnet-
training:<tag>

1.8.0 training CPU, GPU py37

MXNet Coach (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-mxnet',region='cn-
northwest-1',version='0.11',py_version='py3',image_scope='training',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

423003514399.dkr.ecr.cn-
noroeste
1.amazonaws.com.cn/
sagemaker-rl-
mxnet:coach0.11-
<tag>

0,11 Capacitación CPU, GPU py3

423003514399.dkr.ecr.cn-
noroeste
1.amazonaws.com.cn/
sagemaker-rl-
mxnet:coach0.11.0-
<tag>

0.11.0 Capacitación CPU, GPU py3

Monitor de modelo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='model-monitor',region='cn-northwest-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

453252182341.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-
model-monitor-
analizador:<tag>

  Monitorización de
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NTM (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ntm',region='cn-northwest-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

387376663083.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
ntm:<tag>

1 inferencia,
entrenamiento

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification-neo',region='cn-northwest-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

474822919863.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
image-clasification-
neo:<tag>

latest Inferencia

Neo MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-mxnet',region='cn-
northwest-1',version='1.8',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

474822919863.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
sagemaker-
inference-
mxnet:<tag>

1.8 Inferencia CPU, GPU py3

Neo PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris

1141



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

image_uris.retrieve(framework='neo-pytorch',region='cn-
northwest-1',version='1.6',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

474822919863.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-
inference-:<tag>

1.4 Inferencia CPU, GPU py3

474822919863.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-
inference-:<tag>

1.5 Inferencia CPU, GPU py3

474822919863.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-
inference-:<tag>

1.6 Inferencia CPU, GPU py3

Neo Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-tensorflow',region='cn-
northwest-1',version='1.15.3',py_version='py3',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

474822919863.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
sagemaker-
inference-
tensorflow:<tag>

1.15.3 Inferencia CPU, GPU py3

Neo XGBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost-neo',region='cn-northwest-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

474822919863.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
XGBoost:<tag>

latest Inferencia

1142



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

Detección de objetos (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object-detection',region='cn-northwest-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

386663083.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
detección de
objetos:<tag>

1 inferencia,
entrenamiento

Object2Vec

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object2vec',region='cn-northwest-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

387376663083.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
object2vec:<tag>

1 inferencia,
entrenamiento

PCA (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='pca',region='cn-northwest-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

387376663083.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
pca:<tag>

1 inferencia,
entrenamiento

PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='pytorch',region='cn-
northwest-1',version='1.8.0',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

423003514399.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-
pyTorch:<tag>

0.4.0 Inferencia CPU, GPU py2, py3

423003514399.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-
pyTorch:<tag>

0.4.0 Capacitación CPU, GPU py2, py3

423003514399.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-
pyTorch:<tag>

1.0.0 Inferencia CPU, GPU py2, py3

423003514399.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-
pyTorch:<tag>

1.0.0 Capacitación CPU, GPU py2, py3

423003514399.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-
pyTorch:<tag>

1.1.0 Inferencia CPU, GPU py2, py3

423003514399.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-
pyTorch:<tag>

1.1.0 Capacitación CPU, GPU py2, py3

727897471807.dkr.ecr.cn-
noroeste
1.amazonaws.com.cn/
pyTorch-inference-
eia:<tag>

1.3.1 eia CPU py3

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
PyTorch-
Inferencia:<tag>

1.2.0 Inferencia CPU, GPU py2, py3

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
PyTorch-
Inferencia:<tag>

1.3.1 Inferencia CPU, GPU py2, py3

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
PyTorch-
Inferencia:<tag>

1.4.0 Inferencia CPU, GPU py3

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/

1.5.0 Inferencia CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

PyTorch-
Inferencia:<tag>

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
PyTorch-
Inferencia:<tag>

1.6.0 Inferencia CPU, GPU py3, py36

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
PyTorch-
Inferencia:<tag>

1.7.1 Inferencia CPU, GPU py3, py36

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
PyTorch-
Inferencia:<tag>

1.8.0 Inferencia CPU, GPU py3, py36

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
PyTorch-
Inferencia:<tag>

1.8.1 Inferencia CPU, GPU py3, py36

7471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
pyTorch-:<tag>

1.2.0 Capacitación CPU, GPU py2, py3

7471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
pyTorch-:<tag>

1.3.1 Capacitación CPU, GPU py2, py3

7471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
pyTorch-:<tag>

1.4.0 Capacitación CPU, GPU py2, py3

7471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
pyTorch-:<tag>

1.5.0 Capacitación CPU, GPU py3

7471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
pyTorch-:<tag>

1.6.0 Capacitación CPU, GPU py3, py36

7471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
pyTorch-:<tag>

1.7.1 Capacitación CPU, GPU py3, py36

7471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
pyTorch-:<tag>

1.8.0 Capacitación CPU, GPU py3, py36

7471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
pyTorch-:<tag>

1.8.1 Capacitación CPU, GPU py3, py36
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Bosque de corte aleatorio (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='randomcutforest',region='cn-northwest-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

387376663083.dkr.ecr.cn-
west-1.amazonaws.com.cn/
randomcutforest:<tag>

1 inferencia,
entrenamiento

Algoritmo de Scikit-learn

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='sklearn',region='cn-
northwest-1',version='0.23-1',image_scope='inference')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

451049120500.dkr.ecr.cn-
noroeste
1.amazonaws.com.cn/
sagemaker-scikit-
learn:<tag>

0.20.0 inferencia,
entrenamiento

451049120500.dkr.ecr.cn-
noroeste
1.amazonaws.com.cn/
sagemaker-scikit-
learn:<tag>

0.23-1 Capacitación, inferencia

Segmentación semántica (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='semantic-segmentation',region='cn-northwest-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

387376663083.dkr.ecr.cn-
noroeste
1.amazonaws.com.cn/
segmentación
semántica:<tag>

1 inferencia,
entrenamiento
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Algoritmo Seq2Seq

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='seq2seq',region='cn-northwest-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

387376663083.dkr.ecr.cn-
noroeste
1.amazonaws.com.cn/
seq2seq:<tag>

1 Capacitación, inferencia

Spark (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='spark',region='cn-
northwest-1',version='3.0',image_scope='processing')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

844356804704.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-spark-
processing:<tag>

2.4 Processe

844356804704.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-spark-
processing:<tag>

3.0 Processe

Servir SparkML (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='sparkml-serving',region='cn-northwest-1',version='2.4')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

451049120500.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-sparkml-
Serving:<tag>

2.2 Inferencia

451049120500.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/

2.4 Inferencia
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

sagemaker-sparkml-
Serving:<tag>

Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='tensorflow',region='cn-
northwest-1',version='1.12.0',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

423003514399.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-
tensorflow-
eia:<tag>

1.10.0 eia CPU py2

423003514399.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
sagemaker-
tensorflow-
scriptmode:<tag>

1.11.0 Capacitación CPU, GPU py2, py3

423003514399.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
sagemaker-
tensorflow-
scriptmode:<tag>

1.12.0 Capacitación CPU, GPU py2, py3

423003514399.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
sagemaker-
tensorflow-
scriptmode:<tag>

1.13.1 Capacitación CPU, GPU py2

423003514399.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-
tensorflow-
eia:<tag>

1.11.0 eia CPU -

423003514399.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-
tensorflow-
eia:<tag>

1.12.0 eia CPU -

423003514399.dkr.ecr.cn-
noroeste
-1.amazonaws.com.cn/

1.13.0 eia CPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

sagemaker-
tensorflow-
ensorflow-
ensorflow-
ensor-1.amazonaws.com.cn/1.amazonaws.com.cn/
tensor<tag>

423003514399.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-
tensorflow-:<tag>

1.11.0 Inferencia CPU, GPU -

423003514399.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-
tensorflow-:<tag>

1.12.0 Inferencia CPU, GPU -

423003514399.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
sagemaker-
TensorFlow<tag>

1.10.0 Inferencia CPU, GPU py2

423003514399.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
sagemaker-
TensorFlow<tag>

1.10.0 Capacitación CPU, GPU py2

423003514399.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
sagemaker-
TensorFlow<tag>

1.4.1 Inferencia CPU, GPU py2

423003514399.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
sagemaker-
TensorFlow<tag>

1.4.1 Capacitación CPU, GPU py2

423003514399.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
sagemaker-
TensorFlow<tag>

1.5.0 Inferencia CPU, GPU py2

423003514399.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
sagemaker-
TensorFlow<tag>

1.5.0 Capacitación CPU, GPU py2

423003514399.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
sagemaker-
TensorFlow<tag>

1.6.0 Inferencia CPU, GPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

423003514399.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
sagemaker-
TensorFlow<tag>

1.6.0 Capacitación CPU, GPU py2

423003514399.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
sagemaker-
TensorFlow<tag>

1.7.0 Inferencia CPU, GPU py2

423003514399.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
sagemaker-
TensorFlow<tag>

1.7.0 Capacitación CPU, GPU py2

423003514399.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
sagemaker-
TensorFlow<tag>

1.8.0 Inferencia CPU, GPU py2

423003514399.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
sagemaker-
TensorFlow<tag>

1.8.0 Capacitación CPU, GPU py2

423003514399.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
sagemaker-
TensorFlow<tag>

1.9.0 Inferencia CPU, GPU py2

423003514399.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
sagemaker-
TensorFlow<tag>

1.9.0 Capacitación CPU, GPU py2

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
tensorflow-
inference-
eia:<tag>

1.14.0 eia CPU -

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
tensorflow-
inference-
eia:<tag>

1.15.0 eia CPU -

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
tensorflow-
inference-
eia:<tag>

2.0.0 eia CPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
tensorflow-
inference-
eia:<tag>

2.3.0 eia CPU -

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
TensorFlow<tag>

1.13.0 Inferencia CPU, GPU -

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
TensorFlow<tag>

1.14.0 Inferencia CPU, GPU -

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
TensorFlow<tag>

1.15.0 Inferencia CPU, GPU -

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
TensorFlow<tag>

1.15.2 Inferencia CPU, GPU -

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
TensorFlow<tag>

1.15.3 Inferencia CPU, GPU -

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
TensorFlow<tag>

1.15.4 Inferencia CPU, GPU -

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
TensorFlow<tag>

1.15.5 Inferencia CPU, GPU -

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
TensorFlow<tag>

2.0.0 Inferencia CPU, GPU -

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
TensorFlow<tag>

2.0.1 Inferencia CPU, GPU -

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
TensorFlow<tag>

2.0.2 Inferencia CPU, GPU -

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
TensorFlow<tag>

2.0.3 Inferencia CPU, GPU -

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
TensorFlow<tag>

2.0.4 Inferencia CPU, GPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
TensorFlow<tag>

2.1.0 Inferencia CPU, GPU -

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
TensorFlow<tag>

2.1.1 Inferencia CPU, GPU -

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
TensorFlow<tag>

2.1.2 Inferencia CPU, GPU -

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
TensorFlow<tag>

2.1.3 Inferencia CPU, GPU -

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
TensorFlow<tag>

2.2.0 Inferencia CPU, GPU -

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
TensorFlow<tag>

2.2.1 Inferencia CPU, GPU -

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
TensorFlow<tag>

2.2.2 Inferencia CPU, GPU -

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
TensorFlow<tag>

2.3.0 Inferencia CPU, GPU -

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
TensorFlow<tag>

2.3.1 Inferencia CPU, GPU -

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
TensorFlow<tag>

2.3.2 Inferencia CPU, GPU -

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
TensorFlow<tag>

2.4.1 Inferencia CPU, GPU -

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
Tensorflow-
training:<tag>

1.13.1 Capacitación CPU, GPU py3

727897471807.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
tensorflow-
training:<tag>

1.14.0 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

727897471807.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
Tensorflow-
training:<tag>

1.15.0 Capacitación CPU, GPU py2, py3

727897471807.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
tensorflow-
training:<tag>

1.15.2 Capacitación CPU, GPU py2, py3, py37

727897471807.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
tensorflow-
training:<tag>

1.15.3 Capacitación CPU, GPU py2, py3, py37

727897471807.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
tensorflow-
training:<tag>

1.15.4 Capacitación CPU, GPU py3, py36, py37

727897471807.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
tensorflow-
training:<tag>

1.15.5 Capacitación CPU, GPU py3, py36, py37

727897471807.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
tensorflow-
training:<tag>

2.0.0 Capacitación CPU, GPU py2, py3

727897471807.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
tensorflow-
training:<tag>

2.0.1 Capacitación CPU, GPU py2, py3

727897471807.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
tensorflow-
training:<tag>

2.0.2 Capacitación CPU, GPU py2, py3

727897471807.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
tensorflow-
training:<tag>

2.0.3 Capacitación CPU, GPU py3

727897471807.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
tensorflow-
training:<tag>

2.0.4 Capacitación CPU, GPU py3

727897471807.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
tensorflow-
training:<tag>

2.1.0 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

727897471807.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
tensorflow-
training:<tag>

2.1.1 Capacitación CPU, GPU py2, py3

727897471807.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
tensorflow-
training:<tag>

2.1.2 Capacitación CPU, GPU py3

727897471807.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
tensorflow-
training:<tag>

2.1.3 Capacitación CPU, GPU py3

727897471807.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
tensorflow-
training:<tag>

2.2.0 Capacitación CPU, GPU py37

727897471807.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
tensorflow-
training:<tag>

2.2.1 Capacitación CPU, GPU py37

727897471807.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
tensorflow-
training:<tag>

2.2.2 Capacitación CPU, GPU py37

727897471807.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
tensorflow-
training:<tag>

2.3.0 Capacitación CPU, GPU py37

727897471807.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
tensorflow-
training:<tag>

2.3.1 Capacitación CPU, GPU py37

727897471807.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
tensorflow-
training:<tag>

2.3.2 Capacitación CPU, GPU py37

727897471807.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
tensorflow-
training:<tag>

2.4.1 Capacitación CPU, GPU py37

Entrenador Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.
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from sagemaker import image_uris
image_uris.retrieve(framework='coach-tensorflow',region='cn-
northwest-1',version='1.0.0',image_scope='training',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

423003514399.dkr.ecr.cn-
noroeste
1.amazonaws.com.cn/
sagemaker-rl-
tensorflow:coach0.10-
<tag>

0.10 Capacitación CPU, GPU py3

423003514399.dkr.ecr.cn-
noroeste
1.amazonaws.com.cn/
sagemaker-rl-
tensorflow:coach0.10.1-
<tag>

0.10.1 Capacitación CPU, GPU py3

423003514399.dkr.ecr.cn-
noroeste
1.amazonaws.com.cn/
sagemaker-rl-
tensorflow:coach0.11-
<tag>

0,11 Capacitación CPU, GPU py3

423003514399.dkr.ecr.cn-
noroeste
1.amazonaws.com.cn/
sagemaker-rl-
tensorflow:coach0.11.0-
<tag>

0.11.0 Capacitación CPU, GPU py3

423003514399.dkr.ecr.cn-
noroeste
1.amazonaws.com.cn/
sagemaker-rl-
tensorflow:coach0.11.1-
<tag>

0.11.1 Capacitación CPU, GPU py3

Tensorflow Inferentia (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-tensorflow',region='cn-
northwest-1',version='1.15.0',instance_type='ml.inf1.6xlarge')
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

474822919863.dkr.ecr.cn-
northwest-1.amazonaws.com.cn/
sagemaker-neo-
tensorflow:<tag>

1.15.0 Inferencia inf py3

Rayo de Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ray-tensorflow',region='cn-
northwest-1',version='0.8.5',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

423003514399.dkr.ecr.cn-
noroeste
1.amazonaws.com.cn/
sagemaker-rl-
tensorflow:ray0.5-
<tag>

0,5 Capacitación CPU, GPU py3

423003514399.dkr.ecr.cn-
noroeste
1.amazonaws.com.cn/
sagemaker-rl-
tensorflow:ray0.5.3-
<tag>

0.5.3 Capacitación CPU, GPU py3

423003514399.dkr.ecr.cn-
noroeste
1.amazonaws.com.cn/
sagemaker-rl-
tensorflow:ray0.6-
<tag>

0.6 Capacitación CPU, GPU py3

423003514399.dkr.ecr.cn-
noroeste
1.amazonaws.com.cn/
sagemaker-rl-
tensorflow:ray0.6.5-
<tag>

0.6.5 Capacitación CPU, GPU py3

xgBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
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image_uris.retrieve(framework='xgboost',region='cn-northwest-1',version='1.2-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

387376663083.dkr.ecr.cn-
noroeste
1.amazonaws.com.cn/
xgboost:<tag>

1 Capacitación, inferencia

451049120500.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
sagemaker-
XGBoost:<tag>

0.90-1 Capacitación, inferencia

451049120500.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
sagemaker-
XGBoost:<tag>

0.90-2 Capacitación, inferencia

451049120500.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
sagemaker-
XGBoost:<tag>

1.0-1 Capacitación, inferencia

451049120500.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
sagemaker-
XGBoost:<tag>

1.2-1 Capacitación, inferencia

451049120500.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
sagemaker-
XGBoost:<tag>

1.2 Capacitación, inferencia

451049120500.dkr.ecr.cn-
norwest-1.amazonaws.com.cn/
sagemaker-
XGBoost:<tag>

1.3-1 Capacitación, inferencia

Rutas de registro Docker y código de ejemplo para Europa (Fráncfort) (eu-central-1)

En los siguientes temas se enumeran los parámetros para cada uno de los algoritmos y contenedores de
aprendizaje profundo de esta región proporcionados por Amazon SageMaker.

Temas
• BlazingText (algoritmo) (p. 1158)
• Cadena (DLC) (p. 1159)
• Clarificar (algoritmo) (p. 1159)
• Data Wrangler (algoritmo) (p. 1159)
• Depurador (algoritmo) (p. 1160)
• DeepAR Forecasting (algoritmo) (p. 1160)
• Máquinas de factorización (algoritmo) (p. 1160)
• Cara de abrazo (algoritmo) (p. 1161)
• Perspectivas de IP (algoritmo) (p. 1161)
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• Clasificación de imágenes (algoritmo) (p. 1161)
• Inferentia MXNet (DLC) (p. 1162)
• Inferentia PyTorch (DLC) (p. 1162)
• Algoritmo k-means (p. 1162)
• KNN (algoritmo) (p. 1163)
• LDA (algoritmo) (p. 1163)
• Lineal Learner (algoritmo) (p. 1163)
• MXNet (DLC) (p. 1164)
• Coach MXNet (DLC) (p. 1166)
• Monitor de modelo (algoritmo) (p. 1167)
• NTM (algoritmo) (p. 1167)
• Clasificación de imágenes (algoritmo) (p. 1167)
• Neo MXNet (DLC) (p. 1168)
• Neo PyTorch (DLC) (p. 1168)
• Neo Tensorflow (DLC) (p. 1169)
• Neo XGBoost (algoritmo) (p. 1169)
• Detección de objetos (algoritmo) (p. 1169)
• Object2Vec (p. 1169)
• PCA (algoritmo) (p. 1170)
• PyTorch (DLC) (p. 1170)
• Bosque de corte aleatorio (algoritmo) (p. 1172)
• Ray PyTorch (DLC) (p. 1173)
• Algoritmo de Scikit-learn (p. 1173)
• Segmentación semántica (algoritmo) (p. 1173)
• Algoritmo Seq2Seq (p. 1174)
• Spark (algoritmo) (p. 1174)
• Servir SparkML (algoritmo) (p. 1174)
• Tensorflow (DLC) (p. 1175)
• Entrenador Tensorflow (DLC) (p. 1182)
• Tensorflow Inferentia (DLC) (p. 1182)
• Rayo de Tensorflow (DLC) (p. 1183)
• VW (algoritmo) (p. 1184)
• xgBoost (algoritmo) (p. 1184)

BlazingText (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='blazingtext',region='eu-central-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

813361260812.dkr.ecr.eu-
central-1.amazonaws.com/
blazingtext:<tag>

1 Capacitación, inferencia
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Cadena (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='chainer',region='eu-
central-1',version='5.0.0',py_version='py3',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
chainer:<tag>

4.0.0 Capacitación,
inferencia

CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
chainer:<tag>

4.1.0 Capacitación,
inferencia

CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
chainer:<tag>

5.0.0 Capacitación,
inferencia

CPU, GPU py2, py3

Clarificar (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='clarify',region='eu-
central-1',version='1.0',image_scope='processing')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

017069133835.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-clarify-
processing:<tag>

1.0 Processe

Data Wrangler (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='data-wrangler',region='eu-central-1')

1159



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

024640144536.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
data-wrangler-
contenedor:<tag>

1.x Processe

Depurador (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='debugger',region='eu-central-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

482524230118.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-debugger-
rules:<tag>

latest Debugger

DeepAR Forecasting (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='forecasting-deepar',region='eu-central-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

495149712605.dkr.ecr.eu-
central-1.amazonaws.com/
forecasting-
deepar:<tag>

1 Capacitación, inferencia

Máquinas de factorización (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='factorization-machines',region='eu-central-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

664544806723.dkr.ecr.eu-
central-1.amazonaws.com/

1 Capacitación, inferencia
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

máquinas de
factorización:<tag>

Cara de abrazo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='huggingface',region='eu-
central-1',version='4.4.2',image_scope='training',base_framework_version='tensorflow2.4.1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
huggingface-pytorch-
training:<tag>

4.4.2 Capacitación

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
huggingface-pytorch-
training:<tag>

4.5.0 Capacitación

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.4.2 Capacitación

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.5.0 Capacitación

Perspectivas de IP (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ipinsights',region='eu-central-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

664544806723.dkr.ecr.eu-
central-1.amazonaws.com/
ipinsights:<tag>

1 Capacitación, inferencia

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.
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from sagemaker import image_uris
image_uris.retrieve(framework='image-classification',region='eu-central-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

813361260812.dkr.ecr.eu-
central-1.amazonaws.com/
image-<tag>

1 Capacitación, inferencia

Inferentia MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-mxnet',region='eu-
central-1',version='1.5.1',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

746233611703.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-neo-
mxnet:<tag>

1.5.1 Inferencia inf py3

Inferentia PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-pytorch',region='eu-
central-1',version='1.5.1',py_version='py3')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

73611703.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-neo-
pyTorch:<tag>

1.5.1 Inferencia inf py3

Algoritmo k-means

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='kmeans',region='eu-central-1')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

664544806723.dkr.ecr.eu-
central-1.amazonaws.com/
kmeans:<tag>

1 Capacitación, inferencia

KNN (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='knn',region='eu-central-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

664544806723.dkr.ecr.eu-
central-1.amazonaws.com/
knn:<tag>

1 Capacitación, inferencia

LDA (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='lda',region='eu-central-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

353608530281.dkr.ecr.eu-
central-1.amazonaws.com/
lda:<tag>

1 Capacitación, inferencia

Lineal Learner (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='linear-learner',region='eu-central-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

664544806723.dkr.ecr.eu-
central-1.amazonaws.com/
linear-learner:<tag>

1 Capacitación, inferencia
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MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='mxnet',region='eu-
central-1',version='1.4.1',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-mxnet-
eia:<tag>

1.3.0 eia CPU py2, py3

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-mxnet-
Serving:<tag>

1.4.0 eia CPU py2, py3

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-mxnet-
Serving:<tag>

1.4.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-mxnet-
Serving:<tag>

1.4.1 Inferencia CPU, GPU py2

5207136538.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
mxnet:<tag>

0.12.1 Inferencia CPU, GPU py2, py3

5207136538.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
mxnet:<tag>

0.12.1 Capacitación CPU, GPU py2, py3

5207136538.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.0.0 Inferencia CPU, GPU py2, py3

5207136538.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.0.0 Capacitación CPU, GPU py2, py3

5207136538.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.1.0 Inferencia CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

5207136538.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.1.0 Capacitación CPU, GPU py2, py3

5207136538.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.2.1 Inferencia CPU, GPU py2, py3

5207136538.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.2.1 Capacitación CPU, GPU py2, py3

5207136538.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.3.0 Inferencia CPU, GPU py2, py3

5207136538.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.3.0 Capacitación CPU, GPU py2, py3

5207136538.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.4.0 Capacitación CPU, GPU py2, py3

5207136538.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.4.1 Capacitación CPU, GPU py2

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.4.1 eia CPU py2, py3

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.5.1 eia CPU py2, py3

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.7.0 eia CPU py3

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
mxnet-<tag>

1.4.1 Inferencia CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
mxnet-<tag>

1.6.0 Inferencia CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
mxnet-<tag>

1.7.0 Inferencia CPU, GPU py3

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
mxnet-<tag>

1.8.0 Inferencia CPU, GPU py37

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
mxnet-
training:<tag>

1.4.1 Capacitación CPU, GPU py3

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
mxnet-
training:<tag>

1.6.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
mxnet-
training:<tag>

1.7.0 Capacitación CPU, GPU py3

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
mxnet-
training:<tag>

1.8.0 Capacitación CPU, GPU py37

Coach MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-mxnet',region='eu-
central-1',version='0.11',py_version='py3',image_scope='training',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11-
<tag>

0,11 Capacitación CPU, GPU py3

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-rl-

0.11.0 Capacitación CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

mxnet:coach0.11.0-
<tag>

Monitor de modelo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='model-monitor',region='eu-central-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

048819808253.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
model-monitor-
analizador:<tag>

  Monitorización de

NTM (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ntm',region='eu-central-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

664544806723.dkr.ecr.eu-
central-1.amazonaws.com/
ntm:<tag>

1 Capacitación, inferencia

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification-neo',region='eu-central-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

746233611703.dkr.ecr.eu-
central-1.amazonaws.com/

latest Inferencia
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

image-clasification-
neo:<tag>

Neo MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-mxnet',region='eu-
central-1',version='1.8',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

746233611703.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
inference-
mxnet:<tag>

1.8 Inferencia CPU, GPU py3

Neo PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-pytorch',region='eu-
central-1',version='1.6',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

746233611703.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
inference-
PyTorch:<tag>

1.4 Inferencia CPU, GPU py3

746233611703.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
inference-
PyTorch:<tag>

1.5 Inferencia CPU, GPU py3

746233611703.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
inference-
PyTorch:<tag>

1.6 Inferencia CPU, GPU py3
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Neo Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-tensorflow',region='eu-
central-1',version='1.15.3',py_version='py3',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

746233611703.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
inference-
tensorflow:<tag>

1.15.3 Inferencia CPU, GPU py3

Neo XGBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost-neo',region='eu-central-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

746233611703.dkr.ecr.eu-
central-1.amazonaws.com/
xgboost-neo:<tag>

latest Inferencia

Detección de objetos (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object-detection',region='eu-central-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

813361260812.dkr.ecr.eu-
central-1.amazonaws.com/
detección de
objetos:<tag>

1 Capacitación, inferencia

Object2Vec

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.
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from sagemaker import image_uris
image_uris.retrieve(framework='object2vec',region='eu-central-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

664544806723.dkr.ecr.eu-
central-1.amazonaws.com/
object2vec:<tag>

1 Capacitación, inferencia

PCA (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='pca',region='eu-central-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

664544806723.dkr.ecr.eu-
central-1.amazonaws.com/
pca:<tag>

1 Capacitación, inferencia

PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='pytorch',region='eu-
central-1',version='1.8.0',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
pytorch:<tag>

0.4.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
pytorch:<tag>

0.4.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
pytorch:<tag>

1.0.0 Inferencia CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
pytorch:<tag>

1.0.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
pytorch:<tag>

1.1.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
pytorch:<tag>

1.1.0 Capacitación CPU, GPU py2, py3

7641884.dkr.ecr.eu-
central-1.amazonaws.com/
pyTorch-inference-
eia:<tag>

1.3.1 eia CPU py3

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
pytorch-
inferencia:<tag>

1.2.0 Inferencia CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
pytorch-
inferencia:<tag>

1.3.1 Inferencia CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
pytorch-
inferencia:<tag>

1.4.0 Inferencia CPU, GPU py3

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
pytorch-
inferencia:<tag>

1.5.0 Inferencia CPU, GPU py3

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
pytorch-
inferencia:<tag>

1.6.0 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
pytorch-
inferencia:<tag>

1.7.1 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
pytorch-
inferencia:<tag>

1.8.0 Inferencia CPU, GPU py3, py36
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
pytorch-
inferencia:<tag>

1.8.1 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
pytorch-
training:<tag>

1.2.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
pytorch-
training:<tag>

1.3.1 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
pytorch-
training:<tag>

1.4.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
pytorch-
training:<tag>

1.5.0 Capacitación CPU, GPU py3

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
pytorch-
training:<tag>

1.6.0 Capacitación CPU, GPU py3, py36

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
pytorch-
training:<tag>

1.7.1 Capacitación CPU, GPU py3, py36

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
pytorch-
training:<tag>

1.8.0 Capacitación CPU, GPU py3, py36

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
pytorch-
training:<tag>

1.8.1 Capacitación CPU, GPU py3, py36

Bosque de corte aleatorio (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='randomcutforest',region='eu-central-1')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

664544806723.dkr.ecr.eu-
central-1.amazonaws.com/
randomcutforest:<tag>

1 Capacitación, inferencia

Ray PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ray-pytorch',region='eu-
central-1',version='0.8.5',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

462105765813.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.5-
antorcha<tag>

0.8.5 Capacitación CPU, GPU py36

Algoritmo de Scikit-learn

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='sklearn',region='eu-
central-1',version='0.23-1',image_scope='inference')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

492215442770.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.20.0 Capacitación, inferencia

492215442770.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.23-1 Capacitación, inferencia

Segmentación semántica (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
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image_uris.retrieve(framework='semantic-segmentation',region='eu-central-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

860812.dkr.ecr.eu-
central-1.amazonaws.com/
semantic-
segmentación:<tag>

1 Capacitación, inferencia

Algoritmo Seq2Seq

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='seq2seq',region='eu-central-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

813361260812.dkr.ecr.eu-
central-1.amazonaws.com/
seq2seq:<tag>

1 Capacitación, inferencia

Spark (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='spark',region='eu-
central-1',version='3.0',image_scope='processing')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

906073651304.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-spark-
processing:<tag>

2.4 Processe

906073651304.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-spark-
processing:<tag>

3.0 Processe

Servir SparkML (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='sparkml-serving',region='eu-central-1',version='2.4')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

492215442770.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-sparkml-
Serving:<tag>

2.2 Inferencia

492215442770.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-sparkml-
Serving:<tag>

2.4 Inferencia

Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='tensorflow',region='eu-
central-1',version='1.12.0',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
tensorflow-
eia:<tag>

1.10.0 eia CPU py2

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.11.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.12.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.13.1 Capacitación CPU, GPU py2

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
tensorflow-
eia:<tag>

1.11.0 eia CPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
tensorflow-
eia:<tag>

1.12.0 eia CPU -

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
tensorflow-
eia:<tag>

1.13.0 eia CPU -

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
tensorflow-
serving:<tag>

1.11.0 Inferencia CPU, GPU -

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
tensorflow-
serving:<tag>

1.12.0 Inferencia CPU, GPU -

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.10.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.10.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.4.1 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.4.1 Capacitación CPU, GPU py2

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.5.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.5.0 Capacitación CPU, GPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.6.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.6.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.7.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.7.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.8.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.8.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.9.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.9.0 Capacitación CPU, GPU py2

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.14.0 eia CPU -

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.15.0 eia CPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.0.0 eia CPU -

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.3.0 eia CPU -

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-<tag>

1.13.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-<tag>

1.14.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-<tag>

1.15.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-<tag>

1.15.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-<tag>

1.15.3 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-<tag>

1.15.4 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-<tag>

1.15.5 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-<tag>

2.0.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-<tag>

2.0.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-<tag>

2.0.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-<tag>

2.0.3 Inferencia CPU, GPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-<tag>

2.0.4 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-<tag>

2.1.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-<tag>

2.1.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-<tag>

2.1.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-<tag>

2.1.3 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-<tag>

2.2.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-<tag>

2.2.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-<tag>

2.2.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-<tag>

2.3.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-<tag>

2.3.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-<tag>

2.3.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-<tag>

2.4.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-
training:<tag>

1.13.1 Capacitación CPU, GPU py3

1179



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-
training:<tag>

1.14.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.2 Capacitación CPU, GPU py2, py3, py37

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.3 Capacitación CPU, GPU py2, py3, py37

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.4 Capacitación CPU, GPU py3, py36, py37

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.5 Capacitación CPU, GPU py3, py36, py37

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.1 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.2 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.3 Capacitación CPU, GPU py3

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.4 Capacitación CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.1 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.2 Capacitación CPU, GPU py3

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.3 Capacitación CPU, GPU py3

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-
training:<tag>

2.2.0 Capacitación CPU, GPU py37

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-
training:<tag>

2.2.1 Capacitación CPU, GPU py37

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-
training:<tag>

2.2.2 Capacitación CPU, GPU py37

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-
training:<tag>

2.3.0 Capacitación CPU, GPU py37

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-
training:<tag>

2.3.1 Capacitación CPU, GPU py37

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-
training:<tag>

2.3.2 Capacitación CPU, GPU py37

763104351884.dkr.ecr.eu-
central-1.amazonaws.com/
tensorflow-
training:<tag>

2.4.1 Capacitación CPU, GPU py37
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Entrenador Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-tensorflow',region='eu-
central-1',version='1.0.0',image_scope='training',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

462105765813.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
rl-coach-
contenedor:coach-1.0.0-
TF-<tag>

1.0.0 Capacitación CPU, GPU py3

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10-
<tag>

0.10 Capacitación CPU, GPU py3

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10.1-
<tag>

0.10.1 Capacitación CPU, GPU py3

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11-
<tag>

0,11 Capacitación CPU, GPU py3

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.0-
<tag>

0.11.0 Capacitación CPU, GPU py3

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.1-
<tag>

0.11.1 Capacitación CPU, GPU py3

Tensorflow Inferentia (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-tensorflow',region='eu-
central-1',version='1.15.0',instance_type='ml.inf1.6xlarge')
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

746233611703.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-neo-
tensorflow:<tag>

1.15.0 Inferencia in py3

Rayo de Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ray-tensorflow',region='eu-
central-1',version='0.8.5',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

462105765813.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.2-
TF-<tag>

0.8.2 Capacitación CPU, GPU py36

462105765813.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.5-
TF-<tag>

0.8.5 Capacitación CPU, GPU py36

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5-
<tag>

0,5 Capacitación CPU, GPU py3

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5.3-
<tag>

0.5.3 Capacitación CPU, GPU py3

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6-
<tag>

0.6 Capacitación CPU, GPU py3

520713654638.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6.5-
<tag>

0.6.5 Capacitación CPU, GPU py3
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VW (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='vw',region='eu-
central-1',version='8.7.0',image_scope='training')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

462105765813.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-rl-vw-
container:Vw-8.7.0-
<tag>

8.7.0 Capacitación

xgBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost',region='eu-central-1',version='1.2-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

49222215442770.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
xgboost<tag>

0.90-1 Capacitación, inferencia

49222215442770.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
xgboost<tag>

0.90-2 Capacitación, inferencia

49222215442770.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
xgboost<tag>

1.0-1 Capacitación, inferencia

49222215442770.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
xgboost<tag>

1.2-1 Capacitación, inferencia

49222215442770.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
xgboost<tag>

1.2 Capacitación, inferencia

49222215442770.dkr.ecr.eu-
central-1.amazonaws.com/
sagemaker-
xgboost<tag>

1.3-1 Capacitación, inferencia
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

813361260812.dkr.ecr.eu-
central-1.amazonaws.com/
xgboost:<tag>

1 Capacitación, inferencia

Rutas de Docker Registry y código de ejemplo para Europa (Irlanda) (eu-west-1)

En los siguientes temas se enumeran los parámetros para cada uno de los algoritmos y contenedores de
aprendizaje profundo de esta región proporcionados por Amazon SageMaker.

Temas
• BlazingText (algoritmo) (p. 1186)
• Cadena (DLC) (p. 1186)
• Clarificar (algoritmo) (p. 1187)
• Data Wrangler (algoritmo) (p. 1187)
• Depurador (algoritmo) (p. 1187)
• DeepAR Forecasting (algoritmo) (p. 1187)
• Máquinas de factorización (algoritmo) (p. 1188)
• Cara de abrazo (algoritmo) (p. 1188)
• Perspectivas de IP (algoritmo) (p. 1189)
• Clasificación de imágenes (algoritmo) (p. 1189)
• Inferentia MXNet (DLC) (p. 1189)
• Inferentia PyTorch (DLC) (p. 1190)
• Algoritmo k-means (p. 1190)
• KNN (algoritmo) (p. 1190)
• LDA (algoritmo) (p. 1190)
• Lineal Learner (algoritmo) (p. 1191)
• MXNet (DLC) (p. 1191)
• Coach MXNet (DLC) (p. 1194)
• Monitor de modelo (algoritmo) (p. 1194)
• NTM (algoritmo) (p. 1194)
• Clasificación de imágenes (algoritmo) (p. 1195)
• Neo MXNet (DLC) (p. 1195)
• Neo PyTorch (DLC) (p. 1195)
• Neo Tensorflow (DLC) (p. 1196)
• Neo XGBoost (algoritmo) (p. 1196)
• Detección de objetos (algoritmo) (p. 1197)
• Object2Vec (p. 1197)
• PCA (algoritmo) (p. 1197)
• PyTorch (DLC) (p. 1197)
• Bosque de corte aleatorio (algoritmo) (p. 1199)
• Ray PyTorch (DLC) (p. 1200)
• Algoritmo de Scikit-learn (p. 1200)
• Segmentación semántica (algoritmo) (p. 1200)
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• Capacitación Seq2Seq (algoritmo) (p. 1201)
• Spark (algoritmo) (p. 1201)
• Servir SparkML (algoritmo) (p. 1201)
• Tensorflow (DLC) (p. 1202)
• Entrenador Tensorflow (DLC) (p. 1209)
• Tensorflow Inferentia (DLC) (p. 1210)
• Rayo de Tensorflow (DLC) (p. 1210)
• VW (algoritmo) (p. 1211)
• xgBoost (algoritmo) (p. 1211)

BlazingText (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='blazingtext',region='eu-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

685385470294.dkr.ecr.eu-
west-1.amazonaws.com/
blazingtext:<tag>

1 Capacitación, inferencia

Cadena (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='chainer',region='eu-
west-1',version='5.0.0',py_version='py3',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
chainer:<tag>

4.0.0 Capacitación,
inferencia

CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
chainer:<tag>

4.1.0 Capacitación,
inferencia

CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
chainer:<tag>

5.0.0 Capacitación,
inferencia

CPU, GPU py2, py3
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Clarificar (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='clarify',region='eu-
west-1',version='1.0',image_scope='processing')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

13547314.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-clarify-
processing:<tag>

1.0 Processe

Data Wrangler (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='data-wrangler',region='eu-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

245179582081.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
data-wrangler-
container:<tag>

1.x Processe

Depurador (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='debugger',region='eu-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

94573.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-debugger-
rules:<tag>

latest depurgger

DeepAR Forecasting (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.
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from sagemaker import image_uris
image_uris.retrieve(framework='forecasting-deepar',region='eu-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

224300973850.dkr.ecr.eu-
west-1.amazonaws.com/
forecasting-
deepar:<tag>

1 Capacitación, inferencia

Máquinas de factorización (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='factorization-machines',region='eu-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

438346466558.dkr.ecr.eu-
west-1.amazonaws.com/
factorización de
máquinas:<tag>

1 Capacitación, inferencia

Cara de abrazo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='huggingface',region='eu-
west-1',version='4.4.2',image_scope='training',base_framework_version='tensorflow2.4.1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
huggingface-pyTorch-
training:<tag>

4.4.2 Capacitación

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
huggingface-pyTorch-
training:<tag>

4.5.0 Capacitación

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.4.2 Capacitación
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.5.0 Capacitación

Perspectivas de IP (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ipinsights',region='eu-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

438346466558.dkr.ecr.eu-
west-1.amazonaws.com/
ipinsights:<tag>

1 Capacitación, inferencia

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification',region='eu-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

685385470294.dkr.ecr.eu-
west-1.amazonaws.com/
image-<tag>

1 Capacitación, inferencia

Inferentia MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-mxnet',region='eu-
west-1',version='1.5.1',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

802834080501.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-neo-
mxnet:<tag>

1.5.1 Inferencia in py3
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Inferentia PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-pytorch',region='eu-
west-1',version='1.5.1',py_version='py3')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

802834080501.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-neo-
pytorch:<tag>

1.5.1 Inferencia in py3

Algoritmo k-means

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='kmeans',region='eu-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

438346466558.dkr.ecr.eu-
west-1.amazonaws.com/
kmeans:<tag>

1 Capacitación, inferencia

KNN (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='knn',region='eu-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

438346466558.dkr.ecr.eu-
west-1.amazonaws.com/
knn:<tag>

1 Capacitación, inferencia

LDA (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='lda',region='eu-west-1')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

999678624901.dkr.ecr.eu-
west-1.amazonaws.com/
lda:<tag>

1 Capacitación, inferencia

Lineal Learner (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='linear-learner',region='eu-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

438346466558.dkr.ecr.eu-
west-1.amazonaws.com/
linear-learner:<tag>

1 Capacitación, inferencia

MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='mxnet',region='eu-
west-1',version='1.4.1',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-mxnet-
eia:<tag>

1.3.0 eia CPU py2, py3

520713653838dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-mxnet-
serving-eia:<tag>

1.4.0 eia CPU py2, py3

5207136538.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
mxnet-<tag>

1.4.0 Inferencia CPU, GPU py2, py3

5207136538.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
mxnet-<tag>

1.4.1 Inferencia CPU, GPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
mxnet:<tag>

0.12.1 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
mxnet:<tag>

0.12.1 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.0.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.0.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.1.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.1.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.2.1 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.2.1 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.3.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.3.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.4.0 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.4.1 Capacitación CPU, GPU py2

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.4.1 eia CPU py2, py3

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.5.1 eia CPU py2, py3

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.7.0 eia CPU py3

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
mxnet-
inferencia:<tag>

1.4.1 Inferencia CPU, GPU py3

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
mxnet-
inferencia:<tag>

1.6.0 Inferencia CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
mxnet-
inferencia:<tag>

1.7.0 Inferencia CPU, GPU py3

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
mxnet-
inferencia:<tag>

1.8.0 Inferencia CPU, GPU py37

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
mxnet-
training:<tag>

1.4.1 Capacitación CPU, GPU py3

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
mxnet-
training:<tag>

1.6.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
mxnet-
training:<tag>

1.7.0 Capacitación CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
mxnet-
training:<tag>

1.8.0 Capacitación CPU, GPU py37

Coach MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-mxnet',region='eu-
west-1',version='0.11',py_version='py3',image_scope='training',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11-
<tag>

0,11 Capacitación CPU, GPU py3

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11.0-
<tag>

0.11.0 Capacitación CPU, GPU py3

Monitor de modelo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='model-monitor',region='eu-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

468650794304.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-model-
monitor-analizador de
monitores:<tag>

  Monitorización de

NTM (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.
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from sagemaker import image_uris
image_uris.retrieve(framework='ntm',region='eu-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

438346466558.dkr.ecr.eu-
west-1.amazonaws.com/
ntm:<tag>

1 Capacitación, inferencia

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification-neo',region='eu-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

80501.dkr.ecr.eu-
west-1.amazonaws.com/
image-classification-
neo:<tag>

latest Inferencia

Neo MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-mxnet',region='eu-
west-1',version='1.8',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

802834080501.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
inference-
mxnet:<tag>

1.8 Inferencia CPU, GPU py3

Neo PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-pytorch',region='eu-
west-1',version='1.6',image_scope='inference',instance_type='ml.c5.4xlarge')
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

802834080501.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
inference-
PyTorch<tag>

1.4 Inferencia CPU, GPU py3

802834080501.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
inference-
PyTorch<tag>

1.5 Inferencia CPU, GPU py3

802834080501.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
inference-
PyTorch<tag>

1.6 Inferencia CPU, GPU py3

Neo Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-tensorflow',region='eu-
west-1',version='1.15.3',py_version='py3',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

802834080501.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
inference-
tensorflow:<tag>

1.15.3 Inferencia CPU, GPU py3

Neo XGBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost-neo',region='eu-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

802834080501.dkr.ecr.eu-
west-1.amazonaws.com/
xgboost-neo:<tag>

latest Inferencia
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Detección de objetos (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object-detection',region='eu-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

685385470294.dkr.ecr.eu-
west-1.amazonaws.com/
object-detection:<tag>

1 Capacitación, inferencia

Object2Vec

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object2vec',region='eu-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

438346466558.dkr.ecr.eu-
west-1.amazonaws.com/
object2vec:<tag>

1 Capacitación, inferencia

PCA (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='pca',region='eu-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

438346466558.dkr.ecr.eu-
west-1.amazonaws.com/
pca:<tag>

1 Capacitación, inferencia

PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='pytorch',region='eu-
west-1',version='1.8.0',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
pyTorch<tag>

0.4.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
pyTorch<tag>

0.4.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
pyTorch<tag>

1.0.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
pyTorch<tag>

1.0.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
pyTorch<tag>

1.1.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
pyTorch<tag>

1.1.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
pytorch-inference-
eia:<tag>

1.3.1 eia CPU py3

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
pyTorch<tag>

1.2.0 Inferencia CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
pyTorch<tag>

1.3.1 Inferencia CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
pyTorch<tag>

1.4.0 Inferencia CPU, GPU py3

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
pyTorch<tag>

1.5.0 Inferencia CPU, GPU py3

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
pyTorch<tag>

1.6.0 Inferencia CPU, GPU py3, py36
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
pyTorch<tag>

1.7.1 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
pyTorch<tag>

1.8.0 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
pyTorch<tag>

1.8.1 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
PyTorch-<tag>

1.2.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
PyTorch-<tag>

1.3.1 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
PyTorch-<tag>

1.4.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
PyTorch-<tag>

1.5.0 Capacitación CPU, GPU py3

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
PyTorch-<tag>

1.6.0 Capacitación CPU, GPU py3, py36

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
PyTorch-<tag>

1.7.1 Capacitación CPU, GPU py3, py36

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
PyTorch-<tag>

1.8.0 Capacitación CPU, GPU py3, py36

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
PyTorch-<tag>

1.8.1 Capacitación CPU, GPU py3, py36

Bosque de corte aleatorio (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='randomcutforest',region='eu-west-1')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

438346466558.dkr.ecr.eu-
west-1.amazonaws.com/
randomcutforest:<tag>

1 Capacitación, inferencia

Ray PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ray-pytorch',region='eu-
west-1',version='0.8.5',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

462105765813.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.5-
antorcha<tag>

0.8.5 Capacitación CPU, GPU py36

Algoritmo de Scikit-learn

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='sklearn',region='eu-
west-1',version='0.23-1',image_scope='inference')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

141502667606.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.20.0 Capacitación, inferencia

141502667606.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.23-1 Capacitación, inferencia

Segmentación semántica (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
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image_uris.retrieve(framework='semantic-segmentation',region='eu-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

685385470294.dkr.ecr.eu-
west-1.amazonaws.com/
semantic-
segmentación:<tag>

1 Capacitación, inferencia

Capacitación Seq2Seq (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='seq2seq',region='eu-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

685385470294.dkr.ecr.eu-
west-1.amazonaws.com/
seq2seq:<tag>

1 Capacitación, inferencia

Spark (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='spark',region='eu-
west-1',version='3.0',image_scope='processing')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

571004829621.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-spark-
processing:<tag>

2.4 Processe

571004829621.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-spark-
processing:<tag>

3.0 Procesamiento

Servir SparkML (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='sparkml-serving',region='eu-west-1',version='2.4')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

141502667606.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-sparkml-
Serving:<tag>

2.2 Inferencia

141502667606.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-sparkml-
Serving:<tag>

2.4 Inferencia

Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='tensorflow',region='eu-
west-1',version='1.12.0',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713653844747474742727272727272727747474742727272727272727272727272727272727272727272727277<tag>1.10.0 eia CPU py2

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.11.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.12.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.13.1 Capacitación CPU, GPU py2

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
tensorflow-serving-
eia:<tag>

1.11.0 eia CPU -

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
tensorflow-serving-
eia:<tag>

1.12.0 eia CPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
tensorflow-Serving
eia:<tag>

1.13.0 eia CPU -

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
TensorFlow<tag>

1.11.0 Inferencia CPU, GPU -

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
TensorFlow<tag>

1.12.0 Inferencia CPU, GPU -

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
tensorflow<tag>

1.10.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
tensorflow<tag>

1.10.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
tensorflow<tag>

1.4.1 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
tensorflow<tag>

1.4.1 Capacitación CPU, GPU py2

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
tensorflow<tag>

1.5.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
tensorflow<tag>

1.5.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
tensorflow<tag>

1.6.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
tensorflow<tag>

1.6.0 Capacitación CPU, GPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
tensorflow<tag>

1.7.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
tensorflow<tag>

1.7.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
tensorflow<tag>

1.8.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
tensorflow<tag>

1.8.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
tensorflow<tag>

1.9.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
tensorflow<tag>

1.9.0 Capacitación CPU, GPU py2

7641884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.14.0 eia CPU -

7641884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.15.0 eia CPU -

7641884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.0.0 eia CPU -

7641884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.3.0 eia CPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
inferencia<tag>

1.13.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
inferencia<tag>

1.14.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
inferencia<tag>

1.15.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
inferencia<tag>

1.15.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
inferencia<tag>

1.15.3 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
inferencia<tag>

1.15.4 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
inferencia<tag>

1.15.5 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
inferencia<tag>

2.0.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
inferencia<tag>

2.0.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
inferencia<tag>

2.0.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
inferencia<tag>

2.0.3 Inferencia CPU, GPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
inferencia<tag>

2.0.4 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
inferencia<tag>

2.1.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
inferencia<tag>

2.1.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
inferencia<tag>

2.1.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
inferencia<tag>

2.1.3 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
inferencia<tag>

2.2.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
inferencia<tag>

2.2.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
inferencia<tag>

2.2.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
inferencia<tag>

2.3.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
inferencia<tag>

2.3.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
inferencia<tag>

2.3.2 Inferencia CPU, GPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
inferencia<tag>

2.4.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
training:<tag>

1.13.1 Capacitación CPU, GPU py3

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
training:<tag>

1.14.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.2 Capacitación CPU, GPU py2, py3, py37

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.3 Capacitación CPU, GPU py2, py3, py37

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.4 Capacitación CPU, GPU py3, py36, py37

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.5 Capacitación CPU, GPU py3, py36, py37

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.1 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.2 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.3 Capacitación CPU, GPU py3

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.4 Capacitación CPU, GPU py3

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.1 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.2 Capacitación CPU, GPU py3

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.3 Capacitación CPU, GPU py3

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.2.0 Capacitación CPU, GPU py37

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.2.1 Capacitación CPU, GPU py37

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.2.2 Capacitación CPU, GPU py37

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.3.0 Capacitación CPU, GPU py37

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.3.1 Capacitación CPU, GPU py37
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.3.2 Capacitación CPU, GPU py37

763104351884.dkr.ecr.eu-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.4.1 Capacitación CPU, GPU py37

Entrenador Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-tensorflow',region='eu-
west-1',version='1.0.0',image_scope='training',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

462105765813.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
rl-coach-
contenedor:coach-1.0.0-
TF-<tag>

1.0.0 Capacitación CPU, GPU py3

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10-
<tag>

0.10 Capacitación CPU, GPU py3

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10.1-
<tag>

0.10.1 Capacitación CPU, GPU py3

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11-
<tag>

0,11 Capacitación CPU, GPU py3

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.0-
<tag>

0.11.0 Capacitación CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.1-
<tag>

0.11.1 Capacitación CPU, GPU py3

Tensorflow Inferentia (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-tensorflow',region='eu-
west-1',version='1.15.0',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

80501.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-neo-
tensorflow:<tag>

1.15.0 Inferencia in py3

Rayo de Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ray-tensorflow',region='eu-
west-1',version='0.8.5',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

462105765813.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.2-
TF-<tag>

0.8.2 Capacitación CPU, GPU py36

462105765813.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.5-
TF-<tag>

0.8.5 Capacitación CPU, GPU py36

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-rl-

0,5 Capacitación CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

tensorflow:ray0.5-
<tag>

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5.3-
<tag>

0.5.3 Capacitación CPU, GPU py3

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6-
<tag>

0.6 Capacitación CPU, GPU py

520713654638.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6.5-
<tag>

0.6.5 Capacitación CPU, GPU py

VW (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='vw',region='eu-
west-1',version='8.7.0',image_scope='training')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

462105765813.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-rl-vw-
container:Vw-8.7.0-
<tag>

8.7.0 Capacitación

xgBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost',region='eu-west-1',version='1.2-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

141502667606.dkr.ecr.eu-
west-1.amazonaws.com/

0.90-1 Capacitación, inferencia
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

sagemaker-
xgboost:<tag>

141502667606.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
xgboost:<tag>

0.90-2 Capacitación, inferencia

141502667606.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.0-1 Capacitación, inferencia

141502667606.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2-1 Capacitación, inferencia

141502667606.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2 Capacitación, inferencia

141502667606.dkr.ecr.eu-
west-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.3-1 Capacitación, inferencia

685385470294.dkr.ecr.eu-
west-1.amazonaws.com/
xgboost:<tag>

1 Capacitación, inferencia

Código de ejemplo para Europa (Londres) (eu-west-2)

En los siguientes temas se enumeran los parámetros para cada uno de los algoritmos y contenedores de
aprendizaje profundo de esta región proporcionados por Amazon SageMaker.

Temas
• BlazingText (algoritmo) (p. 1213)
• Cadena (DLC) (p. 1213)
• Clarificar (algoritmo) (p. 1214)
• Data Wrangler (algoritmo) (p. 1214)
• Depurador (algoritmo) (p. 1215)
• DeepAR Forecasting (algoritmo) (p. 1215)
• Máquinas de factorización (algoritmo) (p. 1215)
• Cara de abrazo (algoritmo) (p. 1216)
• Perspectivas de IP (algoritmo) (p. 1216)
• Clasificación de imágenes (algoritmo) (p. 1216)
• Inferentia MXNet (DLC) (p. 1217)
• Inferentia PyTorch (DLC) (p. 1217)
• Algoritmo k-means (p. 1217)
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• KNN (algoritmo) (p. 1218)
• LDA (algoritmo) (p. 1218)
• Lineal Learner (algoritmo) (p. 1218)
• MXNet (DLC) (p. 1219)
• Coach MXNet (DLC) (p. 1221)
• Monitor de modelo (algoritmo) (p. 1222)
• NTM (algoritmo) (p. 1222)
• Clasificación de imágenes (algoritmo) (p. 1222)
• Neo MXNet (DLC) (p. 1223)
• Neo PyTorch (DLC) (p. 1223)
• Neo Tensorflow (DLC) (p. 1224)
• Neo XGBoost (algoritmo) (p. 1224)
• Detección de objetos (algoritmo) (p. 1224)
• Object2Vec (p. 1224)
• PCA (algoritmo) (p. 1225)
• PyTorch (DLC) (p. 1225)
• Bosque de corte aleatorio (algoritmo) (p. 1227)
• Ray PyTorch (DLC) (p. 1228)
• Algoritmo de Scikit-learn (p. 1228)
• Segmentación semántica (algoritmo) (p. 1228)
• Capacitación Seq2Seq (algoritmo) (p. 1229)
• Spark (algoritmo) (p. 1229)
• Servir SparkML (algoritmo) (p. 1229)
• Tensorflow (DLC) (p. 1230)
• Entrenador Tensorflow (DLC) (p. 1237)
• Tensorflow Inferentia (DLC) (p. 1238)
• Rayo de Tensorflow (DLC) (p. 1238)
• VW (algoritmo) (p. 1239)
• xgBoost (algoritmo) (p. 1240)

BlazingText (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='blazingtext',region='eu-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

644912444149.dkr.ecr.eu-
west-2.amazonaws.com/
blazingtext:<tag>

1 Capacitación, inferencia

Cadena (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.
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from sagemaker import image_uris
image_uris.retrieve(framework='chainer',region='eu-
west-2',version='5.0.0',py_version='py3',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
chainer:<tag>

4.0.0 Capacitación,
inferencia

CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
chainer:<tag>

4.1.0 Capacitación,
inferencia

CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
chainer:<tag>

5.0.0 Capacitación,
inferencia

CPU, GPU py2, py3

Clarificar (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='clarify',region='eu-
west-2',version='1.0',image_scope='processing')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

440796970383.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-clarify-
processing:<tag>

1.0 Procesamiento

Data Wrangler (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='data-wrangler',region='eu-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

894491911112.dkr.ecr.eu-
west-2.amazonaws.com/

1.x Procesamiento
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

sagemaker-
data-wrangler-
container:<tag>

Depurador (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='debugger',region='eu-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

250201462417.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-debugger-
rules:<tag>

latest depurador

DeepAR Forecasting (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='forecasting-deepar',region='eu-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

644912444149.dkr.ecr.eu-
west-2.amazonaws.com/
forecasting-
deepar:<tag>

1 Capacitación, inferencia

Máquinas de factorización (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='factorization-machines',region='eu-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

644912444149.dkr.ecr.eu-
west-2.amazonaws.com/

1 Capacitación, inferencia
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

factorization-
machines:<tag>

Cara de abrazo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='huggingface',region='eu-
west-2',version='4.4.2',image_scope='training',base_framework_version='tensorflow2.4.1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
huggingface-pyTorch-
training:<tag>

4.4.2 Capacitación

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
huggingface-pyTorch-
training:<tag>

4.5.0 Capacitación

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.4.2 Capacitación

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.5.0 Capacitación

Perspectivas de IP (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ipinsights',region='eu-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

644912444149.dkr.ecr.eu-
west-2.amazonaws.com/
ipinsights:<tag>

1 Capacitación, inferencia

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.
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from sagemaker import image_uris
image_uris.retrieve(framework='image-classification',region='eu-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

644912444149.dkr.ecr.eu-
west-2.amazonaws.com/
image-
classification<tag>

1 Capacitación, inferencia

Inferentia MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-mxnet',region='eu-
west-2',version='1.5.1',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

205493899709.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-neo-
mxnet:<tag>

1.5.1 Inferencia inf py

Inferentia PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-pytorch',region='eu-
west-2',version='1.5.1',py_version='py3')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

205493899709.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-neo-
pytorch:<tag>

1.5.1 Inferencia inf py

Algoritmo k-means

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
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image_uris.retrieve(framework='kmeans',region='eu-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

644912444149.dkr.ecr.eu-
west-2.amazonaws.com/
kmeans:<tag>

1 Capacitación, inferencia

KNN (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='knn',region='eu-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

644912444149.dkr.ecr.eu-
west-2.amazonaws.com/
knn:<tag>

1 Capacitación, inferencia

LDA (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='lda',region='eu-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

644912444149.dkr.ecr.eu-
west-2.amazonaws.com/
lda:<tag>

1 Capacitación, inferencia

Lineal Learner (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='linear-learner',region='eu-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

644912444149.dkr.ecr.eu-
west-2.amazonaws.com/
linear-learner:<tag>

1 Capacitación, inferencia
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MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='mxnet',region='eu-
west-2',version='1.4.1',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-mxnet-
eia:<tag>

1.3.0 eia CPU py2, py3

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-mxnet-
serving-eia:<tag>

1.4.0 eia CPU py2, py3

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-mxnet-
serving<tag>

1.4.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-mxnet-
serving<tag>

1.4.1 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
mxnet:<tag>

0.12.1 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
mxnet:<tag>

0.12.1 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
mxnet:<tag>

1.0.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
mxnet:<tag>

1.0.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
mxnet:<tag>

1.1.0 Inferencia CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
mxnet:<tag>

1.1.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
mxnet:<tag>

1.2.1 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
mxnet:<tag>

1.2.1 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
mxnet:<tag>

1.3.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
mxnet:<tag>

1.3.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
mxnet:<tag>

1.4.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
mxnet:<tag>

1.4.1 Capacitación CPU, GPU py2

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
mxnet-inference-
eia:<tag>

1.4.1 eia CPU py2, py3

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
mxnet-inference-
eia:<tag>

1.5.1 eia CPU py2, py3

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
mxnet-inference-
eia:<tag>

1.7.0 eia CPU py

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
mxnet-
inference:<tag>

1.4.1 Inferencia CPU, GPU py
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
mxnet-
inference:<tag>

1.6.0 Inferencia CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
mxnet-
inference:<tag>

1.7.0 Inferencia CPU, GPU py

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
mxnet-
inference:<tag>

1.8.0 Inferencia CPU, GPU py37

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
mxnet-
training:<tag>

1.4.1 Capacitación CPU, GPU py

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
mxnet-
training:<tag>

1.6.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
mxnet-
training:<tag>

1.7.0 Capacitación CPU, GPU py

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
mxnet-
training:<tag>

1.8.0 Capacitación CPU, GPU py37

Coach MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-mxnet',region='eu-
west-2',version='0.11',py_version='py3',image_scope='training',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11-
<tag>

0,11 Capacitación CPU, GPU py
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11.0-
<tag>

0.11.0 Capacitación CPU, GPU py

Monitor de modelo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='model-monitor',region='eu-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

749857270468.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-model-
monitor-analyzer:<tag>

  Monitorización de

NTM (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ntm',region='eu-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

644912444149.dkr.ecr.eu-
west-2.amazonaws.com/
ntm:<tag>

1 Capacitación, inferencia

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification-neo',region='eu-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

205493899709.dkr.ecr.eu-
west-2.amazonaws.com/

latest Inferencia
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

image-classification-
neo:<tag>

Neo MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-mxnet',region='eu-
west-2',version='1.8',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

205493899709.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
inference-
mxnet:<tag>

1.8 Inferencia CPU, GPU py

Neo PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-pytorch',region='eu-
west-2',version='1.6',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

205493899709.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
inference-
PyTorch<tag>

1.4 Inferencia CPU, GPU py

205493899709.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
inference-
PyTorch<tag>

1.5 Inferencia CPU, GPU py

205493899709.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
inference-
PyTorch<tag>

1.6 Inferencia CPU, GPU py
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Neo Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-tensorflow',region='eu-
west-2',version='1.15.3',py_version='py3',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

205493899709.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
inference-
tensorflow:<tag>

1.15.3 Inferencia CPU, GPU py

Neo XGBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost-neo',region='eu-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

205493899709.dkr.ecr.eu-
west-2.amazonaws.com/
xgboost-neo:<tag>

latest Inferencia

Detección de objetos (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object-detection',region='eu-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

644912444149.dkr.ecr.eu-
west-2.amazonaws.com/
object-detection:<tag>

1 Capacitación, inferencia

Object2Vec

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object2vec',region='eu-west-2')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

644912444149.dkr.ecr.eu-
west-2.amazonaws.com/
object2vec:<tag>

1 Capacitación, inferencia

PCA (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='pca',region='eu-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

644912444149.dkr.ecr.eu-
west-2.amazonaws.com/
pca:<tag>

1 Capacitación, inferencia

PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='pytorch',region='eu-
west-2',version='1.8.0',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
pyTorch<tag>

0.4.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
pyTorch<tag>

0.4.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
pyTorch<tag>

1.0.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
pyTorch<tag>

1.0.0 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
pyTorch<tag>

1.1.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
pyTorch<tag>

1.1.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
pytorch-inference-
eia:<tag>

1.3.1 eia CPU py

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
pytorch-
inference<tag>

1.2.0 Inferencia CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
pytorch-
inference<tag>

1.3.1 Inferencia CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
pytorch-
inference<tag>

1.4.0 Inferencia CPU, GPU py

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
pytorch-
inference<tag>

1.5.0 Inferencia CPU, GPU py

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
pytorch-
inference<tag>

1.6.0 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
pytorch-
inference<tag>

1.7.1 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
pytorch-
inference<tag>

1.8.0 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
pytorch-
inference<tag>

1.8.1 Inferencia CPU, GPU py3, py36
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
pytorch-
training<tag>

1.2.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
pytorch-
training<tag>

1.3.1 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
pytorch-
training<tag>

1.4.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
pytorch-
training<tag>

1.5.0 Capacitación CPU, GPU py

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
pytorch-
training<tag>

1.6.0 Capacitación CPU, GPU py3, py36

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
pytorch-
training<tag>

1.7.1 Capacitación CPU, GPU py3, py36

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
pytorch-
training<tag>

1.8.0 Capacitación CPU, GPU py3, py36

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
pytorch-
training<tag>

1.8.1 Capacitación CPU, GPU py3, py36

Bosque de corte aleatorio (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='randomcutforest',region='eu-west-2')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

644912444149.dkr.ecr.eu-
west-2.amazonaws.com/
randomcutforest:<tag>

1 Capacitación, inferencia

Ray PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ray-pytorch',region='eu-
west-2',version='0.8.5',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

462105765813.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.5-
antorcha<tag>

0.8.5 Capacitación CPU, GPU py36

Algoritmo de Scikit-learn

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='sklearn',region='eu-
west-2',version='0.23-1',image_scope='inference')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

764974769150.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.20.0 Capacitación, inferencia

764974769150.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.23-1 Capacitación, inferencia

Segmentación semántica (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
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image_uris.retrieve(framework='semantic-segmentation',region='eu-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

644912444149.dkr.ecr.eu-
west-2.amazonaws.com/
semantic-
segmentation:<tag>

1 Capacitación, inferencia

Capacitación Seq2Seq (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='seq2seq',region='eu-west-2')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

644912444149.dkr.ecr.eu-
west-2.amazonaws.com/
seq2seq:<tag>

1 Capacitación, inferencia

Spark (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='spark',region='eu-
west-2',version='3.0',image_scope='processing')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

836651553127.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-spark-
processing:<tag>

2.4 Procesamiento

836651553127.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-spark-
processing:<tag>

3.0 Procesamiento

Servir SparkML (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='sparkml-serving',region='eu-west-2',version='2.4')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

764974769150.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-sparkml-
serving:<tag>

2.2 Inferencia

764974769150.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-sparkml-
serving:<tag>

2.4 Inferencia

Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='tensorflow',region='eu-
west-2',version='1.12.0',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
tensorflow-eia
7<tag>

1.10.0 eia CPU py2

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.11.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.12.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.13.1 Capacitación CPU, GPU py2

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
tensorflow-serving-
eia:<tag>

1.11.0 eia CPU -

1230



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
tensorflow-serving-
eia:<tag>

1.12.0 eia CPU -

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
tensorflow-serving-
eia:<tag>

1.13.0 eia CPU -

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
tensorflow-
serving<tag>

1.11.0 Inferencia CPU, GPU -

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
tensorflow-
serving<tag>

1.12.0 Inferencia CPU, GPU -

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
tensorflow<tag>

1.10.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
tensorflow<tag>

1.10.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
tensorflow<tag>

1.4.1 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
tensorflow<tag>

1.4.1 Capacitación CPU, GPU py2

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
tensorflow<tag>

1.5.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
tensorflow<tag>

1.5.0 Capacitación CPU, GPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
tensorflow<tag>

1.6.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
tensorflow<tag>

1.6.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
tensorflow<tag>

1.7.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
tensorflow<tag>

1.7.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
tensorflow<tag>

1.8.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
tensorflow<tag>

1.8.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
tensorflow<tag>

1.9.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
tensorflow<tag>

1.9.0 Capacitación CPU, GPU py2

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.14.0 eia CPU -

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.15.0 eia CPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.0.0 eia CPU -

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.3.0 eia CPU -

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
inference<tag>

1.13.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
inference<tag>

1.14.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
inference<tag>

1.15.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
inference<tag>

1.15.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
inference<tag>

1.15.3 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
inference<tag>

1.15.4 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
inference<tag>

1.15.5 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
inference<tag>

2.0.0 Inferencia CPU, GPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
inference<tag>

2.0.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
inference<tag>

2.0.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
inference<tag>

2.0.3 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
inference<tag>

2.0.4 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
inference<tag>

2.1.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
inference<tag>

2.1.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
inference<tag>

2.1.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
inference<tag>

2.1.3 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
inference<tag>

2.2.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
inference<tag>

2.2.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
inference<tag>

2.2.2 Inferencia CPU, GPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
inference<tag>

2.3.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
inference<tag>

2.3.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
inference<tag>

2.3.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
inference<tag>

2.4.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
training:<tag>

1.13.1 Capacitación CPU, GPU py

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
training:<tag>

1.14.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
training:<tag>

1.15.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
training:<tag>

1.15.2 Capacitación CPU, GPU py2, py3, py37

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
training:<tag>

1.15.3 Capacitación CPU, GPU py2, py3, py37

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
training:<tag>

1.15.4 Capacitación CPU, GPU py3, py36, py37

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
training:<tag>

1.15.5 Capacitación CPU, GPU py3, py36, py37
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
training:<tag>

2.0.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
training:<tag>

2.0.1 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
training:<tag>

2.0.2 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
training:<tag>

2.0.3 Capacitación CPU, GPU py

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
training:<tag>

2.0.4 Capacitación CPU, GPU py

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
training:<tag>

2.1.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
training:<tag>

2.1.1 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
training:<tag>

2.1.2 Capacitación CPU, GPU py

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
training:<tag>

2.1.3 Capacitación CPU, GPU py

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
training:<tag>

2.2.0 Capacitación CPU, GPU py37

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
training:<tag>

2.2.1 Capacitación CPU, GPU py37
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
training:<tag>

2.2.2 Capacitación CPU, GPU py37

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
training:<tag>

2.3.0 Capacitación CPU, GPU py37

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
training:<tag>

2.3.1 Capacitación CPU, GPU py37

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
training:<tag>

2.3.2 Capacitación CPU, GPU py37

763104351884.dkr.ecr.eu-
west-2.amazonaws.com/
tensorflow-
training:<tag>

2.4.1 Capacitación CPU, GPU py37

Entrenador Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-tensorflow',region='eu-
west-2',version='1.0.0',image_scope='training',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

462105765813.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
rl-coach-
contenedor:coach-1.0.0-
TF-<tag>

1.0.0 Capacitación CPU, GPU py

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10-
<tag>

0.10 Capacitación CPU, GPU py

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/

0.10.1 Capacitación CPU, GPU py
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

sagemaker-rl-
tensorflow:coach0.10.1-
<tag>

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11-
<tag>

0,11 Capacitación CPU, GPU py

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.0-
<tag>

0.11.0 Capacitación CPU, GPU py

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.1-
<tag>

0.11.1 Capacitación CPU, GPU py

Tensorflow Inferentia (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-tensorflow',region='eu-
west-2',version='1.15.0',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

205493899709.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-neo-
tensorflow:<tag>

1.15.0 Inferencia inf py

Rayo de Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ray-tensorflow',region='eu-
west-2',version='0.8.5',instance_type='ml.c5.4xlarge')
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

462105765813.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.2-
TF-<tag>

0.8.2 Capacitación CPU, GPU py36

462105765813.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-rl-ray-
container:ray-0.8.5-
TF-<tag>

0.8.5 Capacitación CPU, GPU py36

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5-
<tag>

0,5 Capacitación CPU, GPU py

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5.3-
<tag>

0.5.3 Capacitación CPU, GPU py

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6-
<tag>

0.6 Capacitación CPU, GPU py

520713654638.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6.5-
<tag>

0.6.5 Capacitación CPU, GPU py

VW (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='vw',region='eu-
west-2',version='8.7.0',image_scope='training')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

462105765813.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-rl-vw-
container:Vw-8.7.0-
<tag>

8.7.0 Capacitación
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xgBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost',region='eu-west-2',version='1.2-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

644912444149.dkr.ecr.eu-
west-2.amazonaws.com/
xgboost:<tag>

1 Capacitación, inferencia

764974769150.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
xgboost:<tag>

0.90-1 Capacitación, inferencia

764974769150.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
xgboost:<tag>

0.90-2 Capacitación, inferencia

764974769150.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
xgboost:<tag>

1.0-1 Capacitación, inferencia

764974769150.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2-1 Capacitación, inferencia

764974769150.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2 Capacitación, inferencia

764974769150.dkr.ecr.eu-
west-2.amazonaws.com/
sagemaker-
xgboost:<tag>

1.3-1 Capacitación, inferencia

Rutas de registro de Docker y código de ejemplo para Europa (París)

En los siguientes temas se enumeran los parámetros para cada uno de los algoritmos y contenedores de
aprendizaje profundo de esta región proporcionados por Amazon SageMaker.

Temas
• BlazingText (algoritmo) (p. 1241)
• Cadena (DLC) (p. 1242)
• Clarificar (algoritmo) (p. 1242)
• Data Wrangler (algoritmo) (p. 1242)
• Depurador (algoritmo) (p. 1243)
• DeepAR Forecasting (algoritmo) (p. 1243)
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• Máquinas de factorización (algoritmo) (p. 1243)
• Cara de abrazo (algoritmo) (p. 1244)
• Perspectivas de IP (algoritmo) (p. 1244)
• Clasificación de imágenes (algoritmo) (p. 1244)
• Inferentia MXNet (DLC) (p. 1245)
• Inferentia PyTorch (DLC) (p. 1245)
• Algoritmo k-means (p. 1245)
• KNN (algoritmo) (p. 1246)
• Lineal Learner (algoritmo) (p. 1246)
• MXNet (DLC) (p. 1246)
• Coach MXNet (DLC) (p. 1249)
• Monitor de modelo (algoritmo) (p. 1249)
• NTM (algoritmo) (p. 1250)
• Clasificación de imágenes (algoritmo) (p. 1250)
• Neo MXNet (DLC) (p. 1250)
• Neo PyTorch (DLC) (p. 1251)
• Neo Tensorflow (DLC) (p. 1251)
• Neo XGBoost (algoritmo) (p. 1252)
• Detección de objetos (algoritmo) (p. 1252)
• Object2Vec (p. 1252)
• PCA (algoritmo) (p. 1253)
• PyTorch (DLC) (p. 1253)
• Bosque de corte aleatorio (algoritmo) (p. 1255)
• Algoritmo de Scikit-learn (p. 1255)
• Segmentación semántica (algoritmo) (p. 1255)
• Algoritmo Seq2Seq (p. 1256)
• Spark (algoritmo) (p. 1256)
• Servir SparkML (algoritmo) (p. 1256)
• Tensorflow (DLC) (p. 1257)
• Entrenador Tensorflow (DLC) (p. 1264)
• Tensorflow Inferentia (DLC) (p. 1264)
• Rayo de Tensorflow (DLC) (p. 1265)
• xgBoost (algoritmo) (p. 1265)

BlazingText (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='blazingtext',region='eu-west-3')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

749696950732.dkr.ecr.eu-
west-3.amazonaws.com/
blazingtext:<tag>

1 Capacitación, inferencia
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Cadena (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='chainer',region='eu-
west-3',version='5.0.0',py_version='py3',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
chainer:<tag>

4.0.0 Capacitación,
inferencia

CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
chainer:<tag>

4.1.0 Capacitación,
inferencia

CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
chainer:<tag>

5.0.0 Capacitación,
inferencia

CPU, GPU py2, py3

Clarificar (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='clarify',region='eu-
west-3',version='1.0',image_scope='processing')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

341593696636.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-clarify-
procesamiento:<tag>

1.0 Procesamiento

Data Wrangler (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='data-wrangler',region='eu-west-3')

1242



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

807237891255.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
data-wrangler-
container:<tag>

1.x Procesamiento

Depurador (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='debugger',region='eu-west-3')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

4478800020.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-debugger-
rules:<tag>

latest depurador

DeepAR Forecasting (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='forecasting-deepar',region='eu-west-3')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

7496950732.dkr.ecr.eu-
west-3.amazonaws.com/
forecasting-
deepar:<tag>

1 Capacitación, inferencia

Máquinas de factorización (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='factorization-machines',region='eu-west-3')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

7496950732.dkr.ecr.eu-
west-3.amazonaws.com/

1 Capacitación, inferencia
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

factorización de
máquinas:<tag>

Cara de abrazo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='huggingface',region='eu-
west-3',version='4.4.2',image_scope='training',base_framework_version='tensorflow2.4.1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
huggingface-
pyTorch:<tag>

4.4.2 Capacitación

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
huggingface-
pyTorch:<tag>

4.5.0 Capacitación

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.4.2 Capacitación

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.5.0 Capacitación

Perspectivas de IP (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ipinsights',region='eu-west-3')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

749696950732.dkr.ecr.eu-
west-3.amazonaws.com/
ipinsights:<tag>

1 Capacitación, inferencia

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.
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from sagemaker import image_uris
image_uris.retrieve(framework='image-classification',region='eu-west-3')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

7496950732.dkr.ecr.eu-
west-3.amazonaws.com/
clasificación de
imágenes<tag>

1 Capacitación, inferencia

Inferentia MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-mxnet',region='eu-
west-3',version='1.5.1',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

254080097072.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-neo-
mxnet:<tag>

1.5.1 Inferencia inf py

Inferentia PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-pytorch',region='eu-
west-3',version='1.5.1',py_version='py3')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

254080097072.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-neo-
pytorch:<tag>

1.5.1 Inferencia inf py

Algoritmo k-means

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='kmeans',region='eu-west-3')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

749696950732.dkr.ecr.eu-
west-3.amazonaws.com/
kmeans:<tag>

1 Capacitación, inferencia

KNN (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='knn',region='eu-west-3')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

749696950732.dkr.ecr.eu-
west-3.amazonaws.com/
knn:<tag>

1 Capacitación, inferencia

Lineal Learner (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='linear-learner',region='eu-west-3')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

749696950732.dkr.ecr.eu-
west-3.amazonaws.com/
linear-learner:<tag>

1 Capacitación, inferencia

MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='mxnet',region='eu-
west-3',version='1.4.1',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-mxnet-
eia:<tag>

1.3.0 eia CPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-mxnet-
serving-eia:<tag>

1.4.0 eia CPU py2, py3

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-mxnet-
servir:<tag>

1.4.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-mxnet-
servir:<tag>

1.4.1 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
mxnet:<tag>

0.12.1 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
mxnet:<tag>

0.12.1 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
mxnet:<tag>

1.0.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
mxnet:<tag>

1.0.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
mxnet:<tag>

1.1.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
mxnet:<tag>

1.1.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
mxnet:<tag>

1.2.1 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
mxnet:<tag>

1.2.1 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
mxnet:<tag>

1.3.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
mxnet:<tag>

1.3.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
mxnet:<tag>

1.4.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
mxnet:<tag>

1.4.1 Capacitación CPU, GPU py2

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
mxnet-inference-
eia:<tag>

1.4.1 eia CPU py2, py3

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
mxnet-inference-
eia:<tag>

1.5.1 eia CPU py2, py3

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
mxnet-inference-
eia:<tag>

1.7.0 eia CPU py

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
mxnet-
inferencia:<tag>

1.4.1 Inferencia CPU, GPU py

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
mxnet-
inferencia:<tag>

1.6.0 Inferencia CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
mxnet-
inferencia:<tag>

1.7.0 Inferencia CPU, GPU py

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
mxnet-
inferencia:<tag>

1.8.0 Inferencia CPU, GPU py37

1248



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
mxnet-
training:<tag>

1.4.1 Capacitación CPU, GPU py

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
mxnet-
training:<tag>

1.6.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
mxnet-
training:<tag>

1.7.0 Capacitación CPU, GPU py

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
mxnet-
training:<tag>

1.8.0 Capacitación CPU, GPU py37

Coach MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-mxnet',region='eu-
west-3',version='0.11',py_version='py3',image_scope='training',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11-
<tag>

0,11 Capacitación CPU, GPU py

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11.0-
<tag>

0.11.0 Capacitación CPU, GPU py

Monitor de modelo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='model-monitor',region='eu-west-3')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

680080141114.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
model-monitor-
analizador:<tag>

  Monitorización de

NTM (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ntm',region='eu-west-3')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

749696950732.dkr.ecr.eu-
west-3.amazonaws.com/
ntm:<tag>

1 Capacitación, inferencia

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification-neo',region='eu-west-3')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

257072.dkr.ecr.eu-
west-3.amazonaws.com/
image-classification-
neo:<tag>

latest Inferencia

Neo MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-mxnet',region='eu-
west-3',version='1.8',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

254080097072.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
inference-
mxnet:<tag>

1.8 Inferencia CPU, GPU py

Neo PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-pytorch',region='eu-
west-3',version='1.6',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

254080097072.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
inference-
PyTorch<tag>

1.4 Inferencia CPU, GPU py

254080097072.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
inference-
PyTorch<tag>

1.5 Inferencia CPU, GPU py

254080097072.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
inference-
PyTorch<tag>

1.6 Inferencia CPU, GPU py

Neo Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-tensorflow',region='eu-
west-3',version='1.15.3',py_version='py3',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

254080097072.dkr.ecr.eu-
west-3.amazonaws.com/

1.15.3 Inferencia CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

sagemaker-
inference-
tensorflow:<tag>

Neo XGBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost-neo',region='eu-west-3')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

254080097072.dkr.ecr.eu-
west-3.amazonaws.com/
xgboost-neo:<tag>

latest Inferencia

Detección de objetos (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object-detection',region='eu-west-3')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

749696950732.dkr.ecr.eu-
west-3.amazonaws.com/
object-detection:<tag>

1 Capacitación, inferencia

Object2Vec

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object2vec',region='eu-west-3')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

749696950732.dkr.ecr.eu-
west-3.amazonaws.com/
object2vec:<tag>

1 Capacitación, inferencia
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PCA (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='pca',region='eu-west-3')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

749696950732.dkr.ecr.eu-
west-3.amazonaws.com/
pca:<tag>

1 Capacitación, inferencia

PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='pytorch',region='eu-
west-3',version='1.8.0',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
pyTorch<tag>

0.4.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
pyTorch<tag>

0.4.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
pyTorch<tag>

1.0.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
pyTorch<tag>

1.0.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
pyTorch<tag>

1.1.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
pyTorch<tag>

1.1.0 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
pytorch-inference-
eia:<tag>

1.3.1 eia CPU py3

Inferencia con
PyTorch<tag>

1.2.0 Inferencia CPU, GPU py2, py3

Inferencia con
PyTorch<tag>

1.3.1 Inferencia CPU, GPU py2, py3

Inferencia con
PyTorch<tag>

1.4.0 Inferencia CPU, GPU py3

Inferencia con
PyTorch<tag>

1.5.0 Inferencia CPU, GPU py3

Inferencia con
PyTorch<tag>

1.6.0 Inferencia CPU, GPU py3, py36

Inferencia con
PyTorch<tag>

1.7.1 Inferencia CPU, GPU py3, py36

Inferencia con
PyTorch<tag>

1.8.0 Inferencia CPU, GPU py3, py36

Inferencia con
PyTorch<tag>

1.8.1 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
PyTorch-<tag>

1.2.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
PyTorch-<tag>

1.3.1 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
PyTorch-<tag>

1.4.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
PyTorch-<tag>

1.5.0 Capacitación CPU, GPU py3

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
PyTorch-<tag>

1.6.0 Capacitación CPU, GPU py3, py36

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
PyTorch-<tag>

1.7.1 Capacitación CPU, GPU py3, py36

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
PyTorch-<tag>

1.8.0 Capacitación CPU, GPU py3, py36
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
PyTorch-<tag>

1.8.1 Capacitación CPU, GPU py3, py36

Bosque de corte aleatorio (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='randomcutforest',region='eu-west-3')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

749696950732.dkr.ecr.eu-
west-3.amazonaws.com/
randomcutforest:<tag>

1 Capacitación, inferencia

Algoritmo de Scikit-learn

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='sklearn',region='eu-
west-3',version='0.23-1',image_scope='inference')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

659782779980.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.20.0 Capacitación, inferencia

659782779980.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.23-1 Capacitación, inferencia

Segmentación semántica (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='semantic-segmentation',region='eu-west-3')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

7496950732.dkr.ecr.eu-
west-3.amazonaws.com/
semantic-
segmentación:<tag>

1 Capacitación, inferencia

Algoritmo Seq2Seq

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='seq2seq',region='eu-west-3')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

749696950732.dkr.ecr.eu-
west-3.amazonaws.com/
seq2seq:<tag>

1 Capacitación, inferencia

Spark (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='spark',region='eu-
west-3',version='3.0',image_scope='processing')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

136845547031.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-spark-
processing:<tag>

2.4 Procesamiento

136845547031.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-spark-
processing:<tag>

3.0 Procesamiento

Servir SparkML (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='sparkml-serving',region='eu-west-3',version='2.4')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

659782779980.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-sparkml-
Serving:<tag>

2.2 Inferencia

659782779980.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-sparkml-
Serving:<tag>

2.4 Inferencia

Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='tensorflow',region='eu-
west-3',version='1.12.0',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
tensorflow-
eia:<tag>

1.10.0 eia CPU py2

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.11.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.12.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.13.1 Capacitación CPU, GPU py2

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
tensorflow-Serving
eia:<tag>

1.11.0 eia CPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
tensorflow-Serving
eia:<tag>

1.12.0 eia CPU -

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
tensorflow-Serving
eia:<tag>

1.13.0 eia CPU -

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
tensorflow-
serving:<tag>

1.11.0 Inferencia CPU, GPU -

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
tensorflow-
serving:<tag>

1.12.0 Inferencia CPU, GPU -

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.10.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.10.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.4.1 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.4.1 Capacitación CPU, GPU py2

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.5.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.5.0 Capacitación CPU, GPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.6.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.6.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.7.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.7.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.8.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.8.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.9.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.9.0 Capacitación CPU, GPU py2

7641884.dkr.ecr.eu-
west-3.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.14.0 eia CPU -

7641884.dkr.ecr.eu-
west-3.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.15.0 eia CPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

7641884.dkr.ecr.eu-
west-3.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.0.0 eia CPU -

7641884.dkr.ecr.eu-
west-3.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.3.0 eia CPU -

Inferencia con
TensorFlow<tag>

1.13.0 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

1.14.0 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

1.15.0 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

1.15.2 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

1.15.3 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

1.15.4 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

1.15.5 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

2.0.0 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

2.0.1 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

2.0.2 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

2.0.3 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

2.0.4 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

2.1.0 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

2.1.1 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

2.1.2 Inferencia CPU, GPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

Inferencia con
TensorFlow<tag>

2.1.3 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

2.2.0 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

2.2.1 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

2.2.2 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

2.3.0 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

2.3.1 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

2.3.2 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

2.4.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

1.13.1 Capacitación CPU, GPU py3

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

1.14.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

1.15.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

1.15.2 Capacitación CPU, GPU py2, py3, py37

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

1.15.3 Capacitación CPU, GPU py2, py3, py37
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

1.15.4 Capacitación CPU, GPU py3, py36, py37

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

1.15.5 Capacitación CPU, GPU py3, py36, py37

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.0.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.0.1 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.0.2 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.0.3 Capacitación CPU, GPU py3

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.0.4 Capacitación CPU, GPU py3

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.1.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.1.1 Capacitación CPU, GPU py2, py3

1262



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.1.2 Capacitación CPU, GPU py3

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.1.3 Capacitación CPU, GPU py3

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.2.0 Capacitación CPU, GPU py37

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.2.1 Capacitación CPU, GPU py37

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.2.2 Capacitación CPU, GPU py37

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.3.0 Capacitación CPU, GPU py37

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.3.1 Capacitación CPU, GPU py37

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.3.2 Capacitación CPU, GPU py37

763104351884.dkr.ecr.eu-
west-3.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.4.1 Capacitación CPU, GPU py37
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Entrenador Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-tensorflow',region='eu-
west-3',version='1.0.0',image_scope='training',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10-
<tag>

0.10 Capacitación CPU, GPU py3

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10.1-
<tag>

0.10.1 Capacitación CPU, GPU py3

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11-
<tag>

0,11 Capacitación CPU, GPU py3

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.0-
<tag>

0.11.0 Capacitación CPU, GPU py3

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.1-
<tag>

0.11.1 Capacitación CPU, GPU py3

Tensorflow Inferentia (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-tensorflow',region='eu-
west-3',version='1.15.0',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

254080097072.dkr.ecr.eu-
west-3.amazonaws.com/

1.15.0 Inferencia inf py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

sagemaker-neo-
tensorflow:<tag>

Rayo de Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ray-tensorflow',region='eu-
west-3',version='0.8.5',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5-
<tag>

0,5 Capacitación CPU, GPU py3

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5.3-
<tag>

0.5.3 Capacitación CPU, GPU py3

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6-
<tag>

0.6 Capacitación CPU, GPU py3

520713654638.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6.5-
<tag>

0.6.5 Capacitación CPU, GPU py3

xgBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost',region='eu-west-3',version='1.2-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

659782779980.dkr.ecr.eu-
west-3.amazonaws.com/

0.90-1 Capacitación, inferencia
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

sagemaker-
xgboost:<tag>

659782779980.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
xgboost:<tag>

0.90-2 Capacitación, inferencia

659782779980.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
xgboost:<tag>

1.0-1 Capacitación, inferencia

659782779980.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2-1 Capacitación, inferencia

659782779980.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2 Capacitación, inferencia

659782779980.dkr.ecr.eu-
west-3.amazonaws.com/
sagemaker-
xgboost:<tag>

1.3-1 Capacitación, inferencia

749696950732.dkr.ecr.eu-
west-3.amazonaws.com/
xgboost:<tag>

1 Capacitación, inferencia

Rutas de Docker y código de ejemplo para Europa (Estocolmo) (eu-north-1)

En los siguientes temas se enumeran los parámetros para cada uno de los algoritmos y contenedores de
aprendizaje profundo de esta región proporcionados por Amazon SageMaker.

Temas
• BlazingText (algoritmo) (p. 1267)
• Cadena (DLC) (p. 1267)
• Clarificar (algoritmo) (p. 1268)
• Data Wrangler (algoritmo) (p. 1268)
• Depurador (algoritmo) (p. 1269)
• DeepAR Forecasting (algoritmo) (p. 1269)
• Máquinas de factorización (algoritmo) (p. 1269)
• Cara de abrazo (algoritmo) (p. 1269)
• Perspectivas de IP (algoritmo) (p. 1270)
• Clasificación de imágenes (algoritmo) (p. 1270)
• Inferentia MXNet (DLC) (p. 1271)
• Inferentia PyTorch (DLC) (p. 1271)
• Algoritmo k-means (p. 1271)
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• KNN (algoritmo) (p. 1271)
• Lineal Learner (algoritmo) (p. 1272)
• MXNet (DLC) (p. 1272)
• Coach MXNet (DLC) (p. 1274)
• Monitor de modelo (algoritmo) (p. 1275)
• NTM (algoritmo) (p. 1275)
• Clasificación de imágenes (algoritmo) (p. 1275)
• Neo MXNet (DLC) (p. 1276)
• Neo PyTorch (DLC) (p. 1276)
• Neo Tensorflow (DLC) (p. 1277)
• Neo XGBoost (algoritmo) (p. 1277)
• Detección de objetos (algoritmo) (p. 1277)
• Object2Vec (p. 1278)
• PCA (algoritmo) (p. 1278)
• PyTorch (DLC) (p. 1278)
• Bosque de corte aleatorio (algoritmo) (p. 1280)
• Algoritmo de Scikit-learn (p. 1281)
• Segmentación semántica (algoritmo) (p. 1281)
• Algoritmo Seq2Seq (p. 1281)
• Spark (algoritmo) (p. 1281)
• Servir SparkML (algoritmo) (p. 1282)
• Tensorflow (DLC) (p. 1282)
• Entrenador Tensorflow (DLC) (p. 1290)
• Tensorflow Inferentia (DLC) (p. 1290)
• Rayo de Tensorflow (DLC) (p. 1291)
• xgBoost (algoritmo) (p. 1291)

BlazingText (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='blazingtext',region='eu-north-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

669576153137.dkr.ecr.eu-
north-1.amazonaws.com/
blazingtext:<tag>

1 Capacitación, inferencia

Cadena (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
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image_uris.retrieve(framework='chainer',region='eu-
north-1',version='5.0.0',py_version='py3',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

5207136538.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-
chainer:<tag>

4.0.0 Capacitación,
inferencia

CPU, GPU py2, py3

5207136538.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-
chainer:<tag>

4.1.0 Capacitación,
inferencia

CPU, GPU py2, py3

5207136538.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-
chainer:<tag>

5.0.0 Capacitación,
inferencia

CPU, GPU py2, py3

Clarificar (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='clarify',region='eu-
north-1',version='1.0',image_scope='processing')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

763603941244.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-clarify-
procesamiento:<tag>

1.0 Procesamiento

Data Wrangler (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='data-wrangler',region='eu-north-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

054986407534.dkr.ecr.eu-
north1.amazonaws.com/
sagemaker-
data-wrangler-
container:<tag>

1.x Procesamiento
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Depurador (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='debugger',region='eu-north-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

314864569078.dkr.ecr.eu-
north1.amazonaws.com/
sagemaker-debugger-
rules:<tag>

latest Debugger

DeepAR Forecasting (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='forecasting-deepar',region='eu-north-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

669576153137.dkr.ecr.eu-
north-1.amazonaws.com/
forecasting-
Deepar:<tag>

1 Capacitación, inferencia

Máquinas de factorización (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='factorization-machines',region='eu-north-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

669576153137.dkr.ecr.eu-
north-1.amazonaws.com/
factorización de
máquinas:<tag>

1 Capacitación, inferencia

Cara de abrazo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
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image_uris.retrieve(framework='huggingface',region='eu-
north-1',version='4.4.2',image_scope='training',base_framework_version='tensorflow2.4.1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

763104351884.dkr.ecr.eu-
north1.amazonaws.com/
huggingface-pyTorch-
capacitación:<tag>

4.4.2 Capacitación

763104351884.dkr.ecr.eu-
north1.amazonaws.com/
huggingface-pyTorch-
capacitación:<tag>

4.5.0 Capacitación

763104351884.dkr.ecr.eu-
north1.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.4.2 Capacitación

763104351884.dkr.ecr.eu-
north1.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.5.0 Capacitación

Perspectivas de IP (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ipinsights',region='eu-north-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

669576153137.dkr.ecr.eu-
north-1.amazonaws.com/
ipinsights:<tag>

1 Capacitación, inferencia

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification',region='eu-north-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

669576153137.dkr.ecr.eu-
north-1.amazonaws.com/
image-
classification:<tag>

1 Capacitación, inferencia
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Inferentia MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-mxnet',region='eu-
north-1',version='1.5.1',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

601324751636.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-neo-
mxnet:<tag>

1.5.1 Inferencia inf py3

Inferentia PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-pytorch',region='eu-
north-1',version='1.5.1',py_version='py3')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

601324751636.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-neo-
pyTorch:<tag>

1.5.1 Inferencia inf py3

Algoritmo k-means

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='kmeans',region='eu-north-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

669576153137.dkr.ecr.eu-
north-1.amazonaws.com/
kmeans:<tag>

1 Capacitación, inferencia

KNN (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.
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from sagemaker import image_uris
image_uris.retrieve(framework='knn',region='eu-north-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

669576153137.dkr.ecr.eu-
north-1.amazonaws.com/
knn:<tag>

1 Capacitación, inferencia

Lineal Learner (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='linear-learner',region='eu-north-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

669576153137.dkr.ecr.eu-
north1.amazonaws.com/
linear-learner:<tag>

1 Capacitación, inferencia

MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='mxnet',region='eu-
north-1',version='1.4.1',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-mxnet-
eia:<tag>

1.3.0 eia CPU py2, py3

520713654638.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-mxnet-
serving-eia:<tag>

1.4.0 eia CPU py2, py3

520713654638.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-mxnet-
servir:<tag>

1.4.0 Inferencia CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-mxnet-
servir:<tag>

1.4.1 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-
mxnet<tag>

0.12.1 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
con MXNet<tag>

0.12.1 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
con MXNet<tag>

1.0.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
con MXNet<tag>

1.0.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
con MXNet<tag>

1.1.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
con MXNet<tag>

1.1.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
con MXNet<tag>

1.2.1 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
con MXNet<tag>

1.2.1 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
con MXNet<tag>

1.3.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
con MXNet<tag>

1.3.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
con MXNet<tag>

1.4.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
con MXNet<tag>

1.4.1 Capacitación CPU, GPU py2

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
mxnet-inference-
eia<tag>

1.4.1 eia CPU py2, py3

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
mxnet-inference-
eia<tag>

1.5.1 eia CPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
mxnet-inference-
eia<tag>

1.7.0 eia CPU py3

Inferencia con
MXNet<tag>

1.4.1 Inferencia CPU, GPU py3

Inferencia con
MXNet<tag>

1.6.0 Inferencia CPU, GPU py2, py3

Inferencia con
MXNet<tag>

1.7.0 Inferencia CPU, GPU py3

Inferencia con
MXNet<tag>

1.8.0 Inferencia CPU, GPU py37

763104351884.dkr.ecr.eu-
north1.amazonaws.com/
mxnet-
training:<tag>

1.4.1 Capacitación CPU, GPU py3

763104351884.dkr.ecr.eu-
north1.amazonaws.com/
mxnet-
training:<tag>

1.6.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
north1.amazonaws.com/
mxnet-
training:<tag>

1.7.0 Capacitación CPU, GPU py3

763104351884.dkr.ecr.eu-
north1.amazonaws.com/
mxnet-
training:<tag>

1.8.0 Capacitación CPU, GPU py37

Coach MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-mxnet',region='eu-
north-1',version='0.11',py_version='py3',image_scope='training',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-rl-

0,11 Capacitación CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

mxnet:coach0.11-
<tag>

520713654638.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11.0-
<tag>

0.11.0 Capacitación CPU, GPU py3

Monitor de modelo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='model-monitor',region='eu-north-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

895015795356.dkr.ecr.eu-
north1.amazonaws.com/
sagemaker-
model-monitor-
analizador:<tag>

  Monitorización de

NTM (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ntm',region='eu-north-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

669576153137.dkr.ecr.eu-
north-1.amazonaws.com/
ntm:<tag>

1 Capacitación, inferencia

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification-neo',region='eu-north-1')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

601324751636.dkr.ecr.eu-
north1.amazonaws.com/
image-classification-
neo:<tag>

latest Inferencia

Neo MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-mxnet',region='eu-
north-1',version='1.8',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

601324751636.dkr.ecr.eu-
north1.amazonaws.com/
sagemaker-
inference-
mxnet:<tag>

1.8 Inferencia CPU, GPU py3

Neo PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-pytorch',region='eu-
north-1',version='1.6',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

601324751636.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-
inference-
pyTorch:<tag>

1.4 Inferencia CPU, GPU py3

601324751636.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-
inference-
pyTorch:<tag>

1.5 Inferencia CPU, GPU py3

601324751636.dkr.ecr.eu-
north-1.amazonaws.com/

1.6 Inferencia CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

sagemaker-
inference-
pyTorch:<tag>

Neo Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-tensorflow',region='eu-
north-1',version='1.15.3',py_version='py3',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

601324751636.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-
inference-
tensorflow:<tag>

1.15.3 Inferencia CPU, GPU py3

Neo XGBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost-neo',region='eu-north-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

601324751636.dkr.ecr.eu-
north-1.amazonaws.com/
xgboost-neo:<tag>

latest Inferencia

Detección de objetos (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object-detection',region='eu-north-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

669576153137.dkr.ecr.eu-
north-1.amazonaws.com/

1 Capacitación, inferencia
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

detección de
objeto-:<tag>

Object2Vec

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object2vec',region='eu-north-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

669576153137.dkr.ecr.eu-
north-1.amazonaws.com/
object2vec:<tag>

1 Capacitación, inferencia

PCA (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='pca',region='eu-north-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

669576153137.dkr.ecr.eu-
north-1.amazonaws.com/
pca:<tag>

1 Capacitación, inferencia

PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='pytorch',region='eu-
north-1',version='1.8.0',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

5207136538.dkr.ecr.eu-
north1.amazonaws.com/
sagemaker-
pyTorch<tag>

0.4.0 Inferencia CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

5207136538.dkr.ecr.eu-
north1.amazonaws.com/
sagemaker-
pyTorch<tag>

0.4.0 Capacitación CPU, GPU py2, py3

5207136538.dkr.ecr.eu-
north1.amazonaws.com/
sagemaker-
pyTorch<tag>

1.0.0 Inferencia CPU, GPU py2, py3

5207136538.dkr.ecr.eu-
north1.amazonaws.com/
sagemaker-
pyTorch<tag>

1.0.0 Capacitación CPU, GPU py2, py3

5207136538.dkr.ecr.eu-
north1.amazonaws.com/
sagemaker-
pyTorch<tag>

1.1.0 Inferencia CPU, GPU py2, py3

5207136538.dkr.ecr.eu-
north1.amazonaws.com/
sagemaker-
pyTorch<tag>

1.1.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
pytorch-inference-
eia:<tag>

1.3.1 eia CPU py3

763104351884.dkr.ecr.eu-
north1.amazonaws.com/
pyTorch-<tag>

1.2.0 Inferencia CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
pyTorch<tag>

1.3.1 Inferencia CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
pyTorch<tag>

1.4.0 Inferencia CPU, GPU py3

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
pyTorch<tag>

1.5.0 Inferencia CPU, GPU py3

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
pyTorch<tag>

1.6.0 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
pyTorch<tag>

1.7.1 Inferencia CPU, GPU py3, py36
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
pyTorch<tag>

1.8.0 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
pyTorch<tag>

1.8.1 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
PyTorch<tag>

1.2.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
PyTorch<tag>

1.3.1 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
PyTorch<tag>

1.4.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
PyTorch<tag>

1.5.0 Capacitación CPU, GPU py3

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
PyTorch<tag>

1.6.0 Capacitación CPU, GPU py3, py36

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
PyTorch<tag>

1.7.1 Capacitación CPU, GPU py3, py36

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
PyTorch<tag>

1.8.0 Capacitación CPU, GPU py3, py36

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
PyTorch<tag>

1.8.1 Capacitación CPU, GPU py3, py36

Bosque de corte aleatorio (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='randomcutforest',region='eu-north-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

669576153137.dkr.ecr.eu-
north-1.amazonaws.com/
randomcutforest:<tag>

1 Capacitación, inferencia

1280



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

Algoritmo de Scikit-learn

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='sklearn',region='eu-
north-1',version='0.23-1',image_scope='inference')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

662702820516.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.20.0 Capacitación, inferencia

662702820516.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.23-1 Capacitación, inferencia

Segmentación semántica (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='semantic-segmentation',region='eu-north-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

669576153137.dkr.ecr.eu-
north-1.amazonaws.com/
semantic-
segmentación:<tag>

1 Capacitación, inferencia

Algoritmo Seq2Seq

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='seq2seq',region='eu-north-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

669576153137.dkr.ecr.eu-
north-1.amazonaws.com/
seq2seq:<tag>

1 Capacitación, inferencia

Spark (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.
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from sagemaker import image_uris
image_uris.retrieve(framework='spark',region='eu-
north-1',version='3.0',image_scope='processing')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

330188676905.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-spark-
processing:<tag>

2.4 Procesamiento

330188676905.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-spark-
processing:<tag>

3.0 Procesamiento

Servir SparkML (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='sparkml-serving',region='eu-north-1',version='2.4')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

662702820516.dkr.ecr.eu-
north1.amazonaws.com/
sagemaker-sparkml-
Serving:<tag>

2.2 Inferencia

662702820516.dkr.ecr.eu-
north1.amazonaws.com/
sagemaker-sparkml-
Serving:<tag>

2.4 Inferencia

Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='tensorflow',region='eu-
north-1',version='1.12.0',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-

1.10.0 eia CPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

tensorflow-
eia:<tag>

520713654638.dkr.ecr.eu-
north1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.11.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
north1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.12.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.eu-
north1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.13.1 Capacitación CPU, GPU py2

520713654638.dkr.ecr.eu-
north1.amazonaws.com/
sagemaker-
tensorflow-
Serving:<tag>

1.11.0 eia CPU -

520713654638.dkr.ecr.eu-
north1.amazonaws.com/
sagemaker-
tensorflow-
Serving:<tag>

1.12.0 eia CPU -

520713654638.dkr.ecr.eu-
north1.amazonaws.com/
sagemaker-
tensorflow-
Serving:<tag>

1.13.0 eia CPU -

520713654638.dkr.ecr.eu-
north1.amazonaws.com/
sagemaker-
tensorflow-
Serving:<tag>

1.11.0 Inferencia CPU, GPU -

520713654638.dkr.ecr.eu-
north1.amazonaws.com/
sagemaker-
tensorflow-
Serving:<tag>

1.12.0 Inferencia CPU, GPU -

520713654638.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.10.0 Inferencia CPU, GPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.10.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.4.1 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.4.1 Capacitación CPU, GPU py2

520713654638.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.5.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.5.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.6.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.6.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.7.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.7.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.8.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.8.0 Capacitación CPU, GPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.9.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.9.0 Capacitación CPU, GPU py2

763104351884.dkr.ecr.eu-
north1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.14.0 eia CPU -

763104351884.dkr.ecr.eu-
north1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.15.0 eia CPU -

763104351884.dkr.ecr.eu-
north1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.0.0 eia CPU -

763104351884.dkr.ecr.eu-
north1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.3.0 eia CPU -

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
Tensorflow-
Inferencia con
TensorFlow<tag>

1.13.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
Tensorflow-
Inferencia con
TensorFlow<tag>

1.14.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
Tensorflow-
Inferencia con
TensorFlow<tag>

1.15.0 Inferencia CPU, GPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
Tensorflow-
Inferencia con
TensorFlow<tag>

1.15.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
Tensorflow-
Inferencia con
TensorFlow<tag>

1.15.3 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
Tensorflow-
Inferencia con
TensorFlow<tag>

1.15.4 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
Tensorflow-
Inferencia con
TensorFlow<tag>

1.15.5 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
Tensorflow-
Inferencia con
TensorFlow<tag>

2.0.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
Tensorflow-
Inferencia con
TensorFlow<tag>

2.0.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
Tensorflow-
Inferencia con
TensorFlow<tag>

2.0.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
Tensorflow-
Inferencia con
TensorFlow<tag>

2.0.3 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
Tensorflow-
Inferencia con
TensorFlow<tag>

2.0.4 Inferencia CPU, GPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
Tensorflow-
Inferencia con
TensorFlow<tag>

2.1.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
Tensorflow-
Inferencia con
TensorFlow<tag>

2.1.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
Tensorflow-
Inferencia con
TensorFlow<tag>

2.1.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
Tensorflow-
Inferencia con
TensorFlow<tag>

2.1.3 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
Tensorflow-
Inferencia con
TensorFlow<tag>

2.2.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
Tensorflow-
Inferencia con
TensorFlow<tag>

2.2.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
Tensorflow-
Inferencia con
TensorFlow<tag>

2.2.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
Tensorflow-
Inferencia con
TensorFlow<tag>

2.3.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
Tensorflow-
Inferencia con
TensorFlow<tag>

2.3.1 Inferencia CPU, GPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
Tensorflow-
Inferencia con
TensorFlow<tag>

2.3.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
Tensorflow-
Inferencia con
TensorFlow<tag>

2.4.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
TensorFlow<tag>

1.13.1 Capacitación CPU, GPU py3

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
TensorFlow<tag>

1.14.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
TensorFlow<tag>

1.15.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
TensorFlow<tag>

1.15.2 Capacitación CPU, GPU py2, py3, py37

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
TensorFlow<tag>

1.15.3 Capacitación CPU, GPU py2, py3, py37

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
TensorFlow<tag>

1.15.4 Capacitación CPU, GPU py3, py36, py37

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
TensorFlow<tag>

1.15.5 Capacitación CPU, GPU py3, py36, py37

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
TensorFlow<tag>

2.0.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
TensorFlow<tag>

2.0.1 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
TensorFlow<tag>

2.0.2 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
TensorFlow<tag>

2.0.3 Capacitación CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
TensorFlow<tag>

2.0.4 Capacitación CPU, GPU py3

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
TensorFlow<tag>

2.1.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
TensorFlow<tag>

2.1.1 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
TensorFlow<tag>

2.1.2 Capacitación CPU, GPU py3

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
TensorFlow<tag>

2.1.3 Capacitación CPU, GPU py3

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
TensorFlow<tag>

2.2.0 Capacitación CPU, GPU py37

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
TensorFlow<tag>

2.2.1 Capacitación CPU, GPU py37

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
Tensorflow-
Entrenamiento con
TensorFlow<tag>

2.2.2 Capacitación CPU, GPU py37

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
TensorFlow<tag>

2.3.0 Capacitación CPU, GPU py37

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
Tensorflow-
Entrenamiento con
TensorFlow<tag>

2.3.1 Capacitación CPU, GPU py37

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
Tensorflow-
Entrenamiento con
TensorFlow<tag>

2.3.2 Capacitación CPU, GPU py37

763104351884.dkr.ecr.eu-
north-1.amazonaws.com/
Tensorflow-
Entrenamiento con
TensorFlow<tag>

2.4.1 Capacitación CPU, GPU py37
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Entrenador Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-tensorflow',region='eu-
north-1',version='1.0.0',image_scope='training',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.eu-
north1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10-
<tag>

0.10 Capacitación CPU, GPU py3

520713654638.dkr.ecr.eu-
north1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10.1-
<tag>

0.10.1 Capacitación CPU, GPU py3

520713654638.dkr.ecr.eu-
north1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11-
<tag>

0,11 Capacitación CPU, GPU py3

520713654638.dkr.ecr.eu-
north1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.0-
<tag>

0.11.0 Capacitación CPU, GPU py3

520713654638.dkr.ecr.eu-
north1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.1-
<tag>

0.11.1 Capacitación CPU, GPU py3

Tensorflow Inferentia (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-tensorflow',region='eu-
north-1',version='1.15.0',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

601324751636.dkr.ecr.eu-
north-1.amazonaws.com/

1.15.0 Inferencia inf py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

sagemaker-neo-
tensorflow:<tag>

Rayo de Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ray-tensorflow',region='eu-
north-1',version='0.8.5',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5-
<tag>

0,5 Capacitación CPU, GPU py3

520713654638.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5.3-
<tag>

0.5.3 Capacitación CPU, GPU py3

520713654638.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6-
<tag>

0.6 Capacitación CPU, GPU py3

520713654638.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6.5-
<tag>

0.6.5 Capacitación CPU, GPU py3

xgBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost',region='eu-north-1',version='1.2-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

662702820516.dkr.ecr.eu-
north-1.amazonaws.com/

0.90-1 Capacitación, inferencia
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

sagemaker-
xgboost:<tag>

662702820516.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-
xgboost:<tag>

0.90-2 Capacitación, inferencia

662702820516.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.0-1 Capacitación, inferencia

662702820516.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2-1 Capacitación, inferencia

662702820516.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2 Capacitación, inferencia

662702820516.dkr.ecr.eu-
north-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.3-1 Capacitación, inferencia

669576153137.dkr.ecr.eu-
north-1.amazonaws.com/
xgboost:<tag>

1 Capacitación, inferencia

Código de ejemplo para Europa (Milán) (eu-south-1)

En los siguientes temas se enumeran los parámetros para cada uno de los algoritmos y contenedores de
aprendizaje profundo de esta región proporcionados por Amazon SageMaker.

Temas
• BlazingText (algoritmo) (p. 1293)
• Cadena (DLC) (p. 1293)
• Clarificar (algoritmo) (p. 1294)
• Data Wrangler (algoritmo) (p. 1294)
• Depurador (algoritmo) (p. 1295)
• DeepAR Forecasting (algoritmo) (p. 1295)
• Máquinas de factorización (algoritmo) (p. 1295)
• Cara de abrazo (algoritmo) (p. 1295)
• Perspectivas de IP (algoritmo) (p. 1296)
• Clasificación de imágenes (algoritmo) (p. 1296)
• Inferentia MXNet (DLC) (p. 1297)
• Inferentia PyTorch (DLC) (p. 1297)
• Algoritmo k-means (p. 1297)
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• KNN (algoritmo) (p. 1297)
• Lineal Learner (algoritmo) (p. 1298)
• MXNet (DLC) (p. 1298)
• Coach MXNet (DLC) (p. 1301)
• Monitor de modelo (algoritmo) (p. 1301)
• NTM (algoritmo) (p. 1302)
• Clasificación de imágenes (algoritmo) (p. 1302)
• Neo MXNet (DLC) (p. 1302)
• Neo PyTorch (DLC) (p. 1303)
• Neo Tensorflow (DLC) (p. 1303)
• Neo XGBoost (algoritmo) (p. 1304)
• Detección de objetos (algoritmo) (p. 1304)
• Object2Vec (p. 1304)
• PCA (algoritmo) (p. 1304)
• PyTorch (DLC) (p. 1305)
• Bosque de corte aleatorio (algoritmo) (p. 1307)
• Algoritmo de Scikit-learn (p. 1307)
• Segmentación semántica (algoritmo) (p. 1307)
• Seq2Seq (algoritmo) (p. 1308)
• Spark (algoritmo) (p. 1308)
• Servir SparkML (algoritmo) (p. 1308)
• Tensorflow (DLC) (p. 1309)
• Entrenador Tensorflow (DLC) (p. 1316)
• Tensorflow Inferentia (DLC) (p. 1316)
• Rayo de Tensorflow (DLC) (p. 1317)
• xgBoost (algoritmo) (p. 1317)

BlazingText (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='blazingtext',region='eu-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

257386234256.dkr.ecr.eu-
sur-1.amazonaws.com/
blazingtext:<tag>

1 Capacitación, inferencia

Cadena (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
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image_uris.retrieve(framework='chainer',region='eu-
south-1',version='5.0.0',py_version='py3',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
chainer:<tag>

4.0.0 Capacitación,
inferencia

CPU, GPU py2, py3

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
chainer:<tag>

4.1.0 Capacitación,
inferencia

CPU, GPU py2, py3

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
chainer:<tag>

5.0.0 Capacitación,
inferencia

CPU, GPU py2, py3

Clarificar (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='clarify',region='eu-
south-1',version='1.0',image_scope='processing')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

638885417683.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-clarify-
procesamiento:<tag>

1.0 Procesamiento

Data Wrangler (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='data-wrangler',region='eu-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

488287956546.dkr.ecr.eu-
south-1.amazonaws.com/
sagemaker-
data-wrangler-
container:<tag>

1.x Procesamiento
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Depurador (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='debugger',region='eu-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

563282790590.dkr.ecr.eu-
south-1.amazonaws.com/
sagemaker-debugger-
rules:<tag>

latest depurador

DeepAR Forecasting (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='forecasting-deepar',region='eu-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

257386234256.dkr.ecr.eu-
sur-1.amazonaws.com/
forecasting-
Deepar:<tag>

1 Capacitación, inferencia

Máquinas de factorización (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='factorization-machines',region='eu-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

257386234256.dkr.ecr.eu-
south-1.amazonaws.com/
factorización de
máquinas:<tag>

1 Capacitación, inferencia

Cara de abrazo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
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image_uris.retrieve(framework='huggingface',region='eu-
south-1',version='4.4.2',image_scope='training',base_framework_version='tensorflow2.4.1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
huggingface-pyTorch-
capacitación:<tag>

4.4.2 Capacitación

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
huggingface-pyTorch-
capacitación:<tag>

4.5.0 Capacitación

692866216735.dkr.ecr.eu-
south-1.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.4.2 Capacitación

692866216735.dkr.ecr.eu-
south-1.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.5.0 Capacitación

Perspectivas de IP (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ipinsights',region='eu-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

257386234256.dkr.ecr.eu-
sur-1.amazonaws.com/
ipinsights:<tag>

1 Capacitación, inferencia

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification',region='eu-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

257386234256.dkr.ecr.eu-
sur-1.amazonaws.com/
image-
classification:<tag>

1 Capacitación, inferencia
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Inferentia MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-mxnet',region='eu-
south-1',version='1.5.1',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

966458181534.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-neo-
MXNet<tag>

1.5.1 Inferencia inf py3

Inferentia PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-pytorch',region='eu-
south-1',version='1.5.1',py_version='py3')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

966458181534.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-neo-
pyTorch:<tag>

1.5.1 Inferencia inf py3

Algoritmo k-means

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='kmeans',region='eu-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

257386234256.dkr.ecr.eu-
sur-1.amazonaws.com/
kmeans:<tag>

1 Capacitación, inferencia

KNN (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

1297



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

from sagemaker import image_uris
image_uris.retrieve(framework='knn',region='eu-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

257386234256.dkr.ecr.eu-
sur-1.amazonaws.com/
knn:<tag>

1 Capacitación, inferencia

Lineal Learner (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='linear-learner',region='eu-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

257386234256.dkr.ecr.eu-
sur-1.amazonaws.com/
aprendizaje
lineal:<tag>

1 Capacitación, inferencia

MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='mxnet',region='eu-
south-1',version='1.4.1',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-mxnet-
eia<tag>

1.3.0 eia CPU py2, py3

048378556238.dkr.ecr.eu-
south-1.amazonaws.com/
sagemaker-mxnet-
serving-eia:<tag>

1.4.0 eia CPU py2, py3

0556238.dkr.ecr.eu-
south-1.amazonaws.com/
sagemaker-mxnet-
servir:<tag>

1.4.0 Inferencia CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

0556238.dkr.ecr.eu-
south-1.amazonaws.com/
sagemaker-mxnet-
servir:<tag>

1.4.1 Inferencia CPU, GPU py2

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
MXNet<tag>

0.12.1 Inferencia CPU, GPU py2, py3

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
MXNet<tag>

0.12.1 Capacitación CPU, GPU py2, py3

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
MXNet<tag>

1.0.0 Inferencia CPU, GPU py2, py3

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
MXNet<tag>

1.0.0 Capacitación CPU, GPU py2, py3

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
MXNet<tag>

1.1.0 Inferencia CPU, GPU py2, py3

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
MXNet<tag>

1.1.0 Capacitación CPU, GPU py2, py3

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
MXNet<tag>

1.2.1 Inferencia CPU, GPU py2, py3

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
MXNet<tag>

1.2.1 Capacitación CPU, GPU py2, py3

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
MXNet<tag>

1.3.0 Inferencia CPU, GPU py2, py3

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
MXNet<tag>

1.3.0 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
MXNet<tag>

1.4.0 Capacitación CPU, GPU py2, py3

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
MXNet<tag>

1.4.1 Capacitación CPU, GPU py2

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.4.1 eia CPU py2, py3

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.5.1 eia CPU py2, py3

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.7.0 eia CPU py3

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
con MXNet<tag>

1.4.1 Inferencia CPU, GPU py3 py3

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
con MXNet<tag>

1.6.0 Inferencia CPU, GPU py2, py3

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
con MXNet<tag>

1.7.0 Inferencia CPU, GPU py3 py3

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
con MXNet<tag>

1.8.0 Inferencia CPU, GPU py37

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
Entrenamiento
con MXnet-MXnet-
Entrenamiento:<tag>

1.4.1 Capacitación CPU, GPU py3 py3

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
Entrenamiento
con MXnet-MXnet-
Entrenamiento:<tag>

1.6.0 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
Entrenamiento
con MXnet-MXnet-
Entrenamiento:<tag>

1.7.0 Capacitación CPU, GPU py3 py3

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
Entrenamiento
con MXnet-MXnet-
Entrenamiento:<tag>

1.8.0 Capacitación CPU, GPU py37

Coach MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-mxnet',region='eu-
south-1',version='0.11',py_version='py3',image_scope='training',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11-
<tag>

0,11 Capacitación CPU, GPU py3 py3

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11.0-
<tag>

0.11.0 Capacitación CPU, GPU py3 py3

Monitor de modelo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='model-monitor',region='eu-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

933208885752.dkr.ecr.eu-
south-1.amazonaws.com/
sagemaker-

  Monitorización de
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

model-monitor-
analizador:<tag>

NTM (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ntm',region='eu-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

257386234256.dkr.ecr.eu-
sur-1.amazonaws.com/
ntm:<tag>

1 Capacitación, inferencia

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification-neo',region='eu-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

966458181534.dkr.ecr.eu-
south-1.amazonaws.com/
image-classification-
neo:<tag>

latest Inferencia

Neo MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-mxnet',region='eu-
south-1',version='1.8',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

966458181534.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-

1.8 Inferencia CPU, GPU py3 py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

inference-
mxnet:<tag>

Neo PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-pytorch',region='eu-
south-1',version='1.6',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

966458181534.dkr.ecr.eu-
south-1.amazonaws.com/
sagemaker-
inference-
pyTorch:<tag>

1.4 Inferencia CPU, GPU py3 py3

966458181534.dkr.ecr.eu-
south-1.amazonaws.com/
sagemaker-
inference-
pyTorch:<tag>

1.5 Inferencia CPU, GPU py3 py3

966458181534.dkr.ecr.eu-
south-1.amazonaws.com/
sagemaker-
inference-
pyTorch:<tag>

1.6 Inferencia CPU, GPU py3 py3

Neo Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-tensorflow',region='eu-
south-1',version='1.15.3',py_version='py3',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

966458181534.dkr.ecr.eu-
south-1.amazonaws.com/
sagemaker-
inference-
tensorflow:<tag>

1.15.3 Inferencia CPU, GPU py3 py3
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Neo XGBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost-neo',region='eu-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

966458181534.dkr.ecr.eu-
sur-1.amazonaws.com/
xgboost-neo:<tag>

latest Inferencia

Detección de objetos (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object-detection',region='eu-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

257386234256.dkr.ecr.eu-
sur-1.amazonaws.com/
detección de
objeto-:<tag>

1 Capacitación, inferencia

Object2Vec

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object2vec',region='eu-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

257386234256.dkr.ecr.eu-
sur-1.amazonaws.com/
object2vec:<tag>

1 Capacitación, inferencia

PCA (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='pca',region='eu-south-1')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

257386234256.dkr.ecr.eu-
sur-1.amazonaws.com/
pca:<tag>

1 Capacitación, inferencia

PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='pytorch',region='eu-
south-1',version='1.8.0',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
pyTorch<tag>

0.4.0 Inferencia CPU, GPU py2, py3

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
pyTorch<tag>

0.4.0 Capacitación CPU, GPU py2, py3

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
pyTorch<tag>

1.0.0 Inferencia CPU, GPU py2, py3

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
pyTorch<tag>

1.0.0 Capacitación CPU, GPU py2, py3

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
pyTorch<tag>

1.1.0 Inferencia CPU, GPU py2, py3

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
pyTorch<tag>

1.1.0 Capacitación CPU, GPU py2, py3

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
pytorch-inference-
eia:<tag>

1.3.1 eia CPU py3 py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
PyTorch<tag>

1.2.0 Inferencia CPU, GPU py2, py3

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
PyTorch<tag>

1.3.1 Inferencia CPU, GPU py2, py3

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
PyTorch<tag>

1.4.0 Inferencia CPU, GPU py3 py3

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
PyTorch<tag>

1.5.0 Inferencia CPU, GPU py3 py3

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
PyTorch<tag>

1.6.0 Inferencia CPU, GPU py3, py36

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
PyTorch<tag>

1.7.1 Inferencia CPU, GPU py3, py36

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
PyTorch<tag>

1.8.0 Inferencia CPU, GPU py3, py36

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
PyTorch<tag>

1.8.1 Inferencia CPU, GPU py3, py36

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
PyTorch<tag>

1.2.0 Capacitación CPU, GPU py2, py3

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
PyTorch<tag>

1.3.1 Capacitación CPU, GPU py2, py3

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
PyTorch<tag>

1.4.0 Capacitación CPU, GPU py2, py3

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
PyTorch<tag>

1.5.0 Capacitación CPU, GPU py3 py3

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
PyTorch<tag>

1.6.0 Capacitación CPU, GPU py3, py36

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
PyTorch<tag>

1.7.1 Capacitación CPU, GPU py3, py36
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
PyTorch<tag>

1.8.0 Capacitación CPU, GPU py3, py36

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
PyTorch<tag>

1.8.1 Capacitación CPU, GPU py3, py36

Bosque de corte aleatorio (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='randomcutforest',region='eu-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

257386234256.dkr.ecr.eu-
sur-1.amazonaws.com/
randomcutforest:<tag>

1 Capacitación, inferencia

Algoritmo de Scikit-learn

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='sklearn',region='eu-
south-1',version='0.23-1',image_scope='inference')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

978288397137.dkr.ecr.eu-
south-1.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.20.0 Capacitación, inferencia

978288397137.dkr.ecr.eu-
south-1.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.23-1 Capacitación, inferencia

Segmentación semántica (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
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image_uris.retrieve(framework='semantic-segmentation',region='eu-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

257386234256.dkr.ecr.eu-
sur-1.amazonaws.com/
semantic-
segmentación:<tag>

1 Capacitación, inferencia

Seq2Seq (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='seq2seq',region='eu-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

257386234256.dkr.ecr.eu-
sur-1.amazonaws.com/
seq2seq:<tag>

1 Capacitación, inferencia

Spark (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='spark',region='eu-
south-1',version='3.0',image_scope='processing')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

753923664805.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-spark-
processing:<tag>

2.4 Procesamiento

753923664805.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-spark-
processing:<tag>

3.0 Procesamiento

Servir SparkML (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='sparkml-serving',region='eu-south-1',version='2.4')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

978288397137.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-sparkml-
Serving:<tag>

2.2 Inferencia

978288397137.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-sparkml-
Serving:<tag>

2.4 Inferencia

Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='tensorflow',region='eu-
south-1',version='1.12.0',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

048378556238.dkr.ecr.eu-
south-1.amazonaws.com/
sagemaker-
tensorflow-
eia:<tag>

1.10.0 eia CPU py2

048378556238.dkr.ecr.eu-
south-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.11.0 Capacitación CPU, GPU py2, py3

048378556238.dkr.ecr.eu-
south-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.12.0 Capacitación CPU, GPU py2, py3

048378556238.dkr.ecr.eu-
south-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.13.1 Capacitación CPU, GPU py2

048378556238.dkr.ecr.eu-
south-1.amazonaws.com/
sagemaker-
tensorflow-
Serving:<tag>

1.11.0 eia CPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

048378556238.dkr.ecr.eu-
south-1.amazonaws.com/
sagemaker-
tensorflow-
Serving:<tag>

1.12.0 eia CPU -

048378556238.dkr.ecr.eu-
south-1.amazonaws.com/
sagemaker-
tensorflow-
Serving:<tag>

1.13.0 eia CPU -

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
tensorflow-
Serving:<tag>

1.11.0 Inferencia CPU, GPU -

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
tensorflow-
Serving:<tag>

1.12.0 Inferencia CPU, GPU -

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.10.0 Inferencia CPU, GPU py2

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.10.0 Capacitación CPU, GPU py2

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.4.1 Inferencia CPU, GPU py2

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.4.1 Capacitación CPU, GPU py2

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.5.0 Inferencia CPU, GPU py2

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.5.0 Capacitación CPU, GPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.6.0 Inferencia CPU, GPU py2

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.6.0 Capacitación CPU, GPU py2

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.7.0 Inferencia CPU, GPU py2

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.7.0 Capacitación CPU, GPU py2

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
TensorFlow<tag>

1.8.0 Inferencia CPU, GPU py2

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.8.0 Capacitación CPU, GPU py2

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
Tensorflow:<tag>

1.9.0 Inferencia CPU, GPU py2

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
TensorFlow<tag>

1.9.0 Capacitación CPU, GPU py2

692866216735.dkr.ecr.eu-
south-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.14.0 eia CPU -

692866216735.dkr.ecr.eu-
south-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.15.0 eia CPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

692866216735.dkr.ecr.eu-
south-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.0.0 eia CPU -

692866216735.dkr.ecr.eu-
south-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.3.0 eia CPU -

Inferencia con
TensorFlow<tag>

1.13.0 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

1.14.0 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

1.15.0 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

1.15.2 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

1.15.3 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

1.15.4 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

1.15.5 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

2.0.0 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

2.0.1 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

2.0.2 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

2.0.3 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

2.0.4 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

2.1.0 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

2.1.1 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

2.1.2 Inferencia CPU, GPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

Inferencia con
TensorFlow<tag>

2.1.3 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

2.2.0 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

2.2.1 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

2.2.2 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

2.3.0 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

2.3.1 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

2.3.2 Inferencia CPU, GPU -

Inferencia con
TensorFlow<tag>

2.4.1 Inferencia CPU, GPU -

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

1.13.1 Capacitación CPU, GPU py3 py3

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

1.14.0 Capacitación CPU, GPU py2, py3

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

1.15.0 Capacitación CPU, GPU py2, py3

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

1.15.2 Capacitación CPU, GPU py2, py3, py37

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

1.15.3 Capacitación CPU, GPU py2, py3, py37
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

1.15.4 Capacitación CPU, GPU py3, py36, py37

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

1.15.5 Capacitación CPU, GPU py3, py36, py37

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.0.0 Capacitación CPU, GPU py2, py3

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.0.1 Capacitación CPU, GPU py2, py3

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.0.2 Capacitación CPU, GPU py2, py3

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.0.3 Capacitación CPU, GPU py3 py3

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.0.4 Capacitación CPU, GPU py3 py3

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.1.0 Capacitación CPU, GPU py2, py3

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.1.1 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.1.2 Capacitación CPU, GPU py3 py3

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.1.3 Capacitación CPU, GPU py3 py3

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.2.0 Capacitación CPU, GPU py37

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.2.1 Capacitación CPU, GPU py37

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.2.2 Capacitación CPU, GPU py37

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.3.0 Capacitación CPU, GPU py37

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.3.1 Capacitación CPU, GPU py37

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.3.2 Capacitación CPU, GPU py37

692866216735.dkr.ecr.eu-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.4.1 Capacitación CPU, GPU py37
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Entrenador Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-tensorflow',region='eu-
south-1',version='1.0.0',image_scope='training',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10-
<tag>

0.10 Capacitación CPU, GPU py3 py3

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10.1-
<tag>

0.10.1 Capacitación CPU, GPU py3 py3

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11-
<tag>

0,11 Capacitación CPU, GPU py3 py3

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.0-
<tag>

0.11.0 Capacitación CPU, GPU py3 py3

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.1-
<tag>

0.11.1 Capacitación CPU, GPU py3 py3

Tensorflow Inferentia (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-tensorflow',region='eu-
south-1',version='1.15.0',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

966458181534.dkr.ecr.eu-
sur-1.amazonaws.com/

1.15.0 Inferencia inf py3 py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

sagemaker-neo-
tensorflow:<tag>

Rayo de Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ray-tensorflow',region='eu-
south-1',version='0.8.5',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5-
<tag>

0,5 Capacitación CPU, GPU py3 py3

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5.3-
<tag>

0.5.3 Capacitación CPU, GPU py3 py3

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6-
<tag>

0.6 Capacitación CPU, GPU py3 py3

048378556238.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6.5-
<tag>

0.6.5 Capacitación CPU, GPU py3 py3

xgBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost',region='eu-south-1',version='1.2-1')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

257386234256.dkr.ecr.eu-
sur-1.amazonaws.com/
xgboost:<tag>

1 Capacitación, inferencia

978288397137.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
xgboost:<tag>

0.90-1 Capacitación, inferencia

978288397137.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
xgboost:<tag>

0.90-2 Capacitación, inferencia

978288397137.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.0-1 Capacitación, inferencia

978288397137.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2-1 Capacitación, inferencia

978288397137.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2 Capacitación, inferencia

978288397137.dkr.ecr.eu-
sur-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.3-1 Capacitación, inferencia

Rutas de registro de Docker y código de ejemplo para Oriente Medio (Baréin) (me-south-1)

En los siguientes temas se enumeran los parámetros para cada uno de los algoritmos y contenedores de
aprendizaje profundo de esta región proporcionados por Amazon SageMaker.

Temas
• BlazingText (algoritmo) (p. 1319)
• Cadena (DLC) (p. 1319)
• Clarificar (algoritmo) (p. 1320)
• Data Wrangler (algoritmo) (p. 1320)
• Depurador (algoritmo) (p. 1321)
• DeepAR Forecasting (algoritmo) (p. 1321)
• Máquinas de factorización (algoritmo) (p. 1321)
• Cara de abrazo (algoritmo) (p. 1321)
• Perspectivas de IP (algoritmo) (p. 1322)
• Clasificación de imágenes (algoritmo) (p. 1322)
• Inferentia MXNet (DLC) (p. 1323)
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• Inferentia PyTorch (DLC) (p. 1323)
• Formos de k-means (p. 1323)
• KNN (algoritmo) (p. 1323)
• Lineal Learner (algoritmo) (p. 1324)
• MXNet (DLC) (p. 1324)
• Coach MXNet (DLC) (p. 1327)
• Monitor de modelo (algoritmo) (p. 1327)
• NTM (algoritmo) (p. 1327)
• Clasificación de imágenes (algoritmo) (p. 1328)
• Neo MXNet (DLC) (p. 1328)
• Neo PyTorch (DLC) (p. 1328)
• Neo Tensorflow (DLC) (p. 1329)
• Neo XGBoost (algoritmo) (p. 1329)
• Detección de objetos (algoritmo) (p. 1330)
• Object2Vec (p. 1330)
• PCA (algoritmo) (p. 1330)
• PyTorch (DLC) (p. 1330)
• Bosque de corte aleatorio (algoritmo) (p. 1332)
• Algoritmo de Scikit-learn (p. 1333)
• Segmentación semántica (algoritmo) (p. 1333)
• Seq2Seq (algoritmo) (p. 1333)
• Spark (algoritmo) (p. 1334)
• Servir SparkML (algoritmo) (p. 1334)
• Tensorflow (DLC) (p. 1334)
• Entrenador Tensorflow (DLC) (p. 1341)
• Tensorflow Inferentia (DLC) (p. 1342)
• Rayo de Tensorflow (DLC) (p. 1342)
• xgBoost (algoritmo) (p. 1343)

BlazingText (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='blazingtext',region='me-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

249704162688.dkr.ecr.me-
sur-1.amazonaws.com/
blazingtext:<tag>

1 Capacitación, inferencia

Cadena (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
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image_uris.retrieve(framework='chainer',region='me-
south-1',version='5.0.0',py_version='py3',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-
chainer:<tag>

4.0.0 Capacitación,
inferencia

CPU, GPU py2, py3

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-
chainer:<tag>

4.1.0 Capacitación,
inferencia

CPU, GPU py2, py3

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-
chainer:<tag>

5.0.0 Capacitación,
inferencia

CPU, GPU py2, py3

Clarificar (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='clarify',region='me-
south-1',version='1.0',image_scope='processing')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

835444307964.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-clarify-
procesamiento:<tag>

1.0 Procesamiento

Data Wrangler (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='data-wrangler',region='me-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

376037874950.dkr.ecr.me-
south-1.amazonaws.com/
sagemaker-
data-wrangler-
container:<tag>

1.x Procesamiento
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Depurador (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='debugger',region='me-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

986000313247.dkr.ecr.me-
<tag>

latest Debugger

DeepAR Forecasting (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='forecasting-deepar',region='me-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

249704162688.dkr.ecr.me-
sur-1.amazonaws.com/
forecasting-
Deepar:<tag>

1 Capacitación, inferencia

Máquinas de factorización (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='factorization-machines',region='me-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

249704162688.dkr.ecr.me-
south-1.amazonaws.com/
factorización de
máquinas:<tag>

1 Capacitación, inferencia

Cara de abrazo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='huggingface',region='me-
south-1',version='4.4.2',image_scope='training',base_framework_version='tensorflow2.4.1')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
huggingface-pyTorch-
capacitación:<tag>

4.4.2 Capacitación

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
huggingface-pyTorch-
capacitación:<tag>

4.5.0 Capacitación

217643126080.dkr.ecr.me-
south-1.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.4.2 Capacitación

217643126080.dkr.ecr.me-
south-1.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.5.0 Capacitación

Perspectivas de IP (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ipinsights',region='me-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

249704162688.dkr.ecr.me-
sur-1.amazonaws.com/
ipinsights:<tag>

1 Capacitación, inferencia

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification',region='me-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

249704162688.dkr.ecr.me-
sur-1.amazonaws.com/
Clasificación de
imágenes de<tag>

1 Capacitación, inferencia
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Inferentia MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-mxnet',region='me-
south-1',version='1.5.1',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

836785723513.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-neo-
MXNet<tag>

1.5.1 Inferencia inf py3 py3

Inferentia PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-pytorch',region='me-
south-1',version='1.5.1',py_version='py3')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

836785723513.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-neo-
pyTorch:<tag>

1.5.1 Inferencia inf py3 py3

Formos de k-means

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='kmeans',region='me-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

249704162688.dkr.ecr.me-
sur-1.amazonaws.com/
kmeans:<tag>

1 Capacitación, inferencia

KNN (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
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image_uris.retrieve(framework='knn',region='me-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

249704162688.dkr.ecr.me-
sur-1.amazonaws.com/
knn:<tag>

1 Capacitación, inferencia

Lineal Learner (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='linear-learner',region='me-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

249704162688.dkr.ecr.me-
sur-1.amazonaws.com/
aprendiz lineal:<tag>

1 Capacitación, inferencia

MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='mxnet',region='me-
south-1',version='1.4.1',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.4.1 eia CPU py2, py3

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.5.1 eia CPU py2, py3

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.7.0 eia CPU py3 py3

217643126080.dkr.ecr.me-
con MXNet<tag>

1.4.1 Inferencia CPU, GPU py3 py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

217643126080.dkr.ecr.me-
con MXNet<tag>

1.6.0 Inferencia CPU, GPU py2, py3

217643126080.dkr.ecr.me-
con MXNet<tag>

1.7.0 Inferencia CPU, GPU py3 py3

217643126080.dkr.ecr.me-
con MXNet<tag>

1.8.0 Inferencia CPU, GPU py37

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
Entrenamiento
con MXnet-MXnet-
Entrenamiento:<tag>

1.4.1 Capacitación CPU, GPU py3 py3

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
Entrenamiento
con MXnet-MXnet-
Entrenamiento:<tag>

1.6.0 Capacitación CPU, GPU py2, py3

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
Entrenamiento
con MXnet-MXnet-
Entrenamiento:<tag>

1.7.0 Capacitación CPU, GPU py3 py3

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
Entrenamiento
con MXnet-MXnet-
Entrenamiento:<tag>

1.8.0 Capacitación CPU, GPU py37

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-mxnet-
eia<tag>

1.3.0 eia CPU py2, py3

724002660598.dkr.ecr.me-
south-1.amazonaws.com/
sagemaker-mxnet-
serving-eia:<tag>

1.4.0 eia CPU py2, py3

760598.dkr.ecr.me-
south-1.amazonaws.com/
sagemaker-mxnet-
servir:<tag>

1.4.0 Inferencia CPU, GPU py2, py3

760598.dkr.ecr.me-
south-1.amazonaws.com/
sagemaker-mxnet-
servir:<tag>

1.4.1 Inferencia CPU, GPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-con
MXNet<tag>

0.12.1 Inferencia CPU, GPU py2, py3

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-con
MXNet<tag>

0.12.1 Capacitación CPU, GPU py2, py3

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-con
MXNet<tag>

1.0.0 Inferencia CPU, GPU py2, py3

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-con
MXNet<tag>

1.0.0 Capacitación CPU, GPU py2, py3

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-con
MXNet<tag>

1.1.0 Inferencia CPU, GPU py2, py3

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-con
MXNet<tag>

1.1.0 Capacitación CPU, GPU py2, py3

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-con
MXNet<tag>

1.2.1 Inferencia CPU, GPU py2, py3

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-con
MXNet<tag>

1.2.1 Capacitación CPU, GPU py2, py3

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-con
MXNet<tag>

1.3.0 Inferencia CPU, GPU py2, py3

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-con
MXNet<tag>

1.3.0 Capacitación CPU, GPU py2, py3

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-con
MXNet<tag>

1.4.0 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-con
MXNet<tag>

1.4.1 Capacitación CPU, GPU py2

Coach MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-mxnet',region='me-
south-1',version='0.11',py_version='py3',image_scope='training',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11-
<tag>

0,11 Capacitación CPU, GPU py3 py3

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11.0-
<tag>

0.11.0 Capacitación CPU, GPU py3 py3

Monitor de modelo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='model-monitor',region='me-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

607024016150.dkr.ecr.me-
south-1.amazonaws.com/
sagemaker-
model-monitor-
analizador:<tag>

  Monitorización de

NTM (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.
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from sagemaker import image_uris
image_uris.retrieve(framework='ntm',region='me-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

249704162688.dkr.ecr.me-
sur-1.amazonaws.com/
ntm:<tag>

1 Capacitación, inferencia

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification-neo',region='me-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

8367857575723513.dkr.ecr.me-
<tag>

latest Inferencia

Neo MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-mxnet',region='me-
south-1',version='1.8',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

836785723513.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-
inference-
mxnet:<tag>

1.8 Inferencia CPU, GPU py3 py3

Neo PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-pytorch',region='me-
south-1',version='1.6',image_scope='inference',instance_type='ml.c5.4xlarge')
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

836785723513.dkr.ecr.me-
south-1.amazonaws.com/
sagemaker-
inference-
pyTorch:<tag>

1.4 Inferencia CPU, GPU py3 py3

836785723513.dkr.ecr.me-
south-1.amazonaws.com/
sagemaker-
inference-
pyTorch:<tag>

1.5 Inferencia CPU, GPU py3 py3

836785723513.dkr.ecr.me-
south-1.amazonaws.com/
sagemaker-
inference-
pyTorch:<tag>

1.6 Inferencia CPU, GPU py3 py3

Neo Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-tensorflow',region='me-
south-1',version='1.15.3',py_version='py3',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

836785723513.dkr.ecr.me-
south-1.amazonaws.com/
sagemaker-
inference-
tensorflow:<tag>

1.15.3 Inferencia CPU, GPU py3 py3

Neo XGBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost-neo',region='me-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

836785723513.dkr.ecr.me-
sur-1.amazonaws.com/
xgboost-neo:<tag>

latest Inferencia
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Detección de objetos (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object-detection',region='me-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

249704162688.dkr.ecr.me-
sur-1.amazonaws.com/
detección de
objetos:<tag>

1 Capacitación, inferencia

Object2Vec

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object2vec',region='me-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

249704162688.dkr.ecr.me-
sur-1.amazonaws.com/
object2vec:<tag>

1 Capacitación, inferencia

PCA (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='pca',region='me-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

249704162688.dkr.ecr.me-
sur-1.amazonaws.com/
pca:<tag>

1 Capacitación, inferencia

PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='pytorch',region='me-
south-1',version='1.8.0',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
pytorch-inference-
eia:<tag>

1.3.1 eia CPU py3 py3

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
PyTorch<tag>

1.2.0 Inferencia CPU, GPU py2, py3

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
PyTorch<tag>

1.3.1 Inferencia CPU, GPU py2, py3

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
PyTorch<tag>

1.4.0 Inferencia CPU, GPU py3 py3

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
PyTorch<tag>

1.5.0 Inferencia CPU, GPU py3 py3

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
PyTorch<tag>

1.6.0 Inferencia CPU, GPU py3, py36

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
PyTorch<tag>

1.7.1 Inferencia CPU, GPU py3, py36

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
PyTorch<tag>

1.8.0 Inferencia CPU, GPU py3, py36

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
PyTorch<tag>

1.8.1 Inferencia CPU, GPU py3, py36

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
PyTorch<tag>

1.2.0 Capacitación CPU, GPU py2, py3

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
PyTorch<tag>

1.3.1 Capacitación CPU, GPU py2, py3

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
PyTorch<tag>

1.4.0 Capacitación CPU, GPU py2, py3

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
PyTorch<tag>

1.5.0 Capacitación CPU, GPU py3 py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
PyTorch<tag>

1.6.0 Capacitación CPU, GPU py3, py36

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
PyTorch<tag>

1.7.1 Capacitación CPU, GPU py3, py36

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
PyTorch<tag>

1.8.0 Capacitación CPU, GPU py3, py36

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
PyTorch<tag>

1.8.1 Capacitación CPU, GPU py3, py36

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-
pyTorch<tag>

0.4.0 Inferencia CPU, GPU py2, py3

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-
pyTorch<tag>

0.4.0 Capacitación CPU, GPU py2, py3

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-
pyTorch<tag>

1.0.0 Inferencia CPU, GPU py2, py3

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-
pyTorch<tag>

1.0.0 Capacitación CPU, GPU py2, py3

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-
pyTorch<tag>

1.1.0 Inferencia CPU, GPU py2, py3

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-
pyTorch<tag>

1.1.0 Capacitación CPU, GPU py2, py3

Bosque de corte aleatorio (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='randomcutforest',region='me-south-1')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

249704162688.dkr.ecr.me-
sur-1.amazonaws.com/
randomcutforest:<tag>

1 Capacitación, inferencia

Algoritmo de Scikit-learn

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='sklearn',region='me-
south-1',version='0.23-1',image_scope='inference')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

801668240914.dkr.ecr.me-
south-1.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.20.0 Capacitación, inferencia

801668240914.dkr.ecr.me-
south-1.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.23-1 Capacitación, inferencia

Segmentación semántica (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='semantic-segmentation',region='me-south-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

249704162688.dkr.ecr.me-
sur-1.amazonaws.com/
semantic-
segmentación:<tag>

1 Capacitación, inferencia

Seq2Seq (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='seq2seq',region='me-south-1')

1333



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

249704162688.dkr.ecr.me-
sur-1.amazonaws.com/
seq2seq:<tag>

1 Capacitación, inferencia

Spark (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='spark',region='me-
south-1',version='3.0',image_scope='processing')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

750251592176.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-spark-
processing:<tag>

2.4 Procesamiento

750251592176.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-spark-
processing:<tag>

3.0 Procesamiento

Servir SparkML (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='sparkml-serving',region='me-south-1',version='2.4')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

801668240914.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-sparkml-
Serving:<tag>

2.2 Inferencia

801668240914.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-sparkml-
Serving:<tag>

2.4 Inferencia

Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
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image_uris.retrieve(framework='tensorflow',region='me-
south-1',version='1.12.0',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

2176431260606080.dkr.ecr.me-
<tag>

1.14.0 eia CPU -

2176431260606080.dkr.ecr.me-
<tag>

1.15.0 eia CPU -

2176431260606080.dkr.ecr.me-
<tag>

2.0.0 eia CPU -

2176431260606080.dkr.ecr.me-
<tag>

2.3.0 eia CPU -

217643126080.dkr.ecr.me-
south-1.amazonaws.com/
TensorFlow<tag>

1.13.0 Inferencia CPU, GPU -

217643126080.dkr.ecr.me-
south-1.amazonaws.com/
TensorFlow<tag>

1.14.0 Inferencia CPU, GPU -

217643126080.dkr.ecr.me-
south-1.amazonaws.com/
TensorFlow<tag>

1.15.0 Inferencia CPU, GPU -

217643126080.dkr.ecr.me-
south-1.amazonaws.com/
TensorFlow<tag>

1.15.2 Inferencia CPU, GPU -

217643126080.dkr.ecr.me-
south-1.amazonaws.com/
TensorFlow<tag>

1.15.3 Inferencia CPU, GPU -

217643126080.dkr.ecr.me-
south-1.amazonaws.com/
TensorFlow<tag>

1.15.4 Inferencia CPU, GPU -

217643126080.dkr.ecr.me-
south-1.amazonaws.com/
TensorFlow<tag>

1.15.5 Inferencia CPU, GPU -

217643126080.dkr.ecr.me-
south-1.amazonaws.com/
TensorFlow<tag>

2.0.0 Inferencia CPU, GPU -

217643126080.dkr.ecr.me-
south-1.amazonaws.com/
TensorFlow<tag>

2.0.1 Inferencia CPU, GPU -

217643126080.dkr.ecr.me-
south-1.amazonaws.com/
TensorFlow<tag>

2.0.2 Inferencia CPU, GPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

217643126080.dkr.ecr.me-
south-1.amazonaws.com/
TensorFlow<tag>

2.0.3 Inferencia CPU, GPU -

217643126080.dkr.ecr.me-
south-1.amazonaws.com/
TensorFlow<tag>

2.0.4 Inferencia CPU, GPU -

217643126080.dkr.ecr.me-
south-1.amazonaws.com/
TensorFlow<tag>

2.1.0 Inferencia CPU, GPU -

217643126080.dkr.ecr.me-
south-1.amazonaws.com/
TensorFlow<tag>

2.1.1 Inferencia CPU, GPU -

217643126080.dkr.ecr.me-
south-1.amazonaws.com/
TensorFlow<tag>

2.1.2 Inferencia CPU, GPU -

217643126080.dkr.ecr.me-
south-1.amazonaws.com/
TensorFlow<tag>

2.1.3 Inferencia CPU, GPU -

217643126080.dkr.ecr.me-
south-1.amazonaws.com/
TensorFlow<tag>

2.2.0 Inferencia CPU, GPU -

217643126080.dkr.ecr.me-
south-1.amazonaws.com/
TensorFlow<tag>

2.2.1 Inferencia CPU, GPU -

217643126080.dkr.ecr.me-
south-1.amazonaws.com/
TensorFlow<tag>

2.2.2 Inferencia CPU, GPU -

217643126080.dkr.ecr.me-
south-1.amazonaws.com/
TensorFlow<tag>

2.3.0 Inferencia CPU, GPU -

217643126080.dkr.ecr.me-
south-1.amazonaws.com/
TensorFlow<tag>

2.3.1 Inferencia CPU, GPU -

217643126080.dkr.ecr.me-
south-1.amazonaws.com/
TensorFlow<tag>

2.3.2 Inferencia CPU, GPU -

217643126080.dkr.ecr.me-
south-1.amazonaws.com/
TensorFlow<tag>

2.4.1 Inferencia CPU, GPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

1.13.1 Capacitación CPU, GPU py3 py3

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

1.14.0 Capacitación CPU, GPU py2, py3

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

1.15.0 Capacitación CPU, GPU py2, py3

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

1.15.2 Capacitación CPU, GPU py2, py3, py37

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

1.15.3 Capacitación CPU, GPU py2, py3, py37

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

1.15.4 Capacitación CPU, GPU py3, py36, py37

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

1.15.5 Capacitación CPU, GPU py3, py36, py37

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.0.0 Capacitación CPU, GPU py2, py3

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.0.1 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.0.2 Capacitación CPU, GPU py2, py3

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.0.3 Capacitación CPU, GPU py3 py3

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.0.4 Capacitación CPU, GPU py3 py3

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.1.0 Capacitación CPU, GPU py2, py3

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.1.1 Capacitación CPU, GPU py2, py3

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.1.2 Capacitación CPU, GPU py3 py3

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.1.3 Capacitación CPU, GPU py3 py3

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.2.0 Capacitación CPU, GPU py37

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.2.1 Capacitación CPU, GPU py37
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.2.2 Capacitación CPU, GPU py37

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.3.0 Capacitación CPU, GPU py37

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.3.1 Capacitación CPU, GPU py37

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.3.2 Capacitación CPU, GPU py37

217643126080.dkr.ecr.me-
sur-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow<tag>

2.4.1 Capacitación CPU, GPU py37

72400266060606060598.dkr.ecr.me-
<tag>

1.10.0 eia CPU py2

724002660598.dkr.ecr.me-
south-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.11.0 Capacitación CPU, GPU py2, py3

724002660598.dkr.ecr.me-
south-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.12.0 Capacitación CPU, GPU py2, py3

724002660598.dkr.ecr.me-
south-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.13.1 Capacitación CPU, GPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

724002660598.dkr.ecr.me-
south-1.amazonaws.com/
sagemaker-
tensorflow-
Serving:<tag>

1.11.0 eia CPU -

724002660598.dkr.ecr.me-
south-1.amazonaws.com/
sagemaker-
tensorflow-
Serving:<tag>

1.12.0 eia CPU -

724002660598.dkr.ecr.me-
south-1.amazonaws.com/
sagemaker-
tensorflow-
Serving:<tag>

1.13.0 eia CPU -

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-
tensorflow-
Serving:<tag>

1.11.0 Inferencia CPU, GPU -

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-
tensorflow-
Serving:<tag>

1.12.0 Inferencia CPU, GPU -

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-
TensorFlow<tag>

1.10.0 Inferencia CPU, GPU py2

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-
TensorFlow<tag>

1.10.0 Capacitación CPU, GPU py2

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-
TensorFlow<tag>

1.4.1 Inferencia CPU, GPU py2

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-
TensorFlow<tag>

1.4.1 Capacitación CPU, GPU py2

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-
TensorFlow<tag>

1.5.0 Inferencia CPU, GPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-
TensorFlow<tag>

1.5.0 Capacitación CPU, GPU py2

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-
TensorFlow<tag>

1.6.0 Inferencia CPU, GPU py2

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-
TensorFlow<tag>

1.6.0 Capacitación CPU, GPU py2

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-
TensorFlow<tag>

1.7.0 Inferencia CPU, GPU py2

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-
TensorFlow<tag>

1.7.0 Capacitación CPU, GPU py2

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-
TensorFlow<tag>

1.8.0 Inferencia CPU, GPU py2

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-
TensorFlow<tag>

1.8.0 Capacitación CPU, GPU py2

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-
TensorFlow<tag>

1.9.0 Inferencia CPU, GPU py2

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-
TensorFlow<tag>

1.9.0 Capacitación CPU, GPU py2

Entrenador Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-tensorflow',region='me-
south-1',version='1.0.0',image_scope='training',instance_type='ml.c5.4xlarge')
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10-
<tag>

0.10 Capacitación CPU, GPU py3 py3

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10.1-
<tag>

0.10.1 Capacitación CPU, GPU py3 py3

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11-
<tag>

0,11 Capacitación CPU, GPU py3 py3

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.0-
<tag>

0.11.0 Capacitación CPU, GPU py3 py3

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.1-
<tag>

0.11.1 Capacitación CPU, GPU py3 py3

Tensorflow Inferentia (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-tensorflow',region='me-
south-1',version='1.15.0',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

8367857575723513.dkr.ecr.me-
<tag>

1.15.0 Inferencia inf py3

Rayo de Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
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image_uris.retrieve(framework='ray-tensorflow',region='me-
south-1',version='0.8.5',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5-
<tag>

0,5 Capacitación CPU, GPU py3

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5.3-
<tag>

0.5.3 Capacitación CPU, GPU py3

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6-
<tag>

0.6 Capacitación CPU, GPU py3

724002660598.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6.5-
<tag>

0.6.5 Capacitación CPU, GPU py3

xgBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost',region='me-south-1',version='1.2-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

249704162688.dkr.ecr.me-
sur-1.amazonaws.com/
xgboost:<tag>

1 Capacitación, inferencia

801668240914.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-
xgboost:<tag>

0.90-1 Capacitación, inferencia

801668240914.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-
xgboost:<tag>

0.90-2 Capacitación, inferencia
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

801668240914.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.0-1 Capacitación, inferencia

801668240914.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2-1 Capacitación, inferencia

801668240914.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2 Capacitación, inferencia

801668240914.dkr.ecr.me-
sur-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.3-1 Capacitación, inferencia

Rutas de registro de Docker y código de ejemplo para América del Sur (São Paulo) (sa-east-1)

En los siguientes temas se enumeran los parámetros para cada uno de los algoritmos y contenedores de
aprendizaje profundo de esta región proporcionados por Amazon SageMaker.

Temas
• BlazingText (algoritmo) (p. 1345)
• Cadena (DLC) (p. 1345)
• Clarificar (algoritmo) (p. 1346)
• Data Wrangler (algoritmo) (p. 1346)
• Depurador (algoritmo) (p. 1346)
• DeepAR Forecasting (algoritmo) (p. 1347)
• Máquinas de factorización (algoritmo) (p. 1347)
• Cara de abrazo (algoritmo) (p. 1347)
• Perspectivas de IP (algoritmo) (p. 1348)
• Clasificación de imágenes (algoritmo) (p. 1348)
• Inferentia MXNet (DLC) (p. 1348)
• Inferentia PyTorch (DLC) (p. 1349)
• Formos de k-means (p. 1349)
• KNN (algoritmo) (p. 1349)
• Lineal Learner (algoritmo) (p. 1350)
• MXNet (DLC) (p. 1350)
• Coach MXNet (DLC) (p. 1353)
• Monitor de modelo (algoritmo) (p. 1353)
• NTM (algoritmo) (p. 1353)
• Clasificación de imágenes (algoritmo) (p. 1354)
• Neo MXNet (DLC) (p. 1354)
• Neo PyTorch (DLC) (p. 1354)
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• Neo Tensorflow (DLC) (p. 1355)
• Neo XGBoost (algoritmo) (p. 1355)
• Detección de objetos (algoritmo) (p. 1356)
• Object2Vec (p. 1356)
• PCA (algoritmo) (p. 1356)
• PyTorch (DLC) (p. 1356)
• Bosque de corte aleatorio (algoritmo) (p. 1358)
• Algoritmo de Scikit-learn (p. 1359)
• Segmentación semántica (algoritmo) (p. 1359)
• Seq2Seq (algoritmo) (p. 1359)
• Spark (algoritmo) (p. 1360)
• Servir SparkML (algoritmo) (p. 1360)
• Tensorflow (DLC) (p. 1360)
• Entrenador Tensorflow (DLC) (p. 1368)
• Tensorflow Inferentia (DLC) (p. 1369)
• Rayo de Tensorflow (DLC) (p. 1369)
• xgBoost (algoritmo) (p. 1370)

BlazingText (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='blazingtext',region='sa-east-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

855470959533.dkr.ecr.sa-
east-1.amazonaws.com/
blazingtext:<tag>

1 Capacitación, inferencia

Cadena (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='chainer',region='sa-
east-1',version='5.0.0',py_version='py3',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
Chainer:<tag>

4.0.0 Capacitación,
inferencia

CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
Chainer:<tag>

4.1.0 Capacitación,
inferencia

CPU, GPU py2, py3

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
Chainer:<tag>

5.0.0 Capacitación,
inferencia

CPU, GPU py2, py3

Clarificar (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='clarify',region='sa-
east-1',version='1.0',image_scope='processing')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

520018980103.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-clarify-
processing:<tag>

1.0 Procesamiento

Data Wrangler (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='data-wrangler',region='sa-east-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

424196993095.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
data-wrangler-
container:<tag>

1.x Procesamiento

Depurador (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='debugger',region='sa-east-1')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

8342061345.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-debugger-
rules:<tag>

latest depurador

DeepAR Forecasting (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='forecasting-deepar',region='sa-east-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

855470959533.dkr.ecr.sa-
east-1.amazonaws.com/
forecasting-
deepar:<tag>

1 Capacitación, inferencia

Máquinas de factorización (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='factorization-machines',region='sa-east-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

855470959533.dkr.ecr.sa-
east-1.amazonaws.com/
factorización de
máquinas:<tag>

1 Capacitación, inferencia

Cara de abrazo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='huggingface',region='sa-
east-1',version='4.4.2',image_scope='training',base_framework_version='tensorflow2.4.1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/

4.4.2 Capacitación
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

huggingface-
pyTorch:<tag>

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
huggingface-
pyTorch:<tag>

4.5.0 Capacitación

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.4.2 Capacitación

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.5.0 Capacitación

Perspectivas de IP (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ipinsights',region='sa-east-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

855470959533.dkr.ecr.sa-
east-1.amazonaws.com/
ipinsights:<tag>

1 Capacitación, inferencia

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification',region='sa-east-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

855470959533.dkr.ecr.sa-
east-1.amazonaws.com/
image-
classification:<tag>

1 Capacitación, inferencia

Inferentia MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.
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from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-mxnet',region='sa-
east-1',version='1.5.1',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

756306329178.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-neo-
mxnet:<tag>

1.5.1 Inferencia inf py3

Inferentia PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-pytorch',region='sa-
east-1',version='1.5.1',py_version='py3')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

756306329178.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-neo-
pytorch<tag>

1.5.1 Inferencia inf py3

Formos de k-means

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='kmeans',region='sa-east-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

855470959533.dkr.ecr.sa-
east-1.amazonaws.com/
kmeans:<tag>

1 Capacitación, inferencia

KNN (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='knn',region='sa-east-1')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

855470959533.dkr.ecr.sa-
east-1.amazonaws.com/
knn:<tag>

1 Capacitación, inferencia

Lineal Learner (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='linear-learner',region='sa-east-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

855470959533.dkr.ecr.sa-
east-1.amazonaws.com/
linear-learner:<tag>

1 Capacitación, inferencia

MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='mxnet',region='sa-
east-1',version='1.4.1',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-mxnet-
eia:<tag>

1.3.0 eia CPU py2, py3

520713653838dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-mxnet-
serving-eia:<tag>

1.4.0 eia CPU py2, py3

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
mxnet-<tag>

1.4.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
mxnet-<tag>

1.4.1 Inferencia CPU, GPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
mxnet<tag>

0.12.1 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
mxnet<tag>

0.12.1 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
mxnet<tag>

1.0.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
mxnet<tag>

1.0.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
mxnet<tag>

1.1.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
mxnet<tag>

1.1.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
mxnet<tag>

1.2.1 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
mxnet<tag>

1.2.1 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
mxnet<tag>

1.3.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
mxnet<tag>

1.3.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
mxnet<tag>

1.4.0 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
mxnet<tag>

1.4.1 Capacitación CPU, GPU py2

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.4.1 eia CPU py2, py3

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.5.1 eia CPU py2, py3

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.7.0 eia CPU py3

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
mxnet-
inferencia:<tag>

1.4.1 Inferencia CPU, GPU py3

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
mxnet-
inferencia:<tag>

1.6.0 Inferencia CPU, GPU py2, py3

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
MXnet-
inferencia:<tag>

1.7.0 Inferencia CPU, GPU py3

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
MXnet-
inferencia:<tag>

1.8.0 Inferencia CPU, GPU py37

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
mxnet-
training:<tag>

1.4.1 Capacitación CPU, GPU py3

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
mxnet-
training:<tag>

1.6.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
mxnet-
training:<tag>

1.7.0 Capacitación CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
mxnet-
training:<tag>

1.8.0 Capacitación CPU, GPU py37

Coach MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-mxnet',region='sa-
east-1',version='0.11',py_version='py3',image_scope='training',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11-
<tag>

0,11 Capacitación CPU, GPU py3

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11.0-
<tag>

0.11.0 Capacitación CPU, GPU py3

Monitor de modelo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='model-monitor',region='sa-east-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

539772159869.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
model-monitor-
analizador:<tag>

  Monitorización de

NTM (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.
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from sagemaker import image_uris
image_uris.retrieve(framework='ntm',region='sa-east-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

855470959533.dkr.ecr.sa-
east-1.amazonaws.com/
ntm:<tag>

1 Capacitación, inferencia

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification-neo',region='sa-east-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

74729178.dkr.ecr.sa-
east-1.amazonaws.com/
image-classification-
neo:<tag>

latest Inferencia

Neo MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-mxnet',region='sa-
east-1',version='1.8',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

75630632929178.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
inference-
mxnet:<tag>

1.8 Inferencia CPU, GPU py3

Neo PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-pytorch',region='sa-
east-1',version='1.6',image_scope='inference',instance_type='ml.c5.4xlarge')
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

756306329178.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
inference-
PyTorch<tag>

1.4 Inferencia CPU, GPU py3

756306329178.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
inference-
PyTorch<tag>

1.5 Inferencia CPU, GPU py3

756306329178.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
inference-
PyTorch<tag>

1.6 Inferencia CPU, GPU py3

Neo Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-tensorflow',region='sa-
east-1',version='1.15.3',py_version='py3',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

756306329178.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
inference-
tensorflow:<tag>

1.15.3 Inferencia CPU, GPU py3

Neo XGBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost-neo',region='sa-east-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

756306329178.dkr.ecr.sa-
east-1.amazonaws.com/
xgboost-neo:<tag>

latest Inferencia
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Detección de objetos (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object-detection',region='sa-east-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

855470959533.dkr.ecr.sa-
east-1.amazonaws.com/
object-detection:<tag>

1 Capacitación, inferencia

Object2Vec

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object2vec',region='sa-east-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

855470959533.dkr.ecr.sa-
east-1.amazonaws.com/
object2vec:<tag>

1 Capacitación, inferencia

PCA (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='pca',region='sa-east-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

855470959533.dkr.ecr.sa-
east-1.amazonaws.com/
pca:<tag>

1 Capacitación, inferencia

PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='pytorch',region='sa-
east-1',version='1.8.0',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

1356



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
PyTorch<tag>

0.4.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
PyTorch<tag>

0.4.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
PyTorch<tag>

1.0.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
PyTorch<tag>

1.0.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
PyTorch<tag>

1.1.0 Inferencia CPU, GPU py2, py3

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
PyTorch<tag>

1.1.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
pytorch-<tag>

1.3.1 eia CPU py3

Inferencia con
PyTorch<tag>

1.2.0 Inferencia CPU, GPU py2, py3

Inferencia con
PyTorch<tag>

1.3.1 Inferencia CPU, GPU py2, py3

Inferencia con
PyTorch<tag>

1.4.0 Inferencia CPU, GPU py3

Inferencia con
PyTorch<tag>

1.5.0 Inferencia CPU, GPU py3

Inferencia con
PyTorch<tag>

1.6.0 Inferencia CPU, GPU py3, py36

Inferencia con
PyTorch<tag>

1.7.1 Inferencia CPU, GPU py3, py36

Inferencia con
PyTorch<tag>

1.8.0 Inferencia CPU, GPU py3, py36
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

Inferencia con
PyTorch<tag>

1.8.1 Inferencia CPU, GPU py3, py36

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
pytorch-
training:<tag>

1.2.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
pytorch-
training:<tag>

1.3.1 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
pytorch-
training:<tag>

1.4.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
pytorch-
training:<tag>

1.5.0 Capacitación CPU, GPU py3

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
pytorch-
training:<tag>

1.6.0 Capacitación CPU, GPU py3, py36

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
pytorch-
training:<tag>

1.7.1 Capacitación CPU, GPU py3, py36

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
pytorch-
training:<tag>

1.8.0 Capacitación CPU, GPU py3, py36

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
pytorch-
training:<tag>

1.8.1 Capacitación CPU, GPU py3, py36

Bosque de corte aleatorio (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='randomcutforest',region='sa-east-1')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

855470959533.dkr.ecr.sa-
east-1.amazonaws.com/
randomcutforest:<tag>

1 Capacitación, inferencia

Algoritmo de Scikit-learn

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='sklearn',region='sa-
east-1',version='0.23-1',image_scope='inference')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

737474898029.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.20.0 Capacitación, inferencia

737474898029.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.23-1 Capacitación, inferencia

Segmentación semántica (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='semantic-segmentation',region='sa-east-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

855470959533.dkr.ecr.sa-
east-1.amazonaws.com/
semantic-
segmentación:<tag>

1 Capacitación, inferencia

Seq2Seq (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='seq2seq',region='sa-east-1')

1359



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

855470959533.dkr.ecr.sa-
east-1.amazonaws.com/
seq2seq:<tag>

1 Capacitación, inferencia

Spark (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='spark',region='sa-
east-1',version='3.0',image_scope='processing')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

737130764395.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-spark-
processing:<tag>

2.4 Procesamiento

737130764395.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-spark-
processing:<tag>

3.0 Procesamiento

Servir SparkML (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='sparkml-serving',region='sa-east-1',version='2.4')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

737474898098029.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
sparkml-<tag>

2.2 Inferencia

737474898098029.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
sparkml-<tag>

2.4 Inferencia

Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
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image_uris.retrieve(framework='tensorflow',region='sa-
east-1',version='1.12.0',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713653838dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
tensorflow-
eia:<tag>

1.10.0 eia CPU py2

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.11.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.12.0 Capacitación CPU, GPU py2, py3

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.13.1 Capacitación CPU, GPU py2

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
tensorflow-Serving
eia:<tag>

1.11.0 eia CPU -

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
tensorflow-Serving
eia:<tag>

1.12.0 eia CPU -

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
tensorflow-Serving
eia:<tag>

1.13.0 eia CPU -

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
tensorflow-
serving:<tag>

1.11.0 Inferencia CPU, GPU -

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-

1.12.0 Inferencia CPU, GPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

tensorflow-
serving:<tag>

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
TensorFlow:<tag>

1.10.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
TensorFlow:<tag>

1.10.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.4.1 Inferencia CPU, GPU py2

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.4.1 Capacitación CPU, GPU py2

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
TensorFlow:<tag>

1.5.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.5.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.6.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.6.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.7.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.7.0 Capacitación CPU, GPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.8.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.8.0 Capacitación CPU, GPU py2

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.9.0 Inferencia CPU, GPU py2

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.9.0 Capacitación CPU, GPU py2

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.14.0 eia CPU -

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.15.0 eia CPU -

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.0.0 eia CPU -

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.3.0 eia CPU -

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.13.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.14.0 Inferencia CPU, GPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.15.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.15.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.15.3 Inferencia CPU, GPU -

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.15.4 Inferencia CPU, GPU -

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.15.5 Inferencia CPU, GPU -

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.0.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.0.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.0.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.0.3 Inferencia CPU, GPU -

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.0.4 Inferencia CPU, GPU -

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.1.0 Inferencia CPU, GPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.1.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.1.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.1.3 Inferencia CPU, GPU -

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.2.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.2.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.2.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.3.0 Inferencia CPU, GPU -

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.3.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.3.2 Inferencia CPU, GPU -

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.4.1 Inferencia CPU, GPU -

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow:<tag>

1.13.1 Capacitación CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow:<tag>

1.14.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow:<tag>

1.15.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow:<tag>

1.15.2 Capacitación CPU, GPU py2, py3, py37

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow:<tag>

1.15.3 Capacitación CPU, GPU py2, py3, py37

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow:<tag>

1.15.4 Capacitación CPU, GPU py3, py36, py37

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.5 Capacitación CPU, GPU py3, py36, py37

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow:<tag>

2.0.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.1 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.2 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.3 Capacitación CPU, GPU py3

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow:<tag>

2.0.4 Capacitación CPU, GPU py3

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow:<tag>

2.1.0 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow:<tag>

2.1.1 Capacitación CPU, GPU py2, py3

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.2 Capacitación CPU, GPU py3

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.3 Capacitación CPU, GPU py3

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.2.0 Capacitación CPU, GPU py37

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.2.1 Capacitación CPU, GPU py37

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow:<tag>

2.2.2 Capacitación CPU, GPU py37

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
tensorflow-
training:<tag>

2.3.0 Capacitación CPU, GPU py37
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versión de Python

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow:<tag>

2.3.1 Capacitación CPU, GPU py37

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow:<tag>

2.3.2 Capacitación CPU, GPU py37

763104351884.dkr.ecr.sa-
east-1.amazonaws.com/
TensorFlow
Entrenamiento con
TensorFlow:<tag>

2.4.1 Capacitación CPU, GPU py37

Entrenador Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-tensorflow',region='sa-
east-1',version='1.0.0',image_scope='training',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10-
<tag>

0.10 Capacitación CPU, GPU py3

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10.1-
<tag>

0.10.1 Capacitación CPU, GPU py3

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11-
<tag>

0,11 Capacitación CPU, GPU py3

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-rl-

0.11.0 Capacitación CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

tensorflow:coach0.11.0-
<tag>

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.1-
<tag>

0.11.1 Capacitación CPU, GPU py3

Tensorflow Inferentia (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-tensorflow',region='sa-
east-1',version='1.15.0',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

74729178.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-neo-
tensorflow:<tag>

1.15.0 Inferencia inf py3

Rayo de Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ray-tensorflow',region='sa-
east-1',version='0.8.5',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5-
<tag>

0,5 Capacitación CPU, GPU py3

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5.3-
<tag>

0.5.3 Capacitación CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6-
<tag>

0.6 Capacitación CPU, GPU py3

520713654638.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6.5-
<tag>

0.6.5 Capacitación CPU, GPU py3

xgBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost',region='sa-east-1',version='1.2-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

737474898029.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
xgboost:<tag>

0.90-1 Capacitación, inferencia

737474898029.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
xgboost:<tag>

0.90-2 Capacitación, inferencia

737474898029.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.0-1 Capacitación, inferencia

737474898029.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2-1 Capacitación, inferencia

737474898029.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.2 Capacitación, inferencia

737474898029.dkr.ecr.sa-
east-1.amazonaws.com/
sagemaker-
xgboost:<tag>

1.3-1 Capacitación, inferencia
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

855470959533.dkr.ecr.sa-
east-1.amazonaws.com/
xgboost:<tag>

1 Capacitación, inferencia

Rutas de registro de Docker y código de ejemplo paraAWSGovCloud (EE. UU. Oeste) (us-gov-
west-1)

En los siguientes temas se enumeran los parámetros para cada uno de los algoritmos y contenedores de
aprendizaje profundo de esta región proporcionados por Amazon SageMaker.

Temas
• BlazingText (algoritmo) (p. 1372)
• Cadena (DLC) (p. 1372)
• Depurador (algoritmo) (p. 1373)
• DeepAR Forecasting (algoritmo) (p. 1373)
• Máquinas de factorización (algoritmo) (p. 1373)
• Cara de abrazo (algoritmo) (p. 1373)
• Perspectivas de IP (algoritmo) (p. 1374)
• Clasificación de imágenes (algoritmo) (p. 1374)
• Inferentia MXNet (DLC) (p. 1375)
• Inferentia PyTorch (DLC) (p. 1375)
• Algoritmo de k-means (p. 1375)
• KNN (algoritmo) (p. 1376)
• LDA (algoritmo) (p. 1376)
• Lineal Learner (algoritmo) (p. 1376)
• MXNet (DLC) (p. 1377)
• Coach MXNet (DLC) (p. 1380)
• NTM (algoritmo) (p. 1380)
• Clasificación de imágenes (algoritmo) (p. 1381)
• Neo MXNet (DLC) (p. 1381)
• Neo PyTorch (DLC) (p. 1381)
• Neo Tensorflow (DLC) (p. 1382)
• Neo XGBoost (algoritmo) (p. 1382)
• Detección de objetos (algoritmo) (p. 1383)
• Object2Vec (p. 1383)
• PCA (algoritmo) (p. 1383)
• PyTorch (DLC) (p. 1384)
• Bosque de corte aleatorio (algoritmo) (p. 1386)
• Algoritmo de Scikit-learn (p. 1386)
• Segmentación semántica (algoritmo) (p. 1387)
• Seq2Seq (algoritmo) (p. 1387)
• Spark (algoritmo) (p. 1387)
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• Servir SparkML (algoritmo) (p. 1388)
• Tensorflow (DLC) (p. 1388)
• Entrenador Tensorflow (DLC) (p. 1397)
• Tensorflow Inferentia (DLC) (p. 1398)
• Rayo de Tensorflow (DLC) (p. 1398)
• xgBoost (algoritmo) (p. 1399)

BlazingText (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='blazingtext',region='us-gov-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

226302683700.dkr.ecr.us-
gov-
west-1.amazonaws.com/
blazingtexto:<tag>

1 Capacitación, inferencia

Cadena (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='chainer',region='us-gov-
west-1',version='5.0.0',py_version='py3',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
chainer:<tag>

4.0.0 Capacitación,
inferencia

CPU, GPU py2, py3

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
chainer:<tag>

4.1.0 Capacitación,
inferencia

CPU, GPU py2, py3

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
chainer:<tag>

5.0.0 Capacitación,
inferencia

CPU, GPU py2, py3
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Depurador (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='debugger',region='us-gov-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

515509971035.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-debugger-
rules:<tag>

latest Debugger

DeepAR Forecasting (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='forecasting-deepar',region='us-gov-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

226302683700.dkr.ecr.us-
gov-
west-1.amazonaws.com/
forecasting-
deepar:<tag>

1 Capacitación, inferencia

Máquinas de factorización (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='factorization-machines',region='us-gov-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

226302683700.dkr.ecr.us-
gov-
west-1.amazonaws.com/
factorization-
machines:<tag>

1 Capacitación, inferencia

Cara de abrazo (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.
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from sagemaker import image_uris
image_uris.retrieve(framework='huggingface',region='us-gov-
west-1',version='4.4.2',image_scope='training',base_framework_version='tensorflow2.4.1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
huggingface-pytorch-
training:<tag>

4.4.2 Capacitación

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
huggingface-pytorch-
training:<tag>

4.5.0 Capacitación

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.4.2 Capacitación

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
huggingface-tensorflow-
training:<tag>

4.5.0 Capacitación

Perspectivas de IP (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ipinsights',region='us-gov-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

226302683700.dkr.ecr.us-
gov-
west-1.amazonaws.com/
ipinsights:<tag>

1 Capacitación, inferencia

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification',region='us-gov-west-1')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

22683700.dkr.ecr.us-
gov-
west-1.amazonaws.com/
image-
classification:<tag>

1 Capacitación, inferencia

Inferentia MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-mxnet',region='us-gov-
west-1',version='1.5.1',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

263933020539.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-neo-
mxnet:<tag>

1.5.1 Inferencia inf py3

Inferentia PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-pytorch',region='us-gov-
west-1',version='1.5.1',py_version='py3')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

263933020539.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-neo-
pytorch:<tag>

1.5.1 Inferencia inf py3

Algoritmo de k-means

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='kmeans',region='us-gov-west-1')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

226302683700.dkr.ecr.us-
gov-
west-1.amazonaws.com/
kmeans:<tag>

1 Capacitación, inferencia

KNN (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='knn',region='us-gov-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

226302683700.dkr.ecr.us-
gov-
west-1.amazonaws.com/
knn:<tag>

1 Capacitación, inferencia

LDA (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='lda',region='us-gov-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

226302683700.dkr.ecr.us-
gov-
west-1.amazonaws.com/
lda:<tag>

1 Capacitación, inferencia

Lineal Learner (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='linear-learner',region='us-gov-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

226302683700.dkr.ecr.us-
gov-

1 Capacitación, inferencia
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

west-1.amazonaws.com/
linear-learner:<tag>

MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='mxnet',region='us-gov-
west-1',version='1.4.1',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-mxnet-
eia:<tag>

1.3.0 eia CPU py2, py3

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-mxnet-
serving-eia:<tag>

1.4.0 eia CPU py2, py3

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-mxnet-
serving:<tag>

1.4.0 Inferencia CPU, GPU py2, py3

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-mxnet-
serving:<tag>

1.4.1 Inferencia CPU, GPU py2

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
mxnet:<tag>

0.12.1 Inferencia CPU, GPU py2, py3

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
mxnet:<tag>

0.12.1 Capacitación CPU, GPU py2, py3

246785580436.dkr.ecr.us-
gov-

1.0.0 Inferencia CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

west-1.amazonaws.com/
sagemaker-
mxnet:<tag>

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.0.0 Capacitación CPU, GPU py2, py3

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.1.0 Inferencia CPU, GPU py2, py3

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.1.0 Capacitación CPU, GPU py2, py3

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.2.1 Inferencia CPU, GPU py2, py3

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.2.1 Capacitación CPU, GPU py2, py3

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.3.0 Inferencia CPU, GPU py2, py3

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.3.0 Capacitación CPU, GPU py2, py3

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.4.0 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
mxnet:<tag>

1.4.1 Capacitación CPU, GPU py2

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.4.1 eia CPU py2, py3

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.5.1 eia CPU py2, py3

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
mxnet-inference-
eia:<tag>

1.7.0 eia CPU py3

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
mxnet-
inferencia:<tag>

1.4.1 Inferencia CPU, GPU py3

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
mxnet-
inferencia:<tag>

1.6.0 Inferencia CPU, GPU py2, py3

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
mxnet-
inferencia:<tag>

1.7.0 Inferencia CPU, GPU py3

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
mxnet-
inferencia:<tag>

1.8.0 Inferencia CPU, GPU py37

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
mxnet-
training:<tag>

1.4.1 Capacitación CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
mxnet-
training:<tag>

1.6.0 Capacitación CPU, GPU py2, py3

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
mxnet-
training:<tag>

1.7.0 Capacitación CPU, GPU py3

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
mxnet-
training:<tag>

1.8.0 Capacitación CPU, GPU py37

Coach MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-mxnet',region='us-gov-
west-1',version='0.11',py_version='py3',image_scope='training',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11-
<tag>

0,11 Capacitación CPU, GPU py3

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-rl-
mxnet:coach0.11.0-
<tag>

0.11.0 Capacitación CPU, GPU py3

NTM (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ntm',region='us-gov-west-1')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

226302683700.dkr.ecr.us-
gov-
west-1.amazonaws.com/
ntm:<tag>

1 Capacitación, inferencia

Clasificación de imágenes (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='image-classification-neo',region='us-gov-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

263933020539.dkr.ecr.us-
gov-
west-1.amazonaws.com/
image-classification-
neo:<tag>

latest Inferencia

Neo MXNet (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-mxnet',region='us-gov-
west-1',version='1.8',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

263933020539.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
inference-
mxnet:<tag>

1.8 Inferencia CPU, GPU py3

Neo PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-pytorch',region='us-gov-
west-1',version='1.6',image_scope='inference',instance_type='ml.c5.4xlarge')
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

263933020539.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
inference-
pytorch:<tag>

1.4 Inferencia CPU, GPU py3

263933020539.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
inference-
pytorch:<tag>

1.5 Inferencia CPU, GPU py3

263933020539.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
inference-
pytorch:<tag>

1.6 Inferencia CPU, GPU py3

Neo Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='neo-tensorflow',region='us-gov-
west-1',version='1.15.3',py_version='py3',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

263933020539.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
inference-
tensorflow:<tag>

1.15.3 Inferencia CPU, GPU py3

Neo XGBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost-neo',region='us-gov-west-1')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

263933020539.dkr.ecr.us-
gov-
west-1.amazonaws.com/
xgboost-neo:<tag>

latest Inferencia

Detección de objetos (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object-detection',region='us-gov-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

226302683700.dkr.ecr.us-
gov-
west-1.amazonaws.com/
object-detection:<tag>

1 Capacitación, inferencia

Object2Vec

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='object2vec',region='us-gov-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

226302683700.dkr.ecr.us-
gov-
west-1.amazonaws.com/
object2vec:<tag>

1 Capacitación, inferencia

PCA (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='pca',region='us-gov-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

226302683700.dkr.ecr.us-
gov-

1 Capacitación, inferencia
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

west-1.amazonaws.com/
pca:<tag>

PyTorch (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='pytorch',region='us-gov-
west-1',version='1.8.0',py_version='py3',image_scope='inference',
 instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
pytorch<tag>

0.4.0 Inferencia CPU, GPU py2, py3

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
pytorch<tag>

0.4.0 Capacitación CPU, GPU py2, py3

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
pytorch<tag>

1.0.0 Inferencia CPU, GPU py2, py3

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
pytorch<tag>

1.0.0 Capacitación CPU, GPU py2, py3

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
pytorch<tag>

1.1.0 Inferencia CPU, GPU py2, py3

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
pytorch<tag>

1.1.0 Capacitación CPU, GPU py2, py3

442386744353.dkr.ecr.us-
gov-

1.3.1 eia CPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

west-1.amazonaws.com/
pytorch-inference-
eia:<tag>

Inferencia con
PyTorch-<tag>

1.2.0 Inferencia CPU, GPU py2, py3

Inferencia con
PyTorch-<tag>

1.3.1 Inferencia CPU, GPU py2, py3

Inferencia con
PyTorch-<tag>

1.4.0 Inferencia CPU, GPU py3

Inferencia con
PyTorch-<tag>

1.5.0 Inferencia CPU, GPU py3

Inferencia con
PyTorch-<tag>

1.6.0 Inferencia CPU, GPU py3, py36

Inferencia con
PyTorch-<tag>

1.7.1 Inferencia CPU, GPU py3, py36

Inferencia con
PyTorch-<tag>

1.8.0 Inferencia CPU, GPU py3, py36

Inferencia con
PyTorch-<tag>

1.8.1 Inferencia CPU, GPU py3, py36

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
pytorch-
training:<tag>

1.2.0 Capacitación CPU, GPU py2, py3

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
pytorch-
training:<tag>

1.3.1 Capacitación CPU, GPU py2, py3

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
pytorch-
training:<tag>

1.4.0 Capacitación CPU, GPU py2, py3

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
pytorch-
training:<tag>

1.5.0 Capacitación CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
pytorch-
training:<tag>

1.6.0 Capacitación CPU, GPU py3, py36

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
pytorch-
training:<tag>

1.7.1 Capacitación CPU, GPU py3, py36

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
pytorch-
training:<tag>

1.8.0 Capacitación CPU, GPU py3, py36

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
pytorch-
training:<tag>

1.8.1 Capacitación CPU, GPU py3, py36

Bosque de corte aleatorio (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='randomcutforest',region='us-gov-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

226302683700.dkr.ecr.us-
gov-
west-1.amazonaws.com/
randomcutforest:<tag>

1 Capacitación, inferencia

Algoritmo de Scikit-learn

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='sklearn',region='us-gov-
west-1',version='0.23-1',image_scope='inference')
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

414596584902.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.20.0 Capacitación, inferencia

414596584902.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-scikit-
learn:<tag>

0.23-1 Capacitación, inferencia

Segmentación semántica (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='semantic-segmentation',region='us-gov-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

2263026837000000.dkr.ecr.us-
gov-
west-1.amazonaws.com/
semantic-
segmentation:<tag>

1 Capacitación, inferencia

Seq2Seq (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='seq2seq',region='us-gov-west-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

226302683700.dkr.ecr.us-
gov-
west-1.amazonaws.com/
seq2seq:<tag>

1 Capacitación, inferencia

Spark (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
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image_uris.retrieve(framework='spark',region='us-gov-
west-1',version='3.0',image_scope='processing')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

271483468897.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-spark-
processing:<tag>

2.4 Procesamiento

271483468897.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-spark-
processing:<tag>

3.0 Procesamiento

Servir SparkML (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='sparkml-serving',region='us-gov-west-1',version='2.4')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

414596584902.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-sparkml-
Serving:<tag>

2.2 Inferencia

414596584902.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-sparkml-
Serving:<tag>

2.4 Inferencia

Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='tensorflow',region='us-gov-
west-1',version='1.12.0',image_scope='inference',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

246785580436.dkr.ecr.us-
gov-

1.10.0 eia CPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

west-1.amazonaws.com/
sagemaker-
tensorflow-
eia:<tag>

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.11.0 Capacitación CPU, GPU py2, py3

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.12.0 Capacitación CPU, GPU py2, py3

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
tensorflow-
scriptmode:<tag>

1.13.1 Capacitación CPU, GPU py2

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
tensorflow-
Serving:<tag>

1.11.0 eia CPU -

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
tensorflow-
Serving:<tag>

1.12.0 eia CPU -

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
tensorflow-
Serving:<tag>

1.13.0 eia CPU -

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
tensorflow-
Serving:<tag>

1.11.0 Inferencia CPU, GPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
tensorflow-
Serving:<tag>

1.12.0 Inferencia CPU, GPU -

245580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.10.0 Inferencia CPU, GPU py2

245580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.10.0 Capacitación CPU, GPU py2

245580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.4.1 Inferencia CPU, GPU py2

245580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.4.1 Capacitación CPU, GPU py2

245580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.5.0 Inferencia CPU, GPU py2

245580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.5.0 Capacitación CPU, GPU py2

245580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.6.0 Inferencia CPU, GPU py2

245580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.6.0 Capacitación CPU, GPU py2
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

245580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.7.0 Inferencia CPU, GPU py2

245580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.7.0 Capacitación CPU, GPU py2

245580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.8.0 Inferencia CPU, GPU py2

245580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.8.0 Capacitación CPU, GPU py2

245580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.9.0 Inferencia CPU, GPU py2

245580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
tensorflow:<tag>

1.9.0 Capacitación CPU, GPU py2

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.14.0 eia CPU -

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

1.15.0 eia CPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.0.0 eia CPU -

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
inference-
eia:<tag>

2.3.0 eia CPU -

4423867443.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.13.0 Inferencia CPU, GPU -

444353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
inference:<tag>

1.14.0 Inferencia CPU, GPU -

4423867443.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.15.0 Inferencia CPU, GPU -

4423867443.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.15.2 Inferencia CPU, GPU -

4423867443.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.15.3 Inferencia CPU, GPU -

4423867443.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.15.4 Inferencia CPU, GPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

4423867443.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

1.15.5 Inferencia CPU, GPU -

4423867443.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.0.0 Inferencia CPU, GPU -

4423867443.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.0.1 Inferencia CPU, GPU -

4423867443.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.0.2 Inferencia CPU, GPU -

4423867443.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.0.3 Inferencia CPU, GPU -

4423867443.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.0.4 Inferencia CPU, GPU -

4423867443.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.1.0 Inferencia CPU, GPU -

4423867443.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.1.1 Inferencia CPU, GPU -

4423867443.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.1.2 Inferencia CPU, GPU -
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

4423867443.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.1.3 Inferencia CPU, GPU -

4423867443.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.2.0 Inferencia CPU, GPU -

4423867443.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.2.1 Inferencia CPU, GPU -

4423867443.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.2.2 Inferencia CPU, GPU -

4423867443.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.3.0 Inferencia CPU, GPU -

4423867443.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.3.1 Inferencia CPU, GPU -

4423867443.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.3.2 Inferencia CPU, GPU -

4423867443.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
inferencia:<tag>

2.4.1 Inferencia CPU, GPU -

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
training:<tag>

1.13.1 Capacitación CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
training:<tag>

1.14.0 Capacitación CPU, GPU py2, py3

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.0 Capacitación CPU, GPU py2, py3

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.2 Capacitación CPU, GPU py2, py3, py37

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.3 Capacitación CPU, GPU py2, py3, py37

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.4 Capacitación CPU, GPU py3, py36, py37

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
training:<tag>

1.15.5 Capacitación CPU, GPU py3, py36, py37

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.0 Capacitación CPU, GPU py2, py3

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.1 Capacitación CPU, GPU py2, py3

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.2 Capacitación CPU, GPU py2, py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.3 Capacitación CPU, GPU py3

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.0.4 Capacitación CPU, GPU py3

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.0 Capacitación CPU, GPU py2, py3

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.1 Capacitación CPU, GPU py2, py3

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.2 Capacitación CPU, GPU py3

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.1.3 Capacitación CPU, GPU py3

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.2.0 Capacitación CPU, GPU py37

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.2.1 Capacitación CPU, GPU py37

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.2.2 Capacitación CPU, GPU py37
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.3.0 Capacitación CPU, GPU py37

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.3.1 Capacitación CPU, GPU py37

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.3.2 Capacitación CPU, GPU py37

442386744353.dkr.ecr.us-
gov-
west-1.amazonaws.com/
tensorflow-
training:<tag>

2.4.1 Capacitación CPU, GPU py37

Entrenador Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='coach-tensorflow',region='us-gov-
west-1',version='1.0.0',image_scope='training',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10-
<tag>

0.10 Capacitación CPU, GPU py3

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.10.1-
<tag>

0.10.1 Capacitación CPU, GPU py3

246785580436.dkr.ecr.us-
gov-

0,11 Capacitación CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

west-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11-
<tag>

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.0-
<tag>

0.11.0 Capacitación CPU, GPU py3

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-rl-
tensorflow:coach0.11.1-
<tag>

0.11.1 Capacitación CPU, GPU py3

Tensorflow Inferentia (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='inferentia-tensorflow',region='us-gov-
west-1',version='1.15.0',instance_type='ml.inf1.6xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

263933020539.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-neo-
tensorflow:<tag>

1.15.0 Inferencia inf py3

Rayo de Tensorflow (DLC)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='ray-tensorflow',region='us-gov-
west-1',version='0.8.5',instance_type='ml.c5.4xlarge')

Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

246785580436.dkr.ecr.us-
gov-

0,5 Capacitación CPU, GPU py3
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Ruta de registro Versión Tipos de Job
(ámbito de
imagen)

Tipos de
procesadores

Versiones de
Python

west-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5-
<tag>

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.5.3-
<tag>

0.5.3 Capacitación CPU, GPU py3

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6-
<tag>

0.6 Capacitación CPU, GPU py3

246785580436.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-rl-
tensorflow:ray0.6.5-
<tag>

0.6.5 Capacitación CPU, GPU py3

xgBoost (algoritmo)

Ejemplo de SDK de Python de SageMaker para recuperar la ruta de registro.

from sagemaker import image_uris
image_uris.retrieve(framework='xgboost',region='us-gov-west-1',version='1.2-1')

Ruta de registro Versión Tipos de Job (ámbito de
imagen)

226302683700.dkr.ecr.us-
gov-
west-1.amazonaws.com/
xgboost:<tag>

1 Capacitación, inferencia

414596584902.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
xgboost<tag>

0.90-1 Capacitación, inferencia

414596584902.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
xgboost<tag>

0.90-2 Capacitación, inferencia
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Ruta de registro Versión Tipos de Job (ámbito de
imagen)

414596584902.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
xgboost<tag>

1.0-1 Capacitación, inferencia

414596584902.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
xgboost<tag>

1.2-1 Capacitación, inferencia

414596584902.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
xgboost<tag>

1.2-2 Capacitación, inferencia

414596584902.dkr.ecr.us-
gov-
west-1.amazonaws.com/
sagemaker-
xgboost<tag>

1.3-1 Capacitación, inferencia

Formatos de datos comunes para algoritmos integrados

En los siguientes temas se explican los formatos de datos para los algoritmos proporcionados por Amazon
SageMaker.

Temas
• Formatos de datos comunes para la capacitación (p. 1400)
• Formatos de datos comunes para la inferencia (p. 1404)

Formatos de datos comunes para la capacitación

Para preparar la capacitación, puede preprocesar sus datos mediante una variedad deAWSservicios,
incluyendoAWS Glue, Amazon EMR, Amazon Redshift, Amazon Relational Database Service y Amazon
Athena. Después del preprocesamiento, publique los datos en un bucket de Amazon S3. Para la
capacitación, los datos tienen que pasar por una serie de conversiones y transformaciones, entre las que
se incluyen:

• Serialización de datos de capacitación (gestionados por usted)
• Deserialización de datos de capacitación (gestionados por el algoritmo)
• Serialización del modelo de capacitación (gestionado por el algoritmo)
• Deserialización del modelo de capacitación (opcional, gestionado por usted)

Cuando utilice Amazon SageMaker en la parte de capacitación del algoritmo, asegúrese de cargar todos
los datos a la vez. Si se agregan más datos a esa ubicación, es necesario realizar una nueva llamada de
capacitación para crear una modelo nuevo.

Temas
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• Tipos de contenido admitidos por algoritmos integrados (p. 1401)
• Uso del modo de canalizaciones (p. 1401)
• Uso del formato CSV (p. 1401)
• Uso de RecordIO  (p. 1402)
• Deserialización del modelo de capacitación (p. 1404)

Tipos de contenido admitidos por algoritmos integrados

En la siguiente tabla se enumeran algunas de las ContentTypey los algoritmos que los utilizan:

ContentTypes para algoritmos integrados

ContentType Algoritmo

application/x-image Algoritmo de detección de objetos, segmentación semántica

application/x-recordio Algoritmo de detección de objetos

application/x-recordio-
protobuf

Máquinas de Factorización, K-Means, K-nn, Asignación de Dirichlet
Latente, Lineal Learner, NTM, PCA, RCF, secuencia a secuencia

application/jsonlines BlazingText, DeepAR

image/jpeg Algoritmo de detección de objetos, segmentación semántica

imagen/png Algoritmo de detección de objetos, segmentación semántica

text/csv Información IP, K-Means, K-nn, asignación latente de Dirichlet, alumno
lineal, NTM, PCA, RCF, XGBoost

text/libsvm XGBoost

Para un resumen de los parámetros utilizados por cada algoritmo, consulte la documentación para los
algoritmos individuales o estetabla.

Uso del modo de canalizaciones

EnModo de canalizaciónSu trabajo de capacitación transmite datos directamente desde Amazon Simple
Storage Service (Amazon S3). La transmisión en streaming puede proporcionar un tiempo de inicio más
rápido para trabajos de capacitación y un mejor rendimiento. Esto es en contraste conModo de archivo,
en el que los datos de Amazon S3 se almacenan en los volúmenes de instancias de formación. El modo
archivo utiliza espacio en disco para almacenar tanto sus artefactos de modelo finales como su conjunto
de datos de capacitación completo. Al transmitir los datos directamente desde Amazon S3 en modo Pipe,
se reduce el tamaño de los volúmenes de Amazon Elastic Block Store de las instancias de formación. El
modo de canalización solo necesita suficiente espacio en disco para almacenar sus artefactos de modelo
final. Consulte AlgorithmSpecification para obtener información detallada sobre el modo de entrada
de capacitación.

Uso del formato CSV

Muchos algoritmos de Amazon SageMaker admiten la capacitación con datos en formato CSV. Para
utilizar datos en formato CSV para el entrenamiento, en la especificación del canal de datos de entrada,
especifiquetext/csvcomo el ContentType. Amazon SageMaker requiere que un archivo CSV
no disponga de un registro de encabezado y que la variable de destino se encuentre en la primera
columna. Para ejecutar algoritmos de aprendizaje sin supervisión sin un destino, especifique el número
de columnas de etiquetas en el tipo de contenido. Por ejemplo, en este caso 'content_type=text/
csv;label_size=0'. Para ver un ejemplo de bloc de notas que utiliza formato CSV, consultePredicción

1401

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_Channel.html#SageMaker-Type-Channel-ContentType
https://docs.aws.amazon.com/sagemaker/latest/dg/sagemaker-algo-docker-registry-paths.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_AlgorithmSpecification.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_Channel.html#SageMaker-Type-Channel-ContentType
https://sagemaker-examples.readthedocs.io/en/latest/introduction_to_applying_machine_learning/breast_cancer_prediction/Breast%20Cancer%20Prediction.html


Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

del cáncer de mama. Para obtener más información, consulteAhora utilice el modo Pipe con datasets CSV
para una formación más rápida en los algoritmos integrados de Amazon SageMaker.

Uso de RecordIO

En el formato protobuf recordIO, SageMaker convierte cada observación del conjunto de datos en una
representación binaria como un conjunto de flotadores de 4 bytes y, a continuación, se carga en el campo
de valores de protobuf. Si usa Python para la preparación de sus datos, recomendamos encarecidamente
que use estas transformaciones existentes. Sin embargo, si usa otro lenguaje, el archivo de definición
protobuf siguiente proporciona el esquema que usa para convertir sus datos en formato protobuf de
SageMaker.

Note

Para un ejemplo que muestra cómo convertir la matriz numPy comúnmente usada en el formato
protobuf recordIO, consulteIntroducción a las máquinas de factorización con MNIST.

syntax = "proto2";

 package aialgs.data;

 option java_package = "com.amazonaws.aialgorithms.proto";
 option java_outer_classname = "RecordProtos";

 // A sparse or dense rank-R tensor that stores data as doubles (float64).
 message Float32Tensor   {
     // Each value in the vector. If keys is empty, this is treated as a
     // dense vector.
     repeated float values = 1 [packed = true];

     // If key is not empty, the vector is treated as sparse, with
     // each key specifying the location of the value in the sparse vector.
     repeated uint64 keys = 2 [packed = true];

     // An optional shape that allows the vector to represent a matrix.
     // For example, if shape = [ 10, 20 ], floor(keys[i] / 20) gives the row,
     // and keys[i] % 20 gives the column.
     // This also supports n-dimensonal tensors.
     // Note: If the tensor is sparse, you must specify this value.
     repeated uint64 shape = 3 [packed = true];
 }

 // A sparse or dense rank-R tensor that stores data as doubles (float64).
 message Float64Tensor {
     // Each value in the vector. If keys is empty, this is treated as a
     // dense vector.
     repeated double values = 1 [packed = true];

     // If this is not empty, the vector is treated as sparse, with
     // each key specifying the location of the value in the sparse vector.
     repeated uint64 keys = 2 [packed = true];

     // An optional shape that allows the vector to represent a matrix.
     // For example, if shape = [ 10, 20 ], floor(keys[i] / 10) gives the row,
     // and keys[i] % 20 gives the column.
     // This also supports n-dimensonal tensors.
     // Note: If the tensor is sparse, you must specify this value.
     repeated uint64 shape = 3 [packed = true];
 }

 // A sparse or dense rank-R tensor that stores data as 32-bit ints (int32).
 message Int32Tensor {
     // Each value in the vector. If keys is empty, this is treated as a
     // dense vector.
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     repeated int32 values = 1 [packed = true];

     // If this is not empty, the vector is treated as sparse with
     // each key specifying the location of the value in the sparse vector.
     repeated uint64 keys = 2 [packed = true];

     // An optional shape that allows the vector to represent a matrix.
     // For Exmple, if shape = [ 10, 20 ], floor(keys[i] / 10) gives the row,
     // and keys[i] % 20 gives the column.
     // This also supports n-dimensonal tensors.
     // Note: If the tensor is sparse, you must specify this value.
     repeated uint64 shape = 3 [packed = true];
 }

 // Support for storing binary data for parsing in other ways (such as JPEG/etc).
 // This is an example of another type of value and may not immediately be supported.
 message Bytes {
     repeated bytes value = 1;

     // If the content type of the data is known, stores it.
     // This allows for the possibility of using decoders for common formats
     // in the future.
     optional string content_type = 2;
 }

 message Value {
     oneof value {
         // The numbering assumes the possible use of:
         // - float16, float128
         // - int8, int16, int32
         Float32Tensor float32_tensor = 2;
         Float64Tensor float64_tensor = 3;
         Int32Tensor int32_tensor = 7;
         Bytes bytes = 9;
     }
 }

 message Record {
     // Map from the name of the feature to the value.
     //
     // For vectors and libsvm-like datasets,
     // a single feature with the name `values`
     // should be specified.
     map<string, Value> features = 1;

     // An optional set of labels for this record.
     // Similar to the features field above, the key used for
     // generic scalar / vector labels should be 'values'.
     map<string, Value> label = 2;

     // A unique identifier for this record in the dataset.
     //
     // Whilst not necessary, this allows better
     // debugging where there are data issues.
     //
     // This is not used by the algorithm directly.
     optional string uid = 3;

     // Textual metadata describing the record.
     //
     // This may include JSON-serialized information
     // about the source of the record.
     //
     // This is not used by the algorithm directly.
     optional string metadata = 4;
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     // An optional serialized JSON object that allows per-record
     // hyper-parameters/configuration/other information to be set.
     //
     // The meaning/interpretation of this field is defined by
     // the algorithm author and may not be supported.
     //
     // This is used to pass additional inference configuration
     // when batch inference is used (e.g. types of scores to return).
     optional string configuration = 5;
 }

Después de crear el búfer de protocolo, almacénelo en una ubicación de Amazon S3 a
la que pueda obtener acceso Amazon SageMaker y que pueda aprobarse como parte
deInputDataConfigincreate_training_job.

Note

Para todos los algoritmos de Amazon SageMaker, elChannelNameinInputDataConfigse
debe establecer entrain. Algunos algoritmos también son compatibles con una validación o
prueba input channels. Estos suelen usarse para evaluar el rendimiento del modelo mediante
un conjunto de datos de exclusiones. Los conjuntos de datos de exclusiones no se usan en la
capacitación inicial, pero se pueden usar para ajustar el modelo aún más.

Deserialización del modelo de capacitación

Los modelos de Amazon SageMaker se almacenan como model.tar.gz en el bucket de S3 especificado
enOutputDataConfig S3OutputPathparámetro del parámetrocreate_training_jobLlame a. Puede
especificar la mayoría de estos artefactos de modelo cal crear un modelo de alojamiento. También puede
abrirlos y revisarlos en su instancia de bloc de notas. Cuando model.tar.gz no está comprimido en un
archivo tar, contiene model_algo-1, que es un objeto de Apache MXNet serializado. Por ejemplo, utilice
la siguiente operación para cargar el modelo k-means en la memoria y verlo:

import mxnet as mx
print(mx.ndarray.load('model_algo-1'))

Formatos de datos comunes para la inferencia

Los algoritmos de Amazon SageMaker aceptan y producen diferentes tipos de MIME para las cargas
HTTP utilizadas en la recuperación de predicciones online y por minilotes. Puede usar variosAWSpara
transformar o preprocesar registros antes de la ejecución de la inferencia. Como mínimo, tiene que
convertir los datos para las siguientes tareas:

• Serialización de la solicitud de inferencias (gestionada por usted)
• Deserialización de la solicitud de inferencias (gestionada por el algoritmo)
• Serialización de la respuesta de inferencias (gestionada por el algoritmo)
• Deserialización de la respuesta de inferencias (gestionada por usted)

Temas
• Convertir datos para la serialización de la solicitud de inferencias (p. 1404)
• Convertir datos para la deserialización de la respuesta de inferencias (p. 1406)
• Formatos de solicitud comunes para todos los algoritmos (p. 1407)
• Uso de la transformación Batch con algoritmos integrados (p. 1408)

Convertir datos para la serialización de la solicitud de inferencias

Las opciones de tipo de contenido para las solicitudes de inferencia del algoritmo de Amazon SageMaker
incluyen:text/csv,application/json, yapplication/x-recordio-protobuf. Los algoritmos que
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no admiten todos estos tipos pueden admitir otros tipos. XGBoost, por ejemplo, solo admite text/csv de
esta lista, pero también admite text/libsvm.

Paratext/csv, el valor del argumento Body parainvoke_endpointdebe ser una cadena con comas
que separan los valores para cada característica. Por ejemplo, un registro para un modelo con cuatro
características debería tener la siguiente apariencia1.5,16.0,14,23.0. Las transformaciones realizadas
en los datos de capacitación deben realizarse también en los datos antes de la obtención de la inferencia.
El orden de las características es importante y no debe cambiarse.

application/json es bastante más flexible y proporciona varios formatos posibles para que los
desarrolladores pueden usarlos en sus aplicaciones. En un nivel alto, en JavaScript, la carga debe tener el
siguiente aspecto:

let request = {
  // Instances might contain multiple rows that predictions are sought for.
  "instances": [
    {
      // Request and algorithm specific inference parameters.
      "configuration": {},
      // Data in the specific format required by the algorithm.
      "data": {
         "<field name>": dataElement
       }
    }
  ]
}

Tiene las siguientes opciones para especificar dataElement:

Búferes de protocolo equivalente

// Has the same format as the protocol buffers implementation described for training.
let dataElement = {
  "keys": [],
  "values": [],
  "shape": []
}

Vector numérico sencillo

// An array containing numeric values is treated as an instance containing a
// single dense vector.
let dataElement = [1.5, 16.0, 14.0, 23.0]

// It will be converted to the following representation by the SDK.
let converted = {
  "features": {
    "values": dataElement
  }
}

Para varios registros

let request = {
  "instances": [
    // First instance.
    {
      "features": [ 1.5, 16.0, 14.0, 23.0 ]
    },
    // Second instance.
    {
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      "features": [ -2.0, 100.2, 15.2, 9.2 ]
    }
  ]
}

Convertir datos para la deserialización de la respuesta de inferencias

Los algoritmos de Amazon SageMaker devuelven JSON en varios diseños. En líneas generales, la
estructura es:

let response = {
  "predictions": [{
    // Fields in the response object are defined on a per algorithm-basis.
  }]
}

Los campos incluidos en las predicciones son diferentes en los algoritmos. A continuación se muestran
ejemplos de la salida del algoritmo k-means.

Intervención de registro único

let response = {
  "predictions": [{
    "closest_cluster": 5,
    "distance_to_cluster": 36.5
  }]
}

Interferencia de varios registros

let response = {
  "predictions": [
    // First instance prediction.
    {
      "closest_cluster": 5,
      "distance_to_cluster": 36.5
    },
    // Second instance prediction.
    {
      "closest_cluster": 2,
      "distance_to_cluster": 90.3
    }
  ]
}

Inferencia de varios registros con entrada protobuf

{
  "features": [],
  "label": {
    "closest_cluster": {
      "values": [ 5.0 ] // e.g. the closest centroid/cluster was 1.0
    },
    "distance_to_cluster": {
      "values": [ 36.5 ]
    }
  },
  "uid": "abc123",
  "metadata": "{ "created_at": '2017-06-03' }"
}
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Los algoritmos de SageMaker también admiten el formato JSONLINES, donde el contenido de la respuesta
por registro es igual que en formato JSON. La estructura de varios registros es una concatenación de
objetos de respuesta por registro separados por caracteres de nueva línea. El contenido de la respuesta
para el algoritmo KMeans integrado para dos puntos de datos de entrada es:

{"distance_to_cluster": 23.40593910217285, "closest_cluster": 0.0}
{"distance_to_cluster": 27.250282287597656, "closest_cluster": 0.0}

Durante la ejecución de la transformación por lotes, se recomienda utilizar eljsonlinesmediante
el establecimiento de la propiedadAccepten el cuadro de textoCreateTransformJobRequestDe
aapplication/jsonlines.

Formatos de solicitud comunes para todos los algoritmos

La mayoría de los algoritmos utilizan varios de los siguientes formatos de solicitud de inferencia.

Formato de solicitud JSON

Tipo de contenido:Aplicación/JSON

Formato denso

let request =   {
    "instances":    [
        {
            "features": [1.5, 16.0, 14.0, 23.0]
        }
    ]
}

let request =   {
    "instances":    [
        {
            "data": {
                "features": {
                    "values": [ 1.5, 16.0, 14.0, 23.0]
                }
            }
        }
    ]
}

Formato disperso

{
 "instances": [
  {"data": {"features": {
     "keys": [26, 182, 232, 243, 431],
     "shape": [2000],
     "values": [1, 1, 1, 4, 1]
    }
   }
  },
  {"data": {"features": {
     "keys": [0, 182, 232, 243, 431],
     "shape": [2000],
     "values": [13, 1, 1, 4, 1]
    }
   }
  },
 ]
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}

Formato de solicitud JSONLINES

Tipo de contenido:Aplication/JSONlines

Formato denso

Un solo registro en formato denso se puede representar como:

{ "features": [1.5, 16.0, 14.0, 23.0] }

o bien:

{ "data": { "features": { "values": [ 1.5, 16.0, 14.0, 23.0] } }

Formato disperso

Un solo registro en formato disperso se representa como:

{"data": {"features": { "keys": [26, 182, 232, 243, 431], "shape": [2000], "values": [1, 1,
 1, 4, 1] } } }

Varios registros se representan como una concatenación de las representaciones anteriores de un solo
registro, separadas por caracteres de nueva línea:

{"data": {"features": { "keys": [0, 1, 3], "shape": [4], "values": [1, 4, 1] } } }
{ "data": { "features": { "values": [ 1.5, 16.0, 14.0, 23.0] } }
{ "features": [1.5, 16.0, 14.0, 23.0] }

Formato de solicitud CSV

Tipo de contenido:Text/CSV; label_size=0
Note

La compatibilidad con CSV no está disponible para máquinas de factorización.

Formato de solicitud RECORDIO

Tipo de contenido: application/x-recordio-protobuf

Uso de la transformación Batch con algoritmos integrados

Mientras se ejecuta la transformación por lotes, recomendamos usar el tipo de respuesta JSONLINES
en lugar de JSON, si lo admite el algoritmo. Esto se logra estableciendo el campo Accept de la
CreateTransformJobRequest en application/jsonlines.

Al crear un trabajo de transformación, SplitType debe establecerse según el ContentType de los datos
de entrada. Del mismo modo, dependiendo del campo Accept de la CreateTransformJobRequest,
AssembleWith debe establecerse en consecuencia. Use la siguiente tabla para ayudar a establecer estos
campos de forma adecuada:

ContentType SplitType recomendado

application/x-recordio-protobuf RecordIO

text/csv Line
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ContentType SplitType recomendado

application/jsonlines Line

application/json None

application/x-image None

image/* None

Aceptar AssembleWith recomendado

application/x-recordio-protobuf None

application/json None

application/jsonlines Line

Para obtener más información sobre formatos de respuesta paraalgoritmosConsulte lo siguiente:

• Formatos de inferencia de DeepAR (p. 1434)
• Formato de respuesta de máquinas de factorización (p. 1446)
• Formatos de datos de inferencia de Información IP (p. 1468)
• Formatos de respuesta de k-means (p. 1477)
• Formatos de respuesta y solicitud k-NN (p. 1484)
• Formatos de respuesta lineal del alumno (p. 1508)
• Formatos de respuesta de NTM (p. 1515)
• Formato de datos para inferencia de Object2Vec (p. 1530)
• Integraciones de codificador para Object2Vec  (p. 1531)
• Formatos de respuesta de PCA (p. 1547)
• Formatos de respuesta de RCF (p. 1555)

Tipos de instancia para algoritmos integrados

Para los algoritmos de Amazon SageMaker y alojamiento, recomendamos usar los siguientes tipos de
instancia de Amazon EC2:

• ml.m5.xlarge, ml.m5.4xlarge y ml.m5.10xlarge
• ml.c5.xlarge, ml.c5.2xlarge y ml.c5.8xlarge
• ml.p3.xlarge, ml.p3.8xlarge y ml.p3.16xlarge

La mayoría de los algoritmos de Amazon SageMaker se han diseñado para aprovechar la computación de
GPU para la capacitación. A pesar de que los costos por instancia son superiores, la capacitación de las
GPU se realiza de forma más rápida, por lo que son más rentables. Las excepciones se indican en esta
guía.

El tamaño y el tipo de datos pueden tener un efecto notable en la configuración de hardware que es más
efectiva. Cuando se capacita el mismo modelo de forma periódica, las pruebas iniciales en una serie de
tipos de instancias pueden detectar configuraciones que son más rentables a largo plazo. Además, los
algoritmos que realizan una capacitación más eficiente en las GPU pueden no requerir las GPU para
realizar inferencias eficientes. Prueba a determinar la solución más rentable.

Para obtener más información sobre las especificaciones de hardware de SageMaker, consulteTipos de
instancias ML de Amazon SageMaker.
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Registros para algoritmos integrados
Los algoritmos de Amazon SageMaker generan registros de Amazon CloudWatch, que proporcionan
información detallada sobre el proceso de capacitación de. Para ver los registros, en elAWSconsola
de administración, elijaCloudWatch, elijaRegistrosElija, a continuación, elija /aws/sagemaker/
TrainingJobsGrupo de registros. Cada trabajo de capacitación dispone de un flujo de registros por nodo en
el que se realiza la capacitación. El nombre del flujo de registro comienza con el valor especificado en el
parámetro TrainingJobName cuando se creó el trabajo.

Note

Si se produce un error en el trabajo y los registros no aparecen en CloudWatch, es probable
que se produjera un error antes del inicio de la capacitación. Entre los motivos se encuentran la
especificación de la ubicación de S3 o de la imagen de capacitación incorrectas.

El contenido de los registros varía según los algoritmos. Sin embargo, puede buscar normalmente la
siguiente información:

• Confirmación de los argumentos proporcionados al principio del registro
• Errores que se produjeron durante la capacitación
• Medición del rendimiento numérico o de la precisión de los algoritmos
• Tiempos del algoritmo y etapas principales dentro del algoritmo

Errores comunes

Si se produce un error en el trabajo de capacitación, se proporcionan algunos detalles sobre el error
mediante el valor de retorno FailureReason en la descripción del trabajo de capacitación, de la siguiente
manera:

sage = boto3.client('sagemaker')
sage.describe_training_job(TrainingJobName=job_name)['FailureReason']

Otros se notifican solo en los registros de CloudWatch. Entre los errores comunes se encuentran los
siguientes:

1. Error de especificación de un hiperparámetro o especificación de un hiperparámetro que no es válido
para el algoritmo.

Desde el registro de CloudWatch

[10/16/2017 23:45:17 ERROR 139623806805824 train.py:48]
Additional properties are not allowed (u'mini_batch_siz' was
unexpected)

2. Especificación de un valor no válido para un hiperparámetro.

FailureReason

AlgorithmError: u'abc' is not valid under any of the given
schemas\n\nFailed validating u'oneOf' in
schema[u'properties'][u'feature_dim']:\n    {u'oneOf':
[{u'pattern': u'^([1-9][0-9]*)$', u'type': u'string'},\n
{u'minimum': 1, u'type': u'integer'}]}\

FailureReason

[10/16/2017 23:57:17 ERROR 140373086025536 train.py:48] u'abc'
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is not valid under any of the given schemas

3. Formato de archivo protobuf no apropiado.

Desde el registro de CloudWatch

[10/17/2017 18:01:04 ERROR 140234860816192 train.py:48] cannot
                   copy sequence with size 785 to array axis with dimension 784

Algoritmo BlazingText
El Amazon SageMaker mo BlazingText de proporciona implementaciones muy optimizadas de los
algoritmos de clasificación de textos y Word2vec. El algoritmo Word2vec es útil para muchas tareas de
procesamiento de lenguaje natural (NLP) posteriores, como por ejemplo, análisis del sentimiento de
reconocimiento de entidad nombrada, traducción automática, etc. La clasificación de texto es una tarea
importante para las aplicaciones que realizan búsquedas web, recuperación de información, funciones de
clasificación y clasificación de documentos.

El algoritmo Word2vec asigna palabras a vectores distribuidos de alta calidad. La representación vectorial
resultante de una palabra se denomina una incrustación de palabra. Las palabras similares desde el punto
de vista semántico corresponden a vectores que se acercan entre sí. De esta forma, las incrustaciones de
palabras capturan relaciones semánticas entre palabras.

Muchas aplicaciones de procesamiento de lenguaje natural (NLP) aprenden incrustaciones de palabras
mediante la capacitación con grandes colecciones de documentos. Estas representaciones vectoriales
con capacitación previa proporcionan información sobre semántica y distribuciones de palabras que
normalmente mejora la capacidad de generalización de otros modelos que se capacitan posteriormente
en una cantidad de datos más limitada. La mayoría de las implementaciones del algoritmo Word2vec está
optimizada para arquitecturas de CPU de varios núcleos. Esto dificulta el escalado de conjuntos de datos
de gran tamaño.

Con el algoritmo BlazingText, puede escalar a conjuntos de datos de gran tamaño fácilmente. Al igual
que en Word2vec, proporciona las arquitecturas capacitación del modelo de bolsa continua de palabras
(CBOW, del inglés Continuous Bag-Of-Words) y el modelo Skip-gram. La implementación de BlazingText
del algoritmo de clasificación de texto de etiquetas múltiples y de clases múltiples extiende el clasificador
de texto fastText para usar la aceleración GPU con kernels CUDA personalizados. Puede capacitar un
modelo en más de mil millones de palabras en un par de minutos mediante una CPU de varios núcleos o
una GPU. Y, obtiene el rendimiento equivalente a los más avanzados algoritmos de clasificación de texto
de aprendizaje profundo.

El algoritmo BlazingText no es paralelizable. Para obtener más información sobre los parámetros
relacionados con la capacitación, consulteRutas de registro de Docker para algoritmos integrados de
SageMaker.

Los algoritmos SageMaker BlazingText de proporcionan las siguientes características:

• Capacitación acelerada del clasificador de texto fastText en CPU de varios núcleos o una GPU y
Word2Vec en GPU que usan kernels CUDA de alto nivel de optimización. Para obtener más información,
consulteBlazingText: Escalado y aceleración de Word2Vec mediante varias GPU.

• Enriched Word Vectors with Subword Information mediante el aprendizaje de las representaciones
vectoriales para n-gramas de caracteres. Este enfoque permite que BlazingText genere vectores
significativo para palabras no presentes en el vocabulario (OOV) representando sus vectores como la
suma de vectores de n-gramas de caracteres (subunidades de palabra).

• Un mode batch_skipgram para el algoritmo Word2Vec que permite una computación distribuida y una
capacitación más rápidas en varios nodos de CPU. El mode (modo) batch_skipgram crea minilotes
mediante la estrategia de uso compartido de muestra negativa para convertir operaciones BLAS de nivel
1 en operaciones BLAS de nivel 3. Esto utiliza de manera eficiente las instrucciones de multiplicación-
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adición de las arquitecturas modernas. Para obtener más información, consulte Paralelización de
Word2Vec en la memoria compartida y distribuida.

Para resumir, los siguientes modos son compatibles con BlazingText en instancias de diferentes tipos:

Modos Word2Vec

(Aprendizaje no supervisado)

Clasificación de textos

(Aprendizaje supervisado)

Instancia de CPU individual cbow

Skip-gram

Batch Skip-gram

supervised

Instancia de GPU individual (con
1 o más GPU)

cbow

Skip-gram

supervised con una GPU

Varias instancias de CPU Batch Skip-gram Ninguno

Para obtener más información sobre las matemáticas detrás de BlazingText, consulteBlazingText:
Escalado y aceleración de Word2Vec mediante varias GPU.

Temas
• Interfaz de entrada/salida para el algoritmo BlazingText (p. 1412)
• Recomendación de instancia EC2 para el algoritmo BlazingText (p. 1415)
• Blocs de notas de muestra de BlazingText (p. 1415)
• Hiperparámetros de BlazingText (p. 1415)
• Ajuste de un modelo BlazingText (p. 1420)

Interfaz de entrada/salida para el algoritmo BlazingText
El algoritmo BlazingText espera un único archivo de texto preprocesado con tokens separados por
espacios. Cada línea del archivo debe contener una sola frase. Si necesita capacitar en varios archivos de
texto, concaténelos en un archivo y cargue el archivo en el canal correspondiente.

Capacitación y validación del formato de datos

Capacitación y validación del formato de datos para el algoritmo Word2Vec

Para la capacitación de Word2Vec, cargue el archivo bajo el canal train (capacitar). No se admite ningún
otro canal. El archivo debe contener una frase de capacitación en cada línea.

Capacitación y validación del formato de datos para el algoritmo de clasificación de textos

Para el modo supervisado puede capacitar con el modo de archivo o con el formato de texto de manifiesto
aumentado.

Capacitación con modo de archivo

Para el modo supervised, el archivo de capacitación/validación debe contener una frase de capacitación
por línea junto con las etiquetas. Las etiquetas son palabras que contienen el prefijo de la cadena
__label__. A continuación se muestra un ejemplo de archivo de capacitación/validación:
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__label__4  linux ready for prime time , intel says , despite all the linux hype , the
 open-source movement has yet to make a huge splash in the desktop market . that may be
 about to change , thanks to chipmaking giant intel corp .

__label__2  bowled by the slower one again , kolkata , november 14 the past caught up with
 sourav ganguly as the indian skippers return to international cricket was short lived .

Note

El orden de las etiquetas dentro de la frase no importa.

Cargue el archivo de capacitación bajo el canal de capacitación y, de forma opcional, cargue el archivo de
validación bajo el canal de validación.

Capacitación con formato de texto de manifiesto aumentado

El modo supervisado también admite el formato de manifiesto aumentado, lo que le permite hacer la
capacitación en modo de canalización sin necesidad de crear archivos RecordIO. Cuando utilice el
formato, es necesario generar un archivo de manifiesto de S3 que contiene la lista de frases y sus
etiquetas correspondientes. El formato del archivo de manifiesto debe tener el formato líneas de JSON
en el que cada línea representa una muestra. Las frases se especifican utilizando la etiqueta source y la
etiqueta se puede especificar con la etiqueta label. Deben proporcionarse ambas etiquetas, source y
label, bajo el valor del parámetro AttributeNames tal y como se especifica en la solicitud.

{"source":"linux ready for prime time , intel says , despite all the linux hype",
 "label":1}
{"source":"bowled by the slower one again , kolkata , november 14 the past caught up with
 sourav ganguly", "label":2}

La formación de etiquetas múltiples también se admite mediante la especificación de una matriz de JSON
de etiquetas.

{"source":"linux ready for prime time , intel says , despite all the linux hype", "label":
 [1, 3]}
{"source":"bowled by the slower one again , kolkata , november 14 the past caught up with
 sourav ganguly", "label": [2, 4, 5]}

Para obtener más información sobre archivos de manifiesto aumentado, consulte Proporcione metadatos
del conjunto de datos a trabajos de capacitación con un archivo de manifiesto aumentado (p. 1953).

Inferencia y artefactos de modelo

Artefactos de modelo para el algoritmo Word2Vec

Para la capacitación de Word2Vec, los artefactos del modelo se componen de vectors.txt, que contiene el
mapeo de palabra a vectores, y vectors.bin, un binario utilizado por BlazingText para alojar, inferencia o
ambos. vectors.txt almacena los vectores en un formato que sea compatible con otras herramientas como
Gensim y Spacy. Por ejemplo, un usuario de Gensim puede ejecutar los siguientes comandos para cargar
el archivo vectors.txt:

from gensim.models import KeyedVectors
word_vectors = KeyedVectors.load_word2vec_format('vectors.txt', binary=False)
word_vectors.most_similar(positive=['woman', 'king'], negative=['man'])
word_vectors.doesnt_match("breakfast cereal dinner lunch".split())

Si el parámetro de evaluación se establece como True, se crea un archivo adicional, eval.json. Este
archivo contiene los resultados de evaluación de similitud (mediante coeficientes de correlación de
clasificación de Spearman) en el conjunto de datos de WS-353. El número de palabras del conjunto de
datos WS-353 que no están en el cuerpo de capacitación se notifican.
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Para solicitudes de inferencia, el modelo acepta un archivo JSON que contiene una lista de cadenas y
devuelve una lista de vectores. Si la palabra no se encuentra en vocabulario, la inferencia devuelve un
vector de ceros. Si las subunidades de palabras se establecen en True durante la capacitación, el modelo
es capaz de generar vectores de eventos para palabras no presentes en el vocabulario (OOV).

Ejemplo de solicitud JSON

Tipo MIME: application/json

{
"instances": ["word1", "word2", "word3"]
}

Artefactos de modelo para el algoritmo de clasificación de texto

La capacitación con salidas supervisadas crea un archivo model.bin archivo que el alojamiento BlazingText
puede consumir. Para la inferencia, el modelo BlazingText acepta un archivo JSON que contiene una lista
de frases y devuelve una lista de etiquetas previstas y puntuaciones de probabilidad correspondientes. Se
espera que cada frase sea una cadena con tokens separados por espacios, palabras o ambos.

Ejemplo de solicitud JSON

Tipo MIME: application/json

{
 "instances": ["the movie was excellent", "i did not like the plot ."]
}

De forma predeterminada, el servidor devuelve solo una predicción, la que tiene mayor probabilidad. Para
recuperar las principales predicciones k, puede establecer k en la configuración, tal y como se indica a
continuación:

{
 "instances": ["the movie was excellent", "i did not like the plot ."],
 "configuration": {"k": 2}
}

Para BlazingText, los parámetros  content-type y accept deben ser iguales. Para transformar por
lotes, es necesario que ambos sean application/jsonlines. Si son diferentes, el campo Accept no
se tiene en cuenta. Se muestra a continuación el formato para la entrada:

content-type: application/jsonlines

{"source": "source_0"}
{"source": "source_1"}

if you need to pass the value of k for top-k, then you can do it in the following way:

{"source": "source_0", "k": 2}
{"source": "source_1", "k": 3}

Se muestra a continuación el formato para la salida:

accept: application/jsonlines

{"prob": [prob_1], "label": ["__label__1"]}
{"prob": [prob_1], "label": ["__label__1"]}
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If you have passed the value of k to be more than 1, then response will be in this format:

{"prob": [prob_1, prob_2], "label": ["__label__1", "__label__2"]}
{"prob": [prob_1, prob_2], "label": ["__label__1", "__label__2"]}

Para ambos modos supervisado (clasificación del texto) y sin monitorizar (Word2Vec), los archivos binarios
(*.bin) producidos por BlazingText pueden ser consumidos por fastText y viceversa. Puede utilizar archivos
binarios producidos por BlazingText por fastText. Del mismo modo, puede alojar archivos binarios del
modelo creados con fastText mediante BlazingText.

A continuación se muestra un ejemplo de cómo utilizar un modelo generado con BlazingText con fastText:

#Download the model artifact from S3
aws s3 cp s3://<YOUR_S3_BUCKET>/<PREFIX>/model.tar.gz model.tar.gz

#Unzip the model archive
tar -xzf model.tar.gz

#Use the model archive with fastText
fasttext predict ./model.bin test.txt

Sin embargo, los binarios solo se admiten cuando se capacita en CPU y GPU única; la capacitación en
Multi-GPU no producirá binarios.

Para obtener más información sobre los formatos de conjuntos de datos y el alojamiento del modelo,
consulte los blocs de notas de muestra Text Classification with the BlazingText Algorithm, FastText Models
y Generating Subword Embeddings with the Word2Vec Algorithm.

Recomendación de instancia EC2 para el algoritmo BlazingText
Para los modos cbow y skipgram, BlazingText admite instancias de CPU y GPU únicas. Ambos modos
son compatibles con el aprendizaje de incrustaciones de subwords. Para conseguir la máxima velocidad
sin comprometer la precisión, recomendamos que utilice una instancia ml.p3.2xlarge.

Para el modo batch_skipgram, BlazingText admite una o varias instancias de CPU. Cuando realice la
capacitación en varias instancias, establezca el valor del campo S3DataDistributionType del objeto
S3DataSource que se pasa a CreateTrainingJob en FullyReplicated. BlazingText se encarga de
la distribución de datos en las máquinas.

Para el modo de clasificación de texto supervisado, se recomienda una instancia C5 si el conjunto de datos
de capacitación es inferior a 2 GB. Para conjuntos de datos más grandes, utilice una instancia con una
única GPU (ml.p2.xlarge o ml.p3.2xlarge).

Blocs de notas de muestra de BlazingText
Para un bloc de notas de muestra que utiliza el algoritmo SageMaker BlazingText de para la capacitación
e implementación de modelos de clasificación multiclase y binarios supervisados, consulteClasificación
de texto ardiente en el conjunto de datos dBpedia. Para obtener instrucciones acerca de cómo crear y
obtener acceso a instancias de bloc de notas de Jupyter que puede utilizar para ejecutar el ejemplo en
SageMaker, consulteUso de las instancias de Amazon SageMaker (p. 131). Después de crear y abrir
una instancia de bloc de notas, elija la opciónEjemplos de SageMakerPara ver una lista de todos los
ejemplos de SageMaker. Los blocs de notas de muestra de modelado de temas que utilizan Blazing Text
se encuentran situados en la sección de Introduction a algoritmos de Amazon . Para abrir un bloc de notas,
elija su pestaña Use (Usar) y, a continuación, elija Create copy (Crear copia).

Hiperparámetros de BlazingText
Cuando inicie un trabajo de capacitación con una solicitud CreateTrainingJob, especifique un algoritmo
de capacitación. También puede especificar hiperparámetros específicos de algoritmos como mapeos
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de cadena a cadena. Los hiperparámetros para el algoritmo BlazingText dependen del modo que utilice:
Word2Vec (sin monitorizar) y Clasificación de texto (supervisado).

Hiperparámetros de Word2Vec

En la siguiente tabla aparecen los hiperparámetros para el algoritmo de capacitación de BlazingText
Word2Vec proporcionado por Amazon SageMaker.

Nombre del parámetro Descripción

mode La arquitectura de Word2vec se utiliza para la capacitación.

Obligatorio

Valores válidos: batch_skipgram, skipgram o cbow

batch_size El tamaño de cada lote cuando mode se establece en
batch_skipgram. Establezca un número entre 10 y 20.

Opcional

Valores válidos: Entero positivo

Valor predeterminado: 11

buckets La cantidad de buckets hash que se va a utilizar para subunidades
de palabras.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 2000000

epochs El número de pasadas completas en los datos de capacitación.

Opcional

Valores válidos: Entero positivo

Valor predeterminado: 5

evaluation Si el modelo entrenado se evalúa mediante la prueba de
WordSimilarity-353.

Opcional

Valores válidos: (booleano)TrueorFalse

Valor predeterminado: True

learning_rate El tamaño del paso usado para actualizaciones de parámetros.

Opcional

Valores válidos: float positivo

Valor predeterminado: 0,05

min_char El número mínimo de caracteres que se va a utilizar para n-gramas
de subunidades de palabras/caracteres.
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Nombre del parámetro Descripción
Opcional

Valores válidos: número entero positivo

Valor predeterminado: 3

min_count Las palabras que aparecen menos de min_count veces se
descartan.

Opcional

Valores válidos: Número entero no negativo

Valor predeterminado: 5

max_char El número máximo de caracteres que se va a utilizar para n-gramas
de subunidades de palabras/caracteres

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 6

negative_samples El número de muestras negativas para la estrategia de uso
compartido de muestra negativa.

Opcional

Valores válidos: Entero positivo

Valor predeterminado: 5

sampling_threshold El umbral para las apariciones de palabras. Las palabras que
aparecen con mayor frecuencia en los datos de capacitación se
muestrea de forma aleatoria.

Opcional

Valores válidos: Fracción positiva. El intervalo recomendado es (0,
1e-3]

Valor predeterminado: 0.0001

subwords Para decidir si aprender incrustaciones de subunidades de palabras
o no.

Opcional

Valores válidos: (booleano)TrueorFalse

Valor predeterminado: False
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Nombre del parámetro Descripción

vector_dim La dimensión de los vectores de palabras que aprende el algoritmo.

Opcional

Valores válidos: Entero positivo

Valor predeterminado: 100

window_size El tamaño de la ventana de contexto. La ventana de contexto es el
número de palabras alrededor de la palabra de destino utilizada para
la capacitación.

Opcional

Valores válidos: Entero positivo

Valor predeterminado: 5

Hiperparámetros de clasificación de texto

En la siguiente tabla aparecen los hiperparámetros para el algoritmo de capacitación de clasificación de
texto proporcionado por Amazon SageMaker.

Note

Aunque algunos de los parámetros son comunes entre los modos de clasificación de texto y
Word2Vec, es posible que tenga significados diferentes en función del contexto.

Nombre del parámetro Descripción

mode El modo de capacitación.

Obligatorio

Valores válidos: supervised

buckets La cantidad de buckets hash que se va a utilizar para n-gramas de
palabras.

Opcional

Valores válidos: Entero positivo

Valor predeterminado: 2000000

early_stopping Decidir si detener la capacitación si la precisión de validación no
mejora después de un número de fechas de inicio de patience.

Opcional

Valores válidos: (booleano)TrueorFalse

Valor predeterminado: False

epochs El número máximo de pasadas completas en los datos de
capacitación.

Opcional
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Nombre del parámetro Descripción
Valores válidos: Entero positivo

Valor predeterminado: 5

learning_rate El tamaño del paso usado para actualizaciones de parámetros.

Opcional

Valores válidos: float positivo

Valor predeterminado: 0,05

min_count Las palabras que aparecen menos de min_count veces se
descartan.

Opcional

Valores válidos: Número entero no negativo

Valor predeterminado: 5

min_epochs El número mínimo de fechas de inicio que debe capacitarse antes de
invocar la lógica de detención temprana.

Opcional

Valores válidos: Entero positivo

Valor predeterminado: 5

patience El número de fechas de inicio que se debe esperar antes de
la aplicación de la detención temprana cuando no se produce
ningún avance en el conjunto de validación. Solo se usa cuando
early_stopping es True.

Opcional

Valores válidos: Entero positivo

Valor predeterminado: 4

vector_dim La dimensión de la capa de integración.

Opcional

Valores válidos: Entero positivo

Valor predeterminado: 100

word_ngrams El número de características de n-gramas de palabras que se va a
utilizar.

Opcional

Valores válidos: Entero positivo

Valor predeterminado: 2
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Ajuste de un modelo BlazingText

El ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la mejor
versión de un modelo ejecutando muchas tareas que probar una serie de hiperparámetros en su conjunto
de datos. Usted elige los hiperparámetros que pueden ajustarse, un rango de valores para cada uno de
ellos y una métrica objetiva. Puede elegir la métrica objetiva de las métricas que el algoritmo computa. El
ajuste de modelo automático busca los hiperparámetros elegidos para encontrar la combinación de valores
que obtienen el modelo que optimiza la métrica objetiva.

Para obtener más información acerca del ajuste de modelos, consulte Realice un SageMaker (p. 1821).

Las métricas computadas por el algoritmo BlazingText

El algoritmo BlazingText Word2Vec (skipgram,cbow, ybatch_skipgrammodos) informa sobre una única
métrica durante la capacitación: train:mean_rho. Esta métrica se calcula enConjuntos de datos de
WS-353. Al ajustar los valores del hiperparámetro para el algoritmo Word2Vec, utilice esta métrica como la
métrica objetiva.

El algoritmo de clasificación de texto BlazingText (modo supervised), también informa una única métrica
durante la capacitación: la validation:accuracy. Al ajustar los valores del hiperparámetro para el
algoritmo de clasificación de texto, utilice estas métricas como la métrica objetiva.

Nombre de métrica Descripción Dirección de
optimización

train:mean_rho La ro media (coeficiente de correlación de
clasificación de Spearman) en conjuntos de datos
de WS-353 de similitud de palabras

Maximizar

validation:accuracy La precisión de clasificación en el conjunto de
datos de validación especificado por el usuario

Maximizar

Hiperparámetros de BlazingText ajustables

Hiperparámetros ajustables para el algoritmo Word2Vec

Ajustar un modelo de Amazon SageMaker BlazingText Word2Vec con los siguientes hiperparámetros. Los
hiperparámetros con el mayor impacto en métricas objetivas de Word2Vec son: mode,  learning_rate,
window_size, vector_dim y negative_samples.

Nombre del parámetro Tipo de parámetro Rangos o valores
recomendados

batch_size IntegerParameterRange [8-32]

epochs IntegerParameterRange [5-15]

learning_rate ContinuousParameterRange MinValue: 0.005,
MaxValue: 0.01

min_count IntegerParameterRange [0-100]

mode CategoricalParameterRange ['batch_skipgram',
'skipgram', 'cbow']

negative_samples IntegerParameterRange [5-25]
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Nombre del parámetro Tipo de parámetro Rangos o valores
recomendados

sampling_threshold ContinuousParameterRange MinValue: 0.0001,
MaxValue: 0.001

vector_dim IntegerParameterRange [32-300]

window_size IntegerParameterRange [1-10]

Hiperparámetros ajustables para el algoritmo de clasificación de texto

Ajuste un modelo de clasificación de texto de Amazon SageMaker BlazingText con lo
siguienteHiperparámetros.

Nombre del parámetro Tipo de parámetro Rangos o valores
recomendados

buckets IntegerParameterRange [1000000-10000000]

epochs IntegerParameterRange [5-15]

learning_rate ContinuousParameterRange MinValue: 0.005,
MaxValue: 0.01

min_count IntegerParameterRange [0-100]

mode CategoricalParameterRange ['supervised']

vector_dim IntegerParameterRange [32-300]

word_ngrams IntegerParameterRange [1-3]

Algoritmo de previsión DeepAR
El algoritmo de previsión DeepAR de Amazon SageMaker es un algoritmo de aprendizaje supervisado
para las series temporales (monodimensionales) escalares de previsión que utilizan redes neuronales
recurrentes (RNN). Los métodos de previsión clásicos, como el modelo autorregresivo integrado de media
móvil (ARIMA) o el suavizamiento exponencial (ETS), encajan en un solo modelo para cada serie temporal
individual. A continuación, utilizan ese modelo para extrapolar la serie temporal en el futuro.

En muchas aplicaciones, sin embargo, disponen de muchas series temporales similares en un conjunto
de unidades transversales. Por ejemplo, es posible que tenga agrupaciones de series de tiempo para
la demanda de diferentes productos, cargas del servidor y solicitudes de páginas web. Para este tipo
de aplicación, puede beneficiarse de un único modelo de capacitación conjuntamente a lo largo de toda
la serie temporal. DeepAR toma este enfoque. Cuando el conjunto de datos contiene cientos de series
temporales relacionadas, DeepAR supera el estándar ARIMA y los métodos ETS. También puede utilizar el
modelo capacitado para generar previsiones para series temporales nuevas que son similares a aquellas
para las que ha recibido capacitación.

La entrada de capacitación para el algoritmo DeepAR consta de una o, preferiblemente, más series
temporales target generadas por el mismo proceso o por procesos similares. En función de este
conjunto de datos de entrada, el algoritmo capacita un modelo que aprende una aproximación de estos
procesos y la utiliza para predecir cómo evolucionan las series temporales de destino. Cada serie
temporal de destino puede asociarse opcionalmente a un vector de características categóricas estáticas
(independientes del tiempo) proporcionadas por la herramientacaty un vector de series de tiempo
dinámicas (dependientes del tiempo) proporcionadas por eldynamic_feat. SageMaker capacita el
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modelo DeepAR muestreando aleatoriamente ejemplos de capacitación de cada serie temporal de destino
en el conjunto de datos de capacitación. Cada ejemplo de capacitación se compone de un par de ventanas
adyacentes de contexto y predicción con longitudes predefinidas fijas. Para controlar hasta dónde en el
pasado puede ver la red, utilice el hiperparámetro context_length. Para controlar hasta dónde en el
futuro pueden hacerse predicciones, utilice el hiperparámetro prediction_length. Para obtener más
información, consulte ¿Cómo funciona el algoritmo DeepAR? (p. 1426).

Temas
• Interfaz de entrada/salida para el algoritmo DeepAR (p. 1422)
• Prácticas recomendadas para utilizar el algoritmo DeepAR (p. 1424)
• Recomendaciones de la instancia EC2 para el algoritmo DeepAR (p. 1425)
• Blocs de notas de muestras de DeepAR (p. 1425)
• ¿Cómo funciona el algoritmo DeepAR? (p. 1426)
• Hiperparámetros de DeepAR (p. 1428)
• Ajustar un modelo DeepAR (p. 1433)
• Formatos de inferencia de DeepAR (p. 1434)

Interfaz de entrada/salida para el algoritmo DeepAR

DeepAR admite dos canales de datos. El canal train obligatorio describe el conjunto de datos de
capacitación. El canal test opcional describe un conjunto de datos que el algoritmo utiliza para evaluar la
precisión del modelo después de la capacitación. Puede proporcionar capacitación y conjuntos de datos
de prueba en el formato de líneas de JSON. Los archivos pueden estar en el formato de archivos gzip o
Parquet.

Al especificar las rutas para la capacitación y los datos de prueba, puede especificar un solo archivo o
un directorio que contiene varios archivos, que se pueden almacenar en subdirectorios. Si especifica un
directorio, DeepAR utiliza todos los archivos en el directorio como entradas para el canal correspondiente,
excepto los que comienzan con un punto (.) y los denominados _SUCCESS. De este modo, se garantiza
que pueda usar directamente las carpetas de salida producidas por trabajos de Spark como canales de
entrada para sus trabajos de capacitación de DeepAR.

De forma predeterminada, el modelo DeepAR determina el formato de entrada a partir de la extensión
del archivo (.json, .json.gz o .parquet) en la ruta de entrada especificada. Si la ruta no termina en
una de estas extensiones, debe especificar de forma explícita el formato en el SDK para Python. Utilice el
parámetro content_type de la clase s3_input.

Los registros en sus archivos de entrada deben contener los siguientes campos:

• start: una cadena con el formatoYYYY-MM-DD HH:MM:SS. La marca temporal de inicio no puede
contener información sobre la zona horaria.

• target: matriz de valores de punto flotante o enteros que representan la serie de tiempo. Puede
codificar los valores que faltan como literales null o como cadenas "NaN" en JSON o como los valores
de coma flotante nan en Parquet.

• dynamic_feat(opcional): matriz de matrices de valores de punto flotante o enteros que representa
el vector de series de tiempo de entidades personalizadas (entidades dinámicas). Si configura este
campo, todos los registros deben tener el mismo número de matrices internas (el mismo número de
serie temporal de características). Además, cada matriz interna debe tener la misma longitud que
eltargetmás la longitud del contexto. Las características no se admiten en los valores que faltan.
Por ejemplo, si la serie temporal de destino representa la demanda de diferentes productos, un campo
dynamic_feat asociado podría ser una serie temporal booleana que indique si se ha aplicado una
promoción (1) al producto en concreto o no (0):

{"start": ..., "target": [1, 5, 10, 2], "dynamic_feat": [[0, 1, 1, 0]]}
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• cat(opcional): matriz de entidades categóricas que se puede utilizar para codificar los grupos a los
que pertenece el registro. Las características categóricas deben codificarse como una secuencia
de números enteros positivos basada en 0. Por ejemplo, el dominio categórico {R, G B} puede ser
codificarse como {0, 1, 2}. Todos los valores de cada dominio categórico debe estar representado en el
conjunto de datos de capacitación. Esto se debe a que el algoritmo DeepAR puede hacer predicciones
solo para las categorías que se han observado durante la capacitación. Además, cada característica
categórica está integrada en un espacio de baja dimensión cuya dimensionalidad se controla mediante
el hiperparámetro embedding_dimension. Para obtener más información, consulte Hiperparámetros
de DeepAR (p. 1428).

Si utiliza un archivo JSON, debe tener el formato de líneas de JSON. Por ejemplo:

{"start": "2009-11-01 00:00:00", "target": [4.3, "NaN", 5.1, ...], "cat": [0, 1],
 "dynamic_feat": [[1.1, 1.2, 0.5, ...]]}
{"start": "2012-01-30 00:00:00", "target": [1.0, -5.0, ...], "cat": [2, 3], "dynamic_feat":
 [[1.1, 2.05, ...]]}
{"start": "1999-01-30 00:00:00", "target": [2.0, 1.0], "cat": [1, 4], "dynamic_feat":
 [[1.3, 0.4]]}

En este ejemplo, cada serie temporal tiene dos características categóricas asociadas y una característica
de serie temporal.

Para Parquet, utilice los mismos tres campos como columnas. Además, "start" puede ser el tipo
datetime. Puede comprimir archivos Parquet con gzip (gzip) o la biblioteca de compresión Snappy
(snappy).

Si el algoritmo se ha capacitado sin los campos cat y dynamic_feat, aprenderá un modelo "global",
es decir, un modelo que es independiente de la identidad específica de la serie temporal de destino en el
tiempo de inferencia y que solo está condicionado por su forma.

Si el modelo está condicionado por los datos de características cat y dynamic_feat que proporciona
cada serie temporal, es probable que la predicción esté influenciada por el carácter de la serie temporal
con las características cat correspondientes. Por ejemplo, si la serie temporal target representa la
demanda de prendas de ropa, puede asociar un vector cat bidimensional que codifique el tipo de prenda
(p. ej. 0 = zapatos, 1 = vestido) en el primer componente y el color de la prenda (p. ej. 0 = rojo, 1 = azul) en
el segundo componente. Una entrada de muestra tendría el siguiente aspecto:

{ "start": ..., "target": ..., "cat": [0, 0], ... } # red shoes
{ "start": ..., "target": ..., "cat": [1, 1], ... } # blue dress

En tiempo de inferencia, puede solicitar predicciones para destinos con valores cat que sean
combinaciones de los valores cat observados en los datos de capacitación, por ejemplo:

{ "start": ..., "target": ..., "cat": [0, 1], ... } # blue shoes
{ "start": ..., "target": ..., "cat": [1, 0], ... } # red dress

Las siguientes directrices son aplicables a los datos de capacitación:

• La hora de inicio y longitud de la serie temporal pueden diferir. Por ejemplo, en marketing, los productos
a menudo se incorporan a los catálogos de venta en fechas diferentes, por lo que sus fechas de inicio
difieren de forma natural. Sin embargo, todas las series deben tener la misma frecuencia, el mismo
número de características categóricas y el mismo número de características dinámicas.

• Mezcle el archivo de capacitación con respecto a la posición de la serie temporal en el archivo. Es decir,
la serie temporal debe producirse en orden aleatorio en el archivo.

• Asegúrese de que establece el campo start correctamente. El algoritmo utiliza la marca temporal
start para obtener las características internas.
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• Si utiliza características categóricas (cat), todas las series temporales deben tener el mismo número
de características categóricas. Si el conjunto de datos contiene el campo cat, el algoritmo lo utiliza y
extrae la cardinalidad de los grupos del conjunto de datos. Por defecto, cardinality es "auto". Si
el conjunto de datos contiene el campo cat, pero no desea utilizarlo, puede desactivarlo definiendo
cardinality como "". Si se ha capacitado un modelo utilizando una característica cat, debe incluirlo
para realizar inferencias.

• Si el conjunto de datos contiene el campo dynamic_feat, el algoritmo lo utiliza de forma automática.
Todas las series temporales tienen que tener el mismo número de series temporales de características.
Los puntos de tiempo en cada una de las series de tiempos de características corresponde de manera
individual a los puntos de tiempo en el destino. Además, la entrada en el campo dynamic_feat
debe tener la misma longitud que el campo target. Si el conjunto de datos contiene el campo
dynamic_feat, pero no desea utilizarlo, puede desactivarlo definiendo num_dynamic_feat como
"". Si se ha capacitado el modelo con el campo dynamic_feat, debe proporcionar este campo
para realizar inferencias. Además, cada una de las características debe tener la longitud del destino
proporcionado además de prediction_length. En otras palabras, debe proporcionar el valor de la
característica en el futuro.

Si especifica datos de canal de prueba opcionales, el algoritmo de DeepAR evalúa el modelo de
capacitación con diferentes métricas de precisión El algoritmo calcula la desviación cuadrática media
(RMSE) en los datos de prueba de la siguiente forma:

yi,tes el verdadero valor de las series de tiempoien el momentot.ŷi,tes la predicción media. La suma supera
a todas las series temporales n en el conjunto de pruebas y es superior a los últimos puntos temporales
para cada serie temporal, donde T se corresponde con el horizonte de predicción. Especifique la longitud
del horizonte de previsión configurando el prediction_length hiperparámetro. Para obtener más
información, consulte Hiperparámetros de DeepAR (p. 1428).

Además, el algoritmo evalúa la precisión de la distribución prevista mediante la pérdida de cuantil
ponderada. Para obtener un cuantil en el rango [0, 1], la pérdida de cuantil ponderada se define de la
siguiente forma:

qi,t
(τ)es el cuantil τ-τl de la distribución que predice el modelo. Para especificar para qué cuantiles calcular

la pérdida, establezca el hiperparámetro test_quantiles. Además de estos, el promedio de las pérdidas
de cuantiles prescritos se informa como parte de los registros de capacitación. Para obtener información,
consulte Hiperparámetros de DeepAR (p. 1428).

Para la inferencia, DeepAR acepta el formato JSON y los siguientes campos:

• "instances", que incluye una o más series temporales en formato de líneas JSON
• Un nombre de "configuration", que incluye parámetros para generar la previsión

Para obtener más información, consulte Formatos de inferencia de DeepAR (p. 1434).

Prácticas recomendadas para utilizar el algoritmo DeepAR

Al preparar sus datos de serie temporal, siga estas prácticas recomendadas para conseguir los mejores
resultados:
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• Excepto en lo tocante a la división de su conjunto de datos para la capacitación y las pruebas,
proporcione siempre toda la serie temporal para la capacitación, las pruebas y cuándo llamar al modelo
para realizar inferencias. Independientemente de cómo establezca context_length, no divida la serie
temporal ni proporcione solo una parte. El modelo utiliza puntos de datos que van más allá del valor
establecido en context_length para la característica de valores con retraso.

• Al ajustar un modelo DeepAR, puede dividir el conjunto de datos para crear un conjunto de
datos de capacitación y un conjunto de datos de prueba. En una evaluación típica, se prueba el
modelo en la misma serie temporal utilizada para la capacitación, pero en los puntos temporales
prediction_length futuros que siguen inmediatamente después del último punto temporal visible
durante la capacitación. Puede crear conjuntos de datos de capacitación y de prueba que satisfagan
estos criterios mediante todo el conjunto de datos (la longitud total de todas las series temporales que
están disponibles) como conjunto de prueba y eliminar los últimos puntos prediction_length de
cada serie temporal para la capacitación. Durante la capacitación, el modelo no ve los valores de destino
para puntos de tiempo en los que se evalúa durante las pruebas. Durante las pruebas, el algoritmo
retiene los últimos puntos prediction_length de cada serie temporal del conjunto de pruebas y se
genera una predicción. A continuación, compara la previsión con los valores retenidos. Puede crear
evaluaciones más complejas repitiendo series temporales varias veces en el conjunto de pruebas pero
cortándolas en puntos de enlace diferentes. Con este enfoque, se realiza un promedio de métricas de
precisión en diferentes previsiones de diferentes puntos temporales. Para obtener más información,
consulte Ajustar un modelo DeepAR (p. 1433).

• Evite utilizar valores muy grandes (> 400) para prediction_length ya que hace que el modelo sea
lento y menos preciso. Si desea realizar una previsión que vaya más allá en el futuro, considere la
posibilidad de agregar los datos con una frecuencia inferior. Por ejemplo, utilice 5min en lugar de 1min.

• Dado que se utilizan réplicas, un modelo puede retroceder más allá en la serie temporal del valor
especificado para context_length. Por lo tanto, no es necesario establecer este parámetro en un
valor grande. Le recomendamos que comience con el valor que utilizó para prediction_length.

• Le recomendamos realizar la capacitación de un modelo DeepAR en tantas series temporales como sea
posible. Aunque un modelo DeepAR capacitado en una sola serie temporal podría funcionar bien, los
algoritmos de previsión estándar, como, por ejemplo, ARIMA o ETS, podrían proporcionar resultados
más precisos. El algoritmo DeepAR comienza a superar los métodos estándar cuando el conjunto de
datos contiene cientos de series temporales relacionadas. En la actualidad, DeepAR requiere que el
número total de observaciones disponibles en todas las series temporales de capacitación sea al menos
300.

Recomendaciones de la instancia EC2 para el algoritmo DeepAR
Puede realizar la capacitación de DeepAR en instancias de GPU y CPU en la configuración de una
máquina o de varias máquinas. Le recomendamos comenzar por una única instancia de CPU (por ejemplo,
ml.c4.2xlarge o ml.c4.4xlarge) y cambiar a instancias de GPU y varias máquinas solo si es necesario. El
uso de GPU y de varias máquinas mejora el rendimiento solo para los modelos más grandes (con muchas
celdas por capa y muchas capas) y para tamaños de minilotes grandes (por ejemplo, superior a 512).

Para la inferencia, DeepAR solo admite instancias de CPU.

Especificar valores grandes para context_length, prediction_length, num_cells, num_layers o
mini_batch_size puede crear modelos que son demasiado grandes para instancias pequeñas. En este
caso, utilice un tipo de instancia mayor o reduzca los valores de estos parámetros. Este problema también
se produce con frecuencia al ejecutar trabajos de ajuste de hiperparámetros. En ese caso, utilice un tipo
de instancia lo suficientemente grande para el trabajo de ajuste de modelos y considere la posibilidad de
limitar los valores superiores de los parámetros críticos para evitar errores de trabajo.

Blocs de notas de muestras de DeepAR
Para un bloc de notas de muestra que muestra cómo preparar un conjunto de datos de serie temporal
para la capacitación del algoritmo DeepAR de SageMaker y cómo implementar el modelo capacitado
para realizar inferencias, consultePronóstico de series temporales con DeepAR - Datos sintéticosasí
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comoDemostración de DeepAR sobre el, que ilustra las características avanzadas de DeepAR en un
conjunto de datos del mundo real. Para obtener instrucciones acerca de cómo crear y obtener acceso
a instancias de bloc de notas de Jupyter que puede utilizar para ejecutar el ejemplo en SageMaker,
consulteUso de las instancias de Amazon SageMaker (p. 131). Después de crear y abrir una instancia
de bloc de notas, elija la opciónEjemplos de SageMakerPara ver una lista de todos los ejemplos de
SageMaker. Para abrir un bloc de notas, elija su pestaña Use (Usar) y elija Create copy (Crear copia).

¿Cómo funciona el algoritmo DeepAR?
Durante la capacitación, DeepAR acepta un conjunto de datos de capacitación y un conjunto de datos de
prueba opcional. Utiliza el conjunto de datos de prueba para evaluar el modelo capacitado. En general,
los conjuntos de datos no tienen que contener el mismo conjunto de serie temporal. Puede utilizar un
modelo capacitado en un determinado conjunto de capacitación para generar las previsiones para el
futuro de las series temporales en el conjunto de capacitación y para otras series temporales. Tanto la
capacitación como el conjunto de datos de prueba constan de una o, preferiblemente, series temporales
de destino. Cada serie temporal de destino puede asociarse opcionalmente a un vector de serie temporal
de características y a un vector de características categóricas. Para obtener más información, consulte
Interfaz de entrada/salida para el algoritmo DeepAR (p. 1422).

Por ejemplo, el siguiente es un elemento de un conjunto de entrenamiento indexado porique consiste en
una serie temporal objetivo,Zi,t, y dos series temporales de características asociadas,Xi,1,tyXi,2,t:

La serie temporal de destino puede contener los valores que faltan, que están representados por saltos de
línea en la serie temporal. DeepAR solo admite series temporales de características que son conocidas en
el futuro. Esto le permite ejecutar «¿y si?» Escenarios de ¿Qué ocurre, por ejemplo, si cambio el precio de
un producto de algún modo?

Cada serie temporal de destino también puede asociarse a un número de características categóricas.
Puede utilizar estas características para codificar a qué agrupaciones pertenece una serie temporal.
Las características categóricas permiten que el modelo aprenda comportamiento típico para grupos que
puede utilizar para aumentar la precisión del modelo. DeepAR lo implementa aprendiendo un vector de
integración para cada grupo, que captura las propiedades comunes de todas las series temporales en el
grupo.

¿Cómo funcionan las series temporales de características en el algoritmo DeepAR?

Para facilitar los patrones de aprendizaje que dependen del tiempo, como por ejemplo los picos durante
fines de semana, DeepAR crea automáticamente series temporales de características basadas en
la frecuencia de la serie temporal de destino. Por ejemplo, DeepAR crea dos series temporales de
características (día del mes y día del año) para una frecuencia de serie temporal semanal. Utiliza estas
series temporales de características derivadas con la serie temporal de características personalizadas que
proporciona durante la capacitación y la inferencia. La siguiente figura muestra dos de estas características
derivadas de series de tiempo:Ui,1,trepresenta la hora del día yUi,2,tDía de la semana.
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El algoritmo DeepAR genera automáticamente estas series temporales de características. En la tabla
siguiente se enumeran las características derivadas para las frecuencias temporales básicas admitidas.

Frecuencia de la serie temporal Características derivadas

Minute minute-of-hour, hour-of-day, day-of-week, day-of-month,
day-of-year

Hour hour-of-day, day-of-week, day-of-month, day-of-year

Day day-of-week, day-of-month, day-of-year

Week day-of-month, week-of-year

Month mes del año

DeepAR capacita un modelo muestreando aleatoriamente varios ejemplos de capacitación de cada
una de las series temporales en el conjunto de datos de capacitación. Cada ejemplo de capacitación se
compone de un par de ventanas adyacentes de contexto y predicción con longitudes predefinidas fijas. El
hiperparámetro context_length controla hasta dónde puede ver la red en el pasado y el hiperparámetro
prediction_length controla hasta cuando en el futuro pueden hacerse predicciones. Durante la
capacitación, el algoritmo hace caso omiso a la capacitación de elementos de conjuntos que contienen
series temporales más cortas que la longitud de predicción especificada. La siguiente figura representa
cinco ejemplo con longitudes de contexto de 12 horas y longitudes de predicción de 6 horas extraídos del
elemento i. Por cuestiones de brevedad, hemos omitido la serie temporal de característicasxi,1,tyUi,2,t.
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Para capturar los patrones de estacionalidad, DeepAR también incluye automáticamente valores con
retraso procedentes de series temporales de destino. En el ejemplo con frecuencia horaria, para cada
índice de tiempo,t = T, el modelo expone elzi,tvalores de, que se produjeron aproximadamente uno, dos y
tres días en el pasado.

Para la inferencia, el modelo de capacitación toma como entrada una serie temporal de destino, que puede
haberse usado o no durante la capacitación, y prevé una distribución de probabilidad para los siguientes
valores prediction_length. Dado que DeepAR recibe capacitación sobre todo el conjunto de datos, la
previsión tiene en cuenta patrones aprendidos de series temporales similares.

Para obtener información sobre las operaciones matemáticas que se encuentran detrás de DeepAR,
consulteDeepAR: Pronóstico probabilístico con redes recurrentes autoregresivas.

Hiperparámetros de DeepAR

Nombre del parámetro Descripción

context_length El número de puntos de tiempo que el modelo visualiza antes
de realizar la predicción. El valor de este parámetro debe ser
sobre el mismo que prediction_length. El modelo también
recibe las entradas con retraso desde el destino, por lo que
context_length puede ser mucho menor que las temporadas
normales. Por ejemplo, una serie temporal diario puede tener una
temporada anual. El modelo incluye automáticamente un retardo de
un año, de manera que la longitud del contexto puede ser inferior
a un año. Los valores de retardo que elige el modelo dependen de
la frecuencia de las series temporales. Por ejemplo, los valores de
retardo para la frecuencia diaria son la semana anterior, 2 semanas,
3 semanas, 4 semanas y el año.

Obligatorio

Valores válidos: Entero positivo

epochs Número máximo de iteraciones en los datos de capacitación. El valor
óptimo depende del tamaño de los datos y de la tasa de aprendizaje.
Véase también early_stopping_patience. Los valores típicos
están comprendidos entre 10 y 1000.

Obligatorio

Valores válidos: Entero positivo
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Nombre del parámetro Descripción

prediction_length El número de pasos de tiempo para los que se ha capacitado al
modelo para la predicción, también denominado "horizonte de
previsión". El modelo de capacitación genera siempre las previsiones
con esta longitud. No puede generar previsiones más largas.
prediction_length es fijo cuando se realiza la capacitación de
un modelo y no se puede cambiar después.

Obligatorio

Valores válidos: Entero positivo

time_freq El grado de detalle de la serie temporal en el conjunto de datos.
Utilice time_freq para seleccionar los retrasos y características de
fechas adecuados. El modelo solo admite las siguientes frecuencias
básicas. También es compatible con múltiplos de estas frecuencias
básicas. Por ejemplo, 5min especifica una frecuencia de 5 minutos.

• M: mensual
• W: semanal
• D: diario
• H: cada hora
• min: cada minuto

Obligatorio

Valores válidos: Un número entero seguido porM,W,D,H, o bienmin.
Por ejemplo,5min.

cardinality Cuando se utilizan características categóricas (cat), cardinality
es una matriz que especifica el número de categorías (grupos) por
característica categórica. Establezca esta opción en auto para
deducir la cardinalidad de los datos. El modo auto también funciona
cuando no se utilizan características categóricas en el conjunto de
datos. Esta es la configuración recomendada para el parámetro.

Establezca la cardinalidad en ignore para obligar a que DeepAR no
utilice características categóricas, ni tan siquiera si están presentes
en los datos.

Para realizar la validación de datos adicionales, es posible establecer
explícitamente este parámetro en el valor real. Por ejemplo, si se
proporcionan dos características categóricas donde la primera tiene
dos y la otra tiene 3 valores posibles, defina esto como [2, 3].

Para obtener más información acerca de cómo utilizar características
categóricas, consulte la sección de datos en la página de
documentación principal de DeepAR.

Opcional

Valores válidos: auto, ignore, matriz de números enteros positivos,
cadena vacía o

Valor predeterminado: auto
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Nombre del parámetro Descripción

dropout_rate La tasa de abandono que utilizar durante la capacitación. El modelo
utiliza regularización de desconexión. Para cada iteración, no se
actualiza un subconjunto aleatorio de neuronas ocultas. Los valores
típicos son inferiores a 0,2.

Opcional

Valores válidos: número flotante

Valor predeterminado: 0.1

early_stopping_patience Si se establece este parámetro, se detiene la capacitación cuando
no se realiza el progreso en el número especificado de epochs.
El modelo que dispone de la pérdida más baja se devuelve como
modelo final.

Opcional

Valores válidos: número entero

embedding_dimension Tamaño de vector de integración aprendido por característica
categórica (se utiliza el mismo valor para todas las características
categóricas).

El modelo DeepAR puede aprender patrones de series de tiempo
de nivel de grupo cuando se proporciona una capacitación de
agrupación categórica. Para realizar esto, el modelo aprende un
vector de integración de tamaño embedding_dimension para cada
grupo, capturando las propiedades comunes de todas las series de
tiempo en el grupo. Un embedding_dimension mayor permite al
modelo capturar más patrones complejos. Sin embargo, puesto que
se ha aumentado embedding_dimension, se aumenta el número
de parámetros en el modelo y se precisan más datos de capacitación
para aprender con precisión estos parámetros. Los valores típicos
para este parámetro se encuentran entre 10 y 100.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 10

learning_rate La tasa de aprendizaje utilizada en la capacitación. Los valores
típicos están comprometidos entre 1e-4 y 1e-1.

Opcional

Valores válidos: número flotante

Valor predeterminado: 1e-3
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Nombre del parámetro Descripción

likelihood El modelo genera una previsión de probabilidad y puede
proporcionar cuantiles de la distribución y devolver muestras. En
función de sus datos, seleccione una probabilidad apropiada (modelo
de ruido) que se utilice para estimaciones de incertidumbre. Pueden
seleccionarse las siguientes probabilidades:

• Gaussian: Utilizar para los datos de valor real.
• Beta: Utilícelo para destinos de valor real entre 0 y 1 incluido.
• negative-binomial: Uso para los datos de recuento (números

enteros no negativos).
• Estudiante-t: Una alternativa para datos de valor real que funciona

bien para datos en ráfagas.
• Determinista-L1: Función de pérdida que no calcula la

incertidumbre y solo aprende una previsión de punto.

Opcional

Valores válidos: Una de lasGaussian,Beta,negative-
binomial,Estudiante-t, o bienDeterminista-L1.

Valor predeterminado: student-T

mini_batch_size El tamaño de los minilotes utilizados durante la capacitación. Los
valores típicos están comprendidos entre 32 y 512.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 128

num_cells El número de celdas que usar en cada capa oculta de la RNN. Los
valores típicos están comprendidos entre 30 y 100.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 40
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Nombre del parámetro Descripción

num_dynamic_feat El número de dynamic_feat que se proporciona en los datos.
Establezca esta opción en auto para deducir el número de
características dinámicas de los datos. El modo auto también
funciona cuando no se utilizan características dinámicas en el
conjunto de datos. Esta es la configuración recomendada para el
parámetro.

Para obligar a que DeepAR no utilice características dinámicas,
ni tan siquiera si están presentes en los datos, establezca
num_dynamic_feat en ignore.

Para realizar la validación de datos adicionales, es posible establecer
explícitamente este parámetro en el valor de número entero real. Por
ejemplo, si se proporcionan dos características dinámicas, definimos
este valor en 2.

Opcional

Valores válidos: auto, ignore, número entero positivo o cadena
vacía

Valor predeterminado: auto

num_eval_samples El número de muestras que se utilizan por serie temporal a la
hora de calcular las métricas de precisión de las pruebas. Este
parámetro no tiene ninguna influencia en la capacitación o en el
modelo final. En particular, se puede consultar el modelo con un
número diferente de muestras. Este parámetro solo afecta a las
puntuaciones de precisión informadas en el canal de prueba después
de la capacitación. Los valores más pequeños dan como resultado
una evaluación más rápida, pero las puntuaciones de evaluación
suelen ser peores y más inciertas. Al evaluar con cuantiles mayores,
por ejemplo 0,95, puede ser importante aumentar el número de
muestras de evaluación.

Opcional

Valores válidos: número entero

Valor predeterminado: 100

num_layers El número de capas ocultas en la RNN. Los valores típicos están
comprendidos entre 1 y 4.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 2
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Nombre del parámetro Descripción

test_quantiles Cuantiles para los que se calcula la pérdida de cuantiles en el canal
de prueba.

Opcional

Valores válidos: matriz de números flotantes

Valor predeterminado: [0,1, 0,2, 0,3, 0,4, 0,5, 0,6, 0,7, 0,8, 0,9]

Ajustar un modelo DeepAR
El ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la mejor
versión de un modelo ejecutando muchas tareas que probar una serie de hiperparámetros en su conjunto
de datos. Usted elige los hiperparámetros que pueden ajustarse, un rango de valores para cada uno de
ellos y una métrica objetiva. Puede elegir la métrica objetiva de las métricas que el algoritmo computa. El
ajuste de modelo automático busca los hiperparámetros elegidos para encontrar la combinación de valores
que obtienen el modelo que optimiza la métrica objetiva.

Para obtener más información acerca del ajuste de modelos, consulte Realice un SageMaker (p. 1821).

Métricas calculadas por el algoritmo DeepAR

El algoritmo DeepAR notifica tres métricas, que se calculan durante la capacitación. Al ajustar un modelo,
elija una de opciones como objetivo. Para el objetivo, utilice la precisión de previsión en un canal de prueba
proporcionado (recomendado) o la pérdida de capacitación. Para recomendaciones para la división de
capacitación/de pruebas para el algoritmo DeepAR, consulte  Prácticas recomendadas para utilizar el
algoritmo DeepAR (p. 1424).

Nombre de métrica Descripción Dirección de
optimización

test:RMSE La desviación cuadrática media entre la previsión y
el destino real calculado en el conjunto de pruebas.

Minimizar

test:mean_wQuantileLossEl promedio de pérdidas de cuantiles global
calculado en el conjunto de pruebas. Para
controlar qué cuantiles se utilizan, establezca el
hiperparámetro test_quantiles.

Minimizar

train:final_loss La pérdida de probabilidad de registro negativo de
capacitación media en la última fecha de inicio de
capacitación para el modelo.

Minimizar

Hiperparámetros ajustables para el algoritmo DeepAR

Ajuste un modelo DeepAR con los siguientes hiperparámetros. Los hiperparámetros que tienen el
mayor impacto, en orden de mayor a menor impacto, en métricas objetivas de DeepAR: epochs,
context_length, mini_batch_size, learning_rate y num_cells.

Nombre del parámetro Tipo de parámetro Intervalos
recomendados

mini_batch_size IntegerParameterRanges MinValue: 32,
MaxValue: 1028
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Nombre del parámetro Tipo de parámetro Intervalos
recomendados

epochs IntegerParameterRanges MinValue: 1, MaxValue:
1 000

context_length IntegerParameterRanges MinValue: 1, MaxValue:
200

num_cells IntegerParameterRanges MinValue: 30,
MaxValue: 200

num_layers IntegerParameterRanges MinValue: 1, MaxValue:
8

dropout_rate ContinuousParameterRange MinValue: 0.00,
MaxValue: 0.2

embedding_dimension IntegerParameterRanges MinValue: 1, MaxValue:
50

learning_rate ContinuousParameterRange MinValue: 1e-5,
MaxValue: 1e-1

Formatos de inferencia de DeepAR
Formatos de solicitud JSON de DeepAR

Consulte un modelo de capacitación mediante el punto de enlace del modelo. El punto de enlace toma el
siguiente formato de solicitud JSON.

En la solicitud, el campo instances se corresponde con la serie de tiempo que el modelo debe prever.

Si se ha realizado la capacitación del modelo con categorías, debe proporcionar el campo cat en cada
instancia. Si se ha realizado la capacitación del modelo sin el campo cat, debe omitirse.

Si se ha capacitado el modelo con una serie temporal de característica personalizada (dynamic_feat),
debe proporcionar el mismo número de valores dynamic_feat para cada instancia. Cada uno de ellos
debe tener una longitud dada por length(target) + prediction_length, donde los últimos valores
prediction_length corresponden a los puntos temporales en el futuro que se preverán. Si el modelo
se capacitó sin serie temporal de características personalizada, el campo no debe incluirse en la solicitud.

{
    "instances": [
        {
            "start": "2009-11-01 00:00:00",
            "target": [4.0, 10.0, "NaN", 100.0, 113.0],
            "cat": [0, 1],
            "dynamic_feat": [[1.0, 1.1, 2.1, 0.5, 3.1, 4.1, 1.2, 5.0, ...]]
        },
        {
            "start": "2012-01-30",
            "target": [1.0],
            "cat": [2, 1],
            "dynamic_feat": [[2.0, 3.1, 4.5, 1.5, 1.8, 3.2, 0.1, 3.0, ...]]
        },
        {
            "start": "1999-01-30",
            "target": [2.0, 1.0],
            "cat": [1, 3],
            "dynamic_feat": [[1.0, 0.1, -2.5, 0.3, 2.0, -1.2, -0.1, -3.0, ...]]
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        }
    ],
    "configuration": {
         "num_samples": 50,
         "output_types": ["mean", "quantiles", "samples"],
         "quantiles": ["0.5", "0.9"]
    }
}

El campo configuration es opcional. configuration.num_samples establece el
número de rutas de muestra que el modelo genera para calcular la media y los cuantiles.
configuration.output_types describe la información que aparecerá en la solicitud. Los valores
válidos son "mean", "quantiles" y "samples". Si especifica "quantiles", se devuelven los valores
de los cuantiles en configuration.quantiles como series temporales. Si especifica "samples", el
modelo también devuelve las muestras sin procesar para calcular otras salidas.

Formatos de respuesta de JSON de DeepAR

A continuación se muestra el forma de una respuesta, en la que [...] son las matrices de números:

{
    "predictions": [
        {
            "quantiles": {
                "0.9": [...],
                "0.5": [...]
            },
            "samples": [...],
            "mean": [...]
        },
        {
            "quantiles": {
                "0.9": [...],
                "0.5": [...]
            },
            "samples": [...],
            "mean": [...]
        },
        {
            "quantiles": {
                "0.9": [...],
                "0.5": [...]
            },
            "samples": [...],
            "mean": [...]
        }
    ]
}

DeepAR tiene un tiempo de espera de respuesta de 60 segundos. Cuando se transfieren varias series
temporales en una única solicitud, las previsiones se generan de forma secuencial. Debido a que la
previsión para cada serie temporal suele tardar aproximadamente 300 a 1000 milisegundos o más,
según el tamaño del modelo, la transferencia de demasiadas series temporales en una sola solicitud
puede provocar tiempos de espera. Es mejor enviar menos series temporales por solicitud y enviar más
solicitudes. Dado que el algoritmo DeepAR utiliza varios procesos de trabajo por instancia, puede lograr un
desempeño mucho mayor enviando varias solicitudes en paralelo.

De forma predeterminada, DeepAR utiliza un proceso de trabajo por CPU para realizar inferencias, si hay
suficiente memoria por CPU. Si el modelo es grande y no hay memoria suficiente para ejecutar un modelo
en cada CPU, el número de procesos de trabajo se reduce. El número de trabajadores utilizados para
inferencia se puede sobrescribir mediante la variable de entornoMODEL_SERVER_WORKERSPor ejemplo, al
establecerMODEL_SERVER_WORKERS=1) al llamar a SageMaker CreateModelAPI.
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Transformación por lotes con el algoritmo DeepAR

La previsión de DeepAR admite la obtención de inferencias mediante la transformación por lotes a partir
de datos que utilizan el formato de líneas JSON. En este formato, cada registro se representa en una sola
línea como un objeto JSON y las líneas están separadas por caracteres de línea nueva. El formato es
idéntico al formato de líneas JSON utilizado para la capacitación de modelos. Para obtener información,
consulte Interfaz de entrada/salida para el algoritmo DeepAR (p. 1422). Por ejemplo:

{"start": "2009-11-01 00:00:00", "target": [4.3, "NaN", 5.1, ...], "cat": [0, 1],
 "dynamic_feat": [[1.1, 1.2, 0.5, ..]]}
{"start": "2012-01-30 00:00:00", "target": [1.0, -5.0, ...], "cat": [2, 3], "dynamic_feat":
 [[1.1, 2.05, ...]]}
{"start": "1999-01-30 00:00:00", "target": [2.0, 1.0], "cat": [1, 4], "dynamic_feat":
 [[1.3, 0.4]]}

Note

Al crear el trabajo de transformación con CreateTransformJob, establezca el valor
BatchStrategy en SingleRecord y establezca el valor SplitType en la configuración
TransformInput en Line, dado que los valores predeterminados actualmente provocan errores
de tiempo de ejecución.

De forma similar al formato de solicitud de inferencia de punto de enlace alojado, los campos cat y
dynamic_feat para cada instancia son obligatorios si se cumplen las dos condiciones siguientes:

• El modelo se capacita en un conjunto de datos que contiene los campos cat y dynamic_feat.
• Los valores cardinality y num_dynamic_feat correspondientes utilizados en el trabajo de

capacitación no se establecen en "".

A diferencia de la inferencia de punto de enlace alojado, el campo de configuración se establece una
vez para el trabajo de inferencia por lotes completo mediante una variable de entorno denominada
DEEPAR_INFERENCE_CONFIG. El valor de DEEPAR_INFERENCE_CONFIG puede transmitirse cuando se
crea el modelo llamando a la API CreateTransformJob. Si falta DEEPAR_INFERENCE_CONFIG en el
entorno del contenedor, el contenedor de inferencia utiliza el siguiente valor predeterminado:

{
    "num_samples": 100,
    "output_types": ["mean", "quantiles"],
    "quantiles": ["0.1", "0.2", "0.3", "0.4", "0.5", "0.6", "0.7", "0.8", "0.9"]
}

El resultado está también en formato de líneas JSON, con una línea por predicción, en un orden idéntico al
orden de instancias en el archivo de entrada correspondiente. Las predicciones se codifican como objetos
idénticos a los devueltos por respuestas en modo de inferencia online. Por ejemplo:

{ "quantiles": { "0.1": [...], "0.2": [...] }, "samples": [...], "mean": [...] }

Tenga en cuenta que en la TransformInputconfiguración de SageMaker CreateTransformJobLos
clientes de solicitud deben establecer explícitamente el valorAssembleWithValor aLine, como valor
predeterminadoNoneconcatena todos los objetos JSON en la misma línea.

Por ejemplo, aquí hay un CreateTransformJobSolicitar un trabajo de DeepAR con
unDEEPAR_INFERENCE_CONFIG:

{
   "BatchStrategy": "SingleRecord",
   "Environment": { 
      "DEEPAR_INFERENCE_CONFIG" : "{ \"num_samples\": 200, \"output_types\": [\"mean\"] }",
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      ...
   },
   "TransformInput": {
      "SplitType": "Line",
      ...
   },
   "TransformOutput": { 
      "AssembleWith": "Line",
      ...
   },
   ...
}

Algoritmo de máquinas de factorización
El algoritmo de máquinas de factorización es un algoritmo de aprendizaje supervisado de uso general que
puede utilizar para tareas de clasificación y regresión. Es una extensión de un modelo lineal que se ha
diseñado para capturar de manera económica interacciones entre características dentro de conjuntos de
datos dispersos de grandes dimensiones. Por ejemplo, en un sistema de predicción de clics, el modelo de
Máquinas de factorización puede capturar los patrones de tasas de clics observados cuando los anuncios
de una determinada categoría de anuncios se colocan en páginas de una categoría de página específica.
Las máquinas de factorización son una buena opción para las tareas que tratan con conjuntos de datos
dispersos de grandes dimensiones, como la recomendación de productos y predicciones de clics.

Note

La implementación de Amazon SageMaker del algoritmo de máquinas de factorización considera
solo las interacción por pares (segundo orden) entre características.

Temas
• Interfaz de entrada/salida para el algoritmo de máquinas de factorización (p. 1437)
• Recomendación de la instancia EC2 para el algoritmo de máquinas de factorización (p. 1438)
• Blocs de notas de muestra de máquinas de factorización (p. 1438)
• Funcionamiento de las máquinas de factorización (p. 1438)
• Hiperparámetros de máquinas de factorización (p. 1439)
• Ajuste de un modelo de máquinas de factorización (p. 1444)
• Formato de respuesta de máquinas de factorización (p. 1446)

Interfaz de entrada/salida para el algoritmo de máquinas de factorización
El algoritmo de máquinas de factorización se puede ejecutar en el modo de regresión o en el modo de
clasificación binaria. En cada modo, puede proporcionarse un conjunto de datos en el canal de prueba
junto con el conjunto de datos de canal de capacitación. La puntuación depende del modo utilizado. En
el modo de regresión, el conjunto de datos de prueba se puntúa mediante la desviación cuadrática media
(RMSE, Root Mean Square Error). En el modo de clasificación binario, el conjunto de datos de prueba
se puntúa mediante la entropía cruzada binaria (pérdida de registro), la precisión (umbral = 0,5) y la
puntuación F1 (umbral = 0,5).

ParaCapacitación, el algoritmo Máquinas de Factorización admite actualmente solo elrecordIO-
protobufFormato de conFloat32tensores. Puesto que su caso de uso es predominante en los datos
dispersos, CSV no es un buen candidato. La capacitación de los modos File y Pipe es compatible con el
formato protobuf integrado recordIO.

ParaInferencia, el algoritmo Máquinas de Factorización admite elapplication/jsonyx-recordio-
protobufFormatos.

• Para el problema de clasificación binaria, el algoritmo predice una puntuación y una etiqueta. La etiqueta
es un número y puede ser 0 o 1. La puntuación es un número que indica en qué medida el algoritmo

1437



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

cree que la etiqueta debe ser 1. El algoritmo calcula la puntuación en primer lugar y, a continuación,
obtiene la etiqueta del valor de puntuación. Si la puntuación superior o igual a 0,5, la etiqueta es 1.

• Para el problema de regresión, solo se devuelve una puntuación y es el valor esperado. Por ejemplo, si
se utiliza máquinas de factorización para predecir una calificación de película, la puntuación es el valor
de calificación esperado.

Consulte Blocs de notas de muestra de máquinas de factorización (p. 1438) para obtener más información
sobre capacitación y los formatos de archivo de inferencia.

Recomendación de la instancia EC2 para el algoritmo de máquinas de
factorización
El algoritmo de máquinas de factorización de Amazon SageMaker es muy escalable y puede capacitarse
entre instancias distribuidas. Recomendamos realizar la capacitación y la inferencia con instancias de
CPU para los conjuntos de datos dispersos y densos. En determinadas circunstancias, la capacitación con
uno o más GPU en datos densos puede proporcionar algunos beneficios. La capacitación con GPU está
disponible solo en datos densos. Utilice las instancias de CPU para los datos dispersos.

Blocs de notas de muestra de máquinas de factorización
Para un bloc de notas de muestra que utiliza el algoritmo de máquinas de factorización SageMaker
para analizar las imágenes de dígitos escritos a mano de cero a nueve en el conjunto de datos MNIST,
consulteIntroducción a las máquinas de factorización con MNIST. Para obtener instrucciones acerca de
cómo crear y obtener acceso a instancias de bloc de notas de Jupyter que puede utilizar para ejecutar el
ejemplo en SageMaker, consulteUso de las instancias de Amazon SageMaker (p. 131). Una vez que haya
creado una instancia de bloc de notas y la haya abierto, seleccione la pestañaEjemplos de SageMakerpara
ver una lista de todas las muestras de SageMaker. Los cuadernos de ejemplo que utilizan el algoritmo
Máquinas de Factorización se encuentran en elIntroducción a los algoritmos de Amazonsección. Para abrir
un bloc de notas, haga clic en la pestaña Use (Usar) y seleccione Create copy (Crear copia).

Funcionamiento de las máquinas de factorización
La tarea de predicción para un modelo de máquinas de factorización es calcular una función a partir de
un conjunto de características xia un dominio de destino. Este dominio es de valor real para la regresión y
binario para la clasificación. El modelo de Máquinas de Factorización está supervisado y por lo tanto tiene
un conjunto de datos de capacitación (xi, yj) disponible. Las ventajas de este modelo están en la forma
en que utiliza una parametrización factorizada para capturar las interacciones de características por par.
Puede representarse matemáticamente tal y como se indica a continuación:

Los tres términos en esta ecuación corresponden, respectivamente, a los tres componentes del modelo:

• El w0término representa el sesgo global.
• El wiLos términos lineales modelan la fuerza de la ithvariable.
• El <vi, vj> Los plazos de factorización modelan la interacción de par entre las ithy jthvariable.

Los plazos lineales y de sesgo globales son los mismos que en el modelo lineal. Las interacciones
de características por pares se modelan en el tercer plazo como el producto interno de los factores
correspondientes aprendidos para cada característica. Los factores aprendidos pueden considerarse
también vectores de integración para cada característica. Por ejemplo, en una tarea de clasificación,
si un par de características suele darse con más frecuencia en muestras etiquetadas positivas, el
producto interno de sus factores debería ser grande. Es decir, los vectores de integración deberían estar
próximos en la similaridad de coseno. Para obtener más información acerca del modelo de Máquinas de
Factorización, consulteMáquinas de factorización.
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Para las tareas de regresión, se realiza la capacitación del modelo mediante la minimización del error
cuadrado entre la predicción del modelony el valor objetivo yn. Esto se denomina la pérdida cuadrada:

Para una tarea de clasificación, el modelo se capacita minimizando la pérdida de entropía cruzada,
conocida también como pérdida de registro:

donde:

Para obtener más información acerca de funciones de pérdida para la clasificación, consulte la página
sobre funciones de pérdida para clasificación.

Hiperparámetros de máquinas de factorización

La siguiente tabla contiene los hiperparámetros del algoritmo Máquinas de factorización. Estos son los
parámetros que establecen los usuarios para facilitar la estimación de los parámetros del modelo a partir
de los datos. Los hiperparámetros necesarios que deben establecerse se enumerarán en primer lugar, en
orden alfabético. Los hiperparámetros opcionales que se pueden establecer aparecen a continuación en la
lista, también en orden alfabético.

Nombre del parámetro Descripción

feature_dim La dimensión del espacio de características de entrada. Podría tener
un valor alto con la entrada dispersa.

Obligatorio

Valores válidos: Entero positivo. Rango de valores sugeridos:
[10000,000]

num_factors La dimensionalidad de la factorización.

Obligatorio

Valores válidos: Entero positivo. El intervalo de valores sugeridos:
[2, 1000], 64 suele generar buenos resultados y es un buen punto de
partida.

predictor_type El tipo de elemento de predicción.

• binary_classifier: para tareas de clasificación binaria
• regressor: para tareas de regresión.

Obligatorio

Valores válidos: Cadena:binary_classifierorregressor

bias_init_method El método de inicialización para el plazo de sesgo:
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Nombre del parámetro Descripción
• normal: inicializa las ponderaciones con valores aleatorios de

muestra desde una distribución normal con una media de cero y
una desviación estándar especificada por bias_init_sigma.

• uniform: inicializa las ponderaciones con valores aleatorios
de muestra uniforme desde un rango especificado por
[-bias_init_scale, +bias_init_scale].

• constant: inicializa las ponderaciones en un valor escalar
especificado por bias_init_value.

Opcional

Valores válidos: uniform, normal o constant

Valor predeterminado: normal

bias_init_scale Rango de la inicialización del plazo de sesgo. Surte efecto si
bias_init_method está establecido en uniform.

Opcional

Valores válidos: Número flotante no negativo Rango de valor
sugerido: [1e-8, 512]

Valor predeterminado: Ninguno

bias_init_sigma La desviación estándar para la inicialización del plazo de sesgo.
Surte efecto si bias_init_method está establecido en normal.

Opcional

Valores válidos: Número flotante no negativo Rango de valor
sugerido: [1e-8, 512]

Valor predeterminado: 0.01

bias_init_value El valor inicial del plazo de sesgo. Surte efecto si
bias_init_method está establecido en constant.

Opcional

Valores válidos: Float Float Rango de valor sugerido: [1e-8, 512]

Valor predeterminado: Ninguno

bias_lr La tasa de aprendizaje para el plazo de sesgo.

Opcional

Valores válidos: Número flotante no negativo Rango de valor
sugerido: [1e-8, 512]

Valor predeterminado: 0.1
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Nombre del parámetro Descripción

bias_wd El decremento de ponderación para el plazo de sesgo.

Opcional

Valores válidos: Número flotante no negativo Rango de valor
sugerido: [1e-8, 512]

Valor predeterminado: 0.01

clip_gradient Parámetro del optimizador de recorte de gradientes. Recorta
el gradiente proyectándolo en el intervalo [-clip_gradient,
+clip_gradient].

Opcional

Valores válidos: Float

Valor predeterminado: Ninguno

epochs El número de fechas de inicio de capacitación que ejecutar.

Opcional

Valores válidos: Entero positivo

Valor predeterminado: 1

eps Parámetro de valores epsilon para evitar la división por 0.

Opcional

Valores válidos: Float Float Valor sugerido: pequeño.

Valor predeterminado: Ninguno

factors_init_method El método de inicialización para los plazos de factorización:

• normal: inicializa las ponderaciones con valores aleatorios de
muestra desde una distribución normal con una media de cero y
una desviación estándar especificada por factors_init_sigma.

• uniform: inicializa las ponderaciones con valores aleatorios
de muestra uniforme desde un rango especificado por
[-factors_init_scale, +factors_init_scale].

• constant: inicializa las ponderaciones en un valor escalar
especificado por factors_init_value.

Opcional

Valores válidos: uniform, normal o constant.

Valor predeterminado: normal
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Nombre del parámetro Descripción

factors_init_scale El rango de la inicialización de los plazos de factorización. Surte
efecto si factors_init_method está establecido en uniform.

Opcional

Valores válidos: Número flotante no negativo Rango de valor
sugerido: [1e-8, 512]

Valor predeterminado: Ninguno

factors_init_sigma La desviación estándar para la inicialización de los plazos de
factorización. Surte efecto si factors_init_method está
establecido en normal.

Opcional

Valores válidos: Número flotante no negativo Rango de valor
sugerido: [1e-8, 512]

Valor predeterminado: 0.001

factors_init_value El valor inicial de los plazos de factorización. Surte efecto si
factors_init_method está establecido en constant.

Opcional

Valores válidos: Float Float Rango de valor sugerido: [1e-8, 512]

Valor predeterminado: Ninguno

factors_lr La tasa de aprendizaje para los plazos de factorización.

Opcional

Valores válidos: Número flotante no negativo Rango de valor
sugerido: [1e-8, 512]

Valor predeterminado: 0.0001

factors_wd El decremento de ponderación para los plazos de factorización.

Opcional

Valores válidos: Número flotante no negativo Rango de valor
sugerido: [1e-8, 512]

Valor predeterminado: 0.00001

linear_lr La tasa de aprendizaje para plazos lineales.

Opcional

Valores válidos: Número flotante no negativo Rango de valor
sugerido: [1e-8, 512]

Valor predeterminado: 0.001
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Nombre del parámetro Descripción

linear_init_method El método de inicialización para los plazos lineales:

• normal: inicializa las ponderaciones con valores aleatorios de
muestra desde una distribución normal con una media de cero y
una desviación estándar especificada por linear_init_sigma.

• uniform: inicializa las ponderaciones con valores aleatorios
de muestra uniforme desde un rango especificado por
[-linear_init_scale, +linear_init_scale].

• constant: inicializa las ponderaciones en un valor escalar
especificado por linear_init_value.

Opcional

Valores válidos: uniform, normal o constant.

Valor predeterminado: normal

linear_init_scale Rango de la inicialización de los plazos lineales. Surte efecto si
linear_init_method está establecido en uniform.

Opcional

Valores válidos: Número flotante no negativo Rango de valor
sugerido: [1e-8, 512]

Valor predeterminado: Ninguno

linear_init_sigma La desviación estándar para la inicialización de los plazos lineales.
Surte efecto si linear_init_method está establecido en normal.

Opcional

Valores válidos: Número flotante no negativo Rango de valor
sugerido: [1e-8, 512]

Valor predeterminado: 0.01

linear_init_value El valor inicial de los plazos lineales. Surte efecto si se establece
linear_init_method en constante.

Opcional

Valores válidos: Float Float Rango de valor sugerido: [1e-8, 512]

Valor predeterminado: Ninguno

linear_wd El decremento de ponderación para los plazos lineales.

Opcional

Valores válidos: Número flotante no negativo Rango de valor
sugerido: [1e-8, 512]

Valor predeterminado: 0.001
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Nombre del parámetro Descripción

mini_batch_size El tamaño del minilote utilizado para la capacitación.

Opcional

Valores válidos: Entero positivo

Valor predeterminado: 1 000

rescale_grad Parámetro del optimizador de reescalado de gradientes. Si se
establece, multiplica el gradiente con rescale_grad antes de la
actualización. Seleccione con frecuencia que sea 1,0/batch_size.

Opcional

Valores válidos: Float

Valor predeterminado: Ninguno

Ajuste de un modelo de máquinas de factorización

El ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la mejor
versión de un modelo ejecutando muchas tareas que probar una serie de hiperparámetros en su conjunto
de datos. Usted elige los hiperparámetros que pueden ajustarse, un rango de valores para cada uno de
ellos y una métrica objetiva. Puede elegir la métrica objetiva de las métricas que el algoritmo computa. El
ajuste de modelo automático busca los hiperparámetros elegidos para encontrar la combinación de valores
que obtienen el modelo que optimiza la métrica objetiva.

Para obtener más información acerca del ajuste de modelos, consulte Realice un SageMaker (p. 1821).

Métricas computadas por el algoritmo de máquinas de factorización

El algoritmo de máquinas de factorización de tiene tipos de predictores de regresión y de clasificación
binaria. El tipo de predictor determina qué tipo de métrica puede utilizar para el ajuste de un modelo
automático. El algoritmo informa de una métrica de regresor test:rmse, que se calcula durante la
capacitación. Al ajustar el modelo para las tareas de regresión, elija esta métrica como el objetivo.

Nombre de métrica Descripción Dirección de
optimización

test:rmse Error cuadrado medio raíz Minimizar

El algoritmo de máquinas de factorización notifica tres métricas de clasificación binaria que se calculan
durante la capacitación. Al ajustar el modelo para tareas de clasificación binaria, elija una de estas como el
objetivo.

Nombre de métrica Descripción Dirección de
optimización

test:binary_classification_accuracyAccuracy Maximizar

test:binary_classification_cross_entropyEntropía cruzada Minimizar

test:binary_f_beta Beta Maximizar
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Hiperparámetros ajustables de máquinas de factorización

Puede ajustar los siguientes hiperparámetros para el algoritmo de máquinas de factorización. Los
parámetros de inicialización que contienen los términos sesgo, lineal y factorización dependen de
su método de inicialización. Existen tres métodos de inicialización: uniform, normal y constant.
No es posible ajustar estos métodos de inicialización. Los parámetros que se pueden ajustar
dependen de esta opción del método de inicialización. Por ejemplo, si el método de inicialización
es uniform, solo se pueden ajustar los parámetros correspondientes a scale. En concreto,
si bias_init_method==uniform, entonces bias_init_scale, linear_init_scale y
factors_init_scale se pueden ajustar. De manera parecida, si el método de inicialización es normal,
solo se pueden ajustar los parámetros correspondientes a sigma. Si el método de inicialización es
constant, solo se pueden ajustar los parámetros correspondientes a value. Estas dependencias se
enumeran en la siguiente tabla.

Nombre del
parámetro

Tipo de parámetro Intervalos
recomendados

Dependencia

bias_init_scale ContinuousParameterRange MinValue: 1e-8,
MaxValue: 512

bias_init_method==uniform

bias_init_sigma ContinuousParameterRange MinValue: 1e-8,
MaxValue: 512

bias_init_method==normal

bias_init_value ContinuousParameterRange MinValue: 1e-8,
MaxValue: 512

bias_init_method==constant

bias_lr ContinuousParameterRange MinValue: 1e-8,
MaxValue: 512

Ninguno

bias_wd ContinuousParameterRange MinValue: 1e-8,
MaxValue: 512

Ninguno

epoch IntegerParameterRange MinValue: 1,
MaxValue: 1 000

Ninguno

factors_init_scaleContinuousParameterRange MinValue: 1e-8,
MaxValue: 512

bias_init_method==uniform

factors_init_sigmaContinuousParameterRange MinValue: 1e-8,
MaxValue: 512

bias_init_method==normal

factors_init_valueContinuousParameterRange MinValue: 1e-8,
MaxValue: 512

bias_init_method==constant

factors_lr ContinuousParameterRange MinValue: 1e-8,
MaxValue: 512

Ninguno

factors_wd ContinuousParameterRange MinValue: 1e-8,
MaxValue: 512]

Ninguno

linear_init_scaleContinuousParameterRange MinValue: 1e-8,
MaxValue: 512

bias_init_method==uniform

linear_init_sigmaContinuousParameterRange MinValue: 1e-8,
MaxValue: 512

bias_init_method==normal

linear_init_valueContinuousParameterRange MinValue: 1e-8,
MaxValue: 512

bias_init_method==constant
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Nombre del
parámetro

Tipo de parámetro Intervalos
recomendados

Dependencia

linear_lr ContinuousParameterRange MinValue: 1e-8,
MaxValue: 512

Ninguno

linear_wd ContinuousParameterRange MinValue: 1e-8,
MaxValue: 512

Ninguno

mini_batch_size IntegerParameterRange MinValue: 100,
MaxValue: 10000

Ninguno

Formato de respuesta de máquinas de factorización

Formato de respuesta JSON

Clasificación binaria

let response =   {
    "predictions":    [
        {
            "score": 0.4,
            "predicted_label": 0
        } 
    ]
}

Regresión

let response =   {
    "predictions":    [
        {
            "score": 0.4
        } 
    ]
}

Formato de respuesta JSONLINES

Clasificación binaria

{"score": 0.4, "predicted_label": 0}

Regresión

{"score": 0.4}

Formato de respuesta RECORDIO

Clasificación binaria

[
    Record = {
        features = {},
        label = {
            'score’: {
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                keys: [],
                values: [0.4]  # float32
            },
            'predicted_label': {
                keys: [],
                values: [0.0]  # float32
            }
        }
    }
]

Regresión

[
    Record = {
        features = {},
        label = {
            'score’: {
                keys: [],
                values: [0.4]  # float32
            }   
        }
    }
]

Algoritmo de clasificación de imágenes
El algoritmo de clasificación de imágenes de Amazon SageMaker es un algoritmo de aprendizaje
supervisado compatible con la clasificación de múltiples etiquetas. Toma una imagen como entrada y
genera una o varias etiquetas asignadas a esa imagen. Utiliza una red neuronal convolucional (ResNet) de
la que puede realizarse una capacitación desde cero o mediante un aprendizaje de transferencia cuando
no hay disponible un gran número de imágenes de capacitación.

El formato de entrada recomendado para los algoritmos de clasificación de imágenes de Amazon
SageMaker es Apache MXNet.RecordIO. Sin embargo, también pueden utilizar imágenes sin procesar en
formato .jpg o .png. Consulte este análisis para obtener una visión general amplia sobre la preparación y la
carga eficientes de datos en sistemas de aprendizaje automático.

Note

Para conservar una mejor interoperabilidad con los marcos de trabajo de aprendizaje profundo
existentes, esto difiere de los formatos de datos protobuf utilizados comúnmente por otros
algoritmos de Amazon SageMaker.

Para obtener más información sobre redes convolucionales, consulte:

• Deep residual learning for image recognition Kaiming He, et al., 2016 IEEE Conference on Computer
Vision and Pattern Recognition

• ImageNet image database
• Clasificación de imágenes con Gluon-CV y MXNet

Temas
• Interfaz de entrada/salida para el algoritmo de clasificación de imágenes (p. 1448)
• Recomendación de instancias EC2 para el algoritmo de clasificación de imágenes (p. 1450)
• Blocs de notas de muestra de clasificación de imágenes (p. 1450)
• Funcionamiento de la clasificación de imágenes (p. 1450)
• Hiperparámetros de clasificación de imágenes (p. 1451)
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• Ajuste de un modelo de clasificación de imágenes (p. 1459)

Interfaz de entrada/salida para el algoritmo de clasificación de imágenes
El algoritmo de imágenes de SageMaker admite tanto RecordIO (application/x-recordio) e imagen
(image/png,image/jpeg, yapplication/x-image) para la formación en modo archivo, y soporta el
RecordIO O (application/x-recordio) para el entrenamiento en modo tubería. Sin embargo también
puede entrenar en modo de canalización con los archivos de imágenes (image/png, image/jpeg y
application/x-image), sin necesidad de crear archivos RecordIO, mediante el formato de manifiesto
aumentado.

El entrenamiento distribuido es compatible con el modo de archivo y el modo de canalización. Si utiliza el
tipo de contenido RecordIO en el modo de canalización, debe establecer el S3DataDistributionType
del S3DataSource en FullyReplicated. El algoritmo admite un modelo totalmente replicado donde los
datos se copian en cada máquina.

El algoritmo admite image/png, image/jpeg y application/x-image para la inferencia.

Capacitación con el formato RecordIO

Si utiliza el formato RecordIO para la capacitación, especifique ambos canales train y validation
como valores para el parámetro InputDataConfig de la solicitud CreateTrainingJob. Especifique un
archivo RecordIO (.rec) en el canal train y un archivo RecordIO en el canal validation. Establezca el
tipo de canal para ambos canales en application/x-recordio.

Capacitación con formato de imagen

Si utiliza el formato de imagen para la capacitación, especifique los canales train, validation,
train_lst y validation_lst como valores para el parámetro InputDataConfig de la solicitud
CreateTrainingJob. Especifique los datos de imagen individuales (archivos .jpg o .png) para los
canales train y validation. Especifique un archivo .lst en cada uno de los canales train_lst y
validation_lst. Establezca el tipo de canal para los cuatro canales en application/x-image.

Note

SageMaker lee los datos de capacitación y validación por separado desde diferentes canales, por
lo que debe almacenar los datos de capacitación y validación en carpetas diferentes.

Un archivo .lst es un archivo separado por tabulaciones con tres columnas que contiene una lista de
archivos de imagen. La primera columna especifica el índice de imagen, la segunda columna el índice de
la etiqueta de clase para la imagen y la tercera columna la ruta relativa del archivo de imagen. El índice de
imagen de la primera columna debe ser único en todas las imágenes. El conjunto de índices de etiqueta de
clase se numeran sucesivamente y el la numeración debe comenzar por 0. Por ejemplo, 0 para la clase de
gatos, 1 para la clase de perros, y así sucesivamente en las clases adicionales.

A continuación se muestra un ejemplo de un archivo .lst:

5      1   your_image_directory/train_img_dog1.jpg
1000   0   your_image_directory/train_img_cat1.jpg
22     1   your_image_directory/train_img_dog2.jpg

Por ejemplo, si sus imágenes de capacitación se almacenan en s3://<your_bucket>/train/
class_dog, s3://<your_bucket>/train/class_cat, y así sucesivamente, especifique
la ruta de su canal train como s3://<your_bucket>/train, que es el directorio de nivel
superior de sus datos. En el archivo .lst, especifique la ruta relativa de un archivo individual
denominado train_image_dog1.jpg en el directorio de clase class_dog como class_dog/
train_image_dog1.jpg. También puede almacenar todos los archivos de imagen en un subdirectorio
dentro del directorio train. En ese caso, utilice ese subdirectorio para la ruta relativa. Por ejemplo, s3://
<your_bucket>/train/your_image_directory.
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Capacitación con formato de imagen de manifiesto aumentado

El formato de manifiesto aumentado le permite realizar la capacitación en modo de canalización mediante
los archivos de imágenes sin necesidad de crear archivos RecordIO. Debe especificar los canales
de capacitación y de validación como valores para el parámetro InputDataConfig de la solicitud
CreateTrainingJob. Cuando utilice el formato, es necesario generar un archivo de manifiesto de
S3 que contenga la lista de imágenes y sus comentarios correspondientes. El formato del archivo de
manifiesto debe tener el formato líneas de JSON en el que cada línea representa una muestra. Las
imágenes se especifican utilizando la etiqueta 'source-ref' que apunta a la ubicación de S3 de la
imagen. Los comentarios se proporcionan bajo el valor del parámetro "AttributeNames" tal y como se
especifica en la solicitud CreateTrainingJob. También puede contener metadatos adicionales en la
etiqueta de metadata pero el algoritmo los omite. En el siguiente ejemplo, los "AttributeNames" se
incluyen en la lista de referencias de imágenes y anotaciones ["source-ref", "class"]. El valor de
etiqueta correspondiente es "0" para la primera imagen y “1” para la segunda imagen:

{"source-ref":"s3://image/filename1.jpg", "class":"0"}
{"source-ref":"s3://image/filename2.jpg", "class":"1", "class-metadata": {"class-name":
 "cat", "type" : "groundtruth/image-classification"}}

El orden de "AttributeNames" en los archivos de entrada importa a la hora de capacitar el algoritmo
ImageClassification. Acepta datos canalizados en un orden específico, con image primero, seguido de
label. Por tanto "AttributeNames" en este ejemplo se facilitan con "source-ref" primero, seguido
de "class". Cuando se utiliza el algoritmo ImageClassification con manifiesto aumentado, el valor del
parámetro RecordWrapperType debe ser "RecordIO".

La formación de etiquetas múltiples también se admite mediante la especificación de una matriz de JSON
de valores. El hiperparámetro num_classes debe establecerse para que coincida con el número total de
clases. Hay dos formatos de etiqueta válidos: multi-hot y class-id.

En el formato multi-hot, cada etiqueta es un vector codificado multi-hot de todas las clases, donde cada
clase toma el valor de 0 o 1. En el siguiente ejemplo, existen tres clases. La primera imagen se etiqueta
con las clases 0 y 2, mientras que la segunda imagen se etiqueta solo con la clase 2:

{"image-ref": "s3://mybucket/sample01/image1.jpg", "class": "[1, 0, 1]"}
{"image-ref": "s3://mybucket/sample02/image2.jpg", "class": "[0, 0, 1]"}

En el formato class-id, cada etiqueta es una lista de los identificadores de clase, de [0, num_classes),
que se aplican al punto de datos. En su lugar, el ejemplo anterior se vería así:

{"image-ref": "s3://mybucket/sample01/image1.jpg", "class": "[0, 2]"}
{"image-ref": "s3://mybucket/sample02/image2.jpg", "class": "[2]"}

El formato multi-hot es el predeterminado, pero se puede establecer explícitamente en el tipo de
contenido con la herramientalabel-formatParámetro de"application/x-recordio; label-
format=multi-hot". El formato class-id, que es el formato que emite GroundTruth, debe establecerse
explícitamente:"application/x-recordio; label-format=class-id".

Para obtener más información sobre archivos de manifiesto aumentado, consulte Proporcione metadatos
del conjunto de datos a trabajos de capacitación con un archivo de manifiesto aumentado (p. 1953).

Capacitación incremental

También puede propagar la capacitación de un nuevo modelo con los artefactos de un modelo capacitado
anteriormente con SageMaker. La capacitación incremental ahorra tiempo de capacitación si desea
capacitar un nuevo modelo con los mismos datos o datos similares. Los modelos de clasificación de
imágenes de SageMaker se pueden inicializar solo con otro modelo de clasificación de imágenes integrado
capacitado en SageMaker.
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Para utilizar un modelo capacitado previamente, en la solicitud CreateTrainingJob, especifique el
ChannelName como el "modelo" en el parámetro InputDataConfig. Establezca ContentType para el
canal de modelo en application/x-sagemaker-model Los hiperparámetros de entrada del modelo
nuevo y del modelo capacitado previamente cargado al canal de modelos tienen que tener la misma
configuración para los parámetros de entrada num_layers, image_shape y num_classes. Estos
parámetros definen la arquitectura de red. Para el archivo de modelo capacitado previamente, utilice la
salida de artefactos de modelos comprimidos (en formato .tar.gz) de SageMaker. Puede usar los formatos
RecordIO o de imagen para los datos de entrada.

Para obtener un bloc de notas de muestra en el que se muestre cómo usar capacitación incremental con
el algoritmo de clasificación de imágenes de SageMaker, consulte laEjemplo de Clasificación de Imágenes
de Entrenamiento incremental integral. Para obtener más información sobre la capacitación incremental e
instrucciones sobre cómo usarla, consulte Capacitación incremental en Amazon SageMaker (p. 1942).

Inferencia con el algoritmo de clasificación de imágenes

Los modelos generados pueden alojarse para la inferencia y admiten formatos de imagen .jpg y
.png codificados como tipo de contenido image/png, image/jpeg y application/x-image. El
tamaño de la imagen de entrada se cambia automáticamente. La salida corresponde a los valores de
probabilidad para todas las clases codificadas en formato JSON o en formato de texto de líneas JSON
para la transformación por lotes. El modelo de clasificación de imágenes procesa una sola imagen por
solicitud por lo que devuelve únicamente una línea en el formato JSON o de líneas JSON. A continuación
se muestra un ejemplo de una respuesta en formato de líneas JSON:

accept: application/jsonlines

 {"prediction": [prob_0, prob_1, prob_2, prob_3, ...]}

Para obtener más información sobre la capacitación y la inferencia, consulte las instancias de bloc de
notas de muestra de clasificaciones de imágenes a las que se hace referencia en la introducción.

Recomendación de instancias EC2 para el algoritmo de clasificación de imágenes
Para la clasificación de imágenes, admitimos las siguientes instancias de GPU para la capacitación:
ml.p2.xlarge, ml.p2.8xlarge, ml.p2.16xlarge, ml.p3.2xlarge, ml.p3.8xlarge y
ml.p3.16xlarge. Recomendamos utilizar instancias de GPU con más memoria para la capacitación
con tamaños grandes de lotes. Sin embargo, tanto las instancias de CPU (como C4) y GPU (como P2 y
P3) puede utilizarse para la inferencia. También puede ejecutar el algoritmo en configuraciones de varias
máquinas o varias GPU para la capacitación distribuida.

Tanto las instancias P2 y P3 son compatibles en el algoritmo de clasificación de imágenes.

Blocs de notas de muestra de clasificación de imágenes
Para un cuaderno de muestra que utiliza el algoritmo de clasificación de imágenes de SageMaker para
entrenar un modelo en elconjunto de datos caltech-256y, a continuación, para implementarlo para realizar
inferencias, consulte laEjemplo de clasificación de imágenes multiclase integral. Para obtener instrucciones
acerca de cómo crear y obtener acceso a instancias de bloc de notas de Jupyter que puede utilizar para
ejecutar el ejemplo en SageMaker, consulteUso de las instancias de Amazon SageMaker (p. 131). Una
vez que haya creado una instancia de bloc de notas y la haya abierto, seleccione la pestañaEjemplos de
SageMakerpara ver una lista de todas las muestras de SageMaker. Los blocs de notas de clasificación de
imágenes de ejemplo se encuentran en la sección sobre introducción a algoritmos de Amazon. Para abrir
un bloc de notas, haga clic en la pestaña Use (Usar) y seleccione Create copy (Crear copia).

Funcionamiento de la clasificación de imágenes
El algoritmo de clasificación de imágenes toma una imagen como entrada y la clasifica en una de las
categorías de salida. El aprendizaje profundo ha revolucionado el dominio de clasificación de imágenes
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y ha conseguid un desempeño fantástico. Se han desarrollado distintas redes de aprendizaje profundo,
como ResNet [1], DenseNet, creación, etc., para ser muy precisas para la clasificación de imágenes.
Al mismo tiempo, se han adoptado medidas para recopilar los datos de imágenes etiquetados que son
esenciales para la capacitación de estas redes. ImageNet [2] es uno de esos conjuntos de datos de gran
tamaño que tiene más de 11 millones de imágenes con aproximadamente 11 000 categorías. Una vez
que se realiza la capacitación de una red con datos ImageNet, puede utilizarse para la generalización
también con otros conjuntos de datos mediante reajustes sencillos. En este enfoque de aprendizaje de
transferencia, se inicializa una red con ponderaciones (en este ejemplo, con capacitación en ImageNet),
que pueden reajustarse más adelante para una tarea de clasificación de imágenes en un conjunto de datos
diferente.

La clasificación de imágenes en Amazon SageMaker se puede ejecutar en dos modos: capacitación
completa y aprendizaje de transferencia. En el modo de capacitación completo, la red se inicializa con
ponderaciones aleatorias y se capacita en los datos de usuario desde cero. En el modo de aprendizaje
de transferencia, la red se inicializa con ponderaciones con capacitación previa y solo la capa superior
conectada totalmente se inicializa con ponderaciones aleatorias. Después, toda la red se reajusta con
los nuevos datos. En este modo, la capacitación puede lograrse incluso con conjuntos de datos más
pequeños. Esto se debe a que ya se ha realizado la capacitación de la red y, por lo tanto, puede utilizarse
en casos sin datos de capacitación suficientes.

Hiperparámetros de clasificación de imágenes

Los hiperparámetros son parámetros que se establecen antes de que un modelo de aprendizaje
automático comience a aprender. Los siguientes hiperparámetros son compatibles con el algoritmo de
clasificación de imágenes integrado de Amazon SageMaker. Consulte Ajuste de un modelo de clasificación
de imágenes (p. 1459) para obtener información sobre el ajuste de hiperparámetros de clasificación de
imágenes.

Nombre del parámetro Descripción

num_classes Número de clases de salida. Este parámetro define las dimensiones
de la salida de red y normalmente se establece en el número de
clases en el conjunto de datos.

Además de la clasificación multiclase, también se admite la
clasificación multietiqueta. Consulte Interfaz de entrada/salida para
el algoritmo de clasificación de imágenes (p. 1448) para obtener
detallse sobre cómo trabajar con la clasificación multietiqueta con
archivos de manifiesto aumentados.

Obligatorio

Valores válidos: número entero positivo

num_training_samples Número de ejemplos de capacitación en el conjunto de datos de
entrada.

Si se produce una falta de coincidencia entre este valor y el número
de muestras en el conjunto de capacitación, el comportamiento del
parámetro lr_scheduler_step no se define y la precisión de la
capacitación distribuida puede verse afectada.

Obligatorio

Valores válidos: número entero positivo

augmentation_type Tipo de aumento de datos. Las imágenes de entrada pueden
aumentarse de distintas formas, como se especifica a continuación.
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Nombre del parámetro Descripción
• crop: permite aleatoriamente la imagen y voltear la imagen

horizontalmente.
• crop_color: además de "cortar", existen tres valores aleatorios

en el rango [-36, 36], [-50, 50] y se han agregado [-50, 50]
a los canales correspondientes de matiz, saturación y brillo
respectivamente.

• crop_color_transform: además de crop_color, las
transformaciones aleatorias, incluidas las variaciones de la
relación de aspecto, corte y rotación, se aplican a la imagen. El
ángulo de rotación máximo es de 10 grados, la proporción máxima
de corte es 0,1 y la proporción máxima de cambio de aspecto es
de 0,25.

Opcional

Valores válidos: crop, crop_color o crop_color_transform.

Valor predeterminado: no tiene

beta_1 beta1 para adam, es decir, la tasa de decremento exponencial para
las estimaciones del primer momento.

Opcional

Valores válidos: número flotante Rango en [0, 1].

Valor predeterminado: 0.9

beta_2 beta2 para adam, es decir, la tasa de decremento exponencial para
las estimaciones del segundo momento.

Opcional

Valores válidos: número flotante Rango en [0, 1].

Valor predeterminado: 0,999

checkpoint_frequency Periodo para almacenar los parámetros de modelo (en número de
fechas de inicio).

Tenga en cuenta que todos los archivos de punto de control se
guardan como parte del archivo de modelo final «model.tar.gz» y se
cargan en S3 en la ubicación especificada del modelo. Esto aumenta
el tamaño del archivo de modelo proporcionalmente al número de
puntos de control guardados durante el entrenamiento.

Opcional

Valores válidos: número entero positivo no superior a epochs

Valor predeterminado: ningún valor predeterminado (guarde el punto
de comprobación en la época con la mejor precisión de validación)
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Nombre del parámetro Descripción

early_stopping True para utilizar lógica de detención temprana durante la
capacitación. False para no utilizarla.

Opcional

Valores válidos: True o False

Valor predeterminado: False

early_stopping_min_epochs El número mínimo de fechas de inicio que deben ejecutarse antes de
que pueda invocarse la lógica de detención temprana. Se utiliza solo
cuando early_stopping = True.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 10

early_stopping_patience El número de fechas de inicio que esperar antes de finalizar la
capacitación si no se realiza ninguna mejora en la métrica relevante.
Se utiliza solo cuando early_stopping = True.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 5

early_stopping_tolerance Tolerancia relativa para medir una mejora en la métrica de validación
de precisión. Si la proporción de la mejora en la precisión dividida
por la mejor precisión anterior es inferior al conjunto de valores
early_stopping_tolerance, la detención temprana considera
que no se produce mejora. Se utiliza solo cuando early_stopping
= True.

Opcional

Valores válidos: 0 ≤ número flotante ≤ 1

Valor predeterminado: 0.0

epochs Número de fechas de inicio de capacitación.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 30

eps El valor épsilon para adam y rmsprop. Se suele establecer en un
valor pequeño para evitar la división por 0.

Opcional

Valores válidos: número flotante Rango en [0, 1].

Valor predeterminado: 1e-8
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Nombre del parámetro Descripción

gamma El valor gamma para rmsprop, el factor de degradación para el
promedio de movimiento del gradiente cuadrado.

Opcional

Valores válidos: número flotante Rango en [0, 1].

Valor predeterminado: 0.9

image_shape Las dimensiones de imagen de entrada, que tienen el mismo
tamaño que la capa de entrada de la red. El formato se define como
'num_channels, alto, ancho'. La dimensión de imagen puede
tomar cualquier valor, puesto que la red puede administrar distintas
dimensiones de la entrada. Sin embargo, existen limitaciones de
memoria si se utiliza una dimensión de imagen mayor. Los modelos
preentrenados solo pueden usar un tamaño fijo de imagen de 224
x 224. Las dimensiones de imagen típicas para la clasificación de
imágenes son '3, 224, 224'. Esto es similar al conjunto de datos de
ImageNet.

Para el entrenamiento, si cualquier imagen de entrada es
más pequeña que este parámetro en cualquier dimensión, el
entrenamiento falla. Si una imagen es más grande, se recorta una
parte de la imagen, con el área recortada especificada por este
parámetro. Si hiperparámetroaugmentation_type, se toma el
cultivo aleatorio; de lo contrario, se toma el cultivo central.

En la inferencia, las imágenes de entrada se redimensionan a
laimage_shapeque se utilizó durante la capacitación. La relación de
aspecto no se conserva y las imágenes no se recortan.

Opcional

Valores válidos: cadena

Valor predeterminado: '3, 224, 224'
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Nombre del parámetro Descripción

kv_store Modo de sincronización de las actualizaciones de ponderación
durante la capacitación distribuida. Las actualizaciones de
ponderación pueden actualizarse de forma sincrónica o asincrónica
en las máquinas. Las actualizaciones sincrónicas suelen
proporcionar una mejor precisión que las asincrónicas, pero pueden
ser más lentas. Consulte la capacitación distribuida en MXNet para
obtener más información.

Este parámetro no es aplicable a la capacitación de una máquina.

• dist_sync: los gradientes se sincronizan después de cada lote
con todos los procesos de trabajo. Con dist_sync, el tamaño de
lote significa ahora el tamaño de lote utilizado en cada máquina.
Por lo tanto, si hay n máquinas y utilizamos el tamaño de lote b,
dist_sync se comporta un elemento local con el tamaño de lote
n*b.

• dist_async: realiza actualizaciones asíncronas. Las
ponderaciones se actualizan cuando se reciben los gradientes
desde cualquier máquina y las actualizaciones de ponderación son
atómicas. Sin embargo, el orden no se garantiza.

Opcional

Valores válidos: dist_sync o dist_async

Valor predeterminado: no tiene

learning_rate Tasa de aprendizaje inicial.

Opcional

Valores válidos: número flotante Rango en [0, 1].

Valor predeterminado: 0.1

lr_scheduler_factor La proporción para reducir la tasa de aprendizaje utilizada junto con
el parámetro lr_scheduler_step, que se define como lr_new =
lr_old * lr_scheduler_factor.

Opcional

Valores válidos: número flotante Rango en [0, 1].

Valor predeterminado: 0.1
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Nombre del parámetro Descripción

lr_scheduler_step Las fechas de inicio en las que reducir la tasa de aprendizaje.
Tal y como se explica en el parámetro lr_scheduler_factor,
lr_scheduler_factor reduce la tasa de aprendizaje en estas
fechas de inicio. Por ejemplo, si el valor se establece en "10, 20",
lr_scheduler_factor reduce la tasa de aprendizaje después
de la décima fecha de inicio y lr_scheduler_factor de nuevo
después de la vigésima fecha de inicio. Las fechas de inicio se
delimitan mediante ",".

Opcional

Valores válidos: cadena

Valor predeterminado: no tiene

mini_batch_size El tamaño del lote para la capacitación. En una configuración de
varias GPU de una máquina, cada GPU administra muestras de
capacitación mini_batch_size/num_gpu. Para la capacitación
de varias máquinas en el modo dist_sync, el tamaño de lote real es
mini_batch_size*número de máquinas. Consulte los documentos
de MXNet para obtener más información.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 32

momentum El impulso de sgd y nag, pasado por alto para otros optimizadores.

Opcional

Valores válidos: número flotante Rango en [0, 1].

Valor predeterminado: 0.9

multi_label Marca que se debe utilizar para la clasificación de múltiples etiquetas
donde es posible asignar a cada muestra múltiples etiquetas. Se
registra la exactitud promedio en todas las clases.

Opcional

Valores válidos: 0 o 1

Valor predeterminado: 0
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Nombre del parámetro Descripción

num_layers Número de capas de la red. Para datos con un tamaño grande de
imagen (por ejemplo, 224x224, como ImageNet), sugerimos que se
seleccione el número de capas del conjunto [18, 34, 50, 101, 152,
200]. Para datos con un tamaño pequeño de imagen (por ejemplo,
28x28, como CIFAR), sugerimos que se seleccione el número de
capas del conjunto [20, 32, 44, 56, 110]. El número de capas de
cada conjunto se basa en el documento de ResNet. Para transferir el
aprendizaje, el número de capas define la arquitectura de la red de
base y, por lo tanto, solo puede seleccionarse desde el conjunto [18,
34, 50, 101, 152, 200].

Opcional

Valores válidos: número entero positivo [18, 34, 50, 101, 152, 200] o
[20, 32, 44, 56, 110]

Valor predeterminado: 152

optimizer El tipo de optimizador. Para obtener más información de los
parámetros para los optimizadores, consulte la API de MXNet.

Opcional

Valores válidos: Puede ser uno de los siguientes: sgd, adam,
rmsprop o bien nag.

• sgd: Stochastic gradient descent
• adam: Adaptive momentum estimation
• rmsprop: Root mean square propagation
• nag: Nesterov accelerated gradient

Valor predeterminado: sgd

precision_dtype La precisión de las ponderaciones que se utilizan para la
capacitación. El algoritmo puede utilizar precisión única (float32) o
la mitad de precisión (float16) para las ponderaciones. El uso de la
mitad de precisión para ponderaciones resulta en una reducción del
consumo de memoria.

Opcional

Valores válidos: float32 o float16

Valor predeterminado: float32

1457

https://en.wikipedia.org/wiki/Stochastic_gradient_descent
https://en.wikipedia.org/wiki/Stochastic_gradient_descent#Adam
https://en.wikipedia.org/wiki/Stochastic_gradient_descent#RMSProp
https://calculus.subwiki.org/wiki/Nesterov%27s_gradient_acceleration


Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

Nombre del parámetro Descripción

resize Número de píxeles en el lado más corto de una imagen después
de cambiarla de tamaño para el entrenamiento. Si no se establece
el parámetro, se utilizan los datos de capacitación sin el cambio
de tamaño. El parámetro debe ser mayor que los componentes de
ancho y alto deimage_shapepara evitar fallos en el entrenamiento.

Necesario cuando se utilizan tipos de contenido de imagen

Opcional cuando se utiliza el tipo de contenido RecordIO

Valores válidos: número entero positivo

Valor predeterminado: no tiene

top_k Informa de la precisión de top-k durante la capacitación. Este
parámetro tiene que ser superior a 1, ya que la precisión de la
capacitación top-1 es la misma que la precisión de capacitación
normal de la que se ha informado.

Opcional

Valores válidos: número entero positivo superior a 1

Valor predeterminado: no tiene

use_pretrained_model Marca para usar un modelo de capacitación previa para la
capacitación. Si se establece en 1, se carga el modelo de
capacitación previa con el número correspondiente de capas
y se utiliza para la capacitación. Solo la capa FC superior se
reinicializa con ponderaciones aleatorias. De lo contrario, se realiza
la capacitación de la red desde cero.

Opcional

Valores válidos: 0 o 1

Valor predeterminado: 0

use_weighted_loss Marca para utilizar pérdida de entropía cruzada ponderada para
la clasificación de múltiples etiquetas (se utiliza solo cuando
multi_label = 1), donde las ponderaciones se calculan en función
de la distribución de clases.

Opcional

Valores válidos: 0 o 1

Valor predeterminado: 0

weight_decay El decremento de ponderación del coeficiente para sgd y nag,
pasado por alto para otros optimizadores.

Opcional

Valores válidos: número flotante Rango en [0, 1].

Valor predeterminado: 0.0001
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Ajuste de un modelo de clasificación de imágenes
El ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la mejor
versión de un modelo ejecutando muchas tareas que probar una serie de hiperparámetros en su conjunto
de datos. Usted elige los hiperparámetros que pueden ajustarse, un rango de valores para cada uno de
ellos y una métrica objetiva. Puede elegir la métrica objetiva de las métricas que el algoritmo computa. El
ajuste de modelo automático busca los hiperparámetros elegidos para encontrar la combinación de valores
que obtienen el modelo que optimiza la métrica objetiva.

Para obtener más información acerca del ajuste de modelos, consulte Realice un SageMaker (p. 1821).

Métricas contabilizadas por el algoritmo de clasificación de imágenes

El algoritmo de clasificación de imágenes es un algoritmo supervisado. Informa una métrica de precisión
que se calcula durante la capacitación. Al ajustar el modelo, elija esta métrica como la métrica objetivo.

Nombre de métrica Descripción Dirección de
optimización

validation:accuracy La ratio del número de predicciones correctas
con respecto al número total de predicciones
realizadas.

Maximizar

Hiperparámetros de clasificación de imágenes ajustables

Ajuste un modelo de clasificación de imágenes con los siguientes hiperparámetros. Estos son los
hiperparámetros con mayor impacto en las métricas de objetivos de clasificación de imágenes:
mini_batch_size, learning_rate y optimizer. Ajuste los hiperparámetros relacionados con el
optimizador, como, por ejemplo, momentum, weight_decay, beta_1, beta_2, eps y gamma, en función
del optimizer seleccionado. Por ejemplo, utilice beta_1 y beta_2 solo cuando adam es el optimizer.

Para obtener más información sobre qué hiperparámetros se utilizan en cada optimizador, consulte
Hiperparámetros de clasificación de imágenes (p. 1451).

Nombre del parámetro Tipo de parámetro Intervalos
recomendados

beta_1 ContinuousParameterRanges MinValue: 1e-6,
MaxValue: 0,999

beta_2 ContinuousParameterRanges MinValue: 1e-6,
MaxValue: 0,999

eps ContinuousParameterRanges MinValue: 1e-8,
MaxValue: 1.0

gamma ContinuousParameterRanges MinValue: 1e-8,
MaxValue: 0,999

learning_rate ContinuousParameterRanges MinValue: 1e-6,
MaxValue: 0,5

mini_batch_size IntegerParameterRanges MinValue: 8, MaxValue:
512

momentum ContinuousParameterRanges MinValue: 0.0,
MaxValue: 0,999
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Nombre del parámetro Tipo de parámetro Intervalos
recomendados

optimizer CategoricalParameterRanges ['sgd', ‘adam’, ‘rmsprop’,
'nag']

weight_decay ContinuousParameterRanges MinValue: 0.0,
MaxValue: 0,999

Información de IP
Información IP de Amazon SageMaker es un algoritmo de aprendizaje no supervisado que aprende los
patrones de uso de direcciones IPv4. Está diseñado para capturar asociaciones entre las direcciones
IPv4 y diversas entidades, como ID de usuario o números de cuenta. Puede utilizarlo para identificar a
un usuario que intenta iniciar sesión en un servicio web desde una dirección IP anómala, por ejemplo. O
bien, puede utilizarlo para identificar una cuenta que está intentando crear recursos informáticos desde una
dirección IP inusual. Los modelos de información IP entrenados se pueden alojar en un punto de enlace
para realizar predicciones en tiempo real o se pueden utilizar para procesar transformaciones por lotes.

Información IP de SageMaker incorpora datos históricos como (entidad, dirección IPv4) pares y aprende
los patrones de uso IP de cada entidad. Cuando se consulta con un evento (entidad, IPv4, Dirección), un
modelo de Información IP de SageMaker devuelve una puntuación que determina el grado de anomalía
del patrón del evento. Por ejemplo, cuando un usuario intenta iniciar sesión desde una dirección IP, si
la puntuación de Información IP es lo suficientemente alta, un servidor de inicio de sesión web podría
decidir activar un sistema de Multi-Factor Authentication. En las soluciones más avanzadas, puede enviar
la puntuación de Información IP a otro modelo de aprendizaje automático. Por ejemplo, puede combinar
la puntuación de Información IP con otras características para clasificar los resultados de otro sistema de
seguridad, como los de Amazon GuardDuty.

El algoritmo SageMaker IP Insights también puede aprender representaciones vectoriales de direcciones
IP, lo que se conoce comoIncrustaciones. Puede utilizar incrustaciones con codificación del vector como
características en tareas de aprendizaje automático posteriores que usan la información observada en las
direcciones IP. Por ejemplo, puede utilizarlas en tareas como medir similitudes entre las direcciones IP en
tareas de clustering y visualización.

Temas
• Interfaz de entrada/salida para el algoritmo Información IP (p. 1460)
• Recomendación de instancia EC2 para el algoritmo de Información IP (p. 1461)
• Blocs de notas de muestra de Información IP (p. 1462)
• Cómo funciona Información IP (p. 1462)
• Hiperparámetros de Información IP (p. 1463)
• Ajustar un Modelo de Información IP  (p. 1466)
• Formatos de datos de Información IP (p. 1467)

Interfaz de entrada/salida para el algoritmo Información IP

Capacitación y validación

El algoritmo Información IP de SageMaker es compatible con canales de datos de capacitación y
validación. Utiliza la el canal de validación para calcular un resultado de área bajo curva (AUC) en una
estrategia de muestreo negativo predefinida. La métrica AUC valida la eficacia del modelo para discriminar
entre muestras positivas y negativas. Los tipos de contenido de datos de capacitación y validación
tienen que estar en formato text/csv. La primera columna de los datos CSV es una cadena opaca
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que proporciona un identificador único para la entidad. La segunda columna es una dirección IPv4 en
formato decimal con punto. Información IP actualmente solo admite el modo de Archivo. Para obtener más
información y ejemplos, consulte Formatos de datos de capacitación de Información IP (p. 1468).

Inferencia

Para inferencia, Información IP admite los tipos de contenido de datos text/csv, application/
json y application/jsonlines. Para obtener más información acerca de los formatos de datos
comunes para inferencia que proporciona SageMaker, consulteFormatos de datos comunes para la
inferencia (p. 1404). La inferencia de Información IP devuelve un resultado con formato application/
json o application/jsonlines. Cada uno de los registros de los datos de salida contienen las
correspondientes dot_product (o puntuación de compatibilidad) para cada punto de datos de entrada.
Para obtener más información y ejemplos, consulte Formatos de datos de inferencia de Información
IP (p. 1468).

Recomendación de instancia EC2 para el algoritmo de Información IP

El algoritmo SageMaker IP Insights se puede ejecutar en las instancias de GPU y de CPU. Para trabajos
de capacitación, le recomendamos que utilice las instancias de GPU. Sin embargo, para determinadas
cargas de trabajo con grandes conjuntos de datos de capacitación, las instancias de CPU distribuidas
podrían reducir los costos de capacitación. Se recomiendan las instancias de CPU para inferencia.

Instancias GPU para el algoritmo de Información IP

Información IP admite todas las GPUs disponibles. Si necesita acelerar la capacitación, le recomendamos
que comience con una sola instancia de GPU, como ml.p3.2xlarge y, a continuación, cambiar a un entorno
multi-GPU, como ml.p3.8xlarge y ml.p3.16xlarge. Multi-GPUs dividen automáticamente los mini lotes de
datos de capacitación entre sí mismos. Si cambia de una única GPU a varias GPU, mini_batch_size
se divide por igual entre el número de GPU utilizadas. Es posible que desee aumentar el valor del
mini_batch_size para compensarlo.

Instancias CPU para el algoritmo Información IP

El tipo de instancia de CPU que le recomendamos depende en gran medida de la memoria disponible de la
instancia y el tamaño del modelo. El tamaño del modelo se determina en función de dos hiperparámetros:
vector_dim y num_entity_vectors. El tamaño de modelo máximo soportado es 8 GB. En la siguiente
tabla se muestran los tipos de instancias EC2 típicos que implementaría en función de estos parámetros
de entrada para distintos tamaños de modelo. En la tabla 1, el valor de vector_dim en la primera
columna va desde 32 hasta 2048 y los valores de num_entity_vectors en la primera fila, de 10 000 a
50 000 000.

vector_dim
\
num_entity_vectors.

10 000 50 000 100 000 500 000 1 000 000 5,000,000 10 000 000 50,000,000

32 ml.m5.largeml.m5.largeml.m5.largeml.m5.largeml.m5.largeml.m5.xlargeml.m5.2xlargeml.m5.4xlarge

64 ml.m5.largeml.m5.largeml.m5.largeml.m5.largeml.m5.largeml.m5.2xlargeml.m5.2xlarge 

128 ml.m5.largeml.m5.largeml.m5.largeml.m5.largeml.m5.largeml.m5.2xlargeml.m5.4xlarge 

256 ml.m5.largeml.m5.largeml.m5.largeml.m5.largeml.m5.xlargeml.m5.4xlarge   

512 ml.m5.largeml.m5.largeml.m5.largeml.m5.largeml.m5.2xlarge     

1024 ml.m5.largeml.m5.largeml.m5.largeml.m5.xlargeml.m5.4xlarge     

2048 ml.m5.largeml.m5.largeml.m5.xlargeml.m5.xlarge       
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Los valores de los hiperparámetros mini_batch_size, num_ip_encoder_layers,
random_negative_sampling_rate y shuffled_negative_sampling_rate afectan a la cantidad
de memoria necesaria. Si estos valores son altos, es posible que necesite utilizar un tipo de instancia
mayor de lo habitual.

Blocs de notas de muestra de Información IP
Para ver un bloc de notas de muestra que enseña cómo capacitar el algoritmo Información IP de
SageMaker y realizar inferencias con él, consulteIntroducción al algoritmo SageMaker Insights. Para
obtener instrucciones acerca de cómo crear y obtener acceso a instancias de bloc de notas de Jupyter
que puede utilizar para ejecutar el ejemplo en SageMaker, consulteUso de las instancias de Amazon
SageMaker (p. 131). Después de crear una instancia de bloc de notas, elija elEjemplos de SageMakerPara
ver una lista de todos los ejemplos de SageMaker. Para abrir un bloc de notas, elija su pestaña Use (Usar)
y elija Create copy (Crear copia).

Cómo funciona Información IP
Información IP de Amazon SageMaker es un algoritmo no supervisado que consume datos observados
en forma de pares (entidad, dirección IPv4) que asocian entidades con direcciones IP. Información IP
determina qué probabilidades hay de que una entidad utilice una determinada dirección IP mediante el
aprendizaje de las representaciones vectoriales latentes para ambas partes y direcciones IP. La distancia
entre estas dos representaciones puede servir como factor para determinar la probabilidad de esta
asociación.

El algoritmo Información IP utiliza una red neuronal latente para conocer las representaciones vectoriales
latentes para las entidades y las direcciones IP. Las entidades son en primer lugar formuladas con hash a
un espacio de hash amplio pero fijo y, a continuación, son codificadas por una capa de integración sencilla.
Las cadenas de caracteres como nombres de usuario o IDs de cuenta pueden enviarse directamente
a la Información IP tal y como aparecen en archivos de registro. No es necesario volver a procesar los
datos para la entidad identificadores. Puede proporcionar entidades como un valor de cadena arbitrario
durante tareas de capacitación e inferencia. El tamaño del hash se debe configurar con un valor que sea lo
suficientemente alto como para garantizar que el número de colisiones, que se producen cuando entidades
diferentes se asignan al mismo vector latente, siga siendo insignificante. Para obtener más información
acerca de cómo seleccionar los tamaños de hash adecuados, consulte Función de hash para aprendizaje
multitarea a gran escala. Para representar las direcciones IP, por otro lado, Información IP utiliza una
red de codificador especialmente diseñado para representar de forma única cada posible dirección IPv4
mediante la explotación de la estructura de prefijo de direcciones IP.

Durante la capacitación, Información IP genera automáticamente muestras negativas emparejando
aleatoriamente entidades y direcciones IP. Estas muestras negativas representan datos que es menos
probable que se producen en realidad. El modelo se capacita para distinguir entre muestras positivas
que son observadas en los datos de capacitación y estas muestras negativas generadas. En concreto,
el modelo es capacitado para minimizar la entropía cruzada, que también se conoce como pérdida de
registro, definido como se indica a continuación:

ynes la etiqueta que indica si la muestra proviene de la distribución real que rige los datos observados
(yn=1) o de la distribución generando muestras negativas (yn=0). pnEs la probabilidad de que la muestra
sea de la distribución real, como predice el modelo.

La generación de muestras negativas es un importante proceso que se utiliza para conseguir un
modelo preciso de los datos observados. Si las muestras negativas son muy poco probables, por
ejemplo, si todas las direcciones IP en muestras negativas son 10.0.0.0, entonces el modelo aprende
trivialmente a distinguir muestras negativas y no consigue a caracterizar con exactitud el conjunto de
datos realmente observado. Para mantener muestras negativas más realistas, Información IP genera
muestras negativas de forma aleatoria generando las direcciones IP y de forma aleatoria eligiendo
direcciones IP de datos de capacitación. Puede configurar el tipo de muestreo negativo y la velocidad a
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la que se generan muestras negativas con los hiperparámetros random_negative_sampling_rate y
shuffled_negative_sampling_rate.

Dada una (entidad, par de dirección IP) enésima, el modelo de Información IP genera unaPuntuación,
Sn, que indica cuán compatible es la entidad con la dirección IP. Esta puntuación se corresponde con
la probabilidad de registro para una determinada (entidad, dirección IP) del par procedente de una
distribución real en comparación con las procedentes de una distribución negativa. Se define de la
siguiente manera:

La puntuación es básicamente una medida de la similitud entre las representaciones vectoriales de la
entidad enésima y la dirección IP. Se puede interpretar como cuánto más probable sería observar este
evento en realidad que en un conjunto de datos generado de forma aleatoria. Durante el entrenamiento,
el algoritmo utiliza esta puntuación para calcular una estimación de la probabilidad de una muestra
procedente de la distribución real, pn, para usar en la minimización de entropía cruzada, donde:

Hiperparámetros de Información IP
En la solicitud CreateTransformJob, especifique el algoritmo de capacitación. También puede
especificar hiperparámetros específicos de algoritmos como mapeos de cadena a cadena. En la siguiente
tabla se muestran los hiperparámetros para el algoritmo Información IP de Amazon SageMaker.

Nombre del parámetro Descripción

num_entity_vectors El número de representaciones vectoriales de entidad
(vectores de integración de entidad) a capacitar. Cada
entidad del conjunto de capacitación se asigna de manera
aleatoria a una de estos vectores mediante una función
hash. Debido a las colisiones hash, es posible tener varias
entidades asignadas al mismo vector. Esto podría hacer
que el mismo vector represente varias entidades. Esto,
por lo general, tiene una incidencia insignificante sobre el
rendimiento del modelo, en la medida en que la tasa de
colisión no sea demasiado grave. Para mantener la tasa de
colisión baja, defina este valor tan alto como sea posible.
Sin embargo, el tamaño del modelo y, por lo tanto, el
requisito de memoria, tanto para la capacitación como para
la inferencia, escala linealmente con este hiperparámetro.
Le recomendamos que establezca este valor en el doble del
número de identificadores de entidad únicos.

Obligatorio

Valores válidos: 1 ≤ entero positivo ≤ 250.000.000

vector_dim El tamaño de vectores de integración para representar
entidades y direcciones IP. Cuanto más elevado sea
el valor, más información se puede codificar mediante
estas representaciones. En la práctica, el tamaño del
modelo aumenta de forma lineal con este parámetro
y limita el tamaño de la dimensión. Además, el uso de
representaciones vectoriales que son demasiado grandes
puede provocar que el modelo sea excesivo, especialmente
para conjuntos de datos de capacitación pequeños. El
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Nombre del parámetro Descripción
sobreajuste se produce cuando un modelo no aprende
ningún patrón en los datos sino que memoriza de manera
eficaz los datos de capacitación y, por lo tanto, no puede
generalizar bien y presenta un rendimiento deficiente
durante la inferencia. El valor recomendado es 128.

Obligatorio

Valores válidos: 4 ≤ entero positivo ≤ 4096

batch_metrics_publish_interval El intervalo (cada X lotes) en el que la función Apache
MXNet Speedometer imprime la velocidad de capacitación la
red (muestras/segundo).

Opcional

Valores válidos: entero positivo

Valor predeterminado: 1 000

epochs El número máximo de pases sobre los datos de
capacitación. El valor óptimo depende del tamaño de los
datos y de la tasa de aprendizaje. Los valores típicos están
comprendidos entre 5 y 100.

Opcional

Valores válidos: entero positivo

Valor predeterminado: 10

learning_rate La tasa de aprendizaje para el optimizador. Información
IP utiliza un optimizador Adam basado en descenso de
gradiente. La tasa de aprendizaje controla de forma eficaz el
tamaño de paso para actualizar los parámetros del modelo
en cada iteración. Una tasa de aprendizaje demasiado
elevada puede provocar que el modelo diverja porque es
probable que la capacitación sobrepase un mínimo. Por otra
parte, una tasa de aprendizaje demasiado pequeña ralentiza
la convergencia. Los valores típicos están comprometidos
entre 1e-4 y 1e-1.

Opcional

Valores válidos: 1e-6 ≤ valor flotante ≤ 10,0

Valor predeterminado: 0.001
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Nombre del parámetro Descripción

mini_batch_size El número de ejemplos en cada mini lote. El procedimiento
de capacitación procesa los datos en mini lotes. El valor
óptimo depende del número de identificadores de cuenta
exclusivo del conjunto de datos. En general, cuanto mayor
sea el mini_batch_size, más rápida será la capacitación
y mayor será el número de posibles combinaciones de
muestra negativa desordenada. Sin embargo, con un gran
mini_batch_size, la capacitación es más probable
que converja en un mínimo local deficiente y que funcione
relativamente peor para realizar inferencias.

Opcional

Valores válidos: 1 ≤ entero positivo ≤ 500000

Valor predeterminado: 10 000

num_ip_encoder_layers El número de capas totalmente conectadas que se emplea
para codificar la integración de dirección IP. Cuanto mayor
sea el número de capas, mayor será la capacidad del
modelo para capturar patrones entre direcciones IP. Sin
embargo, con un gran número de capas aumenta el riesgo
de sobreajuste.

Opcional

Valores válidos: 0 ≤ número entero positivo ≤ 100

Valor predeterminado: 1

random_negative_sampling_rate El número de muestras negativas aleatorias, R, para
generar por ejemplo de entrada. El procedimiento
de capacitación se basa en muestras negativas
para evitar que las representaciones vectoriales del
modelo se colapsen en un único punto. El muestreo
negativo aleatorio genera R direcciones IP aleatorias
para cada cuenta de entrada en el mini lote. La suma
de larandom_negative_sampling_rate(R)
yshuffled_negative_sampling_rate(S) debe estar en
el intervalo: 1 ≤ R + S ≤ 500.

Opcional

Valores válidos: 0 ≤ entero positivo ≤ 500

Valor predeterminado: 1
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Nombre del parámetro Descripción

shuffled_negative_sampling_rate El número de muestras negativas desordenadas, S,
para generar por ejemplo de entrada. En algunos
casos, resulta útil utilizar muestras negativas más
realistas que son recogidas de forma aleatoria de los
propios datos de capacitación. Este tipo de muestreo
negativo se consigue mezclando los datos dentro de
un mini lote. El muestreo negativo desordenado genera
S direcciones IP negativas mezclando la dirección
IP y los pares de cuenta dentro de un mini lote. La
suma de larandom_negative_sampling_rate(R)
yshuffled_negative_sampling_rate(S) debe estar en
el intervalo: 1 ≤ R + S ≤ 500.

Opcional

Valores válidos: 0 ≤ entero positivo ≤ 500

Valor predeterminado: 1

weight_decay El coeficiente de degradación de ponderación. Este
parámetro añade un factor de regularización L2 que se
requiere para evitar el modelo del sobreajuste de los datos
de capacitación.

Opcional

Valores válidos: 0,0 valor flotante ≤ 10,0

Valor predeterminado: 0.00001

Ajustar un Modelo de Información IP

Ajuste de modelo automático, también llamado ajuste de hiperparámetro, encuentra la mejor versión de
un modelo ejecutando muchas tareas que prueban una serie de hiperparámetros en su conjunto de datos.
Usted elige los hiperparámetros que pueden ajustarse, un rango de valores para cada uno de ellos y una
métrica objetiva. Puede elegir la métrica objetiva de las métricas que el algoritmo computa. El ajuste de
modelo automático busca los hiperparámetros elegidos para encontrar la combinación de valores que
obtienen el modelo que optimiza la métrica objetiva.

Para obtener más información acerca del ajuste de modelos, consulte Realice un SageMaker (p. 1821).

Las métricas computadas por el Algoritmo de Información IP

El algoritmo Información IP de Amazon SageMaker es un algoritmo de aprendizaje no supervisado que
aprende asociaciones entre direcciones IP y entidades. El algoritmo capacita a un modelo discriminador,
que aprende a separar puntos de datos observados (muestraspositivas) de puntos de datos generados
de forma aleatoria (muestrasnegativas). El ajuste de modelo automático en Información IP le ayuda a
encontrar el modelo que puede distinguir con mayor precisión entre datos de validación no etiquetados
y muestras negativas generadas automáticamente. La precisión del modelo en el conjunto de datos
de validación se mide mediante el área bajo la curva Receiver Operating Characteristic. Esta métrica
validation:discriminator_auc puede tomar valores entre 0,0 y 1,0, donde 1,0 indica precisión
perfecta.

El algoritmo IP Información calcula una métrica validation:discriminator_auc durante la
validación, el valor que se utiliza como la función objetiva para optimizar para ajuste del hiperparámetro.
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Nombre de métrica Descripción Dirección de
optimización

validation:discriminator_aucÁrea bajo la curva Receiver Operating
Characteristic en el conjunto de datos de
validación. El conjunto de datos de validación no
está etiquetado. Area Under the Curve (AUC) es
una métrica que describe la capacidad del modelo
para distinguir puntos de datos de validación de
puntos de datos generados de forma aleatoria.

Maximizar

Hiperparámetros de Información IP ajustables

Puede ajustar los siguientesHiperparámetrospara el algoritmo de Información IP de SageMaker.

Nombre del parámetro Tipo de parámetro Intervalos
recomendados

epochs IntegerParameterRange MinValue: 1, MaxValue:
100

learning_rate ContinuousParameterRange MinValue: 1e-4,
MaxValue: 0.1

mini_batch_size IntegerParameterRanges MinValue: 100,
MaxValue: 50000

num_entity_vectors IntegerParameterRanges MinValue: 10000,
MaxValue: 1000000

num_ip_encoder_layersIntegerParameterRanges MinValue: 1, MaxValue:
10

random_negative_sampling_rateIntegerParameterRanges MinValue: 0, MaxValue:
10

shuffled_negative_sampling_rateIntegerParameterRanges MinValue: 0, MaxValue:
10

vector_dim IntegerParameterRanges MinValue: 8, MaxValue:
256

weight_decay ContinuousParameterRange MinValue: 0.0,
MaxValue: 1.0

Formatos de datos de Información IP

En esta sección se proporcionan ejemplos de los formatos de datos de entrada y salida disponibles que
utiliza el algoritmo Información IP durante la capacitación y la inferencia.

Temas
• Formatos de datos de capacitación de Información IP (p. 1468)
• Formatos de datos de inferencia de Información IP (p. 1468)
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Formatos de datos de capacitación de Información IP

A continuación se indican los formatos de entrada de datos disponibles para el algoritmo Información
IP. Los algoritmos integrados de Amazon SageMaker se adhieren al formato de capacitación de entrada
común descrito enFormatos de datos comunes para la capacitación (p. 1400). Sin embargo, el algoritmo
SageMaker Información IP actualmente admite únicamente el formato de entrada de datos CSV.

Formatos de entrada de datos de capacitación de Información IP

INPUT: CSV

El archivo CSV debe tener dos columnas. La primera columna es una cadena opaca que corresponde a
un identificador único de la entidad. La segunda columna es la dirección IPv4 del evento de acceso de la
entidad en formato decimal con punto.

content-type: text/csv

entity_id_1, 192.168.1.2
entity_id_2, 10.10.1.2

Formatos de datos de inferencia de Información IP

A continuación se indican los formatos de entrada y salida disponibles para el algoritmo Información
IP. Los algoritmos integrados de Amazon SageMaker se adhieren al formato de inferencia de entrada
común descrito enFormatos de datos comunes para la inferencia (p. 1404). Sin embargo, el algoritmo de
Información IP actualmente no admite el formato RecordIO.

Formatosde solicitud de entrada de Información IP

INPUT: Formato de CSV

El archivo CSV debe tener dos columnas. La primera columna es una cadena opaca que corresponde a
un identificador único de la entidad. La segunda columna es la dirección IPv4 del evento de acceso de la
entidad en formato decimal con punto.

content-type: text/csv

entity_id_1, 192.168.1.2
entity_id_2, 10.10.1.2

INPUT: Formato JSON

Los datos JSON se puede proporcionar en diferentes formatos. Información IP sigue los formatos comunes
de SageMaker. Para obtener más información sobre los formatos de inferencia, consulte Formatos de
datos comunes para la inferencia (p. 1404).

content-type: application/json

{
  "instances": [
    {"data": {"features": {"values": ["entity_id_1", "192.168.1.2"]}}},
    {"features": ["entity_id_2", "10.10.1.2"]}
  ]
}

INPUT: Formato JSONLINES

El tipo de contenido JSON Lines es útil para la ejecución de los trabajos de transformación por lotes. Para
obtener más información acerca de los formatos de inferencia de SageMaker, consulteFormatos de datos
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comunes para la inferencia (p. 1404). Para obtener más información sobre la ejecución de los trabajos
de transformación por lotes, consulte Obtención de inferencias para un conjunto de datos completo con
transformaciones por lotes (p. 15).

content-type: application/jsonlines

{"data": {"features": {"values": ["entity_id_1", "192.168.1.2"]}}},
{"features": ["entity_id_2", "10.10.1.2"]}]

Formatos de respuesta de salida de Información IP

SALIDA: Formato de respuesta JSON

El valor predeterminado del algoritmo de Información IP de SageMaker es eldot_productentre la entidad
de entrada y la dirección IP. El dot_product indica el grado de compatibilidad de la entidad y dirección
IP según lo determina el modelo. El dot_product es ilimitado. Para realizar predicciones sobre si un
evento es anómalo, debe establecer un umbral basado en función de su distribución definida. Para obtener
información acerca de cómo utilizar ladot_productPara la detección de anomalías, consulte laUna
Introducción al Algoritmo de Insights de SageMakerIP.

accept: application/json

{
  "predictions": [
    {"dot_product": 0.0},
    {"dot_product": 2.0}
  ]
}

Los usuarios avanzados pueden acceder a la entidad aprendida del modelo e incrustaciones IP
proporcionando el parámetro de tipo de contenido adicional verbose=True en el encabezado Aceptar.
Puede utilizar entity_embedding e ip_embedding para la depuración, visualización y comprensión del
modelo. Además, puede utilizar estas incrustaciones en otras técnicas de aprendizaje automático, como
clasificación clustering.

accept: application/json;verbose=True

{
  "predictions": [
    {
        "dot_product": 0.0,
        "entity_embedding": [1.0, 0.0, 0.0],
        "ip_embedding": [0.0, 1.0, 0.0]
    },
    {
        "dot_product": 2.0,
        "entity_embedding": [1.0, 0.0, 1.0],
        "ip_embedding": [1.0, 0.0, 1.0]
    }
  ]
}

SALIDA: Formato de respuesta JSONLINES

accept: application/jsonlines

{"dot_product": 0.0}
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{"dot_product": 2.0}

accept: application/jsonlines; verbose=True

{"dot_product": 0.0, "entity_embedding": [1.0, 0.0, 0.0], "ip_embedding": [0.0, 1.0, 0.0]}
{"dot_product": 2.0, "entity_embedding": [1.0, 0.0, 1.0], "ip_embedding": [1.0, 0.0, 1.0]}

Algoritmo k-means
k-means es un algoritmo de aprendizaje sin supervisar. Si intenta buscar agrupaciones discretas dentro
de datos, en las que los miembros de un grupo son lo más parecido posible que otro y lo más diferente
posible de los miembros de otros grupos. Puede definir los atributos que quiera que el algoritmo utilice para
determinar la similaridad.

Amazon SageMaker utiliza una versión modificada del algoritmo de agrupación en clústeres k-means
a escala web. En comparación con la versión original del algoritmo, la versión que utiliza Amazon
SageMaker es más precisa. Al igual que el algoritmo original, se escala a los conjuntos de datos masivos y
ofrece mejoras en tiempo de capacitación. Para ello, la versión utilizada por Amazon SageMaker transmite
minilotes (subredes pequeñas y aleatorias) de los datos de capacitación. Para obtener más información
sobre k-means de mini-lote, consulte Clustering de k-means a escala web.

El algoritmo k-means espera datos tabulares, en los que las filas representan las observaciones que desea
en el clúster y las columnas los atributos de las observaciones. Los atributos n de cada fila representan un
punto en el espacio dimensional n. La distancia euclidiana entre estos puntos representa la similaridad de
las observaciones correspondientes. El algoritmo agrupa las observaciones con los valores de atributos
similares (los puntos correspondientes a estas observaciones están más próximos). Para obtener más
información sobre cómo funciona k-means en Amazon SageMaker, consulteFuncionamiento de la
agrupación en clústeres de k-means (p. 1471).

Temas
• Interfaz de entrada/salida para el algoritmo k-Means (p. 1470)
• Recomendación de instancia EC2 para el algoritmo k-Means (p. 1471)
• Blocs de notas de muestra de K-Means (p. 1471)
• Funcionamiento de la agrupación en clústeres de k-means (p. 1471)
• Hiperparámetros de k-means (p. 1474)
• Ajuste de un modelo k-Means (p. 1476)
• Formatos de respuesta de k-means (p. 1477)

Interfaz de entrada/salida para el algoritmo k-Means

Para capacitación, el algoritmo k-means espera que se proporcionen datos en el canal capacitación
(recomendado S3DataDistributionType=ShardedByS3Key), con un canal de prueba opcional
(recomendado S3DataDistributionType=FullyReplicated) en el que puntuar los datos. Tanto el
formato recordIO-wrapped-protobuf como CSV son compatibles con la capacitación. Puede usar el
modo de archivo o el modo de canalización para capacitar modelos con datos con formato recordIO-
wrapped-protobuf o CSV.

Para la inferencia, se admite text/csv, application/json y application/x-recordio-
protobuf. k-means devuelve una closest_cluster etiqueta y distance_to_cluster para cada
observación.

Para obtener más información sobre los formatos de archivo de entrada y salida, consulte Formatos de
respuesta de k-means (p. 1477) para inferencia y Blocs de notas de muestra de K-Means (p. 1471). El
algoritmo k-means no es compatible con la capacitación de varias instancias, en la que el conjunto de
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capacitación se compone de “bolsas” etiquetadas, cada una de las cuales es un conjunto de instancias sin
etiquetar.

Recomendación de instancia EC2 para el algoritmo k-Means

Recomendamos k-means de capacitación en las instancias de la CPU. Puede realizar la capacitación en
las instancias de la GPU, pero debe limitar la capacitación de la GPU a las instancias p*.xlarge, ya que
solo se utiliza una GPU por instancia.

Blocs de notas de muestra de K-Means

Para un bloc de notas de muestra que utiliza el algoritmo K-means de SageMaker para segmentar la
población de condados en los Estados Unidos por atributos identificados con análisis de componente de
principio, consulteAnalizar los datos censales de Estados Unidos para la segmentación de la población
mediante Amazon SageMaker. Para obtener instrucciones acerca de cómo crear y obtener acceso
a instancias de bloc de notas de Jupyter que puede utilizar para ejecutar el ejemplo en SageMaker,
consulteUso de las instancias de Amazon SageMaker (p. 131). Una vez que haya creado una instancia de
bloc de notas y la haya abierto, seleccione la pestañaEjemplos de SageMakerPara ver una lista de todas
las muestras de SageMaker. Para abrir un bloc de notas, haga clic en la pestaña Use (Usar) y seleccione
Create copy (Crear copia).

Funcionamiento de la agrupación en clústeres de k-means

K-means es una algoritmo que realiza la capacitación de un modelo que agrupa objetos similares. El
algoritmo k-means lo logra estableciendo la correspondencia de cada observación en el conjunto de
datos de entrada con un punto en el espacio dimensional n (donde n es el número de atributos de la
observación). Por ejemplo, sus conjuntos de datos pueden contener observaciones de temperatura y
humedad en una ubicación determinada, que se mapea a puntos (t, h) en un espacio bidimensional.

Note

Los algoritmos de agrupación en clústeres no se supervisan. En el aprendizaje no supervisado,
no se utilizan las etiquetas que pueden asociarse a los objetos en el conjunto de datos de
capacitación.

En la agrupación en clústeres de k-means, cada clúster dispone de un centro. Durante la capacitación de
modelos, el algoritmo k-means utiliza la distancia del punto que se corresponde con cada observación en
el conjunto de datos en los centros del clúster como base de la agrupación en clústeres. Usted elige el
número de clústeres (k) a crear.

Por ejemplo, suponga que desea crear un modelo para reconocer dígitos escritos a mano y que elige el
conjunto de datos MNIST para la capacitación. El conjunto de datos proporciona miles de imágenes de
dígitos escritos a mano (de 0 a 9). En este ejemplo, puede optar por crear 10 clústeres, uno para cada
dígito (0, 1, …, 9). Como parte de la capacitación de modelos, el algoritmo k-means agrupa las imágenes
de entrada en 10 clústeres.

Cada imagen del conjunto de datos MNIST es una imagen de 28x28 píxeles, con un total de 784 píxeles.
Cada imagen se corresponde con un punto en un espacio de 784 dimensiones, similar a un punto en un
espacio bidimensional (x,y). Para buscar un clúster al que pertenece un punto, el algoritmo k-means busca
la distancia de ese punto a partir de todos los centros del clúster. A continuación, elige el clúster con el
centro más próximo como el clúster al que pertenece la imagen.

Note

Amazon SageMaker utiliza una versión personalizada del algoritmo, donde, en lugar de
especificar que el algoritmo creak, puede optar por mejorar la precisión del modelo especificando
centros de clúster adicionales(K = k*x). Sin embargo, el algoritmo los reduce en última estancia a
k clústeres.
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En SageMaker, especifique el número de clústeres cuando cree un trabajo de capacitación. Para obtener
más información, consulte CreateTrainingJob. En el cuerpo de la solicitud, agregue la asignación de la
cadena HyperParameters para especificar las cadenas k y extra_center_factor.

A continuación de muestra un resumen de cómo funciona k-means para la capacitación de modelos en
SageMaker:

1. Determina los centros iniciales del clúster K.

Note

En los siguientes temas, los clústeres K hacen referencia a k * x, donde especifica k y x cuando
se crea un trabajo de capacitación de modelo.

2. Realiza la iteración a través de datos de capacitación de entrada y recalcula los centros de clúster.
3. Reduce los clústeres resultantes a k (si el analista de datos especificó la creación de clústeres k*x en la

solicitud).

Las siguientes secciones también explican algunos de los parámetros que un analista de datos puede
especificar para configurar un trabajo de capacitación de modelos como parte de la asignación de cadenas
HyperParameters.

Temas
• Paso 1: Determinar los centros iniciales de clúster (p. 1472)
• Paso 2: Iterar a través de conjuntos de datos de capacitación (p. 1473)
• Paso 3: Reduzca los clústeres deKDe ak (p. 1474)

Paso 1: Determinar los centros iniciales de clúster

Cuando utilice k-means en SageMaker, los centros iniciales del clúster se seleccionarán desde las
observaciones en un lote pequeño y con una muestra aleatoria. Elija una de las siguientes estrategias para
determinar cómo se seleccionan estos centros iniciales del clúster:

• El enfoque aleatorio: elija aleatoriamenteKen el dataset de entrada como centros de clúster. Por ejemplo,
puede optar por elegir un centro del clúster que señale a un espacio de 784 dimensiones que se
corresponda con cualquiera de las 10 imágenes en el conjunto de datos de capacitación de MNIST.

• El enfoque k-means++, que funciona de la siguiente forma:
1. Comience por un clúster y determine su centro. Puede seleccionar aleatoriamente una observación

desde el conjunto de datos de capacitación y utilizar el punto correspondiente a la observación como
el centro del clúster. Por ejemplo, en el conjunto de datos MNIST, elija de forma aleatoria una imagen
de dígito escrita a mano. A continuación, elija el punto en el espacio de 784 dimensiones que se
corresponde con la imagen como centro del clúster. Este es el centro del clúster 1.

2. Determine el centro del clúster 2. En las observaciones restantes del conjunto de datos de
capacitación, seleccione una observación al azar. Elija una que sea distinta de la seleccionada
anteriormente. Esta observación se corresponde con un punto que está alejado del centro del clúster
1. Utilice el conjunto de datos MNIST como ejemplo para realizar el siguiente procedimiento:
• Para cada imagen restante, busque la distancia del punto correspondiente del centro del clúster 1.

Cuadre la distancia y asigne una probabilidad que sea proporcionar al cuadrado de la distancia. De
esa forma, una imagen distinta de la que seleccionó anteriormente tiene una mayor probabilidad de
que se seleccione como un centro del clúster 2.

• Elija una de las imágenes de forma aleatoria, según las probabilidades asignadas en el paso
anterior. El punto que se corresponde con la imagen es el centro del clúster 2.

3. Repita el paso 2 para buscar el centro del clúster 3. En esta ocasión, busque las distancias de las
imágenes restantes desde el centro del clúster 2.

4. Repita el proceso hasta que tenga los centros del clúster K.
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Para realizar la capacitación de un modelo en SageMaker, cree un trabajo de capacitación. En la
solicitud, proporcione información de configuración especificando los siguientes mapas de cadena
HyperParameters:

• Para especificar el número de clústeres que crear, agregue la cadena k.
• Para obtener una mayor precisión, agregue la cadena extra_center_factor opcional.
• Para especificar la estrategia que desee usar para determinar los centros iniciales del clúster, agregue la

cadena init_method y establezca su valor en random o k-means++.

Para obtener más información sobre el estimador k-means de SageMaker, consultek-meansen laSDK para
Python de Amazon SageMaker.

Ahora dispone de un conjunto inicial de los centros del clúster.

Paso 2: Iterar a través de conjuntos de datos de capacitación

Los centros del clúster que creó en el paso anterior son principalmente aleatorios, con algunas
consideraciones para el conjunto de datos de capacitación. En este paso, utilice el conjunto de datos de
capacitación para mover estos centros hacia los verdaderos centros del clúster. El algoritmo realiza la
iteración a través del conjunto de datos de capacitación y recalcula los centros del clúster K.

1. Lea un minilote de observaciones (una subred pequeña y elegida aleatoriamente de todos los
registros) desde el conjunto de datos de capacitación y realice el siguiente procedimiento.

Note

Al crear un trabajo de capacitación de modelos, especifique el tamaño del lote en la cadena
mini_batch_size en el mapa de asignación HyperParameters.

a. Asigne todas las observaciones en el minilote para uno de los clústeres con el centro del clúster
más cercano.

b. Calcule el número de observaciones asignado a cada clúster. A continuación, calcule la
proporción de los nuevos puntos asignados por clúster.

Por ejemplo, tenga en cuenta los siguientes clústeres:

Clúster c1 = 100 puntos asignados previamente. Ha agregado 25 puntos desde el minilote en este
paso.

Clúster c2 = 150 puntos asignados previamente. Ha agregado 40 puntos desde el minilote en este
paso.

Clúster c3 = 450 puntos asignados previamente. Ha agregado 5 puntos desde el minilote en este
paso.

Calcule la proporción de nuevos puntos asignados a cada uno de los clústeres de la siguiente
manera:

p1 = proportion of points assigned to c1 = 25/(100+25)
p2 = proportion of points assigned to c2 = 40/(150+40)
p3 = proportion of points assigned to c3 = 5/(450+5)

c. Calcule el centro de los nuevos puntos agregados a cada clúster:

d1 = center of the new points added to cluster 1
d2 = center of the new points added to cluster 2
d3 = center of the new points added to cluster 3

d. Calcule la media ponderada para buscar los centros del clúster actualizados de la siguiente forma:
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Center of cluster 1 = ((1 - p1) * center of cluster 1) + (p1 * d1)
Center of cluster 2 = ((1 - p2) * center of cluster 2) + (p2 * d2)
Center of cluster 3 = ((1 - p3) * center of cluster 3) + (p3 * d3)

2. Lea el próximo minilote y repita el paso 1 para volver a calcular los centros del clúster.
3. Para obtener más información sobre mini-lote k-means, consulte Clustering de k-means a escala web

).

Paso 3: Reduzca los clústeres deKDe ak

Si el algoritmo creóKclústeres:(K = k*x)wherexes mayor que 1, entonces reduce elKclústeres de
akclústeres. (Para obtener más información, consulte extra_center_factor en el tema anterior).
Realiza este procedimiento mediante la aplicación del método de Lloyd con la inicialización de kmeans++
en los centros del clúster K. Para obtener más información sobre el método de Lloyd, consulte clustering
de k-means.

Hiperparámetros de k-means
En la solicitud CreateTrainingJob, especifique el algoritmo de capacitación que desee utilizar. También
puede especificar hiperparámetros específicos de algoritmos como mapeos de cadena a cadena. En la
siguiente tabla aparecen los hiperparámetros para el algoritmo de capacitación k-means proporcionado por
Amazon SageMaker. Para obtener más información sobre cómo funciona la agrupación en clústeres de k-
means, consulte Funcionamiento de la agrupación en clústeres de k-means (p. 1471).

Nombre del parámetro Descripción

feature_dim El número de características en los datos de entrada.

Obligatorio

Valores válidos: Entero positivo

k El número de clústeres necesarios.

Obligatorio

Valores válidos: Entero positivo

epochs Número de pasadas realizadas sobre los datos de capacitación.

Opcional

Valores válidos: Entero positivo

Valor predeterminado: 1

eval_metrics Una lista JSON de tipos de métrica usados para registrar una
puntuación para el modelo. Los valores permitidos son msd para
Desviación media cuadrática y ssd para Suma de distancia
cuadrática. Si se proporcionan datos de prueba, la puntuación se
expresa para cada una de las métricas solicitadas.

Opcional

Valores válidos: Con cualquiera de[\"msd\"]or[\"ssd
\"]or[\"msd\",\"ssd\"].

Valor predeterminado: [\"msd\"]
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Nombre del parámetro Descripción

extra_center_factor El algoritmo crea K centros = num_clusters *
extra_center_factor a medida que se ejecuta y reduce el
número de centros de K a k cuando finaliza el modelo.

Opcional

Valores válidos: Un número entero positivo oauto.

Valor predeterminado: auto

half_life_time_size Se utiliza para determinar el peso atribuido a una observación
cuando se calcula una media de clúster. Esta ponderación se reduce
exponencialmente a medida se observan más puntos. Cuando un
punto es observado por primera vez, se le asigna un peso de 1 al
calcular la media del clúster. El deterioro constante de la función de
degradación exponencial constante se elige de modo que después
de observar half_life_time_size los puntos, su peso es 1/2. Si
se establece en 0, no hay ningún decremento.

Opcional

Valores válidos: Número entero no negativo

Valor predeterminado: 0

init_method El método mediante el que el algoritmo elige los centros de clúster
iniciales. El procedimiento k-means estándar los elige de forma
aleatoria. Un método alternativo k-means++ elige el primer centro de
clúster de forma aleatoria. A continuación, extiende la posición del
resto de clústeres iniciales mediante la ponderación de la selección
de centros con una distribución de probabilidad que es proporcional
al cuadrado de la distancia de los demás puntos de datos de centros
existentes.

Opcional

Valores válidos: random o kmeans++.

Valor predeterminado: random

local_lloyd_init_method El método de inicialización para el procedimiento de optimización de
expectativa (EM) de Lloyd empleado para crear los centros k que
contienen el modelo final.

Opcional

Valores válidos: random o kmeans++.

Valor predeterminado: kmeans++
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Nombre del parámetro Descripción

local_lloyd_max_iter El número máximo de iteraciones para el procedimiento de
optimización de expectativa (EM) de Lloyd empleado para crear los
centros k que contienen el modelo final.

Opcional

Valores válidos: Entero positivo

Valor predeterminado: 300

local_lloyd_num_trials El número de veces que el procedimiento de optimización de
expectativa (EM) de Lloyd con la menor pérdida se ejecuta a la hora
de crear los centros que contienen el modelo final k.

Opcional

Valores válidos: Un número entero positivo oauto.

Valor predeterminado: auto

local_lloyd_tol La tolerancia para cambio en pérdida para una detención anticipada
del procedimiento de optimización de expectativa (EM) de Lloyd
empleado para crear los centros k que contienen el modelo final.

Opcional

Valores válidos: Float. Rango en [0, 1].

Valor predeterminado: 0.0001

mini_batch_size El número de observaciones por minilote para el iterador de datos.

Opcional

Valores válidos: Entero positivo

Valor predeterminado: 5000

Ajuste de un modelo k-Means

El ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la mejor
versión de un modelo ejecutando muchas tareas que probar una serie de hiperparámetros en su conjunto
de datos. Usted elige los hiperparámetros que pueden ajustarse, un rango de valores para cada uno de
ellos y una métrica objetiva. Puede elegir la métrica objetiva de las métricas que el algoritmo computa. El
ajuste de modelo automático busca los hiperparámetros elegidos para encontrar la combinación de valores
que obtienen el modelo que optimiza la métrica objetiva.

El algoritmo k-means de Amazon SageMaker es un algoritmo no supervisado que agrupa datos en
clústeres cuyos miembros son lo más similares posible. Dado que no es supervisado, no utiliza un conjunto
de datos de validación contra el que se puedan optimizar hiperparámetros. No obstante, toma un conjunto
de datos de prueba y emite métricas que dependen de la distancia cuadrática entre los puntos de datos y
los centroides del clúster final al término de cada ejecución de capacitación. Para encontrar el modelo que
notifica los clústeres más ajustados en el conjunto de datos de prueba, puede utilizar un trabajo de ajuste
de hiperparámetro. Los clústeres optimizan la similitud de sus miembros.

Para obtener más información acerca del ajuste de modelos, consulte Realice un SageMaker (p. 1821).
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Las métricas computadas por el Algoritmo K-Means

El algoritmo k-means calcula las siguientes métricas durante la capacitación. Al ajustar un modelo, elija
una de estas métricas como la métrica objetiva.

Nombre de métrica Descripción Dirección de
optimización

test:msd Distancias cuadráticas medias entre cada registro
en el conjunto de prueba y el centro más cercano
del modelo.

Minimizar

test:ssd Suma de las distancias cuadráticas medias entre
cada registro en el conjunto de prueba y el centro
más cercano del modelo.

Minimizar

Hiperparámetros ajustables de k-Means

Ajuste el modelo k-means de Amazon SageMaker con los siguientes hiperparámetros. Los
hiperparámetros con el mayor impacto en métricas objetivas de k-means son mini_batch_size,
extra_center_factor e init_method. El ajuste del hiperparámetro epochs suele dar lugar a mejoras
secundarias.

Nombre del parámetro Tipo de parámetro Intervalos
recomendados

epochs IntegerParameterRanges MinValue: 1,
MaxValue:10

extra_center_factor IntegerParameterRanges MinValue: 4,
MaxValue:10

init_method CategoricalParameterRanges ['kmeans++', 'random']

mini_batch_size IntegerParameterRanges MinValue: Valor máx.:
15000

Formatos de respuesta de k-means
Todos los algoritmos integrados de SageMaker se adhieren al formato de inferencia de entrada común
descrito enFormatos de datos comunes: inferencia. Este tema contiene una lista de los formatos de salidas
disponibles para el algoritmo k-means de SageMaker.

Formato de respuesta JSON

{
    "predictions": [
        {
            "closest_cluster": 1.0,
            "distance_to_cluster": 3.0,
        },
        {
            "closest_cluster": 2.0,
            "distance_to_cluster": 5.0,
        },
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        ....
    ]
}

Formato de respuesta JSONLINES

{"closest_cluster": 1.0, "distance_to_cluster": 3.0}
{"closest_cluster": 2.0, "distance_to_cluster": 5.0}

Formato de respuesta RECORDIO

[
    Record = {
        features = {},
        label = {
            'closest_cluster': {
                keys: [],
                values: [1.0, 2.0]  # float32
            },
            'distance_to_cluster': {
                keys: [],
                values: [3.0, 5.0]  # float32
            },
        }
    }
]

Formato de respuesta CSV

El primer valor de cada línea corresponde a closest_cluster.

El segundo valor de cada línea corresponde a distance_to_cluster.

1.0,3.0
2.0,5.0

Algoritmo k vecinos más próximos (k-NN) (K-Nearest Neighbors)
El algoritmo k vecinos más próximos (k-NN) de Amazon SageMaker es unalgoritmo basado en índices.
Utiliza un método no paramétrico para la clasificación o regresión. Para los problemas de clasificación, el
algoritmo consulta los k puntos que están más próximos al punto de muestra y devuelve la etiqueta que
se utiliza con más frecuencia de su clase como la etiqueta predicha. Para los problemas de regresión, el
algoritmo consulta los k puntos que están más próximos al punto de muestra y devuelve la media de sus
valores característica como el valor predicho.

La capacitación con el algoritmo k-NN tiene tres pasos: muestreo, reducción de dimensión y construcción
de índice. El muestreo reduce el tamaño del conjunto de datos inicial para que se adapte en la memoria.
Para la reducción de dimensión, el algoritmo disminuye la dimensión característica de los datos para
reducir la huella del modelo k-NN en memoria y latencia de inferencia. Ofrecemos dos métodos de
reducción de dimensión: proyección aleatoria y la transformación rápida de Johnson-Lindenstrauss. Por
norma general, debe utilizar reducción de dimensión para conjuntos de datos de alto nivel dimensional
(d > 1000) para evitar la "maldición de dimensionalidad" que perturba el análisis estadístico de datos que
se vuelve disperso cuando aumenta la dimensionalidad. El objetivo principal de la capacitación de k-NN
es construir el índice. El índice permite búsquedas eficientes de distancias entre puntos cuyos valores o
etiquetas de clase todavía no se han determinado y los k puntos más próximos a utilizar para inferencia.

Temas
• Interfaz de entrada/salidapara el algoritmo k-NN (p. 1479)
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• Blocs de notas de muestra k-NN (p. 1479)
• ¿Cómo funciona el Algoritmo k-NN? (p. 1480)
• EC2Recomendación de instanciaspara el algoritmo k-NN (p. 1481)
• Hiperparámetros k-NN (p. 1481)
• Ajustar un modelo k-NN (p. 1483)
• Formatos de datos para entrada de entrenamiento de k-NN (p. 1484)
• Formatos de respuesta y solicitud k-NN (p. 1484)

Interfaz de entrada/salidapara el algoritmo k-NN
SageMaker K-NN admite canales de datos de capacitación y de prueba.

• Utilice un canal de capacitación para los datos que desee muestrear y construir en el índice k-NN.
• Utilice un canal de prueba para emitir puntuaciones en archivos de registro. Las puntuaciones se

enumeran como una línea por mini-lote: precisión para classifier, error cuadrático medio (mse)
regressor para puntuación.

Para capacitación de entradas, k-NN admite formatos de datos text/csv y application/x-
recordio-protobuf. Para tipo de entrada text/csv, las primeras columnas label_size se
interpretan como el vector de etiqueta de esa fila. Puede usar el modo de archivo o el modo de
canalización para capacitar modelos con datos con formato recordIO-wrapped-protobuf o CSV.

Para entradas de inferencia, k-NN admite los formatos de datos application/json, application/
x-recordio-protobuf y text/csv. El formato text/csv acepta un label_size y parámetro de
codificación. Presupone que label_size tiene un valor de 0 y la codificación es UTF-8.

Para salidas de inferencia, k-NN admite los formatos de datos application/json y application/
x-recordio-protobuf. Estos dos formatos de datos también son compatibles con el modo de salida
detallado. En modo de salida detallado, la API proporciona los resultados de búsqueda con el vector de
distancias ordenado de menor a mayor y los elementos correspondientes en el vector de las etiquetas.

Para transformar por lotes, k-NN admite el formato de datos application/jsonlines tanto para
entrada como para salida. Un ejemplo de entrada sería el siguiente:

content-type: application/jsonlines

{"features": [1.5, 16.0, 14.0, 23.0]}
{"data": {"features": {"values": [1.5, 16.0, 14.0, 23.0]}}

Un ejemplo de salida sería el siguiente:

accept: application/jsonlines

{"predicted_label": 0.0}
{"predicted_label": 2.0}

Para obtener más información acerca de formatos de archivo de entrada y salida, consulte Formatos de
datos para entrada de entrenamiento de k-NN (p. 1484) para la capacitación, Formatos de respuesta y
solicitud k-NN (p. 1484) para inferencia y Blocs de notas de muestra k-NN (p. 1479).

Blocs de notas de muestra k-NN
Para un bloc de notas de muestra que utiliza el algoritmo k vecinos más próximos de SageMaker para
predecir tipos de cubierta natural a partir de datos de servicios geológicos y forestales, consulte laK-
Covertype de vecino más cercano.
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Utilice una instancia de bloc de notas Jupyter para ejecutar el ejemplo en SageMaker. Para obtener
información acerca de cómo crear y abrir una instancia de bloc de notas de Jupyter en SageMaker,
consulteUso de las instancias de Amazon SageMaker (p. 131). Una vez que haya creado una instancia de
bloc de notas y la haya abierto, seleccione la pestañaEjemplos de SageMakerPara ver una lista de todos
los cuadernos de ejemplo de SageMaker. Encuentra los blocs de notas de vecino k más próximo en la
sección Introducción a los algoritmos de Amazon. Para abrir un bloc de notas, haga clic en la pestaña Use
(Usar) y seleccione Create copy (Crear copia).

¿Cómo funciona el Algoritmo k-NN?
Paso 1: Sample

Para especificar el número total de puntos de datos que se van a muestrear a partir de conjuntos de
datos de capacitación, utilice el parámetro sample_size. Por ejemplo, si el conjunto de datos inicial
tiene 1000 puntos de datos y el sample_size se fija en 100, donde el número total de instancias es 2,
cada empleado debería muestrear 50 puntos. Se recopilaría un conjunto total de 100 puntos de datos. El
muestreo se ejecuta en tiempo lineal con respecto a la cantidad de puntos de datos.

Paso 2: Realizar reducción de dimensiones

La implementación actual del algoritmo k-NN tiene dos métodos de reducción de dimensión. Especifique el
método en el hiperparámetro dimension_reduction_type. El método sign especifica una proyección
aleatoria, que utiliza una proyección lineal con una matriz de señales aleatorias y el método fjlt
especifica una transformación rápida de Johnson-Lindenstrauss, un método basado en la transformación
de Fourier. Ambos métodos conservan las distancias de producto interno y L2. El método fjlt debe
utilizarse cuando la dimensión de destino es grande y tiene un mejor rendimiento con inferencia de
CPU. Los métodos difieren en su complejidad informática. El método sign requiere tiempo O(ndk) para
reducir la dimensión de un lote de n puntos de dimensión d en una dimensión de destino k. El método
fjlt requiere tiempo O(nd log (d)), pero las constantes implicadas son mayores. El uso de reducción de
dimensión introduce ruido en los datos y este ruido puede reducir la precisión de la predicción.

Paso 3: Construir un índice

Durante la inferencia, el algoritmo pregunta al índice por los k vecinos más próximos de un punto de
muestra. En función de las referencias a los puntos, el algoritmo hace la clasificación o predicción de
regresión. Hace la predicción en función de las etiquetas de clase o valores proporcionados. k-NN ofrece
tres tipos diferentes de índices: un índice plano, un índice invertido y un índice invertido con cuantificación
del producto. Especifique el tipo con el parámetro index_type.

Serializar el modelo

Cuando el algoritmo k-NN termina la capacitación, serializa tres archivos para preparar para realizar
inferencias.

• model_algo-1: Contiene el índice serializado para computar los vecinos más próximos.
• model_algo-1.labels: Contiene etiquetas serializadas (np.float32) para computar la etiqueta predicha a

partir del resultado de la consulta del índice.
• model_algo-1.json: Contiene los metadatos del modelo con formato JSON que almacenan

elkypredictor_typehiperparámetros del entrenamiento para la inferencia junto con otro estado
relevante.

Con la implementación actual de k-NN, puede modificar el archivo de metadatos para cambiar el modo
en que se calculan las predicciones. Por ejemplo, puede cambiar k a 10 o cambiar predictor_type a
regresor.

{
  "k": 5,
  "predictor_type": "classifier",
  "dimension_reduction": {"type": "sign", "seed": 3, "target_dim": 10, "input_dim": 20},
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  "normalize": False,
  "version": "1.0"
}

EC2Recomendación de instanciaspara el algoritmo k-NN
Recomendación de la instancia para entrenamiento con el algoritmo k-NN

Para comenzar, pruebe a realizar una capacitación en una CPU utilizando, por ejemplo, una instancia
ml.m5.2xlarge, o en una GPU usando, por ejemplo, una instancia ml.p2.xlarge.

Recomendación de instancia para inferencia con el algoritmo k-NN

Las solicitudes de inferencia de CPUs suelen tener una menor latencia media que las solicitudes de GPUs,
ya que existe una tasa sobre la comunicación de CPU a GPU cuando se utiliza hardware de GPU. Sin
embargo, las GPUs suelen tener un mayor rendimiento para lotes de mayor tamaño.

Hiperparámetros k-NN

Nombre del parámetro Descripción

feature_dim El número de características en los datos de entrada.

Obligatorio

Valores válidos: número entero positivo.

k El número de vecinos más próximos.

Obligatorio

Valores válidos: número entero positivo

predictor_type El tipo de inferencia a usar en las etiquetas de datos.

Obligatorio

Valores válidos: clasificador para clasificación o regresor para regresión.

sample_size El número de puntos de datos que se muestrearán a partir del conjunto de
datos de capacitación.

Obligatorio

Valores válidos: número entero positivo

dimension_reduction_targetLa dimensión de destino a la que reducir.

Obligatorio cuando se especifica el parámetro
dimension_reduction_type.

Valores válidos: número entero positivo no superior a 0 y menor a
feature_dim.

dimension_reduction_typeEl tipo de método de reducción de dimensión.

Opcional

Valores válidos: señal para proyección aleatoria o fjlt para la transformación
rápida de Johnson-Lindenstrauss.
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Nombre del parámetro Descripción
Valor predeterminado: Sin reducción de dimensiones

faiss_index_ivf_nlistsEl número de centroides a construir en el índice cuando index_type es
faiss.IVFFlat o faiss.IVFPQ.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: automático, que se resuelve como
sqrt(sample_size).

faiss_index_pq_m El número de subcomponentes vectoriales a construir en el índice cuando
index_type se fija en faiss.IVFPQ.

La biblioteca de búsqueda por similitud IA (FAISS) de FaceBook requiere
que el valor defaiss_index_pq_mes un divisor deldimensión de
datos. Si faiss_index_pq_m no es un divisor de la dimensión de
datos, se incrementará la dimensión de datos al menor el número entero
divisible por faiss_index_pq_m. Si no se aplica ninguna reducción
de dimensión, el algoritmo añade un relleno de ceros. Si se aplica la
reducción de dimensión, el algoritmo aumenta el valor del hiperparámetro
dimension_reduction_target.

Opcional

Valores válidos: Uno de los siguientes enteros positivos: 1, 2, 3, 4, 8, 12,
16, 20, 24, 28, 32, 40, 48, 56, 64, 96

index_metric La métrica para medir la distancia entre puntos al encontrar vecinos
más próximos. Cuando se entrena conindex_typeestablecido
enfaiss.IVFPQ,elINNER_PRODUCTDistancia yCOSINEsimilitud no
sonadmitido.

Opcional

Valores válidos: L2para Euclidean-distancia,PRODUCTO
INNER_PRODUCTpara la distancia interior del producto,COSENOpara la
similitud del coseno.

Valor predeterminado: L2

index_type El tipo de índice.

Opcional

Valores válidos: faiss.Flat, faiss.IVFFlat, faiss.IVFPQ.

Valores predeterminados: faiss.Flat

mini_batch_size El número de observaciones por minilote para el iterador de datos.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 5000
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Ajustar un modelo k-NN

El algoritmo de vecinos más próximos-Amazon SageMaker k de es un algoritmo supervisado. El algoritmo
consume un conjunto de datos de prueba y emite una métrica sobre la precisión para una tarea de
clasificación o sobre el error cuadrático medio para una tarea de regresión. Estas métricas de precisión
comparan las predicciones del modelo para sus respectivas tareas con el dato real que proporcionan los
datos de prueba empíricos. Para buscar el mejor modelo que notifica la mayor precisión o menor error en
el conjunto de datos de prueba, ejecute un trabajo de ajuste de hiperparámetro para k-NN.

El ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la mejor
versión de un modelo ejecutando muchas tareas que probar una serie de hiperparámetros en su conjunto
de datos. Usted elige los hiperparámetros que pueden ajustarse, un rango de valores para cada uno
de ellos y una métrica objetiva. Puede elegir la métrica objetivo adecuada para la tarea de predicción
del algoritmo. El ajuste de modelo automático busca los hiperparámetros elegidos para encontrar la
combinación de valores que obtienen el modelo que optimiza la métrica objetiva. Los hiperparámetros
se utilizan únicamente para ayudar a calcular los parámetros del modelo y no se utilizan en el modelo
capacitado para realizar predicciones.

Para obtener más información acerca del ajuste de modelos, consulte Realice un SageMaker (p. 1821).

Métricas calculadas por el algoritmo k-NN

El algoritmo k vecinos más próximos calcula una de dos métricas en la siguiente tabla durante la
capacitación en función del tipo de tarea especificado por el predictor_type hiperparámetro.

• clasificador especifica una tarea de clasificación tarea y calcula test:accuracy
• clasificador especifica una tarea de regresión y calcula test:mse.

Elija el valor predictor_type adecuado para el tipo de tarea empleado para calcular la métrica objetivo
pertinente al ajustar un modelo.

Nombre de métrica Descripción Dirección de
optimización

test:accuracy Cuando predictor_type se establece en
clasificador, k-NN compara la etiqueta predicha,
en función de la media de las etiquetas de los k
vecinos más próximos con el dato real que se
proporciona en los datos de canal de prueba. La
precisión notificada oscila entre 0,0 (0 %) y 1,0
(100 %).

Maximizar

test:mse Cuando predictor_type se establece en
regresor, k-NN compara la etiqueta predicha,
en función de la media de las etiquetas de los k
vecinos más próximos con la etiqueta real que se
proporciona en los datos de canal de prueba. El
error cuadrático medio se calcula comparando las
dos etiquetas.

Minimizar

Hiperparámetros k-NN ajustables

Ajustar el modelo k vecino más próximo de Amazon SageMaker con los siguientes hiperparámetros.

1483



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

Nombre del parámetro Tipo de parámetro Intervalos
recomendados

k IntegerParameterRanges MinValue: 1, MaxValue:
1024

sample_size IntegerParameterRanges MinValue: 256,
MaxValue: 20000000

Formatos de datos para entrada de entrenamiento de k-NN

Todos los algoritmos integrados de Amazon SageMaker se adhieren a los formatos de capacitación de
entrada común descrito enFormatos de datos comunes. Este tema contiene una lista de los formatos de
entrada disponibles para el algoritmo k vecino más próximo.

Formato de los datos CSV

content-type: text/csv; label_size=1

4,1.2,1.3,9.6,20.3

Las primeras columnas label_size se interpretan como el vector de etiqueta para esa fila.

Formato de datos RECORDIO

content-type: application/x-recordio-protobuf

[
    Record = {
        features = {
            'values': {
                values: [1.2, 1.3, 9.6, 20.3]  # float32
            }
        },
        label = {
            'values': {
                values: [4]  # float32
            }
        }
    }
] 

                
}

Formatos de respuesta y solicitud k-NN

Todos los algoritmos integrados de Amazon SageMaker se adhieren al formato de inferencia de entrada
común descrito enFormatos de datos comunes: inferencia. Este tema contiene una lista de los formatos de
salida disponibles para el algoritmo k vecino más próximo.

INPUT: Formato de solicitud CSV

content-type: text/csv

1.2,1.3,9.6,20.3
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Esta acepta un label_size o parámetro de codificación. Presupone que label_size tiene un valor de 0
y la codificación es UTF-8.

ENTRADA: Formato de solicitud JSON

content-type: application/json

{
  "instances": [
    {"data": {"features": {"values": [-3, -1, -4, 2]}}},
    {"features": [3.0, 0.1, 0.04, 0.002]}]
}

ENTRADA: Formato de solicitud JSONLINES

content-type: application/jsonlines

{"features": [1.5, 16.0, 14.0, 23.0]}
{"data": {"features": {"values": [1.5, 16.0, 14.0, 23.0]}}

ENTRADA: Formato de solicitud RECORDIO

content-type: application/x-recordio-protobuf

[
    Record = {
        features = {
            'values': {
                values: [-3, -1, -4, 2]  # float32
            }
        },
        label = {}
    },
    Record = {
        features = {
            'values': {
                values: [3.0, 0.1, 0.04, 0.002]  # float32
            }
        },
        label = {}
    },
] 

SALIDA: Formato de respuesta JSON

accept: application/json

{
  "predictions": [
    {"predicted_label": 0.0},
    {"predicted_label": 2.0}
  ]
}

SALIDA: Formato de respuesta JSONLINES

accept: application/jsonlines

{"predicted_label": 0.0}
{"predicted_label": 2.0}
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SALIDA: Formato de respuesta VERBOSE JSON

En modo de salida detallado, la API proporciona los resultados de búsqueda con el vector de distancias
ordenado de menor a mayor, con los elementos correspondientes en el vector de las etiquetas. En este
ejemplo, k se fija en 3.

accept: application/json; verbose=true

{
  "predictions": [
    {
        "predicted_label": 0.0,
        "distances": [3.11792408, 3.89746071, 6.32548437],
        "labels": [0.0, 1.0, 0.0]
    },
    {
        "predicted_label": 2.0,
        "distances": [1.08470316, 3.04917915, 5.25393973],
        "labels": [2.0, 2.0, 0.0]
    }
  ]
}

SALIDA: Formato de respuesta RECORDIO-PROTOBUF

content-type: application/x-recordio-protobuf

[
    Record = {
        features = {},
        label = {
            'predicted_label': {
                values: [0.0]  # float32
            }
        }
    },
    Record = {
        features = {},
        label = {
            'predicted_label': {
                values: [2.0]  # float32
            }
        }
    }
]

SALIDA: Formato de respuesta VERBOSE RECORDIO-PROTOBUF

En modo de salida detallado, la API proporciona los resultados de búsqueda con el vector de distancias
ordenado de menor a mayor, con los elementos correspondientes en el vector de las etiquetas. En este
ejemplo, k se fija en 3.

accept: application/x-recordio-protobuf; verbose=true

[
    Record = {
        features = {},
        label = {
            'predicted_label': {
                values: [0.0]  # float32
            },
            'distances': {
                values: [3.11792408, 3.89746071, 6.32548437]  # float32
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            },
            'labels': {
                values: [0.0, 1.0, 0.0]  # float32
            }
        }
    },
    Record = {
        features = {},
        label = {
            'predicted_label': {
                values: [0.0]  # float32
            },
            'distances': {
                values: [1.08470316, 3.04917915, 5.25393973]  # float32
            },
            'labels': {
                values: [2.0, 2.0, 0.0]  # float32
            }
        }
    }
]

SALIDA DE MUESTRA para el algoritmo k-NN

Para tareas regresor:

[06/08/2018 20:15:33 INFO 140026520049408] #test_score (algo-1) : ('mse',
 0.013333333333333334)

Para tareas clasificador:

[06/08/2018 20:15:46 INFO 140285487171328] #test_score (algo-1) : ('accuracy',
 0.98666666666666669)

Algoritmo Asignación latente de Dirichlet (LDA)
El algoritmo Asignación latente de Dirichlet (LDA) de Amazon SageMaker es un algoritmo de aprendizaje
no supervisado que intenta describir un conjunto de observaciones como una combinación de distintas
categorías. LDA se utiliza normalmente para detectar un número especificado por el usuario de temas
compartidos por los documentos dentro de un cuerpo de textos. Aquí, cada observación es un documento,
las características son la presencia (o recuento de apariciones) de cada palabra y las categorías son los
temas. Puesto que el método no se supervisa, los temas no se especifican inicialmente y no se garantiza
que se sigan los procedimientos de categorización naturales de los documentos. Los temas se aprenden
como una distribución de probabilidad a través de las palabras que se generan en cada documento. Cada
documento, a su vez, se describe como una combinación de temas.

El contenido exacto de dos documentos con combinaciones de temas similares no será el mismo. Sin
embargo, en general, se puede esperar que estos documentos usen con más frecuencia un subconjunto
compartido de palabras que cuando se compara con un documento de una combinación de temas
diferentes. Esto permite a LDA detectar estos grupos de palabras y utilizaros para formar temas. A
continuación mostramos un ejemplo muy sencillo, a partir de un conjunto de documentos en los que las
únicas palabras que aparecen en ellos son: comer, dormir, jugar, maullar y ladrar, LDA produciría temas
como estos:

Tema comer dormir jugar maullar ladrar

Tema 1 0.1 0.3 0.2 0.4 0.0

Tema 2 0.2 0.1 0.4 0.0 0.3
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Puede deducir que los documentos que tienen una mayor probabilidad de formar parte del Tema 1
tienen que ver con los gatos (que es más probable que maúllen y duerman) y es más probable que los
documentos que formen parte del tema 2 tengan que ver con los perros (que prefieren jugar y ladrar).
Puede encontrar estos temas a pesar de que las palabras "perro" y "gato" no aparezcan nunca en ninguno
de los textos.

Temas
• Elegir entre Asignación latente de Dirichlet (LDA) y Modelo de temas neuronal (NTM) (p. 1488)
• Interfaz de entrada/salida para el algoritmo LDA (p. 1488)
• Recomendación de la instancia EC2 para el algoritmo LDA (p. 1489)
• Blocs de notas de muestra LDA (p. 1489)
• Funcionamiento de LDA (p. 1489)
• Hiperparámetros de LDA (p. 1491)
• Ajustar un modelo LDA (p. 1492)

Elegir entre Asignación latente de Dirichlet (LDA) y Modelo de temas neuronal
(NTM)
Los modelos de temas se usan comúnmente para producir temas a partir de cuerpos que (1) encapsulan
coherentemente el significado semántico y (2) describen bien los documentos. Como tales, los modelos de
temas tienen como objetivo minimizar la perplejidad y maximizar la coherencia de los temas.

La perplejidad es una métrica intrínseca de evaluación de modelado de lenguaje que mide la inversa de
la probabilidad media geométrica por palabra en los datos de prueba. Una puntuación de perplejidad
más baja indica un mejor rendimiento de generalización. Las investigaciones han demostrado que la
probabilidad calculada por palabra a menudo no se alinea con el juicio humano, y puede estar totalmente
no correlacionada, por lo que se ha introducido la coherencia temática. Cada tema inferido del modelo
consta de palabras, y la coherencia del tema se calcula en las N palabras principales para ese tema en
particular del modelo. A menudo se define como el promedio o la mediana de las puntuaciones de similitud
de palabras en pares de las palabras en ese tema, por ejemplo, Información Mutua Puntual (PMI). Un
modelo prometedor genera temas coherentes o temas con altas puntuaciones de coherencia temática.

Si bien el objetivo es entrenar un modelo temático que minimice la perplejidad y maximice la coherencia
del tema, a menudo existe una compensación con LDA y NTM. Investigaciones recientes de Amazon,
Dinget et al., 2018 han demostrado que NTM es prometedor para lograr una coherencia de temas
elevados, pero LDA entrenado con muestreo colapsado de Gibbs logra una mejor perplejidad. Hay un
equilibrio entre la perplejidad y la coherencia de los temas. Desde un punto de vista práctico con respecto
al hardware y la potencia informática, el hardware NTM de SageMaker es más flexible que LDA y puede
escalar mejor porque NTM puede ejecutarse en CPU y GPU y puede paralelizarse en varias instancias de
GPU, mientras que LDA solo admite capacitación de CPU de instancia única.

Temas
• Interfaz de entrada/salida para el algoritmo LDA (p. 1488)
• Recomendación de la instancia EC2 para el algoritmo LDA (p. 1489)
• Blocs de notas de muestra LDA (p. 1489)
• Funcionamiento de LDA (p. 1489)
• Hiperparámetros de LDA (p. 1491)
• Ajustar un modelo LDA (p. 1492)

Interfaz de entrada/salida para el algoritmo LDA
LDA espera que se proporcionen datos sobre el canal de capacitación y admite de forma opcional un
canal de prueba, que se puntúa mediante el modelo final. LDA es compatible con los formatos de archivo
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recordIO-wrapped-protobuf (denso y disperso) y CSV. Para CSV, los datos deben ser densos y tener
la dimensión igual a número de registros * tamaño del vocabulario. Es posible capacitar la LDA en File o
Pipe al utilizar recordIO-wrapped protobuf, pero solo en modo de archivo para el formato CSV.

Para la inferencia, se admiten los tipos de contenido text/csv, application/json y application/
x-recordio-protobuf. Es posible pasar los datos dispersos para application/json y
application/x-recordio-protobuf. La inferencia de LDA devuelve predicciones application/
json o application/x-recordio-protobuf , que incluyen el vector topic_mixture para cada
observación.

Para obtener más información sobre los formatos de capacitación e inferencia, consulte los Blocs de notas
de muestra LDA (p. 1489).

Recomendación de la instancia EC2 para el algoritmo LDA

Actualmente, LDA solo es compatible con la capacitación de CPU de una instancia. Se recomiendan las
instancias de CPU para el alojamiento o la inferencia.

Blocs de notas de muestra LDA

Para un bloc de notas de muestra que muestra cómo capacitar al algoritmo de asignación latente de
Dirichlet de SageMaker en un conjunto de datos y, a continuación, cómo implementar el modelo capacitado
para realizar inferencias sobre las combinaciones sobre el tema en documentos de entrada, consulte
laIntroducción a SageMaker LDA. Para obtener instrucciones acerca de cómo crear y obtener acceso
a instancias de bloc de notas de Jupyter que puede utilizar para ejecutar el ejemplo en SageMaker,
consulteUso de las instancias de Amazon SageMaker (p. 131). Una vez que haya creado una instancia de
bloc de notas y la haya abierto, seleccione la pestañaEjemplos de SageMakerPara ver una lista de todas
las muestras de SageMaker. Los blocs de notas de modelado de ejemplos que utilizan los algoritmos NTM
se encuentran en la sección de introducción a algoritmos de Amazon. Para abrir un bloc de notas, haga clic
en la pestaña Use (Usar) y seleccione Create copy (Crear copia).

Funcionamiento de LDA

LDA de Amazon SageMaker es un algoritmo de aprendizaje no supervisado que intenta describir un
conjunto de observaciones como una combinación de categorías diferentes. Estas categorías son por
sí mismas una distribución de probabilidad sobre las características. LDA es un modelo de probabilidad
generativo, lo que significa que intenta proporcionar un modelo para la distribución de salidas y entradas
basado en variables latentes. Esto se opone a los modelos discriminatorios, que intentan aprender cómo
mapear entradas en salidas.

Puede utilizar LDA para una serie de tareas, desde agrupar en clústeres clientes según las compras
de productos hasta realizar un análisis armónico automático de la música. Sin embargo, normalmente
se asocia al modelado de temas en los cuerpos de texto. Se hace referencia a las observaciones como
documentos. Se hace referencia al conjunto de características como vocabulario. Se hace referencia a una
característica como a una palabra. Se hace referencia a las categorías resultantes como temas.

Note

La lematización aumenta significativamente la precisión y el desempeño del algoritmo. Considere
realizar el procesamiento previo de cualquier datos de texto de entrada.

El modelo LDA se define mediante dos parámetros:

• α: una estimación anterior sobre la probabilidad del tema (es decir, la frecuencia media con la que
aparece cada tema en un documento determinado).

• β: una recopilación de temas k en los que a cada tema se le proporciona una distribución de probabilidad
sobre el vocabulario utilizado en un cuerpo de documentos, a lo que también se le llama "distribución de
tema-palabra".
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LDA es un modelo "bolsa continua de palabras", que significa que el orden de las palabras no es
significativo. LDA es una modelo generativo en el que se genera cada documento palabra por palabra
eligiendo una combinación de temas θ ∼ Dirichlet(α).

Realice el siguiente procedimiento en cada palabra del documento:

• Elegir un tema z ∼ Multinomial(θ)
• Elija la distribución tema-palabra correspondiente β_z.
• Dibuje una palabra w ∼ Multinomial(β_z).

Cuando se realiza la capacitación del modelo, el objetivo es encontrar los parámetros α y β, que
maximizan la probabilidad de que el modelo genere el cuerpo de textos.

Los métodos más populares para la estimación del modelo LDA utilizan el muestreo Gibbs o las técnicas
de maximización de expectativas (EM, del inglés Expectation Maximization). LDA de Amazon SageMaker
utiliza la descompensación espectral del tensor. Esto proporciona varias ventajas:

• Garantías teóricas sobre los resultados. Se garantiza que el método EM estándar converge solo de
forma óptima en local, que normalmente suele ser de poca calidad.

• Lamentablemente en paralelo. El trabajo puede dividirse en documentos de entrada de inferencia y
capacitación. Los enfoques de muestreo de Gibbs y método EM pueden paralelizarse, pero no tan
fácilmente.

• Rápido. Aunque el método EM dispone de un costo bajo de iteración, está preparado para velocidades
bajas de convergencia. El muestreo de Gibbs está también sujeto a velocidades bajas de convergencia y
también requiere un gran número de muestras.

En líneas generales, el algoritmo de descomposición del tensor sigue este proceso:

1. El objetivo es calcular la descomposición espectral de un tensor V x V x V, que resume los momentos
de los documentos en nuestro corpus. V es el tamaño del vocabulario (es decir, el número de palabras
distintas en todos los documentos). Los componentes espectrales de este tensor son los parámetros
LDA α y β, que maximizan la probabilidad general del cuerpo de documentos. Sin embargo, puesto
que el tamaño del vocabulario suele ser grande, este tensor V x V x V es demasiado grande para
almacenarlo en memoria.

2. En su lugar, utiliza una matriz de momento V x V, que es la análoga bidimensional del tensor del paso
1, para buscar una matriz de blanqueamiento de la dimensión V x k. Esta matriz puede utilizarse para
convertir la matriz de momento V x V en una matriz de identidad k x k. k es el número de temas en el
modelo.

3. Esta misma matriz de blanqueamiento puede utilizarse para buscar un tensor k x k x k más pequeño.
Cuando se descompone espectralmente, este tensor dispone de componentes que tienen una relación
sencilla con los componentes del tensor V x V x V.

4. Los mínimos cuadrados alternantes se utilizan para descomponer el tensor k x k x k más pequeño. Esto
proporciona una mejora sustancial en el consumo de memoria y la velocidad. Los parámetros α y β
pueden encontrarse mediante el "desblanqueamiento" de estas salidas en la descomposición espectral.

Después de que se hayan encontrado los parámetros del modelo LDA, puede buscar las combinaciones
de temas para cada documento. Utilice Stochastic Gradient Descent para optimizar la función de
probabilidad de la observación de una combinación de temas determinada correspondiente a estos datos.

La calidad de los temas se puede mejorar aumentando el número de temas que buscar en una
capacitación y, a continuación, filtrando los que tienen una peor calidad. Esto se realiza de hecho de forma
automática en SageMaker LDA de: se procesa un 25% más de temas y solo se devuelven los que tienen
el Dirichlet de mayor tamaño asociado. Para realizar un análisis y filtrado del tema más avanzado, puede
aumentar el recuento de temas y modificar el modelo LDA resultante de la siguiente manera:

1490



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

> import mxnet as mx
> alpha, beta = mx.ndarray.load(‘model.tar.gz’)
> # modify alpha and beta
> mx.nd.save(‘new_model.tar.gz’, [new_alpha, new_beta])
> # upload to S3 and create new SageMaker model using the console

Para obtener información sobre los algoritmos de LDA y la implementación de SageMaker, consulte los
siguientes documentos:

• Animashree Anandkumar, Rong Ge, Daniel Hsu, Sham M Kakade y Matus Telgarsky. Tensor
Decompositions for Learning Latent Variable Models, Journal of Machine Learning Research, 15:2773–
2832, 2014.

• David M Blei, Andrew Y Ng y Michael I Jordan. Asignación latente de Dirichlet (LDA) Journal of Machine
Learning Research, 3(ene):993–1022, 2003.

• Thomas L Griffiths y Mark Steyvers. Finding Scientific Topics. Proceedings of the National Academy of
Sciences, 101(supl. 1):5228–5235, 2004.

• Tamara G Kolda y Brett W Bader. Tensor Decompositions and Applications. SIAM Review, 51(3):455–
500, 2009.

Hiperparámetros de LDA
En la solicitud CreateTrainingJob, especifique el algoritmo de capacitación. También puede especificar
hiperparámetros específicos de algoritmos como mapeos de cadena a cadena. En la siguiente tabla
aparecen los hiperparámetros para el algoritmo de capacitación de LDA proporcionado por Amazon
SageMaker. Para obtener más información, consulte Funcionamiento de LDA (p. 1489).

Nombre del parámetro Descripción

num_topics El número de temas de LDA para buscar en los datos.

Obligatorio

Valores válidos: número entero positivo

feature_dim El tamaño del vocabulario del cuerpo de documentos de entrada.

Obligatorio

Valores válidos: número entero positivo

mini_batch_size El número total de documentos en el cuerpo de documentos de
entrada.

Obligatorio

Valores válidos: número entero positivo

alpha0 Suposición inicial del parámetro de concentración: la suma de los
elementos de Dirichlet anterior. Es más probable que los valores
pequeños generen combinaciones de temas dispersos y los valores
grandes (superiores a 1,0) generen combinaciones más uniformes.

Opcional

Valores válidos: float positivo

Valor predeterminado: 1.0

1491



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

Nombre del parámetro Descripción

max_restarts El número de reinicios que realizar durante la fase de
descomposición espectral de mínimos cuadrados alternantes (ALS)
del algoritmo. Se puede utilizar para buscar mejor el mínimo local de
calidad a costa de una computación adicional, pero normalmente no
debe ajustarse.

Opcional

Valores válidos: Entero positivo

Valor predeterminado: 10

max_iterations El número máximo de iteraciones que realizar durante la fase ALS
del algoritmo. Se puede utilizar para buscar mejor el mínimo de
calidad a costa de una computación adicional, pero normalmente no
debe ajustarse.

Opcional

Valores válidos: Entero positivo

Valor predeterminado: 1 000

tol Tolerancia a errores del destino para la fase ALS del algoritmo. Se
puede utilizar para buscar mejor el mínimo de calidad a costa de una
computación adicional, pero normalmente no debe ajustarse.

Opcional

Valores válidos: float positivo

Valor predeterminado: 1e-8

Ajustar un modelo LDA

El ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la mejor
versión de un modelo ejecutando muchas tareas que probar una serie de hiperparámetros en su conjunto
de datos. Usted elige los hiperparámetros que pueden ajustarse, un rango de valores para cada uno de
ellos y una métrica objetiva. Puede elegir la métrica objetiva de las métricas que el algoritmo computa. El
ajuste de modelo automático busca los hiperparámetros elegidos para encontrar la combinación de valores
que obtienen el modelo que optimiza la métrica objetiva.

LDA es un algoritmo de modelado de temas no supervisado que intenta describir un conjunto de
observaciones (documentos) como una combinación de categorías (temas) distintas. La métrica
"probabilidad de registro por palabra" (PWLL) mide la probabilidad de que un conjunto de temas
aprendidos (un modelo LDA) describe de forma precisa un conjunto de datos de documento de prueba.
Valores más altos de PWLL indican que es más probable que los datos de prueba se describan en el
modelo LDA.

Para obtener más información acerca del ajuste de modelos, consulte Realice un SageMaker (p. 1821).

Métricas calculadas por el algoritmo LDA

El algoritmo LDA informa sobre una única métrica durante la capacitación: test:pwll. Al ajustar un
modelo, elija esta métrica como la métrica objetivo.
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Nombre de métrica Descripción Dirección de
optimización

test:pwll Probabilidad de registro por palabra en el conjunto
de datos de prueba. La probabilidad de que el
conjunto de datos de prueba sea descrito con
exactitud por el modelo aprendido LDA.

Maximizar

Hiperparámetros de LDA ajustables

Puede ajustar los siguientes hiperparámetros para el algoritmo de LDA. Los hiperparámetros alpha0
y num_topics pueden afectar a la métrica objetivo LDA (test:pwll). Si aún no conoce los valores
óptimos para estos hiperparámetros, que maximizan la probabilidad de registro por palabra y producen un
modelo LDA preciso, un ajuste de modelo LDA automático puede ayudar a encontrarlos.

Nombre del parámetro Tipo de parámetro Intervalos
recomendados

alpha0 ContinuousParameterRanges MinValue: 0.1,
MaxValue: 10

num_topics IntegerParameterRanges MinValue: 1, MaxValue:
150

Algoritmo de aprendizaje lineal
Los modelos lineales son algoritmos de aprendizaje supervisados que se utilizan para resolver problemas
de clasificación o de regresión. Para la entrada, se dan los ejemplos etiquetados de modelo (x, y). x es
un vector de gran dimensión e y es una etiqueta numérica. Para problemas de clasificación binaria, la
etiqueta debe ser 0 o 1. Para problemas de clasificación multiclase, las etiquetas deben ir desde 0 hasta
num_classes - 1. Para los problemas de regresión, y es un número real. El algoritmo aprende una
función lineal o una función de umbral lineal para problemas de clasificación, y mapea un vector x a una
aproximación de la etiqueta y.

El algoritmo lineal de Amazon SageMaker proporciona una solución para los problemas de clasificación
y regresión. Con el algoritmo SageMaker de, puede explorar de forma simultánea distintos objetivos de
capacitación y elegir la mejor solución de un conjunto de validación. También puede explorar una gran
cantidad de modelos y elegir el mejor. El mejor modelo optimiza uno de los siguientes:

• Objetivos continuos, como, por ejemplo, un error cuadrático medio, una pérdida de entropía cruzada o
un error absoluto.

• Objetivos discretos adecuados para clasificación, como, por ejemplo, medida F1, precisión,
exhaustividad o exactitud.

Comparado con métodos que proporcionan una solución solo para objetivos continuos, el algoritmo de
aprendizaje lineal de SageMaker proporciona un aumento significativo de la velocidad sobre las técnicas
de optimización de hiperparámetros de Naive. También es más práctico.

El algoritmo de aprendizaje lineal requiere una matriz de datos, con filas que representan las
observaciones y columnas que representan las dimensiones de las características. También requiere una
columna adicional que contiene las etiquetas que coinciden con los puntos de datos. Como mínimo, el
aprendiz lineal de Amazon SageMaker requiere que especifique ubicaciones de datos de entrada y salida
y el tipo de objeto (clasificación o regresión) como argumentos. La dimensión de características es también
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obligatoria. Para obtener más información, consulte CreateTrainingJob. Puede especificar parámetros
adicionales en el mapa de cadenas HyperParameters del cuerpo de la solicitud. Estos parámetros
controlan el procedimiento de optimización o detalles específicos de la función objetivo que se capacita.
Por ejemplo, el número de fechas de inicio, regularización y tipo de pérdida.

Si utilizaManaged Spot Training, el algoritmo de aprendizaje lineal admite usarpuntos de comprobación
para tomar una instantánea del estado del modelo.

Temas
• Interfaz de entrada/salida para el algoritmo de aprendizaje lineal (p. 1494)
• Recomendación de instancia de EC2 para el algoritmo de aprendizaje lineal (p. 1495)
• Cuadernos de ejemplo de alumnos lineales (p. 1495)
• Cómo funciona el alumno lineal (p. 1495)
• Hiperparámetros lineales de aprendizaje (p. 1497)
• Ajustar un modelo de alumno lineal (p. 1506)
• Formatos de respuesta lineal del alumno (p. 1508)

Interfaz de entrada/salida para el algoritmo de aprendizaje lineal
El algoritmo de aprendizaje lineal de Amazon SageMaker admite tres canales de datos:
capacitación, validación (opcional) y prueba (opcional). Si proporciona datos de validación, el
S3DataDistributionType debe ser FullyReplicated. El algoritmo registra pérdida de validación
en cada fecha de inicio y utiliza una muestra de los datos de validación para calibrar y seleccionar el
mejor modelo. Si no proporciona datos de validación, el algoritmo utiliza una muestra de los datos de
capacitación para calibrar y seleccionar el modelo. Si proporciona datos de prueba, los registros de
algoritmos incluyen la puntuación de prueba para el modelo final.

Para la capacitación, el algoritmo de aprendizaje lineal admite tanto los formatos recordIO-wrapped
protobuf como CSV. Para el tipo de entrada application/x-recordio-protobuf, solo se admiten
los tensores Float32. Para el tipo de entrada text/csv, se presupone que la primera columna es la
etiqueta, que es la variable de destino para la predicción. Puede usar el modo de archivo o el modo de
canalización para capacitar modelos de aprendizaje lineal con datos con formato recordIO-wrapped-
protobuf o CSV.

Para la inferencia, el algoritmo de aprendizaje lineal admite los formatos application/
json, application/x-recordio-protobuf y text/csv. Al realizar predicciones
sobre nuevos datos, el formato de la respuesta depende del tipo de modelo. Para la
regresión (predictor_type='regressor'), la score es la predicción producida
por el modelo. Para la clasificación (predictor_type='binary_classifier' o
predictor_type='multiclass_classifier'), el modelo devuelve una score y también una
predicted_label. La predicted_label es la clase prevista por el modelo y la score mide la fuerza
de esa predicción.

• Para la clasificación binaria, predicted_label es 0 o 1, y score es un único número de punto
flotante que indica en qué medida el algoritmo cree que la etiqueta debe ser 1.

• Para la clasificación multiclase, la predicted_class será un número entero de 0 a num_classes-1,
y la score será una lista de un número de punto flotante por clase.

Para interpretar la score en problemas de clasificación, tiene que tener en cuenta la función de pérdida
utilizada. Si el valor del hiperparámetro loss es logistic para la clasificación binaria o softmax_loss
para la clasificación multiclase, entonces la score se puede interpretar como la probabilidad de la clase
correspondiente. Estos son los valores de pérdida utilizados por el de aprendizaje lineal cuando el valor
loss es el valor predeterminado auto. Pero si la pérdida se establece en hinge_loss, entonces la
puntuación no puede interpretarse como una probabilidad. Esto se debe a que la pérdida de bisagra
corresponde a un Support Vector Classifier, que no produce cálculos de probabilidad.
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Para obtener más información acerca de los formatos de archivo de entrada y salida, consulte Formatos de
respuesta lineal del alumno (p. 1508). Para obtener más información acerca de los formatos de inferencia,
consulte Cuadernos de ejemplo de alumnos lineales (p. 1495).

Recomendación de instancia de EC2 para el algoritmo de aprendizaje lineal
Puede capacitar el aprendizaje lineal en instancias de CPU y GPU de una máquina o de varias máquinas.
Durante las pruebas, no hemos encontrado pruebas sustanciales de que los equipos multi-GPU sean
más rápidos que los equipos con GPU único. Los resultados pueden variar, en función de su caso de uso
específico.

Cuadernos de ejemplo de alumnos lineales
La siguiente tabla describe una variedad de cuadernos de muestra que abordan diferentes casos de uso
del algoritmo de aprendizaje lineal de Amazon SageMaker.

Título del cuaderno Descripción

Una introducción con el conjunto de datos MNIST Usando el conjunto de datos MNIST, entrenamos a
un clasificador binario para predecir un solo dígito.

Predecir el cáncer de mama Usando el conjunto de datos sobre cáncer de
mama de UCI, entrenamos un modelo para
predecir el cáncer de mama.

¿Cómo construir un clasificador multiclase? Usando el conjunto de datos Covertype de UCI,
demostramos cómo entrenar un clasificador
multiclase.

¿Cómo construir una canalización de Machine
Learning (ML) para la inferencia?

Usando un contenedor Scikit-learning,
demostramos cómo construir una tubería ML de
extremo a extremo.

Para obtener instrucciones acerca de cómo crear y obtener acceso a instancias de bloc de notas de
Jupyter que puede utilizar para ejecutar el ejemplo en SageMaker, consulteUso de las instancias de
Amazon SageMaker (p. 131). Después de crear y abrir una instancia de bloc de notas, elija laEjemplos de
SageMakerPara ver una lista de todas las muestras de SageMaker. Los blocs de notas de modelado de
ejemplos que utilizan los algoritmos de aprendizaje lineal se encuentran en la sección de introducción a
algoritmos de Amazon. Para abrir un bloc de notas, elija su pestaña Use (Usar) y elija Create copy (Crear
copia).

Cómo funciona el alumno lineal
Existen tres pasos en la implementación del algoritmo de aprendizaje lineal: preprocesamiento,
capacitación y validación. El paso 4 proporciona código de ejemplo que muestra cómo implementar un
modelo entrenado.

Paso 1: Proceso previo

La normalización, o el escalado de características, es un importante paso de preprocesamiento de algunas
funciones de pérdida que garantizan que el modelo que se entrena en un conjunto de datos no esté
dominado por el peso de una única característica. El algoritmo lineal de Amazon SageMaker incluye
una opción de normalización para ayudarle a realizar este paso de preprocesamiento. Si se activa la
normalización, el algoritmo primero se aplica a una pequeña muestra de datos para obtener el valor medio
y la desviación estándar de cada característica y la etiqueta. Cada una de las características del conjunto
de datos total se convierte para obtener la media de cero y se escala para que tenga la desviación
estándar de la unidad.
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Note

Para obtener unos mejores resultados, asegúrese de que los datos estén desordenados antes de
la capacitación. Si la capacitación se realiza con datos ordenados, se podría producir un error.

Puede configurar si desea que el algoritmo de aprendizaje lineal normalice las etiquetas y los datos de la
característica mediante los hiperparámetros normalize_data y normalize_label, respectivamente.
De forma predeterminada, la normalización está habilitada en características y etiquetas para la
regresión. Únicamente se pueden normalizar las características para la clasificación binaria; este es el
comportamiento predeterminado.

Paso 2: Tren

Con el algoritmo de aprendizaje lineal, usted capacita con una implementación distribuida de descenso
de gradiente estocástico (SGD). Puede controlar el proceso de optimización eligiendo el algoritmo de
optimización. Por ejemplo, puede optar por utilizar Adam, AdaGrad, descenso de gradiente estocástico,
u otros algoritmos de optimización. También debe especificar sus hiperparámetros, como, por ejemplo,
impulso, tasa de aprendizaje y la tasa de aprendizaje programada. Si no está seguro de qué algoritmo
o valor de hiperparámetro utilizar, debe elegir un valor predeterminado que funcione para la mayoría de
conjuntos de datos.

Durante la capacitación, usted optimiza al mismo tiempo varios modelos, cada uno de ellos con objetivos
ligeramente diferentes. Por ejemplo, puede variar la regularización L1 o L2 y probar diferentes ajustes de
optimizador.

Paso 3: Validar y establecer el umbral

Cuando se entrenan varios modelos en paralelo, los modelos se evalúan con respecto a un conjunto
de validación para seleccionar los modelos óptimos una vez que se complete la capacitación. Para la
regresión, el modelo óptimo es el que consigue la mejor pérdida en el conjunto de validación. Para la
clasificación, se utiliza una muestra del conjunto de validación para calibrar el umbral de clasificación. El
modelo óptimo seleccionado es el que obtiene los mejores criterios de selección de clasificación binaria en
el conjunto de validación. Algunos ejemplos de dichos criterios son la medida F1, la precisión y la pérdida
de entropía cruzada.

Note

Si no se proporciona un conjunto de validación para el algoritmo, no es posible evaluar y
seleccionar el modelo óptimo. Para aprovechar la selección del modelo y la capacitación paralela,
asegúrese de proporcionar un conjunto de validación para el algoritmo.

Paso 4: Implementar un modelo lineal entrenado

Aquí hay un ejemplo de código de Python que puede usar para implementar un modelo en MXNet que ha
sido entrenado con el alumno lineal de SageMaker

import mxnet as mx
import tarfile
t = tarfile.open('model.tar.gz', 'r:gz')
t.extractall()
            
# Load the mxnet module from the model files
mod = mx.module.Module.load('mx-mod', 0)
# model's weights
mod._arg_params['fc0_weight'].asnumpy().flatten()
            
# model bias
mod._arg_params['fc0_bias'].asnumpy().flatten()
mod.bind(data_shapes=data_iter.provide_data) #data_iter is an iterator configured with your
 test data
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#perform inference
result = mod.predict(data_iter)

Hiperparámetros lineales de aprendizaje

La siguiente tabla contiene los hiperparámetros del algoritmo de aprendizaje lineal. Estos son los
parámetros que establecen los usuarios para facilitar la estimación de los parámetros del modelo a partir
de los datos. Los hiperparámetros necesarios que deben establecerse se enumerarán en primer lugar, en
orden alfabético. Los hiperparámetros opcionales que se pueden establecer aparecen a continuación en
la lista, también en orden alfabético. Cuando se establece un hiperparámetro enautoAmazon SageMaker
calculará y establecerá automáticamente el valor de ese hiperparámetro.

Nombre del parámetro Descripción

num_classes El número de clases para la respuesta variable. El algoritmo presupone que
las clases se etiquetan 0, ..., num_classes - 1.

Obligatorio cuando predictor_type es multiclass_classifier. De
lo contrario, el algoritmo hace caso omiso de él.

Valores válidos: Número entero de 3 a 1 000

predictor_type Especifica el tipo de variable de destino como una clasificación binaria,
clasificación de varias clases, o regresión.

Obligatorio

Valores válidos: binary_classifier, multiclass_classifier o
regressor

accuracy_top_k A la hora de calcular la métrica de precisión de top-k para la clasificación
de varias clases, el valor de k. Si el modelo asigna una de las puntuaciones
top-k a la verdadera etiqueta, el ejemplo será puntuado como correcto.

Opcional

Valores válidos: Números enteros positivos

Valor predeterminado: 3

balance_multiclass_weightsEspecifica si se debe usar ponderaciones de clase, que proporcionan a
cada clase igual importancia en la función de pérdida. Solo se usa cuando
el predictor_type es multiclass_classifier.

Opcional

Valores válidos: true, false

Valor predeterminado: false

beta_1 Tasa de decremento exponencial para las estimaciones del primer
momento. Se aplica solo cuando el valor de optimizer es adam.

Opcional

Valores válidos: auto o de valor de punto flotante comprendido entre 0 y
1,0

Valor predeterminado: auto
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Nombre del parámetro Descripción

beta_2 Tasa de decremento exponencial para las estimaciones de segundo
momento. Se aplica solo cuando el valor de optimizer es adam.

Opcional

Valores válidos: auto o entero de punto flotante comprendido entre 0 y 1,0

Valor predeterminado: auto

bias_lr_mult Permite una tasa de aprendizaje diferente para el plazo de sesgo. La tasa
de aprendizaje real para el sesgo es learning_rate * bias_lr_mult.

Opcional

Valores válidos: auto o entero positivo de punto flotante

Valor predeterminado: auto

bias_wd_mult Permite una regularización diferente para el plazo de sesgo. La
ponderación de regularización de L2 real para el sesgo es wd *
bias_wd_mult. De forma predeterminada, no hay ninguna regularización
en el plazo de sesgo.

Opcional

Valores válidos: auto o entero no negativo de punto flotante

Valor predeterminado: auto

binary_classifier_model_selection_criteriaCuando predictor_type se establece en binary_classifier, los
criterios de evaluación del modelo para el conjunto de datos de validación
(o para el conjunto de datos de capacitación si no proporciona un conjunto
de datos de validación). Los criterios incluyen:

• accuracy: el modelo con la máxima precisión.
• f_beta: el modelo con la puntuación más alta de F1. El valor

predeterminado es F1.
• precision_at_target_recall: modelo con la máxima precisión en

un destino de rellamada determinado.
• recall_at_target_precision: modelo con la máxima rellamada en

un destino de precisión determinado.
• loss_function: el modelo con el valor más bajo de la función de

pérdida utilizada en el entrenamiento.

Opcional

Valores válidos: accuracy, f_beta, precision_at_target_recall,
recall_at_target_precision, o loss_function

Valor predeterminado: accuracy
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Nombre del parámetro Descripción

early_stopping_patienceEl número de fechas de inicio para esperar antes de
finalizar la capacitación si no se realiza ninguna mejora
en la métrica relevante. Si ha proporcionado un valor para
binary_classifier_model_selection_criteria. la métrica es
dicho valor. De lo contrario, la métrica es la misma que el valor especificado
para el hiperparámetro loss.

La métrica se evalúa en los datos de validación. Si no ha proporcionado
datos de validación, la métrica siempre la misma que el valor especificado
para el hiperparámetro loss y se evalúa en los datos de capacitación. Para
deshabilitar la parada precoz, establezca early_stopping_patience en
un valor mayor que el valor especificado para epochs.

Opcional

Valores válidos: Entero positivo

Valor predeterminado: 3

early_stopping_toleranceTolerancia relativa para medir una mejora en la pérdida. Si la proporción de
la mejora en la pérdida dividida por la mejor pérdida anterior es inferior a
este valor, la detención precoz considera que la mejora es cero.

Opcional

Valores válidos: Entero positivo de punto flotante

Valor predeterminado: 0.001

epochs Número máximo de iteraciones en los datos de capacitación.

Opcional

Valores válidos: Entero positivo

Valor predeterminado: 15

f_beta El valor de beta que se ha de emplear al calcular las
métricas de puntuación F para la clasificación binaria o de
varias clases. También se utiliza si el valor definido para
binary_classifier_model_selection_criteria es f_beta.

Opcional

Valores válidos: Enteros positivos de punto flotante

Valor predeterminado: 1.0

feature_dim El número de características en los datos de entrada.

Opcional

Valores válidos: auto o entero positivo

Valores predeterminados: auto
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Nombre del parámetro Descripción

huber_delta El parámetro de pérdida de Huber. Durante la evaluación métrica y de
capacitación, compute la pérdida L2 de errores inferiores a delata y de
pérdida L1 de errores superiores a delta.

Opcional

Valores válidos: Entero positivo de punto flotante

Valor predeterminado: 1.0

init_bias Ponderación inicial para el plazo de sesgo.

Opcional

Valores válidos: Número entero de punto flotante

Valor predeterminado: 0

init_method Establece la función de distribución inicial que se utiliza para ponderaciones
de modelo. Las funciones incluyen:

• uniform: se distribuye uniformidad entre (-escala, +escala)
• normal: distribución normal, con media 0 y sigma

Opcional

Valores válidos: uniform o normal

Valor predeterminado: uniform

init_scale Escala una distribución uniforme para ponderaciones de modelo. Se aplica
solo cuando se establece el hiperparámetro init_method en uniform.

Opcional

Valores válidos: Entero positivo de punto flotante

Valor predeterminado: 0,07

init_sigma La desviación estándar inicial para la distribución normal. Se aplica solo
cuando se establece el hiperparámetro init_method en normal.

Opcional

Valores válidos: Entero positivo de punto flotante

Valor predeterminado: 0.01

l1 El parámetro de regularización de L1. Si no desea usar la regularización de
L1,Establezca el valor en 0.

Opcional

Valores válidos: auto o número flotante no negativo

Valor predeterminado: auto
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Nombre del parámetro Descripción

learning_rate El tamaño del paso usado por el optimizador para actualizaciones de
parámetros.

Opcional

Valores válidos: auto o entero positivo de punto flotante

Valor predeterminado: auto, cuyo valor depende del optimizador elegido.

loss Especifica la función de pérdida.

Las funciones de pérdida disponibles y sus valores predeterminados
dependen del valor de predictor_type:

• Si la predictor_type se establece en regressor,
las opciones disponibles son auto, squared_loss,
absolute_loss, eps_insensitive_squared_loss,
eps_insensitive_absolute_loss, quantile_loss y
huber_loss. El valor predeterminado de auto es squared_loss.

• Si la predictor_type se establece en binary_classifier, las
opciones disponibles son auto, logistic y hinge_loss. El valor
predeterminado de auto es logistic.

• Si la predictor_type se establece en multiclass_classifier,
las opciones disponibles son auto y softmax_loss. El valor
predeterminado de auto es softmax_loss.

Valores válidos: auto, logistic, squared_loss, absolute_loss,
hinge_loss, eps_insensitive_squared_loss,
eps_insensitive_absolute_loss, quantile_loss o huber_loss

Opcional

Valor predeterminado: auto

loss_insensitivity El parámetro para el tipo de pérdida epsilon-insensible. Durante la
evaluación métrica y de capacitación, cualquier error inferior a este valor se
considera cero.

Opcional

Valores válidos: Entero positivo de punto flotante

Valor predeterminado: 0.01

lr_scheduler_factor Para cada hiperparámetro lr_scheduler_step, la tasa de aprendizaje
disminuye en esta cantidad. Se aplica solo cuando se establece el
hiperparámetro use_lr_scheduler en true.

Opcional

Valores válidos: auto o positivo de punto flotante comprendido entre 0 y 1

Valor predeterminado: auto
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Nombre del parámetro Descripción

lr_scheduler_minimum_lrLa tasa de aprendizaje nunca disminuye a un valor inferior al valor
establecido para lr_scheduler_minimum_lr. Se aplica solo cuando se
establece el hiperparámetro use_lr_scheduler en true.

Opcional

Valores válidos: auto o entero positivo de punto flotante

Valores predeterminados: auto

lr_scheduler_step El número de pasos entre disminuciones de la tasa de aprendizaje. Se
aplica solo cuando se establece el hiperparámetro use_lr_scheduler en
true.

Opcional

Valores válidos: auto o entero positivo

Valor predeterminado: auto

margin El margen para la función hinge_loss.

Opcional

Valores válidos: Entero positivo de punto flotante

Valor predeterminado: 1.0

mini_batch_size El número de observaciones por minilote para el iterador de datos.

Opcional

Valores válidos: Entero positivo

Valor predeterminado: 1 000

momentum El impulso del optimizador sgd.

Opcional

Valores válidos: auto o un entero de punto flotante comprendido entre 0 y
1,0

Valor predeterminado: auto

normalize_data Normaliza los datos de la característica antes de la capacitación. La
normalización de los datos convierte los datos de cada característica para
que tengan una media de cero y los escala para que tenga la desviación
estándar de la unidad.

Opcional

Valores válidos: auto, true o false

Valor predeterminado: true
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Nombre del parámetro Descripción

normalize_label Normaliza la etiqueta. La normalización de las etiquetas cambia la etiqueta
para que tenga una media de cero y la escala para que tenga la desviación
estándar de la unidad.

El valor auto predeterminado normaliza la etiqueta para problemas
de regresión, pero no para problemas de clasificación. Si establece
el hiperparámetro normalize_label en true para problemas de
clasificación, el algoritmo hace caso omiso de él.

Opcional

Valores válidos: auto, true o false

Valor predeterminado: auto

num_calibration_samplesNúmero de observaciones del conjunto de datos de validación para usar en
la calibración de modelo (cuando se encuentra el mejor umbral).

Opcional

Valores válidos: auto o entero positivo

Valor predeterminado: auto

num_models Número de modelos para capacitación en paralelo. Para el valor
predeterminado, auto, el algoritmo decide el número de modelos en
paralelo a capacitar. Un modelo es capacitado según el parámetro
de capacitación dado (regularización, optimizador, pérdida), y el resto
mediante parámetros cerrados.

Opcional

Valores válidos: auto o entero positivo

Valores predeterminados: auto

num_point_for_scaler El número de puntos de datos a usar para calcular la normalización o para
establecer plazos sin sesgo.

Opcional

Valores válidos: Entero positivo

Valor predeterminado: 10 000
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Nombre del parámetro Descripción

optimizer El algoritmo de optimización que se va a utilizar.

Opcional

Valores válidos:

• auto: valor predeterminado.
• sgd: descenso estocástico de gradiente.
• adam—Estimación del impulso de adaptación.
• rmsprop: técnica de optimización basada en degradados que utiliza una

media móvil de degradados cuadrados para normalizar el degradado.

Valor predeterminado: auto. El valor predeterminado deautoesadam.

positive_example_weight_multLa ponderación asignada a ejemplos positivos cuando se capacita un
clasificador binario. La ponderación de los ejemplos negativos se fija en
1. Si desea que el algoritmo elija una ponderación de manera que los
errores en los ejemplos de clasificación negativos frente a positivos tenga
el mismo impacto en la pérdida de capacitación, especifique balanced.
Si desea que el algoritmo elija la ponderación que optimice el rendimiento,
especifique auto.

Opcional

Valores válidos: balanced, auto o un entero positivo de punto flotante

Valor predeterminado: 1.0

quantile El cuantil para pérdida de cuantil. Para el cuantil q, el modelo intenta
producir predicciones de modo que el valor de true_label sea mayor que
la predicción con probabilidad q.

Opcional

Valores válidos: Entero de punto flotante comprendido entre 0 y 1

Valor predeterminado: 0,5

target_precision La precisión de destino. Si
binary_classifier_model_selection_criteria tiene el valor
recall_at_target_precision, entonces se mantiene precisión en
este valor al mismo tiempo que se optimiza rellamada.

Opcional

Valores válidos: Entero de punto flotante comprendido entre 0 y 1,0

Valor predeterminado: 0.8
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Nombre del parámetro Descripción

target_recall La rellamada de destino. Si
binary_classifier_model_selection_criteria tiene el valor
precision_at_target_recall, entonces se mantiene rellamada en
este valor al mismo tiempo que se optimiza precisión.

Opcional

Valores válidos: Entero de punto flotante comprendido entre 0 y 1,0

Valor predeterminado: 0.8

unbias_data Establece las características sin sesgo antes de la capacitación de modo
que la media sea 0. De forma predeterminada, los datos están sin sesgo ya
queuse_biashiperparámetro se establece entrue.

Opcional

Valores válidos: auto, true o false

Valor predeterminado: auto

unbias_label Establece las etiquetas sin sesgo antes de la capacitación de modo que la
media sea 0. Se aplica a la regresión solo si el use_bias hiperparámetro
se establece en true.

Opcional

Valores válidos: auto, true o false

Valor predeterminado: auto

use_bias Especifica si el modelo debe incluir un término de sesgo, que es el término
interceptar en la ecuación lineal.

Opcional

Valores válidos: true o false

Valor predeterminado: true

use_lr_scheduler Cuándo usar un programador para la tasa de aprendizaje. Si desea utilizar
un programador, especifique true.

Opcional

Valores válidos: true o false

Valor predeterminado: true

wd El parámetro de degradación de ponderación, que también se conoce como
parámetro de regularización de L2. Si no desea utilizar la regularización de
L2, establezca el valor en 0.

Opcional

Valores válidos: auto o entero no negativo de punto flotante

Valor predeterminado: auto
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Ajustar un modelo de alumno lineal

El ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la mejor
versión de un modelo ejecutando muchas tareas que probar una serie de hiperparámetros en su conjunto
de datos. Usted elige los hiperparámetros que pueden ajustarse, un rango de valores para cada uno de
ellos y una métrica objetiva. Puede elegir la métrica objetiva de las métricas que el algoritmo computa. El
ajuste de modelo automático busca los hiperparámetros elegidos para encontrar la combinación de valores
que obtienen el modelo que optimiza la métrica objetiva.

El algoritmo de aprendizaje lineal también dispone de un mecanismo interno para ajustar hiperparámetros
independiente del ajuste de modelo automático que se describe aquí. De forma predeterminada, el
algoritmo de aprendizaje lineal ajusta hiperparámetros capacitando varios modelos en paralelo. Cuando
se utiliza ajuste de modelos automático, el mecanismo de ajuste de aprendizaje lineal interno está
desactivado de forma automática. Esto establece el número de modelos paralelos, num_models, a 1. El
algoritmo no tiene en cuenta los valores que establezca para num_models.

Para obtener más información acerca del ajuste de modelos, consulte Realice un SageMaker (p. 1821).

Métricas calculadas por el algoritmo de aprendizaje lineal

El algoritmo de aprendizaje lineal informa de la las métricas en la siguiente tabla, que se calcula durante la
capacitación. Elija uno de ellos como métrica objetivo. Para evitar sobreajustes, se recomienda ajustar el
modelo en una métrica de validación en lugar de una capacitación métrica.

Nombre de métrica Descripción Dirección de
optimización

test:objective_loss El valor medio del función de pérdida objetivo en
el conjunto de datos de prueba después de que el
modelo sea capacitado. De forma predeterminada,
la pérdida es la pérdida logística para clasificación
binaria y pérdida cuadrática para regresión. Para
establecer la pérdida a otros tipos, utilice el loss
hiperparámetro.

Minimizar

test:binary_classification_
accuracy

La precisión del modelo final en el conjunto de
datos de prueba.

Maximizar

test:binary_f_beta La puntuación F_beta del modelo final en
el conjunto de datos de prueba. De forma
predeterminada, se trata de la puntuación F1,
que es la media armónica de la precisión y la
recuperación.

Maximizar

test:precision La precisión del modelo final en el conjunto
de datos de prueba. Si elige esta métrica
como objetivo, recomendamos configurar
una rellamada objetivo estableciendo el
binary_classifier_model_selection
hiperparámetro en
precision_at_target_recall y definir el valor
para el target_recall hiperparámetro.

Maximizar

test:recall La rellamada del modelo final en el conjunto
de datos de prueba. Si elige esta métrica
como objetivo, recomendamos configurar una
precisión objetivo estableciendo el hiperparámetro

Maximizar
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Nombre de métrica Descripción Dirección de
optimización

binary_classifier_model_selection en
recall_at_target_precision y definiendo el
valor para el hiperparámetro target_precision.

validation:objective_lossEl valor medio de la función de pérdida objetivo
en el conjunto de datos de validación de cada
fecha de inicio. De forma predeterminada, la
pérdida es la pérdida logística para clasificación
binaria y pérdida cuadrática para regresión. Para
establecer la pérdida a otros tipos, utilice el loss
hiperparámetro.

Minimizar

validation:binary_classification_accuracyLa precisión del modelo final en la validación del
conjunto de datos de prueba.

Maximizar

validation:binary_f_betaLa puntuación F_beta del modelo final en la
validación del conjunto de datos. De forma
predeterminada, la puntuación F_beta es la
puntuación F1, que es la media armónica
de las métricas validation:recall y
validation:precision.

Maximizar

validation:precisionLa precisión del modelo final en el conjunto
de datos de validación. Si elige esta métrica
como objetivo, recomendamos configurar
una rellamada objetivo estableciendo el
binary_classifier_model_selection
hiperparámetro en
precision_at_target_recall y definir el valor
para el target_recall hiperparámetro.

Maximizar

validation:recall La precisión del modelo final en el conjunto
de datos de validación. Si elige esta métrica
como objetivo, recomendamos configurar una
precisión objetivo estableciendo el hiperparámetro
binary_classifier_model_selection en
recall_at_target_precision y definiendo el
valor para el hiperparámetro target_precision.

Maximizar

Ajuste de hiperparámetros lineales del alumno

Puede ajustar un modelo de aprendizaje lineal con los siguientes hiperparámetros.

Nombre del parámetro Tipo de parámetro Intervalos
recomendados

wd ContinuousParameterRanges MinValue: 1e-7,
MaxValue: 1

l1 ContinuousParameterRanges MinValue: 1e-7,
MaxValue: 1

learning_rate ContinuousParameterRanges MinValue: 1e-5,
MaxValue: 1
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Nombre del parámetro Tipo de parámetro Intervalos
recomendados

mini_batch_size IntegerParameterRanges MinValue: 100,
MaxValue: 5000

use_bias CategoricalParameterRanges [True, False]

positive_example_weight_multContinuousParameterRanges MinValue: 1e-5,
MaxValue: 1e5

Formatos de respuesta lineal del alumno

Formato de respuesta JSON

Todos los algoritmos integrados de Amazon SageMaker se adhieren al formato de inferencia de entrada
común descrito enFormatos de datos comunes: inferencia. A continuación se indican los formatos de salida
disponibles para el algoritmo de aprendizaje lineal de SageMaker.

Clasificación binaria

let response =   {
    "predictions":    [
        {
            "score": 0.4,
            "predicted_label": 0
        } 
    ]
}

Clasificación multiclase

let response =   {
    "predictions":    [
        {
            "score": [0.1, 0.2, 0.4, 0.3],
            "predicted_label": 2
        } 
    ]
}

Regresión

let response =   {
    "predictions":    [
        {
            "score": 0.4
        } 
    ]
}

Formato de respuesta JSONLINES

Clasificación binaria

{"score": 0.4, "predicted_label": 0}
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Clasificación multiclase

{"score": [0.1, 0.2, 0.4, 0.3], "predicted_label": 2}

Regresión

{"score": 0.4}

Formato de respuesta RECORDIO

Clasificación binaria

[
    Record = {
        features = {},
        label = {
            'score': {
                keys: [],
                values: [0.4]  # float32
            },
            'predicted_label': {
                keys: [],
                values: [0.0]  # float32
            }
        }
    }
]

Clasificación multiclase

[
    Record = {
    "features": [],
    "label":    {
            "score":  {
                    "values":   [0.1, 0.2, 0.3, 0.4]   
            },
            "predicted_label":  {
                    "values":   [3]
            }
       },
    "uid":  "abc123",
    "metadata": "{created_at: '2017-06-03'}"
   }
]

Regresión

[
    Record = {
        features = {},
        label = {
            'score': {
                keys: [],
                values: [0.4]  # float32
            }   
        }
    }
]
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Algoritmo de Modelo de tema neuronal (NTM)
NTM de Amazon SageMaker es un algoritmo de aprendizaje no supervisado que se utiliza para organizar
un corpus de documentos enTemas deque contienen agrupaciones de palabras basadas en su distribución
estadística. Los documentos que contienen presencias frecuentes de palabras como "moto", "coche",
"tren", "distancia" y "velocidad", es probable que compartan un tema de "transporte", por ejemplo. El
modelado de temas se puede utilizar para clasificar o resumir documentos en función de los temas
detectados o para recuperar información o contenido recomendado en función de similitudes por tema. Los
temas de documentos que aprende NTM son caracterizado como una representación latente porque los
temas se infieren a partir de las distribuciones de palabras observadas en el corpus. La semántica de los
temas se infiere normalmente mediante el examen de las palabras más importantes que contienen. Puesto
que el método no es supervisado, se especifican previamente solo los números de temas, no los propios
temas. Además, no se garantiza que los temas sigan los procedimientos de categorización naturales de los
documentos.

Los modelos de temas proporcionan una forma de visualizar contenido de un gran cuerpo de documentos
en términos de temas aprendidos. Los documentos relevantes para cada tema deben indexarse o
buscarse en función de las etiquetas de temas blandas. Las representaciones latentes de documentos
pueden utilizarse para buscar documentos similares en el espacio del tema. También puede utilizar
las representaciones latentes de documentos que aprende el modelo del tema para la entrada en otro
algoritmo supervisado como un clasificador de documentos. Puesto que se prevé que las representaciones
latentes de documentos capturen la semántica de los documentos subyacentes, se espera que los
algoritmos basados en parte en estas representaciones tengan un mejor rendimiento que los basados solo
en características léxicas.

Aunque puede utilizar los algoritmos NTM y LDA de Amazon SageMaker para el modelo de temas, son
algoritmos distintos y puede esperarse que produzcan diferentes resultados en los mismos datos de
entrada.

Para obtener más información sobre las operaciones matemáticas que se encuentran detrás de NTM,
consulte Inferencia variacional neuronal para el procesamiento de texto.

Temas
• Interfaz de entrada/salida para el algoritmo NTM (p. 1510)
• Recomendación de la instancia EC2 para el algoritmo NTM (p. 1511)
• Bloc de notas de muestra de NTM (p. 1511)
• Hiperparámetros de NTM (p. 1511)
• Ajustar un modelo NTM (p. 1514)
• Formatos de respuesta de NTM (p. 1515)

Interfaz de entrada/salida para el algoritmo NTM
El modelo neuronal de Amazon SageMaker admite cuatro canales de datos: capacitación, validación,
prueba y auxiliar. Los canales de datos de validación, prueba y auxiliar son opcionales. Si especifica
cualquiera de estos canales opcionales, establezca el valor del S3DataDistributionType parámetro
para ellos FullyReplicated. Si proporciona datos de validación, la pérdida en estos datos se registra en
cada fecha de inicio y el modelo detiene la capacitación cuando detecta que esa pérdida de validación no
mejora. Si no proporciona datos de validación, el algoritmo detiene los datos basados anteriormente en la
capacitación, pero esto puede ser menos eficiente. Si proporciona datos de prueba, el algoritmo informa de
la pérdida de prueba del modelo final.

Los canales de datos de capacitación, validación y prueba para NTM admiten recordIO-wrapped-
protobuf (denso y disperso) y formatos de archivo CSV. Para el formato CSV, cada fila debe
representarse densamente con recuentos de cero para las palabras no presentes en el documento
correspondiente y tener la dimensión igual a: (número de registros) * (tamaño de vocabulario). Puede usar
el modo de archivo o el modo de canalización para capacitar modelos con datos con formato recordIO-
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wrapped-protobuf o CSV. El canal auxiliar se utiliza para suministrar un archivo de texto que contiene
vocabulario. Al proporcionar el archivo de vocabulario, los usuarios pueden ver las primeras palabras
para cada uno de los temas impresos en el registro en lugar de su IDs de entero. Tener el archivo de
vocabulario también permite a NTM calcular puntuaciones de Coherencia del tema de incrustación de
palabra (WETC), una nueva métrica que se muestran en el registro que captura similitud entre las primeras
palabras en cada tema de forma eficaz. El ContentType para el canal auxiliar es text/plain, con cada
línea que contiene una única palabra, en el orden correspondiente a las IDs de entero proporcionadas en
los datos. El archivo de vocabulario debe tener el nombre vocab.txt y actualmente solo se admite la
codificación UTF-8.

Para la inferencia, se admiten los tipos de contenido text/csv, application/json, application/
jsonlines y application/x-recordio-protobuf. Es posible pasar los datos dispersos para
application/json y application/x-recordio-protobuf. La inferencia de NTM devuelve
predicciones application/json o application/x-recordio-protobuf , que incluyen el vector
topic_weights para cada observación.

Consulte la entrada de blog y el bloc de notas complementario para obtener más información sobre el uso
del canal auxiliar y las puntuaciones WETC. Para obtener más información acerca de cómo calcular la
puntuación WETC, consulte Modelado de temas neuronales consciente de la coherencia. Hemos utilizado
el WETC por pares descrito en este documento para el modelo de tema neuronal de Amazon SageMaker.

Para obtener más información sobre los formatos de archivo de entrada y salida, consulte Formatos de
respuesta de NTM (p. 1515) para inferencia y Bloc de notas de muestra de NTM (p. 1511).

Recomendación de la instancia EC2 para el algoritmo NTM
La capacitación de NTM admite tanto los tipos de instancia de GPU como de CPU. Recomendamos las
instancias de GPU, pero para determinadas cargas de trabajo, las instancias de CPU pueden generar
costos de capacitación inferiores. Las instancias de CPU deben ser suficientes para la inferencia.

Bloc de notas de muestra de NTM
Para un bloc de notas de muestra que utiliza el algoritmo NTM de SageMaker para descubrir temas de
documentos desde un origen de datos sintético en el que se conocen las distribuciones de temas, consulte
laIntroducción a la funcionalidad básica de NTM. Para obtener instrucciones acerca de cómo crear y
obtener acceso a instancias de bloc de notas de Jupyter que puede utilizar para ejecutar el ejemplo en
SageMaker, consulteUso de las instancias de Amazon SageMaker (p. 131). Una vez que haya creado una
instancia de bloc de notas y la haya abierto, seleccione la pestañaEjemplos de SageMakerPara ver una
lista de todas las muestras de SageMaker. Los blocs de notas de modelado de ejemplos que utilizan los
algoritmos NTM se encuentran en la sección de introducción a algoritmos de Amazon. Para abrir un bloc
de notas, haga clic en la pestaña Use (Usar) y seleccione Create copy (Crear copia).

Hiperparámetros de NTM

Nombre del parámetro Descripción

feature_dim El tamaño del vocabulario del conjunto de datos.

Obligatorio

Valores válidos: Número entero positivo (mín.: 1, máx.: 1,000,000)

num_topics El número de temas necesarios.

Obligatorio

Valores válidos: Número entero positivo (mín.: 2, máx.: 1000)

batch_norm Si utilizar la normalización por lotes durante la capacitación.
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Nombre del parámetro Descripción
Opcional

Valores válidos: True o False

Valor predeterminado: false

clip_gradient La magnitud máxima para cada componente de gradiente.

Opcional

Valores válidos: Flotante (mín.: 1e-3)

Valor predeterminado: Infinito

encoder_layers El número de capas en el codificador y el tamaño de salida de cada
capa. Cuando se establezca en auto, el algoritmo usará dos capas
de tamaños 3 x num_topics y 2 x num_topics respectivamente.

Opcional

Valores válidos: Lista separada por comas de números enteros
positivos oauto

Valor predeterminado: auto

encoder_layers_activation La función de activación a utilizar en las capas del codificador.

Opcional

Valores válidos:

• sigmoid: Función sigmoide
• tanh: Tangente hiperbólica
• relu: Unidad lineal rectificada

Valor predeterminado: sigmoid

epochs Número máximo de iteraciones en los datos de capacitación.

Opcional

Valores válidos: Número entero positivo (mín.: 1)

Valor predeterminado: 50

learning_rate La tasa de aprendizaje para el optimizador.

Opcional

Valores válidos: Flotante (mín.: 1e-6, máx.: 1,0)

Valor predeterminado: 0.001
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Nombre del parámetro Descripción

mini_batch_size El número de ejemplos en cada mini lote.

Opcional

Valores válidos: Número entero positivo (mín.: 1, máx.: 10000)

Valor predeterminado: 256

num_patience_epochs El número de fechas de inicio sucesivas en la que se evalúa
el criterio de detención temprana. La detención temprana
se activa cuando se produce el cambio en la función de
pérdida cae por debajo del especificado tolerance en
el último num_patience_epochs número de fechas de
inicio. Para deshabilitar la detención temprana, establezca
num_patience_epochs en un valor superior a epochs.

Opcional

Valores válidos: Número entero positivo (mín.: 1)

Valor predeterminado: 3

optimizer El optimizador a utilizar para la capacitación.

Opcional

Valores válidos:

• sgd: Stochastic gradient descent
• adam: Adaptive momentum estimation
• adagrad: Algoritmo de gradiente adaptativo
• adadelta: Un algoritmo de tasa de aprendizaje adaptativa
• rmsprop: Root mean square propagation

Valor predeterminado: adadelta

rescale_gradient El factor de reescalado para el gradiente.

Opcional

Valores válidos: número flotante (mín.: 1e-3, máx.: 1,0)

Valor predeterminado: 1.0

sub_sample La fracción de los datos de capacitación que se van a muestrear
para capacitación por fecha de inicio.

Opcional

Valores válidos: Flotante (mín.: 0,0, máx.: 1,0)

Valor predeterminado: 1.0
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Nombre del parámetro Descripción

tolerance El cambio relativo máximo en la función de pérdida. La
detención temprana se activa cuando se produce el cambio en
la función de pérdida cae por debajo de este valor en el último
num_patience_epochs número de fechas de inicio.

Opcional

Valores válidos: Flotante (mín.: 1e-6, máx.: 0,1)

Valor predeterminado: 0.001

weight_decay El coeficiente de degradación de ponderación. Agrega la
regularización L2.

Opcional

Valores válidos: Flotante (mín.: 0,0, máx.: 1,0)

Valor predeterminado: 0.0

Ajustar un modelo NTM

El ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la mejor
versión de un modelo ejecutando muchas tareas que probar una serie de hiperparámetros en su conjunto
de datos. Usted elige los hiperparámetros que pueden ajustarse, un rango de valores para cada uno de
ellos y una métrica objetiva. Puede elegir la métrica objetiva de las métricas que el algoritmo computa. El
ajuste de modelo automático busca los hiperparámetros elegidos para encontrar la combinación de valores
que obtienen el modelo que optimiza la métrica objetiva.

NTM de Amazon SageMaker es un algoritmo de aprendizaje no supervisado que aprende las
representaciones latentes de colecciones grandes de datos discretos, como un cuerpo de documentos.
Las representaciones latentes usan variables inferidas que no se miden directamente para modelar las
observaciones en un conjunto de datos. El ajuste de modelo automático en NTM le ayuda a encontrar
el modelo que minimiza la pérdida sobre los datos de capacitación o de validación. La pérdida de
capacitación mide la eficacia del modelo para encajar los datos de capacitación. La pérdida de validación
de mide la eficacia del modelo para generalizar a datos en los que no está capacitado. Una pérdida de
capacitación baja indica que un modelo es idóneo para los datos de capacitación. Una baja pérdida de
validación indica que un modelo no ha sobreajustado los datos de capacitación y por tanto debería poder
modelar correctamente documentos en los que no se ha capacitado. Normalmente, es preferible que
ambas pérdidas sean pequeñas. Sin embargo, minimizar demasiado la pérdida de capacitación podría dar
lugar a sobreajustes y aumentar la pérdida de validación, lo que reduciría la generalidad del modelo.

Para obtener más información acerca del ajuste de modelos, consulte Realice un SageMaker (p. 1821).

Métricas calculadas por el algoritmo NTM

El algoritmo NTM informa una única métrica que se calcula durante la capacitación:
validation:total_loss. La pérdida total es la suma depérdida de reconstrucción y divergencia de
Kullback-Leibler. Al ajustar los valores de hiperparámetro, elija esta métrica como el objetivo.

Nombre de métrica Descripción Dirección de
optimización

validation:total_lossPérdida total en conjunto de validación Minimizar
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Hiperparámetros de NTM ajustables

Puede ajustar los siguientes hiperparámetros para el algoritmo de NTM. Normalmente, el ajuste de valores
bajos mini_batch_size y pequeños learning_rate da como resultado pérdidas de validación
inferiores, aunque puede tardarse más en capacitar. Las pérdidas de validación bajas no producen
necesariamente más temas coherentes interpretados por humanos. El efecto de otros hiperparámetros en
capacitación y pérdida de validación puede oscilar entre un conjunto de datos y otro. Para ver qué valores
son compatibles, consulte Hiperparámetros de NTM (p. 1511).

Nombre del parámetro Tipo de parámetro Intervalos
recomendados

encoder_layers_activationCategoricalParameterRanges ["sigmoid", "tanh", "relu"]

learning_rate ContinuousParameterRange MinValue: 1e-4,
MaxValue: 0.1

mini_batch_size IntegerParameterRanges MinValue: 16,
MaxValue: 2048

optimizer CategoricalParameterRanges ["sgd", "adam",
"adadelta"]

rescale_gradient ContinuousParameterRange MinValue: 0.1,
MaxValue: 1.0

weight_decay ContinuousParameterRange MinValue: 0.0,
MaxValue: 1.0

Formatos de respuesta de NTM
Todos los algoritmos integrados de Amazon SageMaker se adhieren al formato de inferencia de entrada
común descrito enFormatos de datos comunes: inferencia. Este tema contiene una lista de los formatos de
salidas disponibles para el algoritmo NTM de SageMaker.

Formato de respuesta JSON

{
    "predictions":    [
        {"topic_weights": [0.02, 0.1, 0,...]},
        {"topic_weights": [0.25, 0.067, 0,...]}
    ]
}

Formato de respuesta JSONLINES

{"topic_weights": [0.02, 0.1, 0,...]}
{"topic_weights": [0.25, 0.067, 0,...]}

Formato de respuesta RECORDIO

[
    Record = {
        features = {},
        label = {
            'topic_weights': {
                keys: [],
                values: [0.25, 0.067, 0, ...]  # float32
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            }
        }
    },
    Record = {
        features = {},
        label = {
            'topic_weights': {
                keys: [],
                values: [0.25, 0.067, 0, ...]  # float32
            }
        }
    }  
]

Algoritmo Object2Vec
El algoritmo de Amazon SageMaker Object2Vec es un algoritmo de integración neuronal de uso general
muy personalizable. Puede aprender integraciones densas de baja dimensionalidad de objetos de alta
dimensionalidad. Las integraciones se aprenden de tal forma que conservan la semántica de la relación
entre pares de objetos en el espacio original, en el espacio de integración. Puede utilizar las integraciones
aprendidas, por ejemplo, para calcular de forma eficaz los vecinos más próximos de objetos y para
visualizar clústeres naturales de objetos relacionados en espacio de baja dimensionalidad. También puede
utilizar las integraciones como características de los objetos correspondientes en las tareas supervisadas
posteriores, como, por ejemplo, clasificación o regresión.

Object2Vec generaliza la técnica de integración conocida de Word2Vec para palabras que está optimizada
en el de SageMakerAlgoritmo BlazingText (p. 1411). Para ver una entrada de blog que explica cómo
aplicar Object2Vec a algunos casos de uso prácticos, consulteIntroducción a Amazon SageMaker
Object2Vec.

Temas
• Interfaz de E/S para el algoritmo Object2Vec (p. 1516)
• Recomendación de la instancia EC2 para el algoritmo Object2Vec (p. 1517)
• Blocs de notas de muestra Object2Vec (p. 1518)
• Cómo funciona Object2Vec (p. 1518)
• Object2Vec Hyperparameters (p. 1519)
• Ajuste de un modelo Object2Vec (p. 1528)
• Formatos de datos para la capacitación de Object2Vec (p. 1530)
• Formato de datos para inferencia de Object2Vec (p. 1530)
• Integraciones de codificador para Object2Vec  (p. 1531)

Interfaz de E/S para el algoritmo Object2Vec

Puede utilizar Object2Vec en varios tipos de datos de entrada, incluidos los ejemplos siguientes:

Tipo de datos de entrada Ejemplo

Pares frase-frase «Un partido de fútbol con varios hombres jugando.» Y «Algunos
hombres están practicando un deporte».

Pares de etiquetas-secuencia Las etiquetas de género de la película «Titanic» como, por ejemplo,
«Romance» y «Drama», y una breve descripción: El Titanic de
James Cameron es un romance épico con mucha acción donde se
narra el primer y funesto viaje inaugural del R.M.S. Titanic. Fue el
navío más lujoso de su época, un barco de ensueño, que acabó
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Tipo de datos de entrada Ejemplo
llevando a más de 1500 personas a su muerte en las aguas heladas
del Atlántico Norte, en la madrugada del 15 de abril de 1912".

Pares de cliente-cliente El ID de cliente Jane y el ID de cliente de Jackie.

Pares de producto-producto El ID de producto de fútbol americano e ID de producto de
baloncesto.

Pares de revisión de elemento-
elemento de usuario

El ID de un usuario y los productos que ha comprado como, por
ejemplo, manzanas, peras y naranjas.

Para transformar los datos de entrada en los formatos admitidos, debe preprocesarlos. Actualmente,
Object2Vec admite nativamente dos tipos de entradas:

• Un token discreto, que se representa como una lista de un único integer-id. Por ejemplo, [10].
• Una secuencia de tokens discretos, que se representa como una lista de integer-ids. Por ejemplo,
[0,12,10,13].

El objeto en cada par puede ser asimétrico. Por ejemplo, los pares pueden ser (token, secuencia) o (token,
token) o (secuencia, secuencia). Para las entradas de token, el algoritmo admite integraciones simples
como codificadores compatibles. Para secuencias de vectores de token, el algoritmo admite lo siguiente
como codificadores:

• Integraciones medias-agrupadas
• Redes neuronales convolucionales jerárquicas (CNNs),
• Memoria a corto y largo plazo bidireccional multi-capa (BiLSTMs)

La etiqueta de entrada de cada par puede ser una de las siguientes:

• Una etiqueta categórica que expresa la relación entre los objetos del par.
• Una puntuación que expresa el grado de la similitud entre los dos objetos.

Para etiquetas categóricas usadas en clasificación, el algoritmo soporta la función de pérdida entropía
cruzada. Para etiquetas basadas en calificaciones/puntuación usadas en regresión, el algoritmo admite
la función de pérdida de error cuadrático medio (MSE). Especifique estas funciones de pérdida con el
hiperparámetro output_layer al crear el trabajo de capacitación de modelo.

Recomendación de la instancia EC2 para el algoritmo Object2Vec
El tipo de instancia de Amazon Elastic Compute Cloud (Amazon EC2) que utilice depende de si está
capacitando o ejecutando inferencias.

Recomendación de instancia para capacitación

Cuando capacite un modelo mediante el algoritmo Object2Vec en una CPU, comience por una instancia
ml.m5.2xlarge. Para capacitaciones en una GPU, comience por una instancia ml.p2.xlarge. Si la
capacitación tarda demasiado tiempo en efectuarse en esta instancia, puede usar una instancia más
grande como, por ejemplo, una ml.ml.ml.ml.m5.4xlarge o unaml.m5.12xlargeActualmente, el algoritmo
Object2Vec sólo puede entrenar en una única máquina. Sin embargo, ofrece soporte para varias GPUs.

Recomendación de instancia para Inferencia

Para la inferencia con un modelo Object2Vec que tiene una red neuronal profunda, recomendamos
que se use la instancia de GPU ml.p3.2xlarge. Debido a la escasez de memoria de GPU, la variable de
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entorno INFERENCE_PREFERRED_MODE se puede especificar para su optimización en cuanto a si la red
de inferencia the section called “Optimización de GPU: Clasificación o regresión” (p. 1530) o the section
called “Optimización de GPU: Incrustaciones de codificadores” (p. 1531) se carga en GPU.

Blocs de notas de muestra Object2Vec

• Uso de Object2Vec para codificar oraciones en incrustaciones de longitud fija
• Uso de Object2Vec para aprender las incrustaciones de documentos

Note

Para ejecutar los blocs de notas en una instancia de bloc de notas, consulteEjemplo de blocs de
notas (p. 142). Para ejecutar los blocs de notas en Studio, consulteCrear o abrir un cuaderno de
Amazon SageMaker Studio (p. 88).

Cómo funciona Object2Vec

Cuando utiliza el algoritmo Object2Vec de Amazon SageMaker, sigue el flujo de trabajo estándar: procesa
los datos, capacita el modelo y genera inferencias.

Temas
• Paso 1: Datos de Procesamiento (p. 1518)
• Paso 2: Capacitación de un modelo (p. 1518)
• Paso 3: Producir interfaces  (p. 1519)

Paso 1: Datos de Procesamiento

Durante el procesamiento previo, convierta los datos al formato de archivo de texto Líneas de JSON
especificado en  Formatos de datos para la capacitación de Object2Vec (p. 1530). Para obtener la máxima
precisión durante la capacitación, mezcle de forma aleatoria los datos antes de introducirlos en el modelo.
El modo en que genera las permutaciones aleatorias depende del lenguaje. Para Python, podría utilizar
np.random.shuffle; para Unix, shuf.

Paso 2: Capacitación de un modelo

El algoritSageMaker t2Vec de de tiene los siguientes componentes principales:

• Dos canales de entrada— Los canales de entrada toman un par de objetos del mismo tipo o diferentes
tipos como entradas, y los pasan a codificadores independientes y personalizables.

• Dos codificadoresLos dos codificadores, enc0 y enc1, convierten cada uno de los objetos en un vector
de integración de longitud fija. Luego las integraciones codificadas de los objetos del par se transfieren a
un comparador.

• Comparación de rostros— El comparador compara las integraciones de diferentes maneras y genera
puntuaciones que indican la fortaleza de la relación entre los objetos emparejados. En la puntuación
obtenida para un par de frases. Por ejemplo, 1 indica una relación estrecha entre un par de frases y 0
representa una relación menos fuerte.

Durante la capacitación, el algoritmo acepta pares de objetos y sus etiquetas de relación o puntuaciones
como entradas. Los objetos de cada par pueden ser de diferentes tipos, tal y como se ha descrito
anteriormente. Si las entradas a ambos codificadores están compuestas por las mismas unidades
de nivel de token, puede utilizar una capa de integración de token compartida estableciendo el
hiperparámetro tied_token_embedding_weight en True al crear el trabajo de capacitación.
Esto es posible, por ejemplo, al comparar frases que tienen ambas unidades de nivel de token de
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palabra. Para generar muestras negativas a una velocidad especificada, establezca el hiperparámetro
negative_sampling_rate en la proporción deseada de muestras negativas a positivas. Este
hiperparámetro acelera el aprendizaje de cómo distinguir entre las muestras positivas observada en los
datos de capacitación y las muestras negativas que no es probable que se observen.

Se pasan pares de objetos a través de codificadores personalizables e independientes que son
compatibles con los tipos de entrada de objetos correspondientes. Los codificadores convierten cada
uno de los objetos de un par en un vector de integración de longitud fija de igual longitud. El par de
vectores se transfieren a un operador comparador, que combina los vectores en un solo vector con el
valor especificado en el hiperparámetro comparator_list. Luego, el vector montado pasa por una capa
perceptron multicapa (MLP), que produce una salida que la función de pérdida compara con las etiquetas
que se han proporcionado. Esta comparación evalúa la fuerza de la relación entre los objetos del par,
según prevé el modelo. En la siguiente figura se muestra este flujo de trabajo.

Arquitectura del algoritmo Object2Vec desde entradas de datos hasta puntuaciones

Paso 3: Producir interfaces

Una vez que el modelo está capacitado, puede utilizar el codificador capacitadopara preprocesar objetos
de entrada opara realizar dos tipos de inferencia:

• Para convertir objetos de entrada de singleton en integraciones de longitud fija mediante el codificador
correspondiente

• Para predecir la etiqueta de relación o puntuación entre un par de objetos de entrada

El servidor de inferencia descubre automáticamente cuál de los tipos es solicitado en función de los datos
de entrada. Para obtener las integraciones como salida, proporcione una única entrada. Para predecir la
etiqueta de relación o puntuación, proporcione ambas entradas del par.

Object2Vec Hyperparameters

En la solicitud CreateTrainingJob, especifique el algoritmo de capacitación. También puede especificar
hiperparámetros específicos de algoritmos como mapeos de cadena a cadena. En la siguiente tabla se
muestran los hiperparámetros para el algoritmo de capacitación Object2Vec.
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Nombre del parámetro Descripción

enc0_max_seq_len La longitud de secuencia máxima para el codificador enc0.

Obligatorio

Valores válidos: 1 número entero ≤ 5000

enc0_vocab_size El tamaño de vocabulario de tokens enc0.

Obligatorio

Valores válidos: 2 ≤ número entero ≤ 3000000

bucket_width La diferencia permitida entre la longitud de la secuencia de datos
cuando el almacenamiento en buckets está habilitado. Para habilitar
el almacenamiento en buckets, especifique un valor distinto de cero
para este parámetro.

Opcional

Valores válidos: 0 ≤ número entero

Valor predeterminado: 0 (no bucketing)

comparator_list Una lista que se utiliza para personalizar la forma en que se
comparan dos integraciones. La capa de operador comparador
de Object2Vec toma las codificaciones de ambos codificadores
como entradas y genera un único vector. Este vector es
una concatenación de subvectores. Los valores de cadena
transferidos a la comparator_list y el orden en que se pasan
determinan cómo se montan estos subvectores. Por ejemplo,
si comparator_list="hadamard, concat", el operador
comparador crea el vector concatenando el producto Hadamard
de dos codificaciones y la concatenación de dos codificaciones. Si,
por el contrario, comparator_list="hadamard", el comparador
vector construirá el vector como el producto hadamard de solo dos
codificaciones.

Opcional

Valores válidos: Cadena que contiene cualquier combinación de
los nombres de los tres operadores binarios:hadamard,concat,
o bienabs_diff. El algoritmo Object2Vec necesita actualmente
que las dos codificaciones de vectores tengan la misma dimensión.
Estos operadores producir los subvectores tal y como se indica a
continuación:

• hadamard: crea un vector como el producto Hadamard
(algebraico) de dos codificaciones.

• concat: crea un vector como la concatenación de dos
codificaciones.

• abs_diff: crea un vector como la diferencia absoluta entre dos
codificaciones.

Valor predeterminado: "hadamard, concat, abs_diff"
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Nombre del parámetro Descripción

dropout La probabilidad de abandono para capas de red. Dropout es una
forma de regularización utilizada en redes neuronales que reduce el
sobreajuste recortando las neuronas codependientes.

Opcional

Valores válidos: 0.0 ≤float≤ 1.0

Valor predeterminado: 0.0

early_stopping_patience El número de fechas de inicio consecutivas sin mejora permitida
antes de que se aplique una detención temprana. La mejora se
define con el hiperparámetro early_stopping_tolerance.

Opcional

Valores válidos: 1 número entero

Valor predeterminado: 3

early_stopping_tolerance La reducción de la función de pérdida que un algoritmo debe
conseguir entre fechas de inicio consecutivas para evitar
una detención precoz después de que el número de fechas
de inicio consecutivas especificado en el hiperparámetro
early_stopping_patience concluya.

Opcional

Valores válidos: 0,000001 ≤ valor flotante ≤ 0,1

Valor predeterminado: 0.01

enc_dim La dimensión de la salida de la capa de integración.

Opcional

Valores válidos: 4 ≤ número entero ≤ 10000

Valor predeterminado: 4096

enc0_network El modelo de red para el codificador enc0.

Opcional

Valores válidos: hcnn, bilstm o pooled_embedding

• hcnn: una red neuronal convolucional jerárquica.
• bilstm: red de memoria bidireccional de a corto y largo plazo

(biLSTM), donde la señal se propaga hacia atrás y hacia delante
en el tiempo. Se trata de una arquitectura de red neuronal
recurrente (RNN) adecuada para tareas de aprendizaje secuencial.

• pooled_embedding: calcula la media de las integraciones de
todos los tokens de la entrada.

Valor predeterminado: hcnn
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Nombre del parámetro Descripción

enc0_cnn_filter_width La anchura del filtro del codificador enc0 de la red neuronal
convolucional (CNN).

Condicional

Valores válidos: 1 número entero ≤ 9

Valor predeterminado: 3

enc0_freeze_pretrained_embeddingCongelar o no ponderaciones de integraciones precapacitadas enc0.

Condicional

Valores válidos: True o False

Valor predeterminado: True

enc0_layers El número de capas ocultas del codificador enc0.

Condicional

Valores válidos:autoo 1 ≤ entero ≤ 4

• Para hcnn, auto significa 4.
• Para bilstm, auto significa 1.
• En pooled_embedding, auto no tiene en cuenta el número de

capas.

Valor predeterminado: auto

enc0_pretrained_embedding_fileEl nombre del archivo de integración de token enc0 precapacitado en
el canal de datos auxiliares.

Condicional

Valores válidos: Cadena con caracteres alfanuméricos, guión bajo o
punto. [A-Za-z0-9\.\ _]

Valor predeterminado: "" (cadena vacía)

enc0_token_embedding_dim La dimensión de la salida de la capa de integración de token enc0.

Condicional

Valores válidos: 2 ≤ número entero ≤ 1000

Valor predeterminado: 300

enc0_vocab_file El archivo de vocabulario para el mapeo de vectores de integración
de token enc0 precapacitados para ID de vocabulario numérico.

Condicional

Valores válidos: Cadena con caracteres alfanuméricos, guión bajo o
punto. [A-Za-z0-9\.\ _]

Valor predeterminado: "" (cadena vacía)
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Nombre del parámetro Descripción

enc1_network El modelo de red para el codificador enc1. Si desea que el
codificador enc1 use el mismo modelo de red que enc0, incluidos los
valores de hiperparámetros, establezca el valor enenc0.

Note

Incluso cuando las redes de codificadores enc1 y enc0
tienen arquitecturas simétricas, no puede compartir valores
de parámetros para estas redes.

Opcional

Valores válidos: enc0, hcnn, bilstm o pooled_embedding

• enc0: modelo de red para el codificador enc0.
• hcnn: una red neuronal convolucional jerárquica.
• bilstm: memoria bidireccional LSTM, en que la señal se

propaga hacia atrás y hacia delante en el tiempo. Se trata de una
arquitectura de red neuronal recurrente (RNN) adecuada para
tareas de aprendizaje secuencial.

• pooled_embedding: promedios de las integraciones de todos los
tokens en la entrada.

Valor predeterminado: enc0

enc1_cnn_filter_width La anchura de filtro del codificador enc1 CNN.

Condicional

Valores válidos: 1 número entero ≤ 9

Valor predeterminado: 3

enc1_freeze_pretrained_embeddingCongelar o no ponderaciones de integraciones precapacitadas enc1.

Condicional

Valores válidos: True o False

Valor predeterminado: True

enc1_layers El número de capas del codificador enc1.

Condicional

Valores válidos:autoo 1 ≤ entero ≤ 4

• Para hcnn, auto significa 4.
• Para bilstm, auto significa 1.
• En pooled_embedding, auto no tiene en cuenta el número de

capas.

Valor predeterminado: auto
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Nombre del parámetro Descripción

enc1_max_seq_len La longitud de secuencia máxima para el codificador enc1.

Condicional

Valores válidos: 1 número entero ≤ 5000

enc1_pretrained_embedding_fileEl nombre de archivo de integración del token precapacitado enc1 en
el canal de datos auxiliares.

Condicional

Valores válidos: Cadena con caracteres alfanuméricos, guión bajo o
punto. [A-Za-z0-9\.\ _]

Valor predeterminado: "" (cadena vacía)

enc1_token_embedding_dim La dimensión de la salida de la capa de integración de token enc1.

Condicional

Valores válidos: 2 ≤ número entero ≤ 1000

Valor predeterminado: 300

enc1_vocab_file El archivo de vocabulario para el mapeo de integraciones de token
enc1 precapacitadas a ID de vocabulario

Condicional

Valores válidos: Cadena con caracteres alfanuméricos, guión bajo o
punto. [A-Za-z0-9\.\ _]

Valor predeterminado: "" (cadena vacía)

enc1_vocab_size El tamaño de vocabulario de tokens enc0.

Condicional

Valores válidos: 2 ≤ número entero ≤ 3000000

epochs El número de fechas de inicio a ejecutar para capacitación.

Opcional

Valores válidos: 1 número entero

Valor predeterminado: 30

learning_rate La tasa de aprendizaje para capacitación.

Opcional

Valores válidos: 1.0E-6 ≤ flotador ≤ 1.0

Valor predeterminado: 0.000
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Nombre del parámetro Descripción

mini_batch_size El tamaño de lote en que el conjunto de datos se divide para
optimizer durante la capacitación.

Opcional

Valores válidos: 1 número entero ≤ 10000

Valor predeterminado: 32

mlp_activation El tipo de función de activación para la capa perceptron multicapa
(MLP).

Opcional

Valores válidos: tanh, relu o linear

• tanh: Tangente hiperbólica
• relu: Unidad lineal rectificada (ReLU)
• linear: Función lineal

Valor predeterminado: linear

mlp_dim La dimensión de la salida de capas MLP.

Opcional

Valores válidos: 2 ≤ número entero ≤ 10000

Valor predeterminado: 512

mlp_layers El número de capas MLP en la red.

Opcional

Valores válidos: 0 ≤ número entero

Valor predeterminado: 2
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Nombre del parámetro Descripción

negative_sampling_rate La proporción de muestras negativas, generadas para ayudar a
capacitar el algoritmo, por muestras positivas que los usuarios
proporcionan. Las muestras negativas representan datos que es
poco probable que se produzcan en la realidad y se etiquetan
negativamente para la capacitación. Facilitan la capacitación de
un modelo para distinguir entre las muestras positivas observadas
y las muestras negativas que no lo son. Para especificar la
proporción de muestras negativas por muestras positivas utilizado
para la capacitación, establezca el valor en un número entero
positivo. Por ejemplo, si capacita el algoritmo con datos de
entrada en los que todas las muestras son positivas y establece
negative_sampling_rate en 2, el algoritmo Object2Vec genera
internamente dos muestras negativas por cada muestra positiva.
Si no desea generar ni utilizar muestras negativas durante la
capacitación, establezca el valor en 0.

Opcional

Valores válidos: 0 ≤ número entero

Valor predeterminado: 0 (desconectado)

num_classes El número de clases para capacitación de clasificación. Amazon
SageMaker pasa por alto este hiperparámetro para problemas de
regresión.

Opcional

Valores válidos: 2 ≤ número entero

Valor predeterminado: 2

optimizer El tipo de optimizador.

Opcional

Valores válidos:adadelta,adagrad,adam,sgd, o bienrmsprop.

• adadelta: método de tasa de aprendizaje por dimensión para
descenso de gradiente

• adagrad: algoritmo de gradiente adaptativo
• adam: algoritmo de estimación de momento adaptativo
• sgd: Stochastic gradient descent
• rmsprop: Root mean square propagation

Valor predeterminado: adam
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Nombre del parámetro Descripción

output_layer El tipo de capa de salida en la que se especifica que la tarea es una
regresión o clasificación.

Opcional

Valores válidos: softmax o mean_squared_error

• softmax: La función Softmax utilizada para clasificación.
• mean_squared_error: El MSE utilizado para regresión.

Valor predeterminado: softmax

tied_token_embedding_weightSi se utiliza o no una capa de integración compartida para ambos
codificadores. Si las entradas de ambos codificadores utilizan las
mismas unidades de nivel de token, utilice una capa de integración
de token compartido. Por ejemplo, en el caso de una colección
de documentos, si un codificador codifica frases y otro codifica
documentos completos, puede utilizar una capa de integración
de token compartida. Esto se debe a que tanto las frases como
los documentos se componen de tokens de palabras del mismo
vocabulario.

Opcional

Valores válidos: True o False

Valor predeterminado: False

token_embedding_storage_typeEl modo de actualización de gradiente utilizado durante la
capacitación: cuando se utiliza el modo dense, el optimizador
calcula la matriz de gradiente completa para la capa de integración
de token aunque la mayoría de las filas de gradiente tengan un
valor de cero. Cuando se usa el modo sparse, el optimizador solo
almacena filas de gradientes que se están utilizando realmente en
el minilote. Si desea que el algoritmo realice actualizaciones de
gradientes diferidas, que calculan los gradientes solamente en las
filas que no tienen el valor de cero y que aceleran la capacitación,
especifique row_sparse. Si configura el valor en row_sparse, los
valores disponibles para otros hiperparámetros se restringirán, tal y
como se indica a continuación:

• El hiperparámetro optimizer tiene que establecerse en
adam, adagrad o sgd. De lo contrario, el algoritmo genera un
CustomerValueError.

• El algoritmo desactiva automáticamente la asignación de buckets y
establece el hiperparámetro bucket_width en 0.

Opcional

Valores válidos: dense o row_sparse

Valor predeterminado: dense
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Nombre del parámetro Descripción

weight_decay El parámetro de degradación ponderal utilizado para optimización.

Opcional

Valores válidos: 0 ≤ valor flotante

Valor predeterminado: 0 (sin decadencia)

Ajuste de un modelo Object2Vec

El ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la mejor
versión de un modelo ejecutando muchas tareas que probar una serie de hiperparámetros en su conjunto
de datos. Usted elige los hiperparámetros que pueden ajustarse, un rango de valores para cada uno de
ellos y una métrica objetiva. Para la métrica objetiva, utilice una de las métricas que el algoritmo calcula.
El ajuste de modelos automático busca los hiperparámetros elegidos para encontrar la combinación de
valores que dan lugar a un modelo que optimiza la métrica objetivo.

Para obtener más información acerca del ajuste de modelos, consulte Realice un SageMaker (p. 1821).

Métricas calculadas por el algoritmo Object2Vec

El algoritmo Object2Vec tiene métricas de clasificación y regresión. El tipo output_layer determina qué
métrica puede utilizar para ajuste del modelo automático.

Métricas de regresor calculadas por el algoritmo Object2Vec

El algoritmo registra una métrica regresor de error cuadrático medio, que se calcula durante las pruebas y
validación. Al ajustar el modelo para las tareas de regresión, elija esta métrica como el objetivo.

Nombre de métrica Descripción Dirección de
optimización

test:mean_squared_errorError cuadrado medio medio Minimizar

validation:mean_squared_errorError cuadrado medio medio Minimizar

Métricas de clasificación calculadas por el algoritmo Object2Vec

El algoritmo Object2Vec notifica métricas de precisión y clasificación de entropía cruzada, que se calculan
durante el ensayo y validación. Al ajustar el modelo para tareas de clasificación, elija una de estas métricas
como objetivo.

Nombre de métrica Descripción Dirección de
optimización

test:accuracy Accuracy Maximizar

test:cross_entropy Entropía cruzada Minimizar

validation:accuracy Accuracy Maximizar

validation:cross_entropyEntropía cruzada Minimizar
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Hiperparámetros ajustables de Object2Vec

Puede ajustar los siguientes hiperparámetros para el algoritmo Object2Vec.

Nombre del
hiperparámetro

Tipo de hiperparámetro Rangos y valores
recomendados

dropout ContinuousParameterRange MinValue: 0.0,
MaxValue: 1.0

early_stopping_patienceIntegerParameterRange MinValue: 1,
MaxValue: 5

early_stopping_toleranceContinuousParameterRange MinValue: 0.001,
MaxValue: 0.1

enc_dim IntegerParameterRange MinValue: 4,
MaxValue: 4096

enc0_cnn_filter_widthIntegerParameterRange MinValue: 1,
MaxValue: 5

enc0_layers IntegerParameterRange MinValue: 1,
MaxValue: 4

enc0_token_embedding_dimIntegerParameterRange MinValue: 5,
MaxValue: 300

enc1_cnn_filter_widthIntegerParameterRange MinValue: 1,
MaxValue: 5

enc1_layers IntegerParameterRange MinValue: 1,
MaxValue: 4

enc1_token_embedding_dimIntegerParameterRange MinValue: 5,
MaxValue: 300

epochs IntegerParameterRange MinValue: 4,
MaxValue: 20

learning_rate ContinuousParameterRange MinValue: 1e-6,
MaxValue: 1.0

mini_batch_size IntegerParameterRange MinValue: 1,
MaxValue: 8192

mlp_activation CategoricalParameterRanges [tanh, relu,
linear]

mlp_dim IntegerParameterRange MinValue: 16,
MaxValue: 1024

mlp_layers IntegerParameterRange MinValue: 1,
MaxValue: 4

optimizer CategoricalParameterRanges [adagrad, adam,
rmsprop, sgd,
adadelta]
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Nombre del
hiperparámetro

Tipo de hiperparámetro Rangos y valores
recomendados

weight_decay ContinuousParameterRange MinValue: 0.0,
MaxValue: 1.0

Formatos de datos para la capacitación de Object2Vec

Input: Formato de solicitud de líneas JSON

Content-Tipo: application/jsonlines

{"label": 0, "in0": [6, 17, 606, 19, 53, 67, 52, 12, 5, 10, 15, 10178, 7, 33, 652, 80, 15,
 69, 821, 4], "in1": [16, 21, 13, 45, 14, 9, 80, 59, 164, 4]}
{"label": 1, "in0": [22, 1016, 32, 13, 25, 11, 5, 64, 573, 45, 5, 80, 15, 67, 21, 7, 9,
 107, 4], "in1": [22, 32, 13, 25, 1016, 573, 3252, 4]}
{"label": 1, "in0": [774, 14, 21, 206], "in1": [21, 366, 125]}

"in0" e "in1" son las entradas para encoder0 y encoder1, respectivamente. El mismo formato es válido
tanto para clasificación como para problemas de regresión. Para la regresión, el campo"label"puede
aceptarinsumos valiosos reales.

Formato de datos para inferencia de Object2Vec

Optimización de GPU: Clasificación o regresión

Debido a la escasez de memoria de la GPU, elINFERENCE_PREFERRED_MODESe puede especificar para
su optimización en cuanto a si la clasificación o regresión oel the section called “Salida: Incrustaciones de
codificadores” (p. 1532)la red de inferencia se carga en la GPU. Si la mayor parte de su inferencia está
destinada a su clasificación o regresión, especifique INFERENCE_PREFERRED_MODE=classification.
A continuación se muestra un ejemplo de transformación por lotes de cómo utilizar 4 instancias de
p3.2xlarge, que se optimiza para la inferencia de clasificación o regresión:

transformer = o2v.transformer(instance_count=4,
                              instance_type="ml.p2.xlarge",
                              max_concurrent_transforms=2,
                              max_payload=1,  # 1MB
                              strategy='MultiRecord',
                              env={'INFERENCE_PREFERRED_MODE': 'classification'},  # only
 useful with GPU
                              output_path=output_s3_path)

Input: Formato de solicitud de clasificación o regresión

Content-type: application/json

{
  "instances" : [
    {"in0": [6, 17, 606, 19, 53, 67, 52, 12, 5, 10, 15, 10178, 7, 33, 652, 80, 15, 69, 821,
 4], "in1": [16, 21, 13, 45, 14, 9, 80, 59, 164, 4]},
    {"in0": [22, 1016, 32, 13, 25, 11, 5, 64, 573, 45, 5, 80, 15, 67, 21, 7, 9, 107, 4],
 "in1": [22, 32, 13, 25, 1016, 573, 3252, 4]},
    {"in0": [774, 14, 21, 206], "in1": [21, 366, 125]}
  ]
}

Content-type: application/jsonlines
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{"in0": [6, 17, 606, 19, 53, 67, 52, 12, 5, 10, 15, 10178, 7, 33, 652, 80, 15, 69, 821, 4],
 "in1": [16, 21, 13, 45, 14, 9, 80, 59, 164, 4]}
{"in0": [22, 1016, 32, 13, 25, 11, 5, 64, 573, 45, 5, 80, 15, 67, 21, 7, 9, 107, 4], "in1":
 [22, 32, 13, 25, 1016, 573, 3252, 4]}
{"in0": [774, 14, 21, 206], "in1": [21, 366, 125]}

Para problemas de clasificación, la longitud del vector de puntuaciones corresponde a num_classes.
Para problemas de regresión, la longitud es 1.

Salida: Formato de respuesta de clasificación o regresión

Accept: application/json.

{
    "predictions": [
        {
            "scores": [
                0.6533935070037842,
                0.07582679390907288,
                0.2707797586917877
            ]
        },
        {
            "scores": [
                0.026291321963071823,
                0.6577019095420837,
                0.31600672006607056
            ]
        }
    ]
}

Accept: application/jsonlines.

{"scores":[0.195667684078216,0.395351558923721,0.408980727195739]}
{"scores":[0.251988261938095,0.258233487606048,0.489778339862823]}
{"scores":[0.280087798833847,0.368331134319305,0.351581096649169]}

En los formatos de clasificación y de regresión, las puntuaciones se aplican a etiquetas individuales.

Integraciones de codificador para Object2Vec

Optimización de GPU: Incrustaciones de codificadores

Una integración es una asignación de objetos discretos, como palabras, a vectores de números reales.

Debido a la escasez de memoria de GPU, la variable de entorno INFERENCE_PREFERRED_MODE
se puede especificar para su optimización en cuanto a si the section called “Formatos de inferencia:
Puntuación” (p. 1530) o la red de inferencia de integración de codificador se carga en GPU. Si
la mayor parte de su inferencia está destinada a las integraciones de codificador, especifique
INFERENCE_PREFERRED_MODE=embedding. A continuación se muestra un ejemplo de transformación
por lotes de cómo utilizar 4 instancias de p3.2xlarge, que se optimiza para la inferencia de integración de
codificador:

transformer = o2v.transformer(instance_count=4,
                              instance_type="ml.p2.xlarge",
                              max_concurrent_transforms=2,
                              max_payload=1,  # 1MB
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                              strategy='MultiRecord',
                              env={'INFERENCE_PREFERRED_MODE': 'embedding'},  # only useful
 with GPU
                              output_path=output_s3_path)

Input: Incrustaciones de codificadores

Tipo de contenido: application/json; infer_max_seqlens=<FWD-LENGTH>,<BCK-LENGTH>

Donde <FWD-LENGTH> y <BCK-LENGTH> son enteros en el intervalo [1,5000] y definen la longitud
máxima de la secuencia para el codificador hacia adelante y hacia atrás.

{
  "instances" : [
    {"in0": [6, 17, 606, 19, 53, 67, 52, 12, 5, 10, 15, 10178, 7, 33, 652, 80, 15, 69, 821,
 4]},
    {"in0": [22, 1016, 32, 13, 25, 11, 5, 64, 573, 45, 5, 80, 15, 67, 21, 7, 9, 107, 4]},
    {"in0": [774, 14, 21, 206]}
  ]
}

Tipo de contenido: application/jsonlines; infer_max_seqlens=<FWD-LENGTH>,<BCK-LENGTH>

Donde <FWD-LENGTH> y <BCK-LENGTH> son enteros en el intervalo [1,5000] y definen la longitud
máxima de la secuencia para el codificador hacia adelante y hacia atrás.

{"in0": [6, 17, 606, 19, 53, 67, 52, 12, 5, 10, 15, 10178, 7, 33, 652, 80, 15, 69, 821, 4]}
{"in0": [22, 1016, 32, 13, 25, 11, 5, 64, 573, 45, 5, 80, 15, 67, 21, 7, 9, 107, 4]}
{"in0": [774, 14, 21, 206]}

En ambos formatos, debe especificar solo un único tipo de entrada: “in0” o “in1.” Luego el servicio
de inferencia invoca al codificador correspondiente y produce las integraciones para cada una de las
instancias.

Salida: Incrustaciones de codificadores

Content-type: application/json

{
  "predictions": [
    {"embeddings":
[0.057368703186511,0.030703511089086,0.099890425801277,0.063688032329082,0.026327300816774,0.003637571120634,0.021305780857801,0.004316598642617,0.0,0.003397724591195,0.0,0.000378780066967,0.0,0.0,0.0,0.007419463712722]},
    {"embeddings":
[0.150190666317939,0.05145975202322,0.098204270005226,0.064249359071254,0.056249320507049,0.01513972133398,0.047553978860378,0.0,0.0,0.011533712036907,0.011472506448626,0.010696629062294,0.0,0.0,0.0,0.008508535102009]}
  ]
}

Content-type: application/jsonlines

{"embeddings":
[0.057368703186511,0.030703511089086,0.099890425801277,0.063688032329082,0.026327300816774,0.003637571120634,0.021305780857801,0.004316598642617,0.0,0.003397724591195,0.0,0.000378780066967,0.0,0.0,0.0,0.007419463712722]}
{"embeddings":
[0.150190666317939,0.05145975202322,0.098204270005226,0.064249359071254,0.056249320507049,0.01513972133398,0.047553978860378,0.0,0.0,0.011533712036907,0.011472506448626,0.010696629062294,0.0,0.0,0.0,0.008508535102009]}

La longitud del vector de la salida de integraciones por el servicio de inferencia es igual al valor
de uno de los hiperparámetros siguientes, que usted especifica en el momento de la capacitación:
enc0_token_embedding_dim, enc1_token_embedding_dim o enc_dim.

1532



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

Algoritmo de detección de objetos
El algoritmo de detección de objetos Amazon SageMaker detecta y clasifica objetos en las imágenes
mediante una única red neuronal profunda. Es un algoritmo de aprendizaje supervisado que toma como
entrada e identifica todas las instancias de objetos dentro de la escena de una imagen. El objeto es
categorizado en una de las clases en una colección especificada con una puntuación de confianza que
pertenece a la clase. Su ubicación y escala en la imagen se indican con un cuadro delimitador rectangular.
Utiliza elDetector multicaja de disparo único (SSD)y admite dos redes base: VGyResNet. La red puede ser
capacitada a partir de cero, o con modelos que se han capacitado previamente en el conjunto de datos
ImageNet.

Temas
• Interfaz de entrada/salida para el algoritmo de detección de objetos (p. 1533)
• Recomendación de instancias EC2 para el algoritmo de detección de objetos (p. 1536)
• Blocs de notas de muestra de detección de objetos (p. 1536)
• Cómo funciona la detección de objetos (p. 1536)
• Hiperparámetros de detección de objetos (p. 1536)
• Ajuste de un modelo de detección de objetos (p. 1541)
• Formatos de solicitud de detección de objeto y respuesta (p. 1542)

Interfaz de entrada/salida para el algoritmo de detección de objetos

El algoritmo de detección de objetos SageMaker admite tanto RecordIO (application/x-recordio)
e imagen (image/png,image/jpeg, yapplication/x-image) para la formación en modo archivo y
soporta RecordIO (application/x-recordio) para entrenar en modo tubería. Sin embargo también
puede realizar la capacitación en modo de canalización mediante los archivos de imágenes (image/png,
image/jpeg y application/x-image), sin necesidad de crear archivos RecordIO, mediante el formato
de manifiesto aumentado. El formato de entrada recomendado para los algoritmos de detección de objeto
de Amazon SageMaker es Apache MXNet RecordIO. Sin embargo, también pueden utilizar imágenes sin
procesar en formato .jpg o .png. El algoritmo solo admite application/x-image para la inferencia.

Note

Para conservar una mejor interoperabilidad con los marcos de trabajo de aprendizaje profundo
existentes, esto difiere de los formatos de datos protobuf utilizados comúnmente por otros
algoritmos de Amazon SageMaker.

Consulte Blocs de notas de muestra de detección de objetos (p. 1536) para más información sobre
formatos de datos.

Capacitación con el formato RecordIO

Si utiliza el formato RecordIO para la capacitación, especifique los canales de capacitación y validación
como valores para el parámetro InputDataConfig de la solicitud CreateTrainingJob. Especifique
un archivo RecordIO (.rec) en el canal de capacitación y un archivo RecordIO en el canal de validación.
Establezca el tipo de canal para ambos canales en application/x-recordio. Un ejemplo de cómo
generar un archivo RecordIO se encuentra en el bloc de notas de muestras de detección de objetos.
También puede usar herramientas de la pestañaGluonCV de MXNetpara generar archivos RecordIO para
conjuntos de datos populares como elPASCAL Clases de objetos visualesyObjetos comunes en contexto
(COCO).

Capacitación con el formato de imagen

Si utiliza el formato de imagen para la capacitación, especifique los canales train, validation
y train_annotation como valores para el parámetro validation_annotation de la solicitud
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InputDataConfigCreateTrainingJob. Especifique los archivos de datos de imagen individuales
(.jpg or .png) para los canales de capacitación y validación. Para los datos de comentario, puede utilizar
el formato JSON. Especifique los archivos .json correspondientes en los canales train_annotation
y validation_annotation. Establezca el tipo de contenido para los cuatro canales en image/png o
image/jpeg en función del tipo de imagen. También puede utilizar el tipo de contenido application/x-
image cuando su conjunto de datos contiene imágenes .jpg y .png. A continuación se muestra un ejemplo
de un archivo .json.

{
   "file": "your_image_directory/sample_image1.jpg",
   "image_size": [
      {
         "width": 500,
         "height": 400,
         "depth": 3
      }
   ],
   "annotations": [
      {
         "class_id": 0,
         "left": 111,
         "top": 134,
         "width": 61,
         "height": 128
      },
      {
         "class_id": 0,
         "left": 161,
         "top": 250,
         "width": 79,
         "height": 143
      },
      {
         "class_id": 1,
         "left": 101,
         "top": 185,
         "width": 42,
         "height": 130
      }
   ],
   "categories": [
      {
         "class_id": 0,
         "name": "dog"
      },
      {
         "class_id": 1,
         "name": "cat"
      }
   ]
}

Cada imagen necesita un archivo.json para comentarios y el archivo.json debe tener el mismo nombre
que la imagen correspondiente. El nombre del archivo .json anterior debe ser "sample_image1.json".
Existen cuatro propiedades en el archivo .json de comentarios. La propiedad "file" especifica la ruta relativa
del archivo de imagen. Por ejemplo, si sus imágenes de capacitación y correspondientes archivos .json
se almacenan en s3://your_bucket/train/sample_image y s3://your_bucket/train_annotation,
especifique la ruta para sus canales de capacitación y train_annotation como s3://your_bucket/train y
s3://your_bucket/train_annotation, respectivamente.

En el archivo .json, la ruta relativa para una imagen denominada sample_image1.jpg debe ser
sample_image/sample_image1.jpg. La propiedad "image_size" especifica las dimensiones de la

1534

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateTrainingJob.html


Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

imagen global. El algoritmo de detección de objetos SageMaker actualmente solo es compatible con
imágenes de 3 canales. La propiedad "annotations" especifica las categorías y cuadros delimitadores
para los objetos dentro de la imagen. Cada objeto se comenta con un "class_id" índice y con cuatro
coordenadas del cuadro delimitador ("left", "top", "width", "height"). Los "left" valores
(coordenada x) y "top" (coordenada y) representan la esquina superior izquierda del cuadro delimitador.
Los "width" valores (coordenada x) y "height" (coordenada y) representan las dimensiones del cuadro
delimitador. El origen (0, 0) es la esquina superior izquierda de toda la imagen. Si tiene varios objetos
dentro de una imagen, todos los comentarios deben incluirse en un solo archivo .json. La propiedad
"categories" almacena el mapeo entre el índice de clase y el nombre de clase. Los índices de clase se
deben numerar sucesivamente y la numeración debe comenzar por 0. La propiedad "categories" es
opcional para el archivo .json de comentarios

Capacitación con formato de imagen de manifiesto aumentado

El formato de manifiesto aumentado le permite realizar la capacitación en modo de canalización mediante
los archivos de imágenes sin necesidad de crear archivos RecordIO. Debe especificar los canales
de capacitación y de validación como valores para el parámetro InputDataConfig de la solicitud
CreateTrainingJob. Cuando utilice el formato, es necesario generar un archivo de manifiesto de
S3 que contenga la lista de imágenes y sus comentarios correspondientes. El formato del archivo de
manifiesto debe tener el formato líneas de JSON en el que cada línea representa una muestra. Las
imágenes se especifican utilizando la etiqueta 'source-ref' que apunta a la ubicación de S3 de la
imagen. Los comentarios se proporcionan bajo el valor del parámetro "AttributeNames" tal y como
se especifica en la solicitud CreateTrainingJob. También puede contener metadatos adicionales en
la etiqueta de metadata pero el algoritmo los omite. En el siguiente ejemplo, los "AttributeNames se
encuentran en la lista ["source-ref", "bounding-box"]:

{"source-ref": "s3://your_bucket/image1.jpg", "bounding-box":{"image_size":[{ "width":
 500, "height": 400, "depth":3}], "annotations":[{"class_id": 0, "left": 111, "top":
 134, "width": 61, "height": 128}, {"class_id": 5, "left": 161, "top": 250, "width": 80,
 "height": 50}]}, "bounding-box-metadata":{"class-map":{"0": "dog", "5": "horse"}, "type":
 "groundtruth/object-detection"}}
{"source-ref": "s3://your_bucket/image2.jpg", "bounding-box":{"image_size":[{ "width":
 400, "height": 300, "depth":3}], "annotations":[{"class_id": 1, "left": 100, "top": 120,
 "width": 43, "height": 78}]}, "bounding-box-metadata":{"class-map":{"1": "cat"}, "type":
 "groundtruth/object-detection"}}

El orden de los "AttributeNames" en los archivos de entrada importa a la hora de capacitar el algoritmo
de detección de objetos. Acepta datos canalizados en un orden específico, con image primero, seguido
de annotations. Por tanto "AttributeNames" en este ejemplo se facilitan con "source-ref" primero,
seguido de "bounding-box". Cuando se utiliza la detección de objetos con manifiesto aumentado, el
valor del parámetro RecordWrapperType se debe establecer como "RecordIO".

Para obtener más información sobre archivos de manifiesto aumentado, consulte Proporcione metadatos
del conjunto de datos a trabajos de capacitación con un archivo de manifiesto aumentado (p. 1953).

Capacitación incremental

También puede propagar la capacitación de un nuevo modelo con los artefactos de un modelo capacitado
anteriormente con SageMaker. La capacitación incremental ahorra tiempo de capacitación si desea
capacitar un nuevo modelo con los mismos datos o datos similares. Los modelos de detección de objeto
de SageMaker se pueden inicializar solo con otro modelo de detección de objeto integrado capacitado en
SageMaker.

Para utilizar un modelo capacitado previamente, en la solicitud CreateTrainingJob, especifique el
ChannelName como el "modelo" en el parámetro InputDataConfig. Establezca ContentType para
el canal de modelo en application/x-sagemaker-model Los hiperparámetros de entrada del nuevo
modelo y del modelo capacitado previamente cargado al canal de modelos tienen que tener la misma
configuración para los parámetros de entrada base_network y num_classes. Estos parámetros definen
la arquitectura de red. Para el archivo de modelo capacitado previamente, utilice la salida de artefactos de
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modelos comprimidos (en formato .tar.gz) de SageMaker. Puede usar los formatos RecordIO o de imagen
para los datos de entrada.

Para ver un bloc de notas de muestra que enseña cómo utilizar capacitación incremental con el algoritmo
de detección de objetos SageMaker, consulteFormación incremental de detección de objetos de
SageMakercuaderno de muestra. Para obtener más información sobre la capacitación incremental e
instrucciones sobre cómo usarla, consulte Capacitación incremental en Amazon SageMaker (p. 1942).

Recomendación de instancias EC2 para el algoritmo de detección de objetos
Para la clasificación de objetos, se admiten las siguientes instancias de GPU para la capacitación:
ml.p2.xlarge, ml.p2.8xlarge, ml.p2.16xlarge, ml.p3.2xlarge, ml.p3.8xlarge y
ml.p3.16xlarge. Recomendamos utilizar instancias de GPU con más memoria para la capacitación con
tamaños grandes de lotes. También puede ejecutar el algoritmo en configuraciones de varias máquinas
o varias GPU para la capacitación distribuida. Sin embargo, tanto las instancias de CPU (como C5 y
M5) como las instancias de GPU (como P2 y P3) pueden utilizarse para la inferencia. Todos los tipos de
instancias admitidos para inferencia son desglosados en Amazon SageMaker ML Instance Types.

Blocs de notas de muestra de detección de objetos
Para un bloc de notas de muestra que muestra cómo usar el algoritmo de detección de objetos
SageMaker para capacitar y alojar un modelo en el conjunto de datos COCO usando Single Shot
multibox, consulteDetección de objetos mediante el formato Imagen y JSON. Para obtener instrucciones
acerca de cómo crear y obtener acceso a instancias de bloc de notas de Jupyter que puede utilizar para
ejecutar el ejemplo en SageMaker, consulteUso de las instancias de Amazon SageMaker (p. 131). Una
vez que haya creado una instancia de bloc de notas y la haya abierto, seleccione la pestañaEjemplos
de SageMakerPara ver una lista de todas las muestras de SageMaker. El bloc de notas de ejemplo
de detección de objetos que utiliza el algoritmo de detección de objetos se encuentra en la sección
Introducción a los algoritmos de Amazon. Para abrir un bloc de notas, haga clic en la pestaña Use (Usar) y
seleccione Create copy (Crear copia).

Cómo funciona la detección de objetos
El algoritmo de detección de objetos identifica y localiza todas las instancias de objetos en una imagen de
un conjunto de categorías de objetos. El algoritmo toma una imagen como entrada y genera la categoría
a la que pertenece el objeto, junto con una puntuación de confianza que pertenece a la categoría. El
algoritmo también predice la ubicación y escala de cada objeto con un cuadro delimitador rectangular. La
detección de objeto de Amazon SageMaker utiliza el algoritmo Single Shot multibox Detector (SSD) que
toma una de red neuronal convolucional precapacitada (CNN) para la tarea de clasificación como la red de
base. SSD utiliza la salida de capas intermedias como características para la detección.

Varias CNNs como VGG y ResNet han logrado un gran rendimiento en la tarea de clasificación de
imágenes. Detección de objetos en Amazon SageMaker admite VGG-16 y ResNet-50 como red base para
SSD. El algoritmo puede ser capacitado en modo de capacitación completa o en modo de aprendizaje
de transferencia. En el modo de capacitación completa, la red base se inicializa con ponderaciones
aleatorias y después se capacita con los datos de usuario. En el modo de aprendizaje de transferencia, las
ponderaciones de la red base se cargan desde modelos capacitados previamente.

El algoritmo de detección de objetos utiliza operaciones de aumento de datos estándar, como, por ejemplo,
flip, rescale y jittery sobre la marcha internamente para ayudar a evitar ajustes excesivos.

Hiperparámetros de detección de objetos
En la solicitud CreateTrainingJob, especifique el algoritmo de capacitación que desee utilizar. También
puede especificar hiperparámetros específicos de algoritmo que se utilizan para ayudar a calcular los
parámetros del modelo desde un conjunto de datos de capacitación. En la siguiente tabla aparecen los
hiperparámetros proporcionados por Amazon SageMaker para capacitar el algoritmo de detección de
objeto. Para obtener más información sobre cómo funciona la capacitación de objetos, consulte Cómo
funciona la detección de objetos (p. 1536).
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Nombre del parámetro Descripción

num_classes El número de clases de salida. Este parámetro define las
dimensiones de la salida de red y normalmente se establece en el
número de clases en el conjunto de datos.

Obligatorio

Valores válidos: número entero positivo

num_training_samples El número de ejemplos de capacitación en el conjunto de datos de
entrada.

Note

Si se produce una falta de coincidencia entre este valor y
el número de muestras en el conjunto de capacitación, el
comportamiento del parámetro lr_scheduler_step será
indefinido y la precisión distribuida de la capacitación podrá
verse afectada.

Obligatorio

Valores válidos: número entero positivo

base_network La arquitectura de red base a utilizar.

Opcional

Valores válidos: "vgg-16" o "resnet-50'

Valor predeterminado: 'vgg-16'

early_stopping True para utilizar lógica de detención temprana durante la
capacitación. False para no utilizarla.

Opcional

Valores válidos: True o False

Valor predeterminado: False

early_stopping_min_epochs El número mínimo de fechas de inicio que deben ejecutarse antes de
que pueda invocarse la lógica de detención temprana. Se utiliza solo
cuando early_stopping = True.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 10

early_stopping_patience El número de fechas de inicio que esperar antes de finalizar la
capacitación si no se realiza ninguna mejora, tal como se define
en el hiperparámetro early_stopping_tolerance, a la métrica
relevante. Se utiliza solo cuando early_stopping = True.

Opcional

Valores válidos: número entero positivo
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Nombre del parámetro Descripción
Valor predeterminado: 5

early_stopping_tolerance El valor de tolerancia relativa que la mejora relativa en
validation:mAP, la precisión media ponderada (mAP), es
necesario para superar para evitar detención una temprana. Si la
proporción de cambio en la mAP dividida por la mejor mAP anterior
es inferior al conjunto de valor early_stopping_tolerance, la
detención temprana considerará que no hay mejora. Se utiliza solo
cuando early_stopping = True.

Opcional

Valores válidos: 0 ≤ número flotante ≤ 1

Valor predeterminado: 0.0

image_shape El tamaño de la imagen para imágenes de entrada. Reescalamos
la imagen de entrada a una imagen cuadrada con este tamaño.
Recomendamos utilizar 300 y 512 para un mejor rendimiento.

Opcional

Valores válidos: número entero positivo ≥300

Valor predeterminado: 300

epochs El número de fechas de inicio de capacitación.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 30

freeze_layer_pattern La expresión regular (regex) para congelar capas en la red base.
Por ejemplo, si establecemos freeze_layer_pattern =
"^(conv1_|conv2_).*", cualquier capa con un nombre que
contenga "conv1_" o "conv2_" se congelará, lo que significa
que las ponderaciones de estas capas no se actualizan durante
la capacitación. Los nombres de capa pueden encontrarse en
los archivos de símbolo de redvgg16-symbol.jsonyresnet-50-
symbol.json. Congelar una capa significa que sus ponderaciones no
se pueden modificar más. Esto puede reducir considerablemente el
tiempo de capacitación a cambio de pequeñas pérdidas en precisión.
Esta técnica se utiliza generalmente en capacitación de transferencia
dónde las capas inferiores de la red básica no tienen que volverse a
capacitar.

Opcional

Valores válidos: cadena

Valor predeterminado: Sin capas congeladas.
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Nombre del parámetro Descripción

kv_store El modo de sincronización de actualización de ponderación usado
para la capacitación distribuido. Las ponderaciones pueden
actualizarse de forma sincrónica o asíncrona en las máquinas. Las
actualizaciones sincrónicas suelen proporcionar una mejor precisión
que las asincrónicas, pero pueden ser más lentas. Consulte el
tutorial de MXNet Distributed Training para obtener más información.

Note

Este parámetro no es aplicable a la capacitación de una
máquina.

Opcional

Valores válidos: 'dist_sync' o 'dist_async'

• 'dist_sync': los gradientes se sincronizan después de cada
lote con todos los procesos de trabajo. Con 'dist_sync', el
tamaño de lote significa ahora el tamaño de lote utilizado en cada
máquina. Por lo tanto, si hay n máquinas y utilizamos el tamaño
de lote b, dist_sync se comporta una máquina individual con el
tamaño de lote n*b.

• 'dist_async': realiza actualizaciones asíncronas. Las
ponderaciones se actualizan cuando se reciben los gradientes
desde cualquier máquina y las actualizaciones de ponderación son
atómicas. Sin embargo, el orden no se garantiza.

Predeterminado: -

label_width La anchura de la etiqueta de relleno de fuerza que se utiliza para
la sincronización entre la capacitación y los datos de validación.
Por ejemplo, si una imagen de los datos contiene un máximo de 10
objetos y cada comentario del objeto se especifica con 5 números,
[class_id, izquierda, parte superior, ancho, alto], el label_width no
puede tener una longitud inferior a (10*5 + longitud de información
del encabezado). La información del encabezado suele ser de
longitud 2. Le recomendamos que utilice un label_width
ligeramente mayor para la capacitación, como 60 en este ejemplo.

Opcional

Valores válidos: Número entero positivo lo suficientemente grande
como para admitir la mayor información de comentarios en los datos.

Valor predeterminado: 350

learning_rate La tasa de aprendizaje inicial.

Opcional

Valores válidos: número flotante en (0, 1]

Valor predeterminado: 0.001
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Nombre del parámetro Descripción

lr_scheduler_factor La proporción para reducir la tasa de aprendizaje. Utilizado en
combinación con el parámetro lr_scheduler_step definido como
lr_new = lr_old * lr_scheduler_factor.

Opcional

Valores válidos: número flotante en (0, 1)

Valor predeterminado: 0.1

lr_scheduler_step Las fechas de inicio en las que reducir la tasa de aprendizaje. La
tasa de aprendizaje se reduce en lr_scheduler_factor en las
fechas de inicio (epochs) enumeradas en una cadena delimitada por
comas: "epoch1, epoch2,...". Por ejemplo, si el valor se establece
en "10, 20" y el lr_scheduler_factor se fija en 1/2, la tasa de
aprendizaje será dividida a la mitad después de la décima fecha de
inicio y de nuevo dividida a la mitad después de la vigésima fecha de
inicio.

Opcional

Valores válidos: cadena

Valor predeterminado: cadena vacía

mini_batch_size El tamaño del lote para la capacitación. En una configuración de
varias GPU de una sola máquina, cada GPU administra muestras
de capacitación mini_batch_size/num_gpu. Para la capacitación
de varias máquinas en el modo dist_sync, el tamaño de lote
real es mini_batch_size*número de máquinas. Un gran
mini_batch_size normalmente conduce a una capacitación más
rápida, pero puede provocar un problema de falta de memoria.
El uso de la memoria está relacionado con mini_batch_size,
image_shape y la base_network arquitectura. Por ejemplo, en
una sola instancia p3.2xlarge, el mayor mini_batch_size sin un
error de falta de memoria es de 32 con base_network establecido en
"resnet-50" y un image_shape de 300. Con la misma instancia de
base de datos, puede usar 64 como mini_batch_size con la red
base vgg-16 y un image_shape de 300.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 32

momentum El impulso para sgd. No se tiene en cuenta para otros optimizadores.

Opcional

Valores válidos: número flotante en (0, 1]

Valor predeterminado: 0.9
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Nombre del parámetro Descripción

nms_threshold El umbral de supresión no máxima.

Opcional

Valores válidos: número flotante en (0, 1]

Valor predeterminado: 0,45

optimizer Los tipos de optimizador. Para obtener más información sobre los
valores de optimizador, consulte la MXNet's API.

Opcional

Valores válidos: ["sgd", "adam", "rmsprop", "adadelta"]

Predeterminada: "sgd"

overlap_threshold La evaluación se solapa al umbral.

Opcional

Valores válidos: número flotante en (0, 1]

Valor predeterminado: 0,5

use_pretrained_model Indica si usar un modelo capacitado previamente para capacitación.
Si se establece en 1, se carga el modelo capacitado previamente con
la arquitectura correspondiente y se utiliza para capacitación. De lo
contrario, se realiza la capacitación de la red desde cero.

Opcional

Valores válidos: 0 o 1

Valor predeterminado: 1

weight_decay El coeficiente de decremento de ponderación para sgd y rmsprop.
No se tiene en cuenta para otros optimizadores.

Opcional

Valores válidos: número flotante en (0, 1)

Valor predeterminado: 0.000

Ajuste de un modelo de detección de objetos

El ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la mejor
versión de un modelo ejecutando muchas tareas que probar una serie de hiperparámetros en su conjunto
de datos. Usted elige los hiperparámetros que pueden ajustarse, un rango de valores para cada uno de
ellos y una métrica objetiva. Puede elegir la métrica objetiva de las métricas que el algoritmo computa. El
ajuste de modelo automático busca los hiperparámetros elegidos para encontrar la combinación de valores
que obtienen el modelo que optimiza la métrica objetiva.

Para obtener más información acerca del ajuste de modelos, consulte Realice un SageMaker (p. 1821).
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Métricas calculadas por el algoritmo de detección de objetos

El algoritmo de detección de objetos informa sobre una única métrica durante la capacitación:
validation:mAP. Al ajustar un modelo, elija esta métrica como la métrica objetivo.

Nombre de métrica Descripción Dirección de
optimización

validation:mAP Precisión media ponderada (mAP) calculada en el
conjunto de validación.

Maximizar

Hiperparámetros de detección de objetos ajustables

Ajuste el modelo de detección de objeto de Amazon SageMaker con los siguientes hiperparámetros.
Los hiperparámetros que tienen el mayor impacto sobre la métrica objetivo de detección de objetos son:
mini_batch_size, learning_rate y optimizer.

Nombre del parámetro Tipo de parámetro Intervalos
recomendados

learning_rate ContinuousParameterRange MinValue: 1e-6,
MaxValue: 0,5

mini_batch_size IntegerParameterRanges MinValue: 8, MaxValue:
64

momentum ContinuousParameterRange MinValue: 0.0,
MaxValue: 0,999

optimizer CategoricalParameterRanges ['sgd', 'adam', 'rmsprop',
'adadelta']

weight_decay ContinuousParameterRange MinValue: 0.0,
MaxValue: 0,999

Formatos de solicitud de detección de objeto y respuesta
Formato de las solicitudes

Consulte un modelo de capacitación mediante el punto de enlace del modelo. El punto de enlace acepta
formatos de imagen.jpg y .png con image/jpeg y tipos de image/png contenido.

Formatos de respuesta

La respuesta es el índice de clase con una puntuación de confianza y las coordenadas del cuadro
delimitador para todos los objetos dentro de la imagen codificados en formato JSON. A continuación se
muestra un ejemplo de respuesta de un archivo .json:

{"prediction":[
  [4.0, 0.86419455409049988, 0.3088374733924866, 0.07030484080314636, 0.7110607028007507,
 0.9345266819000244],
  [0.0, 0.73376623392105103, 0.5714187026023865, 0.40427327156066895, 0.827075183391571,
 0.9712159633636475],
  [4.0, 0.32643985450267792, 0.3677481412887573, 0.034883320331573486, 0.6318609714508057,
 0.5967587828636169],
  [8.0, 0.22552496790885925, 0.6152569651603699, 0.5722782611846924, 0.882301390171051,
 0.8985623121261597],
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  [3.0, 0.42260299175977707, 0.019305512309074402, 0.08386176824569702,
 0.39093565940856934, 0.9574796557426453]
]}

Cada fila en este archivo .json contiene una matriz que representa un objeto detectado. Cada una de
estas matrices objeto se compone de una lista de seis números. El primer número es la etiqueta de clase
predicha. El segundo número es la puntuación de confianza asociada para la detección. Los últimos cuatro
números representan las coordenadas del cuadro delimitador [xmin, ymin, xmax, ymax]. Estos índices de
esquinas del cuadro delimitador de salida están normalizados por el tamaño global de la imagen. Tenga
en cuenta que esta codificación es diferente a la que utiliza el formato .json de entrada. Por ejemplo, en
el resultado de la detección de la primera entrada, 0,3088374733924866 es la coordenada izquierda
(coordenada x de la esquina superior izquierda) del cuadro delimitador como relación del ancho de la
imagen general, 0,07030484080314636 es la coordenada superior (coordenada y de la esquina superior
izquierda) del cuadro delimitador como relación de la altura de la imagen general, 0,7110607028007507 es
la coordenada derecha (coordenada x de esquina inferior derecha) del cuadro delimitador como relación
del ancho de la imagen general y 0,9345266819000244 es la coordenada inferior (coordenada y de
esquina inferior derecha) del cuadro delimitador como relación de la altura de la imagen general.

Para evitar los resultados de detección poco fiables, es posible que desee filtrar los resultados de la
detección con bajas puntuaciones de confianza. En el bloc de notas de muestra de la detección de objetos,
proporcionamos scripts para eliminar las detecciones de baja confianza. También se proporcionan scripts
para situar los cuadros delimitadores en la imagen original.

Para transformar por lotes, la respuesta se encuentra en formato JSON, donde el formato es idéntico al
formato JSON descrito anteriormente. Los resultados de detección de cada imagen se representan como
un archivo JSON. Por ejemplo:

{"prediction": [[label_id, confidence_score, xmin, ymin, xmax, ymax], [label_id,
 confidence_score, xmin, ymin, xmax, ymax]]}

Para obtener más información capacitación e inferencia, consulte el Blocs de notas de muestra de
detección de objetos (p. 1536).

SALIDA: Formato de respuesta JSON

accept: application/json;annotation=1

{
   "image_size": [
      {
         "width": 500,
         "height": 400,
         "depth": 3
      }
   ],
   "annotations": [
      {
         "class_id": 0,
         "score": 0.943,
         "left": 111,
         "top": 134,
         "width": 61,
         "height": 128
      },
      {
         "class_id": 0,
         "score": 0.0013,
         "left": 161,
         "top": 250,
         "width": 79,
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         "height": 143
      },
      {
         "class_id": 1,
         "score": 0.0133,
         "left": 101,
         "top": 185,
         "width": 42,
         "height": 130
      }
   ]
}

Algoritmo de análisis de componente principal (PCA)
PCA es un algoritmo de aprendizaje automático no supervisado que intenta reducir la dimensionalidad
(número de características) dentro de un conjunto de datos mientras retiene toda la información posible.
Esto se realiza buscando un nuevo conjunto de características denominado componentes, que son los
compuestos de las características originales que no son correlativas entre sí. También están limitadas, por
lo que el primer componente implica la máxima variabilidad posible en los datos y el segundo componente
la segunda variabilidad máxima y así sucesivamente.

En Amazon SageMaker, PCA opera de dos modos, según el escenario:

• Regular: Para conjuntos de datos con datos dispersos y un número moderado de observaciones y
características.

• RANDOM: Para conjuntos de datos con un gran número de observaciones y características. Este modo
utiliza un algoritmo de aproximación.

PCA utiliza datos tabulares.

Las filas representan las observaciones que desea incrustar en un espacio dimensional inferior. Las
columnas representan las características para las que desea buscar una aproximación reducida. El
algoritmo calcula la matriz de covarianza (o una aproximación de la misma de manera distribuida) y, a
continuación, realiza la descomposición del valor singular en este resumen para producir los componentes
principales.

Temas
• Interfaz de entrada/salida para el algoritmo PCA (p. 1544)
• Recomendación de la instancia EC2 para el algoritmo PCA (p. 1545)
• Bloc de notas de muestra de PCA (p. 1545)
• Funcionamiento de PCA (p. 1545)
• Hiperparámetros de PCA (p. 1546)
• Formatos de respuesta de PCA (p. 1547)

Interfaz de entrada/salida para el algoritmo PCA
Para la capacitación, PCA espera que se proporcionen datos en el canal de capacitación y admite de
forma opcional un conjunto de datos pasado en el conjunto de datos de prueba, que se puntúa mediante
el algoritmo final. Tanto el formato recordIO-wrapped-protobuf como CSV son compatibles con la
capacitación. Puede usar el modo de archivo o el modo de canalización para capacitar modelos con datos
con formato recordIO-wrapped-protobuf o CSV.

Para la inferencia, PCA admite text/csv, application/json y application/x-recordio-
protobuf. Los resultados se devuelven en formato application/json o application/x-
recordio-protobuf con un vector de "proyecciones".
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Para obtener más información sobre los formatos de archivo de entrada y salida, consulte Formatos de
respuesta de PCA (p. 1547) para inferencia y Bloc de notas de muestra de PCA (p. 1545).

Recomendación de la instancia EC2 para el algoritmo PCA

PCA admite la computación de GPU y CPU. El tipo de instancia con un mayor desempeño depende en
gran medida de los detalles de los datos de entrada.

Bloc de notas de muestra de PCA

Para un bloc de notas de muestra que muestra cómo usar el algoritmo de análisis de componente principal
de SageMaker para analizar las imágenes de dígitos escritos a mano de cero a nueve en el conjunto de
datos MNIST, consulteIntroducción al PCA con MNIST. Para obtener instrucciones acerca de cómo crear
y obtener acceso a instancias de bloc de notas de Jupyter que puede utilizar para ejecutar el ejemplo en
SageMaker, consulteUso de las instancias de Amazon SageMaker (p. 131). Una vez que haya creado una
instancia de bloc de notas y la haya abierto, seleccione la pestañaEjemplos de SageMakerPara ver una
lista de todas las muestras de SageMaker. Los blocs de notas de modelado de ejemplos que utilizan los
algoritmos NTM se encuentran en la sección de introducción a algoritmos de Amazon. Para abrir un bloc
de notas, haga clic en la pestaña Use (Usar) y seleccione Create copy (Crear copia).

Funcionamiento de PCA

El análisis de componentes principales (PCA) es un algoritmo de aprendizaje que reduce la
dimensionalidad (número de características) dentro de un conjunto de datos mientras retiene toda la
información posible.

PCA reduce la dimensionalidad mediante la búsqueda de un nuevo conjunto de características
denominado componentes, que son los compuestos de las características originales que no son
correlativas entre sí. El primer componente implica la máxima variabilidad posible en los datos y el
segundo componente la segunda variabilidad máxima y así sucesivamente.

Se trata de un algoritmo de reducción de la dimensionalidad no supervisado. En el aprendizaje no
supervisado, no se utilizan las etiquetas que pueden asociarse a los objetos en el conjunto de datos de
capacitación.

Dada la entrada de una matriz con filas  en cada dimensión 1 * d, los datos se particionan en
minilotes de filas y se distribuyen entre los nodos de capacitación (procesos de trabajo). Cada proceso de
trabajo realiza entonces la computación de un resumen de sus datos. Los resúmenes de estos distintos
procesos de trabajo se unifican en una solución única al final de la computación.

Modos

El algoritmo PCA de Amazon SageMaker utiliza cualquiera de los dos modos para calcular estos
resúmenes, según la situación:

• normal: para conjuntos de datos con datos dispersos y un número moderado de observaciones y
características.

• aleatorio: para conjuntos de datos con un gran número de observaciones y características. Este modo
utiliza un algoritmo de aproximación.

Como último paso del algoritmo, realiza la descomposición de valor singular en la solución unificada, a
partir de la que se derivan los componentes principales.

Modo 1: Normal

Los procesos de trabajo computan de forma conjunta  y .
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Note

Como  son vectores de filas 1 * d,  es una matriz (no escalar). El uso de vectores de filas
dentro del código nos permite obtener un almacenamiento en caché eficiente.

La matriz de covarianza se calcula como  y sus vectores singulares
num_components superiores forman el modelo.

Note

Si subtract_mean es False, evitamos la computación y sustracción .

Utilice este algoritmo cuando la dimensión d de los vectores sea lo suficientemente pequeña como para
que  pueda caber en la memoria.

Modo 2: RANDOM

Cuando el número de características en el conjunto de datos de entrada es grande, utilizamos un método
para aproximar la métrica de covarianza. Para cada minilote  de dimensión b * d, inicializamos
de forma aleatoria una matriz (num_components + extra_components) * b que multiplicamos
por cada minilote para crear una matriz (num_components + extra_components) * d. Los
procesos de trabajo computan la suma de estas matrices y los servidores realizan el SVD en la matriz
(num_components + extra_components) * d final. Los vectores singulares num_components de
la parte superior derecha de ella son la aproximación de los vectores singulares superiores de la matriz de
entrada.

Deje   = num_components + extra_components. Con un minilote  de dimensión b * d, el
proceso de trabajo dibuja una matriz aleatoria  de dimensión . Según si el entorno utiliza una GPU
o CPU y el tamaño de dimensión, la matriz es una matriz de firma aleatoria en la que cada entrada es
+-1 o una FJLT (transformación rápida Johnson Lindenstrauss; para obtener más información, consulte
Transformaciones FJLT y los papeles de seguimiento). El proceso de trabajo computa a continuación 
y mantiene . El proceso de trabajo también mantiene , la suma de columnas de 
(T que es el número total de minilotes) y s, la suma de todas las filas de entrada. Después de procesar
el fragmento completo de datos, el proceso de trabajo envía el servidor B, h, s y n (el número de filas de
entrada).

Indicar las entradas distintas en el servidor como  El servidor computa B, h, s, n las sumas
de las entradas respectivas. A continuación, computa  y encuentra su descomposición de
valores singular. Los vectores singulares de la parte superior derecha y los valores singulares de C se
utilizan como la solución aproximada para el problema.

Hiperparámetros de PCA
En la solicitud CreateTrainingJob, especifique el algoritmo de capacitación. También puede especificar
hiperparámetros específicos de algoritmos como mapeos de cadena a cadena. En la siguiente tabla
aparecen los hiperparámetros para el algoritmo de capacitación de PCA proporcionado por Amazon
SageMaker. Para obtener más información sobre cómo funciona PCA, consulte Funcionamiento de
PCA (p. 1545).

Nombre del parámetro Descripción

feature_dim Dimensión de entrada.

Obligatorio

Valores válidos: número entero positivo
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Nombre del parámetro Descripción

mini_batch_size Número de filas en un minilote.

Obligatorio

Valores válidos: número entero positivo

num_components El número de componentes principales que computar.

Obligatorio

Valores válidos: número entero positivo

algorithm_mode Modo para la computación de componentes principales.

Opcional

Valores válidos: normal o aleatorio

Valor predeterminado: normal

extra_components A medida que el valor aumenta, la solución se vuelve más precisa,
pero el tiempo de ejecución y el consumo de memoria aumentan
linealmente. El valor predeterminado, -1, implica el máximo de 10 y
num_components. Válido solo para el modo aleatorio.

Opcional

Valores válidos: Número entero no negativo o -1

Valor predeterminado: -1

subtract_mean Indica si los datos deben desviarse durante la capacitación y en la
inferencia.

Opcional

Valores válidos: Una de lastrueorfalse

Valor predeterminado: true

Formatos de respuesta de PCA

Todos los algoritmos integrados de Amazon SageMaker se adhieren al formato de inferencia de entrada
común descrito enFormatos de datos comunes: inferencia. Este tema contiene una lista de los formatos de
salidas disponibles para el algoritmo PCA de SageMaker.

Formato de respuesta JSON

ACCEPT: application/JSON

{
    "projections": [
        {
            "projection": [1.0, 2.0, 3.0, 4.0, 5.0]
        },
        {
            "projection": [6.0, 7.0, 8.0, 9.0, 0.0]
        },
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        ....
    ]
}

Formato de respuesta JSONLINES

ACCEPT: aplicación/JSlines

{ "projection": [1.0, 2.0, 3.0, 4.0, 5.0] }
{ "projection": [6.0, 7.0, 8.0, 9.0, 0.0] }

Formato de respuesta RECORDIO

ACCEPT: application/x-recordio-protobuf

[
    Record = {
        features = {},
        label = {
            'projection': {
                keys: [],
                values: [1.0, 2.0, 3.0, 4.0, 5.0]
            }
        }
    },
    Record = {
        features = {},
        label = {
            'projection': {
                keys: [],
                values: [1.0, 2.0, 3.0, 4.0, 5.0]
            }
        }
    }  
]

Algoritmo de bosque de corte aleatorio (RCF)
El bosque de corte aleatorio (RCF, del inglés Random Cut Forest) de Amazon SageMaker es un algoritmo
sin supervisar para detectar puntos de datos anómalos dentro de un conjunto de datos. Son observaciones
que difieren de los datos bien estructurados y con patrones. Se pueden mostrar anomalías como picos
inesperados en los datos de serie temporal, cortes en la periodicidad o puntos de datos inclasificables.
Son fáciles de detectar. Cuando se visualizan en un gráfico, se suelen distinguir fácilmente de los datos
"normales". La inclusión de estas anomalías en un conjunto de datos puede aumentar notablemente la
complejidad de una tarea de aprendizaje automático, ya que los datos "normales" pueden describirse con
frecuencia con un modelo sencillo.

Con cada punto de datos, RCF asocia una puntuación de anomalías. Los valores de puntuación bajos
indican que el punto de datos se considera "normal". Los valores elevados indican la presencia de una
anomalía en los datos. Las definiciones de "bajo" y "alto" dependen de la aplicación, pero la práctica
habitual sugiere que las puntuaciones que superan tres desvíos estándar de la puntuación media se
consideran anómalas.

Aunque existen muchas aplicaciones de algoritmos de detección de anomalías en datos de serie temporal
de una dimensión, como análisis de volumen de tráfico o detección de picos de volumen, RCF se ha
creado para trabajar con entradas dimensionales arbitrarias. RCF de Amazon SageMaker se escala
correctamente en relación con el número de características, tamaño de conjunto de datos y número de
instancias.
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Temas
• Interfaz de entrada/salida para el algoritmo RCF (p. 1549)
• Recomendaciones de instancias para el algoritmo RCF (p. 1550)
• Blocs de notas de muestra de RCF (p. 1550)
• Funcionamiento de RCF (p. 1550)
• Hiperparámetros de RCF (p. 1553)
• Ajustar un modelo RCF (p. 1554)
• Formatos de respuesta de RCF (p. 1555)

Interfaz de entrada/salida para el algoritmo RCF

El bosque de corte aleatorio de Amazon SageMaker admite latrainytestcanales de datos. El canal de
prueba opcional se utiliza para calcular la exactitud, la precisión, la rellamada y las métricas de puntuación
F1 en los datos etiquetados. Los tipos de contenido de datos de prueba y capacitación pueden tener los
formatos application/x-recordio-protobuf o text/csv. Para los datos de prueba, cuando se
usa el formato de texto/csv, el contenido debe especificarse como text/csv;label_size=1, donde la primera
columna de cada fila representa la etiqueta de anomalía: "1" para el punto de datos anómalo y "0" para un
punto de datos normal. Puede usar el modo de archivo o el modo de canalización para capacitar modelos
RCF con datos con formato recordIO-wrapped-protobuf o CSV.

Tenga también en cuenta que el canal de capacitación solo admite
S3DataDistributionType=ShardedByS3Key y el canal de prueba solo es compatible con
S3DataDistributionType=FullyReplicated. El tipo de distribución de S3 se puede especificar
mediante la herramientaSDK para Python de Amazon SageMakerde la siguiente manera:

  import sagemaker
    
  # specify Random Cut Forest training job information and hyperparameters
  rcf = sagemaker.estimator.Estimator(...)
    
  # explicitly specify "ShardedByS3Key" distribution type
  train_data = sagemaker.inputs.s3_input(
       s3_data=s3_training_data_location,
       content_type='text/csv;label_size=0',
       distribution='ShardedByS3Key')
    
  # run the training job on input data stored in S3
  rcf.fit({'train': train_data})

Para evitar errores comunes en torno a los roles de ejecución, asegúrese de que tiene los roles de
ejecución requeridos,AmazonSageMakerFullAccessyAmazonEC2ContainerRegistryFullAccess.
Para evitar errores comunes en torno a la imagen que no existe o que sus permisos sean incorrectos,
asegúrese de que la imagen ECR no sea mayor que el espacio de disco asignado en la instancia de
formación. Para evitar esto, ejecute su trabajo de formación en una instancia que tenga suficiente espacio
en disco. Además, si la imagen ECR es de unaAWSElastic Container Service (ECS) de la cuenta y no
establece permisos de repositorio para conceder acceso, esto generará un error. Consulte laPermisos
de repositorio ECRpara obtener más información sobre cómo configurar una instrucción de directiva de
repositorio.

Consulte S3DataSource para obtener más información sobre la personalización de los atributos de origen
de datos de S3. Por último, para aprovechar la capacitación de varias instancias, se deben particionar los
datos de capacitación en el mismo número de archivos que las instancias.

Para la inferencia, RCF admite los tipos de contenido de datos de entrada application/x-recordio-
protobuf, text/csv y application/json. Para obtener más información, consulte la documentación
de Formatos de datos comunes para algoritmos integrados (p. 1400). La inferencia de RCF devuelve la
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salida con formato application/x-recordio-protobuf o application/json. Los registros de
estos datos de salida contienen las puntuaciones de anomalías correspondientes para cada punto de
datos de entrada. Para obtener más información, consulte Formatos de datos comunes: Inferencia.

Para obtener más información sobre los formatos de archivo de entrada y salida, consulte Formatos de
respuesta de RCF (p. 1555) para inferencia y Blocs de notas de muestra de RCF (p. 1550).

Recomendaciones de instancias para el algoritmo RCF

Para la capacitación, recomendamos las familias de instancias ml.m4, ml.c4 y ml.c5. Para la inferencia,
recomendamos el uso de un tipo de instancia ml.c5.xl en particular para disfrutar del máximo
desempeño, así como de costos reducidos por hora de uso. Aunque el algoritmo podría ejecutarse
técnicamente en tipos de instancia de GPU, no aprovecha el hardware de GPU.

Blocs de notas de muestra de RCF

Para ver un ejemplo de cómo capacitar un modelo RCF y realizar inferencias con este, consulte laUna
introducción a los bosques cortados aleatorios de SageMakerbloc de notas Para obtener instrucciones
acerca de cómo crear y obtener acceso a instancias de bloc de notas de Jupyter que puede utilizar para
ejecutar el ejemplo en SageMaker, consulteUso de las instancias de Amazon SageMaker (p. 131). Una
vez que haya creado una instancia de bloc de notas y la haya abierto, seleccione la pestañaEjemplos de
SageMakerPara ver una lista de todas las muestras de SageMaker. Para abrir un bloc de notas, haga clic
en la pestaña Use (Usar) y seleccione Create copy (Crear copia).

Funcionamiento de RCF

El bosque de corte aleatorio (RCF, del inglés Random Cut Forest) de Amazon SageMaker es un algoritmo
sin supervisar para detectar puntos de datos anómalos dentro de un conjunto de datos. Son observaciones
que difieren de los datos bien estructurados y con patrones. Se pueden mostrar anomalías como picos
inesperados en los datos de serie temporal, cortes en la periodicidad o puntos de datos inclasificables.
Son fáciles de detectar. Cuando se visualizan en un gráfico, se suelen distinguir fácilmente de los datos
"normales". La inclusión de estas anomalías en un conjunto de datos puede aumentar notablemente la
complejidad de una tarea de aprendizaje automático, ya que los datos "normales" pueden describirse con
frecuencia con un modelo sencillo.

La principal idea detrás del algoritmo RCF es crear un bosque de árboles donde cada árbol se obtenga
mediante una partición de una muestra de los datos de capacitación. Por ejemplo, se determina por
primera vez una muestra aleatoria de los datos de entrada. La muestra aleatoria se particiona después de
acuerdo con el número de árboles del bosque. Se le proporciona a cada árbol una partición y se organiza
ese subconjunto de puntos en un árbol k-d. La puntuación de anomalías que al árbol asigna a un punto de
datos se define como el cambio previsto en la complejidad del árbol como resultado de la adición de ese
punto al árbol que, aproximadamente, es inversamente proporcional a la profundidad resultante del punto
en el árbol. El bosque de corte aleatorio asigna una puntuación de anomalías calculando la puntuación
media de cada árbol constituyente y escalando el resultado en relación con el tamaño de la muestra. El
algoritmo RCF se basa en el descrito en la referencia [1].

Datos de muestra de forma aleatoria

El primer paso del algoritmo RCF es obtener una muestra aleatoria de los datos de capacitación. En
concreto, supongamos que deseamos una muestra de tamaño  total  de puntos de datos. Si los
datos de capacitación son lo suficientemente pequeños, puede utilizarse el conjunto de datos completo
y podríamos dibujar aleatoriamente  elementos a partir de este conjunto. Sin embargo, los datos de
capacitación son normalmente demasiado grandes para ajustarlos todos a la vez y este enfoque no es
factible. En su lugar, usamos una técnica llamada "muestreo de depósito".

El muestreo de depósito es un algoritmo para dibujar de forma eficaz muestras aleatorias a partir de un
conjunto de datos  en el que los elementos del conjunto de datos solo pueden observarse
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de uno en uno o en lotes. De hecho, el muestreo de depósito funciona incluso cuando  no se conoce a
priori. Si solo se solicita una muestra, como cuando , el algoritmo tiene el siguiente aspecto:

Algoritmo de Ejemplo de yacimientos

• Entrada: conjunto de datos o transmisión de datos .
• Inicialice la muestra aleatoria .
• Para cada muestra observada :

• Elija un número aleatorio uniforme 
• Si 

• Establezca 
• Devolución 

Este algoritmo selecciona una muestra aleatoria de manera que  para todos los .
Cuando , el algoritmo es más complicado. Además, debe realizarse una distinción entre el muestreo
aleatorio con y sin reemplazo. RCF realiza un muestreo de depósito aumentado sin reemplazo en los datos
de capacitación basado en los algoritmos descritos en [2].

Capacitar un modelo RFC y producir inferencias

El siguiente paso de RCF es construir un bosque de corte aleatorio con la muestra aleatoria de datos. En
primer lugar, la muestra se particiona en el mismo número de particiones del mismo tamaño que el número
de árboles del bosque. A continuación, se envía cada partición a un árbol individual. El árbol organiza de
forma recursiva su partición en un árbol binario mediante la partición del dominio de datos en contornos
delimitadores.

Este procedimiento puede entenderse mejor con un ejemplo. Supongamos que se proporciona a un árbol
el siguiente conjunto de datos de dos dimensiones. El árbol correspondiente se inicializa en el nodo raíz:

Un conjunto de datos de dos dimensiones en el que la mayoría de los datos se encuentra en un clúster
(azul), excepto en un punto de datos anómalo (naranja). El árbol se inicializa con un nodo raíz.

El algoritmo RCF organiza estos datos en un árbol procesando primero un contorno delimitador de los
datos, seleccionando una dimensión aleatoria (proporcionando más peso a las dimensiones con una
"varianza" superior) y, a continuación, determinando aleatoriamente la posición de un "corte" hiperplano en
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esa dimensión. Los dos subespacios resultantes definen su propio subárbol. En este ejemplo, se produce
el corte para separar un punto aislado del resto de la muestra. El primer nivel del árbol binario resultante
consta de dos nodos, uno de los cuales consistirá en el subárbol de puntos a la izquierda del corte inicial y
el otro representará el punto único a la derecha.

Un corte aleatorio realizando la partición de un conjunto de datos bidimensional. Es más probable que un
punto de datos anómalo quede aislado en un cuadro delimitador con una profundidad de árbol inferior que
otros puntos.

Los cuadros delimitadores se procesan a continuación para las mitades izquierda y derecha de los datos,
y se repite el proceso hasta que cada mitad del árbol represente un punto de datos único de la muestra.
Tenga en cuenta que si el punto aislado está lo suficientemente alejado, es más probable que un corte
aleatorio genere el aislamiento del punto. Esta observación es la razón por la que, en términos generales,
la profundidad del árbol es inversamente proporcional a la puntuación de anomalías.

Al realizar una inferencia mediante un modelo de RCF capacitado, la puntuación de anomalías final se
expresa como la media de las puntuaciones notificadas por cada árbol. Tenga en cuenta que normalmente
el nuevo punto de datos no se encuentra aún en el árbol. Para determinar la puntuación asociada al nuevo
punto de datos, el punto de dato se inserta en el árbol determinado y este se vuelve a ensamblar de forma
eficiente (y temporal) de manera equivalente al proceso de capacitación descrito anteriormente. Es decir,
el árbol resultante es como si el punto de datos de entrada fuese un miembro de la muestra utilizada para
crear el árbol en el primer lugar. La puntuación notificada es inversamente proporcional a la profundidad
del punto de entrada en el árbol.

Elegir hiperparámetros

Los hiperparámetros principales utilizados para ajustar el modelo RCF son num_trees y
num_samples_per_tree. El aumento de num_trees tiene el efecto de reducción del ruido observado
en las puntuaciones de anomalías, puesto que la puntuación final es la media de puntuaciones notificadas
por cada árbol. Aunque el valor óptimo depende de la aplicación, le recomendamos que utilice 100
árboles para comenzar con un equilibrio entre la complejidad del modelo y el ruido de la puntuación.
Tenga en cuenta que el tiempo de inferencia es proporcional a los números de árboles. Aunque tiempo
de capacitación también se ve afectado, se encuentra dominado por el algoritmo de muestreo de depósito
descrito anteriormente.

El parámetro num_samples_per_tree está relacionado con la densidad prevista de anomalías
en el conjunto de datos. En particular, debe elegirse num_samples_per_tree de forma que 1/
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num_samples_per_tree se aproxime a la proporción de datos anómalos en los datos normales. Por
ejemplo, si se utilizan 256 muestras en cada árbol, esperamos que nuestros datos contengan 1 de 256
anomalías u ocupen aproximadamente el 0,4% del tiempo. Una vez más, un valor óptimo para este
hiperparámetro depende de la aplicación.

References

1. Sudipto Guha, Nina Mishra, Gourav Roy y Okke Schrijvers. "Robust random cut forest based anomaly
detection on streams". EnConferencia Internacional sobre Machine Learning, págs. 2712 a 2721. 2016.
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Conference on Data Mining, pp. 492-496. Society for Industrial and Applied Mathematics, 2004.

Hiperparámetros de RCF

En la solicitud CreateTrainingJob, especifique el algoritmo de capacitación. También puede especificar
hiperparámetros específicos de algoritmos como mapeos de cadena a cadena. En la siguiente tabla
se muestran los hiperparámetros para el algoritmo de RCF de Amazon SageMaker. Para obtener más
información, incluidas las recomendaciones sobre cómo elegir hiperparámetros, consulte Funcionamiento
de RCF (p. 1550).

Nombre del parámetro Descripción

feature_dim El número de características en el conjunto de datos. (Si utiliza el estimador
de bosque de corte aleatorio este valor se calcula para usted y no es
necesario especificarlo).

Obligatorio

Valores válidos: Número entero positivo (mín.: 1, máx.: 10000)

eval_metrics Una lista de métricas utilizadas para puntuar un conjunto de datos de
prueba etiquetado. Se pueden seleccionar las siguientes métricas para la
salida:

• accuracy: devuelve una fracción de las predicciones correctas.
• precision_recall_fscore: devuelve la precisión positiva y negativa,

la recuperación y las puntuaciones F1.

Opcional

Valores válidos: una lista con valores posibles extraídos de accuracy o
precision_recall_fscore.

Valor predeterminado: Ambosaccuracy,precision_recall_fscorese
calculan.

num_samples_per_tree Número de muestras aleatorias proporcionadas para cada árbol a partir del
conjunto de datos de capacitación.

Opcional

Valores válidos: Número entero positivo (mín.: 1, máx.: 2048)

Valor predeterminado: 256
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Nombre del parámetro Descripción

num_trees Número de árboles en el bosque.

Opcional

Valores válidos: Número entero positivo (mín.: 50, máx.: 1000)

Valor predeterminado: 100

Ajustar un modelo RCF

El ajuste de modelo automático, también conocido como ajuste u optimización de hiperparámetros,
encuentra la mejor versión de un modelo al ejecutar muchos trabajos que prueban una serie de
hiperparámetros en su conjunto de datos. Usted elige los hiperparámetros que pueden ajustarse, un
rango de valores para cada uno de ellos y una métrica objetiva. Puede elegir la métrica objetiva de las
métricas que el algoritmo computa. El ajuste de modelo automático busca los hiperparámetros elegidos
para encontrar la combinación de valores que obtienen el modelo que optimiza la métrica objetiva.

El algoritmo RCF de Amazon SageMaker es un algoritmo de detección de anomalías no supervisado
que requiere un conjunto de datos etiquetado para la optimización de hiperparámetros. RCF calcula
puntuaciones de anomalías para puntos de datos de prueba y, a continuación, etiqueta los puntos de datos
como anómalos si sus puntuaciones van más allá de tres desviaciones estándar de la puntuación media.
Esto se conoce como la heurística de límite de tres sigmas. La puntuación F1 se basa en la diferencia
entre las etiquetas calculadas y las reales. El trabajo de ajuste de hiperparámetros encuentra el modelo
que maximiza esa puntuación. El éxito de la optimización de hiperparámetros depende de la aplicabilidad
de la heurística de límite de tres sigmas al conjunto de datos de prueba.

Para obtener más información acerca del ajuste de modelos, consulte Realice un SageMaker (p. 1821).

Métricas calculadas por el algoritmo RCF

El algoritmo RCF calcula la siguiente métrica durante la capacitación. Al ajustar el modelo, elija esta
métrica como la métrica objetivo.

Nombre de métrica Descripción Dirección de
optimización

test:f1 Puntuación F1 del conjunto de datos de prueba,
que se basa en la diferencia entre las etiquetas
calculadas y las reales.

Maximizar

Hiperparámetros de RCF ajustables

Puede ajustar un modelo RCF con los siguientes hiperparámetros.

Nombre del parámetro Tipo de parámetro Intervalos
recomendados

num_samples_per_treeIntegerParameterRanges MinValue: 1, MaxValue:
2048

num_trees IntegerParameterRanges MinValue: 50,
MaxValue: 1000
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Formatos de respuesta de RCF
Todos los algoritmos integrados de Amazon SageMaker se adhieren al formato de inferencia de entrada
común descrito enFormatos de datos comunes: inferencia. Tenga en cuenta que el bosque de corte
aleatorio de SageMaker admite los formatos JSON y RecordIO densos y dispersos. Este tema contiene
una lista de los formatos de salidas disponibles para el algoritmo SageMaker RCF de.

Formato de respuesta JSON

ACCEPT: application/json.

    {                                                                                      
                                                                                           
                                                                                           
        
        "scores":    [                                                                     
                                                                                           
                                                                                           
        
            {"score": 0.02},                                                               
                                                                                           
                                                                                           
        
            {"score": 0.25}                                                                
                                                                                           
                                                                                           
        
        ]                                                                                  
                                                                                           
                                                                                           
        
    }

Formato de respuesta JSONLINES

ACCEPT: application/jsonlines.

{"score": 0.02},
{"score": 0.25}

Formato de respuesta RECORDIO

ACCEPT: application/x-recordio-protobuf.

    [                                                                                      
                                                                                           
                                                                                           
        
         Record = {                                                                        
                                                                                           
                                                                                           
             
             features = {},                                                                
                                                                                           
                                                                                           
             
             label = {                                                                     
                                                                                           
                                                                                           
            
                 'score': {                                                                
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                     keys: [],                                                             
                                                                                           
                                                                                           
             
                     values: [0.25]  # float32                                             
                                                                                           
                                                                                           
             
                 }                                                                         
                                                                                           
                                                                                           
             
             }                                                                             
                                                                                           
                                                                                           
             
         },                                                                                
                                                                                           
                                                                                           
             
         Record = {                                                                        
                                                                                           
                                                                                           
             
             features = {},                                                                
                                                                                           
                                                                                           
             
             label = {                                                                     
                                                                                           
                                                                                           
            
                 'score': {                                                                
                                                                                           
                                                                                           
             
                     keys: [],                                                             
                                                                                           
                                                                                           
             
                     values: [0.23]  # float32                                             
                                                                                           
                                                                                           
             
                 }                                                                         
                                                                                           
                                                                                           
             
             }                                                                             
                                                                                           
                                                                                           
             
         }                                                                                 
                                                                                           
                                                                                           
             
    ]

Algoritmo de segmentación semántica
El algoritmo de segmentación semántica de SageMaker proporciona un sistema de nivel de píxel detallado
para desarrollar aplicaciones de visión artificial. Etiqueta todos los píxeles en una imagen con una etiqueta
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de clase a partir de un conjunto de clases predefinido. El etiquetado es fundamental para comprender
las escenas, algo crucial para un número cada vez mayor de aplicaciones de visión artificial tales como
vehículos autónomos, diagnóstico de imágenes médicas y detección en robots.

A modo de comparación, el SageMakerAlgoritmo de clasificación de imágenes (p. 1447)Es un algoritmo
de aprendizaje supervisado que solo analiza imágenes completas, clasificándolas en una de varias
categorías resultantes. Algoritmo de detección de objetos (p. 1533) es un algoritmo de aprendizaje
supervisado que detecta y clasifica todas las instancias de un objeto en una imagen. Indica la ubicación y
escala de cada objeto en la imagen con un cuadro delimitador rectangular.

Como el algoritmo de segmentación semántica clasifica todos los píxeles de una imagen, también
proporciona información sobre las formas de los objetos incluidos en ella. El resultado de la segmentación
se representa como una imagen en escala de grises, llamadaMáscara de segmentación. Una máscara de
segmentación es una imagen de escala de grises con la misma forma que la imagen de entrada.

El algoritmo de segmentación semántica de SageMaker se construye utilizando elMarco de MxNet Gluon
y el kit de herramientas Gluon CV, y le ofrece tres algoritmos integrados entre los que elegir para entrenar
una red neuronal profunda. Puede usar el algoritmo de red totalmente convolucional (FCN) , el algoritmo
de análisis de escena de pirámide (PSP) o DeepLabV3.

Cada uno de los tres algoritmos tiene dos componentes distintos:

• Lacolumna vertebral(oCodificador): una red que produce mapas de activación confiables de entidades.
• LaDecoder: red que construye la máscara de segmentación a partir de los mapas de activación

codificados.

También tiene una opción de núcleos para los algoritmos FCN, PSP y DeeplabV3: ResNet50 o ResNet101.
Estos núcleos incluyen artefactos capacitados previamente que se capacitaron originalmente en la tarea de
clasificación ImageNet. Puede ajustar estos núcleos para la segmentación con sus propios datos. O bien,
puede inicializar y capacitar estas redes desde cero usando solo sus propios datos. Los descodificadores
nunca se capacitan previamente.

Para implementar el modelo capacitado para inferencia, use el servicio de alojamiento de SageMaker.
Durante la inferencia, puede solicitar la máscara de segmentación como imagen PNG o como un conjunto
de probabilidades para cada clase para cada píxel. Puede usar estas máscaras como parte de una
canalización mayor que incluya un procesamiento posterior adicional de las imágenes u otras aplicaciones.

Temas
• Blocs de notas de muestra de segmentación semántica (p. 1557)
• Interfaz de entrada/salida para el algoritmo de segmentación semántica (p. 1558)
• Recomendación de la instancia EC2 para el algoritmo de segmentación semántica (p. 1560)
• Hiperparámetros de segmentación semántica (p. 1561)
• Ajuste de un modelo de segmentación semántica (p. 1566)

Blocs de notas de muestra de segmentación semántica
Para un bloc de notas de Jupyter de muestra que utiliza el algoritmo de segmentación semántica de
SageMaker para capacitar un modelo e implementarlo para realizar inferencias, consulte laEjemplo de
segmentación semántica. Para obtener instrucciones acerca de cómo crear y obtener acceso a instancias
de bloc de notas de Jupyter que puede utilizar para ejecutar el ejemplo en SageMaker, consulteUso de las
instancias de Amazon SageMaker (p. 131).

Para ver una lista de todas las muestras de SageMaker, cree y abra una instancia de bloc de notas y elija
la opciónEjemplos de SageMakerPestaña. Los blocs de notas de segmentación semántica de ejemplo se
encuentran en la sección sobre introducción a algoritmos de Amazon. Para abrir un bloc de notas, elija su
pestaña Use (Usar) y elija Create copy (Crear copia).
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Interfaz de entrada/salida para el algoritmo de segmentación semántica
La segmentación semántica de SageMaker espera que el conjunto de datos de capacitación del cliente
esté enAmazon Simple Storage Service (Amazon S3). Una vez que se ha capacitado, produce los
artefactos del modelo resultantes en Amazon S3. El formato de interfaz de entrada para la segmentación
semántica de SageMaker es similar al de la mayoría de los conjuntos de datos de análisis comparativo de
segmentación semántica estandarizados. Se espera que el conjunto de datos de Amazon S3 se presente
en dos canales, uno paratrainy uno paravalidationutilizando cuatro directorios, dos para imágenes
y dos para anotaciones. Se espera que los comentarios sean imágenes PNG sin comprimir. El conjunto
de datos también podría tener un mapa de etiqueta que describa cómo se establecen los mapeos de
comentarios. En caso contrario, el algoritmo usa un valor predeterminado. También es compatible con el
formato de imagen de manifiesto aumentada(application/x-image)para obtener capacitación en modo
de entrada de datos por canal directamente desde Amazon S3. Para la inferencia, un punto de enlace
acepta imágenes con un tipo de contenido image/jpeg.

Cómo funciona la capacitación

Los datos de capacitación se dividen en cuatro directorios: train, train_annotation, validation
y validation_annotation. Existe un canal para cada uno de estos directorios. El conjunto de
datos también esperaba tener un archivo label_map.json por canal para train_annotation y
validation_annotation respectivamente. Si no proporciona estos archivos JSON, SageMaker
proporciona el mapa de etiqueta establecido predeterminado.

El conjunto de datos que especifica estos archivos debe tener un aspecto similar al siguiente ejemplo:

s3://bucket_name
    |
    |- train
                 |
                 | - 0000.jpg
                 | - coffee.jpg
    |- validation
                 |
                 | - 00a0.jpg
                 | - bananna.jpg
    |- train_annotation
                 |
                 | - 0000.png
                 | - coffee.png
    |- validation_annotation
                 |
                 | - 00a0.png
                 | - bananna.png
    |- label_map
                 | - train_label_map.json
                 | - validation_label_map.json 

Cada imagen JPG de los directorios de validación y capacitación tiene una imagen de
etiqueta PNG correspondiente con el mismo nombre en los directorios train_annotation y
validation_annotation. Esta convención de nomenclatura ayuda al algoritmo a asociar una etiqueta
a su imagen correspondiente durante la capacitación. Los canales train, train_annotation,
validation y validation_annotation son obligatorios. Los comentarios son imágenes PNG de un
solo canal. El formato funciona siempre que los metadatos (modos) de la imagen ayuden al algoritmo a
leer las imágenes de comentarios en un número entero sin firmar de 8 bits de un solo canal. Para obtener
más información sobre nuestra compatibilidad con los modos, consulte la documentación de la biblioteca
de imágenes Python. Recomendamos usar el modo P de color verdadero y píxel de 8 bits.

La imagen que se codifica es un entero de 8 bits sencillo al usar los modos. Para acceder de este mapeo a
un mapa de una etiqueta, el algoritmo usa un archivo de mapeo por canal, denominado mapa de etiqueta.
El mapa de etiqueta se usa para asignar los valores de la imagen con índices de etiqueta reales. En el
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mapa de etiqueta predeterminado, que se proporciona de forma predeterminada si no facilita uno, el valor
de píxel de una matriz de comentarios (imagen) indexa la etiqueta directamente. Estas imágenes pueden
ser archivos PNG de escala de grises o archivos PNG indexados de 8 bits. El archivo de mapa de etiqueta
para el caso predeterminado sin escala es el siguiente:

{
  "scale": "1"
}  

Para proporcionar contraste para su visualización, un software de comentarios escala las imágenes
de etiqueta mediante una cantidad constante. Para ello, el algoritmo de segmentación semántica de
SageMaker proporciona una opción de cambio de escalado para reducir la escala de los valores a
valores de etiqueta reales. Al reducir el escalado, no se convierte el valor en un entero adecuado, el valor
predeterminado del algoritmo es el número entero mayor, menor o igual al valor de escala. El siguiente
código muestra cómo establecer el valor de escala para cambiar el escalado de los valores de etiqueta:

{
  "scale": "3"
}  

En el siguiente ejemplo se muestra cómo se usa este valor "scale" para cambiar el escalado de los
valores encoded_label de la imagen de comentario de entrada cuando se asignan a los valores
mapped_label que se van a usar en la capacitación. Los valores de etiqueta de la imagen de comentario
de entrada son 0, 3, 6, con escala 3, por lo que se asignan a 0, 1, 2 para la capacitación:

encoded_label = [0, 3, 6]
mapped_label = [0, 1, 2]

En algunos casos, podría tener que especificar un mapeo de color concreto para cada clase. Use la opción
de mapa en el mapeo de etiqueta como se muestra en el siguiente ejemplo de un archivo label_map:

{
    "map": {
        "0": 5,
        "1": 0,
        "2": 2
    }
}

Este mapeo de etiqueta para este ejemplo es:

encoded_label = [0, 5, 2]
mapped_label = [1, 0, 2]

Con los mapeos de etiqueta, puede usar diferentes sistemas de comentarios y software de comentarios
para obtener datos sin mucho procesamiento previo. Puede proporcionar un mapa de etiqueta por
canal. Los archivos para un mapa de etiqueta del canal label_map deben seguir las convenciones de
nomenclatura para la estructura de cuatro directorios. Si no proporciona un mapa de etiqueta, el algoritmo
adopta una escala de 1 (el valor predeterminado).

Capacitación con el formato de manifiesto aumentado

El formato de manifiesto aumentado le permite realizar la capacitación en modo de canalización mediante
los archivos de imágenes sin necesidad de crear archivos RecordIO. El archivo de manifiesto aumentado
contiene objetos de datos y debe aparecer en el formato de líneas JSON, como se describe en la solicitud
CreateTrainingJob. Cada línea del manifiesto es una entrada que contiene el URI de Amazon S3 para
la imagen y el URI para la imagen de anotación.
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Cada objeto JSON del archivo de manifiesto debe contener una clave source-ref. Lasource-
refdebe contener el valor del URI de Amazon S3 a la imagen. Las etiquetas se proporcionan en el
valor de parámetro AttributeNames, como se especifica en la solicitud de CreateTrainingJob.
También puede contener metadatos adicionales en la etiqueta de metadatos, pero el algoritmo los omite.
En el ejemplo siguiente, los AttributeNames se encuentran en la lista de imagen y referencias de
anotaciones ["source-ref", "city-streets-ref"]. Estos nombres deben llevar -ref añadido.
Cuando se utiliza el algoritmo de segmentación semántica con manifiesto aumentado, el valor del
parámetroRecordWrapperType debe ser "RecordIO" y el valor del parámetro ContentType debe ser
application/x-recordio.

{"source-ref": "S3 bucket location", "city-streets-ref": "S3 bucket location", "city-
streets-metadata": {"job-name": "label-city-streets", }}

Para obtener más información sobre archivos de manifiesto aumentado, consulte Proporcione metadatos
del conjunto de datos a trabajos de capacitación con un archivo de manifiesto aumentado (p. 1953).

Capacitación incremental

También puede propagarse la capacitación de un nuevo modelo con un modelo que ha capacitado
previamente mediante SageMaker. Esta capacitación incremental ahorra tiempo de capacitación si
desea capacitar un nuevo modelo con los mismos datos o datos similares. Actualmente, la capacitación
incremental es compatible solo con modelos capacitados con la segmentación semántica de SageMaker
integrada.

Para usar su propio modelo capacitado previamente, especifique ChannelName como "modelo" en
InputDataConfig para la solicitud de CreateTrainingJob. Establezca ContentType para el canal
de modelo en application/x-sagemaker-model Los parámetros de entrada backbone, algorithm,
crop_size y num_classes que definen la arquitectura de red deben especificarse de forma coherente
en los hiperparámetros de entrada del nuevo modelo y el modelo capacitado previamente que cargó
en el canal de modelo. Para el archivo de modelo capacitado previamente, puede usar los artefactos
comprimidos (.gz) desde salidas de SageMaker. Solo puede usar Formatos de imagen para los datos
de entrada. Para obtener más información sobre la capacitación incremental e instrucciones sobre cómo
usarla, consulte Capacitación incremental en Amazon SageMaker (p. 1942).

Producir interfaces

Para consultar un modelo capacitado que se implementa en un punto de enlace, debe proporcionar una
imagen y un AcceptType que indica el tipo de salida necesaria. El punto de enlace toma imágenes JPEG
con un tipo de contenido image/jpeg. Si solicita un AcceptType de image/png, el algoritmo genera un
archivo PNG con una máscara de segmentación en el mismo formato que las propias etiquetas. Si solicita
un tipo de aceptación deapplication/x-recordio-protobuf, el algoritmo devuelve probabilidades
de clase codificadas en formato recordio-protobuf. El último formato genera un tensor 3D donde la tercera
dimensión tiene el mismo tamaño que el número de clases. Este componente denota la probabilidad de
cada etiqueta de clase para cada píxel.

Recomendación de la instancia EC2 para el algoritmo de segmentación
semántica
El algoritmo de segmentación semántica de SageMaker solo admite instancias GPU para la capacitación y
recomendamos el uso de instancias GPU con más memoria para la capacitación con tamaños grandes de
lotes. El algoritmo se puede capacitar mediante instancias de P2/P3 EC2 Amazon Elastic Compute Cloud
(Amazon EC2) en configuraciones de una sola máquina. Admite las siguientes instancias GPU para la
capacitación:

• ml.p2.xlarge

• ml.p2.8xlarge

• ml.p2.16xlarge

• ml.p3.2xlarge
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• ml.p3.8xlarge

• ml.p3.16xlarge

Para la inferencia, puede usar instancias CPU (como c5 y m5) e instancias GPU (como p2 y p3) o ambas.
Para obtener información sobre los tipos de instancia que proporcionan diversas combinaciones de CPU,
GPU, memoria y capacidad de red para la interfaz, consulte Tipos de instancias de Amazon SageMaker
ML.

Hiperparámetros de segmentación semántica
En las siguientes tablas se incluyen los hiperparámetros admitidos por el algoritmo de segmentación
semántica de Amazon SageMaker para la arquitectura de red, las entradas de datos y la
capacitación. Usted especificaSegmentación semánticaCapacitación enAlgorithmNamede la
CreateTrainingJobrequest.

Hiperparámetros de arquitectura de red

Nombre del parámetro Descripción

backbone El núcleo que se va a usar para el componente de codificador del algoritmo.

Opcional

Valores válidos: resnet-50, resnet-101

Valor predeterminado: resnet-50

use_pretrained_model Si un modelo capacitado previamente se va a usar para el núcleo.

Opcional

Valores válidos: True, False

Valor predeterminado: True

algorithm El algoritmo que se va a usar para la segmentación semántica.

Opcional

Valores válidos:

• fcn: Algoritmo de red totalmente convolucional (FCN)
• psp: Algoritmo de análisis de escena de pirámide (PSP)
• deeplab: Algoritmo DeepLab V3

Valor predeterminado: fcn

Hiperparámetros de datos

Nombre del parámetro Descripción

num_classes El número de clases que se va a segmentar.

Obligatorio

Valores válidos: 2 ≤ entero positivo ≤ 254
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Nombre del parámetro Descripción

num_training_samples El número de muestras de los datos de capacitación. El algoritmo usa este
valor para configurar el programador de la tasa de aprendizaje.

Obligatorio

Valores válidos: número entero positivo

base_size Define cómo se reescalan las imágenes antes de recortar. Las imágenes se
reescalan de tal manera que la longitud de tamaño largo se establece en el
base_size multiplicado por un número aleatorio de 0,5 a 2,0, y el tamaño
corto se calcula para preservar la relación de aspecto.

Opcional

Valores válidos: número entero positivo > 16

Valor predeterminado: 520

crop_size El tamaño de imagen de la entrada durante el entrenamiento. Reescalamos
aleatoriamente la imagen de entrada en función del base_size y, a
continuación, realizamos un recorte cuadrado aleatorio con una longitud
lateral igual a crop_size. El crop_size de entrada se redondeará
automáticamente hasta múltiplos de 8.

Opcional

Valores válidos: número entero positivo > 16

Valor predeterminado: 240

Hiperparámetros de capacitación

Nombre del parámetro Descripción

early_stopping Si se usa una lógica de detención temprana durante la capacitación.

Opcional

Valores válidos: True, False

Valor predeterminado: False

early_stopping_min_epochsEl número mínimo de fechas de inicio que se debe ejecutar.

Opcional

Valores válidos: número entero

Valor predeterminado: 5

early_stopping_patienceEl número de fechas de inicio que se ajustan a la tolerancia para un
rendimiento más bajo antes de que el algoritmo fuerce una detención
temprana.

Opcional

Valores válidos: número entero
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Nombre del parámetro Descripción
Valor predeterminado: 4

early_stopping_toleranceSi la mejora relativa de la puntuación del trabajo de capacitación, mIOU, es
más pequeña que este valor, la detención temprana considera que no se
ha mejorado la fecha de inicio. Esta se usa solo cuando early_stopping
= True.

Opcional

Valores válidos: 0 ≤ número flotante ≤ 1

Valor predeterminado: 0.0

epochs El número de fechas de inicio con el que se va a capacitar.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 10

gamma1 El factor de decremento del promedio de movimiento del gradiente
cuadrado para rmsprop. Usado solo con rmsprop.

Opcional

Valores válidos: 0 ≤ número flotante ≤ 1

Valor predeterminado: 0.9

gamma2 El factor de impulso para rmsprop.

Opcional

Valores válidos: 0 ≤ número flotante ≤ 1

Valor predeterminado: 0.9

learning_rate La tasa de aprendizaje inicial.

Opcional

Valores válidos: 0 < número flotante

Valor predeterminado: 0.001
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Nombre del parámetro Descripción

lr_scheduler La forma de la programación de tasa de aprendizaje que controla su
disminución con el tiempo.

Opcional

Valores válidos:

• step: Un decaimiento gradual, donde la tasa de aprendizaje se
reduce (se multiplica) porlr_scheduler_factordespués de épocas
especificadas porlr_scheduler_step.

• poly: un decremento suave con una función polinómica.
• cosine: un decremento suave con una función de coseno.

Valor predeterminado: poly

lr_scheduler_factor Silr_schedulertoma el valorstep, la relación por la cual reducir (multipy)
ellearning_ratedespués de cada una de las épocas especificadas por el
parámetrolr_scheduler_step. De lo contrario, ignorado.

Opcional

Valores válidos: 0 ≤ número flotante ≤ 1

Valor predeterminado: 0.1

lr_scheduler_step Una lista delimitada por comas de las épocas después de
las cuales ellearning_ratese reduce (se multiplica) por
unlr_scheduler_factor. Por ejemplo, si el valor se establece
en"10, 20", a continuación, ellearning-ratese reduce
enlr_scheduler_factordespués de la décima época y de nuevo por
este factor después de la vigésima época.

Requiere condicionalmenteiflr_schedulertoma el valorstep. De lo
contrario, ignorado.

Valores válidos: cadena

Valor predeterminado: (No hay valor predeterminado, ya que el valor es
necesario cuando se utiliza.)

mini_batch_size El tamaño del lote para la capacitación. El uso de un mini_batch_size
grande suele dar lugar a una capacitación más rápida, pero podría hacer
que se quedara sin memoria. El uso de memoria se ve afectado por los
valores de los parámetros mini_batch_size e image_shape, y la
arquitectura de núcleo.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 16

1564



Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

Nombre del parámetro Descripción

momentum El impulso para el optimizador sgd. Cuando usa otros optimizadores, el
algoritmo de segmentación semántica omite este parámetro.

Opcional

Valores válidos: 0 < número flotante

Valor predeterminado: 0.9

optimizer El tipo de optimizador. Para obtener más información sobre un optimizador,
elija el enlace adecuado:

• adam: Adaptive momentum estimation
• adagrad: Descendiente de gradiente adaptativo
• nag: Nesterov accelerated gradient
• rmsprop: Root mean square propagation
• sgd: Stochastic gradient descent

Opcional

Valores válidos: adam, adagrad, nag, rmsprop, sgd

Valor predeterminado: sgd

syncbn Si se establece en True, la varianza y la media de normalización del lote
se calculan en todas las muestras procesadas en las GPU.

Opcional

Valores válidos: True, False

Valor predeterminado: False
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Nombre del parámetro Descripción

validation_mini_batch_sizeEl tamaño del lote para la validación. Un mini_batch_size grande suele
dar lugar a una capacitación más rápida, pero podría hacer que se quedara
sin memoria. El uso de memoria se ve afectado por los valores de los
parámetros mini_batch_size e image_shape, y la arquitectura de
núcleo.

• Para puntuar la validación de toda la imagen sin cortar las imágenes,
establezca este parámetro en 1. Use esta opción si desea medir el
rendimiento de toda la imagen en su conjunto.

Note

El establecimiento del parámetro
validation_mini_batch_size en 1 hace que el algoritmo
cree un nuevo modelo de red para todas las imágenes. Esto
podría ralentizar la validación y la capacitación.

• Para cortar imágenes y dejar el tamaño especificado en el parámetro
crop_size, incluso durante la evaluación, establezca este parámetro en
un valor mayor que 1.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 16

weight_decay El coeficiente de degradación de ponderación para el optimizador sgd.
Cuando usa otros optimizadores, el algoritmo omite este parámetro.

Opcional

Valores válidos: 0 < número flotante < 1

Valor predeterminado: 0.0001

Ajuste de un modelo de segmentación semántica

El ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la mejor
versión de un modelo ejecutando muchas tareas que probar una serie de hiperparámetros en su conjunto
de datos. Usted elige los hiperparámetros que pueden ajustarse, un rango de valores para cada uno de
ellos y una métrica objetiva. Puede elegir la métrica objetiva de las métricas que el algoritmo computa. El
ajuste de modelo automático busca los hiperparámetros elegidos para encontrar la combinación de valores
que obtienen el modelo que optimiza la métrica objetiva.

Métricas calculadas por el algoritmo de segmentación semántica

El algoritmo de segmentación semántica informa de dos métricas de validación. Al ajustar los valores de
hiperparámetros, elija una de estas métricas como objetivo.

Nombre de métrica Descripción Dirección de
optimización

validation:mIOU El área de la intersección de la segmentación
pronosticada y la verdad del suelo dividida por el

Maximizar
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Nombre de métrica Descripción Dirección de
optimización

área de unión entre ellos para las imágenes en el
conjunto de validación. También conocido como el
índice Jaccard.

validation:pixel_accuracyPorcentaje de píxeles clasificados correctamente
en imágenes del conjunto de validación.

Maximizar

Hiperparámetros de segmentación semántica ajustables

Puede ajustar los siguientes hiperparámetros para el algoritmo de segmentación semántica.

Nombre del parámetro Tipo de parámetro Intervalos
recomendados

learning_rate ContinuousParameterRange MinValue: 1e-4,
MaxValue: 1e-1

mini_batch_size IntegerParameterRanges MinValue: 1, MaxValue:
128

momentum ContinuousParameterRange MinValue: 0.9,
MaxValue: 0,999

optimzer CategoricalParameterRanges ["sgd", "adam",
"adadelta"]

weight_decay ContinuousParameterRange MinValue: 1e-5,
MaxValue: 1e-3

Algoritmo de secuencia a secuencia
Secuencia a secuencia de Amazon SageMaker es un algoritmo de aprendizaje supervisado en el que la
entrada es una secuencia de tokens (por ejemplo, texto, audio) y la salida generada es otra secuencia de
tokens. Entre los ejemplos de aplicaciones se incluyen los siguientes: traducción automática (entrada de
una frase de un idioma y predicción de cómo sería esa frase en otro idioma), resúmenes de textos (entrada
de una cadena más grande de palabras y predicción de una cadena más corta de las palabras que son
un resumen), de voz a texto (clips de audio convertidos en frases de salida en tokens). Recientemente, se
han diseñado correctamente problemas en este dominio con redes neuronales profundas que muestran un
importante aumento del desempeño a través de las metodologías anteriores. Amazon SageMaker seq2seq
de usa modelos de redes neuronales convolucionales (RNN) y redes neuronales convolucionales (CNN)
con atención como arquitecturas de codificador-decodificador.

Temas
• Interfaz de entrada/salida para el algoritmo de secuencia a secuencia (p. 1568)
• Recomendación de la instancia EC2 para el algoritmo de secuencia a secuencia (p. 1569)
• Blocs de notas de muestra de secuencia a secuencia (p. 1569)
• Funcionamiento de secuencia a secuencia (p. 1569)
• Hiperparámetros de secuencia a secuencia (p. 1570)
• Ajustar un modelo de secuencia a secuencia  (p. 1578)
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Interfaz de entrada/salida para el algoritmo de secuencia a secuencia
Entrenamiento

SageMaker seq2seq espera los datos en formato Recordio-Protobuf. Sin embargo, los tokens se esperan
como enteros, no como puntos flotantes, como suele ser el caso.

Se incluye un script para convertir datos desde archivos de texto tokenizados al formato protobuf en el bloc
de notas de muestra de seq2seq. Por lo general, empaqueta los datos en tensores de números enteros de
32 bits y genera los archivos de vocabulario necesarios que se precisan para la inferencia y el cálculo de
métricas.

Una vez realizado el procesamiento previo, se puede invocar el algoritmo para la capacitación. El algoritmo
espera tres canales:

• train: debe contener los datos de capacitación (por ejemplo, el archivo train.rec generado por el
script de preprocesamiento).

• validation: debe contener los datos de validación (por ejemplo, el archivo val.rec generado por el
script de preprocesamiento).

• vocab: debe contener dos archivos de vocabulario (vocab.src.json y vocab.trg.json).

Si el algoritmo no encuentra datos en alguno de estos tres canales, se producirá un error en los resultados
de capacitación.

Inferencia

Para los puntos de enlace alojados, la inferencia admite dos formatos de datos. Para realizar la inferencia
mediante tokens de texto separados por espacios, utilice el formato application/json. De lo contrario,
utilice el formato recordio-protobuf para trabajar con los datos codificados de números enteros.
Ambos modos admiten la creación de lotes de datos de entrada.application/jsonEl formato también le
permite visualizar la matriz de atención.

• application/json: espera la entrada en formato JSON y devuelve la salida en formato JSON. Ambos
tipos de aceptación y contenido deben ser application/json. Se espera que las secuencias sean
una cadena con tokens separados por espacios en blanco. Se recomienda este formato cuando el
número de secuencias de origen en el lote es pequeño. También admite las siguientes opciones de
configuración adicionales:

configuration: {attention_matrix: true}: devuelve la matriz de atención para una secuencia de
entrada determinada.

• application/x-recordio-protobuf: espera la entrada en formato recordio-protobuf y
devuelve la salida en recordio-protobuf format. Ambos tipos de aceptación y contenido deben
ser applications/x-recordio-protobuf. Para este formato, las secuencias de origen deben
convertirse en una lista de números enteros para la codificación protobuf posterior. Este formato es el
recomendado para la inferencia masiva.

Para la transformación por lotes, la interfaz admite el formato de líneas JSON. La transformación por lotes
espera la entrada en formato de líneas JSON y devuelve la salida en formato de líneas JSON. Ambos
tipos de aceptación y contenido deben ser application/jsonlines. El formato para la entrada es el
siguiente:

content-type: application/jsonlines

{"source": "source_sequence_0"}
{"source": "source_sequence_1"}

El formato para la respuesta es el siguiente:
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accept: application/jsonlines

{"target": "predicted_sequence_0"}
{"target": "predicted_sequence_1"}

Para obtener detalles adicionales sobre cómo serializar y deserializar las entradas y salidas en formatos
específicos para la referencia, consulte Blocs de notas de muestra de secuencia a secuencia (p. 1569).

Recomendación de la instancia EC2 para el algoritmo de secuencia a secuencia
Actualmente, Amazon SageMaker seq2seq de solo se admite en tipos de instancia GPU y solo se
configura para capacitar en una única máquina. No obstante, también ofrece compatibilidad con varias
GPU.

Blocs de notas de muestra de secuencia a secuencia
Para obtener un bloc de notas de muestra en el que se muestre cómo usar el algoritmo de secuencia a
secuencia de SageMaker para capacitar un modelo de traducción inglés-alemán, consulteTraducción
Automatizada Inglés-Alemán Ejemplo Usando SageMaker Seq2Seq. Para obtener instrucciones acerca
de cómo crear y obtener acceso a instancias de bloc de notas de Jupyter que puede utilizar para ejecutar
el ejemplo en SageMaker, consulteUso de las instancias de Amazon SageMaker (p. 131). Una vez
que haya creado una instancia de bloc de notas y la haya abierto, seleccione la pestañaEjemplos de
SageMakerPara ver una lista de todas las muestras de SageMaker. Los blocs de notas de modelado de
ejemplos que utilizan los algoritmos NTM se encuentran en la sección de introducción a algoritmos de
Amazon. Para abrir un bloc de notas, haga clic en la pestaña Use (Usar) y seleccione Create copy (Crear
copia).

Funcionamiento de secuencia a secuencia
Normalmente, una red neuronal para el modelo de secuencia a secuencia consta de algunas capas, entre
las que se incluyen las siguientes:

• Una capa de integración. En esta capa, la matriz de entrada, que son tokens de entrada codificados de
forma dispersa (por ejemplo, con codificación en caliente) se mapean en una capa de características
densa. Esto es necesario porque un vector de características de grandes dimensiones es más capaz de
codificar información relacionada con un token determinado (palabra para cuerpo de texto) que un vector
con codificación en caliente sencillo. Es también frecuente inicializar esta capa de integración con un
vector de palabras de capacitación previa como FastText o Glove o para iniciarla de manera aleatoria y
aprender los parámetros durante la capacitación.

• Una capa del codificador. Después de que los tokens de entrada se mapeen en un espacio de
características de grandes dimensiones, la secuencia pasa por una capa del codificador para comprimir
toda la información desde la capa de integración de entrada (o toda la secuencia) en un vector de
características de longitud fija. Normalmente, un codificador se compone de redes de tipo RNN como de
memoria a corto y largo plazo (LSTM) o unidades recurrentes cerradas (GRU). (el blog de Colah explica
la LSTM con más detalles).

• Una capa de decodificador. La capa de decodificador toma este vector de características codificado y
produce la secuencia de salida de tokens. Esta capa también se crea normalmente con arquitecturas
RNN (LSTM y GRU).

Se realiza la capacitación de todo el modelo conjuntamente para maximizar la probabilidad de la secuencia
de destino una vez proporcionada la secuencia de origen. Sutskever et al. introdujo este modelo por
primera vez en 2014.

Mecanismo de atención. La desventaja de un marco de trabajo de codificador-decodificador es que el
desempeño del modelo desciende a medida que la longitud de la secuencia de origen aumenta debido
al límite de cantidad de información que puede contener el vector de características cifrado de longitud
fija. Para resolver este problema, en 2015, Bahdanau et al. propuso el mecanismo de atención. En un
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mecanismo de atención, el decodificador intenta buscar la ubicación de la secuencia del codificador en la
que podría ubicarse la información más importante y utiliza esa información y las palabras decodificadas
anteriormente para predecir el siguiente token en la secuencia.

Para obtener más detalles, consulte el documento técnico de enfoques eficaces de traducción automática
neuronal basada en atención de Luong, et al. que explica y simplifica los cálculos para diversos
mecanismos de atención. Además, el documento técnicoSistema de traducción automática neuronal de
Google: Salvar la brecha entre la traducción humana y la traducción automáticaPor Wu, et al. describe la
arquitectura de Google para la traducción automática, que usa conexiones de omisión entre las capas de
codificador y decodificador.

Hiperparámetros de secuencia a secuencia

Nombre del parámetro Descripción

batch_size Tamaño del minilote para el gradiente descendiente.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 64

beam_size Longitud del haz para la búsqueda de haces. Se utiliza
durante la capacitación de la computación bleu y se utiliza
durante la inferencia.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 5

bleu_sample_size Número de instancias que elegir desde el conjunto de datos
de validación para decodificar y calcular la puntuación bleu
durante la capacitación. Establézcala en -1 para utilizar el
conjunto de validación completo (si se elige bleu como
optimized_metric).

Opcional

Valores válidos: número entero

Valor predeterminado: 0

bucket_width Devuelve buckets (origen, destino) hasta
(max_seq_len_source, max_seq_len_target). El lado
más largo de los datos utiliza pasos de bucket_width
mientras que el más corto usa pasos reducidos
automáticamente por la proporción de longitud de origen/
destino media. Si uno de los lados alcanza la longitud
máxima antes que el otro, el ancho de los buckets
adicionales de ese lado se fija a ese lado de max_len.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 10
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Nombre del parámetro Descripción

bucketing_enabled Establézcalo en false para deshabilitar la creación de
buckets y expandirlos con la longitud máxima.

Opcional

Valores válidos: true o false

Valor predeterminado: true

checkpoint_frequency_num_batches Punto de comprobación y evaluación cada x lotes. Este
hiperparámetro de comprobación se pasa al algoritmo
seq2seq de SageMaker para detener y recuperar el mejor
modelo. El checkpoint del algoritmo se ejecuta localmente
en el contenedor de entrenamiento del algoritmo y no es
compatible con el checkpoints de SageMaker. El algoritmo
guarda temporalmente los puntos de control en una ruta
local y almacena el mejor artefacto del modelo en la ruta
de salida del modelo en S3 después de que el trabajo de
entrenamiento se haya detenido.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 1 000

checkpoint_threshold Se permite que el número máximo de modelo de puntos
de comprobación no mejore en optimized_metric en el
conjunto de datos de validación antes de que se detenga
la capacitación. Este hiperparámetro de comprobación se
pasa al algoritmo seq2seq de SageMaker para detener
y recuperar el mejor modelo. El checkpoint del algoritmo
se ejecuta localmente en el contenedor de entrenamiento
del algoritmo y no es compatible con el checkpoints de
SageMaker. El algoritmo guarda temporalmente los puntos
de control en una ruta local y almacena el mejor artefacto del
modelo en la ruta de salida del modelo en S3 después de
que el trabajo de entrenamiento se haya detenido.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 3

clip_gradient Los valores de gradiente absolutos de clips son superiores a
este. Establézcalo en negativo para deshabilitar.

Opcional

Valores válidos: número flotante

Valor predeterminado: 1
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Nombre del parámetro Descripción

cnn_activation_type El tipo de activación cnn que se va a utilizar.

Opcional

Valores válidos: Cadena. Puede ser uno de los siguientes:
glu, relu, softrelu, sigmoid o bien tanh.

Valor predeterminado: glu

cnn_hidden_dropout Probabilidad de abandono para al abandono entre capas
convolucionales.

Opcional

Valores válidos: Float. Rango en [0,1].

Valor predeterminado: 0

cnn_kernel_width_decoder Ancho de kernel para el decodificador cnn.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 5

cnn_kernel_width_encoder Ancho de kernel para el codificador cnn.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 3

cnn_num_hidden Número de unidades ocultas cnn para el codificador y
decodificador.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 512

decoder_type Tipo de decodificador.

Opcional

Valores válidos: Cadena. rnn o cnn.

Valor predeterminado: rnn

embed_dropout_source Probabilidad de abandono para las incrustaciones del lado
del origen.

Opcional

Valores válidos: Float. Rango en [0,1].

Valor predeterminado: 0
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Nombre del parámetro Descripción

embed_dropout_target Probabilidad de abandono para las incrustaciones del lado
del destino.

Opcional

Valores válidos: Float. Rango en [0,1].

Valor predeterminado: 0

encoder_type Tipo de codificador. La arquitectura rnn se basa en el
mecanismo de atención de Bahdanau et al. y la arquitectura
cnn se basa en Gehring et al.

Opcional

Valores válidos: Cadena. rnn o cnn.

Valor predeterminado: rnn

fixed_rate_lr_half_life Vida media de la tasa de aprendizaje en términos de
número de puntos de comprobación para programadores
fixed_rate_*.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 10

learning_rate Tasa de aprendizaje inicial.

Opcional

Valores válidos: número flotante

Valor predeterminado: 0.000

loss_type Función de pérdida para la capacitación.

Opcional

Valores válidos: : cadena.cross-entropy

Valor predeterminado: cross-entropy

lr_scheduler_type El tipo de programador de la tasa de aprendizaje.
plateau_reduce conlleva la reducción de la tasa de
aprendizaje cuando optimized_metric está con
validation_accuracy detenido. inv_t es la decadencia
de tiempo inversa. learning_rate/(1+decay_rate*t)

Opcional

Valores válidos: Cadena. Uno de los valores de
entre plateau_reduce, fixed_rate_inv_t o
fixed_rate_inv_sqrt_t.

Valor predeterminado: plateau_reduce
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Nombre del parámetro Descripción

max_num_batches Número máximo de actualizaciones/lotes que procesar. -1
para infinito.

Opcional

Valores válidos: número entero

Valor predeterminado: -1

max_num_epochs Número máximo de fechas de inicio por los que pasan
los datos de capacitación antes de que se detenga la
adaptación. La capacitación continúa hasta este número
de fechas de inicio incluso si la precisión de la validación
no mejora si se aprueba el parámetro. Se ignora si no se
aprueba.

Opcional

Valores válidos: Número entero positivo y menor o igual que
max_num_epochs.

Valor predeterminado: ninguno

max_seq_len_source La longitud máxima para la longitud de secuencia de origen.
Las secuencias que superen esta longitud se truncarán con
esa longitud.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 100

max_seq_len_target La longitud máxima para la longitud de secuencia de
destino. Las secuencias que superen esta longitud se
truncarán con esa longitud.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 100

min_num_epochs Número mínimo de fechas de inicio que la capacitación
debe ejecutar antes de que se detenga a través de las
condiciones early_stopping.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 0
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Nombre del parámetro Descripción

momentum Constante de momento utilizada para sgd. No apruebe este
parámetro si está usando adam o rmsprop.

Opcional

Valores válidos: número flotante

Valor predeterminado: ninguno

num_embed_source Tamaño de integración para tokens de origen.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 512

num_embed_target Tamaño de integración para tokens de destino.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 512

num_layers_decoder Número de capas para el decodificador rnn o cnn.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 1

num_layers_encoder Número de capas para el codificador rnn o cnn.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 1

optimized_metric Métricas que optimizar con una detención temprana.

Opcional

Valores válidos: Cadena. Uno de los valores de entre
perplexity, accuracy o bleu.

Valor predeterminado: perplexity

optimizer_type Optimizador de entre el que elegir.

Opcional

Valores válidos: Cadena. Uno de los valores de entre adam,
sgd o rmsprop.

Valor predeterminado: adam
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Nombre del parámetro Descripción

plateau_reduce_lr_factor Factor con el que multiplicar la tasa de aprendizaje (para
plateau_reduce).

Opcional

Valores válidos: número flotante

Valor predeterminado: 0,5

plateau_reduce_lr_threshold Para el programador plateau_reduce, multiplique
la tasa de aprendizaje por el factor de reducción si
optimized_metric no mejoró para estos puntos de
comprobación distintos.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 3

rnn_attention_in_upper_layers Dedique la atención a las capas superiores de rnn, como el
documento de Google NMT. Solo es aplicable si se utiliza
más de una capa.

Opcional

Valores válidos: booleano (true o false)

Valor predeterminado: true

rnn_attention_num_hidden El valor predeterminado del número de unidades ocultas
para capas de atención es rnn_num_hidden.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: rnn_num_hidden

rnn_attention_type Modelo de atención para codificadores. mlp hace referencia
a concat y bilineal hace referencia a general en el
documento Luong et al..

Opcional

Valores válidos: Cadena. Puede ser uno de los siguientes:
dot, fixed, mlp o bien bilinear.

Valor predeterminado: mlp

rnn_cell_type Tipo específico de arquitectura rnn.

Opcional

Valores válidos: Cadena. lstm o gru.

Valor predeterminado: lstm
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Nombre del parámetro Descripción

rnn_decoder_state_init Cómo inicializar estados del decodificador rnn a partir de
codificadores.

Opcional

Valores válidos: Cadena. Uno de los valores de entre last,
avg o zero.

Valor predeterminado: last

rnn_first_residual_layer La primera capa rnn que tiene una conexión residual,
solo aplicable si el número de capas del codificador o
decodificador es superior a 1.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 2

rnn_num_hidden El número de unidades ocultas rnn para el codificador y el
decodificador. Debe ser múltiplo de 2 porque el algoritmo
utiliza la memoria a corto y largo plazo (LSTM) bidireccional
de forma predeterminada.

Opcional

Valores válidos: número par entero positivo

Valor predeterminado: 1024

rnn_residual_connections Agregue la conexión residual al rnn apilado. El número de
capas debe ser superior a 1.

Opcional

Valores válidos: booleano (true o false)

Valor predeterminado: false

rnn_decoder_hidden_dropout La probabilidad de abandono para el estado oculto
que combina el contexto con el estado oculto rnn en el
decodificador.

Opcional

Valores válidos: Float. Rango en [0,1].

Valor predeterminado: 0

training_metric Las métricas para realizar un seguimiento de la capacitación
en los datos de validación.

Opcional

Valores válidos: Cadena. perplexity o accuracy.

Valor predeterminado: perplexity
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Nombre del parámetro Descripción

weight_decay Constante de decadencia de ponderación.

Opcional

Valores válidos: número flotante

Valor predeterminado: 0

weight_init_scale Escala de la inicialización de la ponderación (para la
inicialización uniform y xavier).

Opcional

Valores válidos: número flotante

Valor predeterminado: 2.34

weight_init_type Tipo de inicialización de la ponderación.

Opcional

Valores válidos: Cadena. uniform o xavier.

Valor predeterminado: xavier

xavier_factor_type Tipo de factor de xavier.

Opcional

Valores válidos: Cadena. Uno de los valores de entre in,
out o avg.

Valor predeterminado: in

Ajustar un modelo de secuencia a secuencia

El ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la mejor
versión de un modelo ejecutando muchas tareas que probar una serie de hiperparámetros en su conjunto
de datos. Usted elige los hiperparámetros que pueden ajustarse, un rango de valores para cada uno de
ellos y una métrica objetiva. Puede elegir la métrica objetiva de las métricas que el algoritmo computa. El
ajuste de modelo automático busca los hiperparámetros elegidos para encontrar la combinación de valores
que obtienen el modelo que optimiza la métrica objetiva.

Para obtener más información acerca del ajuste de modelos, consulte Realice un SageMaker (p. 1821).

Métricas calculadas por el algoritmo de secuencia a secuencia

El algoritmo de secuencia a secuencia informa sobre tres métricas que se calculan durante la capacitación.
Elija una de ellas como objetivo para optimizar al ajustar los valores de hiperparámetro.

Nombre de métrica Descripción Dirección de
optimización

validation:accuracy Precisión calculada en el conjunto de datos de
validación.

Maximizar
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Nombre de métrica Descripción Dirección de
optimización

validation:bleu Puntuación bleu calculada en el conjunto de datos
de validación. Como la computación BLEU es cara,
puede elegir computar BLEU en una submuestra
aleatoria del conjunto de datos de validación para
acelerar el proceso de capacitación general. Use el
bleu_sample_size parámetro para especificar la
submuestra.

Maximizar

validation:perplexityPerplejidad, es una función de pérdida computada
en el conjunto de datos de validación. La
perplejidad mide la entropía cruzada entre una
muestra empírica y la distribución prevista por un
modelo y de esta forma proporciona una medida
de lo bien que un modelo predice los valores de
muestra. Los modelos que son buenos prediciendo
una muestra tienen una perplejidad baja.

Minimizar

Hiperparámetros de Secuencia a secuencia ajustables

Puede ajustar los siguientes hiperparámetros para el algoritmo de secuencia a secuencia de SageMaker.
Los hiperparámetros que mayor impacto tienen en las métricas objetivas de secuencia a secuencia:
batch_size, optimizer_type, learning_rate, num_layers_encoder y num_layers_decoder.

Nombre del parámetro Tipo de parámetro Intervalos
recomendados

num_layers_encoder IntegerParameterRange [1-10]

num_layers_decoder IntegerParameterRange [1-10]

batch_size CategoricalParameterRange [16,32,64,128,256,512,1024,2048]

optimizer_type CategoricalParameterRange ['adam', 'sgd', 'rmsprop']

weight_init_type CategoricalParameterRange ["xavier", "uniform ']

weight_init_scale ContinuousParameterRange Para el tipo xavier:
MinValue: 2.0,
MaxValue: 3.0 Para
el tipo de uniforme:
MinValue: -1.0,
MaxValue: 1.0

learning_rate ContinuousParameterRange MinValue: 0.00005,
MaxValue: 0.2

weight_decay ContinuousParameterRange MinValue: 0.0,
MaxValue: 0.1

momentum ContinuousParameterRange MinValue: = 0,5,
MaxValue: 0.9

clip_gradient ContinuousParameterRange MinValue: 1,0,
MaxValue: 5.0
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Nombre del parámetro Tipo de parámetro Intervalos
recomendados

rnn_num_hidden CategoricalParameterRange Aplicable solo a
redes neuronales
recurrentes (RNN).
[128,256,512,1024,2048]

cnn_num_hidden CategoricalParameterRange Solo aplicable a
redes neuronales
convolucionales (CNN).
[128,256,512,1024,2048]

num_embed_source IntegerParameterRange [256-512]

num_embed_target IntegerParameterRange [256-512]

embed_dropout_sourceContinuousParameterRange MinValue: 0.0,
MaxValue: 0,5

embed_dropout_targetContinuousParameterRange MinValue: 0.0,
MaxValue: 0,5

rnn_decoder_hidden_dropoutContinuousParameterRange MinValue: 0.0,
MaxValue: 0,5

cnn_hidden_dropout ContinuousParameterRange MinValue: 0.0,
MaxValue: 0,5

lr_scheduler_type CategoricalParameterRange ['plateau_reduce',
'fixed_rate_inv_t',
'fixed_rate_inv_sqrt_t']

plateau_reduce_lr_factorContinuousParameterRange MinValue: 0.1,
MaxValue: 0,5

plateau_reduce_lr_thresholdIntegerParameterRange [1-5]

fixed_rate_lr_half_lifeIntegerParameterRange [10-30]

Algoritmo XGBoost
XGBoost (potenciación del gradiente eXtreme) es una implementación de código abierto popular y eficiente
del algoritmo de árboles aumentados de gradientes. La potenciación de gradientes es un algoritmo de
aprendizaje supervisado que intenta predecir de forma apropiada una variable de destino mediante
la combinación de un conjunto de estimaciones a partir de un conjunto de modelos más simples y
más débiles. El algoritmo XGBoost funciona bien en competiciones de aprendizaje automático debido
a su manejo robusto de una variedad de tipos de datos, relaciones, distribuciones y la variedad de
hiperparámetros que puede ajustar. Puede usar XGBoost para problemas de regresión, de clasificación
(binaria y multiclase) y de ranking.

Puede utilizar la nueva versión del algoritmo XGBoost o bien como algoritmo integrado de Amazon
SageMaker o bien como marco para ejecutar scripts de capacitación en sus entornos locales.
Esta implementación ocupa menos espacio de memoria, tiene un mejor registro, una validación de
hiperparámetros mejorada y un conjunto ampliado de métricas en comparación con la versión original.
También proporciona un estimator de XGBoost que ejecuta un script de entrenamiento en un entorno de
XGBoost administrado. La versión actual de SageMaker XGBoost se basa en las versiones originales de
XGBoost 0.90, 1.0, 1.2 y 1.3.

1580

https://github.com/dmlc/xgboost


Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

Versiones compatibles

• Modo Framework (código abierto): 0.90-1, 0.90-2, 1.0-1, 1.2-1, 1.2-2, 1.3-1
• Modo del algoritmo: 0.90-1, 0.90-2, 1.0-1, 1.2-1, 1.2-2, 1.3-1

Warning

La versión de XGBoost 0.90 quedará obsoleta el 31 de diciembre de 2021. Los soportes para
actualizaciones de seguridad o correcciones de errores para XgBoost 0.90 se suspenderán
después de esta fecha. Es muy recomendable actualizar la versión de XGBoost a una de las
versiones más recientes (1.0-1 o posterior) antes de la desaprobación.
Note

XgBoost 1.1 no es compatible con SageMaker porque XGBoost 1.1 tiene una capacidad rota para
ejecutar predicciones cuando la entrada de prueba tiene menos características que los datos
de entrenamiento en las entradas LIBSVM. Esta capacidad se ha restaurado en XGBoost 1.2.
Considere usar SageMaker XGBoost 1.2-2 o posterior.

Cómo utilizar SageMaker XGBoost
Con SageMaker, puede usar XGBoost como algoritmo o marco integrado. Al usar XGBoost como marco,
tiene más flexibilidad y acceso a escenarios más avanzados, como la validación cruzada de k iteraciones,
ya que puede personalizar sus propios scripts de entrenamiento.

• Uso de XGBoost como marco de trabajo

Utilice XGBoost como marco para ejecutar los scripts de entrenamiento personalizados que puedan
incorporar procesamiento de datos adicional en sus trabajos de entrenamiento. En el siguiente ejemplo
de código, puede encontrar cómo SageMaker Python SDK de proporciona la API de XGBoost como
marco de la misma manera que proporciona otras API de marco, como TensorFlow, MxNet y PyTorch.
SageMaker Python SDK v1

import boto3
import sagemaker
from sagemaker.xgboost.estimator import XGBoost
from sagemaker.session import s3_input, Session

# initialize hyperparameters
hyperparameters = {
        "max_depth":"5",
        "eta":"0.2",
        "gamma":"4",
        "min_child_weight":"6",
        "subsample":"0.7",
        "verbosity":"1",
        "objective":"reg:linear",
        "num_round":"50"}

# set an output path where the trained model will be saved
bucket = sagemaker.Session().default_bucket()
prefix = 'DEMO-xgboost-as-a-framework'
output_path = 's3://{}/{}/{}/output'.format(bucket, prefix, 'abalone-xgb-framework')

# construct a SageMaker XGBoost estimator
# specify the entry_point to your xgboost training script
estimator = XGBoost(entry_point = "your_xgboost_abalone_script.py", 
                    framework_version='1.2-2',
                    hyperparameters=hyperparameters,
                    role=sagemaker.get_execution_role(),
                    instance_count=1,
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                    instance_type='ml.m5.2xlarge',
                    output_path=output_path)

# define the data type and paths to the training and validation datasets
content_type = "libsvm"
train_input = s3_input("s3://{}/{}/{}/".format(bucket, prefix, 'train'),
 content_type=content_type)
validation_input = s3_input("s3://{}/{}/{}/".format(bucket, prefix, 'validation'),
 content_type=content_type)

# execute the XGBoost training job
estimator.fit({'train': train_input, 'validation': validation_input})

SageMaker Python SDK v2

import boto3
import sagemaker
from sagemaker.xgboost.estimator import XGBoost
from sagemaker.session import Session
from sagemaker.inputs import TrainingInput

# initialize hyperparameters
hyperparameters = {
        "max_depth":"5",
        "eta":"0.2",
        "gamma":"4",
        "min_child_weight":"6",
        "subsample":"0.7",
        "verbosity":"1",
        "objective":"reg:linear",
        "num_round":"50"}

# set an output path where the trained model will be saved
bucket = sagemaker.Session().default_bucket()
prefix = 'DEMO-xgboost-as-a-framework'
output_path = 's3://{}/{}/{}/output'.format(bucket, prefix, 'abalone-xgb-framework')

# construct a SageMaker XGBoost estimator
# specify the entry_point to your xgboost training script
estimator = XGBoost(entry_point = "your_xgboost_abalone_script.py", 
                    framework_version='1.2-2',
                    hyperparameters=hyperparameters,
                    role=sagemaker.get_execution_role(),
                    instance_count=1,
                    instance_type='ml.m5.2xlarge',
                    output_path=output_path)

# define the data type and paths to the training and validation datasets
content_type = "libsvm"
train_input = TrainingInput("s3://{}/{}/{}/".format(bucket, prefix, 'train'),
 content_type=content_type)
validation_input = TrainingInput("s3://{}/{}/{}/".format(bucket, prefix,
 'validation'), content_type=content_type)

# execute the XGBoost training job
estimator.fit({'train': train_input, 'validation': validation_input})

Para obtener un ejemplo de extremo a extremo del uso de SageMaker XgBoost como marco, consulte el
tema sobre regresión con XGBoost de Amazon SageMaker.

• Utilizar XGBoost como algoritmo integrado

Utilice el algoritmo integrado XGBoost para crear un contenedor de entrenamiento de XGBoost tal
como se muestra en el ejemplo de código siguiente. Puede detectar automáticamente el URI de imagen
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del algoritmo integrado de XGBoost mediante el comando SageMakerimage_uris.retrieveAPI
(o laget_image_uriAPI si se usaSDK para Python de Amazon SageMakerversión 1). Si desea
asegurarse de que la API image_uris.retrieve encuentre el URI correcto, consulte  Parámetros
comunes para algoritmos integrados  y busque xgboost en la lista completa de URI de imagen de
algoritmo incorporado y las regiones disponibles.

Después de especificar el URI de imagen XGBoost, puede utilizar el contenedor XGBoost para construir
un estimador con la API Estimator de SageMaker e iniciar un trabajo de entrenamiento. Este modo
de algoritmo integrado XGBoost no incorpora su propio script de entrenamiento XGBoost y se ejecuta
directamente en los conjuntos de datos de entrada.
SageMaker Python SDK v1

import sagemaker
import boto3
from sagemaker.amazon.amazon_estimator import get_image_uri 
from sagemaker.session import s3_input, Session
            
# initialize hyperparameters
hyperparameters = {
        "max_depth":"5",
        "eta":"0.2",
        "gamma":"4",
        "min_child_weight":"6",
        "subsample":"0.7",
        "objective":"reg:squarederror",
        "num_round":"50"}

# set an output path where the trained model will be saved
bucket = sagemaker.Session().default_bucket()
prefix = 'DEMO-xgboost-as-a-built-in-algo'
output_path = 's3://{}/{}/{}/output'.format(bucket, prefix, 'abalone-xgb-built-in-
algo')

# this line automatically looks for the XGBoost image URI and builds an XGBoost
 container.
# specify the repo_version depending on your preference.
xgboost_container = get_image_uri(boto3.Session().region_name,
                          'xgboost', 
                          repo_version='1.2-2')

# construct a SageMaker estimator that calls the xgboost-container
estimator = sagemaker.estimator.Estimator(image_name=xgboost_container, 
                                          hyperparameters=hyperparameters,
                                          role=sagemaker.get_execution_role(),
                                          instance_count=1, 
                                          instance_type='ml.m5.2xlarge', 
                                          train_volume_size=5, # 5 GB 
                                          output_path=output_path)

# define the data type and paths to the training and validation datasets
content_type = "libsvm"
train_input = s3_input("s3://{}/{}/{}/".format(bucket, prefix, 'train'),
 content_type=content_type)
validation_input = s3_input("s3://{}/{}/{}/".format(bucket, prefix, 'validation'),
 content_type=content_type)

# execute the XGBoost training job
estimator.fit({'train': train_input, 'validation': validation_input})

SageMaker Python SDK v2

import sagemaker
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import boto3
from sagemaker import image_uris
from sagemaker.session import Session
from sagemaker.inputs import TrainingInput

# initialize hyperparameters
hyperparameters = {
        "max_depth":"5",
        "eta":"0.2",
        "gamma":"4",
        "min_child_weight":"6",
        "subsample":"0.7",
        "objective":"reg:squarederror",
        "num_round":"50"}

# set an output path where the trained model will be saved
bucket = sagemaker.Session().default_bucket()
prefix = 'DEMO-xgboost-as-a-built-in-algo'
output_path = 's3://{}/{}/{}/output'.format(bucket, prefix, 'abalone-xgb-built-in-
algo')

# this line automatically looks for the XGBoost image URI and builds an XGBoost
 container.
# specify the repo_version depending on your preference.
xgboost_container = sagemaker.image_uris.retrieve("xgboost", region, "1.2-2")

# construct a SageMaker estimator that calls the xgboost-container
estimator = sagemaker.estimator.Estimator(image_uri=xgboost_container, 
                                          hyperparameters=hyperparameters,
                                          role=sagemaker.get_execution_role(),
                                          instance_count=1, 
                                          instance_type='ml.m5.2xlarge', 
                                          volume_size=5, # 5 GB 
                                          output_path=output_path)

# define the data type and paths to the training and validation datasets
content_type = "libsvm"
train_input = TrainingInput("s3://{}/{}/{}/".format(bucket, prefix, 'train'),
 content_type=content_type)
validation_input = TrainingInput("s3://{}/{}/{}/".format(bucket, prefix,
 'validation'), content_type=content_type)

# execute the XGBoost training job
estimator.fit({'train': train_input, 'validation': validation_input})

Para obtener más información acerca de cómo configurar XGBoost como un algoritmo integrado,
consulte los siguientes ejemplos de bloc de notas.
• Entrenamiento de spot administrado para XGBoost
• Regresión con XGBoost de Amazon SageMaker (entrada de Parquet)

Interfaz de entrada/salida para el algoritmo XGBoost

La potenciación de gradientes funciona en los datos tabulares, con las filas que representan
observaciones, una columna que representa la variable de destino o la etiqueta, y las columnas restantes
que representan las características.

La implementación SageMaker de XGBoost admite los formatos CSV y libsvm para la capacitación y la
inferencia:

• Para el ContentType de capacitación, las entradas válidas son text/libsvm (predeterminada) o text/csv.
• Para el ContentType de inferencia, las entradas válidas son text/libsvm (predeterminada) o text/csv.
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Note

Para la capacitación de CSV, el algoritmo asume la variable de destino en la primera columna y
ese CSV no dispone de un registro de encabezado.
Para la inferencia de CSV, el algoritmo asume que la entrada de CSV no dispone de la columna
de etiqueta.
Para la capacitación de libsvm, el algoritmo presupone que la etiqueta está en la primera
columna. Las columnas siguientes contienen los pares índice-valor basados en cero
para las características. Así pues, cada fila tiene el formato: <label> <index0>:<value0>
<index1>:<value1> ... Las solicitudes de inferencia para libsvm pueden tener o no etiquetas con el
formato libsvm.

Esto se diferencia de los demás algoritmos SageMaker que usan el formato de entrada de capacitación
protobuf para conservar una mayor coherencia con los formatos de datos de XGBoost estándar.

Para el modo de entrada de capacitación de CSV, la memoria total disponible para el algoritmo (recuento
de instancia * la memoria disponible en InstanceType) debe poder almacenar el conjunto de datos de
capacitación. Para el modo de entrada de capacitación de libsvm, no es necesario, pero recomendable.

SageMaker XGBoost utiliza el módulo pickle de Python para serializar/deserializar el modelo, que puede
utilizarse para guardar/cargar el modelo.

Para usar un modelo capacitado con SageMaker XGBoost en XGBoost de código abierto

• Utilice el siguiente código de Python:

import pickle as pkl 
import tarfile

t = tarfile.open('model.tar.gz', 'r:gz')
t.extractall()

model = pkl.load(open(model_file_path, 'rb'))

# prediction with test data
pred = model.predict(dtest)

Para diferenciar la importancia de los puntos de datos etiquetados utilice los soportes de
ponderación de instancias

• Cada instancia XGBoost de permite a los clientes diferenciar la importancia de los puntos de
datos etiquetados asignando a cada instancia un valor de ponderación. Para la entrada text/
libsvm, los clientes pueden asignar valores de ponderación a las instancias de datos añadiéndolos
después de las etiquetas. Por ejemplo, label:weight idx_0:val_0 idx_1:val_1....
Para la entrada text/csv, los clientes deben activar la marca csv_weights en los parámetros
y asociar los valores de ponderación en la columna después de las etiquetas. Por ejemplo:
label,weight,val_0,val_1,...).

Recomendación de instancias EC2 para el algoritmo XGBoost
SageMaker XGBoost 1.0-1 o anterior solo realiza la capacitación actualmente mediante CPU. Se trata de
un algoritmo de vinculación de memoria (como se opone en la vinculación de computación). Por lo tanto,
una instancia de computación de uso general (por ejemplo, M5) es una opción mejor que una instancia
optimizada de computación (por ejemplo, C4). Además, recomendamos que disponga de suficiente
memoria en total en las instancias seleccionadas para almacenar los datos de capacitación. Aunque
admite el uso del espacio en disco para administrar datos que no encajan en la memoria principal (la
función no principal disponible con el modo de entrada libsvm), la escritura de los archivos en la memoria
caché en el disco ralentizan el tiempo de procesamiento del algoritmo.
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La versión 1.2 o versiones posteriores de SageMaker XGBoost admite la formación de GPU de una
sola instancia. A pesar de que los costos por instancia son superiores, la capacitación de las GPU se
realiza de forma más rápida, por lo que son más rentables. Para aprovechar la formación de GPU,
especifique el tipo de instancia como una de las instancias de GPU (por ejemplo, P3) y establezca
la propiedadtree_methodhiperparámetro agpu_histen su script XgBoost existente. Actualmente,
SageMaker no admite la capacitación de varias GPU.

Blocs de notas de muestra de XGBoost

La siguiente tabla describe una variedad de cuadernos de muestra que abordan diferentes casos de uso
del algoritmo XGBoost de Amazon SageMaker.

Título del cuaderno Descripción

¿Cómo crear un contenedor XGBoost
personalizado?

Este cuaderno le muestra cómo crear un
contenedor XGBoost personalizado con la
transformación Batch de Amazon SageMaker.

Introducción al procesamiento de funciones, la
formación y la inferencia

Este bloc de notas le muestra cómo crear
una canalización de Machine Learning (ML)
utilizando transformadores de función Spark y
realizar una inferencia en tiempo real mediante la
transformación Batch de Amazon SageMaker.

Regresión con XGBoost usando Parquet Este cuaderno muestra cómo utilizar el conjunto de
datos Abalone en Parquet para entrenar un modelo
XGBoost.

¿Cómo entrenar y alojar un modelo de clasificación
multiclase?

Este bloc de notas muestra cómo utilizar el dataset
MNIST para entrenar y alojar un modelo de
clasificación multiclase.

¿Cómo entrenar un Modelo para Predicción de
Churn del Cliente?

Este cuaderno le muestra cómo entrenar a un
modelo para predecir la salida del cliente móvil
en un esfuerzo por identificar a los clientes
descontentos.

Introducción a la infraestructura gestionada de
Amazon SageMaker para XGBoost Training

Este bloc de notas le muestra cómo usar instancias
puntuales para entrenar con un contenedor
XGBoost.

¿Cómo usar Amazon SageMaker Debugger para
depurar XGBoost Training Jobs?

Este bloc de notas muestra cómo utilizar Amazon
SageMaker Debugger para supervisar los trabajos
de formación y detectar incoherencias.

¿Cómo usar Amazon SageMaker Debugger para
depurar XGBoost Training Jobs en tiempo real?

Este bloc de notas muestra cómo utilizar el
conjunto de datos MNIST y el depurador de
Amazon SageMaker para realizar análisis en
tiempo real de los trabajos de formación de
XGBoost mientras se ejecutan los trabajos de
formación.

Para obtener instrucciones acerca de cómo crear y obtener acceso a instancias de bloc de notas de
Jupyter que puede utilizar para ejecutar el ejemplo en SageMaker, consulteUso de las instancias de
Amazon SageMaker (p. 131). Después de crear y abrir una instancia de bloc de notas, elija laEjemplos de
SageMakerPara ver una lista de todas las muestras de SageMaker. Los blocs de notas de modelado de
ejemplos que utilizan los algoritmos de aprendizaje lineal se encuentran en la sección de introducción a
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algoritmos de Amazon. Para abrir un bloc de notas, elija su pestaña Use (Usar) y elija Create copy (Crear
copia).

Funcionamiento de XGBoost

XGBoost es una implementación de código abierto popular y eficiente del algoritmo de árboles
aumentados. La potenciación de gradientes es un algoritmo de aprendizaje supervisado que intenta
predecir de forma apropiada una variable de destino mediante la combinación de estimaciones de un
conjunto de modelos más simples y más débiles.

Cuando se utiliza la potenciación del gradiente para la regresión, los aprendices débiles son árboles
de regresión y cada árbol de regresión mapea un punto de datos de entrada en una de sus hojas que
contiene una puntuación continua. XGBoost minimiza una función de objetivo regularizada (L1 y L2) que
combina una función de pérdida convexa (según la diferencia entre las salidas de destino y previstas) y un
plazo de penalización para la complejidad de modelos (es decir, las funciones de árboles de regresión). La
capacitación avanza de forma iterativa, agregando nuevos árboles que predicen los residuos de errores
de los árboles anteriores que se combinan después con los árboles anteriores para realizar la predicción
final. Se denomina potenciación del gradiente porque utiliza un algoritmo de gradiente descendente para
minimizar la pérdida cuando se agregan nuevos modelos.

A continuación se muestra una breve ilustración sobre cómo funciona el refuerzo del árbol de degradado.

Para obtener más información sobre XGBoost, consulte:

• XGBoost: Un sistema de potenciación de árbol escalable
• Mejora del árbol de degradado
• Introducción a los árboles con potenciación

1587

https://github.com/dmlc/xgboost
https://en.wikipedia.org/wiki/Gradient_boosting
https://arxiv.org/pdf/1603.02754.pdf
https://web.stanford.edu/~hastie/ElemStatLearn/printings/ESLII_print12.pdf#page=380
https://xgboost.readthedocs.io/en/latest/tutorials/model.html


Amazon SageMaker Developer Guide
Uso de algoritmos integrados de 

Hiperparámetros de XGBoost

La siguiente tabla contiene el subconjunto de hiperparámetros que son necesarios o que se utilizan con
mayor frecuencia para el algoritmo XGBoost de Amazon SageMaker. Estos son los parámetros que
establecen los usuarios para facilitar la estimación de los parámetros del modelo a partir de los datos. Los
hiperparámetros necesarios que deben establecerse se enumerarán en primer lugar, en orden alfabético.
Los hiperparámetros opcionales que se pueden establecer aparecen a continuación en la lista, también en
orden alfabético. El algoritmo XGBoost de SageMaker es una implementación del paquete DMLC XGBoost
de código abierto. En la actualidad, SageMaker admite la versión 1.2-2. Para obtener más información
sobre el conjunto completo de hiperparámetros que se pueden configurar para esta versión de XGBoost,
consulte Parámetros de XGBoost.

Nombre del parámetro Descripción

num_class Número de clases.

Es obligatorio si objective se establece en multi:softmax o
multi:softprob.

Valores válidos: número entero

num_round El número de rondas para ejecutar la capacitación.

Obligatorio

Valores válidos: número entero

alpha El plazo de regularización de L1 sobre ponderaciones. Si aumenta
este valor, hace que los modelos sean más conservadores.

Opcional

Valores válidos: número flotante

Valor predeterminado: 0

base_score La puntuación de la predicción inicial de todas las instancias (sesgo
global).

Opcional

Valores válidos: número flotante

Valor predeterminado: 0,5

booster Qué potenciador utilizar. Los valores gbtree y dart usan un
modelo basado en árbol, mientras que gblinear usa una función
lineal.

Opcional

Valores válidos: Cadena. Uno de los valores de entre gbtree,
gblinear o dart.

Valor predeterminado: gbtree

colsample_bylevel La proporción de submuestra de columnas para cada división, en
cada nivel.

Opcional
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Nombre del parámetro Descripción
Valores válidos: Float. Range (Rango): [0,1].

Valor predeterminado: 1

colsample_bynode Proporción de la submuestra de columnas de cada nodo.

Opcional

Valores válidos: Float. Range (Rango): (0,1].

Valor predeterminado: 1

colsample_bytree Proporción de la submuestra de columnas cuando se construye cada
árbol.

Opcional

Valores válidos: Float. Range (Rango): [0,1].

Valor predeterminado: 1

csv_weights Al habilitarse esta marca, XGBoost diferencia la importancia de las
instancias para la entrada de CSV tomando la segunda columna (la
columna tras las etiquetas) en los datos de capacitación como las
ponderaciones de instancias.

Opcional

Valores válidos: 0 o 1

Valor predeterminado: 0

deterministic_histogram Cuando este indicador está habilitado, xgBoost construye el
histograma en la GPU de forma determinística. Se utiliza solo si
tree_method se establece en gpu_hist.

Para obtener una lista completa de entradas válidas, consulte
Parámetros de XGBoost.

Opcional

Valores válidos: Cadena. Rango: true o false

Valor predeterminado: true

early_stopping_rounds El modelo realiza la capacitación hasta que la puntuación de
validación para de mejorar. El error de validación tiene que reducirse
al menos cadaearly_stopping_roundspara continuar la
formación. El alojamiento de SageMaker utiliza el mejor modelo para
la inferencia.

Opcional

Valores válidos: número entero

Valor predeterminado: -
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Nombre del parámetro Descripción

eta Contracción del tamaño del paso utilizado en las actualizaciones
para evitar el ajuste excesivo. Después de cada paso de
potenciación, puede obtener directamente las ponderaciones de
las nuevas características. El parámetro eta reduce realmente
las ponderaciones de la característica para que el proceso de
potenciación sea más conservador.

Opcional

Valores válidos: Float. Range (Rango): [0,1].

Valor predeterminado: 0.3

eval_metric Métricas de evaluación de los datos de validación. Una métrica
predeterminada se asigna de acuerdo con el objetivo:

• rmse: para la regresión
• error: para la clasificación
• map: para la clasificación

Para obtener una lista de entradas válidas, consulteParámetros de la
tarea de aprendizaje de XG.

Opcional

Valores válidos: cadena

Valor predeterminado: Predeterminado según el objetivo.

gamma La reducción de pérdida mínima necesaria para realizar una partición
mayor en un nodo de hoja del árbol. Conforme mayor sea, más
conservador será el algoritmo.

Opcional

Valores válidos: Float. Range (Rango): [0, ∞).

Valor predeterminado: 0

grow_policy Controla la forma en la que se agregan los nuevos nodos al árbol. Es
actualmente compatible solo si tree_method se establece en hist.

Opcional

Valores válidos: Cadena. depthwise o lossguide.

Valor predeterminado: depthwise

interaction_constraints Especifique grupos de variables que pueden interactuar.

Opcional

Valores válidos: Lista anidada de enteros. Cada entero representa
una entidad, y cada lista anidada contiene entidades que pueden
interactuar, por ejemplo, [[1,2], [3,4,5]].

Valor predeterminado: Ninguno
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Nombre del parámetro Descripción

lambda El plazo de regularización de L2 sobre ponderaciones. Si aumenta
este valor, hace que los modelos sean más conservadores.

Opcional

Valores válidos: número flotante

Valor predeterminado: 1

lambda_bias El plazo de regularización de L2 de sesgo.

Opcional

Valores válidos: Float. Range (Rango): [0,0, 1,0].

Valor predeterminado: 0

max_bin Número máximo de contenedores discretos en las características
continuas del bucket. Se utiliza solo si tree_method se establece
en hist.

Opcional

Valores válidos: número entero

Valor predeterminado: 256

max_delta_step El paso delta máximo permitido para la estimación de ponderación
de cada árbol. Cuando se utiliza un número entero positivo, ayuda
a hacer la actualización más conservadora. La opción preferida es
usarla en la regresión logística. Establézcala en 1-10 para ayudar a
controlar la actualización.

Opcional

Valores válidos: Entero. Range (Rango): [0, ∞).

Valor predeterminado: 0

max_depth Profundidad máxima de un árbol. El aumento de este valor hace
que el modelo sea más complejo y que se sobreajuste con más
probabilidad. 0 indica que no hay límite. Se requiere un límite cuando
grow_policy=depth-wise.

Opcional

Valores válidos: Entero. Range (Rango): [0, ∞)

Valor predeterminado: 6

max_leaves Número máximo de nodos que se va agregar. Solo relevante si
grow_policy se establece en lossguide.

Opcional

Valores válidos: número entero

Valor predeterminado: 0
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Nombre del parámetro Descripción

min_child_weight Suma mínima de la ponderación de instancias (hessiana) necesaria
en un elemento secundario. Si el paso de partición del árbol genera
un nodo de hoja con la suma de la ponderación de instancia inferior
a min_child_weight, el proceso de creación deja de realizar la
partición. En los modelos de regresión lineal, esto simplemente se
corresponde con un número mínimo de instancias necesarias en
cada nodo. Conforme mayor sea el algoritmo, más conservador será.

Opcional

Valores válidos: Float. Range (Rango): [0, ∞).

Valor predeterminado: 1

monotone_constraints Especifica restricciones de monotonicidad en cualquier elemento.

Opcional

Valores válidos: Tupla de enteros. Enteros válidos #1 (restricción
decreciente), 0 (sin restricción), 1 (restricción creciente).

Por ejemplo, (0, 1): No hay restricción en el primer predictor, y una
restricción creciente en el segundo. (-1, 1): Restricción decreciente
en el primer predictor y restricción creciente en el segundo.

Valor predeterminado: (0, 0)

normalize_type Tipo de algoritmo de normalización.

Opcional

Valores válidos: Con cualquiera deÁrbolorBosque.

Valor predeterminado: árbol

nthread Número de subprocesos paralelos utilizados para ejecutar xgboost.

Opcional

Valores válidos: número entero

Valor predeterminado: Número máximo de subprocesos.

objective Especifica la tarea de aprendizaje y el objetivo
de aprendizaje correspondiente. Ejemplos:
reg:logistic,multi:softmax,reg:squarederror. Para
obtener una lista completa de entradas válidas, consulteParámetros
de la tarea de aprendizaje de XG.

Opcional

Valores válidos: cadena

Valor predeterminado: reg:squarederror
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Nombre del parámetro Descripción

one_drop Cuando esta marca esté habilitada, al menos se rechazará siempre
un árbol durante el abandono.

Opcional

Valores válidos: 0 o 1

Valor predeterminado: 0

process_type El tipo de proceso de potenciación que ejecutar.

Opcional

Valores válidos: Cadena. default o update.

Valor predeterminado: default

rate_drop La tasa de abandono que especifica la fracción de los árboles
anteriores rechazados durante el abandono.

Opcional

Valores válidos: Float. Range (Rango): [0,0, 1,0].

Valor predeterminado: 0.0

refresh_leaf Se trata de un parámetro del complemento del actualizador
'actualizar'. Cuando se establece en true (1), se actualizan los
estados del nodo de árbol y las hojas de árbol. Cuando se establece
en false(0), solo se actualizan los estados de nodo de árbol.

Opcional

Valores válidos: 0/1

Valor predeterminado: 1

sample_type Tipo de algoritmo de muestra.

Opcional

Valores válidos: uniform o weighted.

Valor predeterminado: uniform

scale_pos_weight Controla el equilibrio de las ponderaciones positivas y negativas.
Resulta útil para las clases sin equilibrar. Un valor típico que tener en
cuenta: sum(negative cases) / sum(positive cases).

Opcional

Valores válidos: número flotante

Valor predeterminado: 1
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Nombre del parámetro Descripción

seed Semilla de número aleatorio.

Opcional

Valores válidos: número entero

Valor predeterminado: 0

single_precision_histogram Cuando esta bandera está habilitada, XgBoost utiliza precisión única
para construir histogramas en lugar de precisión doble. Solo se usa
sitree_methodtoma el valorhistorgpu_hist.

Para obtener una lista completa de entradas válidas, consulte
Parámetros de XGBoost.

Opcional

Valores válidos: Cadena. Rango: true o false

Valor predeterminado: false

sketch_eps Se utiliza solo para el algoritmo voraz aproximado. Traduce el
número de contenedores O(1 / sketch_eps). En comparación con
el número seleccionado directamente de contenedores, incluye la
garantía teórica con la precisión del boceto.

Opcional

Valores válidos: Flotante, Rango: [0, 1].

Valor predeterminado: 0,03

skip_drop Probabilidad de omisión del procedimiento de abandono durante una
iteración de potenciación.

Opcional

Valores válidos: Float. Range (Rango): [0,0, 1,0].

Valor predeterminado: 0.0

subsample La proporción de la submuestra de la instancia de capacitación. Si se
establece en 0,5, significa que XGBoost recopila de forma aleatoria
la mitad de las instancias de datos para que los árboles crezcan.
Esto evita el sobreajuste.

Opcional

Valores válidos: Float. Range (Rango): [0,1].

Valor predeterminado: 1
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Nombre del parámetro Descripción

tree_method El algoritmo de la construcción del árbol se utiliza en XGBoost.

Opcional

Valores válidos: Puede ser uno de los siguientes: auto, exact,
approx, hist o bien gpu_hist.

Valor predeterminado: auto

tweedie_variance_power Parámetro que controla la varianza de la distribución de Tweedie.

Opcional

Valores válidos: Float. Range (Rango): (1, 2).

Valor predeterminado: 1.5

updater Una cadena separada por comas que define la secuencia de los
actualizadores de árbol que ejecutar. Esto proporciona una forma
modular de crear y modificar los árboles.

Para obtener una lista completa de entradas válidas, consulte
Parámetros de XGBoost.

Opcional

Valores válidos: cadena separada por comas

Valor predeterminado: grow_colmaker, omisión

verbosity Verbosidad de los mensajes de impresión.

Valores válidos: 0 (silencioso), 1 (advertencia), 2 (info), 3
(depuración).

Opcional

Valor predeterminado: 1

Ajustar un modelo XGBoost

Ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la mejor
versión de un modelo ejecutando muchas tareas que prueban una serie de hiperparámetros en sus
conjuntos de datos de capacitación y validación. Puede elegir tres tipos de hiperparámetros:

• Aprendizajeobjectivefunción para optimizar durante el entrenamiento del modelo
• uneval_metricpara utilizar para evaluar el rendimiento del modelo durante la validación
• un conjunto de hiperparámetros y un rango de valores para cada uno de ellos a utilizar al ajustar el

modelo automáticamente

Puede elegir la métrica de evaluación del conjunto de métricas de evaluación que el algoritmo computa. El
ajuste de modelo automático busca los hiperparámetros elegidos para encontrar la combinación de valores
que obtienen el modelo que optimiza la métrica de evaluación.
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Note

El ajuste de modelo automático para XGBoost 0.90 solo está disponible desde los SDK de
Amazon SageMaker, no desde la consola de SageMaker.

Para obtener más información acerca del ajuste de modelos, consulte Realice un SageMaker (p. 1821).

Métricas de evaluación calculadas por el algoritmo XGBoost

El algoritmo XGBoost calcula las siguientes métricas para utilizarlas para la validación de modelos. Al
ajustar el modelo, elija una de estas métricas para evaluar el modelo. Para obtener una lista completa
deeval_metricvalores, consulteParámetros de la tarea de aprendizaje de XG

Nombre de métrica Descripción Dirección de
optimización

validation:accuracy Tasa de clasificación, calculada como #(correctos)/
#(todos los casos).

Maximizar

validation:auc Área bajo la curva. Maximizar

validation:error Tasa de errores de clasificación binaria, calculada
como #(casos erróneos)/#(todos los casos).

Minimizar

validation:f1 Indicador de precisión de clasificación, calculado
como la media armónica de precisión y
recuperación.

Maximizar

validation:logloss Probabilidad de registro negativa. Minimizar

validation:mae Error absoluto medio. Minimizar

validation:map Precisión media. Maximizar

validation:merror Tasa de errores de clasificación multiclase,
calculada como #(casos erróneos)/#(todos los
casos).

Minimizar

validation:mlogloss Probabilidad de registro negativa para la
clasificación multiclase.

Minimizar

validation:mse Error cuadrático medio. Minimizar

validation:ndcg Ganancia acumulativa con descuento normalizada. Maximizar

validation:rmse Error cuadrado medio raíz. Minimizar

Hiperparámetros de XGBoost ajustables

Ajuste el modelo XGBoost con los siguientes hiperparámetros. Los hiperparámetros
que mayor efecto tienen en la optimización de métricas de evaluación de XGBoost
son:alpha,min_child_weight,subsample,eta, ynum_round.

Nombre del parámetro Tipo de parámetro Intervalos
recomendados

alpha ContinuousParameterRanges MinValue: 0, MaxValue:
1 000
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Nombre del parámetro Tipo de parámetro Intervalos
recomendados

colsample_bylevel ContinuousParameterRanges MinValue: 0.1,
MaxValue: 1

colsample_bynode ContinuousParameterRanges MinValue: 0.1,
MaxValue: 1

colsample_bytree ContinuousParameterRanges MinValue: = 0,5,
MaxValue: 1

eta ContinuousParameterRanges MinValue: 0.1,
MaxValue: 0,5

gamma ContinuousParameterRanges MinValue: 0, MaxValue:
5

lambda ContinuousParameterRanges MinValue: 0, MaxValue:
1 000

max_delta_step IntegerParameterRanges [0, 10]

max_depth IntegerParameterRanges [0, 10]

min_child_weight ContinuousParameterRanges MinValue: 0, MaxValue:
120

num_round IntegerParameterRanges [1, 4000]

subsample ContinuousParameterRanges MinValue: = 0,5,
MaxValue: 1

Versiones obsoletas de XGBoost y sus actualizaciones

Este tema contiene documentación de versiones anteriores de Amazon SageMaker XGBoost que todavía
están disponibles pero obsoletas. También proporciona instrucciones sobre cómo actualizar versiones
obsoletas de XGBoost, cuando sea posible, a versiones más actuales.

Temas
• Actualizar XGBoost versión 0.90 a la versión 1.2  (p. 1597)
• XGBoost versión 0.72 (p. 1599)

Actualizar XGBoost versión 0.90 a la versión 1.2

Si está utilizando el SDK de Python de SageMaker, para actualizar los trabajos existentes
de XGBoost 0.90 a la versión 1.2, debe tener instalada la versión 2.x del SDK y cambiar
elversionyframework_versionparámetros a 1.2-2. Si está utilizando Boto3, debe actualizar la imagen
Docker y algunos hiperparámetros y objetivos de aprendizaje.

Temas
• Actualizar SageMaker Python SDK versión 1.x a la versión 2.x (p. 1598)
• Cambiar la etiqueta de imagen a 1.2-2 (p. 1598)
• Cambiar imagen de Docker para Boto3 (p. 1598)
• Actualizar hiperparámetros y objetivos de aprendizaje (p. 1599)
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Actualizar SageMaker Python SDK versión 1.x a la versión 2.x

Si sigue utilizando la versión 1.x del SDK de Python de SageMaker, debe actualizar la versión 2.x del SDK
de Python de SageMaker. Para obtener información sobre la última versión del SDK de SageMaker para
Python, consulteUso de la versión 2.x del SDK de Python de SageMaker. Para instalar la versión más
reciente, ejecute:

python -m pip install --upgrade sagemaker

Cambiar la etiqueta de imagen a 1.2-2

Si está utilizando el SDK de Python de SageMaker y el algoritmo de compilación de XGBoost, cambie el
parámetro de versión enimage_uris.retrive.

from sagemaker import image_uris
image_uris.retrieve(framework="xgboost", region="us-west-2", version="1.2-2")

estimator = sagemaker.estimator.Estimator(image_uri=xgboost_container, 
                                          hyperparameters=hyperparameters,
                                          role=sagemaker.get_execution_role(),
                                          instance_count=1, 
                                          instance_type='ml.m5.2xlarge', 
                                          train_volume_size=5, # 5 GB 
                                          output_path=output_path)

Si utiliza el SDK de Python de SageMaker y usa XGBoost como marco para ejecutar los scripts de
capacitación personalizados, cambie laframework_versionen la API XGBoost.

estimator = XGBoost(entry_point = "your_xgboost_abalone_script.py", 
                    framework_version='1.2-2',
                    hyperparameters=hyperparameters,
                    role=sagemaker.get_execution_role(),
                    instance_count=1,
                    instance_type='ml.m5.2xlarge',
                    output_path=output_path)

sagemaker.session.s3_inputen SageMaker Python SDK versión 1.x se ha renombrado
asagemaker.inputs.TrainingInput. Debe utilizarsagemaker.inputs.TrainingInputcomo en el
siguiente ejemplo.

content_type = "libsvm"
train_input = TrainingInput("s3://{}/{}/{}/".format(bucket, prefix, 'train'),
 content_type=content_type)
validation_input = TrainingInput("s3://{}/{}/{}/".format(bucket, prefix, 'validation'),
 content_type=content_type) 

Para ver una lista completa de los cambios de SageMaker Python SDK versión 2.x, consulteUso de la
versión 2.x del SDK de Python de SageMaker.

Cambiar imagen de Docker para Boto3

Si utiliza Boto3 para entrenar o desplegar el modelo, cambie la etiqueta de imagen acoplable (0.90-1 o
0.90-2) a 1.2-2.

{
    "AlgorithmSpecification":: {
        "TrainingImage": "746614075791.dkr.ecr.us-west-1.amazonaws.com/sagemaker-
xgboost:1.2-2"
    }
    ...
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}

Si utiliza el SDK de Python de SageMaker para recuperar la ruta de registro, cambie
elversionenimage_uris.retrieve.

from sagemaker import image_uris
image_uris.retrieve(framework="xgboost", region="us-west-2", version="1.2-2")

Actualizar hiperparámetros y objetivos de aprendizaje

El parámetro silencioso se ha retirado y ya no está disponible en XGBoost 1.2 y versiones posteriores.
En su lugar, use verbosity. Si estaba usando elreg:linearobjetivo de aprendizaje, también ha sido
obsoleto a favor de reg:squarederror. En su lugar, use reg:squarederror.

hyperparameters = {
    "verbosity": "2",
    "objective": "reg:squarederror",
    "num_round": "50",
    ...
}

estimator = sagemaker.estimator.Estimator(image_uri=xgboost_container, 
                                          hyperparameters=hyperparameters,
                                          ...)

XGBoost versión 0.72
Important

El XGBoost 0.72 está obsoleto por Amazon SageMaker. Todavía puede usar esta versión antigua
de XGBoost (como un algoritmo incorporado) tirando de su URI de imagen como se muestra en
el siguiente ejemplo de código. Para xgBoost, el URI de la imagen que termina con:1es para la
versión anterior.

SageMaker Python SDK v1

import boto3
from sagemaker.amazon.amazon_estimator import get_image_uri

xgb_image_uri = get_image_uri(boto3.Session().region_name, "xgboost",
 repo_version="1")

SageMaker Python SDK v2

import boto3
from sagemaker import image_uris

xgb_image_uri = image_uris.retrieve("xgboost", boto3.Session().region_name, "1")

Si desea utilizar versiones más recientes, debe especificar explícitamente las etiquetas URI de la
imagen (consulteVersiones compatibles (p. 1581)).

Esta versión anterior del algoritmo XGBoost de Amazon SageMaker se basa en la versión 0.72. XGBoost
(potenciación del gradiente eXtreme) es una implementación de código abierto popular y eficiente del
algoritmo de árboles aumentados de gradientes. La potenciación de gradientes es un algoritmo de
aprendizaje supervisado que intenta predecir de forma apropiada una variable de destino mediante
la combinación de estimaciones de un conjunto de modelos más simples y más débiles. XGBoost ha
funcionado bastante bien en las competiciones de aprendizaje automático gracias a que utiliza con eficacia
una amplia gama de tipos de datos, relaciones y distribuciones, y al gran número de hiperparámetros que
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pueden modificarse y afinarse para mejorar los ajustes. Esta flexibilidad hace que XGBoost sea una opción
sólida para los problemas en la regresión, clasificación (binaria y multiclase) y la clasificación.

Los clientes deben tener en cuenta la posibilidad de utilizar la nueva versión de Algoritmo
XGBoost (p. 1580). Pueden utilizarlo como algoritmo integrado de SageMaker o como marco para
ejecutar scripts en sus entornos locales como lo harían normalmente, por ejemplo, con un marco de
aprendizaje profundo de Tensorflow. La nueva implementación ocupa menos espacio en memoria, tiene
un mejor registro, una validación de hiperparámetros mejorada y un conjunto ampliado de métricas. La
implementación anterior de XGBoost sigue estando disponible para los clientes si necesitan posponer
la migración a la nueva versión. Sin embargo, esta implementación anterior permanecerá vinculada a la
versión 0.72 de XGBoost.

Interfaz de entrada/salida para el algoritmo XGBoost versión 0.72

La potenciación de gradientes funciona en los datos tabulares, con las filas que representan
observaciones, una columna que representa la variable de destino o la etiqueta, y las columnas restantes
que representan las características.

La implementación SageMaker de XGBoost admite los formatos CSV y libsvm para la capacitación y la
inferencia:

• Para el ContentType de capacitación, las entradas válidas son text/libsvm (predeterminada) o text/csv.
• Para el ContentType de inferencia, las entradas válidas son text/libsvm o (la predeterminada) text/csv.

Note

Para la capacitación de CSV, el algoritmo asume la variable de destino en la primera columna y
ese CSV no dispone de un registro de encabezado. Para la inferencia de CSV, el algoritmo asume
que la entrada de CSV no dispone de la columna de etiqueta.
Para la capacitación de libsvm, el algoritmo presupone que la etiqueta está en la primera
columna. Las columnas siguientes contienen los pares índice-valor basados en cero
para las características. Así pues, cada fila tiene el formato: <label> <index0>:<value0>
<index1>:<value1> ... Las solicitudes de inferencia para libsvm pueden tener o no etiquetas en el
formato libsvm.

Esto se diferencia de los demás algoritmos SageMaker que usan el formato de entrada de capacitación
protobuf para conservar una mayor coherencia con los formatos de datos de XGBoost estándar.

Para el modo de entrada de capacitación de CSV, la memoria total disponible para el algoritmo (recuento
de instancia * la memoria disponible en InstanceType) debe poder almacenar el conjunto de datos de
capacitación. Para el modo de entrada de capacitación de libsvm, no es necesario, pero recomendable.

SageMaker XGBoost utiliza el módulo pickle de Python para serializar/deserializar el modelo, que puede
utilizarse para guardar/cargar el modelo.

Para usar un modelo capacitado con SageMaker XGBoost en XGBoost de código abierto

• Utilice el siguiente código de Python:

import pickle as pkl 
import tarfile
import xgboost

t = tarfile.open('model.tar.gz', 'r:gz')
t.extractall()

model = pkl.load(open(model_file_path, 'rb'))

# prediction with test data
pred = model.predict(dtest)
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Para diferenciar la importancia de los puntos de datos etiquetados utilice los soportes de
ponderación de instancias

• Cada instancia XGBoost de permite a los clientes diferenciar la importancia de los puntos de
datos etiquetados asignando a cada instancia un valor de ponderación. Para la entrada text/
libsvm, los clientes pueden asignar valores de ponderación a las instancias de datos añadiéndolos
después de las etiquetas. Por ejemplo, label:weight idx_0:val_0 idx_1:val_1....
Para la entrada text/csv, los clientes deben activar la marca csv_weights en los parámetros
y asociar los valores de ponderación en la columna después de las etiquetas. Por ejemplo:
label,weight,val_0,val_1,...).

Recomendación de instancia EC2 para el algoritmo XGBoost versión 0.72

SageMaker XGBoost solo realiza la capacitación actualmente mediante CPU. Se trata de un algoritmo de
vinculación de memoria (como se opone en la vinculación de computación). Por lo tanto, una instancia
de computación de uso general (por ejemplo, M4) es una opción mejor que una instancia optimizada de
computación (por ejemplo, C4). Además, recomendamos que disponga de suficiente memoria en total en
las instancias seleccionadas para almacenar los datos de capacitación. Aunque admite el uso del espacio
en disco para administrar datos que no encajan en la memoria principal (la función no principal disponible
con el modo de entrada libsvm), la escritura de los archivos en la memoria caché en el disco ralentizan el
tiempo de procesamiento del algoritmo.

Blocs de notas de muestra de XGBoost versión 0.72

Para un bloc de notas de muestra que muestra cómo usar la última versión de SageMaker XGBoost como
algoritmo integrado para capacitar y alojar un modelo de regresión, consulteRegresión con algoritmo
XGBoost de Amazon SageMaker. Para utilizar la versión 0.72 de XGBoost, debe cambiar la versión en el
código de muestra a 0.72. Para obtener instrucciones acerca de cómo crear y obtener acceso a instancias
de bloc de notas de Jupyter que puede utilizar para ejecutar el ejemplo en SageMaker, consulteUso de
las instancias de Amazon SageMaker (p. 131). Una vez que haya creado una instancia de bloc de notas
y la haya abierto, seleccione la pestañaEjemplos de SageMakerPara ver una lista de todas las muestras
de SageMaker. Los blocs de notas de modelado de ejemplos que utilizan los algoritmos XGBoost se
encuentran en la sección de Introducción a algoritmos de Amazon. Para abrir un bloc de notas, haga clic
en la pestaña Use (Usar) y seleccione Create copy (Crear copia).

Hiperparámetros de XGBoost versión 0.72

La siguiente tabla contiene los hiperparámetros para el algoritmo XGBoost. Estos son los parámetros que
establecen los usuarios para facilitar la estimación de los parámetros del modelo a partir de los datos. Los
hiperparámetros necesarios que deben establecerse se enumerarán en primer lugar, en orden alfabético.
Los hiperparámetros opcionales que se pueden establecer aparecen a continuación en la lista, también
en orden alfabético. El algoritmo XGBoost de SageMaker es una implementación del paquete XGBoost de
código abierto. En la actualidad, SageMaker admite la versión 0.72. Para obtener más información acerca
de la configuración de hiperparámetro para esta versión de XGBoost, consulte Parámetros de XGBoost.

Nombre del parámetro Descripción

num_class Número de clases.

Es obligatorio si objective se establece en multi:softmax o
multi:softprob.

Valores válidos: número entero

num_round El número de rondas para ejecutar la capacitación.

Obligatorio
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Nombre del parámetro Descripción
Valores válidos: número entero

alpha El plazo de regularización de L1 sobre ponderaciones. Si aumenta
este valor, hace que los modelos sean más conservadores.

Opcional

Valores válidos: número flotante

Valor predeterminado: 0

base_score La puntuación de la predicción inicial de todas las instancias (sesgo
global).

Opcional

Valores válidos: número flotante

Valor predeterminado: 0,5

booster Qué potenciador utilizar. Los valores gbtree y dart usan un
modelo basado en árbol, mientras que gblinear usa una función
lineal.

Opcional

Valores válidos: Cadena. Uno de los valores de entre gbtree,
gblinear o dart.

Valor predeterminado: gbtree

colsample_bylevel La proporción de submuestra de columnas para cada división, en
cada nivel.

Opcional

Valores válidos: Float. Range (Rango): [0,1].

Valor predeterminado: 1

colsample_bytree Proporción de la submuestra de columnas cuando se construye cada
árbol.

Opcional

Valores válidos: Float. Range (Rango): [0,1].

Valor predeterminado: 1

csv_weights Al habilitarse esta marca, XGBoost diferencia la importancia de las
instancias para la entrada de CSV tomando la segunda columna (la
columna tras las etiquetas) en los datos de capacitación como las
ponderaciones de instancias.

Opcional

Valores válidos: 0 o 1

Valor predeterminado: 0
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Nombre del parámetro Descripción

early_stopping_rounds El modelo realiza la capacitación hasta que la puntuación de
validación para de mejorar. El error de validación tiene que reducirse
al menos cadaearly_stopping_roundspara continuar la
formación. El alojamiento de SageMaker utiliza el mejor modelo para
la inferencia.

Opcional

Valores válidos: número entero

Valor predeterminado: -

eta Contracción del tamaño del paso utilizado en las actualizaciones
para evitar el ajuste excesivo. Después de cada paso de
potenciación, puede obtener directamente las ponderaciones de
las nuevas características. El parámetro eta reduce realmente
las ponderaciones de la característica para que el proceso de
potenciación sea más conservador.

Opcional

Valores válidos: Float. Range (Rango): [0,1].

Valor predeterminado: 0.3

eval_metric Métricas de evaluación de los datos de validación. Una métrica
predeterminada se asigna de acuerdo con el objetivo:

• rmse: para la regresión
• error: para la clasificación
• map: para la clasificación

Para obtener una lista de entradas válidas, consulte Parámetros de
XGBoost.

Opcional

Valores válidos: cadena

Valor predeterminado: Predeterminado según el objetivo.

gamma La reducción de pérdida mínima necesaria para realizar una partición
mayor en un nodo de hoja del árbol. Conforme mayor sea, más
conservador será el algoritmo.

Opcional

Valores válidos: Float. Range (Rango): [0, ∞).

Valor predeterminado: 0
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Nombre del parámetro Descripción

grow_policy Controla la forma en la que se agregan los nuevos nodos al árbol. Es
actualmente compatible solo si tree_method se establece en hist.

Opcional

Valores válidos: Cadena. depthwise o lossguide.

Valor predeterminado: depthwise

lambda El plazo de regularización de L2 sobre ponderaciones. Si aumenta
este valor, hace que los modelos sean más conservadores.

Opcional

Valores válidos: número flotante

Valor predeterminado: 1

lambda_bias El plazo de regularización de L2 de sesgo.

Opcional

Valores válidos: Float. Range (Rango): [0,0, 1,0].

Valor predeterminado: 0

max_bin Número máximo de contenedores discretos en las características
continuas del bucket. Se utiliza solo si tree_method se establece
en hist.

Opcional

Valores válidos: número entero

Valor predeterminado: 256

max_delta_step El paso delta máximo permitido para la estimación de ponderación
de cada árbol. Cuando se utiliza un número entero positivo, ayuda
a hacer la actualización más conservadora. La opción preferida es
usarla en la regresión logística. Establézcala en 1-10 para ayudar a
controlar la actualización.

Opcional

Valores válidos: Entero. Range (Rango): [0, ∞).

Valor predeterminado: 0

max_depth Profundidad máxima de un árbol. El aumento de este valor hace
que el modelo sea más complejo y que se sobreajuste con más
probabilidad. 0 indica que no hay límite. Se requiere un límite cuando
grow_policy=depth-wise.

Opcional

Valores válidos: Entero. Range (Rango): [0, ∞)

Valor predeterminado: 6
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Nombre del parámetro Descripción

max_leaves Número máximo de nodos que se va agregar. Solo relevante si
grow_policy se establece en lossguide.

Opcional

Valores válidos: número entero

Valor predeterminado: 0

min_child_weight Suma mínima de la ponderación de instancias (hessiana) necesaria
en un elemento secundario. Si el paso de partición del árbol genera
un nodo de hoja con la suma de la ponderación de instancia inferior
a min_child_weight, el proceso de creación deja de realizar la
partición. En los modelos de regresión lineal, esto simplemente se
corresponde con un número mínimo de instancias necesarias en
cada nodo. Conforme mayor sea el algoritmo, más conservador será.

Opcional

Valores válidos: Float. Range (Rango): [0, ∞).

Valor predeterminado: 1

normalize_type Tipo de algoritmo de normalización.

Opcional

Valores válidos: Con cualquiera deÁrbolorBosque.

Valor predeterminado: árbol

nthread Número de subprocesos paralelos utilizados para ejecutar xgboost.

Opcional

Valores válidos: número entero

Valor predeterminado: Número máximo de subprocesos.

objective Especifica la tarea de aprendizaje y el objetivo
de aprendizaje correspondiente. Ejemplos:
reg:logistic,reg:softmax,multi:squarederror. Para
obtener una lista completa de entradas válidas, consulteParámetros
XGBoost.

Opcional

Valores válidos: cadena

Valor predeterminado: reg:squarederror

one_drop Cuando esta marca esté habilitada, al menos se rechazará siempre
un árbol durante el abandono.

Opcional

Valores válidos: 0 o 1

Valor predeterminado: 0
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Nombre del parámetro Descripción

process_type El tipo de proceso de potenciación que ejecutar.

Opcional

Valores válidos: Cadena. default o update.

Valor predeterminado: default

rate_drop La tasa de abandono que especifica la fracción de los árboles
anteriores rechazados durante el abandono.

Opcional

Valores válidos: Float. Range (Rango): [0,0, 1,0].

Valor predeterminado: 0.0

refresh_leaf Se trata de un parámetro del complemento del actualizador
'actualizar'. Cuando se establece en true (1), se actualizan los
estados del nodo de árbol y las hojas de árbol. Cuando se establece
en false(0), solo se actualizan los estados de nodo de árbol.

Opcional

Valores válidos: 0/1

Valor predeterminado: 1

sample_type Tipo de algoritmo de muestra.

Opcional

Valores válidos: uniform o weighted.

Valor predeterminado: uniform

scale_pos_weight Controla el equilibrio de las ponderaciones positivas y negativas.
Resulta útil para las clases sin equilibrar. Un valor típico que tener en
cuenta: sum(negative cases) / sum(positive cases).

Opcional

Valores válidos: número flotante

Valor predeterminado: 1

seed Semilla de número aleatorio.

Opcional

Valores válidos: número entero

Valor predeterminado: 0
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Nombre del parámetro Descripción

silent 0 significa mensajes de ejecución de impresión, 1 significa modo
silencioso.

Valores válidos: 0 o 1

Opcional

Valor predeterminado: 0

sketch_eps Se utiliza solo para el algoritmo voraz aproximado. Traduce el
número de contenedores O(1 / sketch_eps). En comparación con
el número seleccionado directamente de contenedores, incluye la
garantía teórica con la precisión del boceto.

Opcional

Valores válidos: Flotante, Rango: [0, 1].

Valor predeterminado: 0,03

skip_drop Probabilidad de omisión del procedimiento de abandono durante una
iteración de potenciación.

Opcional

Valores válidos: Float. Range (Rango): [0,0, 1,0].

Valor predeterminado: 0.0

subsample La proporción de la submuestra de la instancia de capacitación. Si se
establece en 0,5, significa que XGBoost recopila de forma aleatoria
la mitad de las instancias de datos para que los árboles crezcan.
Esto evita el sobreajuste.

Opcional

Valores válidos: Float. Range (Rango): [0,1].

Valor predeterminado: 1

tree_method El algoritmo de la construcción del árbol se utiliza en XGBoost.

Opcional

Valores válidos: Puede ser uno de los siguientes: auto, exact,
approx o bien hist.

Valor predeterminado: auto

tweedie_variance_power Parámetro que controla la varianza de la distribución de Tweedie.

Opcional

Valores válidos: Float. Range (Rango): (1, 2).

Valor predeterminado: 1.5
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Nombre del parámetro Descripción

updater Una cadena separada por comas que define la secuencia de los
actualizadores de árbol que ejecutar. Esto proporciona una forma
modular de crear y modificar los árboles.

Para obtener una lista completa de entradas válidas, consulte
Parámetros de XGBoost.

Opcional

Valores válidos: cadena separada por comas

Valor predeterminado: grow_colmaker, omisión

Ajuste de un modelo XGBoost versión 0.72

Ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la mejor
versión de un modelo ejecutando muchas tareas que prueban una serie de hiperparámetros en sus
conjuntos de datos de capacitación y validación. Puede elegir tres tipos de hiperparámetros:

• Aprendizajeobjectivefunción para optimizar durante el entrenamiento del modelo
• uneval_metricpara utilizar para evaluar el rendimiento del modelo durante la validación
• un conjunto de hiperparámetros y un rango de valores para cada uno de ellos a utilizar al ajustar el

modelo automáticamente

Puede elegir la métrica de evaluación del conjunto de métricas de evaluación que el algoritmo computa. El
ajuste de modelo automático busca los hiperparámetros elegidos para encontrar la combinación de valores
que obtienen el modelo que optimiza la métrica de evaluación.

Para obtener más información acerca del ajuste de modelos, consulte Realice un SageMaker (p. 1821).

Métricas calculadas por el algoritmo XGBoost versión 0.72

El algoritmo XGBoost basado en la versión 0.72 calcula las siguientes nueve métricas para utilizarlas para
la validación de modelos. Al ajustar el modelo, elija una de estas métricas para evaluar el modelo. Para
obtener una lista completa deeval_metricvalores, consulteParámetros de la tarea de aprendizaje de XG

Nombre de métrica Descripción Dirección de
optimización

validation:auc Área bajo la curva. Maximizar

validation:error Tasa de errores de clasificación binaria, calculada
como #(casos erróneos)/#(todos los casos).

Minimizar

validation:logloss Probabilidad de registro negativa. Minimizar

validation:mae Error absoluto medio. Minimizar

validation:map Precisión media. Maximizar

validation:merror Tasa de errores de clasificación multiclase,
calculada como #(casos erróneos)/#(todos los
casos).

Minimizar
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Nombre de métrica Descripción Dirección de
optimización

validation:mlogloss Probabilidad de registro negativa para la
clasificación multiclase.

Minimizar

validation:ndcg Ganancia acumulativa con descuento normalizada. Maximizar

validation:rmse Error cuadrado medio raíz. Minimizar

Hiperparámetros de XGBoost versión 0.72 ajustables

Ajuste el modelo XGBoost con los siguientes hiperparámetros. Los hiperparámetros
que mayor efecto tienen en la optimización de métricas de evaluación de XGBoost
son:alpha,min_child_weight,subsample,eta, ynum_round.

Nombre del parámetro Tipo de parámetro Intervalos
recomendados

alpha ContinuousParameterRanges MinValue: 0, MaxValue:
1 000

colsample_bylevel ContinuousParameterRanges MinValue: 0.1,
MaxValue: 1

colsample_bytree ContinuousParameterRanges MinValue: = 0,5,
MaxValue: 1

eta ContinuousParameterRanges MinValue: 0.1,
MaxValue: 0,5

gamma ContinuousParameterRanges MinValue: 0, MaxValue:
5

lambda ContinuousParameterRanges MinValue: 0, MaxValue:
1 000

max_delta_step IntegerParameterRanges [0, 10]

max_depth IntegerParameterRanges [0, 10]

min_child_weight ContinuousParameterRanges MinValue: 0, MaxValue:
120

num_round IntegerParameterRanges [1, 4000]

subsample ContinuousParameterRanges MinValue: = 0,5,
MaxValue: 1

Utilizar el aprendizaje por refuerzo con Amazon
SageMaker
El aprendizaje de refuerzo (RL) combina campos como la informática, la neurociencia y la psicología para
determinar cómo asignar situaciones a acciones para maximizar una señal numérica de recompensa. Esta
noción de una señal de recompensa en RL proviene de la investigación neurocientífica sobre cómo el
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cerebro humano toma decisiones sobre qué acciones maximizan la recompensa y minimizan el castigo. En
la mayoría de las situaciones, los humanos no reciben instrucciones explícitas sobre qué acciones tomar,
sino que deben aprender tanto qué acciones producen las recompensas más inmediatas como cómo esas
acciones influyen en situaciones y consecuencias futuras.

El problema de RL se formaliza utilizando procesos de decisión de Markov (MDPs) que se originan a
partir de la teoría de sistemas dinámicos. Los PMD tienen como objetivo captar detalles de alto nivel sobre
un problema real que un agente de aprendizaje encuentra durante algún período de tiempo al intentar
alcanzar algún objetivo final. El agente de aprendizaje debe ser capaz de determinar el estado actual de su
entorno e identificar posibles acciones que afecten el estado actual del agente de aprendizaje. Además, los
objetivos del agente de aprendizaje deben correlacionarse fuertemente con el estado del medio ambiente.
Una solución a un problema formulado de esta manera se conoce como un método de aprendizaje de
refuerzo.

¿Cuáles son las diferencias entre los paradigmas de aprendizaje
de refuerzo, supervisado y no supervisado?
El aprendizaje automático se puede dividir en tres paradigmas de aprendizaje distintos: supervisado, no
supervisado y refuerzo.

En el aprendizaje supervisado, un supervisor externo proporciona un conjunto de capacitación de ejemplos
etiquetados. Cada ejemplo contiene información sobre una situación, pertenece a una categoría y tiene
una etiqueta que identifica la categoría a la que pertenece. El objetivo del aprendizaje supervisado
es generalizar para predecir correctamente en situaciones que no están presentes en los datos de
entrenamiento.

Por el contrario, RL se ocupa de problemas interactivos, lo que hace imposible reunir todos los ejemplos
posibles de situaciones con etiquetas correctas que un agente pueda encontrar. Este tipo de aprendizaje
es más prometedor cuando un agente es capaz de aprender con precisión de su propia experiencia y
ajustarse en consecuencia.

En el aprendizaje no supervisado, un agente aprende descubriendo la estructura dentro de los datos
sin etiqueta. Si bien un agente de RL podría beneficiarse de descubrir la estructura basada en sus
experiencias, el único propósito de RL es maximizar una señal de recompensa.

Temas
• ¿Por qué es importante el aprendizaje mediante refuerzo? (p. 1610)
• Proceso de decisión Markov (MDP) (p. 1611)
• Características clave de Amazon SageMaker RL  (p. 1611)
• Cuadernos de muestra de aprendizaje por refuerzo (p. 1613)
• Uso de flujo de trabajo de RL de muestra con Amazon SageMaker RL (p. 1613)
• Entornos de RL en Amazon SageMaker (p. 1614)
• Capacitación distribuida con Amazon SageMaker RL (p. 1616)
• Ajuste de hiperparámetros con Amazon SageMaker RL (p. 1616)

¿Por qué es importante el aprendizaje mediante refuerzo?
RL de es adecuado para solucionar problemas grandes y complejos, como la administración de la cadena
de suministros, sistemas de climatización industriales, robótica industrial, sistemas de diálogo y vehículos
autónomos. Dado que los modelos de RL aprenden mediante un proceso continuo de recepción de
compensaciones y penalizaciones por cada acción realizada por el agente, es posible capacitar a los
sistemas para que tomen decisiones en entornos inciertos y dinámicos.
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Proceso de decisión Markov (MDP)
RL se basa en modelos denominados procesos de decisión Markov (MDP). Un MDP se compone de una
serie de pasos temporales. Cada paso de tiempo consta de los elementos siguientes:

Entorno

Define el espacio en el que el funciona el modelo de RL. Puede ser un entorno del mundo real o
un simulador. Por ejemplo, si capacita a un vehículo autónomo en una carretera física, esto sería
un entorno del mundo real. Si capacita a un programa informático que modela una conducción de
vehículos autónomos en una carretera, se trataría de un simulador.

Estado

Especifica toda la información sobre el entorno y los pasos anteriores que son pertinentes para el
futuro. Por ejemplo, en un modelo de RL en el que un robot puede moverse en cualquier dirección
en cualquier paso de tiempo, la posición del robot en el paso de tiempo actual es el estado, ya que si
sabemos dónde está el robot, no es necesario saber los pasos que tomó para llegar allí.

Acción

Qué hace el agente. Por ejemplo, el robot avanza un paso.
Compensación

Número que representa el valor del estado que se ha producido como consecuencia de la última
acción que el agente ejecutó. Por ejemplo, si el objetivo es que un robot encuentre un tesoro, la
compensación por encontrar el tesoro podría ser 5 y la compensación por no encontrar el tesoro
podría ser 0. El modelo de RL intenta encontrar una estrategia que optimiza la compensación
acumulada a largo plazo. Esta estrategia se denomina política.

Observación

Información sobre el estado del entorno que está disponible para el agente en cada paso. Puede ser
todo el estado o podría ser tan solo una parte del estado. Por ejemplo, el agente de un modelo de
partida de ajedrez podría observar todo el estado del tablero en cualquier paso, pero un robot en un
laberinto solo podría observar la pequeña parte del laberinto que ocupa en ese momento.

Normalmente, la capacitación en RL se compone de muchos episodios. Un episodio se compone de todos
los pasos de tiempo de un MDP, desde el estado inicial hasta que el entorno llega al estado terminal.

Características clave de Amazon SageMaker RL
Para capacitar modelos de RL en SageMaker RL, utilice los siguientes componentes:

• Un marco de aprendizaje profundo (DL). Actualmente, SageMaker admite RL en TensorFlow y Apache
MXNet.

• Un conjunto de herramientas de RL. Un conjunto de herramientas de RL administra la interacción
entre el agente y el entorno y proporciona una amplia selección de algoritmos de RL más avanzados.
SageMaker es compatible con los kits de herramientas Intel Coach y Ray RLLib. Para obtener
información acerca de Intel Coach, consulte https://nervanasystems.github.io/coach/. Para obtener
información acerca de Ray RLlib, consulte https://ray.readthedocs.io/en/latest/rllib.html.

• Un entorno de RL. Puede utilizar entornos personalizados y de código abierto, o entornos comerciales.
Para obtener información, consulte Entornos de RL en Amazon SageMaker (p. 1614).

En el siguiente diagrama se muestran los componentes de RL que se admiten en SageMaker RL.
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Cuadernos de muestra de aprendizaje por refuerzo
La siguiente tabla describe una variedad de cuadernos de muestra que abordan diferentes casos de uso
del aprendizaje de refuerzo de Amazon SageMaker.

Título del cuaderno Descripción

¿Cómo entrenar las políticas de RL Batch? Este bloc de notas muestra cómo utilizar RL por
lotes para entrenar una nueva directiva a partir de
un dataset sin conexión.

¿Cómo resolver el problema de equilibrio del poste
del carro?

Este cuaderno muestra cómo resolver el problema
de equilibrio del poste del carro con RL.

¿Cómo resolver el problema de la mochila? Este cuaderno muestra cómo usar RL
para resolver el problema de la mochila
y cómoManaged SageMaker Managed
SageMakerse puede utilizar para ejecutar
entrenamiento a un costo más bajo.

¿Cómo resolver el problema del coche de
montaña?

Este cuaderno muestra cómo resolver el problema
de control de coches de montaña con RL.

Uso de flujo de trabajo de RL de muestra con Amazon
SageMaker RL
En el siguiente ejemplo se describen los pasos para desarrollar modelos de RL mediante Amazon
SageMaker RL.

Para obtener ejemplos de código completos, consulte los blocs de notas de muestra en https://github.com/
awslabs/amazon-sagemaker-examples/tree/master/reinforcement-learning.

1. Formular el problema de RL: en primer lugar, formule el problema del negocio en un problema de RL.
Por ejemplo, el escalado automático permite que los servicios aumenten o reduzcan dinámicamente la
capacidad en función de las condiciones que se definen. Actualmente es preciso configurar alarmas,
políticas de escalado, umbrales y otros pasos manuales. Para solucionar esto con RL, definimos los
componentes del proceso de decisión Markov:

a. Objetivo: escale la capacidad de la instancia para que coincida con el perfil de carga deseado.
b. Environment (Entorno):: un entorno personalizado que incluye el perfil de carga. Genera una

carga simulada con variaciones diarias y semanales, y picos ocasionales. El sistema simulado
tiene un plazo de tiempo entre el momento en que se solicitan nuevos recursos y el momento en
que estos pasan a estar disponibles para atender solicitudes.

c. Estado: la carga actual, el número de trabajos fallidos y el número de máquinas activas.
d. Acción: elimina, agrega o mantiene el mismo número de instancias.
e. Compensación: una recompensa positiva por las transacciones exitosas y una penalización alta

por las transacciones fallidas más allá de un umbral especificado.
2. Definir el entorno de RL: el entorno RL puede ser el mundo real donde interactúa el agente RL o una

simulación del mundo real. Puede conectar entornos de código abierto y entornos personalizados
desarrollados con interfaces Gym y entornos de simulación comerciales como MATLAB y Simulink.

3. Definición de los ajustes preestablecidosLos ajustes establecidos previamente configuran los trabajos
de capacitación RL y definen los hiperparámetros para los algoritmos RL.
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4. Escribir el código de entrenamiento: escriba código de formación como un script de Python y pase el
script a un trabajo de formación de SageMaker. En su código de capacitación, importe los archivos de
entorno y los archivos establecidos previamente y luego defina la función main().

5. Entrenamiento del modelo RL: utilice el SageMakerRLEstimatoren laSDK para Python de
Amazon SageMakerpara iniciar un trabajo de formación de RL. Si utiliza el modo local, el trabajo
de capacitación se ejecuta en la instancia de bloc de notas. Si utiliza SageMaker para realizar
capacitaciones, puede seleccionar instancias de CPU o GPU. Almacene la salida del trabajo
de capacitación en un directorio local si capacita en modo local o en Amazon S3 si utiliza una
capacitación de SageMaker.

RLEstimator requiere la siguiente información como parámetros.

a. El directorio de origen donde el entorno, los elementos establecidos previamente y el código de
capacitación se cargan.

b. La ruta al script de capacitación.
c. El conjunto de herramientas de RL y el marco de aprendizaje profundo que desea utilizar. Esto se

resuelve automáticamente en la ruta de Amazon ECR para el contenedor de RL.
d. Los parámetros de capacitación, como el recuento de instancias, el nombre del trabajo y la ruta

de S3 para la salida.
e. Las definiciones de métricas que desea capturar en sus registros. También se pueden visualizar

en CloudWatch y en blocs de notas de SageMaker.
6. Visualizar métricas de formación y resultados: después de completar un trabajo de formación

que utiliza un modelo de RL, puede ver las métricas definidas en los trabajos de formación en
CloudWatch,. También puede dibujar las métricas en un bloc de notas utilizando laSDK para Python
de Amazon SageMakerbiblioteca de análisis. La visualización de métricas le ayuda a comprender
cómo el rendimiento del modelo, si se mide según las compensaciones, mejora con el paso del
tiempo.

Note

Si capacita en modo local, no puede visualizar métricas en CloudWatch.
7. Evaluación del modelo: los datos señalados de los modelos entrenados previamente pueden

transmitirse para su evaluación e inferencia en el canal del punto de control. En el modo local, utilice el
directorio local. En modo de capacitación de SageMaker, primero debe cargar los datos en S3.

8. Implementar modelos de RL: por último, implemente el modelo entrenado en un endpoint alojado en
contenedores de SageMaker o en un dispositivo perimetral medianteAWS IoT Greengrass.

Para obtener más información sobre RL con SageMaker, consulte Using RL with the SageMaker Python
SDK.

Entornos de RL en Amazon SageMaker
Amazon SageMaker RL utiliza entornos para imitar escenarios del mundo real. Teniendo en cuenta el
estado actual del entorno y una acción realizada por el agente o los agentes, el simulador procesa el
impacto de la acción y devuelve el siguiente estado y una compensación. Los simuladores son útiles en los
casos en los que no es seguro capacitar a un agente en el mundo real (por ejemplo, hacer volar un dron) o
si el algoritmo de RL tarda mucho tiempo en converger (por ejemplo, cuando juega al ajedrez).

En el siguiente diagrama se muestra un ejemplo de las interacciones con un simulador para un juego de
carreras automovilísticas.
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El entorno de simulación se compone de un agente y un simulador. Aquí, una red neuronal convolucional
(CNN) consume imágenes del simulador y genera acciones para controlar el mando de juego. Con varias
simulaciones, este entorno genera datos de capacitación de la forma state_t, action, state_t+1
y reward_t+1. La definición de la compensación no es una cuestión trivial y repercute en la calidad
del modelo de RL. Queremos proporcionar algunos ejemplos de las funciones de compensación, pero
queremos que el usuario las puedas configurar.

Temas
• Utilizar la interfaz OpenAI Gym para entornos en SageMaker RL (p. 1615)
• Uso de entornos de código abierto (p. 1616)
• Uso de entornos comerciales (p. 1616)

Utilizar la interfaz OpenAI Gym para entornos en SageMaker RL

Para utilizar entornos de OpenAI Gym en SageMaker RL, utilice los siguientes elementos de la API. Para
obtener más información acerca de OpenAI Gym, consulte https://gym.openai.com/docs/.

• env.action_space: define las acciones que puede realizar el agente, especifica si cada acción es
continua o discreta y especifica el mínimo y el máximo si la acción es continua.

• env.observation_space: define las observaciones que el agente recibe desde el entorno, así como
el mínimo y el máximo para observaciones continuas.

• env.reset(): inicializa un episodio de entrenamiento. La función reset() devuelve el estado inicial
del entorno y el agente utiliza el estado inicial para ejecutar su primera acción. A continuación, la acción
se envía astep()repetidamente hasta que el episodio alcanza un estado terminal. Cuando step()
regresa done = True, el episodio finaliza. El conjunto de herramientas de RL vuelve a inicializar el
entorno llamando a reset().

• step(): toma la acción del agente como entrada y genera el siguiente estado del entorno, la
recompensa, si el episodio ha finalizado y uninfopara comunicar información de depuración. Es
responsabilidad del entorno validar las entradas.

• env.render(): se utiliza para entornos que tienen visualización. El conjunto de herramientas RL llama
a esta función para capturar visualizaciones del entorno después de cada llamada a la función step().
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Uso de entornos de código abierto

Puede utilizar entornos de código abierto, como EnergyPlus y RoboSchool, en SageMaker RL creando su
propio contenedor. Para obtener más información acerca de EnergyPlus, consulte https://energyplus.net/.
Para obtener más información acerca de RoboSchool, consulte https://github.com/openai/roboschool.
Los ejemplos de HVAC y RoboSchool en elRepositorio de SageMakermuestra cómo crear un contenedor
personalizado para su uso con SageMaker RL:

Uso de entornos comerciales

Puede utilizar entornos comerciales, como MATLAB y Simulink, en SageMaker RL creando su propio
contenedor. Debe administrar sus propias licencias.

Capacitación distribuida con Amazon SageMaker RL
Amazon SageMaker RL es compatible con una capacitación distribuida de varios núcleos e instancias.
En función de su caso de uso, la implementación de la capacitación o el entorno se puede distribuir. Por
ejemplo, SageMaker RL funciona para los siguientes escenarios distribuidos:

• Una sola instancia de capacitación y varias instancias de implementación del mismo tipo de instancia.
Para ver un ejemplo, consulte el ejemplo de compresión en red neuronal en laRepositorio de
SageMaker.

• Instancia de formador única y varias instancias de implementación, en las que hay diferentes tipos de
instancias para capacitaciones e implementaciones. Para ver un ejemplo, consulte elAWSDeepRacer/
AWSEjemplo de RoboMaker en elRepositorio de SageMaker.

• Instancia de capacitador única que usa varios núcleos para la implementación. Para ver un ejemplo,
consulte el ejemplo de Roboschool en laRepositorio de SageMaker. Esto resulta útil si el entorno de
simulación es ligero y se puede ejecutar en un solo subproceso.

• Varias instancias para la capacitación y las implementaciones. Para ver un ejemplo, consulte el ejemplo
de Roboschool en laRepositorio de SageMaker.

Ajuste de hiperparámetros con Amazon SageMaker RL
Puede ejecutar un trabajo de ajuste de hiperparámetros para optimizar hiperparámetros para
Amazon SageMaker RL. El ejemplo de Roboschool en los cuadernos de ejemplo en elRepositorio de
SageMakermuestra cómo realizarlo con RL Coach. El script del iniciador muestra cómo puede extraer
parámetros del archivo preestablecido de Coach y optimizarlos.

Administrar el Machine Learning con experimentos
de Amazon SageMaker

Experiments de Amazon SageMaker es una capacidad de Amazon SageMaker que permite organizar,
realizar un seguimiento, comparar y evaluar sus experimentos de aprendizaje automático.

El aprendizaje automático es un proceso iterativo. Tiene que experimentar con varias combinaciones de
datos, algoritmos y parámetros, todo ello mientras observa el impacto de tales cambios incrementales
en la precisión del modelo. Con el tiempo, esta experimentación iterativa puede dar lugar a miles de
ejecuciones de entrenamiento de modelos y versiones de modelo. Esto hace que sea difícil realizar un
seguimiento de los modelos con mejor rendimiento y sus configuraciones de entrada. También es difícil
comparar los experimentos activos con los experimentos anteriores para identificar oportunidades de
mejoras incrementales.
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Experiments realiza SageMaker seguimiento automático de las entradas, los parámetros, las
configuraciones y los resultados de todas las iteraciones comoPruebas. También puede asignar, agrupar
y organizar estas pruebas en experimentos. Experiments está integrado con Amazon SageMaker Studio
y proporciona una interfaz visual para examinar los experimentos activos y pasivos, comparar las pruebas
con métricas de rendimiento clave e identificar los modelos con mejor rendimiento.

SageMaker Experiments viene con su propiaSDK de Python para experimentospermite acceder con
facilidad a las capacidades de búsqueda y análisis en Notebook de Amazon SageMaker. Dado que
SageMaker Experiments permite supervisar todos los pasos y artefactos que intervinieron en la creación
de un modelo, puede volver a visitar rápidamente los orígenes de un modelo al resolver problemas durante
la producción o al auditar los modelos para verificar su conformidad.

Temas
• Características de experimentos de SageMaker (p. 1617)
• Crear un experimento de Amazon SageMaker (p. 1618)
• Ver y comparar experimentos, pruebas y componentes de prueba de Amazon SageMaker (p. 1622)
• Tutorial de seguimiento y comparación (p. 1626)
• Busca experimentos con Amazon SageMaker Studio (p. 1632)
• Limpiar los recursos del experimento de Amazon SageMaker (p. 1637)
• Buscar mediante la consola y la API de Amazon SageMaker (p. 1639)

Características de experimentos de SageMaker
En las secciones siguientes se incluye una breve información general acerca de las características
proporcionadas por Experiments de SageMaker.

Temas
• Organizar experimentos (p. 1617)
• Seguimiento de experimentos (p. 1617)
• Comparar y evaluar experimentos (p. 1618)
• Piloto automático de Amazon SageMaker (p. 1618)

Organizar experimentos
Experiments ofrece un esquema de organización estructurado para ayudar a los usuarios a agrupar y
organizar sus iteraciones de aprendizaje automático. La entidad de nivel superior, un experimento, es un
conjunto de pruebas que se observan, comparan y evalúan como grupo. Una prueba es un conjunto de
pasos denominados componentes de prueba. Cada componente de prueba puede incluir una combinación
de entradas como datasets, algoritmos y parámetros, y producir salidas específicas como modelos,
métricas, conjuntos de datos y puntos de control. Ejemplos de componentes de prueba son trabajos de
preprocesamiento de datos, trabajos de entrenamiento y trabajos de transformación por lotes.

El objetivo de un experimento es determinar la prueba que produce el mejor modelo. Se realizan múltiples
pruebas, cada una aislando y midiendo el impacto de un cambio en una o más entradas, manteniendo
constantes las entradas restantes. Al analizar las pruebas, puede determinar qué entidades tienen el
mayor efecto en el modelo.

Seguimiento de experimentos
Experiments permite Amazon SageMaker el seguimiento de los experimentos.
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Seguimiento automatizado

Experiments de SageMaker realiza el seguimiento automático de los trabajos de Autopilot de Amazon
SageMaker como experimentos con sus trabajos de capacitación subyacentes rastreados como pruebas.
Experiments de SageMaker también realiza el seguimiento automático de que se ejecuta de forma
independiente en trabajo de entrenamiento, transformación por lotes y procesamiento de SageMaker
como componentes de prueba, tanto si se han asignado a una prueba o se han dejado sin asignar. Los
componentes de prueba no asignados se pueden asociar con una prueba más adelante. Se realiza
un seguimiento y se registran todos los artefactos del experimento, incluidos los conjuntos de datos,
algoritmos, hiperparámetros y métricas del modelo. Estos datos permiten a los clientes realizar un
seguimiento del linaje completo de un modelo que contribuye a las verificaciones de control del modelo,
auditoría y conformidad.

Seguimiento manual

Experimentos de SageMakerAPI de seguimientoPara grabar y realizar un seguimiento de los flujos de
trabajo de aprendizaje automático que se ejecutan localmente en blocs de notas de SageMaker Studio,
incluidos los blocs de notas clásicos de SageMaker. Estos experimentos deben formar parte de un trabajo
de entrenamiento de SageMaker, de transformación por lotes o de procesamiento.

Comparar y evaluar experimentos
Amazon SageMaker Experiments está integrado con Amazon SageMaker Studio. Cuando se utiliza
SageMaker Studio, Experiments realiza un seguimiento automático de los experimentos y las pruebas, y
presenta visualizaciones de los datos rastreados y una interfaz para buscar los datos.

Experiments SageMaker, clasifica y ordena automáticamente las pruebas en función de una métrica
elegida mediante el uso del concepto de tabla de clasificación de pruebas. SageMaker Studio produce
visualizaciones de datos en tiempo real, como gráficos y gráficos de métricas, para comparar e identificar
rápidamente los modelos con mejor rendimiento. Estos se actualizan en tiempo real a medida que
progresa el experimento.

Piloto automático de Amazon SageMaker
Amazon SageMaker Experiments está integrado con Amazon SageMaker Autopilot. Cuando realiza un
trabajo de Autopilot, Experiments SageMaker un experimento para el trabajo y pruebas para cada una de
las distintas combinaciones de los componentes de prueba, parámetros y artefactos disponibles. Puede
examinar visualmente todas las pruebas y componentes con SageMaker Studio.

Crear un experimento de Amazon SageMaker
Cree un experimento de Amazon SageMaker para realizar un seguimiento de sus trabajos de formación,
procesamiento y transformación de SageMaker.

El siguiente procedimiento muestra cómo crear un experimento de SageMaker para un trabajo de
formación, procesamiento o transformación de SageMaker. Los pasos etiquetados como (Studio)
describen cómo ver el experimento en Amazon SageMaker Studio. No tiene que ejecutar el experimento
en Studio para ver el experimento en Studio.

Para ver un tutorial que muestra esta funcionalidad en un bloc de notas de SageMaker Studio existente,
consulteTutorial de seguimiento y comparación (p. 1626).

1. Import lasyspara instalar los SDK.

import sys
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2. (Opcional) ElSDK para Python de Amazon SageMaker, viene preinstalado en SageMaker Studio. Si
planea ejecutar el código fuera de Studio, instale el SDK de Python de SageMaker.

!{sys.executable} -m pip install sagemaker

3. Instalación delSDK de Experiments de SageMaker.

!{sys.executable} -m pip install sagemaker-experiments

4. Módulos de importación.

import time
from time import strftime

import sagemaker

from smexperiments.experiment import Experiment
from smexperiments.trial import Trial
from smexperiments.trial_component import TrialComponent
from smexperiments.tracker import Tracker

5. Obtener el rol de ejecución y crear la sesión de SageMaker.

role = sagemaker.get_execution_role()
sm_sess = sagemaker.session.Session()

6. Crear un experimento de SageMaker. El nombre del experimento debe ser único en la cuenta.

Note

El parámetro tags es opcional. Puede buscar la etiqueta mediante Studio, la consola de
SageMaker y el SDK. Las etiquetas también se pueden aplicar a pruebas y componentes de
prueba. Para obtener información sobre cómo utilizar etiquetas de Studio, consulteBuscar por
etiqueta (p. 1636).

create_date = strftime("%Y-%m-%d-%H-%M-%S")
demo_experiment = Experiment.create(experiment_name = "DEMO-{}".format(create_date),
                                    description = "Demo experiment",
                                    tags = [{'Key': 'demo-experiments', 'Value':
 'demo1'}])

7. (Studio) Para ver el experimento en SageMaker Studio, en la barra lateral izquierda, seleccione la

opciónComponentes y registrosIcono (icono) ). En el menú desplegable, seleccioneExperimentos y
ensayospara mostrar el navegador de experimentos.

Después de ejecutar el código, la lista de experimentos contiene el nuevo experimento. Puede tardar
un momento en que la lista se actualice y muestre el experimento. También se muestra el filtro de la
etiqueta de experimento. Solo se muestran los experimentos que tienen una etiqueta coincidente. La
lista debería tener un aspecto similar al siguiente:
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8. Cree una prueba para el experimento. El nombre de prueba debe ser único en la cuenta.

demo_trial = Trial.create(trial_name = "DEMO-{}".format(create_date),
                          experiment_name = demo_experiment.experiment_name,
                          tags = [{'Key': 'demo-trials', 'Value': 'demo1'}])

9. (Estudio) En la lista de experimentos, haga doble clic en el experimento para mostrar una lista de las
pruebas del experimento (este ejemplo tiene una prueba). La lista debería tener un aspecto similar al
siguiente:
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10. Cree un componente de prueba como parte de la prueba. El componente de prueba es el trabajo de
SageMaker.

Adición de laExperimentConfigal método apropiado. Se admiten los trabajos de SageMaker que se
muestran en la tabla siguiente.

Trabajo Método de SDK de Python de SageMaker Boto3 (método)

EntrenamientoEstimador.Fit CreateTrainingJob

Processing Procesador.Ejecutar CreateProcessingJob

Transform Transformer.Transform CreateTransformJob

Los siguientes ejemplos son para un trabajo de entrenamiento. LaTagsagrega una etiqueta al
componente de prueba.ExperimentNameno se especifica porque la prueba se asoció con el
experimento cuando se creó la prueba en un paso anterior.

Uso del SDK de Python de SageMaker

sagemaker.estimator.Estimator(
    ...,
    sagemaker_session = sm_sess,
    tags = [{'Key': 'demo-jobs', 'Value': 'demo2'}])

estimator.fit(
    ...,
    experiment_config = {
        # "ExperimentName"
        "TrialName" : demo_trial.trial_name,
        "TrialComponentDisplayName" : "TrainingJob",
    })
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Uso de Boto3

create_training_job(
    ...,
    "ExperimentConfig": {
        # "ExperimentName"
        "TrialName" : demo_trial.trial_name,
        "TrialComponentDisplayName" : "TrainingJob",
    },
    "Tags": [{'Key': 'demo-jobs', 'Value': 'demo2'}])

11. (Studio) En la lista de prueba, haga doble clic en la versión de prueba para mostrar una lista de los
componentes de la prueba (este ejemplo tiene una versión de prueba). La lista debería tener un
aspecto similar al siguiente:

12. (Studio) Para ver información sobre el experimento, la prueba y el trabajo (componente de
prueba), consulteVer y comparar experimentos, pruebas y componentes de prueba de Amazon
SageMaker (p. 1622).

Para limpiar los recursos que ha creado, consulteLimpiar los recursos del experimento de Amazon
SageMaker (p. 1637).

Ver y comparar experimentos, pruebas y componentes
de prueba de Amazon SageMaker
Un Amazon SageMakerExperimentoconsta de múltiplesPruebascon un objetivo conexo. Un ensayo consta
de uno o variosComponentes de pruebaComo un trabajo de preprocesamiento de datos y un trabajo de
capacitación.

Utilice el navegador de experimentos para mostrar una lista de estas entidades. Puede filtrar la lista según
el nombre de entidad, el tipo y las etiquetas. Las entidades se presentan en una vista jerárquica (es
decir, experimentos > ensayos > componentes de prueba). Haga doble clic en una entidad para ver otras
entidades que se encuentran en un nivel inferior en la jerarquía. Utilice las migas de exploración situadas
encima de la lista para desplazarse a un nivel superior en la jerarquía.
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Para ver un tutorial con un cuaderno de ejemplo de SageMaker, consulteTutorial de seguimiento
y comparación (p. 1626). Para obtener información general de la interfaz de usuario de Studio,
consulteDescripción de la interfaz de usuario de Amazon SageMaker Studio (p. 77).

Temas
• Ver experimentos, pruebas y componentes de prueba (p. 1623)
• Comparar experimentos, pruebas y componentes de prueba (p. 1625)

Ver experimentos, pruebas y componentes de prueba
Amazon SageMaker Studio proporciona un navegador de experimentos que puede utilizar para ver listas
de experimentos, pruebas y componentes de prueba. Puede elegir una de estas entidades para ver
información detallada sobre la entidad o elegir varias entidades para la comparación.

Para ver experimentos, pruebas y componentes de prueba

1. En la barra lateral izquierda de Studio, elija laComponentes y registrosIcono (icono) ). En el menú
desplegable, seleccioneExperimentos y ensayospara mostrar el navegador de experimentos.

Se muestra una lista de experimentos y sus propiedades. La lista incluye todos los experimentos de
SageMaker en tu cuenta, incluidos los experimentos creados fuera de SageMaker Studio.

Note

Para ver todas las propiedades, es posible que tenga que expandir el ancho del navegador
de experimentos arrastrando el borde derecho.

2. En la lista Experiments, haga doble clic en un experimento para mostrar una lista de las pruebas del
experimento.
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3. Haga doble clic en una prueba para mostrar una lista de los componentes de la prueba.

4. Haga doble clic en uno de los componentes para abrir elDescripción del componente del
ensayoPestaña.

5. En la páginaDescripción del componente del ensayo, elija cualquiera de los siguientes
encabezamientos de columna para ver la información disponible sobre cada componente de prueba:

• GráficosCrear sus propios gráficos.
• Métricas— Métricas registradas por unTrackerdurante una ejecución de prueba.
• Parámetros— Valores de hiperparámetros e información de instancia.
• Artifacts: ubicaciones de almacenamiento de depósitos de Amazon S3 para el conjunto de datos de

entrada y el modelo de salida.
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• AWSConfiguración: nombre del Job, ARN, estado, tiempo de creación, tiempo de formación, tiempo
facturable, información de instancia y otros.

• Debugger— Una lista de reglas del depurador y cualquier problema encontrado.
• Trial Mappings (Mapeos de prueba)

Para obtener información sobre la comparación de entidades de experimentos, consulteVer y comparar
experimentos, pruebas y componentes de prueba de Amazon SageMaker (p. 1622).

Comparar experimentos, pruebas y componentes de prueba
Puede comparar experimentos, pruebas y componentes de prueba seleccionando las entidades y
abriéndolas en la lista de componentes de prueba. La lista de componentes del ensayo se conoce como
tabla de clasificación de Studio. En la tabla de clasificación puede hacer lo siguiente:

• Ver información detallada sobre las entidades
• Comparar entidades
• Detener un trabajo de entrenamiento
• Implementación de un modelo

Para comparar experimentos, pruebas y componentes de prueba

1. En la barra lateral izquierda de SageMaker Studio, elija laLista de experimentos de SageMakerIcono

(icono) ).
2. En el navegadorExperimentsSeleccione la lista de experimentos o de prueba. Para obtener más

información, consulte Ver experimentos, pruebas y componentes de prueba (p. 1623) .
3. Elija los experimentos o ensayos que desea comparar, haga clic con el botón derecho en la selección

y, a continuación, elijaAbrir en la lista de componentes de prueba. Se abrirá la tabla de clasificación
y mostrará una lista de las entidades Experiments asociadas, tal y como se muestra en la captura de
pantalla siguiente.

La tabla de clasificación tiene unTABLA DE PROPIEDADESen el lado derecho. UsarConfiguraciónIcono

(icono) ) para abrir y cerrar el panel. Puede ocultar o mostrar propiedades por categoría o por columnas
individuales. Cuando se muestra un gráfico, el panel cambia a mostrar las propiedades del gráfico.
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Para obtener información sobre la búsqueda de entidades de experimentos, consulteBusca experimentos
con Amazon SageMaker Studio (p. 1632).

Tutorial de seguimiento y comparación
En este tutorial se muestra cómo realizar un seguimiento visual, comparar y evaluar pruebas en un
experimento de entrenamiento de modelos mediante Amazon SageMaker Studio. La base del tutorial es
laExperimento de clasificación de dígitos manuscritos MNISTbloc de notas

Se prevé que este tema se consulte conjuntamente con Studio con el bloc de notas de MNIST abierto. A
medida que avanza a través de las celdas, las secciones de este documento resaltan el código relevante y
le muestran cómo observar los resultados en Studio. Algunos de los fragmentos de código se han editado
por razones de brevedad.

Para limpiar los recursos que ha creado el bloc de notas, consulteLimpiar los recursos del experimento de
Amazon SageMaker (p. 1637).

Para ver un tutorial donde se muestran otras características adicionales de Studio, consulte Tour por
Amazon SageMaker (p. 58).

Requisitos previos

• Una copia local del bloc de notas de ejemplo MNIST y el archivo mnist.py complementario. Ambos
archivos están disponibles en elsagemaker_experiments/mnist-handwritten-digits-
classification-experimentCarpeta deaws/amazon-sagemaker-examples. Para descargar
los archivos, elija cada enlace, haga clic con el botón derecho en el botón Raw (Sin formato) y, a
continuación, elija Save as (Guardar como).

• UnaAWS SSOUna cuenta de IAM para iniciar sesión en SageMaker Studio. Para obtener más
información, consulte Introducción a Amazon SageMaker Studio (p. 40) .

Temas
• Abrir el bloc de notas en Studio (p. 1626)
• Instalación del SDK de Experiments e importación de módulos (p. 1627)
• Transformación y seguimiento de los datos de entrada (p. 1627)
• Crear y realizar el seguimiento de un experimento (p. 1627)
• Comparar y analizar pruebas (p. 1630)

Abrir el bloc de notas en Studio
Para abrir el bloc de notas

1. Inicie sesión en Studio.
2.

En la barra lateral izquierda, elija el icono File Browser (Explorador de archivos) ( ).
3. En la parte superior del panel del navegador de archivos, elija el icono de Up arrow (Flecha hacia

arriba) y, a continuación, se abrirá un cuadro de diálogo File Upload (Carga de archivos). Busque y
elija las versiones locales de los archivos mnist-handwritten-digits-classification-experiment.ipynb y
mnist.py y, a continuación, elija Open (Abrir).

4. Los dos archivos se incluyen en el navegador de archivos. Haga doble clic en el archivo de bloc de
notas cargado para abrir el bloc de notas en una nueva pestaña.

5. En la parte superior derecha del bloc de notas, asegúrese de que el kernel es Python 3 (Data
Science). Si no es así, elija el nombre del kernel actual para abrir el menú desplegable Select Kernel
(Seleccionar kernel). Elija Python 3 (Data Science) y, a continuación, elija Select (Seleccionar).
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Instalación del SDK de Experiments e importación de módulos
LaSDK de Python de experimentos de Amazon SageMakeres independiente de laSDK para Python de
Amazon SageMaker, que viene preinstalado en SageMaker Studio. Ejecute las primeras celdas en el bloc
de notas para instalar el SDK de Experiments e importar los módulos de Experiments. A continuación se
muestran las secciones relevantes de las celdas del bloc de notas.

import sys
!{sys.executable} -m pip install sagemaker-experiments

import sagemaker
from sagemaker import get_execution_role
from sagemaker.session import Session
from sagemaker.analytics import ExperimentAnalytics

from smexperiments.experiment import Experiment
from smexperiments.trial import Trial
from smexperiments.trial_component import TrialComponent
from smexperiments.tracker import Tracker

Transformación y seguimiento de los datos de entrada
Las siguientes celdas crean un bucket de Amazon S3 y una carpeta en el bucket denominadomnist.
En Studio, el navegador de archivos muestra la carpeta mnist. Los datos de entrada se descargan en
la carpeta mnist/MNIST/raw, se normalizan y, a continuación, los datos transformados se cargan en la
carpeta mnist/MNIST/processed. Puede profundizar en la carpeta mnist para mostrar, pero no abrir, los
archivos de datos.

La pantalla debería tener un aspecto similar al siguiente:

La última celda de la sección Dataset (Conjunto de datos) crea un rastreador para el trabajo de
transformación. El rastreador registra los parámetros de normalización y el URI del bucket de Amazon
S3 donde se almacena el conjunto de datos transformado. En una sección posterior, mostramos cómo
encontrar esta información en Studio. En la siguiente sección, el rastreador se utiliza para realizar un
seguimiento del experimento y las ejecuciones de prueba.

with Tracker.create(display_name="Preprocessing", sagemaker_boto_client=sm) as tracker:
    tracker.log_parameters({
        "normalization_mean": 0.1307,
        "normalization_std": 0.3081,
    })
    tracker.log_input(name="mnist-dataset", media_type="s3/uri", value=inputs)

Crear y realizar el seguimiento de un experimento
El siguiente procedimiento crea y realiza un seguimiento de un experimento para determinar el efecto del
hiperparámetro num_hidden_channel del modelo. Como parte del experimento, se crean cinco ensayos
dentro de un bucle, uno para cada valor del hiperparámetro num_hidden_channel. Más adelante, en el
bloc de notas, comparará los resultados de estos cinco ensayos.
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1. En la barra lateral izquierda de Studio, elija laComponentes y registros de SageMakerIcono

(icono) ). En el menú desplegable, elijaExperimentos y ensayosPara mostrar la lista de
experimentos en la cuenta.

2. Ejecute la siguiente celda.

mnist_experiment = Experiment.create(
    experiment_name=f"mnist-hand-written-digits-classification-{int(time.time())}",
    description="Classification of mnist hand-written digits", 
    sagemaker_boto_client=sm)
print(mnist_experiment)

Salida:

Experiment(sagemaker_boto_client=<botocore.client.SageMaker object at 0x7f7152b326d8>,
           experiment_name='mnist-hand-written-digits-classification-1575947870',
           description='Classification of mnist hand-written digits',
           experiment_arn='arn:aws:sagemaker:us-east-2:acct-id:experiment/mnist-hand-
written-digits-classification-1575947870')

Después de ejecutar el código, la lista de experimentos contiene una entrada para el experimento.
Puede tardar un momento en mostrarse y es posible que tenga que actualizar la lista de experimentos.
La pantalla debería tener un aspecto similar al siguiente:

3. Ejecute la siguiente celda.

preprocessing_trial_component = tracker.trial_component

Después de ejecutar el código, la lista de experimentos contiene una entrada llamada Unassigned trial
components (Componentes de prueba sin asignar). La entrada del componente de prueba es el paso
de preprocesamiento de datos creado anteriormente. Haga doble clic en el componente de prueba
para la verificación. El componente de prueba no está asociado a un experimento en este momento.
La pantalla debería tener un aspecto similar al siguiente:

4. Elija el icono Home en la ruta de navegación en la parte superior del navegador de experimentos. Una
vez allí, haga doble clic en el experimento para mostrar una lista de las pruebas del experimento.

5. El siguiente código crea pruebas para el experimento. Cada prueba entrena un modelo usando un
número diferente para el hiperparámetro num_hidden_channel. El componente de prueba de
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preprocesamiento se agrega a cada prueba para realizar un seguimiento completo (por ejemplo, con
fines de auditoría). El código también especifica definiciones para las siguientes métricas:

• Pérdida del entrenamiento
• Pérdida de prueba
• Precisión de la prueba

Las definiciones indican a SageMaker que capture esas métricas del resultado del registro del
algoritmo. Las métricas se utilizan posteriormente para evaluar y comparar los modelos.

preprocessing_trial_component = tracker.trial_component

for i, num_hidden_channel in enumerate([2, 5, 10, 20, 32]):
    trial_name = f"cnn-training-job-{num_hidden_channel}-hidden-channels-
{int(time.time())}"
    cnn_trial = Trial.create(
        trial_name=trial_name,
        experiment_name=mnist_experiment.experiment_name,
        sagemaker_boto_client=sm,
    )
    hidden_channel_trial_name_map[num_hidden_channel] = trial_name
    
    cnn_trial.add_trial_component(preprocessing_trial_component)
    
    estimator = PyTorch(
        py_version='py3',
        framework_version='1.1.0',
        ...,
        hyperparameters={
            'hidden_channels': num_hidden_channel,
            ...
        },
        metric_definitions=[
            {'Name':'train:loss', 'Regex':'Train Loss: (.*?);'},
            {'Name':'test:loss', 'Regex':'Test Average loss: (.*?),'},
            {'Name':'test:accuracy', 'Regex':'Test Accuracy: (.*?)%;'}
        ],
        enable_sagemaker_metrics=True,
    )
    
    cnn_training_job_name = "cnn-training-job-{}".format(int(time.time()))
    
    estimator.fit(
        inputs={'training': inputs}, 
        job_name=cnn_training_job_name,
        experiment_config={
            "TrialName": cnn_trial.trial_name,
            "TrialComponentDisplayName": "Training",
        },
    )

La lista de pruebas se actualiza automáticamente a medida que se ejecuta cada trabajo de
entrenamiento. Cada prueba tarda unos minutos en mostrarse. La pantalla debería tener un aspecto
similar al siguiente:
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Comparar y analizar pruebas
En esta sección se desvía del bloc de notas y se muestra cómo comparar y analizar los modelos
entrenados usando la interfaz de usuario de SageMaker Studio.

Para ver los detalles de una prueba

1. Haga doble clic en una de las pruebas para mostrar una lista de los componentes de prueba
asociados a la prueba. Hay un trabajo de preprocesamiento y de entrenamiento para cada prueba.
Haga doble clic en uno de los componentes para abrir una nueva pestaña que muestre información
sobre cada componente.

2. En Trial stages (Etapas de prueba), elija Preprocessing (Procesamiento previo). En el menú
Describe Trial Component (Describir componente de prueba), elija Parameters (Parámetros)
para mostrar los parámetros de normalización que se registraron anteriormente. A continuación,
seleccioneArtifactsPara mostrar el URI del bucket de Amazon S3 donde se almacenó el conjunto de
datos transformado.

3. En Trial stages (Etapas de prueba), elija Training (Entrenamiento). En el menú Describe Trial
Component (Describir componente de prueba) elija los siguientes elementos para mostrar información
sobre el componente de prueba del trabajo de entrenamiento.

• Métricas–test:loss,test:accuracy, ytrain:loss
• Parámetros— valores de hiperparámetros e información de instancia
• Artifacts— Almacenamiento de Amazon S3 para el conjunto de datos de entrada y el modelo de

salida
• AWSConfiguración— nombre del trabajo, ARN, estado, tiempo de creación, tiempo de formación,

tiempo facturable, información de instancia y otros

Para ver una lista de pruebas ordenadas por test:accuracy

1. Elija el nombre del experimento en la ruta de navegación sobre TRIAL COMPONENTS
(COMPONENTES DE PRUEBA) para mostrar la lista de pruebas.

2. Elige las cinco pruebas. Mantenga pulsada la tecla CTRL/CMD y seleccione cada prueba. Haga
clic con el botón derecho en la selección y, a continuación, elija Open in trial component list (Abrir
en lista de componentes de prueba). Se abre una nueva pestaña que muestra cada prueba y cada
componente de prueba.

3. Si el panel PROPIEDADES DE LA TABLA no está abierto, elija el icono Configuración ( ) en
la esquina superior derecha para abrirlo. Anule la selección de todo salvo Trial (Prueba), Metrics
(Métricas) y Training job (Trabajo de capacitación). Seleccione el icono Configuración para cerrar el
panel.
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4. Elija el encabezado de columna test:accuracy (prueba:precisión) para ordenar la lista por orden
decreciente de precisión máxima de la prueba. La pantalla debería tener un aspecto similar al
siguiente:

Para ver un gráfico de test:loss frente a num_hidden_channel

1. En el panel TRIAL COMPONENTS (COMPONENTES DE PRUEBA) elija las cinco pruebas y, a
continuación, elija Add chart (Agregar gráfico). Seleccione dentro del área del gráfico para abrir el
panel de preferencias de CHART PROPERTIES (PROPIEDADES DEL GRÁFICO).

2. En CHART PROPERTIES (PROPIEDADES DEL GRÁFICO), elija lo siguiente:

• Data type (Tipo de datos): Summary statistics (Estadísticas de resumen)
• Chart type (Tipo de gráfico): Line (Línea)
• X-axis (Eje X): hidden-channels
• Eje Y-prueba:loss_last
• Color: None (Ninguno)

La pantalla debería tener un aspecto similar al siguiente:
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Busca experimentos con Amazon SageMaker Studio
Puede buscar sus experimentos, ensayos y componentes de ensayo mediante el navegador de
experimentos. Después de elegir las entidades, puede buscar las propiedades de estas entidades en la
tabla de clasificación de Amazon SageMaker.

Temas
• Busca experimentos, pruebas y componentes de prueba (p. 1632)
• Buscar en la tabla de clasificación de SageMaker Studio (p. 1633)
• Buscar por etiqueta (p. 1636)

Busca experimentos, pruebas y componentes de prueba
Puede buscar y crear varios filtros para mostrar un subconjunto de experimentos, pruebas y componentes
de prueba en el navegador de experimentos. Después de buscar y filtrar la lista, puede abrir las entidades
en la tabla de clasificación y buscar propiedades adicionales.

Para buscar experimentos, pruebas y componentes de prueba, y aplicar filtros

Para obtener más información acerca de los siguientes pasos, junto con capturas de pantalla,
consulteBuscar en la tabla de clasificación de SageMaker Studio (p. 1633).

1. En el navegador de experimentos, vaya al tipo de entidad: experimento, ensayo o componente del
ensayo.

2. Coloque el cursor en el cuadro de búsqueda para ver la lista de columnas que se pueden buscar.
3. Elija la columna en la que desea buscar y se abrirá uno de los siguientes cuadros de diálogo

específicos de la columna elegida:

• Cadena— Introduzca una cadena de texto en el cuadro de diálogo de búsqueda que se abre.
Ingrese una cadena de al menos tres caracteres que forme parte del valor de la propiedad del
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componente. Este filtro limita la lista a aquellos componentes con un valor de propiedad que
contiene la cadena de texto.

• Valores discretos: elija en la lista uno o varios valores de propiedades. Este filtro limita la lista a
aquellos componentes con un valor de propiedad que coincida con al menos uno de los valores
elegidos.

• Fecha— Introduce una fecha enFecha inicialyHasta la fechao seleccione las fechas del calendario.
Este filtro limita la lista a los componentes creados o modificados por última vez en el rango de
datos especificado.

• Etiquetar— EnBuscar clave de etiqueta, comience a introducir la clave de la etiqueta. Una lista de
claves de etiqueta se filtra sólo para aquellas claves con un nombre que comience con la cadena de
texto que escriba. Seleccione la clave de etiqueta en la que desea buscar en la lista. EnBuscar valor
de etiqueta, introduzca el valor completo de la etiqueta y, a continuación, elijaAplicar.

4. Para crear el filtro, elijaAplicar.
5. Para aplicar filtros adicionales, repita los pasos anteriores. Puede tener un máximo de 20 filtros. Una

entidad debe coincidir con todos los filtros para que se muestren.

Buscar en la tabla de clasificación de SageMaker Studio
La lista de componentes del ensayo de Amazon SageMaker Studio se conoce como tabla de clasificación.
Puede utilizar la tabla de clasificación para comparar sus pruebas y experimentos. La tabla de clasificación
enumera las propiedades de las pruebas, como el estado del ensayo, el estado del depurador, las
etiquetas, las métricas, los hiperparámetros y los artefactos de entrada y salida.

Puede buscar en la tabla de clasificación para encontrar componentes de prueba específicos. Los
resultados de una búsqueda se aplican para crear un filtro que muestre sólo los componentes que
satisfacen el filtro. Puede aplicar hasta 20 filtros. Un componente sólo se muestra si coincide con todos los
filtros. Para eliminar un filtro, seleccione la opciónXque se muestra a la derecha del filtro.

Para buscar en la tabla de clasificación y aplicar filtros

1. Si el archivo deTABLA DE PROPIEDADESno está abierto en SageMaker Studio, elija la

opciónConfiguraciónIcono (icono) ) de la esquina superior derecha para abrirla.
2. En el navegadorConfiguraciónMarque las casillas de verificación para las columnas que desea ver y, a

continuación, elija la pestañaConfiguraciónpara cerrar el panel.
3. Coloque el cursor en elNombre de columna Buscarpara mostrar la siguiente lista deTABLA DE

PROPIEDADESnombres de columna que se pueden buscar:

Resumen de la sección

• Nombre del componente de prueba
• Tipo de componente de prueba
• Created (Creado)
• Última modificación
• Creado por
• Etiquetas

Secciones de detalles(todas las columnas)

• Métricas
• Parámetros
• Input artifacts (Artefactos de entrada)
• Artefactos de salida
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4. Para limitar los nombres de columna cuando busque en las secciones de detalles, comience a escribir
el nombre de columna. La lista muestra sólo aquellas columnas con un nombre que comience con la
cadena de texto que escriba.

5. Elija la columna en la que desea realizar la búsqueda. Esto abre un cuadro de diálogo específico para
el tipo de datos de esa columna.

6. Introduzca sus criterios de búsqueda en el cuadro de diálogo para el tipo de datos apropiado:

• Cadena— Introduzca una cadena de texto en el cuadro de diálogo de búsqueda que se abre.
Ingrese una cadena de al menos tres caracteres que forme parte del valor de la propiedad del
componente. Este filtro limita la lista a aquellos componentes con un valor de propiedad que
contiene la cadena de texto.

• Valores discretos: elija en la lista uno o varios de los valores de propiedades. Este filtro limita la lista
a aquellos componentes con un valor de propiedad que coincida con al menos uno de los valores
elegidos. Para elTipo de componente de pruebacolumn,Otroscoincide con los componentes sin
valor en la columna.
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• Fecha— Introduce una fecha enFecha inicialyHasta la fechao seleccione las fechas del calendario.
Este filtro limita la lista a los componentes creados o modificados por última vez en el rango de
datos especificado.

• Creado por— SELECTA míorA todos los demás. Este filtro limita la lista a los componentes creados
por el usuario que ha iniciado sesión en ese momento o por todos menos por el usuario que ha
iniciado sesión actualmente.

• Etiquetar— Elija la etiqueta que desea buscar. Para obtener más información, consulte Buscar por
etiqueta (p. 1636) .

• Columnas de detalle: especifique las condiciones que debe cumplir el valor de propiedad del
componente.
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7. Para crear el filtro, elijaAplicar.
8. Para aplicar filtros adicionales, repita los pasos anteriores. Para mostrar un componente debe coincidir

con todos los filtros. Puede tener un máximo de 20 filtros.

Buscar por etiqueta
Puede agregar etiquetas de búsqueda a experimentos, pruebas y componentes de la prueba cuando se
creen las entidades o después mediante la API AddTags. Una etiqueta consiste en una clave única que
distingue mayúsculas de minúsculas y un valor opcional. Es posible agregar varias etiquetas a una entidad.
Puede añadir la misma etiqueta a varias entidades de.

Para buscar por etiqueta y aplicar filtros

1. Si el archivo deTABLA DE PROPIEDADESno está abierto en SageMaker Studio, elija la

opciónConfiguraciónIcono (icono) ) de la esquina superior derecha para abrirla.
2. En el navegadorConfiguración, seleccioneTags (Etiquetas):Si no está seleccionado y, a continuación,

elija laConfiguraciónpara cerrar el panel.
3. Coloque el cursor en elNombre de columna Buscary, a continuación, elijaTags (Etiquetas):.

4. EnBuscar clave de etiqueta, comience a introducir la clave de la etiqueta. Una lista de claves de
etiqueta muestra sólo aquellas claves con un nombre que comience con la cadena de texto que
escriba.
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5. Seleccione la clave de etiqueta en la que desea buscar en la lista.
6. EnBuscar valor de etiqueta, introduzca el valor completo de la etiqueta y, a continuación, elijaAplicar.

7. La lista de componentes de prueba muestra solo aquellos componentes que tienen etiquetas que
coincidan con el par clave-valor que ha elegido.

8. Para añadir más filtros de etiquetas, repita los pasos anteriores. Para que se muestre el componente
debe coincidir con todos los filtros.

Limpiar los recursos del experimento de Amazon
SageMaker
Para evitar incurrir en gastos innecesarios, elimine los recursos del experimento de Amazon SageMaker
que ya no necesita. No puede eliminar recursos del experimento a través de la consola de administración
de SageMaker o la interfaz de usuario de Amazon SageMaker Studio. En este tema se muestra cómo
limpiar estos recursos mediante Boto3 y el SDK de Experiments. Para obtener más información acerca del
SDK de experimentos, consultesagemaker-experimentos.

Para eliminar el experimento, debe eliminar todas las pruebas del experimento. Para eliminar una prueba,
debe quitar todos los componentes de prueba de la prueba. Para eliminar un componente de prueba, debe
eliminarlo de todas las pruebas.
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Note

Los componentes de prueba pueden existir independientemente de las pruebas o experimentos.
No tiene que eliminarlos. Si desea reutilizarlos, comentetc.delete()en el código.

Temas
• Para limpiar utilizando el SDK de Experiments (p. 1638)
• Limpiar usando el SDK de Python (Boto3) (p. 1638)

Para limpiar utilizando el SDK de Experiments
Para limpiar usando el SDK de experimentos

import sys
!{sys.executable} -m pip install sagemaker-experiments

import time

from smexperiments.experiment import Experiment
from smexperiments.trial import Trial
from smexperiments.trial_component import TrialComponent

Definir cleanup_sme_sdk

def cleanup_sme_sdk(experiment):
    for trial_summary in experiment.list_trials():
        trial = Trial.load(trial_name=trial_summary.trial_name)
        for trial_component_summary in trial.list_trial_components():
            tc = TrialComponent.load(
                trial_component_name=trial_component_summary.trial_component_name)
            trial.remove_trial_component(tc)
            try:
                # comment out to keep trial components
                tc.delete()
            except:
                # tc is associated with another trial
                continue
            # to prevent throttling
            time.sleep(.5)
        trial.delete()
        experiment_name = experiment.experiment_name
    experiment.delete()
    print(f"\nExperiment {experiment_name} deleted")

Llamar a cleanup_sme_sdk

experiment_to_cleanup = Experiment.load(
    # Use experiment name not display name
    experiment_name="experiment-name")

cleanup_sme_sdk(experiment_to_cleanup)

Limpiar usando el SDK de Python (Boto3)
Para limpiar con Boto 3

import boto3
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sm = boto3.Session().client('sagemaker')

Definir cleanup_boto3

def cleanup_boto3(experiment_name):
    trials = sm.list_trials(ExperimentName=experiment_name)['TrialSummaries']
    print('TrialNames:')
    for trial in trials:
        trial_name = trial['TrialName']
        print(f"\n{trial_name}")

        components_in_trial = sm.list_trial_components(TrialName=trial_name)
        print('\tTrialComponentNames:')
        for component in components_in_trial['TrialComponentSummaries']:
            component_name = component['TrialComponentName']
            print(f"\t{component_name}")
            sm.disassociate_trial_component(TrialComponentName=component_name,
 TrialName=trial_name)
            try:
                # comment out to keep trial components
                sm.delete_trial_component(TrialComponentName=component_name)
            except:
                # component is associated with another trial
                continue
            # to prevent throttling
            time.sleep(.5)
        sm.delete_trial(TrialName=trial_name)
    sm.delete_experiment(ExperimentName=experiment_name)
    print(f"\nExperiment {experiment_name} deleted")

Llamar a cleanup_boto3

# Use experiment name not display name
experiment_name = "experiment-name"
cleanup_boto3(experiment_name)

Buscar mediante la consola y la API de Amazon
SageMaker
Normalmente, el desarrollo de un modelo de aprendizaje automático requiere experimentos completos
con diferentes conjuntos de datos, algoritmos y valores de hiperparámetros. Para administrar miles de
experimentos de modelos de aprendizaje automático, utilice las capacidades de búsqueda de SageMaker.

Puede utilizar la búsqueda de SageMaker para:

• Organizar, buscar y evaluar los trabajos de entrenamiento utilizando propiedades, hiperparámetros,
métricas de rendimiento o cualquier metadato.

• Buscar el modelo con mejor rendimiento al revisar las métricas de los modelos y los trabajos de
capacitación, como la pérdida de capacitación o la exactitud de validación.

• Realizar un seguimiento del linaje de un modelo hasta el trabajo de entrenamiento y sus recursos
relacionados, como el conjunto de datos de entrenamiento.

En este tema se tratan las búsquedas desde la consola de SageMaker y la API de SageMaker. Para
obtener información sobre la búsqueda en Amazon SageMaker Studio, consulteBuscar experimentos con
Studio (p. 1632).

1639



Amazon SageMaker Developer Guide
Buscar utilizando la consola y la API

Temas
• Blocs de notas de muestra para administrar los experimentos de aprendizaje automático (p. 1640)
• Organizar, Buscar,y EvaluarTrabajo de capacitación(Consola de) (p. 1640)
• Buscar y evaluarTrabajos de capacitación (API) (p. 1642)
• Verificar los conjuntos de datos utilizados en los trabajos de entrenamiento (p. 1644)
• Realizar un seguimiento del parentesco de un modelo (p. 1644)

Blocs de notas de muestra para administrar los experimentos de
aprendizaje automático
Para ver un bloc de notas de muestra que utiliza la capacidad de seguimiento de modelos de Amazon
SageMaker para administrar experimentos de ML, consulteGestión de la experimentación con ML
mediante la función de seguimiento de modelos de Amazon SageMaker.

Para obtener instrucciones sobre cómo crear y obtener acceso a instancias de bloc de notas de Jupyter
que puede utilizar para ejecutar el ejemplo en SageMaker, consulteUso de las instancias de Amazon
SageMaker (p. 131). Una vez que haya creado una instancia de bloc de notas y la haya abierto, elija la
pestañaEjemplos de SageMakerPara ver una lista de todas las muestras de SageMaker. El bloc de notas
que administra los experimentos de aprendizaje automático se encuentra en la sección Funcionalidad
avanzada. Para abrir un bloc de notas, elija su pestaña Use (Usar) y elija Create copy (Crear copia). Si
tiene alguna pregunta, publíquela en el Foro de desarrolladores de Amazon Machine Learning.

Organizar, Buscar,y EvaluarTrabajo de capacitación(Consola de)
Para organizar los trabajos de entrenamiento, asígneles una o varias etiquetas.

Para buscar un recurso, modelo o trabajo de capacitación específico, utilice el seguimiento de modelos
para realizar una búsqueda de las palabras clave asignadas a cualquier elemento que se pueda buscar.
Elementos que se pueden buscarIncluyen trabajos de capacitación, modelos, hiperparámetros, metadatos,
etiquetas yDirecciones URL de. Para restringir los resultados de seguimiento, puede realizar la búsqueda
mediante varios criterios.

Para elegir el mejor modelo para la implementación, evalúe el rendimiento de todos los modelos con
respecto a una o varias métricas. Puede utilizar los resultados del seguimiento de modelos para enumerar,
ordenar y evaluar el rendimiento de los modelos de los experimentos.

Temas
• Uso de etiquetas para realizar un seguimiento de los trabajos de capacitación (consola) (p. 1640)
• Búsqueda de trabajos de capacitación (consola) (p. 1641)
• EvaluarModels(Consola de) (p. 1641)

Uso de etiquetas para realizar un seguimiento de los trabajos de capacitación
(consola)

Para agrupar los trabajos de entrenamiento, cree etiquetas con claves descriptivas y un valor. Por ejemplo,
cree claves de etiquetas para: proyecto, propietario, cliente y sector.

Añadir etiquetas a los trabajos de capacitación (consola)

1. Abra el iconoConsola de Amazon SageMaker.
2. En el panel de navegación, elija Training jobs (Trabajos de capacitación) y Create training job (Crear

trabajo de capacitación).
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3. Desplácese hasta la parte inferior de la página e introduzca una clave y un valor para la etiqueta.

4. Para añadir otra etiqueta, elija Add tag (Añadir etiqueta) y añada otro par clave-valor.

Búsqueda de trabajos de capacitación (consola)

Puede buscar trabajos de entrenamiento utilizando diferentes atributos de trabajo. Tenga en cuenta que
algunos parámetros de búsqueda solo aparecen si se ha creado un trabajo de entrenamiento con ese
atributo. Por ejemplo, Tags (Etiquetas) solo aparecerá si se ha agregado una etiqueta para un trabajo de
entrenamiento.

Para buscar trabajos de capacitación (consola)

1. Abra el iconoConsola de Amazon SageMaker.
2. En el panel de navegación, seleccione Search (Búsqueda).
3. Agregue parámetros.

a. Escriba un parámetro en el cuadro de búsqueda y elija un tipo de parámetro; por ejemplo
TrainingJobName (Nombre del trabajo de entrenamiento).

b. Seleccione una operación condicional. En el caso de los valores numéricos, utilice operadores
como is equals to (es igual a), lesser than (menor que) o bien greater than (mayor que). En el
caso de los valores basados en texto, utilice operadores como equals to (igual a) o contains
(contiene).

c. Introduzca un valor para el parámetro.
4. (Opcional) Para acotar la búsqueda, añada criterios de búsqueda adicionales. Seleccione Add row

(Añadir fila) y especifique los valores de los parámetros.
5. Elija Search (Buscar).

EvaluarModels(Consola de)

Para evaluar el rendimiento de un modelo, revise sus metadatos, hiperparámetros y métricas. Para resaltar
métricas,Para ajustar la vista para que solo muestre métricas e hiperparámetros importantes.

Para evaluarUn modelo de(consola)

1. Abra el iconoConsola de Amazon SageMaker.
2. En el panel de navegación, elijaBúsqueday buscarPara trabajos de capacitación especificando los

parámetros pertinentes. Los resultados se muestran en una tabla.
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3. Abra el iconoVentana Preferenciaseligiendo la opciónIcono de configuración deen la tabla de
resultados de búsqueda.

4. Para mostrar u ocultar un hiperparámetro o una métrica, puede activarlo o desactivarlo
medianteelegirHiperparámetroorMétrica.

5. Realice los cambios necesarios y, a continuación, seleccione Update view (Actualizar vista).
6. Después de visualizar las métricas e hiperparámetros importantes, puede comparar y contrastar el

resultado. A continuación, puede elegir el mejor modelo para alojar o investigar los modelos que
presentan un rendimiento bajo.

Buscar y evaluarTrabajos de capacitación (API)
Para encontrar y evaluar puestos de trabajo de formación oPara obtener sugerencias de elementos
utilizados en experimentos que se pueden buscar,Puede utilizar el SearchAPI.

Temas
• Buscar trabajos de capacitación (API) (p. 1642)
• Evaluación de modelos (API) (p. 1642)
• Obtención de sugerencias para una búsqueda (API) (p. 1643)

Buscar trabajos de capacitación (API)
Para buscar trabajos de capacitación, cree un parámetro de búsqueda mediante el parámetro
search_params. A continuación, utilice la función de búsqueda ensmclient subprocesoen laAWSSDK
for Python (Boto3).

Los siguientes ejemplos deEl ejemplo muestraCómo utilizar el SearchAPI tBuscar trabajos de
capacitación.

import boto3

search_params={
   "MaxResults": 10,
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   "Resource": "TrainingJob",
   "SearchExpression": { 
      "Filters": [{ 
            "Name": "Tags.Project",
            "Operator": "Equals",
            "Value": "Project_Binary_Classifier"
         }]},
  "SortBy": "Metrics.train:binary_classification_accuracy",
  "SortOrder": "Descending"
}

smclient = boto3.client(service_name='sagemaker')
results = smclient.search(**search_params)

Evaluación de modelos (API)

Para evaluar modelos, ejecute una búsqueda como se describe enBuscar trabajos de capacitación
(API) (p. 1642), revise las métricas del modelo y, a continuación,, utiliceAWSSDK para Python
(Boto3)Para crear una tabla y representarla.

En el siguiente ejemplo se muestra cómo evaluar modelos y mostrar los resultados en una tabla.

import pandas

headers=["Training Job Name", "Training Job Status", "Batch Size", "Binary Classification
 Accuracy"]
rows=[]
for result in results['Results']: 
    trainingJob = result['TrainingJob']
    metrics = trainingJob['FinalMetricDataList']
    rows.append([trainingJob['TrainingJobName'],
     trainingJob['TrainingJobStatus'],
     trainingJob['HyperParameters']['mini_batch_size'],
     metrics[[x['MetricName'] for x in  
     metrics].index('train:binary_classification_accuracy')]['Value']
    ])

df = pandas.DataFrame(data=rows,columns=headers)

from IPython.display import display, HTMLdisplay(HTML(df.to_html()))

Obtención de sugerencias para una búsqueda (API)

Para obtener sugerencias de búsqueda,Usar GetSearchSuggestionsAPI.

El siguiente ejemplo: paraAWSSDK para Python (Boto3)es unget_search_suggestionssolicitud de
artículosque contiene linear.

search_suggestion_params={
   "Resource": "TrainingJob",
   "SuggestionQuery": { 
      "PropertyNameQuery": { 
         "PropertyNameHint": "linear"
      }
   }
}

A continuación se muestra un ejemplo de respuesta de una solicitud get_search_suggestions.

{
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        'PropertyNameSuggestions': [{'PropertyName': 'hyperparameters.linear_init_method'},
                    {'PropertyName': 'hyperparameters.linear_init_value'},
                    {'PropertyName': 'hyperparameters.linear_init_sigma'},
                    {'PropertyName': 'hyperparameters.linear_lr'},
                    {'PropertyName': 'hyperparameters.linear_wd'}]
}

Una vez que reciba las sugerencias de búsqueda, puede utilizar uno de los nombres de propiedad en una
búsqueda.

Verificar los conjuntos de datos utilizados en los trabajos de
entrenamiento
Puede utilizar la capacidad de seguimiento de modelos para comprobar qué conjuntos de datos se han
utilizado en la capacitación, dónde se han utilizado los conjuntos de datos de exclusiones y otros detalles
acerca de los trabajos de capacitación. Por ejemplo, utilice la capacidad de seguimiento de modelos para
comprobar que se ha utilizado un conjunto de datos específico en un trabajo de capacitación por motivos
de auditoría o para verificar la conformidad.

Para comprobar si un conjunto de datos específico se ha utilizado en un trabajo de capacitación, busque
la URL de su ubicación en Amazon Simple Storage Service (Amazon S3). La funcionalidad de seguimiento
de modelos devuelve los trabajos de entrenamiento que utilizaron el conjunto de datos especificado. Si la
búsqueda no devuelve el conjunto de datos (el resultado está vacío), ese conjunto de datos no se utilizó en
ningún trabajo de entrenamiento. Un resultado vacío confirma, por ejemplo, que no se utilizó un conjunto
de datos de exclusión.

Realizar un seguimiento del parentesco de un modelo
Puede utilizar la funcionalidad de seguimiento de modelos para obtener información sobre el linaje de
los trabajos de entrenamiento y los recursos de modelos que se utilizaron con ellos, incluido el conjunto
de datos, el algoritmo, los hiperparámetros y las métricas. Por ejemplo, si cree que el rendimiento de un
modelo alojado ha disminuido, puede revisar el trabajo de capacitación y los recursos utilizados para
determinar la causa del problema.

Temas
• Realizar un seguimiento del parentesco de un modelo (consola) (p. 1644)
• Realizar un seguimiento del parentesco de un modelo (API) (p. 1644)

Realizar un seguimiento del parentesco de un modelo (consola)

Para realizar un seguimiento del parentesco de un modelo (consola)

1. Abra el iconoConsola de Amazon SageMaker.
2. En el panel de navegación, elija Endpoints (Puntos de enlace) y seleccione el punto de enlace

relevante.
3. Desplácese hasta la sección Endpoint configuration settings (Opciones de configuración del punto de

enlace). En esta sección se enumeran todas las versiones de modelos que se han implementado en el
punto de enlace, con un hipervínculo al trabajo de capacitación que los ha creado.

Realizar un seguimiento del parentesco de un modelo (API)

Para realizar un seguimiento del parentesco de un modelo, get el nombre del modeloy, a continuación,
úsalo para buscarPara trabajos de capacitación.
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En el siguiente ejemplo se muestra cómo realizar un seguimiento del parentesco de un modelo mediante
laAPI.

# Get the name of model deployed at endpoint
endpoint_config = smclient.describe_endpoint_config(EndpointConfigName=endpointName)
model_name = endpoint_config['ProductionVariants'][0]['ModelName']

# Get the model's name
model = smclient.describe_model(ModelName=model_name)

# Search the training job by the location of model artifacts in Amazon S3
search_params={
   "MaxResults": 1,
   "Resource": "TrainingJob",
   "SearchExpression": { 
      "Filters": [ 
         { 
            "Name": "ModelArtifacts.S3ModelArtifacts",
            "Operator": "Equals",
            "Value": model['PrimaryContainer']['ModelDataUrl']
         }]},
}
results = smclient.search(**search_params)

Después de encontrar el trabajo de capacitación,Puede revisar los recursos utilizados para capacitar el
modelo.

Depurador de Amazon SageMaker
Depure, supervise y perfile los trabajos de formación en tiempo real, detecte condiciones no convergentes,
optimice la utilización de recursos eliminando cuellos de botella, mejore el tiempo de formación y reduzca
los costes de sus modelos de aprendizaje automático mediante Amazon SageMaker Debugger.

Funciones del depurador de Amazon SageMaker
Un trabajo de capacitación de aprendizaje automático (ML) puede tener problemas como cuellos de botella
del sistema, sobreajuste, funciones de activación saturadas y degradados de desaparición, lo que puede
comprometer el rendimiento del modelo.

SageMaker Debugger perfila y depura los trabajos de formación para ayudar a resolver estos problemas
y mejorar la utilización y el rendimiento de los recursos informáticos de su modelo ML. Depurador ofrece
herramientas para enviar alertas cuando se encuentran anomalías de entrenamiento, tomar acciones
contra los problemas e identificar la causa raíz de ellos mediante la visualización de métricas y tensores
recopilados.

El Debugger de SageMaker admite Apache MXNet, TensorFlow, PyTorch y XGBoost. Para obtener más
información sobre los marcos y versiones disponibles, consulteMarcos y algoritmos admitidos (p. 1647).
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El flujo de trabajo de Debugger de alto nivel es el siguiente:

1. Configure un trabajo de formación de SageMaker con Depurador.
• Configurar el uso de SageMakerEstimatorAPI (para Python SDK).
• Configurar el uso de SageMakerCreateTrainingJobsolicitud (para Boto3 o CLI).
• Configuracióncontenedores de formación personalizados (p. 1743)con Debugger.

2. Empieza un trabajo de formación y supervisa los problemas de formación en tiempo real.
• Tableros del depurador de SageMaker Studio en Experimentos y pruebas de Studio (p. 1757).
• Lista de reglas integradas del depurador (p. 1694).

3. Reciba alertas y tome medidas rápidas contra los problemas de formación.
• Reciba mensajes de texto y correos electrónicos y deje de trabajar cuando se encuentren problemas

de capacitación usandoAcciones integradas del depurador para reglas (p. 1747).
• Configure sus propias acciones usandoAmazon CloudWatch EventsAWS Lambda (p. 1752).

4. Reciba informes de formación, sugerencias para solucionar los problemas e información sobre sus
trabajos de formación.
• Panel de información del depurador de Studio para marcos de aprendizaje profundo
• Informe de elaboración de perfiles de marco de aprendizaje profundo
• Informe de formación de SageMaker XGBoost

5. Explore un análisis profundo de los problemas de formación y los cuellos de botella.
• Para obtener perfiles de trabajos de capacitación, consulteAnalizar datos mediante la biblioteca de

cliente SMDebug (p. 1799).
• Para la depuración de parámetros del modelo, consulteVisualizar tensores de salida del depurador en

TensorBoard (p. ).
6. Solucione los problemas, teniendo en cuenta las sugerencias proporcionadas por Debugger, y repita los

pasos 1 a 5 hasta optimizar el modelo y lograr la precisión del objetivo.

La guía para desarrolladores de SageMaker Debugger le guía a través de los siguientes temas.

Temas
• Marcos y algoritmos admitidos (p. 1647)
• Arquitectura del depurador de Amazon SageMaker (p. 1648)
• Introducción a los tutoriales del depurador (p. 1650)
• Configurar el depurador mediante el SDK de Python de Amazon SageMaker (p. 1660)
• Configurar el depurador mediante la API de Amazon SageMaker (p. 1684)
• Lista de reglas integradas del depurador (p. 1694)
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• Crear reglas personalizadas del depurador para el análisis de Job de formación (p. 1741)
• Utilizar el depurador con contenedores de formación personalizados (p. 1743)
• Acciones en las reglas del depurador de Amazon SageMaker (p. 1747)
• Depurador de SageMaker en Studio (p. 1757)
• Informes interactivos del depurador de SageMaker (p. 1774)
• Analizar datos mediante la biblioteca de cliente SMDebug (p. 1799)
• Visualizar los tensores de salida del depurador de Amazon SageMaker en TensorBoard (p. 1808)
• Prácticas recomendadas para el depurador de Amazon SageMaker (p. 1810)
• Documentación de referencia y temas avanzados del depurador de Amazon SageMaker (p. 1813)

Marcos y algoritmos admitidos
La siguiente tabla muestra los marcos de aprendizaje automático de SageMaker y los algoritmos admitidos
por Debugger.

SageMaker frameworks
and algorithms

Monitoring system
bottlenecks

Profiling deep learning
framework operations

Debugging model
parameters

TensorFlow AWSContenedores de
aprendizaje profundo
TensorFlow2.3.1 o
posterior

AWSContenedores de
aprendizaje profundo
TensorFlow1.15.4 o
posterior

PyTorch AWSContenedores de
aprendizaje profundo de
PyTorch1.6.0 o posterior

AWSContenedores de
aprendizaje profundo de
PyTorch1.5.0 o posterior

MXNet

All
(Todos)AWSContenedores
de aprendizaje profundo

- AWSContenedores de
aprendizaje profundo
MXNet1.6.0 o posterior

XGBoost 1.0-1, 1.2-1 - 1.0-1, 1.2-1

Estimador genérico de
SageMaker

Uso de algoritmos
integrados de
SageMaker mediante
URI de imágenes

Contenedores
de formación
personalizados (p. 1743)(con
elAWSimágenes
de contenedor de
aprendizaje profundo,
imágenes públicas de
Docker o sus propias
imágenes Docker)

- Contenedores
de formación
personalizados (p. 1743)(disponible
para TensorFlow,
PyTorch, MXNet y
XGBoost con registro
manual de gancho)

• Monitorización de cuellos de botella del sistema: supervise la tasa de utilización del sistema para
recursos como la CPU, la GPU, las memorias, la red y las métricas de E/S de datos. Esta es una
función independiente del marco y del modelo y está disponible para cualquier trabajo de formación en
SageMaker.
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• Perfilar las operaciones del marco de aprendizaje profundo— Perfilar las operaciones de aprendizaje
profundo de los marcos TensorFlow y PyTorch, como duraciones de pasos, cargadores de datos,
operaciones hacia adelante y hacia atrás, métricas de perfiles de Python y métricas específicas del
marco.

• Depuración de parámetros del modelo: realice un seguimiento y depuración de los parámetros del
modelo, como pesos, degradados, sesgos y valores escalares de su trabajo de formación. Los marcos
de aprendizaje profundo disponibles son Apache MXNet, TensorFlow, PyTorch y XGBoost.

Si el marco o el algoritmo que desea entrenar y depurar no aparece en la tabla, vaya a laAWSForo de
debatey dejar comentarios sobre SageMaker Debugger.

Utilizar el depurador con contenedores de formación
personalizados
Traiga sus contenedores de formación a SageMaker y obtenga información sobre sus trabajos de
formación con Depurador. Maximice la eficiencia de su trabajo optimizando su modelo en instancias de
Amazon EC2 mediante las funciones de supervisión y depuración.

Para obtener más información acerca de cómo crear el contenedor de entrenamiento con laSMDebugPara
supervisar y depurar, consulte el tema sobre el Elastic Container Registry (Amazon ECR) y para supervisar
y depurar.Utilizar el depurador con contenedores de formación personalizados (p. 1743).

Repositorios de GitHub de código abierto del depurador
Las API del depurador se proporcionan a través del SDK de Python de SageMaker y
se han diseñado para construir configuraciones de reglas y enlace del depurador para
SageMakerCreateTrainingJobyDescribeTrainingJobOperaciones de la API. LaSMDebugproporciona
herramientas para registrarsehooksy acceda a los datos de formación a través de suPrueba, a través de
sus operaciones API flexibles y potentes. Admite marcos de aprendizaje automático como TensorFlow,
PyTorch, MXNet y XGBoost en Python 3.6 y posteriores.

Para obtener recursos directos sobre el depurador ySMDebugLas operaciones de la API, consulte los
enlaces siguientes:

• Documentación del SDK de Python de Amazon SageMaker
• Las API del depurador de Amazon SageMaker
• Biblioteca cliente de código abierto de SMDebug
• El pyPI SMDebug

Si utiliza el SDK for Java para realizar trabajos de formación de SageMaker y desea configurar las API del
depurador, consulte las siguientes referencias:

• Operaciones de API del depurador de Amazon SageMaker (p. 1813)
• Configurar el depurador mediante la API de Amazon SageMaker (p. 1684)

Arquitectura del depurador de Amazon SageMaker
En este tema se explica información general de alto nivel del flujo de trabajo del Depurador de Amazon
SageMaker.

El depurador admite la funcionalidad de creación de perfiles paraoptimización del rendimientopara
identificar problemas de cálculo, como cuellos de botella del sistema y la infrautilización, y para ayudar a
optimizar la utilización de recursos de hardware a escala.
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Funcionalidad de depuración del depurador paraOptimizar modelose trata de analizar los problemas de
entrenamiento no convergentes que pueden surgir al tiempo que minimizan las funciones de pérdida
utilizando algoritmos de optimización, como el descenso de gradiente y sus variaciones.

En el siguiente diagrama se muestra la arquitectura del Debugger de SageMaker. Los bloques con líneas
de límite en negrita son lo que Debugger logra analizar su trabajo de entrenamiento.

El depurador almacena los siguientes datos de sus trabajos de formación en su depósito seguro de
Amazon S3:

• Métricas del sistema: datos de utilización de recursos de hardware, como CPU, GPU, memoria de CPU y
GPU, red y métricas de entrada y salida de datos (E/S).

• Métricas de marco: métricas para realizar un seguimiento de cada operación de marco por llamada o
muestreo, como operaciones de capa convolucional en el paso adelante, operaciones de normalización
por lotes en el paso hacia atrás, procesos del cargador de datos entre pasos y operaciones de algoritmo
de descenso de gradiente para calcular y actualizar la función de pérdida.
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• Tensores de salida— Colecciones de escalares y parámetros de modelo que se actualizan
continuamente durante las pasadas hacia adelante y hacia atrás mientras se entrenan modelos ML. Los
tensores de salida incluyen valores escalares (precisión y pérdida) y matrices (pesos, gradientes, capas
de entrada y capas de salida).

Note

De forma predeterminada, Debugger supervisa y depura los trabajos de formación de
SageMaker sin ningún parámetro específico de Debugger configurado en los estimadores de
SageMaker. Debugger recopila métricas del sistema cada 500 milisegundos y tensores de
salida básicos (salidas escalares como pérdida y precisión) cada 500 pasos. También ejecuta
el comandoProfilerReportpara analizar las métricas del sistema y agregar el panel de
información del depurador de Studio y un informe de creación de perfiles. El depurador guarda
los datos de salida en el bucket seguro de Amazon S3.

Las reglas integradas del depurador se ejecutan en contenedores de procesamiento, que están diseñados
para evaluar modelos de aprendizaje automático mediante el procesamiento de los datos de capacitación
recopilados en su depósito de S3 (consulteProcesar datos y evaluar modelos). Debugger administra
completamente las reglas integradas. También puede crear sus propias reglas personalizadas a su modelo
para vigilar problemas que desee supervisar.

Consulte los siguientes temas para conocer las prácticas recomendadas para mejorar el rendimiento de su
modelo mediante el depurador de SageMaker.

Introducción a los tutoriales del depurador
Los siguientes temas le guiarán a través de los tutoriales, desde los conceptos básicos hasta los casos de
uso avanzados de supervisión, creación de perfiles y depuración de trabajos de formación de SageMaker
mediante Depurador. Explore las características del depurador y descubra cómo puede depurar y mejorar
sus modelos de aprendizaje automático de manera eficiente mediante el uso del depurador.

Temas
• Vídeos de tutorial de depurador (p. 1650)
• Ejemplo de blocs de notas de depurador (p. 1651)
• Demostraciones avanzadas y visualización del depurador (p. 1654)

Vídeos de tutorial de depurador
Los vídeos siguientes proporcionan un recorrido por las capacidades de Amazon SageMaker Debugger
mediante instancias de SageMaker Studio y SageMaker.

Temas
• Analizar, detectar y recibir alertas sobre problemas relacionados con las ejecuciones de formación

mediante el depurador de Amazon SageMaker (p. 1650)
• Depurar modelos con Amazon SageMaker Debugger en Studio (p. 1650)
• Deep Dive en Amazon SageMaker Debugger y SageMaker Model Monitor (p. 1651)

Analizar, detectar y recibir alertas sobre problemas relacionados con las
ejecuciones de formación mediante el depurador de Amazon SageMaker
Emily Webber,AWSEspecialista en Machine Learning | Duración: 13 minutos 54 segundos

Este tutorial de vídeo le ofrece un recorrido por Amazon SageMaker Debugger para capturar, depurar y
visualizar datos de salida de modelos de un modelo de formación con MXNet. Descubra cómo Amazon
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SageMaker Debugger hace que el proceso de formación sea transparente mediante la captura automática
de métricas, el análisis de las ejecuciones de formación y la detección de problemas.

Analizar, detectar y recibir alertas sobre problemas relacionados con las ejecuciones de formación
mediante el depurador de Amazon SageMaker

Encontrará el bloc de notas de ejemplo en este vídeo enVisualizing Debugging Tensors of MXNet
trainingen laEjemplos de Amazon SageMakerRepositorio de GitHub.

Depurar modelos con Amazon SageMaker Debugger en Studio

Julien Simon,AWSEvangelizador de tecnología | Duración: 14 minutos 17 segundos

En este vídeo tutorial se muestra cómo utilizar Amazon SageMaker Debugger para capturar e inspeccionar
información de depuración de un modelo de entrenamiento. El modelo de entrenamiento de ejemplo
utilizado en este vídeo es una simple red neuronal convolucional (CNN) basada en Keras con el backend
TensorFlow. SageMaker en un marco de TensorFlow y Debugger le permiten construir un estimador
directamente mediante el script de entrenamiento y depurar el trabajo de entrenamiento.

Depurar modelos con Amazon SageMaker Debugger (parte 1)

Encontrará el bloc de notas de ejemplo en el vídeo de este repositorio de demostración de
Studio proporcionado por el autor. Necesita clonar eldebugger.ipynbarchivo de bloc de notas
ymnist_keras_tf.pya su instancia de SageMaker Studio o a una instancia de SageMaker notebook.
Después de clonar los dos archivos, especifique la ruta de acceso keras_script_path al archivo
mnist_keras_tf.py dentro del bloc de notas debugger.ipynb. Por ejemplo, si clona los dos archivos
en el mismo directorio, establézcalo comokeras_script_path = "mnist_keras_tf.py".

Deep Dive en Amazon SageMaker Debugger y SageMaker Model Monitor

Julien Simon,AWSEvangelizador de tecnología | Duración: 44 minutos 34 segundos

Esta sesión de vídeo explora las características avanzadas de Debugger y SageMaker Model Monitor que
ayudan a aumentar la productividad y la calidad de sus modelos. En primer lugar, este vídeo muestra cómo
detectar y corregir problemas de entrenamiento, visualizar tensores y mejorar modelos con Debugger. A
continuación, en el minuto 22:41, el vídeo muestra cómo monitorear modelos en producción e identificar
problemas de predicción, como ausencia de características o desviación de datos mediante SageMaker
Model Monitor. Por último, ofrece consejos de optimización de costos para ayudarle a sacar el máximo
partido a su presupuesto de aprendizaje automático.

Depurar modelos con depurador (parte 2)

Encontrará el bloc de notas de ejemplo en el vídeo dethisAWSRepositorio Dev Days 2020ofrecida por el
autor.

Ejemplo de blocs de notas de depurador
Cuadernos de ejemplo del depurador de SageMakerse encuentran en elaws/amazon-sagemaker-
examples. Los cuadernos de ejemplo del depurador le guiarán a través de casos de uso básicos a
avanzados de trabajos de formación de depuración y creación de perfiles.

Le recomendamos que ejecute los cuadernos de ejemplo en SageMaker Studio o en una instancia de
SageMaker Notebook porque la mayoría de los ejemplos están diseñados para trabajos de formación en el
ecosistema de SageMaker, incluidos Amazon EC2, Amazon S3 y Amazon SageMaker Python SDK.

Para clonar el repositorio de ejemplo en SageMaker Studio, siga las instrucciones enRecorrido por Amazon
SageMaker.
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Para encontrar los ejemplos en una instancia de SageMaker Notebook, siga las instrucciones enEjemplo
de instancia de bloc de notas de SageMaker.

Important

Para usar las nuevas características del depurador, debe actualizar el SDK de Python de
SageMaker y elSMDebugBiblioteca de cliente. En su núcleo IPython, Jupyter Notebook o entorno
JupyterLab, ejecute el siguiente código para instalar las últimas versiones de las bibliotecas y
reiniciar el kernel.

import sys
import IPython
!{sys.executable} -m pip install -U sagemaker smdebug
IPython.Application.instance().kernel.do_shutdown(True)

Cuadernos de ejemplo del depurador para trabajos de formación de perfiles

La siguiente lista muestra los cuadernos de ejemplo del depurador que introducen la adaptabilidad del
depurador para supervisar y perfilar los trabajos de capacitación para varios modelos de aprendizaje
automático, conjuntos de datos y marcos de trabajo.

Título del
cuaderno

Plataforma Modelo Conjunto de
datos

Descripción

Análisis de
datos de
perfiles del
depurador
de Amazon
SageMaker

TensorFlow Keras
ResNet50

Cifar-10 Este cuaderno proporciona
una introducción al análisis
interactivo de los datos
perfilados capturados por
SageMaker Debugger. Explore
toda la funcionalidad de
laSMDebugherramientas de
análisis interactivos.

Formación de
aprendizaje
automático
de perfiles
con Amazon
SageMaker
Debugger

TensorFlow Red Neural
Convolucional
1-D

Conjunto de
datos IMDB

Perfil de una CNN TensorFlow 1-
D para el análisis de sentimientos
de datos IMDB que consiste en
reseñas de películas etiquetadas
como con sentimientos positivos
o negativos. Explore las
perspectivas del depurador de
Studio y el informe de creación
de perfiles del depurador.

Perfilar la
formación del
modelo de
TensorFlow
ResNet
con varios
ajustes de
entrenamiento
distribuidos

TensorFlow ResNet50 Cifar-10 Ejecute trabajos de capacitación
de TensorFlow con varias
configuraciones de capacitación
distribuidas, supervise la
utilización de recursos del
sistema y el rendimiento del
modelo de perfil mediante
Debugger.

Perfilar la
formación
del modelo
PyTorch

PyTorch ResNet50 Cifar-10 Ejecute trabajos de
capacitación PyTorch con varias
configuraciones de capacitación
distribuidas, supervise la
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Título del
cuaderno

Plataforma Modelo Conjunto de
datos

Descripción

ResNet
con varios
ajustes de
entrenamiento
distribuidos

utilización de recursos del
sistema y el rendimiento del
modelo de perfil mediante
Depurador.

Cuadernos de ejemplo del depurador para analizar parámetros del modelo
La siguiente lista muestra los cuadernos de ejemplo del depurador que introducen la adaptabilidad
del depurador para depurar trabajos de capacitación para varios modelos de aprendizaje automático,
conjuntos de datos y marcos de trabajo.

Título del
cuaderno

Plataforma Modelo Conjunto de
datos

Descripción

Depurador
de Amazon
SageMaker:
uso de regla
integrada

TensorFlow Red neuronal
convolucional

MNIST Utilice las reglas integradas
del depurador de Amazon
SageMaker para depurar un
modelo TensorFlow.

Depurador
de Amazon
SageMaker -
Tensorflow 2.1

TensorFlow ResNet50 Cifar-10 Utilice la configuración de
enlace del depurador de
Amazon SageMaker y las reglas
integradas para depurar un
modelo con el marco Tensorflow
2.1.

Visualizing
Debugging
Tensors of
MXNet training

MXNet Red Neural
Convolucional
Gluon

Moda de
MNIST

Ejecute un trabajo de formación y
configure SageMaker Debugger
para almacenar todos los
tensores de este trabajo y, a
continuación, visualice esos
tensores en un portátil.

Habilitar la
formación
puntual con
el depurador
de Amazon
SageMaker

MXNet Red Neural
Convolucional
Gluon

Moda de
MNIST

Descubra cómo Debugger
recopila datos de tensor de
un trabajo de formación en
una instancia puntual y cómo
utilizar las reglas integradas
del depurador con capacitación
puntual administrada.

Debugging
XGBoost
Training Jobs
with Amazon
SageMaker
Debugger
Using Rules

XGBoost Regresión
XGBoost

Abulón Aprenda a utilizar el enlace
Depurador y las reglas
integradas para recopilar y
visualizar datos de tensor de un
modelo de regresión XGBoost,
como valores de pérdida,
características y valores SHAP.

Para encontrar visualizaciones avanzadas de parámetros de modelo y casos de uso, consulte el siguiente
tema enDemostraciones avanzadas y visualización del depurador (p. 1654).
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Demostraciones avanzadas y visualización del depurador
Las siguientes demostraciones le guiarán a través de casos de uso avanzados y secuencias de comandos
de visualización mediante Debugger.

Temas
• Entrene y ajuste sus modelos con Experiments y Debugger de Amazon SageMaker (p. 1654)
• Uso de Debugger de SageMaker para supervisar el entrenamiento del modelo de autocodificador

convolucional  (p. 1657)
• Uso de Debugger de SageMaker para monitorear las atenciones en el entrenamiento de modelos

BERT  (p. 1657)
• Uso del Depurador de SageMaker para visualizar mapas de activación de clases en redes neuronales

convolucionales (CNNs) (p. 1660)

Entrene y ajuste sus modelos con Experiments y Debugger de Amazon
SageMaker
Dra. Nathalie Rauschmayr,AWSCientífico Aplicado | Duración: 49 minutos 26 segundos

Entrene y pode modelos con Experiments y Debugger de SageMaker

Descubra cómo Amazon SageMaker Experiments and Debugger puede simplificar la gestión de sus
trabajos de formación. Amazon SageMaker Debugger proporciona visibilidad transparente de los trabajos
de entrenamiento y guarda las métricas de entrenamiento en su bucket de Amazon S3. Experiments de
SageMaker le permite llamar a la información de entrenamiento comoPruebasMediante SageMaker Studio
y admite la visualización del trabajo de entrenamiento. Esto le ayuda a mantener alta calidad del modelo a
la vez que reduce los parámetros menos importantes en función del rango de importancia.

Este vídeo muestra una técnica de poda de modelos que aligera los modelos ResNet50 y AlexNet
preentrenados y los hace más asequibles, al tiempo que mantiene altos estándares de precisión del
modelo.

SageMaker Estimator entrena los algoritmos suministrados desde el zoológico modelo PyTorch en
unAWSEl Deep Learning Containers con el marco PyTorch y el Depurador extrae las métricas de
entrenamiento del proceso de entrenamiento.

El vídeo también muestra cómo configurar una regla de Debugger personalizada para observar la
precisión de un modelo podado, activar un evento de Amazon CloudWatch y unAWS LambdaCuando la
precisión alcanza un umbral y para detener automáticamente el proceso de poda para evitar iteraciones
redundantes.

Los objetivos de aprendizaje son los siguientes:

• Aprender a utilizar SageMaker para acelerar el entrenamiento del modelo ML y mejorar la calidad del
modelo.

• Comprender cómo administrar las iteraciones de entrenamiento con SageMaker Experiments al capturar
automáticamente los parámetros de entrada, las configuraciones y los resultados.

• Descubra cómo Debugger aporta transparencia al proceso de entrenamiento al capturar
automáticamente datos de tensores en tiempo real de métricas como ponderaciones, gradientes y
salidas de activación de redes neuronales convolucionales.

• Utilice CloudWatch para activar Lambda cuando el depurador detecta problemas.
• Domine el proceso de formación de SageMaker utilizando Experimentos y Depurador de SageMaker.

Encontrará los bloc de notas y los scripts de entrenamiento utilizados en este vídeo enDepurador de
SageMaker PyTorch Pruning de modelos iterativos.

1654

https://www.youtube.com/embed/Tnv6HsT1r4I
https://github.com/awslabs/amazon-sagemaker-examples/tree/master/sagemaker-debugger/pytorch_iterative_model_pruning
https://github.com/awslabs/amazon-sagemaker-examples/tree/master/sagemaker-debugger/pytorch_iterative_model_pruning


Amazon SageMaker Developer Guide
Tutoriales

La siguiente imagen muestra cómo el proceso de poda del modelo iterativo reduce el tamaño de AlexNet al
cortar los 100 filtros menos significativos en función del rango de importancia evaluado por los gradientes y
las salidas de activación.

El proceso de poda redujo los 50 millones de parámetros iniciales a 18 millones. También redujo el tamaño
estimado del modelo de 201 MB a 73 MB.

También es necesario realizar un seguimiento de la precisión del modelo y la siguiente imagen muestra
cómo se puede representar el proceso de poda del modelo para visualizar los cambios en la precisión del
modelo en función del número de parámetros en SageMaker Studio.
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En SageMaker Studio, elige la opciónExperimentsSeleccione una lista de tensores guardados por
Depurador en el proceso de poda y, a continuación, componga unLista de componentes de pruebaPanel.
Seleccione las diez iteraciones y, a continuación, elijaAgregar gráficopara crear unGráfico de componentes
del ensayo. Una vez que decida qué modelo desea implementar, elija el componente de prueba y elija un
menú para realizar una acción o elijaModelo de implementación.

Note

Para implementar un modelo a través de SageMaker Studio mediante el siguiente ejemplo de bloc
de notas, agregue una línea al final del cuadro de diálogotrainFunction en eltrain.pyScript.

# In the train.py script, look for the train function in line 58.
def train(epochs, batch_size, learning_rate):
    ...
        print('acc:{:.4f}'.format(correct/total))
        hook.save_scalar("accuracy", correct/total, sm_metric=True)

    # Add the following code to line 128 of the train.py script to save the pruned
 models
    # under the current SageMaker Studio model directory
    torch.save(model.state_dict(), os.environ['SM_MODEL_DIR'] + '/model.pt')
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Uso de Debugger de SageMaker para supervisar el entrenamiento del modelo de
autocodificador convolucional

Este bloc de notas muestra cómo SageMaker Debugger visualiza tensores desde un proceso de
aprendizaje no supervisado (o autosupervisado) en un conjunto de datos de imágenes MNIST de números
manuscritos.

El modelo de entrenamiento en este bloc de notas es un autocodificador convolucional con el marco
MXNet. El autocodificador convolucional tiene una red neuronal convolucional que consta en una parte
codificadora y una parte decodificadora.

El codificador de este ejemplo tiene dos capas de convolución para producir una representación
comprimida (variables latentes) de las imágenes de entrada. En este caso, el codificador produce una
variable latente de tamaño (1, 20) a partir de una imagen de entrada original de tamaño (28, 28) y reduce
significativamente el tamaño de los datos para el entrenamiento en 40 veces.

El decodificador tiene dos capas deconvolucionales y garantiza que las variables latentes preserven la
información clave mediante la reconstrucción de imágenes de salida.

El codificador convolucional potencia algoritmos de agrupamiento con menor tamaño de datos de entrada,
así como el rendimiento de algoritmos de agrupamiento como k-means, k-NN y t-Distributed Stochastic
Neighbor Embedding (t-SNE).

En este ejemplo de bloc de notas se muestra cómo visualizar las variables latentes mediante Debugger,
tal y como se muestra en la siguiente animación. También muestra cómo el algoritmo t-SNE clasifica las
variables latentes en diez clusters y las proyecta en un espacio bidimensional. El esquema de color del
gráfico de dispersión en el lado derecho de la imagen refleja los valores verdaderos para mostrar lo bien
que el modelo BERT y el algoritmo t-SNE organizan las variables latentes en los clústeres.

Uso de Debugger de SageMaker para monitorear las atenciones en el
entrenamiento de modelos BERT

Las Representaciones de codificador bidireccional de transformadores (BERT) constituyen un modelo de
representación del lenguaje. Como refleja el nombre del modelo, BERT se basa en la transferencia del
aprendizaje y el modelo de transformadores para el procesamiento de lenguaje natural (NLP).

El modelo BERT está preentrenado en tareas no supervisadas como predicción de palabras ausentes en
una oración o predicción de la siguiente oración que seguiría naturalmente a una oración anterior. Los
datos de entrenamiento contienen 3300 millones de palabras (tokens) de texto en inglés, procedentes de
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fuentes como Wikipedia y libros electrónicos. Para un ejemplo sencillo, el modelo BERT puede prestar
gran atención a los tokens de verbo o tokens de pronombre apropiados de un token de sujeto.

El modelo BERT preentrenado se puede ajustar con una capa de salida adicional para lograr un
entrenamiento de modelo de vanguardia en tareas de PNL, como respuestas automatizadas a preguntas y
clasificación de textos entre muchas otras.

El depurador recopila los tensores del proceso de ajuste. En el contexto de la PNL, el peso de las
neuronas se llamaAtención.

En este bloc de notas se muestra cómo usar elModelo BERT preentrenado del zoológico modelo
GluonNLPEn el conjunto de datos de preguntas y respuestas de Stanford y cómo configurar SageMaker
Debugger para supervisar el trabajo de entrenamiento.

La representación de puntuaciones de atención y neuronas individuales en la consulta y vectores clave
puede ayudar a identificar las causas de predicciones de modelos incorrectas. Con SageMaker Debugger,
puede recuperar los tensores y trazar elvista de cabeza de atenciónEn tiempo real a medida que progresa
el entrenamiento y entiende lo que el modelo está aprendiendo.

La siguiente animación muestra las puntuaciones de atención de los primeros 20 tokens de entrada para
diez iteraciones en el trabajo de entrenamiento proporcionado en el ejemplo del bloc de notas.
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Uso del Depurador de SageMaker para visualizar mapas de activación de clases
en redes neuronales convolucionales (CNNs)
Este bloc de notas muestra cómo utilizar SageMaker Debugger para representar mapas de activación de
clases para detección y clasificación de imágenes en redes neuronales convolucionales (CNNN). En el
aprendizaje profundo, unRed neuronal convolucional (CNN o CONVNet)es una clase de redes neuronales
profundas, que se aplica más comúnmente al análisis de imágenes visuales. Una de las aplicaciones
que adopta los mapas de activación de clases son los vehículos sin conductor, que requieren detección y
clasificación de imágenes instantánea como señales de tráfico, carreteras y obstáculos.

En este bloc de notas, el modelo ResNet de PyTorch está entrenado en el conjunto de datos de señales
de tráfico alemán, que contiene más de 40 clases de objetos relacionados con el tráfico y más de 50 000
imágenes en total.

Durante el proceso de entrenamiento, SageMaker Debugger recoge tensores para representar
gráficamente los mapas de activación de clases en tiempo real. Como se muestra en la imagen animada,
el mapa de activación de clases (también llamado mapa de prominencia) resalta regiones con alta
activación en color rojo.

Con los tensores capturados por Debugger, puede visualizar cómo evoluciona el mapa de activación
durante el entrenamiento del modelo. El modelo comienza por detectar el borde en la esquina inferior
izquierda al comienzo del trabajo de entrenamiento. A medida que avanza el entrenamiento, el enfoque se
desplaza hacia el centro y detecta la señal de límite de velocidad y el modelo predice con éxito la imagen
de entrada como Clase 3, que es una clase de señal de límite de velocidad de 60 km/h, con un nivel de
confianza del 97 %.

Configurar el depurador mediante el SDK de Python
de Amazon SageMaker
Para configurar el depurador, useSDK para Python de Amazon SageMakery especifique los parámetros
específicos del depurador mientras construye estimadores de SageMaker. Hay tres parámetros que
necesita configurar:profiler_config,debugger_hook_config, yrules.

Note

De forma predeterminada, Debugger supervisa y depura los trabajos de formación de
SageMaker sin ningún parámetro específico de Debugger configurado en los estimadores de
SageMaker. Debugger recopila métricas del sistema cada 500 milisegundos y tensores de
salida básicos (salidas escalares como pérdida y precisión) cada 500 pasos. También ejecuta

1660

https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/model_specific_realtime_analysis/cnn_class_activation_maps/cnn_class_activation_maps.html
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/model_specific_realtime_analysis/cnn_class_activation_maps/cnn_class_activation_maps.html
http://benchmark.ini.rub.de/
http://benchmark.ini.rub.de/
https://sagemaker.readthedocs.io


Amazon SageMaker Developer Guide
Configurar el depurador mediante
el SDK de Python de SageMaker

el comandoProfilerReportpara analizar las métricas del sistema y agregar el panel de
información del depurador de Studio y un informe de creación de perfiles. El depurador guarda los
datos de salida en su depósito S3 seguro.
Important

Para usar las nuevas características del depurador, debe actualizar el SDK de Python de
SageMaker y elSMDebugBiblioteca de cliente. En su núcleo IPython, Jupyter Notebook o entorno
JupyterLab, ejecute el siguiente código para instalar las últimas versiones de las bibliotecas y
reiniciar el kernel.

import sys
import IPython
!{sys.executable} -m pip install -U sagemaker smdebug
IPython.Application.instance().kernel.do_shutdown(True)

Construir un estimador de SageMaker con el depurador
Los siguientes códigos de ejemplo muestran cómo construir un estimador de SageMaker con
los parámetros específicos de Debugger dependiendo del marco de su elección. A lo largo de la
documentación de los temas siguientes, puede encontrar más información acerca de cómo configurar los
parámetros específicos del depurador que puede mezclar y hacer coincidir como desee.

Note

Los siguientes códigos de ejemplo no son directamente ejecutables. Debe continuar con las
siguientes secciones y configurar los parámetros específicos del depurador.

TensorFlow

Para acceder a la función de perfilado profundo de TensorFlow, actualmente necesita especificar
la últimaAWSimágenes de contenedor de aprendizaje profundo con CUDA 11. Por ejemplo, debe
especificar el URI de imagen específico, tal y como se muestra en el siguiente código de ejemplo:

# An example of constructing a SageMaker TensorFlow estimator
import boto3
import sagemaker
from sagemaker.tensorflow import TensorFlow
from sagemaker.debugger import ProfilerConfig, DebuggerHookConfig, Rule, ProfilerRule,
 rule_configs

session=boto3.session.Session()
region=session.region_name

profiler_config=ProfilerConfig(...)
debugger_hook_config=DebuggerHookConfig(...)
rules=[
    Rule.sagemaker(rule_configs.built_in_rule()),
    ProfilerRule.sagemaker(rule_configs.BuiltInRule())
]

estimator=TensorFlow(
    entry_point="directory/to/your_training_script.py",
    role=sagemaker.get_execution_role(),
    base_job_name="debugger-demo",
    instance_count=1,
    instance_type="ml.p3.2xlarge",
    image_uri=f"763104351884.dkr.ecr.{region}.amazonaws.com/tensorflow-training:2.3.1-
gpu-py37-cu110-ubuntu18.04"
    
    # Debugger-specific parameters
    profiler_config=profiler_config,
    debugger_hook_config=debugger_hook_config,
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    rules=rules
)

estimator.fit(wait=False)

PyTorch

Para acceder a la función de creación de perfiles profundos para PyTorch, actualmente necesita
especificar el últimoAWSimágenes de contenedor de aprendizaje profundo con CUDA 11. Por
ejemplo, debe especificar el URI de imagen específico, tal y como se muestra en el siguiente código
de ejemplo:

# An example of constructing a SageMaker PyTorch estimator
import boto3
import sagemaker
from sagemaker.pytorch import PyTorch
from sagemaker.debugger import ProfilerConfig, DebuggerHookConfig, Rule, ProfilerRule,
 rule_configs

session=boto3.session.Session()
region=session.region_name

profiler_config=ProfilerConfig(...)
debugger_hook_config=DebuggerHookConfig(...)
rules=[
    Rule.sagemaker(rule_configs.built_in_rule()),
    ProfilerRule.sagemaker(rule_configs.BuiltInRule())
]

estimator=PyTorch(
    entry_point="directory/to/your_training_script.py",
    role=sagemaker.get_execution_role(),
    base_job_name="debugger-demo",
    instance_count=1,
    instance_type="ml.p3.2xlarge",
    image_uri=f"763104351884.dkr.ecr.{region}.amazonaws.com/pytorch-training:1.6.0-gpu-
py36-cu110-ubuntu18.04",
    
    # Debugger-specific parameters
    profiler_config=profiler_config,
    debugger_hook_config=debugger_hook_config,
    rules=rules
)

estimator.fit(wait=False)

MXNet

# An example of constructing a SageMaker MXNet estimator
import sagemaker
from sagemaker.mxnet import MXNet
from sagemaker.debugger import ProfilerConfig, DebuggerHookConfig, Rule, ProfilerRule,
 rule_configs

profiler_config=ProfilerConfig(...)
debugger_hook_config=DebuggerHookConfig(...)
rules=[
    Rule.sagemaker(rule_configs.built_in_rule()),
    ProfilerRule.sagemaker(rule_configs.BuiltInRule())
]

estimator=MXNet(
    entry_point="directory/to/your_training_script.py",
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    role=sagemaker.get_execution_role(),
    base_job_name="debugger-demo",
    instance_count=1,
    instance_type="ml.p3.2xlarge",
    framework_version="1.7.0",
    py_version="py37",
    
    # Debugger-specific parameters
    profiler_config=profiler_config,
    debugger_hook_config=debugger_hook_config,
    rules=rules
)

estimator.fit(wait=False)

Note

Para MXNet, al configurar elprofiler_config, sólo se puede configurar para la supervisión
del sistema. Las métricas del marco de creación de perfiles no son compatibles con MxNet.

XGBoost

# An example of constructing a SageMaker XGBoost estimator
import sagemaker
from sagemaker.xgboost.estimator import XGBoost
from sagemaker.debugger import ProfilerConfig, DebuggerHookConfig, Rule, ProfilerRule,
 rule_configs

profiler_config=ProfilerConfig(...)
debugger_hook_config=DebuggerHookConfig(...)
rules=[
    Rule.sagemaker(rule_configs.built_in_rule()),
    ProfilerRule.sagemaker(rule_configs.BuiltInRule())
]

estimator=XGBoost(
    entry_point="directory/to/your_training_script.py",
    role=sagemaker.get_execution_role(),
    base_job_name="debugger-demo",
    instance_count=1,
    instance_type="ml.p3.2xlarge",
    framework_version="1.2-1",

    # Debugger-specific parameters
    profiler_config=profiler_config,
    debugger_hook_config=debugger_hook_config,
    rules=rules
)

estimator.fit(wait=False)

Note

Para XGBoost, al configurar elprofiler_config, sólo se puede configurar para la
supervisión del sistema. Las métricas del marco de creación de perfiles no son compatibles
con XGBoost.

Generic estimator

# An example of constructing a SageMaker generic estimator using the XGBoost algorithm
 base image
import boto3
import sagemaker
from sagemaker.estimator import Estimator
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from sagemaker import image_uris
from sagemaker.debugger import ProfilerConfig, DebuggerHookConfig, Rule, ProfilerRule,
 rule_configs

profiler_config=ProfilerConfig(...)
debugger_hook_config=DebuggerHookConfig(...)
rules=[
    Rule.sagemaker(rule_configs.built_in_rule()),
    ProfilerRule.sagemaker(rule_configs.BuiltInRule())
]

region=boto3.Session().region_name
xgboost_container=sagemaker.image_uris.retrieve("xgboost", region, "1.2-1")

estimator=Estimator(
    role=sagemaker.get_execution_role()
    image_uri=xgboost_container,
    base_job_name="debugger-demo",
    instance_count=1,
    instance_type="ml.m5.2xlarge",
    
    # Debugger-specific parameters
    profiler_config=profiler_config,
    debugger_hook_config=debugger_hook_config,
    rules=rules
)

estimator.fit(wait=False)

Dónde configure los parámetros siguientes:

• profiler_configparámetro: configure Depurador para recopilar métricas del sistema y métricas
de marco de su trabajo de formación y guarde en su URI de bucket S3 seguro o máquina local. Para
obtener información acerca de cómo configurar laprofiler_configparámetro, consulteConfigurar
la utilización de los recursos del sistema de hardware de supervisión (p. 1665)yConfigurar perfiles del
marco del depurador (p. 1665).

• debugger_hook_configparámetro: configure Debugger para que recoja los tensores de salida de su
trabajo de formación y guarde en su URI de cubo S3 seguro o máquina local. Para obtener información
acerca de cómo configurar ladebugger_hook_configparámetro, consulteConfiguración del enlace del
depurador para guardar tensores (p. 1670).

• rulesparámetro: configure este parámetro para habilitar las reglas integradas del depurador que
desea ejecutar en paralelo. Las reglas analizan automáticamente su trabajo de formación y encuentran
problemas de capacitación. La regla ProfilerReport guarda los informes de creación de perfiles del
depurador en su URI de bucket S3 seguro. Para obtener información acerca de cómo configurar
larulesparámetro, consulteConfiguración de reglas integradas del depurador (p. 1676).

Note

El depurador guarda de forma segura los datos de salida en las subcarpetas del bucket S3
predeterminado. Por ejemplo, el formato del URI de bucket S3 predeterminado ess3://
sagemaker-<region>-<12digit_account_id>/<base-job-name>/<debugger-
subfolders>/. Hay tres subcarpetas creadas por el depurador:debug-output,profiler-
output, yrule-output. También puede recuperar los URI de bucket de S3 por defecto
mediante laMétodos de clase del estimador de SageMaker (p. 1683).

Consulte los siguientes temas para averiguar cómo configurar los parámetros específicos del depurador en
detalle.

Temas
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• Configurar la utilización de los recursos del sistema de hardware de supervisión (p. 1665)
• Configurar perfiles del marco del depurador (p. 1665)
• Actualización de la supervisión del sistema del depurador y la configuración de perfiles de Framework

mientras se está ejecutando un Job de formación (p. 1669)
• Configuración del enlace del depurador para guardar tensores (p. 1670)
• Configuración de reglas integradas del depurador (p. 1676)
• Desactivación del depurador de (p. 1682)
• Útiles métodos de clase del estimador de SageMaker para el depurador (p. 1683)

Configurar la utilización de los recursos del sistema de hardware
de supervisión
Para ajustar los intervalos de tiempo de supervisión del sistema del depurador, utilice la
herramientaProfilerConfigOperación API para crear un objeto de parámetro mientras se construye un
marco de SageMaker o un estimador genérico dependiendo de su preferencia.

Note

De forma predeterminada, para todos los trabajos de formación de SageMaker, Debugger
recopila datos de utilización del sistema de hardware de instancias de Amazon EC2 cada 500
milisegundos para la supervisión del sistema, sin que se especifique ningún parámetro específico
del depurador en los estimadores de SageMaker.
El depurador guarda las métricas del sistema en un depósito S3 predeterminado. El formato del
URI de bucket S3 predeterminado ess3://sagemaker-<region>-<12digit_account_id>/
<training-job-name>/profiler-output/.

En el siguiente ejemplo de código se muestra cómo configurar laprofiler_configcon un intervalo de
tiempo de monitorización del sistema de 1000 milisegundos.

from sagemaker.debugger import ProfilerConfig

profiler_config=ProfilerConfig(
    system_monitor_interval_millis=1000
)

• system_monitor_interval_millis(int): especifique los intervalos de supervisión en milisegundos
para registrar las métricas del sistema. Los valores disponibles son 100, 200, 500, 1000 (1 segundo),
5000 (5 segundos) y 60000 (1 minuto) milisegundos. El valor predeterminado es 500 milisegundos.

Para ver el progreso de la supervisión del sistema, consulteAbrir el panel de información del depurador de
Amazon SageMaker (p. 1758).

Configurar perfiles del marco del depurador
Para habilitar la creación de perfiles del marco de depurador, configure
elframework_profile_paramscuando se construye un estimador. El perfil del marco de depurador
recopila métricas del marco, como datos de la etapa de inicialización, procesos del cargador de datos,
operadores de Python de marcos de aprendizaje profundo y scripts de capacitación, perfiles detallados
dentro y entre pasos, con opciones de CProfile o Pyinstrument. Uso de laFrameworkProfile, puede
configurar opciones de creación de perfiles de marco personalizadas.

Note

Antes de comenzar con el perfil del marco de depurador, verifique que el marco utilizado para
compilar su modelo sea compatible con Debugger para la creación de perfiles de marco. Para
obtener más información, consulte Marcos y algoritmos admitidos (p. 1647).
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El depurador guarda las métricas del marco en un depósito S3 predeterminado. El formato del
URI de bucket S3 predeterminado ess3://sagemaker-<region>-<12digit_account_id>/
<training-job-name>/profiler-output/.

Iniciar un Job de capacitación con la supervisión del sistema predeterminada y la
creación de perfiles de marco

El siguiente ejemplo de código es el más simpleprofiler_configpara iniciar la supervisión
predeterminada del sistema y la creación de perfiles de marco por defecto. LaFrameworkProfileen el
siguiente código de ejemplo inicia la creación de perfiles de marco predeterminado cuando se inicia un
trabajo de formación. El perfil del marco del depurador incluye las siguientes opciones: perfiles detallados,
perfiles del cargador de datos y perfiles de Python.

from sagemaker.debugger import ProfilerConfig, FrameworkProfile
    
profiler_config=ProfilerConfig(
    framework_profile_params=FrameworkProfile()
)

Con esteprofiler_config, el depurador llama a la configuración predeterminada de supervisión y
creación de perfiles. Depurador supervisa las métricas del sistema cada 500 milisegundos; perfila el quinto
paso con la opción de perfilado detallado; el séptimo paso con la opción de perfilado del cargador de
datos; y los pasos noveno, décimo y undécimo con la opción de perfilado de Python.

Para encontrar las opciones de configuración de perfiles disponibles, los parámetros predeterminados
y ejemplos de cómo configurarlos, consulteIniciar un Job de capacitación con la supervisión del sistema
predeterminada y la creación de perfiles de marco personalizados con diferentes opciones de creación
de perfiles (p. 1668)yAPI del depurador de SageMaker — FrameworkProfileen laSDK para Python de
Amazon SageMaker.

Si desea cambiar el intervalo de supervisión del sistema y habilitar el perfilado de marco predeterminado,
puede especificar la propiedadsystem_monitor_interval_millisexplícitamente con el
parámetroframework_profile_paramsParámetro de parámetros Por ejemplo, para supervisar cada
1000 milisegundos y habilitar el perfil de marco predeterminado, utilice el siguiente código de ejemplo.

from sagemaker.debugger import ProfilerConfig, FrameworkProfile
    
profiler_config=ProfilerConfig(
    system_monitor_interval_millis=1000,
    framework_profile_params=FrameworkProfile()
)

Para obtener más información sobre cómoFrameworkProfileclase, consulteAPI del depurador de
SageMaker — FrameworkProfileen laSDK para Python de Amazon SageMaker.

Iniciar un Job de capacitación con la supervisión del sistema predeterminada y
la creación de perfiles de marco personalizados para los pasos de destino o un
intervalo de tiempo de destino

Si desea especificar los pasos de destino o los intervalos de tiempo de destino para perfilar su trabajo de
formación, debe especificar parámetros para elFrameworkProfileclase. En los siguientes ejemplos de
código, se muestra cómo se especifican los rangos de destino para la elaboración de perfiles junto con la
supervisión del sistema.

• Para un rango de pasos de destino
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Con la siguiente configuración de ejemplo, Debugger supervisa todo el trabajo de formación cada 500
milisegundos (la supervisión predeterminada) y perfila un rango de pasos de destino desde el paso 5
hasta el paso 15 (para 10 pasos).

from sagemaker.debugger import ProfilerConfig, FrameworkProfile
    
profiler_config=ProfilerConfig(
    framework_profile_params=FrameworkProfile(start_step=5, num_steps=10)
)

Con la siguiente configuración de ejemplo, Debugger supervisa todo el trabajo de formación cada 1000
milisegundos y perfila un rango de pasos de destino desde el paso 5 hasta el paso 15 (para 10 pasos).

from sagemaker.debugger import ProfilerConfig, FrameworkProfile
    
profiler_config=ProfilerConfig(
    system_monitor_interval_millis=1000,
    framework_profile_params=FrameworkProfile(start_step=5, num_steps=10)
)

• Para un intervalo de tiempo objetivo

Con la siguiente configuración de ejemplo, Debugger supervisa todo el trabajo de entrenamiento cada
500 milisegundos (la supervisión predeterminada) y perfila un rango de tiempo de destino desde el
tiempo Unix actual durante 600 segundos.

import time
from sagemaker.debugger import ProfilerConfig, FrameworkProfile

profiler_config=ProfilerConfig(
    framework_profile_params=FrameworkProfile(start_unix_time=int(time.time()),
 duration=600)
)

Con la siguiente configuración de ejemplo, Debugger supervisa todo el trabajo de entrenamiento cada
1000 milisegundos y perfila un rango de tiempo de destino desde el tiempo Unix actual durante 600
segundos.

import time
from sagemaker.debugger import ProfilerConfig, FrameworkProfile

profiler_config=ProfilerConfig(
    system_monitor_interval_millis=1000,
    framework_profile_params=FrameworkProfile(start_unix_time=int(time.time()),
 duration=600)
)

El perfilado de marco se realiza para todas las opciones de perfilado en el paso o intervalo de tiempo de
destino.

Para obtener más información sobre las opciones de creación de perfiles disponibles, consulteAPI del
depurador de SageMaker — FrameworkProfileen laSDK para Python de Amazon SageMaker.

En la siguiente sección se muestra cómo crear secuencias de comandos de las opciones de creación de
perfiles disponibles.
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Iniciar un Job de capacitación con la supervisión del sistema predeterminada y la
creación de perfiles de marco personalizados con diferentes opciones de creación
de perfiles

Puede utilizar las siguientes clases de configuración de perfiles para administrar las opciones de creación
de perfiles de marco:

• DetailedProfilingConfig— Especifique un paso de destino o un intervalo de tiempo para perfilar las
operaciones del marco utilizando los perfiles de framework nativos (perfilador TensorFlow y perfilador
PyTorch). Por ejemplo, si se utiliza TensorFlow, los ganchos de depurador permiten al analizador
TensorFlow recopilar métricas de marco específicas de TensorFlow. La creación de perfiles detallados le
permite perfilar todos los operadores de marco en un paso previo (antes del primer paso), dentro de los
pasos y entre pasos de un trabajo de formación.

Note

La creación de perfiles detallados podría aumentar significativamente el consumo de memoria
de la GPU. No recomendamos habilitar perfiles detallados durante más de un par de pasos.

• DataLoaderProfilingConfig: especifique un paso de destino o un intervalo de tiempo para perfilar los
procesos del cargador de datos del marco de aprendizaje profundo. El depurador recopila todos los
eventos del cargador de datos de los marcos de trabajo.

Note

La creación de perfiles del cargador de datos podría reducir el rendimiento de la formación
al recopilar información de los cargadores de datos. No recomendamos habilitar el perfil del
cargador de datos durante más de un par de pasos.
El depurador está preconfigurado para anotar procesos del cargador de datos solo para
elAWSContenedores de aprendizaje profundo. El depurador no puede perfilar los procesos del
cargador de datos desde ningún otro contenedor de capacitación personalizado o externo.

• PythonProfilingConfig— Especifique un paso de destino o intervalo de tiempo para perfilar las funciones
de Python. También puede elegir entre dos perfiles de Python: CProfile y Pyinstrument.
• cProfile— El generador de perfiles estándar de Python. cProfile recopila información para cada

operador de Python llamado durante el entrenamiento. Con CProfile, Debugger ahorra tiempo
acumulativo y anotación para cada llamada de función, proporcionando detalles completos sobre las
funciones de Python. En el aprendizaje profundo, por ejemplo, las funciones más frecuentemente
llamadas podrían ser los filtros convolucionales y los operadores de paso atrás, y los perfiles de
CProfile cada uno de ellos. Para la opción CProfile, puede seleccionar una opción de temporizador:
tiempo total, tiempo de CPU y tiempo fuera de CPU. Aunque puede perfilar cada llamada de función
que se ejecuta en procesadores (tanto CPU como GPU) en tiempo de CPU, también puede identificar
cuellos de botella de E/S o red con la opción de tiempo fuera de CPU. El valor predeterminado es el
tiempo total y el depurador perfila tanto el tiempo de CPU como el tiempo fuera de CPU. Con CProfile,
puede profundizar en cada una de las funciones al analizar los datos del perfil.

• Instrumento Pym— Pyinstrument es un perfilador de Python de baja sobrecarga que funciona basado
en el muestreo. Con la opción Pyinstrument, Debugger muestra eventos de creación de perfiles
cada milisegundo. Debido a que Pyinstrument mide el tiempo transcurrido del reloj de pared en lugar
del tiempo de CPU, la opción Pyinstrument puede ser una mejor opción frente a la opción CProfile
para reducir el ruido de perfilado (filtrar llamadas a funciones irrelevantes que son acumulativamente
rápidas) y capturar operadores que realmente son intensivos en cómputos ( Acumulativamente
lenta) para entrenar su modelo. Con Pyinstrument, puede ver un árbol de llamadas a funciones y
comprender mejor la estructura y la causa raíz de la lentitud.

Note

Habilitar el perfil de Python podría ralentizar el tiempo general de entrenamiento. cProfile perfila
los operadores de Python más frecuentemente llamados en cada llamada, por lo que el tiempo
de procesamiento de perfiles aumenta con respecto al número de llamadas. Para Pyinstrument,
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el tiempo acumulado de elaboración de perfiles aumenta con respecto al tiempo debido a su
mecanismo de muestreo.

En la siguiente configuración de ejemplo se muestra la estructura completa cuando se utilizan las
diferentes opciones de creación de perfiles con valores especificados.

import time
from sagemaker.debugger import (ProfilerConfig, 
                                FrameworkProfile, 
                                DetailedProfilingConfig, 
                                DataloaderProfilingConfig, 
                                PythonProfilingConfig,
                                PythonProfiler, cProfileTimer)

profiler_config=ProfilerConfig(
    system_monitor_interval_millis=500,
    framework_profile_params=FrameworkProfile(
        detailed_profiling_config=DetailedProfilingConfig(
            start_step=5, 
            num_steps=1
        ),
        dataloader_profiling_config=DataloaderProfilingConfig(
            start_step=7, 
            num_steps=1
        ),
        python_profiling_config=PythonProfilingConfig(
            start_step=9, 
            num_steps=1, 
            python_profiler=PythonProfiler.CPROFILE, 
            cprofile_timer=cProfileTimer.TOTAL_TIME
        )
    )
)

Para obtener más información sobre las opciones de creación de perfiles disponibles,
consulteDetailedProfilingConfig,DataLoaderProfilingConfig, yPythonProfilingConfigen laSDK para Python
de Amazon SageMaker.

Actualización de la supervisión del sistema del depurador y
la configuración de perfiles de Framework mientras se está
ejecutando un Job de formación
Si desea habilitar o actualizar la configuración de perfiles y supervisión del depurador para un trabajo de
formación que se está ejecutando actualmente, utilice los siguientes métodos de extensión del estimador
de SageMaker:

• Para habilitar la supervisión del sistema del depurador para un trabajo de formación en ejecución y
recibir un informe de creación de perfiles del depurador, utilice lo siguiente:

estimator.enable_default_profiling()

Cuando utiliza elenable_default_profiling, el depurador inicia la supervisión predeterminada del
sistema y el métodoProfileReport, que genera un informe completo de perfiles al final del trabajo de
formación. Este método sólo se puede llamar si el trabajo de formación actual se está ejecutando sin
supervisión y creación de perfiles del depurador.

Para obtener más información, consulteestimator.enable_default_profilingen laSDK para Python de
Amazon SageMaker.
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• Para habilitar las reglas integradas del depurador, la supervisión del sistema y la creación de perfiles de
marco con parámetros de configuración personalizables, utilice lo siguiente:

estimator.update_profiler(
    rules=[ProfilerRule.sagemaker(rule_configs.BuiltInRule())],
    system_monitor_interval_millis=500,
    framework_profile_params=FrameworkProfile()
)

Para obtener más información, consulteestimator.update_profileren laSDK para Python de Amazon
SageMaker.

Configuración del enlace del depurador para guardar tensores
Tensoresson colecciones de datos de parámetros actualizados desde el paso hacia atrás
y hacia adelante de cada iteración de entrenamiento, y Debugger recopila los tensores
de salida para analizar el estado de un trabajo de entrenamiento. Depurador de Amazon
SageMakerCollectionConfigyDebuggerHookConfigLas operaciones de API proporcionan métodos
para agrupar tensores encollectionsy guardarlos en un bucket de S3 objetivo.

Note

De forma predeterminada, para todos los trabajos de formación de SageMaker, Debugger recopila
escalares de salida de pérdida y precisión de los trabajos de formación cada 500 pasos, sin que
se especifique ningún parámetro específico de Debugger en los estimadores de SageMaker.
El depurador guarda los datos de salida en un bucket S3 predeterminado. El formato del URI
de bucket S3 predeterminado ess3://sagemaker-<region>-<12digit_account_id>/
<training-job-name>/debug-output/.

Mientras construye un estimador de SageMaker, habilite el depurador especificando el
parámetro de configuración del gancho,debugger_hook_config. En los siguientes
pasos se incluyen ejemplos de cómo configurar eldebugger_hook_configmediante
elCollectionConfigyDebuggerHookConfigOperaciones de API para sacar tensores de sus trabajos
de formación y guardarlos. Si usaCompatible con el depuradorAWScontenedores para el cambio de
secuencia de comandos cero, simplemente puede ejecutar el trabajo de entrenamiento sin cambiar el
script de entrenamiento. También puede usar Depurador para trabajos de formación que se ejecutan
en cualquier otroCompatible con el depuradorAWScontenedores con modo de script, haciendo cambios
mínimos en el script de entrenamiento.

Configurar colecciones Tensor del depurador mediante la operación de API
CollectionConfig
UsarCollectionConfigOperación API para configurar colecciones de tensores. Debugger proporciona
colecciones de tensores preconstruidas que cubren una variedad de expresiones regulares (regex) de
parámetros si se utilizan marcos de aprendizaje profundo compatibles con Debugger y algoritmos de
aprendizaje automático. Como se muestra en el siguiente código de ejemplo, agregue las colecciones de
tensores incorporadas que desea depurar.

from sagemaker.debugger import CollectionConfig

collection_configs=[
    CollectionConfig(name="weights"),
    CollectionConfig(name="gradients")
]

Las colecciones anteriores configuran el gancho Depurador para guardar los tensores cada 500 pasos en
función del valor predeterminado"save_interval"Valor .
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Para obtener una lista completa de colecciones integradas de Debugger disponibles, consulteColecciones
integradas del depurador.

Si desea personalizar las colecciones integradas, como cambiar los intervalos de guardado y la expresión
regular de tensor, utilice lo siguienteCollectionConfigpara ajustar los parámetros.

from sagemaker.debugger import CollectionConfig

collection_configs=[
    CollectionConfig(
        name="tensor_collection",
        parameters={
            "key_1": "value_1",
            "key_2": "value_2",
            ...
            "key_n": "value_n"
        }
    )
]

Para obtener más información sobre las claves de parámetros disponibles, consulteCollectionConfigen
laSDK para Python de Amazon SageMaker. Por ejemplo, el siguiente ejemplo de código muestra cómo
se pueden ajustar los intervalos de guardado de la recopilación de tensores de «pérdidas» en diferentes
fases del entrenamiento: guardar la pérdida cada 100 pasos en la fase de entrenamiento y la pérdida de
validación cada 10 pasos en la fase de validación.

from sagemaker.debugger import CollectionConfig

collection_configs=[
    CollectionConfig(
        name="losses",
        parameters={
            "train.save_interval": "100",
            "eval.save_interval": "10"
        }
    )
]

Tip

Este objeto de configuración de colección de tensores se puede utilizar tanto
paraDebuggerHookConfigyRuleOperaciones de la API.

Configuración del enlace del depurador para guardar tensores

UsarDebuggerHookConfigpara crear una clasedebugger_hook_configmediante
elcollection_configsObjeto que creó en el paso anterior.

from sagemaker.debugger import DebuggerHookConfig

debugger_hook_config=DebuggerHookConfig(
    collection_configs=collection_configs
)

El Debugger guarda los tensores de salida del entrenamiento del modelo en el bucket de S3
predeterminado. El formato del URI de bucket S3 predeterminado ess3://sagemaker-<region>-
<12digit_account_id>/<training-job-name>/debug-output/.

Si desea especificar un URI de bucket S3 exacto, utilice el siguiente ejemplo de código:
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from sagemaker.debugger import DebuggerHookConfig

debugger_hook_config=DebuggerHookConfig(
    s3_output_path="specify-your-s3-bucket-uri"
    collection_configs=collection_configs
)

Para obtener más información, consulteDebuggerHookConfigen laSDK para Python de Amazon
SageMaker.

Ejemplos de cuadernos y ejemplos de código para configurar el gancho del
depurador

En las secciones siguientes se proporcionan cuadernos y ejemplos de código de cómo utilizar el gancho
Debugger para guardar, acceder y visualizar tensores de salida.

Temas
• Blocs de notas de ejemplo de visualización de tensores (p. 1672)
• Guardar tensores mediante colecciones integradas de Debugger (p. 1674)
• Guardar tensores mediante colecciones de integradas (p. 1675)
• Guardar tensores mediante colecciones personalizadas de Debugger (p. 1675)

Blocs de notas de ejemplo de visualización de tensores

En los siguientes dos ejemplos de bloc de notas se muestra un uso avanzado de Amazon SageMaker
Debugger para visualizar tensores. El depurador proporciona una vista transparente de los modelos de
aprendizaje profundo de formación.

• Análisis interactivo de tensores en SageMaker Studio Notebook con MXNet

Este ejemplo de bloc de notas muestra cómo visualizar tensores guardados con Amazon SageMaker
Debugger. Al visualizar los tensores, puede ver cómo cambian los valores del tensor mientras se entrena
algoritmos de aprendizaje profundo. Este bloc de notas incluye un trabajo de entrenamiento con una red
neuronal mal configurada y utilizará Amazon SageMaker Debugger para agregar y analizar tensores,
entre ellos, gradientes, salidas de activación y ponderaciones. Por ejemplo, el gráfico siguiente muestra
la distribución de gradientes de una capa convolucional que sufre un problema de desaparición de
gradiente.
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Este bloc de notas también ilustra cómo una buena configuración inicial de hiperparámetros mejora el
proceso de entrenamiento al generar los mismos gráficos de distribución de tensores.

• Visualización y depuración de tensores desde el entrenamiento del modelo MxNet

En este ejemplo de bloc de notas se muestra cómo guardar y visualizar tensores desde un trabajo de
entrenamiento del modelo MxNet Gluon mediante Amazon SageMaker Debugger. Verá que Debugger
está configurado para guardar todos los tensores en un bucket de Amazon S3 y recupera las salidas
de activación ReLu para la visualización. La siguiente figura muestra una visualización tridimensional
de las salidas de activación ReLu. La combinación de colores se establece en azul para indicar valores
cercanos a 0 y en amarillo para indicar valores cercanos a 1.

En este cuaderno, elTensorPlotImportación desdetensor_plot.pySe diseñó para trazar
redes neuronales convolucionales (CNNs) que toman imágenes bidimensionales para las entradas.
Latensor_plot.pyEl script se proporciona con el bloc de notas para recuperar tensores mediante

1673

https://github.com/awslabs/amazon-sagemaker-examples/tree/master/sagemaker-debugger/mnist_tensor_plot


Amazon SageMaker Developer Guide
Configurar el depurador mediante
el SDK de Python de SageMaker

Depurador y visualizar el CNN. Puede ejecutar este bloc de notas en SageMaker Studio para reproducir
la visualización del tensor e implementar su propio modelo de red neuronal convolucional.

• Análisis de tensor en tiempo real en un portátil SageMaker con MxNet

Este ejemplo le guía a través de la instalación de los componentes necesarios para emitir tensores en
un trabajo de formación de Amazon SageMaker y el uso de las operaciones de la API de depurador
para acceder a esos tensores mientras se está ejecutando el entrenamiento. Un modelo CNN de gluón
está entrenado en el conjunto de datos Fashion MNIST. Mientras el trabajo se está ejecutando, verá
cómo Debugger recupera los resultados de activación de la primera capa convolucional de cada uno de
los 100 lotes y los visualiza. Además, esto le mostrará cómo visualizar los pesos una vez finalizado el
trabajo.

Guardar tensores mediante colecciones integradas de Debugger

Puede usar colecciones integradas de tensores mediante laCollectionConfigy guárdelos usando
elDebuggerHookConfigAPI. En el ejemplo siguiente se muestra cómo utilizar la configuración de enlace
de Debugger predeterminada para construir un estimSageMaker TensorFlow. También puede utilizar esto
para los estimadores MXNet, PyTorch y XGBoost.

Note

En el siguiente código de ejemplo, la propiedads3_output_pathparaDebuggerHookConfiges
opcional. Si no lo especifica, Debugger guarda los tensores ens3://<output_path>/debug-
output/, donde la<output_path>es la ruta de salida predeterminada de los trabajos de
formación de SageMaker. Por ejemplo:

"s3://sagemaker-us-east-1-111122223333/sagemaker-debugger-training-YYYY-MM-DD-HH-
MM-SS-123/debug-output"

import sagemaker
from sagemaker.tensorflow import TensorFlow
from sagemaker.debugger import DebuggerHookConfig, CollectionConfig

# use Debugger CollectionConfig to call built-in collections
collection_configs=[
        CollectionConfig(name="weights"),
        CollectionConfig(name="gradients"),
        CollectionConfig(name="losses"),
        CollectionConfig(name="biases")
    ]

# configure Debugger hook
# set a target S3 bucket as you want
sagemaker_session=sagemaker.Session()
BUCKET_NAME=sagemaker_session.default_bucket()
LOCATION_IN_BUCKET='debugger-built-in-collections-hook'

hook_config=DebuggerHookConfig(
    s3_output_path='s3://{BUCKET_NAME}/{LOCATION_IN_BUCKET}'.
                    format(BUCKET_NAME=BUCKET_NAME, 
                           LOCATION_IN_BUCKET=LOCATION_IN_BUCKET),
    collection_configs=collection_configs
)

# construct a SageMaker TensorFlow estimator
sagemaker_estimator=TensorFlow(
    entry_point='directory/to/your_training_script.py',
    role=sm.get_execution_role(),
    base_job_name='debugger-demo-job',
    instance_count=1,
    instance_type="ml.m4.xlarge",
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    framework_version="2.3.0",
    py_version="py37",
    
    # debugger-specific hook argument below
    debugger_hook_config=hook_config
)

sagemaker_estimator.fit()

Para ver una lista de colecciones integradas de Debugger, consulte.Colecciones integradas del depurador.

Guardar tensores mediante colecciones de integradas

Puede modificar las colecciones integradas del depurador utilizando la
herramientaCollectionConfigOperación de la API. En el siguiente ejemplo se muestra cómo
ajustar ellossesy construye un estimador SageMaker TensorFlow. También puede usar esto para los
estimadores MxNet, PyTorch y XGBoost.

import sagemaker
from sagemaker.tensorflow import TensorFlow
from sagemaker.debugger import DebuggerHookConfig, CollectionConfig

# use Debugger CollectionConfig to call and modify built-in collections
collection_configs=[
    CollectionConfig(
                name="losses", 
                parameters={"save_interval": "50"})]

# configure Debugger hook
# set a target S3 bucket as you want
sagemaker_session=sagemaker.Session()
BUCKET_NAME=sagemaker_session.default_bucket()
LOCATION_IN_BUCKET='debugger-modified-collections-hook'

hook_config=DebuggerHookConfig(
    s3_output_path='s3://{BUCKET_NAME}/{LOCATION_IN_BUCKET}'.
                    format(BUCKET_NAME=BUCKET_NAME, 
                           LOCATION_IN_BUCKET=LOCATION_IN_BUCKET),
    collection_configs=collection_configs
)

# construct a SageMaker TensorFlow estimator
sagemaker_estimator=TensorFlow(
    entry_point='directory/to/your_training_script.py',
    role=sm.get_execution_role(),
    base_job_name='debugger-demo-job',
    instance_count=1,
    instance_type="ml.m4.xlarge",
    framework_version="2.3.0",
    py_version="py37",
    
    # debugger-specific hook argument below
    debugger_hook_config=hook_config
)

sagemaker_estimator.fit()

Para obtener una lista completa deCollectionConfig, consulte.API del depurador de colecciones.

Guardar tensores mediante colecciones personalizadas de Debugger

También puede guardar un número reducido de tensores en lugar de un conjunto completo de tensores
(por ejemplo, si desea reducir la cantidad de datos guardados en el bucket de Amazon S3). En el ejemplo
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siguiente se muestra cómo personalizar la configuración del enlace de Debugger para especificar los
tensores que desea guardar. Puede usar esto para los estimadores TensorFlow, MXNet, PyTorch y
XGBoost.

import sagemaker
from sagemaker.tensorflow import TensorFlow
from sagemaker.debugger import DebuggerHookConfig, CollectionConfig

# use Debugger CollectionConfig to create a custom collection
collection_configs=[
        CollectionConfig(
            name="custom_activations_collection",
            parameters={
                "include_regex": "relu|tanh", # Required
                "reductions": "mean,variance,max,abs_mean,abs_variance,abs_max"
            })
    ]
    
# configure Debugger hook
# set a target S3 bucket as you want
sagemaker_session=sagemaker.Session()
BUCKET_NAME=sagemaker_session.default_bucket()
LOCATION_IN_BUCKET='debugger-custom-collections-hook'

hook_config=DebuggerHookConfig(
    s3_output_path='s3://{BUCKET_NAME}/{LOCATION_IN_BUCKET}'.
                    format(BUCKET_NAME=BUCKET_NAME, 
                           LOCATION_IN_BUCKET=LOCATION_IN_BUCKET),
    collection_configs=collection_configs
)

# construct a SageMaker TensorFlow estimator
sagemaker_estimator=TensorFlow(
    entry_point='directory/to/your_training_script.py',
    role=sm.get_execution_role(),
    base_job_name='debugger-demo-job',
    instance_count=1,
    instance_type="ml.m4.xlarge",
    framework_version="2.3.0",
    py_version="py37",
    
    # debugger-specific hook argument below
    debugger_hook_config=hook_config
)

sagemaker_estimator.fit()

Para obtener una lista completa deCollectionConfig, consulte.Configuración de colección del
depurador.

Configuración de reglas integradas del depurador
Las reglas del Depurador de Amazon SageMaker analizan los tensores emitidos durante el entrenamiento
de un modelo. El depurador ofrece elRuleOperación API que supervisa el progreso del trabajo de
formación y los errores para el éxito de la formación de su modelo. Por ejemplo, las reglas pueden detectar
si los gradientes se están volviendo demasiado grandes o demasiado pequeños, si un modelo se está
sobreajustando o sobreentrenando y si un trabajo de entrenamiento no disminuye la función de pérdida ni
mejora. Para ver una lista completa de reglas integradas disponibles, consulte.Lista de reglas integradas
del depurador (p. 1694).
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Note

Las reglas integradas se preparan en contenedores de procesamiento de Amazon SageMaker y
se administran completamente por SageMaker Debugger. De forma predeterminada, el depurador
inicia elProfilerReport (p. 1697)para todos los trabajos de formación de SageMaker, sin ningún
parámetro de regla específico de Debugger especificado en los estimadores de SageMaker.
La regla ProfilerReport invoca todas las siguientes reglas integradas para supervisar cuellos de
botella del sistema y métricas de estructura de perfiles:

• BatchSize (p. 1698)

• CPUBottleneck (p. 1699)

• GPUMemoryIncrease (p. 1701)

• IOBottleneck (p. 1702)

• LoadBalancing (p. 1703)

• LowGPUUtilization (p. 1704)

• OverallSystemUsage (p. 1705)

• MaxInitializationTime (p. 1705)

• OverallFrameworkMetrics (p. 1706)

• StepOutlier (p. 1707)

El depurador guarda el informe de creación de perfiles en un depósito S3 predeterminado.
El formato del URI de bucket S3 predeterminado ess3://sagemaker-<region>-
<12digit_account_id>/<training-job-name>/rule-output/. Para obtener más
información sobre cómo descargar el informe de creación de perfiles, consulteInforme de
creación de perfiles del depurador de SageMaker (p. 1775). SageMaker Debugger gestiona
completamente las reglas integradas y analiza su trabajo de entrenamiento en paralelo. Para
obtener más información acerca de facturación, consulte la.Amazon SageMaker Studio está
disponible sin costo adicionalSección sobre de laPrecios de Amazon SageMaker(Se ha creado el
certificado).

En los temas siguientes, aprenda a utilizar las reglas integradas del depurador.

Temas
• Usar reglas integradas del depurador con los parámetros predeterminados (p. 1677)
• Usar reglas integradas del depurador con valores de parámetros personalizados (p. 1678)
• Ejemplos de cuadernos y ejemplos de código para configurar reglas del depurador (p. 1679)

Usar reglas integradas del depurador con los parámetros predeterminados

Para especificar las reglas integradas del depurador en un estimador, debe configurar unrulesLista de
objetos. En el siguiente código de ejemplo, se muestra la estructura básica de enumeraciones de las reglas
integradas Depurador:

from sagemaker.debugger import Rule, ProfilerRule, rule_configs

rules=[
    ProfilerRule.sagemaker(rule_configs.BuiltInProfilerRuleName_1()),
    ProfilerRule.sagemaker(rule_configs.BuiltInProfilerRuleName_2()),
    ...
    ProfilerRule.sagemaker(rule_configs.BuiltInProfilerRuleName_n()),
    Rule.sagemaker(rule_configs.built_in_rule_name_1()),
    Rule.sagemaker(rule_configs.built_in_rule_name_2()),
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    ...
    Rule.sagemaker(rule_configs.built_in_rule_name_n())
]

Para obtener más información sobre los valores de parámetros predeterminados y las descripciones de la
regla integrada, consulteLista de reglas integradas del depurador (p. 1694).

Por ejemplo, para inspeccionar el rendimiento general del entrenamiento y el progreso del modelo,
construya un estimador de SageMaker con la siguiente configuración de regla integrada.

from sagemaker.debugger import Rule, rule_configs

rules=[
    ProfilerRule.sagemaker(rule_configs.ProfilerReport()),
    Rule.sagemaker(rule_configs.loss_not_decreasing()),
    Rule.sagemaker(rule_configs.overfit()),
    Rule.sagemaker(rule_configs.overtraining()),
    Rule.sagemaker(rule_configs.stalled_training_rule())
]

Al iniciar el trabajo de formación, Debugger recopila datos de utilización de recursos del sistema cada
500 milisegundos y los valores de pérdida y precisión cada 500 pasos de forma predeterminada. El
depurador analiza la utilización de recursos para identificar si el modelo tiene problemas de cuello de
botella. Laloss_not_decreasing,overfit,overtraining, ystalled_training_rulesupervisa
si su modelo está optimizando la función de pérdida sin esos problemas de entrenamiento. Si las reglas
detectan anomalías de formación, el estado de evaluación de la regla cambia aIssueFound. Puede
configurar acciones automatizadas, como notificar problemas de formación y detener trabajos de formación
mediante Amazon CloudWatch Events yAWS Lambda. Para obtener más información, consulte Acciones
en las reglas del depurador de Amazon SageMaker (p. 1747).

Usar reglas integradas del depurador con valores de parámetros personalizados

Si desea ajustar los valores de los parámetros de regla incorporados y personalizar la expresión
regular de la colección de tensores, configure labase_configyrule_parametersparámetros
para el parámetroProfilerRule.sagemakeryRule.sagemakermétodos de clase. En
el caso de laRule.sagemaker, también puede personalizar colecciones de tensores a
través delcollections_to_saveParámetro de parámetros La instrucción de cómo usar
elCollectionConfigse proporciona en Configurar colecciones Tensor del depurador mediante la
operación de API CollectionConfig (p. 1670).

Utilice la siguiente plantilla de configuración para las reglas integradas para personalizar los valores de los
parámetros. Cambiando los parámetros de regla como desee, puede ajustar la sensibilidad de las reglas
que se activarán.

• Labase_configes donde se llama a los métodos de regla incorporados.
• Larule_parameterses ajustar los valores de clave predeterminados de las reglas integradas

enumeradas enLista de reglas integradas del depurador (p. 1694).
• Lacollections_to_savetoma una configuración de tensor a través del

argumentoCollectionConfigAPI, que requierenameyparametersArgumentos.
• Para encontrar colecciones de tensores disponibles paraname, consulteColecciones de Tensor

integradas.
• Para obtener una lista completa deparameters, consulteAPI del depurador de CollectionConfig.

Para obtener más información acerca de la clase de regla, los métodos y los parámetros de Debugger,
consulteClase de regla del depurador de SageMakeren laSDK para Python de Amazon SageMaker.
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from sagemaker.debugger import Rule, ProfilerRule, rule_configs, CollectionConfig

rules=[
    ProfilerRule.sagemaker(
        base_config=rule_configs.BuiltInProfilerRuleName(),
        rule_parameters={
                "key": "value"
        }
    )
    Rule.sagemaker(
        base_config=rule_configs.built_in_rule_name(),
        rule_parameters={
                "key": "value"
        }
        collections_to_save=[ 
            CollectionConfig(
                name="tensor_collection_name", 
                parameters={
                    "key": "value"
                } 
            )
        ]
    )
]

Las descripciones de parámetros y los ejemplos de personalización de valores se proporcionan para cada
regla enLista de reglas integradas del depurador (p. 1694).

Ejemplos de cuadernos y ejemplos de código para configurar reglas del
depurador

En las siguientes secciones, se proporcionan blocs de notas y ejemplos de código sobre cómo usar las
reglas del depurador para supervisar los trabajos de formación de SageMaker.

Temas
• Bloc de notas de ejemplo de reglas integradas (p. 1679)
• Código de ejemplo de reglas integradas (p. 1680)
• Usar reglas de depurador con modificaciones de parámetros (p. 1681)

Bloc de notas de ejemplo de reglas integradas

Los cuadernos de ejemplo siguientes muestran cómo utilizar las reglas integradas del depurador al
ejecutar trabajos de formación con Amazon SageMaker:

• Usar una regla de depurador de SageMaker con TensorFlow
• Uso de una regla integrada de Debugger de SageMaker con Managed Spot Training y MXNet
• Uso de una regla integrada de Debugger de SageMaker con XGBoost
• Uso de una regla integrada del depurador de SageMaker con modificaciones de parámetros para un

análisis de trabajo de formación en tiempo real con XGBoost

Mientras ejecuta los cuadernos de ejemplo en SageMaker Studio, puede encontrar la prueba de
trabajo de formación creada en laLista de experimentos de estudioPestaña. Por ejemplo, como se
muestra en la captura de pantalla siguiente, puede encontrar y abrir unDescripción del componente
de pruebade su trabajo de formación actual. En la ficha Depurador, puede comprobar si las reglas del
depurador,vanishing_gradient()yloss_not_decreasing(), están monitoreando la sesión de
entrenamiento en paralelo. Para obtener instrucciones completas sobre cómo encontrar los componentes
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de prueba de trabajo de formación en la interfaz de usuario de Studio, consulteSageMaker Studio - Ver
experimentos, pruebas y componentes de prueba.

Hay dos formas de utilizar las reglas integradas del depurador en el entorno de SageMaker: implementar
las reglas integradas tal como están preparadas o ajustar sus parámetros como desee. En los temas
siguientes se muestra cómo utilizar las reglas integradas con códigos de ejemplo de.

Código de ejemplo de reglas integradas

En el ejemplo de código siguiente se muestra cómo establecer las reglas integradas de Debugger
mediante la herramienta deRule.sagemakerMétodo de. Para especificar reglas integradas que
desea ejecutar, utilice la herramientarules_configsOperación de la API para llamar a las reglas
integradas. Para encontrar una lista completa de reglas integradas de Debugger y valores de parámetros
predeterminados, consulteLista de reglas integradas del depurador (p. 1694).

import sagemaker
from sagemaker.tensorflow import TensorFlow
from sagemaker.debugger import Rule, CollectionConfig, rule_configs

# call built-in rules that you want to use.
built_in_rules=[ 
            Rule.sagemaker(rule_configs.vanishing_gradient())
            Rule.sagemaker(rule_configs.loss_not_decreasing())
]

# construct a SageMaker estimator with the Debugger built-in rules

1680

https://docs.aws.amazon.com/sagemaker/latest/dg/studio-tasks.html#studio-tasks-experiments
https://docs.aws.amazon.com/sagemaker/latest/dg/studio-tasks.html#studio-tasks-experiments


Amazon SageMaker Developer Guide
Configurar el depurador mediante
el SDK de Python de SageMaker

sagemaker_estimator=TensorFlow(
    entry_point='directory/to/your_training_script.py',
    role=sm.get_execution_role(),
    base_job_name='debugger-built-in-rules-demo',
    instance_count=1,
    instance_type="ml.m4.xlarge",
    framework_version="2.1.0",
    py_version="py3",

    # debugger-specific arguments below
    rules=built_in_rules
)
sagemaker_estimator.fit()

Note

Las reglas integradas del depurador se ejecutan en paralelo con su trabajo de formación. El
número máximo de contenedores de reglas integrados para un trabajo de formación es 20.

Para obtener más información acerca de la clase de regla, los métodos y los parámetros de Debugger,
consulte laClase de regla del depurador de SageMakeren laSDK para Python de Amazon SageMaker.

Para encontrar un ejemplo de cómo ajustar los parámetros de la regla del depurador, consulte el
siguienteUsar reglas de depurador con modificaciones de parámetros (p. 1681)sección.

Usar reglas de depurador con modificaciones de parámetros

En el ejemplo de código siguiente se muestra la estructura de reglas integradas para ajustar los
parámetros de. En este ejemplo, a la acciónstalled_training_ruleRecopilalossesla recogida de
tensores de un trabajo de capacitación en cada 50 etapas y una etapa de evaluación en cada 10 etapas. Si
el proceso de entrenamiento comienza a paralizarse y no recoge salidas de tensor durante 120 segundos,
elstalled_training_ruleDetiene el trabajo de entrenamiento.

import sagemaker
from sagemaker.tensorflow import TensorFlow
from sagemaker.debugger import Rule, CollectionConfig, rule_configs

# call the built-in rules and modify the CollectionConfig parameters

base_job_name_prefix= 'smdebug-stalled-demo-' + str(int(time.time()))

built_in_rules_modified=[
    Rule.sagemaker(
        base_config=rule_configs.stalled_training_rule(),
        rule_parameters={
                'threshold': '120',
                'training_job_name_prefix': base_job_name_prefix,
                'stop_training_on_fire' : 'True'
        }
        collections_to_save=[ 
            CollectionConfig(
                name="losses", 
                parameters={
                      "train.save_interval": "50"
                      "eval.save_interval": "10"
                } 
            )
        ]
    )
]

# construct a SageMaker estimator with the modified Debugger built-in rule
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sagemaker_estimator=TensorFlow(
    entry_point='directory/to/your_training_script.py',
    role=sm.get_execution_role(),
    base_job_name=base_job_name_prefix,
    instance_count=1,
    instance_type="ml.m4.xlarge",
    framework_version="2.1.0",
    py_version="py3",

    # debugger-specific arguments below
    rules=built_in_rules_modified
)
sagemaker_estimator.fit()

Para obtener una configuración avanzada de las reglas integradas del depurador mediante el
comandoCreateTrainingJob, consulteConfigurar el depurador mediante la API de Amazon
SageMaker (p. 1684).

Desactivación del depurador de
Si desea desactivar completamente el Debugger, realice una de las siguientes operaciones:

• Antes de comenzar un trabajo de formación, haga lo siguiente:

Para deshabilitar tanto la supervisión como la creación de perfiles, incluya eldisable_profilera su
estimador y configúrelo enTrue.

Warning

Si lo deshabilita, no podrá ver el completo panel de información del depurador de Studio ni el
informe de creación de perfiles generado automáticamente.

Para deshabilitar la depuración, establezca el valor dedebugger_hook_configaFalse.

Warning

Si lo deshabilita, no podrá recopilar tensores de salida y no podrá depurar parámetros de
modelo.

estimator=Estimator(
    ...
    disable_profiler=True
    debugger_hook_config=False
)

Para obtener más información sobre los parámetros específicos de Debugger, consulteEstimador de
SageMakeren laSDK para Python de Amazon SageMaker.

• Mientras se está ejecutando un trabajo de formación, haga lo siguiente:

Para deshabilitar la supervisión y la creación de perfiles mientras se ejecuta el trabajo de formación,
utilice el método de clase estimador siguiente:

estimator.disable_profiling()

Para deshabilitar sólo el perfil de marco y mantener la supervisión del sistema, utilice la
herramientaupdate_profilierMétodo de :

estimator.update_profiler(disable_framework_metrics=true)
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Para obtener más información sobre los métodos de extensión del estimador, consulte
laestimator.disable_perfiladoyestimator.update_profilermétodos de clase en elSDK para Python de
Amazon SageMaker.

Útiles métodos de clase del estimador de SageMaker para el
depurador
Los siguientes métodos de clase de estimador son útiles para acceder a la información del trabajo
de formación de SageMaker y recuperar rutas de salida de los datos de formación recopilados por
Debugger. Los métodos siguientes son ejecutables después de iniciar un trabajo de formación con el
comandoestimator.fit()Método de.

• Para comprobar el URI de cubo S3 base de un trabajo de formación de SageMaker:

estimator.output_path

• Para comprobar el nombre del puesto base de un trabajo de formación de SageMaker:

estimator.latest_training_job.job_name

• Para ver unaCreateTrainingJobConfiguración del funcionamiento de la API de un trabajo de
formación de SageMaker:

estimator.latest_training_job.describe()

• Para comprobar una lista completa de las reglas del depurador mientras se está ejecutando un trabajo
de formación de SageMaker:

estimator.latest_training_job.rule_job_summary()

• Para comprobar el URI de bucket S3 donde se guardan los datos del parámetro del modelo (tensores de
salida):

estimator.latest_job_debugger_artifacts_path()

• Para comprobar el URI de bucket S3 en el que se guardan los datos de rendimiento del modelo
(métricas del sistema y del marco):

estimator.latest_job_profiler_artifacts_path()

• Para comprobar la configuración de la regla del depurador para depurar los tensores de salida:

estimator.debugger_rule_configs

• Para comprobar la lista de las reglas del depurador para la depuración mientras se ejecuta un trabajo de
formación de SageMaker:

estimator.debugger_rules

• Para comprobar la configuración de la regla del depurador para las métricas del sistema y del marco de
supervisión y creación de perfiles:

estimator.profiler_rule_configs
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• Para comprobar la lista de reglas del depurador para la supervisión y la creación de perfiles mientras se
está ejecutando un trabajo de formación de SageMaker:

estimator.profiler_rules

Para obtener más información acerca de la clase de estimador de SageMaker y sus métodos, consulteAPI
del estimadoren laSDK para Python de Amazon SageMaker.

Configurar el depurador mediante la API de Amazon
SageMaker
Los temas anteriores se centran en el uso del depurador a través del SDK de Python de Amazon
SageMaker, que es un contenedor alrededor deAWS SDK for Python (Boto3)y las operaciones de API de
SageMaker. Esto ofrece una experiencia de alto nivel de acceso a las operaciones de la API de Amazon
SageMaker. En caso de que necesite configurar manualmente las operaciones de la API de SageMaker
usandoAWSBoto3 oAWS Command Line Interface(CLI) para otros SDK, como Java, Go y C++, esta guía
describe cómo configurarCreateTrainingJob,UpdateTrainingJob, API de configuración del depurador y sus
parámetros para utilizar las reglas integradas y personalizadas del depurador.

Temas
• JSON (AWS CLI) (p. 1684)
• AWSBoto3 (p. 1689)

JSON (AWS CLI)
Las reglas integradas de Amazon SageMaker Debugger se pueden configurar para un trabajo de
entrenamiento mediante el comandoDebugHookConfig,DebugRuleConfiguration,ProfilerConfig,
yProfilerRuleConfiguracióna través de SageMakerCreateTrainingJobOperación de la API. Debe especificar
el URI de imagen correcto en el campoRuleEvaluatorImagey los siguientes ejemplos le guiarán a
través de cómo configurar las cadenas JSON para solicitarCreateTrainingJob.

El código siguiente muestra una plantilla JSON completa para ejecutar un trabajo de formación con la
configuración necesaria y las configuraciones del depurador. Guarde la plantilla como un archivo JSON en
su directorio de trabajo y ejecute el trabajo de formación utilizandoAWSCLI Por ejemplo, guarde el código
siguiente comodebugger-training-job-cli.json.

Note

Asegúrese de utilizar las imágenes del contenedor Docker correctas. Para buscarAWSImágenes
del contenedor de aprendizaje profundo, consulteImágenes de Deep Learning Containers
disponibles. Para encontrar una lista completa de las imágenes de Docker disponibles para
usar las reglas del depurador, consulteUsar imágenes de Docker de depurador para reglas
integradas (p. 1814).

{
   "TrainingJobName": "debugger-aws-cli-test",
   "RoleArn": "arn:aws:iam::111122223333:role/service-role/AmazonSageMaker-ExecutionRole-
YYYYMMDDT123456",
   "AlgorithmSpecification": {
      // Specify a training Docker container image URI (Deep Learning Container or your own
 training container) to TrainingImage.
      "TrainingImage": "763104351884.dkr.ecr.us-west-2.amazonaws.com/tensorflow-
training:2.4.1-gpu-py37-cu110-ubuntu18.04",
      "TrainingInputMode": "File",
      "EnableSageMakerMetricsTimeSeries": false
   },
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   "HyperParameters": {
      "sagemaker_program": "entry_point/tf-hvd-train.py",
      "sagemaker_submit_directory": "s3://sagemaker-us-west-2-111122223333/debugger-boto3-
profiling-test/source.tar.gz"
   },
   "OutputDataConfig": { 
      "S3OutputPath": "s3://sagemaker-us-west-2-111122223333/debugger-aws-cli-test/output"
   },
   "DebugHookConfig": { 
      "S3OutputPath": "s3://sagemaker-us-west-2-111122223333/debugger-aws-cli-test/debug-
output",
      "CollectionConfigurations": [
         {
            "CollectionName": "losses",
            "CollectionParameters" : {
                "train.save_interval": "50"
            }
         }
      ]
   },
   "DebugRuleConfigurations": [ 
      { 
         "RuleConfigurationName": "LossNotDecreasing",
         "RuleEvaluatorImage": "895741380848.dkr.ecr.us-west-2.amazonaws.com/sagemaker-
debugger-rules:latest",
         "RuleParameters": {"rule_to_invoke": "LossNotDecreasing"}
      }
   ],
   "ProfilerConfig": { 
      "S3OutputPath": "s3://sagemaker-us-west-2-111122223333/debugger-aws-cli-test/
profiler-output",
      "ProfilingIntervalInMilliseconds": 500,
      "ProfilingParameters": {
          "DataloaderProfilingConfig": "{\"StartStep\": 5, \"NumSteps\": 3, \"MetricsRegex
\": \".*\", }",
          "DetailedProfilingConfig": "{\"StartStep\": 5, \"NumSteps\": 3, }",
          "PythonProfilingConfig": "{\"StartStep\": 5, \"NumSteps\": 3, \"ProfilerName\":
 \"cprofile\", \"cProfileTimer\": \"total_time\"}",
          "LocalPath": "/opt/ml/output/profiler/" 
      }
   },
   "ProfilerRuleConfigurations": [ 
      { 
         "RuleConfigurationName": "ProfilerReport",
         "RuleEvaluatorImage": "895741380848.dkr.ecr.us-west-2.amazonaws.com/sagemaker-
debugger-rules:latest",
         "RuleParameters": {"rule_to_invoke": "ProfilerReport"}
      }
   ],
   "ResourceConfig": { 
      "InstanceType": "ml.p3.8xlarge",
      "InstanceCount": 1,
      "VolumeSizeInGB": 30
   },
   
   "StoppingCondition": { 
      "MaxRuntimeInSeconds": 86400
   }
}

Después de guardar el archivo JSON, ejecute el comando siguiente en su terminal. (Use!al principio de la
línea si utiliza un cuaderno Jupyter.)

aws sagemaker create-training-job --cli-input-json file://debugger-training-job-cli.json
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Para configurar una regla de depuración para depurar parámetros de modelo

En los siguientes ejemplos de código se muestra cómo configurar unVanishingGradientusando esta
API de SageMaker.

Para habilitar el depurador para recopilar tensores de salida

Especifique la configuración del gancho del depurador de la siguiente manera:

"DebugHookConfig": {
    "S3OutputPath": "s3://<default-bucket>/<training-job-name>/debug-output",
    "CollectionConfigurations": [
        {
            "CollectionName": "gradients",
            "CollectionParameters" : {
                "save_interval": "500"
            }
        }
    ]
}

Esto hará que el trabajo de entrenamiento guarde la colección de tensores,gradients,
cadasave_intervalde 500 pasos. Para encontrar disponiblesCollectionName, consulteColecciones
integradas del depuradoren laDocumentación de la biblioteca de cliente de SMDebug. Para
encontrar disponiblesCollectionParametersvalores y claves de parámetros, consulte
lasagemaker.debugger.CollectionConfigEn la claseDocumentación del SDK de SageMaker.

Para habilitar las reglas del depurador para depurar los tensores de salida

Los siguientes ejemplos deDebugRuleConfigurationsEjemplo de la API muestra cómo ejecutar
elVanishingGradienten el archivo guardadogradientsColección.

"DebugRuleConfigurations": [
    {
        "RuleConfigurationName": "VanishingGradient",
        "RuleEvaluatorImage": "503895931360.dkr.ecr.us-east-1.amazonaws.com/sagemaker-
debugger-rules:latest",
        "RuleParameters": {
            "rule_to_invoke": "VanishingGradient",
            "threshold": "20.0"
        }
    }
]

Con una configuración como la de este ejemplo, Debugger inicia un trabajo de evaluación de reglas para el
trabajo de entrenamiento mediante el comandoVanishingGradienten la colección degradientstensor.
Para encontrar una lista completa de las imágenes de Docker disponibles para usar las reglas del
depurador, consulteUsar imágenes de Docker de depurador para reglas integradas (p. 1814). Para
encontrar los pares de clave-valor paraRuleParameters, consulteLista de reglas integradas del
depurador (p. 1694).

Para configurar una regla integrada del depurador para las métricas del sistema
de perfiles y del marco

Los códigos de ejemplo siguientes muestran cómo especificar la operación de API ProfilerConfig para
habilitar la recopilación de métricas de sistema y marco.

Para habilitar la creación de perfiles de depurador para recopilar métricas del sistema y del marco
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Target Step

"ProfilerConfig": { 
    // Optional. Path to an S3 bucket to save profiling outputs
    "S3OutputPath": "s3://<default-bucket>/<training-job-name>/profiler-output", 
    // Available values for ProfilingIntervalInMilliseconds: 100, 200, 500, 1000 (1
 second), 5000 (5 seconds), and 60000 (1 minute) milliseconds.
    "ProfilingIntervalInMilliseconds": 500, 
    "ProfilingParameters": {
        "DataloaderProfilingConfig": "{ \"StartStep\": 5, \"NumSteps\": 3,
 \"MetricsRegex\": \".*\" }",
        "DetailedProfilingConfig": "{ \"StartStep\": 5, \"NumSteps\": 3 }",
        // For PythonProfilingConfig,
        // available ProfilerName options: cProfile, Pyinstrument
        // available cProfileTimer options only when using cProfile: cpu, off_cpu,
 total_time
        "PythonProfilingConfig": "{ \"StartStep\": 5, \"NumSteps\": 3, \"ProfilerName
\": \"cProfile\", \"cProfileTimer\": \"total_time\" }",
        // Optional. Local path for profiling outputs
        "LocalPath": "/opt/ml/output/profiler/" 
    }
}

Target Time Duration

"ProfilerConfig": { 
    // Optional. Path to an S3 bucket to save profiling outputs
    "S3OutputPath": "s3://<default-bucket>/<training-job-name>/profiler-output", 
    // Available values for ProfilingIntervalInMilliseconds: 100, 200, 500, 1000 (1
 second), 5000 (5 seconds), and 60000 (1 minute) milliseconds.
    "ProfilingIntervalInMilliseconds": 500,
    "ProfilingParameters": {
        "DataloaderProfilingConfig": "{ \"StartTimeInSecSinceEpoch\": 12345567789,
 \"DurationInSeconds\": 10, \"MetricsRegex\": \".*\" }",
        "DetailedProfilingConfig": "{ \"StartTimeInSecSinceEpoch\": 12345567789,
 \"DurationInSeconds\": 10 }",
        // For PythonProfilingConfig,
        // available ProfilerName options: cProfile, Pyinstrument
        // available cProfileTimer options only when using cProfile: cpu, off_cpu,
 total_time
        "PythonProfilingConfig": "{ \"StartTimeInSecSinceEpoch\": 12345567789,
 \"DurationInSeconds\": 10, \"ProfilerName\": \"cProfile\", \"cProfileTimer\":
 \"total_time\" }",
        // Optional. Local path for profiling outputs
        "LocalPath": "/opt/ml/output/profiler/"  
    }
}

Para habilitar las reglas del depurador para crear perfiles de las métricas

En el siguiente ejemplo de código se muestra cómo configurar laProfilerReportRegla de.

"ProfilerRuleConfigurations": [ 
    {
        "RuleConfigurationName": "ProfilerReport",
        "RuleEvaluatorImage": "895741380848.dkr.ecr.us-west-2.amazonaws.com/sagemaker-
debugger-rules:latest",
        "RuleParameters": {
            "rule_to_invoke": "ProfilerReport",
            "CPUBottleneck_cpu_threshold": "90",
            "IOBottleneck_threshold": "90"
        }
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    }
]

Para encontrar una lista completa de las imágenes de Docker disponibles para usar las reglas del
depurador, consulteUsar imágenes de Docker de depurador para reglas integradas (p. 1814). Para
encontrar los pares de clave-valor paraRuleParameters, consulteLista de reglas integradas del
depurador (p. 1694).

Actualizar la configuración de perfiles del depurador mediante el
comandoUpdateTrainingJobOperación de la API de

La configuración de perfiles del depurador se puede actualizar mientras se ejecuta el
trabajo de formación mediante elUpdateTrainingJobOperación de la API. Configurar
nuevoProfilerConfigyProfilerRuleConfiguracióny especifique el nombre del trabajo de formación en el
cuadro de diálogoTrainingJobNameParámetro de parámetros

{
    "ProfilerConfig": { 
        "DisableProfiler": boolean,
        "ProfilingIntervalInMilliseconds": number,
        "ProfilingParameters": { 
            "string" : "string" 
        }
    },
    "ProfilerRuleConfigurations": [ 
        { 
            "RuleConfigurationName": "string",
            "RuleEvaluatorImage": "string",
            "RuleParameters": { 
                "string" : "string" 
            }
        }
    ],
    "TrainingJobName": "your-training-job-name-YYYY-MM-DD-HH-MM-SS-SSS"
}

Agregar configuración de regla personalizada del depurador a la operación de la
API CreateTrainingJob

Se puede configurar una regla personalizada para un trabajo de entrenamiento mediante
laDebugHookConfigyDebugRuleConfigurationObjetos deCreateTrainingJobOperación de la API. En
el siguiente ejemplo de código se muestra cómo configurar unImproperActivationescrita con la
reglasmdebugusando esta operación de la API de SageMaker. En este ejemplo se supone que ha
escrito la regla personalizada encustom_rules.pyy lo cargué a un bucket de Amazon S3. El ejemplo
proporciona imágenes de Docker precompiladas que puede usar para ejecutar sus reglas personalizadas.
Se enumeran en Direcciones URL del registro del depurador de Amazon SageMaker para evaluadores
de reglas personalizadas (p. 1816). Especifique la dirección URL del registro para la imagen de Docker
prediseñada en el parámetro RuleEvaluatorImage.

"DebugHookConfig": {
    "S3OutputPath": "s3://<default-bucket>/<training-job-name>/debug-output",
    "CollectionConfigurations": [
        {
            "CollectionName": "relu_activations",
            "CollectionParameters": {
                "include_regex": "relu",
                "save_interval": "500",
                "end_step": "5000"
            }
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        }
    ]
},
"DebugRulesConfigurations": [
    {
        "RuleConfigurationName": "improper_activation_job",
        "RuleEvaluatorImage": "552407032007.dkr.ecr.ap-south-1.amazonaws.com/sagemaker-
debugger-rule-evaluator:latest",
        "InstanceType": "ml.c4.xlarge",
        "VolumeSizeInGB": 400,
        "RuleParameters": {
           "source_s3_uri": "s3://bucket/custom_rules.py",
           "rule_to_invoke": "ImproperActivation",
           "collection_names": "relu_activations"
        }
    }
]

Para encontrar una lista completa de las imágenes de Docker disponibles para usar las reglas del
depurador, consulteUsar imágenes de Docker de depurador para reglas integradas (p. 1814). Para
encontrar los pares de clave-valor paraRuleParameters, consulteLista de reglas integradas del
depurador (p. 1694).

AWSBoto3
Las reglas integradas de Amazon SageMaker Debugger se pueden configurar para un trabajo de
entrenamiento mediante el comandocreate_training_job()función deAWSCliente Boto3
SageMaker. Debe especificar el URI de imagen correcto en el campoRuleEvaluatorImagey
los siguientes ejemplos le guiarán a través de cómo configurar el cuerpo de la solicitud para el
parámetrocreate_training_job()función.

El siguiente código muestra un ejemplo completo de cómo configurar el depurador para
elcreate_training_job()cuerpo de solicitud e iniciar un trabajo de formación enus-west-2,
suponiendo que un script de entrenamientoentry_point/train.pyse prepara usando TensorFlow.
Para encontrar un cuaderno de ejemplo integral, consultePerfilar TensorFlow Multi GPU Job de formación
de varios nodos con el depurador de Amazon SageMaker (Boto3).

Note

Asegúrese de utilizar las imágenes del contenedor Docker correctas. Para encontrar
disponiblesAWSImágenes del contenedor de aprendizaje profundo, consulteImágenes de Deep
Learning Containers disponibles. Para encontrar una lista completa de las imágenes de Docker
disponibles para usar las reglas del depurador, consulteUsar imágenes de Docker de depurador
para reglas integradas (p. 1814).

import sagemaker, boto3
import datetime, tarfile

# Start setting up a SageMaker session and a Boto3 SageMaker client
session = sagemaker.Session()
region = session.boto_region_name
bucket = session.default_bucket()

# Upload a training script to a default Amazon S3 bucket of the current SageMaker session
source = 'source.tar.gz'
project = 'debugger-boto3-test'

tar = tarfile.open(source, 'w:gz')
tar.add ('entry_point/train.py') # Specify the directory and name of your training script
tar.close()

s3 = boto3.client('s3')
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s3.upload_file(source, bucket, project+'/'+source)

# Set up a Boto3 session client for SageMaker
sm = boto3.Session(region_name=region).client("sagemaker")

# Start a training job
sm.create_training_job(
    TrainingJobName='debugger-boto3-'+datetime.datetime.now().strftime('%Y-%m-%d-%H-%M-
%S'),
    HyperParameters={
        'sagemaker_submit_directory': 's3://'+bucket+'/'+project+'/'+source,
        'sagemaker_program': '/entry_point/train.py' # training scrip file location and
 name under the sagemaker_submit_directory
    },
    AlgorithmSpecification={
        # Specify a training Docker container image URI (Deep Learning Container or your
 own training container) to TrainingImage.
        'TrainingImage': '763104351884.dkr.ecr.us-west-2.amazonaws.com/tensorflow-
training:2.4.1-gpu-py37-cu110-ubuntu18.04',
        'TrainingInputMode': 'File',
        'EnableSageMakerMetricsTimeSeries': False
    },
    RoleArn='arn:aws:iam::111122223333:role/service-role/AmazonSageMaker-
ExecutionRole-20201014T161125',
    OutputDataConfig={'S3OutputPath': 's3://'+bucket+'/'+project+'/output'},
    ResourceConfig={
        'InstanceType': 'ml.p3.8xlarge',
        'InstanceCount': 1,
        'VolumeSizeInGB': 30
    },
    StoppingCondition={
        'MaxRuntimeInSeconds': 86400
    },
    DebugHookConfig={
        'S3OutputPath': 's3://'+bucket+'/'+project+'/debug-output',
        'CollectionConfigurations': [
            {
                'CollectionName': 'losses',
                'CollectionParameters' : {
                    'train.save_interval': '500',
                    'eval.save_interval': '50'
                }
            }
        ]
    },
    DebugRuleConfigurations=[
        {
            'RuleConfigurationName': 'LossNotDecreasing',
            'RuleEvaluatorImage': '895741380848.dkr.ecr.us-west-2.amazonaws.com/sagemaker-
debugger-rules:latest',
            'RuleParameters': {'rule_to_invoke': 'LossNotDecreasing'}
        }
    ],
    ProfilerConfig={
        'S3OutputPath': 's3://'+bucket+'/'+project+'/profiler-output',
        'ProfilingIntervalInMilliseconds': 500,
        'ProfilingParameters': {
            'DataloaderProfilingConfig': '{"StartStep": 5, "NumSteps": 3, "MetricsRegex":
 ".*", }',
            'DetailedProfilingConfig': '{"StartStep": 5, "NumSteps": 3, }',
            'PythonProfilingConfig': '{"StartStep": 5, "NumSteps": 3, "ProfilerName":
 "cprofile", "cProfileTimer": "total_time"}',
            'LocalPath': '/opt/ml/output/profiler/' # Optional. Local path for profiling
 outputs
        }
    },
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    ProfilerRuleConfigurations=[
        {
            'RuleConfigurationName': 'ProfilerReport',
            'RuleEvaluatorImage': '895741380848.dkr.ecr.us-west-2.amazonaws.com/sagemaker-
debugger-rules:latest',
            'RuleParameters': {'rule_to_invoke': 'ProfilerReport'}
        }
    ]
)

Para configurar una regla de depuración para depurar parámetros de modelo
En los siguientes ejemplos de código se muestra cómo configurar unVanishingGradientusando esta
API de SageMaker.

Para habilitar el depurador para recopilar tensores de salida

Especifique la configuración del gancho del depurador de la siguiente manera:

DebugHookConfig={
    'S3OutputPath': 's3://<default-bucket>/<training-job-name>/debug-output',
    'CollectionConfigurations': [
        {
            'CollectionName': 'gradients',
            'CollectionParameters' : {
                'train.save_interval': '500',
                'eval.save_interval': '50'
            }
        }
    ]
}

Esto hará que el trabajo de entrenamiento guarde una colección de tensores,gradients,
cadasave_intervalde 500 pasos. Para encontrar disponiblesCollectionName, consulteColecciones
integradas del depuradoren laDocumentación de la biblioteca de cliente de SMDebug. Para
encontrar disponiblesCollectionParametersvalores y claves de parámetros, consulte
lasagemaker.debugger.CollectionConfigEn la claseDocumentación del SDK de SageMaker.

Para habilitar las reglas del depurador para depurar los tensores de salida

Los siguientes ejemplos deDebugRuleConfigurationsEjemplo de la API muestra cómo ejecutar
elVanishingGradienten el archivo guardadogradientsColección.

DebugRuleConfigurations=[
    {
        'RuleConfigurationName': 'VanishingGradient',
        'RuleEvaluatorImage': '895741380848.dkr.ecr.us-west-2.amazonaws.com/sagemaker-
debugger-rules:latest',
        'RuleParameters': {
            'rule_to_invoke': 'VanishingGradient',
            'threshold': '20.0'
        }
    }
]

Con una configuración como la de este ejemplo, Debugger inicia un trabajo de evaluación de reglas para el
trabajo de entrenamiento mediante el comandoVanishingGradienten la colección degradientstensor.
Para encontrar una lista completa de las imágenes de Docker disponibles para usar las reglas del
depurador, consulteUsar imágenes de Docker de depurador para reglas integradas (p. 1814). Para
encontrar los pares de clave-valor paraRuleParameters, consulteLista de reglas integradas del
depurador (p. 1694).
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Para configurar una regla integrada del depurador para las métricas del sistema
de perfiles y del marco
Los códigos de ejemplo siguientes muestran cómo especificar la operación de API ProfilerConfig para
habilitar la recopilación de métricas de sistema y marco.

Para habilitar la creación de perfiles de depurador para recopilar métricas del sistema y del marco

Target Step

ProfilerConfig={ 
    'S3OutputPath': 's3://<default-bucket>/<training-job-name>/profiler-output', #
 Optional. Path to an S3 bucket to save profiling outputs
    # Available values for ProfilingIntervalInMilliseconds: 100, 200, 500, 1000 (1
 second), 5000 (5 seconds), and 60000 (1 minute) milliseconds.
    'ProfilingIntervalInMilliseconds': 500, 
    'ProfilingParameters': {
        'DataloaderProfilingConfig': '{
            "StartStep": 5, 
            "NumSteps": 3, 
            "MetricsRegex": ".*"
        }',
        'DetailedProfilingConfig': '{
            "StartStep": 5, 
            "NumSteps": 3 
        }',
        'PythonProfilingConfig': '{
            "StartStep": 5, 
            "NumSteps": 3, 
            "ProfilerName": "cprofile",  # Available options: cprofile, pyinstrument
            "cProfileTimer": "total_time"  # Include only when using cprofile.
 Available options: cpu, off_cpu, total_time
        }',
        'LocalPath': '/opt/ml/output/profiler/' # Optional. Local path for profiling
 outputs
    }
}

Target Time Duration

ProfilerConfig={ 
    'S3OutputPath': 's3://<default-bucket>/<training-job-name>/profiler-output', #
 Optional. Path to an S3 bucket to save profiling outputs
    # Available values for ProfilingIntervalInMilliseconds: 100, 200, 500, 1000 (1
 second), 5000 (5 seconds), and 60000 (1 minute) milliseconds.
    'ProfilingIntervalInMilliseconds': 500,
    'ProfilingParameters': {
        'DataloaderProfilingConfig': '{
            "StartTimeInSecSinceEpoch": 12345567789, 
            "DurationInSeconds": 10, 
            "MetricsRegex": ".*"
        }',
        'DetailedProfilingConfig': '{
            "StartTimeInSecSinceEpoch": 12345567789, 
            "DurationInSeconds": 10
        }',
        'PythonProfilingConfig': '{
            "StartTimeInSecSinceEpoch": 12345567789, 
            "DurationInSeconds": 10, 
            "ProfilerName": "cprofile",  # Available options: cprofile, pyinstrument
            "cProfileTimer": "total_time"  # Include only when using cprofile.
 Available options: cpu, off_cpu, total_time
        }',
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        'LocalPath': '/opt/ml/output/profiler/' # Optional. Local path for profiling
 outputs
    }
}

Para habilitar las reglas del depurador para crear perfiles de las métricas

En el siguiente ejemplo de código se muestra cómo configurar laProfilerReportRegla de.

ProfilerRuleConfigurations=[ 
    {
        'RuleConfigurationName': 'ProfilerReport',
        'RuleEvaluatorImage': '895741380848.dkr.ecr.us-west-2.amazonaws.com/sagemaker-
debugger-rules:latest',
        'RuleParameters': {
            'rule_to_invoke': 'ProfilerReport',
            'CPUBottleneck_cpu_threshold': '90',
            'IOBottleneck_threshold': '90'
        }
    }
]

Para encontrar una lista completa de las imágenes de Docker disponibles para usar las reglas del
depurador, consulteUsar imágenes de Docker de depurador para reglas integradas (p. 1814). Para
encontrar los pares de clave-valor paraRuleParameters, consulteLista de reglas integradas del
depurador (p. 1694).

Actualizar la configuración de perfiles del depurador mediante el
comandoUpdateTrainingJobOperación de la API de
La configuración de perfiles del depurador se puede actualizar mientras se ejecuta el trabajo de
formación mediante elupdate_training_job()función deAWSCliente Boto3 SageMaker. Configurar
nuevoProfilerConfigyProfilerRuleConfiguracióny especifique el nombre del trabajo de formación en el
cuadro de diálogoTrainingJobNameParámetro de parámetros

ProfilerConfig={ 
    'DisableProfiler': boolean,
    'ProfilingIntervalInMilliseconds': number,
    'ProfilingParameters': { 
        'string' : 'string' 
    }
},
ProfilerRuleConfigurations=[ 
    { 
        'RuleConfigurationName': 'string',
        'RuleEvaluatorImage': 'string',
        'RuleParameters': { 
            'string' : 'string' 
        }
    }
],
TrainingJobName='your-training-job-name-YYYY-MM-DD-HH-MM-SS-SSS'

Agregar configuración de regla personalizada del depurador a la operación de la
API CreateTrainingJob
Se puede configurar una regla personalizada para un trabajo de entrenamiento
mediante laDebugHookConfigyDebugRuleConfigurationObjetos conAWSCliente Boto3
SageMakercreate_training_job()función. En el siguiente ejemplo de código se muestra cómo
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configurar unImproperActivationescrita con la reglasmdebugusando esta operación de la API de
SageMaker. En este ejemplo se supone que ha escrito la regla personalizada encustom_rules.pyy lo
cargué a un bucket de Amazon S3. El ejemplo proporciona imágenes de Docker precompiladas que puede
usar para ejecutar sus reglas personalizadas. Se enumeran en Direcciones URL del registro del depurador
de Amazon SageMaker para evaluadores de reglas personalizadas (p. 1816). Especifique la dirección
URL del registro para la imagen de Docker prediseñada en el parámetro RuleEvaluatorImage.

DebugHookConfig={
    'S3OutputPath': 's3://<default-bucket>/<training-job-name>/debug-output',
    'CollectionConfigurations': [
        {
            'CollectionName': 'relu_activations',
            'CollectionParameters': {
                'include_regex': 'relu',
                'save_interval': '500',
                'end_step': '5000'
            }
        }
    ]
},
DebugRulesConfigurations=[
    {
        'RuleConfigurationName': 'improper_activation_job',
        'RuleEvaluatorImage': '552407032007.dkr.ecr.ap-south-1.amazonaws.com/sagemaker-
debugger-rule-evaluator:latest',
        'InstanceType': 'ml.c4.xlarge',
        'VolumeSizeInGB': 400,
        'RuleParameters': {
           'source_s3_uri': 's3://bucket/custom_rules.py',
           'rule_to_invoke': 'ImproperActivation',
           'collection_names': 'relu_activations'
        }
    }
]

Para encontrar una lista completa de las imágenes de Docker disponibles para usar las reglas del
depurador, consulteUsar imágenes de Docker de depurador para reglas integradas (p. 1814). Para
encontrar los pares de clave-valor paraRuleParameters, consulteLista de reglas integradas del
depurador (p. 1694).

Lista de reglas integradas del depurador
Utilice las reglas integradas de Debugger proporcionadas por Amazon SageMaker Debugger y analice
los tensores emitidos al entrenar sus modelos. Las reglas integradas del Depurador monitorizan varias
condiciones comunes que son fundamentales para el éxito de un trabajo de entrenamiento. Puede llamar
a las reglas integradas usandoSDK para Python de Amazon SageMakerO las operaciones de API de
SageMaker de bajo nivel. Dependiendo de los marcos de aprendizaje profundo de su elección, hay cuatro
ámbitos de validez para las reglas integradas como se muestra en la siguiente tabla.

Note

El número máximo de reglas incorporadas para un trabajo de formación es de 20
paraProfilerRuley 20 paraRule. SageMaker Debugger gestiona completamente las reglas
integradas y analiza su trabajo de entrenamiento en paralelo. Para obtener más información
acerca de facturación, consulte la.Amazon SageMaker Studio está disponible sin costo
adicionalSección sobre de laPrecios de Amazon SageMaker(Se ha creado el certificado).
Important

Para utilizar las nuevas características del depurador, debe actualizar el SDK de Python de
SageMaker y la biblioteca de cliente SMDebug. En el kernel de IPython, el portátil Jupyter o
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el entorno JupyterLab, ejecute el siguiente código para instalar las últimas versiones de las
bibliotecas y reiniciar el kernel.

import sys
import IPython
!{sys.executable} -m pip install -U sagemaker smdebug
IPython.Application.instance().kernel.do_shutdown(True)

Depurador de ProfilerRule
Las siguientes reglas son las reglas integradas del depurador que se pueden llamar mediante el
métodoProfilerRule.sagemakerclassmethod.

Reglas integradas

Ámbito de validez Reglas integradas

Informe de perfiles para cualquier trabajo de
formación de SageMaker

• ProfilerReport (p. 1697)

Reglas integradas del depurador para supervisar la utilización de recursos del sistema de
hardware (métricas del sistema)

Ámbito de validez Reglas integradas

Reglas genéricas de monitorización del sistema
para cualquier trabajo de formación de SageMaker

• BatchSize (p. 1698)

• CPUBottleneck (p. 1699)

• GPUMemoryIncrease (p. 1701)

• IOBottleneck (p. 1702)

• LoadBalancing (p. 1703)

• LowGPUUtilization (p. 1704)

• OverallSystemUsage (p. 1705)

Reglas de depurador para la elaboración de perfiles de métricas de marco

Ámbito de validez Reglas integradas

Reglas de creación de perfiles para marcos de
aprendizaje profundo (TensorFlow y PyTorch)

• MaxInitializationTime (p. 1705)

• OverallFrameworkMetrics (p. 1706)

• StepOutlier (p. 1707)

Regla del depurador
Las siguientes reglas son las reglas integradas del depurador que se pueden llamar mediante el
métodoRule.sagemakerclassmethod.

Reglas de depurador para generar informes de entrenamiento

Ámbito de validez Reglas integradas

Informe de formación para el trabajo de formación
de SageMaker XGBoost

• create_xgboost_report (p. 1708)
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Reglas integradas del depurador para depurar datos de formación del modelo (tensores de salida)

Ámbito de validez Reglas integradas

Marcos de aprendizaje profundo (TensorFlow,
MXNet y PyTorch)

• dead_relu (p. 1708)

• exploding_tensor (p. 1710)

• poor_weight_initialization (p. 1711)

• saturated_activation (p. 1713)

• vanishing_gradient (p. 1716)

• weight_update_ratio (p. 1717)

Marcos de aprendizaje profundo (TensorFlow,
MXNet y PyTorch) y el algoritmo XGBoost

• all_zero (p. 1718)

• class_imbalance (p. 1720)

• loss_not_decreasing (p. 1722)

• overfit (p. 1724)

• overtraining (p. 1726)

• similar_across_runs (p. 1727)

• stalled_training_rule (p. 1729)

• tensor_variance (p. 1730)

• unchanged_tensor (p. 1731)

Aplicaciones de aprendizaje profundo • check_input_images (p. 1733)

• nlp_sequence_ratio (p. 1735)

Algoritmo XGBoost • confusion (p. 1736)

• feature_importance_overweight (p. 1738)

• tree_depth (p. 1740)

Para utilizar las reglas integradas con valores de parámetro predeterminados— utilice el siguiente formato
de configuración.

from sagemaker.debugger import Rule, ProfilerRule, rule_configs

rules = [
    ProfilerRule.sagemaker(rule_configs.BuiltInRuleName_1()),
    ProfilerRule.sagemaker(rule_configs.BuiltInRuleName_2()),
    ...
    ProfilerRule.sagemaker(rule_configs.BuiltInRuleName_n()),
    Rule.sagemaker(rule_configs.built_in_rule_name_1()),
    Rule.sagemaker(rule_configs.built_in_rule_name_2()),
    ...
    Rule.sagemaker(rule_configs.built_in_rule_name_n())
]

Para utilizar las reglas integradas con la personalización de los valores de los parámetros— utilice el
siguiente formato de configuración.

from sagemaker.debugger import Rule, ProfilerRule, rule_configs

rules = [
    ProfilerRule.sagemaker(
        base_config=rule_configs.BuiltInRuleName(),
        rule_parameters={
                "key": "value"
        }
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    )
    Rule.sagemaker(
        base_config=rule_configs.built_in_rule_name(),
        rule_parameters={
                "key": "value"
        }
        collections_to_save=[ 
            CollectionConfig(
                name="tensor_collection_name", 
                parameters={
                    "key": "value"
                } 
            )
        ]
    )
]

Para encontrar las claves disponibles para elrule_parametersConsulte las tablas de descripción de
parámetros.

Se proporcionan códigos de configuración de reglas de ejemplo para cada regla integrada debajo de las
tablas de descripción de parámetros.

• Para obtener instrucciones completas y ejemplos de cómo utilizar las reglas integradas de Debugger,
consulteCódigo de ejemplo de reglas integradas (p. 1680).

• Para obtener instrucciones completas sobre el uso de las reglas integradas con las operaciones de
la API de SageMaker de bajo nivel, consulteConfigurar el depurador mediante la API de Amazon
SageMaker (p. 1684).

ProfilerReport
La regla ProfilerReport invoca todas las reglas integradas para supervisar y crear perfiles. Crea un informe
de creación de perfiles y se actualiza cuando se activan las reglas individuales. Puede descargar un
informe completo de perfiles mientras se ejecuta un trabajo de formación o una vez finalizado el trabajo de
formación. Puede ajustar los valores de los parámetros de regla para personalizar la sensibilidad de las
reglas integradas de supervisión y creación de perfiles. El siguiente código de ejemplo muestra el formato
básico para ajustar los parámetros de regla integrados mediante la regla ProfilerReport.

rules=[
    ProfilerRule.sagemaker(
        rule_configs.ProfilerReport(
            <BuiltInRuleName>_<parameter_name> = value
        )
    )  
]

Si activa esta regla ProfilerReport sin ningún parámetro personalizado como se muestra en el siguiente
código de ejemplo, la regla ProfilerReport desencadena todas las reglas integradas para la supervisión y la
creación de perfiles con sus valores de parámetro predeterminados.

rules=[ProfilerRule.sagemaker(rule_configs.ProfilerReport())]

En el código de ejemplo siguiente se muestra cómo especificar y ajustar el parámetro decpu_thresholdy
la regla IoBottleneckthresholdParámetro de parámetros

rules=[
    ProfilerRule.sagemaker(
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        rule_configs.ProfilerReport(
            CPUBottleneck_cpu_threshold = 90,
            IOBottleneck_threshold = 90
        )
    )  
]

Descripciones de parámetros para la regla OverallSystemUsage

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento de prueba
base. Amazon SageMaker Debugger establece
automáticamente este parámetro en el trabajo de
formación actual.

Obligatorio

Valores válidos: Cadena

<BuiltInRuleName>_<parameter_name> Parámetro personalizable para ajustar los
umbrales de otras reglas integradas de supervisión
y creación de perfiles.

Opcional

Valor predeterminado: None

BatchSize
La regla BatchSize ayuda a detectar si la GPU está infrautilizada debido a un tamaño de lote pequeño.
Para detectar este problema, esta regla supervisa la utilización media de la CPU, la utilización de la GPU
y la utilización de la memoria de la GPU. Si la utilización en la memoria de CPU, GPU y GPU es baja
en promedio, puede indicar que el trabajo de formación puede ejecutarse en un tipo de instancia más
pequeño o puede ejecutarse con un tamaño de lote mayor. Este análisis no funciona para marcos que
sobreasignan la memoria. Sin embargo, aumentar el tamaño del lote puede provocar cuellos de botella de
procesamiento o carga de datos porque se requiere más tiempo de preprocesamiento de datos en cada
iteración.

Descripciones de parámetros para la regla BatchSize

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento de prueba
base. Amazon SageMaker Debugger establece
automáticamente este parámetro en el trabajo de
formación actual.

Obligatorio

Valores válidos: Cadena

cpu_threshold_p95 Define el umbral para el cuantil 95 de utilización de
CPU en porcentaje.

Opcional

Valores válidos: Entero
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Nombre del parámetro Descripción
Valor predeterminado:70(en porcentaje)

gpu_threshold_p95 Define el umbral para el cuantil 95 de utilización de
GPU en porcentaje.

Opcional

Valores válidos: Entero

Valor predeterminado:70(en porcentaje)

gpu_memory_threshold_p95 Define el umbral para el cuantil 95 de utilización de
memoria de GPU en porcentaje.

Opcional

Valores válidos: Entero

Valores predeterminados:70(en porcentaje)

patience Define el número de puntos de datos que se
omitirán hasta que la regla comience la evaluación.
Los primeros pasos de los trabajos de formación
suelen mostrar un gran volumen de procesos de
datos, así que mantenga la regla paciente y evite
que se invoque demasiado pronto con un número
determinado de datos de perfiles que especifique
con este parámetro.

Opcional

Valores válidos: Entero

Valores predeterminados: 100

window Tamaño de ventana para calcular cuantiles.

Opcional

Valores válidos: Entero

Valores predeterminados: 500

scan_interval_us Intervalo de tiempo que se analizan los archivos de
línea de tiempo

Opcional

Valores válidos: Entero

Valores predeterminados:60000000(en
microsegundos)

CPUBottleneck
La regla CPUBottleneck ayuda a detectar si la GPU está infrautilizada debido a cuellos de botella de la
CPU. Rule devuelve True si el número de cuellos de botella de CPU supera un umbral predefinido.
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Descripciones de parámetros para la regla CPUBottleneck

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento de prueba
base. Amazon SageMaker Debugger establece
automáticamente este parámetro en el trabajo de
formación actual.

Obligatorio

Valores válidos: Cadena

threshold Define el umbral para la proporción de tiempo
de cuello de botella con respecto al tiempo total
de entrenamiento. Si la proporción supera el
porcentaje especificado para el parámetro umbral,
la regla cambia el estado de la regla a True.

Opcional

Valores válidos: Entero

Valor predeterminado:50(en porcentaje)

gpu_threshold Umbral que define la baja utilización de GPU.

Opcional

Valores válidos: Entero

Valor predeterminado:10(en porcentaje)

cpu_threshold Umbral que define una alta utilización de CPU.

Opcional

Valores válidos: Entero

Valores predeterminados:90(en porcentaje)

patience Define el número de puntos de datos que se
omitirán hasta que la regla comience la evaluación.
Los primeros pasos de los trabajos de formación
suelen mostrar un gran volumen de procesos de
datos, así que mantenga la regla paciente y evite
que se invoque demasiado pronto con un número
determinado de datos de perfiles que especifique
con este parámetro.

Opcional

Valores válidos: Entero

Valores predeterminados: 100

scan_interval_us Intervalo de tiempo con el que se analizan los
archivos de la línea

Opcional
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Nombre del parámetro Descripción
Valores válidos: Entero

Valores predeterminados:60000000(en
microsegundos)

GPUMemoryIncrease
La regla GPUMemoryIncrement ayuda a detectar un gran aumento en el uso de memoria en las GPU.

Descripciones de parámetros para la regla GPUMemoryIncreve

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento de prueba
base. Amazon SageMaker Debugger establece
automáticamente este parámetro en el trabajo de
formación actual.

Obligatorio

Valores válidos: Cadena

increase Define el umbral para aumentar la memoria
absoluta.

Opcional

Valores válidos: Entero

Valor predeterminado:10(en porcentaje)

patience Define el número de puntos de datos que se
omitirán hasta que la regla comience la evaluación.
Los primeros pasos de los trabajos de formación
suelen mostrar un gran volumen de procesos de
datos, así que mantenga la regla paciente y evite
que se invoque demasiado pronto con un número
determinado de datos de perfiles que especifique
con este parámetro.

Opcional

Valores válidos: Entero

Valores predeterminados: 100

window Tamaño de ventana para calcular cuantiles.

Opcional

Valores válidos: Entero

Valores predeterminados: 500

scan_interval_us Intervalo de tiempo que se analizan los archivos de
línea de tiempo

Opcional
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Nombre del parámetro Descripción
Valores válidos: Entero

Valores predeterminados:60000000(en
microsegundos)

IOBottleneck
Esta regla ayuda a detectar si la GPU está infrautilizada debido a cuellos de botella de E/S de datos. Regla
devuelve True si el número de cuellos de botella de E/S supera un umbral predefinido.

Descripciones de parámetros para la regla IOBottleneck

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento de prueba
base. Amazon SageMaker Debugger establece
automáticamente este parámetro en el trabajo de
formación actual.

Obligatorio

Valores válidos: Cadena

threshold Define el umbral en el que Rule devolverá True.

Opcional

Valores válidos: Entero

Valor predeterminado:50(en porcentaje)

gpu_threshold Umbral que define cuándo la GPU se considera
infrautilizada.

Opcional

Valores válidos: Entero

Valor predeterminado:70(en porcentaje)

io_threshold Umbral que define un tiempo de espera de E/S
alto.

Opcional

Valores válidos: Entero

Valores predeterminados:50(en porcentaje)

patience Define el número de puntos de datos que se
omitirán hasta que la regla comience la evaluación.
Los primeros pasos de los trabajos de formación
suelen mostrar un gran volumen de procesos de
datos, así que mantenga la regla paciente y evite
que se invoque demasiado pronto con un número
determinado de datos de perfiles que especifique
con este parámetro.
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Nombre del parámetro Descripción
Opcional

Valores válidos: Entero

Valores predeterminados: 1000

scan_interval_us Intervalo de tiempo que se analizan los archivos de
línea de tiempo

Opcional

Valores válidos: Entero

Valores predeterminados:60000000(en
microsegundos)

LoadBalancing
La regla LoadBalancing ayuda a detectar problemas en el equilibrio de cargas de trabajo entre varias GPU.

Descripciones de parámetros para la regla LoadBalancing

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento de prueba
base. Amazon SageMaker Debugger establece
automáticamente este parámetro en el trabajo de
formación actual.

Obligatorio

Valores válidos: Cadena

threshold Define el porcentaje de carga de trabajo.

Opcional

Valores válidos: Entero

Valor predeterminado:0.5(proporción sin unidad)

patience Define el número de puntos de datos que se
omitirán hasta que la regla comience la evaluación.
Los primeros pasos de los trabajos de formación
suelen mostrar un gran volumen de procesos de
datos, así que mantenga la regla paciente y evite
que se invoque demasiado pronto con un número
determinado de datos de perfiles que especifique
con este parámetro.

Opcional

Valores válidos: Entero

Valores predeterminados: 10

scan_interval_us Intervalo de tiempo que se analizan los archivos de
línea de tiempo
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Nombre del parámetro Descripción
Opcional

Valores válidos: Entero

Valores predeterminados:60000000(en
microsegundos)

LowGPUUtilization
La regla LowGPUUsation ayuda a detectar si la utilización de la GPU es baja o sufre fluctuaciones. Esto
se comprueba para cada GPU de cada trabajador. Regla devuelve True si el cuantil 95 está por debajo del
umbral p95, lo que indica la infrautilización. Regla devuelve true si el cuantil 95 está por encima del umbral
p95 y el quinto cuantil está por debajo del umbral p5, lo que indica fluctuaciones.

Descripciones de parámetros para la regla LowGPUUtialization

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento de prueba
base. Amazon SageMaker Debugger establece
automáticamente este parámetro en el trabajo de
formación actual.

Obligatorio

Valores válidos: Cadena

threshold_p95 Umbral para el cuantil 95 por debajo del cual se
considera que la GPU está infrautilizada.

Opcional

Valores válidos: Entero

Valor predeterminado:70(en porcentaje)

threshold_p5 Un umbral para el quinto cuantil. El valor
predeterminado es del 10 por ciento.

Opcional

Valores válidos: Entero

Valores predeterminados:10(en porcentaje)

patience Define el número de puntos de datos que se
omitirán hasta que la regla comience la evaluación.
Los primeros pasos de los trabajos de formación
suelen mostrar un gran volumen de procesos de
datos, así que mantenga la regla paciente y evite
que se invoque demasiado pronto con un número
determinado de datos de perfiles que especifique
con este parámetro.

Opcional

Valores válidos: Entero

1704



Amazon SageMaker Developer Guide
Lista de reglas integradas

Nombre del parámetro Descripción
Valores predeterminados: 1000

window Tamaño de ventana para calcular cuantiles.

Opcional

Valores válidos: Entero

Valores predeterminados: 500

scan_interval_us Intervalo de tiempo que se analizan los archivos de
línea de tiempo

Opcional

Valores válidos: Entero

Valores predeterminados:60000000(en
microsegundos)

OverallSystemUsage
La regla OverallSystemUsage mide el uso general del sistema por nodo de trabajo. La regla actualmente
solo agrega valores por nodo y calcula sus percentiles.

Descripciones de parámetros para la regla OverallSystemUsage

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento de prueba
base. Amazon SageMaker Debugger establece
automáticamente este parámetro en el trabajo de
formación actual.

Obligatorio

Valores válidos: Cadena

scan_interval_us Intervalo de tiempo para analizar archivos de línea
de tiempo.

Opcional

Valores válidos: Entero

Valores predeterminados:60000000(en
microsegundos)

MaxInitializationTime
La regla MaxInitializationTime ayuda a detectar si la inicialización del entrenamiento está tomando
demasiado tiempo. La regla espera hasta que el primer paso esté disponible.
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Descripciones de parámetros para la regla MaxInitializationTime

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento de prueba
base. Amazon SageMaker Debugger establece
automáticamente este parámetro en el trabajo de
formación actual.

Obligatorio

Valores válidos: Cadena

threshold Define el umbral en minutos para esperar a que el
primer paso esté disponible.

Opcional

Valores válidos: Entero

Valor predeterminado:20(en minutos)

scan_interval_us Intervalo de tiempo con el que se analizan los
archivos de la línea

Opcional

Valores válidos: Entero

Valores predeterminados:60000000(en
microsegundos)

OverallFrameworkMetrics
La regla OverallFrameworkMetrics resume el tiempo invertido en métricas de marco, como paso hacia
adelante y hacia atrás, y carga de datos.

Descripciones de parámetros para la regla OverallFrameworkMetrics

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento de prueba
base. Amazon SageMaker Debugger establece
automáticamente este parámetro en el trabajo de
formación actual.

Obligatorio

Valores válidos: Cadena

scan_interval_us Intervalo de tiempo para analizar archivos de línea
de tiempo.

Opcional

Valores válidos: Entero

Valores predeterminados:60000000(en
microsegundos)
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StepOutlier
La regla StepOutlier ayuda a detectar valores atípicos en duraciones de pasos. Esta regla devuelveTruesi
hay valores atípicos con duraciones de paso mayores questddevsigmas de todas las duraciones del paso
en un rango de tiempo.

Descripciones de parámetros para la regla StepOutlier

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento de prueba
base. Amazon SageMaker Debugger establece
automáticamente este parámetro en el trabajo de
formación actual.

Obligatorio

Valores válidos: Cadena

stddev Define un factor por el cual multiplicar la desviación
estándar. Por ejemplo, la regla se invoca de forma
predeterminada cuando la duración de un paso
es mayor o menor que 5 veces la desviación
estándar.

Opcional

Valores válidos: Entero

Valor predeterminado:5(en minutos)

mode Modo bajo el cual se han guardado los pasos y en
qué regla debe ejecutarse. Por defecto, la regla se
ejecutará en los pasos de la fase EVAL y TRAIN

Opcional

Valores válidos: Entero

Valor predeterminado:5(en minutos)

n_outliers Cuántos valores atípicos ignorar antes de que la
regla devuelva True

Opcional

Valores válidos: Entero

Valor predeterminado: 10

scan_interval_us Intervalo de tiempo con el que se analizan los
archivos de la línea

Opcional

Valores válidos: Entero

Valores predeterminados:60000000(en
microsegundos)
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CreateXgboostReport
La regla CreateTexgBoostReport recopila los tensores de salida de un trabajo de formación de
XgBoost y genera automáticamente un informe de formación completo. Puede descargar un informe
completo de perfiles mientras se ejecuta un trabajo de formación o una vez finalizado el trabajo de
formación, y comprobar el progreso de la formación o el resultado final del trabajo de formación. La regla
CreateTexgBoostReport recopila los siguientes tensores de salida de forma predeterminada:

• hyperparameters— Guarda en el primer paso
• metrics— Ahorra pérdidas y precisión cada 5 pasos
• feature_importance— Guarda cada 5 pasos
• predictions— Guarda cada 5 pasos
• labels— Guarda cada 5 pasos

Descripciones de parámetros para la regla CreateXGBoostReport

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento de prueba
base. Amazon SageMaker Debugger establece
automáticamente este parámetro en el trabajo de
formación actual.

Obligatorio

Valores válidos: Cadena

rules=[
    Rule.sagemaker(
        rule_configs.create_xgboost_report()
    )  
]

DeadRelu
Esta regla detecta cuando el porcentaje de funciones de activación de unidad lineal rectificada (ReLU) en
una prueba se considera muerto porque su actividad de activación ha caído por debajo de un umbral. Si el
porcentaje de ReLU inactivas en una capa es mayor que el valor threshold_layer de ReLU inactivas,
la regla devuelve True.

Descripciones de parámetros para la regla DeadRelu

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento de prueba
base. Amazon SageMaker Debugger establece
automáticamente este parámetro en el trabajo de
formación actual.

Obligatorio

Valores válidos: Cadena

tensor_regex Una lista de patrones de expresiones regulares
que se utiliza para restringir esta comparación
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Nombre del parámetro Descripción
a tensores de valores escalares específicos.
La regla inspecciona solo los tensores que
coinciden con los patrones de expresiones
regulares especificados en la lista. Si no se
aprueba ningún patrón, la regla compara todos
los tensores recopilados en las pruebas de forma
predeterminada. Solo pueden coincidir los tensores
de valor escalar.

Opcional

Valores válidos: Lista de cadenas o una cadena
separada por comas

Valor predeterminado: ".*relu_output"

threshold_inactivity Define un nivel de actividad por debajo del cual se
considera que una ReLU está muerta. Una ReLU
podría estar activo al comienzo de una prueba
y luego morir lentamente durante el proceso de
entrenamiento. Si la ReLU está activa menos de
threshold_inactivity, se considera que está
muerta.

Opcional

Valores válidos: Float

Valores predeterminados:1.0(en porcentaje)

threshold_layer Devuelve True si el porcentaje de ReLU inactivas
en una capa es mayor que threshold_layer.

Devuelve False si el porcentaje de ReLU inactivas
en una capa es menor que threshold_layer.

Opcional

Valores válidos: Float

Valores predeterminados:50.0(en porcentaje)

built_in_rules = [
    Rule.sagemaker(
        base_config=rule_configs.dead_relu(),
        rule_parameters={
                "tensor_regex": ".*relu_output|.*ReLU_output",
                "threshold_inactivity": "1.0",
                "threshold_layer": "50.0"
        }
        collections_to_save=[ 
            CollectionConfig(
                name="custom_relu_collection", 
                parameters={
                    "include_regex: ".*relu_output|.*ReLU_output",
                    "save_interval": "500"
                } 
            )
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        ]
    )
]

Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configuración de
reglas integradas del depurador (p. 1676).

Note

Esta regla no está disponible para el algoritmo XGBoost.

ExplodingTensor
Esta regla detecta si los tensores emitidos durante el entrenamiento tienen valores no finitos, infinitos o
NaN (no un número). Si se detecta un valor no finito, la regla devuelve True.

Descripciones de parámetros para la regla ExplodingTensor

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento de prueba
base. Amazon SageMaker Debugger establece
automáticamente este parámetro en el trabajo de
formación actual.

Obligatorio

Valores válidos: Cadena

collection_names Lista de nombres de colección cuyos tensores
inspecciona la regla.

Opcional

Valores válidos: Cadena

Valor predeterminado: None

tensor_regex Una lista de patrones de expresiones regulares
que se utiliza para restringir esta comparación
a tensores de valores escalares específicos.
La regla inspecciona solo los tensores que
coinciden con los patrones de expresiones
regulares especificados en la lista. Si no se
aprueba ningún patrón, la regla compara todos
los tensores recopilados en las pruebas de forma
predeterminada. Solo pueden coincidir los tensores
de valor escalar.

Opcional

Valores válidos: Cadena

Valor predeterminado: None

only_nan True para monitorizar los tensores base_trial
solo para valores NaN y no para infinito.

False para tratar tanto NaN como infinito como
valores de explosión y para monitorizar ambos.
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Nombre del parámetro Descripción
Opcional

Valor predeterminado: False

built_in_rules = [
    Rule.sagemaker(
        base_config=rule_configs.exploding_tensor(),
        rule_parameters={
                "tensor_regex": ".*gradient",
                "only_nan": "False"
        }
        collections_to_save=[ 
            CollectionConfig(
                name="gradients", 
                parameters={
                    "save_interval": "500"
                }
            )
        ]
    )
]

Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configuración de
reglas integradas del depurador (p. 1676).

Note

Esta regla no está disponible para el algoritmo XGBoost.

PoorWeightInitialization
Esta regla detecta si los parámetros del modelo se han inicializado mal.

Una buena inicialización rompe la simetría de los pesos y gradientes en una red neuronal y mantiene
variaciones de activación proporcionales a través de las capas. De lo contrario, la red neuronal no aprende
eficazmente. Inicializadores como Xavier pretenden mantener la varianza constante a través de las
activaciones, lo cual es especialmente relevante para entrenar redes neuronales muy profundas. Una
inicialización demasiado pequeña puede dar lugar a la desaparición de gradientes. Una inicialización
demasiado grande puede dar lugar a la explosión de gradientes. Esta regla comprueba la variación de las
entradas de activación a través de las capas, la distribución de gradientes y la convergencia de pérdidas
para los pasos iniciales para determinar si una red neuronal se ha inicializado mal.

Descripciones de parámetros para la regla PoorWeightInitialization

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento de prueba
base. Amazon SageMaker Debugger establece
automáticamente este parámetro en el trabajo de
formación actual.

Obligatorio

Valores válidos: Cadena

activation_inputs_regex Una lista de patrones de expresiones regulares
que se utiliza para restringir esta comparación
a tensores de valores escalares específicos.
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Nombre del parámetro Descripción
La regla inspecciona solo los tensores que
coinciden con los patrones de expresiones
regulares especificados en la lista. Si no se
aprueba ningún patrón, la regla compara todos
los tensores recopilados en las pruebas de forma
predeterminada. Solo pueden coincidir los tensores
de valor escalar.

Opcional

Valores válidos: Cadena

Valor predeterminado: ".*relu_input"

threshold Si la relación entre la varianza mínima y máxima
de pesos por capa supera threshold en un paso,
la regla vuelve True.

Opcional

Valores válidos: Float

Valor predeterminado: 10.0

distribution_range Si la diferencia mínima entre los percentiles 5.º y
95.º de la distribución de gradiente es menor que la
distribution_range, la regla devuelve True.

Opcional

Valores válidos: Float

Valor predeterminado: 0.001

patience El número de pasos que esperar hasta que se
considere que la pérdida ya no está disminuyendo.

Opcional

Valores válidos: Entero

Valor predeterminado: 5

steps El número de pasos que analiza esta regla. Por
lo general, solo tiene que verificar las primeras
iteraciones.

Opcional

Valores válidos: Float

Valor predeterminado: 10

built_in_rules = [
    Rule.sagemaker(
        base_config=rule_configs.poor_weight_initialization(),
        rule_parameters={
                "activation_inputs_regex": ".*relu_input|.*ReLU_input",
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                "threshold": "10.0",
                "distribution_range": "0.001",
                "patience": "5",
                "steps": "10"
        },
        collections_to_save=[ 
            CollectionConfig(
                name="custom_relu_collection", 
                parameters={
                    "include_regex": ".*relu_input|.*ReLU_input",
                    "save_interval": "500"
                } 
            )
        ]
    )
]

Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configuración de
reglas integradas del depurador (p. 1676).

Note

Esta regla no está disponible para el algoritmo XGBoost.

SaturatedActivation
Esta regla detecta si las capas de activación tanh y sigmoide se están saturando. Una capa de activación
se satura cuando la entrada de la capa está cerca del máximo o mínimo de la función de activación.
El mínimo y máximo de las funciones de activación tanh y sigmoide se definen por sus respectivos
valores min_threshold y max_thresholds. Si la actividad de un nodo cae por debajo del porcentaje
threshold_inactivity, se considera saturado. Si más de un porcentaje threshold_layer de los
nodos están saturados, la regla devuelve True.

Descripciones de parámetros para la regla SaturatedActivation

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento de prueba
base. Amazon SageMaker Debugger establece
automáticamente este parámetro en el trabajo de
formación actual.

Obligatorio

Valores válidos: Cadena

collection_names Lista de nombres de colección cuyos tensores
inspecciona la regla.

Opcional

Valores válidos: Lista de cadenas o una cadena
separada por comas

Valor predeterminado: Ninguno

tensor_regex Una lista de patrones de expresiones regulares
que se utiliza para restringir esta comparación
a tensores de valores escalares específicos.
La regla inspecciona solo los tensores que
coinciden con los patrones de expresiones
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Nombre del parámetro Descripción
regulares especificados en la lista. Si no se
aprueba ningún patrón, la regla compara todos
los tensores recopilados en las pruebas de forma
predeterminada. Solo pueden coincidir los tensores
de valor escalar.

Opcional

Valores válidos: Cadena

Valor predeterminado:
".*tanh_input|.*sigmoid_input".

threshold_tanh_min Los umbrales mínimo y máximo que
definen los extremos de la entrada para una
función de activación tanh, definidos como:
(min_threshold, max_threshold). Los
valores predeterminados se determinan en función
de un umbral de gradiente de desvanecimiento de
0,0000001.

Opcional

Valores válidos: Float

Valores predeterminados: -9.4999

threshold_tanh_max Los umbrales mínimo y máximo que
definen los extremos de la entrada para una
función de activación tanh, definidos como:
(min_threshold, max_threshold). Los
valores predeterminados se determinan en función
de un umbral de gradiente de desvanecimiento de
0,0000001.

Opcional

Valores válidos: Float

Valores predeterminados: 9.4999

threshold_sigmoid_min Los umbrales mínimo y máximo que definen
los extremos de la entrada para una función
de activación sigmoide, definidos como:
(min_threshold, max_threshold). Los
valores predeterminados se determinan en función
de un umbral de gradiente de desvanecimiento de
0,0000001.

Opcional

Valores válidos: Float

Valores predeterminados: -23
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Nombre del parámetro Descripción

threshold_sigmoid_max Los umbrales mínimo y máximo que definen
los extremos de la entrada para una función
de activación sigmoide, definidos como:
(min_threshold, max_threshold). Los
valores predeterminados se determinan en función
de un umbral de gradiente de desvanecimiento de
0,0000001.

Opcional

Valores válidos: Float

Valores predeterminados: 16.99999

threshold_inactivity Porcentaje de inactividad por debajo del cual se
considera que la capa de activación está saturada.
La activación podría estar activa al comienzo de
una prueba y luego volverse lentamente menos
activa durante el proceso de entrenamiento.

Opcional

Valores válidos: Float

Valores predeterminados: 1.0

threshold_layer Devuelve True si el número de activaciones
saturadas en una capa es mayor que el porcentaje
threshold_layer.

Devuelve False si el número de activaciones
saturadas en una capa es menor que el porcentaje
threshold_layer.

Opcional

Valores válidos: Float

Valores predeterminados: 50.0

built_in_rules = [
    Rule.sagemaker(
        base_config=rule_configs.saturated_activation(),
        rule_parameters={
                "tensor_regex": ".*tanh_input|.*sigmoid_input",
                "threshold_tanh_min": "-9.4999",
                "threshold_tanh_max": "9.4999",
                "threshold_sigmoid_min": "-23",
                "threshold_sigmoid_max": "16.99999",
                "threshold_inactivity": "1.0",
                "threshold_layer": "50.0"
        },
        collections_to_save=[ 
            CollectionConfig(
                name="custom_activations_collection",
                parameters={
                    "include_regex": ".*tanh_input|.*sigmoid_input"
                    "save_interval": "500"
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                } 
            )
        ]
    )
]

Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configuración de
reglas integradas del depurador (p. 1676).

Note

Esta regla no está disponible para el algoritmo XGBoost.

VanishingGradient
Esta regla detecta si los gradientes de una prueba se vuelven extremadamente pequeños o caen a una
magnitud cero. Si la media de los valores absolutos de los gradientes cae por debajo de un threshold
especificado, la regla devuelve True.

Descripciones de parámetros para la regla VanishingGradient

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento de prueba
base. Amazon SageMaker Debugger establece
automáticamente este parámetro en el trabajo de
formación actual.

Obligatorio

Valores válidos: Cadena

threshold Valor en el que se determina que el gradiente está
desapareciendo.

Opcional

Valores válidos: Float

Valor predeterminado: 0.0000001.

built_in_rules = [
    Rule.sagemaker(
        base_config=rule_configs.vanishing_gradient(),
        rule_parameters={
                "threshold": "0.0000001"
        },
        collections_to_save=[ 
            CollectionConfig(
                name="gradients", 
                parameters={
                    "save_interval": "500"
                } 
            )
        ]
    )
]

Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configuración de
reglas integradas del depurador (p. 1676).
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Note

Esta regla no está disponible para el algoritmo XGBoost.

WeightUpdateRatio
Esta regla hace un seguimiento de la proporción de actualizaciones a ponderaciones durante el
entrenamiento y detecta si esa proporción es demasiado grande o demasiado pequeña. Si la proporción de
actualizaciones a ponderaciones es mayor que large_threshold value o si esta proporción es menor
que small_threshold, la regla devuelve True.

Las condiciones de entrenamiento son mejores cuando las actualizaciones son proporcionales a los
gradientes. Las actualizaciones excesivamente grandes pueden alejar las ponderaciones de los valores
óptimos y las actualizaciones muy pequeñas dan lugar a una convergencia muy lenta. Esta regla requiere
que los pesos estén disponibles para dos pasos de entrenamiento, ytrain.save_intervaldebe
establecerse igual anum_steps.

Descripciones de parámetros para la regla WeightUpdateRatio

Nombre del parámetro, Descripción

base_trial El nombre del trabajo de entrenamiento de prueba
base. Amazon SageMaker Debugger establece
automáticamente este parámetro en el trabajo de
formación actual.

Obligatorio

Valores válidos: Cadena

num_steps El número de pasos en los que comprueba la regla
para determinar si el tensor ha cambiado.

El número de pasos a través de los cuales desea
comparar las relaciones de ponderación. Si no
transfiere ningún valor, la regla se ejecuta de forma
predeterminada frente al paso actual y al paso
guardado inmediatamente anterior. Si anula el
valor predeterminado transfiriendo un valor para
este parámetro, la comparación se realiza entre las
ponderaciones en el pasosy en un paso>= s -
num_steps.

Opcional

Valores válidos: Entero

Valor predeterminado: None

large_threshold El valor máximo que puede tomar la proporción de
actualizaciones a ponderaciones antes de la regla
devuelveTrue.

Opcional

Valores válidos: Float

Valor predeterminado: 10.0
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Nombre del parámetro, Descripción

small_threshold El valor mínimo que puede tomar la proporción de
actualizaciones a ponderaciones, por debajo del
cual la regla devuelveTrue.

Opcional

Valores válidos: Float

Valor predeterminado: 0.00000001

epsilon Una pequeña constante utilizada para garantizar
que Depurador no se divide por cero cuando
se calcula la proporción de actualizaciones a
ponderaciones.

Opcional

Valores válidos: Float

Valor predeterminado: 0.000000001

built_in_rules = [
    Rule.sagemaker(
        base_config=rule_configs.weight_update_ratio(),
        rule_parameters={
                "num_steps": "100",
                "large_threshold": "10.0",
                "small_threshold": "0.00000001",
                "epsilon": "0.000000001"
        },
        collections_to_save=[ 
            CollectionConfig(
                name="weights", 
                parameters={
                    "train.save_interval": "100"
                } 
            )
        ]
    )
]

Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configuración de
reglas integradas del depurador (p. 1676).

Note

Esta regla no está disponible para el algoritmo XGBoost.

AllZero
Esta regla detecta si todos o un porcentaje especificado de los valores del tensor son cero.

Esta regla se puede aplicar a uno de los marcos de aprendizaje profundo admitidos (TensorFlow, MXNet y
PyTorch) o al algoritmo XGBoost. Debe especificar el parámetro collection_names o tensor_regex.
Si se especifican ambos parámetros, la regla inspecciona la unión de tensores de ambos conjuntos.

Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configuración de
reglas integradas del depurador (p. 1676).
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Descripciones de parámetros para la regla AllZero

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento de prueba
base. Amazon SageMaker Debugger establece
automáticamente este parámetro en el trabajo de
formación actual.

Obligatorio

Valores válidos: Cadena

collection_names Lista de nombres de colección cuyos tensores
inspecciona la regla.

Opcional

Valores válidos: Lista de cadenas o una cadena
separada por comas

Valor predeterminado: None

tensor_regex Una lista de patrones de expresiones regulares
que se utiliza para restringir esta comparación
a tensores de valores escalares específicos.
La regla inspecciona solo los tensores que
coinciden con los patrones de expresiones
regulares especificados en la lista. Si no se
aprueba ningún patrón, la regla compara todos
los tensores recopilados en las pruebas de forma
predeterminada. Solo pueden coincidir los tensores
de valor escalar.

Opcional

Valores válidos: Lista de cadenas o una cadena
separada por comas

Valor predeterminado: None

threshold Especifica el porcentaje de valores en el tensor
que debe ser cero para que se invoque esta regla.

Opcional

Valores válidos: Float

Valor predeterminado: 100 (en porcentaje)

built_in_rules = [
    Rule.sagemaker(
        base_config=rule_configs.all_zero(),
        rule_parameters={
                "tensor_regex": ".*",
                "threshold": "100"
        },
        collections_to_save=[ 
            CollectionConfig(
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                name="all", 
                parameters={
                    "save_interval": "500"
                } 
            )
        ]
    )
]

ClassImbalance
Esta regla mide los desequilibrios de muestreo entre clases y devuelve errores si el desequilibrio supera
un umbral o si se producen demasiados errores para clases subrepresentadas como resultado del
desequilibrio.

Los modelos de clasificación requieren clases bien equilibradas en el conjunto de datos de entrenamiento
o una ponderación/muestreo adecuada de las clases durante el entrenamiento. La regla realiza las
comprobaciones siguientes:

• Cuenta las incidencias por clase. Si la relación entre el número de muestras entre la clase menor y la
mayor es mayor que threshold_imbalance, se produce un error.

• Comprueba la precisión de la predicción por clase. Si el remuestreo o la ponderación no se
han aplicado correctamente, el modelo puede alcanzar una alta precisión para la clase con
muchas muestras de entrenamiento, pero baja precisión para las clases con pocas muestras de
entrenamiento. Si una fracción de las predicciones erróneas para una determinada clase supera
threshold_misprediction, se produce un error.

Esta regla se puede aplicar a uno de los marcos de aprendizaje profundo admitidos (TensorFlow, MXNet y
PyTorch) o al algoritmo XGBoost.

Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configuración de
reglas integradas del depurador (p. 1676).

Descripciones de parámetros para la regla ClassImbalance

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento de prueba
base. Amazon SageMaker Debugger establece
automáticamente este parámetro en el trabajo de
formación actual.

Obligatorio

Valores válidos: Cadena

threshold_imbalance El desequilibrio aceptable entre el número de
muestras en la clase menor y en la clase mayor. Si
se supera este valor de umbral se genera un error.

Opcional

Valores válidos: Float

Valor predeterminado: 10

threshold_misprediction Un límite en la fracción de predicciones erróneas
permitidas para cada clase. Si se supera
este umbral se genera un error. Las clases
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Nombre del parámetro Descripción
insuficientemente representadas corren el mayor
riesgo de superar este umbral.

Opcional

Valores válidos: Float

Valor predeterminado: 0.7

samples El número de etiquetas que se deben procesar
antes de evaluar un desequilibrio. Es posible que la
regla no se active hasta que haya visto suficientes
muestras en varios pasos. Cuantas más clases
contenga el conjunto de datos, mayor será este
número sample.

Opcional

Valores válidos: Entero

Valor predeterminado: 500 (suponiendo un
conjunto de datos como MNIST con 10 clases)

argmax Si es True, np.argmax se aplica al tensor de
predicción. Necesario cuando tiene un vector de
probabilidades para cada clase. Se utiliza para
determinar qué clase tiene la probabilidad más
alta.

Condicional

Valores válidos: Booleano

Valor predeterminado: False

labels_regex El nombre del tensor que contiene las etiquetas.

Opcional

Valores válidos: Cadena

Valor predeterminado: ".*labels"

predictions_regex El nombre del tensor que contiene las
predicciones.

Opcional

Valores válidos: Cadena

Valor predeterminado: ".*predictions"

built_in_rules = [
    Rule.sagemaker(
        base_config=rule_configs.class_imbalance(),
        rule_parameters={
                "threshold_imbalance": "10",
                "threshold_misprediction": "0.7",
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                "samples": "500",
                "argmax": "False",
                "labels_regex": ".*labels",
                "predictions_regex": ".*predictions"
        },
        collections_to_save=[ 
            CollectionConfig(
                name="custom_output_collection",
                parameters={
                    "include_regex": ".*labels|.*predictions",
                    "save_interval": "500"
                } 
            )
        ]
    )
]

LossNotDecreasing
Esta regla detecta cuando la pérdida no está disminuyendo de valor a un ritmo suficiente. Estas pérdidas
deben ser escalares.

Esta regla se puede aplicar a uno de los marcos de aprendizaje profundo admitidos (TensorFlow, MXNet y
PyTorch) o al algoritmo XGBoost. Debe especificar el parámetro collection_names o tensor_regex.
Si se especifican ambos parámetros, la regla inspecciona la unión de tensores de ambos conjuntos.

Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configuración de
reglas integradas del depurador (p. 1676).

Descripciones de parámetros para la regla LossNotDecreasing

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento de prueba
base. Amazon SageMaker Debugger establece
automáticamente este parámetro en el trabajo de
formación actual.

Obligatorio

Valores válidos: Cadena

collection_names Lista de nombres de colección cuyos tensores
inspecciona la regla.

Opcional

Valores válidos: Lista de cadenas o una cadena
separada por comas

Valor predeterminado: None

tensor_regex Una lista de patrones de expresiones regulares
que se utiliza para restringir esta comparación
a tensores de valores escalares específicos.
La regla inspecciona solo los tensores que
coinciden con los patrones de expresiones
regulares especificados en la lista. Si no se
aprueba ningún patrón, la regla compara todos
los tensores recopilados en las pruebas de forma
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Nombre del parámetro Descripción
predeterminada. Solo pueden coincidir los tensores
de valor escalar.

Opcional

Valores válidos: Lista de cadenas o una cadena
separada por comas

Valor predeterminado: None

use_losses_collection Si se establece en True, busca pérdidas en la
colección denominada «pérdidas» cuando la
colección está presente.

Opcional

Valores válidos: Booleano

Valor predeterminado: True

num_steps El número mínimo de pasos después de los cuales
la regla comprueba si la pérdida ha disminuido. La
evaluación de reglas sucede cada num_steps.
La regla compara la pérdida de este paso con
la pérdida de un paso que está por lo menos
num_steps por detrás del paso actual. Por
ejemplo, supongamos que la pérdida se guarda
cada tres pasos, pero num_steps se establece
en 10. En el paso 21, la pérdida del paso 21 se
compara con la pérdida del paso 9. El siguiente
paso en el que se comprueba la pérdida es el paso
33, porque diez pasos desde el paso 21 es el paso
31 y en los pasos 31 y 32 la pérdida no se guarda.

Opcional

Valores válidos: Entero

Valor predeterminado: 10

diff_percent La diferencia porcentual mínima que debe
disminuir la pérdida entre num_steps.

Opcional

Valores válidos: 0.0 < número flotante < 100

Valor predeterminado:0.1(en porcentaje)

increase_threshold_percent El umbral máximo de porcentaje que se permite
aumentar la pérdida en caso de pérdida ha ido
aumentando

Opcional

Valores válidos: 0 < número flotante < 100

Valor predeterminado:5(en porcentaje)
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Nombre del parámetro Descripción

mode El nombre del modo Debugger para consultar los
valores de tensor para la comprobación de reglas.
Si no se supera, la regla comprueba en orden de
forma predeterminada mode.EVAL, mode.TRAIN y
mode.GLOBAL.

Opcional

Valores válidos: Cadena (EVAL,TRAIN, o
bienGLOBAL)

Valor predeterminado: GLOBAL

built_in_rules = [
    Rule.sagemaker(
        base_config=rule_configs.loss_not_decreasing(),
        rule_parameters={
                "tensor_regex": ".*",
                "use_losses_collection": "True",
                "num_steps": "10",
                "diff_percent": "0.1",
                "increase_threshold_percent": "5",
                "mode": "GLOBAL"
        },
        collections_to_save=[ 
            CollectionConfig(
                name="losses", 
                parameters={
                    "save_interval": "500"
                } 
            )
        ]
    )
]

Overfit
Esta regla detecta si el modelo está sobreajustado a los datos de entrenamiento comparando la validación
y las pérdidas de entrenamiento.

Esta regla se puede aplicar a uno de los marcos de aprendizaje profundo admitidos (TensorFlow, MXNet y
PyTorch) o al algoritmo XGBoost.

Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configuración de
reglas integradas del depurador (p. 1676).

Note

Una forma estándar de evitar el sobreajuste consiste en regularizar el modelo.

Descripciones de parámetros para la regla Overfit

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento de prueba
base. Amazon SageMaker Debugger establece
automáticamente este parámetro en el trabajo de
formación actual.
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Nombre del parámetro Descripción
Obligatorio

Valores válidos: Cadena

tensor_regex Una lista de patrones de expresiones regulares
que se utiliza para restringir esta comparación
a tensores de valores escalares específicos.
La regla inspecciona solo los tensores que
coinciden con los patrones de expresiones
regulares especificados en la lista. Si no se
aprueba ningún patrón, la regla compara todos
los tensores recopilados en las pruebas de forma
predeterminada. Solo pueden coincidir los tensores
de valor escalar.

Opcional

Valores válidos: Lista de cadenas o una cadena
separada por comas

Valor predeterminado: Ninguno

start_step El paso a partir del cual empezar a comparar la
validación y la pérdida de entrenamiento.

Opcional

Valores válidos: Entero

Valor predeterminado: 0

patience El número de pasos para los que se permite que
ratio_threshold supere el valor establecido
antes de que el modelo se considere sobreajuste.

Opcional

Valores válidos: Entero

Valor predeterminado: 1

ratio_threshold La proporción máxima de la diferencia entre la
pérdida media de validación y la pérdida media
de entrenamiento respecto de la pérdida media
de entrenamiento. Si se supera este umbral en
un número de pasos patience, el modelo está
sobreajustando y la regla devuelve True.

Opcional

Valores válidos: Float

Valor predeterminado: 0.1

built_in_rules = [
    Rule.sagemaker(
        base_config=rule_configs.overfit(),
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        rule_parameters={
                "tensor_regex": ".*",
                "start_step": "0",
                "patience": "1",
                "ratio_threshold": "0.1"
        },
        collections_to_save=[
            CollectionConfig(
                name="losses", 
                parameters={
                    "train.save_interval": "100",
                    "eval.save_interval": "10"
                } 
            )
        ]
    )
]

Overtraining
Esta regla detecta si un modelo está siendo sobreentrenado. Después de una serie de iteraciones de
entrenamiento en un modelo de buen comportamiento (tanto el entrenamiento como la disminución de la
pérdida de validación), el modelo se aproxima a un mínimo de la función de pérdida y ya no mejora. Si el
modelo continúa entrenando, puede suceder que la pérdida de validación comience a aumentar, porque
el modelo comienza a sobreajustar. Esta regla establece umbrales y condiciones para determinar si el
modelo no está mejorando y evita problemas de sobreajuste debido al sobreentrenamiento.

Esta regla se puede aplicar a uno de los marcos de aprendizaje profundo admitidos (TensorFlow, MXNet y
PyTorch) o al algoritmo XGBoost.

Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configuración de
reglas integradas del depurador (p. 1676).

Note

El sobreentrenamiento puede evitarse mediante una detención temprana. Para obtener
información sobre la detención temprana, consulte Detener trabajos de capacitación
pronto (p. 1842). Para ver un ejemplo que muestra cómo utilizar el entrenamiento de spot con
Debugger, consulteHabilitar la formación puntual con el depurador de Amazon SageMaker.

Descripciones de parámetros para la regla Overtraining

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento de prueba
base. Amazon SageMaker Debugger establece
automáticamente este parámetro en el trabajo de
formación actual.

Obligatorio

Valores válidos: Cadena

patience_train El número de pasos a esperar antes de que se
considere que la pérdida de entrenamiento que ya
no mejora.

Opcional

Valores válidos: Entero

Valor predeterminado: 5
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Nombre del parámetro Descripción

patience_validation Se considera que el número de pasos a esperar
antes de la pérdida de validación ya no mejora.

Opcional

Valores válidos: Entero

Valor predeterminado: 10

delta El umbral mínimo que debe mejorar el error antes
de que se considere como un nuevo óptimo.

Opcional

Valores válidos: Float

Valor predeterminado: 0.01

built_in_rules = [
    Rule.sagemaker(
        base_config=rule_configs.overtraining(),
        rule_parameters={
                "patience_train": "5",
                "patience_validation": "10",
                "delta": "0.01"
        },
        collections_to_save=[ 
            CollectionConfig(
                name="losses", 
                parameters={
                    "save_interval": "500"
                } 
            )
        ]
    )
]

SimilarAcrossRuns
Esta regla compara los tensores recopilados de una prueba base con los tensores de otra prueba.

Esta regla se puede aplicar a uno de los marcos de aprendizaje profundo admitidos (TensorFlow, MXNet y
PyTorch) o al algoritmo XGBoost.

Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configuración de
reglas integradas del depurador (p. 1676).

Descripciones de parámetros para la regla SimilarAcrossRuns

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento de prueba
base. Amazon SageMaker Debugger establece
automáticamente este parámetro en el trabajo de
formación actual.

Obligatorio
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Nombre del parámetro Descripción
Valores válidos: Cadena

other_trial Un nombre de trabajo de entrenamiento
completado cuyos tensores desea comparar con
los tensores recopilados de la colección actual
debase_trial.

Obligatorio

Valores válidos: Cadena

collection_names Lista de nombres de colección cuyos tensores
inspecciona la regla.

Opcional

Valores válidos: Lista de cadenas o una cadena
separada por comas

Valor predeterminado: Ninguno

tensor_regex Una lista de patrones de expresiones regulares
que se utiliza para restringir esta comparación
a tensores de valores escalares específicos.
La regla inspecciona solo los tensores que
coinciden con los patrones de expresiones
regulares especificados en la lista. Si no se
aprueba ningún patrón, la regla compara todos
los tensores recopilados en las pruebas de forma
predeterminada. Solo pueden coincidir los tensores
de valor escalar.

Opcional

Valores válidos: Lista de cadenas o una cadena
separada por comas

Valor predeterminado: Ninguno

built_in_rules = [
    Rule.sagemaker(
        base_config=rule_configs.similar_across_runs(),
        rule_parameters={
                "other_trial": "<specify-another-job-name>",
                "collection_names": "losses",
                "tensor_regex": ".*"
        },
        collections_to_save=[ 
            CollectionConfig(
                name="losses", 
                parameters={
                    "save_interval": "500"
                } 
            )
        ]
    )
]
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StalledTrainingRule
StalledTrainingRule detecta si no hay progreso realizado en el trabajo de formación y detiene el trabajo
de formación si se activa la regla. Esta regla requiere que los tensores se guarden periódicamente en un
intervalo de tiempo definido por suthresholdParámetro de parámetros Esta regla sigue monitoreando los
nuevos tensores, y si no se ha emitido un nuevo tensor para la regla de intervalo de umbral se activa.

Descripciones de parámetros para la regla StalledTrainingUle

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento de prueba
base. Amazon SageMaker Debugger establece
automáticamente este parámetro en el trabajo de
formación actual.

Obligatorio

Valores válidos: Cadena

threshold Umbral que define por cuánto tiempo en segundos
la regla espera a una salida de tensor hasta que
desencadena un problema de entrenamiento
estancado. El valor predeterminado es 1800
segundos.

Opcional

Valores válidos: Entero

Valor predeterminado: 1800

stop_training_on_fire Si se establece enTrue, observa si el trabajo
de entrenamiento base produce tensores
en»threshold«segundos.

Opcional

Valores válidos: Booleano

Valor predeterminado: False

training_job_name_prefix El prefijo del nombre del trabajo de formación
base. Sistop_training_on_firees true,
la regla busca trabajos de formación de
SageMaker con este prefijo en la misma cuenta.
Si se encuentra una inactividad, la regla toma
unStopTrainingJobaction. Tenga en cuenta que
si se han encontrado varios trabajos con el mismo
prefijo, la regla omite la terminación. Es importante
que el prefijo se establezca único por cada trabajo
de formación.

Opcional

Valores válidos: Cadena

built_in_rules = [
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    Rule.sagemaker(
        base_config=rule_configs.stalled_training_rule(),
        rule_parameters={
                "threshold": "1800",
                "stop_training_on_fire": "True",
                "training_job_name_prefix": "<specify-training-base-job-name>"
        },
        collections_to_save=[ 
            CollectionConfig(
                name="losses", 
                parameters={
                    "save_interval": "500"
                } 
            )
        ]
    )
]

TensorVariance
Esta regla detecta si tiene tensores con variaciones muy altas o bajas. Variaciones muy altas o bajas en
un tensor podrían dar lugar a la saturación neuronal, lo que reduce la capacidad de aprendizaje de la red
neuronal. Una variación muy alta en los tensores también puede dar lugar finalmente a la explosión de
tensores. Utilice esta regla para detectar estos problemas con antelación.

Esta regla se puede aplicar a uno de los marcos de aprendizaje profundo admitidos (TensorFlow, MXNet y
PyTorch) o al algoritmo XGBoost. Debe especificar el parámetro collection_names o tensor_regex.
Si se especifican ambos parámetros, la regla inspecciona la unión de tensores de ambos conjuntos.

Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configuración de
reglas integradas del depurador (p. 1676).

Descripciones de parámetros para la regla TensorVariance

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento de prueba
base. Amazon SageMaker Debugger establece
automáticamente este parámetro en el trabajo de
formación actual.

Obligatorio

Valores válidos: Cadena

collection_names Lista de nombres de colección cuyos tensores
inspecciona la regla.

Opcional

Valores válidos: Lista de cadenas o una cadena
separada por comas

Valor predeterminado: Ninguno

tensor_regex Una lista de patrones de expresiones regulares
que se utiliza para restringir esta comparación
a tensores de valores escalares específicos.
La regla inspecciona solo los tensores que
coinciden con los patrones de expresiones
regulares especificados en la lista. Si no se
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Nombre del parámetro Descripción
aprueba ningún patrón, la regla compara todos
los tensores recopilados en las pruebas de forma
predeterminada. Solo pueden coincidir los tensores
de valor escalar.

Opcional

Valores válidos: Lista de cadenas o una cadena
separada por comas

Valor predeterminado: Ninguno

max_threshold Umbral para el límite superior de la variación de
tensor.

Opcional

Valores válidos: Float

Valor predeterminado: Ninguno

min_threshold Umbral para el límite inferior de la variación de
tensor.

Opcional

Valores válidos: Float

Valor predeterminado: Ninguno

built_in_rules = [
    Rule.sagemaker(
        base_config=rule_configs.tensor_variance(),
        rule_parameters={
                "collection_names": "weights",
                "max_threshold": "10",
                "min_threshold": "0.00001",
        },
        collections_to_save=[ 
            CollectionConfig(
                name="weights", 
                parameters={
                    "save_interval": "500"
                } 
            )
        ]
    )
]

UnchangedTensor
Esta regla detecta si un tensor ya no cambia en los pasos.

Esta regla ejecuta el comandonumpy.allclosePara comprobar si el tensor no está cambiando.

Esta regla se puede aplicar a uno de los marcos de aprendizaje profundo admitidos (TensorFlow, MXNet y
PyTorch) o al algoritmo XGBoost. Debe especificar el parámetro collection_names o tensor_regex.
Si se especifican ambos parámetros, la regla inspecciona la unión de tensores de ambos conjuntos.
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Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configuración de
reglas integradas del depurador (p. 1676).

Descripciones de parámetros para la regla UnchangedTensor

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento de prueba
base. Amazon SageMaker Debugger establece
automáticamente este parámetro en el trabajo de
formación actual.

Obligatorio

Valores válidos: Cadena

collection_names Lista de nombres de colección cuyos tensores
inspecciona la regla.

Opcional

Valores válidos: Lista de cadenas o una cadena
separada por comas

Valor predeterminado: Ninguno

tensor_regex Una lista de patrones de expresiones regulares
que se utiliza para restringir esta comparación
a tensores de valores escalares específicos.
La regla inspecciona solo los tensores que
coinciden con los patrones de expresiones
regulares especificados en la lista. Si no se
aprueba ningún patrón, la regla compara todos
los tensores recopilados en las pruebas de forma
predeterminada. Solo pueden coincidir los tensores
de valor escalar.

Opcional

Valores válidos: Lista de cadenas o una cadena
separada por comas

Valor predeterminado: Ninguno

num_steps El número de pasos en los que comprueba la regla
para determinar si el tensor ha cambiado.

Esto comprueba los últimos num_steps que
están disponibles. No tienen que ser consecutivos.
Si num_steps es 2, en el paso s no verifica
necesariamente s-1 y s. Si s-1 no está disponible,
comprueba el último paso disponible junto con s.
En ese caso, comprueba el último paso disponible
con el paso actual.

Opcional

Valores válidos: Entero

Valor predeterminado: 3
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Nombre del parámetro Descripción

rtol El parámetro de tolerancia relativa que se va a
transferir al método numpy.allclose.

Opcional

Valores válidos: Float

Valor predeterminado: 1e-05

atol El parámetro de tolerancia absoluta que se va a
transferir al método numpy.allclose.

Opcional

Valores válidos: Float

Valor predeterminado: 1e-08

equal_nan Si comparar los NaNs como iguales. Si es True,
los NaNs en la matriz de entrada a se consideran
iguales a los NaNs en la matriz de entrada b en la
matriz de salida. Este parámetro se transfiere al
método numpy.allclose.

Opcional

Valores válidos: Booleano

Valor predeterminado: False

built_in_rules = [
    Rule.sagemaker(
        base_config=rule_configs.unchanged_tensor(),
        rule_parameters={
                "collection_names": "losses",
                "tensor_regex": "",
                "num_steps": "3",
                "rtol": "1e-05",
                "atol": "1e-08",
                "equal_nan": "False"
        },
        collections_to_save=[ 
            CollectionConfig(
                name="losses", 
                parameters={
                    "save_interval": "500"
                } 
            )
        ]
    )
]

CheckInputImages
Esta regla comprueba si las imágenes de entrada se han normalizado correctamente. Específicamente,
detecta si la media de los datos de muestra difiere de cero en más de un valor umbral. Muchos modelos de
visión artificial requieren que los datos de entrada tengan una media cero y varianza unitaria.
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Esta regla es aplicable a aplicaciones de aprendizaje profundo.

Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configuración de
reglas integradas del depurador (p. 1676).

Descripciones de parámetros para la regla CheckInputImages

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento de prueba
base. Amazon SageMaker Debugger establece
automáticamente este parámetro en el trabajo de
formación actual.

Obligatorio

Valores válidos: Cadena

threshold_mean Un umbral que define en qué medida la media de
los datos de entrada puede diferir de 0.

Opcional

Valores válidos: Float

Valor predeterminado: 0.2

threshold_samples El número de imágenes que se deben muestrear
antes de que se pueda lanzar un error. Si el valor
es demasiado bajo, la estimación de la media del
conjunto de datos será inexacta.

Opcional

Valores válidos: Entero

Valor predeterminado: 500

regex El nombre del tensor de datos de entrada.

Opcional

Valores válidos: Cadena

Valor predeterminado:
".*hybridsequential0_input_0" (el nombre
del tensor de entrada para los modelos de Apache
MXNet usando HybridSequential)

channel La posición del canal de color en la matriz de
formas de tensor de entrada.

Opcional

Valores válidos: Entero

Valor predeterminado: 1 (por ejemplo, MXNet
espera datos de entrada en forma de (batch_size,
channel, height, width))
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built_in_rules = [
    Rule.sagemaker(
        base_config=rule_configs.check_input_images(),
        rule_parameters={
                "threshold_mean": "0.2",
                "threshold_samples": "500",
                "regex": ".*hybridsequential0_input_0",
                "channel": "1"
        },
        collections_to_save=[ 
            CollectionConfig(
                name="custom_inputs_collection", 
                parameters={
                    "include_regex": ".*hybridsequential0_input_0"
                    "save_interval": "500"
                } 
            )
        ]
    )
]

NLPSequenceRatio
Esta regla calcula la proporción de tokens específicos dado el resto de la secuencia de entrada que es
útil para optimizar el rendimiento. Por ejemplo, puede calcular el porcentaje de relleno de tokens de fin
de oración (EOS) en la secuencia de entrada. Si el número de tokens EOS es demasiado alto, se debe
realizar una estrategia de asignación de buckets alternativa. También puede calcular el porcentaje de
tokens desconocidos en su secuencia de entrada. Si el número de palabras desconocidas es demasiado
alto, podría utilizarse un vocabulario alternativo.

Esta regla es aplicable a aplicaciones de aprendizaje profundo.

Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configuración de
reglas integradas del depurador (p. 1676).

Descripciones de parámetros para la regla NLPSequenceRatio

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento de prueba
base. Amazon SageMaker Debugger establece
automáticamente este parámetro en el trabajo de
formación actual.

Obligatorio

Valores válidos: Cadena

tensor_regex Una lista de patrones de expresiones regulares
que se utiliza para restringir esta comparación
a tensores de valores escalares específicos.
La regla inspecciona solo los tensores que
coinciden con los patrones de expresiones
regulares especificados en la lista. Si no se
aprueba ningún patrón, la regla compara todos
los tensores recopilados en las pruebas de forma
predeterminada. Solo pueden coincidir los tensores
de valor escalar.

Opcional
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Nombre del parámetro Descripción
Valores válidos: Lista de cadenas o una cadena
separada por comas

Valor predeterminado:
".*embedding0_input_0" (suponiendo una
integración como capa inicial de la red)

token_values Una cadena de una lista de los valores numéricos
de los tokens. Por ejemplo, "3, 0".

Opcional

Valores válidos: Cadena de valores numéricos
separados por comas

Valor predeterminado: 0

token_thresholds_percent Una cadena de una lista de umbrales (en
porcentajes) que corresponden a cada uno de los
token_values. Por ejemplo, "50.0, 50.0".

Opcional

Valores válidos: Cadena de flotadores separada
por comas

Valor predeterminado: "50"

built_in_rules = [
    Rule.sagemaker(
        base_config=rule_configs.nlp_sequence_ratio(),
        rule_parameters={
                "tensor_regex": ".*embedding0_input_0",
                "token_values": "0",
                "token_thresholds_percent": "50"
        },
        collections_to_save=[ 
            CollectionConfig(
                name="custom_inputs_collection", 
                parameters={
                    "include_regex": ".*embedding0_input_0"
                } 
            )
        ]
    )
]

Confusion
Esta regla evalúa lo buena que es una matriz de confusión para un problema de clasificación.

Crea una matriz de tamaño category_no*category_no y la rellena con datos procedentes de pares
(labels, predictions). Para cada par (labels, predictions), el recuento confusion[labels]
[predictions] se incrementa en 1. Cuando la matriz está completamente llena, la proporción de los
valores de los datos en diagonal y fuera de diagonal se evalúa de la siguiente manera:

• Para elementos en la diagonal: confusion[i][i]/sum_j(confusion[j][j])>=min_diag
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• Para elementos fuera de la diagonal: confusion[j][i])/sum_j(confusion[j]
[i])<=max_off_diag

Esta regla se puede aplicar al algoritmo XGBoost.

Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configuración de
reglas integradas del depurador (p. 1676).

Descripciones de parámetros para la regla Confusion

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento de prueba
base. Amazon SageMaker Debugger establece
automáticamente este parámetro en el trabajo de
formación actual.

Obligatorio

Valores válidos: Cadena

category_no El número de categorías.

Opcional

Valores válidos: Entero ≥2

Valor predeterminado: "None"

labels Lalabelso un vector 1-d de etiquetas verdaderas.

Opcional

Valores válidos: Cadena

Valor predeterminado: "labels"

predictions LapredictionsRecogida de tensores o un vector
1-d de etiquetas estimadas.

Opcional

Valores válidos: Cadena

Valor predeterminado: "predictions"

labels_collection La regla inspecciona los tensores de esta colección
para labels.

Opcional

Valores válidos: Cadena

Valor predeterminado: "labels"

predictions_collection La regla inspecciona los tensores de esta colección
para predictions.

Opcional

Valores válidos: Cadena
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Nombre del parámetro Descripción
Valor predeterminado: "predictions"

min_diag Umbral mínimo para la proporción de datos en la
diagonal.

Opcional

Valores válidos:0≤float≤1

Valor predeterminado: 0.9

max_off_diag El umbral máximo para la proporción de datos
fuera de la diagonal.

Opcional

Valores válidos:0≤float≤1

Valor predeterminado: 0.1

built_in_rules = [
    Rule.sagemaker(
        base_config=rule_configs.confusion(),
        rule_parameters={
                "category_no": "10",
                "labels": "labels",
                "predictions": "predictions",
                "labels_collection": "labels",
                "predictions_collection": "predictions",
                "min_diag": "0.9",
                "max_off_diag": "0.1"
        },
        collections_to_save=[ 
            CollectionConfig(
                name="labels",
                parameters={
                    "save_interval": "500"
                } 
            ),
            CollectionConfig(
                name="predictions",
                parameters={
                    "include_regex": "500"
                } 
            )
        ]
    )
]

Note

Esta regla infiere los valores predeterminados de los parámetros opcionales si no se especifican
sus valores.

FeatureImportanceOverweight
Esta regla acumula los pesos de los n valores de importancia de entidad más grandes por paso y garantiza
que no superen el umbral. Por ejemplo, puede establecer el umbral para las 3 funciones principales para
que no retengan más del 80 por ciento de los pesos totales del modelo.
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Esta regla es válida solo para el algoritmo XGBoost.

Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configuración de
reglas integradas del depurador (p. 1676).

Descripciones de parámetros para la regla FeatureImportanceOverweight

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento de prueba
base. Amazon SageMaker Debugger establece
automáticamente este parámetro en el trabajo de
formación actual.

Obligatorio

Valores válidos: Cadena

threshold Define el umbral para la proporción de la suma
acumulada delncaracterísticas más grandes. El
númeronse define por elnfeaturesParámetro de
parámetros

Opcional

Valores válidos: Float

Valor predeterminado: 0.8

nfeatures El número de entidades más grandes.

Opcional

Valores válidos: Entero

Valor predeterminado: 3

tensor_regex La expresión regular (regex) de tensor nombra la
regla que se va a analizar.

Opcional

Valores válidos: Cadena

Valor predeterminado:
".*feature_importance/weight"

built_in_rules = [
    Rule.sagemaker(
        base_config=rule_configs.feature_importance_overweight(),
        rule_parameters={
                "threshold": "0.8",
                "nfeatures": "3",
                "tensor_regex": ".*feature_importance/weight"
        },
        collections_to_save=[ 
            CollectionConfig(
                name="feature_importance", 
                parameters={
                    "save_interval": "500"
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                } 
            )
        ]
    )
]

TreeDepth
Esta regla mide la profundidad de los árboles en un modelo XGBoost. XGBoost rechaza las divisiones si
no mejoran la pérdida. Esto regulariza el entrenamiento. Como resultado, es posible que el árbol no crezca
con tanta profundidad como se define en ladepthParámetro de parámetros

Esta regla es válida solo para el algoritmo XGBoost.

Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configuración de
reglas integradas del depurador (p. 1676).

Descripciones de parámetros para la regla TreeDepth

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento de prueba
base. Amazon SageMaker Debugger establece
automáticamente este parámetro en el trabajo de
formación actual.

Obligatorio

Valores válidos: Cadena

depth La profundidad del árbol. La profundidad del árbol
se obtiene calculando el logaritmo base 2 del ID de
nodo mayor.

Opcional

Valores válidos: Float

Valor predeterminado: 4

built_in_rules = [
    Rule.sagemaker(
        base_config=rule_configs.tree_depth(),
        rule_parameters={
                "depth": "4"
        },
        collections_to_save=[ 
            CollectionConfig(
                name="tree", 
                parameters={
                    "save_interval": "500"
                } 
            )
        ]
    )
]
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Crear reglas personalizadas del depurador para el
análisis de Job de formación
Puede crear reglas personalizadas para supervisar su trabajo de formación mediante las API de regla del
depurador y elBiblioteca Python SMDEBUGque proporcionan herramientas para construir sus propios
contenedores de reglas.

Temas
• Requisitos previos para crear reglas personalizadas de Debugger (p. 1741)
• Utilizar la biblioteca de clientes del depuradorsmdebugPara crear una secuencia de comandos de

Python de regla personalizada (p. 1741)
• Utilizar las API del depurador para ejecutar sus propias reglas personalizadas (p. 1742)

Requisitos previos para crear reglas personalizadas de Debugger
Para crear reglas personalizadas de Debugger, necesita los siguientes requisitos previos.

• SageMaker Debugger Rule.Custom API
• La biblioteca de Python smdebug
• Su propia secuencia de comandos python de regla personalizada
• Direcciones URL del registro del depurador de Amazon SageMaker para evaluadores de reglas

personalizadas (p. 1816)

Utilizar la biblioteca de clientes del depuradorsmdebugPara crear
una secuencia de comandos de Python de regla personalizada
LasmdebugLa API de reglas proporciona una interfaz para configurar sus propias reglas personalizadas.
La siguiente secuencia de comandos de python es una muestra de cómo construir una regla
personalizada,CustomGradientRule. Esta regla personalizada del tutorial comprueba si los degradados
son demasiado grandes y establece el umbral predeterminado como 10. La regla personalizada toma una
prueba base creada por un estimador de SageMaker cuando inicia el trabajo de formación.

from smdebug.rules.rule import Rule

class CustomGradientRule(Rule):
    def __init__(self, base_trial, threshold=10.0):
        super().__init__(base_trial)
        self.threshold = float(threshold)

    def invoke_at_step(self, step):
        for tname in self.base_trial.tensor_names(collection="gradients"):
            t = self.base_trial.tensor(tname)
            abs_mean = t.reduction_value(step, "mean", abs=True)
            if abs_mean > self.threshold:
                return True
        return False

Puede agregar varias clases de reglas personalizadas tantas como desee en la misma secuencia de
comandos de python e implementarlas en cualquier prueba de trabajo de capacitación construyendo
objetos de regla personalizados en la siguiente sección.
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Utilizar las API del depurador para ejecutar sus propias reglas
personalizadas
En el siguiente ejemplo de código se muestra cómo configurar una regla personalizada con laSDK para
Python de Amazon SageMaker. En este ejemplo se supone que el script de reglas personalizado que creó
en el paso anterior se encuentra en 'path/to/my_custom_rule.py'.

from sagemaker.debugger import Rule, CollectionConfig

custom_rule = Rule.custom(
    name='MyCustomRule',
    image_uri='759209512951.dkr.ecr.us-west-2.amazonaws.com/sagemaker-debugger-rule-
evaluator:latest', 
    instance_type='ml.t3.medium',     
    source='path/to/my_custom_rule.py', 
    rule_to_invoke='CustomGradientRule',     
    collections_to_save=[CollectionConfig("gradients")], 
    rule_parameters={"threshold": "20.0"}
)       

En la siguiente lista se explica el depuradorRule.customArgumentos de la API

• name(cad): Especifique un nombre de regla personalizado como desee.
• image_uri(cad): Esta es la imagen del contenedor que tiene la lógica de entender su regla

personalizada. Orienta y evalúa las colecciones de tensores especificadas que guarda en el trabajo
de formación. Puede encontrar la lista de imágenes del evaluador de reglas de código abierto de
SageMaker enDirecciones URL del registro del depurador de Amazon SageMaker para evaluadores de
reglas personalizadas (p. 1816).

• instance_type(cad): Debe especificar una instancia para crear un contenedor de acoplamiento de
reglas. Esto hace girar la instancia en paralelo con un contenedor de entrenamiento.

• source(cad): Ésta es la ruta de acceso local o el URI de Amazon S3 a su script de regla personalizada.
• rule_to_invoke(cad): Esto especifica la implementación de clase Rule particular en el script de reglas

personalizado. SageMaker sólo admite una regla para ser evaluada a la vez en un trabajo de regla.
• collections_to_save(cad): Esto especifica qué colecciones de tensores guardará para que se

ejecute la regla.
• rule_parameters(diccionario): Esto acepta entradas de parámetros en un formato de diccionario.

Puede ajustar los parámetros configurados en la secuencia de comandos de reglas personalizada.

Después de configurar elcustom_rule, puede usarlo para crear un estimador de SageMaker para
cualquier trabajo de formación. Especifique laentry_pointa su script de entrenamiento. No es necesario
hacer ningún cambio en el script de entrenamiento.

from sagemaker.tensorflow import TensorFlow

estimator = TensorFlow(
                role=sagemaker.get_execution_role(),
                base_job_name='smdebug-custom-rule-demo-tf-keras',
                entry_point='path/to/your_training_script.py'
                train_instance_type='ml.p2.xlarge'
                ...
                
                # debugger-specific arguments below
                rules = [custom_rule]
)

estimator.fit()
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Para obtener más variaciones y ejemplos avanzados sobre el uso de reglas personalizadas del depurador,
consulte los siguientes cuadernos de ejemplo.

• Supervise su trabajo de formación con las reglas personalizadas del depurador de Amazon SageMaker
• PyTorch poda de modelo iterativo de ResNet y AlexNet
• Activa Amazon CloudWatch Events mediante reglas de depurador para realizar acciones basadas en el

estado del entrenamiento con TensorFlow

Utilizar el depurador con contenedores de formación
personalizados
Amazon SageMaker Debugger está disponible para cualquier modelo de aprendizaje profundo que traiga
a Amazon SageMaker. LaAWS CLI, SageMakerEstimatory las API del depurador le permiten usar
cualquier imagen base de Docker para crear y personalizar contenedores para entrenar sus modelos.
Para utilizar el depurador con contenedores personalizados, debe realizar un cambio mínimo en el script
de entrenamiento para implementar la devolución de llamada del gancho del depurador y recuperar los
tensores de los trabajos de formación.

Necesita los siguientes recursos para crear un contenedor personalizado con Debugger.

• SDK para Python de Amazon SageMaker
• Biblioteca cliente de código abierto de SMDebug
• Una imagen base Docker de su elección
• Su script de entrenamiento con un gancho de depurador registrado: para obtener más información sobre

cómo registrar un enlace de depurador en el script de entrenamiento, consulteRegistrar el gancho del
depurador en su script de entrenamiento (p. 1744).

Para obtener un ejemplo de extremo a extremo del uso de Depurador con un contenedor de entrenamiento
personalizado, consulte el siguiente bloc de notas de ejemplo.

• Crear un contenedor de capacitación personalizado y depurar trabajos de capacitación con el depurador

Tip

Este contenedor personalizado con la guía del depurador es una extensión de laAdaptación de su
propio contenedor de capacitación (p. 2254), que le guía detalladamente cómo crear y enviar su
contenedor de formación personalizado a Amazon ECR.

Prepararse para crear un contenedor de capacitación
personalizado
Para construir un contenedor de acoplamiento, la estructura básica de los archivos debe tener el siguiente
aspecto:

### debugger_custom_container_test_notebook.ipynb      # a notebook to run python snippet
 codes
### debugger_custom_container_test_folder              # this is a docker folder
    ###  your-training-script.py                       # your training script with Debugger
 hook
    ###  Dockerfile                                    # a Dockerfile to build your own
 container
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Registrar el gancho del depurador en su script de entrenamiento
Para depurar el entrenamiento de modelos, debe agregar un gancho de Depurador a su script de
entrenamiento.

Note

Este paso es necesario para recopilar los parámetros del modelo (tensores de salida) para
depurar el entrenamiento del modelo. Si solo desea supervisar y crear perfiles, puede omitir este
paso de registro de gancho y excluir ladebugger_hook_configal construir un estimador.

El siguiente código de ejemplo muestra la estructura de un script de entrenamiento utilizando el modelo
de Keras ResNet50 y cómo pasar el gancho del depurador como una devolución de llamada de Keras
para la depuración. Para encontrar un script de formación completo, consulteGuión de entrenamiento de
TensorFlow con gancho SageMaker Debugger.

# An example of training script (your-training-script.py)
import tensorflow.compat.v2 as tf
from tensorflow.keras.applications.resnet50 import ResNet50
import smdebug.tensorflow as smd

def train(batch_size, epoch, model, hook):

    ...
    model.fit(X_train, Y_train,
              batch_size=batch_size,
              epochs=epoch,
              validation_data=(X_valid, Y_valid),
              shuffle=True,

              # smdebug modification: Pass the Debugger hook in the main() as a Keras
 callback
              callbacks=[hook])

def main():
    parser=argparse.ArgumentParser(description="Train resnet50 cifar10")

    # hyperparameter settings
    parser.add_argument(...)
    
    args = parser.parse_args()

    model=ResNet50(weights=None, input_shape=(32,32,3), classes=10)

    # Add the following line to register the Debugger hook for Keras.
    hook=smd.KerasHook.create_from_json_file()

    # Start the training.
    train(args.batch_size, args.epoch, model, hook)

if __name__ == "__main__":
    main()
        

Para obtener más información acerca de cómo registrar el enlace Depurador para los marcos y algoritmos
admitidos, vea los siguientes vínculos en la biblioteca de cliente SMDebug:

• Gancho TensorFlow
• Gancho PyTorch
• Gancho SMDebug MXNet
• Gancho SMDebug XGBoost

1744

https://github.com/aws/amazon-sagemaker-examples/blob/master/sagemaker-debugger/build_your_own_container_with_debugger/docker/tf_keras_resnet_byoc.py
https://github.com/aws/amazon-sagemaker-examples/blob/master/sagemaker-debugger/build_your_own_container_with_debugger/docker/tf_keras_resnet_byoc.py
https://github.com/awslabs/sagemaker-debugger/blob/master/docs/tensorflow.md
https://github.com/awslabs/sagemaker-debugger/blob/master/docs/pytorch.md
https://github.com/awslabs/sagemaker-debugger/blob/master/docs/mxnet.md
https://github.com/awslabs/sagemaker-debugger/blob/master/docs/xgboost.md


Amazon SageMaker Developer Guide
Utilizar el depurador con contenedores

de formación personalizados

En los siguientes scripts de entrenamiento de cuadernos de ejemplo, puede encontrar más ejemplos
acerca de cómo agregar los ganchos del depurador a los scripts de entrenamiento y recopilar los tensores
de salida en detalle:

• Depurador en modo de script con el marco TensorFlow 2.1

Para ver la diferencia entre usar Debugger en un contenedor de aprendizaje profundo y en modo de
script, abra este bloc de notas y colóquelo al lado del ejemplo anterior de bloc de notas de Debugger en
un contenedor de aprendizaje profundo TensorFlow v2.1.

En el modo de script, la parte de configuración del enlace se elimina del script en el que se
establece el estimador. En su lugar, la característica de enlace de Debugger se combina con el
script de entrenamiento,TensorFlow Keras ResNet script de entrenamiento en modo script. El
script de entrenamiento importa la biblioteca smdebug en el entorno TensorFlow Keras pertinente
para comunicarse con el algoritmo TensorFlow ResNet50. También implementa manualmente la
funcionalidad de enlace smdebug agregando el argumento callbacks=[hook] dentro de la función
train (en la línea 49) y agregando la configuración manual del enlace (en la línea 89) proporcionada a
través del SDK Python de SageMaker.

Este ejemplo de modo de script ejecuta el trabajo de entrenamiento en el marco TF 2.1 para realizar
una comparación directa con el trabajo sin ningún cambio de script en el ejemplo de TF 2.1. La ventaja
de configurar Depurador en modo de script es la flexibilidad de elegir versiones de marco no cubiertas
porAWSDeep Learning Containers.

• Uso de Amazon SageMaker Debugger en un contenedor de PyTorch en modo de script

Este bloc de notas habilita Debugger en modo de script en el marco PyTorch v1.3.1. PyTorch v1.3.1 es
compatible con contenedores de SageMaker y este ejemplo muestra detalles sobre cómo modificar un
script de entrenamiento.

El estimador PyTorch de SageMaker ya está en modo de script de forma predeterminada. En el bloc de
notas verá que la línea para activar el script_mode no está incluida en la configuración del estimador.

Este cuaderno muestra los pasos detallados para cambiarun script de formación original de PyTorchDe
auna versión modificada con Depurador habilitado. Además, en este ejemplo se muestra cómo puede
utilizar las reglas integradas de Debugger para detectar problemas de entrenamiento como problemas
de desaparición de gradientes y las características de prueba de Debugger para llamar y analizar los
tensores guardados.

Crear y configurar un Dockerfile
Abra su JupyterLab de SageMaker y cree una nueva
carpeta,debugger_custom_container_test_folderen este ejemplo, para guardar el script de
entrenamiento yDockerfile. El ejemplo de código siguiente es unDockerfileque incluye elogios
esenciales de compilación de Docker. Pegue el código siguiente en el archivoDockerfiley guárdelo.
Cargue su script de entrenamiento en la misma carpeta.

# Specify a docker base image
FROM tensorflow/tensorflow:2.2.0rc2-gpu-py3
RUN /usr/bin/python3 -m pip install --upgrade pip
RUN pip install --upgrade protobuf

# Install required packages to enable the SageMaker Python SDK and the smdebug library
RUN pip install sagemaker-training
RUN pip install smdebug
CMD ["bin/bash"]

Si desea utilizar unAWSImagen del contenedor de aprendizaje profundo, consulteDisponibleAWSImágenes
de Deep Learning Containers.

1745

https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/tensorflow2/tensorflow2_keras_custom_container/tf2-keras-custom-container.html
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/tensorflow2/tensorflow2_zero_code_change/tf2-keras-default-container.html
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/tensorflow2/tensorflow2_zero_code_change/tf2-keras-default-container.html
https://github.com/awslabs/amazon-sagemaker-examples/blob/master/sagemaker-debugger/tensorflow2/tensorflow2_keras_custom_container/src/tf_keras_resnet_byoc.py
https://github.com/awslabs/amazon-sagemaker-examples/tree/master/sagemaker-debugger/pytorch_custom_container
https://github.com/pytorch/examples/blob/master/mnist/main.py
https://github.com/awslabs/amazon-sagemaker-examples/blob/master/sagemaker-debugger/pytorch_custom_container/scripts/pytorch_mnist.py
http://aws.amazon.com/releasenotes/available-deep-learning-containers-images/
http://aws.amazon.com/releasenotes/available-deep-learning-containers-images/


Amazon SageMaker Developer Guide
Utilizar el depurador con contenedores

de formación personalizados

Crear y enviar el contenedor de formación personalizado a
Amazon ECR
Crear un cuaderno de prueba,debugger_custom_container_test_notebook.ipynby ejecute
el código siguiente en la celda del bloc de notas. Esto accederá a ladebugger_byoc_test_docker,
construya el acoplador con elalgorithm_namey empuje el contenedor acoplador a su Amazon ECR.

import boto3

account_id = boto3.client('sts').get_caller_identity().get('Account')
ecr_repository = 'sagemaker-debugger-mnist-byoc-tf2'
tag = ':latest'

region = boto3.session.Session().region_name

uri_suffix = 'amazonaws.com'
if region in ['cn-north-1', 'cn-northwest-1']:
    uri_suffix = 'amazonaws.com.cn'
byoc_image_uri = '{}.dkr.ecr.{}.{}/{}'.format(account_id, region, uri_suffix,
 ecr_repository + tag)

!docker build -t $ecr_repository docker
!$(aws ecr get-login --region $region --registry-ids $account_id --no-include-email)
!aws ecr create-repository --repository-name $ecr_repository
!docker tag {ecr_repository + tag} $byoc_image_uri
!docker push $byoc_image_uri

Tip

Si utiliza alguna de lasAWSDeep Learning Container, ejecute el siguiente código para iniciar
sesión en Amazon ECR y acceder al repositorio de imágenes de Deep Learning Container.

! aws ecr get-login-password --region {region} | docker login --username AWS --
password-stdin 763104351884.dkr.ecr.us-east-1.amazonaws.com

Ejecutar y depurar trabajos de formación mediante el contenedor
de capacitación personalizado
Después de compilar y enviar el contenedor de acoplamiento a Amazon ECR, configure un estimador de
SageMaker con su script de formación y los parámetros específicos de Debugger. Después de ejecutar
elestimator.fit(), el depurador recogerá los tensores de salida, los supervisará y detectará problemas
de entrenamiento. Usando los tensores guardados, puede analizar más el trabajo de formación utilizando
la herramientasmdebugcaracterísticas y herramientas básicas. Configuración de un flujo de trabajo del
proceso de supervisión de reglas del depurador con Amazon CloudWatch Events yAWS Lambda, puede
automatizar un proceso de trabajo de entrenamiento de detención siempre que las reglas del depurador
detecten problemas de formación.

import sagemaker
from sagemaker.estimator import Estimator
from sagemaker.debugger import Rule, DebuggerHookConfig, CollectionConfig, rule_configs

profiler_config=ProfilerConfig(...)
debugger_hook_config=DebuggerHookConfig(...)
rules=[
    Rule.sagemaker(rule_configs.built_in_rule()),
    ProfilerRule.sagemaker(rule_configs.BuiltInRule())
]
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estimator=Estimator(
    image_uri=byoc_image_uri,
    entry_point="./debugger_custom_container_test_folder/your-training-script.py"
    role=sagemaker.get_execution_role(),
    base_job_name='debugger-custom-container-test',
    instance_count=1,
    instance_type='ml.p3.2xlarge',
    
    # Debugger-specific parameters
    profiler_config=profiler_config,
    debugger_hook_config=debugger_hook_config,
    rules=rules
)

# start training
estimator.fit()

Acciones en las reglas del depurador de Amazon
SageMaker
Según el estado de evaluación de la regla del depurador, puede configurar acciones automatizadas, como
detener un trabajo de formación y enviar notificaciones mediante Amazon Simple Notification Service
(Amazon SNS). También puede crear sus propias acciones con Amazon CloudWatch Events yAWS
Lambda. Para aprender cómo configurar acciones automatizadas basadas en el estado de evaluación de
reglas del Depurador, consulte los siguientes temas.

Temas
• Acciones integradas del depurador para reglas (p. 1747)
• Crear acciones en reglas mediante Amazon CloudWatch yAWS Lambda (p. 1752)

Acciones integradas del depurador para reglas
Utilice las acciones integradas del depurador para responder a los problemas encontrados porRegla del
depurador (p. 1695). El depuradorrule_configsproporciona herramientas para configurar una lista
de acciones, como detener automáticamente los trabajos de formación y enviar notificaciones mediante
Amazon Simple Notification Service (Amazon SNS) cuando las reglas del depurador encuentren problemas
de formación.

Paso 1: Configurar Amazon SNS, crear un tema de SMDebugRulles y suscribirse
al tema

En esta sección se explica cómo configurar un Amazon SNSSMDebugRules, suscríbase a él y confirme la
suscripción para recibir notificaciones de las reglas del depurador.

Note

Para obtener más información sobre la facturación de Amazon SNS, consultePrecios de Amazon
SNSyPreguntas frecuentes de Amazon SNS.

Para crear un tema de SMDebugUles

1. Inicie sesión en AWS Management Console y abra la consola de Amazon SNS en https://
console.aws.amazon.com/sns/v3/home.

2. En el panel de navegación izquierdo, elija Topics (Temas).
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3. En la páginaTemas, elijaCrear tema.
4. En la páginaCrear temaEn la páginaDetalles de, haga lo siguiente:

a. ParaTipo, elijaestándarpara el tipo de tema.
b. En Name (Nombre), escriba SMDebugRules.

5. Omita todos los demás ajustes opcionales y elijaCrear tema. Para obtener más información sobre la
configuración opcional, consulteCreación de un tema de Amazon SNS.

Para suscribirse al tema de SMDebugUles

1. Abra la consola de Amazon SNS en https://console.aws.amazon.com/sns/v3/home.
2. En el panel de navegación izquierdo, elija Subscriptions (Suscripciones).
3. En la página Subscriptions (Suscripciones), elija Create subscription (Crear suscripción).
4. En la página Create subscription (Crear suscripción), en la sección Details (Detalles), haga lo

siguiente:

a. ParaARN de tema de, elija la opciónSMDebugUlesARN del tema. El ARN debe estar en el
formato dearn:aws:sns:<region-id>:111122223333:SMDebugRules.

b. En Protocol (Protocolo), elija Email (Correo electrónico) o SMS.
c. ParaPunto de enlace, introduzca el valor del endpoint, como una dirección de correo electrónico o

un número de teléfono que desea recibir notificaciones.

Note

Asegúrese de escribir la dirección de correo electrónico y el número de teléfono
correctos. Los números de teléfono deben incluir+, un código de país y un número de
teléfono, sin caracteres ni espacios especiales. Por ejemplo, el número de teléfono +1
(222) 333-4444 tiene el formato+12223334444.

5. Omita todos los demás ajustes opcionales y elijaCrear suscripción. Para obtener más información
sobre la configuración opcional, consulteSubscribing a un tema de Amazon SNS.

Después de suscribirse a laSMDebugUles, recibirá el siguiente mensaje de confirmación por correo
electrónico o por teléfono:

Para obtener más información acerca de Amazon SNS, consulteMensajería de texto móvil
(SMS)yNotificaciones poren laGuía para desarrolladores de Amazon SNS.

Paso 2: Configurar su rol de IAM para adjuntar directivas requeridas

En este paso, agregue las políticas necesarias a su rol de IAM.
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Para añadir las políticas necesarias a su rol de IAM

1. Inicie sesión en la AWS Management Console y abra la consola de IAM en https://
console.aws.amazon.com/iam/.

2. En el panel de navegación izquierdo, elijaPolíticasy elijaCrear política.
3. En la páginaCrear políticaHaga lo siguiente para crear una nueva política de acceso de SNS:

a. Seleccione la pestaña JSON.
b. Pegue las cadenas JSON formateadas en negrita en el código siguiente en el"Statement",

reemplazando los 12 dígitosAWScon su ID de cuenta deAWSEl ID de la cuenta

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Sid": "VisualEditor0",
            "Effect": "Allow",
            "Action": [
                "sns:Publish",
                "sns:CreateTopic",
                "sns:Subscribe"
            ],
            "Resource": "arn:aws:sns:*:111122223333:SMDebugRules"
        }
    ]
}

c. En la parte inferior de la página, elijaReview policy.
d. En la páginaReview policy, paraNombre, introduzcasns-access.
e. En la parte inferior de la página, elijaCrear política.

4. Vuelva a la consola de IAM y elijaRoles deen el panel de navegación izquierdo.
5. Busque el rol de IAM que usa para la formación del modelo de SageMaker y elija ese rol de IAM.
6. En la páginaPermisosde laResumen, elijaAsociar políticas.
7. Busque elacceso sns-Para ello, active la casilla de verificación junto a la política y, a continuación,

elijaAsociar política.

Para obtener más ejemplos de cómo configurar políticas de IAM para Amazon SNS, consulteCasos de
ejemplo para el control de acceso de Amazon SNS.

Paso 3: Configurar reglas del depurador con las acciones integradas

Después de finalizar correctamente la configuración necesaria en los pasos anteriores, puede configurar
las acciones integradas del depurador para las reglas de depuración, como se muestra en el siguiente
script de ejemplo. Puede elegir qué acciones integradas usar al crear elactionsLista de objetos.
Larule_configses un módulo auxiliar que proporciona herramientas de alto nivel para configurar las
reglas y acciones integradas del depurador. Las siguientes acciones integradas están disponibles para el
Debugger:

• rule_configs.StopTraining()— Detiene un trabajo de formación cuando la regla Depurador
encuentra un problema.

• rule_configs.Email("abc@abc.com"): envía una notificación por correo electrónico cuando
la regla del depurador encuentra un problema. Use la dirección de correo electrónico que utilizó al
configurar la suscripción del tema de SNS.

• rule_configs.SMS("+1234567890")— Envía una notificación a través de un mensaje de texto
cuando la regla del depurador encuentra un problema. Utilice el número de teléfono que utilizó al
configurar su suscripción al tema SNS.
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Note

Asegúrese de escribir la dirección de correo electrónico y el número de teléfono correctos.
Los números de teléfono deben incluir+, un código de país y un número de teléfono, sin
caracteres ni espacios especiales. Por ejemplo, el número de teléfono +1 (222) 333-4444 tiene
el formato+12223334444.

Puede utilizar todas las acciones integradas o un subconjunto de acciones mediante la
opciónrule_configs.ActionList(), que toma las acciones integradas y configura una lista de
acciones.

Para agregar todas las tres acciones integradas a una sola regla

Si desea asignar todas las tres acciones integradas a una sola regla, configure una lista de acciones
integradas del depurador mientras construye un estimador. Utilice la siguiente plantilla para crear el
estimador y Debugger detendrá los trabajos de formación y enviará notificaciones por correo electrónico y
texto de las reglas que utilice para supervisar el progreso del trabajo de formación.

from sagemaker.debugger import Rule, rule_configs

# Configure an action list object for Debugger rules
actions = rule_configs.ActionList(
    rule_configs.StopTraining(), 
    rule_configs.Email("abc@abc.com"), 
    rule_configs.SMS("+1234567890")
)

# Configure rules for debugging with the actions parameter
rules = [
    Rule.sagemaker(
        base_config=rule_configs.built_in_rule(),         # Required
        rule_parameters={"paramter_key": value },        # Optional
        actions=actions
    )
]

estimator = Estimator(
    ...
    rules = rules
)

estimator.fit(wait=False)

Para crear varios objetos de acción integrados para asignar diferentes acciones a una sola regla

Si desea asignar las acciones integradas que se activarán en valores de umbral diferentes de
una sola regla, puede crear varios objetos de acción integrados como se muestra en la siguiente
secuencia de comandos. Para evitar un error de conflicto ejecutando la misma regla, debe
enviar nombres de trabajo de regla diferentes (especifique cadenas diferentes para elname) tal y
como se muestra en la siguiente plantilla de script de ejemplo. En este ejemplo, puede ver cómo
configurarStalledTrainingRule (p. 1729)para realizar dos acciones diferentes: enviar un correo electrónico
aabc@abc.comcuando un trabajo de entrenamiento se detiene durante 60 segundos, y detiene el trabajo
de entrenamiento si se detiene durante 120 segundos.

from sagemaker.debugger import Rule, rule_configs
import time

base_job_name_prefix= 'smdebug-stalled-demo-' + str(int(time.time()))
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# Configure an action object for StopTraining
action_stop_training = rule_configs.ActionList(
    rule_configs.StopTraining()
)

# Configure an action object for Email
action_email = rule_configs.ActionList(
    rule_configs.Email("abc@abc.com")
)

# Configure a rule with the Email built-in action to trigger if a training job stalls for
 60 seconds
stalled_training_job_rule_email = Rule.sagemaker(
        base_config=rule_configs.stalled_training_rule(),
        rule_parameters={
                "threshold": "60", 
                "training_job_name_prefix": base_job_name_prefix
        },
        actions=action_email
)
stalled_training_job_rule_text.name="StalledTrainingJobRuleEmail"

# Configure a rule with the StopTraining built-in action to trigger if a training job
 stalls for 120 seconds
stalled_training_job_rule = Rule.sagemaker(
        base_config=rule_configs.stalled_training_rule(),
        rule_parameters={
                "threshold": "120", 
                "training_job_name_prefix": base_job_name_prefix
        },
        actions=action_stop_training
)
stalled_training_job_rule.name="StalledTrainingJobRuleStopTraining"

estimator = Estimator(
    ...
    rules = [stalled_training_job_rule_email, stalled_training_job_rule]
)

estimator.fit(wait=False)

Mientras se ejecuta el trabajo de formación, la acción integrada Depurador envía mensajes de correo
electrónico de notificación y mensajes de texto siempre que la regla encuentre problemas con su trabajo de
formación. La siguiente captura de pantalla muestra un ejemplo de notificación por correo electrónico para
un trabajo de formación que tiene un problema de trabajo de formación estancado.

La siguiente captura de pantalla muestra un ejemplo de notificación de texto que Debugger envía cuando
la regla encuentra un problema StalledTraining.
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Consideraciones sobre el uso de acciones integradas

• Para utilizar las acciones integradas del depurador, se requiere una conexión a Internet. Esta función
no es compatible con el modo de aislamiento de red proporcionado por Amazon SageMaker o Amazon
VPC.

• Las acciones integradas no se pueden usar paraDepurador de ProfilerRule (p. 1695).
• Las acciones incorporadas no se pueden utilizar en trabajos de entrenamiento con interrupciones de

entrenamiento puntuales.
• En las notificaciones por correo electrónico o por texto,NoneAl final de los mensajes. Esto no tiene

ningún significado, por lo que puede ignorar el textoNone.

Crear acciones en reglas mediante Amazon CloudWatch yAWS
Lambda
Amazon CloudWatch recopila los registros de trabajos de formación del modelo de Amazon SageMaker
y los registros de trabajo de procesamiento de reglas de Amazon SageMaker Debugger. Configurar
Debugger con Amazon CloudWatch Events yAWS Lambdapara realizar una acción basada en el estado de
evaluación de la regla del depurador.

CloudWatch Logs para reglas del depurador y trabajos de formación

Para buscar registros de trabajos de formación y registros de trabajos de reglas del depurador

1. Abra la consola de CloudWatch en https://console.aws.amazon.com/cloudwatch/.
2. En el panel de navegación izquierdo, debajo de laRegistro, elijaGrupos de registros.
3. En la lista de grupos de registros, haga lo siguiente:

• Seleccionar/aws/sagemaker/TrainingJobs.para los registros de trabajo de formación.
• Seleccionar/aws/sageMaker/ProcessingJobspara los registros de trabajo de reglas del depurador.

Puede utilizar el estado del trabajo de reglas de entrenamiento y depurador en los registros de CloudWatch
para realizar otras acciones cuando haya problemas de capacitación.

Para obtener más información acerca de cómo supervisar los trabajos de entrenamiento con CloudWatch,
consulteMonitorizar Amazon SageMaker.

Configurar el depurador para la terminación automática del Job de formación
mediante CloudWatch y Lambda

Las reglas del depurador supervisan el estado del trabajo de formación y una regla de eventos de
CloudWatch observa el estado de evaluación del trabajo de formación de reglas del depurador.
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Paso 1: Creación de una función Lambda

Para crear una función Lambda, realice el siguiente procedimiento:

1. Abra la consola de AWS Lambda en https://console.aws.amazon.com/lambda/.
2. En el panel de navegación izquierdo, elijaFuncionesHaga clic en y luego enCrear función.
3. En la páginaCrear función, elijaAuthor from scratchopción.
4. En el navegadorInformación básica, introduzca unaNombre de la función(por ejemplo,debugger-rule-

stop-training-job).
5. En Runtime (Tiempo de ejecución), elija Python 3.7.
6. ParaPermisos, expanda la opción desplegable y elijaCambiar el rol de ejecución predeterminado.
7. ParaRol de ejecución, elijaUso de una función existenteY elija el rol de IAM que usa para trabajos de

entrenamiento en SageMaker.

Note

Asegúrese de usar el rol de ejecución
conAmazonSageMakerFullAccessyAWSLambdaBasicExecutionRoleadjunta. De lo
contrario, la función Lambda no reaccionará correctamente a los cambios de estado de la
regla del depurador del trabajo de formación. Si no está seguro de qué función de ejecución
se está utilizando, ejecute el siguiente código en una celda de bloc de notas de Jupyter para
recuperar el resultado del rol de ejecución:

import sagemaker
sagemaker.get_execution_role()

8. En la parte inferior de la página, elija Create function.

En la siguiente figura se muestra un ejemplo deCrear funcióncon los campos de entrada y las selecciones
completadas.
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Paso 2: Configuración de la función Lambda

Para configurar la función Lambda

1. En el navegadorCódigo de funciónde la página de configuración, pegue la siguiente secuencia de
comandos de Python en el panel del editor de código de Lambda. Lalambda_handlersupervisa
el estado de evaluación de la regla del depurador recopilado por CloudWatch y activa la
funciónStopTrainingJobOperación de la API. LaAWS SDK for Python (Boto3) clientpara
SageMaker proporciona un método de alto nivel,stop_training_job, que desencadena
elStopTrainingJobOperación de la API.

import json
import boto3
import logging

logger = logging.getLogger()
logger.setLevel(logging.INFO)

def lambda_handler(event, context):
    training_job_name = event.get("detail").get("TrainingJobName")
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    logging.info(f'Evaluating Debugger rules for training job: {training_job_name}')
    eval_statuses = event.get("detail").get("DebugRuleEvaluationStatuses", None)

    if eval_statuses is None or len(eval_statuses) == 0:
        logging.info("Couldn't find any debug rule statuses, skipping...")
        return {
            'statusCode': 200,
            'body': json.dumps('Nothing to do')
        }

    # should only attempt stopping jobs with InProgress status
    training_job_status = event.get("detail").get("TrainingJobStatus", None)
    if training_job_status != 'InProgress':
        logging.debug(f"Current Training job status({training_job_status}) is not
 'InProgress'. Exiting")
        return {
            'statusCode': 200,
            'body': json.dumps('Nothing to do')
        }

    client = boto3.client('sagemaker')

    for status in eval_statuses:
        logging.info(status.get("RuleEvaluationStatus") + ', RuleEvaluationStatus=' +
 str(status))
        if status.get("RuleEvaluationStatus") == "IssuesFound":
            secondary_status = event.get("detail").get("SecondaryStatus", None)
            logging.info(
                    f'About to stop training job, since evaluation of rule
 configuration {status.get("RuleConfigurationName")} resulted in "IssuesFound". ' +
                    f'\ntraining job "{training_job_name}" status is
 "{training_job_status}", secondary status is "{secondary_status}"' +
                    f'\nAttempting to stop training job "{training_job_name}"'
                )
            )
            try:
                client.stop_training_job(
                    TrainingJobName=training_job_name
                )
            except Exception as e:
                logging.error(
                    "Encountered error while trying to "
                    "stop training job {}: {}".format(
                        training_job_name, str(e)
                    )
                )
                raise e
    return None

Para obtener más información sobre la interfaz del editor de código de Lambda, consulteCreación de
funciones mediante laAWSEditor de consola de Lambda.

2. Omita todos los demás ajustes y elijaSave (Guardar)En la parte superior de la página de
configuración.

Paso 3: Crear una regla de eventos de CloudWatch y vincular a la función Lambda para el
depurador

Para crear una regla de eventos de CloudWatch y vincular a la función Lambda para el depurador

1. Abra la consola de CloudWatch en https://console.aws.amazon.com/cloudwatch/.
2. En el panel de navegación izquierdo, elijaReglasen elEventosNodo.
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3. Elija Create rule.
4. En el navegadorOrigen del eventoSección sobre de laPaso 1: Crear regla, elijaSageMaker:

paraNombre del servicio, y elijaCambio de estado de los Job de formación de SageMaker: paraTipo
de evento. La vista previa del patrón de eventos debe ser similar a las cadenas JSON de ejemplo
siguientes:

{
    "source": [
        "aws.sagemaker"
    ],
    "detail-type": [
        "SageMaker Training Job State Change"
    ]
}

5. En el navegadorimplementaciónelija, elija.Agregar destino*y elija la opcióndebugger-rule-stop-training-
jobLa función Lambda que ha creado. Este paso vincula la regla CloudWatch Events con la función
Lambda.

6. SeleccionarConfigure detailsvaya a la página dePaso 2: Configurar detalles de la regla(Se ha creado
el certificado).

7. Especifique el nombre de definición de regla de CloudWatch. Por ejemplo,debugger-cw-event-rule.
8. SeleccionarCrear reglaPara terminar.
9. Vuelva a la página de configuración de funciones de Lambda y actualice la página. Confirme que está

configurado correctamente en elDiseñadorPanel. La regla CloudWatch Events debe registrarse como
desencadenador de la función Lambda. El diseño de la configuración debe ser similar al siguiente
ejemplo:
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Ejecutar cuadernos de ejemplo para probar la terminación automática del Job de
formación

Puede ejecutar los siguientes cuadernos de ejemplo, que están preparados para experimentar con detener
un trabajo de capacitación utilizando las reglas integradas de Debugger.

• Depurador de Amazon SageMaker: reacción a los eventos de CloudWatch desde las reglas del
depurador

Este bloc de notas de ejemplo ejecuta un trabajo de formación que tiene un problema de degradado de
desaparición. El depuradorVanishingGradient (p. 1716)se utiliza durante la construcción del estimador
SageMaker TensorFlow. Cuando la regla Depurador detecta el problema, el trabajo de formación
finaliza.

• Detectar el entrenamiento estancado y detener el trabajo de entrenamiento mediante la regla Depurador

Este cuaderno de ejemplo ejecuta un script de entrenamiento con una línea de código que lo obliga a
dormir durante 10 minutos. El depuradorStalledTrainingRule (p. 1729)invoca problemas y detiene el
trabajo de formación.

Deshabilitar la regla de eventos de CloudWatch para dejar de usar la terminación
de Job de formación automatizada

Si desea deshabilitar la terminación automática del trabajo de formación, debe deshabilitar la regla Eventos
de CloudWatch. En el LambdaDiseñador, elija la opciónEventBridge (Eventos de CloudWatch)Bloque
vinculado a la función Lambda. Esto muestra unEventBridgedebajo delDiseñador(por ejemplo, consulte
la secciónCaptura de pantalla anterior). Marque la casilla situada junto aEventBridge (Eventos de
CloudWatch): debugger-cw-event-ruleHaga clic en y luego enDeshabilitar. Si desea utilizar la funcionalidad
de terminación automática más adelante, puede volver a habilitar la regla Eventos de CloudWatch.

Depurador de SageMaker en Studio
Utilice los paneles de depurador de Studio para analizar el rendimiento del modelo y los cuellos de botella
del sistema mientras ejecuta trabajos de formación en instancias de Amazon Elastic Compute Cloud.
Obtenga información sobre sus trabajos de formación y mejore el rendimiento y la precisión de su modelo
de formación con los paneles de depurador. De forma predeterminada, Debugger supervisa las métricas
del sistema (CPU, GPU, memoria de CPU y GPU, red y E/S de datos) cada 500 milisegundos y los
tensores de salida básicos (pérdida y precisión) cada 500 iteraciones para trabajos de formación. También
puede personalizar aún más los valores de los parámetros de configuración del depurador y ajustar los
intervalos de guardado a través de la interfaz de usuario de Studio o mediante la herramientaSDK para
Python de Amazon SageMaker.

Important

Si utiliza las aplicaciones existentes de SageMaker Studio, debe reiniciarlas para utilizar las
nuevas funciones. Para obtener instrucciones sobre cómo reiniciar y actualizar el entorno de
Studio, consulteActualizar Amazon SageMaker Studio.
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Temas
• Abrir el panel de información del depurador de Amazon SageMaker (p. 1758)
• Controlador de panel de información del depurador de SageMaker (p. 1759)
• Tutorial del panel de información del depurador de SageMaker (p. 1764)
• Apagar la instancia de información del depurador de SageMaker (p. 1771)
• Depurador de SageMaker en experimentos de estudio (p. 1772)

Abrir el panel de información del depurador de Amazon
SageMaker
Abra el panel de información del depurador en Studio para ver el progreso de la creación de perfiles y los
resultados de la utilización de recursos y los cuellos de botella del sistema de su trabajo de formación que
se ejecuta en instancias EC2.

Note

El panel de información de Studio Debugger ejecuta una aplicación de Studio en
unml.m5.4xlargepara procesar y representar las visualizaciones. Cada pestaña de información
del depurador ejecuta una sesión de núcleo de Studio. Varias sesiones de núcleo para varias
pestañas de información del depurador se ejecutan en una sola instancia. Cuando cierra una
pestaña de información del depurador, también se cierra la sesión correspondiente del núcleo.
Una aplicación de Studio permanece activa y acumula cargos por elml.m5.4xlargeUso de
instancias. Para obtener información sobre precios, consulte laPrecios de Amazon SageMaker(Se
ha creado el certificado).

Important

Cuando haya terminado de usar el panel de información del depurador, debe cerrar
elml.m5.4xlargepara evitar la acumulación de cargos. Para obtener instrucciones sobre
cómo apagar la instancia, consulteApagar la instancia de información del depurador de
SageMaker (p. 1771).

Para abrir el panel de Perugger Insights
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1. Elija el iconoRegistros y componentes de SageMakericono ( ).
2. Abra el menú desplegable y elijaExperimentos y ensayos.
3. Busque el nombre de su trabajo de formación. Si no ha asignado un componente de prueba de

SageMaker Experiments al trabajo de formación, el trabajo se recopila en la secciónComponentes de
prueba sin asignarlista de.

4. Clic derecho(o una interacción de interfaz de usuario equivalente) para abrir el menú contextual del
componente de prueba de trabajo de formación. Hay dos elementos de menú para acceder a las
características del depurador en Studio: Abrir depurador para obtener informaciónyAbrir en los detalles
de prueba.

5. SeleccionarAbrir depurador para obtener información. Esto abre unaDepurar [tu-formación-nombre-
trabajo]Pestaña. En esta ficha, Debugger proporciona una descripción general del rendimiento de la
formación de modelos en instancias de EC2 e identifica los problemas de cuello de botella del sistema.
MientrasMonitorización dela utilización de recursos del sistema, también puede habilitarPerfilespara
capturar métricas de marco que consisten en datos de operaciones de red neuronal ejecutadas
durante el paso hacia adelante y hacia atrás y la carga de datos. Para obtener más información
acerca de cómo habilitarPerfilesusando el controlador de panel de información del depurador,
consulteHabilitar y configurar perfiles del depurador para obtener información detallada (p. 1760).

El depurador correlaciona las métricas de utilización de recursos del sistema con las métricas del marco
de trabajo y ayuda a identificar operadores de uso intensivo de recursos que podrían ser la causa principal
de los cuellos de botella del sistema. También puede descargar un informe de creación de perfiles de
depurador agregado. Para obtener más información, consulte Controlador de panel de información del
depurador de SageMaker (p. 1759).

Controlador de panel de información del depurador de
SageMaker
Hay diferentes componentes del controlador del depurador para la supervisión y la creación de perfiles. En
esta guía obtendrá información sobre los componentes del controlador de Debugger.
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Note

El panel de información de Studio Debugger ejecuta una aplicación de Studio en
unml.m5.4xlargepara procesar y representar las visualizaciones. Cada pestaña de información
del depurador ejecuta una sesión de núcleo de Studio. Varias sesiones de núcleo para varias
pestañas de información del depurador se ejecutan en una sola instancia. Cuando cierra una
pestaña de información del depurador, también se cierra la sesión correspondiente del núcleo.
Una aplicación de Studio permanece activa y acumula cargos por elml.m5.4xlargeUso de
instancias. Para obtener información sobre precios, consulte laPrecios de Amazon SageMaker(Se
ha creado el certificado).

Important

Cuando haya terminado de usar el panel de información del depurador, debe cerrar
elml.m5.4xlargepara evitar la acumulación de cargos. Para obtener instrucciones sobre
cómo apagar la instancia, consulteApagar la instancia de información del depurador de
SageMaker (p. 1771).

IU del controlador de información del depurador de SageMaker

Con el controlador del depurador ubicado en la esquina superior izquierda del panel de información,
puede actualizar el panel, configurar o actualizar los ajustes del depurador para supervisar las métricas
del sistema y las métricas del marco de perfiles, detener el trabajo de formación y descargar el informe de
creación de perfiles del depurador.

• Si desea actualizar manualmente elDepurar [tu-formación-nombre-trabajo], elija el botón de actualización
(la flecha redonda en la esquina superior izquierda) como se muestra en la captura de pantalla anterior.

• Monitoreoestá activado de forma predeterminada para cualquier trabajo de formación de SageMaker.
Al supervisar su trabajo de formación, Debugger solo recopila métricas del sistema para detectar
problemas de utilización de recursos, como cuellos de botella de CPU y infrautilización de GPU. Para
obtener una lista completa de los problemas de utilización de recursos que supervisa Debugger,
consulteReglas integradas del depurador para supervisar la utilización de recursos del sistema de
hardware (métricas del sistema) (p. 1695).

• Para descargar un informe completo de creación de perfiles de depurador con detalles y análisis de
un trabajo de formación, elijaDescargar informe de. Para obtener más información sobre el informe
de creación de perfiles de Debugger, consulteInforme de creación de perfiles del depurador de
SageMaker (p. 1775).

Habilitar y configurar perfiles del depurador para obtener información detallada

Cuando habilitaCreación de perfiles, el depurador comienza a recopilar métricas de marco. Las métricas
de marco son datos de modelo recopilados de las operaciones de marco ML de su modelo, como
paso adelante, paso hacia atrás, normalización por lotes y procesos de carga de datos. El depurador

1760

http://aws.amazon.com/sagemaker/pricing/


Amazon SageMaker Developer Guide
Depurador en Studio

correlaciona los cuellos de botella de rendimiento del sistema con las operaciones del marco y ejecuta el
comandoReglas de depurador para la elaboración de perfiles de métricas de marco (p. 1695).

Note

Una vez habilitada la creación de perfiles, Debugger recopila todas las llamadas a la operación
de marco que se ejecutan en cada paso: operaciones para reducir las capas de entrada durante
el paso adelante, actualizar los pesos de millones de neuronas durante el paso hacia atrás y
procesos del cargador de datos. Mientras que la creación de perfiles le permite comprender
el rendimiento del modelo a un nivel más profundo, la recopilación de métricas de marco
podría afectar el tiempo de formación y el rendimiento. Le recomendamos que habilite la
creación de perfiles para inspeccionar el modelo hasta dos pasos a la vez. Para obtener
más información acerca de cómo configurar Debugger para la creación de perfiles de marco
medianteSDK para Python de Amazon SageMaker, consulteConfigurar perfiles del marco del
depurador (p. 1665)yActualización de la supervisión del sistema del depurador y la configuración
de perfiles de Framework mientras se está ejecutando un Job de formación (p. 1669).

Si desea habilitar la creación de perfiles mientras se ejecuta el trabajo de formación, siga los pasos
siguientes para comenzar a crear perfiles.

1. En SageMaker Studio, activaCreación de perfilespara habilitar el perfil del marco de depurador. Esto
abre una página de configuración de perfiles y supervisión del depurador.

2. EnConfigurar la supervisión y la creación de perfiles del depurador,URI de cubo S3yRecopile datos de
monitoreo cadaYa están establecidos en los valores predeterminados.

Puede elegir cambiar el intervalo de supervisión utilizando el menú desplegable y seleccionando
entre las siguientes opciones disponibles: 100 milisegundos, 200 milisegundos, 500 milisegundos
(predeterminado), 1 segundo, 5 segundos y 1 minuto.
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Deben especificarse los siguientes campos:

• URI de bucket S3: especifique el URI de bucket S3 base.
• Recopilar datos de supervisión cada: seleccione un intervalo de tiempo para recopilar métricas del

sistema.

Note

Si elige uno de los intervalos de tiempo más bajos, aumenta la granularidad de las métricas
del sistema de supervisión. Le permite capturar picos y anomalías con una resolución
de tiempo más alta. Sin embargo, a medida que el tamaño de las métricas del sistema
a procesar aumenta proporcionalmente, podría afectar el tiempo general de formación y
procesamiento.

3. EnConfiguración avanzada para la creación de perfiles de, configure las opciones de creación de
perfiles de métricas de marco. Especifique .Paso de inicio(oHora de inicio) yNúmero de pasos para
el perfil(oDuración del tiempo hasta el perfil) al perfil. También puede dejar los campos de entrada en
blanco. Los valores predeterminados se configurarán automáticamente para utilizar el paso actual y
para una duración de un paso.
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• Perfiles detallados— Especifique un paso de destino o un intervalo de tiempo para perfilar las
operaciones del marco utilizando los perfiles de framework nativos (perfilador TensorFlow y
perfilador PyTorch). Por ejemplo, si se utiliza TensorFlow, los ganchos de depurador permiten al
analizador TensorFlow recopilar métricas de marco específicas de TensorFlow. La creación de
perfiles detallados le permite perfilar todos los operadores de marco en un paso previo (antes del
primer paso), dentro de los pasos y entre pasos de un trabajo de formación.

Note

El perfil detallado podría aumentar significativamente el consumo de memoria de la GPU.
No se recomienda habilitar el perfil detallado durante más de un par de pasos.

• Creación de perfiles de Python— Especifique un paso de destino o intervalo de tiempo para
perfilar las funciones de Python. También puede elegir entre dos perfiles de Python: CProfile y
Pyinstrument.
• cProfile: el perfilador estándar de Python. cProfile recopila para cada operador de Python llamado

durante el entrenamiento. Con CProfile, Debugger ahorra tiempo acumulativo y anotación de
cada llamada a función, proporcionando un detalle completo de las funciones de Python. En el
aprendizaje profundo, por ejemplo, las funciones más frecuentemente llamadas podrían ser los
filtros convolucionales y los operadores de paso atrás, y los perfiles de CProfile cada uno de
ellos. Para la opción CProfile, puede seleccionar una opción de temporizador: tiempo total, tiempo
de CPU y tiempo fuera de CPU. Aunque puede perfilar todas las llamadas a funciones que se
ejecutan en procesadores (tanto CPU como GPU) en tiempo de CPU, también puede identificar
cuellos de botella de E/S o red con la opción de tiempo fuera de CPU. El valor predeterminado es
el tiempo total y el depurador perfila tanto el tiempo de CPU como el tiempo fuera de CPU. Con
CProfile, puede profundizar en cada una de las funciones al analizar los datos del perfil.

• Pyinstrument — Pyinstrument es un perfilador de Python de baja sobrecarga que funciona basado
en el muestreo. Con la opción Pyinstrument, Debugger muestra eventos de creación de perfiles
cada milisegundo. Debido a que Pyinstrument mide el tiempo transcurrido del reloj de pared en
lugar del tiempo de CPU, la opción Pyinstrument puede ser una mejor opción frente a la opción
CProfile para reducir los ruidos de perfilado (filtrar llamadas a funciones irrelevantes que son
acumulativamente rápidas) y capturar operadores que realmente son intensivos en cómputos
( Acumulativamente lenta) para entrenar su modelo. Con Pyinstrument, puede ver un árbol de
llamadas a funciones y comprender mejor la estructura y la causa raíz de la lentitud.

Note

La habilitación de perfiles de Python podría resultar en una ralentización del tiempo de
entrenamiento general. En el caso de CProfile, los operadores de Python que son los más
llamados se perfilan en cada llamada, por lo que el tiempo de procesamiento de perfiles
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aumenta con respecto al número de llamadas. Para Pyinstrument, el tiempo acumulado
de elaboración de perfiles aumenta con respecto al tiempo debido a su mecanismo de
muestreo.

• Perfiles del programa de carga de datos: especifique un paso de destino o un intervalo de tiempo
para perfilar los procesos del cargador de datos del marco de aprendizaje profundo. El depurador
recopila todos los eventos del cargador de datos de los marcos de trabajo.

Note

El perfilado del cargador de datos puede reducir el rendimiento del entrenamiento al
recopilar información de los cargadores de datos. No recomendamos que habilite el perfil
del cargador de datos durante más de un par de pasos.
El depurador está preconfigurado para anotar procesos del cargador de datos solo para
elAWSContenedores de aprendizaje profundo. El depurador no puede perfilar los procesos
del cargador de datos en ningún otro contenedor personalizado o externo.

4. Seleccionarconfirmarpara finalizar la configuración de perfiles. Cuando se actualiza correctamente la
configuración, debe poder ver el siguiente mensaje de confirmación.

Tutorial del panel de información del depurador de SageMaker
Al iniciar un trabajo de formación de SageMaker, Debugger comienza a supervisar la utilización de
recursos del sistema de hardware de las instancias de EC2 de forma predeterminada. Puede realizar un
seguimiento de la tasa de utilización del sistema, la descripción general de las estadísticas y el estado y los
resultados de la detección de cuellos de botella a través de Studio. Esta guía le guía a través de todos los
componentes del panel de información del depurador de Studio.

Note

El panel de información de Studio Debugger ejecuta una aplicación de Studio en
unml.m5.4xlargepara procesar y representar las visualizaciones. Cada pestaña de información
del depurador ejecuta una sesión de núcleo de Studio. Varias sesiones de núcleo para varias
pestañas de información del depurador se ejecutan en una sola instancia. Cuando cierra una
pestaña de información del depurador, también se cierra la sesión correspondiente del núcleo.
Una aplicación de Studio permanece activa y acumula cargos por elml.m5.4xlargeUso de
instancias. Para obtener información sobre precios, consulte laPrecios de Amazon SageMaker(Se
ha creado el certificado).
Important

Cuando haya terminado de usar el panel de información del depurador, debe cerrar
elml.m5.4xlargepara evitar la acumulación de cargos. Para obtener instrucciones sobre
cómo apagar la instancia, consulteApagar la instancia de información del depurador de
SageMaker (p. 1771).

Temas
• Información general del depurador (p. 1764)
• Información del depurador: nodos (p. 1767)

Información general del depurador
En la páginaInformación general, puede encontrar un resumen de trabajo de capacitación, un resumen de
utilización de recursos, operaciones intensivas de recursos e información.
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Resumen del trabajo de capacitación

LaResumen del trabajo de capacitaciónmuestra el tiempo de entrenamiento total invertido en diferentes
fases del entrenamiento: inicialización, bucle de entrenamiento y finalización. El gráfico circular muestra
el porcentaje de uso de tiempo y la cantidad absoluta de tiempo invertido en las diferentes fases de
entrenamiento. Por ejemplo, puede tener una visión general de alto nivel del tiempo que se tarda en
inicializar un trabajo de capacitación, comprobar si la inicialización tarda demasiado debido a la descarga
de datos, dejando las GPU inactivas.

Esta sección incluye las siguientes características:

• LaProgreso de la formación enmuestra la línea de tiempo de las diferentes fases de entrenamiento a lo
largo del tiempo. Si utiliza entrenamiento puntual, también puede encontrar las interrupciones puntuales
en el gráfico de línea de tiempo.

• LaDetalles del trabajo de capacitaciónmuestra las marcas de tiempo exactas y los números porcentuales
de tasa de utilización.
• Hora de inicio— La hora exacta en la que comenzó el trabajo de formación.
• Hora de finalización— La hora exacta a la que finalizó el trabajo de formación.
• Duración del Job— El tiempo total de entrenamiento desde elHora de inicioa laHora de finalización.
• Inicio del bucle de capacitación— La hora exacta en que ha comenzado el primer paso de la primera

época.
• Final del bucle de entrenamiento— La hora exacta en la que ha terminado el último paso de la última

época.
• Duración del ciclo de entrenamiento— El tiempo total entre la hora de inicio del bucle de

entrenamiento y la hora de finalización del bucle de entrenamiento.
• Inicialización: tiempo dedicado a inicializar el trabajo de formación, como compilar el script de

formación, iniciar instancias de EC2 y descargar datos de formación.
• FINALIZY: tiempo dedicado a finalizar el trabajo de formación, como finalizar el entrenamiento del

modelo, actualizar los artefactos del modelo y cerrar las instancias de EC2.
• Inicialización (%)— El porcentaje de tiempo dedicado aInicializaciónsobre el totalDuración del Job.
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• Bucle de entrenamiento (%)— El porcentaje de tiempo dedicado abucle de entrenamientosobre el
totalDuración del Job.

• Finalización (%)— El porcentaje de tiempo dedicado aFINALIZYsobre el totalDuración del Job.

Resumen de utilización de recursos

Esta tabla de resumen muestra las estadísticas de utilización de recursos del sistema de hardware
de todos los trabajadores (algo-n). Las métricas del sistema incluyen la utilización total de la CPU, la
utilización total de la GPU, la utilización total de la memoria de la CPU, la utilización total de la memoria
de la GPU, el tiempo total de espera de E/S y la red total en bytes. La tabla muestra los valores mínimo y
máximo, y los percentiles p99, p90 y p50.

Operaciones intensivas en recursos

LaOperaciones intensivas en recursosproporciona resultados de perfiles más detallados que muestran
qué operaciones del trabajo de capacitación fueron intensivas en proceso. En el siguiente ejemplo,
muestra que los operadores de paso atrás de la red neuronal convolucional fueron los que más recursos
consumían en las GPU.

Insights

En el navegadorInformación detallada, puede encontrar problemas de formación detectados por las
reglas integradas del depurador. Puede expandir cada una de las listas para encontrar información útil,
sugerencias, una descripción de la regla y criterios para activar la regla.

Para obtener más información acerca de las reglas integradas del Debugger, consulteLista de reglas
integradas del depurador (p. 1694).
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Información del depurador: nodos

En la información del depurador de StudioNodos, el depurador proporciona gráficos detallados que
rastrean cada nodo informático en el que se ejecutan los trabajos de formación.

Uso de la CPU y la red

Los dos primeros gráficos muestran la utilización de la CPU y la utilización de la red a lo largo del tiempo.
De forma predeterminada, los gráficos muestran los valores medios: el promedio de utilización de la
CPU y la red sobre el número total de núcleos de CPU. Puede seleccionar uno o más núcleos de CPU,
seleccionando en las etiquetas, para graficarlos en un único gráfico y comparar la utilización entre núcleos.
Los gráficos de la línea de tiempo son interactivos y los dos gráficos están sincronizados. Puede arrastrar y
acercar y alejar para ver las ventanas de tiempo específicas que desee tener un vistazo más de cerca.
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Utilización de la memoria de GPU y GPU

Los siguientes gráficos muestran la utilización de la GPU y la utilización de la memoria de la GPU a lo
largo del tiempo. De forma predeterminada, los gráficos muestran la tasa de utilización media a lo largo
del tiempo. Puede seleccionar las etiquetas de núcleo de la GPU para ver la tasa de utilización de cada
núcleo. Tomando la media de la tasa de utilización sobre el número total de núcleos de GPU muestra la
utilización media de todo el recurso del sistema de hardware. Al examinar la tasa de utilización media,
puede comprobar el uso general de recursos del sistema de la instancia de EC2. La siguiente figura
muestra un ejemplo de trabajo de formación en una instancia ml.p3.16xlarge con 8 núcleos de GPU.
Puede supervisar si el trabajo de capacitación está bien distribuido, utilizando todas las GPU.
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Utilización general del sistema en el tiempo

El siguiente mapa de calor muestra toda la utilización del sistema a lo largo del tiempo proyectada en la
gráfica bidimensional. Todos los núcleos de CPU y GPU se enumeran en el eje vertical, y la utilización se
registra a lo largo del tiempo con colores. Consulte la barra de color etiquetada en el lado derecho de la
gráfica para averiguar qué nivel de color corresponde a qué tasa de utilización. Por ejemplo, en el siguiente
mapa de calor, después de que la fase de inicialización haya finalizado alrededor de Sun 23:18, puede
encontrar que el trabajo de capacitación utiliza completamente una instancia ml.p3.16xlarge: los núcleos
de la GPU se utilizan completamente y las CPU se utilizan moderadamente para procesar operaciones
de Python. Hubo varios problemas de cuello de botella de CPU dispersos por las CPU en diferentes
momentos.
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Utilización de recursos del sistema a lo largo del tiempo y fase de evento

LaMétricas del sistema a lo largo del tiempomuestra la utilización general de la CPU, la GPU y la E/S de
datos. LaMétricas de marco a lo largo del tiempomuestra las métricas del marco, que son las fases de
eventos del marco que puede correlacionar con elMétricas del sistema a lo largo del tiempoGráfico de.

Puede seleccionar un intervalo de tiempo de interés en la línea de tiempo de uso de recursos del sistema
y la fase del evento marco detecta el intervalo para mostrar qué eventos ocurrieron durante el intervalo de
tiempo seleccionado. En cada bloque de fase de evento, puede encontrar qué intervalo de tiempo se gastó
realmente para el bucle de entrenamiento y dividir el ciclo de entrenamiento en eventos de paso hacia
atrás y paso adelante. En general, puede ver que los intervalos de tiempo de entrenamiento reales ocupan
solo un pequeño porcentaje durante todo el tiempo de entrenamiento.
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Tiempo dedicado a la formación

En el siguiente gráfico, se capturan las métricas del marco de los últimos 30 pasos del último bucle de
entrenamiento. Este gráfico muestra el tiempo acumulado invertido por diferentes eventos en cada paso.

Apagar la instancia de información del depurador de SageMaker
Cuando no está utilizando el panel de información del depurador, es importante cerrar la instancia en la
que se ejecuta para evitar incurrir en cargos adicionales.

Para cerrar la instancia de información de Debugger en Studio
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1.
En Studio, seleccione la casillaEjecución de instancias y núcleosicono ( ).

2. En elEJECUTAR APLICACIONESBusque elSagemaker-debugger-1.0Aplicación de Seleccione el

icono de apagado ( ) junto a la aplicación. Los paneles de información del depurador se ejecutan en
unml.m5.4xlargeinstancia. Esta instancia también desaparece delEJECUTAR INSTANCIAScuando
cierra elDebugger-1.0Aplicación de

Depurador de SageMaker en experimentos de estudio
En esta sección, aprenderá a utilizar el Debugger en Experiments de Studio. Puede seleccionar cualquier
trabajo de formación de la lista de prueba de Experimento para ver los gráficos de datos de salida del
modelo, como curvas de precisión y pérdida, estado de la regla integrada de depuración e información de
configuración del depurador para la depuración.

Visualizar tensores mediante el Debugger y Studio de SageMaker

SageMaker Studio proporciona visualizaciones para interpretar salidas de tensores capturadas por
Debugger.

Curvas de pérdida mientras el entrenamiento está en curso

La siguiente captura de pantalla muestra visualizaciones de curvas de pérdida para entrenamiento. El
entrenamiento está en curso.
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Análisis de trabajos de capacitación: Comparación de curvas de pérdida en varios trabajos

SageMaker Studio le permite comparar entre varios trabajos (en este caso, la pérdida). Esto le ayuda a
identificar los trabajos de entrenamiento con mejor rendimiento.

Reglas de activación y registros de trabajos

Cuando se activan reglas para condiciones anómalas, SageMaker Studio presenta registros para la regla
que genera error. Esto le permite analizar las causas de la afección.
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Informes interactivos del depurador de SageMaker
Reciba informes de formación y creación de perfiles generados automáticamente por Debugger.
Los informes del depurador proporcionan información sobre sus trabajos de formación y sugieren
recomendaciones para mejorar el rendimiento del modelo. En la captura de pantalla siguiente se muestra
un collage del informe de perfilado de Debugger. Para obtener más información, consulte Informe de
creación de perfiles del depurador de SageMaker (p. 1775).

Note

Puede descargar un informe de depurador mientras se ejecuta el trabajo de formación o después
de que el trabajo haya terminado. Durante el entrenamiento, Debugger actualiza simultáneamente
el informe que refleja el estado de evaluación de las reglas actuales. Puede descargar un informe
completo del depurador sólo después de que se haya completado el trabajo de formación.

Temas
• Informe de creación de perfiles del depurador de SageMaker (p. 1775)
• Informe de formación XGBoost del depurador de SageMaker (p. 1786)
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Informe de creación de perfiles del depurador de SageMaker
Para cualquier trabajo de formación de SageMaker, el depuradorProfilerReport (p. 1697)invoca
todos losreglas de supervisión y elaboración de perfiles (p. 1695)y agrega el análisis de reglas en un
informe completo. Siguiendo esta guía, descargue el informe utilizando elSDK para Python de Amazon
SageMakero la consola S3, y aprenda lo que puede interpretar a partir de los resultados de la creación de
perfiles.

Temas
• Descargar un informe de creación de perfiles de depurador (p. 1775)
• Tutorial del informe de perfiles del depurador (p. 1778)

Descargar un informe de creación de perfiles de depurador

Descargue el informe de creación de perfiles del depurador mientras se está ejecutando el trabajo
de formación o después de que el trabajo haya terminado con elSDK para Python de Amazon
SageMakeryAWS Command Line Interface(CLI).

Tip

También puede descargar el informe con un solo clic y sin secuencias de comandos adicionales a
través del panel de información del depurador de SageMaker Studio. Para saber cómo descargar
el informe desde Studio, consulteAbrir el panel de información del depurador de Amazon
SageMaker (p. 1758).

Download using SageMaker Python SDK and AWS CLI

1. Compruebe el URI base de salida S3 predeterminado del trabajo actual.

estimator.output_path
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2. Comprobar el nombre del trabajo actual.

estimator.latest_training_job.job_name

3. El informe de creación de perfiles del depurador se almacena en<default-s3-output-base-
uri>/<training-job-name>/rule-output. Configure la ruta de salida de regla del modo
siguiente:

rule_output_path = estimator.output_path + estimator.latest_training_job.job_name +
 "/rule-output"

4. Para comprobar si se genera el informe, listar directorios y archivos recursivamente bajo el
parámetrorule_output_pathconaws s3 lscon--recursiveopción.

! aws s3 ls {rule_output_path} --recursive

Esto devolverá una lista completa de archivos bajo una carpeta autogenerada que se denomina
comoProfilerReport-1234567890. El nombre de la carpeta es una combinación de
cadenas:ProfilerReporty una etiqueta única de 10 dígitos basada en la marca de tiempo Unix
cuando se inicia la regla ProfilerReport.

Laprofiler-report.htmles un informe de perfilado autogenerado por Debugger. Los archivos
restantes son los componentes de análisis de reglas incorporados almacenados en JSON y un
cuaderno Jupyter que se utilizan para agregarlos en el informe.

5. Descargue los archivos recursivamente usandoaws s3 cp. El siguiente comando guarda todos
los archivos de salida de regla en el archivoProfilerReport-1234567890Cargue en el
directorio de trabajo actual.

! aws s3 cp {rule_output_path} ./ --recursive

Tip

Si utiliza un servidor de portátiles Jupyter, ejecute!pwdPara comprobar dos veces el
directorio de trabajo actual.

6. En el/ProfilerReport-1234567890/profiler-outputdirectorio, abrirprofiler-
report.html. Si usa JupyterLab, elijaCómo confiar en HTMLpara ver el informe de creación de
perfiles del depurador generado automáticamente.

7. Abra el iconoprofiler-report.ipynbpara explorar cómo se genera el informe. También
puede personalizar y ampliar el informe de creación de perfiles utilizando el archivo de bloc de
notas Jupyter.
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Download using Amazon S3 Console

1. Inicie sesión en la AWS Management Console y abra la consola de Amazon S3 en https://
console.aws.amazon.com/s3/.

2. Busque el cucharón base S3. Por ejemplo, si no ha especificado ningún nombre de trabajo
base, el nombre del depósito S3 base debe tener el siguiente formato: sagemaker-
<region>-111122223333. Busque el cucharón base S3 a través delBuscar depósito por
nombre.

3. En el bucket base de S3, busque el nombre del trabajo de formación especificando el prefijo de
nombre de trabajo en elBúsqueda de objetos por prefijocampo de entrada. Elija el nombre del
trabajo de formación.

4. En el depósito S3 del trabajo de formación, debe haber tres subcarpetas para los datos
de formación recopilados por el depurador:debug-output/,profiler-output/, yregla-output/.
Seleccionarregla-output/.

5. En el navegadorregla-output/, elijaProfilerReport-1234567890, y elijaprofiler-output/folder.
Laprofiler-output/La carpeta contieneprofiler-report.html(el informe de perfilado autogenerado
en html),profiler-report.ipynb(un cuaderno de Jupyter con scripts que se utilizan para generar el
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informe), y unperfiler-report/(contiene archivos JSON de análisis de reglas que se utilizan como
componentes del informe).

6. Seleccione laprofiler-report.html, elijaActions, yDescargar.

7. Abra el programa de descargaprofiler-report.htmlen un navegador web.

Note

Si ha iniciado el trabajo de formación sin configurar los parámetros específicos del depurador,
el depurador genera el informe basándose únicamente en las reglas de supervisión del sistema
porque los parámetros del depurador no están configurados para guardar las métricas del marco.
Para habilitar la creación de perfiles de métricas de marco y recibir un informe de perfilado de
depurador ampliado, configure elprofiler_configal construir o actualizar estimadores de
SageMaker.
Para obtener información acerca de cómo configurar laprofiler_configAntes de iniciar un
trabajo de capacitación, consulteConfigurar perfiles del marco del depurador (p. 1665).
Para actualizar el trabajo de capacitación actual y habilitar la creación de perfiles de métricas de
marco, consulteActualizar configuración de perfiles del marco del depurador (p. 1669).

Tutorial del informe de perfiles del depurador
En esta sección, se detalla el informe de perfilado de Debugger sección por sección. El informe de
creación de perfiles se genera en función de las reglas integradas para la supervisión y la elaboración de
perfiles. El informe muestra gráficos de resultados sólo para las reglas que encontraron problemas.

Temas
• Resumen del Job de capacitación (p. 1779)
• Estadísticas de uso del sistema (p. 1780)
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• Resumen de las métricas del marco (p. 1780)
• Resumen de reglas (p. 1782)
• Análisis del bucle de entrenamiento: duraciones de pasos (p. 1783)
• Análisis de utilización de GPU (p. 1783)
• Tamaño del Batch (p. 1783)
• Cuellos de botella de CPU (p. 1784)
• Cuellos de botella de E/S (p. 1785)
• LoadBalancing en capacitación en varias GPU (p. 1785)
• Análisis de memoria de GPU (p. 1785)

Resumen del Job de capacitación

Al principio del informe, Depurador proporciona un resumen de su trabajo de formación. En esta sección,
puede ver las duraciones de tiempo y las marcas de tiempo en diferentes fases de entrenamiento.

La tabla de resumen contiene la siguiente información:

• start_time— La hora exacta en la que comenzó el trabajo de formación.
• end_time— La hora exacta a la que finalizó el trabajo de formación.
• job_duration_in_seconds— El tiempo total de entrenamiento desde elstart_timea laend_time.
• training_loop_start— La hora exacta en que ha comenzado el primer paso de la primera época.
• training_loop_end— La hora exacta en la que ha terminado el último paso de la última época.
• training_loop_duration_in_seconds— El tiempo total entre la hora de inicio del bucle de entrenamiento y

la hora de finalización del bucle de entrenamiento.
• inicialization_in_seconds— Tiempo dedicado a inicializar el trabajo de formación. La fase de inicialización

cubre el período desde elstart_timea latraining_loop_starttiempo. El tiempo de inicialización se dedica a
compilar el script de entrenamiento, iniciar el script de entrenamiento, crear e inicializar el modelo, iniciar
instancias de EC2 y descargar datos de formación.

• finalization_in_seconds: tiempo dedicado a finalizar el trabajo de formación, como finalizar el
entrenamiento del modelo, actualizar los artefactos del modelo y cerrar las instancias de EC2. La fase de
finalización abarca el período comprendido entre eltraining_loop_endPara elend_time.

• inicialización (%)— El porcentaje de tiempo dedicado aInitializationsobre el totaljob_duration_in_seconds.
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• bucle de formación (%)— El porcentaje de tiempo dedicado abucle de entrenamientosobre el
totaljob_duration_in_seconds.

• finalización (%)— El porcentaje de tiempo dedicado aFINALIZYsobre el totaljob_duration_in_seconds.

Estadísticas de uso del sistema

En esta sección, puede ver una descripción general de las estadísticas de utilización del sistema.

El informe de perfiles de Debugger incluye la siguiente información:

• nodo— Muestra el nombre de los nodos. Si se utiliza capacitación distribuida en varios nodos (varias
instancias EC2), los nombres de los nodos tienen el formato dealgo-n.

• Métrica de— Las métricas del sistema recopiladas por el depurador: CPU, GPU, memoria de CPU,
memoria de GPU, E/S y métricas de red.

• unidad: la unidad de las métricas del sistema.
• max— El valor máximo de cada métrica del sistema.
• p99— Percentil 99 de cada utilización del sistema.
• p95— El percentil 95 de cada utilización del sistema.
• p50— Percentil 50 (mediana) de cada utilización del sistema.
• min— El valor mínimo de cada métrica del sistema.

Resumen de las métricas del marco

En esta sección, los siguientes gráficos circulares muestran el desglose de las operaciones del marco en
CPU y GPU.
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Cada uno de los gráficos circulares analiza las métricas de marco recopiladas en varios aspectos de la
siguiente manera:

• Relación entre la fase TRAIN/EVAL y otras: muestra la relación entre las duraciones de tiempo gastadas
en diferentes fases de entrenamiento.

• Relación entre el paso adelante y el paso hacia atrás— Muestra la relación entre las duraciones de
tiempo gastadas en el paso hacia adelante y hacia atrás en el bucle de entrenamiento.

• Ratio entre operadores de CPU/GPU: muestra la relación entre el tiempo invertido en operadores que se
ejecutan en CPU o GPU, como operadores convolucionales.

• Métricas generales registradas en el marco: muestra la relación entre el tiempo invertido en las
principales métricas del marco, como la carga de datos, el paso hacia adelante y el paso hacia atrás.

Información general Operadores de CPU

Esta sección proporciona información detallada de los operadores de CPU. La tabla muestra el porcentaje
del tiempo y el tiempo acumulado absoluto invertido en los operadores de CPU más frecuentemente
llamados.
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Información general Operadores de GPU

Esta sección proporciona información detallada sobre los operadores de GPU. La tabla muestra
el porcentaje del tiempo y el tiempo acumulado absoluto invertido en los operadores de GPU más
frecuentemente llamados.

Resumen de reglas

En esta sección, Depurador agrega todos los resultados de la evaluación de reglas, análisis, descripciones
de reglas y sugerencias.
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Análisis del bucle de entrenamiento: duraciones de pasos

En esta sección, encontrará estadísticas detalladas de las duraciones de pasos en cada núcleo de GPU de
cada nodo. El depurador evalúa los valores medios, máximos, p99, p95, p50 y mínimos de las duraciones
de los pasos, y evalúa los valores atípicos del paso. El siguiente histograma muestra las duraciones de
paso capturadas en diferentes nodos de trabajo y GPU. Puede habilitar o deshabilitar el histograma de
cada trabajador eligiendo las leyendas del lado derecho. Puede comprobar si hay una GPU en particular
que esté causando valores atípicos de duración de paso.

Análisis de utilización de GPU

En esta sección se muestran las estadísticas detalladas sobre la utilización del núcleo de la GPU basadas
en la regla LowGPUUsation. También resume las estadísticas de utilización de GPU, media, p95 y p5 para
determinar si el trabajo de capacitación está infrautilizando las GPU.

Tamaño del Batch

En esta sección se muestran las estadísticas detalladas de la utilización total de la CPU, los usos
individuales de la GPU y las huellas de memoria de la GPU. La regla BatchSize determina si necesita
cambiar el tamaño del lote para utilizar mejor las GPU. Puede comprobar si el tamaño del lote es
demasiado pequeño, lo que resulta en una infrautilización o demasiado grande que causa sobreutilización
y problemas de memoria. En la gráfica, los cuadros muestran los rangos de percentiles p25 y p75 (llenos
de púrpura oscuro y amarillo brillante respectivamente) de la mediana (p50), y las barras de error muestran
el percentil quinto para el límite inferior y el percentil 95 para el límite superior.
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Cuellos de botella de CPU

En esta sección, puede profundizar en los cuellos de botella de CPU que la regla CPUBottleneck
detectó en su trabajo de formación. La regla comprueba si la utilización de la CPU es superior
acpu_threshold(90% de forma predeterminada) y también si la utilización de la GPU es
inferiorgpu_threshold(10% por defecto).

Los gráficos circulares muestran la siguiente información:

• Bajo uso de GPU causado por cuellos de botella de la CPU: muestra la relación de puntos de datos
entre los que tienen la utilización de GPU por encima y por debajo del umbral y los que coinciden con los
criterios de cuello de botella de la CPU.

• Relación entre la fase TRAIN/EVAL y otras: muestra la relación entre las duraciones de tiempo gastadas
en diferentes fases de entrenamiento.
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• Relación entre el paso adelante y el paso hacia atrás— Muestra la relación entre las duraciones de
tiempo gastadas en el paso hacia adelante y hacia atrás en el bucle de entrenamiento.

• Ratio entre operadores de CPU/GPU: muestra la relación entre las duraciones de tiempo gastadas en
GPU y CPU por los operadores de Python, como los procesos del cargador de datos y los operadores de
paso hacia adelante y hacia atrás.

• Métricas generales registradas en el marco: muestra las principales métricas del marco y la relación
entre las duraciones de tiempo gastadas en las métricas.

Cuellos de botella de E/S

En esta sección, encontrará un resumen de los cuellos de botella de E/S.

LoadBalancing en capacitación en varias GPU

IEn esta sección, puede identificar el problema de equilibrio de carga de trabajo en las GPU.

Análisis de memoria de GPU

En esta sección, puede analizar la utilización de la memoria de la GPU recopilada por la regla
GPUMemoryIncrement. En la gráfica, los cuadros muestran los rangos de percentiles p25 y p75 (llenos de
púrpura oscuro y amarillo brillante respectivamente) de la mediana (p50), y las barras de error muestran el
percentil quinto para el límite inferior y el percentil 95 para el límite superior.
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Informe de formación XGBoost del depurador de SageMaker
Para los trabajos de formación de SageMaker XGBoost, utilice el
depuradorCreateXgboostReport (p. 1708)para recibir un informe completo de la formación
sobre el progreso y los resultados de la capacitación. En esta guía, especifique la
propiedadCreateXgboostReport (p. 1708)mientras construye un estimador de XGBoost, descargue el
informe usando laSDK para Python de Amazon SageMakero la consola de Amazon S3 y, a continuación,
puede interpretar los resultados de la creación de perfiles.

Temas
• Construir un estimador XGBoost de SageMaker con la regla de informe XGBoost del

depurador (p. 1786)
• Descargar el informe de formación XGBoost del depurador (p. 1787)
• Tutorial del informe de formación XGBoost del depurador (p. 1790)

Construir un estimador XGBoost de SageMaker con la regla de informe XGBoost
del depurador

Cuando cree un estimador de SageMaker para un trabajo de formación de XGBoost, especifique la regla
como se muestra en el siguiente código de ejemplo.

LaCreateXgboostReport (p. 1708)recopila los siguientes tensores de salida de su trabajo de formación:

• hyperparameters: guarda en el primer paso.
• metrics— Ahorra pérdidas y precisión cada 5 pasos.
• feature_importance— Guarda cada 5 pasos.
• predictions— Guarda cada 5 pasos.
• labels— Guarda cada 5 pasos.

Los tensores de salida se guardan en un cubo S3 predeterminado. Por ejemplo, s3://
sagemaker-<region>-<12digit_account_id>/<base-job-name>/debug-output/.

Using the SageMaker generic estimator

import boto3
import sagemaker
from sagemaker.estimator import Estimator
from sagemaker import image_uris
from sagemaker.debugger import Rule, rule_configs

rules=[
    Rule.sagemaker(rule_configs.create_xgboost_report())
]

region = boto3.Session().region_name
xgboost_container=sagemaker.image_uris.retrieve("xgboost", region, "1.2-1")

estimator=Estimator(
    role=sagemaker.get_execution_role()
    image_uri=xgboost_container,
    base_job_name="debugger-xgboost-report-demo",
    instance_count=1,
    instance_type="ml.m5.2xlarge",
    
    # Add the Debugger XGBoost report rule
    rules=rules
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)

estimator.fit(wait=False)

Descargar el informe de formación XGBoost del depurador

Descargue el informe de formación de Debugger XgBoost mientras su trabajo de formación se
está ejecutando o después de que el trabajo haya terminado con elSDK para Python de Amazon
SageMakeryAWS Command Line Interface(CLI).

Download using the SageMaker Python SDK and AWS CLI

1. Compruebe el URI base de salida S3 predeterminado del trabajo actual.

estimator.output_path

2. Comprobar el nombre del trabajo actual.

estimator.latest_training_job.job_name

3. El informe XGBoost del depurador se almacena en<default-s3-output-base-uri>/
<training-job-name>/rule-output. Configure la ruta de salida de regla del modo siguiente:

rule_output_path = estimator.output_path + estimator.latest_training_job.job_name +
 "/rule-output"

4. Para comprobar si se genera el informe, listar directorios y archivos recursivamente bajo el
parámetrorule_output_pathconaws s3 lscon--recursiveopción.

! aws s3 ls {rule_output_path} --recursive

Esto debería devolver una lista completa de archivos en carpetas generadas automáticamente
que se denominanCreateXgboostReportyProfilerReport-1234567890. El informe de
formación de XGBoost se almacena en elCreateXgboostReport, y el informe de creación
de perfiles se almacena en elProfilerReport-1234567890folder. Para obtener más
información sobre el informe de creación de perfiles generado de forma predeterminada con
el trabajo de formación de XgBoost, consulteInforme de creación de perfiles del depurador de
SageMaker (p. 1775).

Laxgboost_report.htmles un informe de capacitación de XGBoost generado
automáticamente por Debugger. Laxgboost_report.ipynbes un cuaderno de Jupyter que se
utiliza para agregar los resultados de entrenamiento en el informe. Puede descargar todos los
archivos, examinar el archivo de informe HTML y modificar el informe mediante el bloc de notas.

5. Descargue los archivos recursivamente usandoaws s3 cp. El siguiente comando guarda todos
los archivos de salida de regla en el archivoProfilerReport-1234567890Cargue en el
directorio de trabajo actual.
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! aws s3 cp {rule_output_path} ./ --recursive

Tip

Si está utilizando un servidor de portátiles Jupyter, ejecute!pwdPara verificar el directorio
de trabajo actual.

6. En el/CreateXgboostReportdirectorio, abrirxgboost_report.html. Si está utilizando
JupyterLab, elijaCómo confiar en HTMLpara ver el informe de formación del depurador generado
automáticamente.

7. Abra el iconoxgboost_report.ipynbpara explorar cómo se genera el informe. Puede
personalizar y ampliar el informe de formación utilizando el archivo del bloc de notas de Jupyter.

Download using the Amazon S3 console

1. Inicie sesión en la AWS Management Console y abra la consola de Amazon S3 en https://
console.aws.amazon.com/s3/.

2. Busque el cucharón base S3. Por ejemplo, si no ha especificado ningún nombre
de trabajo base, el nombre del depósito S3 base debe tener el siguiente formato:
sagemaker-<region>-111122223333. Busque el cucharón base S3 a través delBuscar
depósito por nombre.

3. En el bucket S3 base, busque el nombre del trabajo de formación introduciendo su prefijo de
nombre de trabajo enBúsqueda de objetos por prefijoy, a continuación, elegir el nombre del
trabajo de formación.

1788

https://console.aws.amazon.com/s3/
https://console.aws.amazon.com/s3/


Amazon SageMaker Developer Guide
Informes interactivos del depurador

4. En el bucket de S3 del trabajo de formación, elijaregla-output/subcarpeta. Debe haber tres
subcarpetas para los datos de formación recopilados por Debugger:debug-output/,profiler-output/,
yregla-output/.

5. En el navegadorregla-output/, elija la carpetaCreateTexgBoostReport/folder. La carpeta
contienexbgoost_report.html(el informe autogenerado en html) yxbgoost_report.ipynb(un cuaderno
de Jupyter con scripts que se utilizan para generar el informe).

6. Elija el iconoxbgoost_report.html, elijaAcciones de descargaHaga clic en y luego enDescargar.
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7. Abra el programa de descargaxbgoost_report.htmlen un navegador web.

Tutorial del informe de formación XGBoost del depurador

En esta sección, se detalla el informe de entrenamiento de Debugger XGBoost. El informe se agrega
automáticamente en función de la expresión regular del tensor de salida, reconociendo qué tipo de trabajo
de entrenamiento está entre la clasificación binaria, la clasificación multiclase y la regresión.

Temas
• Distribución de etiquetas verdaderas del conjunto de datos (p. 1790)
• Gráfico de pérdida frente a paso (p. 1791)
• Importancia de característica (p. 1792)
• Matrix Confusion (p. 1793)
• Evaluación de la Matriz de Confusión (p. 1794)
• Velocidad de precisión de cada elemento diagonal sobre iteración (p. 1795)
• Curva característica de funcionamiento del receptor (p. 1796)
• Distribución de residuos en el último paso guardado (p. 1797)
• Error de validación absoluta por compartimento de etiquetas sobre iteración (p. 1798)

Distribución de etiquetas verdaderas del conjunto de datos

Este histograma muestra la distribución de clases etiquetadas (para clasificación) o valores (para
regresión) en el dataset original. La asimetría en el conjunto de datos podría contribuir a imprecisiones.
Esta visualización está disponible para los siguientes tipos de modelo: clasificación binaria,
multiclasificación y regresión.
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Gráfico de pérdida frente a paso

Este es un gráfico de líneas que muestra la progresión de la pérdida en los datos de entrenamiento y los
datos de validación a lo largo de los pasos de entrenamiento. La pérdida es lo que definió en su función
objetiva, como el error cuadrado medio. Puede medir si el modelo es overfit o underfit desde este trazado.
En esta sección también se proporcionaConocimientos deque puedes usar para determinar cómo resolver
los problemas de overfit y underfit. Esta visualización está disponible para los siguientes tipos de modelo:
clasificación binaria, multiclasificación y regresión.
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Importancia de característica

Hay tres tipos diferentes de visualizaciones de importancia de las características proporcionadas: Peso,
ganancia y cobertura. Proporcionamos definiciones detalladas para cada uno de los tres que figuran en el
informe. Las visualizaciones de importancia de las entidades le ayudan a aprender qué características del
dataset de capacitación contribuyeron a las predicciones. Las visualizaciones de importancia de entidad
están disponibles para los siguientes tipos de modelo: clasificación binaria, multiclasificación y regresión.
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Matrix Confusion

Esta visualización sólo es aplicable a los modelos de clasificación binaria y multiclase. La precisión por sí
sola podría no ser suficiente para evaluar el rendimiento del modelo. Para algunos casos de uso, como la
atención médica y la detección de fraudes, también es importante conocer la tasa de falsos positivos y la
tasa de falsos negativos. Una matriz de confusión proporciona las dimensiones adicionales para evaluar el
rendimiento del modelo.
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Evaluación de la Matriz de Confusión

Esta sección le proporciona más información sobre las métricas micro, macro y ponderadas sobre
precisión, recuperación y puntuación F1 para su modelo.
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Velocidad de precisión de cada elemento diagonal sobre iteración

Esta visualización sólo es aplicable a los modelos de clasificación binaria y de clasificación multiclase. Este
es un gráfico de líneas que traza los valores diagonales de la matriz de confusión a lo largo de los pasos
de entrenamiento para cada clase. Esta gráfica muestra cómo progresa la precisión de cada clase a lo
largo de los pasos de entrenamiento. Puede identificar las clases de bajo rendimiento de esta gráfica.
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Curva característica de funcionamiento del receptor

Esta visualización sólo es aplicable a los modelos de clasificación binaria. La curva Características de
funcionamiento del receptor se utiliza comúnmente para evaluar el rendimiento del modelo de clasificación
binaria. El eje y de la curva es Tasa positiva verdadera (TPF) y el eje x es tasa de falsos positivos (FPR).
El trazado también muestra el valor del área debajo de la curva (AUC). Cuanto mayor sea el valor AUC,
más predictivo será el clasificador. También puede utilizar la curva ROC para comprender el equilibrio
entre TPR y FPR e identificar el umbral de clasificación óptimo para su caso de uso. El umbral de
clasificación se puede ajustar para ajustar el comportamiento del modelo y reducir más de uno u otro tipo
de error (FP/FN).
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Distribución de residuos en el último paso guardado

Esta visualización es un gráfico de columnas que muestra las distribuciones residuales en las capturas del
último paso del depurador. En esta visualización, puede comprobar si la distribución residual está cerca
de la distribución normal que está centrada en cero. Si los residuos están sesgados, es posible que las
entidades no sean suficientes para predecir las etiquetas.
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Error de validación absoluta por compartimento de etiquetas sobre iteración

Esta visualización sólo es aplicable a los modelos de regresión. Los valores objetivo reales se dividen en
10 intervalos. Esta visualización muestra cómo progresan los errores de validación para cada intervalo a lo
largo de los pasos de formación en diagramas de línea. El error de validación absoluto es el valor absoluto
de la diferencia entre la predicción y la real durante la validación. Puede identificar los intervalos de bajo
rendimiento desde esta visualización.
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Analizar datos mediante la biblioteca de cliente
SMDebug
Mientras su trabajo de formación se está ejecutando o después de que se haya completado, puede
acceder a los datos de capacitación recopilados por Debugger mediante la herramientaSDK para
Python de Amazon SageMakery laBiblioteca del cliente SMDebug. La biblioteca SMDebug proporciona
herramientas de análisis y visualización que le permiten profundizar en los datos de sus trabajos de
formación.

Para instalar la biblioteca y utilizar las herramientas de análisis SMDebug (en un cuaderno JupyterLab o un
kernel IPython)

! pip install -U smdebug

Los siguientes temas le guiarán a través de cómo utilizar las herramientas SMDebug para visualizar y
analizar los datos de capacitación recopilados por Debugger.

Analizar métricas de sistema y marco

• Acceder a los datos de supervisión y creación de perfiles (p. 1799)
• Trazar los datos de las métricas del sistema y las métricas del marco (p. 1800)
• Acceder a los datos de perfilado mediante la herramienta de análisis de datos de Pandas (p. 1801)
• Acceder a los datos de estadísticas de perfiles de Python (p. 1802)
• Combinar líneas de tiempo de diferentes archivos de seguimiento de perfiles (p. 1804)
• Perfiler de datos (p. 1806)

Acceder a los datos de supervisión y creación de perfiles
El SMDebugTrainingJoblee los datos del bucket de S3 donde se guardan las métricas del sistema y del
marco.

Para configurar unaTrainingJobobjeto y recuperar archivos de eventos de creación de perfiles de un
trabajo de formación

from smdebug.profiler.analysis.notebook_utils.training_job import TrainingJob
tj = TrainingJob(training_job_name, region)

Tip

Debe especificar la propiedadtraining_job_nameyregionPara iniciar sesión en un trabajo de
formación. Hay dos formas de especificar la información del trabajo de entrenamiento:

• Utilice el SDK de Python de SageMaker mientras el estimador sigue conectado al trabajo de
entrenamiento.

import sagemaker
training_job_name=estimator.latest_training_job.job_name
region=sagemaker.Session().boto_region_name

• Pase cadenas directamente.

training_job_name="your-training-job-name-YYYY-MM-DD-HH-MM-SS-SSS"
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region="us-west-2"

Para recuperar una descripción de la descripción del trabajo de formación y el URI de bucket S3 donde se
guardan los datos de métrica

tj.describe_training_job()
tj.get_config_and_profiler_s3_output_path()

Para comprobar si las métricas del sistema y del marco están disponibles desde el URI de S3

tj.wait_for_sys_profiling_data_to_be_available()
tj.wait_for_framework_profiling_data_to_be_available()

Para crear objetos de lector de sistema y marco después de que los datos de métrica estén disponibles

system_metrics_reader = tj.get_systems_metrics_reader()
framework_metrics_reader = tj.get_framework_metrics_reader()

Para actualizar y recuperar los archivos de eventos de formación más recientes

Los objetos del lector tienen un método extendido,refresh_event_file_list()Para recuperar los
archivos de eventos de formación más recientes.

system_metrics_reader.refresh_event_file_list()
framework_metrics_reader.refresh_event_file_list()

Trazar los datos de las métricas del sistema y las métricas del
marco
Puede utilizar los objetos de métrica del sistema y del algoritmo para las siguientes clases de visualización
para trazar gráficos e histogramas de línea de tiempo.

Note

Para visualizar los datos con métricas reducidas en los siguientes métodos de trazado de objetos
de visualización, especifiqueselect_dimensionsyselect_eventsparámetros. Por ejemplo,
si especificaselect_dimensions=["GPU"], los métodos de trazado filtran las métricas que
incluyen la palabra clave «GPU». Si especificaselect_events=["total"], los métodos de
trazado filtran las métricas que incluyen las etiquetas de evento «total» al final de los nombres
de métricas. Si habilita estos parámetros y proporciona cadenas de palabras clave, las clases de
visualización devuelven los gráficos con métricas filtradas.

• LaMetricsHistogramclass

from smdebug.profiler.analysis.notebook_utils.metrics_histogram import MetricsHistogram

metrics_histogram = MetricsHistogram(system_metrics_reader)
metrics_histogram.plot(
    starttime=0, 
    endtime=system_metrics_reader.get_timestamp_of_latest_available_file(), 
    select_dimensions=["CPU", "GPU", "I/O"], # optional
    select_events=["total"]                  # optional
)

• LaStepTimelineChartclass
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from smdebug.profiler.analysis.notebook_utils.step_timeline_chart import
 StepTimelineChart

view_step_timeline_chart = StepTimelineChart(framework_metrics_reader)

• LaStepHistogramclass

from smdebug.profiler.analysis.notebook_utils.step_histogram import StepHistogram

step_histogram = StepHistogram(framework_metrics_reader)
step_histogram.plot(
    starttime=step_histogram.last_timestamp - 5 * 1000 * 1000, 
    endtime=step_histogram.last_timestamp, 
    show_workers=True
)

• LaTimelineChartsclass

from smdebug.profiler.analysis.notebook_utils.timeline_charts import TimelineCharts

view_timeline_charts = TimelineCharts(
    system_metrics_reader, 
    framework_metrics_reader,
    select_dimensions=["CPU", "GPU", "I/O"], # optional
    select_events=["total"]                  # optional 
)

view_timeline_charts.plot_detailed_profiler_data([700,710]) 

• LaHeatmapclass

from smdebug.profiler.analysis.notebook_utils.heatmap import Heatmap

view_heatmap = Heatmap(
    system_metrics_reader,
    framework_metrics_reader,
    select_dimensions=["CPU", "GPU", "I/O"], # optional
    select_events=["total"],                 # optional
    plot_height=450
)

Acceder a los datos de perfilado mediante la herramienta de
análisis de datos de Pandas
Los siguientes ejemplos dePandasFrameproporciona herramientas para convertir los datos de perfilado
recopilados en el marco de datos Pandas.

from smdebug.profiler.analysis.utils.profiler_data_to_pandas import PandasFrame

LaPandasFrametoma eltjruta de salida del depósito S3 del objeto, y sus
métodosget_all_system_metrics() get_all_framework_metrics()devolver métricas del
sistema y métricas de marco en el formato de datos Pandas.

pf = PandasFrame(tj.profiler_s3_output_path)
system_metrics_df = pf.get_all_system_metrics()
framework_metrics_df = pf.get_all_framework_metrics(
    selected_framework_metrics=[
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        'Step:ModeKeys.TRAIN', 
        'Step:ModeKeys.GLOBAL'
    ]
)

Acceder a los datos de estadísticas de perfiles de Python
El perfil de Python proporciona métricas de marco relacionadas con las funciones y operadores de Python
en sus scripts de entrenamiento y los marcos de aprendizaje profundo de SageMaker.

Modos y fases de formación para la creación de perfiles de Python

Para perfilar intervalos específicos durante el entrenamiento para particionar estadísticas para cada uno de
estos intervalos, Debugger proporciona herramientas para establecer modos y fases.

Para los modos de entrenamiento, utilice los siguientesPythonProfileModesclase:

from smdebug.profiler.python_profile_utils import PythonProfileModes

Esta clase proporciona las siguientes opciones:

• PythonProfileModes.TRAIN— Utilícelo si desea perfilar los pasos de destino en la fase de
entrenamiento. Esta opción de modo sólo está disponible para TensorFlow.

• PythonProfileModes.EVAL: utilice si desea perfilar los pasos de destino en la fase de evaluación.
Esta opción de modo sólo está disponible para TensorFlow.

• PythonProfileModes.PREDICT— Utilícelo si desea perfilar los pasos de destino en la fase de
predicción. Esta opción de modo sólo está disponible para TensorFlow.

• PythonProfileModes.GLOBAL: utilice si desea perfilar los pasos de destino en la fase global, que
incluye las tres fases anteriores. Esta opción de modo sólo está disponible para PyTorch.

• PythonProfileModes.PRE_STEP_ZERO: utilice si desea perfilar los pasos de destino en la etapa
de inicialización antes de que comience el primer paso de entrenamiento de la primera época. Esta
fase incluye el envío inicial del trabajo, la carga de los scripts de capacitación en instancias de EC2,
la preparación de las instancias de EC2 y la descarga de datos de entrada. Esta opción de modo está
disponible tanto para TensorFlow como PyTorch.

• PythonProfileModes.POST_HOOK_CLOSE— Utilícelo si desea perfilar los pasos de destino en la
etapa de finalización después de que el trabajo de entrenamiento haya finalizado y se haya cerrado el
enlace Depurador. Esta fase incluye datos de elaboración de perfiles mientras se finalizan y completan
los trabajos de capacitación. Esta opción de modo está disponible tanto para TensorFlow como PyTorch.

Para las fases de entrenamiento, utilice la siguienteStepPhaseclase:

from smdebug.profiler.analysis.utils.python_profile_analysis_utils import StepPhase

Esta clase proporciona las siguientes opciones:

• StepPhase.START: se utiliza para especificar el punto inicial de la fase de inicialización.
• StepPhase.STEP_START: se utiliza para especificar el paso inicial de la fase de entrenamiento.
• StepPhase.FORWARD_PASS_END: se utiliza para especificar los pasos en los que termina el paso hacia

delante. Esta opción solo está disponible para PyTorch.
• StepPhase.STEP_END: se utiliza para especificar los pasos finales en la fase de entrenamiento. Esta

opción solo está disponible para TensorFlow.
• StepPhase.END: se utiliza para especificar el punto final de la fase de finalización (post-hook-close). Si

el gancho de devolución de llamada no está cerrado, no se produce el perfilado de fase de finalización.
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Herramientas de análisis de perfiles de Python

El depurador admite la creación de perfiles de Python con dos herramientas de creación de perfiles:

• cProfile: el perfilador estándar de python. cProfile recopila métricas de marco en el tiempo de CPU para
cada función llamada cuando se habilitó la creación de perfiles.

• Pyinstrument - Este es un analizador de Python de baja sobrecarga que muestra eventos de perfilado
cada milisegundos.

Para obtener más información sobre las opciones de creación de perfiles de Python y lo que se recopilan,
consulteIniciar un Job de capacitación con la supervisión del sistema predeterminada y la creación de
perfiles de marco personalizados con diferentes opciones de creación de perfiles (p. 1668).

Los siguientes métodos del
métodoPythonProfileAnalysis,cProfileAnalysis,PyinstrumentAnalysisse proporcionan para
obtener y analizar los datos de perfiles de Python. Cada función carga los datos más recientes del URI S3
predeterminado.

from smdebug.profiler.analysis.python_profile_analysis import PythonProfileAnalysis,
 cProfileAnalysis, PyinstrumentAnalysis

Para establecer objetos de creación de perfiles Python para análisis, utilice las clases CProfileAnalysis
o PyInstrumentAnalysis como se muestra en el siguiente código de ejemplo. En ella, se explica cómo
establecer unacProfileAnalysis, y si desea usarPyinstrumentAnalysis, reemplace el nombre de
la clase.

python_analysis = cProfileAnalysis(
    local_profile_dir=tf_python_stats_dir, 
    s3_path=tj.profiler_s3_output_path
)

Los siguientes métodos están disponibles para elcProfileAnalysisyPyinstrumentAnalysispara
obtener los datos de estadísticas de perfiles de Python:

• python_analysis.fetch_python_profile_stats_by_time(start_time_since_epoch_in_secs,
end_time_since_epoch_in_secs)— Toma una hora de inicio y una hora de finalización, y devuelve
las estadísticas de función de las estadísticas de pasos cuyas horas de inicio o de finalización se
superponen con el intervalo proporcionado.

• python_analysis.fetch_python_profile_stats_by_step(start_step, end_step,
mode, start_phase, end_phase)— Toma un paso inicial y un paso final y devuelve las
estadísticas de función de todas las estadísticas de pasos cuyo perfilstepsatisfacestart_step <=
step < end_step.
• start_stepyend_step(str): especifique el paso inicial y el paso final para obtener los datos de

estadísticas de perfiles de Python.
• mode(str) — Especifique el modo de trabajo de entrenamiento usando el

comandoPythonProfileModesclase de enumerador. El valor predeterminado es
PythonProfileModes.TRAIN. Las opciones disponibles se proporcionan en laModos y fases de
formación para la creación de perfiles de Python (p. 1802)sección.

• start_phase(str) — Especifique la fase de inicio en los pasos de destino utilizando la
herramientaStepPhaseclase de enumerador. Este parámetro permite la creación de perfiles entre
diferentes fases del entrenamiento. El valor predeterminado es StepPhase.STEP_START. Las
opciones disponibles se proporcionan en laModos y fases de formación para la creación de perfiles de
Python (p. 1802)sección.

• end_phase(str) — Especifique la fase final en los pasos de destino utilizando la
herramientaStepPhaseclase de enumerador. Este parámetro establece la fase final del
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entrenamiento. Las opciones disponibles son las mismas que las destart_phaseParámetro
de parámetros El valor predeterminado es StepPhase.STEP_END. Las opciones
disponibles se proporcionan en laModos y fases de formación para la creación de perfiles de
Python (p. 1802)sección.

• python_analysis.fetch_profile_stats_between_modes(start_mode, end_mode)—
Obtiene estadísticas de la creación de perfiles de Python entre los modos inicio y fin.

• python_analysis.fetch_pre_step_zero_profile_stats()— Obtiene las estadísticas de la
creación de perfiles de Python hasta el paso 0.

• python_analysis.fetch_post_hook_close_profile_stats()— Obtiene estadísticas de la
creación de perfiles de Python después de cerrar el gancho.

• python_analysis.list_profile_stats()— Devuelve un DataFrame de las estadísticas de
creación de perfiles de Python. Cada fila contiene los metadatos de cada instancia de creación de
perfiles y el archivo de estadísticas correspondiente (uno por paso).

• python_analysis.list_available_node_ids()— Devuelve una lista de los ID de nodo
disponibles para las estadísticas de creación de perfiles de Python.

LacProfileAnalysismétodos específicos de clase:

• fetch_profile_stats_by_training_phase()— Obtiene y agrega las estadísticas de perfiles
de Python para cada combinación posible de modos de inicio y fin. Por ejemplo, si se realizan fases
de formación y validación mientras se habilita la creación de perfiles detallados, las combinaciones
son(PRE_STEP_ZERO, TRAIN),(TRAIN, TRAIN),(TRAIN, EVAL),(EVAL, EVAL), y(EVAL,
POST_HOOK_CLOSE). Todos los archivos de estadísticas dentro de cada una de estas combinaciones
se agregan.

• fetch_profile_stats_by_job_phase()— Obtiene y agrega las estadísticas de creación de
perfiles de Python por fase de trabajo. Las fases del trabajo soninitialization(elaboración de
perfiles hasta el paso 0),training_loop(formación y validación), yfinalization(perfilado después
de cerrar el gancho).

Combinar líneas de tiempo de diferentes archivos de seguimiento
de perfiles
La biblioteca cliente SMDebug proporciona herramientas de análisis de perfiles y visualización para
combinar líneas de tiempo de métricas del sistema, métricas de marco y datos de perfiles de Python
recopilados por Debugger.

Tip

Antes de continuar, debe establecer un objeto TrainingJob que se utilizará en todos los ejemplos
de esta página. Para obtener más información sobre cómo configurar un objeto TrainingJob,
consulteAcceder a los datos de supervisión y creación de perfiles (p. 1799).

LaMergedTimelineproporciona herramientas para integrar y correlacionar diferentes datos de perfiles en
una sola línea de tiempo. Después de que Debugger captura datos de perfiles y anotaciones de diferentes
fases de un trabajo de formación, los archivos JSON de eventos de seguimiento se guardan de forma
predeterminadatracefolder.

• Para las anotaciones en las capas de Python, los archivos de seguimiento se guardan
en*pythontimeline.json.

• Para las anotaciones en las capas de TensorFlow C++, los archivos de seguimiento se guardan
en*model_timeline.json.

• El perfilador de Tensorflow guarda eventos en un*trace.json.gzfile.
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Tip

Si desea enumerar todos los archivos de seguimiento JSON, utilice el siguienteAWS CLIComando
de la :

! aws s3 ls {tj.profiler_s3_output_path} --recursive | grep '\.json$'

Como se muestra en la siguiente captura de pantalla animada, colocar y alinear los eventos de
seguimiento capturados de las diferentes fuentes de perfiles en una sola gráfica puede proporcionar una
visión general de todos los eventos que ocurren en diferentes fases del trabajo de formación.

Tip

Para interactuar con la línea de tiempo combinada en la aplicación de traicing usando un teclado,
use la herramientaWpara acercar, la teclaApara desplazarse hacia la izquierda, la teclaSpara
alejar, y la teclaDpara desplazarse hacia la derecha.

Los archivos JSON de seguimiento de eventos múltiples se pueden combinar en un archivo JSON de
evento de seguimiento utilizando el siguienteMergedTimelinela operación API y el método de clase
delsmdebug.profiler.analysis.utils.merge_timelinesMódulo de.

from smdebug.profiler.analysis.utils.merge_timelines import MergedTimeline

combined_timeline = MergedTimeline(path, file_suffix_filter, output_directory)
combined_timeline.merge_timeline(start, end, unit)

LaMergedTimelineLa operación API pasa los parámetros siguientes:

• path(str) — Especifique una carpeta raíz (/profiler-output) que contiene archivos
de rastreo de perfiles de sistema y marco. Puede localizar elprofiler-outpututilizando
el método de clase estimador de SageMaker o el objeto TrainingJob. Por ejemplo,
estimator.latest_job_profiler_artifacts_path() o tj.profiler_s3_output_path.
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• file_suffix_filter(list): especifique una lista de filtros de sufijos de archivo para
combinar líneas de tiempo. Los filtros suffiex disponibles son["model_timeline.json",
"pythontimeline.json", "trace.json.gz"].Si este parámetro no se especifica manualmente,
todos los archivos de seguimiento se fusionan de forma predeterminada.

• output_directory(str): especifique una ruta para guardar el archivo JSON de línea de tiempo
combinado. El valor predeterminado es el directorio especificado para elpathParámetro de parámetros

Lamerge_timeline()classmethod pasa los siguientes parámetros para ejecutar el proceso de fusión:

• start(int): especifique la hora de inicio (en microsegundos y en formato de tiempo Unix) o el paso de
inicio para combinar líneas de tiempo.

• end(int): especifique la hora de finalización (en microsegundos y en formato de tiempo Unix) o el paso
final para combinar líneas de tiempo.

• unit(str) — Elija entre"time"y"step". El valor predeterminado es "time".

Utilizando los siguientes códigos de ejemplo, ejecute el comandomerge_timeline()y descargue el
archivo JSON combinado.

• Combinar la línea de tiempo con el"time"Opción de unidad. El siguiente código de ejemplo combina
todos los archivos de seguimiento disponibles entre la hora de inicio de Unix (el tiempo Unix cero
absoluto) y la hora actual de Unix, lo que significa que puede combinar las líneas de tiempo durante toda
la duración del entrenamiento.

import time
from smdebug.profiler.analysis.utils.merge_timelines import MergedTimeline
from smdebug.profiler.profiler_constants import CONVERT_TO_MICROSECS

combined_timeline = MergedTimeline(tj.profiler_s3_output_path, output_directory="./")
combined_timeline.merge_timeline(0, int(time.time() * CONVERT_TO_MICROSECS))

• Combinar la línea de tiempo con el"step"Opción de unidad. El siguiente código de ejemplo combina
todas las líneas de tiempo disponibles entre el paso 3 y el paso 9.

from smdebug.profiler.analysis.utils.merge_timelines import MergedTimeline

combined_timeline = MergedTimeline(tj.profiler_s3_output_path, output_directory="./")
combined_timeline.merge_timeline(3, 9, unit="step")

Abre la aplicación de seguimiento de Chrome enchrome://tracingen un navegador Chrome y abra el
archivo JSON. Puede explorar la salida para trazar la línea de tiempo combinada.

Perfiler de datos
En PyTorch, los iteradores del cargador de datos,
comoSingleProcessingDataLoaderIteryMultiProcessingDataLoaderIter, se inician al
comienzo de cada iteración sobre un conjunto de datos. Durante la fase de inicialización, PyTorch activa
los procesos de trabajo dependiendo del número configurado de trabajadores, establece la cola de datos
para recuperar datos ypin_memorysubprocesos.

Para utilizar la herramienta de análisis de perfiles del cargador de datos PyTorch, importe lo
siguientePT_dataloader_analysisclase:

from smdebug.profiler.analysis.utils.pytorch_dataloader_analysis import
 PT_dataloader_analysis
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Pasar los datos de perfilado recuperados como un objeto de datos de trama Pandas en elAcceder a los
datos de perfilado mediante la herramienta de análisis de datos de Pandas (p. 1801)sección :

pt_analysis = PT_dataloader_analysis(pf)

Las funciones siguientes sirven parapt_analysisobjeto:

El SMDebugS3SystemMetricsReaderlee las métricas del sistema desde el bucket S3 especificado a la
clases3_trial_pathParámetro de parámetros

• pt_analysis.analyze_dataloaderIter_initialization()

El análisis genera la mediana y la duración máxima de estas inicializaciones. Si hay valores atípicos
(es decir, la duración es mayor que 2 * mediana), la función imprime las horas de inicio y fin de esas
duraciones. Estos se pueden utilizar para inspeccionar las métricas del sistema durante esos intervalos
de tiempo.

La siguiente lista muestra qué análisis está disponible de este método de clase:
• Qué tipo de iteradores del cargador de datos se inicializaron.
• El número de trabajadores por iterador.
• Inspeccione si el iterador se inicializó con o sin pin_memory.
• Número de veces que se inicializaron los iteradores durante el entrenamiento.

• pt_analysis.analyze_dataloaderWorkers()

La siguiente lista muestra qué análisis está disponible de este método de clase:
• El número de procesos de trabajo que se desactivaron durante toda la formación.
• Media y duración máxima para los procesos de trabajo.
• Hora de inicio y finalización de los procesos de trabajo que son valores atípicos.

• pt_analysis.analyze_dataloader_getnext()

La siguiente lista muestra qué análisis está disponible de este método de clase:
• Número de llamadas GetNext realizadas durante el entrenamiento.
• Media y máxima duración en microsegundos para las llamadas GetNext.
• Hora de inicio, hora de finalización, duración e id de trabajador para la duración de llamada getNext

atípica.
• pt_analysis.analyze_batchtime(start_timestamp, end_timestamp,
select_events=[".*"], select_dimensions=[".*"])

Debugger recopila las horas de inicio y finalización de todas las llamadas GetNext. Puede encontrar la
cantidad de tiempo empleado por el script de entrenamiento en un lote de datos. Dentro de la ventana
de tiempo especificada, puede identificar las llamadas que no están contribuyendo directamente a
la formación. Estas llamadas pueden proceder de las siguientes operaciones: calcular la precisión,
agregar las pérdidas con fines de depuración o registro e imprimir la información de depuración.
Operaciones como estas pueden ser un proceso intensivo o llevar mucho tiempo. Podemos identificar
tales operaciones correlacionando el perfilador de Python, las métricas del sistema y las métricas del
marco.

La siguiente lista muestra qué análisis está disponible de este método de clase:
• Tiempo de perfil dedicado a cada lote de datos,BatchTime_in_seconds, encontrando la diferencia

entre las horas de inicio de las llamadas GetNext actuales y posteriores.
• Busque los valores atípicos enBatchTime_in_secondsy hora de inicio y finalización de esos valores

atípicos.
• Obtenga las métricas del sistema y del marco durante losBatchTime_in_secondsmarcas de

tiempo. Esto indica dónde se gastó el tiempo.
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• pt_analysis.plot_the_window()

Traza un gráfico de línea de tiempo entre una marca de tiempo de inicio y la marca de tiempo final.

Visualizar los tensores de salida del depurador de
Amazon SageMaker en TensorBoard
Utilice SageMaker Debugger para crear archivos tensores de salida compatibles con TensorBoard. Cargue
los archivos para visualizarlos en TensorBoard y analice sus trabajos de formación de SageMaker. El
depurador genera automáticamente archivos tensores de salida que son compatibles con TensorBoard.
Para cualquier configuración de gancho que personalice para guardar tensores de salida, Debugger
tiene la flexibilidad de crear resúmenes escalares, distribuciones e histogramas que puede importar a
TensorBoard.

Puede habilitar esto pasandoDebuggerHookConfigyTensorBoardOutputConfigobjetos a un
objetoestimator.

El siguiente procedimiento explica cómo guardar escalares, pesos y sesgos como tensores completos,
histogramas y distribuciones que se pueden visualizar con TensorBoard. El depurador los guarda en la
ruta local del contenedor de formación (la ruta predeterminada es/opt/ml/output/tensors) y se
sincroniza con las ubicaciones de Amazon S3 pasadas a través de los objetos de configuración de salida
del depurador.

Para guardar archivos de tensor de salida compatibles con TensorBoard usando Debugger

1. Configurar unatensorboard_output_configobjeto de configuración para guardar
la salida de TensorBoard mediante el depuradorTensorBoardOutputConfigclase.
Para el registros3_output_path, especifique el bucket S3 predeterminado de la
sesión actual de SageMaker o un bucket S3 preferido. En este ejemplo no se agrega
lacontainer_local_output_path; en su lugar, se establece en la ruta local predeterminada/
opt/ml/output/tensors.

import sagemaker
from sagemaker.debugger import TensorBoardOutputConfig

bucket = sagemaker.Session().default_bucket()
tensorboard_output_config = TensorBoardOutputConfig(
    s3_output_path='s3://{}'.format(bucket)
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)

Para obtener información adicional, consulte el Depurador deTensorBoardOutputConfigAPI en
elSDK para Python de Amazon SageMaker.

2. Configure el gancho del depurador y personalice los valores de los parámetros del gancho. Por
ejemplo, el siguiente código configura un gancho de depurador para guardar todas las salidas
escalares cada 100 pasos en las fases de entrenamiento y 10 pasos en las fases de validación,
elweightscada 500 pasos (el valor predeterminadosave_intervalpara guardar colecciones de
tensores es 500), y el valorbiascada 10 pasos globales hasta que el paso global alcance 500.

from sagemaker.debugger import CollectionConfig, DebuggerHookConfig

hook_config = DebuggerHookConfig(
    hook_parameters={
        "train.save_interval": "100",
        "eval.save_interval": "10"
    },
    collection_configs=[
        CollectionConfig("weights"),
        CollectionConfig(
            name="biases",
            parameters={
                "save_interval": "10",
                "end_step": "500",
                "save_histogram": "True"
            }
        ),
    ]
)

Para obtener más información acerca de las API de configuración del Debugger, consulte
DebuggerCollectionConfigyDebuggerHookConfigAPIs en elSDK para Python de Amazon
SageMaker.

3. Construya un estimador de SageMaker con los parámetros del depurador que pasan los objetos de
configuración. En la siguiente plantilla de ejemplo se muestra cómo crear un estimador genérico de
SageMaker. Puede reemplazarestimatoryEstimatorcon las clases padre de estimadores de otros
marcos de SageMaker y las clases de estimador. Los estimadores de marco SageMaker disponibles
para esta funcionalidad sonTensorFlow,PyTorch, yMXNet.

from sagemaker.estimator import Estimator

estimator = Estimator(
    ...
    # Debugger parameters
    debugger_hook_config=hook_config,
    tensorboard_output_config=tensorboard_output_config
)
estimator.fit()

Laestimator.fit()inicia un trabajo de entrenamiento y Debugger escribe los archivos tensores de
salida en tiempo real en la ruta de salida del Debugger S3 y en la ruta de salida de TensorBoard S3.
Para recuperar las rutas de salida, utilice los siguientes métodos de estimador:

• Para la ruta de salida del depurador S3,
useestimator.latest_job_debugger_artifacts_path().

• Para la ruta de salida de TensorBoard S3,
utiliceestimator.latest_job_tensorboard_artifacts_path().

4. Una vez finalizado el entrenamiento, compruebe los nombres de los tensores de salida guardados:
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from smdebug.trials import create_trial
trial = create_trial(estimator.latest_job_debugger_artifacts_path())
trial.tensor_names()

5. Compruebe los datos de salida de TensorBoard en Amazon S3:

tensorboard_output_path=estimator.latest_job_tensorboard_artifacts_path()
print(tensorboard_output_path)
!aws s3 ls {tensorboard_output_path}/

6. Descargue los datos de salida de TensorBoard en la instancia de su portátil. Por ejemplo, el siguiente
casoAWS CLIdescarga los archivos TensorBoard en/logs/fitEn el directorio de trabajo actual de la
instancia de bloc de notas.

!aws s3 cp --recursive {tensorboard_output_path} ./logs/fit

7. Comprima el directorio de archivos en un archivo TAR para descargarlo en su máquina local.

!tar -cf logs.tar logs

8. Descargue y extraiga el archivo TAR de Tensorboard en un directorio de su dispositivo, inicie un
servidor de portátiles Jupyter, abra un nuevo portátil y ejecute la aplicación TensorBoard.

!tar -xf logs.tar
%load_ext tensorboard
%tensorboard --logdir logs/fit

Prácticas recomendadas para el depurador de
Amazon SageMaker
Utilice las siguientes directrices al ejecutar trabajos de entrenamiento con Debugger.

Temas
• Elija un marco Machine Learning (p. 1810)
• Usar el panel de información del depurador de Studio (p. 1811)
• Descargar informes del depurador y obtener más información (p. 1811)
• Capture datos de su Job de formación y guarde datos en Amazon S3 (p. 1811)
• Analizar los datos con una flota de reglas integradas del depurador (p. 1811)
• Realizar acciones basadas en el estado de la regla integrada (p. 1811)
• Sumérgete en los datos usando la biblioteca de cliente SMDebug (p. 1812)
• Supervisión de la utilización del sistema y detección de cuellos de botella (p. 1812)
• Creación de perfiles de operaciones de marco (p. 1812)
• Depuración de parámetros del modelo (p. 1813)

Elija un marco Machine Learning
Puede elegir un marco de aprendizaje automático y usar contenedores de formación preconstruidos
de SageMaker o sus propios contenedores. Utilice Depurador para detectar problemas de formación y
rendimiento, y analizar el progreso de la formación de su trabajo de formación en SageMaker. SageMaker
le ofrece opciones para utilizar contenedores prefabricados preparados para una serie de entornos de
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aprendizaje automático para capacitar su modelo en Amazon EC2. Cualquier trabajo de formación puede
adaptarse para ejecutarse enAWSDeep Learning Containers, contenedores de formación de SageMaker y
contenedores personalizados. Para obtener más información, consulte Configurar el depurador mediante
el SDK de Python de Amazon SageMaker (p. 1660) y Utilizar el depurador con contenedores de formación
personalizados (p. 1743).

Usar el panel de información del depurador de Studio
Con el panel de información de Studio Debugger, usted tiene el control de sus trabajos de formación.
Utilice los paneles de control de Studio Debugger para mantener el rendimiento del modelo en instancias
de Amazon EC2 en control y optimizado. Para cualquier trabajo de formación de SageMaker que se
ejecute en una instancia de Amazon EC2, Debugger supervisa la utilización de recursos y los datos
básicos de salida del modelo (valores de pérdida y precisión). A través de los paneles de Studio Debugger,
obtenga información sobre sus trabajos de formación y mejore el rendimiento de su modelo de formación.
Para obtener más información, consulte Depurador de SageMaker en Studio (p. 1757).

Descargar informes del depurador y obtener más información
Puede ver los resultados agregados y obtener información en los informes del depurador. El depurador
agrega los resultados de formación y creación de perfiles recopilados a partir del análisis de reglas
integrado en un informe por trabajo de formación. Encontrará más información detallada sobre los
resultados de entrenamiento en los informes del Depurador. Para obtener más información, consulte
Informes interactivos del depurador de SageMaker (p. 1774).

Capture datos de su Job de formación y guarde datos en Amazon
S3
Puede utilizar un gancho de depurador para guardar tensores de salida. Después de elegir un contenedor
y un marco que se ajusten a su script de entrenamiento, utilice un enlace de Debugger para configurar qué
tensores guardar y especificar un directorio donde guardarlos, como un bucket de Amazon S3. El enlace
de Debugger le ayuda a crear la configuración y a mantenerla en su cuenta para utilizarla en análisis
posteriores donde está protegida para su uso con las aplicaciones más confidenciales. Para obtener más
información, consulte Configuración del enlace del depurador para guardar tensores (p. 1670).

Analizar los datos con una flota de reglas integradas del
depurador
Puede usarDebugger reglas integradas para inspeccionar los tensores en paralelo con el trabajo de
entrenamiento. Para analizar los datos de rendimiento del entrenamiento, Debugger proporciona reglas
integradas que vigilan comportamientos anormales del proceso de entrenamiento. Por ejemplo, una regla
de Debugger detecta problemas cuando el proceso de entrenamiento sufre problemas de cuello de botella
del sistema o problemas de entrenamiento, como desaparición de gradientes, explosión de tensores,
ajustes excesivos o sobreentrenamiento. Si es necesario, también puede crear reglas personalizadas
creando una definición de regla con sus propios criterios para definir un problema de formación. Para
obtener más información acerca de las reglas del depurador, consulteConfiguración de reglas integradas
del depurador (p. 1676)para obtener instrucciones detalladas sobre el uso de laSDK para Python de
Amazon SageMaker. Para obtener una lista completa de las reglas integradas de Debugger, consulteLista
de reglas integradas del depurador (p. 1694). Si desea crear una regla personalizada, consulteCrear
reglas personalizadas del depurador para el análisis de Job de formación (p. 1741).

Realizar acciones basadas en el estado de la regla integrada
Puede utilizar Debugger con Amazon CloudWatch Events yAWS Lambda. Puede automatizar acciones
en función del estado de la regla, como detener los trabajos de formación antes de tiempo y configurar
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notificaciones por correo electrónico o texto. Cuando las reglas del depurador detectan problemas y
desencadena un"IssuesFound", CloudWatch Events detecta los cambios de estado de la regla e
invoca la función Lambda para realizar acciones. Para configurar acciones automatizadas en relación
con los problemas de formación, consulteCrear acciones en reglas mediante Amazon CloudWatch yAWS
Lambda (p. 1752).

Sumérgete en los datos usando la biblioteca de cliente SMDebug
Puede utilizar las herramientas SMDebug para acceder y analizar los datos de formación recopilados por
Debugger. LaTrainingJobycreate_trialcargan las métricas y los tensores guardados por Debugger.
Estas clases proporcionan métodos de clase extendida para analizar los datos en tiempo real o una vez
finalizado el entrenamiento. La biblioteca SMDebug también proporciona herramientas de visualización:
combina líneas de tiempo de métricas de marco para agregar diferentes perfiles, gráficos de líneas y
mapa de calor para rastrear la utilización del sistema, e histogramas para encontrar valores atípicos de
duración de paso. Para obtener más información acerca de las herramientas de biblioteca SMDebug,
consulteAnalizar datos mediante la biblioteca de cliente SMDebug (p. 1799).

Supervisión de la utilización del sistema y detección de cuellos de
botella
Con la supervisión de Amazon SageMaker Debugger, puede medir la utilización de recursos del sistema
de hardware de las instancias de Amazon EC2. El monitoreo está disponible para cualquier trabajo
de capacitación de SageMaker construido con los estimadores de marco de SageMaker (TensorFlow,
PyTorch y MXNet) y el estimador genérico de SageMaker (algoritmos integrados de SageMaker y sus
propios contenedores personalizados). Las reglas integradas del depurador para la supervisión detectan
problemas de cuello de botella del sistema y le notifican cuando detectan los problemas de cuello de
botella.

Para obtener información sobre cómo habilitar la supervisión del sistema Debugger, consulteConfigurar el
depurador mediante el SDK de Python de Amazon SageMaker (p. 1660)y luegoConfigurar la utilización de
los recursos del sistema de hardware de supervisión (p. 1665).

Para obtener una lista completa de reglas integradas disponibles para la supervisión, consulteReglas
integradas del depurador para supervisar la utilización de recursos del sistema de hardware (métricas del
sistema) (p. 1695).

Creación de perfiles de operaciones de marco
Con el perfil de Amazon SageMaker Debugger puede perfilar las operaciones de los marcos de
aprendizaje profundo. Puede perfilar el entrenamiento de su modelo con los contenedores de capacitación
de SageMaker TensorFlow, los contenedores del marco PyTorch de SageMaker y sus propios
contenedores de formación. Usando la función de creación de perfiles de Debugger, puede profundizar
en los operadores y funciones de Python que se ejecutan para realizar el trabajo de capacitación. El
depurador admite perfiles detallados, perfiles de Python, perfiles de cargador de datos y perfiles de
formación distribuidos de Horovod. Puede combinar las líneas de tiempo perfiladas para correlacionarse
con los cuellos de botella del sistema. Reglas incorporadas del depurador para perfilar problemas
relacionados con el funcionamiento del marco de vigilancia, incluido el tiempo excesivo de inicialización de
entrenamiento debido a la descarga de datos antes del inicio del entrenamiento y los valores atípicos de
duración del paso en los bucles de entrenamiento.

Para obtener información acerca de cómo configurar Debugger para la creación de perfiles de framework,
consulteConfigurar el depurador mediante el SDK de Python de Amazon SageMaker (p. 1660)y
luegoConfigurar perfiles del marco del depurador (p. 1665).

Para obtener una lista completa de reglas integradas disponibles para la creación de perfiles,
consulteReglas de depurador para la elaboración de perfiles de métricas de marco (p. 1695).
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Depuración de parámetros del modelo
La depuración está disponible para marcos de aprendizaje profundo usandoAWSDeep Learning
Containers y los contenedores de formación de SageMaker. Para obtener versiones de framework
totalmente compatibles (consulte las versiones enMarcos y algoritmos admitidos (p. 1647)), Debugger
registra automáticamente los ganchos para recopilar los tensores de salida, y puede ejecutar directamente
su script de entrenamiento. Para las versiones con un signo de asterisco, debe registrar manualmente
los ganchos para recolectar tensores. Depurador proporciona colecciones de tensores preconfiguradas
con nombres generalizados que puede utilizar en los diferentes marcos de trabajo. Si desea personalizar
la configuración del tensor de salida, también puede usar las operaciones de la API CollectionConfig y
DebuggerHookConfig y laSDK para Python de Amazon SageMakerpara configurar sus propias colecciones
de tensores. Las reglas integradas del depurador para la depuración analizan los tensores de salida e
identifican los problemas de optimización del modelo que bloquean el modelo para minimizar la función de
pérdida. Por ejemplo, las reglas identifican sobreajuste, sobreentrenamiento, pérdida que no disminuye,
tensores explosivos y gradientes de fuga.

Para obtener información acerca de cómo configurar Debugger para la depuración de tensores de
salida, consulteConfigurar el depurador mediante el SDK de Python de Amazon SageMaker (p. 1660)y
luegoConfiguración del enlace del depurador para guardar tensores (p. 1670).

Para obtener una lista completa de reglas integradas disponibles para la depuración, consulteReglas
integradas del depurador para depurar datos de formación del modelo (tensores de salida) (p. 1696).

Documentación de referencia y temas avanzados del
depurador de Amazon SageMaker
Las secciones siguientes contienen temas avanzados, documentación de referencia para las operaciones
de API, excepciones y limitaciones conocidas para el depurador.

Temas
• Operaciones de API del depurador de Amazon SageMaker (p. 1813)
• Usar imágenes de Docker de depurador para reglas integradas (p. 1814)
• Excepciones del depurador de Amazon SageMaker (p. 1817)
• Consideraciones para el depurador de Amazon SageMaker (p. 1817)
• Estadísticas de uso del depurador de Amazon SageMaker (p. 1820)

Operaciones de API del depurador de Amazon SageMaker
Amazon SageMaker Debugger tiene operaciones de API en varias ubicaciones que se utilizan para
implementar la monitorización y el análisis del entrenamiento de modelo.

Amazon SageMaker Debugger también proporciona el código abiertoSMDebugBiblioteca Python
enawslabs/sagemaker-depuradorque se utiliza para configurar reglas integradas, definir reglas
personalizadas y registrar enlaces para recopilar datos de tensor de salida de trabajos de entrenamiento.

LaSDK para Python de Amazon SageMakerEs un SDK de alto nivel centrado en la experimentación de
aprendizaje automático. El SDK se puede usar para implementar reglas integradas o personalizadas
definidas con laSMDebugBiblioteca de Python para monitorear y analizar estos tensores usando
estimadores de SageMaker.

Debugger ha añadido operaciones y tipos a la API de Amazon SageMaker que permiten a la plataforma
usar Debugger al entrenar un modelo y administrar la configuración de entradas y salidas.
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• CreateTrainingJobyUpdateTrainingJobutilice las siguientes API del depurador para configurar
colecciones de tensores, reglas, imágenes de reglas y opciones de creación de perfiles:
• CollectionConfiguration

• DebugHookConfig

• DebugRuleConfiguration

• TensorBoardOutputConfig

• ProfilerConfig

• ProfilerRuleConfiguration

• DescribeTrainingJobproporciona una descripción completa de un trabajo de formación, incluidas las
siguientes configuraciones del depurador y estados de evaluación de reglas:
• DebugHookConfig

• DebugRuleConfiguration

• DebugRuleEvaluationStatus

• ProfilerConfig

• ProfilerRuleConfiguration

• ProfilerRuleEvaluationStatus

Las operaciones de API de configuración de reglas utilizan la funcionalidad de procesamiento de
SageMaker al analizar una formación de modelo. Para obtener más información acerca del procesamiento
de SageMaker, consulte.Procesar datos (p. 708).

Usar imágenes de Docker de depurador para reglas integradas
Amazon SageMaker proporciona dos conjuntos de imágenes de Docker para reglas: uno para evaluar
reglas proporcionadas por SageMaker (reglas integradas) y otro para evaluar reglas personalizadas
proporcionadas en los archivos de código fuente de Python.

Si utiliza elSDK para Python de Amazon SageMaker, simplemente puede usar operaciones de API
de depurador de alto nivel de SageMaker con operaciones de API de Estimator de SageMaker,
sin tener que recuperar manualmente las imágenes del Docker del depurador y configurar
elConfigureTrainingJobAPI.

Si no está utilizando el SDK de Python de SageMaker, tiene que recuperar una imagen de base de
contenedor prefabricada correspondiente para las reglas de Debugger. Amazon SageMaker Debugger
proporciona imágenes de Docker prediseñadas para reglas integradas y personalizadas y las imágenes
se almacenan en Amazon Elastic Container Registry (Amazon ECR). Para extraer una imagen de un
repositorio de Amazon ECR (o para insertar una imagen en uno), use la dirección URL del registro de
nombre completo de la imagen mediante elCreateTrainingJobAPI. SageMaker utiliza los siguientes
patrones de URL para la dirección del registro de imágenes del contenedor de reglas del depurador.

<account_id>.dkr.ecr.<Region>.amazonaws.com/<ECR repository name>:<tag>

Para el ID de la cuenta en cadaAWSPara obtener la región, el nombre del repositorio de Amazon ECR y el
valor de la etiqueta, consulte los temas siguientes.

Temas
• Direcciones URL del registro del depurador de Amazon SageMaker para evaluadores de reglas

integrados (p. 1815)
• Direcciones URL del registro del depurador de Amazon SageMaker para evaluadores de reglas

personalizadas (p. 1816)
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Direcciones URL del registro del depurador de Amazon SageMaker para
evaluadores de reglas integrados

Utilice los siguientes valores para los componentes de las direcciones URL del registro para las imágenes
que proporcionan reglas integradas para Amazon SageMaker Debugger. Para obtener información sobre
los ID de cuenta, consulte la tabla siguiente.

Nombre del repositorio ECR: sagemaker-debugger-rules

Etiqueta: última

Ejemplo de una dirección URL completa del registro:

904829902805.dkr.ecr.ap-south-1.amazonaws.com/sagemaker-debugger-rules:latest

ID de cuenta para imágenes de contenedor de reglas integradas porAWSRegión

Región id_cuenta

af-south-1 314341159256

ap-east-1 199566480951

ap-northeast-1 430734990657

ap-northeast-2 578805364391

ap-south-1 904829902805

ap-southeast-1 972752614525

ap-southeast-2 184798709955

ca-central-1 519511493484

cn-north-1 618459771430

cn-northwest-1 658757709296

eu-central-1 482524230118

eu-north-1 314864569078

eu-south-1 563282790590

eu-west-1 929884845733

eu-west-2 250201462417

eu-west-3 447278800020

me-south-1 986000313247

sa-east-1 818342061345

us-east-1 503895931360

us-east-2 915447279597

us-west-1 685455198987

us-west-2 895741380848
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Región id_cuenta

us-gov-west-1 515509971035

Direcciones URL del registro del depurador de Amazon SageMaker para
evaluadores de reglas personalizadas
Utilice los siguientes valores para los componentes de la dirección URL del registro para las imágenes que
proporcionan evaluadores de reglas personalizadas para Amazon SageMaker Debugger. Para obtener
información sobre los ID de cuenta, consulte la tabla siguiente.

Nombre del repositorio ECR: sagemaker-debugger-rule-evaluator

Etiqueta: última

Ejemplo de una dirección URL completa del registro:

552407032007.dkr.ecr.ap-south-1.amazonaws.com/sagemaker-debugger-rule-
evaluator:latest

ID de cuenta para imágenes de contenedor de reglas personalizadas porAWSRegión

Región id_cuenta

af-south-1 515950693465

ap-east-1 645844755771

ap-northeast-1 670969264625

ap-northeast-2 326368420253

ap-south-1 552407032007

ap-southeast-1 631532610101

ap-southeast-2 445670767460

ca-central-1 105842248657

cn-north-1 617202126805

cn-northwest-1 658559488188

eu-central-1 691764027602

eu-north-1 091235270104

eu-south-1 335033873580

eu-west-1 606966180310

eu-west-2 074613877050

eu-west-3 224335253976

me-south-1 050406412588

sa-east-1 466516958431

us-east-1 864354269164
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Región id_cuenta

us-east-2 840043622174

us-west-1 952348334681

us-west-2 759209512951

us-gov-west-1 515361955729

Excepciones del depurador de Amazon SageMaker
Amazon SageMaker Debugger está diseñado para que tenga en cuenta que los tensores necesarios
para ejecutar una regla pueden no estar disponibles en cada paso. Como resultado, plantea algunas
excepciones que le permiten controlar lo que sucede cuando falta un tensor. Estas excepciones están
disponibles en el módulo smdebug.exceptions. Puede importarlos de la siguiente manera:

from smdebug.exceptions import *

Están disponibles las siguientes excepciones:

• TensorUnavailableForStep— El tensor solicitado no está disponible para el paso. Esto podría
significar que el enlace podría no guardar este paso o que este paso podría haber guardado algunos
tensores pero el tensor solicitado no forma parte de ellos. Tenga en cuenta que cuando vea esta
excepción, significa que este tensor nunca podrá estar disponible para este paso en el futuro. Si el
tensor tiene reducciones guardadas para el paso, le notifica que se pueden consultar.

• TensorUnavailable— Este tensor no se está guardando o no lo ha guardado elsmdebugAPI. Esto
significa que este tensor nunca se verá para ningún paso en smdebug.

• StepUnavailable: el paso no se guardó y el Debugger no tiene datos del paso.
• StepNotYetAvailable— El paso aún no ha visto elsmdebug. Puede estar disponible en el futuro si

el entrenamiento sigue en curso. Debugger carga automáticamente nuevos datos a medida que estén
disponibles.

• NoMoreData— Se planteó cuando termina el entrenamiento. Una vez que vea esto, sabe que no hay
más pasos y no hay más tensores que guardar.

• IndexReaderException: el lector de índices no es válido.
• InvalidWorker: se invocó un trabajador que no era válido.
• RuleEvaluationConditionMet— la evaluación de la regla en el paso dio lugar a que se cumpliera la

condición.
• InsufficientInformationForRuleInvocation: no se proporcionó suficiente información para

invocar la regla.

Consideraciones para el depurador de Amazon SageMaker
Tenga en cuenta lo siguiente al utilizar Amazon SageMaker Debugger.

Consideraciones para la capacitación distribuida

La siguiente lista muestra el alcance de la validez y las consideraciones para usar Depurador en trabajos
de capacitación con marcos de aprendizaje profundo y varias opciones de capacitación distribuidas.

• Horovod
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Alcance de validez del uso del depurador para trabajos de formación con Horovod

Marco de
trabajo de
aprendizaje
profundo

Apache MXNet TensorFlow 1.x TensorFlow 2.x TensorFlow 2.x
con Keras

PyTorch

Monitorización
de cuellos de
botella del
sistema

Sí Sí Sí Sí Sí

Creación de
perfiles de
operaciones de
marco

No No No Sí Sí

Depuración
de tensores
de salida del
modelo

Sí Sí Sí Sí Sí

• SageMaker distribuyó datos paralelos

Alcance de validez del uso del depurador para trabajos de formación con datos distribuidos de
SageMaker en paralelo

Marco de trabajo de
aprendizaje profundo

TensorFlow 2.x TensorFlow 2.x con
Keras

PyTorch

Monitorización de
cuellos de botella del
sistema

Sí Sí Sí

Creación de perfiles de
operaciones de marco

No* No** Sí

Depuración de tensores
de salida del modelo

Sí Sí Sí

* El depurador no admite la creación de perfiles de marco para TensorFlow 2.x.

** Los datos distribuidos en paralelo de SageMaker no son compatibles con TensorFlow 2.x con la
implementación de Keras.

• Modelo distribuido de SageMaker paralelo— El depurador no admite la formación paralela del modelo
distribuido de SageMaker.

• Capacitación distribuida con puntos de control de SageMaker: el depurador no está disponible para
trabajos de formación cuando se habilitan tanto la opción de formación distribuida como los puntos de
control de SageMaker. Puede aparecer un error similar al siguiente:

SMDebug Does Not Currently Support Distributed Training Jobs With Checkpointing Enabled

Para usar Depurador para trabajos de capacitación con opciones de capacitación distribuidas,
debe desactivar el Checkpoint de SageMaker y agregar funciones de control manual a su script
de entrenamiento. Para obtener más información acerca del uso del Depurador con opciones
de entrenamiento distribuidas y puntos de control, consulteConsideraciones sobre el uso de
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datos distribuidos de SageMaker en paralelo con el depurador y puntos de comprobación de
SageMaker (p. 1876)yGuardar puntos de control (p. 1900).

• Servidor de parámetros— El depurador no admite la formación distribuida basada en servidor de
parámetros.

• Elaboración de perfiles de operaciones de marco de capacitación distribuidas, como
elAllReducedfuncionamiento de los datos distribuidos de SageMaker en paralelo yOperaciones de
Horovod, no está disponible.

Consideraciones para supervisar los cuellos de botella del sistema y las
operaciones del marco de elaboración de perfiles

• ParaAWSTensorFlow, las métricas del cargador de datos no se pueden recopilar utilizando
ellocal_pathde la configuraciónFrameworkProfileclase. La ruta debe configurarse manualmente y
finalizar en"/". Por ejemplo:

FrameworkProfile(local_path="/opt/ml/output/profiler/")

• ParaAWSTensorFlow, la configuración de perfiles del cargador de datos no se puede actualizar mientras
se está ejecutando un trabajo de formación.

• ParaAWSTensorFlow, unNoneTypeerror puede producirse cuando utiliza herramientas de análisis y
ejemplos de bloc de notas con trabajos de capacitación de TensorFlow 2.3 y la opción de creación de
perfiles detallados.

• Los perfiles de Python y los perfiles detallados solo son compatibles con la API de Keras.
• Para acceder a la función de perfilado profundo para TensorFlow y PyTorch, actualmente debe

especificar la últimaAWSimágenes de contenedor de aprendizaje profundo con CUDA 11. Por ejemplo,
debe especificar el URI de imagen específico en el estimador TensorFlow y PyTorch de la siguiente
manera:
• Para TensorFlow

image_uri = f"763104351884.dkr.ecr.{region}.amazonaws.com/tensorflow-training:2.3.1-
gpu-py37-cu110-ubuntu18.04"

• Para PyTorch

image_uri = f"763104351884.dkr.ecr.{region}.amazonaws.com/pytorch-training:1.6.0-gpu-
py36-cu110-ubuntu18.04"

Consideraciones para la depuración de tensores de salida del modelo

• Evite el uso de operaciones de API funcionales. El depurador no puede recopilar los tensores de salida
del modelo de scripts de capacitación PyTorch y MXNet compuestos de operaciones funcionales de API.
• El depurador no puede recopilar los tensores de salida del modelo

deltorch.nn.functionalOperaciones de la API. Cuando se escribe un script de entrenamiento de
PyTorch, se recomienda utilizar eltorch.nnen su lugar.

• El depurador no puede recopilar tensores de salida de modelo de objetos funcionales MXNet en
bloques híbridos. Por ejemplo, la activación ReLU (F.relu) no se pueden recopilar del siguiente
ejemplo demxnet.gluon.HybridBlockporFen lahybrid_forwardfunción.

import mxnet as mx
from mxnet.gluon import HybridBlock, nn

class Model(HybridBlock):
    def __init__(self, **kwargs):
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        super(Model, self).__init__(**kwargs)
        # use name_scope to give child Blocks appropriate names.
        with self.name_scope():
            self.dense0 = nn.Dense(20)
            self.dense1 = nn.Dense(20)

    def hybrid_forward(self, F, x):
        x = F.relu(self.dense0(x))
        return F.relu(self.dense1(x))

model = Model()
model.initialize(ctx=mx.cpu(0))
model.hybridize()
model(mx.nd.zeros((10, 10), ctx=mx.cpu(0)))

Estadísticas de uso del depurador de Amazon SageMaker
Tenga en cuenta lo siguiente al utilizar informes generados automáticamente por el Debugger de Amazon
SageMaker.

Uso del informe de creación de perfiles del depurador

Para todos los trabajos de formación de SageMaker, Amazon SageMaker Debugger ejecuta
elProfilerReport (p. 1697)y genera automáticamente una reglaInforme de creación de perfiles del
depurador de SageMaker (p. 1775). LaProfilerReportproporciona un archivo de bloc de notas
de Jupyter (profiler-report.ipynb) que genera un archivo HTML correspondiente (profiler-
report.html).

El depurador recopila las estadísticas de uso del informe de creación de perfiles mediante la inclusión de
código en el cuaderno Jupyter que recopila elProfilerReportARN de trabajo de procesamiento de la
regla si el usuario abre elprofiler-report.htmlfile.

El depurador solo recopila información acerca de si un usuario abre el informe HTML final. EsNOrecopilar
cualquier información de trabajos de formación, datos de formación, scripts de capacitación, trabajos de
procesamiento, registros o el contenido del informe de creación de perfiles en sí.

Puede cancelar la recopilación de estadísticas de uso utilizando cualquiera de las siguientes opciones.

Opción 1: Inhabilitar antes de ejecutar un Job de formación

Para optar por no hacerlo, debe agregar el siguiente depuradorProfilerReporta su solicitud de trabajo
de formación.

SageMaker Python SDK

estimator=sagemaker.estimator.Estimator(
    ...

    rules=ProfilerRule.sagemaker(
        base_config=rule_configs.ProfilerReport()
        rule_parameters={"opt_out_telemetry": "True"}
    )
)

AWS CLI

"ProfilerRuleConfigurations": [ 
    { 
        "RuleConfigurationName": "ProfilerReport-1234567890",
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        "RuleEvaluatorImage": "895741380848.dkr.ecr.us-west-2.amazonaws.com/sagemaker-
debugger-rules:latest",
        "RuleParameters": {
            "rule_to_invoke": "ProfilerReport", 
            "opt_out_telemetry": "True"
        }
    }
]

AWS SDK for Python (Boto3)

ProfilerRuleConfigurations=[ 
    {
        'RuleConfigurationName': 'ProfilerReport-1234567890',
        'RuleEvaluatorImage': '895741380848.dkr.ecr.us-west-2.amazonaws.com/sagemaker-
debugger-rules:latest',
        'RuleParameters': {
            'rule_to_invoke': 'ProfilerReport',
            'opt_out_telemetry': 'True'
        }
    }
]

Opción 2: Inhabilitar después de que se haya completado un Job de capacitación

Para optar por no hacerlo después de que se haya completado el entrenamiento, debe modificar
elprofiler-report.ipynbfile.

Note

Informes HTML generados automáticamente sinOpción 1ya añadidos a su solicitud de trabajo
de formación aún informan de las estadísticas de uso incluso después de que usted opte por no
usarOpción 2.

1. Siga las instrucciones para descargar los archivos de informe de creación de perfiles del depurador
en la secciónDescargar un informe de creación de perfiles de depurador (p. 1775)(Se ha creado el
certificado).

2. En el navegador/ProfilerReport-1234567890/profiler-outputdirectorio, abrirprofiler-
report.ipynb.

3. Addopt_out=Truea lasetup_profiler_report()En la quinta celda de código tal y como se
muestra en el siguiente código de ejemplo:

setup_profiler_report(processing_job_arn, opt_out=True)

4. Ejecute la celda de código para terminar de optar por no hacerlo.

Realice un SageMaker
El ajuste de modelos automático de Amazon SageMaker, también conocido como ajuste de
hiperparámetros, encuentra la mejor versión de un modelo mediante la ejecución de numerosos trabajos
de capacitación en su conjunto de datos con el algoritmo y los intervalos de hiperparámetros que
especifique. A continuación, elige los valores de hiperparámetros que dan lugar a un modelo con el mejor
rendimiento medido por una métrica de su elección.

Por ejemplo, supongamos que desea resolver un problema de clasificación binaria en un conjunto de
datos de marketing. Su objetivo es maximizar la métrica área bajo la curva (auc) del algoritmo capacitando
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un modelo Algoritmo XGBoost (p. 1580). No sabe qué valores de los hiperparámetros eta, alpha,
min_child_weight, y max_depth va a utilizar para capacitar el mejor modelo. Para encontrar los
mejores valores para estos hiperparámetros, puede especificar intervalos de valores que el ajuste de
hiperparámetros de SageMaker de busca para encontrar la combinación de valores que da como resultado
el trabajo de capacitación que da los mejores resultados según métrica objetiva que haya elegido. El
ajuste de hiperparámetros lanza trabajos de capacitación que utilizan valores de hiperparámetros en los
intervalos que ha especificado y devuelve el trabajo de capacitación con el auc más alto.

Puede utilizar el ajuste de modelos automático de SageMaker con algoritmos integrados, algoritmos
personalizados y contenedores creados previamente de SageMaker para marcos de trabajo de
aprendizaje automático.

El ajuste automático de modelos de Amazon SageMaker puede utilizar la instancia puntual de Amazon
EC2 para optimizar los costes al ejecutar trabajos de formación. Para obtener más información sobre la
capacitación puntual administrada, consulteManaged Spot Training en Amazon SageMaker (p. 1947).

Antes de comenzar a utilizar el ajuste de hiperparámetros, debe tener un problema de aprendizaje
automático bien definido que incluya los siguientes elementos:

• Un conjunto de datos
• La comprensión del tipo de algoritmo que necesita capacitar
• Una comprensión clara de cómo medir el éxito

También tiene que preparar su conjunto de datos y el algoritmo para que funcionen en SageMaker y
ejecutar correctamente un trabajo de capacitación al menos una vez. Para obtener información acerca de
cómo configurar y ejecutar un trabajo de capacitación, consulte Introducción a Amazon SageMaker (p. 39).

Temas
• Cómo funciona el ajuste de hiperparámetros (p. 1822)
• Defina las métricas. (p. 1824)
• Definición de intervalos de hiperparámetros (p. 1825)
• Ajuste varios algoritmos con la optimización de hiperparámetros para encontrar el mejor

modelo (p. 1827)
• Ejemplo: Job de ajuste de hiperparámetros (p. 1832)
• Detener trabajos de capacitación pronto (p. 1842)
• Ejecución de un trabajo de ajuste de hiperparámetros de inicio en caliente (p. 1843)
• Límites de recursos para el ajuste automático del modelo (p. 1848)
• Prácticas recomendadas para el ajuste de hiperparámetros (p. 1849)

Cómo funciona el ajuste de hiperparámetros
Búsqueda aleatoria
En una búsqueda aleatoria, el ajuste de hiperparámetros elige una combinación aleatoria de valores
dentro de los rangos que especifique para hiperparámetros para cada trabajo de capacitación que se
lance. Dado que la elección de valores de hiperparámetros no depende del resultado de los trabajos de
capacitación anteriores, puede ejecutar el número máximo de trabajos de capacitación simultáneos sin
afectar al rendimiento de la búsqueda.

Para un bloc de notas de ejemplo que utiliza búsqueda aleatoria, consulte https://github.com/
awslabs/amazon-sagemaker-examples/blob/master/hyperparameter_tuning/xgboost_random_log/
hpo_xgboost_random_log.ipynb.
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Búsqueda bayesiana
La búsqueda bayesiana trata el ajuste de hiperparámetros como un problema de [regresión]. Dado un
conjunto de características de entrada (los hiperparámetros), el ajuste de hiperparámetros optimiza un
modelo para la métrica que elija. Para solucionar un problema de regresión, el ajuste de hiperparámetros
hace suposiciones sobre qué combinaciones de hiperparámetros tendrán probablemente los mejores
resultados y ejecuta trabajos de capacitación para probar estos valores. Después de probar el primer
conjunto de valores de hiperparámetros, el ajuste de hiperparámetros utiliza la regresión para elegir el
siguiente conjunto de valores de hiperparámetros que va a probar.

El ajuste de hiperparámetros utiliza una implementación de Amazon SageMaker de optimización
bayesiana.

Cuando elige los mejores hiperparámetros para el siguiente trabajo de capacitación, el ajuste de
hiperparámetros tiene en cuenta todo lo que conoce del problema hasta el momento. A veces elige
una combinación de valores de hiperparámetro próxima a la combinación resultante en el mejor trabajo
de capacitación anterior para mejorar el rendimiento de forma incremental. De esta forma, el ajuste de
hiperparámetros puede explotar los mejores resultados conocidos. Otras veces, elige un conjunto de
valores de hiperparámetro muy diferentes de los que ya ha probado. Esto le permite explorar el rango de
valores de hiperparámetro para intentar encontrar nuevos ámbitos que no están bien comprendidos. Este
equilibrio entre exploración y explotación es habitual en muchos problemas de aprendizaje automático.

Para obtener más información sobre la optimización bayesiana, consulte lo siguiente:

Temas básicos sobre optimización bayesiana

• A Tutorial on Bayesian Optimization of Expensive Cost Functions, with Application to Active User
Modeling and Hierarchical Reinforcement Learning

• Practical Bayesian Optimization of Machine Learning Algorithms
• Sacar al humano del bucle: Una revisión de la optimización bayesiana

Agilización de la optimización bayesiana

• Hiperbanda: Una novedosa aproximación basada en bandidos para la optimización de hiperparámetros
• Google Vizier: Un servicio para la optimización de caja negra
• Learning Curve Prediction with Bayesian Neural Networks
• Speeding up automatic hyperparameter optimization of deep neural networks by extrapolation of learning

curves

Modelado avanzado y transferencia de aprendizaje

• Scalable Hyperparameter Transfer Learning
• Bayesian Optimization with Tree-structured Dependencies
• Bayesian Optimization with Robust Bayesian Neural Networks
• Scalable Bayesian Optimization Using Deep Neural Networks
• Input Warping for Bayesian Optimization of Non-stationary Functions

Note

El ajuste de hiperparámetros podría no mejorar su modelo. Es una herramienta avanzada para
crear soluciones de máquina y, como tal, debe considerarse como parte del proceso de desarrollo
científico.
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Cuando se crean sistemas de aprendizaje automático complejos como redes neuronales de
aprendizaje profundo, es poco práctico explorar todas las combinaciones posibles. El ajuste de
hiperparámetros puede acelerar la productividad al probar muchas variaciones de un modelo y
centrarse en las combinaciones más prometedoras de valores de hiperparámetros dentro de los
intervalos que se especifican. Para obtener buenos resultados, es preciso elegir los intervalos de
exploración adecuados. Debido a que el propio algoritmo es estocástico, es posible que el modelo
de ajuste de hiperparámetros no consiga converger en la mejor respuesta, incluso si la mejor
combinación de valores posible está dentro de los rangos que elija.

Defina las métricas.
Si usa uno de los algoritmos integrados de Amazon SageMaker, no necesita definir métricas. Los
algoritmos integrados envían automáticamente métricas al ajuste de hiperparámetros. No es necesario
que elija una de las métricas que el algoritmo integrado emite como métrica objetiva para ajustar el trabajo.
Para obtener una lista de las métricas que emite un algoritmo integrado, consulte la tabla de métricas del
algoritmo en Use Amazon SageMaker Built-in Algorithms (p. 765).

Para optimizar hiperparámetros para un modelo de aprendizaje automático, un trabajo de ajuste evalúa
los trabajos de capacitación que lanza usando una métrica que el algoritmo de capacitación escribe en
registros. El ajuste de hiperparámetros de Amazon SageMaker analiza elstdoutystderrpara encontrar
métricas de algoritmos, como pérdida o precisión de validación, que muestran qué tan bien funciona el
modelo en el conjunto de datos

Note

Estas son las mismas métricas que SageMaker envía a CloudWatch Logs. Para obtener
más información, consulte Registrar eventos de Amazon SageMaker con Amazon
CloudWatch (p. 2673) .

Si utiliza su propio algoritmo para el ajuste de hiperparámetros, asegúrese de que el algoritmo emita al
menos una métrica escribiendo datos de evaluación en stderr o en stdout.

Note

El ajuste de hiperparámetros envía un hiperparámetro adicional, _tuning_objective_metric
al algoritmo de capacitación. Este hiperparámetro especifica la métrica objetivo que se utiliza para
el trabajo de ajuste de hiperparámetros, de modo que el algoritmo pueda utilizar dicha información
durante la capacitación.

Puede definir hasta 20 métricas para que su trabajo de ajuste las monitorice. Elija una de dichas métricas
para que sea la métrica objetiva, y el ajuste de hiperparámetros la utilizará para evaluar los trabajos de
capacitación. El trabajo de ajuste de hiperparámetros devuelve como mejor trabajo de capacitación, el
trabajo de capacitación que obtuvo el mejor valor para la métrica objetiva.

Las métricas de un trabajo de ajuste se definen especificando un nombre y una expresión regular
para cada métrica que su trabajo de ajuste monitoriza. Diseñe las expresiones regulares para capturar
los valores de las métricas que emite el algoritmo. Estas métricas se transfieren a la operación
CreateHyperParameterTuningJob en el parámetro TrainingJobDefinition del campo
MetricDefinitions del campo AlgorithmSpecification.

En el siguiente ejemplo, se definen 4 métricas:

=[
    {
        "Name": "loss",
        "Regex": "Loss = (.*?);",
    },
    {
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        "Name": "ganloss",
        "Regex": "GAN_loss=(.*?);",
    },
    {
        "Name": "discloss",
        "Regex": "disc_train_loss=(.*?);",
    },
    {
        "Name": "disc-combined",
        "Regex": "disc-combined=(.*?);",
    },
]

A continuación, se muestra un ejemplo del registro que escribe el algoritmo:

GAN_loss=0.138318;  Scaled_reg=2.654134; disc:[-0.017371,0.102429] real 93.3% gen 0.0%
 disc-combined=0.000000; disc_train_loss=1.374587;  Loss = 16.020744;  Iteration 0 took
 0.704s;  Elapsed=0s

Utilice la expresión regular (regex) que coincida con la salida de registro del algoritmo y que capture los
valores numéricos de las métricas. Por ejemplo, en la expresión regular para la métrica loss definida
anteriormente, la primera parte de dicha expresión encuentra el texto exacto "Loss = " y la expresión
(.*?); captura cero o más caracteres hasta el primer punto y coma. En esta expresión, el paréntesis
indica a la expresión regular que debe capturar lo que está dentro de ellos, . significa cualquier carácter, *
significa cero o más caracteres y ? significa realizar la captura solo hasta la primera instancia del carácter
;.

Elija una de las métricas que defina como la métrica objetiva del trabajo de ajuste. Si utiliza la API,
especifique el valor de la clave name en el campo HyperParameterTuningJobObjective
del parámetro HyperParameterTuningJobConfig que envíe a la operación
CreateHyperParameterTuningJob.

Definición de intervalos de hiperparámetros
El ajuste de hiperparámetros encuentra los mejores valores de hiperparámetros para su modelo realizando
búsquedas en un conjunto de valores que especifique para cada uno de los hiperparámetros que se
pueden ajustar. Elegir hiperparámetros e intervalos afecta significativamente al rendimiento del trabajo
de ajuste. Para obtener instrucciones sobre cómo elegir hiperparámetros e intervalos, consulte Prácticas
recomendadas para el ajuste de hiperparámetros (p. 1849).

Para definir intervalos de hiperparámetros usando la API de bajo nivel, debe especificar los nombres
de hiperparámetros y los valores de los intervalos en el campo ParameterRanges del parámetro
HyperParameterTuningJobConfig que pasa a la operación CreateHyperParameterTuningJob. El
campo ParameterRanges tiene tres subcampos, una para cada uno de los intervalos de hiperparámetros
de categorías, enteros y continuos. Puede definir hasta 20 hiperparámetros donde realizar las búsquedas.
Cada valor de un intervalo de hiperparámetros de categorías cuenta como un hiperparámetro en relación
con el recuento de límite. Los intervalos de hiperparámetros tienen la siguiente estructura:

"ParameterRanges": {
      "CategoricalParameterRanges": [
        {
          "Name": "tree_method",
          "Values": ["auto", "exact", "approx", "hist"]
        }
      ],
      "ContinuousParameterRanges": [
        {
          "Name": "eta",
          "MaxValue" : "0.5",
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          "MinValue": "0",
          "ScalingType": "Auto"
        }
      ],
      "IntegerParameterRanges": [
        {
          "Name": "max_depth",
          "MaxValue": "10",
          "MinValue": "1",
          "ScalingType": "Auto"
        }
      ]
    }

Escalado de hiperparámetros
Para rangos de hiperparámetros enteros y continuos, puede elegir la escala que desea que utilice el ajuste
de hiperparámetros para buscar el rango de valores especificando un valor para el campo ScalingType
del rango de hiperparámetros. Puede elegir entre los siguientes tipos de escalado:

Auto

El ajuste de hiperparámetros de SageMaker selecciona la mejor escala para el hiperparámetro.
Linear

El ajuste de hiperparámetros busca los valores en el rango de hiperparámetros utilizando una
escala lineal. Normalmente, la elige si el rango de todos los valores desde el inferior al superior es
relativamente pequeño (dentro de un orden de magnitud), ya que los valores de búsqueda uniforme
desde el rango le ofrecerán una exploración razonable de todo el rango.

Logarithmic

El ajuste de hiperparámetros busca los valores en el rango de hiperparámetros utilizando una escala
logarítmica.

El escalado logarítmico funciona solo para rangos que solo tienen valores mayores que 0.

Elija el escalado logarítmico cuando está buscando un rango que abarque varios órdenes de
magnitud. Por ejemplo, si está ajustando un modelo Ajustar un modelo de alumno lineal (p. 1493)
y especifica un rango de valores entre 0,0001 y 1,0 para el hiperparámetro learning_rate, la
búsqueda uniforme en una escala logarítmica le ofrece una muestra mejor de todo el rango de lo
que haría la búsqueda en una escala lineal, ya que la búsqueda en una escala lineal, en promedio,
dedicaría el 90 por ciento del presupuesto de capacitación a solo los valores entre 0,1 y 1,0, dejando
solo el 10 por ciento del presupuesto de capacitación para los valores entre 0,0001 y 0,1.

ReverseLogarithmic

El ajuste de hiperparámetros busca los valores en el rango de hiperparámetros utilizando una escala
logarítmica inversa. El escalado logarítmico inverso solo se admite en rangos de hiperparámetro
continuos. No se admite para rangos de hiperparámetros enteros.

El escalado logarítmico inverso funciona solo para rangos que están completamente dentro del rango
0<=x<1,0.

Elija el escalado logarítmico inverso cuando se busca un rango que sea muy sensible a pequeños
cambios que sean muy próximos a 1.

Para un bloc de notas de ejemplo que utiliza el escalado de hiperparámetros, consulte https://github.com/
awslabs/amazon-sagemaker-examples/blob/master/hyperparameter_tuning/xgboost_random_log/
hpo_xgboost_random_log.ipynb.
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Ajuste varios algoritmos con la optimización de
hiperparámetros para encontrar el mejor modelo
Para crear un nuevo trabajo de optimización de hiperparámetros (HPO) con Amazon SageMaker que
ajuste varios algoritmos, debe proporcionar una configuración de trabajo que se aplique a todos los
algoritmos que se van a probar y una definición de formación para cada uno de estos algoritmos. También
debe especificar los recursos que desea que utilice para el trabajo de ajuste.

• LaConfiguración de la tareapara configurar incluyen inicio en caliente, parada temprana y la estrategia
de ajuste. El inicio en caliente y la detención temprana solo están disponibles cuando se ajusta un solo
algoritmo.

• LaDefinición de trabajo de entrenamientopara especificar el nombre, el origen del algoritmo, la
métrica objetivo y el rango de valores, cuando sea necesario, para configurar el conjunto de valores
de hiperparámetros para cada trabajo de formación. Configura los canales para entradas de datos,
ubicaciones de salida de datos y ubicaciones de almacenamiento de puntos de control para cada trabajo
de capacitación. La definición también configura los recursos que se van a implementar para cada
trabajo de formación, incluidos los tipos y recuentos de instancias, la formación puntual administrada y
las condiciones de detención.

• Laajustar recursos de trabajoPara implementar, incluido el número máximo de trabajos de capacitación
simultáneos que un trabajo de ajuste de hiperparámetros puede ejecutar simultáneamente y el número
máximo de trabajos de capacitación que el trabajo de ajuste de hiperparámetros puede ejecutar.

Introducción
Puede crear un nuevo trabajo de ajuste de hiperparámetros, clonar un trabajo, agregar o editar etiquetas
a un trabajo desde la consola. También puede utilizar la función de búsqueda para buscar trabajos por
su nombre, hora de creación o estado. Alternativamente, también puede realizar trabajos de ajuste de
hiperparámetros con la API de SageMaker.

• En la consola: Para crear un trabajo nuevo, abra la consola de Amazon SageMaker enhttps://
console.aws.amazon.com/sagemaker/, elijaTrabajos de ajuste de hiperparámetrosdesde
lasCapacitacióny, a continuación, seleccioneCrear trabajo de ajuste de hiperparámetros. A continuación,
siga los pasos de configuración para crear un trabajo de entrenamiento para cada algoritmo que desee
utilizar. Estos pasos se documentan enCrear un Job de ajuste de optimización de hiperparámetros para
uno o más algoritmos (consola) (p. 1828)Tema.

Note

Cuando inicie los pasos de configuración, tenga en cuenta que las características de inicio en
caliente y detención temprana no están disponibles para su uso con HPO multialgoritmo. Si
desea utilizar estas características, solo puede sintonizar un único algoritmo a la vez.

• Con la API: Para obtener instrucciones acerca del uso de la API de SageMaker para crear un trabajo
de ajuste de hiperparámetros, consulteEjemplo: Job de ajuste de hiperparámetros. Cuando llame
aCreateHyperParameterTuningJobPara ajustar varios algoritmos, debe proporcionar una
lista de definiciones de capacitación medianteTrainingJobDefinitionsen lugar de especificar
unTrainingJobDefinition. Debe elegir solo uno de estos tipos de definición dependiendo del
número de algoritmos que se están ajustando.

Temas
• Crear un Job de ajuste de optimización de hiperparámetros para uno o más algoritmos

(consola) (p. 1828)
• Administrar trabajos de capacitación y ajuste de hiperparámetros (p. 1831)
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Crear un Job de ajuste de optimización de hiperparámetros para
uno o más algoritmos (consola)
Para crear un nuevo trabajo de ajuste de optimización de hiperparámetros (HPO) para uno o más
algoritmos, debe definir la configuración del trabajo de ajuste, crear definiciones de trabajo de formación
para cada algoritmo que se está ajustando y configurar los recursos para el trabajo de ajuste.

Temas
• Definición de la configuración del trabajo (p. 1828)
• Crear definiciones de Job (p. 1829)
• Configuración de recursos de Job de ajuste (p. 1831)
• Revisar y crear Job de ajuste de HPO (p. 1831)

Definición de la configuración del trabajo
La configuración del trabajo de ajuste se aplica a todos los algoritmos del trabajo de ajuste de HPO. El
inicio en caliente y la detención temprana solo están disponibles cuando se ajusta un solo algoritmo.
Después de definir la configuración del trabajo, creará definiciones de entrenamiento individuales para
cada algoritmo o variación que desee ajustar.

Inicio en caliente

Si clonó este trabajo, puede elegir utilizar los resultados de un trabajo de ajuste anterior para mejorar
el rendimiento de este nuevo trabajo de ajuste. Esta es la característica de inicio en caliente y solo está
disponible cuando se ajusta un algoritmo único. Al elegir esta opción, puede elegir hasta cinco trabajos de
ajuste de hiperparámetros anteriores que desee utilizar. De forma alternativa, puede utilizar el aprendizaje
de transferencia para agregar datos adicionales al trabajo de ajuste principal. Al seleccionar esta opción,
se elige un trabajo de ajuste anterior como principal.

Note

El inicio en caliente solo es compatible con trabajos de ajuste creados después del 1 de octubre
de 2018. Para obtener más información, consulte Ejecutar un trabajo de inicio en caliente.

Detención temprana

Para reducir el tiempo de procesamiento y evitar el ajuste excesivo de su modelo, los trabajos de
capacitación pueden detenerse temprano cuando es poco probable que mejoren la mejor métrica objetiva
actual del trabajo de ajuste de hiperparámetros. Al igual que el arranque en caliente, esta característica
solo está disponible cuando se ajusta un algoritmo único. Esta es una característica automática sin
opciones de configuración y está deshabilitada de forma predeterminada. Para obtener más información
sobre cómo funciona la parada temprana, los algoritmos que la admiten y cómo usarla con sus propios
algoritmos, consulteDetener trabajos de capacitación pronto.

Estrategia de ajuste

La estrategia de ajuste puede ser aleatoria o bayesiana. Especifica cómo busca el ajuste automático en los
intervalos de hiperparámetros especificados. Especifique los intervalos en un paso posterior. La búsqueda
aleatoria elige combinaciones aleatorias de valores de los rangos especificados y se puede ejecutar de
forma concursal. La búsqueda bayesiana elige valores en función de lo que es probable que obtenga
el mejor resultado dado lo que se sabe sobre el historial de selecciones anteriores. Para obtener más
información acerca de las estrategias de búsqueda, consulteCómo funciona el ajuste de hiperparámetros.

Tags

Las etiquetas se introducen como pares clave-valor para asignar metadatos a trabajos de ajuste para
ayudarle a administrarlos. Los valores no son obligatorios. Puedes usar solo la clave. Para ver las claves
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asociadas a un trabajo, elija laTags (Etiquetas):En la página de detalles para el trabajo de ajuste. Para
obtener más información acerca del uso de etiquetas para trabajos de ajuste, consulteAdministrar trabajos
de capacitación y ajuste de hiperparámetros (p. 1831)

Crear definiciones de Job

Para crear una definición de trabajo de formación, debe configurar el algoritmo y los parámetros,
definir la entrada y salida de datos y configurar los recursos. Debe proporcionar al menos
unTrainingJobDefinitionpara cada trabajo de ajuste de HPO. Cada definición de entrenamiento
especifica la configuración de un algoritmo. Para crear varias definiciones para su trabajo de capacitación,
puede clonar una definición de trabajo. La clonación de un trabajo puede ahorrar tiempo ya que copia
todas las configuraciones del trabajo, incluidos los canales de datos, las ubicaciones de almacenamiento
de S3 para los artefactos de salida. A continuación, puede editar el trabajo clonado solo para los cambios
necesarios para configurar las opciones del algoritmo.

Temas
• Configurar algoritmo y parámetros (p. 1829)
• Definición de entrada y salida de datos (p. 1830)
• Configurar recursos de Job (p. 1830)
• Agregar o clonar un Job de capacitación (p. 1831)

Configurar algoritmo y parámetros

Cada definición de trabajo de formación para un trabajo de ajuste requiere un nombre, permiso para
acceder a los servicios y la especificación de opciones de algoritmo, una métrica objetiva y el rango de
valores, cuando sea necesario, para configurar el conjunto de valores de hiperparámetros para cada
trabajo de formación.

Name

Proporcione un nombre único para la definición de entrenamiento.

Permissions

Amazon SageMaker requiere permisos para llamar a otros servicios en su nombre. Elija un rol de IAM o
dejeAWSCrear un rol que tiene la propiedadAmazonSageMakerFullAccessPolítica de IAM adjunta.

Configuración de seguridad opcional

La configuración de aislamiento de red impide que el contenedor realice llamadas de red salientes. Esto es
necesario paraAWSOfertas de aprendizaje automático del Marketplace

También puede optar por utilizar una VPC privada.

Note

El cifrado entre contenedores solo está disponible cuando se crean definiciones de trabajo desde
la API.

Opciones de algoritmo

Puede elegir uno de los algoritmos integrados, su propio algoritmo, su propio contenedor con un algoritmo
o puede suscribirse a un algoritmo desdeAWSMarketplace.

• Si elige un algoritmo integrado, la información de imagen ECR se habrá rellenado automáticamente.
• Si elige su propio contenedor, debe especificar la información de imagen ECR. Puede seleccionar el

modo de entrada para el algoritmo como archivo o canalización.
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• Si prevé facilitar sus datos mediante un archivo .CSV desde Amazon S3, debe seleccionar el archivo.

Metrics

Si elige un algoritmo integrado, se le proporcionan las métricas. Si elige su propio algoritmo, debe definir
sus métricas. Puede definir hasta 20 métricas para que su trabajo de ajuste las monitorice, una de las
cuales debe elegirse como métrica objetivo. Para obtener más información acerca de cómo definir una
métrica para un trabajo de ajuste, consulteDefina las métricas. (p. 1824).

Métrica objetivo

Para encontrar el mejor trabajo de entrenamiento, defina una métrica objetivo y si desea maximizarla o
minimizarla. Una vez finalizado el trabajo de entrenamiento, puede ver la página de detalles del trabajo
de ajuste para obtener un resumen del mejor trabajo de entrenamiento encontrado mediante esta métrica
objetivo.

Configuración de hiperparámetros

Cuando elige un algoritmo integrado, los valores predeterminados de sus hiperparámetros se establecen
automáticamente, utilizando rangos optimizados para el algoritmo que se está ajustando. Puede cambiar
estos valores como considere oportuno. Por ejemplo, en lugar de un intervalo, puede establecer un valor
fijo para un hiperparámetro estableciendo el tipo del parámetro enestático. Cada algoritmo tiene distintos
parámetros requeridos y opcionales. Para obtener más información, consultePrácticas recomendadas para
el ajuste de hiperparámetrosyDefinición de intervalos de hiperparámetros.

Definición de entrada y salida de datos

Cada definición de trabajo de capacitación para un trabajo de ajuste debe configurar los canales
para entradas de datos, ubicaciones de salida de datos y, opcionalmente, cualquier ubicación de
almacenamiento de puntos de control para cada trabajo de formación.

Configuración de datos de entrada

Los datos de entrada se definen por canales, cada uno con su propia ubicación de origen (Amazon
S3 o Amazon Elastic File System), compresión y opciones de formato. Puede definir hasta 20 canales
de orígenes de entrada. Si el algoritmo elegido admite varios canales de entrada, también puede
especificarlos. Por ejemplo, al usar el bloc de notas de predicción de abandono de XGBoost, puede
agregar dos canales: entrenamiento y validación.

Configuración del punto de comprobación

Los puntos de comprobación se generan periódicamente durante el entrenamiento. Debe elegir una
ubicación de Amazon S3 para guardar los puntos de comprobación. Los puntos de comprobación se
utilizan en los informes de métricas y también se utilizan para reanudar los trabajos de entrenamiento
puntual administrados. Para obtener más información, consulte Usar puntos de control en Amazon
SageMaker (p. 1948) .

Configuración de datos de salida

Debe definir una ubicación de Amazon S3 para almacenar los artefactos del trabajo de entrenamiento.
Tiene la opción de agregar cifrado a la salida mediante unAWSKey Management Service (AWSKMS).

Configurar recursos de Job

Cada definición de trabajo de formación para un trabajo de ajuste debe configurar los recursos que se
van a implementar, incluidos los tipos y recuentos de instancias, la formación puntual administrada y las
condiciones de detención.

Configuración de recursos
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Cada definición de entrenamiento puede tener una configuración de recursos diferente. Elija el tipo de
instancia y el número de nodos.

Managed Spot Training

Puede ahorrar costes de equipo para los trabajos si tiene flexibilidad en las horas de inicio y finalización
al permitir a SageMaker utilizar la capacidad de reserva para ejecutar trabajos. Para obtener más
información, consulte Managed Spot Training en Amazon SageMaker (p. 1947) .

Detención de condición

La condición de parada especifica la duración máxima permitida por trabajo de formación.

Agregar o clonar un Job de capacitación

Una vez que haya creado una definición de trabajo de formación para un trabajo de ajuste, volverá a
laDefinición (s) de Job de formación, donde puede crear definiciones de trabajo de formación adicionales
para entrenar algoritmos adicionales. Puede seleccionar la opciónAgregar definición de trabajo de
entrenamientoy sigue los pasos para definir un trabajo de formación de nuevo o eligeClonedesde
lasAcciónpara replicar una definición de trabajo de formación existente y editarla para el nuevo algoritmo.
La opción clonada puede ahorrar tiempo ya que copia todas las configuraciones del trabajo, incluidos los
canales de datos, las ubicaciones de almacenamiento de S3. Para obtener más información acerca de la
clonación, consulteAdministrar trabajos de capacitación y ajuste de hiperparámetros (p. 1831)

Configuración de recursos de Job de ajuste

Límites de recursos

Puede especificar el número máximo de trabajos de formación simultánea que un trabajo de ajuste de
hiperparámetros puede ejecutar simultáneamente (10 como máximo) y el número máximo de trabajos de
formación que puede ejecutar el trabajo de ajuste de hiperparámetros (500 como máximo). El número de
trabajos paralelos no debe exceder el número de nodos que ha solicitado en todas tus definiciones de
formación. El número total de trabajos no puede superar el número de trabajos que se espera que ejecuten
las definiciones.

Revisar y crear Job de ajuste de HPO

Revise la configuración del trabajo, las definiciones del trabajo de formación y los límites de recursos. A
continuación, seleccioneCrear trabajo de ajuste de hiperparámetros.

Administrar trabajos de capacitación y ajuste de hiperparámetros
Un trabajo de ajuste puede contener muchos trabajos de formación y crear y administrar estos trabajos
y sus definiciones pueden convertirse en una tarea compleja y onerosa. SageMaker proporciona
herramientas para ayudar a facilitar la gestión de estos trabajos. Puede acceder a los trabajos de
ajuste que ha ejecutado desde la consola de Amazon SageMaker enhttps://console.aws.amazon.com/
sagemaker/. SelectTrabajo de ajuste de hiperparámetrosdesde lasCapacitaciónpara ver la lista. En esta
página también se inicia el procedimiento para crear un nuevo trabajo de ajuste seleccionandoCrear
trabajo de ajuste de hiperparámetros.

Para ver que los trabajos de formación ejecutan una parte de un trabajo de ajuste, seleccione uno de los
trabajos de ajuste de hiperparámetros de la lista. Las fichas de la página del trabajo de ajuste le permiten
inspeccionar los trabajos de formación, sus definiciones, las etiquetas y la configuración utilizadas para
el trabajo de ajuste y el mejor trabajo de entrenamiento encontrado durante el ajuste. Puede seleccionar
el mejor trabajo de formación o cualquiera de los otros trabajos de formación que pertenezcan al trabajo
de ajuste para ver todos sus ajustes. Desde aquí puede crear un modelo que utilice los valores de
hiperparámetros encontrados por un trabajo de traing seleccionandoCreación de un modeloo puede clonar
el trabajo de formación seleccionandoClone.
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Cloning

Puede ahorrar tiempo clonando un trabajo de formación que pertenezca a un trabajo de ajuste de
hiperparámetros. La clonación copia todas las configuraciones del trabajo, incluidos los canales de
datos, las ubicaciones de almacenamiento de S3 para los artefactos de salida. Puede hacerlo para
trabajos de formación que ya haya ejecutado desde la página de trabajo de ajuste, como se acaba de
describir, o cuando cree definiciones de trabajo de formación adicionales al crear un trabajo de ajuste de
hiperparámetros, como se describe enAgregar o clonar un Job de capacitación (p. 1831)paso de ese
prcedure.

Tagging

El ajuste automático del modelo inicia varios trabajos de formación dentro de un trabajo de ajuste
principal único para descubrir la ponderación ideal de los hiperparámetros del modelo. Las etiquetas se
pueden agregar al trabajo de ajuste principal como se describe en el cuadro de diálogoDefinición de la
configuración del trabajo (p. 1828)y estas etiquetas se propagan a los trabajos de formación individuales
debajo. Los clientes pueden usar estas etiquetas para fines como la asignación de costes o el control
de acceso. Para agregar etiquetas con el SDK de SageMaker, useAddTagsAPI. Para obtener más
información acerca del etiquetadoAWSPara ver los recursos, consulteEtiquetadoAWSrecursos.

Ejemplo: Job de ajuste de hiperparámetros
Este ejemplo muestra cómo crear un nuevo bloc de notas para configurar y lanzar un trabajo de ajuste de
hiperparámetros. El trabajo de ajuste utiliza el Algoritmo XGBoost (p. 1580) para capacitar un modelo para
que pueda prever si un cliente se registrará en un depósito bancario a plazo después de que se pongan en
contacto con él por teléfono.

Se utiliza el bajo nivel deAWS SDK for Python (Boto)Para configurar y lanzar el trabajo de ajuste de
hiperparámetros, y laAWS Management Consolepara supervisar el estado de los trabajos de ajuste
de hiperparámetros. También puede utilizar el servicio de alto nivel de Amazon SageMakerSDK para
Python de Amazon SageMakerPara configurar, ejecutar, monitorizar y analizar los trabajos de ajustes de
hiperparámetros. Para obtener más información, consulte la sección https://github.com/aws/sagemaker-
python-sdk.

Prerequisites
Para ejecutar el código de este ejemplo, necesita

• UnaAWSUna cuenta de y un usuario administrador (p. 39)
• Un bucket de Amazon S3 para almacenar su conjunto de datos de capacitación y los artefactos del

modelo creados durante la capacitación
• Una instancia de bloc de notas de SageMaker (p. 60)

Temas
• Creación de unNotebook (p. 1833)
• Obtenga el cliente de Amazon SageMaker Boto 3 (p. 1833)
• Obtenga el rol de ejecución de SageMaker (p. 1833)
• Especificar un depósito de S3 para cargar conjuntos de datos de formación y almacenar datos de

salida (p. 1834)
• Descarga, preparación y carga de datos de capacitación (p. 1834)
• Configuración y lanzamiento de un trabajo de ajuste de hiperparámetros (p. 1835)
• Monitorización del progreso de un trabajo de ajuste de hiperparámetros (p. 1839)
• Eliminar recursos (p. 1842)
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Creación de unNotebook
Cree un bloc de notas de Jupyter que contenga unpreinstaladoCon el entorno deInstalación
predeterminada de Anaconda y Python3.

Para crear un bloc de notas de Jupyter, realice el siguiente procedimiento:

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.
2. Abra una instancia de bloc de notas activa; para ello, elija Open (Abrir) junto a su nombre. Aparecerá

la página del servidor de bloc de notas de Jupyter:

3. Para crear un bloc de notas, elija Files (Archivos), New (Nuevo) y conda_python3.
4. Póngale un nombre al bloc de notas.

Paso siguiente

Obtenga el cliente de Amazon SageMaker Boto 3 (p. 1833)

Obtenga el cliente de Amazon SageMaker Boto 3
Importar Amazon SageMaker Python SDK,AWS SDK for Python (Boto3), y otras bibliotecas de Python. En
un nuevo cuaderno de Jupyter, pegue el código siguiente en la primera celda:

import sagemaker
import boto3

import numpy as np                                # For performing matrix operations and
 numerical processing
import pandas as pd                               # For manipulating tabular data
from time import gmtime, strftime
import os

region = boto3.Session().region_name
smclient = boto3.Session().client('sagemaker')

La celda de código anterior defineregionysmclientque usará para llamar al algoritmo XGBoost
integrado y establecer el trabajo de ajuste de hiperparámetros de SageMaker.

Paso siguiente

Obtenga el rol de ejecución de SageMaker (p. 1833)

Obtenga el rol de ejecución de SageMaker
Obtenga el rol de ejecución para la instancia de bloc de notas. Este es el rol de IAM que creó para su
instancia de bloc de notas. Transfiere el rol al trabajo de ajuste.
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from sagemaker import get_execution_role

role = get_execution_role()
print(role)

Paso siguiente
Especificar un depósito de S3 para cargar conjuntos de datos de formación y almacenar datos de
salida (p. 1834)

Especificar un depósito de S3 para cargar conjuntos de datos de
formación y almacenar datos de salida
Configure un bucket de S3 para cargar conjuntos de datos de formación y guardar los datos de salida de
formación.

Para utilizar un bucket S3 predeterminado

Utilice el siguiente código para especificar el bucket S3 predeterminado asignado para su sesión
de SageMaker.prefixes la ruta en el bucket donde SageMaker almacena los datos del trabajo de
capacitación actual.

sess = sagemaker.Session()
bucket = sess.default_bucket()                    # Set a default S3 bucket
prefix = 'DEMO-automatic-model-tuning-xgboost-dm'

(Opcional) Para utilizar un bucket de S3 específico

Si desea utilizar un bucket S3 específico, utilice el siguiente código y reemplace las cadenas con el nombre
exacto del bucket S3. El nombre del bucket debe contener sagemaker y ser único a escala global. El cubo
debe estar en el mismoAWSRegión como instancia de bloc de notas que utilice para este ejemplo.

bucket = "sagemaker-your-preferred-s3-bucket"

Note

El nombre del bucket de no necesita contenersagemakerSi el rol de IAM que utiliza para
ejecutar el trabajo de ajuste de hiperparámetros tiene una política que proporciona la
propiedadS3FullAccessPermiso.

Paso siguiente
Descarga, preparación y carga de datos de capacitación (p. 1834)

Descarga, preparación y carga de datos de capacitación
En este ejemplo, se utiliza un conjunto de datos de capacitación de información sobre clientes de
bancos que incluye el trabajo del cliente, su estado civil y cómo fueron contactados durante la campaña
de marketing directo del banco. Para utilizar un conjunto de datos para un trabajo de ajuste de
hiperparámetros, debe descargarlo,Después de transformar los datos y, a continuación, cargarlos en un
bucket de Amazon S3.

Para obtener más información sobre el conjunto de datos y la transformación de los datos que el
ejemplo realiza, consulte el bloc de notas hpo_xgboost_direct_marketing_sagemaker_APIs de la sección
Hyperparameter Tuning (Ajuste de hiperparámetros) de la pestaña SageMaker Examples (Ejemplos de
SageMaker) de su instancia de bloc de notas.
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Descarga y exploración del conjunto de datos de capacitación
Para descargar y explorar el conjunto de datos, ejecute el siguiente código en su bloc de notas:

!wget -N https://archive.ics.uci.edu/ml/machine-learning-databases/00222/bank-
additional.zip
!unzip -o bank-additional.zip
data = pd.read_csv('./bank-additional/bank-additional-full.csv', sep=';')
pd.set_option('display.max_columns', 500)     # Make sure we can see all of the columns
pd.set_option('display.max_rows', 5)         # Keep the output on one page
data

Preparación y carga de los datos
Antes de crear el trabajo de ajuste de hiperparámetros, prepare los datos y cárguelos en un bucket de S3
al que pueda obtener acceso el trabajo de ajuste de hiperparámetros.

Ejecute el siguiente código en su bloc de notas:

data['no_previous_contact'] = np.where(data['pdays'] == 999, 1, 0)                         
        # Indicator variable to capture when pdays takes a value of 999
data['not_working'] = np.where(np.in1d(data['job'], ['student', 'retired', 'unemployed']),
 1, 0)   # Indicator for individuals not actively employed
model_data = pd.get_dummies(data)                                                          
        # Convert categorical variables to sets of indicators
model_data
model_data = model_data.drop(['duration', 'emp.var.rate', 'cons.price.idx',
 'cons.conf.idx', 'euribor3m', 'nr.employed'], axis=1)

train_data, validation_data, test_data = np.split(model_data.sample(frac=1,
 random_state=1729), [int(0.7 * len(model_data)), int(0.9*len(model_data))])

pd.concat([train_data['y_yes'], train_data.drop(['y_no', 'y_yes'], axis=1)],
 axis=1).to_csv('train.csv', index=False, header=False)
pd.concat([validation_data['y_yes'], validation_data.drop(['y_no', 'y_yes'], axis=1)],
 axis=1).to_csv('validation.csv', index=False, header=False)
pd.concat([test_data['y_yes'], test_data.drop(['y_no', 'y_yes'], axis=1)],
 axis=1).to_csv('test.csv', index=False, header=False)

boto3.Session().resource('s3').Bucket(bucket).Object(os.path.join(prefix, 'train/
train.csv')).upload_file('train.csv')
boto3.Session().resource('s3').Bucket(bucket).Object(os.path.join(prefix, 'validation/
validation.csv')).upload_file('validation.csv')

Paso siguiente
Configuración y lanzamiento de un trabajo de ajuste de hiperparámetros (p. 1835)

Configuración y lanzamiento de un trabajo de ajuste de
hiperparámetros
Para configurar y lanzar un trabajo de ajuste de hiperparámetros, siga los pasos que se describen a
continuación.

Temas
• Especifique la configuración del trabajo de ajuste de hiperparámetros (p. 1836)
• Configuración de los trabajo de capacitación (p. 1837)
• Denominación y lanzamiento del trabajo de ajuste de hiperparámetros (p. 1839)
• Paso siguiente (p. 1839)
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Especifique la configuración del trabajo de ajuste de hiperparámetros

Para especificar la configuración del trabajo de ajuste de hiperparámetros, debe definir un objeto
JSON. Puede transferir el objeto como el valor del parámetro HyperParameterTuningJobConfig a
CreateHyperParameterTuningJob al crear el trabajo de ajuste.

En este objeto JSON, debe especificar:

• Los intervalos de hiperparámetros que desea ajustar. Para obtener más información, consulteDefinición
de intervalos de hiperparámetros (p. 1825)

• Los límites del recurso que el trabajo de ajuste de hiperparámetros puede consumir.
• La métrica objetiva del trabajo de ajuste de hiperparámetros. Una métrica objetiva es la métrica que el

trabajo de ajuste de hiperparámetros usa para evaluar el trabajo de capacitación que lanza.

Note

Para utilizar su propio algoritmo para el ajuste de hiperparámetros, tiene que definir métricas
para su algoritmo. Para obtener información, consulte Defina las métricas. (p. 1824).

El trabajo de ajuste de hiperparámetros define intervalos para los hiperparámetros eta, alpha,
min_child_weight y max_depth del algoritmo integrado Algoritmo XGBoost (p. 1580). La métrica
objetiva del trabajo de ajuste de hiperparámetrosMaximizaelvalidation:aucLa métrica envía el
algoritmo a CloudWatch Logs.

tuning_job_config = {
    "ParameterRanges": {
      "CategoricalParameterRanges": [],
      "ContinuousParameterRanges": [
        {
          "MaxValue": "1",
          "MinValue": "0",
          "Name": "eta"
        },
        {
          "MaxValue": "2",
          "MinValue": "0",
          "Name": "alpha"
        },
        {
          "MaxValue": "10",
          "MinValue": "1",
          "Name": "min_child_weight"
        }
      ],
      "IntegerParameterRanges": [
        {
          "MaxValue": "10",
          "MinValue": "1",
          "Name": "max_depth"
        }
      ]
    },
    "ResourceLimits": {
      "MaxNumberOfTrainingJobs": 20,
      "MaxParallelTrainingJobs": 3
    },
    "Strategy": "Bayesian",
    "HyperParameterTuningJobObjective": {
      "MetricName": "validation:auc",
      "Type": "Maximize"
    }
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  }

Configuración de los trabajo de capacitación

Para configurar los trabajos de capacitación que el trabajo de ajuste lanza, defina un objeto
JSON que transferirá como el valor delTrainingJobDefinitionparameter (parámetro)deel
CreateHyperParameterTuningJobLlame a.

En este objeto JSON, debe especificar:

• Opcional: métricas que emiten los trabajos de formación.

Note

Defina métricas solo cuando use un algoritmo de capacitación personalizado. Dado que en este
ejemplo se utiliza un algoritmo integrado, no se especifican métricas. Para obtener información
sobre la definición de métricas, consulte Defina las métricas. (p. 1824).

• La imagen de contenedor que especifica el algoritmo de capacitación.
• La configuración de entrada para su capacitación y datos de prueba.
• La ubicación de almacenamiento de la salida del algoritmo. Especifique el bucket de S3 en el que desea

almacenar la salida de los trabajos de capacitación.
• Los valores de los hiperparámetros de algoritmo que no están ajustados en el trabajo de ajuste.
• El tipo de instancia que se va a utilizar para los trabajos de capacitación.
• La condición de parada de los trabajos de capacitación. Esta es la duración máxima de cada trabajo de

capacitación.

En este ejemplo, establecemos valores estáticos para los parámetros eval_metric, num_round,
objective, rate_drop y tweedie_variance_power del algoritmo integrado de Algoritmo
XGBoost (p. 1580).

SageMaker Python SDK v1

from sagemaker.amazon.amazon_estimator import get_image_uri
training_image = get_image_uri(region, 'xgboost', repo_version='1.0-1')

s3_input_train = 's3://{}/{}/train'.format(bucket, prefix)
s3_input_validation ='s3://{}/{}/validation/'.format(bucket, prefix)

training_job_definition = {
    "AlgorithmSpecification": {
      "TrainingImage": training_image,
      "TrainingInputMode": "File"
    },
    "InputDataConfig": [
      {
        "ChannelName": "train",
        "CompressionType": "None",
        "ContentType": "csv",
        "DataSource": {
          "S3DataSource": {
            "S3DataDistributionType": "FullyReplicated",
            "S3DataType": "S3Prefix",
            "S3Uri": s3_input_train
          }
        }
      },
      {
        "ChannelName": "validation",
        "CompressionType": "None",
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        "ContentType": "csv",
        "DataSource": {
          "S3DataSource": {
            "S3DataDistributionType": "FullyReplicated",
            "S3DataType": "S3Prefix",
            "S3Uri": s3_input_validation
          }
        }
      }
    ],
    "OutputDataConfig": {
      "S3OutputPath": "s3://{}/{}/output".format(bucket,prefix)
    },
    "ResourceConfig": {
      "InstanceCount": 2,
      "InstanceType": "ml.c4.2xlarge",
      "VolumeSizeInGB": 10
    },
    "RoleArn": role,
    "StaticHyperParameters": {
      "eval_metric": "auc",
      "num_round": "100",
      "objective": "binary:logistic",
      "rate_drop": "0.3",
      "tweedie_variance_power": "1.4"
    },
    "StoppingCondition": {
      "MaxRuntimeInSeconds": 43200
    }
}

SageMaker Python SDK v2

training_image = sagemaker.image_uris.retrieve('xgboost', region, '1.0-1')

s3_input_train = 's3://{}/{}/train'.format(bucket, prefix)
s3_input_validation ='s3://{}/{}/validation/'.format(bucket, prefix)

training_job_definition = {
    "AlgorithmSpecification": {
      "TrainingImage": training_image,
      "TrainingInputMode": "File"
    },
    "InputDataConfig": [
      {
        "ChannelName": "train",
        "CompressionType": "None",
        "ContentType": "csv",
        "DataSource": {
          "S3DataSource": {
            "S3DataDistributionType": "FullyReplicated",
            "S3DataType": "S3Prefix",
            "S3Uri": s3_input_train
          }
        }
      },
      {
        "ChannelName": "validation",
        "CompressionType": "None",
        "ContentType": "csv",
        "DataSource": {
          "S3DataSource": {
            "S3DataDistributionType": "FullyReplicated",
            "S3DataType": "S3Prefix",
            "S3Uri": s3_input_validation
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          }
        }
      }
    ],
    "OutputDataConfig": {
      "S3OutputPath": "s3://{}/{}/output".format(bucket,prefix)
    },
    "ResourceConfig": {
      "InstanceCount": 2,
      "InstanceType": "ml.c4.2xlarge",
      "VolumeSizeInGB": 10
    },
    "RoleArn": role,
    "StaticHyperParameters": {
      "eval_metric": "auc",
      "num_round": "100",
      "objective": "binary:logistic",
      "rate_drop": "0.3",
      "tweedie_variance_power": "1.4"
    },
    "StoppingCondition": {
      "MaxRuntimeInSeconds": 43200
    }
}

Denominación y lanzamiento del trabajo de ajuste de hiperparámetros
Ahora ya puede proporcionar un nombre al trabajo de ajuste de hiperparámetros y luego iniciarlo
llamando a la API CreateHyperParameterTuningJob. Pase tuning_job_config y
training_job_definition, que ha creado en pasos anteriores como valores de los parámetros.

tuning_job_name = "MyTuningJob"
smclient.create_hyper_parameter_tuning_job(HyperParameterTuningJobName = tuning_job_name,
                                           HyperParameterTuningJobConfig =
 tuning_job_config,
                                           TrainingJobDefinition = training_job_definition)

Paso siguiente
Monitorización del progreso de un trabajo de ajuste de hiperparámetros (p. 1839)

Monitorización del progreso de un trabajo de ajuste de
hiperparámetros
Para monitorizar el progreso de un trabajo de ajuste de hiperparámetros y los trabajos de capacitación que
lanza, utilice la consola de Amazon SageMaker.

Temas
• Visualización del estado de un trabajo de ajuste de hiperparámetros (p. 1839)
• Visualización del estado de los trabajos de capacitación (p. 1840)
• Visualización del mejor trabajo de capacitación (p. 1841)

Visualización del estado de un trabajo de ajuste de hiperparámetros

Para ver el estado de un trabajo de ajuste de hiperparámetros

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.
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2. Elija Hyperparameter tuning jobs (Trabajos de ajuste de hiperparámetros)

3. En la lista de trabajos de ajuste de hiperparámetros, compruebe el estado del trabajo de ajuste de
hiperparámetros que ha lanzado. Un trabajo de ajuste puede estar:

• Completed: el trabajo de ajuste de hiperparámetros se completó correctamente.
• InProgress: el trabajo de ajuste de hiperparámetros está en curso. Sigue habiendo uno o varios

trabajos de capacitación en curso.
• Failed: error en el trabajo de ajuste de hiperparámetros.
• StoppedEl trabajo de ajuste de hiperparámetros se ha detenido manualmente antes de

completarse. Todos los trabajos de capacitación que el trabajo de ajuste de hiperparámetros había
lanzado se detienen.

• Stopping: el trabajo de ajuste de hiperparámetros está en proceso de detención.

Visualización del estado de los trabajos de capacitación

Para ver el estado de los trabajos de capacitación que el trabajo de ajuste de hiperparámetros ha
lanzado

1. En la lista de trabajos de ajuste de hiperparámetros, elija el trabajo que ha lanzado.
2. Elija Training jobs (Trabajos de capacitación).
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3. Visualice el estado de cada trabajo de capacitación. Para ver más detalles sobre un trabajo, elíjalo
en la lista de trabajos de capacitación. Para ver un resumen del estado de todos los trabajos de
capacitación que el trabajo de ajuste de hiperparámetros ha lanzado, consulte Training job status
counter (Capacitación del contador de estado de trabajo).

Un trabajo de capacitación puede tener uno de los estados siguientes:

• Completed: el trabajo de formación se ha completado correctamente.
• InProgress: El trabajo de capacitación está en curso.
• Stopped: el trabajo de capacitación se ha detenido manualmente antes de completarse.
• Failed (Retryable): el trabajo de capacitación ha generado un error, pero se puede reintentar.

Un trabajo de capacitación con errores se puede reintentar solo si los errores se deben a un error de
servicio interno.

• Failed (Non-retryable): el trabajo de capacitación ha generado un error y no se puede
reintentar. A trabajo de capacitación con errores no se puede volver a intentar cuando se produce
un error de cliente.

Visualización del mejor trabajo de capacitación

Un trabajo de ajuste de hiperparámetros utiliza la métrica objetiva que cada trabajo de capacitación
devuelve para evaluar trabajos de capacitación. Mientras el trabajo de ajuste de hiperparámetros está en
curso, el mejor trabajo de capacitación es el que ha devuelto hasta el momento la mejor métrica objetiva.
Una vez que el trabajo de ajuste de hiperparámetros se haya completado, el mejor trabajo de capacitación
es el que ha devuelto la mejor métrica objetiva.

Para ver el mejor trabajo de capacitación, elija Best training job (Mejor trabajo de capacitación).

Para implementar el mejor trabajo de capacitación como modelo que puede alojar en un punto de enlace
de SageMaker, elijaCrear un modelo.

Paso siguiente

Eliminar recursos (p. 1842)

1841



Amazon SageMaker Developer Guide
Detener trabajos de capacitación pronto

Eliminar recursos
Para evitar incurrir en gastos innecesarios, cuando haya acabado con este ejemplo, utilice AWS
Management Console para eliminar los recursos que ha creado para este ejercicio.

Note

Si tiene previsto explorar otros ejemplos, es posible que desee mantener algunos de estos
recursos, como, por ejemplo, su instancia de bloc de notas, el bucket de S3 y la función de IAM.

1. Abra la consola de SageMaker enhttps://console.aws.amazon.com/sagemaker/Elimine la instancia del
bloc de notas. Detenga la instancia antes de eliminarla.

2. Abra la consola de Amazon S3 enhttps://console.aws.amazon.com/s3/y elimine el bucket que creó para
almacenar artefactos de modelo y el conjunto de datos de capacitación.

3. Abra la consola de IAM enhttps://console.aws.amazon.com/iam/y elimine la función de IAM. Si ha
creado políticas de permisos, puede eliminarlas también.

4. Abra la consola de Amazon CloudWatch enhttps://console.aws.amazon.com/cloudwatch/y elimine todos
los grupos de registro que dispongan de nombres que comiencen por/aws/sagemaker/.

Detener trabajos de capacitación pronto
Detenga pronto los trabajos de capacitación que un trabajo de ajuste de hiperparámetros lanza cuando
no mejoran de forma significativa de acuerdo con la métrica objetiva. Detener pronto los trabajos de
capacitación puede ser útil para reducir el tiempo de cómputo y ayuda a evitar ajustes excesivos del
modelo. Para configurar un trabajo de ajuste de hiperparámetros para detener los trabajos de capacitación
pronto, realice una de las siguientes operaciones:

• Si utiliza el SDK de AWS para Python (Boto 3), establezca el campo
TrainingJobEarlyStoppingType del objeto HyperParameterTuningJobConfig que utiliza para
configurar el trabajo de ajuste en AUTO.

• Si utiliza elSDK para Python de Amazon SageMaker, establezca laearly_stopping_typeParámetro
del parámetroHyperParameterTunera un objetoAuto.

• En la consola de Amazon SageMaker, enCrear trabajo de ajuste de hiperparámetrosflujo de trabajo,
enDetención temprana, elijaAuto.

Para ver un bloc de notas de muestra que ilustra cómo utilizar la finalización anticipada, consulte
https://github.com/awslabs/amazon-sagemaker-examples/blob/master/hyperparameter_tuning/
image_classification_early_stopping/hpo_image_classification_early_stopping.ipynb o abra el bloc de notas
hpo_image_classification_early_stopping.ipynb en la sección Hyperparameter Tuning (Ajuste
de hiperparámetros) de los SageMaker Examples (Ejemplos de SageMaker) en una instancia de bloc de
notas. Para obtener información acerca de cómo usar los blocs de notas de muestra en una instancia de
bloc de notas, consulte Ejemplo de blocs de notas (p. 142).

Cómo funciona la detención precoz
Cuando habilita la detención precoz de un trabajo de ajuste de hiperparámetros, SageMaker evalúa
cada trabajo de capacitación que el trabajo de ajuste de hiperparámetros lanza, tal y como se indica a
continuación:

• Después de cada fecha de inicio de capacitación, obtiene el valor de la métrica objetiva.
• Calcula el promedio de ejecución de la métrica objetiva de todos los trabajos de capacitación anteriores

hasta la misma fecha de inicio y, a continuación, calcula la media de todos los promedios en ejecución.
• Si el valor de la métrica objetiva del trabajo de capacitación actual es peor (superior al minimizar o

inferior al maximizar la métrica objetiva) que el valor promedio de la ejecución de los promedios de
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la métrica objetiva de los trabajos de capacitación anteriores hasta la misma fecha de inicio actual,
SageMaker detiene el trabajo de capacitación.

Algoritmos que admiten la detención precoz
Para admitir la detención precoz, un algoritmo debe emitir métricas objetivas para cada fecha de inicio. Los
siguientes algoritmos de SageMaker admiten la detención precoz:

• Algoritmo de aprendizaje lineal (p. 1493): solo se admite si usaobjective_losscomo métrica objetivo.
• Algoritmo XGBoost (p. 1580)
• Algoritmo de clasificación de imágenes (p. 1447)
• Algoritmo de detección de objetos (p. 1533)
• Algoritmo de secuencia a secuencia (p. 1567)
• Información de IP (p. 1460)

Note

Esta lista de algoritmos integrados que admiten la detención precoz está actualizada en fecha
de 13 de diciembre de 2018. Más adelante probablemente haya más algoritmos integrados
que admitan la detención precoz. Si un algoritmo emite una métrica que se puede utilizar como
métrica objetiva para un trabajo de ajuste de hiperparámetros (preferiblemente una métrica de
validación), esto significa que admite la detención precoz.

Para utilizar la detección precoz con su propio algoritmo, debe escribir sus algoritmos de modo que emitan
el valor de la métrica objetiva después de cada fecha de inicio. En la siguiente lista se muestra cómo
puede hacerlo en diferentes marcos de trabajo:

TensorFlow

Utilice la clase tf.keras.callbacks.ProgbarLogger. Para obtener más información, consulte
https://www.tensorflow.org/api_docs/python/tf/keras/callbacks/ProgbarLogger.

MXNet

Use la mxnet.callback.LogValidationMetricsCallback. Para obtener más información,
consulte https://mxnet.apache.org/api/python/callback/callback.html.

Chainer

Amplíe el chainer mediante la clase extensions.Evaluator. Para obtener más información,
consulte https://docs.chainer.org/en/v1.24.0/reference/extensions.html#evaluator.

PyTorch y Spark

No hay soporte de tipo general. Tiene que escribir explícitamente su código de capacitación de modo
que calcule las métricas objetivas y las escriba en registros después de cada fecha de inicio.

Ejecución de un trabajo de ajuste de hiperparámetros
de inicio en caliente
Utilice el inicio en caliente para iniciar un trabajo de ajuste de hiperparámetros utilizando uno o varios
trabajos de ajuste anteriores como punto de partida. Los resultados de los trabajos de ajuste anteriores
se utilizan para informar de en qué combinaciones de hiperparámetros deben realizarse búsquedas en
el nuevo trabajo de ajuste. El ajuste de hiperparámetros usa una búsqueda bien bayesiana o aleatoria
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para elegir combinaciones de valores de hiperparámetros de intervalos que especifica. Para obtener
más información, consulte Cómo funciona el ajuste de hiperparámetros (p. 1822) . El uso de información
de trabajos de ajuste de hiperparámetros anteriores puede ayudar a incrementar el rendimiento del
nuevo trabajo de ajuste de hiperparámetros al hacer que la búsqueda de la mejor combinación de
hiperparámetros sea más eficaz.

Note

Los trabajos de ajuste de inicio en caliente suelen tardar más en iniciarse que los trabajos de
ajuste de hiperparámetros estándar, ya que los resultados de los trabajos principales tienen que
cargarse antes de que el trabajo pueda comenzar. El aumento de tiempo depende del número
total de trabajos de capacitación lanzados por los trabajos principales.

A continuación, indicamos varios motivos que pueden impulsarle a tener en cuenta un inicio en caliente:

• Desea aumentar gradualmente el número de trabajos de capacitación en varios trabajos de ajuste en
función de los resultados que ve después de cada iteración.

• Obtiene nuevos datos y desea ajustar un modelo con los nuevos datos.
• Quiere cambiar los intervalos de hiperparámetros que ha utilizado en un trabajo de ajuste anterior,

cambiar los hiperparámetros estáticos para que sean ajustables o cambiar hiperparámetros ajustables a
valores estáticos.

• Ha detenido un trabajo de hiperparámetros anterior de forma anticipada o bien este se detuvo forma
inesperada.

Temas
• Tipos de trabajos de ajuste de inicio en caliente (p. 1844)
• Restricciones del ajuste de inicio en caliente (p. 1845)
• Bloc de notas de muestra de ajuste de inicio en caliente (p. 1845)
• Creación de un trabajo de ajuste de inicio en caliente (p. 1846)

Tipos de trabajos de ajuste de inicio en caliente
Existen dos tipos de trabajos de ajuste de inicio en caliente:

IDENTICAL_DATA_AND_ALGORITHM

El nuevo trabajo de ajuste de hiperparámetros utiliza los mismos datos de entrada e imagen de
capacitación que los trabajos de ajuste principales. Puede cambiar los intervalos de hiperparámetros
para realizar búsquedas y el número máximo de trabajos de capacitación que el trabajo de ajuste de
hiperparámetros lanza. También puede cambiar los hiperparámetros de ajustables a estáticos o de
estáticos a ajustables, pero el número total de parámetros estáticos y ajustables debe seguir siendo
el mismo que en todos los trabajos principales. No puede utilizar una nueva versión del algoritmo de
capacitación, a menos que los cambios de la nueva versión no afecten al algoritmo en sí. Por ejemplo,
están permitidos los cambios que mejoran el registro o la incorporación de compatibilidad con un
formato de datos diferente.

Utilice un algoritmo y datos idénticos cuando utilice los mismos datos de capacitación que utilizó en
un trabajo de ajuste de hiperparámetros anterior, pero desea aumentar el número total de trabajos de
capacitación o cambiar intervalos o valores de hiperparámetros.

Cuando se ejecuta un trabajo de ajuste de inicio en caliente del tipo
IDENTICAL_DATA_AND_ALGORITHM, existe un campo adicional en la respuesta a
DescribeHyperParameterTuningJob denominado OverallBestTrainingJob. El valor de este

1844

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeHyperParameterTuningJob.html


Amazon SageMaker Developer Guide
Ejecución de un trabajo de ajuste de
hiperparámetros de inicio en caliente

campo es TrainingJobSummary para el trabajo de capacitación con el mejor valor métrico objetivo
de todos los trabajos de capacitación que ha lanzado este trabajo de ajuste y todos los trabajos
principales especificados para el trabajo de ajuste de inicio en caliente.

TRANSFER_LEARNING

El nuevo trabajo de ajuste de hiperparámetros puede incluir datos de entrada, intervalos de
hiperparámetros, el número máximo de trabajos de capacitación simultáneos y el número máximo de
trabajos de capacitación que son diferentes de sus trabajos de ajuste de hiperparámetros principales.
También puede cambiar los hiperparámetros de ajustables a estáticos o de estáticos a ajustables,
pero el número total de parámetros estáticos y ajustables debe seguir siendo el mismo que en todos
los trabajos principales. La imagen del algoritmo de capacitación también puede ser una versión
diferente de la versión que se ha utilizado en el trabajo de ajuste de hiperparámetros. Cuando se
utiliza la transferencia de aprendizaje, los cambios en el conjunto de datos o el algoritmo que influyen
significativamente en el valor de la métrica objetiva podrían reducir la utilidad de usar el ajuste de inicio
en caliente.

Restricciones del ajuste de inicio en caliente
Las siguientes restricciones se aplican a todos los trabajos de ajuste de inicio en caliente:

• Un trabajo de ajuste puede tener un máximo de 5 trabajos principales y todos los trabajos principales
deben estar en un estado terminal (Completed, Stopped o Failed) antes de comenzar el nuevo
trabajo de ajuste.

• La métrica objetiva utilizada en el nuevo trabajo de ajuste debe ser la misma que la métrica objetiva
usada en los trabajos principales.

• El número total de hiperparámetros estáticos y ajustables debe seguir siendo el mismo si se tienen
en cuenta los trabajos principales y el nuevo trabajo de ajuste. Por este motivo, si cree que le interesa
utilizar un hiperparámetro como ajustable en un futuro trabajo de ajuste de inicio en caliente, debe
añadirlo como hiperparámetro estático al crear un trabajo.

• El tipo de cada hiperparámetro (continuo, entero, de categoría) no debe cambiar entre los trabajos
principales y el nuevo trabajo de ajuste.

• El número de cambios totales de hiperparámetros ajustables en trabajos principales, parámetros
estáticos en nuevo trabajo de ajuste, más el número de cambios en los valores de hiperparámetros
estáticos no puede ser superior a 10. Cada valor de un hiperparámetro de categoría cuenta en relación
con este límite. Por ejemplo, si el trabajo principal tiene un hiperparámetro de categoría ajustable con
los posibles valores red y blue, puede cambiar dicho hiperparámetro a estático en el nuevo trabajo de
ajuste; esto cuenta como 2 cambios dentro del límite total permitido de 10. Si el mismo hiperparámetro
tenía un valor estático de red en el trabajo principal y cambia el valor estático a blue en el nuevo
trabajo de ajuste, esto también cuenta como 2 cambios.

• El ajuste de inicio en caliente no es recursivo. Por ejemplo, si crea MyTuningJob3 como un trabajo de
ajuste de inicio en caliente con MyTuningJob2 como elemento principal y MyTuningJob2 es en sí un
trabajo de ajuste de inicio en caliente con un trabajo principal MyTuningJob1, la información que se ha
aprendido al ejecutar MyTuningJob1 no se utiliza para MyTuningJob3. Si desea utilizar la información
de MyTuningJob1, debe añadirla de forma explícita como un elemento principal para MyTuningJob3.

• Los trabajos de capacitación que cada trabajo principal lanza en un trabajo de ajuste de inicio en caliente
cuentan en el recuento de 500 trabajos de capacitación máximos para un trabajo de ajuste.

• Los trabajos de ajuste de hiperparámetros creados antes del 1 de octubre de 2018 no se pueden utilizar
como trabajos principales para trabajos de ajuste de inicio en caliente.

Bloc de notas de muestra de ajuste de inicio en caliente
Para consultar un bloc de notas de muestra que muestre cómo utilizar el ajuste de inicio en caliente,
vea https://github.com/awslabs/amazon-sagemaker-examples/blob/master/hyperparameter_tuning/

1845

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_TrainingJobSummary.html
https://github.com/awslabs/amazon-sagemaker-examples/blob/master/hyperparameter_tuning/image_classification_warmstart/hpo_image_classification_warmstart.ipynb


Amazon SageMaker Developer Guide
Ejecución de un trabajo de ajuste de
hiperparámetros de inicio en caliente

image_classification_warmstart/hpo_image_classification_warmstart.ipynb. Para obtener instrucciones
sobre cómo crear y obtener acceso a instancias de blocs de notas de Jupyter que puede utilizar
para ejecutar el ejemplo en SageMaker, consulteEjemplo de blocs de notas (p. 142). Una vez que
haya creado una instancia de bloc de notas y la haya abierto, seleccione la pestañaEjemplos de
SageMakerPara ver una lista de todas las muestras de SageMaker. El bloc de notas de muestra
de ajuste de inicio en caliente se encuentra en la sección de ajuste de hiperparámetros y se llama
hpo_image_classification_warmstart.ipynb. Para abrir un bloc de notas, haga clic en la pestaña
Use (Usar) y seleccione Create copy (Crear copia).

Creación de un trabajo de ajuste de inicio en caliente
Puede utilizar elAWSEl SDK para Python (Boto 3) o el SDK Python de SageMaker de alto nivel para crear
un trabajo de ajuste de inicio en caliente.

Temas
• Creación de un Job de ajuste de inicio en caliente (API de SageMaker de bajo nivel para Python (Boto

3)) (p. 1846)
• Creación de un Job de ajuste de inicio en caliente (SageMaker K de Python) (p. 1846)

Creación de un Job de ajuste de inicio en caliente (API de SageMaker de bajo
nivel para Python (Boto 3))

Para utilizar el ajuste de inicio en caliente, debe especificar los valores de un objeto
HyperParameterTuningJobWarmStartConfig y pasarlo como el campo WarmStartConfig en una
llamada a CreateHyperParameterTuningJob.

En el código siguiente se muestra cómo crear un HyperParameterTuningJobWarmStartConfigy
páselo a CreateHyperParameterTuningJobPara ello, utilice la API de SageMaker para Python (Boto
3).

Cree el objeto HyperParameterTuningJobWarmStartConfig:

warm_start_config = {
          "ParentHyperParameterTuningJobs" : [
          {"HyperParameterTuningJobName" : 'MyParentTuningJob'}
          ],
          "WarmStartType" : "IdenticalDataAndAlgorithm"
}

Cree el objeto de ajuste de inicio en caliente:

smclient = boto3.Session().client('sagemaker')
smclient.create_hyper_parameter_tuning_job(HyperParameterTuningJobName =
 'MyWarmStartTuningJob',
   HyperParameterTuningJobConfig = tuning_job_config, # See notebook for tuning
 configuration
   TrainingJobDefinition = training_job_definition, # See notebook for job definition
   WarmStartConfig = warm_start_config)

Creación de un Job de ajuste de inicio en caliente (SageMaker K de Python)

Para utilizarSDK para Python de Amazon SageMakerPara ejecutar un trabajo de puesta en marcha en
caliente:

• Debe especificar los trabajos principales y el tipo de inicio en caliente usando un objeto
WarmStartConfig.
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• Debe pasar el objeto WarmStartConfig como el valor del argumento warm_start_config de un
objeto HyperparameterTuner.

• Llame al método fit del objeto HyperparameterTuner.

Para obtener más información acerca del uso deSDK para Python de Amazon SageMakerpara el ajuste
de hiperparámetros, consultehttps://github.com/aws/sagemaker-python-sdk#sagemaker-automatic-model-
tuning.

En este ejemplo se utiliza un estimador que utiliza el algoritmo Algoritmo de clasificación de
imágenes (p. 1447) para la capacitación. El siguiente código establece los intervalos de hiperparámetros
donde realiza las búsquedas el trabajo de ajuste de inicio en caliente para encontrar la mejor combinación
de valores. Para obtener información sobre cómo configurar intervalos de hiperparámetros, consulte
Definición de intervalos de hiperparámetros (p. 1825).

hyperparameter_ranges = {'learning_rate': ContinuousParameter(0.0, 0.1),
                         'momentum': ContinuousParameter(0.0, 0.99)}

El código siguiente configura el trabajo de ajuste de inicio en caliente creando un objeto
WarmStartConfig.

from sagemaker.tuner import WarmStartConfig,
          WarmStartTypes

parent_tuning_job_name = "MyParentTuningJob"
warm_start_config = WarmStartConfig(type=WarmStartTypes.IDENTICAL_DATA_AND_ALGORITHM,
 parents={parent_tuning_job_name})

Ahora establezca los valores de los hiperparámetros estáticos, que son hiperparámetros que mantienen
el mismo valor para cada trabajo de capacitación que el trabajo de ajuste de inicio en caliente lanza. En el
código siguiente, imageclassification es un estimador que se creó anteriormente.

imageclassification.set_hyperparameters(num_layers=18,
                                        image_shape='3,224,224',
                                        num_classes=257,
                                        num_training_samples=15420,
                                        mini_batch_size=128,
                                        epochs=30,
                                        optimizer='sgd',
                                        top_k='2',
                                        precision_dtype='float32',
                                        augmentation_type='crop')

Ahora cree el objeto HyperparameterTuner y pase el objeto WarmStartConfig que ha creado
anteriormente como argumento warm_start_config.

tuner_warm_start = HyperparameterTuner(imageclassification,
                            'validation:accuracy',
                            hyperparameter_ranges,
                            objective_type='Maximize',
                            max_jobs=10,
                            max_parallel_jobs=2,
                            base_tuning_job_name='warmstart',
                            warm_start_config=warm_start_config)

Por último, llame al método fit del objeto HyperparameterTuner para lanzar el trabajo de ajuste de
inicio en caliente.
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tuner_warm_start.fit(
        {'train': s3_input_train, 'validation': s3_input_validation},
        include_cls_metadata=False)

Límites de recursos para el ajuste automático del
modelo
SageMaker establece los siguientes límites predeterminados para los recursos utilizados por el ajuste
automático del modelo:

• Número de trabajos de ajuste de hiperparámetros paralelos (simultáneos): 100
• Número de hiperparámetros que se pueden incluir en una búsqueda: 20

Note

Cada valor posible de un hiperparámetro de categoría se tiene cuenta en relación con este
límite.

• Número de métricas definidas por trabajo de ajuste de hiperparámetros: 20
• Número de trabajos de capacitación paralelos (simultáneos) por trabajo de ajuste de hiperparámetros: 10

Note

Esto se puede aumentar a cien.
• Número de trabajos de capacitación por trabajo de ajuste de hiperparámetros: 500
• Número de trabajos de capacitación por trabajo de ajuste de hiperparámetros: 500

Note

Esto se puede aumentar hasta diez mil.
• Tiempo máximo de ejecución para un trabajo de ajuste de hiperparámetros: 30 días

Al planificar trabajos de ajuste de hiperparámetros, deberá tener también en cuenta los límites
de los recursos de capacitación. Para obtener más información acerca de los límites de recursos
predeterminados para los trabajos de capacitación de SageMaker, consulteLímites de SageMaker.
Cada instancia de capacitación simultánea en la que se ejecuten todos los trabajos de ajuste de
hiperparámetros cuenta para calcular el número total de instancias de capacitación permitidas. Por
ejemplo, si ejecuta 10 trabajos de ajuste de hiperparámetros simultáneos, cada uno de esos trabajos de
ajuste de hiperparámetros ejecuta 100 trabajos de capacitación en total y 20 trabajos de capacitación
simultáneos. Cada uno de esos trabajos de entrenamiento se ejecuta en una instancia ml.m4.xlarge. Se
aplican los siguientes límites:

• Número de trabajos de ajuste de hiperparámetros simultáneos: No es necesario aumentar el límite, ya
que 10 trabajos de ajuste ya se encuentra por debajo del límite de 100.

• Número de trabajos de capacitación por trabajo de ajuste de hiperparámetros: No es necesario aumentar
el límite, ya que 100 trabajos de capacitación ya se encuentra por debajo del límite de 500.

• Número de trabajos de capacitación simultáneos por trabajo de ajuste de hiperparámetros: Debe solicitar
un aumento del límite a 20, ya que el límite predeterminado es 10.

• Entrenamiento de SageMakerml.m4.xlargeinstancias: Cuando tiene que solicitar un aumento del límite
a 200, ya que dispone de 10 trabajos de ajuste de hiperparámetros, cada uno de los cuales ejecuta 20
trabajos de capacitación simultáneos. El límite predeterminado es de 20 instancias.

• Recuento total de instancias de formación de SageMaker: Cuando tiene que solicitar un aumento del
límite a 200, ya que dispone de 10 trabajos de ajuste de hiperparámetros, cada uno de los cuales
ejecuta 20 trabajos de capacitación simultáneos. El límite predeterminado es de 20 instancias.
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Para solicitar un aumento de cuota:

1. Abra el iconoAWSCentro de soporte de, inicie sesión si es necesario y, a continuación, elijaCrear
caso.

2. En la página Create case (Crear caso) elija Service limit increase (Aumento del límite de servicio).
3. En la páginaDetalles de caso, seleccioneAjuste de modelo automático SageMaker [Optimización de

hiperparámetros]para laTipo de límite
4. En la páginaSolicitudesPanel paraSolicitud 1, seleccioneRegión, el recursoLímitepara aumentar y

elNuevo valor de límiteque está solicitando. SelectAgregar otra solicitudsi tiene solicitudes adicionales
de aumentos de cuota.

5. En el navegadorDescripción del caso, proporcione una descripción del caso de uso.
6. En el navegadorOpciones de contacto, seleccione su panel preferidoMétodos de

contacto(Web,ChatorPhone) y, a continuación, elijaEnviar.

Prácticas recomendadas para el ajuste de
hiperparámetros
La optimización de hiperparámetros no es un proceso completamente automatizado. Para mejorar la
optimización, utilice las siguientes directrices al crear hiperparámetros.

Temas
• Elección del número de hiperparámetros (p. 1850)
• Elección de intervalos de hiperparámetros (p. 1850)
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• Uso de escalas logarítmicas para hiperparámetros (p. 1850)
• Elección del mejor número de trabajos de capacitación simultáneos (p. 1850)
• Ejecución de trabajos de capacitación en varias instancias (p. 1850)

Elección del número de hiperparámetros
La complejidad computacional de un trabajo de ajuste de hiperparámetros depende principalmente de
la cantidad de hiperparámetros cuyo rango de valores tiene Amazon SageMaker realizar las búsquedas
durante la optimización. Aunque puede especificar simultáneamente hasta 20 hiperparámetros para
optimizar un trabajo de ajuste, limitar la búsqueda a un número mucho menor probablemente le dé mejores
resultados.

Elección de intervalos de hiperparámetros
El rango de valores de hiperparámetros que elija para realizar las búsquedas en ellos pueden afectar
de forma significativa al éxito de la optimización de hiperparámetros. Aunque es posible que prefiera
especificar un intervalo muy amplio que abarque todos los valores posibles de un hiperparámetro, obtendrá
mejores resultados si limita la búsqueda a un pequeño intervalo de valores. Si sabe que obtiene los
mejores valores métricos dentro de un subconjunto del intervalo posible, considere la posibilidad de limitar
el intervalo a dicho subconjunto.

Uso de escalas logarítmicas para hiperparámetros
Durante el ajuste de hiperparámetros, SageMaker intenta averiguar si sus hiperparámetros están
escalados en registros o linealmente. Inicialmente, supone que los hiperparámetros están escalados
linealmente. Si de hecho están escalados en registros, puede tardar algún tiempo en que SageMaker
descubra ese hecho. Si sabe que un hiperparámetro está escalado en registros y puede convertirlo, si
realiza esta operación podría mejorar la optimización de hiperparámetros.

Elección del mejor número de trabajos de capacitación
simultáneos
Al establecer el límite de recursosMaxParallelTrainingJobsPara obtener el número máximo de
trabajos de capacitación simultáneos que un trabajo de ajuste de hiperparámetros puede lanzar, considere
la siguiente compensación. Si ejecuta más trabajos de ajuste de hiperparámetros simultáneamente,
conseguirá que se haga más trabajo más rápidamente, pero un trabajo de ajuste mejora solo con las
rondas sucesivas de experimentos. Normalmente, la ejecución de un trabajo de capacitación a la vez logra
los mejores resultados con la menor cantidad de tiempo de cómputo.

Ejecución de trabajos de capacitación en varias instancias
Cuando un trabajo de entrenamiento se ejecuta en varias instancias, el ajuste de hiperparámetros usa
el último valor de métrica objetiva notificado desde todas las instancias de ese trabajo de entrenamiento
como valor de la métrica objetivo de dicho trabajo. Diseñe trabajos de entrenamiento distribuidos para que
la métrica objetivo notificada sea la que usted desea.

Bibliotecas de formación distribuidas de Amazon
SageMaker

SageMaker proporciona bibliotecas distribuidas de capacitación para paralelismo de datos y paralelismo
de modelos. Las bibliotecas están optimizadas para el entorno de formación de SageMaker, ayudan a
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adaptar sus trabajos de formación distribuidos a SageMaker y mejoran la velocidad y el rendimiento de la
formación.

Temas
• Introducción a la capacitación distribuida (p. 1851)
• Conceptos de capacitación distribuida (p. 1851)
• Conceptos avanzados (p. 1853)
• Estrategias  (p. 1854)
• Optimización de la capacitación (p. 1855)
• Scenarios (p. 1856)
• Funciones de entrenamiento distribuidas integradas de SageMaker (p. 1859)
• Biblioteca paralela de datos distribuidos de SageMaker (p. 1860)
• Modelo distribuido de SageMaker paralelo (p. 1877)
• Ejemplos del cuaderno de formación distribuido de Amazon SageMaker (p. 1902)

Introducción a la capacitación distribuida
Si estás familiarizado con la formación distribuida, sigue uno de los enlaces a tu estrategia o marco
preferido para empezar. De lo contrario, continúe con la siguiente sección para aprender algunos
conceptos de capacitación distribuidos.

Bibliotecas distribuidas de capacitación de SageMaker:

• Biblioteca paralela de datos distribuidos de SageMaker (p. 1860)
• Modelo distribuido de SageMaker paralelo (p. 1877)

Note

Las bibliotecas de capacitación distribuidas de SageMaker solo están disponibles a través
delAWScontenedores de aprendizaje profundo para los marcos TensorFlow, PyTorch y
HuggingFace dentro de la plataforma de formación de SageMaker. Para usar las bibliotecas,
debe usar el SDK de Python de SageMaker o las API de SageMaker a través de SDK for Python
(Boto3) oAWS Command Line Interface. A lo largo de la documentación, las instrucciones y los
ejemplos se centran en cómo usar las bibliotecas de capacitación distribuidas con el SDK de
Python de SageMaker.

Conceptos de capacitación distribuida
Las bibliotecas de capacitación distribuidas de SageMaker utilizan los siguientes términos y funciones de
capacitación distribuidas.

Conjunto de datos y lotes

• Datos de capacitación: Todos los datos que utilice para capacitar al modelo.
• Tamaño global del lote: Número de registros seleccionados del dataset de capacitación en cada iteración

para enviar a las GPU del clúster. Es el número de registros sobre los que se calcula el gradiente
en cada iteración. Si se utiliza paralelismo de datos, es igual al número total de réplicas de modelo
multiplicado por el tamaño de lote por réplica: global batch size = (the number of model
replicas) * (per-replica batch size). Un solo lote de tamaño global de lote a menudo se
conoce comominiloteen la literatura de aprendizaje automático.
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• Tamaño de lote por réplica: Cuando se utiliza paralelismo de datos, es el número de registros enviados
a cada réplica de modelo. Cada réplica de modelo realiza una pasada hacia adelante y hacia atrás
con este lote para calcular las actualizaciones de peso. Las actualizaciones de peso resultantes se
sincronizan (promedian) en todas las réplicas antes de procesar el siguiente conjunto de lotes por
réplica.

• Microlote: Un subconjunto del minilote o, si se utiliza el modelo híbrido y el paralelismo de datos, es
un subconjunto del lote de tamaño por réplica. Cuando utiliza la biblioteca de paralelismo de modelos
distribuidos de SageMaker, cada microlote se introduce en la canalización de formación uno por uno y
sigue unprograma de ejecucióndefinido por el tiempo de ejecución de la biblioteca.

Entrenamiento

• Epoch: Un ciclo de capacitación a través de todo el conjunto de datos. Es común tener múltiples
iteraciones por una época. El número de épocas que utilizas en el entrenamiento es único en tu modelo
y caso de uso.

• Iteración: Una única pasada hacia adelante y hacia atrás realizada utilizando un lote global del tamaño
de lote (un mini-lote) de datos de entrenamiento. El número de iteraciones realizadas durante el
entrenamiento está determinado por el tamaño global del lote y el número de épocas utilizadas para el
entrenamiento. Por ejemplo, si un conjunto de datos incluye 5.000 muestras y utiliza un tamaño de lote
global de 500, tomará 10 iteraciones para completar una sola época.

• Learning rate (Tasa de aprendizaje): Variable que influye en la cantidad en la que se cambian los pesos
en respuesta al error calculado del modelo. La tasa de aprendizaje juega un papel importante en la
capacidad de convergencia del modelo, así como en la velocidad y la optimidad de la convergencia.

Instancias y GPU

• Instancias: Un registroAWS instancia de procesamiento de aprendizaje automático. Estos se conocen
también comoNodos.

• Tamaño del clúster: Cuando se utiliza la biblioteca de formación distribuida de SageMaker, se trata
del número de instancias multiplicadas por el número de GPU en cada instancia. Por ejemplo, si
utiliza dos instancias ml.p3.8xlarge en un trabajo de formación, que tienen 4 GPU cada una, el tamaño
del clúster es 8. Si bien aumentar el tamaño del clúster puede conducir a tiempos de entrenamiento
más rápidos, la comunicación entre instancias debe optimizarse; de lo contrario, la comunicación
entre los nodos puede aumentar la sobrecarga y provocar tiempos de entrenamiento más lentos. La
biblioteca de capacitación distribuida de SageMaker está diseñada para optimizar la comunicación
entreAWSInstancias informáticas de ML, lo que permite una mayor utilización de los dispositivos y
tiempos de entrenamiento más rápidos.

Soluciones de capacitación distribuida

• Paralelismo de datos: Una estrategia en la formación distribuida en la que un conjunto de datos de
capacitación se divide en varios nodos de procesamiento (comoAWSML), y cada nodo de procesamiento
contiene unRéplicadel modelo. Cada nodo recibe diferentes lotes de datos de entrenamiento, realiza una
pasada hacia adelante y hacia atrás, y comparte actualizaciones de peso con los otros nodos para la
sincronización antes de pasar al siguiente lote y, en última instancia, a otra época.

• Paralelismo de modelos: Una estrategia de formación distribuida en la que el modelo se particionó a
través de varios nodos de procesamiento (comoAWSInstancias ML). El modelo puede ser complejo y
tener un gran número de capas y pesos ocultos, por lo que no puede caber en la memoria de un solo
nodo. Cada nodo lleva un subconjunto del modelo, a través del cual se comparten y compilan los flujos
de datos y las transformaciones. La eficiencia del paralelismo del modelo, en términos de utilización
de la GPU y tiempo de entrenamiento, depende en gran medida de cómo se divide el modelo y del
programa de ejecución utilizado para realizar pasadas hacia adelante y hacia atrás.

• Programa de ejecución de canalización(Canalización): El programa de ejecución de canalización
determina el orden en el que se realizan los cálculos (microlotes) y los datos se procesan en todos
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los dispositivos durante el entrenamiento del modelo. La canalización es una técnica para lograr una
verdadera paralelilización en el paralelismo del modelo y superar la pérdida de rendimiento debido a la
computación secuencial al hacer que las GPU computen simultáneamente en diferentes muestras de
datos. Para obtener más información, consultePrograma de ejecución de canalización.

Ejemplo

En el siguiente ejemplo se muestra cómo se pueden utilizar estos términos para describir un trabajo de
formación que utiliza modelos híbridos y paralelismo de datos:

Se lanza un trabajo de formación de paralelismo de datos de 2 vías y paralelismo de modelos de 4 vías
con un tamaño de lote global de 64 imágenes. Este trabajo de formación requiere un total de 8 GPU. Cada
una de las dos réplicas de modelo procesa un lote por réplica de tamaño 32. Durante la pasada hacia
adelante y hacia atrás, un lote por réplica se divide en microlotes. Estos microlotes se procesan de forma
intercalada mediante un programa de ejecución por canalización.

El conjunto de datos de entrenamiento incluye 640 imágenes, por lo que una sola época toma 10
iteraciones.

Conceptos avanzados
Los profesionales de Machine Learning (ML) se enfrentan comúnmente a dos desafíos de escalado
cuando entrenan modelos:Tamaño de modelo de escalayescalar datos de capacitación. Si bien el tamaño
y la complejidad del modelo pueden resultar en una mayor precisión, existe un límite para el tamaño del
modelo que puede encajar en una sola CPU o GPU. Además, escalar el tamaño del modelo puede resultar
en más cálculos y tiempos de entrenamiento más largos.

No todos los modelos manejan igualmente bien el escalado de los datos de entrenamiento. Algunos
algoritmos necesitan ingerir todos los datos de entrenamientoen memoriapara la capacitación. Solo
escalan verticalmente, y a tipos de instancias más grandes y más grandes. Algunos algoritmos tienen la
desventaja de escalar super-linealmente con el tamaño del dataset. Por ejemplo, la carga computacional
de una búsqueda de vecino cercano para todos los registros de un dataset de N filas escala en N
cuadrado. En la mayoría de los casos, la escalación de los datos de entrenamiento resulta en tiempos de
entrenamiento más largos. 

Deep Learning (DL) es una familia específica de algoritmos ML que consiste en varias capas de redes
neuronales artificiales. El método de entrenamiento más común es con mini-lote Stochastic Gradient
Descent (SGD). En el mini-lote SGD, el modelo se capacita mediante la realización de pequeños cambios
iterativos de sus coeficientes en la dirección que reduce su error. Esas iteraciones se llevan a cabo
en submuestras de igual tamaño del conjunto de datos de capacitación llamadoLotes de minilotes.
Para cada mini-lote, el modelo se ejecuta en cada registro del mini-lote, su error medido y el gradiente
del error estimado. A continuación, el gradiente medio se mide en todos los registros del mini-lote y
proporciona una dirección de actualización para cada coeficiente de modelo. Una pasada completa sobre
el conjunto de datos de entrenamiento se denominatiempo Unix. Los entrenamientos para modelos suelen
consistir en docenas a cientos de épocas. El SGD de minilotes le aporta varios beneficios: Primero, su
diseño iterativo hace que el tiempo de entrenamiento sea teóricamente lineal del tamaño del dataset.
En segundo lugar, en un mini-lote dado cada registro es procesado individualmente por el modelo sin
necesidad de comunicación entre registros que no sea el promedio final del gradiente. Por consiguiente, el
procesamiento de un minilote es especialmente adecuado para la paralelización y distribución. 

Paralelizar la formación SGD mediante la distribución de los registros de un mini-lote a través de diferentes
dispositivos informáticos se llamaformación distribuida paralela de datos, y es el paradigma de distribución
de DL más utilizado. La formación paralela de datos es una estrategia de distribución relevante para
escalar el tamaño de los mini-lotes y procesar cada mini-lote más rápido. Sin embargo, la formación
paralela de datos viene con la complejidad adicional de tener que calcular el promedio de gradiente de
mini-lotes con gradientes procedentes de todos los trabajadores y comunicarlo a todos los trabajadores,
un paso llamadoallreduceque puede representar una sobrecarga creciente, a medida que se escala el
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clúster de capacitación, y que también puede penalizar drásticamente el tiempo de entrenamiento si se
implementa incorrectamente o se implementa sobre sustracciones incorrectas de hardware. 

El SGD paralelo de datos todavía requiere que los desarrolladores sean capaces de encajar al menos el
modelo y un solo registro en un dispositivo informático, como una sola CPU o GPU. Al entrenar modelos
muy grandes como transformadores grandes en Procesamiento de Lenguaje Natural (PNL), o modelos de
segmentación sobre imágenes de alta resolución, puede haber situaciones en las que esto no sea factible.
Una forma alternativa de dividir la carga de trabajo es particionar el modelo sobre múltiples dispositivos
informáticos, un enfoque llamadoformación distribuida en modelos paralelos.

Estrategias
La capacitación distribuida generalmente se divide por dos enfoques: datos paralelos y modelos paralelos.
Datos paralelosEl enfoque más común de la capacitación distribuida: Tiene una gran cantidad de datos,
los lotes y envía bloques de datos a varias CPU o GPU (nodos) para ser procesados por la red neuronal
o el algoritmo ML, luego combina los resultados. La red neuronal es la misma en cada nodo. AParalelse
usa con modelos grandes que no caben en la memoria de un nodo en una sola pieza; rompe el modelo y
coloca diferentes partes en diferentes nodos. En esta situación, debe enviar los lotes de datos a cada nodo
para que los datos se procesen en todas las partes del modelo.

Los términosnetworkyModelo dea menudo se utilizan indistintamente: Un modelo grande es realmente una
red grande con muchas capas y parámetros. El entrenamiento con una red grande produce un modelo
grande, y cargar el modelo de nuevo en la red con todos sus parámetros preentrenados y sus pesos carga
un modelo grande en la memoria. Cuando rompe un modelo para dividirlo entre nodos, también rompe la
red subyacente. Una red consta de capas, y para dividir la red, se colocan capas en diferentes dispositivos
informáticos.

Un escollo común de dividir capas ingenuamente entre dispositivos es una grave infrautilización de la
GPU. El entrenamiento es inherentemente secuencial en pasadas hacia adelante y hacia atrás, y en un
momento dado, solo una GPU puede calcular activamente, mientras que las otras esperan que se envíen
las activaciones. Las bibliotecas paralelas de modelos modernos resuelven este problema mediante
el uso de programas de ejecución de tuberías para mejorar la utilización del dispositivo. Sin embargo,
solo la biblioteca paralela de modelos distribuidos de Amazon SageMaker incluye la división automática
de modelos. Las dos características principales de la biblioteca, la división automática de modelos y la
programación de ejecución de tuberías, simplifican el proceso de implementación del paralelismo de
modelos al tomar decisiones automatizadas que conducen a una utilización eficiente del dispositivo.

Entrenar con datos paralelos y modelos paralelos
Si está entrenando con un conjunto de datos grande, comience con un enfoque paralelo de datos. Si se
queda sin memoria durante el entrenamiento, es posible que desee cambiar a un enfoque paralelo de
modelo o probar modelos híbridos y paralelismo de datos. También puede probar lo siguiente para mejorar
el rendimiento con datos paralelos:

• Cambie los hiperparámetros del modelo.
• Reduzca el tamaño del lote.
• Siga reduciendo el tamaño del lote hasta que encaje. Si reduce el tamaño del lote a 1 y aún se queda sin

memoria, entonces debe probar el entrenamiento en paralelo con modelos.

Pruebe la compresión de degradado (FP16, INT8):

• En el hardware equipado con NVIDIA Tensorcor, utilizandoCapacitación de precisión mixtacrea tanto la
aceleración como la reducción del consumo de memoria.

• La biblioteca de paralelismo de datos distribuidos de SageMaker admite precisión mixta automática
(AMP) de forma inmediata. No se necesita ninguna acción adicional para habilitar AMP que no sean
las modificaciones a nivel de marco del script de entrenamiento. Si los degradados están en FP16, la
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biblioteca de paralelismo de datos de SageMaker ejecuta suAllReduceoperación en el 16PM. Para
obtener más información acerca de cómo implementar API AMP en su script de capacitación, consulte
los siguientes recursos:
• Marcos: PyTorchen laDocumentación de NVIDIA Deep Learning Performace
• Marcos de TensorFlowen laDocumentación de NVIDIA Deep Learning Performace
• Precisión mixta automática para aprendizaje profundoen laDocumentos para desarrolladores de

NVIDIA
• Presentamos la precisión mixta automática nativa de PyTorch para una formación más rápida en GPU

NVIDIAen laPyTorch Blog
• API de precisión mixta TensorFlowen laDocumentación de TensorFlow

Intente reducir el tamaño de entrada:

• Reduzca la longitud de la secuencia de PNL si aumenta el enlace de secuencia, necesita ajustar el
tamaño del lote hacia abajo o ajustar las GPU para distribuir el lote.

• Reducción de la resolución de la imagen

Compruebe si utiliza la normalización por lotes, ya que esto puede afectar a la convergencia. Cuando
utiliza capacitación distribuida, el lote se divide entre las GPU y el efecto de un tamaño de lote mucho más
bajo puede ser una tasa de error más alta, lo que interrumpe la convergencia del modelo. Por ejemplo,
si ha creado prototipos de su red en una única GPU con un tamaño de lote de 64 y, a continuación, ha
escalado hasta utilizar cuatro p3dn.24xlarge, ahora tiene 32 GPU y el tamaño de lote por GPU disminuye
de 64 a 2. Esto probablemente romperá la convergencia que vio con un solo nodo.

Comience con el entrenamiento en paralelo de modelos cuando:

• Su modelo no encaja en un solo dispositivo.
• Debido al tamaño del modelo, se enfrenta a limitaciones en la elección de tamaños de lote más grandes,

como si los pesos del modelo ocupan la mayor parte de la memoria de la GPU y se ve obligado a elegir
un tamaño de lote inferior al óptimo. 

Para obtener más información acerca de las bibliotecas distribuidas de SageMaker, consulte lo siguiente:

• Biblioteca paralela de datos distribuidos de SageMaker (p. 1860)
• Modelo distribuido de SageMaker paralelo (p. 1877)

Optimización de la capacitación
Personalice los hiperparámetros para su caso de uso y sus datos para obtener la mejor eficiencia de
escalado. En la siguiente discusión, destacamos algunas de las variables de capacitación más impactantes
y proporcionamos referencias a implementaciones de última generación para que pueda aprender más
sobre sus opciones. Además, le recomendamos que consulte la documentación de capacitación distribuida
de su marco preferido.

• Capacitación distribuida de Apache MXNet
• Capacitación distribuida de PyTorch
• Capacitación distribuida de TensorFlow

Tamaño del Batch
Los kits de herramientas distribuidos de SageMaker generalmente le permiten entrenar en lotes más
grandes. Por ejemplo, si un modelo encaja dentro de un solo dispositivo pero solo se puede entrenar con
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un tamaño de lote pequeño, el uso de entrenamiento paralelo de modelos o de datos permite experimentar
con tamaños de lote más grandes.

Tenga en cuenta que el tamaño del lote influye directamente en la precisión del modelo al controlar la
cantidad de ruido en la actualización del modelo en cada iteración. El aumento del tamaño del lote reduce
la cantidad de ruido en la estimación del gradiente, lo que puede ser beneficioso al aumentar desde
tamaños de lotes muy pequeños, pero puede dar lugar a una precisión del modelo degradada a medida
que el tamaño del lote aumenta a valores grandes. 

Tip

Ajuste los hiperparámetros para asegurarse de que el modelo entrena a una convergencia
satisfactoria a medida que aumenta su tamaño de lote.

Se han desarrollado varias técnicas para mantener una buena convergencia de modelos cuando se
incrementa el lote.

Tamaño de minilote
En SGD, el tamaño del mini-lote cuantifica la cantidad de ruido presente en la estimación del gradiente.
Un pequeño mini-lote da como resultado un gradiente de minilotes muy ruidoso, que no es representativo
del gradiente verdadero sobre el conjunto de datos. Un minilote grande da como resultado un gradiente de
minilotes cerca del gradiente verdadero sobre el dataset y potencialmente no lo suficientemente ruidoso,
probablemente permanezca bloqueado en mínimos irrelevantes.

Para obtener más información acerca de estas técnicas, consulte las siguientes comunicaciones:

• Preciso y grande Minibatch SGD: Training ImageNet en 1 hora, Goya y otros.
• PowerAI Dl, Cho y otros.
• Escalado horizontal para SGD de minilotes grandes: Capacitación en red residual en ImageNet-1k con

precisión mejorada y menor tiempo para entrenar, Codreanu y otros.
• Formación ImageNet en minutos, Usted et al.
• Entrenamiento Batch grandes de redes convolucionales, Usted et al.
• Optimización de Batch grandes para el aprendizaje profundo: Entrenamiento BERT en 76 Minutos, Usted

et al.
• Optimización acelerada de Batch grandes del preentrenamiento BERT en 54 minutos, Zheng y otros.
• Gradient Compression, Lin y otros.

Scenarios
En las secciones siguientes se tratan los escenarios en los que es posible que desee ampliar la formación
y cómo hacerlo medianteAWSde AWS.

Escalar de una sola GPU a muchas GPU
La cantidad de datos o el tamaño del modelo utilizado en el aprendizaje automático pueden crear
situaciones en las que el tiempo para entrenar un modelo es más largo que el que está dispuesto a
esperar. A veces, el entrenamiento no funciona en absoluto porque el modelo o los datos de entrenamiento
son demasiado grandes. Una solución es aumentar el número de GPU que utiliza para la formación. En
una instancia con varias GPU, comop3.16xlargeque tiene ocho GPU, los datos y el procesamiento se
dividen en las ocho GPU. Cuando se utilizan bibliotecas de formación distribuidas, esto puede dar lugar a
una aceleración casi lineal en el tiempo que se tarda en entrenar el modelo. Se tarda un poco más de 1/8
el tiempo que habría tomadop3.2xlargecon una GPU.
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Tipo de instancia GPU

p3.2xlarge 1

p3.8xlarge 4

p3.16xlarge 8

p3dn.24xlarge 8

Note

Los tipos de instancia ml utilizados por la formación de SageMaker tienen el mismo número de
GPU que los tipos de instancia p3 correspondientes. Por ejemplo,ml.p3.8xlargetiene el mismo
número de GPU quep3.8xlarge- 4.

Escalar de una sola instancia a varias instancias
Si desea ampliar aún más su formación, puede utilizar más instancias. Sin embargo, debe elegir un tipo de
instancia más grande antes de agregar más instancias. Revise la tabla anterior para ver cuántas GPU hay
en cada tipo de instancia p3.

Si ha hecho el salto desde una única GPU en unap3.2xlargea cuatro GPU en unp3.8xlarge, pero
decide que necesita más potencia de procesamiento, es posible que vea un mejor rendimiento e incurra
en costos más bajos si elige unap3.16xlargeantes de intentar aumentar el recuento de instancias.
Dependiendo de las bibliotecas que utilice, cuando mantenga su formación en una sola instancia, el
rendimiento es mejor y los costos son inferiores a un escenario en el que se utilizan varias instancias.

Cuando esté listo para escalar el número de instancias SageMaker hacerlo con elestimatorconfigurando
su funcióninstance_count. Por ejemplo, puede establecerinstance_type =
p3.16xlargeyinstance_count = 2. En lugar de las ocho GPU en una solap3.16xlarge, tiene 16
GPU en dos instancias idénticas. El siguiente gráfico muestraescalado y rendimiento a partir de ocho
GPUen una sola instancia y aumentando a 64 instancias para un total de 256 GPU.
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distribuidas integradas de SageMaker

Zonas de disponibilidad y plano posterior de red
Con varias instancias, es importante comprender la red que conecta las instancias, cómo leen los datos de
formación y cómo comparten la información entre ellas (por ejemplo, la comunicación entre los nodos del
clúster al realizar unaAllReduceoperación).

En primer lugar, las instancias deben estar dentro de la misma región y la misma zona de disponibilidad.
Por ejemplo, las instancias de us-west-2 deben estar todas en us-west-2a. Cuando utiliza el SDK de
Python de SageMaker, esto se gestiona por usted. Si utiliza Amazon EC2 y organiza sus propios clústeres
de formación, debe ser consciente de ello o su velocidad de formación se ve afectada. 

Los datos de capacitación también deben estar dentro de la misma zona de disponibilidad. Cuando utiliza
un estimador de SageMaker, pasa la región y el bucket S3, y si los datos no están en la región establecida,
obtendrá un error. 

GPU, red y almacenamiento optimizados
Lap3dn.24xlargefue diseñado para un almacenamiento local rápido y un plano posterior de
red rápido con hasta 100 gigabits, y lo recomendamos encarecidamente como la opción más
eficiente para la formación distribuida. SageMaker admite modos de transmisión de datos desde S3,
denominadospipeModo. Para cargas HPC como la formación distribuida, recomendamosAmazon
FSxpara el almacenamiento de archivos.

Guiones de capacitación personalizados
Aunque SageMaker facilita la implementación y ampliación del número de instancias y GPU, dependiendo
del marco de trabajo que elija, administrar los datos y los resultados puede ser muy difícil, por lo que
a menudo se utilizan bibliotecas de soporte externas. Esta forma más básica de formación distribuida
requiere la modificación del script de entrenamiento para gestionar la distribución de datos.

SageMaker también es compatible con Horovod y las implementaciones de capacitación distribuida nativa
para cada marco de aprendizaje profundo importante. Si elige usar ejemplos de estos marcos, puede
seguir elguía de contenedorespara Deep Learning Containers, y variosEjemplo de blocs de notasque
demuestren implementaciones.

Funciones de entrenamiento distribuidas integradas
de SageMaker
LaBibliotecas integradas de algoritmos de SageMakerconsta de 18 algoritmos populares de aprendizaje
automático. Muchos de ellos fueron reescritos desde cero para ser escalables y distribuidos de inmediato.
Si desea usar distribuidasAprendizaje profundo, recomendamos las bibliotecas de formación distribuidas
de Amazon SageMaker. Las bibliotecas de capacitación distribuidas de SageMaker le facilitan la escritura
de datos personalizados altamente escalables y rentables en paralelo y modelar trabajos de formación de
aprendizaje profundo paralelos.

Las bibliotecas de capacitación distribuidas de SageMaker ofrecen estrategias de formación paralelas de
datos y modelos paralelos. Combina tecnologías de software y hardware para mejorar las comunicaciones
entre GPU y entre nodos. Amplía las capacidades de formación de SageMaker con opciones integradas
que solo requieren pequeños cambios de código en sus scripts de entrenamiento. 

• Biblioteca paralela de datos distribuidos de SageMaker (p. 1860)
• Modelo distribuido de SageMaker paralelo (p. 1877)

1859

https://docs.aws.amazon.com/fsx/latest/LustreGuide/what-is.html
https://docs.aws.amazon.com/fsx/latest/LustreGuide/what-is.html
https://docs.aws.amazon.com/sagemaker/latest/dg/docker-containers.html
https://sagemaker-examples.readthedocs.io/en/latest/training/bring_your_own_container.html
https://docs.aws.amazon.com/sagemaker/latest/dg/algos.html


Amazon SageMaker Developer Guide
Capacitación paralela de datos

Biblioteca paralela de datos distribuidos de
SageMaker

Important

Para utilizar nuevas características con una instancia de notebook existente o una aplicación
Studio, reinicie la instancia de bloc de notas o la aplicación Studio para obtener las
actualizaciones más recientes.

La biblioteca paralela de datos distribuidos de SageMaker amplía las capacidades de formación de
SageMaker en modelos de aprendizaje profundo con eficiencia de escalado casi lineal, logrando un rápido
tiempo de entrenamiento con mínimos cambios de código.

• La biblioteca optimiza tu trabajo de formación paraAWSLa infraestructura de red y la topología de
instancias Amazon EC2.

• La biblioteca aprovecha las actualizaciones de degradado para comunicarse entre nodos con
unAllReduceAlgoritmo.

Al entrenar un modelo con una gran cantidad de datos, los profesionales del aprendizaje automático
suelen recurrir a la capacitación distribuida para reducir el tiempo necesario para entrenar. En algunos
casos, cuando el tiempo es esencial, el requisito empresarial consiste en terminar la formación lo más
rápido posible o al menos dentro de un período de tiempo limitado. A continuación, la capacitación
distribuida se escala para utilizar un clúster de varios nodos, no solo varias GPU en una instancia
informática, sino varias instancias con varias GPU. A medida que aumenta el tamaño del clúster, también
lo hace la disminución significativa del rendimiento. Esta caída en el rendimiento se debe principalmente a
la sobrecarga de comunicaciones entre nodos de un clúster. 

La biblioteca distribuida de SageMaker ofrece dos opciones para la formación distribuida: modelo paralelo
y paralelo de datos. Esta guía se centra en cómo entrenar modelos utilizando una estrategia paralela
de datos. Para obtener más información sobre la formación con una estrategia paralela de modelos,
consulteModelo distribuido de SageMaker paralelo (p. 1877).

Temas
• Introducción a la Biblioteca Paralelo de Datos Distribuidos de SageMaker (p. 1860)
• Modifique su secuencia de comandos de formación mediante la biblioteca paralela de datos de

SageMaker (p. 1863)
• Ejecutar un Job de formación paralela de datos distribuidos de SageMaker (p. 1869)
• Sugerencias y trampas de configuración paralelas de datos distribuidos de SageMaker (p. 1873)
• Preguntas frecuentes sobre la biblioteca de datos paralelos (p. 1874)
• Solución de problemas en paralelo (p. 1876)

Introducción a la Biblioteca Paralelo de Datos Distribuidos de
SageMaker
¿Por qué utilizar la biblioteca paralela de datos distribuidos de SageMaker?
La biblioteca paralela de datos distribuidos de SageMaker aborda la sobrecarga de comunicaciones de dos
maneras:

1. La biblioteca realizaAllReduce, una operación clave durante el entrenamiento distribuido que es
responsable de una gran parte de la sobrecarga de comunicación.

2. La biblioteca realiza una comunicación optimizada de nodo a nodo medianteAWSy la topología de
instancias de Amazon EC2.
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Utilice esta biblioteca paralela de datos para aumentar la velocidad hasta un 25% en modelos de
entrenamiento como BERT. Mientras que las implementaciones como Horovod ofrecen rendimiento
sublineal a escala, esta biblioteca ofrece un rendimiento casi lineal a escala. Esto significa que obtienes un
tiempo de entrenamiento más rápido y un coste más bajo para entrenar a un modelo.

Note

Las bibliotecas de capacitación distribuidas de SageMaker solo están disponibles a través
delAWScontenedores de aprendizaje profundo para los marcos TensorFlow, PyTorch y
HuggingFace dentro de la plataforma de formación de SageMaker. Para usar las bibliotecas,
debe usar el SDK de Python de SageMaker o las API de SageMaker a través de SDK for Python
(Boto3) oAWS Command Line Interface. A lo largo de la documentación, las instrucciones y los
ejemplos se centran en cómo usar las bibliotecas de capacitación distribuidas con el SDK de
Python de SageMaker.

Parámetros de capacitación

PyTorch con la biblioteca paralela de datos de SageMaker

Uso del tipo de instanciap3dn.24xly en clústeres de 2, 4 y 8 nodos:

• BERT: Cuando se usa con PyTorch, la biblioteca SageMaker es 41%, 52% y 13% más rápida que
PyTorch-DDP.

• MASKRCNN: Cuando se usa con PyTorch, la biblioteca SageMaker es 4%, 19% y 15% más rápida que
PyTorch-DDP.

Estas pruebas de rendimiento se ejecutaron en PyTorch v1.6 usandoml.p3dn.24xlargeinstancias.
Puede encontrar el código de entrenamiento en laSitio web de ejemplos de SageMaker. El sitio web de
ejemplos también tiene código de capacitación de referencia para estos modelosUso de TensorFlow 2.3.

Uso óptimo del ancho de banda con búfer de fusión equilibrado

La biblioteca paralela de datos distribuidos de SageMaker utiliza un patrón de comunicación similar a los
servidores de parámetros para reducir la cantidad de datos transferidos y el número de pasos implicados
en promediar gradientes de varias GPU. También utiliza una nueva técnica denominada búferes de fusión
balanceada para hacer un uso óptimo del ancho de banda disponible en todos los nodos del clúster.

Una desventaja clave de los servidores de parámetros tradicionales es su uso subóptimo del ancho de
banda de red disponible. Los servidores de parámetros tratan las variables como unidades atómicas y
colocan cada variable en un servidor. Dado que los gradientes están disponibles secuencialmente durante
el paso hacia atrás, en cualquier momento dado, hay un desequilibrio en el volumen de datos que se
envían y reciben de diferentes servidores. Algunos servidores están recibiendo y enviando más datos,
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otros menos y otros ninguno. Este problema empeora a medida que aumenta el número de servidores de
parámetros.

La biblioteca aborda estos problemas introduciendoBúferes de fusión equilibrada. Un búfer de fusión
balanceada es un búfer en la GPU que mantiene los gradientes hasta que el tamaño del búfer excede un
umbral. En una configuración con servidores de parámetros N, cuando el búfer supera el umbral, el búfer
de fusión balanceada se copia a la memoria de la CPU, se divide en N partes, y la iésima parte se envía
al servidor de parámetros. Cada servidor recibe exactamente el mismo número de bytes de un búfer de
fusión balanceado. El iésimo servidor recibe la iésima partición del búfer de fusión balanceada de todos los
trabajadores, los resume y envía los resultados a todos los trabajadores. Dado que todos los servidores
participan por igual en el promedio de cada búfer de fusión balanceado, el ancho de banda del servidor se
utiliza eficientemente.

Uso óptimo de la GPU con eficienciaAllReduceSuperposición con una pasada
hacia atrás

La biblioteca paralela de datos distribuidos de SageMaker logra una superposición óptima de
laAllReducecon el paso hacia atrás, lo que mejora significativamente la utilización de la GPU y logra una
eficiencia de escalado casi lineal y un tiempo de entrenamiento más rápido al optimizar las tareas entre
las CPU y las GPU. La biblioteca realizaAllReduceen paralelo mientras que la GPU está calculando
gradientes sin quitar ciclos adicionales de GPU, lo que hace que la biblioteca sea más rápida.

• Aprovecha las CPU.: La biblioteca utiliza CPU para allReduce gradientes, descargando esta tarea de las
GPU.

• Uso mejorado de la GPU: Las GPU del clúster se centran en gradientes de computación, mejorando su
utilización a lo largo de la formación.

Arquitectura paralela de datos distribuidos de SageMaker

La biblioteca admite instancias de proceso más grandes que tienen 8 GPU por
nodo:ml.p3.16xlarge,ml.p3dn.24xlarge, yml.p4d.24xlarge. El flujo de trabajo de alto nivel de la
biblioteca paralela de datos distribuidos de SageMaker es el siguiente:

1. La biblioteca asigna rangos a las GPU (trabajadores).
2. En cada iteración, la biblioteca divide cada lote global por el número total de trabajadores (tamaño

mundial) y asigna lotes pequeños (fragmentos por lotes) a los trabajadores.
• El tamaño del lote global es(number of nodes in a cluster) * (number of GPUs per
node) * (per batch shard).

• Un fragmento por lotes (lote pequeño) es un subconjunto de conjuntos de datos asignado a cada GPU
(trabajador) por iteración.

3. La biblioteca inicia una secuencia de comandos de formación en cada trabajador.
4. La biblioteca administra copias de pesos de modelo y degradados de los trabajadores al final de cada

iteración.
5. La biblioteca sincroniza los pesos y degradados del modelo en los trabajadores para agregar un solo

modelo entrenado.

El siguiente diagrama de arquitectura muestra un ejemplo de cómo la biblioteca configura el paralelismo de
datos para un clúster de 3 nodos.
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Para empezar a utilizar la biblioteca paralela de datos distribuidos de SageMaker, consulteEjecutar un
Job de formación paralela de datos distribuidos de SageMaker (p. 1869)para configurar un estimador de
SageMaker a través deSDK de Python de Amazon SageMaker, yModifique su secuencia de comandos
de formación mediante la biblioteca paralela de datos de SageMaker (p. 1863)para adaptar el script de
entrenamiento mediante la biblioteca paralela de datos distribuidos de SageMaker.

Modifique su secuencia de comandos de formación mediante la
biblioteca paralela de datos de SageMaker

Descripción general de modificación de scripts

Las API de la biblioteca paralela de datos distribuidos de SageMaker (la biblioteca) están diseñadas
para facilitar el uso y proporcionar una integración perfecta con los kits de herramientas de capacitación
distribuidos existentes.

• SDK de Python de SageMaker con la API de biblioteca: En la mayoría de los casos, todo lo que tiene
que cambiar en su script de entrenamiento es la Horovod u otras instrucciones de importación de
bibliotecas paralelas de datos. Intercambia estos con los equivalentes de la biblioteca paralela de datos
de SageMaker.

• Céntrese en su formación de modelos sin administración de infraestructura: Al entrenar un modelo de
aprendizaje profundo con la biblioteca en SageMaker, puede centrarse en la formación del modelo,
mientras que SageMaker hace la gestión de clústeres: abre los nodos y crea el clúster, completa el
entrenamiento y, a continuación, derriba el clúster.

Para personalizar su propio script de entrenamiento, debe hacer lo siguiente:
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• Debe proporcionar scripts de capacitación Tensorflow/PyTorch adaptados para usar la biblioteca. En las
secciones siguientes se proporciona un código de ejemplo para esto.

• Los datos de entrada deben estar en un bucket S3 o enFSxen laAWSRegión que utilizará para iniciar
su trabajo de formación. Si utiliza los Cuadernos Jupyter proporcionados, cree una instancia de bloc de
notas de SageMaker en la misma región que el bucket que contiene los datos de entrada. Para obtener
más información sobre el almacenamiento de datos de entrenamiento, consulte laEntradas de datos
SDK de Python de SageMakerdocumentación.

Tip

Considere utilizar FSx en lugar de Amazon S3 para aumentar el rendimiento de la formación.
Tiene mayor rendimiento y menor latencia que Amazon S3.

Utilice las siguientes secciones para ver ejemplos de adaptación de la biblioteca a sus scripts de
capacitación TensorFlow o PyTorch. Una vez que haya iniciado un trabajo de formación, puede
supervisar la utilización del sistema y el rendimiento del modelo medianteDepurador de Amazon
SageMaker (p. 1645)o Amazon CloudWatch.

Temas
• Modificar un script de entrenamiento de TensorFlow (p. 1864)
• Modificar una secuencia de comandos de formación de PyTorch (p. 1866)

Modificar un script de entrenamiento de TensorFlow

Los siguientes pasos muestran cómo convertir un script de entrenamiento de TensorFlow para utilizar la
biblioteca paralela de datos distribuidos de SageMaker. 

Las API de la biblioteca están diseñadas para ser similares a las API de Horovod. Consulte
elDocumentación paralela de la API de TensorFlow de datos distribuidos de SageMakerpara obtener
detalles adicionales sobre cada API que la biblioteca ofrece para TensorFlow.

Note

El paralelo de datos distribuidos de SageMaker es adaptable a los scripts de entrenamiento de
TensorFlow compuestos portfmódulos centrales exceptotf.kerasMódulos de El paralelo de
datos distribuidos de SageMaker no admite la implementación de TensorFlow con Keras.

Note

La biblioteca de paralelismo de datos distribuidos de SageMaker admite precisión mixta
automática (AMP) de forma inmediata. No se necesita ninguna acción adicional para habilitar
AMP que no sean las modificaciones a nivel de marco del script de entrenamiento. Si los
degradados están en FP16, la biblioteca de paralelismo de datos de SageMaker ejecuta
suAllReduceoperación en el 16PM. Para obtener más información acerca de cómo implementar
API AMP en su script de capacitación, consulte los siguientes recursos:

• Marcos de TensorFlowen laDocumentación de NVIDIA Deep Learning Performace
• Precisión mixta automática para aprendizaje profundoen laDocumentos para desarrolladores de

NVIDIA
• API de precisión mixta TensorFlowen laDocumentación de TensorFlow

1. Importe el cliente TensorFlow de la biblioteca e inicialízalo:

import smdistributed.dataparallel.tensorflow as sdp 
sdp.init()
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2. Anclar cada GPU a una solasmdistributed.dataparallelconlocal_rank: se refiere al
rango relativo del proceso dentro de un nodo dado. Lasdp.tensorflow.local_rank()API
le proporciona el rango local del dispositivo. El nodo directriz es el rango 0, y los nodos
de trabajo son de rango 1, 2, 3, etc. Esto se invoca en el siguiente bloque de código
comosdp.local_rank().set_memory_growthno está directamente relacionado con SageMaker
distribuido, pero debe configurarse para el entrenamiento distribuido con TensorFlow.

gpus = tf.config.experimental.list_physical_devices('GPU')
for gpu in gpus:
    tf.config.experimental.set_memory_growth(gpu, True)
if gpus:
    tf.config.experimental.set_visible_devices(gpus[sdp.local_rank()], 'GPU')

3. Escalar la tasa de aprendizaje por el número de trabajadores. Lasdp.tensorflow.size()API
proporciona el número de trabajadores en el clúster. Esto se invoca en el siguiente bloque de código
comosdp.size().

learning_rate = learning_rate * sdp.size()

4. Utilice elDistributedGradientTapePara optimizarAllReduceoperaciones durante el
entrenamiento. Esto envuelvetf.GradientTape. 

with tf.GradientTape() as tape:
      output = model(input)
      loss_value = loss(label, output)
    
# SageMaker data parallel: Wrap tf.GradientTape with the library's
 DistributedGradientTape
tape = sdp.DistributedGradientTape(tape)

5. Difundir las variables del modelo inicial desde el nodo directriz (rango 0) a todos los nodos de
trabajo (rangos 1 a n). Esto es necesario para garantizar una inicialización coherente en todos los
rangos de trabajo. Para esto, usa elsdp.tensorflow.broadcast_variablesdespués de que se
inicialicen las variables del modelo y del optimizador. Esto se invoca en el siguiente bloque de código
comosdp.broadcast_variables().

sdp.broadcast_variables(model.variables, root_rank=0)
sdp.broadcast_variables(opt.variables(), root_rank=0)

6. Por último, modifique su script para guardar puntos de control sólo en el nodo principal. El nodo
directriz tiene un modelo sincronizado. Esto también evita que los nodos de trabajo sobrescriban los
puntos de control y posiblemente corrompa los puntos de control.

if sdp.rank() == 0:
    checkpoint.save(checkpoint_dir)

A continuación se muestra un ejemplo de secuencia de comandos de entrenamiento TensorFlow2 para la
formación distribuida con la biblioteca:

import tensorflow as tf

# SageMaker data parallel: Import the library TF API
import smdistributed.dataparallel.tensorflow as sdp

# SageMaker data parallel: Initialize the library
sdp.init()

gpus = tf.config.experimental.list_physical_devices('GPU')
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for gpu in gpus:
    tf.config.experimental.set_memory_growth(gpu, True)
if gpus:
    # SageMaker data parallel: Pin GPUs to a single library process
    tf.config.experimental.set_visible_devices(gpus[sdp.local_rank()], 'GPU')

# Prepare Dataset
dataset = tf.data.Dataset.from_tensor_slices(...)

# Define Model
mnist_model = tf.keras.Sequential(...)
loss = tf.losses.SparseCategoricalCrossentropy()

# SageMaker data parallel: Scale Learning Rate
# LR for 8 node run : 0.000125
# LR for single node run : 0.001
opt = tf.optimizers.Adam(0.000125 * sdp.size())

@tf.function
def training_step(images, labels, first_batch):
    with tf.GradientTape() as tape:
        probs = mnist_model(images, training=True)
        loss_value = loss(labels, probs)

    # SageMaker data parallel: Wrap tf.GradientTape with the library's
 DistributedGradientTape
    tape = sdp.DistributedGradientTape(tape)

    grads = tape.gradient(loss_value, mnist_model.trainable_variables)
    opt.apply_gradients(zip(grads, mnist_model.trainable_variables))

    if first_batch:
       # SageMaker data parallel: Broadcast model and optimizer variables
       sdp.broadcast_variables(mnist_model.variables, root_rank=0)
       sdp.broadcast_variables(opt.variables(), root_rank=0)

    return loss_value

...

# SageMaker data parallel: Save checkpoints only from master node.
if sdp.rank() == 0:
    checkpoint.save(checkpoint_dir)

Para obtener un uso más avanzado, consulteDocumentación de la API de TensorFlow de datos
distribuidos de SageMaker.

Una vez que haya completado la adaptación del script de entrenamiento, vaya al siguiente tema:Ejecutar
un Job de formación paralela de datos distribuidos de SageMaker (p. 1869)Uso del SDK de Python de
SageMaker

Modificar una secuencia de comandos de formación de PyTorch
Los siguientes pasos le muestran cómo convertir un script de formación de PyTorch para utilizar la
biblioteca paralela de datos distribuidos de SageMaker.

Las API de biblioteca están diseñadas para ser similares a las API de PyTorch Distributed Data Parallel
(DDP). Para obtener más detalles sobre cada API paralela de datos ofrecida para PyTorch, consulte
laDocumentación paralela de la API PyTorch de datos distribuidos de SageMaker.

Note

La biblioteca de paralelismo de datos distribuidos de SageMaker admite precisión mixta
automática (AMP) de forma inmediata. No se necesita ninguna acción adicional para habilitar
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AMP que no sean las modificaciones a nivel de marco del script de entrenamiento. Si los
degradados están en FP16, la biblioteca de paralelismo de datos de SageMaker ejecuta
suAllReduceoperación en el 16PM. Para obtener más información acerca de cómo implementar
API AMP en su script de capacitación, consulte los siguientes recursos:

• Marcos: PyTorchen laDocumentación de NVIDIA Deep Learning Performace
• Precisión mixta automática para aprendizaje profundoen laDocumentos para desarrolladores de

NVIDIA
• Presentamos la precisión mixta automática nativa de PyTorch para una formación más rápida

en GPU NVIDIAen laPyTorch Blog

1. Importe el cliente PyTorch de la biblioteca e inicialícelo, luego importe el módulo para la capacitación
distribuida.

import smdistributed.dataparallel.torch.distributed as dist

from smdistributed.dataparallel.torch.parallel.distributed import
 DistributedDataParallel as DDP

dist.init_process_group()

2. Después de analizar argumentos y definir un parámetro de tamaño de lote (por
ejemplo,batch_size=args.batch_size), agregue dos líneas de código para cambiar el tamaño
del lote por trabajador (GPU). La operación DataLoader de PyTorch no controla automáticamente el
cambio de tamaño del lote para el entrenamiento distribuido.

batch_size //= dist.get_world_size()
batch_size = max(batch_size, 1)

3. Anclar cada GPU a un único proceso de biblioteca paralela de datos de SageMaker conlocal_rank:
se refiere al rango relativo del proceso dentro de un nodo dado.

Lasmdistributed.dataparallel.torch.get_local_rank()API le proporciona el rango local
del dispositivo. El nodo directriz es el rango 0, y los nodos de trabajo son de rango 1, 2, 3, etc. Esto se
invoca en el siguiente bloque de código comodist.get_local_rank().

torch.cuda.set_device(dist.get_local_rank())

4. Envuelva el modelo PyTorch con el DDP de la biblioteca.

model = ...
# Wrap model with the library's DistributedDataParallel
model = DDP(model)

5. Modificar eltorch.utils.data.distributed.DistributedSamplerpara incluir la
información del clúster. Establezcanum_replicasPara obtener el número total de GPU que
participan en la formación en todos los nodos del clúster. Esto se llamaworld_size. Puedes
obtenerworld_sizeconsmdistributed.dataparallel.torch.get_world_size()API.
Esto se invoca en el siguiente código comodist.get_world_size(). También proporcione el
rango de nodos usandosmdistributed.dataparallel.torch.get_rank(). Esto se invoca
comodist.get_rank().

train_sampler = DistributedSampler(train_dataset, num_replicas=dist.get_world_size(),
 rank=dist.get_rank())

6. Modifique la secuencia de comandos para guardar los puntos de control únicamente en el nodo
principal. El nodo directriz tiene un modelo sincronizado. Esto también evita que los nodos de trabajo
sobrescriban los puntos de control y posiblemente corrompa los puntos de control.
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El siguiente es un ejemplo de script de entrenamiento PyTorch para la capacitación distribuida con la
biblioteca:

# SageMaker data parallel: Import the library PyTorch API
import smdistributed.dataparallel.torch.distributed as dist

# SageMaker data parallel: Import the library PyTorch DDP
from smdistributed.dataparallel.torch.parallel.distributed import DistributedDataParallel
 as DDP

# SageMaker data parallel: Initialize the library
dist.init_process_group()

class Net(nn.Module):
    ...
    # Define model

def train(...):
    ...
    # Model training

def test(...):
    ...
    # Model evaluation

def main():
    
    # SageMaker data parallel: Scale batch size by world size
    batch_size //= dist.get_world_size()
    batch_size = max(batch_size, 1)

    # Prepare dataset
    train_dataset = torchvision.datasets.MNIST(...)
 
    # SageMaker data parallel: Set num_replicas and rank in DistributedSampler
    train_sampler = torch.utils.data.distributed.DistributedSampler(
            train_dataset,
            num_replicas=dist.get_world_size(),
            rank=dist.get_rank())
 
    train_loader = torch.utils.data.DataLoader(..)
 
    # SageMaker data parallel: Wrap the PyTorch model with the library's DDP
    model = DDP(Net().to(device))
    
    # SageMaker data parallel: Pin each GPU to a single library process.
    torch.cuda.set_device(local_rank)
    model.cuda(local_rank)
    
    # Train
    optimizer = optim.Adadelta(...)
    scheduler = StepLR(...)
    for epoch in range(1, args.epochs + 1):
        train(...)
        if rank == 0:
            test(...)
        scheduler.step()

    # SageMaker data parallel: Save model on master node.
    if dist.get_rank() == 0:
        torch.save(...)

if __name__ == '__main__':
    main()
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Para obtener un uso más avanzado, consulte laDocumentación paralela de la API PyTorch de datos
distribuidos de SageMaker.

Una vez que haya completado la adaptación del script de entrenamiento, vaya al siguiente tema:Ejecutar
un Job de formación paralela de datos distribuidos de SageMaker (p. 1869)Uso del SDK de Python de
SageMaker

Ejecutar un Job de formación paralela de datos distribuidos de
SageMaker
Aprenda a ejecutar un trabajo de capacitación en paralelo de datos distribuidos utilizando el SDK de
Python de SageMaker y su script de capacitación adaptado con la biblioteca paralela de datos distribuidos
de SageMaker. Para conocer las especificaciones de la API, consulteDatos distribuidos paralelasEn la
documentación de Python de SageMaker

Usar la biblioteca paralela de datos distribuidos de SageMaker

Para utilizar la biblioteca paralela de datos distribuidos de SageMaker, comience con un script de
formación. Al igual que con cualquier trabajo de formación en SageMaker, usa su script de entrenamiento
para iniciar un trabajo de formación de SageMaker. Para comenzar, le recomendamos que use la
biblioteca paralela de datos de SageMaker de las siguientes maneras:

• Uso de unaInstancia de notebook de SageMaker
• Uso deSageMaker Studio

Con cualquiera de las opciones, puede usar la opciónEjemplos del cuaderno de formación distribuido de
Amazon SageMaker (p. 1902)Con esta documentación para comenzar. 

Utilizar la biblioteca paralela de datos con el SDK de Python de SageMaker

Para utilizar la biblioteca paralela de datos distribuidos de SageMaker, debe crear un script de capacitación
para uno de los marcos compatibles e iniciar el trabajo de capacitación con el SDK de Python de
SageMaker. Para obtener información sobre cómo incorporar la biblioteca en un script de entrenamiento,
consulteModifique su script de entrenamiento mediante la biblioteca paralela de modelos distribuidos de
SageMaker (p. 1883). La documentación de la API de la biblioteca se encuentra en el SDK de Python de
SageMaker. Consulte elDocumentación de API paralelas de datos.

SageMaker admite las siguientes configuraciones de entorno de formación:

• Puede usar un contenedor TensorFlow o PyTorch preconstruido.
• Puede personalizar contenedores prediseñados de SageMaker o ampliarlos para gestionar requisitos

funcionales adicionales para su algoritmo o modelo que no admita la imagen de Docker de SageMaker
de prefabricada. Para ver un ejemplo de cómo puede extender un contenedor preconstruido,
consulteExtender un contenedor preconstruido.

Para extender un contenedor preconstruido, o adaptar su propio contenedor para usar la biblioteca,
debe usar una de las imágenes base del marco general de la GPU PyTorch o TensorFlow. La
biblioteca paralela de datos distribuidos se incluye en todo CUDA 11 (cu11x) Imágenes versionadas
de TensorFlow 2.3.x y PyTorch 1.6.x y posteriores. ConsulteImágenes de Deep Learning Containers
disponiblespara ver la lista de imágenes disponibles.

Important

Se recomienda utilizar la imagen que contiene la última versión de TensorFlow o PyTorch
para acceder a la versión más actualizada de la biblioteca paralela de datos distribuidos de
SageMaker. Todas las imágenes que incluyen las versiones TensorFlow 2.4.1 y PyTorch 1.8.1 y
posteriores admiten tipos de instancias de EFA (ml.p3dn.24xlarge,ml.p4d.24xlarge).
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Por ejemplo, si está utilizando PyTorch 1.8.1, su Dockerfile debería contener unFROMdeclaración similar
a la siguiente:

# SageMaker PyTorch image
FROM 763104351884.dkr.ecr.us-east-1.amazonaws.com/pytorch-training:1.8.1-gpu-py36-cu111-
ubuntu18.04

ENV PATH="/opt/ml/code:${PATH}"

# this environment variable is used by the SageMaker PyTorch container to determine our
 user code directory.
ENV SAGEMAKER_SUBMIT_DIRECTORY /opt/ml/code

# /opt/ml and all subdirectories are utilized by SageMaker, use the /code subdirectory to
 store your user code.
COPY cifar10.py /opt/ml/code/cifar10.py

# Defines cifar10.py as script entrypoint
ENV SAGEMAKER_PROGRAM cifar10.py

• Puede adaptar su propio contenedor Docker para que funcione con SageMaker usando elConjunto de
herramientas de capacitación de SageMaker. Para ver un ejemplo, consulte .Adaptación de su propio
contenedor de capacitación.

En todos los casos, inicia su trabajo usando un SDK de Python de SageMakerEstimator.

Si está utilizando los contenedores PyTorch o TensorFlow preconstruidos de SageMaker, consulte la
siguiente sección para obtener información sobre cómo configurar unEstimatorpara utilizar la biblioteca.

Si trae su propio contenedor o amplía un contenedor preconstruido, puede crear una instancia
deEstimatorcon la imagen Docker deseada.

TensorFlow Estimator
Puedes usar elAPI de biblioteca paralela de datos distribuidosespecificandosmdistributed
dataparallelcomo eldistributionen la API de Estimator de SageMaker TensorFlow.
ConsulteDocumentación de la API del estimador de SageMaker TensorFlowpara obtener información
detallada sobre la API.

classsagemaker.tensorflow.estimator.TensorFlow(py_versión=Ninguno,Framework_version=Ninguno,model_dir=Ninguno,image_uri=Ninguno,Distribución=Ninguno,kwargs)

Los dos parámetros siguientes del estimador TensorFlow SDK de Python de SageMaker son necesarios
para usarsmdistributed.dataparallelcon TensorFlow.

distribution(dict)(optional): un diccionario con información sobre cómo ejecutar el
entrenamiento distribuido (predeterminado:None). 

• Para utilizarsmdistributed.dataparallelcomo estrategia de distribución, utilice la siguiente
opción:

distribution = { "smdistributed": { "dataparallel": { "enabled": True } } } 

• custom_mpi_options (str)(optional): opciones MPI personalizadas. A continuación se
muestra un ejemplo de cómo puede utilizar este parámetro al definirdistribution. Para obtener más
información, consulte Opciones personalizadas de MPI (p. 1874).

distribution = { 
    "smdistributed": { 
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        "dataparallel": {
            "enabled": True, 
            "custom_mpi_options": "-verbose -x NCCL_DEBUG=VERSION"
        }
    }
}

train_instance_type (str)(required)Tipo de instancia de Amazon EC2 que se va a utilizar.

• Si el archivo desmdistributed.dataparallel, los tipos de instancia permitidos
son:ml.p4d.24xlarge,ml.p3dn.24xlarge, yml.p3.16xlarge. Para obtener
el máximo rendimiento, se recomienda que use una instancia compatible con
EFA,ml.p3dn.24xlargeorml.p4d.24xlarge, con la última versión compatible de TensorFlow.

Ejemplo

from sagemaker.tensorflow import TensorFlow

tf_estimator = TensorFlow(
    base_job_name = "training_job_name_prefix",
    entry_point="tf-train.py",
    role="SageMakerRole",
    framework_version="2.4.1",
    # You must set py_version to py36
    py_version="py37",
    # For training with multi node distributed training, set this count.
    # Example: 2,3,4,..8
    instance_count=2,
    # For training with p3dn instance use - ml.p3dn.24xlarge
    instance_type="ml.p3.16xlarge",
    # Training using smdistributed.dataparallel Distributed Training Framework
    distribution={"smdistributed": {"dataparallel": {"enabled": True}}}
)

tf_estimator.fit("s3://bucket/path/to/training/data")

Note

Si utiliza el SDK de Python de SageMakerhyperparameterspara especificar el uso
desmdistributed dataparallelcomo estrategia de capacitación distribuida.

from sagemaker.tensorflow import TensorFlow
tf_estimator = TensorFlow(
                          ...
                          # Training using smdistributed.dataparallel Distributed
 Training Framework
                         
 hyperparameters={"sagemaker_distributed_dataparallel_enabled": True},
                          ...
                         )
tf_estimator.fit("s3://bucket/path/to/training/data")

PyTorch estimador
Puedes usar elAPI de biblioteca paralela de datos distribuidosespecificandosmdistributed
dataparallelcomo eldistributionen la API de Estimator PyTorch de SageMaker. Consulte
elEspecificación de la API del estimador PyTorch de SageMakerpara obtener todos los detalles de la API.

classsagemaker.pytorch.estimator.PyTorch(py_versión=Ninguno,Framework_version=Ninguno,model_dir=Ninguno,image_uri=Ninguno,
hyperparameters=None, Distribución=Ninguno,kwargs)
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Los siguientes dos parámetros de SageMaker PyTorchEstimatorson necesarios para
usarsmdistributed.dataparallelen SageMaker con PyTorch.

distribution (dict)(optional):Un diccionario con información sobre cómo ejecutar el
entrenamiento distribuido (predeterminado:None). 

• Para utilizarsmdistributed.dataparallelcomo estrategia de distribución, utilice la siguiente
opción:

distribution={ "smdistributed": { "dataparallel": { "enabled": True } } } 

• custom_mpi_options (str)(optional): opciones MPI personalizadas. A continuación se
muestra un ejemplo de cómo puede utilizar este parámetro al definirdistribution. Para obtener más
información, consulte Opciones personalizadas de MPI (p. 1874).

distribution = { 
    "smdistributed": { 
        "dataparallel": {
            "enabled": True, 
            "custom_mpi_options": "-verbose -x NCCL_DEBUG=VERSION"
        }
    }
}

train_instance_type (str)(required)Tipo de instancia de Amazon EC2 que se va a utilizar.

• Si el archivo desmdistributed.dataparallel, los tipos de instancia permitidos
son:ml.p4d.24xlarge,ml.p3dn.24xlarge, yml.p3.16xlarge. Para obtener
el máximo rendimiento, se recomienda que use una instancia compatible con
EFA,ml.p3dn.24xlargeorml.p4d.24xlarge, con la última versión compatible de PyTorch.

Ejemplo

from sagemaker.pytorch import PyTorch
pt_estimator = PyTorch(
    base_job_name="training_job_name_prefix",
    entry_point="pt-train.py",
    role="SageMakerRole",
    # You must set py_version to py36
    py_version="py36",
    framework_version="1.8.1",
    # For training with multi node distributed training, set this count.
    # Example: 2,3,4,..8
    instance_count=2,
    # For training with p3dn instance use - ml.p3dn.24xlarge
    instance_type="ml.p3.16xlarge",
    # Training using smdistributed.dataparallel Distributed Training Framework
    distribution={"smdistributed": {"dataparallel": {"enabled": True}}}
)

pt_estimator.fit("s3://bucket/path/to/training/data")                       

Note

Si está utilizando SageMaker Python SDK 1.x, debe usarhyperparametersPara
especificarsmdistributed.dataparallelcomo estrategia de capacitación distribuida.
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from sagemaker.pytorch import PyTorch
pt_estimator = PyTorch(
                       ...
                       # Training using smdistributed.dataparallel Distributed
 Training Framework
                     
  hyperparameters={"sagemaker_distributed_dataparallel_enabled": True},
                       ...
                      )
pt_estimator.fit("s3://bucket/path/to/training/data")                       

Sugerencias y trampas de configuración paralelas de datos
distribuidos de SageMaker
Revise los siguientes consejos y trampas antes de usar la biblioteca paralela de datos distribuidos de
SageMaker. Esta lista incluye sugerencias que son aplicables a todos los marcos de trabajo.

Temas
• Preprocesamiento de datos (p. 1873)
• Un único frente a varios nodos (p. 1873)
• Depuración de la eficiencia de escalado con el depurador (p. 1873)
• Tamaño del Batch (p. 1874)
• Opciones personalizadas de MPI (p. 1874)

Preprocesamiento de datos

Si preprocesa datos durante el entrenamiento utilizando una biblioteca externa que utiliza la CPU, puede
encontrarse con un cuello de botella de CPU porque SageMaker de datos distribuidos en paralelo utiliza la
CPU para operaciones de reducción total. Puede mejorar el tiempo de formación moviendo los pasos de
preprocesamiento a una biblioteca que utilice GPU o completando todo el procesamiento previo antes de la
formación.

Un único frente a varios nodos

Se recomienda utilizar esta biblioteca con varios nodos. La biblioteca se puede utilizar con una
configuración de un solo host y varios dispositivos (por ejemplo, una única instancia informática ML con
varias GPU); sin embargo, cuando se utilizan dos o más nodos, la operación AllReduce de la biblioteca
proporciona una mejora significativa del rendimiento. Además, en un solo host, NVLink ya contribuye a la
eficiencia AllReduce en el nodo.

Depuración de la eficiencia de escalado con el depurador

Puede utilizar Amazon SageMaker Debugger para supervisar y visualizar la utilización de CPU
y GPU, así como otras métricas de interés, durante la formación. Puede usar el depuradorreglas
integradaspara supervisar problemas de rendimiento computacional, como CPUBottleneck, LoadBalancing
y LowGPUUtilización. Puede especificar estas reglas conConfiguraciones del depuradorcuando defina un
estimador de SDK de Python de Amazon SageMaker. Si usaAWSCLI yAWSBoto3 para la formación en
SageMaker, puede habilitar el depurador como se muestra enConfigurar el depurador mediante la API de
Amazon SageMaker.

Para ver un ejemplo con Depurador en un trabajo de formación de SageMaker, puede hacer referencia a
uno de los ejemplos del bloc de notas en elEjemplos de SageMaker Notebook repositorio de GitHub. Para
obtener más información sobre el Depurador, consulteDepurador de Amazon SageMaker.
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Tamaño del Batch
En la formación distribuida, a medida que se agregan más nodos, los tamaños de lote deben aumentar
proporcionalmente. Para mejorar la velocidad de convergencia a medida que agrega más nodos a su
trabajo de formación y aumenta el tamaño global del lote, aumente la tasa de aprendizaje.

Una forma de lograrlo es mediante el uso de un calentamiento gradual de la tasa de aprendizaje en el
que la tasa de aprendizaje se incrementa de un valor pequeño a uno grande a medida que avanza el
trabajo de formación. Esta rampa evita un aumento repentino de la tasa de aprendizaje, permitiendo una
convergencia saludable al inicio del entrenamiento. Por ejemplo, puede usar una «Regla de escala lineal»
donde cada vez que el tamaño del minilote se multiplica por k, la tasa de aprendizaje también se multiplica
por k. Para obtener más información sobre esta técnica, consulte el artículo de investigación, Precise,SGD
Minibatch grande: Formación ImageNet en 1 hora, secciones 2 y 3.

Opciones personalizadas de MPI
La biblioteca paralela de datos distribuidos de SageMaker emplea la interfaz de paso de mensajes (MPI),
un estándar popular para administrar la comunicación entre nodos en un clúster de alto rendimiento, y
utiliza la biblioteca NCCL de NVIDIA para la comunicación a nivel de GPU. Cuando se utiliza la biblioteca
paralela de datos con un TensorFlow o PytorchEstimator, el contenedor respectivo configura el entorno
MPI y ejecuta elmpirunpara iniciar trabajos en los nodos del clúster.

Puede establecer operaciones MPI personalizadas utilizando la herramientacustom_mpi_optionsen
el parámetroEstimator. Cualquierampirunlas marcas pasadas en este campo se añaden
al comando mpirun y se ejecutan por Amazon SageMaker para la formación. Por ejemplo,
puede definir ladistributionde un parámetro deEstimatorusando lo siguiente para usar el
métodoNCCL_DEBUGpara imprimir la versión de NCCL al inicio del programa:

distribution = {'smdistributed':{'dataparallel':{'enabled': True, "custom_mpi_options": "-
verbose -x NCCL_DEBUG=VERSION"}}}

Preguntas frecuentes sobre la biblioteca de datos paralelos
Utilice lo siguiente para encontrar respuestas a las preguntas más frecuentes sobre la biblioteca de
paralelismo de datos de SageMaker.

Q: Cuando se utiliza la biblioteca, ¿cómo son losallreduce-soporte de instancias de CPU administradas?
¿Tengo que crear clústeres CPU-GPU heterogéneos o el servicio SageMaker crea C5 adicionales para
trabajos que usan la biblioteca?

La biblioteca utiliza las CPU disponibles con las instancias de GPU. No se inician instancias adicionales
de C5 o CPU; si su trabajo de formación de SageMaker es de 8 nodosml.p3dn.24xlargeclústeres, sólo
8ml.p3dn.24xlargese utilizan instancias. No se aprovisionan instancias adicionales. 

Q: Tengo un trabajo de entrenamiento que toma 5 días en una solaml.p3.24xlargecon un conjunto
de hiperparámetros H1 (tasa de aprendizaje, tamaño de lote, optimizador, etc.). ¿Habilitar SDP y usar un
clúster 5 veces más grande es suficiente para experimentar una aceleración de 5 veces aproximada? ¿O
tendré que volver a visitar sus hiperparámetros de formación después de habilitar SDP?

Habilitar la biblioteca cambiaría el tamaño general del lote. El nuevo tamaño general del lote se
escala linealmente con el número de instancias de formación utilizadas. Como resultado de ello, los
hiperparámetros, como la tasa de aprendizaje, deben cambiarse para garantizar la convergencia.

Q: ¿La biblioteca admite Spot?

Sí. Puede utilizar la capacitación puntual administrado. Especifique la ruta al archivo de punto de control
en el trabajo de formación de SageMaker. Habilita guardar/restaurar puntos de control en su script
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de entrenamiento como se menciona en el último paso dethe section called “Descripción general de
modificación de scripts” (p. 1863).

Q: ¿Cuál es la diferencia entre los búferes de fusión balanceados de la biblioteca y los «Cubos de
degradado» de PyTorch Distributed Data Parallel (DDP)?

La principal diferencia es que el búfer de fusión de DDP se utiliza paraAllReducey el búfer de fusión
balanceado de la biblioteca se utiliza para la sincronización del estilo del servidor de parámetros. La
biblioteca es el primer marco para fragmentar los búferes de fusión en la sincronización de degradados
basada en servidor de parámetros. 

Desde elDocumentación de PyTorch DDP: «Para mejorar la eficiencia de la comunicación,
elReducerorganiza degradados de parámetros en cubos y reduce un depósito a la vez. El tamaño del
depósito se puede configurar estableciendo la propiedadbucket_cap_mben el constructor DDP. La
asignación de gradientes de parámetros a cubos se determina en el tiempo de construcción, en función
del límite de tamaño de cucharón y los tamaños de parámetro. Los parámetros del modelo se asignan en
cubos en (aproximadamente) el orden inverso deModel.parameters()del modelo dado. La razón para
usar el orden inverso es porque DDP espera que los gradientes estén listos durante el paso hacia atrás en
aproximadamente ese orden».

Q: ¿Es la biblioteca relevante en la configuración de un solo host y varios dispositivos?

La biblioteca se puede utilizar con una configuración de un solo host y varios dispositivos. Sin embargo,
en dos o más nodos, elAllReducele ofrece una mejora significativa del rendimiento. Además, en un solo
host, NVLink ya contribuye aAllReduceEficacia.

Q: ¿Se puede usar la biblioteca con PyTorch Lightning?

No. Sin embargo, con el DDP para PyTorch de la biblioteca, puede escribir DDP personalizado para lograr
la funcionalidad.

Q: ¿Dónde se debe almacenar el conjunto de datos de formación?

El conjunto de datos de capacitación se puede almacenar en un bucket de S3 o en una unidad FSx.
Consulte estopara varios filesystem de entrada admitidos para un trabajo de formación.

Q: Cuando se utiliza la biblioteca, ¿es obligatorio tener datos de entrenamiento en FSx for Lustre? ¿Se
pueden usar EFS y S3?

Recomendamos usar FSx para reducir el tiempo necesario para iniciar el entrenamiento. No es obligatorio.

Q: ¿Se puede usar la biblioteca con nodos de CPU?

No. La biblioteca admiteml.p3.16xlarge,ml.p3dn.24xlarge, yml.p4d.24xlargeen este momento.

Q: ¿Qué frameworks y versiones de framework son compatibles actualmente con la biblioteca en el
lanzamiento?

Actualmente, la biblioteca admite PyTorch v1.6.0 o posterior y Tensorflow v2.3.0 o posterior. No es
compatible con Tensorflow 1.x. Para obtener más información sobre la versión de la biblioteca que se
empaqueta dentro deAWScontenedores de aprendizaje profundo, consulteNotas de la versión de Deep
Learning Containers.

Q: ¿La biblioteca admite AMP?

Sí, la biblioteca de paralelismo de datos distribuidos de SageMaker admite precisión mixta automática
(AMP) de forma inmediata. No se necesita ninguna acción adicional para habilitar AMP que no sean
las modificaciones a nivel de marco del script de entrenamiento. Si los degradados están en FP16, la
biblioteca de paralelismo de datos de SageMaker ejecuta suAllReduceoperación en el 16PM. Para
obtener más información acerca de cómo implementar API AMP en su script de capacitación, consulte los
siguientes recursos:
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• Marcos: PyTorchen laDocumentación de NVIDIA Deep Learning Performace
• Marcos de TensorFlowen laDocumentación de NVIDIA Deep Learning Performace
• Precisión mixta automática para aprendizaje profundoen laDocumentos para desarrolladores de NVIDIA
• Presentamos la precisión mixta automática nativa de PyTorch para una formación más rápida en GPU

NVIDIAen laPyTorch Blog
• API de precisión mixta TensorFlowen laDocumentación de TensorFlow

Solución de problemas en paralelo
Si encuentra un error, puede usar la siguiente lista para intentar solucionar problemas de su trabajo de
formación. Si el problema persiste, póngase en contacto con AWS Support.

Temas
• Consideraciones sobre el uso de datos distribuidos de SageMaker en paralelo con el depurador y

puntos de comprobación de SageMaker (p. 1876)
• Un prefijo inesperado (modelpor ejemplo) Se adjunta astate_dictclaves (parámetros de modelo) de un

Job de capacitación distribuido de PyTorch (p. 1877)

Consideraciones sobre el uso de datos distribuidos de SageMaker en paralelo
con el depurador y puntos de comprobación de SageMaker

Para supervisar los cuellos de botella del sistema, las operaciones del marco de perfiles y los tensores
de salida del modelo de depuración para trabajos de formación con datos distribuidos de SageMaker en
paralelo, utilice SageMaker Debugger.

Sin embargo, cuando utiliza SageMaker Debugger, SageMaker distribuyó datos paralelos y puntos de
comprobación de SageMaker, es posible que vea un error similar al siguiente:

SMDebug Does Not Currently Support Distributed Training Jobs With Checkpointing Enabled

Esto se debe a un error interno entre el depurador y los puntos de comprobación, que se produce al
habilitar SageMaker Distributed.

• Si habilita las tres características, SageMaker Python SDK desactiva automáticamente el
depurador pasandodebugger_hook_config=False, que equivale al siguiente marco de
trabajoestimatorEjemplo de de .

bucket=sagemaker.Session().default_bucket()
base_job_name="sagemaker-checkpoint-test"
checkpoint_in_bucket="checkpoints"

# The S3 URI to store the checkpoints
checkpoint_s3_bucket="s3://{}/{}/{}".format(bucket, base_job_name, checkpoint_in_bucket)

estimator = TensorFlow(
    ...
    
    distribution={"smdistributed": {"dataparallel": { "enabled": True }}},
    checkpoint_s3_uri=checkpoint_s3_bucket,
    checkpoint_local_path="/opt/ml/checkpoints",
    debugger_hook_config=False
)

• Si desea seguir utilizando los datos distribuidos de SageMaker en paralelo y el
depurador de SageMaker, una solución alternativa consiste en agregar manualmente
funciones de comprobación a su script de entrenamiento en lugar de especificar el
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parámetrocheckpoint_s3_uriycheckpoint_local_pathParámetros del estimador. Para obtener
más información acerca de cómo configurar la comprobación manual en un script de entrenamiento,
consulteGuardar puntos de control (p. 1900).

Un prefijo inesperado (modelpor ejemplo) Se adjunta astate_dictclaves
(parámetros de modelo) de un Job de capacitación distribuido de PyTorch

La biblioteca paralela de datos de SageMaker no altera ni antepone directamente ningún nombre de
parámetro de modelo cuando los trabajos de formación de PyTorch guardan artefactos de modelo.
La formación distribuida de PyTorch cambia los nombres en elstate_dictpara pasar por la red,
anteponiendo el prefijo. Si encuentra algún problema de error del modelo debido a los diferentes nombres
de parámetros mientras utiliza la biblioteca paralela de datos de SageMaker y el checkpoints para el
entrenamiento PyTorch, adapte el siguiente código de ejemplo para eliminar el prefijo en el paso en el que
carga los puntos de comprobación en el script de entrenamiento:

state_dict = {k.partition('model.')[2]:state_dict[k] for k in state_dict.keys()}

Esto toma cadastate_dictcomo un valor de cadena, separa la cadena en la primera aparición
de'model.', y toma el tercer elemento de la lista (con el índice 2) de la cadena particionada.

Para obtener más información sobre el problema del prefijo, consulte un hilo de discusión en¿Nombres
de parámetros de prefijo en el modelo guardado si está entrenado por Multi-GPU?en laForo de debate de
PyTorch.

Para obtener más información acerca de los métodos PyTorch para guardar y cargar modelos,
consulteGuardar y cargar modelos en dispositivosen laDocumentación de PyTorch.

Modelo distribuido de SageMaker paralelo
Important

Para utilizar nuevas funciones con una instancia de notebook existente o una aplicación Studio,
reinicie la aplicación para obtener las actualizaciones más recientes.

La biblioteca paralela de modelos distribuidos de Amazon SageMaker (la biblioteca) se puede utilizar para
formar modelos de aprendizaje profundo grandes que antes eran difíciles de entrenar debido a limitaciones
de memoria de la GPU. La biblioteca divide automáticamente y eficientemente un modelo en varias GPU
e instancias y coordina la formación de modelos, lo que le permite aumentar la precisión de predicción
mediante la creación de modelos más grandes con más parámetros.

Puede usar la biblioteca para particionar automáticamente sus cargas de trabajo TensorFlow y PyTorch
existentes en varias GPU con cambios mínimos de código. Puede acceder a la API de la biblioteca a
través del SDK de SageMaker.

Utilice las secciones siguientes para obtener más información sobre el paralelismo de modelos y la
biblioteca paralela de modelos de SageMaker. La documentación de la API de esta biblioteca se encuentra
en el SDK de Python de SageMaker enAPI de capacitación distribuida. Para ver las actualizaciones más
recientes de la biblioteca, consulte laNotas de la versión de.

Temas
• Introducción al Parallel de Modelo (p. 1878)
• Características principales de SageMaker Distributed Model Parallel (p. 1879)
• Modifique su script de entrenamiento mediante la biblioteca paralela de modelos distribuidos de

SageMaker (p. 1883)
• Ejecutar un Job de formación paralela de modelo distribuido de SageMaker (p. 1895)
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• Sugerencias y trampas de configuración paralelas del modelo distribuido de SageMaker (p. 1899)
• Solución de problemas en paralelo (p. 1900)

Introducción al Parallel de Modelo
Paralelismo de modeloses el proceso de dividir un modelo entre varios dispositivos o nodos (como
instancias equipadas con GPU) y crear una canalización eficiente para entrenar el modelo a través de
estos dispositivos para maximizar la utilización de la GPU.

Utilice las secciones de esta página para obtener más información sobre el paralelismo de modelos,
incluyendo cómo se puede utilizar para superar los problemas que surgen al entrenar modelos de ML
grandes, y consideraciones importantes al integrarlo en el script de entrenamiento ML.

¿Qué es el paralelismo modelo?

Aumentar el tamaño del modelo de aprendizaje profundo (capas y parámetros) puede resultar en una
mayor precisión, sin embargo, existe un límite para el tamaño máximo del modelo que puede caber en una
sola GPU. Al entrenar modelos de aprendizaje profundo, las limitaciones de memoria de la GPU pueden
ser un cuello de botella de las siguientes maneras:

• Pueden limitar el tamaño del modelo que entrenas. Dado que los modelos más grandes tienden a lograr
una mayor precisión, esto se traduce directamente en la precisión del modelo entrenado.

• Pueden limitar el tamaño del lote con el que entrena, lo que lleva a una menor utilización de la GPU y a
una formación más lenta.

Para superar las limitaciones asociadas con el entrenamiento de un modelo en una única GPU, puede usar
el paralelismo del modelo para distribuir y entrenar el modelo en varios dispositivos informáticos.

Consideraciones importantes al utilizar paralelismo de modelo

Cuando utilice el paralelismo del modelo, debe tener en cuenta lo siguiente:

• Cómo dividir el modelo entre dispositivos: El gráfico computacional del modelo, los tamaños de los
parámetros y las activaciones del modelo y las restricciones de recursos (por ejemplo, tiempo frente a
memoria) determinan la mejor estrategia de partición.

Para reducir el tiempo y el esfuerzo necesarios para dividir el modelo de manera eficiente, puede
utilizar las funciones de división automática de modelos que ofrece la biblioteca paralela de modelos
distribuidos de Amazon SageMaker.

• Lograr la paralelización: El entrenamiento del modelo, es decir, cálculos hacia adelante y propagación
hacia atrás, es inherentemente secuencial, donde cada operación debe esperar a que sus entradas sean
computadas por otra operación. Por esta razón, las etapas de avance y retroceso del entrenamiento
de aprendizaje profundo no son fácilmente paralelizables, y dividir ingenuamente un modelo en varias
GPU puede conducir a una mala utilización del dispositivo. Por ejemplo, una capa en la GPUi+1tiene
que esperar la salida de una capa en la GPUi, y por lo tanto GPUi+1permanece inactivo durante este
período de espera.

La biblioteca paralela de modelos puede lograr una verdadera paralelización mediante la
implementación de la ejecución en canalización mediante la construcción de un programa de cálculo
eficiente donde diferentes dispositivos pueden trabajar en pasadas hacia adelante y hacia atrás para
diferentes muestras de datos al mismo tiempo.

Para saber cómo puede usar la biblioteca para dividir de manera eficiente el modelo entre dispositivos
y mejorar la utilización de dispositivos durante el entrenamiento, consulteCaracterísticas principales de
SageMaker Distributed Model Parallel (p. 1879).
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Características principales de SageMaker Distributed Model
Parallel
El modelo paralelo distribuido de Amazon SageMaker hace que el paralelismo del modelo sea más
accesible al proporcionar una división automatizada de modelos y una programación sofisticada de
ejecución de tuberías. Los algoritmos de división del modelo pueden optimizar la velocidad o el consumo
de memoria. La biblioteca también admite particiones manuales. Cuando se utiliza la biblioteca, el
entrenamiento se ejecuta de manera canalizada sobre microlotes para maximizar el uso de la GPU.

Puede configurar estas funciones usando algunas líneas de código cuando cree su script de entrenamiento
y defina su PyTorch o Tensorflow de SageMakerEstimator. Utilice las secciones siguientes para obtener
más información acerca de estas características principales de la biblioteca.

Note

Las bibliotecas de capacitación distribuidas de SageMaker solo están disponibles a través
delAWScontenedores de aprendizaje profundo para los marcos TensorFlow, PyTorch y
HuggingFace dentro de la plataforma de formación de SageMaker. Para usar las bibliotecas,
debe usar el SDK de Python de SageMaker o las API de SageMaker a través de SDK for Python
(Boto3) oAWS Command Line Interface. A lo largo de la documentación, las instrucciones y los
ejemplos se centran en cómo usar las bibliotecas de capacitación distribuidas con el SDK de
Python de SageMaker.

División de modelos automatizada
Cuando use la biblioteca paralela de modelos de SageMaker, puede aprovechar las ventajas deDivisión
de modelos automatizadaTambién se denominaparticionamiento de modelos automatizado. La biblioteca
utiliza un algoritmo de partición que equilibra la memoria, minimiza la comunicación entre dispositivos
y optimiza el rendimiento. Puede configurar el algoritmo de partición automatizado para optimizar la
velocidad o la memoria.

También puede utilizar la división manual de modelos. Recomendamos la división automática del modelo,
a menos que esté muy familiarizado con la arquitectura del modelo y tenga una buena idea de cómo
particionar el modelo de manera eficiente.

Cómo funciona

La partición automática se produce durante el primer paso de entrenamiento, cuando elsmp.step-
decorada se llama primero. Durante esta llamada, la biblioteca construye primero una versión del modelo
en la RAM de la CPU (para evitar limitaciones de memoria de la GPU), y luego analiza el gráfico del
modelo y toma una decisión de particionamiento. En base a esta decisión, cada partición de modelo se
carga en una GPU, y solo entonces se ejecuta el primer paso. Debido a estos pasos de análisis y partición,
el primer paso de entrenamiento puede tardar más tiempo.

En cualquiera de los dos marcos, la biblioteca administra la comunicación entre dispositivos a través de su
propio back-end, que está optimizado paraAWSInfraestructura.

El diseño de partición automática se adapta a las características del marco, y la biblioteca realiza la
partición en el nivel de granularidad que es más natural en cada marco. Por ejemplo, en TensorFlow, cada
operación específica se puede asignar a un dispositivo diferente, mientras que en PyTorch, la asignación
se realiza a nivel de módulo, donde cada módulo consta de múltiples operaciones. La siguiente sección
revisa los detalles del diseño en cada marco.

División de modelos automatizada con PyTorch

Durante el primer paso de entrenamiento, la biblioteca paralela de modelos ejecuta internamente un paso
de trazado destinado a construir el gráfico del modelo y determinar las formas de tensor y parámetro.
Después de este paso de rastreo, la biblioteca construye un árbol, que consiste en elnn.Moduleen el
modelo, así como datos adicionales recopilados a partir del rastreo, como la cantidad denn.Parameters,
y el tiempo de ejecución para cadann.Module.
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A continuación, la biblioteca atraviesa este árbol desde la raíz y ejecuta un algoritmo de partición que
asigna cadann.Modulea un dispositivo, que equilibra la carga computacional (medida por el tiempo de
ejecución del módulo) y el uso de la memoria (medido por el total almacenadonn.Parametertamaño
y activaciones). Si tiene múltiplesnn.Modulescompartir el mismonn.Parameter, estos módulos se
colocan en el mismo dispositivo para evitar mantener varias versiones del mismo parámetro. Una vez
tomada la decisión de particionamiento, los módulos y pesos asignados se cargan en sus dispositivos.

División de modelos automatizada con TensorFlow

La biblioteca paralela del modelo analiza los tamaños de las variables que se pueden entrenar y la
estructura del gráfico, y utiliza internamente un algoritmo de partición de gráficos. Este algoritmo viene
con una asignación de dispositivos para cada operación, con el objetivo de minimizar la cantidad de
comunicación necesaria entre dispositivos, sujeto a dos restricciones:

• Equilibrar el número de variables almacenadas en cada dispositivo
• Equilibrar el número de operaciones ejecutadas en cada dispositivo

Si especificaspeed: paraoptimize(en los parámetros paralelos del modelo en el SDK de Python), la
biblioteca intenta equilibrar el número de operaciones ytf.Variableobjetos en cada dispositivo. De lo
contrario, intenta equilibrar el tamaño total detf.Variables.

Una vez tomada la decisión de particionamiento, la biblioteca crea una representación serializada del
subgráfico que cada dispositivo necesita ejecutar y los importa en cada dispositivo. Durante la partición,
la biblioteca coloca operaciones que consumen el mismotf.Variabley operaciones que forman parte
de la misma capa de Keras en el mismo dispositivo. También respeta las restricciones de colocación
impuestas por TensorFlow. Esto significa que, por ejemplo, si hay dos capas Keras que comparten
unatf.Variable, todas las operaciones que forman parte de estas capas se colocan en un solo
dispositivo.

Comparación de la división automatizada de modelos entre marcos

En TensorFlow, la unidad fundamental de cálculo es untf.OperationY TensorFlow representa
el modelo como un gráfico acíclico dirigido (DAG) detf.Operations, y por lo tanto modelar
particiones de biblioteca paralelas este DAG para que cada nodo vaya a un dispositivo. Lo que es
crucial,tf.Operationson lo suficientemente ricos con atributos personalizables, y son universales en el
sentido de que cada modelo está garantizado para consistir en un gráfico de tales objetos.

PyTorch, por otro lado, no tiene una noción equivalente de operación que sea suficientemente
rica y universal. La unidad de cálculo más cercana en PyTorch que tiene estas características es
unann.Module, que está en un nivel de granularidad mucho mayor, y esta es la razón por la que la
biblioteca realiza particiones en este nivel en PyTorch.

División de modelos manuales
Si desea especificar manualmente cómo se particiona el modelo entre dispositivos, puede utilizar la
división manual de modelos mediantesmp.partitionadministradores de contexto.

Para utilizar esta opción, establezcaauto_partitionDe aFalsey defina undefault_partitionen
el SDK de Python de SageMaker Cualquier operación que no se coloque explícitamente en una partición
a través desmp.partitionel administrador de contexto se ejecuta en eldefault_partition. En
este caso, la lógica de división automatizada se omite y cada operación se coloca en función de su
especificación. En función de la estructura gráfica resultante, la biblioteca paralela del modelo crea
automáticamente una programación de ejecución canalizada.

Programa de ejecución de canalización
Una característica principal de la biblioteca paralela de modelos distribuidos de SageMaker esejecución
canalizada, que determina el orden en el que se realizan los cálculos y los datos se procesan en todos
los dispositivos durante el entrenamiento del modelo. La canalización es una técnica para lograr una
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verdadera paralelización en el paralelismo del modelo, haciendo que las GPU computen simultáneamente
en diferentes muestras de datos, y para superar la pérdida de rendimiento debido a la computación
secuencial.

La canalización se basa en dividir un mini-lote en microlotes, que se introducen en la canalización de
capacitación uno por uno y siguen un programa de ejecución definido por el tiempo de ejecución de la
biblioteca. Amicrolotees un subconjunto más pequeño de un mini-lote de entrenamiento dado. El programa
de canalización determina qué microlote se ejecuta por cada dispositivo para cada intervalo de tiempo.

Por ejemplo, dependiendo de la tabla de planificación de tuberías y la partición del modelo, la GPUiPuede
realizar (hacia delante o hacia atrás) el cálculo en microlotesbmientras que la GPUi+1realiza cómputos
en microlotesb+1De este modo, mantiene activas ambas GPU al mismo tiempo. Durante una sola pasada
hacia adelante o hacia atrás, el flujo de ejecución de un solo microlote puede visitar el mismo dispositivo
varias veces, dependiendo de la decisión de partición. Por ejemplo, una operación que se encuentra
al principio del modelo podría colocarse en el mismo dispositivo que una operación al final del modelo,
mientras que las operaciones intermedias se realizan en dispositivos diferentes, lo que significa que este
dispositivo se visita dos veces.

La biblioteca ofrece dos horarios diferentes,Simpleyentrelazada, que puede configurarse mediante
lapipelineEn el SDK de Python de SageMaker En la mayoría de los casos, la canalización intercalada
puede lograr un mejor rendimiento al utilizar las GPU de manera más eficiente.

Tubería intercalada

En una tubería intercalada, la ejecución hacia atrás de los microlotes se prioriza siempre que sea posible.
Esto permite una liberación más rápida de la memoria utilizada para las activaciones, utilizando la memoria
de manera más eficiente. También permite escalar el número de microlotes más alto, reduciendo el tiempo
de inactividad de las GPU. En estado estacionario, cada dispositivo alterna entre pasadas hacia adelante y
hacia atrás. Esto significa que el paso hacia atrás de un microlote puede ejecutarse antes de que finalice el
paso adelante de otro microlote.

La figura anterior ilustra un programa de ejecución de ejemplo para la canalización intercalada sobre 2
GPU. En la figura, F0 representa el paso adelante para el microlote 0, y B1 representa el paso hacia atrás
para el microlote 1. Actualizaciónrepresenta la actualización del optimizador de los parámetros. GPU0
siempre prioriza las pasadas hacia atrás siempre que sea posible (por ejemplo, ejecuta B0 antes que F2),
lo que permite borrar la memoria utilizada para las activaciones anteriores.

Canalización sencilla

Una tubería simple, por el contrario, termina de ejecutar el pase adelante para cada microlote antes de
comenzar el paso hacia atrás. Esto significa que solo canaliza las etapas de paso hacia adelante y paso
hacia atrás dentro de sí mismas. La siguiente figura ilustra un ejemplo de cómo funciona esto, más de 2
GPU.

Ejecución de tuberías en marcos específicos

Utilice las siguientes secciones para obtener información sobre las decisiones de programación de
canalizaciones específicas del marco de trabajo, la biblioteca paralela de modelos distribuidos de
SageMaker hace para Tensorflow y PyTorch.
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Ejecución de canalizaciones con TensorFlow

La siguiente imagen es un ejemplo de un gráfico TensorFlow dividido por la biblioteca paralela de modelos,
utilizando la división automática de modelos. Cuando se divide un gráfico, cada subgráfico resultante se
replica B veces (excepto para las variables), donde B es el número de microlotes. En esta figura, cada
subgrafo se replica 2 veces (B=2). Un registroSMPInputse inserta en cada entrada de un subgráfico,
y unaSMPOutputse inserta en cada salida. Estas operaciones se comunican con el back-end de la
biblioteca para transferir tensores entre sí.

La siguiente imagen es un ejemplo de 2 subgrafos divididos con B=2 con operaciones de degradado
agregadas. El gradiente de unSMPInputop es unaSMPOutputop, y viceversa. Esto permite que los
gradientes fluyan hacia atrás durante la propagación hacia atrás.

Este GIF muestra un ejemplo de programa de ejecución de canalizaciones intercaladas con B=2 microlotes
y 2 subgrafos. Cada dispositivo ejecuta secuencialmente una de las réplicas de subgrafos para mejorar
la utilización de la GPU. A medida que B crece más, la fracción de los intervalos de tiempo inactivo pasa
a cero. Siempre que sea el momento de hacer el cálculo (hacia adelante o hacia atrás) en una réplica de
subgrafo específica, la capa de canalización envía señales al azul correspondienteSMPInputpara iniciar la
ejecución.
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Una vez que se calculan los gradientes de todos los microlotes de un solo minilote, la biblioteca combina
los gradientes a través de microlotes, que luego se pueden aplicar a los parámetros.

Ejecución de canalizaciones con PyTorch

Conceptualmente, la tubería sigue una idea similar en PyTorch. Sin embargo, dado que PyTorch no
involucra gráficos estáticos, por lo que la función PyTorch de la biblioteca paralela del modelo utiliza un
paradigma de canalización más dinámico.

Al igual que en TensorFlow, cada lote se divide en un número de microlotes, que se ejecutan uno a la
vez en cada dispositivo. Sin embargo, la programación de ejecución se gestiona a través de servidores
de ejecución iniciados en cada dispositivo. Siempre que la salida de un submódulo que se coloca en
otro dispositivo es necesaria en el dispositivo actual, se envía una solicitud de ejecución al servidor de
ejecución del dispositivo remoto junto con los tensores de entrada al submódulo. A continuación, el
servidor ejecuta este módulo con las entradas dadas y devuelve la respuesta al dispositivo actual.

Dado que el dispositivo actual está inactivo durante la ejecución remota del submódulo, la ejecución
local del microlote actual se detiene y el tiempo de ejecución de la biblioteca cambia la ejecución a otro
microlote en el que el dispositivo actual puede trabajar activamente. La priorización de los microlotes está
determinada por el programa de tuberías elegido. Para una programación de tuberías entrelazadas, los
microlotes que se encuentran en la etapa posterior del cálculo se priorizan siempre que sea posible.

Modifique su script de entrenamiento mediante la biblioteca
paralela de modelos distribuidos de SageMaker
Utilice esta sección para obtener información sobre cómo personalizar su script de formación con las
funciones y parámetros de API específicos de la biblioteca paralela del modelo distribuido de Amazon
SageMaker. Le recomendamos que utilice esta documentación junto con ladocumentación de API de
biblioteca paralela de modelos.

Los ejemplos de secuencias de comandos de formación que se proporcionan en estas secciones están
simplificados y diseñados para resaltar los cambios necesarios que debe realizar para utilizar la biblioteca.
Para ver ejemplos de bloc de notas ejecutables de extremo a extremo que demuestran cómo utilizar
un script de entrenamiento TensorFlow o PyTorch con la biblioteca paralela de modelos distribuidos de
SageMaker, consulteEjemplos del cuaderno de formación distribuido de Amazon SageMaker (p. 1902).

Temas
• Modificar un script de entrenamiento de TensorFlow (p. 1883)
• Modificar una secuencia de comandos de formación de PyTorch (p. 1889)

Modificar un script de entrenamiento de TensorFlow

Los siguientes son ejemplos de secuencias de comandos de formación que puede utilizar para configurar
la biblioteca paralela de modelos distribuidos de SageMaker con las versiones 2.3.1 y 2.4.1 de TensorFlow
con particiones automáticas y particiones manuales. Esta selección de ejemplos también incluye un
ejemplo integrado con Horovod para modelos híbridos y paralelismo de datos. Le recomendamos que
reviseCaracterísticas de Framework no compatibles (p. 1884)antes de crear un script de capacitación.

Las modificaciones necesarias que debe realizar en su script de entrenamiento para usar la biblioteca se
enumeran enTensorFlow (p. 1884).

Para obtener información sobre cómo modificar el script de entrenamiento para utilizar modelos híbridos y
paralelismo de datos con Horovod, consulteTensorFlow con Horovod (p. 1886).

Si desea utilizar particiones manuales, también reviseParticionado manual con TensorFlow (p. 1888).
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Tip

Para ver ejemplos de bloc de notas ejecutables de extremo a extremo que demuestran cómo
utilizar un script de entrenamiento de TensorFlow con la biblioteca paralela de modelos
distribuidos de SageMaker, consulteEjemplos de TensorFlow (p. 1903).

Tenga en cuenta que la partición automática está habilitada de forma predeterminada. A menos que se
especifique lo contrario, los siguientes scripts de ejemplo utilizan la función Autopartitioning.

Temas
• Características de Framework no compatibles (p. 1884)
• TensorFlow (p. 1884)
• TensorFlow con Horovod (p. 1886)
• Particionado manual con TensorFlow (p. 1888)

Características de Framework no compatibles

La biblioteca no admite las siguientes características de TensorFlow:

• tf.GradientTape()No se admite actualmente. Puede
utilizarOptimizer.get_gradients()orOptimizer.compute_gradients()en lugar de calcular
degradados.

• Latf.train.Checkpoint.restore()API no se admite actualmente. Para el control de puntos,
usesmp.CheckpointManageren su lugar, que proporciona la misma API y funcionalidad. Tenga en
cuenta que el punto de control restaura consmp.CheckpointManagerdebe tener lugar después del
primer paso.

TensorFlow

Se requieren los siguientes cambios en el script de entrenamiento para ejecutar un modelo TensorFlow
con la biblioteca paralela de modelos distribuidos de SageMaker:

1. Importe e inicialice la biblioteca consmp.init().
2. Definir el modelo de Keras heredando desmp.DistributedModelen lugar de la clase Keras Model.

Devolver las salidas del modelo desde el método de llamada de lasmp.DistributedModelObjeto.
Tenga en cuenta que cualquier tensor devuelto desde el método de llamada se transmitirá a través
de dispositivos paralelos de modelos, incurriendo en sobrecarga de comunicación, por lo que no se
deben devolver los tensores que no se necesiten fuera del método de llamada (como activaciones
intermedias).

3. Establezcadrop_remainder=Trueintf.Dataset.batch()Método de. Esto es para garantizar que
el tamaño del lote sea siempre divisible por el número de microlotes.

4. Separe las operaciones aleatorias en la canalización de datos usandosmp.dp_rank(), por
ejemplo,shuffle(ds, seed=smp.dp_rank())para garantizar la coherencia de las muestras de
datos en las GPU que contienen diferentes particiones de modelo.

5. Coloque la lógica hacia adelante y hacia atrás en una función de paso y decore con smp.step.
6. Realice el procesamiento posterior en las salidas a través de microlotes utilizandoStepOutputmétodos

como reduce_mean. Lasmp.stepdebe tener un valor de retorno que depende de la salida
desmp.DistributedModel.

7. Si hay un paso de evaluación, coloque de manera similar la lógica de avance dentro de una función
smp.step decorada y post-procese las salidas usandoStepOutputAPI.

Para obtener más información acerca de la API de biblioteca paralela de modelos distribuidos de
SageMaker, consulte laDocumentación de la API.
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import tensorflow as tf

# smdistributed: Import TF2.x API
import smdistributed.modelparallel.tensorflow as smp

# smdistributed: Initialize
smp.init()

# Download and load MNIST dataset.
(x_train, y_train), (x_test, y_test) = tf.keras.datasets.mnist.load_data(
    "MNIST-data-%d" % smp.rank()
)
x_train, x_test = x_train / 255.0, x_test / 255.0

# Add a channels dimension
x_train = x_train[..., tf.newaxis]
x_test = x_test[..., tf.newaxis]

# smdistributed: If needed, seed the shuffle with smp.dp_rank(), and drop_remainder
# in batching to make sure batch size is always divisible by number of microbatches
train_ds = (
    tf.data.Dataset.from_tensor_slices((x_train, y_train))
    .shuffle(10000, seed=smp.dp_rank())
    .batch(256, drop_remainder=True)
)

# smdistributed: Define smp.DistributedModel the same way as Keras sub-classing API 
class MyModel(smp.DistributedModel):
    def __init__(self):
        super(MyModel, self).__init__()
        # defin layers

    def call(self, x, training=None):
        # define forward pass and return the model output

model = MyModel()

loss_object = tf.keras.losses.SparseCategoricalCrossentropy(from_logits=True)
optimizer = tf.keras.optimizers.Adam()
train_accuracy = tf.keras.metrics.SparseCategoricalAccuracy(name="train_accuracy")

# smdistributed: Define smp.step. Return any tensors needed outside
@smp.step
def get_grads(images, labels):
    predictions = model(images, training=True)
    loss = loss_object(labels, predictions)

    grads = optimizer.get_gradients(loss, model.trainable_variables)
    return grads, loss, predictions

@tf.function
def train_step(images, labels):
    gradients, loss, predictions = get_grads(images, labels)

    # smdistributed: Accumulate the gradients across microbatches
    gradients = [g.accumulate() for g in gradients]
    optimizer.apply_gradients(zip(gradients, model.trainable_variables))

    # smdistributed: Merge predictions and average losses across microbatches
    train_accuracy(labels, predictions.merge())
    return loss.reduce_mean()

for epoch in range(5):
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    # Reset the metrics at the start of the next epoch
    train_accuracy.reset_states()
    for images, labels in train_ds:
        loss = train_step(images, labels)
    accuracy = train_accuracy.result()

TensorFlow con Horovod

La biblioteca paralela de modelos distribuidos de SageMaker se puede utilizar con Horovod para modelos
híbridos y paralelismo de datos. En este caso, el número total de GPU debe ser divisible por el número
de particiones. El cociente se infiere como el número de réplicas de modelo o grado de paralelismo de
datos. Por ejemplo, si se inicia un trabajo de capacitación con 8 procesos (lo que corresponde a 8 GPU),
ypartitionses 2, entonces la biblioteca aplica paralelismo de modelo de 2 vías y paralelismo de datos
de 4 vías sobre las 8 GPU.

Para acceder al rango paralelo de datos y al rango paralelo del modelo de un proceso, puede
usarsmp.dp_rank()ysmp.mp_rank(), respectivamente. Para ver todas las primitivas MPI que expone
la biblioteca, consulteConceptos básicos de MPIen la documentación de la API.

Si está utilizando Horovod, no debe llamar directamente ahvd.init. En su lugar,
establezca"horovod"De aTrueen el SDK de Python de SageMakermodelparallel, y la biblioteca
inicializa internamente Horovod. Esto se debe a que Horovod debe inicializarse en función de las
asignaciones de dispositivos de particiones de modelo, y llamar ahvd.init()directamente da lugar a
problemas.

Además, el uso dehvd.DistributedOptimizerdirectamente da como resultado un rendimiento
deficiente o se bloquea, ya que esto coloca implícitamente la operación AllReduce dentrosmp.step. La
forma recomendada de usar la biblioteca paralela de modelos con Horovod es llamando directamente
ahvd.allreducedespués de llamar aaccumulate()orreduce_mean()en los gradientes devueltos
desmp.step, como se ve en el ejemplo siguiente.

Los cuatro cambios principales necesarios en el script son:

• ADDINGhvd.allreduce
• Variables de radiodifusión después del primer lote, según lo requerido por Horovod
• Establecimiento de la"horovod"parámetro paraTrueen lamodelparalleldict en el SDK de Python
• Sembrando operaciones de barajado y/o compartimentación en la canalización de datos

consmp.dp_rank().

Para obtener más información acerca de la API de biblioteca paralela de modelos distribuidos de
SageMaker, consulte laDocumentación de la API.

import tensorflow as tf
import horovod.tensorflow as hvd

# smdistributed: Import TF2.x API 
import smdistributed.modelparallel.tensorflow as smp

# smdistributed: Initialize
smp.init()

# Download and load MNIST dataset.
(x_train, y_train), (x_test, y_test) = tf.keras.datasets.mnist.load_data(
    "MNIST-data-%d" % smp.rank()
)
x_train, x_test = x_train / 255.0, x_test / 255.0

# Add a channels dimension
x_train = x_train[..., tf.newaxis]

1886

https://sagemaker.readthedocs.io/en/stable/api/training/smp_versions/v1.2.0/smd_model_parallel_common_api.html#mpi-basics
https://sagemaker.readthedocs.io/en/stable/api/training/smd_model_parallel.html


Amazon SageMaker Developer Guide
Capacitación de modelos paralelas

x_test = x_test[..., tf.newaxis]

# smdistributed: Seed the shuffle with smp.dp_rank(), and drop_remainder
# in batching to make sure batch size is always divisible by number of microbatches
train_ds = (
    tf.data.Dataset.from_tensor_slices((x_train, y_train))
    .shuffle(10000, seed=smp.dp_rank())
    .batch(256, drop_remainder=True)
)

# smdistributed: Define smp.DistributedModel the same way as Keras sub-classing API 
class MyModel(smp.DistributedModel):
    def __init__(self):
        super(MyModel, self).__init__()
        # define layers

    def call(self, x, training=None):
        # define forward pass and return model outputs

model = MyModel()

loss_object = tf.keras.losses.SparseCategoricalCrossentropy(from_logits=True)
optimizer = tf.keras.optimizers.Adam()
train_accuracy = tf.keras.metrics.SparseCategoricalAccuracy(name="train_accuracy")

# smdistributed: Define smp.step. Return any tensors needed outside
@smp.step
def get_grads(images, labels):
    predictions = model(images, training=True)
    loss = loss_object(labels, predictions)

    grads = optimizer.get_gradients(loss, model.trainable_variables)
    return grads, loss, predictions

@tf.function
def train_step(images, labels, first_batch):
    gradients, loss, predictions = get_grads(images, labels)

    # smdistributed: Accumulate the gradients across microbatches
    # Horovod: Allreduce the accumulated gradients
    gradients = [hvd.allreduce(g.accumulate()) for g in gradients]
    optimizer.apply_gradients(zip(gradients, model.trainable_variables))

    # Horovod: Broadcast the variables after first batch 
    if first_batch:
        hvd.broadcast_variables(model.variables, root_rank=0)
        hvd.broadcast_variables(optimizer.variables(), root_rank=0)

    # smdistributed: Merge predictions across microbatches
    train_accuracy(labels, predictions.merge())
    return loss.reduce_mean()

for epoch in range(5):
    # Reset the metrics at the start of the next epoch
    train_accuracy.reset_states()

    for batch, (images, labels) in enumerate(train_ds):
        loss = train_step(images, labels, tf.constant(batch == 0))
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Particionado manual con TensorFlow

Usarsmp.partitionpara colocar operaciones en una partición específica. Cualquier operación no
colocada en cualquiersmp.partitionSe coloca en eldefault_partition. Para obtener más
información acerca de la API de biblioteca paralela de modelos distribuidos de SageMaker, consulte
laDocumentación de la API.

import tensorflow as tf

# smdistributed: Import TF2.x API.
import smdistributed.modelparallel.tensorflow as smp

# smdistributed: Initialize
smp.init()

# Download and load MNIST dataset.
(x_train, y_train), (x_test, y_test) = tf.keras.datasets.mnist.load_data(
    "MNIST-data-%d" % smp.rank()
)
x_train, x_test = x_train / 255.0, x_test / 255.0

# Add a channels dimension
x_train = x_train[..., tf.newaxis]
x_test = x_test[..., tf.newaxis]

# smdistributed: If needed, seed the shuffle with smp.dp_rank(), and drop_remainder
# in batching to make sure batch size is always divisible by number of microbatches.
train_ds = (
    tf.data.Dataset.from_tensor_slices((x_train, y_train))
    .shuffle(10000, seed=smp.dp_rank())
    .batch(256, drop_remainder=True)
)

# smdistributed: Define smp.DistributedModel the same way as Keras sub-classing API.
class MyModel(smp.DistributedModel):
    def __init__(self):
         # define layers

    def call(self, x):
        with smp.partition(0):
            x = self.layer0(x)
        with smp.partition(1):
            return self.layer1(x)

model = MyModel()

loss_object = tf.keras.losses.SparseCategoricalCrossentropy(from_logits=True)
optimizer = tf.keras.optimizers.Adam()
train_accuracy = tf.keras.metrics.SparseCategoricalAccuracy(name="train_accuracy")

# smdistributed: Define smp.step. Return any tensors needed outside
@smp.step
def get_grads(images, labels):
    predictions = model(images, training=True)
    loss = loss_object(labels, predictions)

    grads = optimizer.get_gradients(loss, model.trainable_variables)
    return grads, loss, predictions

@tf.function
def train_step(images, labels):
    gradients, loss, predictions = get_grads(images, labels)
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    # smdistributed: Accumulate the gradients across microbatches
    gradients = [g.accumulate() for g in gradients]
    optimizer.apply_gradients(zip(gradients, model.trainable_variables))

    # smdistributed: Merge predictions and average losses across microbatches
    train_accuracy(labels, predictions.merge())
    return loss.reduce_mean()

for epoch in range(5):
    # Reset the metrics at the start of the next epoch
    train_accuracy.reset_states()
    for images, labels in train_ds:
        loss = train_step(images, labels)
    accuracy = train_accuracy.result()

Modificar una secuencia de comandos de formación de PyTorch

Los siguientes son ejemplos de scripts de capacitación que puede utilizar para configurar la
biblioteca paralela de modelos de SageMaker con las versiones 1.7.1 y 1.6.0 de PyTorch, con
particiones automáticas y particiones manuales. Le recomendamos que revise laConsideraciones
importantes (p. 1889)yCaracterísticas de Framework no compatibles (p. 1891)antes de crear un script de
capacitación.

Las modificaciones necesarias que debe realizar en su script de entrenamiento para usar la biblioteca se
enumeran enPyTorch (p. 1892).

Si desea utilizar particiones manuales, también reviseParticionado manual con PyTorch (p. 1893).

Tip

Para ver ejemplos de bloc de notas ejecutables de extremo a extremo que demuestran cómo
utilizar un script de entrenamiento de TensorFlow con la biblioteca paralela de modelos
distribuidos de SageMaker, consulteEjemplos de PyTorch (p. 1903).

Tenga en cuenta que la partición automática está habilitada de forma predeterminada. A menos que se
especifique lo contrario, los siguientes scripts utilizan particiones automáticas.

Temas
• Consideraciones importantes (p. 1889)
• Características de Framework no compatibles (p. 1891)
• PyTorch (p. 1892)
• Particionado manual con PyTorch (p. 1893)

Consideraciones importantes

Cuando configure un script de entrenamiento de PyTorch utilizando la biblioteca paralela de modelos
distribuidos de SageMaker, debe tener en cuenta lo siguiente:

• Si está utilizando una técnica de optimización que se basa en normas de gradiente globales, por ejemplo
la norma de gradiente de todo el modelo, como algunas variantes del optimizador LAMB o el recorte de
gradiente global, debe reunir todas las normas en las particiones del modelo para que sean correctas.
Para ello, puede utilizar los tipos de datos básicos de comunicación de la biblioteca.

• All (Todos)torch.Tensora los métodos de reenvío de lann.Modulesen su modelo se debe utilizar
en el cálculo de la salida del módulo. En otras palabras, la biblioteca no admite el caso en el que hay
untorch.Tensora un módulo del que la salida del módulo no depende.

• El argumento de la propiedadsmp.DistributedModel.backward()debe depender
de todas las salidas del modelo. En otras palabras, no puede haber una salida
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delsmp.DistributedModel.forwardque no se utiliza en el cálculo del tensor que se alimenta en
elsmp.DistributedModel.backwardLlame a.

• Si haytorch.cuda.synchronize()en tu código, es posible que tengas que llamar
atorch.cuda.set_device(smp.local_rank())inmediatamente antes de la llamada de
sincronización. De lo contrario, se podrían crear contextos CUDA innecesarios en el dispositivo 0, que
consumirá memoria innecesariamente.

• Desde los lugares de la bibliotecann.Modulesen diferentes dispositivos, los módulos del modelo no
deben depender de ningún estado global que se modifique dentro desmp.step. Cualquier estado que
permanezca fijo durante el entrenamiento, o que se modifique fuerasmp.stepde una manera que sea
visible para todos los procesos, está permitido.

• No es necesario mover el modelo a la GPU (por ejemplo, usandomodel.to(device)) cuando se utiliza
la biblioteca. Si intenta mover el modelo a la GPU antes de que el modelo se particione (antes de la
primerasmp.step), se ignora la llamada de movimiento. La biblioteca mueve automáticamente la parte
del modelo asignada a un rango a su GPU. Una vez que comience el entrenamiento con la biblioteca,
no mueva el modelo a la CPU y lo use, ya que no tendrá parámetros correctos para los módulos no
asignados a la partición mantenida por el proceso. Si desea volver a entrenar un modelo o usarlo para
inferencia sin la biblioteca después de que fue entrenado usando la biblioteca paralela de modelos, la
forma recomendada es guardar el modelo completo usando nuestra API de checkpoints y cargarlo de
nuevo en un módulo PyTorch normal.

• Si tiene una lista de módulos tal que la salida de uno se alimenta a otro, reemplazando esa lista
connn.Sequentialpuede mejorar significativamente el rendimiento.

• La actualización de peso (optimizer.step()) debe suceder fuera desmp.stepporque es entonces
cuando todo el paso hacia atrás está hecho y los gradientes están listos. Cuando se utiliza un modelo
híbrido con modelo y paralelismo de datos, en este punto, Allreduce de gradientes también está
garantizado para terminar.

• Cuando utilice la biblioteca en combinación con el paralelismo de datos, asegúrese de que el número de
lotes en todos los rangos paralelos de datos sea el mismo para que Allreduce no cuelgue esperando un
rango que no esté participando en el paso.

• Si inicia un trabajo de formación utilizando un tipo de instancia ml.p4d (como ml.p4d.24xlarge),
debe establecer la variable del cargador de datosnum_workers=0. Por ejemplo, puede definir
suDataLoaderde la siguiente manera:

dataloader = torch.utils.data.DataLoader(
            data,
            batch_size=batch_size,
            num_workers=0,
            pin_memory=True,
            drop_last=True,
            shuffle=shuffle,
        )

• Las entradas parasmp.stepdeben ser las entradas de modelo generadas porDataLoader. Esto se
debe a quesmp.stepdivide internamente los tensores de entrada a lo largo de la dimensión del lote y
los canaliza. Esto significa que pasarDataLoadera lasmp.steppara generar las entradas del modelo
dentro no funciona.

Por ejemplo, si define unDataLoaderde la siguiente manera:

train_loader = torch.utils.data.DataLoader(dataset, batch_size=64, drop_last=True)

Debe acceder a las entradas del modelo generadas portrain_loadery pasarlos a
unsmp.stepFunción decorada. No pasetrain_loaderdirectamente alsmp.stepfunción.

def train(model, device, train_loader, optimizer):
    model.train()
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    for batch_idx, (data, target) in enumerate(train_loader):
        ...
        _, loss_mb = train_step(model, data, target)
        ...

@smp.step
def train_step(model, data, target):
    ...
    return output, loss

• Los tensores de entrada parasmp.stepdebe ser movido al dispositivo actual usando.to(), que debe
tener lugar después de latorch.cuda.set_device(local_rank())Llame a.

Por ejemplo, puede definir latrainFunción de la siguiente manera: Esta función
añadedataytargetPara el dispositivo actual mediante.to()antes de usar esos tensores de entrada
para llamar atrain_step.

def train(model, device, train_loader, optimizer):
    model.train()
    for batch_idx, (data, target) in enumerate(train_loader):
        # smdistributed: Move input tensors to the GPU ID used by the current process,
        # based on the set_device call.
        data, target = data.to(device), target.to(device)
        optimizer.zero_grad()
        # Return value, loss_mb is a StepOutput object
        _, loss_mb = train_step(model, data, target)

        # smdistributed: Average the loss across microbatches.
        loss = loss_mb.reduce_mean()

        optimizer.step()

Los tensores de entrada para estesmp.setse han movido al dispositivo actual en eltrainanterior. El
modelonoEs necesario mover al dispositivo actual. La biblioteca mueve automáticamente la parte del
modelo asignada a un rango a su GPU.

@smp.step
def train_step(model, data, target):
    output = model(data)
    loss = F.nll_loss(output, target, reduction="mean")
    model.backward(loss)
    return output, loss

Características de Framework no compatibles

Las siguientes características de PyTorch no son compatibles con la biblioteca paralela de modelos
distribuidos de SageMaker:

• Cuando se utiliza el paralelismo de datos con DDP, elDistributedDataParallelno se admite
el contenedor. La biblioteca gestiona internamente la integración con DDP, incluyendo difusión de
parámetros y gradiente Allreduce. Cuando se utiliza la biblioteca, los búferes de módulos solo se
transmiten una vez al inicio del entrenamiento. Si su modelo tiene búferes de módulo y necesita que los
búferes de módulo se sincronicen entre grupos paralelos de datos en cada paso, puede hacerlo a través
de la herramientatorch.distributed, utilizando el grupo de procesos que se puede obtener a través
desmp.get_dp_process_group().

• Para el entrenamiento de precisión mixta, elapex.ampno admite. La forma recomendada de
usar la biblioteca con precisión mixta automática es usartorch.cuda.amp, con la excepción de
usarsmp.amp.GradScaleren lugar de la implementación en la antorcha.

• torch.jit.ScriptModulesorScriptFunctionsno admitesmp.DistributedModel.

1891



Amazon SageMaker Developer Guide
Capacitación de modelos paralelas

• apex:FusedLayerNorm,FusedAdam,FusedLAMB, yFusedNovoGraddesdeapexno es compatible.
Puede utilizar las implementaciones de biblioteca de estas a través desmp.optimizersysmp.nnEn su
lugar, API.

PyTorch

Se requieren los siguientes cambios en el script de entrenamiento para ejecutar un modelo PyTorch con la
biblioteca paralela de modelos distribuidos de SageMaker:

1. Importe e inicialice la biblioteca consmp.init().
2. Envuelva el modelo consmp.DistributedModel. Tenga en cuenta que los tensores devueltos de

laforwardmétodo de lann.Modulese transmitirá a través de dispositivos paralelos de modelos,
incurriendo en sobrecarga de comunicación, por lo que no se deben devolver los tensores que no sean
necesarios fuera del método de llamada (como activaciones intermedias).

3. Envuelva el optimizador consmp.DistributedOptimizer.
4. Utilice el comando devueltoDistributedModelen lugar de un modelo de usuario.
5. Ponga la lógica hacia adelante y hacia atrás en una función de paso y decorarla consmp.step.
6. Restringir cada proceso a su propio dispositivo a través

detorch.cuda.set_device(smp.local_rank()).
7. Mueva los tensores de entrada a la GPU utilizando la herramienta.to()antes de la API

desmp.step(ver ejemplo a continuación).
8. Reemplazartorch.Tensor.backwardytorch.autograd.backwardporDistributedModel.backward.
9. Realice el procesamiento posterior en las salidas a través de microlotes utilizandoStepOutputcomo los

métodosreduce_mean.
10.Si hay un paso de evaluación, coloque de manera similar la lógica de avance dentro de unsmp.step-

decorada función y post-procesar las salidas usandoStepOutputAPI.
11.Establezcadrop_last=TrueinDataLoader. Alternativamente, omita manualmente un lote en el bucle

de entrenamiento si el tamaño del lote no es divisible por el número de microlotes.

Para obtener más información acerca de la API de biblioteca paralela de modelos distribuidos de
SageMaker, consulte laDocumentación de la API.

import torch
import torch.nn as nn
import torch.nn.functional as F
import torch.optim as optim
from torchnet.dataset import SplitDataset
from torchvision import datasets

import smdistributed.modelparallel.torch as smp

class GroupedNet(nn.Module):
    def __init__(self):
        super(GroupedNet, self).__init__()
        # define layers

    def forward(self, x):
        # define forward pass and return model outputs

# smdistributed: Define smp.step. Return any tensors needed outside.
@smp.step
def train_step(model, data, target):
    output = model(data)
    loss = F.nll_loss(output, target, reduction="mean")
    model.backward(loss)
    return output, loss
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def train(model, device, train_loader, optimizer):
    model.train()
    for batch_idx, (data, target) in enumerate(train_loader):
        # smdistributed: Move input tensors to the GPU ID used by the current process,
        # based on the set_device call.
        data, target = data.to(device), target.to(device)
        optimizer.zero_grad()
        # Return value, loss_mb is a StepOutput object
        _, loss_mb = train_step(model, data, target)

        # smdistributed: Average the loss across microbatches.
        loss = loss_mb.reduce_mean()

        optimizer.step()

# smdistributed: initialize the backend
smp.init()

# smdistributed: Set the device to the GPU ID used by the current process.
# Input tensors should be transferred to this device.
torch.cuda.set_device(smp.local_rank())
device = torch.device("cuda")

# smdistributed: Download only on a single process per instance.
# When this is not present, the file is corrupted by multiple processes trying
# to download and extract at the same time
dataset = datasets.MNIST("../data", train=True, download=False)

# smdistributed: Shard the dataset based on data-parallel ranks
if smp.dp_size() > 1:
    partitions_dict = {f"{i}": 1 / smp.dp_size() for i in range(smp.dp_size())}
    dataset = SplitDataset(dataset, partitions=partitions_dict)
    dataset.select(f"{smp.dp_rank()}")

# smdistributed: Set drop_last=True to ensure that batch size is always divisible
# by the number of microbatches
train_loader = torch.utils.data.DataLoader(dataset, batch_size=64, drop_last=True)

model = GroupedNet()
optimizer = optim.Adadelta(model.parameters(), lr=4.0)

# smdistributed: Use the DistributedModel container to provide the model
# to be partitioned across different ranks. For the rest of the script,
# the returned DistributedModel object should be used in place of
# the model provided for DistributedModel class instantiation.
model = smp.DistributedModel(model)
optimizer = smp.DistributedOptimizer(optimizer)

train(model, device, train_loader, optimizer)

Particionado manual con PyTorch

Usarsmp.partitionpara colocar módulos en dispositivos específicos. Cualquier módulo no colocado
en ningúnsmp.partitionSe coloca en eldefault_partition. Ladefault_partitiondebe
proporcionarse siauto_partitiontoma el valorFalse. Los módulos que se crean dentro de
unsmp.partitionse colocan en la partición correspondiente.

Para obtener más información acerca de la API de biblioteca paralela de modelos distribuidos de
SageMaker, consulte laDocumentación de la API.

import torch
import torch.nn as nn
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import torch.nn.functional as F
import torch.optim as optim
from torchnet.dataset import SplitDataset
from torchvision import datasets

import smdistributed.modelparallel.torch as smp

class GroupedNet(nn.Module):
    def __init__(self):
        super(GroupedNet, self).__init__()
        with smp.partition(0):
            # define child modules on device 0
        with smp.partition(1):
            # define child modules on device 1

    def forward(self, x):
        # define forward pass and return model outputs

# smdistributed: Define smp.step. Return any tensors needed outside.
@smp.step
def train_step(model, data, target):
    output = model(data)
    loss = F.nll_loss(output, target, reduction="mean")
    model.backward(loss)
    return output, loss

def train(model, device, train_loader, optimizer):
    model.train()
    for batch_idx, (data, target) in enumerate(train_loader):
        # smdistributed: Move input tensors to the GPU ID used by the current process,
        # based on the set_device call.
        data, target = data.to(device), target.to(device)
        optimizer.zero_grad()
        # Return value, loss_mb is a StepOutput object
        _, loss_mb = train_step(model, data, target)

        # smdistributed: Average the loss across microbatches.
        loss = loss_mb.reduce_mean()

        optimizer.step()

# smdistributed: initialize the backend
smp.init()

# smdistributed: Set the device to the GPU ID used by the current process.
# Input tensors should be transferred to this device.
torch.cuda.set_device(smp.local_rank())
device = torch.device("cuda")

# smdistributed: Download only on a single process per instance.
# When this is not present, the file is corrupted by multiple processes trying
# to download and extract at the same time
dataset = datasets.MNIST("../data", train=True, download=False)

# smdistributed: Shard the dataset based on data-parallel ranks
if smp.dp_size() > 1:
    partitions_dict = {f"{i}": 1 / smp.dp_size() for i in range(smp.dp_size())}
    dataset = SplitDataset(dataset, partitions=partitions_dict)
    dataset.select(f"{smp.dp_rank()}")

# smdistributed: Set drop_last=True to ensure that batch size is always divisible
# by the number of microbatches
train_loader = torch.utils.data.DataLoader(dataset, batch_size=64, drop_last=True)
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model = GroupedNet()
optimizer = optim.Adadelta(model.parameters(), lr=4.0)

# smdistributed: Use the DistributedModel container to provide the model
# to be partitioned across different ranks. For the rest of the script,
# the returned DistributedModel object should be used in place of
# the model provided for DistributedModel class instantiation.
model = smp.DistributedModel(model)
optimizer = smp.DistributedOptimizer(optimizer)

train(model, device, train_loader, optimizer)

Ejecutar un Job de formación paralela de modelo distribuido de
SageMaker
Aprenda a ejecutar un trabajo de capacitación en paralelo de modelos distribuidos utilizando el SDK
de Python de SageMaker y su script de capacitación adaptado con la biblioteca paralela de modelos
distribuidos de SageMaker.

SageMaker admite las siguientes configuraciones de entorno de formación.

1. Puede usar un contenedor TensorFlow o PyTorch preconstruido. Esta opción se recomienda para los
nuevos usuarios de la biblioteca paralela de modelos, y se muestra en el ejemploMNIST con PyTorch
1.6 y la biblioteca paralela de modelos distribuidos de Amazon SageMaker.

2. Puede ampliar contenedores prediseñados de SageMaker para gestionar requisitos funcionales
adicionales para su algoritmo o modelo que no admita la imagen de Docker de SageMaker
de prefabricada. Para ver un ejemplo de cómo puede extender un contenedor preconstruido,
consulteExtender un contenedor preconstruido.

3. Puede adaptar su propio contenedor Docker para que funcione con SageMaker usando elConjunto
de herramientas de capacitación de SageMaker. Para ver un ejemplo, consulte .Adaptar su propio
contenedor de entrenamiento.

Para las opciones 2 y 3 de la lista anterior, consulteExtender o adaptar un contenedor Docker que contiene
la biblioteca paralela de modelos distribuidos de SageMaker (p. 1897)para obtener información sobre
cómo instalar la biblioteca paralela de modelos en un contenedor Docker extendido o personalizado.

En todos los casos, inicia su trabajo usando un SDK TensorFlow o PyTorch de SageMaker
PythonEstimatorpara inicializar la biblioteca e iniciar un trabajo de capacitación. Consulte la siguiente
sección,Iniciar un Job de capacitación con el SDK de Python de SageMaker (p. 1895)para obtener más
información.

Important

Si inicia un trabajo de formación utilizando un tipo de instancia ml.p4d (como ml.p4d.24xlarge),
para obtener el mejor rendimiento, establezca los siguientes indicadores en elmpiruncomando. Si
usa una de estas banderas,debeusar el otro.

-x FI_EFA_USE_DEVICE_RDMA=1 -x FI_PROVIDER=efa

Además, si está utilizando PyTorch, debe establecer la variable del cargador de
datosnum_wokers=0. Para obtener más información sobre el requisito del cargador de datos,
consulteConsideraciones importantes (p. 1889).

Iniciar un Job de capacitación con el SDK de Python de SageMaker
El SDK de Python de SageMaker admite la formación administrada de los modelos TensorFlow
y PyTorch. Para iniciar un trabajo de formación utilizando uno de estos marcos, puede definir
unTensorFlowEstimatoro unPyTorchEstimator.
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El TensorFlow y PyTorchEstimatorcontiene un objeto.distribution, que se utiliza para habilitar
y especificar parámetros para la inicialización de la biblioteca paralela de modelos distribuidos de
SageMaker. La biblioteca utiliza internamente MPI, por lo que para utilizar el paralelismo del modelo, MPI
debe habilitarse usando la opcióndistributionparámetro.

El siguiente es un ejemplo de cómo puede iniciar un nuevo trabajo de capacitación de PyTorch con la
biblioteca.

sagemaker_session = sagemaker.session.Session(boto_session=session)

mpi_options = {
                "enabled" : True,
                "processes_per_host" : 8,
                "custom_mpi_options" : "--mca btl_vader_single_copy_mechanism none "
               }

smp_options = {
                "enabled":True,
                "parameters": {
                    "microbatches": 4,
                    "placement_strategy": "spread",
                    "pipeline": "interleaved",
                    "optimize": "speed",
                    "partitions": 2,
                    "ddp": True,
                }
            }

smd_mp_estimator = PyTorch(
          entry_point="pt_mnist.py", # Pick your train script
          source_dir='utils',
          role=role,
          instance_type='ml.p3.16xlarge',
          sagemaker_session=sagemaker_session,
          framework_version='1.6.0',
          # You must set py_version to py36
          py_version='py36',
          instance_count=1,
          distribution={
            "smdistributed": {"modelparallel": smp_options},
            "mpi": mpi_options
          },
          base_job_name="SMD-MP-demo",
      )

smd_mp_estimator.fit('s3://my_bucket/my_training_data/')

Para habilitar la biblioteca, un diccionario con las claves"mpi"y"smdistributed"debe pasarse
como eldistributionde los constructores TensorFlow y PyTorch Estimator en Python SDK. Para el
registro"mpi", se debe pasar un dict que contenga:

• "enabled":Truepara iniciar el trabajo de formación con MPI.
• "processes_per_host": especifique el número de procesos que MPI debe iniciar en cada host.

En SageMaker, un host es unInstancia Amazon EC2 ml. El SDK de Python de SageMaker mantiene
un mapeo de uno a uno entre procesos y GPU entre modelos y paralelismo de datos. Esto significa
que SageMaker programa cada proceso en una única GPU separada y ninguna GPU contiene más de
un proceso. Si está utilizando PyTorch, debe restringir cada proceso a su propio dispositivo a través
detorch.cuda.set_device(smp.local_rank()). Para obtener más información, consulte
PyTorch (p. 1892).
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Important

process_per_host debeser menor que el número de GPU por instancia y normalmente será
igual al número de GPU por instancia.

Por ejemplo, si usa una instancia con paralelismo de modelos de 4 vías y paralelismo de datos de 2 vías,
entoncesprocesses_per_hostdebe ser 2 x 4 = 8. Por lo tanto, debe elegir una instancia que tenga al
menos 8 GPU, como un ml.p3.16xlarge.

La siguiente imagen ilustra cómo el paralelismo de datos de 2 vías y el paralelismo de modelos de 4 vías
se distribuyen en 8 GPU: los modelos se dividen en 4 GPU y cada partición se agrega a 2 GPU.

• "custom_mpi_options": utilice esta tecla para pasar las opciones MPI personalizadas que pueda
necesitar. Para evitar que las advertencias de Docker contaminen sus registros de entrenamiento,
recomendamos el siguiente indicador.

--mca btl_vader_single_copy_mechanism none

Si inicia un trabajo de formación utilizando un tipo de instancia ml.p4d (como ml.p4d.24xlarge), para
obtener el mejor rendimiento, utilice los siguientes indicadores en el cuadrompirunComando de la :

-x FI_EFA_USE_DEVICE_RDMA=1 -x FI_PROVIDER=efa

Para el registro"smdistributed", se debe pasar un diccionario que tenga la única
clave"modelparallel". Uso de"modelparallel"y"dataparallel"en el mismo trabajo de
formación no es compatible.

Para el registro"modelparallel", se debe pasar un diccionario interno, lo que habilita la biblioteca
modelparallel estableciendo"enabled": True, así como un dict de"parameters"para personalizar
la biblioteca. Entre los parámetros, el"partitions", que especifica cuántas particiones de modelo se
solicitan. Para obtener más información acerca de los valores, puede utilizar enparameters, consulte
elDocumentación de API paralela de datos distribuidos de SageMaker.

Para iniciar el trabajo de formación mediante el script de entrenamiento configurado en paralelo del modelo
de SageMaker, utilice la herramientaEstimator.fit()función. Puede iniciar un trabajo de formación de
SageMaker utilizando una instancia de bloc de notas de SageMaker o localmente.

• Se recomienda utilizar una instancia de bloc de notas de SageMaker para nuevos usuarios. Para
ver un ejemplo de cómo puede iniciar un trabajo de formación con una instancia de bloc de notas de
SageMaker, consulteEjemplos del cuaderno de formación distribuido de Amazon SageMaker (p. 1902).

• Puede iniciar localmente si tienePara configurar suAWScredenciales y Región para el desarrollo.

Utilice los siguientes recursos para obtener más información sobre el uso del SDK de Python de
SageMaker con estos marcos de trabajo:

• Utilice TensorFlow con el SDK de Python de SageMaker
• Utilice PyTorch con el SDK de PyTorch de PyTorch

Extender o adaptar un contenedor Docker que contiene la biblioteca paralela de
modelos distribuidos de SageMaker

Para ampliar un contenedor preconstruido o adaptar su propio contenedor para utilizar la biblioteca
paralela de modelos distribuidos de SageMaker, debe usar una de las imágenes base de marco general de
la GPU PyTorch o TensorFlow. La biblioteca paralela del modelo distribuido se incluye en todos los CUDA
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11 (cu11x) Imágenes versionadas de TensorFlow 2.3.x y PyTorch 1.6.x y posteriores. ConsulteImágenes
de Deep Learning Containers disponiblespara ver la lista de imágenes disponibles.

Tip

Se recomienda utilizar la imagen que contiene la última versión de TensorFlow o PyTorch
para acceder a la versión más actualizada de la biblioteca paralela de modelos distribuidos de
SageMaker.

Por ejemplo, si está utilizando PyTorch 1.8.1, su Dockerfile debería contener unFROMdeclaración similar a
la siguiente:

# SageMaker PyTorch image
FROM 763104351884.dkr.ecr.us-east-1.amazonaws.com/pytorch-training:1.8.1-gpu-py36-cu111-
ubuntu18.04

# Add your dependencies here
RUN ...

ENV PATH="/opt/ml/code:${PATH}"

# this environment variable is used by the SageMaker PyTorch container to determine our
 user code directory.
ENV SAGEMAKER_SUBMIT_DIRECTORY /opt/ml/code

# /opt/ml and all subdirectories are utilized by SageMaker, use the /code subdirectory to
 store your user code.
COPY cifar10.py /opt/ml/code/cifar10.py

Además, cuando se define un PyTorch o TensorFlowestimator, debe especificar que
elentry_pointpara su script de capacitación. Esta debe ser la misma ruta identificada conENV
SAGEMAKER_SUBMIT_DIRECTORYen su archivo Dockerfile.

Debe insertar este contenedor de acoplador a Amazon Elastic Container Registry (Amazon ECR) y
utilizar el URI de imagen (image_uri) para definir un estimador. ConsulteExtender un contenedor
preconstruidoPara obtener más información, consulte.

Por ejemplo, si su Dockerfile se definió usando el bloque de código anterior y usóNombre
deyetiquetapara enviarlo a Amazon ECR, definiría un PyTorchestimatorde la siguiente manera. En
este ejemplo se presupone que ya ha definidosmp_optionsympi_options.

smd_mp_estimator = PyTorch(
          entry_point='/opt/ml/code/pt_mnist.py', # Identify
          source_dir='utils',
          role=role,
          instance_type='ml.p3.16xlarge',
          sagemaker_session=sagemaker_session,
          image_uri='aws_account_id.dkr.ecr.region.amazonaws.com/name:tag'
          instance_count=1,
          distribution={
              "smdistributed": smp_options,
              "mpi": mpi_options
          },
          base_job_name="SMD-MP-demo",
      )

smd_mp_estimator.fit('s3://my_bucket/my_training_data/')
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Sugerencias y trampas de configuración paralelas del modelo
distribuido de SageMaker
Revise los siguientes consejos y trampas antes de utilizar la biblioteca paralela de modelos distribuidos
de Amazon SageMaker. Esta lista incluye sugerencias que son aplicables a todos los marcos de trabajo.
Para obtener consejos específicos de TensorFlow y PyTorch, consulteModificar un script de entrenamiento
de TensorFlow (p. 1883)yModificar una secuencia de comandos de formación de PyTorch (p. 1889),
respectivamente.

Tamaño de Batch y número de microlotes

• La biblioteca es más eficiente cuando se aumenta el tamaño del lote. Para casos de uso en los que
el modelo encaja dentro de un solo dispositivo, pero solo se puede entrenar con un tamaño de lote
pequeño, el tamaño del lote puede y debe aumentarse después de que la biblioteca esté integrada. El
paralelismo del modelo ahorra memoria para modelos grandes, lo que le permite entrenar utilizando
tamaños de lote que anteriormente no encajaban en la memoria.

• Elegir un número de microlotes que sea demasiado pequeño o demasiado grande puede perjudicar
el rendimiento. La biblioteca ejecuta cada microlote secuencialmente en cada dispositivo, por lo
que el tamaño del microlote (tamaño del lote dividido por el número de microlotes) debe ser lo
suficientemente grande como para utilizar completamente cada GPU. Al mismo tiempo, la eficiencia de
la tubería aumenta con el número de microlotes, por lo que es importante lograr el equilibrio correcto.
Normalmente, un buen punto de partida es probar 2 o 4 microlotes, aumentando el tamaño del lote hasta
el límite de memoria y, a continuación, experimentar con tamaños de lote más grandes y números de
microlotes. A medida que aumenta el número de microlotes, los tamaños de lote más grandes podrían
ser viables si se utiliza una tubería intercalada.

• El tamaño del lote debe ser siempre divisible por el número de microlotes. Tenga en cuenta que
dependiendo del tamaño del conjunto de datos, a veces el último lote de cada época puede ser de un
tamaño más pequeño que el resto, y este lote más pequeño también debe ser divisible por el número
de microlotes. Si no lo es, puede establecerdrop_remainder=Trueen latf.Dataset.batch()(en
TensorFlow), o establezcadrop_last=TrueinDataLoader(en PyTorch), de modo que este último lote
pequeño no se use. Si utiliza una API diferente para la canalización de datos, es posible que deba omitir
manualmente el último lote siempre que no sea divisible por el número de microlotes.

Particionamiento manual

• Si utiliza particiones manuales, tenga en cuenta los parámetros que consumen varias operaciones y
módulos del modelo, como la tabla de incrustación en arquitecturas de transformadores. Los módulos
que comparten el mismo parámetro deben colocarse en el mismo dispositivo para que sean correctos.
Cuando se utiliza la partición automática, la biblioteca aplica automáticamente esta restricción.

Preparación de datos

• Si el modelo toma varias entradas, asegúrese de iniciar las operaciones aleatorias en su canalización
de datos (por ejemplo, barajar) consmp.dp_rank(). Si el conjunto de datos se está dividiendo
determinísticamente a través de dispositivos paralelos de datos, asegúrese de que el fragmento esté
indexado porsmp.dp_rank(). Esto es para asegurarse de que el orden de los datos que se ven en
todos los rangos que forman una partición de modelo es coherente.

Devolución de tensores desde SMP.DistributedModel

• Cualquier tensor que se devuelve desde elsmp.DistributedModel.call(para TensorFlow)
osmp.DistributedModel.forward(para PyTorch) se transmite a todos los demás rangos, desde el
rango que calculó ese tensor en particular. Como resultado, cualquier tensor que no sea necesario fuera
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de los métodos de llamada y reenvío (activaciones intermedias, por ejemplo) no debe devolverse, ya que
esto causa comunicación innecesaria y sobrecarga de memoria y perjudica el rendimiento.

El decorador @smp .step

• Si unsmp.steptiene un argumento tensor que no tiene una dimensión por lotes, el nombre del
argumento debe proporcionarse en elnon_split_inputscuando se llama asmp.step. Esto
impide que la biblioteca intente dividir el tensor en microlotes. Para obtener más información,
consultesmp.stepen la documentación de la API.

Solución de problemas en paralelo
Si encuentra un error, puede usar la siguiente lista para intentar solucionar problemas de su trabajo de
formación. Si el problema persiste, póngase en contacto con AWS Support.

Temas
• Consideraciones sobre el uso del depurador de SageMaker con SageMaker Distributed Model

Parallel (p. 1900)
• Guardar puntos de control (p. 1900)
• Convergencia mediante modelo paralelo y TensorFlow (p. 1902)

Consideraciones sobre el uso del depurador de SageMaker con SageMaker
Distributed Model Parallel
El depurador de SageMaker no está disponible para el modelo distribuido paralelo de SageMaker. El
depurador está habilitado de forma predeterminada para todos los trabajos de formación de SageMaker
TensorFlow y PyTorch, y es posible que vea un error similar al siguiente:

FileNotFoundError: [Errno 2] No such file or directory: '/opt/ml/checkpoints/
metadata.json.sagemaker-uploading

Para reparar este problema, deshabilite el depurador pasando dedebugger_hook_config=Falseal
crear un marcoestimatorComo se muestra en el ejemplo siguiente.

bucket=sagemaker.Session().default_bucket()
base_job_name="sagemaker-checkpoint-test"
checkpoint_in_bucket="checkpoints"

# The S3 URI to store the checkpoints
checkpoint_s3_bucket="s3://{}/{}/{}".format(bucket, base_job_name, checkpoint_in_bucket)

estimator = TensorFlow(
    ...

    distribution={"smdistributed": {"modelparallel": { "enabled": True }}},
    checkpoint_s3_uri=checkpoint_s3_bucket,
    checkpoint_local_path="/opt/ml/checkpoints",
    debugger_hook_config=False
)

Guardar puntos de control
Puede encontrar el siguiente error al guardar puntos de control de un modelo grande en SageMaker:

InternalServerError: We encountered an internal error. Please try again
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Esto podría deberse a una limitación de SageMaker al cargar el punto de control local a Amazon S3
durante el entrenamiento. Para desactivar la comprobación en SageMaker, utilice el siguiente ejemplo para
cargar explícitamente los puntos de comprobación.

Si se encuentra con el error anterior, no utilicecheckpoint_s3_uricon el SageMakerestimatorLlame
a. Mientras se guardan los puntos de comprobación para modelos más grandes, se recomienda guardar
los puntos de comprobación en un directorio personalizado y pasar los mismos a la función auxiliar
(comolocal_pathargumento).

import os

def aws_s3_sync(source, destination):
    """aws s3 sync in quiet mode and time profile"""
    import time, subprocess
    cmd = ["aws", "s3", "sync", "--quiet", source, destination]
    print(f"Syncing files from {source} to {destination}")
    start_time = time.time()
    p = subprocess.Popen(cmd, stdout=subprocess.PIPE, stderr=subprocess.PIPE)
    p.wait()
    end_time = time.time()
    print("Time Taken to Sync: ", (end_time-start_time))
    return

def sync_local_checkpoints_to_s3(local_path="/opt/ml/checkpoints",
 s3_uri=os.path.dirname(os.path.dirname(os.getenv('SM_MODULE_DIR', '')))+'/checkpoints'):
    """ sample function to sync checkpoints from local path to s3 """

    import boto3
    #check if local path exists
    if not os.path.exists(local_path):
        raise RuntimeError("Provided local path {local_path} does not exist. Please check")

    #check if s3 bucket exists
    s3 = boto3.resource('s3')
    if not s3_uri.startswith("s3://"):
        raise ValueError(f"Provided s3 uri {s3_uri} is not valid.")

    s3_bucket = s3_uri.replace('s3://','').split('/')[0]
    print(f"S3 Bucket: {s3_bucket}")
    try:
        s3.meta.client.head_bucket(Bucket=s3_bucket)
    except Exception as e:
        raise e
    aws_s3_sync(local_path, s3_uri)
    return

def sync_s3_checkpoints_to_local(local_path="/opt/ml/checkpoints",
 s3_uri=os.path.dirname(os.path.dirname(os.getenv('SM_MODULE_DIR', '')))+'/checkpoints'):
    """ sample function to sync checkpoints from s3 to local path """

    import boto3
    #try to create local path if it does not exist
    if not os.path.exists(local_path):
        print(f"Provided local path {local_path} does not exist. Creating...")
        try:
            os.makedirs(local_path)
        except Exception as e:
            raise RuntimeError(f"Failed to create {local_path}")

    #check if s3 bucket exists
    s3 = boto3.resource('s3')
    if not s3_uri.startswith("s3://"):
        raise ValueError(f"Provided s3 uri {s3_uri} is not valid.")
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    s3_bucket = s3_uri.replace('s3://','').split('/')[0]
    print(f"S3 Bucket: {s3_bucket}")
    try:
        s3.meta.client.head_bucket(Bucket=s3_bucket)
    except Exception as e:
        raise e
    aws_s3_sync(s3_uri, local_path)
    return

Uso de las funciones de ayuda:

#base_s3_uri - user input s3 uri or save to model directory (default)
#curr_host - to save checkpoints of current host
#iteration - current step/epoch during which checkpoint is saved

# save checkpoints on every node using local_rank
if smp.local_rank() == 0:
    base_s3_uri = os.path.dirname(os.path.dirname(os.getenv('SM_MODULE_DIR', '')))
    curr_host = os.environ['SM_CURRENT_HOST']
    full_s3_uri = f'{base_s3_uri}/checkpoints/{curr_host}/{iteration}'
    sync_local_checkpoints_to_s3(local_path=checkpoint_dir, s3_uri=full_s3_uri)

Convergencia mediante modelo paralelo y TensorFlow

Cuando utiliza el entrenamiento de varios nodos de SageMaker con TensorFlow y modelo distribuido
paralelo, la pérdida puede no converger como se esperaba porque el orden de los archivos de entrada de
entrenamiento puede ser diferente en cada nodo. Esto puede hacer que diferentes rangos en el mismo
grupo paralelo del modelo funcionen en diferentes archivos de entrada, causando inconsistencias. Para
evitar esto, asegúrese de que los archivos de entrada se ordenen de la misma manera en todos los rangos
antes de que se conviertan en datasets TensorFlow. Una forma de lograr esto es ordenar los nombres de
los archivos de entrada en el script de entrenamiento.

Ejemplos del cuaderno de formación distribuido de
Amazon SageMaker
Los siguientes casos prácticos y cuadernos proporcionan ejemplos de implementación de las bibliotecas
de capacitación distribuidas de SageMaker para los marcos de aprendizaje profundo soportados (PyTorch,
TensorFlow y HuggingFace) y modelos, como CNN y MasKrCNN para visión, y BERT para procesamiento
de lenguaje natural.

Estos cuadernos se proporcionan en elRepositorio de GitHub de ejemplos de SageMaker. También puede
navegar por ellos en laSitio web de ejemplos de SageMaker.

Los ejemplos se configuran para utilizarp3.16xlargepara los nodos de trabajo, pero puede
elegirml.p3dn.24xlargeorml.p4d.24xlargepara los que están optimizadas las bibliotecas de
formación distribuidas de SageMaker. Puede probar los blocs de notas utilizando un clúster de un
solo nodo; sin embargo, para ver una mejora del rendimiento como se muestra en elParámetros de
capacitación, utilice un clúster de varios nodos (dos o más). Los ejemplos llaman a la sección en la que se
modifica esta configuración.

Blogs y Casos prácticos
En los siguientes blogs se analizan casos prácticos sobre el uso de las bibliotecas de capacitación
distribuidas de SageMaker.

• Hyundai reduce el tiempo de entrenamiento del modelo ML para los modelos de conducción autónoma
con
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• Capacitación distribuida: Entrenar a BART/T5 para resumir utilizando Transformers y Amazon
SageMakeren laDocumentación de HuggingFace

Ejemplos de PyTorch
Paralelo de datos distribuidos de SageMaker

• CNN con PyTorch 1.6 y SageMaker Data Parallel
• MaskRcnn con PyTorch 1.6 y SageMaker Data Parallel
• BERT con PyTorch 1.6 y SageMaker Data Parallel

Modelo distribuido de SageMaker paralelo

• CNN con PyTorch 1.6 y modelo SageMaker paralelo
• BERT con PyTorch 1.6 y modelo SageMaker paralelo

Ejemplos de TensorFlow
Paralelo de datos distribuidos de SageMaker

• Uso de CNN con TensorFlow 2.3.1 y Data Parallel de SageMaker
• Uso de MASKRCNN con TensorFlow 2.3.1 y datos paralelos de SageMaker
• Uso de BERT con TensorFlow 2.3.1 y Paralelo de datos de SageMaker

Modelo distribuido de SageMaker paralelo

• Modelo de CNN con TensorFlow 2.3.1 y modelo paralelo de SageMaker

Ejemplos de HuggingFace
Los siguientes ejemplos de HuggingFace en SageMaker están disponibles en laRepositorio de cuadernos
HuggingFace.

Paralelo de datos distribuidos de SageMaker

• Formación paralela de datos distribuidos de HuggingFace en PyTorch en SageMaker - Respuestas de
preguntas distribuidas

• Formación paralela de datos distribuidos de HuggingFace en PyTorch en SageMaker - Resumen de
texto distribuido

• Formación paralela de datos distribuidos de HuggingFace en TensorFlow en SageMaker

Modelo distribuido de SageMaker paralelo

• HuggingFace con formación paralela de modelo distribuido de TensorFlow en SageMaker

Cómo acceder o descargar el cuaderno de capacitación
distribuido de SageMaker
Siga las instrucciones para acceder o descargar los cuadernos de ejemplo de formación distribuidos de
SageMaker.
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Opción 1: Usar una instancia de bloc de notas de SageMaker
Para utilizar los ejemplos mencionados anteriormente, le recomendamos que utilice una instancia de bloc
de notas de Amazon SageMaker. Una instancia de notebook ejecuta aplicaciones Jupyter Notebook y
JupyterServer en instancias de Amazon EC2, que están optimizadas para el aprendizaje automático. Si no
dispone de una instancia activa de bloc de notas de, siga las instrucciones que se indican enCreación de
una instancia del bloc de notas (p. 131)en la guía para desarrolladores de SageMaker para crear uno.

Una vez que haya creado una instancia, en laInstancias de portátilesDe la consola de SageMaker, haga lo
siguiente:

1. OpenJupyterLab.
2.

Seleccione el icono de ejemplos ( ) en la bandeja izquierda.
3. Explore los ejemplos deCapacitacióny busque cuadernos tituladosDatos distribuidos

paralelasorModelo distribuido Parallel.

Opción 2: Clonar el repositorio de ejemplo de SageMaker en SageMaker Studio o
en una instancia de notebook
Para descargar y utilizar los cuadernos de ejemplo mencionados anteriormente, haga lo siguiente para
clonar los repositorios de GitHub de ejemplo:

1. Abra un terminal.
2. En la línea de comandos, vaya a la carpeta de SageMaker.

$ cd SageMaker

3. Clone elRepositorio de GitHub de ejemplos de SageMaker.

git clone https://github.com/aws/amazon-sagemaker-examples.git

Note

Para descargarBloc de notas de ejemplo de HuggingFace (p. 1903), clone elRepositorio de
GitHub de cuadernos HuggingFace:

git clone https://github.com/huggingface/notebooks huggingface-notebooks

4. En la interfaz JupyterLab, navegue hasta elamazon-sagemaker-examplesfolder.
5. En el navegadortraining/distributed_training, hay carpetas para marcos, y en cada uno de

estos, hay carpetas paradata_parallelymodel_parallel. Elija el ejemplo de su elección y siga
las instrucciones para iniciar la formación distribuida con una biblioteca de capacitación distribuida de
SageMaker.

Detectar datos postentrenamiento y sesgo del
modelo

El análisis de sesgos postentrenamiento puede ayudar a revelar sesgos que podrían haber emanado
de sesgos en los datos, o de sesgos introducidos por los algoritmos de clasificación y predicción. Estos
análisis tienen en cuenta los datos, incluyendo las etiquetas, y las predicciones de un modelo. Se evalúa
el rendimiento analizando etiquetas predecidas o comparando las predicciones con los valores objetivo
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observados en los datos con respecto a grupos con atributos diferentes. Hay diferentes nociones de
equidad, cada una de las cuales requiere diferentes métricas de sesgo para medir.

Existen conceptos legales de equidad que podrían no ser fáciles de captar porque son difíciles de detectar.
Por ejemplo, el concepto estadounidense de impacto dispar que se produce cuando un grupo, denominado
faceta menos favorecidaD, experimenta un efecto adverso incluso cuando el enfoque adoptado parece
ser justo. Este tipo de sesgo puede no deberse a un modelo de aprendizaje automático, pero puede ser
detectable mediante análisis de sesgo posterior al entrenamiento.

Amazon SageMaker Clarify intenta garantizar un uso coherente de la terminología. Para obtener una
lista de términos y sus definiciones, consulteAmazon SageMaker aclara los términos de parcialidad y
equidad (p. 603).

Para obtener más información sobre las métricas de sesgo de posentrenamiento, consulteMedidas de
equidad para el Machine Learning en finanzas.

Blocs de notas de muestra
Amazon SageMaker Clarify proporciona el siguiente cuaderno de ejemplo para la detección de sesgos
posteriores al entrenamiento:

• Explicabilidad y detección de sesgos con Amazon SageMaker Clarify: utilice SageMaker Clarify para
crear un trabajo de procesamiento para detectar sesgos y explicar las predicciones del modelo con
atribuciones de función.

Se ha comprobado que este portátil se ejecuta solo en Amazon SageMaker Studio. Si necesita
instrucciones acerca de cómo abrir un bloc de notas en Amazon SageMaker Studio, consulteCrear o abrir
un cuaderno de Amazon SageMaker Studio (p. 88). Si se le pide que elija un núcleo, elijaPython 3 (ciencia
de datos).

Temas
• Medir datos postentrenamiento y sesgo del modelo (p. 1905)
• Configurar un trabajo de procesamiento de Amazon SageMaker Clarify para lograr equidad y

explicabilidad (p. 1925)
• Ejecutar trabajos de procesamiento de SageMaker Clarify para análisis de sesgos y

explicabilidad (p. 1933)
• Solucionar problemas de trabajos de procesamiento de SageMaker Clarify (p. 1937)

Medir datos postentrenamiento y sesgo del modelo
Amazon SageMaker Clarify proporciona once datos posteriores a la formación y métricas de sesgo
modelo para ayudar a cuantificar diversas concepciones de equidad. Todos estos conceptos no pueden
satisfacerse simultáneamente y la selección depende de las características específicas de los casos que
implican un posible sesgo que se esté analizando. La mayoría de estas métricas son una combinación
de los números tomados de las matrices de confusión de clasificación binaria para los diferentes grupos
demográficos. Debido a que la equidad y el sesgo pueden definirse mediante una amplia gama de
métricas, es necesario que el juicio humano comprenda y elija qué métricas son relevantes para el caso
de uso individual, y los clientes deben consultar con las partes interesadas apropiadas para determinar la
medida adecuada de equidad para su aplicación.

Utilizamos la siguiente notación para discutir las métricas de sesgo. El modelo conceptual descrito aquí es
para la clasificación binaria, donde los eventos se etiquetan como que tienen solo dos posibles resultados
en su espacio de muestra, referidos como positivos (con valor 1) y negativos (con valor 0). Este marco es
generalmente extensible a la clasificación multicategoria de una manera directa o a casos que implican
resultados valorados continuos cuando es necesario. En el caso de clasificación binaria, las etiquetas

1905

https://pages.awscloud.com/rs/112-TZM-766/images/Fairness.Measures.for.Machine.Learning.in.Finance.pdf
https://pages.awscloud.com/rs/112-TZM-766/images/Fairness.Measures.for.Machine.Learning.in.Finance.pdf
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker_processing/fairness_and_explainability/fairness_and_explainability.html


Amazon SageMaker Developer Guide
Medir datos postentrenamiento y sesgo del modelo

positivas y negativas se asignan a los resultados registrados en un conjunto de datos sin procesar para
una faceta favorecidaay para una faceta desfavorecidaD. Estas etiquetas y se conocen comoetiquetas
observadaspara distinguirlos de laetiquetas predecidasy' asignados por un modelo de aprendizaje
automático durante las etapas de entrenamiento o inferencias del ciclo de vida de ML. Estas etiquetas se
utilizan para definir las distribuciones de probabilidad Pay) y Pd(y) por sus respectivos resultados facetarios.

• etiquetas:
• y representa las n etiquetas observadas para los resultados de eventos en un conjunto de datos de

capacitación.
• y' representa las etiquetas pronosticadas para las n etiquetas observadas en el conjunto de datos por

un modelo entrenado.
• Resultados:

• Resultado positivo (con valor 1) para una muestra, como la aceptación de una solicitud.
• n(1)es el número de etiquetas observadas para resultados positivos (aceptaciones).
• n'(1)es el número de etiquetas previstas para resultados positivos (aceptaciones).

• Resultado negativo (con valor 0) para una muestra, como el rechazo de una aplicación.
• n(0)es el número de etiquetas observadas para resultados negativos (rechazos).
• n'(0)es el número de etiquetas previstas para resultados negativos (rechazos).

• Valores de facetas:
• facetaa— El valor de entidad que define un grupo demográfico que favorece el sesgo.

• naes el número de etiquetas observadas para el valor de faceta preferido: na= na
(1)+ na

(0)la suma de
las etiquetas observadas positivas y negativas para la faceta de valora.

• n'aes el número de etiquetas predecidas para el valor de faceta preferido: n'an'a
(1)+ n'a

(0)la suma
de las etiquetas de resultado previstas positivas y negativas para el valor de la facetaa. Tenga en
cuenta que n'an=a.

• facetaD— El valor de entidad que define un grupo demográfico que desfavorece el sesgo.
• ndes el número de etiquetas observadas para el valor de faceta desfavorecida: ndn=d

(1)+ nd
(0)la

suma de las etiquetas observadas positivas y negativas para el valor de facetaD.
• n'des el número de etiquetas predecidas para el valor de faceta desfavorecida: n'dn'd

(1)+ n'd
(0)la

suma de las etiquetas previstas positivas y negativas para el valor de la facetaD. Tenga en cuenta
que n'dn=d.

• distribuciones de probabilidad para los resultados de los resultados de los datos de facetas etiquetados:
• Pa(y) es la distribución de probabilidad de las etiquetas observadas para la facetaa. Para los datos

binarios etiquetados, esta distribución viene dada por la proporción del número de muestras en
facetaaetiquetado con resultados positivos al número total, Pa(y1) = na

(1)/na, y la ratio del número de
muestras con resultados negativos con respecto al número total, Pa(y0) = na

(0)/na.
• Pd(y) es la distribución de probabilidad de las etiquetas observadas para la facetaD. Para los datos

binarios etiquetados, esta distribución viene dada por el número de muestras en facetaDetiquetado
con resultados positivos al número total, Pd(y1) = nd

(1)/nd, y la ratio del número de muestras con
resultados negativos con respecto al número total, Pd(y0) = nd

(0)/nd.

La siguiente tabla contiene una hoja de trucos para obtener una guía rápida y enlaces a las métricas de
sesgo postentrenamiento.

Métricas de sesgo de posentrenamiento

métrica de sesgo de pos Descripción Pregunta de ejemplo Interpretación de
valores métricos

Diferencia en
proporciones positivas

Mide la diferencia
en la proporción
de predicciones

¿Ha habido un
desequilibrio entre los
grupos demográficos en

Rango para etiquetas
facetarias binarias
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métrica de sesgo de pos Descripción Pregunta de ejemplo Interpretación de
valores métricos

en etiquetas predecidas
(DPPL) (p. 1915)

positivas entre la faceta
favorecidaay la faceta
desfavorecidaD.

los resultados positivos
previstos que podrían
indicar un sesgo?

y multicategorias
normalizadas: [-1, +1]

Rango para etiquetas
continuas: (-∞, +∞)

Interpretación:

• Los valores positivos
indican que la faceta
favorecidaatiene una
mayor proporción de
resultados positivos
previstos.

• Los valores cercanos
a cero indican
una proporción
más igual de
resultados positivos
pronosticados entre
facetas.

• Los valores negativos
indican la faceta
desfavorecidaDtiene
una mayor proporción
de resultados
positivos previstos.

Impacto Dispar
(DI) (p. 1915)

Mide la proporción de
proporciones de las
etiquetas previstas para
la faceta favorecidaay la
faceta desfavorecidaD.

¿Ha habido un
desequilibrio entre los
grupos demográficos en
los resultados positivos
previstos que podrían
indicar un sesgo?

Rango para
etiquetas binarias,
multicategorias y
continuas normalizadas:
[0, ∞)

Interpretación:

• Los valores mayores
que 1 indican la
faceta preferidaatiene
una mayor proporción
de resultados
positivos previstos.

• Un valor de 1 indica
que tenemos paridad
demográfica.

• Los valores inferiores
a 1 indican la faceta
desfavorecidaDtiene
una mayor proporción
de resultados
positivos previstos.
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métrica de sesgo de pos Descripción Pregunta de ejemplo Interpretación de
valores métricos

Diferencia en la
aceptación condicional
(dCACC) (p. 1916)

Compara las etiquetas
observadas con las
etiquetas predecidas
por un modelo y evalúa
si es lo mismo en
todas las facetas
para los resultados
positivos previstos
(aceptaciones).

¿Hay más o menos
aceptaciones para
las solicitudes de
préstamos de lo previsto
para un grupo de edad
en comparación con
otro basado en las
calificaciones?

El rango de etiquetas
binarias, multicategorias
y continuas: (-∞, +∞).

• Los valores positivos
indican un posible
sesgo contra los
solicitantes calificados
de la faceta
desfavorecidaD.

• Los valores cercanos
a cero indican que
los solicitantes
calificados de ambas
facetas están siendo
aceptados de manera
similar.

• Los valores negativos
indican un posible
sesgo contra
los solicitantes
calificados de la
faceta favorecidaa.

Diferencia en el
rechazo condicional
(DCR) (p. 1917)

Compara las etiquetas
observadas con las
etiquetas predecidas
por un modelo y evalúa
si es lo mismo en
todas las facetas para
resultados negativos
(rechazos).

¿Hay más o menos
rechazos para
las solicitudes de
préstamos de lo previsto
para un grupo de edad
en comparación con
otro basado en las
calificaciones?

El rango de etiquetas
binarias, multicategorias
y continuas: (-∞, +∞).

• Los valores positivos
indican un posible
sesgo contra los
solicitantes calificados
de la faceta
desfavorecidaD.

• Los valores cercanos
a cero indican que
los solicitantes
calificados de ambas
facetas están siendo
rechazados de
manera similar.

• Los valores negativos
indican un posible
sesgo contra
los solicitantes
calificados de la
faceta favorecidaa.
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métrica de sesgo de pos Descripción Pregunta de ejemplo Interpretación de
valores métricos

Diferencia de
recuperación
(RD) (p. 1919)

Compara el recuerdo
del modelo para las
facetas favorecidas y
desfavorecidas.

¿Existe un sesgo
basado en la edad en
los préstamos debido
a que un modelo tiene
mayor recuperación
para un grupo de edad
en comparación con
otro?

Rango para la
clasificación binaria y
multicategoria: [-1, +1].

• Los valores
positivos sugieren
que el modelo
encuentra más de los
verdaderos positivos
para la facetaay
está sesgado en
contra de la faceta
desfavorecidaD.

• Los valores cercanos
a cero sugieren que
el modelo encuentra
aproximadamente
el mismo número de
verdaderos positivos
en ambas facetas y
no está sesgado.

• Los valores
negativos sugieren
que el modelo
encuentra más de los
verdaderos positivos
para la facetaDy está
sesgado en contra de
la faceta favorecidaa.
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métrica de sesgo de pos Descripción Pregunta de ejemplo Interpretación de
valores métricos

Diferencia en las
tasas de aceptación
(DAR) (p. 1920)

Mide la diferencia en
las relaciones entre los
resultados positivos
observados (TP) y los
positivos pronosticados
(TP + FP) entre las
facetas favorecidas y
desfavorecidas.

¿Tiene el modelo la
misma precisión a
la hora de predecir
aceptaciones de
préstamos para
solicitantes calificados
de todos los grupos de
edad?

El rango de etiquetas
binarias, multicategorias
y continuas es [-1, +1].

• Los valores positivos
indican un posible
sesgo contra la
facetaDcausada
por la aparición de
relativamente más
falsos positivos
en la faceta
desfavorecidaD.

• Los valores cercanos
a cero indican
que las etiquetas
observadas para
resultados positivos
(aceptaciones) están
siendo predecidas
con la misma
precisión para ambas
facetas por el modelo.

• Los valores negativos
indican un posible
sesgo contra la
facetaacausada
por la aparición de
relativamente más
falsos positivos en la
faceta favorecidaa.
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métrica de sesgo de pos Descripción Pregunta de ejemplo Interpretación de
valores métricos

Diferencia en las
tasas de rechazo
(DRR) (p. 1921)

Mide la diferencia en
las relaciones entre los
resultados negativos
observados (TN) y los
negativos previstos
(TN + FN) entre las
facetas desfavorecidas
y favorecidas.

¿Tiene el modelo la
misma precisión a la
hora de predecir los
rechazos de préstamos
para solicitantes no
calificados de todos los
grupos de edad?

El rango de etiquetas
binarias, multicategorias
y continuas es [-1, +1].

• Los valores positivos
indican un posible
sesgo causado
por la aparición de
relativamente más
falsos negativos en la
faceta favorecidaa.

• Los valores cercanos
a cero indican que el
modelo predice las
etiquetas observadas
para los resultados
negativos (rechazos)
con la misma
precisión para ambas
facetas.

• Los valores negativos
indican un posible
sesgo causado
por la aparición de
relativamente más
falsos negativos
en la faceta
desfavorecidaD.
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métrica de sesgo de pos Descripción Pregunta de ejemplo Interpretación de
valores métricos

Diferencia de precisión
(AD) (p. 1921)

Mide la diferencia
entre la precisión de
predicción para las
facetas favorecidas y
desfavorecidas.

¿Predice el modelo
las etiquetas con
la misma precisión
para aplicaciones
en todos los grupos
demográficos?

El rango de etiquetas
de facetas binarias y
multicategorias es [-1,
+1].

• Los valores positivos
indican que la
facetaDsufre más de
alguna combinación
de falsos positivos
(errores de tipo I)
o falsos negativos
(errores de tipo
II). Esto significa
que existe un
sesgo potencial
contra la faceta
desfavorecidaD.

• Los valores cercanos
a cero se producen
cuando la precisión
de predicción para la
facetaaes similar a la
de facetaD.

• Los valores negativos
indican que la
facetaasufre más de
alguna combinación
de falsos positivos
(errores de tipo I)
o falsos negativos
(errores de tipo II).
Esto significa que es
un sesgo contra la
faceta favorecidaa.
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métrica de sesgo de pos Descripción Pregunta de ejemplo Interpretación de
valores métricos

Igualdad de trato
(TE) (p. 1923)

Mide la diferencia
en la relación entre
falsos positivos y falsos
negativos entre las
facetas favorecidas y
desfavorecidas.

En las solicitudes
de préstamos, ¿la
relación relativa entre
falsos positivos y
falsos negativos es la
misma en todas las
demografías de edad?

El rango de etiquetas
de facetas binarias y
multicategorias: (-∞, +∞).

• Los valores positivos
se producen cuando
la relación entre
falsos positivos y
falsos negativos para
la facetaaes mayor
que la de la facetaD.

• Los valores cercanos
a cero se producen
cuando la relación
entre falsos positivos
y falsos negativos
para la facetaaes
similar a la de
facetaD.

• Los valores negativos
se producen cuando
la relación entre
falsos positivos y
falsos negativos
para la facetaaes
menor que eso para
la facetaD.

Disparidad Demográfica
Condicional en
Etiquetas Predictadas
(CDDPL) (p. 1923)

Mide la disparidad de
las etiquetas previstas
entre las facetas como
un todo, pero también
por subgrupos.

¿Algunos grupos
demográficos tienen
una proporción mayor
de rechazos por los
resultados de la solicitud
de préstamos que
su proporción de
aceptaciones?

El rango de valores
CDDPL para
resultados binarios,
multicategoriales y
continuos: [-1, +1]

• Los valores positivos
indican resultados en
los que la facetaDse
rechaza más de lo
aceptado.

• Cerca de cero
indica que no
hay disparidades
demográficas en
promedio.

• Los valores negativos
indican un resultado
en el que la facetaase
rechaza más de lo
aceptado.
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métrica de sesgo de pos Descripción Pregunta de ejemplo Interpretación de
valores métricos

Fliptest contrafáctico
(FT) (p. 1925)

Examina cada miembro
de la facetaDy evalúa si
los miembros similares
de la facetaatienen
predicciones de
modelos diferentes.

¿Es demográfico un
grupo de una edad
específica, igualado
estrechamente en todas
las características con
otro grupo de edad,
pagado en promedio
más que ese otro grupo
de edad?»

El rango de etiquetas
de facetas binarias y
multicategorias es [-1,
+1].

• Los valores positivos
se producen
cuando el número
de decisiones
contrafácticas
desfavorables
para la faceta
desfavorecidaDexcede
los favorables.

• Los valores cercanos
a cero ocurren
cuando el número
de decisiones
contrafácticas
desfavorables
y favorables se
equilibra.

• Los valores negativos
se producen
cuando el número
de decisiones
contrafácticas
desfavorables
para la faceta
desfavorecidaDes
menor que los
favorables.

Para obtener más información sobre las métricas de sesgo de posentrenamiento, consulteUna familia de
medidas de equidad para el Machine Learning en las finanzas.

más falsos negativos en la faceta desfavorecidaD.
• Diferencia en proporciones positivas en etiquetas predecidas (DPPL) (p. 1915)
• Impacto Dispar (DI) (p. 1915)
• Diferencia en la aceptación condicional (dCACC) (p. 1916)
• Diferencia en el rechazo condicional (DCR) (p. 1917)
• Diferencia de recuperación (RD) (p. 1919)
• Diferencia en las tasas de aceptación (DAR) (p. 1920)
• Diferencia en las tasas de rechazo (DRR) (p. 1921)
• Diferencia de precisión (AD) (p. 1921)
• Igualdad de trato (TE) (p. 1923)
• Disparidad Demográfica Condicional en Etiquetas Predictadas (CDDPL) (p. 1923)
• Fliptest contrafáctico (FT) (p. 1925)
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Diferencia en proporciones positivas en etiquetas predecidas
(DPPL)
La diferencia en proporciones positivas en la métrica de etiquetas predicidas (DPPL) determina si el
modelo predice los resultados de manera diferente para cada faceta. Se define como la diferencia entre
la proporción de predicciones positivas (y' = 1) para la facetaay la proporción de predicciones positivas (y'
= 1) para la facetaD. Por ejemplo, si las predicciones del modelo otorgan préstamos al 60% de un grupo
de mediana edad (facetaa) y 50% otros grupos de edad (facetaD), podría estar sesgado contra la facetaD.
En este ejemplo, debe determinar si la diferencia del 10% es importante para un caso de sesgo. Una
comparación de DPL con DPPL evalúa si el sesgo presente inicialmente en el conjunto de datos aumenta
o disminuye en las predicciones del modelo después del entrenamiento.

La fórmula para la diferencia en las proporciones de las etiquetas previstas:

        DPPL = q'a- q'd

Donde:

• q'an'a
(1)/naes la proporción prevista de facetaaque obtienen un resultado positivo de valor 1. En nuestro

ejemplo, la proporción de una faceta de mediana edad prevista para obtener un préstamo. Aquí
n'a

(1)representa el número de miembros de la facetaaque obtienen un resultado positivo predicho del
valor 1 y nael número es de miembros de la facetaa.

• q'dn'd
(1)/ndes la proporción prevista de facetaDque obtienen un resultado positivo de valor 1. En nuestro

ejemplo, una faceta de personas mayores y más jóvenes predijo que se le otorgaría un préstamo. Aquí
n'd

(1)representa el número de miembros de la facetaDque obtienen un resultado positivo predicho y ndel
número es de miembros de la facetaD.

Si DPPL está lo suficientemente cerca de 0, significa queParidad demográficaya no se ha logrado.

Para etiquetas de facetas binarias y multicategorias, los valores de DPL normalizados varían a lo largo del
intervalo [-1, 1]. Para etiquetas continuas, los valores varían a lo largo del intervalo (-∞, +∞).

• Los valores positivos de DPPL indican esa facetaatiene una mayor proporción de resultados positivos
pronosticados en comparación con la facetaD.

Esto se conoce comoSesgo positivo.
• Los valores de DPPL cerca de cero indican una proporción más igual de resultados positivos

pronosticados entre facetasayDy un valor de cero indica una paridad demográfica perfecta.
• Los valores negativos de DPPL indican esa facetaDtiene una mayor proporción de resultados positivos

pronosticados en comparación con la facetaa. Esto se conoce comoSesgo negativo.

Impacto Dispar (DI)
La diferencia en proporciones positivas en la métrica de etiquetas pronosticadas puede evaluarse en forma
de proporción.

La comparación de proporciones positivas en la métrica de etiquetas pronosticadas se puede evaluar
en forma de una relación en lugar de como una diferencia, como lo es con laDiferencia en proporciones
positivas en etiquetas predecidas (DPPL) (p. 1915). La métrica de impacto dispar (DI) se define como
la relación entre la proporción de predicciones positivas (y' = 1) para la facetaasobre la proporción de
predicciones positivas (y' = 1) para la facetaD. Por ejemplo, si las predicciones del modelo otorgan
préstamos al 60% de un grupo de mediana edad (facetaa) y 50% otros grupos de edad (facetaD), luego DI
= .5/.6 = 0.8, lo que indica un sesgo positivo y un impacto adverso en la facetaD.
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La fórmula para la relación de proporciones de las etiquetas previstas:

        DI = q'd/qa

Donde:

• q'an'a
(1)/naes la proporción prevista de facetaaque obtienen un resultado positivo de valor 1. En nuestro

ejemplo, la proporción de una faceta de mediana edad prevista para obtener un préstamo. Aquí
n'a

(1)representa el número de miembros de la facetaaque obtienen un resultado positivo predicho y nael
número es de miembros de la facetaa.

• q'dn'd
(1)/ndes la proporción prevista de facetaDa que obtienen un resultado positivo de valor 1. En nuestro

ejemplo, una faceta de personas mayores y más jóvenes predijo que se le otorgaría un préstamo. Aquí
n'd

(1)representa el número de miembros de la facetaDque obtienen un resultado positivo predicho y ndel
número es de miembros de la facetaD.

Para etiquetas binarias, multicategorias y continuas, los valores DI varían a lo largo del intervalo [0, ∞).

• Los valores inferiores a 1 indican que la facetaatiene una mayor proporción de resultados positivos
pronosticados que la facetaD. Esto se conoce comoSesgo positivo.

• Un valor de 1 indica paridad demográfica.
• Los valores mayores que 1 indican esa facetaDtiene una mayor proporción de resultados positivos

pronosticados que la facetaa. Esto se conoce comoSesgo negativo.

Diferencia en la aceptación condicional (dCACC)
Esta métrica compara las etiquetas observadas con las etiquetas predecidas por el modelo y evalúa si
es lo mismo en todas las facetas para resultados positivos previstos. Esta métrica se acerca a imitar el
sesgo humano, ya que cuantifica cuántos resultados positivos predijo un modelo (etiquetas y') para una
cierta faceta en comparación con lo observado en el conjunto de datos de entrenamiento (etiquetas y). Por
ejemplo, si hubiera más aceptaciones (un resultado positivo) para las solicitudes de préstamos para un
grupo de mediana edad (facetaa) de lo previsto por el modelo basado en calificaciones en comparación
con la faceta que contiene otros grupos de edad (facetaD), esto podría indicar un posible sesgo en la forma
en que se aprobaron los préstamos.

La fórmula para la diferencia en la aceptación condicional:

        dCACC = ca- cd

Donde:

• ca= na
(1)/n'a

(1)es la relación entre el número observado de resultados positivos del valor 1 (aceptaciones)
de la facetaaal número previsto de resultados positivos (aceptaciones) para la facetaa.

• cd= nd
(1)/n'd

(1)es la relación entre el número observado de resultados positivos del valor 1 (aceptaciones)
de la facetaDal número previsto de resultados positivos (aceptaciones) previstos para la facetaD.

La métrica dCACC puede capturar sesgos positivos y negativos que revelan un trato preferencial basado
en las calificaciones. Considere los siguientes casos de sesgo basado en la edad en las aceptaciones de
préstamos.

Ejemplo 1: Sesgo positivo

Supongamos que tenemos un conjunto de datos de 100 personas de mediana edad (facetaa) y 50
personas de otros grupos de edad (facetaD) que solicitaron préstamos, donde el modelo recomendó que
60 de facetaay 30 de la facetaDrecibir préstamos. Por lo tanto, las proporciones previstas son imparciales
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con respecto a la métrica DPPL, pero las etiquetas observadas muestran que 70 de la facetaay 20 de
facetaDse concedieron préstamos. En otras palabras, el modelo otorgó préstamos a 17% más de la faceta
de mediana edad que las etiquetas observadas en los datos de formación sugeridos (70/60 = 1,17) y
concedió préstamos a 33% menos de otros grupos de edad que las etiquetas observadas sugeridas (20/30
= 0,67). El cálculo del valor dCACC cuantifica esta diferencia entre +17% y -33%. El cálculo del valor
dCACC da lo siguiente:

        dCACC = 70/60 - 20/30 = 1/2

Ejemplo 2: Sesgo negativo

Supongamos que tenemos un conjunto de datos de 100 personas de mediana edad (facetaa) y 50
personas de otros grupos de edad (facetaD) que solicitaron préstamos, donde el modelo recomendó que
60 de facetaay 30 de facetaDrecibir préstamos. Por lo tanto, las proporciones previstas son imparciales
con respecto a la métrica DPPL, pero las etiquetas observadas muestran que 50 de la facetaay 40 de
facetaDse concedieron préstamos. En otras palabras, el modelo concedió préstamos a 17% menos de
la faceta de mediana edad que las etiquetas observadas en los datos de formación sugeridos (50/60 =
0,83), y concedió préstamos a 33% más de otros grupos de edad que las etiquetas observadas sugeridas
(40/30 = 1,33). El cálculo del valor dCACC cuantifica esta diferencia entre -17% y +33%. El cálculo del
valor dCACC da lo siguiente:

        dCACC = 50/60 - 40/30 = -1/2

Tenga en cuenta que puede usar dCACC para ayudarle a detectar sesgos potenciales (no intencionales)
por parte de los humanos que supervisan las predicciones del modelo en una configuración humana en el
bucle. Supongamos, por ejemplo, que las predicciones 'por el modelo fueron imparciales, pero la decisión
final es tomada por un humano (posiblemente con acceso a características adicionales) que puede alterar
las predicciones del modelo para generar una versión nueva y final de y'. El procesamiento adicional por
parte del humano puede negar involuntariamente préstamos a un número desproporcionado de una faceta.
DCACC puede ayudar a detectar tales sesgos potenciales.

El rango de valores para las diferencias en la aceptación condicional de etiquetas binarias, multicategorias
y continuas es (-∞, +∞).

• Los valores positivos se producen cuando la relación entre el número observado de aceptaciones en
comparación con las aceptaciones previstas para la facetaaes mayor que la misma relación para la
facetaD. Estos valores indican un posible sesgo contra los solicitantes calificados de facetaD. Cuanto
mayor sea la diferencia de las relaciones, más extremo es el sesgo aparente.

• Los valores cercanos a cero ocurren cuando la relación entre el número observado de aceptaciones en
comparación con las aceptaciones previstas para la facetaaes el similar a la relación para la facetaD.
Estos valores indican que las tasas de aceptación previstas son coherentes con los valores observados
en los datos etiquetados y que los solicitantes calificados de ambas facetas están siendo aceptados de
manera similar.

• Los valores negativos se producen cuando la relación entre el número observado de aceptaciones en
comparación con las aceptaciones previstas para la facetaaes menor que esa relación para la facetaD.
Estos valores indican un posible sesgo contra los solicitantes calificados de facetaa. Cuanto más
negativa sea la diferencia en las relaciones, más extrema es el sesgo aparente.

Diferencia en el rechazo condicional (DCR)
Esta métrica compara las etiquetas observadas con las etiquetas predecidas por el modelo y evalúa si
es lo mismo en todas las facetas para resultados negativos (rechazos). Esta métrica se acerca a imitar
el sesgo humano, ya que cuantifica cuántos más resultados negativos concedió un modelo (etiquetas
pronosticadas y') a una cierta faceta en comparación con lo sugerido por las etiquetas en el conjunto
de datos de entrenamiento (etiquetas observadas y). Por ejemplo, si hubo más rechazos (un resultado
negativo) para las solicitudes de préstamo para un grupo de mediana edad (facetaa) de lo previsto por
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el modelo basado en calificaciones en comparación con la faceta que contiene otros grupos de edad
(facetaD), esto podría indicar un posible sesgo en la forma en que se rechazaron los préstamos.

La fórmula para la diferencia en la aceptación condicional:

        RCR = rd- ra

Donde:

• rd= nd
(0)/n'd

(0)es la relación entre el número observado de resultados negativos del valor 1 (rechazos) de
la facetaDal número previsto de resultados negativos (rechazos) para la facetaD.

• ra= na
(0)/n'a

(0)es la relación entre el número observado de resultados negativos del valor 0 (rechazos) de
la facetaaal número previsto de resultado negativo del valor 0 (rechazos) para la facetaa.

La métrica DCR puede capturar sesgos positivos y negativos que revelan un trato preferencial basado
en las calificaciones. Considere los siguientes casos de sesgo basado en la edad en los rechazos de
préstamos.

Ejemplo 1: Sesgo positivo

Supongamos que tenemos un conjunto de datos de 100 personas de mediana edad (facetaa) y 50
personas de otros grupos de edad (facetaD) que solicitaron préstamos, donde el modelo recomendó que
60 de facetaay 30 de facetaDser rechazado por préstamos. Por lo tanto, las proporciones previstas no
están sesgadas por la métrica DPPL, pero las etiquetas observadas muestran que 50 de la facetaay 40 de
facetaDfueron rechazados. En otras palabras, el modelo rechazó préstamos por 17% menos de la faceta
de mediana edad que las etiquetas observadas en los datos de formación sugeridos (50/60 = 0,83), y
rechazó préstamos por 33% más de otros grupos de edad que las etiquetas observadas sugeridas (40/30
= 1,33). El cálculo del valor DCR cuantifica esta diferencia entre -17% y +33%.

        DCR = 40/30 - 50/60 = 1/2

Ejemplo 2: Sesgo negativo

Supongamos que tenemos un conjunto de datos de 100 personas de mediana edad (facetaa) y 50
personas de otros grupos de edad (facetaD) que solicitaron préstamos, donde el modelo recomendó que
60 de facetaay 30 de facetaDser rechazado por préstamos. Por lo tanto, las proporciones previstas no
están sesgadas por la métrica DPPL, pero las etiquetas observadas muestran que 70 de la facetaay 20 de
facetaDfueron rechazados. En otras palabras, el modelo rechazó préstamos por 17% más de la faceta de
mediana edad que las etiquetas observadas en los datos de formación sugeridos (70/60 = 1,17), y rechazó
préstamos por 33% menos de otros grupos de edad que las etiquetas observadas sugeridas (20/30 =
0,67). El cálculo del valor DCR cuantifica esta diferencia entre 17% y -33%.

        DCR = 20/30 - 70/60 = -1/2

El rango de valores para las diferencias en el rechazo condicional para las etiquetas binarias,
multicategorias y continuas es (-∞, +∞).

• Los valores positivos se producen cuando la relación entre el número observado de rechazos en
comparación con los rechazos previstos para la facetaDes mayor que esa relación para la facetaa. Estos
valores indican un posible sesgo contra los solicitantes calificados de facetaD. Cuanto mayor sea el valor
de la métrica DCR, más extremo será el sesgo aparente.

• Los valores cercanos a cero ocurren cuando la relación entre el número observado de rechazos en
comparación con las aceptaciones previstas para la facetaaes el similar a la relación para la facetaD.
Estos valores indican que las tasas de rechazo previstas son consistentes con los valores observados
en los datos etiquetados y que los solicitantes calificados de ambas facetas están siendo rechazados de
manera similar.

• Los valores negativos se producen cuando la relación entre el número observado de rechazos en
comparación con los rechazos previstos para la facetaDes menor que esa faceta de relacióna. Estos
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valores indican un posible sesgo contra los solicitantes calificados de facetaa. Cuanto mayor sea la
magnitud de la métrica DCR negativa, más extrema será el sesgo aparente.

Diferencia de recuperación (RD)
La métrica de diferencia de recuperación (RD) es la diferencia en la recuperación del modelo entre la
faceta favorecidaafaceta desfavorecidaD. Cualquier diferencia en estos recordatorios es una posible forma
de sesgo. Recordar es la tasa positiva verdadera (TPR), que mide la frecuencia con la que el modelo
predice correctamente los casos que deben recibir un resultado positivo. Recordar es perfecto para una
faceta si todos los casos y = 1 se pronostican correctamente como y'=1 para esa faceta. La recuperación
es mayor cuando el modelo minimiza los falsos negativos conocidos como error de tipo II. Por ejemplo,
¿cuántas de las personas en dos grupos diferentes (facetasayD) que deben calificar para préstamos son
detectados correctamente por el modelo? Si la tasa de retirada es alta para los préstamos a facetaa, pero
bajo para los préstamos a la facetaD, la diferencia proporciona una medida de este sesgo frente al grupo
que pertenece a la facetaD.

La fórmula para la diferencia en las tasas de recuperación de facetasayD:

        RD = TPa/(TPa+ FNa) - TPd/(TPd+ FNd) = TPRa- TPRd

Donde:

• TPason los verdaderos positivos pronosticados para la facetaa.
• FNason los falsos negativos previstos para la facetaa.
• TPdson los verdaderos positivos pronosticados para la facetaD.
• FNdson los falsos negativos previstos para la facetaD.
• TPRa= TPa/(TPa+ FNa) es la retirada de facetaa. o su verdadera tasa positiva.
• TPRdTPd/(TPd+ FNd) es la retirada de facetaD. o su verdadera tasa positiva.

Por ejemplo, fíjese en las siguientes matrices de confusión para facetasayD.

Matriz de confusión para la faceta favorecida a

Predicciones de clase a Resultado real 0 Resultado efectivo 1 Total

0 20 5 25

1 10 65 75

Total 30 70 100

Matriz de confusión para la faceta desfavorecida d

Predicciones de la clase
d

Resultado real 0 Resultado real 1 Total

0 18 7 25

1 5 20 25

Total 23 27 50

El valor de la diferencia de recuperación es RD = 65/70 - 20/27 = 0.93 - 0.74 = 0.19, lo que indica un sesgo
contra la facetaD.
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El rango de valores para la diferencia de recuperación entre facetasayDpara la clasificación binaria y
multicategoria es [-1, +1]. Esta métrica no está disponible para el caso de etiquetas continuas.

• Los valores positivos se obtienen cuando hay mayor recuperación de facetaaque en facetasD. Esto
sugiere que el modelo encuentra más de los verdaderos positivos para la facetaaque en facetasD, que
es una forma de sesgo.

• Los valores cercanos a cero indican que la recuperación de facetas que se comparan es similar. Esto
sugiere que el modelo encuentra aproximadamente el mismo número de verdaderos positivos en ambas
facetas y no está sesgado.

• Los valores negativos se obtienen cuando hay mayor recuperación de facetaDque en facetasa. Esto
sugiere que el modelo encuentra más de los verdaderos positivos para la facetaDque en facetasa, que
es una forma de sesgo.

Diferencia en las tasas de aceptación (DAR)
La métrica de diferencia en las tasas de aceptación (DAR) es la diferencia en las relaciones entre las
predicciones positivas verdaderas (TP) y los positivos observados (TP + FP) para las facetasayD. Esta
métrica mide la diferencia en la precisión del modelo para predecir aceptaciones de estas dos facetas.
La precisión mide la fracción de candidatos calificados del grupo de candidatos calificados identificados
como tales por el modelo. Si la precisión del modelo para predecir solicitantes calificados diverge entre las
facetas, este es un sesgo y su magnitud se mide por el DAR.

La fórmula para la diferencia en las tasas de aceptación entre las facetasayD:

        DAR = TPa/(TPa+ FPSa) - TPd/(TPd+ FPSd)

Donde:

• TPason los verdaderos positivos pronosticados para la facetaa.
• FPSason los falsos positivos previstos para la facetaa.
• TPdson los verdaderos positivos pronosticados para la facetaD.
• FPSdson los falsos positivos previstos para la facetaD.

Por ejemplo, supongamos que el modelo acepta 70 solicitantes de mediana edad (facetaa) para un
préstamo (etiquetas positivas previstas) de los cuales sólo 35 son realmente aceptadas (etiquetas positivas
observadas). Supongamos también que el modelo acepta 100 solicitantes de otras edades demográficas
(facetaD) para un préstamo (etiquetas positivas previstas) de los cuales sólo 40 son realmente aceptadas
(etiquetas positivas observadas). Luego DAR = 35/70 - 40/100 = 0,10, lo que indica un posible sesgo
contra personas calificadas del segundo grupo de edad (facetaD).

El rango de valores para DAR para etiquetas binarias, multicategorias y continuas es [-1, +1].

• Los valores positivos se producen cuando la relación entre los positivos previstos (aceptaciones) y los
resultados positivos observados (solicitantes calificados) para la facetaaes mayor que la misma relación
para la facetaD. Estos valores indican un posible sesgo contra la faceta desfavorecidaDcausada por la
aparición de relativamente más falsos positivos en la facetaD. Cuanto mayor sea la diferencia en las
relaciones, más extremo será el sesgo aparente.

• Los valores cercanos a cero ocurren cuando la relación entre los positivos previstos (aceptaciones) y
los resultados positivos observados (solicitantes calificados) para las facetasayDtienen valores similares
que indican las etiquetas observadas para resultados positivos que el modelo predice con la misma
precisión.

• Los valores negativos se producen cuando la relación entre los positivos previstos (aceptaciones) y
los resultados positivos observados (solicitantes calificados) para la facetaDes más grande que la
faceta de relacióna. Estos valores indican un posible sesgo contra la faceta favorecidaacausada por la
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aparición de relativamente más falsos positivos en la facetaa. Cuanto más negativa sea la diferencia en
las relaciones, más extrema es el sesgo aparente.

Diferencia en las tasas de rechazo (DRR)
La diferencia en las tasas de rechazo (DRR) métrica es la diferencia en las relaciones entre las
predicciones negativas verdaderas (TN) y los negativos observados (TN + FN) para las facetasayD. Esta
métrica mide la diferencia en la precisión del modelo para predecir rechazos de estas dos facetas. La
precisión mide la fracción de candidatos no calificados del grupo de candidatos no calificados identificados
como tales por el modelo. Si la precisión del modelo para predecir solicitantes no calificados diverge entre
las facetas, este es un sesgo y su magnitud se mide mediante el DRR.

La fórmula para la diferencia en las tasas de rechazo entre las facetasayD:

        DRR = TNd/(TNd+ FNd) - TNa/(TNa+ FNa)

Donde:

• TNdson los verdaderos negativos previstos para la facetaD.
• FNdson los falsos negativos previstos para la facetaD.
• TPason los verdaderos negativos previstos para la facetaa.
• FNason los falsos negativos previstos para la facetaa.

Por ejemplo, supongamos que el modelo rechaza 100 solicitantes de mediana edad (facetaa) para
un préstamo (etiquetas negativas previstas) de los cuales 80 son realmente no calificados (etiquetas
negativas observadas). Supongamos también que el modelo acepta 50 solicitantes de otras edades
demográficas (facetaD) para un préstamo (etiquetas negativas previstas) de los cuales sólo 40 son
realmente no calificados (etiquetas negativas observadas). Luego DRR = 40/50 - 80/100 = 0, por lo que no
se indica sesgo.

El rango de valores para DRR para etiquetas binarias, multicategorias y continuas es [-1, +1].

• Los valores positivos se producen cuando la relación entre los negativos previstos (rechazos) y los
resultados negativos observados (solicitantes no calificados) para la facetaDes mayor que la misma
relación para la facetaa. Estos valores indican un posible sesgo contra la faceta favorecidaacausada por
la aparición de relativamente más falsos negativos en la facetaa. Cuanto mayor sea la diferencia en las
relaciones, más extremo será el sesgo aparente.

• Los valores cercanos a cero ocurren cuando la relación entre los negativos previstos (rechazos) y
los resultados negativos observados (solicitantes no calificados) para las facetasayDtienen valores
similares, lo que indica que las etiquetas observadas para resultados negativos están siendo predecidas
con la misma precisión por el modelo.

• Los valores negativos se producen cuando la relación entre los negativos previstos (rechazos) y los
resultados negativos observados (solicitantes no calificados) para la facetaaes más grande que la faceta
de relaciónD. Estos valores indican un posible sesgo contra la faceta desfavorecidaDcausada por la
aparición de relativamente más falsos positivos en la facetaD. Cuanto más negativa sea la diferencia en
las relaciones, más extrema es el sesgo aparente.

Diferencia de precisión (AD)
La métrica de diferencia de precisión (AD) es la diferencia entre la precisión de predicción para diferentes
facetas. Esta métrica determina si la clasificación por el modelo es más precisa para una faceta que para
la otra. AD indica si una faceta incurre en una proporción mayor de errores de tipo I y tipo II. Pero no puede
diferenciar entre errores de tipo I y tipo II. Por ejemplo, el modelo puede tener la misma precisión para
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diferentes datos demográficos de edad, pero los errores pueden ser en su mayoría falsos positivos (errores
de tipo I) para un grupo basado en la edad y, en su mayoría, falsos negativos (errores de tipo II) para el
otro.

Además, si las aprobaciones de préstamos se hacen con mucha mayor precisión para una población de
mediana edad (facetaa) que para otro grupo demográfico basado en la edad (facetaD), o bien a una mayor
proporción de solicitantes calificados del segundo grupo se les deniega un préstamo (FN) o a una mayor
proporción de solicitantes no calificados de ese grupo se les deniega un préstamo (FP) o a ambos. Esto
puede dar lugar a injusticia dentro del grupo para el segundo grupo, incluso si la proporción de préstamos
concedidos es casi la misma para ambos grupos basados en la edad, lo que se indica mediante un valor
DPPL cercano a cero.

La fórmula para la métrica AD es la diferencia entre la precisión de predicción para la facetaa, ACCa,
menos que para facetaD, ACCd:

        ANUNCIO = ACCa- ACCd

Donde:

• ACCa= (TPa+ TNa)/(TPa+ TNa+ FPSa+ FNa)
• TPason los verdaderos positivos pronosticados para la facetaa
• TNason los verdaderos negativos previstos para la facetaa
• FPSason los falsos positivos previstos para la facetaa
• FNason los falsos negativos previstos para la facetaa

• ACCd= (TPd+ TNd)/(TPd+ TNd+ FPSd+ FNd)
• TPdson los verdaderos positivos pronosticados para la facetaD
• TNdson los verdaderos negativos previstos para la facetaD
• FPSdson los falsos positivos previstos para la facetaD
• FNdson los falsos negativos previstos para la facetaD

Por ejemplo, supongamos que un modelo aprueba préstamos a 70 solicitantes de facetaade 100 y rechazó
los otros 30. 10 no debería haber sido ofrecido el préstamo (FPa) y 60 fueron aprobados que deberían
haber sido (TPa). 20 de los rechazos deberían haber sido aprobados (FNa) y 10 fueron rechazados
correctamente (TNa). La precisión de facetasaes el siguiente:

        ACCa= (60 + 10)/(60 + 10 + 20 + 10) = 0,7

A continuación, supongamos que un modelo aprueba préstamos a 50 solicitantes de facetaDde 100
y rechazó los otros 50. 10 no debería haber sido ofrecido el préstamo (FPa) y 40 fueron aprobados
que deberían haber sido (TPa). 40 de los rechazos deberían haber sido aprobados (FNa) y 10 fueron
rechazados correctamente (TNa). La precisión de facetasase determina de la siguiente manera:

        ACCd= (40 + 10)/(40 + 10 + 40 + 10) = 0.5

La diferencia de precisión es, por tanto, AD = ACCa- ACCd= 0,7 - 0,5 = 0,2. Esto indica que hay un sesgo
contra la facetaDya que la métrica es positiva.

El rango de valores para AD para etiquetas de facetas binarias y multicategorias es [-1, +1].

• Los valores positivos se producen cuando la precisión de predicción para la facetaaes mayor que la de
la facetaD. Significa que esa facetaDsufre más de alguna combinación de falsos positivos (errores de
tipo I) o falsos negativos (errores de tipo II). Esto significa que existe un sesgo potencial contra la faceta
desfavorecidaD.

• Los valores cercanos a cero se producen cuando la precisión de predicción para la facetaaes similar a la
de facetaD.
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• Los valores negativos se producen cuando la precisión de predicción para la facetaDes mayor que la de
la facetaat. Significa que esa facetaasufre más de alguna combinación de falsos positivos (errores de
tipo I) o falsos negativos (errores de tipo II). Esto significa que es un sesgo contra la faceta favorecidaa.

Igualdad de trato (TE)
La igualdad de tratamiento (TE) es la diferencia en la relación entre falsos positivos y falsos negativos
entre facetasayD. La idea principal de esta métrica es evaluar si, incluso si la precisión entre grupos es
la misma, ¿es el caso de que los errores son más perjudiciales para un grupo que para otro? La tasa de
error proviene del total de falsos positivos y falsos negativos, pero el desglose de estos dos puede ser muy
diferente en todas las facetas. TE mide si los errores están compensando de manera similar o diferente en
todas las facetas.

La fórmula para la igualdad de tratamiento:

        TE = FPa/FNa- FPd/FNd

Donde:

• FPSason los falsos positivos previstos para la facetaa.
• FNason los falsos negativos previstos para la facetaa.
• FPSdson los falsos positivos previstos para la facetaD.
• FNdson los falsos negativos previstos para la facetaD.

Tenga en cuenta que la métrica se vuelve sin límites si FNao FNdes cero.

Por ejemplo, suponga que hay 100 solicitantes de préstamos de facetaay 50 de facetaD. Para facetaa,
8 fueron negados erróneamente un préstamo (FNa) y otros 6 fueron aprobados erróneamente (FPa).
Las predicciones restantes eran verdaderas, por lo que TPa+ TNa= 86. Para facetaD, 5 fueron negados
erróneamente (FNd) y 2 fueron aprobados erróneamente (FPd). Las predicciones restantes eran
verdaderas, por lo que TPd+ TNd= 43. La relación entre falsos positivos y falsos negativos es igual a 6/8 =
0,75 para facetaay 2/5 = 0,40 para la facetaD. Por lo tanto TE = 0.75 - 0.40 = 0.35, aunque ambas facetas
tienen la misma precisión:

        ACCa= (86)/(68+ 8 + 6) = 0,86

        ACCd= (43)/(43 + 5 + 2) = 0,86

El rango de valores para las diferencias en el rechazo condicional de las etiquetas de facetas binarias
y multicategorias es (-∞, +∞). La métrica TE no está definida para etiquetas continuas. La interpretación
de esta métrica depende de la importancia relativa de los falsos positivos (error de tipo I) y los falsos
negativos (error de tipo II).

• Los valores positivos se producen cuando la relación entre falsos positivos y falsos negativos para la
facetaaes mayor que la de la facetaD.

• Los valores cercanos a cero se producen cuando la relación entre falsos positivos y falsos negativos
para la facetaaes similar a la de facetaD.

• Los valores negativos se producen cuando la relación entre falsos positivos y falsos negativos para la
facetaaes menor que eso para la facetaD.

Disparidad Demográfica Condicional en Etiquetas Predictadas
(CDDPL)
La métrica de disparidad demográfica (DDPL) determina si la facetaDtiene una proporción mayor de las
etiquetas rechazadas previstas que de las etiquetas aceptadas previstas. Permite comparar la diferencia
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en la proporción de rechazo previsto y la proporción de aceptación prevista entre facetas. Esta métrica es
exactamente la misma que la métrica de CDD de preentrenamiento, excepto que se calcula a partir de las
etiquetas previstas en lugar de las observadas. Esta métrica se encuentra en el rango (-1, +1).

La fórmula para las predicciones de disparidad demográfica para etiquetas de facetaDes el siguiente:

        DDPLdn'd
(0)/n(0)- n'd

(1)/n(1)= Pd
R(y'0) - Pd

A(y'1)

Donde:

• n'(0)n'a
(0)+ n'd

(0)es el número de etiquetas rechazadas previstas para las facetasayD.
• n'(1)n'a

(1)+ n'd
(1)es el número de etiquetas aceptadas previstas para las facetasayD.

• Pd
R(y'0) es la proporción de etiquetas rechazadas previstas (valor 0) en la facetaD.

• Pd
A(y'1) es la proporción de etiquetas aceptadas previstas (valor 1) en la facetaD.

Se necesita una métrica de disparidad demográfica condicional en etiquetas predicidas (CDDPL) que
condiciona DDPL en atributos que definen un estrato de subgrupos en el conjunto de datos para descartar
la paradoja de Simpson. El reagrupamiento puede proporcionar información sobre la causa de las
disparidades demográficas aparentes para las facetas menos favorecidas. El caso clásico se planteó en
el caso de las admisiones de Berkeley, en el que los hombres eran aceptados a una tasa general superior
a la de las mujeres. Sin embargo, cuando se examinaron los subgrupos departamentales, se demostró
que las mujeres tenían tasas de admisión más altas que los hombres por departamento. La explicación es
que las mujeres han presentado solicitudes a departamentos con tasas de aceptación más bajas que los
hombres. El examen de las tasas de aceptación de los subgrupos reveló que en realidad las mujeres eran
aceptadas a una tasa superior a la de los hombres en los departamentos con tasas de aceptación más
bajas.

La métrica CDDPL proporciona una sola medida para todas las disparidades encontradas en los
subgrupos definidos por un atributo de un conjunto de datos al promediarlos. Se define como el promedio
ponderado de las disparidades demográficas en las etiquetas previstas (DDPLi) para cada uno de los
subgrupos, con la disparidad de cada subgrupo ponderada en proporción al número de observaciones en
contiene. La fórmula para la disparidad demográfica condicional en las etiquetas previstas es la siguiente:

        CDDPL = (1/n)*∑ini *DDPLi

Donde:

• ∑ini= n es el número total de observaciones y nies el número de observaciones para cada subgrupo.
• DDPLin'i

(0)/n(0)- n'i
(1)/n(1)= Pi

R(y'0) - Pi
A(y'1) es la disparidad demográfica en las etiquetas previstas para el

subgrupo.

Por lo tanto, la disparidad demográfica para un subgrupo en las etiquetas previstas (DDPLi) son la
diferencia entre la proporción de etiquetas rechazadas pronosticadas y la proporción de etiquetas
aceptadas previstas para cada subgrupo.

El rango de valores DDPL para los resultados binarios, multicategoriales y continuos es [-1, +1].

• +1: cuando no hay etiquetas de rechazo previsibles para la facetaao subgrupo y no hay aceptaciones
previstas para la facetaDo subgrupo.

• Los valores positivos indican que existe una disparidad demográfica en las etiquetas previsibles como
facetaDo subgrupo tiene una proporción mayor de las etiquetas rechazadas previstas que de las
etiquetas aceptadas previstas. Cuanto mayor sea el valor, mayor será la disparidad.

• Los valores cercanos a cero indican que no hay disparidades demográficas en promedio.
• Los valores negativos indican que existe una disparidad demográfica en las etiquetas pronosticadas

como facetaao subgrupo tiene una proporción mayor de las etiquetas rechazadas previstas que de las
etiquetas aceptadas previstas. Cuanto menor sea el valor, mayor será la disparidad.
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• -1: cuando no hay solapas de rechazo predicho para facetaDo subgrupo y no hay aceptaciones previstas
para la facetaao subgrupo.

Fliptest contrafáctico (FT)
El más alto es un enfoque que mira a cada miembro de la facetaDy evalúa si los miembros similares de
la facetaatienen predicciones de modelos diferentes. Los miembros de la facetaason elegidos para ser
k vecinos más cercanos de la observación de la facetaD. Evaluamos cuántos vecinos más cercanos del
grupo opuesto reciben una predicción diferente, donde la predicción invertida puede pasar de positivo a
negativo y viceversa.

La fórmula para la prueba contrafáctica es la diferencia en la cardinalidad de dos conjuntos dividida por el
número de miembros de la facetaD:

        FT = (F+- F-/nd

Donde:

• F+= es el número de faceta desfavorecidaDmiembros con un resultado desfavorable cuyos vecinos más
cercanos en faceta favorecidaarecibió un resultado favorable.

• F-= es el número de faceta desfavorecidaDmiembros con un resultado favorable cuyos vecinos más
cercanos en faceta favorecidaarecibió un resultado desfavorable.

• ndes el tamaño de muestra de la facetaD.

El rango de valores para la prueba contrafáctica para etiquetas de facetas binarias y multicategorias es [-1,
+1]. Para etiquetas continuas, establecemos un umbral para contraer las etiquetas a binarias.

• Los valores positivos se producen cuando el número de decisiones contrafácticas desfavorables para la
faceta desfavorecidaDexcede los favorables.

• Los valores cercanos a cero ocurren cuando el número de decisiones contrafácticas desfavorables y
favorables se equilibra.

• Los valores negativos se producen cuando el número de decisiones contrafácticas desfavorables para la
faceta desfavorecidaDes menor que los favorables.

Configurar un trabajo de procesamiento de Amazon
SageMaker Clarify para lograr equidad y explicabilidad
En este tema se describe cómo configurar un trabajo de procesamiento de Amazon SageMaker Clarify
capaz de calcular métricas de sesgo y atribuciones de características para mayor explicabilidad. Se
implementa utilizando una imagen de contenedor especializada de SageMaker Clarify. Se proporcionan
instrucciones para localizar y descargar una de estas imágenes de contenedor. Se esboza una breve
descripción general de cómo funciona SageMaker Clarify. Se describen los parámetros necesarios
para configurar el trabajo de procesamiento y el tipo de análisis. Se describen los requisitos previos
y se proporcionan algunos consejos sobre los recursos informáticos consumidos por el trabajo de
procesamiento de SageMaker Clarify.

Temas
• Prerequisites (p. 1926)
• Introducción a un contenedor SageMaker Clarify (p. 1926)
• Cómo funciona (p. 1927)
• Configurar los parámetros de entrada y salida de un contenedor de Job de procesamiento (p. 1928)
• Configurar el análisis (p. 1929)
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Prerequisites
Antes de comenzar, debe cumplir los siguientes requisitos previos:

• Debe proporcionar un dataset de entrada como archivos tabulares en formato CSV o JSONLines. El
dataset de entrada debe incluir una columna de etiqueta para el análisis de sesgo. El conjunto de datos
debe prepararse para el aprendizaje automático con cualquier preprocesamiento necesario, como la
limpieza de datos o la ingeniería de características, ya completado.

• Debe proporcionar un artefacto modelo que admita el formato de archivo CSV o JSONLines como una
de sus entradas de tipo de contenido. Para las métricas de sesgo postentrenamiento y la explicabilidad,
usamos el conjunto de datos para hacer inferencias con el artefacto del modelo. Cada fila menos la
columna de etiqueta debe estar lista para ser utilizada como carga útil para inferencias.

• Al crear trabajos de procesamiento con la imagen de contenedor de SageMaker, necesita lo siguiente:
• El aislamiento de red debe estar deshabilitado para el trabajo de procesamiento.
• Si el modelo se encuentra en una VPC, el trabajo de procesamiento debe estar en la misma VPC que

el modelo.
• El usuario/rol de IAM de la persona que llama debe tener permisos para las API

de SageMaker. Le recomendamos que utilice el“arn:aws:iam::aws:policy/
AmazonSageMakerFullAccess”política administrada.

Introducción a un contenedor SageMaker Clarify
Amazon SageMaker proporciona imágenes prediseñadas de contenedor de SageMaker Clarify que
incluyen las bibliotecas y otras dependencias necesarias para calcular las métricas de sesgo y las
atribuciones de características para mayor explicabilidad. Esta imagen se ha habilitado para ejecutar
SageMakerProcesar datos (p. 708)En su cuenta.

Los URI de imagen para los contenedores tienen la siguiente forma:

<ACCOUNT_ID>.dkr.ecr.<REGION_NAME>.amazonaws.com/sagemaker-clarify-processing:1.0

Por ejemplo:

205585389593.dkr.ecr.us-east-1.amazonaws.com/sagemaker-clarify-processing:1.0

En la siguiente tabla se enumeran las direcciones deAWSRegión .

Imágenes de Docker para trabajos de procesamiento de clarificación

Región Dirección de imagen

us-east-1 205585389593.dkr.ecr.us-east-1.amazonaws.com/sagemaker-clarify-
procesamiento:1.0

us-east-2 211330385671.dkr.ecr.us-east-2.amazonaws.com/sagemaker-clarify-
procesamiento:1.0

us-west-1 740489534195.dkr.ecr.us-west-1.amazonaws.com/sagemaker-clarify-
procesamiento:1.0

us-west-2 306415355426.dkr.ecr.us-west-2.amazonaws.com/sagemaker-clarify-
procesamiento:1.0

ap-east-1 098760798382.dkr.ecr.ap-east-1.amazonaws.com/sagemaker-clarify-
procesamiento:1.0
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Región Dirección de imagen

ap-south-1 452307495513.dkr.ecr.ap-sur-1.amazonaws.com/sagemaker-clarify-
procesamiento:1.0

ap-northeast-2 263625296855.dkr.ecr.ap-northeast-2.amazonaws.com/sagemaker-clarify-
procesamiento:1.0

ap-southeast-1 834264404009.dkr.ecr.ap-southeast-1.amazonaws.com/sagemaker-clarify-
procesamiento:1.0

ap-southeast-2 007051062584.dkr.ecr.ap-southeast-2.amazonaws.com/sagemaker-
clarificación:1.0

ap-northeast-1 377024640650.dkr.ecr.ap-northeast-1.amazonaws.com/sagemaker-clarify-
procesamiento:1.0

ca-central-1 675030665977.dkr.ecr.ca-central-1.amazonaws.com/sagemaker-clarify-
procesamiento:1.0

eu-central-1 017069133835.dkr.ecr.eu-central-1.amazonaws.com/sagemaker-clarify-
procesamiento:1.0

eu-west-1 131013547314.dkr.ecr.eu-west-1.amazonaws.com/sagemaker-clarify-
procesamiento:1.0

eu-west-2 440796970383.dkr.ecr.eu-west-2.amazonaws.com/sagemaker-clarify-
procesamiento:1.0

eu-west-3 341593696636.dkr.ecr.eu-west-3.amazonaws.com/sagemaker-clarify-
procesamiento:1.0

eu-north-1 763603941244.dkr.ecr.eu-north1.amazonaws.com/sagemaker-clarify-
procesamiento:1.0

me-south-1 835444307964.dkr.ecr.me-sur-1.amazonaws.com/sagemaker-clarify-
procesamiento:1.0

sa-east-1 520018980103.dkr.ecr.sa-east-1.amazonaws.com/sagemaker-clarify-
procesamiento:1.0

af-south-1 811786498.dkr.ecr.af-sur-1.amazonaws.com/sagemaker-clarify-
procesamiento:1.0

eu-south-1 638885417683.dkr.ecr.eu-sur-1.amazonaws.com/sagemaker-clarify-
procesamiento:1.0

cn-north-1 122526803553.dkr.ecr.cn-north1.amazonaws.com.cn/sagemaker-
clarificación:1.0

cn-northwest-1 122578899357.dkr.ecr.cn-northwest-1.amazonaws.com/sagemaker-clarify-
procesamiento:1.0

Cómo funciona
Un trabajo de procesamiento de SageMaker utilizó el contenedor SageMaker Clarify en varias etapas del
ciclo de vida del flujo de trabajo de aprendizaje automático. Puede utilizar el contenedor SageMaker Clarify
con sus conjuntos de datos y modelos para calcular los siguientes tipos de análisis:
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• métricas de sesgo de preentrenamiento
• métricas de sesgo de posentrenamiento
• Valores SHAP para explicabilidad

Puede controlar cuáles de estos análisis se calculan al configurar el trabajo de procesamiento. Para las
métricas de sesgo de preentrenamiento, debe proporcionar el conjunto de datos. Puede calcular las
métricas de sesgo postentrenamiento y la explicabilidad después de que el modelo haya sido entrenado
proporcionando el conjunto de datos y el nombre del modelo. Debe configurar los parámetros necesarios
en forma de archivo de configuración JSON y proporcionar esto como una entrada para el trabajo de
procesamiento.

Una vez finalizado el trabajo de procesamiento, el resultado de los análisis se guarda en la ubicación de
salida especificada en el campoProcessingOutputdel trabajo de procesamiento. A continuación, puede
descargarlo desde allí y ver las salidas o puede ver los resultados en Studio si ha ejecutado un cuaderno
allí.

Para calcular las métricas de sesgo postentrenamiento y los valores de SHAP, el cálculo necesita obtener
inferencias para el nombre del modelo proporcionado. Para lograr esto, el trabajo de procesamiento
crea un extremo efímero con el nombre del modelo, conocido comoPunto final de sombra. El trabajo de
procesamiento elimina el punto final de sombra una vez completados los cálculos.

A grandes rasgos, el trabajo de procesamiento completa los siguientes pasos:

1. Validar entradas y parámetros.
2. Cree el punto final de sombra.
3. Calcular métricas de sesgo previo al entrenamiento.
4. Calcule las métricas de sesgos posteriores al entrenamiento.
5. Calcular atribuciones de entidades locales y globales.
6. Elimina el punto de enlace de sombra.
7. Genere archivos de salida.

Configurar los parámetros de entrada y salida de un contenedor
de Job de procesamiento
El Job de procesamiento requiere que especifique los siguientes parámetros de entrada: archivos de
dataset con nombre de entrada"dataset"como objeto o prefijo S3, y un archivo de configuración de
análisis con nombre de entrada"analysis_config"como un objeto de S3. El trabajo también requiere
un parámetro de salida: la ubicación de salida como prefijo S3.

Puede crear y ejecutar un trabajo de procesamiento con SageMakerCreateProcessingJobUso de la
APIAWSSDK o CLI oSDK de Python de SageMaker.

Usando SageMaker Python SDK, cree unProcessorusando el URI de imagen de contenedor SageMaker
Clarify:

from sagemaker import clarify
clarify_processor = clarify.SageMakerClarifyProcessor(role=role,
                         instance_count=1,
                         instance_type='ml.c5.xlarge',
                         max_runtime_in_seconds=1200,
                         volume_size_in_gb=100)

A continuación, también debe proporcionar los parámetros de entrada y salida para
elSageMakerClarifyProcessor. Si proporciona el"dataset_uri", la entrada del conjunto de datos
es opcional.
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    dataset_path = "s3://my_bucket/my_folder/train.csv"
    analysis_config_path = "s3://my_bucket/my_folder/analysis_config.json"
    analysis_result_path = "s3://my_bucket/my_folder/output"
    
    analysis_config_input = ProcessingInput(
                        input_name="analysis_config",
                        source=analysis_config_path,
                        destination="/opt/ml/processing/input/config",
                        s3_data_type="S3Prefix",
                        s3_input_mode="File",
                        s3_compression_type="None")
    dataset_input = ProcessingInput(
                        input_name="dataset",
                        source=dataset_path,
                        destination="/opt/ml/processing/input/data",
                        s3_data_type="S3Prefix",
                        s3_input_mode="File",
                        s3_compression_type="None")
    analysis_result_output = ProcessingOutput(
                        source="/opt/ml/processing/output",
                        destination=analysis_result_path,
                        output_name="analysis_result",
                        s3_upload_mode="EndOfJob")            

Configurar el análisis
Los parámetros para la configuración del análisis deben proporcionarse en un archivo JSON denominado
«analysis_config.json». La ruta debe proporcionarse en elProcessingInputllamado «analysis_config».
A continuación se proporcionan ejemplos de archivos de configuración de análisis. En este archivo de
configuración de JSON, especifique los siguientes parámetros:

• "version"— (Opcional) Versión de esquema del archivo de configuración. Si no se proporciona, se
utiliza la última versión compatible.

• "dataset_type"— Formato del conjunto de datos. Los valores válidos son"text/csv"para CSV
y"application/jsonlines"para Líneas de JSON.

• "dataset_uri"— (Opcional) URI de prefijo/objeto S3 del conjunto de datos (si no se da
comoProcessingInput). Si se trata de un prefijo, el trabajo de procesamiento recopila recursivamente
todos los archivos S3 bajo el prefijo.

• "headers"— (Opcional) Una lista de nombres de columna en el dataset. Si el archivo
dedataset_typees"application/jsonlines"y"label", entonces el último encabezado será el
encabezado de la columna de etiqueta.

• "label"— (Opcional) Atributo de destino para el modelo que se va a utilizarmétricas de
biasespecificado como nombre de columna o índice si el formato del dataset es CSV o como JSONPath
si el formato del dataset es JSONLines.

• "probability_threshold"— (Opcional) Un valor flotante que indica el umbral para seleccionar la
etiqueta binaria en el caso de la clasificación binaria. El valor predeterminado es 0,5.

• "features"— (Opcional) JSONPath para localizar las columnas de entidad para las métricas de sesgo
si el formato del dataset es JSONLines.

• "label_values_or_threshold"— (Opcional) Lista de valores de etiqueta o umbral para indicar el
resultado positivo utilizado para las métricas de sesgo.

• "facet"— (Opcional) Una lista de entidades que son atributos sensibles, denominados facetas, que se
utilizarán para las métricas de sesgo en forma de pares para incluir lo siguiente:
• "name_or_index"— Nombre o índice de columna de faceta.
• "value_or_threshold"— (Opcional) Lista de valores o umbral que puede tomar la columna de

faceta que indica el grupo sensible, es decir, el grupo que se utiliza para medir el sesgo. Si no se
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proporciona, las métricas de sesgo se calculan como un grupo frente a todas para cada valor único. Si
la columna de faceta es numérica, este valor de umbral se aplica como límite inferior para seleccionar
el grupo sensible.

• "group_variable"— (Opcional) Nombre de columna o índice para indicar la variable de grupo que se
va a utilizar para elMétrica de bias Disparidad demográfica condicional.

• "methods"— Una lista de métodos y sus parámetros para los análisis e informes. Si se omite alguna
sección, entonces no se calcula.
• "pre_training_bias"— (Opcional) Sección sobre las métricas de sesgo de preentrenamiento.

• "methods"— Una lista de las métricas de preentrenamiento que se van a calcular.
• "post_training_bias"— (Opcional) Sección sobre las métricas de sesgo postentrenamiento.

• "methods"— Una lista de las métricas de postentrenamiento que se van a calcular.
• "shap"— (Opcional) Sección sobre cálculo de valores SHAP.

• "baseline"— Una lista de filas (al menos una) o URI de objeto S3 que se utilizará como el dataset
de línea base (también conocido como dataset de fondo) en el algoritmo SHAP del núcleo. El
formato debe ser el mismo que el formato del dataset. Cada fila debe contener solo las columnas/
valores de entidad y omitir la columna o valores de etiqueta

• "num_samples"— Número de muestras que se van a utilizar en el algoritmo Kernel SHAP. Este
número determina el tamaño del dataset sintético generado para calcular los valores SHAP.

• "agg_method"— Método de agregación para valores SHAP globales. Los valores válidos son los
siguientes:
• "mean_abs"— Media de los valores SHAP absolutos para todas las instancias.
• "median"— Media de los valores SHAP para todas las instancias.
• "mean_sq"— Media de los valores SHAP cuadrados para todas las instancias.

• "use_logit"— (Opcional) Valor booleano para indicar si la función logit se va a aplicar a las
predicciones del modelo. El valor predeterminado es «false». Si «use_logit» es"true"entonces los
valores SHAP tienen unidades log-odds.

• "save_local_shap_values"— (Opcional) Valor booleano para indicar si los valores SHAP
locales se van a guardar en la ubicación de salida. El valor predeterminado es false.

• "predictor"— (Opcional) Sección sobre parámetros del modelo, necesaria
si"shap"y"post_training_bias"Las secciones están presentes.
• "model_name"— Nombre del modelo (creado porCreateModelAPI con modo contenedor

comoSingleModel.
• "instance_type"— Tipo de instancia para el punto final de sombra.
• "initial_instance_count"— Recuento de instancias para el punto final de sombra.
• "content_type"— (Opcional) El formato de entrada del modelo que se va a utilizar para

obtener inferencias con el punto final de sombra. Los valores válidos son"text/csv"para CSV
y"application/jsonlines". El valor predeterminado es el mismo que el formato del dataset.

• "accept_type"— (Opcional) El modelosalidaque se utilizará para obtener inferencias con el punto
final de sombra. Los valores válidos son"text/csv"para CSV y"application/jsonlines". El
valor predeterminado es el mismo quecontent_type.

• "label"— (Opcional) Ubicación de índice o JsonPath en la salida del modelo para el atributo de
destino que se va a utilizar las métricas de sesgo. En CSVaccept_type, si no se proporciona
entonces suponga que la salida del modelo es un único valor numérico correspondiente a la
puntuación o probabilidad.

• "probability"— (Opcional) Ubicación de índice o JSONPath en la salida del modelo para que
las probabilidades o las puntuaciones se utilicen para la explicabilidad. Por ejemplo, si la salida del
modelo es JSONLines con una lista de etiquetas y probabilidades, entonces para los métodos de
sesgo, la etiqueta que corresponde a la probabilidad máxima se selecciona para los cálculos de
sesgo. Para el método de explicabilidad, actualmente se explican todas las probabilidades.

• "label_headers"— (Opcional) Una lista de valores que"label"toma el conjunto de datos que
describe el valor de etiqueta al que corresponden cada una de las puntuaciones devueltas por el punto1930
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final del modelo. Se utiliza para extraer el valor de etiqueta con la puntuación más alta como etiqueta
predicha para los cálculos de sesgo.

• "content_template"— (Opcional) Cadena de plantilla que se utilizará para construir la entrada del
modelo a partir de instancias de dataset. Sólo se utiliza cuando"content_type"es"application/
jsonlines". La plantilla debe tener un solo marcador de posición,$features, que
es reemplazado por la lista de características en tiempo de ejecución. Por ejemplo,
dado"content_template":"{\"myfeatures\":$features}", si una instancia (sin etiqueta) es
1,2,3, la entrada del modelo se convierte en JSOnline'{"myfeatures":[1,2,3]}'.

• "report"— (Opcional) Sección sobre parámetros del informe. Si esta sección está presente, se genera
un informe.
• "name"— (Opcional) Prefijo de nombre de archivo para el cuaderno de informes y el archivo PDF. El

nombre predeterminado es "report".
• "title"— (Opcional) Cadena de título para el cuaderno de informes y el archivo PDF. El título

predeterminado es"SageMaker Analysis Report".

Archivo JSON de Configuración de Análisis de Ejemplo para un Dataset CSV

{
    "dataset_type": "text/csv",
    "headers": [
        "feature_0",
        "feature_1",
        "feature_2",
        "feature_3",
        "target"
    ],
    "label": "target",
    "label_values_or_threshold": [1],
    "probability_threshold" : 0.7,
    "facet": [
        {
         "name_or_index" : "feature_1",
         "value_or_threshold": [1]
        },
        {
         "name_or_index" : "feature_2",
         "value_or_threshold": [0.7]
        }
    ],
    "group_variable": "feature_3",
    "methods": {
        "shap": {
            "baseline": [
                [
                    "yes",
                    3,
                    0.9,
                    1
                ]
            ],
            "num_samples": 1000,
            "agg_method": "mean",
            "use_logit": true,
            "save_local_shap_values": true
        },
        "pre_training_bias": {
            "methods": "all"
        },
        "post_training_bias": {
            "methods": "all"
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        },
        "report": {
            "name": "report",
            "title": "Analysis Report"
        }
    },
    "predictor": {
        "model_name": "my_model",
        "instance_type": "ml.m5.xlarge",
        "initial_instance_count": 1,
        "content_type": "text/csv",
        "accept_type": "text/csv",
        "label": 0,
        "probability": 1
    }
}

La salida del modelo como CSV es la siguiente:

Current,"[0.028986845165491104, 0.8253824710845947, 0.028993206098675728,
 0.02898673340678215, 0.029557107016444206, 0.0290389321744442, 0.02905467338860035]"

La configuración del predictor correspondiente es la siguiente:

    "predictor": {
        ...,
        "accept_type":  "text/csv",
        "label": 0,
        "probability": 1,
        ...
    }

Archivo JSON de Configuración de Análisis de Ejemplo para un Dataset
JSONLines

{
    "dataset_type": "application/jsonlines",
    "dataset_uri": "s3://my_bucket/my_folder/dataset.jsonl",
    "headers": ["Label", "Feature1", "Feature2"],
    "label": "data.label",
    "features": "data.features.values",
    "facet":[
        {
            "name_or_index": "Feature1",
            "value_or_threshold": [1,5]
        },
        {
            "name_or_index": "Feature2",
            "value_or_threshold": [2,6]
        }
    ],
    "methods": {
        "shap": {
            "baseline": [
                {"data":{"features":{"values":[9,10]},"label":0}},
                {"data":{"features":{"values":[11,12]},"label":1}}
            ]
        }
    },
    "predictor": {
        "model_name": "my_jsonl_model",
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        "instance_type": "ml.m5.xlarge",
        "initial_instance_count": 1
    }
}

El conjunto de datos como prefijo S3 es el siguiente:

"dataset_uri": "s3://my_bucket/my_folder"

Conjunto de datos como objeto S3 es el siguiente:

"dataset_uri": "s3://my_bucket/my_folder/train.csv"

La línea base como objeto S3 es la siguiente:

"baseline": "s3://my_bucket/my_folder/baseline.csv"

La salida del modelo como JSONLines es la siguiente:

{"predicted_label": "Current", "score": "[0.028986845165491104, 0.8253824710845947,
 0.028993206098675728, 0.02898673340678215, 0.029557107016444206, 0.0290389321744442,
 0.02905467338860035]"}

La configuración del predictor correspondiente es la siguiente:

    "predictor": {
        ...,
        "accept_type":  "application/jsonlines",
        "label": "predicted_label",
        "probability": "score",
        ...
    }

Ejecutar trabajos de procesamiento de SageMaker
Clarify para análisis de sesgos y explicabilidad
Utilice los trabajos de procesamiento de SageMaker Clarify para analizar las posibles fuentes de sesgo
en sus datos de formación y para comprobar si su modelo entrenado está sesgado. Para conocer el
procedimiento para analizar los datos en SageMaker Studio, consulteGenerar informes de sesgo en
datos de preentrenamiento en SageMaker Studio (p. 615). El enfoque aquí se centra en la métrica de
sesgo posterior al entrenamiento y los valores de SHAP para mayor explicabilidad. Las predicciones de
modelos pueden ser una fuente de sesgo (por ejemplo, si hacen predicciones que producen con mayor
frecuencia un resultado negativo para un grupo que para otro). SageMaker Clarify está integrado con
SageMaker Experiments para que, después de entrenar un modelo, pueda identificar atributos que le
gustaría comprobar por sesgo (por ejemplo, ingresos). SageMaker ejecuta un conjunto de algoritmos para
comprobar el modelo entrenado y le proporciona un informe visual sobre los diferentes tipos de sesgo para
cada atributo, como si los ingresos altos reciben predicciones más positivas en comparación con los de
bajos ingresos.

Temas
• Recursos de computación necesarios para trabajos de procesamiento de SageMaker Clarify (p. 1934)
• Ejecutar el Job de procesamiento de clarificar (p. 1934)
• Ejecutar el Job de procesamiento de clarificar con Spark (p. 1935)
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• Obtener los resultados del análisis (p. 1935)

Recursos de computación necesarios para trabajos de
procesamiento de SageMaker Clarify
Tenga en cuenta lo siguiente al determinar los recursos informáticos que necesita para ejecutar los
trabajos de procesamiento de SageMaker Clarify:

• Los trabajos de procesamiento pueden tardar unos minutos o más en completarse.
• Las explicaciones informáticas pueden requerir más tiempo que la inferencia real. Esto incluye el tiempo

para iniciar recursos informáticos.
• Las explicaciones informáticas pueden ser más intensivas en cómputos que la inferencia real. Revise y

supervise los cargos en los que puede incurrir por el uso de los recursos de SageMaker. Para obtener
más información, consultePrecios de Amazon SageMaker.

Ejecutar el Job de procesamiento de clarificar
Para obtener un cuaderno de ejemplo con instrucciones sobre cómo ejecutar un trabajo de procesamiento
de SageMaker Clarify en Studio para detectar sesgos del modelo posterior al entrenamiento,
consulteExplicabilidad y detección de sesgos con Amazon SageMaker Clarify.

Si necesita instrucciones acerca de cómo abrir un bloc de notas en Amazon SageMaker Studio,
consulteCrear o abrir un cuaderno de Amazon SageMaker Studio (p. 88). Los siguientes ejemplos de
código se toman del cuaderno de ejemplo enumerado anteriormente.

Después de haber entrenado el modelo, cree una instancia del procesador SageMaker Clarify con el
siguiente comando:

from sagemaker import clarify
clarify_processor = clarify.SageMakerClarifyProcessor(role=role,
                                                      instance_count=1,
                                                      instance_type='ml.c4.xlarge',
                                                      sagemaker_session=session)

A continuación, configure el dataset de entrada, donde almacenar la salida, la columna de etiqueta dirigida
con unDataConfig, especifique información sobre su modelo entrenado conModelConfigy proporcione
información sobre los formatos de sus predicciones conModelPredictedLabelConfig.

bias_report_output_path = 's3://{}/{}/clarify-bias'.format(bucket, prefix)
bias_data_config = clarify.DataConfig(s3_data_input_path=train_uri,
                                      s3_output_path=bias_report_output_path,
                                      label='Target',
                                      headers=training_data.columns.to_list(),
                                      dataset_type='text/csv')

model_config = clarify.ModelConfig(model_name=model_name,
                                   instance_type='ml.c5.xlarge',
                                   instance_count=1,
                                   accept_type='text/csv')

predictions_config = clarify.ModelPredictedLabelConfig(probability_threshold=0.8)

UsarBiasConfigpara proporcionar información sobre qué columnas contienen las facetas (grupos
sensibles,Sex), cuáles son las características sensibles (facet_values_or_threshold), y cuáles son
los resultados deseables (label_values_or_threshold).
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bias_config = clarify.BiasConfig(label_values_or_threshold=[1],
                                facet_name='Sex',
                                facet_values_or_threshold=[0])

Puede ejecutar el análisis de preentrenamiento y postentrenamiento en el trabajo de procesamiento al
mismo tiempo conrun_bias().

clarify_processor.run_bias(data_config=bias_data_config,
                           bias_config=bias_config,
                           model_config=model_config,
                           model_predicted_label_config=predictions_config,
                           pre_training_methods='all',
                           post_training_methods='all')

Vea los resultados en Studio o descárguelos desdebias_report_output_pathS3 bucket

Ejecutar el Job de procesamiento de clarificar con Spark
Apache Sparkes un motor de análisis unificado para el procesamiento de datos a gran escala. Al trabajar
con conjuntos de datos grandes, puede utilizar las capacidades de procesamiento de Spark de SageMaker
Clarify para permitir que sus trabajos de procesamiento de Clarify se ejecuten más rápido. Para utilizar el
procesamiento de Spark para trabajos de Clarificar, establezca el recuento de instancias en un número
mayor que uno. Clarify utiliza la computación distribuida de Spark cuando hay más de una instancia por
procesador Clarify.

En el siguiente ejemplo se muestra cómo utilizarProcesador SageMakerClarifyProcessorpara crear un
procesador Clarify con 5 instancias.

Clarify ejecuta cualquier trabajo asociado con este procesador mediante el procesamiento distribuido de
Spark.

from sagemaker import clarify
clarify_processor = clarify.SageMakerClarifyProcessor(role=role,
                         instance_count=5,
                         instance_type='ml.c5.xlarge',
                         max_runtime_in_seconds=1200,
                         volume_size_in_gb=100)

Si configura un trabajo de Clarificar para guardar los valores locales de SHAP en el cuadro de
diálogoShapConfig, Spark guarda el valor SHAP local como varios archivos de pieza en paralelo.

Si agrega más instancias, le recomendamos que aumente también el número de instancias en la
configuración del modeloModelConfigpara el punto final de sombra. Esto es para evitar que las instancias
de procesamiento se vean embotelladas por el extremo de sombra. En concreto, se recomienda utilizar
una relación de uno a uno entre las instancias de endpoint y procesamiento.

Obtener los resultados del análisis
Después de que termine el trabajo de procesamiento, puede descargar los archivos de salida para
inspeccionar o visualizar los resultados en Studio. El directorio de salida contiene los siguientes archivos:

• analysis.json— Métricas de sesgo y valores SHAP en formato JSON.
• report.ipynb— Cuaderno estático para visualizar las métricas de sesgo y los valores SHAP.
• explanations_shap/out.csv— Valores SHAP locales (por instancia) para cada fila del dataset en el

mismo formato que el dataset de entrada. En cada fila, el archivo de salida contiene valores SHAP para
cada entidad y la etiqueta prevista.
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En el archivo JSON de análisis, las métricas de sesgo y los valores SHAP se organizan en tres secciones
separadas.

{
    "explanations": { . . . }
    "pre_training_bias_metrics": { . . . }
    "post_training_bias_metrics": { . . . }
}

Los valores SHAP se encuentran en el“explanations”sección. Los valores corresponden al valor SHAP
global de cada columna de entidad.

    "explanations": {
        "kernel_shap": {
            "label0": {
                "global_shap_values": {
                    "feature_0": 0.022486410860333206,
                    "feature_1": 0.007381025261958729,
                    "feature_2": 0.006843906804137847
                },
                "expected_value": 0.508233428001
            }
        }
    }
            

Las métricas de sesgo se encuentran en las secciones de métricas de preentrenamiento y
postentrenamiento.

{
    "post_training_bias_metrics": {
        "label": "target",
        "label_value_or_threshold": "1",
        "facets": {
            "feature_2": [
                {
                    "value_or_threshold": "1",
                    "metrics": [
                        {
                            "name": "DI",
                            "description": "Disparate Impact (DI)",
                            "value": 0.711340206185567
                        },
                        {
                            "name": "DCR",
                            "description": "Difference in Conditional Rejections (DCR)",
                            "value": -0.34782608695652184
                        }
                        { . . . }                        
                    ]
                }
            ]
        }
    }
}

Para obtener más información acerca de las métricas de sesgo y los valores de SHAP y cómo
interpretarlos, consulteDocumento técnico sobre equidad y explicabilidad de la IA de Amazon.

En el cuaderno de informes se proporciona un gráfico de barras con los valores SHAP principales y las
tablas con las métricas de sesgo.
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Solucionar problemas de trabajos de procesamiento
de SageMaker Clarify
Si encuentra errores con los trabajos de procesamiento de SageMaker Clarify, consulte los siguientes
escenarios para ayudar a identificar el problema.

Note

El motivo del error y el mensaje de salida están pensados para contener mensajes descriptivos
y excepciones, si se encuentran, durante la ejecución. Una razón común es no válida o falta de
parámetros. Si encuentra mensajes poco claros, confusos o engañosos o no puede encontrar una
solución, envíe comentarios.

Temas
• Error al finalizar el trabajo de procesamiento (p. 1937)
• El trabajo de procesamiento finaliza sin resultados y recibe un mensaje de advertencia de

CloudWatch (p. 1937)
• Mensaje de error para la configuración de análisis no válida (p. 1938)
• El cálculo de la métrica de sesgo falla para varias o todas las métricas (p. 1938)
• Discordancia entre la configuración del análisis y la entrada/salida del dataset/modelo (p. 1938)
• El modelo devuelve 500 Error interno del servidor o el contenedor vuelve a las predicciones por

registro debido a un error del modelo (p. 1939)
• El rol de ejecución no es válido (p. 1939)
• Error al descargar datos (p. 1939)
• No se pudo conectar a SageMaker (p. 1939)

Error al finalizar el trabajo de procesamiento
Si el trabajo de procesamiento no puede finalizar, puede intentar lo siguiente:

• Inspeccione los registros de trabajo directamente en el bloc de notas en el que ejecutó el trabajo.
Los registros de trabajo se encuentran en la salida de la celda del bloc de notas en la que se inició la
ejecución.

• Inspeccione los registros de trabajo en CloudWatch.
• Agregue la siguiente línea en su bloc de notas para describir el último trabajo de procesamiento y

busque el motivo del error y el mensaje de salida:
• clarify_processor.jobs[-1].describe()

• Ejecute lo siguienteAWSComando CLI para describir el trabajo de procesamiento y buscar el motivo del
error y el mensaje de salida:
• aws sagemaker describe-processing-job —processing-job-name <processing-job-
id>

El trabajo de procesamiento finaliza sin resultados y recibe un
mensaje de advertencia de CloudWatch
Si el trabajo de procesamiento finaliza pero no se encuentran resultados y se encuentra un mensaje de
advertencia en los registros de CloudWatch que dice «Signal 15 recibida, limpieza», esto indica que el
trabajo se detuvo debido a una solicitud del cliente que llamó a laStopProcessingJobo que el trabajo
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se haya quedado sin tiempo asignado para su finalización. En el caso posterior, compruebe el tiempo de
ejecución máximo en la configuración del trabajo (max_runtime_in_seconds) y aumentarlo según sea
necesario.

Mensaje de error para la configuración de análisis no válida
• Si aparece el mensaje de error «No se puede cargar la configuración de análisis como JSON. «, esto

significa que el archivo de entrada de configuración del análisis para el trabajo de procesamiento no
contiene un objeto JSON válido. Compruebe la validez del objeto JSON utilizando un linter JSON.

• Si aparece el mensaje de error «Error de validación del esquema de configuración de análisis. «,
esto significa que el archivo de entrada de configuración de análisis para el trabajo de procesamiento
contiene campos desconocidos o tipos no válidos para algunos valores de campo. Revise los
parámetros de configuración del archivo y verifíquelos con los parámetros enumerados en
elespecificación de configuraciónfile.

El cálculo de la métrica de sesgo falla para varias o todas las
métricas
Si recibe uno de los siguientes mensajes de error «No hay valores de etiqueta presentes en la columna
de etiqueta prevista, serie de índices predictados positivos contiene todos los valores falsos». o «El tipo
de datos de la serie Columna de etiqueta predecida no es el mismo que la serie Columna de etiqueta. «,
pruebe lo siguiente:

• Compruebe que se está utilizando el conjunto de datos correcto.
• Compruebe si el tamaño del dataset es demasiado pequeño; si, por ejemplo, contiene sólo unas pocas

filas. Esto puede hacer que las salidas del modelo tengan el mismo valor o el tipo de datos se infiera
incorrectamente.

• Compruebe si la etiqueta o faceta se trata como continua o categórica. SageMaker Clarify utiliza
heurística para determinar elDataType. Para las métricas de sesgo posteriores al entrenamiento, es
posible que el tipo de datos devuelto por el modelo no coincida con lo que está en el conjunto de datos o
que SageMaker Clarify no pueda transformarlo correctamente.
• En el informe de sesgo, debería ver un solo valor para las columnas categóricas o un intervalo para

las columnas continuas.
• Por ejemplo, si una columna tiene valores 0.0 y 1.0 como flotantes, se tratará como continua incluso si

hay muy pocos valores únicos.

Discordancia entre la configuración del análisis y la entrada/
salida del dataset/modelo
• Compruebe que el formato de línea base en la configuración del análisis es el mismo que el formato del

conjunto de datos.
• Si recibe el mensaje de error «No se pudo convertir la cadena a flotante. «, compruebe que el formato

está especificado correctamente. También podría indicar que las predicciones del modelo tienen un
formato diferente al de la columna de etiqueta o podría indicar que la configuración de la etiqueta o las
probabilidades es incorrecta.

• Si recibe el mensaje de error «No se puede localizar la faceta». o «Los encabezados deben contener
etiqueta». o «Los encabezados en la configuración no coinciden con el número de columnas en el
conjunto de datos». o «No se han encontrado los nombres de las características. «, compruebe que los
encabezados coinciden con las columnas.

• Si recibe el mensaje de error «Los datos deben contener características. «, compruebe la plantilla de
contenido para JSONLines y compárela con la muestra del conjunto de datos si está disponible.
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El modelo devuelve 500 Error interno del servidor o el contenedor
vuelve a las predicciones por registro debido a un error del
modelo
Si recibe el mensaje de error «Resolver a la predicción por registro debido al error del modelo. «, esto
podría indicar que el modelo no puede manejar el tamaño del lote, o ser limitado, o simplemente no acepta
la entrada pasada por el contenedor debido a problemas de serialización. Debe revisar los registros de
CloudWatch para el extremo de SageMaker y buscar mensajes de error o rastreos. Para los casos de
limitación de modelos, puede ayudar a utilizar un tipo de instancia diferente o aumentar el número de
instancias para el extremo.

El rol de ejecución no es válido
Esto indica que el rol proporcionado es incorrecto o que faltan los permisos necesarios. Compruebe el rol
y sus permisos que se usaron para configurar el trabajo de procesamiento y compruebe la directiva de
permisos y confianza para el rol.

Error al descargar datos
Esto indica que las entradas de trabajo no se pudieron descargar para que el trabajo se iniciara.
Compruebe el nombre del bucket y los permisos para el dataset y las entradas de configuración.

No se pudo conectar a SageMaker
Esto indica que el trabajo no pudo llegar a los extremos del servicio SageMaker. Compruebe la
configuración de red para el trabajo de procesamiento y verifique la configuración de VPC.

Modelos EXPLAIN
Amazon SageMaker Clarify proporciona herramientas para explicar cómo los modelos de aprendizaje
automático (ML) hacen predicciones. Estas herramientas pueden ayudar a los modeladores y
desarrolladores de ML y a otras partes interesadas internas a comprender las características del modelo
en su conjunto antes de la implementación y a depurar las predicciones proporcionadas por el modelo
después de su implementación. La transparencia sobre cómo los modelos ML llegan a sus predicciones
también es fundamental para los consumidores y reguladores que necesitan confiar en las predicciones
del modelo si van a aceptar las decisiones basadas en ellas. SageMaker Clarify utiliza un enfoque de
atribución de características independiente de modelos, que puede utilizar para entender por qué un
modelo realizó una predicción después del entrenamiento y para proporcionar una explicación por
instancia durante la inferencia. La implementación incluye una implementación escalable y eficiente
deSHAP, basado en el concepto de un valor Shapley del campo de la teoría de juegos cooperativos que
asigna a cada característica un valor importante para una predicción particular.

¿Cuál es la función de una explicación en el contexto del aprendizaje automático? Una explicación puede
ser concedida como la respuesta a un¿Por qué preguntaque ayuda a los humanos a entender la causa de
una predicción. En el contexto de un modelo ML, puede que le interese responder preguntas como:

• «¿Por qué el modelo predijo un resultado negativo, como un rechazo del préstamo para un solicitante
determinado?»

• «¿Cómo hace el modelo predicciones?»
• «¿Por qué el modelo hizo una predicción incorrecta?»
• «¿Qué características tienen la mayor influencia en el comportamiento del modelo?»
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Puede utilizar explicaciones para auditar y cumplir con los requisitos normativos, fomentar la confianza en
el modelo y apoyar la toma de decisiones humanas, y depurar y mejorar el rendimiento del modelo.

La necesidad de satisfacer las demandas de comprensión humana sobre la naturaleza y los resultados de
la inferencia de ML es clave para el tipo de explicación necesaria. La investigación de las disciplinas de
filosofía y ciencia cognitiva ha demostrado que la gente se preocupa especialmente por las explicaciones
contrastivas, o explicaciones de por qué ocurrió un evento X en lugar de algún otro evento Y que no
ocurrió. Aquí, X podría ser un evento inesperado o sorprendente que ocurrió y Y corresponde a una
expectativa basada en su modelo mental existente referido comoBase de referencia. Tenga en cuenta que
para el mismo evento X, diferentes personas pueden buscar explicaciones diferentes dependiendo de su
punto de vista o modelo mental Y. En el contexto de la IA explicable, puede pensar en X como el ejemplo
que se está explicando e Y como una línea de base que normalmente se elige para representar un ejemplo
poco informativo o promedio en el conjunto de datos. A veces, la línea base puede estar implícita como
con una imagen con todos los píxeles del mismo color en el caso de los modelos ML para imágenes.

Temas
• Atribuciones de entidades que utilizan valores Shapley (p. 1940)
• Líneas base de SHAP para explicabilidad (p. 1941)
• Crear líneas base de atributos de elemento e informes de explicabilidad (p. 1941)

Atribuciones de entidades que utilizan valores Shapley
SageMaker Clarify proporciona atribuciones de funciones basadas en el concepto deValue (Valor):. Puede
utilizar los valores de Shapley para determinar la contribución que hizo cada entidad a las predicciones
del modelo. Estas atribuciones pueden proporcionarse para predicciones específicas y a nivel global
para el modelo en su conjunto. Por ejemplo, si utilizó un modelo ML para las admisiones universitarias,
las explicaciones podrían ayudar a determinar si el GPA o el puntaje SAT fue la característica más
responsable de las predicciones del modelo y, a continuación, puede determinar qué tan responsable es
cada característica para determinar una decisión de admisión sobre una determinada Estudiante.

SageMaker Clarify ha tomado el concepto de valores Shapley de la teoría de juegos y lo ha implementado
en un contexto de aprendizaje automático. El valor Shapley proporciona una forma de cuantificar la
contribución de cada jugador a un juego, y por lo tanto los medios para distribuir la ganancia total
generada por un juego a sus jugadores en función de sus contribuciones. En este contexto de aprendizaje
automático, SageMaker Clarify trata la predicción del modelo en una instancia dada comogamey las
características incluidas en el modelo comojugadores. Para una primera aproximación, es posible que se
sienta tentado a determinar la contribución marginal o efecto de cada entidad cuantificando el resultado
deDROPesa función del modelo oDROPtodas las demás funciones del modelo. Sin embargo, este enfoque
no tiene en cuenta que las entidades incluidas en un modelo a menudo no son independientes entre sí.
Por ejemplo, si dos entidades están muy correlacionadas, la eliminación de cualquiera de las funciones
podría no alterar significativamente la predicción del modelo.

Para abordar estas posibles dependencias, el valor de Shapley requiere que se tenga en cuenta el
resultado de cada combinación (o coalición) posible de entidades para determinar la importancia de cada
entidad. Teniendo en cuentadcaracterísticas, hay 2dtales posibles combinaciones de funciones, cada
una correspondiente a un modelo potencial. Para determinar la atribución de una entidad determinadaf,
considere la contribución marginal de incluirfen todas las combinaciones de funciones (y modelos
asociados) que no contienenf, y toma el promedio. Se puede demostrar que el valor Shapley es la forma
única de asignar la contribución o importancia de cada característica que satisface ciertas propiedades
deseables. En particular, la suma de los valores Shapley de cada entidad corresponde a la diferencia
entre las predicciones del modelo y un modelo ficticio sin funciones. Sin embargo, incluso para valores
razonables ded, digamos 50 características, es computacionalmente prohibitivo y poco práctico entrenar
2dModelos posibles. Como resultado, SageMaker Clarify necesita hacer uso de varias técnicas de
aproximación. Para ello, SageMaker Clarify utiliza ShapleY Additive Explications (SHAP), que incorpora
dichas aproximaciones y diseña una implementación escalable y eficiente del algoritmo Kernel SHAP a
través de optimizaciones adicionales.
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Para obtener información adicional sobre los valores de Shapley, consulteUn enfoque unificado para
interpretar predicciones de modelos.

Líneas base de SHAP para explicabilidad
Como se señaló anteriormente, las explicaciones suelen ser contrastivas (es decir, explican las
desviaciones de una línea de base). Como resultado, para la misma predicción del modelo, puede esperar
obtener explicaciones diferentes con respecto a diferentes líneas de base, por lo que su elección de una
línea base es crucial. En un contexto ML, la línea base corresponde a una instancia hipotética que puede
serpoco informativoorinformativo. Durante el cálculo de los valores de Shapley, SageMaker Clarify genera
varias instancias nuevas entre la línea base y la instancia dada, en las que la ausencia de una entidad se
modela estableciendo el valor de la entidad en el de la línea base y la presencia de una entidad se modela
estableciendo el valor de la entidad en ese de la instancia dada. Por lo tanto, la ausencia de todas las
entidades corresponde a la línea base y la presencia de todas las entidades corresponde a la instancia
dada.

¿Cómo puedes elegir buenas líneas de base? A menudo es deseable seleccionar una línea de base con
un contenido de información muy bajo. Por ejemplo, puede construir una instancia promedio a partir del
dataset de capacitación tomando la mediana o la media para las entidades numéricas y el modo para las
entidades categóricas. Para el ejemplo de admisión a la universidad, podría estar interesado en explicar
por qué se aceptó un solicitante en particular en comparación con las aceptaciones de base basadas en un
solicitante promedio.

O bien, puede optar por generar explicaciones con respecto a las líneas de base informativas. Para el
escenario de admisión a la universidad, es posible que desee explicar por qué un solicitante en particular
fue rechazado cuando se compara con otros solicitantes de antecedentes demográficos similares. En este
caso, puede elegir una línea de base que represente a los solicitantes de interés, es decir, aquellos de un
entorno demográfico similar. Por lo tanto, puede utilizar líneas base informativas para concentrar el análisis
en los aspectos específicos de una predicción de modelo en particular. Puede aislar las entidades para la
evaluación estableciendo atributos demográficos y otras entidades sobre las que no puede actuar con el
mismo valor que en la instancia dada.

Crear líneas base de atributos de elemento e informes
de explicabilidad
Para obtener un cuaderno de ejemplo con instrucciones sobre cómo ejecutar un trabajo de procesamiento
de SageMaker Clarify en Studio que crea explicaciones para sus predicciones relativas a una línea base,
consulteExplicabilidad y detección de sesgos con Amazon SageMaker Clarify.

Si necesita instrucciones sobre cómo abrir un bloc de notas en Amazon SageMaker Studio, consulte.Crear
o abrir un cuaderno de Amazon SageMaker Studio (p. 88). Los siguientes ejemplos de código proceden del
bloc de notas de ejemplo enumerado anteriormente. En esta sección se describe el código relacionado con
el uso de valores Shapley para proporcionar informes que comparan las contribuciones relativas que cada
entidad realizó las predicciones.

UsarSHAPConfigpara crear la línea base. En este ejemplo, a la acciónmean_abses la media
de los valores SHAP absolutos para todas las instancias, especificados como la línea base.
UtilizaDataConfigpara configurar la variable de destino, las rutas de entrada y salida de datos, y sus
formatos.

shap_config = clarify.SHAPConfig(baseline=[test_features.iloc[0].values.tolist()],
                                 num_samples=15,
                                 agg_method='mean_abs')

explainability_output_path = 's3://{}/{}/clarify-explainability'.format(bucket, prefix)

1941

https://papers.nips.cc/paper/2017/file/8a20a8621978632d76c43dfd28b67767-Paper.pdf
https://papers.nips.cc/paper/2017/file/8a20a8621978632d76c43dfd28b67767-Paper.pdf
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker_processing/fairness_and_explainability/fairness_and_explainability.html


Amazon SageMaker Developer Guide
Capacitación incremental

explainability_data_config = clarify.DataConfig(s3_data_input_path=train_uri,
                                s3_output_path=explainability_output_path,
                                label='Target',
                                headers=training_data.columns.to_list(),
                                dataset_type='text/csv')

A continuación, ejecute el trabajo de explicabilidad.

clarify_processor.run_explainability(data_config=explainability_data_config,
                                     model_config=model_config,
                                     explainability_config=shap_config)

Vea los resultados en Studio o descárguelos desde elexplainability_output_pathS3 bucket.

Capacitación incremental en Amazon SageMaker
Con el paso del tiempo, puede que un modelo genere inferencias que no sean tan buenas como lo eran
antes. Con la capacitación incremental, puede utilizar los artefactos de un modelo ya existente y utilizar un
conjunto de datos ampliado para capacitar un nuevo modelo. La capacitación incremental le ahorra tiempo
y recursos.

Utilice la capacitación incremental para:

• Capacitar un nuevo modelo utilizando un conjunto de datos ampliado que contenga un patrón
subyacente que no se haya tenido en cuenta en la capacitación anterior que generó un rendimiento de
modelo deficiente.

• Utilizar los artefactos de modelo o una parte de los artefactos de modelo de un modelo disponible
públicamente en un trabajo de capacitación. No es necesario capacitar un nuevo modelo desde cero.

• Reanudar un trabajo de capacitación que se detuvo.
• Capacitar varias variantes de un modelo, ya sea con una configuración de hiperparámetros diferente o

con varios conjuntos de datos diferentes.

Para obtener más información sobre cómo capacitar trabajos, consulte Capacitación de modelos con
Amazon SageMaker (p. 9).

Puede capacitar de forma incremental mediante la consola de SageMaker o elSDK para Python de
Amazon SageMaker.

Important

Solo tres algoritmos integrados admiten actualmente la capacitación incremental: Algoritmo de
detección de objetos (p. 1533), Algoritmo de clasificación de imágenes (p. 1447) y Algoritmo de
segmentación semántica (p. 1556).

Temas
• Realización de una capacitación incremental (consola) (p. 1942)
• Realización de una capacitación incremental (API) (p. 1945)

Realización de una capacitación incremental (consola)
Para completar este procedimiento, se necesita lo siguiente:

• La URI de bucket de Amazon Simple Storage Service (Amazon S3) en la que ha almacenado la
capacitaciónDatos de.
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• El URI de bucket de S3 en el que desea almacenar la salida del trabajo.
• La ruta de Amazon Elastic Container Registry en la que se almacena el código de capacitación. Para

obtener más información, consulte Rutas de registro de Docker y código de ejemplo (p. 773).
• La dirección URL del bucket de S3 donde ha almacenado los artefactos de modelo que desee utilizar

en la capacitación incremental. Para encontrar la dirección URL de artefactos de modelo, consulte la
página de detalles del trabajo de capacitación utilizado para crear el modelo. Para encontrar la página de
detalles, en la consola de SageMaker, elijaInferencia, elijaModelosy, a continuación, elija el modelo.

Para reiniciar un trabajo de capacitación detenido, utilice la dirección URL para los artefactos del
modelo que están almacenados en la página de detalles, como lo haría con un modelo o un trabajo de
capacitación completado.

Para realizar una capacitación incremental (consola)

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.
2. En el panel de navegación, elija Training (Capacitación); a continuación, elija Training jobs (Trabajos

de capacitación).
3. Elija Create training job (Crear trabajo de capacitación).
4. Proporcione un nombre para el trabajo de capacitación. Este nombre debe ser único dentro de

unAWSEn una región deAWSaccount. El trabajo de capacitación nombre debe tener entre 1 y 63
caracteres. Los caracteres válidos son: a-z, A-Z, 0-9 y . : + = @ _ % - (guion).

5. Elija el algoritmo que desee usar. Para obtener información acerca de algoritmos, consulte Use
Amazon SageMaker Built-in Algorithms (p. 765).

6. (Opcional) Para Resource configuration (Configuración de recursos), deje los valores predeterminados
o aumente el consumo de recursos para reducir el tiempo de cálculo.

a. (Opcional) En Instance type (Tipo de instancia), elija el tipo de instancia de computación de
aprendizaje automático que desea utilizar. En la mayoría de los casos, ml.m4.xlarge es suficiente.

b. En Instance count (Recuento de instancias), use el valor predeterminado 1.
c. (Opcional) En Additional volume per instance (GB) (Volumen adicional por instancia [GB]), elija el

tamaño del volumen de almacenamiento de aprendizaje automático que desea aprovisionar. En la
mayoría de los casos, puede usar el valor predeterminado, que es 1. Si usa un conjunto de datos
voluminoso, utilice un tamaño más grande.

7. Proporcione información sobre los datos de entrada para el conjunto de datos de capacitación.

a. Para Channel name (Nombre de canal), deje el valor predeterminado (train) o escriba
un nombre más significativo para el conjunto de datos de capacitación, como por ejemplo
expanded-training-dataset.

b. ForInputMode, elijaArchivo. Para capacitaciones incrementales, debe utilizar el modo de entrada
de archivos.

c. En S3 data distribution type (Tipo de distribución de datos de S3), elija FullyReplicated. Esto hace
que cada instancia de computación de aprendizaje automático use una replicación completa
delconjunto de datos ampliadocuando se entrena progresivamente.

d. Si el conjunto de datos ampliado no está comprimido, establezca el Compression type (Tipo de
compresión) en None (Ninguno). Si el conjunto de datos ampliado se comprime utilizando Gzip,
establézcalo en Gzip.

e. (Opcional) Si utiliza el modo de entrada de archivos, deje Content type (Tipo de contenido) vacío.
Para el modo de entrada de canalización, especifique el tipo MIME adecuado. El tipo de contenido
es el tipo de extensiones multipropósito de correo Internet (MIME) de los datos.

f. Para Record wrapper (Contenedor de registros), si el conjunto de datos se guarda en formato
RecordIO, elija RecordIO. Si su conjunto de datos no se guarda como archivo con formato
RecordIO, elijaNone (Ninguno).
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g. ParaTipos de datos S3, si el conjunto de datos se almacena como archivo único, elijaS3Prefix.
Si el conjunto de datos se almacena como varios archivos en una carpeta, elija Manifest
(Manifiesto).

h. Para S3 location (Ubicación de S3), proporcione la dirección URL a la ruta donde ha almacenado
el conjunto de datos ampliado.

i. Seleccione Done (Listo).
8. Para utilizar artefactos de modelos en un trabajo de capacitación, tiene que añadir un nuevo canal y

proporcionar la información necesaria sobre los artefactos de modelo.

a. Para Input data configuration (Configuración de datos de entrada), seleccione Add channel
(Añadir canal).

b. Para Channel name (Nombre de canal), escriba model para identificar este canal como el origen
de los artefactos de modelo.

c. Para InputMode (Modo de entrada), elija File (Archivo). Los artefactos de modelo se almacenan
como archivos.

d. En S3 data distribution type (Tipo de distribución de datos de S3), elija FullyReplicated. Esto
indica que cada instancia de computación de aprendizaje automático debe utilizar todos los
artefactos de modelos para la capacitación.

e. Para Compression type (Tipo de compresión), seleccione None (Ninguno) ya que estamos
utilizando un modelo para el canal.

f. Deje Content type (Tipo de contenido) vacío. El tipo de contenido es el tipo de extensiones
multipropósito de correo Internet (MIME) de los datos. Para los artefactos de los modelos, lo
dejamos vacío.

g. Establezca Record wrapper (Contenedor de registros) en None (Ninguno) porque los artefactos
de modelos no se almacenan en formato RecordIO.

h. Para S3 data type (Tipo de datos S3), si está utilizando un algoritmo integrado o un algoritmo que
almacena el modelo como único archivo, elija S3Prefix. Si utiliza un algoritmo que almacena el
modelo como varios archivos, elija Manifest (Manifiesto).

i. Para S3 location (Ubicación de S3), proporcione la dirección URL a la ruta donde ha almacenado
los artefactos del modelo. Normalmente, el modelo se almacena con el nombre model.tar.gz.
Para encontrar la dirección URL de los artefactos del modelo, en el panel de navegación, haga
clic en Inference (Inferencia) y luego elija Models (Modelos). En la lista de modelos, elija un
modelo para mostrar su página de detalles. La dirección URL de los artefactos del modelo se
muestra en Primary container (Contenedor principal).

j. Seleccione Done (Listo).
9. En Output data configuration (Configuración de datos de salida), proporcione la siguiente información:

a. En S3 location (Ubicación de S3), escriba la ruta al bucket de S3 donde desea almacenar los
datos de salida.

b. (Opcional) En Encryption key (Clave de cifrado), puede añadir su clave de cifrado AWS Key
Management Service (AWS KMS) para cifrar los datos de salida en reposo. Proporcione el ID de
clave o su número de recurso de Amazon (ARN). Para obtener más información, consulte Claves
de cifrado administradas por KMS.

10. (Opcional) En Tags (Etiquetas), añada una o más etiquetas al trabajo de capacitación. Aetiquetason
los metadatos que puede definir y asignar aAWSde AWS. En este caso, puede usar las etiquetas
para ayudarle a administrar sus trabajos de capacitación. Una etiqueta consta de una clave y un valor
que define el usuario. Por ejemplo, es posible que desee crear una etiqueta con Project como una
clave y un valor haciendo referencia a un proyecto que está relacionado con el trabajo de capacitación
como, por ejemplo, Home value forecasts.

11. Elija Create training job (Crear trabajo de capacitación). SageMaker crea y ejecuta un trabajo de
capacitación.
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Una vez que el trabajo de capacitación se haya completado, los artefactos del modelo recién capacitado
se almacenan en S3 output path (Ruta de salida de S3) que ha proporcionado en el campo Output data
configuration (Configuración de datos de salida). Para implementar el modelo para obtener predicciones,
consulte Paso 5: Implementación del modelo en Amazon EC2 (p. 70).

Realización de una capacitación incremental (API)
En este ejemplo se muestra cómo utilizar las API de SageMaker para capacitar un modelo mediante el
algoritmo de clasificación de imágenes de SageMaker y elCaltech 256 Conjunto de datos de imágenes,
luego entrena un nuevo modelo usando el primero. Utiliza Amazon S3 para orígenes de entrada y salida.
Consulte el bloc de notas de muestra de capacitación incremental para obtener más información acerca de
cómo usar la capacitación incremental.

Note

En este ejemplo hemos usado el conjunto de datos originales en la capacitación incremental;
sin embargo puede utilizar diferentes conjuntos de datos, como, por ejemplo, los que contienen
muestras que se han añadido recientemente. Cargue los nuevos conjuntos de datos en S3 y
realice ajustes en la variable data_channels utilizada para capacitar el nuevo modelo.

Obtenga unaAWS Identity and Access Management(IAM) que conceda los permisos necesarios e inicialice
las variables de entorno:

import sagemaker
from sagemaker import get_execution_role

role = get_execution_role()
print(role)

sess = sagemaker.Session()

bucket=sess.default_bucket()
print(bucket)
prefix = 'ic-incr-training'

Obtenga la imagen de capacitación para el algoritmo de clasificación de imágenes:

from sagemaker.amazon.amazon_estimator import get_image_uri

training_image = get_image_uri(sess.boto_region_name, 'image-classification',
 repo_version="latest")
#Display the training image
print (training_image)

Descargue los conjuntos de datos de capacitación y validación y, a continuación, cárguelos en Amazon
Simple Storage Service (Amazon S3):

import os
import urllib.request
import boto3

# Define a download function
def download(url):
    filename = url.split("/")[-1]
    if not os.path.exists(filename):
        urllib.request.urlretrieve(url, filename)

# Download the caltech-256 training and validation datasets
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download('http://data.mxnet.io/data/caltech-256/caltech-256-60-train.rec')
download('http://data.mxnet.io/data/caltech-256/caltech-256-60-val.rec')

# Create four channels: train, validation, train_lst, and validation_lst
s3train = 's3://{}/{}/train/'.format(bucket, prefix)
s3validation = 's3://{}/{}/validation/'.format(bucket, prefix)

# Upload the first files to the train and validation channels
!aws s3 cp caltech-256-60-train.rec $s3train --quiet
!aws s3 cp caltech-256-60-val.rec $s3validation --quiet

Defina los hiperparámetros de capacitación:

# Define hyperparameters for the estimator
hyperparams = { "num_layers": "18",
                "resize": "32",
                "num_training_samples": "50000",
                "num_classes": "10",
                "image_shape": "3,28,28",
                "mini_batch_size": "128",
                "epochs": "3",
                "learning_rate": "0.1",
                "lr_scheduler_step": "2,3",
                "lr_scheduler_factor": "0.1",
                "augmentation_type": "crop_color",
                "optimizer": "sgd",
                "momentum": "0.9",
                "weight_decay": "0.0001",
                "beta_1": "0.9",
                "beta_2": "0.999",
                "gamma": "0.9",
                "eps": "1e-8",
                "top_k": "5",
                "checkpoint_frequency": "1",
                "use_pretrained_model": "0",
                "model_prefix": "" }

Cree un objeto de estimador y capacite el primer modelo utilizando los conjuntos de datos de capacitación
y validación:

# Fit the base estimator
s3_output_location = 's3://{}/{}/output'.format(bucket, prefix)
ic = sagemaker.estimator.Estimator(training_image,
                                   role,
                                   instance_count=1,
                                   instance_type='ml.p2.xlarge',
                                   volume_size=50,
                                   max_run=360000,
                                   input_mode='File',
                                   output_path=s3_output_location,
                                   sagemaker_session=sess,
                                   hyperparameters=hyperparams)

train_data = sagemaker.inputs.TrainingInput(s3train, distribution='FullyReplicated',
                                        content_type='application/x-recordio',
 s3_data_type='S3Prefix')
validation_data = sagemaker.inputs.TrainingInput(s3validation,
 distribution='FullyReplicated',
                                             content_type='application/x-recordio',
 s3_data_type='S3Prefix')

data_channels = {'train': train_data, 'validation': validation_data}
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ic.fit(inputs=data_channels, logs=True)

Para utilizar el modelo para capacitar de manera incremental otro modelo, cree un nuevo objeto de
estimador y utilice los artefactos del modelo (ic.model_data, en este ejemplo)para el argumento de
entrada model_uri:

# Given the base estimator, create a new one for incremental training
incr_ic = sagemaker.estimator.Estimator(training_image,
                                        role,
                                        instance_count=1,
                                        instance_type='ml.p2.xlarge',
                                        volume_size=50,
                                        max_run=360000,
                                        input_mode='File',
                                        output_path=s3_output_location,
                                        sagemaker_session=sess,
                                        hyperparameters=hyperparams,
                                        model_uri=ic.model_data) # This parameter will
 ingest the previous job's model as a new channel
incr_ic.fit(inputs=data_channels, logs=True)

Una vez que haya completado el trabajo de capacitación, los artefactos del modelo recién capacitado se
almacenan en la S3 output path que ha proporcionado en Output_path. Para implementar el modelo
para obtener predicciones, consulte Paso 5: Implementación del modelo en Amazon EC2 (p. 70).

Managed Spot Training en Amazon SageMaker
Amazon SageMaker facilita la capacitación de modelos de aprendizaje automático con instancias de
spot administradas de Amazon EC2. La capacitación puntual administrada puede optimizar el costo de
los modelos de capacitación hasta un 90% con respecto a las instancias bajo demanda. SageMaker
administra las interrupciones de spot en su nombre.

Managed Spot Training usa instancias de spot de Amazon EC2 para ejecutar trabajos de capacitación en
lugar de instancias bajo demanda. Puede especificar qué trabajos de capacitación utilizan las instancias
de spot y una condición de parada que especifica SageMaker que se ejecute un trabajo con instancias
de spot de Amazon EC2. Las métricas y los registros generados durante las ejecuciones de capacitación
están disponibles en CloudWatch.

El ajuste de modelos automático de Amazon SageMaker, también conocido como ajuste de
hiperparámetros, puede utilizar capacitación puntual administrada. Para obtener más información sobre el
entrenamiento de modelos automático, consulteRealice un SageMaker (p. 1821).

Las instancias de spot se pueden interrumpir, lo que hace que los trabajos tarden más en iniciarse
o finalizar. Puede configurar el trabajo de capacitación puntual administrada para utilizar puntos de
comprobación. SageMaker copia los datos de puntos de comprobación de una ruta local a Amazon
S3. Cuando el trabajo se reinicia, SageMaker copia los datos de Amazon S3 de nuevo a la ruta local. A
continuación, el trabajo de capacitación puede reanudarse desde el último punto de comprobación en lugar
de reiniciarse. Para obtener más información sobre los puntos de comprobación, consulte Usar puntos de
control en Amazon SageMaker (p. 1948).

Note

A menos que su trabajo de capacitación se complete rápidamente, le recomendamos que utilice
puntos de comprobación con la capacitación puntual administrada. Los algoritmos integrados
de SageMaker y los algoritmos de mercado que no tienen puntos de comprobación están
actualmente limitados a un MaxWaitTimeInSeconds de 3600 segundos (60 minutos).

Temas

1947



Amazon SageMaker Developer Guide
Uso de Managed Spot Training

• Uso de Managed Spot Training (p. 1948)
• Ciclo de vida de capacitación puntual administrado (p. 1948)

Uso de Managed Spot Training
Para utilizar la capacitación puntual administrado, cree un trabajo de capacitación. Establezca
EnableManagedSpotTraining en True y especifique el MaxWaitTimeInSeconds.
MaxWaitTimeInSeconds debe ser mayor que MaxRuntimeInSeconds. Para obtener más información
acerca de cómo crear un trabajo de capacitación, consulte DescribeTrainingJob.

Puede calcular los ahorros derivados del uso de la capacitación puntual administrada mediante la
fórmula (1 - (BillableTimeInSeconds / TrainingTimeInSeconds)) * 100. Por ejemplo, si
BillableTimeInSeconds es 100 y TrainingTimeInSeconds es 500, el ahorro es del 80 %.

Para obtener información sobre cómo ejecutar trabajos de formación en instancias puntuales de Amazon
SageMaker y cómo funciona la formación puntual gestionada y reduce el tiempo facturable, consulte los
siguientes cuadernos de ejemplo:

• Managed Spot Training con TensorFlow
• Managed Spot Training con XGBoost
• Managed Spot Training con MXNet

Ciclo de vida de capacitación puntual administrado
Puede supervisar un trabajo de capacitación utilizando TrainingJobStatus y SecondaryStatus
devueltos por DescribeTrainingJob. La lista siguiente muestra cómo cambian los valores
TrainingJobStatus y SecondaryStatus en función del escenario de capacitación:

• Instancias de spot adquiridas sin interrupción durante la capacitación
1. InProgress: Starting↠ Downloading ↠ Training ↠ Uploading

• Instancias de spot interrumpidas una vez. Posteriormente, se adquirieron suficientes instancias de spot
para finalizar el trabajo de capacitación.
1. InProgress: Starting ↠ Downloading ↠ Training ↠ Interrupted ↠ Starting ↠

Downloading ↠ Training ↠ Uploading
• Instancias de spot interrumpidas dos veces yMaxWaitTimeInSecondsexcedido.

1. InProgress: Starting ↠ Downloading ↠ Training ↠ Interrupted ↠ Starting ↠
Downloading ↠ Training ↠ Interrupted ↠ Downloading ↠ Training

2. Stopping: Stopping
3. Stopped: MaxWaitTimeExceeded

• Las instancias de spot nunca se lanzaron.
1. InProgress: Starting
2. Stopping: Stopping
3. Stopped: MaxWaitTimeExceeded

Usar puntos de control en Amazon SageMaker
Utilice los puntos de control de Amazon SageMaker para guardar el estado de los modelos de aprendizaje
automático (ML) durante el entrenamiento. Los puntos de comprobación son instantáneas del modelo y
se pueden configurar mediante las funciones de devolución de llamada de los marcos ML. Puede utilizar
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los puntos de control guardados para reiniciar un trabajo de formación desde el último punto de control
guardado.

El mecanismo de formación de SageMaker utiliza contenedores de formación en instancias de Amazon
EC2 y los archivos de punto de control se guardan en un directorio local de los contenedores. SageMaker
proporciona funcionalidad para copiar los puntos de control de la ruta local a Amazon S3. Con puntos de
control, puede hacer lo siguiente:

• Guarde las instantáneas de modelo en formación debido a una interrupción inesperada en el trabajo o la
instancia de formación.

• Reanude la formación del modelo en el futuro desde un punto de control.
• Analizar el modelo en etapas intermedias de entrenamiento.
• Utilice los puntos de control con el entrenamiento spot gestionado por SageMaker para ahorrar en costes

de formación.

Si está utilizando puntos de control con la formación puntual gestionada por SageMaker, SageMaker
gestiona la comprobación de la formación del modelo en una instancia puntual y la reanudación del trabajo
de formación en la siguiente instancia puntual. Con el entrenamiento spot gestionado de SageMaker,
puede reducir significativamente el tiempo facturable para los modelos ML de entrenamiento. Para obtener
más información, consulte Managed Spot Training en Amazon SageMaker (p. 1947) .

Temas
• Puntos de control para marcos y algoritmos en SageMaker (p. 1949)
• Activación de puntos de comprobación (p. 1950)
• Examinar archivos de punto de comprobación (p. 1951)
• Reanudar capacitación desde un punto de control (p. 1952)
• Consideraciones sobre el punto de comprobación (p. 1952)

Puntos de control para marcos y algoritmos en
SageMaker
Utilice puntos de control para guardar instantáneas de modelos ML construidos en sus marcos preferidos
dentro de SageMaker.

Marcos y algoritmos de SageMaker que admiten el control de puntos

SageMaker admite el control de los Deep Learning Containers y un subconjunto de algoritmos integrados
sin requerir cambios en el script de entrenamiento. SageMaker guarda los puntos de control en la ruta local
predeterminada'/opt/ml/checkpoints'y las copia en Amazon S3.

• Deep Learning Containers: TensorFlow,PyTorch,MXNet, yHuggingFace

Note

Si está utilizando el estimador de marco HuggingFace, debe especificar una ruta de salida de
punto de control a través de hiperparámetros. Para obtener más información, consulteEjecutar
capacitación en Amazon SageMakeren laDocumentación de HuggingFace.

• Algoritmos integrados: Clasificación de imágenes de,Detección de objetos,Segmentación semántica,
yXGBoost de(0.90-1 o posterior)

Note

Si está utilizando el algoritmo XgBoost en modo framework (modo script), debe traer un script
de entrenamiento XgBoost con checkpoints que esté configurado manualmente. Para obtener
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más información acerca de los métodos de capacitación de XGBoost para guardar instantáneas
de modelos, consulteEntrenamiento XGBoostinla documentación de XGBoost Python SDK.

Si se utiliza un algoritmo preconstruido que no admite el control de puntos en un trabajo de entrenamiento
puntual administrado, SageMaker no permite un tiempo de espera máximo superior a una hora para el
trabajo con el fin de limitar el tiempo de entrenamiento desperdiciado por interrupciones.

Para contenedores de capacitación personalizados y otros marcos

Si está utilizando sus propios contenedores de formación, scripts de capacitación u otros marcos no
enumerados en la sección anterior, debe configurar correctamente el script de entrenamiento utilizando
devoluciones de llamada o API de capacitación para guardar los puntos de control en la ruta local ('/
opt/ml/checkpoints') y cargue desde la ruta local en su script de entrenamiento. Los estimadores de
SageMaker pueden sincronizarse con la ruta local y guardar los puntos de control en Amazon S3.

Activación de puntos de comprobación
Después de habilitar la comprobación, SageMaker guarda los puntos de control en Amazon S3 y
sincroniza su trabajo de formación con el bucket del punto de control S3.

En el siguiente ejemplo, se muestra cómo configurar las rutas de punto de comprobación
al crear un estimador de SageMaker. Para habilitar el checkpoint, agregue
elcheckpoint_s3_uriycheckpoint_local_patha su estimador.

En la siguiente plantilla de ejemplo se muestra cómo crear un estimador de SageMaker genérico y
habilitar el checkpoints. Puede utilizar esta plantilla para los algoritmos admitidos especificando la
propiedadimage_uriParámetro. Para encontrar URI de imagen Docker para algoritmos con Checkpoint
admitidos por SageMaker, consulteRutas de registro de Docker y código de ejemplo (p. 773). También
puede reemplazarestimatoryEstimatorcon las clases padre de estimadores de otros marcos de
SageMaker y las clases de estimador, comoTensorFlow,PyTorch,MXNet,HuggingFaceyXGBoost.

import sagemaker
from sagemaker.estimator import Estimator

bucket=sagemaker.Session().default_bucket()
base_job_name="sagemaker-checkpoint-test"
checkpoint_in_bucket="checkpoints"

# The S3 URI to store the checkpoints
checkpoint_s3_bucket="s3://{}/{}/{}".format(bucket, base_job_name, checkpoint_in_bucket)

# The local path where the model will save its checkpoints in the training container
checkpoint_local_path="/opt/ml/checkpoints"
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estimator = Estimator(
    ...
    image_uri="<ecr_path>/<algorithm-name>:<tag>" # Specify to use built-in algorithms
    output_path=bucket,
    base_job_name=base_job_name,
    
    # Parameters required to enable checkpointing
    checkpoint_s3_uri=checkpoint_s3_bucket,
    checkpoint_local_path=checkpoint_local_path
)

Los dos parámetros siguientes especifican rutas para la comprobación de puntos:

• checkpoint_local_path: especifique la ruta local en la que el modelo guarda los puntos de control
periódicamente en un contenedor de formación. La ruta predeterminada está establecida en'/opt/
ml/checkpoints'. Si está utilizando otros marcos o trayendo su propio contenedor de capacitación,
asegúrese de que la configuración del punto de control de su script de entrenamiento especifique la ruta
a'/opt/ml/checkpoints'.

Note

Recomendamos especificar las rutas locales como'/opt/ml/checkpoints'para que sea
coherente con la configuración predeterminada del punto de control de SageMaker. Si prefiere
especificar su propia ruta local, asegúrese de que coincida con la ruta de guardado del punto
de control en su script de entrenamiento y lacheckpoint_local_pathde los estimadores de
SageMaker.

• checkpoint_s3_uri— El URI a un bucket S3 donde los puntos de control se almacenan en tiempo
real.

Para obtener una lista completa de parámetros del estimador de SageMaker, consulteAPI del estimadoren
laSDK para Python de Amazon SageMakerDocumentación de.

Examinar archivos de punto de comprobación
Localice archivos de puntos de control mediante el SDK de Python de SageMaker y la consola de Amazon
S3.

Para buscar los archivos de punto de comprobación mediante programación

Para recuperar el URI de bucket S3 donde se guardan los puntos de comprobación, compruebe el
siguiente atributo de estimador:

estimator.checkpoint_s3_uri

Esto devuelve la ruta de salida de Amazon S3 para los puntos de comprobación configurados al solicitar
elCreateTrainingJobrequest. Para buscar los archivos de punto de comprobación guardados mediante
la consola de Amazon S3, utilice el siguiente procedimiento.

Para buscar los archivos de punto de comprobación desde la consola de Amazon S3

1. Inicie sesión en laAWS Management Consoley abra la consola de SageMaker enhttps://
console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, elijaTrabajos de capacitación.
3. Elija el enlace al trabajo de formación con el control activado para abrirConfiguración de la tarea.
4. En la páginaConfiguración de la tareadel trabajo de formación, localice elConfiguración del punto de

comprobaciónsección.
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5. Utilice el enlace al bucket de S3 para acceder a los archivos del punto de comprobación.

Reanudar capacitación desde un punto de control
Para reanudar un trabajo de formación desde un punto de control, ejecute un nuevo estimador con el
mismocheckpoint_s3_urique creó en laActivación de puntos de comprobación (p. 1950)sección. Una
vez que se haya reanudado el entrenamiento, los puntos de control de este cucharón S3 se restauran
acheckpoint_local_pathen cada instancia del nuevo trabajo de formación. Asegúrese de que el
bucket de S3 está en la misma región de que la sesión actual de SageMaker.

Consideraciones sobre el punto de comprobación
Cuando utilice puntos de control en SageMaker, tenga en cuenta lo siguiente:

• Para evitar sobrescrituras en el entrenamiento distribuido con varias instancias, debe configurar
manualmente los nombres de archivo de punto de control y las rutas de acceso en el script de formación.
La configuración de alto nivel del punto de control de SageMaker especifica una única ubicación de
Amazon S3 sin sufijos ni prefijos adicionales para etiquetar puntos de control de varias instancias.

• El SDK de Python de SageMaker no admite la configuración de alto nivel para la frecuencia de
comprobación de puntos. Para controlar la frecuencia de los puntos de comprobación, modifique el script
de entrenamiento utilizando las funciones de guardado del modelo del framework o las devoluciones de
llamada de punto de control.

• Si utiliza puntos de control de SageMaker con SageMaker Debugger y SageMaker distribuidos y se
enfrenta a problemas, consulte las siguientes páginas para la solución de problemas y consideraciones.
• Consideraciones para el depurador de Amazon SageMaker (p. 1817)
• Solución de problemas en paralelo (p. 1876)
• Solución de problemas en paralelo (p. 1900)
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Proporcione metadatos del conjunto de datos
a trabajos de capacitación con un archivo de
manifiesto aumentado

Para incluir metadatos con su conjunto de datos en un trabajo de capacitación, use un archivo de
manifiesto aumentado. Al utilizar un archivo de manifiesto aumentado, su conjunto de datos debe
almacenarse en Amazon Simple Storage Service (Amazon S3) y debe configurar su trabajo de
capacitación para usar el conjunto de datos almacenado allí. Debe especificar la ubicación y el formato
de este conjunto de datos para uno o variosChannel. Los manifiestos aumentados solo pueden admitir
el modo de entrada de canalización. Consulte la sección InputMode en Channel para obtener más
información sobre el modo de entrada de canalización.

Al especificar los parámetros de un canal, debe especificar una ruta al archivo, denominadaS3Uri.
Amazon SageMaker interpreta este URI en función de laS3DataTypein S3DataSource. La opción
AugmentedManifestFile define un formato de manifiesto que incluye metadatos con los datos de
entrada. El uso de un archivo de manifiesto aumentado es una alternativa al procesamiento previo cuando
ha etiquetado datos. Para los trabajos de capacitación con datos etiquetados, normalmente debe procesar
previamente el conjunto de datos para combinar los datos de entrada con los metadatos antes de la
capacitación. Si su conjunto de datos de capacitación es grande, el procesamiento previo puede resultar
lento y costoso.

Formato de archivo de manifiesto aumentado
Un archivo de manifiesto aumentado debe formatearse en formato de líneas JSON. En formato de líneas
JSON, cada línea del archivo es un objeto JSON completo seguido de un separador de nueva línea.

Durante la capacitación, SageMaker analiza cada línea JSON y envía algunos o todos sus atributos al
algoritmo de capacitación. Especifique el contenido del atributo que se va a pasar y el orden en que se va
a hacer con el parámetro AttributeNames de la API CreateTrainingJob. LaAttributeNamesEl
parámetro es una lista ordenada de nombres de atributo que SageMaker busca en el objeto JSON para su
uso como entrada de capacitación.

Por ejemplo, si muestra ["line", "book"] para AttributeNames, los datos de entrada deben incluir
los nombres de atributo de line y book en el orden especificado. En este ejemplo, el siguiente contenido
del archivo de manifiesto aumentado es válido:

{"author": "Herman Melville", "line": "Call me Ishmael", "book": "Moby Dick"}
{"line": "It was love at first sight.", "author": "Joseph Heller", "book": "Catch-22"}

SageMaker omite nombres de atributo no mostrados incluso si preceden, siguen o están entre los atributos
mostrados.

Al usar archivos de manifiesto aumentados, observe las siguientes directrices:

• El orden de los atributos mostrados en el parámetro AttributeNames determina el orden de los
atributos pasados al algoritmo en el trabajo de capacitación.

• Los mostradosAttributeNamespuede ser un subconjunto de todos los atributos de la línea JSON.
SageMaker ignora los atributos que no aparecen en la lista del archivo.

• Puede especificar cualquier tipo de datos permitidos por el formato JSON en AttributeNames,
incluidos texto, valores numéricos, matrices de datos u objetos.

• Para incluir un URI de S3 como nombre de atributo, añada el sufijo -ref a este.
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Si un nombre de atributo contiene el sufijo -ref, el valor del atributo debe ser un URI de S3 que
apunte a un archivo de datos al que se pueda acceder en el trabajo de capacitación. Por ejemplo, si
AttributeNames contiene ["image-ref", "is-a-cat"], un archivo de manifiesto aumentado válido
podría contener estas líneas:

{"image-ref": "s3://mybucket/sample01/image1.jpg", "is-a-cat": 1}
{"image-ref": "s3://mybucket/sample02/image2.jpg", "is-a-cat": 0}

Para la primera línea de este manifiesto, SageMaker recupera el contenido del objeto de S3s3://
mybucket/foo/image1.jpgy lo transmite al algoritmo para la capacitación. La segunda línea es la
representación de cadena del atributo is-a-cat "1", que va seguido del contenido de la segunda línea.

Para crear un archivo de manifiesto aumentado, utilice Amazon SageMaker Ground Truth para crear un
trabajo de etiquetado. Para obtener más información, consulte Datos de salida (p. 438).

Transmitir datos del archivo de manifiesto aumentado
El formato de manifiesto aumentado le permite realizar la capacitación en modo de barra vertical mediante
los archivos sin necesidad de crear archivos RecordIO. Debe especificar los canales de capacitación y
de validación como valores para el parámetro InputDataConfig de la solicitud CreateTrainingJob.
Los archivos de manifiesto aumentados son solo compatibles con los canales con el modo de entrada de
datos por canal. Para cada canal, los datos se extraen de su archivo de manifiesto aumentado y transmiten
(en orden) al algoritmo a través de la canalización denominada del canal. El modo de canalización usa el
método primero en entrar, primero en salir (FIFO) para que los registros se procesen en el orden en que
se pusieron en cola. Para obtener información sobre el modo de entrada de canalización, consulte Input
Mode.

Los nombres de atributo con un sufijo "-ref" apuntan a los datos binarios preformateados. En algunos
casos, el algoritmo sabe cómo analizar los datos. En otros casos, podría tener que incluir los datos para
que los registros se delimiten para el algoritmo. Si el algoritmo es compatible con los datos con formato
RecordIO, la especificación de RecordIO para RecordWrapperType resuelve este problema. Si el
algoritmo no es compatible con el formato RecordIO, especifique None para RecordWrapperType y
asegúrese de que sus datos se analicen correctamente para su algoritmo.

Al usar el ejemplo ["image-ref", "is-a-cat"], si usa el encapsulamiento RecordIO, la siguiente
transmisión de datos se envía a la cola:

recordio_formatted(s3://mybucket/foo/
image1.jpg)recordio_formatted("1")recordio_formatted(s3://mybucket/bar/
image2.jpg)recordio_formatted("0")

Las imágenes que no se encapsulan con el formato RecordIO, se transmiten con elis-a-catvalor de
atributo como un registro. Esto puede dar lugar a un problema, ya que el algoritmo podría no delimitar
las imágenes y los atributos correctamente. Para obtener más información sobre cómo usar archivos de
manifiesto aumentado para la clasificación de imágenes, consulteCapacitación con formato de imagen de
manifiesto aumentado.

Con los archivos de manifiesto aumentados y el modo Pipe en general, no se aplican los límites de tamaño
del volumen de EBS. Esto incluye configuraciones que, de lo contrario, deben estar dentro del límite
de tamaño del volumen de EBS como S3DataDistributionType . Para obtener más información
sobre el modo de canalización y cómo usarlo, consulteUso de sus propios algoritmos de capacitación:
Configuración de datos de entrada.

Uso de un archivo de manifiesto aumentado (consola)
Para completar este procedimiento, se necesita lo siguiente:
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• La URL del bucket de S3 en el que almacenó el archivo de manifiesto aumentado.
• Para almacenar los datos que se muestran en el archivo de manifiesto aumentado en un bucket de S3.
• La URL del bucket de S3 en el que desea almacenar la salida del trabajo.

Para usar un archivo de manifiesto aumentado en un trabajo de capacitación (consola)

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.
2. En el panel de navegación, elija Training (Capacitación); a continuación, elija Training jobs (Trabajos

de capacitación).
3. Elija Create training job (Crear trabajo de capacitación).
4. Proporcione un nombre para el trabajo de capacitación. El nombre debe ser único dentro de

unAWSEn una regiónAWSaccount. Puede tener de 1 a 63 caracteres. Los caracteres válidos son: a-z,
A-Z, 0-9 y . : + = @ _ % - (guion).

5. Elija el algoritmo que desee usar. Para obtener más información acerca de los algoritmos integrados
admitidos, consulte Use Amazon SageMaker Built-in Algorithms (p. 765). Si desea usar un algoritmo
personalizado, asegúrese de que sea compatible con el modo de canalización.

6. (Opcional) En Resource configuration (Configuración de recursos), acepte los valores
predeterminados o, para reducir el tiempo de computación, aumente el consumo de recursos.

a. (Opcional) En Instance type (Tipo de instancia), elija el tipo de instancia de computación de
aprendizaje automático que desea utilizar. En la mayoría de los casos, ml.m4.xlarge es suficiente.

b. En Instance count (Recuento de instancias), use el valor predeterminado, 1.
c. (Opcional) En Additional volume per instance (GB) (Volumen adicional por instancia [GB]), elija el

tamaño del volumen de almacenamiento de aprendizaje automático que desea aprovisionar. En la
mayoría de los casos, puede usar el valor predeterminado, que es 1. Si usa un conjunto de datos
voluminoso, utilice un tamaño más grande.

7. Proporcione información sobre los datos de entrada para el conjunto de datos de capacitación.

a. En Channel name (Nombre de canal), acepte el valor predeterminado (train) o escriba un
nombre más significativo, como training-augmented-manifest-file.

b. En InputMode, elija Pipe (Canalización).
c. En S3 data distribution type (Tipo de distribución de datos de S3), elija FullyReplicated. Al

capacitar cada vez más, la replicación completa hace que cada instancia de computación de
aprendizaje automático use una copia completa del conjunto de datos ampliado. En los algoritmos
basados en lo neuronal, como Algoritmo de Modelo de tema neuronal (NTM) (p. 1510), elija
ShardedByS3Key.

d. Si los datos especificados en el archivo de manifiesto aumentado se descomprimen, establezca el
Compression type (Tipo de compresión) en None (Ninguno). Si los datos se comprimen con gzip,
establézcalos en Gzip.

e. (Opcional) En Content type (Tipo de contenido), especifique el tipo MIME adecuado. El tipo de
contenido es el tipo de extensiones multipropósito de correo Internet (MIME) de los datos.

f. En Record wrapper (Contenedor de registros), si el conjunto de datos especificado en el archivo
de manifiesto aumentado se guarda en formato RecordIO, elija RecordIO. Si su conjunto de datos
no se guarda como archivo con formato RecordIO, elija None (Ninguno).

g. En S3 data type (Tipo de datos de S3), elija AugmentedManifestFile.
h. En S3 location (Ubicación de S3), proporcione la ruta al bucket donde almacenó el archivo de

manifiesto aumentado.
i. En AugmentedManifestFile attribute names (Nombres de atributo AugmentedManifestFile),

especifique el nombre de un atributo que desee usar. El nombre de atributo debe estar presente
en el archivo de manifiesto aumentado y distingue entre mayúsculas y minúsculas.

j. (Opcional) Para añadir más nombres de atributo, elija Add row (Añadir fila) y especifique otro
nombre de atributo para cada atributo.
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k. (Opcional) Para ajustar el orden de los nombres de atributo, elija los botones hacia arriba o hacia
abajo situados junto a los nombres. Al usar un archivo de manifiesto aumentado, el orden de los
nombres de atributo especificados es importante.

l. Seleccione Done (Listo).
8. En Output data configuration (Configuración de datos de salida), proporcione la siguiente información:

a. En S3 location (Ubicación de S3), escriba la ruta al bucket de S3 donde desea almacenar los
datos de salida.

b. (Opcional) Puede usar su clave de cifrado de AWS Key Management Service (AWS KMS) para
cifrar los datos de salida en reposo. En Encryption key (Clave de cifrado), proporcione el ID de
clave o su número de recurso de Amazon (ARN). Para obtener más información, consulte Claves
de cifrado administradas por KMS.

9. (Opcional) En Tags (Etiquetas), añada una o más etiquetas al trabajo de capacitación. Aetiquetason
los metadatos que puede definir y asignar aAWSde AWS. En este caso, puede usar las etiquetas para
ayudarle a administrar sus trabajos de capacitación. Una etiqueta consta de una clave y un valor que
define el usuario. Por ejemplo, es posible que desee crear una etiqueta con Project como clave y
un valor que hace referencia a un proyecto relacionado con el trabajo de capacitación, como Home
value forecasts.

10. Elija Create training job (Crear trabajo de capacitación). SageMaker crea y ejecuta el trabajo de
capacitación.

Una vez que el trabajo de capacitación haya finalizado, SageMaker almacena los artefactos del modelo en
el bucket cuya ruta proporcionó paraRuta de salida de S3en laConfiguración de los datos de salidafield.
Para implementar el modelo para obtener predicciones, consulte Paso 5: Implementación del modelo en
Amazon EC2 (p. 70).

Uso de un archivo de manifiesto aumentado (API)
A continuación se muestra cómo capacitar un modelo con un archivo de manifiesto aumentadoUtilizar la
biblioteca de Python de alto nivel de SageMaker:

# Create a model object set to using "Pipe" mode.
model = sagemaker.estimator.Estimator(training_image,
                                      role,
                                      instance_count=1,
                                      instance_type='ml.p3.2xlarge',
                                      volume_size = 50,
                                      max_run = 360000,
                                      input_mode = 'Pipe',
                                      output_path=s3_output_location,
                                      sagemaker_session=session)

# Create a train data channel with S3_data_type as 'AugmentedManifestFile' and attribute
 names.
train_data = sagemaker.session.s3_input(your_augmented_manifest_file,
                                        distribution='FullyReplicated',
                                        content_type='application/x-recordio',
                                        s3_data_type='AugmentedManifestFile',
                                        attribute_names=['source-ref', 'annotations'],
                                        input_mode='Pipe',
                                        record_wrapping='RecordIO') 
data_channels = {'train': train_data}

# Train a model.
model.fit(inputs=data_channels, logs=True)
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Una vez que el trabajo de capacitación haya finalizado, SageMaker almacena los artefactos del modelo en
el bucket cuya ruta proporcionó paraRuta de salida de S3en laConfiguración de los datos de salidafield.
Para implementar el modelo para obtener predicciones, consulte Paso 5: Implementación del modelo en
Amazon EC2 (p. 70).

Monitorizar y analizar trabajos de capacitación
mediante métricas

Un trabajo de capacitación de Amazon SageMaker es un proceso iterativo que enseña a un modelo a
realizar predicciones mediante la presentación de ejemplos de un conjunto de datos de capacitación.
Normalmente, un algoritmo de capacitación calcula varias métricas, como, por ejemplo, error de
capacitación y precisión de predicción. Estas métricas ayudan a diagnosticar si el modelo aprende bien
y si generalizará bien a fin de realizar predicciones sobre datos no vistos anteriormente. El algoritmo de
capacitación escribe los valores de estas métricas en registros, que SageMaker monitoriza y envía a
Amazon CloudWatch en tiempo real. Para analizar el rendimiento de su trabajo de capacitación, puede ver
gráficos de estas métricas en CloudWatch. Cuando se ha completado un trabajo de capacitación, también
puede obtener una lista de los valores de las métricas que calcula en su última iteración llamando a la
operación DescribeTrainingJob.

Temas
• Bloc de notas de muestra de métricas de capacitación (p. 1957)
• Definición de las métricas de capacitación (p. 1957)
• Monitorización de métricas de trabajos de capacitación ( consola) (p. 1960)
• Monitorización de métricas de Job de capacitación (consola de SageMaker) (p. 1960)
• Ejemplo: Visualización de una curva de capacitación y validación (p. 1962)

Bloc de notas de muestra de métricas de capacitación
En los siguientes blocs de notas de muestra se enseña cómo ver y representar métricas de capacitación:

• An Introduction to the Amazon SageMaker ObjectToVec Model for Sequence-to-sequence Embedding
(object2vec_sentence_similarity.ipynb)

• Regression with the Amazon SageMaker XGBoost Algorithm (xgboost_abalone.ipynb)

Para obtener instrucciones sobre cómo crear y obtener acceso a instancias de blocs de notas de Jupyter
que puede utilizar para ejecutar los ejemplos en SageMaker, consulteEjemplo de blocs de notas (p. 142).
Para ver una lista de todos los ejemplos de SageMaker, después de crear y abrir una instancia de bloc
de notas, elija laEjemplos de SageMakerPestaña. Para ver blocs de notas de ejemplo que enseñan
cómo utilizar métricas de capacitación, consulte object2vec_sentence_similarity.ipynb y 
xgboost_abalone.ipynb en la sección Introducción a los algoritmos de Amazon. Para abrir un bloc de
notas, elija su pestaña Use (Usar) y, a continuación, elija Create copy (Crear copia).

Definición de las métricas de capacitación
SageMaker analiza automáticamente los registros en busca de métricas que emiten los algoritmos
integrados y envía dichas métricas a CloudWatch. Si desea que SageMaker analice los registros de
un algoritmo personalizado y envíe métricas que el algoritmo emite a CloudWatch, debe especificar las
métricas que desea que SageMaker envíe a CloudWatch al configurar el trabajo de capacitación. Debe
especificar el nombre de las métricas que desea enviar y las expresiones regulares que SageMaker utiliza
para analizar los registros que su algoritmo emite para encontrar dichas métricas.
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Puede especificar las métricas que desea realizar un seguimiento con la consola de SageMaker;, el SDK
de SageMaker para Python de SageMaker (https://github.com/aws/sagemaker-python-sdk) o la API de bajo
nivel de SageMaker.

Temas
• Definición de expresiones regulares para las métricas (p. 1958)
• Definición de métricas de capacitación (API de bajo nivel de SageMaker) (p. 1958)
• Definición de métricas de capacitación (SDK de SageMaker para Python de SageMaker) (p. 1959)
• Definición de métricas de capacitación (consola) (p. 1959)

Definición de expresiones regulares para las métricas
Para buscar una métrica, SageMaker busca los registros que su algoritmo emite y encuentra registros que
coinciden con la expresión regular que especifique para esa métrica. Si utiliza su propio algoritmo, haga lo
siguiente:

• Asegúrese de que el algoritmo escribe en los registros las métricas que desea capturar
• Defina una expresión regular que busque de forma precisa en los registros para capturar los valores de

las métricas que desea enviar a las métricas de CloudWatch.

Por ejemplo, suponga que su algoritmo emite métricas para errores de capacitación y errores de validación
y escribe registros similares a los siguientes en stdout  o stderr:

Train_error=0.138318;  Valid_error = 0.324557;

Si desea monitorizar ambas métricas en CloudWatch, suAlgorithmSpecificationtendría el siguiente
aspecto:

"AlgorithmSpecification": {
        "TrainingImage": ContainerName,
        "TrainingInputMode": "File",
        "MetricDefinitions" : [
            {
            "Name": "train:error",
            "Regex": "Train_error=(.*?);"
        },
             {
            "Name": "validation:error",
            "Regex": "Valid_error=(.*?);"
        }
        
    ]}

En la expresión regular para la métrica train:error definida anteriormente, la primera parte de la
expresión regular encuentra el texto exacto "Train_error =", y la expresión (.*?); captura cero o más
instancias de cualquier carácter hasta el primer carácter de punto y coma. En esta expresión, el paréntesis
indica a la expresión regular que debe capturar lo que está dentro de ellos, . significa cualquier carácter, *
significa cero o más caracteres y ? significa realizar la captura solo hasta la primera instancia del carácter
;.

Definición de métricas de capacitación (API de bajo nivel de
SageMaker)
Defina las métricas que desea enviar a CloudWatch especificando una lista de nombres de métricas
y expresiones regulares en laMetricDefinitionsde la AlgorithmSpecificationque
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se pasa al parámetroCreateTrainingJob. Por ejemplo, si desea monitorizar tanto
eltrain:erroryvalidation:erroren CloudWatch, suAlgorithmSpecificationtendría el siguiente
aspecto:

"AlgorithmSpecification": {
        "TrainingImage": ContainerName,
        "TrainingInputMode": "File",
        "MetricDefinitions" : [
            {
            "Name": "train:error",
            "Regex": "Train_error=(.*?);"
        },
             {
            "Name": "validation:error",
            "Regex": "Valid_error=(.*?);"
        }
        
    ]}

Para obtener más información acerca de la definición y ejecución de un trabajo de capacitación mediante
la API de bajo nivel de SageMaker, consulteCreateTrainingJob.

Definición de métricas de capacitación (SDK de SageMaker para
Python de SageMaker)
Defina las métricas que desea enviar a CloudWatch especificando una lista de nombres de métricas y
expresiones regulares comometric_definitionscuando inicializa un argumentoEstimatorObjeto.
Por ejemplo, si desea monitorizar tanto eltrain:erroryvalidation:erroren CloudWatch,
suEstimatorLa inicialización debe ser similar a lo siguiente:

estimator =
                Estimator(image_name=ImageName,
                role='SageMakerRole', 
                instance_count=1,
                instance_type='ml.c4.xlarge',
                k=10,
                sagemaker_session=sagemaker_session,
                metric_definitions=[
                   {'Name': 'train:error', 'Regex': 'Train_error=(.*?);'},
                   {'Name': 'validation:error', 'Regex': 'Valid_error=(.*?);'}
                ]
            )

Para obtener más información acerca de la capacitación mediante el uso deSDK para Python de Amazon
SageMakerestimadores, consultehttps://github.com/aws/sagemaker-python-sdk#sagemaker-python-sdk-
overview.

Definición de métricas de capacitación (consola)
Puede definir métricas para un algoritmo personalizado en la consola al crear un trabajo de capacitación
proporcionando el nombre y la expresión regular (regex) en Metrics (Métricas).

Por ejemplo, si desea monitorizar tanto eltrain:erroryvalidation:errorEn CloudWatch, sus
definiciones de métricas podrían tener el siguiente aspecto:

[
            {
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            "Name": "train:error",
            "Regex": "Train_error=(.*?);"
        },
             {
            "Name": "validation:error",
            "Regex": "Valid_error=(.*?);"
        }
        
    ]

Monitorización de métricas de trabajos de capacitación
( consola)
Puede monitorizar las métricas que emite un trabajo de capacitación en tiempo real en la consola de
CloudWatch.

Para monitorizar métricas de trabajos de capacitación (consola de CloudWatch)

1. Abra la consola de CloudWatch enhttps://console.aws.amazon.com/cloudwatch.
2. Elija Metrics (Métricas), a continuación, elija /aws/sagemaker/TrainingJobs.
3. Elija TrainingJobName (Nombre del trabajo de capacitación).
4. En la pestaña All metrics (Todas las métricas), elija los nombres de las métricas que desea

monitorizar.
5. En la pestaña Graphed metrics (Métricas representadas), configure las opciones de gráficos. Para

obtener más información acerca del uso de gráficos de CloudWatch, consulteRepresentación gráfica
de métricasen laGuía del usuario de Amazon CloudWatch.

Monitorización de métricas de Job de capacitación
(consola de SageMaker)
Puede monitorizar las métricas que emite un trabajo de capacitación en tiempo real mediante la consola de
SageMaker.

Para monitorizar métricas de trabajos de capacitación (consola de SageMaker)

1. Abra la consola de SageMaker enhttps://console.aws.amazon.com/sagemaker.
2. Elija Training jobs (Trabajos de capacitación) y, a continuación, elija el trabajo de capacitación cuyas

métricas desea ver.
3. Elija TrainingJobName (Nombre del trabajo de capacitación).
4. En la sección Monitor (Monitorización), puede ver los gráficos de utilización de las instancias y las

métricas de los algoritmos.
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Ejemplo: Visualización de una curva de capacitación y
validación
Normalmente, puede dividir los datos que utiliza en la capacitación de su modelo en conjuntos de datos
de capacitación y de validación. Puede utilizar el conjunto de datos de capacitación para capacitar los
parámetros del modelo que se utilizan para realizar predicciones en el conjunto de datos de capacitación.
A continuación, puede probar la exactitud con que el modelo realiza predicciones calculando predicciones
para el conjunto de datos de validación. Para analizar el rendimiento de un trabajo de capacitación, se
suele representar una curva de capacitación junto a una curva de validación.

Visualizar un gráfico que muestre la precisión de los conjuntos de datos de capacitación y de validación
a lo largo del tiempo puede ayudarle a mejorar el rendimiento del modelo. Por ejemplo, si la precisión
de la capacitación sigue aumentando con el paso del tiempo, pero, en algún momento, la precisión de la
validación comienza a disminuir, es probable que esté sobreajustando el modelo. Para solucionar este
problema, puede realizar ajustes en el modelo, como, por ejemplo, aumentar la regularización.

Para este ejemplo,Puede utilizar laClasificación de imágenes: formación completaejemplo que se
encuentra en elEjemplo de blocs de notasde su instancia de bloc de notas de SageMaker. Si no tiene una
instancia de bloc de notas de SageMaker, cree una siguiendo las instrucciones que se indican enPaso 1:
Crear una instancia de bloc de notas de Amazon SageMaker (p. 60). Si lo prefiere, puede seguir el End-to-
End Multiclass Image Classification Example en el bloc de notas de ejemplo en GitHub. También necesita
un bucket de Amazon S3 para almacenar los datos de capacitación y para la salida del modelo.

Para ver las curvas de errores de capacitación y validación

1. Abra la consola de SageMaker enhttps://console.aws.amazon.com/sagemaker.
2. Elija Notebooks (Bloc de notas), a continuación, elija Notebook instances (Instancias de bloc de

notas).
3. Elija la instancia de bloc de notas que desea utilizar y, a continuación, elija Open (Abrir).
4. En el panel de su instancia de bloc de notas, elija SageMaker Examples (Ejemplos de SageMaker).
5. Amplíe laIntroducción a los algoritmos de Amazony, a continuación, elijaUsarjunto aClasificación-

Fulltraining.ipynb.
6. SeleccionarCrear copia. SageMaker crea una copia editable delClasificación-Fulltraining.ipynben su

instancia de bloc de notas.
7. Ejecute todas las celdas en el bloc de notas hasta laInferenciasección. En este ejemplo, no es

necesario implementar un punto de enlace ni obtener la inferencia.
8. Una vez iniciado el trabajo de capacitación, abra la consola de CloudWatch enhttps://

console.aws.amazon.com/cloudwatch.
9. Elija Metrics (Métricas), a continuación, elija /aws/sagemaker/TrainingJobs.
10. Elija TrainingJobName (Nombre del trabajo de capacitación).
11. En la pestaña All metrics (Todas las métricas), elija las métricas train:accuracy (capacitación:precisión)

y validation:accuracy (validación:precisión) para el trabajo de capacitación que ha creado en el bloc de
notas.

12. En el gráfico, elija un área de los valores de la métrica para ampliarla. Debería ver algo parecido a lo
siguiente:
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Implementar modelos para la
inferencia

Después de crear y entrenar los modelos, puede implementarlos para obtener predicciones de una de las
dos formas siguientes:

• Para configurar un punto de enlace persistente para obtener predicciones de sus modelos, utilice
los servicios de alojamiento de Amazon SageMaker. Para obtener información general acerca de la
implementación de un solo modelo o varios modelos con los servicios de alojamiento de SageMaker,
consulteImplementación de un modelo en los servicios de alojamiento de SageMaker (p. 12).

Para obtener un ejemplo de cómo implementar un modelo en el servicio de alojamiento de SageMaker,
consulteImplementación del modelo en los servicios de alojamiento de SageMaker (p. 71).

O, si lo prefiere, vea el siguiente tutorial de vídeo:

Implemente sus modelos de aprendizaje automático en producción a escala con Amazon SageMaker
• Para obtener predicciones para todo un conjunto de datos completo, utilice la transformación por lotes

de SageMaker. Para obtener información general acerca de la implementación de un modelo con la
transformación por lotes de SageMaker, consulteObtención de inferencias para un conjunto de datos
completo con transformaciones por lotes (p. 15).

Para obtener un ejemplo de cómo implementar un modelo con transformación por lotes, consulte
(Opcional) Hacer predicción con transformación Batch (p. 72).

O, si lo prefiere, vea el siguiente tutorial de vídeo:

Implemente sus modelos de aprendizaje automático en producción a escala con Amazon SageMaker

Prerequisites
En estos temas se presupone que ha creado y entrenado modelos de aprendizaje automático y que está
listo para implementarlos. Si es la primera vez que utiliza SageMaker y no ha completado estas tareas
previas necesarias, siga los pasos de laIntroducción a Amazon SageMaker (p. 39)Para familiarizarse
con un ejemplo de cómo administra SageMaker el proceso de ciencia de datos y cómo gestiona la
implementación del modelo. Para obtener más información acerca de la capacitación de un modelo,
consulteEntrenar modelos (p. 760).

¿Qué quiere hacer?
SageMaker proporciona características que permiten administrar recursos y optimizar el rendimiento de
las inferencias a la hora de implementar modelos de aprendizaje automático. Para obtener instrucciones
acerca de cómo utilizar las canalizaciones de inferencia, los modelos de implementación y compilación con
Neo, Elastic Inference y el escalado de modelos automático, consulte los siguientes temas.

• Para administrar el procesamiento de datos y las predicciones en tiempo real o para procesar
las transformaciones por lotes en una canalización, consulte Implementar una canalización de
inferencia (p. 2009).
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• Si desea implementar un modelo en instancias inf1, consulte Compile e implemente modelos con
Neo (p. 2119).

• Para capacitar modelos de TensorFlow, Apache MXNet, PyTorch, ONNX y XGBoost una vez y
optimizarlos para su implementación en procesadores ARM, Intel y Nvidia, consulte Compile e
implemente modelos con Neo (p. 2119).

• Para preprocesar conjuntos de datos completos rápidamente u obtener inferencias de un modelo
capacitado para conjuntos de datos más amplios cuando no necesite un punto de enlace persistente,
consulte Utilice la transformación por lotes (p. 1978).

• Para acelerar el rendimiento y reducir la latencia que se produce al obtener inferencias en tiempo
real de sus modelos de aprendizaje profundo, implementados como modelos alojados de SageMaker
de mediante una instancia de GPU para su punto de enlace, consulte.Uso de Amazon SageMaker
 (p. 1966).

• Para ajustar de forma dinámica el número de instancias que se aprovisionan como respuesta a
los cambios de su carga de trabajo, consulte Escalar automáticamente los modelos de Amazon
SageMaker (p. 2025).

• Para crear un punto de enlace que pueda alojar varios modelos mediante un contenedor de servicio
compartido, consulte  Alojar varios modelos con puntos de enlace multimodelo (p. 1986).

• Para probar varios modelos en producción, consulte Modelos de prueba en producción (p. 2042).

Administración de implementaciones de modelos
Para obtener instrucciones acerca de la administración de las implementaciones de modelos, incluida
la monitorización, la resolución de problemas y las prácticas recomendadas, e información acerca del
almacenamiento asociado a las instancias de alojamiento de inferencia:

• Para conocer las herramientas que se pueden utilizar para monitorizar las implementaciones de
modelos, consulte Monitorizar Amazon SageMaker (p. 2661).

• Para solucionar los problemas relacionados con las implementaciones de modelos, consulte Solucionar
problemas de implementaciones de modelos de Amazon SageMaker (p. 2050).

• Para conocer las prácticas recomendadas para la implementación de modelos, consulte Prácticas
recomendadas de implementación (p. 2051).

• Para obtener información acerca del tamaño de los volúmenes de almacenamiento proporcionados para
cada tamaño de instancias de alojamiento, consulte Alojamiento de volúmenes de almacenamiento de
instancias (p. 2042).

Implementación de su propio código de inferencia
Para desarrolladores que necesitan instrucciones más avanzadas acerca de cómo ejecutar su propio cómo
de inferencia:

• Para ejecutar los servicios de alojamiento de su propio código de inferencia, consulte Uso de su propio
código de inferencia con servicios de alojamiento (p. 2271).

• Para ejecutar su propio código de inferencia para las transformaciones por lotes, consulte Usar el código
de inferencia propio con la transformación por lotes (p. 2277).

Guía de SageMaker
¿Qué es Amazon SageMaker? (p. 1)
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Uso de Amazon SageMaker
Al usar Amazon Elastic Inference (EI), puede acelerar el rendimiento y reducir la latencia de la obtención
de interferencias en tiempo real de sus modelos de aprendizaje profundo, implementados comoModelos
alojados en Amazon SageMaker, pero en una fracción del costo de la utilización de una instancia de GPU
para su punto de enlace. EI le permite añadir aceleración de interferencia a un punto de enlace alojado por
un precio muy inferior al costo de la utilización de una instancia de GPU completa. Añada un acelerador de
EI con uno de los tamaños disponibles a un modelo implementable, además de un tipo de instancia de la
CPU y, a continuación, añada ese modelo como variante de producción a una configuración de punto de
enlace que use para implementar un punto de enlace alojado. También puede añadir un acelerador de EI
a un SageMakerinstancia con bloc de notaspara que pueda probar y evaluar el rendimiento de inferencia
cuando esté construyendo sus modelos.

Elastic Inference se admite en las versiones habilitadas para EI de TensorFlow, Apache MXNet y PyTorch.
Para usar cualquier otro marco de aprendizaje profundo, exporte su modelo mediante ONNX y, a
continuación, importe su modelo en MXNet. A continuación, puede usar su modelo con EI como modelo
de MXNet. Para obtener información acerca de la importación de un modelo ONNX en MXNet, consulte
Importing an ONNX model into MXNet.

Temas
• Funcionamiento de EI (p. 1966)
• Elección de un tipo de acelerador de EI (p. 1967)
• Usar EI en una instancia de bloc de notas de SageMaker (p. 1967)
• Uso de EI en un punto de enlace alojado (p. 1968)
• Marcos de trabajo que admiten EI (p. 1968)
• Uso de EI con algoritmos integrados de SageMaker (p. 1968)
• Blocs de notas de muestra de EI (p. 1968)
• Configuración para usar EI (p. 1969)
• Asociación de EI a una instancia con bloc de notas (p. 1972)
• Uso de EI en puntos de enlace alojados de Amazon SageMaker (p. 1974)

Funcionamiento de EI
Los aceleradores de Amazon Elastic Inference son dispositivos asociados de red que operan junto con
las instancias de SageMaker en su punto de enlace para acelerar sus llamadas de inferencia. Elastic
Inference acelera la inferencia al permitirle adjuntar GPU fraccionarias a cualquier instancia de SageMaker.
Puede seleccionar la instancia de cliente para ejecutar la aplicación y adjuntar un acelerador de Elastic
Inference para utilizar la cantidad correcta de aceleración de GPU para sus necesidades de inferencia.
Elastic Inference le ayuda a reducir su costo cuando no utiliza completamente su instancia de GPU para
inferencia. Recomendamos probar Elastic Inference con su modelo usando instancias de CPU y tamaños
de acelerador diferentes.

Los siguientes tipos de acelerador de EI están disponibles. Puede configurar sus puntos de enlace o
instancias con bloc de notas con cualquier tipo de acelerador de EI.

En la tabla, el rendimiento en teraflops (TFLOPS) se muestra para el punto flotante de precisión única
(F32) y el punto flotante de precisión media (F16). También se muestra la memoria en GB.

Tipo de acelerador Rendimiento de F32 en
TFLOPS

Rendimiento de F16 en
TFLOPS

Memoria en GB

ml.eia2.medium 1 8 2
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Tipo de acelerador Rendimiento de F32 en
TFLOPS

Rendimiento de F16 en
TFLOPS

Memoria en GB

ml.eia2.large 2 16 4

ml.eia2.xlarge 4 32 8

ml.eia1.medium 1 8 1

ml.eia1.large 2 16 2

ml.eia1.xlarge 4 32 4

Elección de un tipo de acelerador de EI
Considere los siguientes factores al elegir un tipo de acelerador para un modelo alojado:

• Modelos, tensores de entrada y tamaños de lotes influyen en la cantidad de memoria de acelerador
que necesita. Comience con un tipo de acelerador que proporcione al menos tanta memoria como el
tamaño de archivo de su modelo capacitado. Considere que un modelo podría usar significativamente
más memoria que el tamaño del archivo en tiempo de ejecución.

• Las exigencias de recursos informáticos de la CPU, la memoria del sistema principal, la aceleración
basada en la GPU y la memoria del acelerador varían significativamente entre los diferentes tipos de
modelos de aprendizaje profundo. Los requisitos de rendimiento y latencia de la aplicación también
determinan la cantidad de aceleración y capacidad informática que necesita. Pruebe exhaustivamente
diferentes configuraciones de tamaños de aceleradores de EI y tipos de instancia para asegurarse de
que elige la configuración que mejor se adapta a las necesidades de rendimiento de su aplicación.

Para obtener más información sobre cómo seleccionar un acelerador de IE, consulte:

• Descripción general de Amazon Elastic Inference
• Elegir una instancia y un tipo de acelerador para su modelo
• Optimización de costes en Amazon Elastic Inference con TensorFlow

Usar EI en una instancia de bloc de notas de
SageMaker
Normalmente, crea y prueba modelos de aprendizaje automático de prueba en un bloc de notas de
SageMaker antes de implementarlos para su producción. Puede asociar EI a su instancia con bloc de
notas al crear la instancia con bloc de notas. Puede configurar un punto de enlace que se aloja localmente
en la instancia con bloc de notas mediante el modo local admitido por los modelos y los estimadores
TensorFlow, MXNet y PyTorch en laSDK para Python de Amazon SageMakerpara probar el rendimiento
de la inferencia. PyTorch habilitado para Elastic Inference no se admite actualmente en instancias de
bloc de notas. Para obtener instrucciones sobre cómo asociar EI a una instancia con bloc de notas y
configurar un punto de enlace local para la inferencia, consulte Asociación de EI a una instancia con bloc
de notas (p. 1972). También hay kernels Jupyter del bloc de notas de habilitados para Elastic Inference
para Elastic Inference para versiones habilitadas para Elastic Inference de TensorFlow y Apache MXNet.
Para obtener información sobre cómo usar instancias de bloc de notas de SageMaker, consulte.Usar
instancias de bloc de notas de Amazon SageMaker
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Uso de EI en un punto de enlace alojado
Cuando esté listo para implementar su modelo para que la producción proporcione inferencias, creará
un punto de enlace alojado de SageMaker. Puede asociar EI a la instancia donde se aloja su punto de
enlace para aumentar su rendimiento a la hora de proporcionar inferencias. Para obtener instrucciones
sobre cómo asociar EI a una instancia de punto de enlace alojado, consulte Uso de EI en puntos de enlace
alojados de Amazon SageMaker (p. 1974).

Marcos de trabajo que admiten EI
Amazon Elastic Inference está diseñado para ser utilizado conAWSVersiones mejoradas de marcos de
aprendizaje automático de TensorFlow, Apache MXNet o PyTorch. Estas versiones mejoradas de los
marcos de trabajo se compilan automáticamente en contenedores al usar el SDK de Python de Amazon
SageMaker, o puede descargarlas como archivos binarios e importarlos en sus propios contenedores de
Docker.

Puede descargar los archivos binarios de TensorFlow habilitados para EI desde el públicotensorflow
amazonei-tensorflowBucket de Amazon S3 a los contenedores de servicio de TensorFlow. Para obtener
más información sobre cómo crear un contenedor que utilice la versión habilitada para EI de TensorFlow,
consulte Amazon Elastic Inference con TensorFlow en SageMaker.

Puede descargar los archivos binarios de MXNet habilitados para EI desde el públicoamazonei-
apachemxnetBucket de Amazon S3 a los contenedores de servicio de MXNet. Para obtener más
información sobre cómo crear un contenedor que utilice la versión habilitada para EI de MXNet, consulte
Amazon Elastic Inference con MXNet en SageMaker.

Puede descargar los archivos binarios de PyTorch habilitados para EI desde el públicoamazonei-
pytorchBucket de Amazon S3 a los contenedores de servicio de PyTorch. Para obtener más información
sobre cómo crear un contenedor que utilice la versión habilitada para EI de PyTorch, consulte Amazon
Elastic Inference con PyTorch en SageMaker.

Para usar Elastic Inference en un punto de enlace alojado, puede elegir cualquiera de los siguientes
marcos, según sus necesidades.

• SDK de Python de SageMaker: implementación de modelos de TensorFlow
• SDK de Python de SageMaker: implementación de modelos de MXNet
• SDK de Python de SageMaker: implementación de modelos de PyTorch

Si necesita crear un contenedor personalizado para implementar un modelo complejo y requiere
extensiones en un marco que no admiten los contenedores precompilados de de SageMaker, usede bajo
nivel deAWSSDK para Python (Boto 3).

Uso de EI con algoritmos integrados de SageMaker
Actualmente, los algoritmos integrados Algoritmo de clasificación de imágenes (p. 1447) y Algoritmo de
detección de objetos (p. 1533) admiten EI. Para ver un ejemplo que utiliza el algoritmo de clasificación de
imágenes con EI, consulte el Ejemplo de clasificación de imágenes multiclase integral.

Blocs de notas de muestra de EI
Los siguientes blocs de notas de muestra proporcionan ejemplos de la utilización de EI en SageMaker:

• Uso de Amazon Elastic Inference con MXNet en Amazon SageMaker
• Uso de Amazon Elastic Inference con MXNet en una instancia de bloc de notas de Amazon SageMaker
• Uso de Amazon Elastic Inference con el modelo TensorFlow compilado de NEO en SageMaker
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• Uso de Amazon Elastic Inference con un modelo de servicio de TensorFlow preentrenado en SageMaker

Configuración para usar EI
Use las instrucciones de este tema únicamente si uno de los siguientes casos se aplica a usted:

• Desea usar una política de permisos o roles personalizada.
• Desea usar una VPC para su instancia con bloc de notas o modelo alojado.

Note

Si ya tiene un rol de ejecución que tiene elAmazonSageMakerFullAccessasociada (esto se
aplica a cualquier rol de IAM que cree al crear una instancia con bloc de notas, un trabajo de
capacitación o un modelo en la consola) y no se conecta a un modelo de EI o una instancia con
bloc de notas en una VPC, no es necesario que realice ninguno de estos cambios para usar EI en
Amazon SageMaker.

Temas
• Configurar los permisos necesarios (p. 1969)
• Uso de una VPC personalizada para conectarse a EI (p. 1971)

Configurar los permisos necesarios
Para usar EI en SageMaker, el rol que utiliza para abrir una instancia con bloc de notas o crear un modelo
implementable debe tener una política con los permisos necesarios asociados. Puede asociar la política
administrada AmazonSageMakerFullAccess, que contiene los permisos necesarios, al rol, o bien puede
añadir una política personalizada que tenga los permisos necesarios. Para obtener información sobre la
creación de un rol de IAM, consulte.Creación de un rol para unAWSServicio (Consola)en laAWS Identity
and Access ManagementGuía del usuario. Para obtener información sobre cómo asociar una política a un
rol, consulte Adición y eliminación de políticas de IAM.

Añada estos permisos concretamente para conectar EI en una política de IAM.

{
    "Effect": "Allow",
    "Action": [
        "elastic-inference:Connect",
        "ec2:DescribeVpcEndpoints"
    ],
    "Resource": "*"
}
            

La siguiente política de IAM es la lista completa de permisos necesarios para usar EI en SageMaker.

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Action": [
                "elastic-inference:Connect",
                "ec2:DescribeVpcEndpoints"
            ],
            "Resource": "*"
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        },
        {
            "Effect": "Allow",
            "Action": [
                "sagemaker:*"
            ],
            "Resource": "*"
        },
        {
            "Effect": "Allow",
            "Action": [
                "ecr:GetAuthorizationToken",
                "ecr:GetDownloadUrlForLayer",
                "ecr:BatchGetImage",
                "ecr:BatchCheckLayerAvailability",
                "cloudwatch:PutMetricData",
                "cloudwatch:PutMetricAlarm",
                "cloudwatch:DescribeAlarms",
                "cloudwatch:DeleteAlarms",
                "ec2:CreateNetworkInterface",
                "ec2:CreateNetworkInterfacePermission",
                "ec2:DeleteNetworkInterface",
                "ec2:DeleteNetworkInterfacePermission",
                "ec2:DescribeNetworkInterfaces",
                "ec2:DescribeVpcs",
                "ec2:DescribeDhcpOptions",
                "ec2:DescribeSubnets",
                "ec2:DescribeSecurityGroups",
                "application-autoscaling:DeleteScalingPolicy",
                "application-autoscaling:DeleteScheduledAction",
                "application-autoscaling:DeregisterScalableTarget",
                "application-autoscaling:DescribeScalableTargets",
                "application-autoscaling:DescribeScalingActivities",
                "application-autoscaling:DescribeScalingPolicies",
                "application-autoscaling:DescribeScheduledActions",
                "application-autoscaling:PutScalingPolicy",
                "application-autoscaling:PutScheduledAction",
                "application-autoscaling:RegisterScalableTarget",
                "logs:CreateLogGroup",
                "logs:CreateLogStream",
                "logs:DescribeLogStreams",
                "logs:GetLogEvents",
                "logs:PutLogEvents"
            ],
            "Resource": "*"
        },
        {
            "Effect": "Allow",
            "Action": [
                "s3:GetObject",
                "s3:PutObject",
                "s3:DeleteObject"
            ],
            "Resource": [
                "arn:aws:s3:::*SageMaker*",
                "arn:aws:s3:::*Sagemaker*",
                "arn:aws:s3:::*sagemaker*"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "s3:CreateBucket",
                "s3:GetBucketLocation",
                "s3:ListBucket",
                "s3:ListAllMyBuckets"
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            ],
            "Resource": "*"
        },
        {
            "Effect": "Allow",
            "Action": [
                "s3:GetObject"
            ],
            "Resource": "*",
            "Condition": {
                "StringEqualsIgnoreCase": {
                    "s3:ExistingObjectTag/SageMaker": "true"
                }
            }
        },
        {
            "Action": "iam:CreateServiceLinkedRole",
            "Effect": "Allow",
            "Resource": "arn:aws:iam::*:role/aws-service-role/sagemaker.application-
autoscaling.amazonaws.com/AWSServiceRoleForApplicationAutoScaling_SageMakerEndpoint",
            "Condition": {
                "StringLike": {
                    "iam:AWSServiceName": "sagemaker.application-autoscaling.amazonaws.com"
                }
            }
        },
        {
            "Effect": "Allow",
            "Action": [
                "iam:PassRole"
            ],
            "Resource": "*",
            "Condition": {
                "StringEquals": {
                    "iam:PassedToService": "sagemaker.amazonaws.com"
                }
            }
        }
    ]
}
            

Uso de una VPC personalizada para conectarse a EI
Para usar EI con SageMaker en una VPC, es necesario que cree y configure dos grupos de seguridad,
además de configurar un punto de enlace de interfaz de VPC de PrivateLink. EI usa el punto de enlace
de interfaz de VPC para comunicarse con los puntos de enlace de SageMaker en su VPC. Los grupos de
seguridad que crea se usan para conectarse al punto de enlace de interfaz de VPC.

Configuración de grupos de seguridad para conectarse a EI

Para usar EI dentro de una VPC, debe crear dos grupos de seguridad:

• Un grupo de seguridad para controlar el acceso al punto de enlace de interfaz de VPC que configurará
para EI.

• Un grupo de seguridad que permite a SageMaker llamar al primer grupo de seguridad.

Para configurar los dos grupos de seguridad

1. Cree un grupo de seguridad sin ninguna conexión saliente. Lo asociará a la interfaz de punto de
enlace de la VPC que cree en la siguiente sección.

1971



Amazon SageMaker Developer Guide
Asociación de EI a una instancia con bloc de notas

2. Cree un segundo grupo de seguridad sin ninguna conexión entrante, pero con una conexión saliente
al primer grupo de seguridad.

3. Edite el primer grupo de seguridad para permitir las conexiones entrantes solo al segundo grupo de
seguridad y todas las conexiones salientes.

Para obtener más información acerca de los grupos de seguridad de VPC, consulte.Grupos de seguridad
de su VPCen laGuía del usuario de Amazon Virtual Private Cloud.

Configuración de un punto de enlace de interfaz de VPC para conectarse a EI

Para usar EI con SageMaker en una VPC personalizada, debe configurar un punto de enlace de interfaz de
VPC (PrivateLink) para el servicio EI.

• Configure un punto de enlace de interfaz de VPC (PrivateLink) para la EI. Siga las
instrucciones de Creación de un punto de enlace de interfaz. En la lista de servicios, elija
com.amazonaws.<region>.elastic-inference.runtime En Security group (Grupo de seguridad), asegúrese
de seleccionar el primer grupo de seguridad que creó en la sección anterior al punto de enlace.

• Al configurar el punto de enlace de interfaz, elija todas las zonas de disponibilidad donde EI está
disponible. Se producirá un error en EI si no configura al menos dos zonas de disponibilidad. Para
obtener información acerca de las subredes de la VPC, consulte VPC y subredes.

Asociación de EI a una instancia con bloc de notas
Para probar y evaluar el rendimiento de la inferencia con EI, puede asociar EI a una instancia con bloc
de notas al crear o actualizar una instancia con bloc de notas. A continuación, puede usar EI en modo
local para alojar un modelo en un punto de enlace alojado en la instancia con bloc de notas. Debe probar
diversos tamaños de instancias con bloc de notas y aceleradores de EI para evaluar la configuración que
mejor funcione para su caso de uso.

Configuración para usar EI
Para usar EI localmente en una instancia con bloc de notas, cree una instancia con bloc de notas con una
instancia de EI.

Para crear una instancia de bloc de notas con una instancia de EI

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.
2. En el panel de navegación, elija Notebook instances (Instancias con bloc de notas).
3. Elija Create notebook instance (Crear instancia con bloc de notas).
4. En Notebook instance name (Nombre de instancia del bloc de notas), proporcione un nombre único

para su instancia con bloc de notas.
5. En notebook instance type (tipo de instancia con bloc de notas), elija una instancia de CPU como

ml.t2.medium.
6. En Elastic Inference (EI), elija una instancia de la lista; por ejemplo, ml.eia2.medium.
7. ParaRol de IAM, elija un rol de IAM que tenga los permisos necesarios para usar SageMaker y EI.
8. (Opcional) En VPC - Optional (VPC: opcional), si desea que la instancia de bloc de notas use una

VPC, elija una de la lista disponible. De lo contrario, déjela como No VPC (Sin VPC). Si usa una VPC,
siga las instrucciones en Uso de una VPC personalizada para conectarse a EI (p. 1971).

9. (Opcional) En Lifecycle configuration - optional (Configuración de ciclo de vida: opcional), déjela como
No configuration (Sin configuración) o elija una configuración de ciclo de vida. Para obtener más
información, consulte Personalizar una instancia de bloc de notas con un script de configuración del
ciclo de vida (p. 135).
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10. (Opcional) ParaClave de cifrado: opcional, Opcional) Si desea que SageMaker use unAWS Key
Management Service(AWS KMS) para cifrar los datos en el volumen de almacenamiento de
aprendizaje automático asociado a la instancia de bloc de notas, especifique la clave.

11. (Opcional) En Volume Size In GB - optional (Tamaño del volumen en GB: opcional), deje el valor
predeterminado de 5.

12. (Opcional) En Tags (Etiquetas), añada etiquetas a la instancia con bloc de notas. Una etiqueta es una
etiqueta que asigna para ayudar a administrar sus instancias con bloc de notas. Una etiqueta consta
de una clave y un valor, ambos definidos por el usuario.

13. Elija Create Notebook Instance (Crear instancia con bloc de notas).

Después de crear su instancia con bloc de notas con EI asociada, puede crear un bloc de notas de Jupyter
y configurar un punto de enlace de EI que se aloja localmente en la instancia con bloc de notas.

Temas
• Uso de EI en modo local en SageMaker (p. 1973)

Uso de EI en modo local en SageMaker
Para usar EI localmente en un punto de enlace alojado en una instancia con bloc de notas, use el modo
local con elSDK para Python de Amazon SageMakerde los modelos o estimadores TensorFlow, MXNet
o PyTorch. Para obtener más información sobre la compatibilidad del modo local en el SDK de Python de
SageMaker, consultehttps://github.com/aws/sagemaker-python-sdk#sagemaker-python-sdk-overview.

Temas
• Uso de EI en modo local con los modelos y estimadores TensorFlow de SageMaker (p. 1973)
• Uso de EI en modo local con los modelos y estimadores Apache MXNet de (p. 1973)
• Uso de EI en modo local con los modelos y estimadores PyTorch de SageMaker (p. 1974)

Uso de EI en modo local con los modelos y estimadores TensorFlow de
SageMaker
Para usar EI con TensorFlow en modo local, especifique local para instance_type y
local_sagemaker_notebook para accelerator_type al llamar al método deploy de un
estimador o un objeto de modelo. Para obtener más información acerca deSDK para Python de Amazon
SageMakerPara los modelos y estimadores TensorFlow de, consulte.https://sagemaker.readthedocs.io/en/
stable/frameworks/tensorflow/index.html.

El código siguiente muestra cómo usar el modo local con un objeto de estimador. Para llamar al método
deploy, anteriormente debe haber:

• Capacitado el modelo llamando al método fit de un estimador.
• Pase un artefacto de modelo al inicializar el objeto de modelo.

# Deploys the model to a local endpoint
tf_predictor = tf_model.deploy(initial_instance_count=1,
                               instance_type='local',
                               accelerator_type='local_sagemaker_notebook')

Uso de EI en modo local con los modelos y estimadores Apache MXNet de
Para usar EI con MXNet en modo local, especifique local para instance_type y
local_sagemaker_notebook para accelerator_type al llamar al método deploy de un
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estimador o un objeto de modelo. Para obtener más información acerca deSDK para Python de Amazon
SageMakerPara los modelos y estimadores MXNet de, consulte.https://sagemaker.readthedocs.io/en/
stable/frameworks/mxnet/index.html.

El código siguiente muestra cómo usar el modo local con un objeto de estimador. Debe haber llamado
anteriormente al método fit del estimador para capacitar el modelo.

# Deploys the model to a local endpoint
mxnet_predictor = mxnet_estimator.deploy(initial_instance_count=1,
                                         instance_type='local',
                                         accelerator_type='local_sagemaker_notebook')

Para ver un ejemplo completo de la utilización de EI en modo local con MXNet, consulte el bloc de notas
de muestra enhttps://sagemaker-examples.readthedocs.io/en/latest/sagemaker-python-sdk/mxnet_mnist/
mxnet_mnist_elastic_inference_local.html.

Uso de EI en modo local con los modelos y estimadores PyTorch de SageMaker

Para usar EI con PyTorch en modo local, al llamar al método deploy de un estimador o un objeto
de modelo, especifique local para instance_type y local_sagemaker_notebook para
accelerator_type. Para obtener más información acerca deSDK para Python de Amazon
SageMakerEstimadores y modelos PyTorch, verModelos y estimadores de SageMaker PyTorch.

El código siguiente muestra cómo usar el modo local con un objeto de estimador. Debe haber llamado
anteriormente al método fit del estimador para capacitar el modelo.

# Deploys the model to a local endpoint
pytorch_predictor = pytorch_estimator.deploy(initial_instance_count=1,
                                             instance_type='local',
                                             accelerator_type='local_sagemaker_notebook')

Uso de EI en puntos de enlace alojados de Amazon
SageMaker
Para usar Elastic Inference (EI) en Amazon SageMaker con un punto de enlace alojado para la inferencia
en tiempo real, especifique un acelerador EI al crear el modelo implementable que se va a alojar en ese
punto de enlace. Puede hacerlo de una de las siguientes formas:

• UsarSDK para Python de Amazon SageMakerVersiones de TensorFlow, MXNet o PyTorch y los
contenedores precompilados de SageMaker para TensorFlow, MXNet y PyTorch

• Cree su propio contenedor y use la API de SageMaker de bajo nivel (Boto 3). Tendrá que importar
la versión de TensorFlow, MXNet o PyTorch habilitada para EI desde las ubicaciones de Amazon S3
proporcionadas en su contenedor, así como usar una de esas versiones para escribir su script de
capacitación.

• Use los algoritmos integrados Algoritmo de clasificación de imágenes (p. 1447) o Algoritmo de detección
de objetos (p. 1533), y use AWS SDK for Python (Boto3) para ejecutar su trabajo de capacitación y crear
su modelo implementable y punto de enlace alojado.

Temas
• Uso de EI con un contenedor SageMaker TensorFlow de (p. 1975)
• Uso de EI con un contenedor SageMaker MXNet de (p. 1975)
• Uso de EI con un contenedor PyTorch de SageMaker (p. 1976)
• Uso de EI con su propio contenedor (p. 1976)
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Uso de EI con un contenedor SageMaker TensorFlow de
Para usar TensorFlow con EI en SageMaker, debe llamar al métododeployde cualquiera de los
métodosEstimatororModeloobjects. A continuación, especifique un tipo de acelerador mediante el
argumento de entrada accelerator_type. Para obtener información sobre cómo usar TensorFlow en el SDK
de Python de SageMaker, consulte:https://sagemaker.readthedocs.io/en/stable/frameworks/tensorflow/
index.html.

SageMaker proporciona el código de inferencia y capacitación de modelos predeterminado para su
comodidad. En los formatos de archivo personalizados, es posible que deba implementar el código de
inferencia y capacitación de modelos personalizado.

Uso de un objeto de estimador

Para usar un objeto de estimador con EI, al usar el método de implementación, incluya el argumento de
entrada accelerator_type. El estimador devuelve un objeto de predicción, que llamamos su método de
implementación, como se muestra en el código de ejemplo.

# Deploy an estimator using EI (using the accelerator_type input argument)
predictor = estimator.deploy(initial_instance_count=1,
                             instance_type='ml.m4.xlarge',
                             accelerator_type='ml.eia2.medium')

Uso de un objeto de modelo

Para usar un objeto de modelo con EI, al usar el método de implementación, incluya el argumento de
entrada accelerator_type. El estimador devuelve un objeto de predicción, que llamamos su método de
implementación, como se muestra en el código de ejemplo.

# Deploy a model using EI (using the accelerator_type input argument)
predictor = model.deploy(initial_instance_count=1,
                             instance_type='ml.m4.xlarge',
                             accelerator_type='ml.eia2.medium')

Uso de EI con un contenedor SageMaker MXNet de
Para usar MXNet con EI en SageMaker, debe llamar aldeployde cualquiera de los
métodosEstimatororModeloobjects. A continuación, especifique un tipo de acelerador mediante el
argumento de entrada accelerator_type. Para obtener información sobre cómo usar MXNet en elSDK
para Python de Amazon SageMaker, consultehttps://sagemaker.readthedocs.io/en/stable/frameworks/
mxnet/index.html

Para su comodidad, SageMaker proporciona el código de inferencia y capacitación de modelos
predeterminado. En los formatos de archivo personalizados, es posible que deba escribir el código de
inferencia y capacitación de modelos personalizado.

Uso de un objeto de estimador

Para usar un objeto de estimador con EI, al usar el método de implementación, incluya el argumento de
entrada accelerator_type. El estimador devuelve un objeto de predicción, que llamamos su método de
implementación, como se muestra en el código de ejemplo.

# Deploy an estimator using EI (using the accelerator_type input argument)
predictor = estimator.deploy(initial_instance_count=1,
                             instance_type='ml.m4.xlarge',
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                             accelerator_type='ml.eia2.medium')

Uso de un objeto de modelo
Para usar un objeto de modelo con EI, al usar el método de implementación, incluya el argumento de
entrada accelerator_type. El estimador devuelve un objeto de predicción, que llamamos su método de
implementación, como se muestra en el código de ejemplo.

# Deploy a model using EI (using the accelerator_type input argument)
predictor = model.deploy(initial_instance_count=1,
                             instance_type='ml.m4.xlarge',
                             accelerator_type='ml.eia2.medium')

Para ver un ejemplo completo de la utilización de EI con MXNet en SageMaker, consulte el bloc de notas
de muestra enhttps://github.com/awslabs/amazon-sagemaker-examples/blob/master/sagemaker-python-
sdk/mxnet_mnist/mxnet_mnist_elastic_inference.ipynb

Uso de EI con un contenedor PyTorch de SageMaker
Para usar PyTorch con EI en SageMaker, debe llamar al métododeployde cualquiera de los
métodosEstimatororModeloobjects. A continuación, especifique un tipo de acelerador mediante el
argumento de entrada accelerator_type. Para obtener información sobre cómo usar PyTorch en
elSDK para Python de Amazon SageMaker, consulteModelos y estimadores de SageMaker PyTorch.

Para su comodidad, SageMaker proporciona el código de inferencia y capacitación de modelos
predeterminado. En los formatos de archivo personalizados, es posible que deba escribir el código de
inferencia y capacitación de modelos personalizado.

Uso de un objeto de estimador
Para usar un objeto de estimador con EI, al usar el método de implementación, incluya el argumento de
entrada accelerator_type. El estimador devuelve un objeto de predicción, que llamamos su método de
implementación, como se muestra en este código de ejemplo.

# Deploy an estimator using EI (using the accelerator_type input argument)
predictor = estimator.deploy(initial_instance_count=1,
                             instance_type='ml.m4.xlarge',
                             accelerator_type='ml.eia2.medium')

Uso de un objeto de modelo
Para usar un objeto de modelo con EI, al usar el método de implementación, incluya el argumento de
entrada accelerator_type. El modelo devuelve un objeto de predicción, que llamamos su método de
implementación, como se muestra en el código de ejemplo.

# Deploy a model using EI (using the accelerator_type input argument)
predictor = model.deploy(initial_instance_count=1,
                             instance_type='ml.m4.xlarge',
                             accelerator_type='ml.eia2.medium')

Uso de EI con su propio contenedor
Para utilizar EI con un modelo en un contenedor personalizado creado por usted, utilice el SDK para
Python (Boto 3) de AWS de bajo nivel. Descargue e importe las versiones de AWS habilitadas para EI de
los marcos de trabajo de aprendizaje automático TensorFlow, Apache MXNet o PyTorch y escriba el script
de capacitación utilizando dichos marcos de trabajo.
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Importación de la versión de EI de TensorFlow, MXNet o PyTorch en su
contenedor de Docker

Para usar EI con su propio contenedor, debe importar la biblioteca TensorFlow Serving de Amazon EI,
la biblioteca Apache MXNet de Amazon EI o la biblioteca PyTorch habilitada para Elastic Inference en
su contenedor. Las versiones habilitadas para EI de TensorFlow y MXNet están disponibles actualmente
como archivos binarios almacenados en ubicaciones de Amazon S3. Puede descargar el archivo
binario habilitado para EI para TensorFlow del bucket de Amazon S3 enconsole.aws.amazon.com/
s3/buckets/amazonei-tensorflow. Para obtener información sobre cómo crear un contenedor que
utilice la versión habilitada para EI de TensorFlow, consulte https://github.com/aws/sagemaker-
tensorflow-container#building-the-sagemaker-elastic-inference-tensorflow-serving-container. Puede
descargar el archivo binario habilitado para EI para Apache MXNet del bucket público de Amazon S3
enconsole.aws.amazon.com/s3/buckets/amazonei-apachemxnet. Para obtener información sobre cómo
crear un contenedor que utilice la versión habilitada para EI de MXNet, consulte https://github.com/
aws/sagemaker-mxnet-container#building-the-sagemaker-elastic-inference-mxnet-container. Puede
descargar el binario habilitado para Elastic Inference para PyTorch desde el bucket público de Amazon S3
enconsole.aws.amazon.com/s3/buckets/amazonei-pytorch. Para obtener información sobre cómo crear
un contenedor que utilice la versión habilitada para Elastic Inference de PyTorch, consulte Building your
image.

Creación de un punto de enlace de EI conAWSSDK para Python (Boto 3)

Para crear un punto de enlace con AWS SDK para Python (Boto 3), primero debe crear una configuración
de punto de enlace. La configuración de punto de enlace especifica uno o varios modelos (llamados
variantes de producción) que desea alojar en el punto de enlace. Para asociar EI a una o más de
las variantes de producción alojadas en el punto de enlace, especifica uno de los tipos de instancia
de EI como el campo AcceleratorType para esa ProductionVariant. A continuación, pase la
configuración de punto de enlace al crear el punto de enlace.

Creación de una configuración de punto de enlace

Para usar EI, debe especificar un tipo de acelerador en la configuración de punto de enlace.

# Create Endpoint Configuration
from time import gmtime, strftime

endpoint_config_name = 'ImageClassificationEndpointConfig-' + strftime("%Y-%m-%d-%H-%M-%S",
 gmtime())
print(endpoint_config_name)
create_endpoint_config_response = sagemaker.create_endpoint_config(
    EndpointConfigName = endpoint_config_name,
    ProductionVariants=[{
        'InstanceType':'ml.m4.xlarge',
        'InitialInstanceCount':1,
        'ModelName':model_name,
        'VariantName':'AllTraffic',
        'AcceleratorType':'ml.eia2.medium'}])

print("Endpoint Config Arn: " + create_endpoint_config_response['EndpointConfigArn'])

Crear un punto de enlace

Tras crear una configuración de punto de enlace con un tipo de acelerador, puede crear un punto de
enlace.

endpoint_name = 'ImageClassificationEndpoint-' + strftime("%Y-%m-%d-%H-%M-%S", gmtime())
endpoint_response = sagemaker.create_endpoint(
    EndpointName=endpoint_name,
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    EndpointConfigName=endpoint_config_name)

Tras la creación del punto de enlace, puede invocarlo con el método invoke_endpoint en un objeto en
tiempo de ejecución Boto3, como haría con cualquier otro punto de enlace.

Utilice la transformación por lotes
Use la transformación por lotes cuando tenga que hacer lo siguiente:

• Procesar previamente los conjuntos de datos para acabar con el ruido o la compensación que interfiere
con el entrenamiento o la inferencia del conjunto de datos.

• Obtener inferencias de los conjuntos de datos grandes.
• Ejecutar la inferencia cuando no sea necesario un punto de enlace persistente.
• Asociar registros de entrada con inferencias para ayudar a interpretar los resultados.

Para filtrar los datos de entrada antes de realizar inferencias o asociar los registros de entrada con
inferencias sobre estos registros, consulte AsociadoResultados de la prediccióncon Registros de
entrada (p. 1981). Por ejemplo, puede filtrar los datos de entrada para proporcionar contexto para crear e
interpretar informes acerca de los datos de salida.

Para obtener más información acerca de las transformaciones por lotes, consulte Obtención de inferencias
para un conjunto de datos completo con transformaciones por lotes (p. 15).

Temas
• Usar la transformación por lotes para obtener inferencias de conjuntos de datos grandes (p. 1978)
• Acelerar un trabajo de transformación por lotes (p. 1979)
• Utilizar la transformación por lotes para probar variantes de producción (p. 1980)
• Errores de transformación por lotes (p. 1980)
• Blocs de notas de muestra de la transformación por lotes (p. 1980)
• AsociadoResultados de la prediccióncon Registros de entrada (p. 1981)

Usar la transformación por lotes para obtener
inferencias de conjuntos de datos grandes
La transformación Batch administra automáticamente el procesamiento de conjuntos de datos de gran
tamañodentro de los límites de los parámetros especificados. Por ejemplo, suponga que tiene un archivo
de conjunto de datos,input1.csv,Almacenado en un bucket de S3. El contenido del archivo de entrada
podría tener un aspecto similar al siguiente:

Record1-Attribute1, Record1-Attribute2, Record1-Attribute3, ..., Record1-AttributeM
Record2-Attribute1, Record2-Attribute2, Record2-Attribute3, ..., Record2-AttributeM
Record3-Attribute1, Record3-Attribute2, Record3-Attribute3, ..., Record3-AttributeM
...
RecordN-Attribute1, RecordN-Attribute2, RecordN-Attribute3, ..., RecordN-AttributeM        
    

Cuando se inicia un trabajo de transformación por lotes, SageMaker inicializa las instancias de cómplice
y distribuye la inferencia o la carga de procesamiento previo entre ellos. La transformación Batch divide
los objetos de Amazon S3 en la entrada por clave y mapea objetos de Amazon S3 a instancias. Si tiene
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varios archivos, una instancia podría procesar input1.csv, mientras que otra instancia podría procesar el
archivo llamado input2.csv.

Para mantener cargas útiles grandes por debajoel MaxPayloadInMB limit, puede dividir un archivo de
entrada en varios minilotes. Por ejemplo, puede crear un minilote a partir de input1.csv incluyendo solo
dos de los registros.

Record3-Attribute1, Record3-Attribute2, Record3-Attribute3, ..., Record3-AttributeM
Record4-Attribute1, Record4-Attribute2, Record4-Attribute3, ..., Record4-AttributeM
            

Note

SageMaker procesa cada archivo de entrada por separado. No combina minilotes de diferentes
archivos de entrada para cumplir con el límite MaxPayloadInMB .

Para dividir los archivos de entrada en minilotes, al crear un trabajo de transformación por lotes, establezca
la propiedad SplitTypeValor del parámetro aLine. SiSplitTypetoma el valorNoneSi el archivo de
entrada no se puede dividir en minilotes, SageMaker usa todo el archivo de entrada en una sola solicitud.

Si el trabajo de transformación por lotes procesa correctamente todos los registros en un archivo
de entrada, crea un archivo de salida con el mismo nombre y la extensión de archivo .out. Para
varios archivos de entrada, como, por ejemplo, input1.csv e input2.csv, los archivos de salida
se denominan input1.csv.out e input2.csv.out. El trabajo de transformación por lotes
almacena los archivos de salida en la ubicación especificada en Amazon S3, como por ejemplos3://
awsexamplebucket/output/.

La predicciones en un archivo de salida se enumeran en el mismo orden que los registros
correspondientes en el archivo de entrada. El archivo de salida input1.csv.out, basado en el archivo
de entrada mostrado anteriormente, tendría un aspecto similar al siguiente.

Inference1-Attribute1, Inference1-Attribute2, Inference1-Attribute3, ..., Inference1-
AttributeM
Inference2-Attribute1, Inference2-Attribute2, Inference2-Attribute3, ..., Inference2-
AttributeM
Inference3-Attribute1, Inference3-Attribute2, Inference3-Attribute3, ..., Inference3-
AttributeM
...
InferenceN-Attribute1, InferenceN-Attribute2, InferenceN-Attribute3, ..., InferenceN-
AttributeM            

Para combinar los resultados de varios archivos de salida en un solo archivo de salida,Establecimiento del
parámetro AssembleWithParámetro paraLine.

Si el volumen de los datos de entrada es muy grande y se transmiten mediante codificación fragmentada
HTTP, para transmitir los datos al algoritmo, establezca MaxPayloadInMBDe a0. Los algoritmos
integrados de Amazon SageMaker no admiten esta característica.

Para obtener información acerca de cómo utilizar la API para crear un trabajo de transformación por
lotes, consulte la API de CreateTransformJob. Para obtener más información acerca de la correlación
entre los objetos de entrada y salida de transformación por lotes, consulte OutputDataConfig. Para
ver un ejemplo de cómo utilizar una transformación por lotes, consulte (Opcional) Hacer predicción con
transformación Batch (p. 72).

Acelerar un trabajo de transformación por lotes
Si utiliza la propiedad de CreateTransformJobSi el tiempo que se tarda en completar trabajos de
transformación por lotes utilizando los valores óptimos de parámetrostales como MaxPayloadInMB,
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para probar variantes de producción

MaxConcurrentTransforms, o bien BatchStrategy. Si está utilizando la consola de SageMaker,
puede especificar estos valores de parámetros óptimos en el cuadroConfiguración adicionalSección
sobre de laConfiguración del trabajo de transformación Batch(Se ha creado el certificado). SageMaker
encuentra automáticamente los parámetros óptimos para los algoritmos incorporados. Para algoritmos
personalizados, proporcione estos valores a través de una instancia deparámetros de ejecución.

Utilizar la transformación por lotes para probar
variantes de producción
Para probar diferentes modelos o varios valores de configuración de hiperparámetros, cree un trabajo
de transformación independiente para cada nueva variante de modelo y use un conjunto de datos de
validación. Para cada trabajo de transformación, especifique un nombre de modelo único y la ubicación
en Amazon S3 para el archivo de salida. Para analizar los resultados, utilice Registros y métricas de
canalización de inferencias (p. 2017).

Errores de transformación por lotes
SageMaker utiliza Amazon S3API de carga multipartePara cargar los resultados de un trabajo de
transformación por lotes a Amazon S3. Si se produce un error, los resultados cargados se eliminan
de Amazon S3. En algunos casos como, por ejemplo, cuando se produce una interrupción de la red,
podría permanecer una carga multiparte incompleta en Amazon S3. Para evitar incurrir en cargos de
almacenamiento, le recomendamos que añada la política de bucket de S3 a las reglas de ciclo de vida
de bucket de S3. Esta política elimina las cargas multiparte incompletas que podrían almacenarse en el
bucket de S3. Para obtener más información, consulte Administración del ciclo de vida de los objetos.

Si un trabajo de transformación por lotes no puede procesar un archivo de entrada porque hay un
problema con el conjunto de datos, SageMaker marca el trabajo comofailed. Si un archivo de entrada
contiene un registro erróneo, el trabajo de transformación no crea un archivo de salida para dicho archivo
de entrada, ya que, así, se evita mantener el mismo orden en los datos transformados como en el archivo
de entrada. Si el conjunto de datos tiene varios archivos de entrada, sigue un trabajo de transformación
para procesar archivos de entrada incluso si el procesamiento de uno devuelve un error. Los archivos
procesados todavía generan resultados que se pueden utilizar.

Exceder el MaxPayloadInMBLímite provoca un error. Esto podría ocurrir con un conjunto de datos de gran
tamaño si no se puede dividir, la propiedad de SplitTypeParámetro se establece ennone, o los registros
individuales dentro del conjunto de datos superan el límite.

Si utiliza sus propios algoritmos, puede utilizar texto de marcador de posición, como, por ejemplo ERROR,
cuando el algoritmo encuentre un registro erróneo en un archivo de entrada. Por ejemplo, si el último
registro de un conjunto de datos es incorrecto, el algoritmo coloca el texto del marcador de posición para
ese registro en el archivo de salida.

Blocs de notas de muestra de la transformación por
lotes
Para ver un bloc de notas de muestra que use la transformación por lotes con un modelo de análisis
de componente principal (PCA) para reducir datos en una matriz de revisión de elementos de usuarios,
seguido de la aplicación de un algoritmo de agrupación espacial basada en densidad de aplicaciones
con ruido (DBSCAN) para agrupar películas, consulte Transformación por lotes con clústeres PCA y
DBSCAN de películas. Para obtener instrucciones sobre cómo crear y obtener acceso a instancias de
bloc de notas de Jupyter que puede utilizar para ejecutar el ejemplo en SageMaker, consulteUso de las
instancias de Amazon SageMaker (p. 131). Después de crear y abrir una instancia de bloc de notas,
elija la opciónEjemplos de SageMakerpara ver una lista de todos los ejemplos de SageMaker. Bloc de
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https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateTransformJob.html#SageMaker-CreateTransformJob-request-MaxConcurrentTransforms
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateTransformJob.html#SageMaker-CreateTransformJob-request-BatchStrategy
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https://docs.aws.amazon.com/AmazonS3/latest/dev/uploadobjusingmpu.html
https://docs.aws.amazon.com/AmazonS3/latest/dev/mpuoverview.html#mpu-abort-incomplete-mpu-lifecycle-config
https://docs.aws.amazon.com/AmazonS3/latest/dev/object-lifecycle-mgmt.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateTransformJob.html#SageMaker-CreateTransformJob-request-MaxPayloadInMB
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_TransformInput.html#SageMaker-Type-TransformInput-SplitType
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker_batch_transform/introduction_to_batch_transform/batch_transform_pca_dbscan_movie_clusters.html
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker_batch_transform/introduction_to_batch_transform/batch_transform_pca_dbscan_movie_clusters.html


Amazon SageMaker Developer Guide
Asociación de los resultados de la predicción con la entrada

notas de ejemplo de modelado de temas que utilizan la propiedad deAlgoritmos NTMse encuentran en la
propiedad deFuncionalidad avanzadasección. Para abrir un bloc de notas, elija su pestaña Use (Usar) y, a
continuación, elija Create copy (Crear copia).

AsociadoResultados de la prediccióncon Registros de
entrada
Al hacer predicciones sobre un conjunto de datos de gran tamaño, podrá excluir los atributos que no sean
necesarios para la predicción. Una vez que se hayan hecho las predicciones, podrá asociar algunos de los
atributos excluidos con esas predicciones o con los datos de entrada del informe. Al usar la transformación
por lotes para seguir estos pasos de procesamiento de datos, a menudo podrá eliminar el procesamiento
previo o posterior adicional. Solo podrá usar archivos de entrada en formato JSON y CSV.

Temas
• Flujo de trabajo de asociación de inferencias a registros de entrada (p. 1981)
• Uso del procesamiento de datos en los trabajos de transformación por lotes (p. 1982)
• Operadores JSONPath admitidos (p. 1982)
• Transformación por lotesExamples (p. 1983)

Flujo de trabajo de asociación de inferencias a registros de
entrada
En el siguiente diagrama se muestra el flujo de trabajo de asociación de inferencias a registros de entrada.

Para asociar inferencias a datos de entrada, existen tres pasos principales:

1. Filtre los datos de entrada que no sean necesarios para la inferencia antes de transferirlos al trabajo de
transformación por lotes. Usar InputFilterparameter (parámetro)Para determinar qué atributos se
deben usar como entrada para el modelo.
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https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateTransformJob.html#SageMaker-Type-DataProcessing-InputFilter
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2. Asocie los datos de entrada con los resultados de la inferencia. Use el parámetro JoinSource para
combinar los datos de entrada con la inferencia.

3. Filtre los datos unidos a fin de conservar las entradas necesarias para proporcionar contexto para
la interpretación de las predicciones en los informes. Usar OutputFilterPara almacenar la parte
especificada del conjunto de datos unido en el archivo de salida.

Uso del procesamiento de datos en los trabajos de
transformación por lotes
Al crear un trabajo de transformación por lotes con CreateTransformJobDe aProceso deDatos:

1. Especifique la parte de la entrada que se va a transferir al modelo con la
propiedadInputFilterParámetro de la propiedad deDataProcessingestructura de datos.

2. Una los datos de entrada sin procesar con los datos transformados con el parámetro JoinSource.
3. Especifique qué parte de los datos transformados y de entrada unidos del trabajo de transformación por

lotes se va a incluir en el archivo de salida con la propiedadOutputFilterParámetro.
4. Elija archivos con formato JSON o CSV para la entrada:

• Para los archivos de entrada con formato JSON o de líneas de JSON, SageMaker añade
elSageMakerOutputPara el archivo de entrada o crea un nuevo archivo de salida JSON con el
atributoSageMakerInputySageMakerOutputAtributos. Para obtener más información, consulte 
DataProcessing.

• Para los archivos de entrada con formato CSV, los datos de entrada unidos van seguidos de los datos
transformados y la salida es un archivo CSV.

Si utiliza un algoritmo con el parámetroDataProcessing, debe admitir el formato elegido
paraBOTHArchivos de entrada y salida. Por ejemplo, con el campo TransformOutput de la API
CreateTransformJob, debe establecer tanto el parámetro Content Typecomo el parámetro Accept
en uno de los siguientes valores: text/csv, application/json o application/jsonlines. La
sintaxis para especificar columnas en un archivo CSV es distinta de la sintaxis para especificar atributos en
un archivo JSON. El uso de la sintaxis incorrecta provoca un error. Para obtener más información, consulte
Transformación por lotesExamples (p. 1983). Para obtener más información acerca de los formatos de
archivo de entrada y salida para los algoritmos integrados, consulte Use Amazon SageMaker Built-in
Algorithms (p. 765).

Los delimitadores de registro para la entrada y la salida también deben ser consistentes con su entrada
de archivo elegida. El parámetro SplitType indica cómo dividir los registros en el conjunto de datos
de entrada. El parámetro AssembleWith indica cómo volver a ensamblar los registros para la salida.
Si establece formatos de entrada y salida en text/csv, también deberá establecer los parámetros
SplitType y AssemblyType en line. Si define los formatos de entrada y salida en application/
jsonlines, podrá establecer SplitType y AssemblyType en line.

Para los archivos JSON, el nombre de atributo SageMakerOutput se reserva para la salida. El archivo
de entrada JSON no puede tener un atributo con este nombre. Si lo tiene, los datos del archivo de entrada
podrían sobrescribirse.

Operadores JSONPath admitidos
Para filtrar y unir los datos de entrada y la inferencia, use una subexpresión JSONPath. SageMaker
admite solo un subconjunto de los operadores JSONPath definidos. En la siguiente tabla se muestran los
operadores JSONPath admitidos. Para los datos CSV, cada fila se considera como una matriz JSON, de
manera que solo se puede aplicar JSONPaths basados en índices, como por ejemplo $[0], $[1:]. Los
datos CSV también deben seguir el formato RFC.
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https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateTransformJob.html#SageMaker-Type-DataProcessing-JoinSource
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Operador JSONPath Descripción Ejemplo

$ El elemento raíz para una consulta. Este
operador es necesario al principio de todas las
expresiones de ruta.

$

.<name> Un elemento secundario con notación de
puntos.

$.id

* Un comodín. Úselo en lugar de un nombre de
atributo o valor numérico.

$.id.*

['<name>' (,'<name>')]Un elemento con notación de corchete o varios
elementos secundarios.

$['id','SageMakerOutput']

[<number>
(,<number>)]

Un índice o una matriz de índices. También se
admiten valores de índice negativos. Un índice
-1 hace referencia al último elemento de una
matriz.

$[1] , $[1,3,5]

[<start>:<end>] Un operador Slice de la matriz. El método
Slice() de la matriz extrae una sección de
una matriz y devuelve una nueva matriz. Si
omite<start>, SageMaker usa el primer
elemento de la matriz. Si omite<end>,
SageMaker usa el último elemento de la
matriz.

$[2:5], $[:5], $[2:]

Cuando se utiliza la notación de corchetes para especificar varios elementos secundarios de un
campo determinado, no se permite el anidamiento adicional de elementos secundarios dentro de
los corchetes. Por ejemplo, $.field1.['child1','child2'] sí se admite, pero $.field1.
['child1','child2.grandchild'] no.

Para obtener más información acerca de los operadores JSONPath, consulte JsonPath en GitHub.

Transformación por lotesExamples
En los siguientes ejemplos se muestran algunas formas habituales de unir los datos de entrada con los
resultados de la predicción.

Temas
• Ejemplo: Generación de inferencias solamente  (p. 1983)
• Ejemplo: Datos de entrada e inferencias (p. 1984)
• Ejemplo: Salida de una columna de ID conResultsy Excluir la columna ID de la entrada

(CSV) (p. 1984)
• Ejemplo: Salida de un atributo ID conResultsy Excluir el atributo ID de la entrada (JSON) (p. 1985)

Ejemplo: Generación de inferencias solamente
De forma predeterminada, el parámetro DataProcessing no se unen los resultados de la inferencia con
la entrada. Solo genera los resultados de la inferencia.

Si desea especificar explícitamenteno se unen los resultados con la entrada, use da elSDK para Python de
Amazon SageMakery especifique la siguiente configuración en una llamada al transformador.

sm_transformer = sagemaker.transformer.Transformer(…)
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https://github.com/json-path/JsonPath
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateTransformJob.html#SageMaker-CreateTransformJob-request-DataProcessing
https://sagemaker.readthedocs.io
https://sagemaker.readthedocs.io
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sm_transformer.transform(…, input_filter="$", join_source= "None", output_filter="$")

Para generar inferencias mediante la propiedad deAWSPara Python, agregue el siguiente código a su
solicitud CreateTransformJob. El siguiente código imita el comportamiento predeterminado.

{
    "DataProcessing": {
        "InputFilter": "$",
        "JoinSource": "None",
        "OutputFilter": "$"
    }
}

Ejemplo: Datos de entrada e inferencias
Si utiliza la propiedad deSDK para Python de Amazon SageMakerPara combinar los datos de entrada
con las inferencias en el archivo de salida, especifique"Input"para la JoinSourceen una llamada al
transformador.

sm_transformer = sagemaker.transformer.Transformer(…)
sm_transformer.transform(…, join_source= "Input")

Si utiliza la propiedad deAWSPara Python (Boto 3), únase a todos los datos de entrada con la inferencia
añadiendo el siguiente código a su CreateTransformJobrequest.

{
    "DataProcessing":
    {
        "JoinSource": "Input"
    }
}

Para los archivos de entrada JSON o de líneas de JSON, los resultados están en la clave
SageMakerOutput del archivo JSON de entrada. Por ejemplo, si la entrada es un archivo JSON
que incluye el par clave-valor {"key":1}, el resultado de la transformación de los datos puede ser
{"label":1}.

Tiendas de SageMakerBOTHen el archivo de entrada de la propiedad deSageMakerInputclave.

{
    "key":1,
    "SageMakerOutput":{"label":1}
}

Note

El resultado unido para JSON debe ser un objeto de par clave-valor. Si la entrada no es un objeto
de par clave-valor, SageMaker creará un nuevo archivo JSON. En el nuevo archivo JSON, los
datos de entrada se almacenan en la clave SageMakerInput, mientras que los resultados se
almacenan como el valor SageMakerOutput.

Para un archivo CSV, por ejemplo, si el registro es[1,2,3], y el resultado de la etiqueta es[1], entonces
el archivo de salida contendría[1,2,3,1].

Ejemplo: Salida de una columna de ID conResultsy Excluir la columna ID de la
entrada (CSV)
Si utiliza la propiedad deSDK para Python de Amazon SageMakerPara incluir los resultados o una columna
ID en la salida, especifique los índices del conjunto de datos unido en una llamada del transformador.

1984

https://sagemaker.readthedocs.io
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Por ejemplo, si en sus datos se incluyen cinco columnas y la primera es la columna ID, use la siguiente
solicitud del transformador.

sm_transformer = sagemaker.transformer.Transformer(…)
sm_transformer.transform(…, input_filter="$[1:]", join_source= "Input", output_filter="$")

Si utiliza la propiedad deAWSSDK para Python (Boto 3), añada el siguiente código a su propiedad
CreateTransformJobrequest.

{
    "DataProcessing": {
        "InputFilter": "$[1:]",
        "JoinSource": "Input",
        "OutputFilter": "$"
    }
}

Para especificar columnas en SageMaker, utilice el índice de los elementos de la matriz. La primera
columna es el índice 0, la segunda columna es el índice 1 y la sexta columna es el índice 5.

Para excluir la primera columna de la entrada, establezca InputFilter en "$[1:]". Los dos puntos (:)
indica a SageMaker para incluir todos los elementos entre dos valores, incluidos. Por ejemplo, $[1:4]
especifica de la segunda a la quinta columnas.

Si omite el número después de los dos puntos, por ejemplo, [5:], el subconjunto incluye todas las
columnas desde la sexta hasta la última columna. Si omite el número antes de los dos puntos, por ejemplo,
[:5], el subconjunto incluye todas las columnas desde la primera columna (índice 0) hasta la sexta
columna.

Ejemplo: Salida de un atributo ID conResultsy Excluir el atributo ID de la entrada
(JSON)
Si utiliza la propiedad deSDK para Python de Amazon SageMakerPara incluir los resultados de un atributo
ID en la salida especificandoiten una llamada de transformador. Por ejemplo, en caso de almacenar
datos en el atributo features y el ID de registro en el atributo ID, se usaría la siguiente solicitud del
transformador.

sm_transformer = sagemaker.transformer.Transformer(…)
sm_transformer.transform(…, input_filter="$.features", join_source= "Input",
 output_filter="$['id','SageMakerOutput']")

Si utiliza la propiedad deAWSPara Python (Boto 3), únase a todos los datos de entrada con la inferencia
añadiendo el siguiente código a su CreateTransformJobrequest.

{
    "DataProcessing": {
        "InputFilter": "$.features",
        "JoinSource": "Input",
        "OutputFilter": "$['id','SageMakerOutput']"
    }
}

Warning

Si usa un archivo de entrada con formato JSON, el archivo no puede contener el nombre de
atributo SageMakerOutput. Este nombre de atributo se reserva para el archivo de salida. Si
el archivo de entrada con formato JSON contiene un atributo con este nombre, los valores del
archivo de entrada podrían sobrescribirse con la inferencia.
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Alojar varios modelos con puntos de enlace
multimodelo

Para crear un punto de enlace que pueda alojar varios modelos, utilice puntos de enlace multimodelo.
Los puntos de enlace multimodelo proporcionan una solución escalable y rentable para implementar
grandes cantidades de modelos. Utilizan un contenedor de servicio compartido que está habilitado para
alojar varios modelos. Esto reduce los costes de alojamiento al mejorar la utilización del punto de enlace
en comparación con el uso de puntos de enlace de modelo único. También reduce la sobrecarga de
implementación porque Amazon SageMaker administra la carga de modelos en memoria y el escalamiento
de los modelos en función de los patrones de tráfico a los mismos.

Los puntos de enlace multimodelo permiten compartir el tiempo de los recursos de memoria en todos
los modelos. Esto funciona mejor cuando los modelos son bastante similares en tamaño y latencia de
invocación. Cuando es el caso, los puntos de enlace multimodelo pueden usar eficazmente instancias
en todos los modelos. Si tiene modelos que tienen transacciones por segundo (TPS) o requisitos de
latencia notablemente más altos, le recomendamos alojarlos en puntos de enlace dedicados. Los puntos
de enlace multimodelo también son adecuados para escenarios que pueden tolerar penalizaciones de
latencia ocasionales relacionadas con el arranque en frío que se producen al invocar modelos de uso poco
frecuente.

Los puntos de enlace multimodelo admiten pruebas A/B. Funcionan con Auto Scaling y AWS PrivateLink .
Puede utilizar contenedores habilitados para varios modelos con canalizaciones de inferencia en serie,
pero solo se puede incluir un contenedor habilitado para varios modelos en una canalización de inferencia.
No puede utilizar contenedores habilitados para varios modelos con Amazon Elastic Inference.

Puede utilizar elAWS SDK for Python (Boto)o la consola SageMaker para crear un punto de enlace
multimodelo. Puede utilizar puntos de enlace multimodelo con contenedores personalizados integrando la
biblioteca Multi Model Server .

Temas
• Algoritmos y marcos compatibles (p. 1986)
• Blocs de notas de muestra para puntos de enlace multimodelo (p. 1987)
• Cómo funcionan los puntos de enlace multimodelo (p. 1987)
• Configuración del comportamiento de almacenamiento en caché del modelo de punto de enlace

multimodelo de SageMaker (p. 1988)
• Recomendaciones de instancia para implementaciones de puntos de enlace multimodelo  (p. 1988)
• Creación de un punto de enlace multimodelo (p. 1989)
• Invocar un punto de enlace multimodelo (p. 1993)
• Agregar o eliminar modelos (p. 1995)
• Construya su propio contenedor con servidor multimodelo (p. 1996)
• Seguridad de puntos de enlace multimodelo (p. 2001)
• Métricas de CloudWatch para implementaciones de puntos de enlace multimodelo  (p. 2001)

Algoritmos y marcos compatibles
Los contenedores de inferencia para los siguientes algoritmos y marcos admiten puntos finales
multimodelo:

• Algoritmo XGBoost (p. 1580)
• Algoritmo k vecinos más próximos (k-NN) (K-Nearest Neighbors) (p. 1478)
• Algoritmo de aprendizaje lineal (p. 1493)
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• Algoritmo de bosque de corte aleatorio (RCF) (p. 1548)
• Uso de TensorFlow con Amazon SageMaker (p. 36)
• Uso de Scikit-learn con Amazon SageMaker (p. 35)
• Uso de Apache MXNet con Amazon SageMaker (p. 19)
• Uso de PyTorch con Amazon SageMaker (p. 32)

Para utilizar cualquier otro marco o algoritmo, utilice el conjunto de herramientas de inferencia de
SageMaker para crear un contenedor que admita puntos de enlace multimodelo. Para obtener información,
consulte Construya su propio contenedor con servidor multimodelo (p. 1996).

Blocs de notas de muestra para puntos de enlace
multimodelo
Para ver un bloc de notas de ejemplo que utiliza SageMaker para implementar varios modelos XGBoost
en un punto de enlace, consulte laBocs de notas de muestra de puntos de enlace multimodelo. Para ver
un bloc de notas de ejemplo que muestra cómo configurar e implementar un contenedor personalizado
que admita puntos de enlace multimodelo en SageMaker, consulte laBYOC de muestra multimodelo.
Para obtener instrucciones sobre cómo crear y obtener acceso a instancias de bloc de notas de
Jupyter que puede utilizar para ejecutar el ejemplo en SageMaker, consulteUso de las instancias de
Amazon SageMaker (p. 131). Una vez que haya creado y abierto una instancia de bloc de notas, elija la
pestañaEjemplos de SageMakerpara ver una lista de todas las muestras de SageMaker. El bloc de notas
de punto de enlace multimodelo se encuentra en la sección FUNCIONALIDAD AVANZADA . Para abrir un
bloc de notas, elija su pestaña Use (Usar) y elija Create copy (Crear copia).

Cómo funcionan los puntos de enlace multimodelo
SageMaker administra el ciclo de vida de los modelos alojados en puntos de enlace multimodelo en la
memoria del contenedor. En lugar de descargar todos los modelosdesde un bucket de Amazon S3Al crear
el punto de enlace, SageMaker los carga dinámicamente cuando los invoca. Cuando SageMaker recibe
una solicitud de invocación para un modelo en particular, hace lo siguiente:

1. Enruta la solicitud a una instancia detrás del punto de enlace.
2. Descarga el modelo desde el bucket de S3 al volumen de almacenamiento de esa instancia.
3. Carga el modelo en la memoria del contenedor en esa instancia. Si el modelo ya está cargado en la

memoria del contenedor, la invocación es más rápida porque SageMaker no necesita descargarlo y
cargarlo.

SageMaker continúa enrutando las solicitudes de un modelo a la instancia en la que el modelo ya está
cargado. Sin embargo, si el modelo recibe muchas solicitudes de invocación y hay instancias adicionales
para el punto de enlace multimodelo, SageMaker enruta algunas solicitudes a otra instancia para
acomodar el tráfico. Si el modelo aún no está cargado en la segunda instancia, el modelo se descarga en
el volumen de almacenamiento de esa instancia y se carga en la memoria del contenedor.

Cuando la utilización de memoria de una instancia es alta y SageMaker necesita cargar otro modelo en la
memoria, descarga los modelos no utilizados del contenedor de esa instancia para asegurarse de que hay
suficiente memoria para cargar el modelo. Los modelos que se descargan permanecen en el volumen de
almacenamiento de la instancia y se pueden cargar en la memoria del contenedor más adelante sin volver
a descargarse desde el bucket S3. Si el volumen de almacenamiento de la instancia alcanza su capacidad,
SageMaker elimina los modelos no utilizados del volumen de almacenamiento.

Para eliminar un modelo, deje de enviar solicitudes y elimínelo del bucket de S3. SageMaker proporciona
capacidad de punto de enlace multimodelo en un contenedor de servicio. Al agregar modelos a un punto
de enlace multimodelo y eliminarlos del mismo, no es necesario actualizar el punto de enlace en sí. Para
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almacenamiento en caché del modelo de
punto de enlace multimodelo de SageMaker

añadir un modelo, se carga en el bucket S3 y se empieza a invocar. No necesita cambios de código para
usarlo.

Cuando actualiza un punto de enlace multimodelo, las solicitudes de invocación en el punto de enlace
pueden experimentar latencias más altas a medida que el tráfico se dirige a las instancias del punto de
enlace actualizado.

Configuración del comportamiento de almacenamiento
en caché del modelo de punto de enlace multimodelo
de SageMaker
De forma predeterminada, la caché de puntos finales multimodelo utiliza frecuentemente modelos en la
memoria y en el disco para proporcionar una inferencia de baja latencia. Los modelos almacenados en
caché se descargan y/o eliminan del disco sólo cuando un contenedor se queda sin memoria o espacio en
disco para acomodar un modelo recién dirigido.

Puede cambiar el comportamiento de almacenamiento en caché de un punto final multimodelo y
habilitar o deshabilitar explícitamente el almacenamiento en caché del modelo estableciendo el
parámetroModelCacheSettingcuando llame acreate_model.

Recomendamos establecer el valor de la propiedadModelCacheSettingparaDisabledPara
casos de uso que no se benefician del almacenamiento en caché del modelo. Por ejemplo,
cuando se necesita servir un gran número de modelos desde el punto final, pero cada modelo se
invoca una sola vez (o muy poco frecuente). Para tales casos de uso, establecer el valor de la
propiedadModelCacheSettingparaDisabledPermite transacciones más altas por segundo (TPS)
parainvoke_endpointcomparadas con el modo de almacenamiento en caché predeterminado.
El TPS más alto en estos casos de uso se debe a que SageMaker hace lo siguiente después
deinvoke_endpointSolicitud:

• Descarga asincrónicamente el modelo de la memoria y lo elimina del disco inmediatamente después de
que se invoca.

• Proporciona mayor concurrencia para descargar y cargar modelos en el contenedor de inferencia. La
simultaneidad es un factor del número de vCPUs de la instancia del contenedor.

Para obtener instrucciones sobre cómo elegir un tipo de instancia SageMaker ML para un punto de
enlace multimodelo, consulteRecomendaciones de instancia para implementaciones de puntos de enlace
multimodelo  (p. 1988).

Recomendaciones de instancia para
implementaciones de puntos de enlace multimodelo
Hay varios elementos que deben tenerse en cuenta al seleccionar un tipo de instancia SageMaker ML para
un punto de enlace multimodelo. Aprovisione suficiente capacidad de Amazon Elastic Block Store (Amazon
EBS) para todos los modelos que tenga que atender. Equilibre el rendimiento (minimice los inicios en frío)
y el costo (no aprovisione en exceso la capacidad de instancia). Para obtener información sobre el tamaño
del volumen de almacenamiento que SageMaker asocia para cada tipo de instancia para un punto de
enlace y para un punto de enlace multimodelo, consulteAlojamiento de volúmenes de almacenamiento de
instancias (p. 2042). Para un contenedor configurado para ejecutarse en modo MultiModel, el volumen
de almacenamiento aprovisionado para sus instancias tiene más memoria. Esto permite almacenar más
modelos en caché en el volumen de almacenamiento de la instancia.

Al elegir un tipo de instancia SageMaker ML, tenga en cuenta lo siguiente:

• Los puntos de enlace multimodelo no son compatibles con los tipos de instancia de GPU.
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• La distribución del tráfico (patrones de acceso) a los modelos que desea alojar detrás del punto de
enlace multimodelo, junto con el tamaño del modelo (cuántos modelos se pueden cargar en la memoria
en la instancia):
• Piense en la cantidad de memoria de una instancia como el espacio en caché para los modelos que

se van a cargar. Piense en el número de vCPU como el límite de concurrencia para realizar inferencia
en los modelos cargados (suponiendo que la invocación de un modelo está vinculada a la CPU).

• Una mayor cantidad de memoria de instancia le permite tener más modelos cargados y listos para
servir solicitudes de inferencia. No es necesario perder el tiempo cargando el modelo.

• Una mayor cantidad de vCPUs le permite invocar más modelos únicos de forma simultánea
(suponiendo nuevamente que la inferencia está vinculada a la CPU).

• Tenga disponible memoria «holgada» para que los modelos no utilizados puedan descargarse, y
especialmente para los puntos de enlace multimodelo con varias instancias. Si falla una instancia
o una zona de disponibilidad, los modelos de esas instancias se redireccionarán a otras instancias
situadas detrás del punto de enlace.

• Tolerancia a los tiempos de carga/descarga:
• Las familias de tipos de instancia d (por ejemplo, m5d, c5d o r5d) vienen con un SSD NVMe (memoria

express no volátil), que ofrece un alto rendimiento de E/S y podría reducir el tiempo necesario para
descargar modelos en el volumen de almacenamiento y para que el contenedor cargue el modelo
desde el volumen de almacenamiento.

• Dado que los tipos de instancia d vienen con un almacenamiento SSD NVMe, SageMaker no asocia
un volumen de almacenamiento de Amazon EBS a estas instancias informáticas ML que alojan el
punto de enlace multimodelo. El escalado automático funciona mejor cuando los modelos tienen un
tamaño similar y son homogéneos, es decir, cuando sus requisitos de recursos y latencia de inferencia
son similares.

En algunos casos, podría optar por reducir los costos eligiendo un tipo de instancia que no pueda contener
todos los modelos de destino en memoria a la vez. SageMaker descarga los modelos dinámicamente
cuando se queda sin memoria para dejar espacio para un nuevo modelo de destino. Para los modelos
solicitados con poca frecuencia, va a pagar un precio con la latencia de carga dinámica. En los casos con
necesidades de latencia más estrictas, puede optar por tipos de instancia más grandes o más instancias.
La inversión de tiempo por adelantado para realizar pruebas y análisis de rendimiento adecuados resultará
muy rentable en implementaciones de producción exitosas.

Puede utilizar la estadística Average de la métrica ModelCacheHit para monitorizar la proporción de
solicitudes en las que el modelo ya está cargado. Puede utilizar la estadística SampleCount de la métrica
ModelUnloadingTime para monitorizar el número de solicitudes de descarga enviadas al contenedor
durante un período de tiempo. Si los modelos se descargan con demasiada frecuencia (un indicador de
paginación excesiva, donde los modelos se descargan y se cargan de nuevo porque no hay suficiente
espacio en caché para el conjunto de modelos de trabajo), considere utilizar un tipo de instancia mayor con
más memoria o aumentar el número de instancias detrás del punto de enlace multimodelo. En el caso de
los puntos de enlace multimodelo con varias instancias, tenga en cuenta que un modelo puede cargarse
en más de una instancia.

Los puntos de enlace multimodelo de SageMaker son totalmente compatibles con Auto Scaling, que
administra las réplicas de modelos para garantizar que los modelos se escalen en función de los patrones
de tráfico. Se recomienda configurar el punto de enlace multimodelo y el tamaño de las instancias teniendo
en cuenta todo lo anterior y también configurando el escalado automático para el punto de enlace. Las
tasas de invocación utilizadas para desencadenar un evento de escalado automático se basan en el
conjunto agregado de predicciones a través del conjunto completo de modelos atendidos por el punto de
enlace.

Creación de un punto de enlace multimodelo
Puede usarAWS SDK for Python (Boto)Para crear un punto de enlace multimodelo.
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Temas
• Creación de un punto de enlace multimodelo (consola) (p. 1990)
• Creación de un punto de enlace multimodelo (AWS SDK for Python (Boto)) (p. 1992)

Creación de un punto de enlace multimodelo (consola)

Para crear un punto de enlace multimodelo (consola)

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.
2. Elija Model (Modelo) y, a continuación, en el grupo Inference (Inferencia), elija Create model (Crear

modelo).
3. En Model name (Nombre del modelo), escriba un nombre.
4. ParaRol de IAMPara elegir o crear un rol de IAM que tenga asociada la política de IAM de

AmazonSageMakerFullAccess.
5. En la sección Container definition (Definición de contenedor), en Provide model artifacts and inference

image options (Proporcionar opciones de imagen de inferencia y artefactos de modelo), elija Use
multiple models (Utilizar modelos múltiples).
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6. Seleccione Create model (Crear modelo).
7. Implemente el punto de enlace multimodelo como lo haría con un punto de enlace de modelo único.

Para obtener instrucciones, consulte Implementación del modelo en los servicios de alojamiento de
SageMaker (p. 71).

Creación de un punto de enlace multimodelo (AWS SDK for
Python (Boto))
Puede crear un punto de enlace multimodelo mediante Amazon SageMaker create_model,
create_endpoint_config, y create_endpointAl igual que crearía un punto de enlace de modelo
único, pero con dos cambios. Al definir el contenedor del modelo, debe transferir un nuevoModevalor de
parámetro,MultiModel. También debe pasar elModelDataUrlque especifica el prefijo en Amazon S3
donde se encuentran los artefactos del modelo, en lugar de la ruta a un solo artefacto del modelo, como
haría cuando se implementa un solo modelo.

Para ver un bloc de notas de ejemplo que utiliza SageMaker para implementar varios modelos XGBoost en
un punto de enlace, consulteBocs de notas de muestra de puntos de enlace multimodelo.

En el siguiente procedimiento se describen los pasos clave utilizados en ese ejemplo para crear un punto
de enlace multimodelo.

Para implementar el modelo (AWSSDK para Python (Boto 3)

1. Obtenga un contenedor con una imagen que admita la implementación de puntos finales multimodelo.
Para obtener una lista de algoritmos integrados y contenedores de marco que admiten puntos finales
de varios modelos, consulteAlgoritmos y marcos compatibles (p. 1986). Para este ejemplo, usaremos
elAlgoritmo k vecinos más próximos (k-NN) (K-Nearest Neighbors) (p. 1478)integrado. Llamamos
alSDK de Python de SageMakerFunción de utilidadimage_uris.retrieve()para obtener la
dirección de la imagen incorporada del algoritmo K-Nearest Neighbors.

import sagemaker
region = sagemaker_session.boto_region_name
image = sagemaker.image_uris.retrieve("knn",region=region)
container = { 'Image':        image,
              'ModelDataUrl': 's3://<BUCKET_NAME>/<PATH_TO_ARTIFACTS>',
              'Mode':         'MultiModel'
            }

2. Consigue un cliente Boto 3 SageMaker y crea el modelo que utiliza este contenedor.

import boto3
sm_client = boto3.client('sagemaker')
response = sm_client.create_model(
              ModelName        = '<MODEL_NAME>',
              ExecutionRoleArn = role,
              Containers       = [container])

3. (Opcional) Si usa una canalización de inferencia en serie, obtenga los contenedores adicionales que
se incluirán en la canalización e inclúyalos en el argumento Containers de CreateModel:

preprocessor_container = { 'Image':
 '<ACCOUNT_ID>.dkr.ecr.<REGION_NAME>.amazonaws.com/<PREPROCESSOR_IMAGE>:<TAG>'
            }

multi_model_container = { 'Image':
 '<ACCOUNT_ID>.dkr.ecr.<REGION_NAME>.amazonaws.com/<IMAGE>:<TAG>',
              'ModelDataUrl': 's3://<BUCKET_NAME>/<PATH_TO_ARTIFACTS>',
              'Mode':         'MultiModel'
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            }

response = sm_client.create_model(
              ModelName        = '<MODEL_NAME>',
              ExecutionRoleArn = role,
              Containers       = [preprocessor_container, multi_model_container])

4. (Opcional) Si su caso de uso no se beneficia del almacenamiento en caché del modelo,
establezca el valor de la propiedadModelCacheSettingdelMultiModelConfigparaDisabled,
e inclúyalo en elContainerargumento de la llamada acreate_model. El valor de la
propiedadModelCacheSettingesEnabledDe forma predeterminada.

container = { 
                'Image': image, 
                'ModelDataUrl': 's3://<BUCKET_NAME>/<PATH_TO_ARTIFACTS>',
                'Mode': 'MultiModel' 
                'MultiModelConfig': {
                        // Default value is 'Enabled'
                        'ModelCacheSetting': 'Disabled'
                }
           }

response = sm_client.create_model(
              ModelName        = '<MODEL_NAME>',
              ExecutionRoleArn = role,
              Containers       = [container])

5. Configure el punto de enlace multimodelo para el modelo. Recomendamos configurar los puntos
de enlace con al menos dos instancias. Esto permite a SageMaker proporcionar un conjunto de
predicciones de alta disponibilidad en varias zonas de disponibilidad para los modelos.

response = sm_client.create_endpoint_config(
    EndpointConfigName = '<ENDPOINT_CONFIG_NAME>',
    ProductionVariants=[{
        'InstanceType':        'ml.m4.xlarge',
        'InitialInstanceCount': 2,
        'InitialVariantWeight': 1,
        'ModelName':            '<MODEL_NAME>',
        'VariantName':          'AllTraffic'}])

Note

Solo puede utilizar un punto de enlace habilitado para varios modelos en una canalización de
inferencia en serie.

6. Cree el punto de enlace multimodelo utilizando los parámetros EndpointName y
EndpointConfigName.

response = sm_client.create_endpoint(
              EndpointName       = '<ENDPOINT_NAME>',
              EndpointConfigName = '<ENDPOINT_CONFIG_NAME>',)

Invocar un punto de enlace multimodelo
Para invocar un punto de enlace multimodelo, utilice el invoke_endpointEn SageMaker Runtime del
mismo modo que invocaría un punto de enlace de modelo único, con un cambio. Transfiera un nuevo
parámetro de TargetModel que especifique cuál de los modelos en el punto de enlace establecer como
destino. El tiempo de ejecución de SageMakerInvokeEndpointSolicitud soportaX-Amzn-SageMaker-
Target-ModelComo nuevo encabezado que toma la ruta relativa del modelo especificado para la
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invocación. El sistema SageMaker construye la ruta absoluta del modelo combinando el prefijo que se
proporciona como parte de laCreateModelAPI con la ruta relativa del modelo.

AWS SDK for Python (Boto 3)

En la siguiente solicitud de predicción de ejemplo se utiliza el métodoAWSSDK para Python (Boto 3)en
el cuaderno de muestra.

response = runtime_sm_client.invoke_endpoint(
                        EndpointName = "<ENDPOINT_NAME>",
                        ContentType  = "text/csv",
                        TargetModel  = "<MODEL_FILENAME>.tar.gz",
                        Body         = body)

AWS CLI

En el siguiente ejemplo se muestra cómo realizar una solicitud CSV con dos filas mediante elAWS
Command Line Interface(AWS CLI):

aws sagemaker-runtime invoke-endpoint \
  --endpoint-name "<ENDPOINT_NAME>" \
  --body "1.0,2.0,5.0"$'\n'"2.0,3.0,4.0" \
  --content-type "text/csv" \
  --target-model "<MODEL_NAME>.tar.gz"
  output_file.txt

Un registrooutput_file.txtcon información sobre sus solicitudes de inferencia se realiza si la
inferencia se ha realizado correctamente. Para obtener más ejemplos sobre cómo hacer predicciones
con elAWS CLI, consulteHacer predicciones con elAWS CLIEn la documentación del SDK de Python
de SageMaker.

El punto de enlace multimodelo carga dinámicamente los modelos de destino según sea necesario.
Esto se puede observar al ejecutar el Bloc de notas de ejemplo de MME, ya que itera por invocaciones
aleatorias en diferentes modelos de destino que están alojados detrás del mismo punto de enlace. La
primera solicitud contra un modelo dado tarda más tiempo porque el modelo se tiene que descargar de
Amazon Simple Storage Service (Amazon S3) y cargar en la memoria. (Esto se denomina arranque en
frío). Las llamadas posteriores terminan más rápido porque no hay sobrecarga adicional una vez que el
modelo se haya cargado.

Solicitudes de reintento en errores de ModelNotreadyException
La primera vez que llame ainvoke_endpointpara un modelo, el modelo se descarga desde Amazon
Simple Storage Service y se carga en el contenedor de inferencia. Esto hace que la primera llamada tarde
más tiempo en volver. Las llamadas posteriores al mismo modelo finalizan más rápido, porque el modelo
ya está cargado.

SageMaker devuelve una respuesta para una llamada ainvoke_endpointEn 60 segundos. Algunos
modelos son demasiado grandes para descargarlos en 60 segundos. Si el modelo no termina de cargarse
antes del límite de tiempo de espera de 60 segundos, la solicitud parainvoke_endpointdevuelve
con el código de errorModelNotReadyException, y el modelo continúa descargándose y
cargándose en el contenedor de inferencia durante un máximo de 360 segundos. Si obtiene
unModelNotReadyExceptionPara un código de errorinvoke_endpoint, vuelva a intentar la solicitud.
De forma predeterminada, elAWSSDK para Python (Boto 3) (usandoModo de reintento heredado) y el
reintento de Javainvoke_endpointsolicitudes que dan lugar aModelNotReadyExceptionErrores.
Puede configurar la estrategia de reintento para continuar reintentando la solicitud durante un máximo
de 360 segundos. Si espera que su modelo tarde más de 60 segundos en descargarse y cargarse en el
contenedor, configure el tiempo de espera del socket SDK en 70 segundos. Para obtener más información
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sobre cómo configurar la estrategia de reintento para Boto 3, consulteConfiguración de un modo de
reintento. El código siguiente muestra un ejemplo que configura la estrategia de reintento para reintentar
llamadas ainvoke_endpointdurante un máximo de 180 segundos.

import boto3
from botocore.config import Config

# This example retry strategy sets the retry attempts to 2. 
# With this setting, the request can attempt to download and/or load the model 
# for upto 180 seconds: 1 orginal request (60 seconds) + 2 retries (120 seconds)
config = Config(
    read_timeout=70,
    retries={
        'max_attempts': 2  # This value can be adjusted to 5 to go up to the 360s max
 timeout
    }
)
runtime_sm_client = boto3.client('sagemaker-runtime', config=config)

Agregar o eliminar modelos
Puede implementar modelos adicionales en un punto de enlace multimodelo e invocarlos a través de
ese punto de enlace de inmediato. Al agregar un modelo nuevo, no es necesario actualizar o reducir el
punto de enlace, por lo que evita el costo de crear y ejecutar un punto de enlace independiente para cada
modelo nuevo.

SageMaker descarga los modelos no utilizados del contenedor cuando la instancia está alcanzando la
capacidad de memoria y es necesario descargar más modelos en el contenedor. SageMaker también
elimina artefactos del modelo no utilizados del volumen de almacenamiento de la instancia cuando el
volumen alcanza la capacidad y es necesario descargar nuevos modelos. La primera invocación a un
modelo recién agregado tarda más tiempo porque el punto de enlace tarda tiempo en descargar el modelo
desde S3 a la memoria del contenedor en la instancia que aloja el punto de enlace.

Con el punto de enlace ya en ejecución, copie un nuevo conjunto de artefactos de modelo en la ubicación
de Amazon S3 en la que almacene los modelos.

# Add an AdditionalModel to the endpoint and exercise it
aws s3 cp AdditionalModel.tar.gz s3://my-bucket/path/to/artifacts/

Important

Para actualizar un modelo, proceda como haría al agregar un modelo nuevo. Use un nombre
nuevo y único. No sobrescriba artefactos del modelo en Amazon S3 porque la versión antigua
del modelo podría aún cargarse en los contenedores o en el volumen de almacenamiento de las
instancias en el punto de enlace. Las invocaciones al nuevo modelo podrían invocar la versión
anterior del modelo.

Las aplicaciones cliente pueden solicitar predicciones del modelo de destino adicional en cuanto se
almacene en S3.

response = runtime_sm_client.invoke_endpoint(
                        EndpointName='<ENDPOINT_NAME>',
                        ContentType='text/csv',
                        TargetModel='AdditionalModel.tar.gz',
                        Body=body)

Para eliminar un modelo de un punto de enlace multimodelo, deje de invocar el modelo desde los clientes y
elimínelo de la ubicación de S3 donde se almacenan los artefactos del modelo.
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Construya su propio contenedor con servidor
multimodelo
Se espera que las imágenes personalizadas de Elastic Container Registry (ECR) implementadas en
Amazon SageMaker cumplan con el contrato básico descrito enUso de su propio código de inferencia con
servicios de alojamiento (p. 2271)que rigen cómo SageMaker interactúa con un contenedor de Docker
que ejecuta su propio código de inferencia. Para que un contenedor sea capaz de cargar y servir varios
modelos de forma simultánea, hay API y comportamientos adicionales que se deben seguir. Este contrato
adicional incluye nuevas API para cargar, enumerar, obtener y descargar modelos, así como una API
distinta para invocar modelos. También hay distintos comportamientos para situaciones de error que deben
cumplir las API. Para indicar que el contenedor cumple con los requisitos adicionales, puede agregar el
siguiente comando al archivo de Docker:

LABEL com.amazonaws.sagemaker.capabilities.multi-models=true

SageMaker también inyecta una variable de entorno en el contenedor

SAGEMAKER_MULTI_MODEL=true

Si está creando un punto de enlace multimodelo para una canalización de inferencia en serie, el archivo
Docker debe tener las etiquetas necesarias para las canalizaciones de inferencia multimodelo y en serie.
Para obtener más información acerca de las canalizaciones de información en serie, consulte Ejecución
dePredicciones en tiempo real wIth Una canalización de inferencia (p. 2014).

Para ayudarle a implementar estos requisitos para un contenedor personalizado, hay dos bibliotecas
disponibles:

• Multi Model Server es un marco de código abierto para servir modelos de aprendizaje automático que se
pueden instalar en contenedores para proporcionar el front-end que cumpla los requisitos de las nuevas
API de contenedor de punto de enlace multimodelo. Proporciona las capacidades de administración de
modelos y front-end HTTP requeridas por los puntos de enlace multimodelo para alojar varios modelos
dentro de un único contenedor, cargar y descargar modelos del contenedor dinámicamente y realizar
inferencia en un modelo cargado especificado. También proporciona un backend conectable que admite
un controlador backend personalizado conectable donde puede implementar su propio algoritmo.

• Conjunto de herramientas de inferencia de SageMakeres una biblioteca que arranca Multi Model
Server con una configuración y ajustes que lo hacen compatible con puntos de enlace multimodelo de
SageMaker. También le permite ajustar parámetros de rendimiento importantes, como el número de
trabajadores por modelo, en función de las necesidades de su situación.

Uso del conjunto de herramientas de inferencia de SageMaker
Actualmente, los únicos contenedores precompilados que admiten puntos de enlace multimodelo son
el contenedor de inferencia MXNet y el contenedor de inferencia PyTorch. Si desea usar cualquier otro
marco o algoritmo, necesita compilar un contenedor. La forma más fácil de hacerlo es usar elConjunto de
herramientas de inferencia de SageMakerPara ampliar un contenedor precompilado actual. El conjunto de
herramientas de inferencia de SageMaker es una implementación para el servidor multimodelo (MMS) que
crea puntos de enlace que se pueden implementar en SageMaker. Para ver un bloc de notas de ejemplo
que muestra cómo configurar e implementar un contenedor personalizado que admita puntos de enlace
multimodelo en SageMaker, consulte laBYOC de muestra multimodelo.

Note

El conjunto de herramientas de inferencia de SageMaker solo admite controladores de modelos
de Python. Si desea implementar el controlador en cualquier otro lenguaje, debe compilar su
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propio contenedor que implemente API de punto de enlace multimodelo adicionales. Para
obtener información, consulte Contrato para contenedores personalizados para servir modelos
múltiples (p. 1998).

Para ampliar un contenedor mediante el conjunto de herramientas de inferencia de SageMaker

1. Cree un controlador del modelo. MMS espera un controlador del modelo, que es un archivo de Python
que implementa funciones para preprocesar, obtener predicciones del modelo y procesar la salida
en un controlador del modelo. Para obtener un ejemplo de un controlador del modelo, consulte
model_handler.py en el bloc de notas de ejemplo.

2. Importe el conjunto de herramientas de inferencia y utilice su función
model_server.start_model_server para iniciar MMS. El siguiente ejemplo procede del
archivo dockerd-entrypoint.py del bloc de notas de ejemplo. Observe que la llamada a
model_server.start_model_server pasa el controlador del modelo descrito en el paso anterior:

import subprocess
import sys
import shlex
import os
from retrying import retry
from subprocess import CalledProcessError
from sagemaker_inference import model_server

def _retry_if_error(exception):
    return isinstance(exception, CalledProcessError or OSError)

@retry(stop_max_delay=1000 * 50,
       retry_on_exception=_retry_if_error)
def _start_mms():
    # by default the number of workers per model is 1, but we can configure it through
 the
    # environment variable below if desired.
    # os.environ['SAGEMAKER_MODEL_SERVER_WORKERS'] = '2'
    model_server.start_model_server(handler_service='/home/model-server/
model_handler.py:handle')

def main():
    if sys.argv[1] == 'serve':
        _start_mms()
    else:
        subprocess.check_call(shlex.split(' '.join(sys.argv[1:])))

    # prevent docker exit
    subprocess.call(['tail', '-f', '/dev/null'])
    
main()

3. En su Dockerfile, copie el controlador del modelo del primer paso y especifique el archivo de
Python del paso anterior como el punto de entrada en su Dockerfile. Las líneas siguientes son del
archivo Dockerfile utilizado en el bloc de notas de ejemplo:

# Copy the default custom service file to handle incoming data and inference requests
COPY model_handler.py /home/model-server/model_handler.py

# Define an entrypoint script for the docker image
ENTRYPOINT ["python", "/usr/local/bin/dockerd-entrypoint.py"]

4. Compile y registre su contenedor. El siguiente script de shell del bloc de notas de ejemplo compila el
contenedor y lo carga en un repositorio de Amazon Elastic Container Registry en suAWScuenta:

%%sh
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# The name of our algorithm
algorithm_name=demo-sagemaker-multimodel

cd container

account=$(aws sts get-caller-identity --query Account --output text)

# Get the region defined in the current configuration (default to us-west-2 if none
 defined)
region=$(aws configure get region)
region=${region:-us-west-2}

fullname="${account}.dkr.ecr.${region}.amazonaws.com/${algorithm_name}:latest"

# If the repository doesn't exist in ECR, create it.
aws ecr describe-repositories --repository-names "${algorithm_name}" > /dev/null 2>&1

if [ $? -ne 0 ]
then
    aws ecr create-repository --repository-name "${algorithm_name}" > /dev/null
fi

# Get the login command from ECR and execute it directly
$(aws ecr get-login --region ${region} --no-include-email)

# Build the docker image locally with the image name and then push it to ECR
# with the full name.

docker build -q -t ${algorithm_name} .
docker tag ${algorithm_name} ${fullname}

docker push ${fullname}

Ahora puede utilizar este contenedor para implementar puntos de enlace multimodelo en SageMaker.

Temas
• Contrato para contenedores personalizados para servir modelos múltiples (p. 1998)

Contrato para contenedores personalizados para servir modelos
múltiples
Para tratar varios modelos, el contenedor debe admitir un conjunto de API que permitan a Amazon
SageMaker comunicarse con el contenedor para cargar, publicar, obtener y descargar modelos según
sea necesario. El model_name se utiliza en el nuevo conjunto de API como parámetro de entrada clave.
Se espera que el contenedor del cliente realice un seguimiento de los modelos cargados mediante
model_name como clave de asignación. Además, model_name es un identificador opaco y no es
necesariamente el valor del parámetro TargetModel transferido a la API InvokeEndpoint. El valor
TargetModel original en la solicitud InvokeEndpoint se transfiere al contenedor en las API como
encabezado X-Amzn-SageMaker-Target-Model que se puede utilizar para fines de registro.

Temas
• API LOAD MODEL (p. 1999)
• API LIST MODEL (p. 1999)
• API GET MODEL (p. 2000)
• API UNLOAD MODEL (p. 2000)
• Invocar API MODEL (p. 2000)
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API LOAD MODEL

Indica al contenedor que cargue un modelo particular presente en el campo url del cuerpo en la memoria
del contenedor del cliente y que realice un seguimiento del mismo con el model_name asignado. Después
de cargar un modelo, el contenedor debe estar listo para servir solicitudes de inferencia usando este
model_name.

POST /models HTTP/1.1
Content-Type: application/json
Accept: application/json

{
     "model_name" : "{model_name}",
     "url" : "/opt/ml/models/{model_name}/model",
}

Note

Si model_name ya está cargado, esta API debería devolver 409. Cada vez que un modelo no se
puede cargar debido a la falta de memoria o a cualquier otro recurso, esta API debe devolver un
código de estado HTTP 507 a SageMaker, que luego inicia la descarga de modelos no utilizados
para recuperar.

API LIST MODEL

Devuelve la lista de modelos cargados en la memoria del contenedor del cliente.

GET /models HTTP/1.1
Accept: application/json

Response = 
{
    "models": [
        {
             "modelName" : "{model_name}",
             "modelUrl" : "/opt/ml/models/{model_name}/model",
        },
        {
            "modelName" : "{model_name}",
            "modelUrl" : "/opt/ml/models/{model_name}/model",
        },
        ....
    ]
}

Esta API también admite paginación.

GET /models HTTP/1.1
Accept: application/json

Response = 
{
    "models": [
        {
             "modelName" : "{model_name}",
             "modelUrl" : "/opt/ml/models/{model_name}/model",
        },
        {
            "modelName" : "{model_name}",
            "modelUrl" : "/opt/ml/models/{model_name}/model",
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        },
        ....
    ]
}

SageMaker puede llamar inicialmente a la API List Models sin proporcionar un valor
paranext_page_token. Si se devuelve un campo nextPageToken como parte de la respuesta, se
proporcionará como el valor de next_page_token una llamada posterior a List Models. Si no se devuelve
un nextPageToken, significa que no hay más modelos para devolver.

API GET MODEL

Esta es una API de lectura simple en la entidad model_name.

GET /models/{model_name} HTTP/1.1
Accept: application/json

{
     "modelName" : "{model_name}",
     "modelUrl" : "/opt/ml/models/{model_name}/model",
}

Note

Si model_name no se carga, esta API debería devolver 404.

API UNLOAD MODEL

Indica a la plataforma SageMaker que dé instrucciones al contenedor del cliente para descargar un modelo
de la memoria. Esto inicia el desalojo de un modelo candidato tal como determina la plataforma al iniciar el
proceso de carga de un nuevo modelo. Los recursos aprovisionados a model_name los debe reclamar el
contenedor cuando esta API devuelve una respuesta.

DELETE /models/{model_name}

Note

Si model_name no se carga, esta API debería devolver 404.

Invocar API MODEL

Realiza una solicitud de predicción del model_name particular suministrado. El tiempo de ejecución
de SageMakerInvokeEndpointSolicitud soportaX-Amzn-SageMaker-Target-ModelComo
nuevo encabezado que toma la ruta relativa del modelo especificado para la invocación. El sistema
SageMaker construye la ruta absoluta del modelo combinando el prefijo que se proporciona como parte de
laCreateModelAPI con la ruta relativa del modelo.

POST /models/{model_name}/invoke HTTP/1.1
Content-Type: ContentType
Accept: Accept
X-Amzn-SageMaker-Custom-Attributes: CustomAttributes
X-Amzn-SageMaker-Target-Model: [relativePath]/{artifactName}.tar.gz

Note

Si model_name no se carga, esta API debería devolver 404.
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Seguridad de puntos de enlace multimodelo
Los modelos y los datos en un punto de enlace multimodelo se encuentran coubicados en el volumen
de almacenamiento de la instancia y en la memoria del contenedor. Todas las instancias de los puntos
de enlace de Amazon SageMaker se ejecutan en un único contenedor de inquilino que posee. Solo
los modelos pueden ejecutarse en el punto de enlace multimodelo. Es su responsabilidad administrar
la asignación de solicitudes a modelos y proporcionar acceso a los usuarios a los modelos de destino
correctos. Uso de SageMakerIAM rolespara proporcionar políticas basadas en identidades de IAM que
utilice para especificar las acciones permitidas o denegadas, así como los recursos y las condiciones en
las que se permiten o deniegan las acciones.

De forma predeterminada, una entidad de IAM con InvokeEndpointLos permisos en un punto de enlace
multimodelo pueden invocar cualquier modelo en la dirección del prefijo S3 definido en la CreateModel,
siempre que el rol de ejecución de IAM definido en la operación tenga permisos para descargar el modelo.
Si necesita restringir el acceso  InvokeEndpoint a un grupo limitado de modelos en S3, lleve a cabo una
de estas acciones:

• RestrictInvokeEndpontPara llamar a modelos específicos alojados en el punto de enlace mediante
elsagemaker:TargetModelClave de condición de IAM. Por ejemplo, la siguiente política permite
solicitudes InvokeEndpont solo cuando el valor del campo TargetModel coincide con una de las
expresiones regulares especificadas:

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Action": [
                "sagemaker:InvokeEndpoint"
            ],
            "Effect": "Allow",
            "Resource":
            "arn:aws:sagemaker:region:account-id:endpoint/endpoint_name",
            "Condition": {
                // TargetModel provided must be from this set of values
                "StringLike": {
                    "sagemaker:TargetModel": ["company_a/*", "common/*"]
                }
            }
        },
    ]
}

Para obtener más información acerca de las claves de condición de SageMaker, consulteClaves de
condición de Amazon SageMakeren laAWS Identity and Access ManagementGuía del usuario de.

• Cree puntos de enlace multimodelo con prefijos S3 más restrictivos.

Para obtener más información acerca de cómo SageMaker utiliza roles para administrar el acceso a los
puntos de enlace y realizar operaciones en su nombre, consulteFunciones de SageMaker (p. 2579). Es
posible que sus clientes también tengan ciertos requisitos de aislamiento de datos dictados por sus propios
requisitos de cumplimiento que se pueden satisfacer mediante identidades de IAM.

Métricas de CloudWatch para implementaciones de
puntos de enlace multimodelo
Amazon SageMaker proporciona métricas para los puntos de enlace a fin de que pueda monitorizar la tasa
de aciertos de caché, el número de modelos cargados y los tiempos de espera del modelo para cargar,
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descargar y cargar en un punto de enlace multimodelo. Para obtener más información, consulte Métricas
de carga de modelo de punto de enlace multimodelo y Métricas de instancia de modelo de punto de enlace
multimodelo en Monitorizar Amazon SageMaker con Amazon CloudWatch (p. 2661). Las métricas por
modelo no son compatibles.

Implementar puntos finales de varios contenedores
Los endpoints de varios contenedores de SageMaker permiten a los clientes implementar varios
contenedores para implementar diferentes modelos en un extremo de SageMaker. Los contenedores
se pueden ejecutar en una secuencia como una canalización de inferencia, o se puede acceder a cada
contenedor individualmente mediante la invocación directa para mejorar la utilización de los endpoints y
optimizar los costos.

Para obtener información sobre cómo invocar los contenedores en un punto de enlace con varios
contenedores en secuencia, consulteImplementar una canalización de inferencia (p. 2009).

Para obtener información sobre cómo invocar un contenedor específico en un punto de enlace con varios
contenedores, consulteUtilizar un extremo de varios contenedores con invocación directa (p. 2003)

Temas
• Crear un extremo de varios contenedores (Boto 3) (p. 2002)
• Actualizar un extremo de varios contenedores (p. 2003)
• Eliminación de un punto de enlace multicontenedor (p. 2003)
• Utilizar un extremo de varios contenedores con invocación directa (p. 2003)
• Implementar una canalización de inferencia (p. 2009)

Crear un extremo de varios contenedores (Boto 3)
Para crear un punto de enlace multicontenedor, llame acreate_model,create_endpoint_config,
ycreate_endpointAPI como lo haría para crear cualquier otro extremo. Puede ejecutar estos contenedores
secuencialmente como una canalización de inferencia o ejecutar cada contenedor individual mediante
la invocación directa. Los puntos de enlace con varios contenedores tienen que cumplir los siguientes
requisitos al llamar acreate_model:

• UsarContainersen lugar dePrimaryContainer, e incluir más de un contenedor en
elContainersParámetro de.

• LaContainerHostnamePara cada contenedor en un punto de enlace con varios contenedores con
invocación directa.

• Establecimiento de la propiedad deModeParámetro de
laInferenceExecutionConfigParaDirectpara la invocación directa de cada contenedor,
oSerialpara usar contenedores como una canalización de inferencia. El modo predeterminado es
Serial.

Note

Actualmente hay un límite de hasta 15 contenedores admitidos en un extremo de varios
contenedores.

En el siguiente ejemplo se crea un modelo de varios contenedores para invocación directa.

1. Crear elementos de contenedor yInferenceExecutionConfigCon invocación directa.

container1 = { 'Image':        '123456789012.dkr.ecr.us-east-1.amazonaws.com/
myimage1:mytag',
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                'ContainerHostname': 'firstContainer'}

container2 = { 'Image':        '123456789012.dkr.ecr.us-east-1.amazonaws.com/
myimage2:mytag',
                'ContainerHostname': 'secondContainer'
             }
inferenceExecutionConfig = {'Mode': 'Direct'
                         }            

2. Cree el modelo con los elementos contenedor y defina la propiedadInferenceExecutionConfig.

import boto3
sm_client = boto3.Session().client('sagemaker')

response = sm_client.create_model(
              ModelName        = 'my-direct-mode-model-name',
              InferenceExecutionConfig = inferenceExecutionConfig,
              ExecutionRoleArn = role,
              Containers       = [container1, container2])

Para crear un endoint, llamaría acreate_endpoint_configycreate_endpointcomo lo haría para crear
cualquier otro punto final.

Actualizar un extremo de varios contenedores
Para actualizar un punto de enlace con varios contenedores, siga los pasos que se describen a
continuación.

1. Llame acreate_modelpara crear un nuevo modelo con un nuevo valor para elModeParámetro
deInferenceExecutionConfig.

2. Llame acreate_endpoint_configpara crear una nueva configuración de endpoint con un nombre
diferente mediante el nuevo modelo que creó en el paso anterior.

3. Llame aupdate_endpointPara actualizar el punto de enlace con la nueva configuración de punto de
enlace que creó en el paso anterior.

Eliminación de un punto de enlace multicontenedor
Para eliminar un punto de enlace, llame adelete_endpointy proporcione el nombre del punto de enlace que
desea eliminar comoEndpointNameParámetro de.

Utilizar un extremo de varios contenedores con
invocación directa
Los endpoints de varios contenedores de SageMaker permiten a los clientes implementar varios
contenedores para implementar diferentes modelos en un extremo de SageMaker. Puede alojar hasta 5
contenedores de inferencia diferentes en un único punto final. Mediante la invocación directa, puede enviar
una solicitud a un contenedor de inferencia específico alojado en un extremo de varios contenedores.

Temas
• Invocar un extremo de varios contenedores con invocación directa (p. 2004)
• Seguridad con terminales de varios contenedores con invocación directa (p. 2004)
• Métricas para endpoints de varios contenedores con invocación directa (p. 2005)
• Escalar automáticamente los puntos finales de varios contenedores (p. 2008)
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• Solucionar problemas de puntos finales de varios contenedores (p. 2009)

Invocar un extremo de varios contenedores con invocación
directa
Para invocar un extremo de varios contenedores con invocación directa, llame ainvoke_endpointcomo
invocaría cualquier otro punto final, y especifique qué contenedor desea invocar mediante el
métodoTargetContainerHostnameParámetro de.

En el siguiente ejemplo se invoca directamente el métodosecondContainerde un punto final de varios
contenedores para obtener una predicción.

import boto3
runtime_sm_client = boto3.Session().client('sagemaker-runtime')

response = runtime_sm_client.invoke_endpoint(
   EndpointName ='my-endpoint',
   ContentType = 'text/csv',
   TargetContainerHostname='secondContainer', 
   Body = body)

Para cada solicitud de invocación directa a un punto final de varios contenedores, solo el contenedor con
elTargetContainerHostnameprocesa la solicitud de invocación. Si realiza cualquiera de las siguientes
acciones, obtendrá errores de validación:

• Especifique unaTargetContainerHostnameque no existe en el punto de enlace
• No especifique un valor paraTargetContainerHostnameen una solicitud a un endpoint configurado

para la invocación directa
• Especifique un valor paraTargetContainerHostnameen una solicitud a un endpoint que no está

configurado para la invocación directa.

Seguridad con terminales de varios contenedores con invocación
directa
Para los extremos de varios contenedores con invocación directa, hay varios contenedores alojados en
una sola instancia mediante el uso compartido de memoria y un volumen de almacenamiento. Es su
responsabilidad usar contenedores seguros, mantener la asignación correcta de las solicitudes a los
contenedores de destino y proporcionar a los usuarios el acceso correcto a los contenedores de destino.
SageMaker utiliza roles de IAM para proporcionar políticas basadas en la identidad de IAM que se utilizan
para especificar si se permite o deniega el acceso a un recurso a ese rol y en qué condiciones. Para
obtener más información acerca de los roles de IAM, consulteIAM rolesen laAWS Identity and Access
ManagementGuía del usuario de. Para obtener más información acerca de las políticas basadas en
identidad, consultePolíticas basadas en identidad y políticas basadas en recursos.

De forma predeterminada, una entidad de IAM conInvokeEndpointen un extremo de varios
contenedores con invocación directa pueden invocar cualquier contenedor dentro del endpoint
con el nombre del endpoint que especifique al llamar ainvoke_endpoint. Si necesita
restringirinvoke_endpointacceso a un conjunto limitado de contenedores dentro de un punto final de
varios contenedores, utilice elsagemaker:TargetContainerHostnameClave de condición de IAM. Las
siguientes directivas muestran cómo limitar las llamadas a contenedores específicos dentro de un extremo.

La siguiente política permiteinvoke_endpointsolo cuando el valor de
laTargetContainerHostnamecoincide con una de las expresiones regulares especificadas.
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{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Action": [
                "sagemaker:InvokeEndpoint"
            ],
            "Effect": "Allow",
            "Resource": "arn:aws:sagemaker:region:account-id:endpoint/endpoint_name",
            "Condition": {
                "StringLike": {
                    "sagemaker:TargetContainerHostname": ["customIps*", "common*"]
                }
            }
        }
    ]
}

La siguiente política deniegainvoke_endpointcuando el valor deTargetContainerHostnamecoincide
con una de las expresiones regulares especificadas en el campoDenystatement.

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Action": [
                "sagemaker:InvokeEndpoint"
            ],
            "Effect": "Allow",
            "Resource": "arn:aws:sagemaker:region:account-id:endpoint/endpoint_name",
            "Condition": {
                "StringLike": {
                    "sagemaker:TargetContainerHostname": ["*"]
                }
            }
        },
        {
            "Action": [
                "sagemaker:InvokeEndpoint"
            ],
            "Effect": "Deny",
            "Resource": "arn:aws:sagemaker:region:account-id:endpoint/endpoint_name",
            "Condition": {
                "StringLike": {
                    "sagemaker:TargetContainerHostname": ["special*"]
                }
            }
        }
    ]
}

Para obtener más información acerca de las claves de condición de SageMaker, consulteClaves de
condición de SageMakeren laAWS Identity and Access ManagementGuía del usuario de.

Métricas para endpoints de varios contenedores con invocación
directa
Además de las métricas de endpoint que se enumeran enMonitorizar Amazon SageMaker con Amazon
CloudWatch (p. 2661), SageMaker también proporciona métricas por contenedor.
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Las métricas por contenedor para terminales de varios contenedores con invocación directa se encuentran
en CloudWatch y se clasifican en dos espacios de nombres:AWS/SageMakeryaws/sagemaker/
Endpoints. LaAWS/SageMakerincluye métricas relacionadas con la invocación, y elaws/sagemaker/
Endpointsincluye métricas de utilización de memoria y CPU.

En la siguiente tabla se enumeran las métricas por contenedor para los extremos de varios contenedores
con invocación directa. Todas las métricas utilizan la opción [EndpointName, VariantName,
ContainerName], que filtra métricas en un punto final específico, para una variante específica y
correspondiente a un contenedor específico. Estas métricas comparten los mismos nombres de
métrica que en las canalizaciones de inferencia, pero en un nivel por contenedor [EndpointName,
VariantName, ContainerName].

Nombre de métrica Descripción Dimensión NameSpace

Invocations El número
deInvokeEndpointLas
solicitudes de enviadas
a un contenedor
dentro de un punto de
enlace. Para obtener
el número total de
solicitudes enviadas a
ese contenedor, utilice
laSumEstadísticas.
Unidades: Estadísticas
válidas:Sum,Sample
Count

EndpointName,
VariantName,
ContainerName

AWS/SageMaker

Invocation4XX
Errors

El número
deInvokeEndpointsolicita
que el modelo devuelva
un4xxCódigo de
respuesta HTTP para
en un contenedor
específico. Para
cada4xx, SageMaker
envía un1. Unidades:
Estadísticas
válidas:Average,Sum

EndpointName,
VariantName,
ContainerName

AWS/SageMaker

Invocation5XX
Errors

El número
deInvokeEndpointsolicita
que el modelo devuelva
un5xxCódigo de
respuesta HTTP para
en un contenedor
específico. Para
cada5xx, SageMaker
envía un1. Unidades:
Estadísticas
válidas:Average,Sum

EndpointName,
VariantName,
ContainerName

AWS/SageMaker

ContainerLatency El tiempo que tarda el
contenedor de destino
en responder desde
SageMaker.ContainerLatencyEsto
incluye el tiempo

EndpointName,
VariantName,
ContainerName

AWS/SageMaker
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necesario para enviar
la solicitud, para
obtener la respuesta
del contenedor
del modelo y para
completar la inferencia
en el contenedor.
Unidades: Estadísticas
válidas:Average,Sum,Min,Max,Sample
Count

OverheadLatency El tiempo añadido
al tiempo que se
tarda en responder
a una solicitud de
cliente de SageMaker
de sobrecargas
de.OverheadLatencyEste
valor se mide desde
el momento en que
SageMaker recibe
la solicitud hasta
que devuelve una
respuesta al cliente,
menos.ModelLatency.
La latencia de
sobrecargas puede
variar en función de los
tamaños de carga de
solicitud y respuesta, la
frecuencia de solicitud
y la autenticación o
la autorización de la
solicitud, entre otros
factores. Unidades:
Estadísticas válidas:
Average,Sum,Min,Max,
`Recuento de muestras
`

EndpointName,
VariantName,
ContainerName

AWS/SageMaker

2007



Amazon SageMaker Developer Guide
Utilizar un extremo de varios
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CPUUtilization El porcentaje de
unidades de CPU
usadas por cada
contenedor que
se ejecuta en una
instancia. El valor oscila
entre 0 % y 100 %, y se
multiplica por el número
de CPU. Por ejemplo,
si hay cuatro CPU,
CPUUtilization
puede oscilar entre el
0% y el 400%. Para
los endpoints con
invocación directa, el
número de métricas
de CPU Utilización
es igual al número de
contenedores en ese
endpoint. Unidades:
Porcentaje

EndpointName,
VariantName,
ContainerName

aws/sagemaker/
Endpoints

MemoryUtilizaton El porcentaje de
memoria que utiliza
cada contenedor que
se ejecuta en una
instancia. Este valor
oscila entre 0 % y
100 %. Al igual que
CPUUtilización, en
los endpoints con
invocación directa, el
número de métricas
de MemoryUtilization
es igual al número de
contenedores de ese
endpoint. Unidades:
Porcentaje

EndpointName,
VariantName,
ContainerName

aws/sagemaker/
Endpoints

Todas las métricas de la tabla anterior son específicas de los extremos de varios contenedores con
invocación directa. Además de estas métricas especiales por contenedor, también hay métricas en el
nivel de variante con dimensión[EndpointName, VariantName]para todas las métricas de la tabla
esperanContainerLatency.

Escalar automáticamente los puntos finales de varios
contenedores
Si desea configurar el escalado automático para un extremo de varios contenedores utilizando la
herramientaInvocationsPerInstance, se recomienda que el modelo de cada contenedor exhiba una
utilización y latencia similares de la CPU en cada solicitud de inferencia. Esto se recomienda porque si el
tráfico al extremo de varios contenedores cambia de un modelo de utilización de CPU alta a un modelo
de utilización de CPU baja, pero el volumen total de llamadas sigue siendo el mismo, el endpoint no se
escala hacia fuera y es posible que no haya suficientes instancias para manejar todas las solicitudes a la
alta utilización de CPU Modelo de Para obtener más información acerca de cómo escalar automáticamente
los puntos de enlace, consulteEscalar automáticamente los modelos de Amazon SageMaker (p. 2025).

2008



Amazon SageMaker Developer Guide
Canalizaciones de inferencia

Solucionar problemas de puntos finales de varios contenedores
Las siguientes secciones pueden ayudarle a solucionar errores con puntos de enlace con varios
contenedores.

Errores Health comprobación de estado
Con múltiples contenedores, la memoria de endpoint y la CPU están bajo una mayor presión durante
la creación de endpoints. En concreto, elMemoryUtilizationyCPUUtilizationson más altas que
para los extremos de un solo contenedor, ya que la presión de utilización es proporcional al número de
contenedores. Debido a esto, le recomendamos que elija tipos de instancia con suficiente memoria y CPU
para asegurarse de que hay suficiente memoria en la instancia para tener todos los modelos cargados (la
misma guía se aplica a la implementación de una canalización de inferencia). De lo contrario, la creación
de endpoint podría fallar con un error comoXXX did not pass the ping health check.

Falta accept-bind-to-port=verdadera etiqueta Docker
Los contenedores de una puerta de enlace con varios contenedores escuchan en el puerto especificado en
laSAGEMAKER_BIND_TO_PORTen lugar del puerto f 8080. Cuando un contenedor se ejecuta en un extremo
de varios contenedores, SageMaker proporciona automáticamente esta variable de entorno al contenedor.
Si esta variable de entorno no está presente, los contenedores de manera predeterminada asignan el uso
del puerto 8080. Para indicar que el contenedor cumple con este requisito, ejecute el siguiente comando
para añadir una etiqueta a su Dockerfile:

LABEL com.amazonaws.sagemaker.capabilities.accept-bind-to-port=true

De lo contrario, verá un mensaje de error comoYour Ecr Image XXX does not contain required
com.amazonaws.sagemaker.capabilities.accept-bind-to-port=true Docker label(s).

Si su contenedor necesita escuchar en otro puerto, elija un puerto que esté en el intervalo especificado por
la variable de entorno SAGEMAKER_SAFE_PORT_RANGE. Especifique el valor como un rango inclusivo en
el formatoXXXX-AA, donde XXXX y YYY son enteros de varios dígitos. SageMaker proporciona este valor
automáticamente al ejecutar el contenedor en un punto de enlace de varios contenedores.

Implementar una canalización de inferencia
Un registroCanalización de inferenciaEste modelo de Amazon SageMaker está compuesto de una
secuencia lineal de dos a quince contenedores que procesan solicitudes de inferencias en los datos. Utilice
una canalización de inferencia para definir e implementar cualquier combinación de algoritmos integrados
de SageMaker capacitados previamente y sus propios algoritmos personalizados empaquetados en los
contenedores de Docker. Puede utilizar una canalización de inferencia para combinar tareas de ciencia
de datos de preprocesamiento, predicciones y posprocesamiento. Las canalizaciones de inferencia se
administran completamente.

Puede agregar contenedores SageMaker Spark ML Serving y scikit-learn que vuelven a utilizar los
transformadores de datos desarrollados para modelos de capacitación. Toda la canalización de
inferencia montada puede considerarse como un modelo de SageMaker que puede utilizar para realizar
predicciones en tiempo real o para procesar transformaciones por lotes directamente sin ningún tipo de
preprocesamiento externo.

Dentro de un modelo de canalización de inferencia, SageMaker controla invocaciones como una secuencia
de solicitudes HTTP. El primer contenedor de la canalización gestiona la solicitud inicial, luego se envía
la respuesta intermedia como una solicitud al segundo contenedor, y así sucesivamente para cada
contenedor de la canalización. SageMaker devuelve la respuesta final al cliente.

Al implementar el modelo de canalización, SageMaker instala y ejecuta todos los contenedores en
cada instancia de Amazon Elastic Compute Cloud (Amazon EC2) en el punto de enlace o trabajo de
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transformación. El procesamiento de características y las inferencias se ejecutan con baja latencia, ya
que los contenedores están ubicados en las misma instancias de EC2. Puede definir los contenedores
para un modelo de canalización mediante la operación CreateModel o desde la consola. En lugar de
establecer unaPrimaryContainer, puede utilizar el Containersparameter (parámetro)Para establecer
los contenedores que componen la canalización, también debe especificar el orden en el que se ejecutan
los contenedores.

Un modelo de canalización es inmutable, pero puede actualizar una canalización de inferencia
mediantedesplegar uno nuevo usando el comando UpdateEndpoint. Esta modularidad admite una
mayor flexibilidad durante la experimentación.

El uso de esta función no tiene costos adicionales. Solo tiene que pagar por las instancias que se ejecutan
en un punto de enlace.

Temas
• Blocs de notas de muestra para canalizaciones de inferencia (p. 2010)
• Procesamiento de características con Spark ML y Scikit-learn (p. 2010)
• Crear una canalizaciónModel  (p. 2011)
• Ejecución dePredicciones en tiempo real wIth Una canalización de inferencia (p. 2014)
• Ejecución deTransformaciones Batch con canalizaciones de inferencia (p. 2016)
• Registros y métricas de canalización de inferencias (p. 2017)
• Solución de problemas de canalizaciones de inferencia (p. 2023)

Blocs de notas de muestra para canalizaciones de inferencia
Para un bloc de notas de muestra que carga y procesa un conjunto de datos, capacita un modelo y crea
un modelo de canalización, consulte el bloc de notas de canalizaciones de inferencia con SparkML y
XGBoost en Abalone. Este bloc de notas muestra cómo puede crear su canalización de aprendizaje
automático utilizando las transformaciones de características de Spark y el algoritmo SageMaker XGBoost.
Tras la capacitación el modelo, el ejemplo muestra cómo implementar la canalización (transformador
de características y XGBoost) para las predicciones en tiempo real y también realiza un trabajo de
transformación por lotes utiulizando la misma canalización.

Para obtener un ejemplo que muestra cómo realizar tanto el procesamiento previo como el procesamiento
posterior mediante una canalización de inferencia, consulteImplemente el preprocesamiento y el posterior
procesamiento de Apache Spark con XGBoost para solicitudes de predicción en tiempo real en Amazon
SageMaker mediante canalizaciones de inferencia

Para consultar más ejemplos de creación e implementación de canalizaciones de inferencia, vea los
blocs de notas de muestra de canalizaciones de inferencia con SparkML y BlazingText en DBPedia y de
capacitación mediante SparkML en EMR y alojamiento en SageMaker. Para obtener instrucciones sobre
cómo crear y obtener acceso a instancias de bloc de notas de Jupyter que puede utilizar para ejecutar el
ejemplo en SageMaker, consulteUso de las instancias de Amazon SageMaker (p. 131).

Para ver una lista de todos los ejemplos de SageMaker, después de crear y abrir una instancia de bloc de
notas, seleccione la opciónEjemplos de SageMakerPestaña. Existen tres blocs de notas de canalización
de inferencias. Los dos primeros blocs de notas de canalización de inferencias que acabamos de describir
se encuentran en la carpeta advanced_functionality y el tercer bloc de notas está en la carpeta
sagemaker-python-sdk. Para abrir un bloc de notas, elija su pestaña Use (Usar) y, a continuación, elija
Create copy (Crear copia).

Procesamiento de características con Spark ML y Scikit-learn
Antes de capacitar un modelo con algoritmos de integrados de Amazon SageMaker o algoritmos
personalizados, puede utilizar preprocesadores Spark y scikit-learn para transformar sus datos y diseñar
características.
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Procesamiento de características con Spark ML

Puede ejecutar trabajos de Spark ML conAWSAdherencia,Un servicio ETL (extracción, transformación,
carga) sin servidor, desde su bloc de notas de SageMaker. También puede conectarse a clústeres de
EMR existentes para ejecutar trabajos de Spark ML con Amazon EMR. PENDIENTEthis, necesitaunAWS
Identity and Access ManagementEl rol de (IAM) que concede permiso para realizar llamadas desde su bloc
de notas de SageMakerDe aAWS Glue.

Note

Para ver qué versiones de Python y SparkAWS Gluesoporta, consulte AWSNotas de la versión de
Glue.

Después de diseñar características, empaquete y serialice trabajos de Spark ML con MLeap en
contenedores de MLeap que puede añadir a una canalización de inferencias. No es necesario utilizar
clústeres de Spark administrados externamente. Con este enfoque, puede escalar sin problemas a partir
de una muestra de filas a terabytes de datos. Los mismos transformadores trabajar tanto para capacitación
como para inferencia, por lo que no es necesario duplicar el preprocesamiento y la lógica de diseño de
características o desarrollar una solución puntual para que persistan los modelos. Con las canalizaciones
de inferencia, no es necesario mantenerse fuera de la infraestructura, y puede realizar predicciones
directamente a partir de las entradas de datos.

Cuando ejecuta un trabajo de Spark ML enAWS Glue, unCanalización de Spark MLse serializa
enMLeapformato. A continuación, puede usar el trabajo con elSparkML Model Serving Containeren
una tubería de inferencia de SageMaker.MLeapEs un formato de serialización y motor de ejecución
de canalizaciones de aprendizaje automático. Admite Spark, Scikit-learn y TensorFlow para capacitar
canalizaciones y exportarlas a una canalización serializada denominada paquete de MLeap. Puede
deserializar paquetes en Spark para la puntuación en modo de lotes o en el tiempo de ejecución de MLeap
para impulsar servicios de API en tiempo real.

Procesamiento de características con Sci-kit Learn

Puede ejecutar y empaquetar trabajos de sci-kit learn en contenedores directamente en Amazon
SageMaker. Para consultar un ejemplo de código de Python para crear un modelo caracterizador de scikit-
learn que se capacita en conjuntos de datos de la flor Iris de Fisher y predice la especie de iris en función
de medidas morfológicas, consulte la página de capacitación y predicción de IRIS con Sagemaker Scikit-
learn.

Crear una canalizaciónModel
Para crear un modelo de canalización que se puede implementar en unPunto de enlace o utilizado para un
trabajo de transformación por lotes, utilice la consola de Amazon SageMakero elCreateModel.

Para crear una canalización de inferencia (consola)

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.
2. SeleccionarModelosHaga clic en y luego enCreación de modelos desde lasInferenciagrupo.
3. En la páginaCrear un modeloPara proporcionar un nombre de modelo, elija un rol de IAM y, si desea

utilizar una VPC privada, especifique VPC.Valores.
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4. Para añadir información sobre los contenedores en la canalización de inferencia,elijaAgregar
contenedorHaga clic en y luego enSiguiente.

5. Complete los campos para cada contenedor en el orden en el que desee ejecutarlos, hasta un máximo
de quince. Complete elOpciones de entrada de contenedor, ,Ubicación de la imagen de código de
inferencia, y, opcionalmente,Ubicación de los artefactos del modelo,Nombre de host de contenedor,
yVariables de entorno..
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LaMyInferencePipelineModelresume elpara los contenedores que proporcionan input para el modelo.
Si ha proporcionado las variables de entorno en una definición de contenedor correspondiente,
SageMaker las muestra en el cuadro de diálogoEnvironment variables (Variables de entorno):.

Ejecución dePredicciones en tiempo real wIth Una canalización
de inferencia
Puede utilizar modelos capacitados en una canalización de inferencia para realizar predicciones en tiempo
real directamente sin realizar preprocesamiento externo. Al configurar la canalización, puede optar por
utilizar eltransformadores de función incorporadosYa está disponible en Amazon SageMaker. O bien,
puede implementar su propia lógica de transformación con solo unas pocas líneas de código de scikit-learn
o Spark.

MLeap, un formato de serialización y motor de ejecución para canalizaciones de aprendizaje automático,
admite Spark, scikit-learn y TensorFlow para capacitar canalizaciones y exportarlas a una canalización
serializada denominada MLeap Bundle. Puede deserializar paquetes en Spark para la puntuación en modo
de lotes o en el tiempo de ejecución de MLeap para impulsar servicios de API en tiempo real.
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Los contenedores de una canalización escuchan en el puerto especificado en la variable de entorno
SAGEMAKER_BIND_TO_PORT (en lugar de 8080). Al ejecutar en una canalización de inferencia,SageMaker
proporciona automáticamente esta variable de entorno a contenedores. Si esta variable de entorno no
está presente, los contenedores de manera predeterminada asignan el uso del puerto 8080. Para indicar
que el contenedor cumple con este requisito, ejecute el siguiente comando para añadir una etiqueta a su
Dockerfile:

LABEL com.amazonaws.sagemaker.capabilities.accept-bind-to-port=true

Si su contenedor necesitapara escuchar en un segundo puerto, Elija un puerto en el rango especificado
por elSAGEMAKER_SAFE_PORT_RANGEvariable de entorno. Especifique el valor como un rango inclusivo
en el formato"XXXX-YYYY", dondeXXXXyYYYYson enteros de varios dígitos. SageMaker proporciona este
valor automáticamente al ejecutar el contenedor en una canalización con varios contenedores.

Note

Para utilizar imágenes de Docker personalizadas en una canalización que incluyeAlSageMaker
mos integrados, necesita unaPolítica de Amazon Elastic Container Registry (Amazon ECR). Su
repositorio de Amazon ECR debe conceder permiso a SageMaker para extraer la imagen. Para
obtener más información, consulte Solución de problemas de permisos de Amazon ECR para
canalizaciones de inferencia (p. 2023).

Creación e implementación de un punto de enlace de canalización de inferencia

El código siguiente crea e implementa un modelo de canalización de inferencia en tiempo real con modelos
SparkML y XGBoost en series con el SDK de SageMaker.

from sagemaker.model import Model
from sagemaker.pipeline_model import PipelineModel
from sagemaker.sparkml.model import SparkMLModel

sparkml_data = 's3://{}/{}/{}'.format(s3_model_bucket, s3_model_key_prefix, 'model.tar.gz')
sparkml_model = SparkMLModel(model_data=sparkml_data)
xgb_model = Model(model_data=xgb_model.model_data, image=training_image)

model_name = 'serial-inference-' + timestamp_prefix
endpoint_name = 'serial-inference-ep-' + timestamp_prefix
sm_model = PipelineModel(name=model_name, role=role, models=[sparkml_model, xgb_model])
sm_model.deploy(initial_instance_count=1, instance_type='ml.c4.xlarge',
 endpoint_name=endpoint_name)

Solicitar inferencia en tiempo real desde un punto de enlace de canalización de
inferencia

En el siguiente ejemplo se muestra cómo realizar predicciones en tiempo real llamando a unaPunto de
enlace de inferencia y paso de una carga de solicitud en formato JSON:

import sagemaker
from sagemaker.predictor import json_serializer, json_deserializer, Predictor

payload = {
        "input": [
            {
                "name": "Pclass",
                "type": "float",
                "val": "1.0"
            },
            {
                "name": "Embarked",
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                "type": "string",
                "val": "Q"
            },
            {
                "name": "Age",
                "type": "double",
                "val": "48.0"
            },
            {
                "name": "Fare",
                "type": "double",
                "val": "100.67"
            },
            {
                "name": "SibSp",
                "type": "double",
                "val": "1.0"
            },
            {
                "name": "Sex",
                "type": "string",
                "val": "male"
            }
        ],
        "output": {
            "name": "features",
            "type": "double",
            "struct": "vector"
        }
    }

predictor = Predictor(endpoint=endpoint_name, sagemaker_session=sagemaker.Session(),
 serializer=json_serializer,
                                content_type='text/csv', accept='application/json'

print(predictor.predict(payload))

La respuesta que obtiene de predictor.predict(payload) es el resultado de la inferencia del
modelo.

Ejemplo de canalización de inferencia en tiempo real
Puede ejecutar este bloc de notas de ejemplo mediante el predictor SKLearn que muestra cómo
implementar un punto de enlace, ejecutar una solicitud de inferencia y, a continuación, deserializar la
respuesta. Encuentre este bloc de notas y más ejemplos en laRepositorio de GitHub de ejemplo de
Amazon SageMaker.

Ejecución deTransformaciones Batch con canalizaciones de
inferencia
Para obtener inferencias sobre un conjunto de datos completo, ejecute una transformación por lotes
en un modelo entrenado. Para ejecutar inferencias en un conjunto de datos completo, puede utilizar
el mismo modelo de canalización de inferencias que se creó e implementó en un punto de enlace con
el procesamiento en tiempo real de trabajos de transformación por lotes. Para ejecutar un trabajo de
transformación por lotes en una canalización, descargue los datos de entrada de Amazon S3 y envíelos
en una o varias solicitudes HTTP al modelo de canalización de inferencia. Para ver un ejemplo que
muestra cómo preparar datos para una transformación por lotes, consulte la sección "Preparing data for
Batch Transform" (Preparación de datos para la transformación por lotes) del bloc de notas de muestra
de canalización ML con SparkML y XGBoost: capacitación e inferencia. Para obtener más información
acerca de las transformaciones por lotes de Amazon SageMaker, consulteObtención de inferencias para
un conjunto de datos completo con transformaciones por lotes (p. 15).
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Note

Para utilizar imágenes de Docker personalizadas en una canalización que incluyeAlgoritmos
integrados de Amazon SageMaker, necesita unaPolítica de Amazon Elastic Container Registry
(ECR). Su repositorio de Amazon ECR debe conceder permiso a SageMaker para extraer la
imagen. Para obtener más información, consulte Solución de problemas de permisos de Amazon
ECR para canalizaciones de inferencia (p. 2023).

El ejemplo siguiente muestra cómo ejecutar un trabajo de transformación que usaelSDK para
Amazon SageMaker. En este ejemplo, model_name es la canalización de inferencia que combina
modelos SparkML y XGBoost (creada en ejemplos anteriores). Ubicación de Amazon S3 especificada
porinput_data_pathContiene los datos de entrada, en formato CSV, que se van a descargar y envíar
al modelo de Spark ML. Una vez finalizado el trabajo de transformación, la ubicación de Amazon S3
especificada poroutput_data_pathContiene los datos de salida devueltos por el modelo de XGBoost en
formato CSV.

import sagemaker
input_data_path = 's3://{}/{}/{}'.format(default_bucket, 'key', 'file_name')
output_data_path = 's3://{}/{}'.format(default_bucket, 'key')
transform_job = sagemaker.transformer.Transformer(
    model_name = model_name,
    instance_count = 1,
    instance_type = 'ml.m4.xlarge',
    strategy = 'SingleRecord',
    assemble_with = 'Line',
    output_path = output_data_path,
    base_transform_job_name='inference-pipelines-batch',
    sagemaker_session=sagemaker.Session(),
    accept = CONTENT_TYPE_CSV)
transform_job.transform(data = input_data_path, 
                        content_type = CONTENT_TYPE_CSV, 
                        split_type = 'Line')

Registros y métricas de canalización de inferencias
El monitorización es importante para mantener la fiabilidad, disponibilidad y desempeño de los recursos
de Amazon SageMaker. Para monitorizar y solucionar los problemas de rendimiento de canalización de
inferencia, utilice los mensajes de error y los registros de Amazon CloudWatch. Para obtener información
sobre las herramientas de monitorización que proporciona SageMaker, consulteMonitorizar Amazon
SageMaker (p. 2661).

Uso de métricas para monitorizar modelos de varios contenedores

Para supervisar los modelos de varios contenedores en Inferencia Pipelines, utilice Amazon CloudWatch.
CloudWatch recopila y procesa los datos sin formato en métricas legibles y casi en tiempo real.
SageMakerEscritura de puntos de enlace y trabajos de capacitaciónLas métricas y los registros de
CloudWatch en elAWS/SageMaker Espacio de nombres de.

Las siguientes tablas muestran las métricas y dimensiones de los siguientes:

• Invocaciones de punto de enlace
• Trabajos de capacitación, trabajos de transformación por lotes e instancias de punto de enlace

Una dimensión es un par de nombre-valor que identifica una métrica de forma inequívoca. Puede asignar
hasta 10 dimensiones a una métrica. Para obtener más información acerca de la monitorización con
CloudWatch, consulteMonitorizar Amazon SageMaker con Amazon CloudWatch (p. 2661).

Endpoint Invocation Metrics (Métricas de invocación de punto de enlace)
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La AWS/SageMakerEl espacio de nombres de incluye el siguienteSolicite métricas desde llamadas a
InvokeEndpoint.

Las métricas se notifican a intervalos de 1 minuto.

Métrica Descripción

Invocation4XXErrors El número de solicitudes InvokeEndpoint para el que el modelo devolvió un
código de respuesta HTTP 4xx. Para cada4xx, SageMaker envía un1.

Unidades: Ninguno

Estadísticas válidas:Average,Sum

Invocation5XXErrors El número de solicitudes InvokeEndpoint para el que el modelo devolvió un
código de respuesta HTTP 5xx. Para cada5xx, SageMaker envía un1.

Unidades: Ninguno

Estadísticas válidas: Average, Sum

Invocations Las solicitudes de number of InvokeEndpoint enviadas a un punto de
enlace del modelo.

Para obtener el número total de solicitudes enviadas a un punto de enlace del
modelo, utilice la estadística Sum.

Unidades: Ninguno

Estadísticas válidas: Sum, Sample Count

InvocationsPerInstanceEl número de invocaciones de punto de enlace enviado a un
modelo,normalizado porInstanceCountEn cadaProductionVariant.
SageMaker envía 1/numberOfInstancescomo el valor para cada solicitud,
dondenumberOfInstanceses el número de instancias activas para
elProductionVarianten el punto final en el momento de la solicitud.

Unidades: Ninguno

Estadísticas válidas: Sum

ModelLatency El tiempo que el modelo o modelos tardan en responder. Esto incluye el
tiempo necesario para enviar la solicitud, para obtener la respuesta del
contenedor de modelos y para completar la inferencia en el contenedor.
ModelLatency es el tiempo total que tardan todos los contenedores en una
canalización de inferencia.

Unidades: Microsegundos

Estadísticas válidas: Average,Sum,Min,MaxRecuento de muestras

OverheadLatency El tiempo añadido al tiempo que se tarda en responder a una solicitud de
cliente de SageMaker de sobrecargas de.OverheadLatencyEste valor se
mide desde el momento en que SageMaker recibe la solicitud hasta que
devuelve una respuesta al cliente, menos.ModelLatency. La latencia de
sobrecargas puede variar en función de los tamaños de carga de solicitud y
respuesta, la frecuencia de solicitud y la autenticación o la autorización de la
solicitud, entre otros factores.

Unidades: Microsegundos
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Métrica Descripción
Estadísticas válidas: Average, Sum, Min, Max, Sample Count

ContainerLatency El tiempo que tarda un contenedor de canalizaciones de inferencia en
responder.visto desde SageMaker.ContainerLatencyEsto incluye el
tiempo necesario para enviar la solicitud, para obtener la respuesta del
contenedor del modelo y para completar la inferencia en el contenedor.

Unidades: Microsegundos

Estadísticas válidas: Average, Sum, Min, Max, Sample Count

Dimensions for Endpoint Invocation Metrics (Dimensiones de las métricas de invocación del punto de
enlace)

Dimensión Descripción

EndpointName,
VariantName,
ContainerName

Filtra las métricas de invocación de punto de enlace para
unProductionVariantEn el punto de enlace especificadoy para la variante
especificada.

Para un punto de enlace de canalización de inferencia, CloudWatch muestra en una lista métricas de
latencia por contenedor en su cuenta comoMétricas de contenedor de punto de enlace deyMétricas
de variante de punto de enlace deen laSageMaker, como se indica a continuación. La métrica
ContainerLatency solo aparece para canalizaciones de inferencias.

Para cada punto de enlace y cada contenedor, las métricas de latencia muestran los nombres deEl
contenedor, punto de enlace, variante y métrica.

Training Job, Batch Transform Job, and Endpoint Instance Metrics (Métricas de instancias de punto de
enlace, trabajo de transformación por lotes y trabajo de capacitación)

Los espacios de nombres /aws/sagemaker/TrainingJobs, /aws/sagemaker/TransformJobs y
/aws/sagemaker/Endpoints incluyen las siguientes métricas para los trabajos de capacitación y las
instancias de punto de enlace.

Las métricas se notifican a intervalos de 1 minuto.
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Métrica Descripción

CPUUtilization El porcentaje de unidades de CPU usadas por los contenedores que se
ejecutan en una instancia. El valor oscila entre 0 % y 100 %, y se multiplica
por el número de CPU. Por ejemplo, si hay cuatro CPU, CPUUtilization
puede oscilar entre el 0% y el 400%.

Para los trabajos de capacitación, CPUUtilization es la utilización de la
CPU del contenedor de algoritmos que se ejecutan en la instancia.

Para los trabajos de transformación por lotes, CPUUtilization es la
utilización de la CPU del contenedor de transformación que se ejecuta en la
instancia.

Para modelos de varios contenedores, CPUUtilization es la suma de la
utilización de CPU por parte de todos los contenedores que se ejecutan en la
instancia.

ParaVariantes de punto de enlace, CPUUtilizationEs la suma de la
utilización de CPU por parte de todos los contenedores que se ejecutan en la
instancia.

Unidades: Porcentaje

MemoryUtilizaton El porcentaje de memoria que utilizan los contenedores que se ejecutan en
una instancia. Este valor oscila entre 0 % y 100 %.

Para trabajos de capacitación, MemoryUtilizaton es la memoria utilizada
por el contenedor de algoritmos que se ejecuta en la instancia.

Para trabajos de transformación por lotes, MemoryUtilizaton es la
memoria utilizada por el contenedor de transformación que se ejecuta en la
instancia.
Para modelos de varios contenedores, MemoryUtilizaton es la suma de
memoria utilizada por todos los contenedores que se ejecutan en la instancia.

Para variantes de punto de enlace, MemoryUtilizaton es la suma de
memoria utilizada por todos los contenedores que se ejecutan en la instancia.

Unidades: Porcentaje

GPUUtilization El porcentaje de unidades de GPU que se utilizan en los contenedores que
se ejecutan en una instancia. GPUUtilization oscila entre 0 % y 100
% y se multiplica por el número de GPU. Por ejemplo, si hay cuatro GPU,
GPUUtilization puede oscilar entre el 0% y el 400%.

Para trabajos de capacitación, GPUUtilization es el GPU que utiliza el
contenedor de algoritmo que se ejecuta en la instancia.

Para trabajos de transformación por lotes, GPUUtilization es la GPU
utilizada por el contenedor de transformación que se ejecuta en la instancia.

Para modelos de varios contenedores, GPUUtilization es la suma de GPU
utilizada por todos los contenedores que se ejecutan en la instancia.

Para variantes de punto de enlace, GPUUtilization es la suma de GPU
utilizada por todos los contenedores que se ejecutan en la instancia.

Unidades: Porcentaje
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Métrica Descripción

GPUMemoryUtilizationEl porcentaje de memoria de GPU que utilizan los contenedores que se
ejecutan en una instancia. GPUMemoryUtilization oscila entre 0 % y 100
% y se multiplica por el número de GPU. Por ejemplo, si hay cuatro GPU,
GPUMemoryUtilization puede oscilar entre el 0% y el 400%.

Para trabajos de capacitación, GPUMemoryUtilization es la memoria de
GPU utilizada por el contenedor de algoritmos que se ejecuta en la instancia.

Para trabajos de transformación por lotes, GPUMemoryUtilization es la
memoria de GPU utilizada por el contenedor de transformación que se ejecuta
en la instancia.

Para modelos de varios contenedores, GPUMemoryUtilization es la suma
de GPU utilizada por todos los contenedores que se ejecutan en la instancia.

Para variantes de punto de enlace, GPUMemoryUtilization es la suma de
la memoria de GPU utilizada por todos los contenedores que se ejecutan en
la instancia.

Unidades: Porcentaje

DiskUtilization El porcentaje de espacio en disco usado por los contenedores que se
ejecutan en una instancia. DiskUtilization oscila entre 0 % y 100 %. Esta
métrica no es compatible con los trabajos de transformación por lotes.

Para trabajos de capacitación, DiskUtilization es el espacio en disco
utilizado por el contenedor de algoritmos que se ejecuta en la instancia.

Para variantes de puntos de enlace,DiskUtilizationEs la suma de
espacio en disco utilizado por todos los contenedores proporcionados que se
ejecutan en la instancia.

Unidades: Porcentaje

Dimensions for Training Job, Batch Transform Job, and Endpoint Instance Metrics (Dimensiones de
métricas de instancias de punto de enlace, trabajo de transformación por lotes y trabajo de capacitación)

Dimensión Descripción

Host Para trabajos de formación, Host tiene el formato [training-job-name]/
algo-[instance-number-in-cluster]. Utilice esta dimensión para
filtrar métricas de instancias para la instancia y el trabajo de capacitación
especificados. Este formato de dimensión está solo presente en el espacio de
nombres /aws/sagemaker/TrainingJobs.

Para trabajos de transformación por lotes, Host tiene el formato
[transform-job-name]/[instance-id]. Utilice esta dimensión para
filtrar métricas de instancias para la instancia y el trabajo de transformación
por lotes especificados. Este formato de dimensión está solo presente en el
espacio de nombres /aws/sagemaker/TransformJobs.

Para los puntos de enlace, Host tiene el formato [endpoint-name]/
[ production-variant-name ]/[instance-id]. Utilice esta
dimensión para filtrar métricas de instancias para la instancia, la variante y el
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Dimensión Descripción
punto de enlace especificados. Este formato de dimensión está solo presente
en el espacio de nombres /aws/sagemaker/Endpoints.

Para ayudarle a depurar las configuraciones de ciclo de vida de instancias de bloc de notas, puntos de
enlace y trabajos de capacitación, SageMaker una configuración de ciclo de vida de instancias de bloc
de notas, un contenedor de modelos o un contenedor de algoritmos que envíe astdoutorstderrPara
Amazon CloudWatch Logs. Puede utilizar esta información para depuración y para analizar el progreso.

Uso de registros para monitorizar una canalización de inferencia
En la tabla siguiente se muestran los grupos de registro y los flujos de registro de SageMaker.envía a
Amazon CloudWatch

Un flujo de registro es una secuencia de eventos de registro que comparten la misma fuente. Cada
origen independiente de registros en CloudWatch constituye un flujo de registros independiente. Un
grupo de registros es un grupo de flujos de registros que comparten la misma configuración de retención,
monitorización y control de acceso.

Registros

Nombre del grupo de
registros

Nombre del flujo de registros

/aws/sagemaker/
TrainingJobs

[training-job-name]/algo-[instance-number-in-cluster]-
[epoch_timestamp]

[production-variant-name]/[instance-id]

[production-variant-name]/[instance-id]

/aws/sagemaker/
Endpoints/
[EndpointName]

[production-variant-name]/[instance-id]/[container-name
provided in the SageMaker model] (For Inference Pipelines)
Para los registros de canalizaciones de inferencia,si no proporciona nombres
de contenedor,CloudWatch utiliza**container-1, container-2**, etc., en el orden
en el que los contenedores se proporcionan en el modelo.

/aws/sagemaker/
NotebookInstances

[notebook-instance-name]/[LifecycleConfigHook]

[transform-job-name]/[instance-id]-[epoch_timestamp]

[transform-job-name]/[instance-id]-[epoch_timestamp]/data-
log

/aws/sagemaker/
TransformJobs

[transform-job-name]/[instance-id]-[epoch_timestamp]/
[container-name provided in the SageMaker model]
(For Inference Pipelines) Para los registros de canalizaciones
de inferencia,si no proporciona nombres de contenedor,CloudWatch
utiliza**container-1, container-2**, etc., en el orden en el que los contenedores
se proporcionan en el modelo.

Note

SageMaker crea el/aws/sagemaker/NotebookInstancesAl crear una instancia de bloc
de notas con una configuración de ciclo de vida. Para obtener más información, consulte
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Personalizar una instancia de bloc de notas con un script de configuración del ciclo de
vida (p. 135).

Para obtener más información acerca del registro de SageMaker, consulteRegistrar eventos de Amazon
SageMaker con Amazon CloudWatch (p. 2673).

Solución de problemas de canalizaciones de inferencia
Para solucionar los problemas de canalización de inferencia,usar registros de CloudWatch y mensaje de
error. Si está utilizando imágenes de Docker personalizadas en una canalización que incluye algoritmos de
integrados de Amazon SageMaker, es posible que también detecte problemas de permisos. Para conceder
los permisos necesarios, cree una política de Amazon Elastic Container Registry (Amazon ECR).

Temas
• Solución de problemas de permisos de Amazon ECR para canalizaciones de inferencia (p. 2023)
• Utilizar CloudWatch Logs para solucionar problemas de canalizaciones de inferencia de

SageMaker (p. 2023)
• Utilizar mensajes de error para solucionar problemas de canalizaciones de inferencia  (p. 2024)

Solución de problemas de permisos de Amazon ECR para canalizaciones de
inferencia
Cuando utiliza imágenes de Docker personalizadas en una canalización que incluyeAlSageMaker mos
integrados, necesitaunPolítica de ECR de Amazon. La política permite al repositorio de Amazon ECR de
conceder permisos a SageMaker para extraer la imagen. La política debe añadir los permisos siguientes:

{
    "Version": "2008-10-17",
    "Statement": [
        {
            "Sid": "allowSageMakerToPull",
            "Effect": "Allow",
            "Principal": {
                "Service": "sagemaker.amazonaws.com"
            },
            "Action": [
                "ecr:GetDownloadUrlForLayer",
                "ecr:BatchGetImage",
                "ecr:BatchCheckLayerAvailability"
            ]
        }
    ]
}

Utilizar CloudWatch Logs para solucionar problemas de canalizaciones de
inferencia de SageMaker
SageMaker publica los registros de contenedor de los puntos de enlace que implementan una canalización
de inferencia en Amazon CloudWatch en la siguiente ruta para cada contenedor.

/aws/sagemaker/Endpoints/{EndpointName}/{Variant}/{InstanceId}/{ContainerHostname}

Por ejemplo, los registros para este punto de enlace se publican en los siguientes grupos de registros y
secuencias:

EndpointName: MyInferencePipelinesEndpoint
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Variant: MyInferencePipelinesVariant
InstanceId: i-0179208609ff7e488
ContainerHostname: MyContainerName1 and MyContainerName2

logGroup: /aws/sagemaker/Endpoints/MyInferencePipelinesEndpoint
logStream: MyInferencePipelinesVariant/i-0179208609ff7e488/MyContainerName1
logStream: MyInferencePipelinesVariant/i-0179208609ff7e488/MyContainerName2

AFlujo de registroes una secuencia de eventos de registro que comparten la misma fuente. Cada origen
independiente de registros en CloudWatch constituye un flujo de registros independiente. Un grupo
de registros es un grupo de flujos de registros que comparten la misma configuración de retención,
monitorización y control de acceso.

Para ver los grupos de registro y secuencias

1. Abra la consola de CloudWatch en https://console.aws.amazon.com/cloudwatch/.
2. En el panel de navegación, elija Logs (registros).
3. En Log Groups (Grups de registros), filtre en MyInferencePipelinesEndpoint:

4. Para ver las secuencias de registro, en el CloudWatchGrupos de registrosSeleccione la página
deMyInferencePipelinesEndpointy, a continuación,Buscar grupo de registros.

Para obtener una lista de los registros que publica SageMaker, consulteRegistros y métricas de
canalización de inferencias (p. 2017).

Utilizar mensajes de error para solucionar problemas de canalizaciones de
inferencia

Los mensajes de error de canalización de inferencia indican que los contenedores presentan errores.

Si se produce un error mientras SageMaker está invocando un punto de enlace, el servicio devuelve
unModelError(código de error 424), que indica que se ha producido un error en el contenedor. Si
la carga de la solicitud (la respuesta del contenedor anterior) supera el límite de 5 MB, SageMaker
proporciona un mensaje de error detallado como:

Se ha recibido respuesta de MyContainerName1 con código de estado 200. Sin embargo, la carga de
solicitud de MyContainerName1 a MyContainerName2 es de 6000000 bytes, que ha superado el límite
máximo de 5 MB.
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Si un contenedor genera un error en la comprobación de estado de ping al mismo tiempo que SageMaker
crea un punto de enlace, devuelve unClientErrore indica todos los contenedores que no han superado
la comprobación de ping en la última la comprobación de estado.

Escalar automáticamente los modelos de Amazon
SageMaker

Amazon SageMaker admite el escalado automático (autoescalado) para sus modelos alojados. El
autoescalado ajusta dinámicamente el número de instancias aprovisionadas para un modelo en respuesta
a los cambios en su carga de trabajo. Cuando la carga de trabajo aumenta, el autoescalado proporciona
más instancias en línea. Cuando la carga de trabajo desciende, el autoescalado quita las instancias
innecesarias de manera que no paga por las instancias aprovisionadas que no utiliza.

Temas
• Prerequisites (p. 2025)
• Configuración del autoescalado de modelo con la consola (p. 2028)
• Registro de un modelo (p. 2029)
• Definición de una política de escalado (p. 2031)
• Aplicación de una política de escalado (p. 2032)
• Edición de una política de escalado (p. 2034)
• Eliminación de una política de escalado (p. 2035)
• Historial de escalado automático de endpoints de consulta (p. 2037)
• Actualización o eliminación de los puntos de enlace que utilizan el escalado automático (p. 2038)
• Prueba de carga de su configuración de autoescalado (p. 2040)
• Usar AWS CloudFormation para actualizar políticas de escalado automático (p. 2041)

Prerequisites
Antes de poder utilizar el autoescalado, debe haber creado ya una implementación del modelo de Amazon
SageMaker. Los modelos implementados se denominan variante de producción. Esto incluye información
sobre el modelo y los recursos utilizados para alojarlo.

Para obtener más información sobre la implementación de un punto de enlace del modelo, consulte
Implementación del modelo en los servicios de alojamiento de SageMaker (p. 71).

Para habilitar el autoescalado para un modelo, puede usar la consola de, laAWS CLIo la API de Application
Auto Scaling. Se recomienda probar Configuración del autoescalado de modelo con la consola (p. 2028)
para familiarizarse con los requisitos y probar la primera configuración de autoescalado. Cuando se utiliza
la opción deAWS CLIApplication Auto Scaling, el flujo es para registrar el modelo, definir la política de
escalado y, a continuación, aplicarla. En la siguiente información general se proporcionan más detalles
sobre los requisitos previos y los componentes utilizados con el autoescalado.

Información general de la política de autoescalado
Para utilizar el escalado automático, defina y aplique una política de escalado que use valores de destino
y métricas de Amazon CloudWatch que asigne. El escalado automático utiliza la directiva para aumentar o
disminuir el número de instancias en respuesta a las cargas de trabajo reales.
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Puede usar la AWS Management Console para aplicar una política de escalado en función de una métrica
predefinida. Se define una métrica predefinida en una enumeración, de manera que puede especificarla
por el nombre en el código o usarla en la AWS Management Console. También puede utilizar la API de
Auto Scaling de aplicaciones o AWS Command Line Interface (AWS CLI) para aplicar una política de
escalado basada en una métrica predefinida o personalizada.

Existen dos tipos de políticas de escalado admitidas: el escalado de seguimiento de destino y el escalado
por pasos. Se recomienda utilizar políticas de escalado de seguimiento de destino para la configuración
de autoescalado. Configure la política de escalado de seguimiento de destino especificando una métrica
predefinida o personalizada y un valor de destino para la métrica. Para obtener más información acerca del
uso de políticas de escalado de seguimiento de destino de Auto Scaling de aplicaciones, consultePolíticas
de escalado de seguimiento de destino.

Puede utilizar el escalado por pasos cuando necesite una configuración avanzada, como especificar
cuántas instancias se implementarán y en qué condiciones. De lo contrario, se prefiere utilizar el escalado
de seguimiento de destino, ya que se automatizará completamente. Para obtener más información acerca
del uso de políticas de escalado por pasos de Auto Scaling de aplicaciones, consultePolíticas de escalado
por pasos.

Una directiva de escalado tiene los siguientes componentes:

• Una métrica de destino: la métrica de Amazon CloudWatch que el escalado automático de SageMaker
utiliza para determinar cuándo escalar y qué cantidad.

• Capacidad mínima y máxima: el número mínimo y máximo de instancias que se usarán para el escalado.
• Período de enfriamiento: la cantidad de tiempo, en segundos, tras unaescalar o escalar oAntes de que

pueda comenzar otra actividad de escalado ascendente.
• Permisos requeridos: los permisos necesarios para realizar las acciones de escalado automático.
• Una función vinculada a un servicio:AWS Identity and Access Management(IAM) que

está vinculado a una función específica deAWSServicio Un rol vinculado a un servicio
incluye todos los permisos que requiere el servicio para llamar a otrosAWSServicios de
en su nombre. El escalado automático de SageMaker genera automáticamente esta
función,AWSServiceRoleForApplicationAutoScaling_SageMakerEndpoint, para ti.

Métrica de destino para el autoescalado
Las alarmas de Amazon CloudWatch activan la política de escalado, que calcula cómo ajustar el escalado
según el valor de destino y la métrica establecidos. La política de escalado agrega o quita las instancias de
punto de enlace en función de las necesidades para mantener la métrica en el valor objetivo especificado
o en un valor próximo. Además, una política de escalado también se ajusta a las fluctuaciones en la
métrica cuando cambia una carga de trabajo. La política de escalado reduce las fluctuaciones rápidas en el
número de instancias disponibles para su modelo.

Por ejemplo, una política de escalado que utiliza la métrica predefinida InvocationsPerInstance con
un valor de destino de 70 puede mantener InvocationsPerInstance en 70 o cerca de ese valor.

Capacidad mínima y máxima
Puede especificar el número máximo de instancias de punto de enlace para el modelo. El valor máximo
debe ser igual o superior al valor especificado para el número mínimo de instancias de punto de enlace. El
escalado automático de SageMaker no aplica un límite para este valor.

También debe especificar el número mínimo de instancias para el modelo. Este valor debe ser al menos 1
e igual o inferior al valor especificado para el número máximo de instancias de punto de enlace.

Para determinar el número mínimo y máximo de instancias que necesite para el tráfico normal, pruebe la
configuración de autoescalado con la tasa de tráfico esperada para su modelo.
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Important

El escalado automático se produce cuando no hay tráfico: si el tráfico de una variante es cero,
SageMaker se aplica automáticamente al número mínimo de instancias especificadas. En este
caso, SageMaker emite métricas con un valor de cero. Se requiere que el recuento mínimo de
instancias sea 1 o superior.

Periodo de recuperación
Ajuste la capacidad de respuesta de su política de escalado agregando un periodo de recuperación.
Un periodo de recuperación controla cuándo se escala su modelo de forma descendente (reduciendo
instancias) o ascendente (aumentando instancias). Esto lo hace bloqueando las solicitudes de escalado
descendente o ascendente posteriores hasta que vence el periodo. Esto ralentiza la eliminación de las
instancias para las solicitudes de escalado descendente y la creación de instancias de solicitudes de
escalado ascendente. Un periodo de recuperación ayuda a garantizar que la política de escalado lance o
termine instancias adicionales antes de que la actividad de escalado anterior surta efecto. Una vez que el
escalado automático se escala de forma dinámica mediante una política de escalado, se espera a que se
complete el periodo de recuperación antes de reanudar las actividades de escalado.

Configure el periodo de recuperación en la política de escalado automático. Puede especificar los
siguientes periodos de recuperación:

• Una actividad de escalado descendente reduce el número de instancias. Un periodo de recuperación de
escalado descendente especifica la cantidad de tiempo, en segundos, tras completarse una actividad de
escalado descendente antes de que pueda comenzar otra actividad de escalado descendente.

• Una actividad de escalado ascendente aumenta el número de instancias. Un periodo de recuperación de
escalado ascendente especifica la cantidad de tiempo, en segundos, tras completarse una actividad de
escalado ascendente antes de que pueda comenzar otra actividad de escalado ascendente.

Si no especifica un periodo de recuperación de escalado descendente o ascendente, el escalado
automático utiliza el valor predeterminado, que es 300 segundos en cada uno de ellos.

Si las instancias se agregan o quitan demasiado rápido cuando realice una prueba de la configuración
del escalado automático, considere aumentar ese valor. Puede ver este comportamiento si el tráfico a su
modelo tiene muchos picos, o si dispone devarias directivas de escalado automático definidas para una
variante.

Si las instancias no se agregan lo suficientemente rápido como para tratar el aumento del tráfico, considere
reducir este valor.

Permissions
LaSagemakerFullAccessPolicyLa política de IAM de dispone de todos los permisos de IAM
necesarios para realizar autoescalado. Para obtener más información acerca de los permisos de IAM de
SageMaker, consulteFunciones de SageMaker (p. 2579).

Si utiliza una política de permiso personalizada, debe incluir los siguientes permisos:

{
  "Effect": "Allow",
  "Action": [
    "sagemaker:DescribeEndpoint",
    "sagemaker:DescribeEndpointConfig",
    "sagemaker:UpdateEndpointWeightsAndCapacities"
  ],
  "Resource": "*"
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}
                {
    "Action": [
        "application-autoscaling:*"
    ],
    "Effect": "Allow",
    "Resource": "*"
}

{
  "Action": "iam:CreateServiceLinkedRole",
  "Effect": "Allow",
  "Resource":
  "arn:aws:iam::*:role/aws-service-role/sagemaker.application-autoscaling.amazonaws.com/
AWSServiceRoleForApplicationAutoScaling_SageMakerEndpoint",
  "Condition": {
    "StringLike": { "iam:AWSServiceName": "sagemaker.application-
autoscaling.amazonaws.com" }
  }
}

{
  "Effect": "Allow",
  "Action": [
    "cloudwatch:PutMetricAlarm",
    "cloudwatch:DescribeAlarms",
    "cloudwatch:DeleteAlarms"
  ],
  "Resource": "*"
}

Función vinculada al servicio
El autoescalado utiliza el rol vinculado al servicio
AWSServiceRoleForApplicationAutoScaling_SageMakerEndpoint; se ha creado
automáticamente. Un rol vinculado a un servicio es un tipo único de rol de IAM que está vinculado
directamente a unAWSServicio Los roles vinculados a servicios están predefinidos por el servicio e
incluyen todos los permisos que el servicio requiere para llamar a otros servicios de AWS en su nombre.
Para obtener más información, consulte Roles vinculados a servicios.

Configuración del autoescalado de modelo con la
consola
Para configurar el autoescalado de un modelo mediante la consola

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.
2. En el panel de navegación, elija Endpoints (Puntos de enlace).
3. Elija el punto de enlace que desee configurar.
4. Para Endpoint runtime settings (Configuración de tiempo de ejecución de punto de enlace), elija la

variante de modelo que desee configurar.
5. Para Endpoint runtime settings (Configuración de tiempo de ejecución de punto de enlace), elija

Configure autoscaling (Configurar autoescalado).

Aparecerá la página Configure variant automatic scaling (Configurar escalado automático de
variantes).

6. Para Minimum capacity (Capacidad mínima), escriba el número mínimo de instancias que desee que
conserve la política de escalado. Se requiere al menos 1 instancia.
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7. Para Maximum capacity (Capacidad máxima), escriba el número máximo de instancias que desee que
conserve la política de escalado.

8. Para el target value (valor de destino), escriba el número medio de invocaciones por instancia por
minuto para el modelo. Para determinar este valor, siga las directrices en Prueba de carga (p. 2040).

El Application Auto Scaling agrega o quita las instancias para mantener la métrica cerca del valor que
especifique.

9. Para Scale-in cool down (seconds) [Periodo de recuperación de escalado descendente (segundos)] y
Scale-out cool down (seconds) [Periodo de recuperación de escalado ascendente (segundos)], escriba
el número de segundos para cada periodo de recuperación. Se asume que el orden de la lista se basa
en el más importante al menos importante de la primera aplicación a la última aplicación.

10. Seleccione Disable scale in (Deshabilitar escalado descendente) para evitar que la política de
escalado elimine instancias de variantes si desea asegurarse de que se realiza el escalado
ascendente de la variante para tratar el aumento del tráfico. Sin embargo, no tiene en cuenta la
eliminación de instancias para reducir costos cuando el tráfico desciende.

Las actividades de escalado ascendente siempre se habilitan de modo que la política de escalado
pueda crear instancias de punto de enlace según sea necesario.

11. Elija Save (Guardar).

Este procedimiento registra un modelo como destino escalable con el Application Auto Scaling. Al registrar
un modelo, el Auto Scaling de aplicaciones realiza las comprobaciones de validación para garantizar que:

• El modelo existe
• Los permisos son suficientes.
• No está registrando ninguna variante con una instancia que sea una instancia de desempeño por

ráfagas como T2.

Note

SageMaker no admite el autoescalado de instancias por ráfagas, como T2, ya que ya permiten
una capacidad mejorada en cargas de trabajo aumentadas. Para obtener información sobre las
instancias de rendimiento por ráfagas, consulte Tipos de instancias de Amazon EC2.

Registro de un modelo
Puede agregar autoescalado para un modelo con la opción deAWS CLIo la API Application Auto Scaling.
Primero debe registrar el modelo y, a continuación, debe definir una política de autoescalado.

Registro de un modelo con la AWS CLI
Con la AWS CLI, puede configurar el autoescalado según una métrica predefinida o personalizada.

Para registrar su punto de enlace, utilice el comando register-scalable-target AWS CLI con los
siguientes parámetros:

• --service-namespace: ajuste este valor ensagemaker.
• --resource-id: el identificador de recurso para el modelo (específicamente, la variante de

producción). Para este parámetro, el tipo de recurso es endpoint y el identificador único es el nombre
de la variante de producción. Por ejemplo, endpoint/MyEndpoint/variant/MyVariant.

• --scalable-dimension: ajuste este valor ensagemaker:variant:DesiredInstanceCount.
• --min-capacity: el número mínimo de instancias que se incluyen en este modelo. Establezca min-
capacity en al menos 1. Debe ser igual o inferior al valor especificado para max-capacity.
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• --max-capacity: el número máximo de instancias que debe administrar el Application Auto Scaling.
Establezca max-capacity en un mínimo de 1. Debe ser igual o superior al valor especificado para
min-capacity.

Example

El siguiente ejemplo muestra cómo registrar un modelo denominado MyVariant que se escala
dinámicamente para disponer de una a ocho instancias:

aws application-autoscaling register-scalable-target \
--service-namespace sagemaker \
--resource-id endpoint/MyEndPoint/variant/MyVariant \
--scalable-dimension sagemaker:variant:DesiredInstanceCount \
--min-capacity 1 \
--max-capacity 8

Registro de un modelo con la API de Application Auto Scaling
Para definir los límites de escalado para el modelo, registre el modelo con el Application Auto Scaling. El
Application Auto Scaling escala dinámicamente el número de instancias de variante de producción.

Para registrar su modelo con Application Auto Scaling, utilice la
herramientaRegisterScalableTargetAcción de la API Application Auto Scaling con los siguientes
parámetros:

• ServiceNamespace: ajuste este valor ensagemaker.
• ResourceID: el identificador de recurso para la variante de producción. Para este parámetro, el tipo

de recurso es endpoint y el identificador único es el nombre de la variante, por ejemplo endpoint/
MyEndPoint/variant/MyVariant.

• ScalableDimension: ajuste este valor ensagemaker:variant:DesiredInstanceCount.
• MinCapacity: el número mínimo de instancias que se van a administrar mediante el Application Auto

Scaling. Este valor debe establecerse en al menos 1 y debe ser igual o inferior al valor especificado para
MaxCapacity.

• MaxCapacity: el número máximo de instancias que se van a administrar mediante el Application Auto
Scaling. Este valor debe establecerse en al menos 1 y debe ser igual o superior al valor especificado
para MinCapacity.

Example

En el siguiente ejemplo se muestra cómo registrar una variante de producción de SageMaker que se
escala dinámicamente para utilizar de una a ocho instancias:

POST / HTTP/1.1
    Host: autoscaling.us-east-2.amazonaws.com
    Accept-Encoding: identity
    X-Amz-Target: AnyScaleFrontendService.RegisterScalableTarget
    X-Amz-Date: 20160506T182145Z
    User-Agent: aws-cli/1.10.23 Python/2.7.11 Darwin/15.4.0 botocore/1.4.8
    Content-Type: application/x-amz-json-1.1
    Authorization: AUTHPARAMS

    {
        "ServiceNamespace": "sagemaker",
        "ResourceId": "endpoint/MyEndPoint/variant/MyVariant",
        "ScalableDimension": "sagemaker:variant:DesiredInstanceCount",
        "MinCapacity": 1,
        "MaxCapacity": 8
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    }

Definición de una política de escalado
Para especificar las métricas y los valores de destino para una política de escalado, debe configurar una
política de escalado de seguimiento de destino. Puede utilizar una métrica predefinida o una métrica
personalizada.

La configuración de la política de escalado está representada por un bloque JSON. Puede guardar
su configuración de la política de escalado como bloque JSON en un archivo de texto. Puede
usar ese archivo de texto al invocar la propiedad deAWS CLIo la API Application Auto Scaling.
Para obtener más información acerca de la sintaxis de configuración de la política, consulte
TargetTrackingScalingPolicyConfiguration en la referencia de la API de Auto Scaling de
aplicaciones.

Las siguientes opciones están disponibles para definir una configuración de la política de escalado de
seguimiento de destino.

Uso de una métrica predefinida
Para definir rápidamente una política de escalado de seguimiento de destino para una
variante, utilice la SageMakerVariantInvocationsPerInstance métrica predefinida.
SageMakerVariantInvocationsPerInstance es el número medio de veces por minuto que cada
instancia de una variante se invoca. Le recomendamos fehacientemente el uso de esta métrica.

Para usar una métrica predefinida en una política de escalado, cree una configuración de
seguimiento de destino para su política. En la configuración de seguimiento de destino, incluya
PredefinedMetricSpecification para la métrica predefinida y TargetValue para el valor de
destino de esa métrica.

Example

El siguiente ejemplo es una configuración de política típica para el escalado de seguimiento
de destino para una variante. En esta configuración, utilizamos la métrica predefinida
SageMakerVariantInvocationsPerInstance para ajustar el número de las instancias de variantes
de manera que cada instancia disponga de una métrica InvocationsPerInstance de 70.

{
    "TargetValue": 70.0,
    "PredefinedMetricSpecification":
    {
        "PredefinedMetricType": "SageMakerVariantInvocationsPerInstance"
    }
}

Uso de una métrica personalizada
Si tiene que definir una política de escalado de seguimiento de destino que cumpla con sus requisitos
personalizados, defina una métrica personalizada. Puede definir una métrica personalizada en función de
cualquier métrica de variante de producción que cambie en proporción al escalado.

No todas las métricas de SageMakerTrabaja para el seguimiento de destino. La métrica debe ser una
métrica de utilización válida y debe describir el nivel de actividad de una instancia. El valor de la métrica
debe aumentar o reducirse en proporción inversa al número de instancias de variantes. Es decir, el valor
de la métrica debe disminuir cuando el número de instancias aumenta.
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Important

Antes de implementar el escalado automático en producción, debe realizar la prueba del escalado
automático con su métrica personalizada.

Example

En el siguiente ejemplo aparece una configuración de seguimiento de destino para una política de
escalado. En esta configuración, para una variante llamada my-variant, la métrica personalizada ajusta
la variante basada en la utilización media de la CPU del 50 por ciento en todas las instancias.

{
    "TargetValue": 50,
    "CustomizedMetricSpecification":
    {
        "MetricName": "CPUUtilization",
        "Namespace": "/aws/sagemaker/Endpoints",
        "Dimensions": [
            {"Name": "EndpointName", "Value": "my-endpoint" },
            {"Name": "VariantName","Value": "my-variant"}
        ],
        "Statistic": "Average",
        "Unit": "Percent"
    }
}

Adición de un periodo de recuperación
Para agregar un periodo de recuperación para el escalado ascendente de su modelo, especifique un valor,
en segundos, para ScaleOutCooldown. De forma similar, para agregar un periodo de recuperación
para el escaldo descendente de su modelo, agregue un valor, en segundos, para ScaleInCooldown.
Para obtener más información acerca de ScaleInCooldown y ScaleOutCooldown, consulte
TargetTrackingScalingPolicyConfiguration en la referencia de la API de Auto Scaling de
aplicaciones.

Example

A continuación se muestra un ejemplo de la configuración de seguimiento de destino para una política
de escalado. En esta configuración, elSageMakerVariantInvocationsPerInstanceLa métrica
predefinida se utiliza para ajustar el escalado según un promedio de70en todas las instancias de esa
variante. La configuración proporciona un periodo de recuperación de escalado descendente de 10
minutos y un periodo de recuperación de escalado ascendente de 5 minutos.

{
    "TargetValue": 70.0,
    "PredefinedMetricSpecification":
    {
        "PredefinedMetricType": "SageMakerVariantInvocationsPerInstance"
    },
    "ScaleInCooldown": 600,
    "ScaleOutCooldown": 300
}

Aplicación de una política de escalado
Después de registrar su modelo y definir una política de escalado, aplique la política de escalado al
modelo registrado. Para aplicar una política de escalado, puede utilizar la herramienta deAWS CLIo la API
Application Auto Scaling.
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Aplicación de una política de escalado (AWS CLI)
Para aplicar una política de escalado a su modelo, use el comando put-scaling-policy de la AWS CLI
con los siguientes parámetros:

• --policy-name: el nombre de la política de escalado.
• --policy-type—Establezca este valor enTargetTrackingScaling.
• --resource-id: identificador de recurso para la variante. Para este parámetro, el tipo de recurso es
endpoint y el identificador único es el nombre de la variante. Por ejemplo endpoint/MyEndpoint/
variant/MyVariant.

• --service-namespace: ajuste este valor ensagemaker.
• --scalable-dimension: ajuste este valor en sagemaker:variant:DesiredInstanceCount.
• --target-tracking-scaling-policy-configuration—Configuración de la política de escalado

de seguimiento de destino que se usará para el modelo.

Example

En el siguiente ejemplo se utiliza con el Application Auto Scaling para aplicar una política de
escalado de seguimiento de destino denominadamyscalablepolicya un modelo (variante)
llamadomyscalablevariant. La configuración de la política se guarda en un archivo denominado
config.json.

aws application-autoscaling put-scaling-policy \
    --policy-name myscalablepolicy \
    --policy-type TargetTrackingScaling \
    --resource-id endpoint/MyEndpoint/variant/MyVariant \
    --service-namespace sagemaker \
    --scalable-dimension sagemaker:variant:DesiredInstanceCount \
    --target-tracking-scaling-policy-configuration file://config.json

Aplicación de una política de escalado (API Application Auto
Scaling)
Para aplicar una política de escalado a una variante con la API de Application Auto Scaling, use
laPutScalingPolicyAcción de la API Application Auto Scaling con los siguientes parámetros:

• PolicyName: el nombre de la política de escalado.
• ServiceNamespace: ajuste este valor ensagemaker.
• ResourceID: identificador de recurso para la variante. Para este parámetro, el tipo de recurso es
endpoint y el identificador único es el nombre de la variante. Por ejemplo, endpoint/MyEndpoint/
variant/MyVariant.

• ScalableDimension: ajuste este valorDe asagemaker:variant:DesiredInstanceCount.
• PolicyType: ajuste este valor enTargetTrackingScaling.
• TargetTrackingScalingPolicyConfiguration—Configuración de la política de escalado de

seguimiento de destino que se usará para la variante.

Example

En el siguiente ejemplo se utiliza el Application Auto Scaling para aplicar una política de escalado de
seguimiento de destino denominadamyscalablepolicya una variante llamadamyscalablevariant.
Utiliza una configuración de la política en función de la SageMakerVariantInvocationsPerInstance
métrica predefinida.
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POST / HTTP/1.1
Host: autoscaling.us-east-2.amazonaws.com
Accept-Encoding: identity
X-Amz-Target: AnyScaleFrontendService.
X-Amz-Date: 20160506T182145Z
User-Agent: aws-cli/1.10.23 Python/2.7.11 Darwin/15.4.0 botocore/1.4.8
Content-Type: application/x-amz-json-1.1
Authorization: AUTHPARAMS

{
    "PolicyName": "myscalablepolicy",
    "ServiceNamespace": "sagemaker",
    "ResourceId": "endpoint/MyEndpoint/variant/MyVariant",
    "ScalableDimension": "sagemaker:variant:DesiredInstanceCount",
    "PolicyType": "TargetTrackingScaling",
    "TargetTrackingScalingPolicyConfiguration": {
        "TargetValue": 70.0,
        "PredefinedMetricSpecification":
        {
            "PredefinedMetricType": "SageMakerVariantInvocationsPerInstance"
        }
    }
}

Edición de una política de escalado
Puede editar una política de autoescalado con la herramienta deAWS Management Console, elAWS CLIo
la API de Application Auto Scaling.

Escalado descendente
El escalado automático se produce cuando no hay tráfico: si el tráfico de una variante es cero, SageMaker
se aplica automáticamente al número mínimo de instancias especificadas. En este caso, SageMaker emite
métricas con un valor de cero. Se requiere que el recuento mínimo de instancias sea 1 o superior.

Deshabilitación de la actividad de escalado descendente
Puede evitar que la configuración de la política de escalado de seguimiento de destino escale de forma
descendente su variante deshabilitando la actividad de escalado descendente. La deshabilitación de la
actividad de escalado descendente evita que la política de escalado elimine instancias, a la vez que le
permite crearlas según sea necesario.

Para habilitar o deshabilitar la actividad de escalado descendente para el modelo, especifique un valor
booleano para DisableScaleIn. Para obtener más información acerca de DisableScaleIn, consulte
TargetTrackingScalingPolicyConfiguration en la referencia de la API de Auto Scaling de
aplicaciones.

Example

A continuación se muestra un ejemplo de configuración de seguimiento de destino para una política
de escalado en la que se escalará de forma ascendente, pero no de forma descendente. En esta
configuración, la métrica SageMakerVariantInvocationsPerInstance predefinida se escalará de
forma ascendente en función de un promedio de 70 invocaciones (solicitudes de inferencia) en todas
las instancias en las que se encuentre el modelo. La configuración también deshabilita la actividad de
escalado descendente para la política de escalado.

{
    "TargetValue": 70.0,
    "PredefinedMetricSpecification":
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    {
        "PredefinedMetricType": "SageMakerVariantInvocationsPerInstance"
    },
    "DisableScaleIn": true
}

Escalado ascendente
Para escalar manualmente de forma ascendente, ajuste la capacidad mínima. Puede usar la consola para
actualizar este valor. También puede usar la opción deAWS CLIcon--min-capacity, o use la API de
Auto Scaling de aplicacionesMinCapacityParámetro.

Deshabilitación de la actividad de escalado ascendente

Para evitar el escalado ascendente, ajuste la capacidad máxima. Puede usar la consola para actualizar
este valor. También puede usar la opción deAWS CLIcon--max-capacity, o use la API de Auto Scaling
de aplicacionesMaxCapacityParámetro.

Edición de una política de escalado (consola)
Para editar una política de escalado con la AWS Management Console, utilice el mismo procedimiento que
utilizó para Configuración del autoescalado de modelo con la consola (p. 2028).

Edición de una política de escalado (AWS CLIo API Application
Auto Scaling aplicaciones)
Puede utilizar la opción deAWS CLIo la API de Application Auto Scaling para editar una política de
escalado de la misma forma que aplica una política de escalado:

• Con la AWS CLI, especifique el nombre de la política que desea editar en el parámetro --policy-
name. Especifique nuevos valores para los parámetros que desea cambiar.

• Con la API de Application Auto Scaling, especifique el nombre de la política que desea editar en el
cuadro de diálogoPolicyNameParámetro. Especifique nuevos valores para los parámetros que desea
cambiar.

Para obtener más información, consulte Aplicación de una política de escalado (p. 2032).

Eliminación de una política de escalado
Puede eliminar una política de escalado con laAWS Management Console, elAWS CLIo la API de
Application Auto Scaling. Debe eliminar una política de escalado si desea actualizar el punto de enlace de
un modelo.

Eliminación de una política de escalado (consola)

Para eliminar una directiva de escalado automático (consola)

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.
2. En el panel de navegación, elija Endpoints (Puntos de enlace).
3. Elija el punto de enlace para el que desee eliminar el escalado automático.
4. Para Endpoint runtime settings (Configuración de tiempo de ejecución de punto de enlace), elija la

variante que desee configurar.
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5. Elija Configure auto scaling (Configurar escalado automático).
6. Elija Deregister auto scaling (Anular el registro de escalado automático).

Eliminación de una política de escalado (AWS CLIo API
Application Auto Scaling aplicaciones)
Puede utilizar la opción deAWS CLIo la API de Application Auto Scaling para eliminar una política de
escalado de una variante.

Eliminación de una política de escalado (AWS CLI)
Para eliminar una política de escalado de una variante, use el comando de la  delete-scaling-
policyAWS CLI con los siguientes parámetros:

• --policy-name: el nombre de la política de escalado.
• --resource-id: identificador de recurso para la variante. Para este parámetro, el tipo de recurso es
endpoint y el identificador único es el nombre de la variante. Por ejemplo, endpoint/MyEndpoint/
variant/MyVariant.

• --service-namespace: ajuste este valor ensagemaker.
• --scalable-dimension: ajuste este valor ensagemaker:variant:DesiredInstanceCount.

Example

En el siguiente ejemplo se elimina una política de escalado de seguimiento de destino denominada
myscalablepolicy de una variante llamada myscalablevariant.

aws application-autoscaling delete-scaling-policy \
    --policy-name myscalablepolicy \
    --resource-id endpoint/MyEndpoint/variant/MyVariant \
    --service-namespace sagemaker \
    --scalable-dimension sagemaker:variant:DesiredInstanceCount
                    

Eliminación de una política de escalado (API Application Auto Scaling)
Para eliminar una política de escalado de su variante, use laDeleteScalingPolicyAcción de la API
Application Auto Scaling con los siguientes parámetros:

• PolicyName: el nombre de la política de escalado.
• ServiceNamespace: ajuste este valor ensagemaker.
• ResourceID: identificador de recurso para la variante. Para este parámetro, el tipo de recurso es
endpoint y el identificador único es el nombre de la variante. Por ejemplo, endpoint/MyEndpoint/
variant/MyVariant.

• ScalableDimension: ajuste este valor ensagemaker:variant:DesiredInstanceCount.

Example

En el siguiente ejemplo se utiliza la API de Application Auto Scaling para eliminar una política
de escalado de seguimiento de destino denominadamyscalablepolicyde una variante
llamadamyscalablevariant.

POST / HTTP/1.1
Host: autoscaling.us-east-2.amazonaws.com
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Accept-Encoding: identity
X-Amz-Target: AnyScaleFrontendService.DeleteScalingPolicy
X-Amz-Date: 20160506T182145Z
User-Agent: aws-cli/1.10.23 Python/2.7.11 Darwin/15.4.0 botocore/1.4.8
Content-Type: application/x-amz-json-1.1
Authorization: AUTHPARAMS

{
    "PolicyName": "myscalablepolicy",
    "ServiceNamespace": "sagemaker",
    "ResourceId": "endpoint/MyEndpoint/variant/MyVariant",
    "ScalableDimension": "sagemaker:variant:DesiredInstanceCount"
}

Historial de escalado automático de endpoints de
consulta
Puede ver el estado de las actividades de escalado desde su punto de enlace de
utilizandoDescribeScalingActivities.DescribeScalingActivitiesproporciona información
descriptiva acerca de las actividades de escalado en el espacio de nombres especificado de las seis
semanas anteriores.

Cómo consultar acciones de escalado automático de endpoint
Consulte sus extremos de escalado automático conDescribeScalingActivities. Para ello,
especifique.ServiceNameSpaceParámetro.ServiceNameSpaceEs el nombre de la propiedad
deAWSque proporciona el recurso.

Entre los valores de nombre de servicio válidos se incluyen:

ecs | elasticmapreduce | ec2 | appstream | dynamodb | rds | sagemaker | custom-
resource | comprehend | lambda | cassandra

En esta situación, debe establecerServiceNameSpaceDe asagemaker.

Utilice la siguiente opción deAWS CLIPara ver detalles sobre todas las opciones desagemakerque tienen
una política de escalado:

aws application-autoscaling describe-scaling-activities \ 
    --service-namespace sagemaker

Puede buscar un extremo específico medianteResourceId:

aws application-autoscaling describe-scaling-activities \
    --service-namespace sagemaker \
    --resource-id endpoint/<endpoint_name>/variant/<variant_name>

Cuando ejecuta este comando, devuelve el siguiente resultado:

{
    "ActivityId": "activity-id",
    "ServiceNamespace": "sagemaker",
    "ResourceId": "endpoint/<endpoint_name>/variant/<variant_name>",
    "ScalableDimension": "sagemaker:variant:DesiredInstanceCount",
    "Description": "string",
    "Cause": "string",
    "StartTime": timestamp,
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    "EndTime": timestamp,
    "StatusCode": "string",
    "StatusMessage": "string"
}

Cómo identificar el autoescalado bloqueado debido a cuotas de
instancia
Al escalar hacia fuera o agregar más instancias, es posible que alcance su cuota de instancias a nivel
de cuenta. Puede usarDescribeScalingActivitiespara comprobar si ha alcanzado su cuota de
instancia. Cuando supere la cuota, se bloquea el escalado automático.

Para comprobar si ha alcanzado su cuota de instancia, utilice la herramientaAWS CLIComo se muestra en
el ejemplo siguiente en el que especificó el comandoResourceId:

aws application-autoscaling describe-scaling-activities \
    --service-namespace sagemaker \
    --resource-id endpoint/<endpoint_name>/variant/<variant_name>

Dentro de la sintaxis de retorno, compruebe elStatusCodeyStatusMessagey sus valores
asociados.StatusCodedevuelveFailed. Dentro deStatusMessageaparece un mensaje que indica que
se ha alcanzado la cuota de servicio a nivel de cuenta. El siguiente es un ejemplo de lo que ese mensaje
podría parecer:

{
    "ActivityId": "activity-id",
    "ServiceNamespace": "sagemaker",
    "ResourceId": "endpoint/<endpoint_name>/variant/<variant_name>",
    "ScalableDimension": "sagemaker:variant:DesiredInstanceCount",
    "Description": "string",
    "Cause": "minimum capacity was set to 110",
    "StartTime": timestamp,
    "EndTime": timestamp,
    "StatusCode": "Failed",
    "StatusMessage": "Failed to set desired instance count to 110. Reason: The 
    account-level service limit 'ml.xx.xxxxxx for endpoint usage' is 1000 
    Instances, with current utilization of 997 Instances and a request delta 
    of 20 Instances. Please contact AWS support to request an increase for this 
    limit. (Service: AmazonSageMaker; Status Code: 400; 
    Error Code: ResourceLimitExceeded; Request ID: request-id)."
}

Actualización o eliminación de los puntos de enlace
que utilizan el escalado automático
Temas

• Actualización de los puntos de enlace que utilizan el escalado automático (p. 2038)
• Eliminación de puntos de enlace configurados para el escalado automático (p. 2040)

Actualización de los puntos de enlace que utilizan el escalado
automático
Cuando actualiza un punto de enlace, el Application Auto Scaling realiza la comprobación para ver
si alguno de los modelos de ese punto de enlace son destinos para el escalado automático. Si la
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actualización cambia el tipo de instancia de cualquier modelo que sea un destino para el escalado
automático, se producirá un error en la actualización.

En la AWS Management Console, verá un mensaje de advertencia que indica que debe anular
el registro del modelo del escalado automático para poder actualizarla. Si intenta actualizar el
punto de enlace llamando a la API UpdateEndpoint, se produce un error en la llamada. Antes de
actualizar el punto de enlace, elimine las políticas de escalado configuradas para ella llamando a
laDeleteScalingPolicyApplication Auto Scaling y, a continuación, llame aDeregisterScalableTargetPara
anular el registro de la variante como destino escalable. Después de actualizar el punto de enlace, puede
registrar la variante como destino escalable y asociar una política de escalado automático en la variante
actualizada.

Existe una excepción. Si cambia el modelo de una variante que está configurada para el escalado
automático, el escalado automático de Amazon SageMaker permite la actualización. Esto se debe
a que cambiar el modelo no afecta normalmente lo suficiente al desempeño como para cambiar el
comportamiento de escalado automático. Si actualiza un modelo para una variante configurada para el
escalado automático, asegúrese de que el cambio al modelo no afecte significativamente al desempeño y
al comportamiento del escalado automático.

Cuando actualice puntos de enlace de SageMaker que tengan aplicado el escalado automático, siga los
pasos que se indican a continuación:

Para actualizar un punto de enlace que tiene aplicado el escalado automático

1. Anule el registro del punto de enlace como destino escalable llamando a DeregisterScalableTarget.
2. Dado que el escalado automático está bloqueado mientras la operación de actualización está en curso

(o si desactivó el escalado automático en el paso anterior), es posible que desee tomar la precaución
adicional de aumentar el número de instancias del punto de enlace durante la actualización. Para ello,
actualice el recuento de instancias para las variantes de producción alojadas en el punto de enlace
llamando a UpdateEndpointWeightsAndCapacities.

3. Llame a DescribeEndpoint repetidamente hasta que el valor del campo EndpointStatus de la
respuesta sea InService.

4. Llame a DescribeEndpointConfig para obtener los valores de la configuración del punto de
enlace actual.

5. Cree una configuración de punto de enlace nueva llamando a CreateEndpointConfig. Para las
variantes de producción en las que desea mantener el recuento o el peso de las instancias existentes,
utilice el mismo nombre de variante de la respuesta de la llamada a DescribeEndpointConfig en
el paso anterior. Para todos los demás valores, utilice los valores que obtuvo como respuesta cuando
llamó a DescribeEndpointConfig en el paso anterior.

6. Actualice el punto de enlace llamando a UpdateEndpoint. Especifique la configuración de punto
de enlace que ha creado en el paso anterior en el campo EndpointConfig. Si desea conservar
las propiedades de variante, como el recuento de instancias o el peso, establezca el valor del
parámetro RetainAllVariantProperties en True. Esto especifica que las variantes de
producción con el mismo nombre se actualizarán con el DesiredInstanceCount más reciente de
la respuesta de la llamada a DescribeEndpoint, independientemente de los valores del campo
InitialInstanceCount en el nuevo EndpointConfig.

7. (Opcional) Vuelva a habilitar el escalado automático llamando a RegisterScalableTarget.

Note

Los pasos 1 y 7 solo son necesarios si actualiza un punto de enlace con los siguientes cambios:

• Cambio del tipo de instancia para una variante de producción que tenga configurado el
escalado automático

• Eliminación de una variante de producción con el escalado automático configurado
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Eliminación de puntos de enlace configurados para el escalado
automático
Si elimina un punto de enlace, Application Auto Scaling realiza la comprobación para ver si alguno de los
modelos de ese punto de enlace son destinos para el escalado automático. Si alguno es y ustedtener
permisoPara anular el registro del modelo, el Application Auto Scaling anula el registro de esos modelos
como destinos escalables sin notificárselo. Si utiliza una política de permiso personalizada que no
proporciona permiso para las acciones DeleteScalingPolicy y DeregisterScalableTarget, debe eliminar las
políticas de escalado automático y anular el registro de los destinos escalables antes de eliminar el punto
de enlace.

Note

Usted, como usuario de IAM, puede no disponer de permisos suficientes como para eliminar un
punto de enlace si otro usuario de IAM configuró el escalado automático para una variante en ese
punto de enlace.

Prueba de carga de su configuración de autoescalado
Realice pruebas de carga para elegir una configuración de escalado automático que funcione de la manera
que desea.

Para ver un ejemplo de pruebas de carga para optimizar el escalado automático para un punto de enlace
de Amazon SageMaker, consulteCarga la prueba y optimice un extremo de Amazon SageMaker mediante
el escalado automático.

Las siguientes directrices de prueba de carga presuponen que está utilizando una política de escalado
automático que usa la métrica de destino predefinida SageMakerVariantInvocationsPerInstance.

Temas
• Determinación de las características de rendimiento (p. 2040)
• Cálculo de la carga de destino (p. 2041)

Determinación de las características de rendimiento
Realice la prueba de carga para buscar el pico InvocationsPerInstance que la variante de producción
del modelo puede administrar y la latencia de las solicitudes a medida que la concurrencia aumenta.

Este valor depende del tipo de instancia elegido, las cargas que los clientes de su modelo suelen enviar y
el rendimiento de cualquier dependencia externa que tenga su modelo.

Para buscar las solicitudes por segundo (RPS) pico que la variante de producción del modelo
puede administrar y la latencia de las solicitudes

1. Configure un punto de enlace con su modelo mediante una instancia única. Para obtener información
sobre cómo configurar un punto de enlace, consulte Implementación del modelo en los servicios de
alojamiento de SageMaker (p. 71).

2. Utilice una herramienta de prueba de carga para generar un número mayor de solicitudes en paralelo
y monitorear las RPS y la latencia del modelo en la salida de la herramienta de prueba de carga.

Note

También puede monitorear solicitudes por minuto en lugar de las
RPS. En ese caso, no multiplique por 60 en la ecuación para calcular
SageMakerVariantInvocationsPerInstance que se muestra a continuación.
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Cuando la latencia de modelo aumenta o la proporción de las transacciones correctas desciende, esta
es las RPS pico que su modelo puede administrar.

Cálculo de la carga de destino
Una vez que encuentre las características de desempeño de la variante, puede determinar las RPS
máximas que debemos permitir que se envíen a una instancia. El umbral utilizado para el escalado debe
ser inferior a este valor máximo. Utilice la siguiente ecuación en combinación con la prueba de carga para
determinar el valor correcto para la métrica de destino SageMakerVariantInvocationsPerInstance
en su configuración de escalado automático.

SageMakerVariantInvocationsPerInstance = (MAX_RPS * SAFETY_FACTOR) * 60

Donde MAX_RPS son las RPS máximas que determinó anteriormente y SAFETY_FACTOR es el factor de
seguridad que eligió para garantizar que sus clientes no superan las RPS máximas. Multiplique por 60
para convertir de la RPS a las invocaciones por minuto para que coincida con la métrica de CloudWatch
por minuto que utiliza SageMaker para implementar el escalado automático (no necesita hacer esto si ha
medido las solicitudes por minuto en lugar de las solicitudes por segundo).

Note

SageMaker recomienda que inicie la prueba con unSAFETY_FACTOR0,5. Pruebe la configuración
de escalado automático para asegurarse de que funciona de la forma que espera con su modelo
para el aumento y el descenso de tráfico del cliente en su punto de enlace.

Usar AWS CloudFormation para actualizar políticas de
escalado automático
A continuación se muestra un ejemplo de cómo habilitar el escalado automático en un punto de enlace
mediante AWS CloudFormation.

  Endpoint:
    Type: "AWS::SageMaker::Endpoint"
    Properties:
      EndpointName: yourEndpointName
      EndpointConfigName: yourEndpointConfigName

  ScalingTarget:
    Type: "AWS::ApplicationAutoScaling::ScalableTarget"
    Properties:
      MaxCapacity: 10
      MinCapacity: 2
      ResourceId: endpoint/MyEndPoint/variant/MyVariant
      RoleARN: arn
      ScalableDimension: sagemaker:variant:DesiredInstanceCount
      ServiceNamespace: sagemaker

  ScalingPolicy:
    Type: "AWS::ApplicationAutoScaling::ScalingPolicy"
    Properties:
      PolicyName: myscalablepolicy
      PolicyType: TargetTrackingScaling
      ScalingTargetId:
        Ref: ScalingTarget
      TargetTrackingScalingPolicyConfiguration:
        TargetValue: 75.0
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        ScaleInCooldown: 600
        ScaleOutCooldown: 30
        PredefinedMetricSpecification:
          PredefinedMetricType: SageMakerVariantInvocationsPerInstance

Para obtener más detalles, consulte laAutoScalingPlans Referencia de la API.

Alojamiento de volúmenes de almacenamiento de
instancias

Cuando se crea un punto de enlace, Amazon SageMaker asocia un volumen de almacenamiento de
Amazon Elastic Block Store (Amazon EBS) a las instancias de Amazon EC2 que aloja el punto de enlace.
El tamaño del volumen de almacenamiento es escalable y las opciones de almacenamiento se dividen en
dos categorías: Almacenamiento respaldado por SSD y almacenamiento respaldado por HDD.

Para obtener más información sobre los almacenamientos y características de Amazon EBS, consulte las
páginas siguientes.

• Características de Amazon EBS
• Guía del usuario de Amazon EBS

Para obtener una lista completa de los volúmenes de almacenamiento de la instancia de host, consulte el
tema sobre la tabla de volúmenes de almacenamiento de instancias de host

Modelos de prueba en producción
En los flujos de trabajo ML de producción, los ingenieros y científicos de datos tratan con frecuencia
de mejorar los modelos de diversas maneras, por ejemplo Realice un SageMaker (p. 1821), realizando
entrenamientos en datos adicionales o más recientes y mejorando la selección de características. Las
pruebas A/B entre un modelo nuevo y un modelo antiguo con tráfico de producción pueden ser un paso
final efectivo en el proceso de validación de un modelo nuevo. En las pruebas A/B, se examinan diferentes
variantes de los modelos y se compara el rendimiento de cada una. Si la versión más reciente del modelo
ofrece un mejor rendimiento que la versión anterior, reemplace la versión anterior del modelo por la nueva
versión en producción.

Amazon SageMaker le permite probar varios modelos o versiones de modelo detrás del mismo punto
de enlace utilizando variantes de producción. Cada variante de producción identifica un modelo de
aprendizaje automático (ML) y los recursos implementados para alojar el modelo. Mediante el uso de
variantes de producción, puede probar modelos ML que se han entrenado usando diferentes conjuntos
de datos o que se han entrenado usando diferentes algoritmos y marcos de ML o que se implementan en
diferentes tipos de instancia, o cualquier combinación de todo lo anterior. Puede distribuir solicitudes de
invocación de punto de enlace entre diversas variantes de producción proporcionando la distribución del
tráfico para cada variante o bien puede invocar una variante específica directamente para cada solicitud.
En este tema, analizamos ambos métodos para probar modelos ML.

Temas
• Probar modelos especificando la distribución del tráfico (p. 2043)
• Probar modelos invocando variantes específicas (p. 2043)
• Ejemplo de prueba de modelo A/B (p. 2044)
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Probar modelos especificando la distribución del
tráfico
Para probar varios modelos distribuyendo tráfico entre ellos, especifique el porcentaje del tráfico que se
dirige a cada modelo indicando el peso de cada variante de producción en la configuración del punto de
enlace. Para obtener más información, consulte CreateEndpointConfig. El siguiente diagrama muestra con
más detalle cómo funciona este proceso.

Probar modelos invocando variantes específicas
Para probar varios modelos invocando modelos específicos para cada solicitud, especifique la versión
concreta del modelo que desea invocar y proporcione un valor para laTargetVariantcuando se llama
aInvokeEndPoint. SageMaker garantiza que la solicitud sea procesada por la variante de producción que
especifique. Si ya ha proporcionado la distribución del tráfico y especificado un valor para el parámetro
TargetVariant, el direccionamiento dirigido suplanta la distribución aleatoria del tráfico. El siguiente
diagrama muestra con más detalle cómo funciona este proceso.
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Ejemplo de prueba de modelo A/B
En el ejemplo siguiente se muestra cómo realizar pruebas de modelo A/B. Para ver un bloc de notas de
ejemplo que implementa este ejemplo, consulte Prueba A/B de modelos ML en producción.

Paso 1: Crear e implementar modelos
Primero, definimos dónde se encuentran los modelos en Amazon S3. Estas ubicaciones se utilizan al
implementar los modelos en los siguientes pasos:

model_url = f"s3://{path_to_model_1}"
model_url2 = f"s3://{path_to_model_2}"

A continuación, creamos los objetos del modelo con la imagen y los datos del modelo. Estos objetos
del modelo se utilizan para implementar variantes de producción en un punto de enlace. Los modelos
se desarrollan mediante el entrenamiento de modelos ML en diferentes conjuntos de datos, diferentes
algoritmos o marcos ML y diferentes hiperparámetros:

from sagemaker.amazon.amazon_estimator import get_image_uri

model_name = f"DEMO-xgb-churn-pred-{datetime.now():%Y-%m-%d-%H-%M-%S}"
model_name2 = f"DEMO-xgb-churn-pred2-{datetime.now():%Y-%m-%d-%H-%M-%S}"
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image_uri = get_image_uri(boto3.Session().region_name, 'xgboost', '0.90-1')
image_uri2 = get_image_uri(boto3.Session().region_name, 'xgboost', '0.90-2')

sm_session.create_model(name=model_name, role=role, container_defs={
    'Image': image_uri,
    'ModelDataUrl': model_url
})

sm_session.create_model(name=model_name2, role=role, container_defs={
    'Image': image_uri2,
    'ModelDataUrl': model_url2
})

Ahora creamos dos variantes de producción, cada una con sus propios requisitos de modelo y recursos
diferentes (tipo de instancia y recuentos). De este modo, es posible probar modelos en diferentes tipos de
instancia.

Definimos un peso inicial de 1 para ambas variantes. Esto significa que el 50 % de las solicitudes van a la
Variant1 y el 50 % restante a la Variant2. La suma de pesos de ambas variantes es 2 y cada variante
tiene una asignación de peso de 1. Esto significa que cada variante recibe la mitad, es decir el 50 %, del
tráfico total.

from sagemaker.session import production_variant

variant1 = production_variant(model_name=model_name,
                              instance_type="ml.m5.xlarge",
                              initial_instance_count=1,
                              variant_name='Variant1',
                              initial_weight=1)
                              
variant2 = production_variant(model_name=model_name2,
                              instance_type="ml.m5.xlarge",
                              initial_instance_count=1,
                              variant_name='Variant2',
                              initial_weight=1)

Finalmente, estamos listos para implementar estas variantes de producción en un punto de enlace de
SageMaker.

endpoint_name = f"DEMO-xgb-churn-pred-{datetime.now():%Y-%m-%d-%H-%M-%S}"
print(f"EndpointName={endpoint_name}")

sm_session.endpoint_from_production_variants(
    name=endpoint_name,
    production_variants=[variant1, variant2]
)

Paso 2: Invocar los modelos implementados
Ahora enviamos las solicitudes a este punto de enlace para obtener inferencias en tiempo real. Utilizamos
tanto la distribución de tráfico como el direccionamiento directo.

En primer lugar, utilizamos la distribución de tráfico que configuramos en el paso anterior. Cada respuesta
de inferencia contiene el nombre de la variante de producción que procesa la solicitud, por lo que podemos
ver que el tráfico a las dos variantes de producción es aproximadamente igual.

# get a subset of test data for a quick test
!tail -120 test_data/test-dataset-input-cols.csv > test_data/
test_sample_tail_input_cols.csv
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print(f"Sending test traffic to the endpoint {endpoint_name}. \nPlease wait...")

with open('test_data/test_sample_tail_input_cols.csv', 'r') as f:
    for row in f:
        print(".", end="", flush=True)
        payload = row.rstrip('\n')
        sm_runtime.invoke_endpoint(EndpointName=endpoint_name,
                                   ContentType="text/csv",
                                   Body=payload)
        time.sleep(0.5)
        
print("Done!")

SageMaker emite métricas comoLatencyyInvocationspara cada variante en Amazon CloudWatch.
Para obtener una lista completa de las métricas que emite SageMaker, consulteMonitorizar Amazon
SageMaker con Amazon CloudWatch (p. 2661). Vamos a consultar a CloudWatch para obtener el número
de invocaciones por variante, para mostrar cómo las invocaciones se dividen entre variantes por defecto:

Ahora vamos a invocar una versión específica del modelo indicando Variant1 como TargetVariant en
la llamada a invoke_endpoint.

print(f"Sending test traffic to the endpoint {endpoint_name}. \nPlease wait...")
with open('test_data/test_sample_tail_input_cols.csv', 'r') as f:
    for row in f:
        print(".", end="", flush=True)
        payload = row.rstrip('\n')
        sm_runtime.invoke_endpoint(EndpointName=endpoint_name,
                                   ContentType="text/csv",
                                   Body=payload,
                                   *TargetVariant="Variant1"*) # Notice the new parameter
        time.sleep(0.5)

Para confirmar que todas las nuevas invocaciones fueron procesadas porVariant1, podemos consultar
a CloudWatch para obtener el número de invocaciones por variante. Vemos que en las invocaciones
más recientes (última marca de tiempo), todas las solicitudes fueron procesadas por la Variant1, como
habíamos especificado. No hubo invocaciones para la Variant2.
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Paso 3: Evaluación del desempeño del modelo
Para ver qué versión del modelo funciona mejor, evaluemos la exactitud, la precisión, la recuperación, la
puntuación F1 y las características operativa/área bajo la curva del receptor para cada variante. En primer
lugar, veamos estas métricas para la Variant1:

Ahora veamos las métricas de la Variant2:
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En la mayoría de las métricas definidas, funciona mejor la Variant2, por lo que esta es el que usaremos
en producción.

Paso 4: Aumentar el tráfico al mejor modelo
Ahora que hemos determinado que la Variant2 funciona mejor que la Variant1, dirigimos más
tráfico a esta variante. Podemos seguir usando TargetVariant para invocar una variante de modelo
específica, pero un enfoque más sencillo consiste en actualizar los pesos asignados a cada variante
llamando a UpdateEndpointWeightsAndCapacities. Esto cambia la distribución del tráfico a las variantes
de producción sin necesidad de actualizaciones en el punto de enlace. Recuerde que en la sección de
configuración establecimos pesos de variante para dividir el tráfico 50/50. Las métricas de CloudWatch
para las invocaciones totales de cada variante a continuación nos muestran los patrones de invocación de
cada variante:

Ahora cambiamos el 75% del tráfico aVariant2asignando nuevos pesos a cada variante
usandoUpdateEndpointWeightsAndCapacities. Ahora SageMaker envía el 75% de las solicitudes de
inferencia aVariant2y el 25% restante de las solicitudes aVariant1.

sm.update_endpoint_weights_and_capacities(
    EndpointName=endpoint_name,
    DesiredWeightsAndCapacities=[
        {
            "DesiredWeight": 25,
            "VariantName": variant1["VariantName"]
        },
        {
            "DesiredWeight": 75,
            "VariantName": variant2["VariantName"]
        }
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    ]
)

Las métricas de CloudWatch para invocaciones totales de cada variante nos muestran invocaciones más
altas paraVariant2que paraVariant1:

Podemos seguir monitoreando las métricas y, cuando estemos satisfechos con el
rendimiento de una variante, dirigir el 100 % del tráfico a esa variante. Utilizamos
UpdateEndpointWeightsAndCapacities para actualizar las asignaciones de tráfico para las
variantes. Peso paraVariant1se establece en 0 y el peso deVariant2Está establecido en 1. Ahora
SageMaker envía el 100% de todas las solicitudes de inferencia aVariant2.

sm.update_endpoint_weights_and_capacities(
    EndpointName=endpoint_name,
    DesiredWeightsAndCapacities=[
        {
            "DesiredWeight": 0,
            "VariantName": variant1["VariantName"]
        },
        {
            "DesiredWeight": 1,
            "VariantName": variant2["VariantName"]
        }
    ]
)

Las métricas de CloudWatch para las invocaciones totales de cada variante muestran que todas las
solicitudes de inferencia están siendo procesadas porVariant2y no hay solicitudes de inferencia
procesadas porVariant1.

Ahora puede actualizar de forma segura el punto de enlace y eliminar la Variant1 del punto de enlace.
También puede continuar probando nuevos modelos en producción y agregar nuevas variantes al punto de
enlace según los pasos 2 a 4.
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Solucionar problemas de implementaciones de
modelos de Amazon SageMaker

Si se produce algún problema a la hora de implementar modelos de aprendizaje automático en Amazon
SageMaker, consulte las siguientes directrices.

Temas
• Errores de detección en la cuenta de la CPU activa  (p. 2050)

Errores de detección en la cuenta de la CPU activa
Si implementa un modelo de SageMaker con una máquina virtual de Java (JVM) de Linux, es posible que
se produzcan errores de detección que impidan utilizar los recursos de CPU disponibles. Este problema
afecta a algunas JVM compatibles con Java 8 y Java 9, así como la mayoría de compatibles con Java
10 y Java 11. Estas JVM implementan un mecanismo que detecta y gestiona el recuento de la CPU y la
memoria máxima disponible al ejecutar un modelo en un contenedor de Docker y, en general, dentro de
Linuxtaskseto grupos de control (cgroups). Las implementaciones de SageMaker aprovechan algunas de
las configuraciones que utiliza la JVM para administrar estos recursos. En la actualidad, esto hace que el
contenedor detecte de forma incorrecta el número de CPU disponibles.

SageMaker no limita el acceso a las CPU en una instancia. Sin embargo, la JVM podría detectar el
recuento de CPU como 1 cuando más CPU están disponibles para el contenedor. Como resultado, la JVM
se ajusta toda la configuración interna para que se ejecute como si solo 1 núcleo de CPU está disponible.
Esta configuración afecta a la recopilación de elementos, bloqueos, subprocesos de compilador y otros
elementos internos de la JVM que afectan negativamente a la simultaneidad, el rendimiento y la latencia
del contenedor.

Para ver un ejemplo de la detección incorrecta, en un contenedor configurado para SageMaker que se
implementa con una JVM que se basa en Java8_191 y que tiene cuatro CPU disponibles en la instancia,
ejecute el siguiente comando para iniciar su JVM:

java -XX:+UnlockDiagnosticVMOptions -XX:+PrintActiveCpus -version

Esto genera la salida siguiente:

active_processor_count: sched_getaffinity processor count: 4
active_processor_count: determined by OSContainer: 1
active_processor_count: sched_getaffinity processor count: 4
active_processor_count: determined by OSContainer: 1
active_processor_count: sched_getaffinity processor count: 4
active_processor_count: determined by OSContainer: 1
active_processor_count: sched_getaffinity processor count: 4
active_processor_count: determined by OSContainer: 1
openjdk version "1.8.0_191"
OpenJDK Runtime Environment (build 1.8.0_191-8u191-b12-2ubuntu0.16.04.1-b12)
OpenJDK 64-Bit Server VM (build 25.191-b12, mixed mode)

Muchas de las JVM afectadas por este problema tiene una opción de deshabilitar este comportamiento
y restablecer el acceso completo a todas las CPU de la instancia. Deshabilite el comportamiento no
deseado y establezca acceso completo a todas las CPU de instancia incluyendo el parámetro -XX:-
UseContainerSupport al iniciar aplicaciones Java. Por ejemplo, ejecute el comando java para iniciar
su JVM tal y como se indica a continuación:

java -XX:-UseContainerSupport -XX:+UnlockDiagnosticVMOptions -XX:+PrintActiveCpus -version
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Esto genera la salida siguiente:

active_processor_count: sched_getaffinity processor count: 4
active_processor_count: sched_getaffinity processor count: 4
active_processor_count: sched_getaffinity processor count: 4
active_processor_count: sched_getaffinity processor count: 4
openjdk version "1.8.0_191"
OpenJDK Runtime Environment (build 1.8.0_191-8u191-b12-2ubuntu0.16.04.1-b12)
OpenJDK 64-Bit Server VM (build 25.191-b12, mixed mode)

Compruebe si la JVM que se usa en el contenedor es compatible con el parámetro -XX:-
UseContainerSupport. En caso afirmativo, pase el parámetro siempre al iniciar la JVM. Esto
proporciona el acceso a todas las CPU en las instancias.

También es posible que encuentre este problema cuando utilice una JVM de forma indirecta en
contenedores de SageMaker. Por ejemplo, cuando se utiliza una JVM para admitir SparkML Scala.
El parámetro -XX:-UseContainerSupport también afecta a la salida que devuelve la API
Runtime.getRuntime().availableProcessors() de Java .

Prácticas recomendadas de implementación
Este tema proporciona directrices sobre las prácticas recomendadas para la implementación de modelos
de aprendizaje automático en Amazon SageMaker.

Implementación de varias instancias entre zonas de
disponibilidad
Cree puntos finales robustos cuando aloja su modelo. Los puntos finales de SageMaker pueden ayudar
a proteger su aplicación deZona de disponibilidadinterrupciones y fallas de instancias. Si se produce una
interrupción o un error en una instancia, SageMaker intenta distribuir sus instancias entre las zonas de
disponibilidad de forma automática. Por este motivo, recomendamos encarecidamente que implemente
varias instancias para cada punto de enlace de producción.

Si usa Amazon Virtual Private Cloud (VPC), configure la VPC con al menos dos Subnets, cada una en
una zona de disponibilidad diferente. Si se produce una interrupción o un error en una instancia, Amazon
SageMaker intenta distribuir sus instancias entre las zonas de disponibilidad de forma automática.

En general, para lograr un rendimiento de mayor confianza, use más Tipos de instancia pequeños en
diferentes zonas de disponibilidad para alojar sus puntos de enlace.

Monitor de modelos de Amazon SageMaker
Amazon SageMaker Model Monitor monitoriza continuamente la calidad de los modelos de aprendizaje
automático de Amazon SageMaker en producción. Con el Monitor de modelo, puede establecer alertas que
le avisan cuando hay desviaciones en la calidad del modelo. La detección temprana y proactiva de estas
desviaciones le permite tomar medidas correctivas, como el reciclaje de modelos, la auditoría de sistemas
ascendentes o la corrección de problemas de calidad sin tener que monitorizar los modelos manualmente
o crear herramientas adicionales. Puede utilizar las funciones de monitorización prediseñadas de Model
Monitor que no requieran codificación. También tiene la flexibilidad de monitorizar modelos mediante la
codificación para proporcionar análisis personalizados.

Model Monitor proporciona los siguientes tipos de supervisión:

• Monitor de calidad de datos (p. 2053)- Supervisar la deriva en la calidad de los datos
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• Monitor de calidad del modelo (p. 2059)- Supervise la deriva en las métricas de calidad del modelo,
como la precisión.

• Monitor de deriva de sesgo para modelos en producción (p. 2066)- Monitoree el sesgo en las
predicciones de su modelo.

• Supervisar la desviación de atribución de funciones para modelos en producción (p. 2069)- Supervisar
la deriva en la atribución de características.

Temas
• Cómo funciona el Monitor de modelos (p. 2052)
• Monitor de calidad de datos (p. 2053)
• Monitor de calidad del modelo (p. 2059)
• Monitor de deriva de sesgo para modelos en producción (p. 2066)
• Supervisar la desviación de atribución de funciones para modelos en producción (p. 2069)
• Capturar datos (p. 2073)
• Programar trabajos de monitorización (p. 2075)
• Contenedor preconstruido del Monitor de modelo de Amazon SageMaker (p. 2077)
• Interpretar los resultados (p. 2078)
• Visualizar los resultados en Amazon SageMaker Studio (p. 2080)
• Temas avanzados (p. 2087)

Cómo funciona el Monitor de modelos
Amazon SageMaker Model Monitor monitoriza automáticamente los modelos de aprendizaje automático
(ML) en producción y le avisa cuando surgen problemas de calidad. Model Monitor utiliza reglas para
detectar la deriva en sus modelos y le avisa cuando sucede. La siguiente figura muestra cómo funciona
este proceso.

Para habilitar la monitorización de modelos, realice los siguientes pasos, que siguen la ruta de los datos a
través de los diversos procesos de recopilación, monitorización y análisis de datos:

• : habilite el punto de enlace para capturar datos de las solicitudes entrantes a un modelo ML entrenado y
las predicciones de modelo resultantes.
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• Cree una referencia a partir del conjunto de datos que se utilizó para entrenar el modelo. La línea
base calcula las métricas y sugiere restricciones para las métricas. Las predicciones en tiempo real del
modelo se comparan con las restricciones y se notifican como infracciones si están fuera de los valores
restringidos.

• Cree una programación de monitorización que especifique qué datos se recopilarán, con qué frecuencia
se recopilarán, cómo analizarlos y qué informes se producirán.

• : inspeccione los informes, que comparan los datos más recientes con la referencia y observe las
infracciones notificadas y las métricas y notificaciones de Amazon CloudWatch.

Notes

• El Monitor de modelo admite actualmente sólo datos tabulares.
• actualmente admite solo puntos de enlace que alojan un solo modelo y no admite la

monitorización de puntos de enlace de varios modelos. Para obtener información sobre el uso
de puntos de enlace de varios modelos, consulte  Alojar varios modelos con puntos de enlace
multimodelo (p. 1986).

• Monitor de modelos admite el monitoreo de canalizaciones de inferencia, pero la captura y el
análisis de datos se realiza para toda la canalización, no para contenedores individuales de la
canalización.

• Para evitar el impacto en las solicitudes de inferencia, Data Capture deja de capturar solicitudes
en niveles altos de uso del disco. Se recomienda mantener la utilización del disco por debajo
del 75% para garantizar que la captura de datos continúe capturando solicitudes.

• Si inicia SageMaker Studio en una VPC personalizada de Amazon, debe crear puntos finales
de VPC para habilitar Model Monitor para comunicarse con Amazon S3 y CloudWatch. Para
obtener información acerca de los puntos de enlace de la VPC, consultePuntos de conexión de
la VPCen laGuía del usuario de Amazon Virtual Private Cloud. Para obtener información sobre
cómo iniciar SageMaker Studio en una VPC personalizada, consulteConnect de blocs de notas
de SageMaker Studio a recursos en una VPC (p. 2627).

Blocs de notas de ejemplo de monitor de modelos
Para ver un bloc de notas de ejemplo que le llevará a través del flujo de trabajo completo de extremo a
extremo para Model Monitor, consulteIntroducción a Amazon SageMaker Model Monitor.

Para ver un bloc de notas de ejemplo que visualiza el archivo statistics.json para una ejecución
seleccionada en una programación de monitorización, consulte Visualización del monitor de modelos.

Para obtener instrucciones que muestran cómo crear y obtener acceso a instancias de bloc de notas
de Jupyter que puede utilizar para ejecutar el ejemplo en SageMaker, consulte.Uso de las instancias de
Amazon SageMaker (p. 131). Una vez que haya creado y abierto una instancia de bloc de notas, elija la
pestañaEjemplos de SageMakerPara ver una lista de todas las muestras de SageMaker. Para abrir un bloc
de notas, elija laUsarHaga clic en y enCrear copia.

Monitor de calidad de datos
La monitorización de calidad de datos monitoriza automáticamente los modelos de aprendizaje automático
(ML) en producción y le avisa cuando surgen problemas de calidad de datos. Los modelos de ML en
producción tienen que hacer predicciones sobre datos del mundo real que no están cuidadosamente
seleccionados como la mayoría de los conjuntos de datos de entrenamiento. Si la naturaleza estadística
de los datos que recibe el modelo mientras está en producción se desvía de la naturaleza de los datos
de referencia en los que se realizó el entrenamiento, el modelo comienza a perder precisión en sus
predicciones. Amazon SageMaker Model Monitor utiliza reglas para detectar la deriva de los datos y
avisarle cuando ocurra. Para supervisar la calidad de los datos, siga estos pasos:
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• Habilitar captura de datos. Esto captura la entrada y la salida de inferencia de un extremo de inferencia
en tiempo real y almacena los datos en Amazon S3. Para obtener más información, consulte Capturar
datos (p. 2073).

• Cree una referencia. En este paso, ejecuta un trabajo de línea base que analiza un dataset de entrada
que proporciona. La línea base calcula las restricciones del esquema de línea base y las estadísticas
para cada entidad medianteDeequ, una biblioteca de código abierto creada en Apache Spark, que se
utiliza para medir la calidad de los datos en grandes conjuntos de datos. Para obtener más información,
consulte Crear una referencia (p. 2054).

• Definir y programar trabajos de supervisión de calidad de datos. Para obtener más información, consulte
Programar trabajos de monitorización (p. 2075).

• Ver métricas de calidad de datos. Para obtener más información, consulte Esquema para estadísticas
(archivo statistics.json) (p. 2056).

• Integre la supervisión de calidad de datos con Amazon CloudWatch Para obtener más información,
consulte Métricas de CloudWatch (p. 2057).

• Interprete los resultados de un trabajo de monitoreo. Para obtener más información, consulte Interpretar
los resultados (p. 2078).

• Utilice SageMaker Studio para habilitar la supervisión de la calidad de los datos y visualizar los
resultados. Para obtener más información, consulte Visualizar los resultados en Amazon SageMaker
Studio (p. 2080).

Note

En la actualidad, Amazon SageMaker Model Monitor solo admite datos tabulares.

Temas
• Crear una referencia (p. 2054)
• Esquema para estadísticas (archivo statistics.json) (p. 2056)
• Métricas de CloudWatch (p. 2057)
• Esquema para infracciones (archivo constraint_violations.json) (p. 2058)

Crear una referencia
Los cálculos de referencia de las estadísticas y las restricciones son necesarios como norma para detectar
la deriva de los datos y otros problemas de calidad de los datos. Model Monitor proporciona un contenedor
integrado que brinda la capacidad de sugerir las restricciones automáticamente para CSV y entrada
JSON plana. Estesagemaker-model-monitor-analizadorproporciona también una gama de capacidades de
monitorización de modelos, incluida la validación de restricciones respecto a una referencia y la emisión de
métricas de Amazon CloudWatch. Este contenedor se basa en Spark y está construido con Deequ. Todos
los nombres de columna del dataset de línea base deben ser compatibles con Spark. Para los nombres de
columna, utilice sólo caracteres en minúsculas y_como el único carácter especial.

El conjunto de datos de entrenamiento que utilizó para entrenar al modelo suele ser un buen conjunto
de datos de referencia. El esquema de datos del conjunto de datos de entrenamiento y el esquema de
conjunto de datos de inferencia deben coincidir exactamente (el número y el orden de las características).
Tenga en cuenta que las columnas de predicción/salida son las primeras columnas del conjunto de datos
de entrenamiento. Desde el conjunto de datos de entrenamiento, puede solicitar a SageMaker que sugiera
un conjunto de restricciones de referencia y genere estadísticas descriptivas para explorar los datos.
Para este ejemplo, cargue el conjunto de datos de entrenamiento que se utilizó para entrenar el modelo
preentrenado incluido en este ejemplo. Si ya ha almacenado el conjunto de datos de entrenamiento en
Amazon S3, puede apuntar directamente.

Para crear una línea base a partir de un dataset de formación
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Cuando tenga los datos de entrenamiento listos y almacenados en Amazon S3, inicie un trabajo de
procesamiento de referencia conDefaultModelMonitor.suggest_baseline(..)Con la funciónSDK
para Amazon SageMaker. Esto utiliza un Contenedor preconstruido del Monitor de modelo de Amazon
SageMaker (p. 2077) que genera estadísticas de referencia y sugiere restricciones de referencia para el
conjunto de datos y las escribe en la ubicación output_s3_uri que especifique.

from sagemaker.model_monitor import DefaultModelMonitor
from sagemaker.model_monitor.dataset_format import DatasetFormat

my_default_monitor = DefaultModelMonitor(
    role=role,
    instance_count=1,
    instance_type='ml.m5.xlarge',
    volume_size_in_gb=20,
    max_runtime_in_seconds=3600,
)

my_default_monitor.suggest_baseline(
    baseline_dataset=baseline_data_uri+'/training-dataset-with-header.csv',
    dataset_format=DatasetFormat.csv(header=True),
    output_s3_uri=baseline_results_uri,
    wait=True
)

Note

Si proporciona los nombres de característica/columna en el conjunto de datos de entrenamiento
como primera fila y establece la propiedadheader=Truecomo se muestra en el ejemplo de
código anterior, SageMaker utiliza el nombre de la función en el archivo de restricciones y
estadísticas.

Las estadísticas de referencia para el conjunto de datos están contenidas en el archivo statistics.json y las
restricciones de referencia sugeridas están contenidas en el archivo constraints.json en la ubicación que
especifique con output_s3_uri.

Archivos de salida para estadísticas y restricciones de conjunto de datos tabular

Nombre de archivo Descripción

statistics.json Se espera que este archivo tenga estadísticas en
columnas para cada característica en el conjunto
de datos que se analiza. Para obtener más
información acerca del esquema de este archivo,
consulte.Esquema para estadísticas (archivo
statistics.json) (p. 2092).

constraints.json Se espera que este archivo tenga las restricciones
en las características observadas. Para obtener
más información acerca del esquema de este
archivo, consulte.Esquema para restricciones
(archivo constraints.json) (p. 2094).

LaSDK para Amazon SageMakerProporciona funciones prácticas descritas para generar estadísticas y
restricciones de referencia. Pero si desea llamar al trabajo de procesamiento directamente para este fin en
su lugar, debe establecer elEnvironmentComo se muestra en el siguiente ejemplo:

"Environment": {
    "dataset_format": "{\"csv\”: { \”header\”: true}",
    "dataset_source": "/opt/ml/processing/sm_input",
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    "output_path": "/opt/ml/processing/sm_output",
    "publish_cloudwatch_metrics": "Disabled",
}

Esquema para estadísticas (archivo statistics.json)
El contenedor prefabricado de calcula los cálculos de los contenedores por columna/característica. Las
estadísticas se calculan para el conjunto de datos de referencia y también para el conjunto de datos actual
que se está analizando.

{
    "version": 0,
    # dataset level stats
    "dataset": {
        "item_count": number
    },
    # feature level stats
    "features": [
        {
            "name": "feature-name",
            "inferred_type": "Fractional" | "Integral",
            "numerical_statistics": {
                "common": {
                    "num_present": number,
                    "num_missing": number
                },
                "mean": number,
                "sum": number,
                "std_dev": number,
                "min": number,
                "max": number,
                "distribution": {
                    "kll": {
                        "buckets": [
                            {
                                "lower_bound": number,
                                "upper_bound": number,
                                "count": number
                            }
                        ],
                        "sketch": {
                            "parameters": {
                                "c": number,
                                "k": number
                            },
                            "data": [
                                [
                                    num,
                                    num,
                                    num,
                                    num
                                ],
                                [
                                    num,
                                    num
                                ][
                                    num,
                                    num
                                ]
                            ]
                        }#sketch
                    }#KLL
                }#distribution
            }#num_stats
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        },
        {
            "name": "feature-name",
            "inferred_type": "String",
            "string_statistics": {
                "common": {
                    "num_present": number,
                    "num_missing": number
                },
                "distinct_count": number,
                "distribution": {
                    "categorical": {
                         "buckets": [
                                {
                                    "value": "string",
                                    "count": number
                                }
                          ]
                     }
                }
            },
            #provision for custom stats
        }
    ]
}

Tenga en cuenta lo siguiente:

• Los contenedores preconstruidos computanBoceto KLLEs un boceto compacto de cuantiles.
• Por defecto, materializamos la distribución en 10 buckets. Esto no se puede configurar actualmente.

Métricas de CloudWatch
Puede utilizar el contenedor integrado de Amazon SageMaker Model Monitor para las métricas
de CloudWatch. Cuando elemit_metricsopción esEnabledEn el archivo de restricciones de
referencia, SageMaker emite estas métricas para cada característica/columna observada en el
conjunto de datos en el/aws/sagemaker/Endpoints/data-metricEspacio de nombres
conEndpointNameyScheduleNameDimensiones

Para los campos numéricos, el contenedor integrado emite las siguientes métricas de CloudWatch:

• Métrica: Máx → consulta paraMetricName: feature_data_{feature_name}, Stat: Max
• Métrica: Mín → consulta paraMetricName: feature_data_{feature_name}, Stat: Min
• Métrica: Sum → consulta paraMetricName: feature_data_{feature_name}, Stat: Sum
• Métrica: SampleCount → consulta paraMetricName: feature_data_{feature_name}, Stat:
SampleCount

• Métrica: Promedio → consulta paraMetricName: feature_data_{feature_name}, Stat:
Average

Para los campos numéricos y de cadena, el contenedor integrado emite las siguientes métricas de
CloudWatch:

• Métrica: Integridad → consulta paraMetricName: feature_non_null_{feature_name}, Stat:
Sum

• Métrica: Desviación de la referencia → consulta paraMetricName:
feature_baseline_drift_{feature_name}, Stat: Sum
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Esquema para infracciones (archivo constraint_violations.json)
El archivo de infracciones se genera como la salida de a MonitoringExecution, que enumera los
resultados de la evaluación de las infracciones (especificadas en el archivo constraints.json) respecto al
conjunto de datos actual que se analizó. El contenedor prediseñado de Amazon SageMaker Model Monitor
proporciona las siguientes comprobaciones de infracciones.

{
    "violations": [{
      "feature_name" : "string",
      "constraint_check_type" :
              "data_type_check",
            | "completeness_check",
            | "baseline_drift_check",
            | "missing_column_check",
            | "extra_column_check",
            | "categorical_values_check"
      "description" : "string"
    }]
}

Tipos de infracciones monitorizadas

Tipo de comprobación de infracción Descripción

data_type_check Si los tipos de datos de la ejecución actual no
son los mismos que en el conjunto de datos de
referencia, se marca esta infracción.

Durante el paso de línea base, las restricciones
generadas sugieren el tipo de datos
inferido para cada columna. El parámetro
monitoring_config.datatype_check_threshold
se puede modificar para ajustar el umbral cuando
se marca como infracción.

completeness_check Si la integridad (% de elementos no nulos)
observada en la ejecución actual supera el
umbral especificado en el umbral de integridad
especificado por característica, se marca esta
infracción.

Durante el paso de referencia, las restricciones
generadas sugieren un valor de integridad.

baseline_drift_check Si la distancia de distribución calculada entre
los conjuntos de datos actual y de referencia
es mayor que el umbral especificado en
monitoring_config.comparison_threshold,
se marca esta infracción.

missing_column_check Si el número de columnas en el conjunto de datos
actual es menor que el número en el conjunto de
datos de referencia, se marca esta infracción.

extra_column_check Si el número de columnas del conjunto de datos
actual es mayor que el número en la referencia, se
marca esta infracción.
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Tipo de comprobación de infracción Descripción

categorical_values_check Si hay más valores desconocidos en el conjunto
de datos actual que en el conjunto de datos
de referencia, se marca esta infracción.
Este valor viene dictado por el umbral de
monitoring_config.domain_content_threshold.

Monitor de calidad del modelo
Los trabajos de supervisión de calidad del modelo supervisan el rendimiento de un modelo mediante la
comparación de las predicciones que realiza el modelo con las etiquetas reales de verdad del terreno que
el modelo intenta predecir. Para ello, la supervisión de calidad del modelo combina los datos capturados a
partir de la inferencia en tiempo real con las etiquetas reales almacenadas en un depósito de Amazon S3
y, a continuación, compara las predicciones con las etiquetas reales.

Para medir la calidad del modelo, el monitor de modelo utiliza métricas que dependen del tipo de problema
ML. Por ejemplo, si el modelo es para un problema de regresión, una de las métricas evaluadas es el
error cuadrado medio (mse). Para obtener información acerca de todas las métricas utilizadas para los
diferentes tipos de problemas ML, consulteMétricas de calidad de modelos (p. 2062).

La supervisión de la calidad del modelo sigue los mismos pasos que la supervisión de la calidad de los
datos, pero añade el paso adicional de combinar las etiquetas reales de Amazon S3 con las predicciones
capturadas desde el extremo de inferencia en tiempo real. Para supervisar la calidad del modelo, siga
estos pasos:

• Habilitar captura de datos. Esto captura la entrada y la salida de inferencia de un extremo de inferencia
en tiempo real y almacena los datos en Amazon S3. Para obtener más información, consulte Capturar
datos (p. 2073).

• Cree una referencia. En este paso, ejecute un trabajo de línea base que compara las predicciones del
modelo con las etiquetas de verdad de terreno en un dataset de línea base. El trabajo previsto crea
automáticamente reglas y restricciones estadísticas de línea base que definen los umbrales con los que
se evalúa el rendimiento del modelo. Para obtener más información, consulte Creación de una línea
base de calidad de modelo (p. 2060).

• Definir y programar trabajos de monitoreo de calidad del modelo. Para obtener más información,
consulte Programar trabajos de supervisión de calidad del modelo (p. 2061).

• Ingerir etiquetas de verdad de terreno que el monitor de modelo se fusiona con datos de predicción
capturados desde el punto final de inferencia en tiempo real. Para obtener más información, consulte
Ingerir etiquetas de Ground Truth y fusionarlas con predicciones (p. 2061).

• Integrar la supervisión de calidad del modelo con Amazon CloudWatch. Para obtener más información,
consulte Métricas de calidad de modelos de CloudWatch (p. 2065).

• Interprete los resultados de un trabajo de monitoreo. Para obtener más información, consulte Interpretar
los resultados (p. 2078).

• Utilice SageMaker Studio para habilitar la supervisión de la calidad del modelo y visualizar los
resultados. Para obtener más información, consulte Visualizar los resultados en Amazon SageMaker
Studio (p. 2080).

Temas
• Creación de una línea base de calidad de modelo (p. 2060)
• Programar trabajos de supervisión de calidad del modelo (p. 2061)
• Ingerir etiquetas de Ground Truth y fusionarlas con predicciones (p. 2061)
• Métricas de calidad de modelos (p. 2062)
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• Métricas de calidad de modelos de CloudWatch (p. 2065)

Creación de una línea base de calidad de modelo
Cree un trabajo de línea base que compare las predicciones del modelo condato realLas etiquetas de un
conjunto de datos de referencia que haya almacenado en Amazon S3. Normalmente, se utiliza un conjunto
de datos de formación como conjunto de datos de línea base. El trabajo de línea base calcula las métricas
del modelo y sugiere restricciones para controlar la deriva de la calidad del modelo.

Para crear un trabajo de línea base, debe tener un conjunto de datos que contenga predicciones del
modelo junto con etiquetas que representen la verdad básica de los datos.

Para crear un trabajo de línea base, utilice la herramientaModelQualityMonitorproporcionada por el
SDK de Python de SageMaker y complete los siguientes pasos.

Para crear un trabajo previsto de calidad de modelo

1. En primer lugar, cree una instancia de laModelQualityMonitorClase. En el siguiente fragmento de
código se muestra cómo hacerlo.

from sagemaker import get_execution_role, session, Session
from sagemaker.model_monitor import ModelQualityMonitor
                
role = get_execution_role()
session = Session()

model_quality_monitor = ModelQualityMonitor(
    role=role,
    instance_count=1,
    instance_type='ml.m5.xlarge',
    volume_size_in_gb=20,
    max_runtime_in_seconds=1800,
    sagemaker_session=session
)

2. Llame ahora alsuggest_baselineMétodo delModelQualityMonitorpara ejecutar un trabajo de
línea base. El siguiente fragmento de código supone que tiene un conjunto de datos de línea base que
contiene predicciones y etiquetas almacenadas en Amazon S3.

baseline_job_name = "MyBaseLineJob"
job = model_quality_monitor.suggest_baseline(
    job_name=baseline_job_name,
    baseline_dataset=baseline_dataset_uri, # The S3 location of the validation dataset.
    dataset_format=DatasetFormat.csv(header=True),
    output_s3_uri = baseline_results_uri, # The S3 location to store the results.
    problem_type='BinaryClassification',
    inference_attribute= "prediction", # The column in the dataset that contains
 predictions.
    probability_attribute= "probability", # The column in the dataset that contains
 probabilities.
    ground_truth_attribute= "label" # The column in the dataset that contains ground
 truth labels.
)
job.wait(logs=False)

3. Una vez que finalice el trabajo previsto, podrá ver las restricciones que generó el trabajo.
En primer lugar, puede obtener los resultados del trabajo de línea de base llamando al
métodolatest_baselining_jobdel métodoModelQualityMonitorObjeto.

baseline_job = model_quality_monitor.latest_baselining_job
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4. El trabajo de línea base sugiere restricciones, que son umbrales para las métricas que modelan las
medidas de supervisión. Si una métrica supera el umbral sugerido, el Monitor de modelo informa
de una infracción. Para ver las restricciones generadas por el trabajo de línea base, llame al
métodosuggested_constraintsdel trabajo previsto. El siguiente fragmento de código carga las
restricciones para un modelo de clasificación binaria en un marco de datos Pandas.

import pandas as pd
pd.DataFrame(baseline_job.suggested_constraints().body_dict["binary_classification_constraints"]).T

Le recomendamos que vea las restricciones generadas y las modifique según sea necesario antes de
utilizarlas para la supervisión. Por ejemplo, si una restricción es demasiado agresiva, es posible que
reciba más alertas de infracciones de las que desee.

5. Cuando esté satisfecho con las restricciones, páselas comoconstraintsCuando se crea una
programación de monitoreo. Para obtener más información, consulte Programar trabajos de
supervisión de calidad del modelo (p. 2061).

Las restricciones de referencia sugeridas están contenidas en el archivo constraints.json en la ubicación
que especifique conoutput_s3_uri. Para obtener más información acerca del esquema de este archivo
en elEsquema para restricciones (archivo constraints.json) (p. 2094).

Programar trabajos de supervisión de calidad del modelo
Para obtener información general acerca de la programación de trabajos de monitoreo, consultethe section
called “Programar trabajos de monitorización” (p. 2075). Para la supervisión de la calidad del modelo,
también debe tener en cuenta el hecho de que la disponibilidad de etiquetas de verdad de suelo podría
retrasarse.

Para solucionar esto, utilice los desplazamientos. Los trabajos de calidad del modelo
incluyenStartOffsetyEndOffset, que son campos de laModelQualityJobInputdel
parámetrocreate_model_quality_job_definitionque funcionan de la siguiente manera:

• StartOffset: si se especifica, los trabajos restan este tiempo de la hora de inicio.
• EndOffsetSi se especifica, los trabajos restan este tiempo de la hora de finalización.

El formato de los desplazamientos son, por ejemplo, -P7H, donde 7H es de 7 horas. Puede utilizar -P #H o
-P #D, donde H=horas, D=días y M=minutos, y # es el número.

Por ejemplo, si su verdad básica comienza a aparecer después de 1 día, pero no está completa
durante una semana, establezcaStartOffsetDe a-P8DyEndOffsetDe a-P1D. A continuación,
si programa un trabajo para que se ejecute en2020-01-09T13:00, analiza los datos de
entre2020-01-01T13:00y2020-01-08T13:00.

Important

La cadencia de programación debe ser tal que una ejecución finalice antes de que comience
la siguiente ejecución, lo que permite completar el trabajo de fusión de verdad del terreno y el
trabajo de supervisión de la ejecución. El tiempo de ejecución máximo de una ejecución se divide
entre los dos trabajos, por lo que para un trabajo de supervisión de calidad de modelo por hora, el
valor deMaxRuntimeInSecondsespecificado como parte deStoppingConditionno debe ser
más de 1800.

Ingerir etiquetas de Ground Truth y fusionarlas con predicciones
La supervisión de la calidad del modelo compara las predicciones que hace su modelo con las etiquetas de
verdad de suelo para medir la calidad del modelo. Para que esto funcione, etiquetará periódicamente los
datos capturados por el endpoint y los cargará en Amazon S3.

2061



Amazon SageMaker Developer Guide
Monitor de calidad del modelo

Para hacer coincidir las etiquetas de verdad de terreno con los datos de predicción capturados, debe haber
un identificador único para cada registro en el conjunto de datos. La estructura de cada registro para datos
de verdad de fondo es la siguiente:

{
  "groundTruthData": {
    "data": "1",
    "encoding": "CSV" # only CSV supported at launch, we assume "data" only consists of
 label
  },
  "eventMetadata": {
    "eventId": "aaaa-bbbb-cccc"
  },
  "eventVersion": "0"
}

En el navegadorgroundTruthDataEstructura,eventIdpuede ser uno de los siguientes:

• eventId: este ID se genera automáticamente cuando un usuario invoca el extremo.
• inferenceId— La persona que llama proporciona este ID cuando invocan el punto final.

SiinferenceIdestá presente en los registros de datos capturados, Model Monitor lo utiliza para fusionar
los datos capturados con los registros de verdad del terreno. Usted es responsable de asegurarse
de que elinferenceIden los registros de verdad del suelo coinciden con elinferenceIden los
registros capturados. SiinferenceIdno está presente en los datos capturados, el monitor de modelo
utilizaeventIdde los registros de datos capturados para hacerlos coincidir con un registro de verdad.

Debe cargar datos de verdad de terreno en un bucket de Amazon S3 que tenga el mismo formato de ruta
que los datos capturados, que tiene la siguiente forma:

s3://bucket/prefixyyyy/mm/dd/hh

La fecha de esta ruta es la fecha en que se recopila la etiqueta de verdad del terreno y no tiene que
coincidir con la fecha en que se generó la inferencia.

Después de crear y cargar las etiquetas de verdad de suelo, incluya la ubicación de las etiquetas
como parámetro al crear el trabajo de supervisión. Si utilizaAWS SDK for Python (Boto3)Para ello,
especifique la ubicación de las etiquetas de verdad de suelo comoS3UridelGroundTruthS3Inputen
una llamada al parámetrocreate_model_quality_job_definitionMétodo. Si está utilizando
el SDK de Python de SageMaker, especifique la ubicación de las etiquetas de veracidad de
suelo comoground_truth_inputEn la llamada a lacreate_monitoring_schedulede
laModelQualityMonitorObjeto.

Métricas de calidad de modelos
Los trabajos de supervisión de calidad del modelo calculan diferentes métricas en función del tipo de
problema ML. En las siguientes secciones se detallan las métricas analizadas para cada tipo de problema
ML.

Note

La desviación estándar para las métricas solo se proporciona cuando hay al menos 200 muestras
disponibles. Model Monitor calcula la desviación estándar mediante muestreo aleatorio del
80% de los datos 5 veces, calculando la métrica y tomando la desviación estándar para esos
resultados.
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Métricas de regresión
A continuación se muestra un ejemplo de las métricas que el monitor de calidad del modelo calcula para un
problema de regresión.

"regression_metrics" : {
    "mae" : {
      "value" : 0.3711832061068702,
      "standard_deviation" : 0.0037566388129940394
    },
    "mse" : {
      "value" : 0.3711832061068702,
      "standard_deviation" : 0.0037566388129940524
    },
    "rmse" : {
      "value" : 0.609248066149471,
      "standard_deviation" : 0.003079253267651125
    },
    "r2" : {
      "value" : -1.3766111872212665,
      "standard_deviation" : 0.022653980022771227
    }
  }

Métricas de clasificación binaria
A continuación se muestra un ejemplo de las métricas que el monitor de calidad del modelo calcula para un
problema de clasificación binaria.

"binary_classification_metrics" : {
    "confusion_matrix" : {
      "0" : {
        "0" : 1,
        "1" : 2
      },
      "1" : {
        "0" : 0,
        "1" : 1
      }
    },
    "recall" : {
      "value" : 1.0,
      "standard_deviation" : "NaN"
    },
    "precision" : {
      "value" : 0.3333333333333333,
      "standard_deviation" : "NaN"
    },
    "accuracy" : {
      "value" : 0.5,
      "standard_deviation" : "NaN"
    },
    "recall_best_constant_classifier" : {
      "value" : 1.0,
      "standard_deviation" : "NaN"
    },
    "precision_best_constant_classifier" : {
      "value" : 0.25,
      "standard_deviation" : "NaN"
    },
    "accuracy_best_constant_classifier" : {
      "value" : 0.25,
      "standard_deviation" : "NaN"
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    },
    "true_positive_rate" : {
      "value" : 1.0,
      "standard_deviation" : "NaN"
    },
    "true_negative_rate" : {
      "value" : 0.33333333333333337,
      "standard_deviation" : "NaN"
    },
    "false_positive_rate" : {
      "value" : 0.6666666666666666,
      "standard_deviation" : "NaN"
    },
    "false_negative_rate" : {
      "value" : 0.0,
      "standard_deviation" : "NaN"
    },
    "receiver_operating_characteristic_curve" : {
      "false_positive_rates" : [ 0.0, 0.0, 0.0, 0.0, 0.0, 1.0 ],
      "true_positive_rates" : [ 0.0, 0.25, 0.5, 0.75, 1.0, 1.0 ]
    },
    "precision_recall_curve" : {
      "precisions" : [ 1.0, 1.0, 1.0, 1.0, 1.0 ],
      "recalls" : [ 0.0, 0.25, 0.5, 0.75, 1.0 ]
    },
    "auc" : {
      "value" : 1.0,
      "standard_deviation" : "NaN"
    },
    "f0_5" : {
      "value" : 0.3846153846153846,
      "standard_deviation" : "NaN"
    },
    "f1" : {
      "value" : 0.5,
      "standard_deviation" : "NaN"
    },
    "f2" : {
      "value" : 0.7142857142857143,
      "standard_deviation" : "NaN"
    },
    "f0_5_best_constant_classifier" : {
      "value" : 0.29411764705882354,
      "standard_deviation" : "NaN"
    },
    "f1_best_constant_classifier" : {
      "value" : 0.4,
      "standard_deviation" : "NaN"
    },
    "f2_best_constant_classifier" : {
      "value" : 0.625,
      "standard_deviation" : "NaN"
    }
  }

Métricas multiclase

A continuación se muestra un ejemplo de las métricas que el monitor de calidad del modelo calcula para un
problema de clasificación multiclase.

"multiclass_classification_metrics" : {
    "confusion_matrix" : {
      "0" : {
        "0" : 1180,
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        "1" : 510
      },
      "1" : {
        "0" : 268,
        "1" : 138
      }
    },
    "accuracy" : {
      "value" : 0.6288167938931297,
      "standard_deviation" : 0.00375663881299405
    },
    "weighted_recall" : {
      "value" : 0.6288167938931297,
      "standard_deviation" : 0.003756638812994008
    },
    "weighted_precision" : {
      "value" : 0.6983172269629505,
      "standard_deviation" : 0.006195912915307507
    },
    "weighted_f0_5" : {
      "value" : 0.6803947317178771,
      "standard_deviation" : 0.005328406973561699
    },
    "weighted_f1" : {
      "value" : 0.6571162346664904,
      "standard_deviation" : 0.004385008075019733
    },
    "weighted_f2" : {
      "value" : 0.6384024354394601,
      "standard_deviation" : 0.003867109755267757
    },
    "accuracy_best_constant_classifier" : {
      "value" : 0.19370229007633588,
      "standard_deviation" : 0.0032049848450732355
    },
    "weighted_recall_best_constant_classifier" : {
      "value" : 0.19370229007633588,
      "standard_deviation" : 0.0032049848450732355
    },
    "weighted_precision_best_constant_classifier" : {
      "value" : 0.03752057718081697,
      "standard_deviation" : 0.001241536088657851
    },
    "weighted_f0_5_best_constant_classifier" : {
      "value" : 0.04473443104152011,
      "standard_deviation" : 0.0014460485504284792
    },
    "weighted_f1_best_constant_classifier" : {
      "value" : 0.06286421244683643,
      "standard_deviation" : 0.0019113576884608862
    },
    "weighted_f2_best_constant_classifier" : {
      "value" : 0.10570313141262414,
      "standard_deviation" : 0.002734216826748117
    }
  }

Métricas de calidad de modelos de CloudWatch
Si establece el valor de la propiedadenable_cloudwatch_metricsDe aTrueal crear la programación
de supervisión, los trabajos de supervisión de calidad del modelo envían todas las métricas a Amazon
CloudWatch.
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Las métricas de calidad del modelo aparecen en el cuadroaws/sagemaker/Endpoints/model-
metricsEspacio de nombres. Para obtener una lista de las métricas emitidas, consulte.Métricas de
calidad de modelos (p. 2062).

Puede utilizar las métricas de CloudWatch para crear una alarma cuando una métrica específica no
cumpla el umbral especificado. Para obtener instrucciones sobre cómo crear alarmas de CloudWatch,
consulteCrear una alarma de CloudWatch basada en un umbral estáticoen laGuía del usuario de Amazon
CloudWatch.

Monitor de deriva de sesgo para modelos en
producción
La supervisión de sesgos de Amazon SageMaker Clarify ayuda a los científicos de datos y a los ingenieros
de ML a supervisar las predicciones de sesgo con regularidad. A medida que se supervisa el modelo,
los clientes pueden ver informes y gráficos exportables que detallan el sesgo en SageMaker Studio y
configurar alertas en Amazon CloudWatch para recibir notificaciones si se detecta un sesgo más allá de
un determinado umbral. El sesgo se puede introducir o agravar en los modelos ML implementados cuando
los datos de entrenamiento difieren de los datos que el modelo ve durante la implementación (es decir,
los datos activos). Estos tipos de cambios en la distribución de datos en vivo pueden ser temporales (por
ejemplo, debido a algunos eventos del mundo real de corta duración) o permanentes. En cualquier caso,
puede ser importante detectar estos cambios. Por ejemplo, los resultados de un modelo para predecir
los precios de las viviendas pueden volverse sesgados si las tasas hipotecarias utilizadas para entrenar
el modelo difieren de las tasas hipotecarias actuales del mundo real. Con las capacidades de detección
de sesgos en Model Monitor, cuando SageMaker detecta sesgo más allá de un determinado umbral,
genera automáticamente métricas que puede ver en SageMaker Studio y a través de alertas de Amazon
CloudWatch.

En general, la medición del sesgo sólo durante la fase de formación y despliegue podría no ser
suficiente. Es posible que una vez implementado el modelo, la distribución de los datos que ve el modelo
implementado (es decir, los datos activos) sea diferente de la distribución de datos en el dataset de
capacitación. Este cambio podría introducir sesgos en un modelo a lo largo del tiempo. El cambio en la
distribución de datos en vivo puede ser temporal (por ejemplo, debido a algún comportamiento de corta
duración como la temporada de vacaciones) o permanente. En cualquier caso, podría ser importante
detectar estos cambios y tomar medidas para reducir el sesgo cuando sea apropiado.

Para detectar estos cambios, SageMaker Clarify proporciona funcionalidad para monitorear continuamente
las métricas de sesgo de un modelo implementado y generar alertas automatizadas si las métricas
superan un umbral. Considere, por ejemplo, la métrica de sesgo de DP Especifique un rango permitido
de valores A= (amin, unmax), por ejemplo un intervalo de (-0.1, 0.1), al que debe pertenecer DPPL durante
la implementación. Cualquier desviación de este rango debería elevar unDetectado sesgoAlerta. Con
SageMaker Clarify, puede realizar estas comprobaciones a intervalos regulares.

Por ejemplo, puede establecer la frecuencia de las comprobaciones en 2 días. Esto significa que
SageMaker Clarify calcula la métrica DPPL sobre los datos recopilados durante una ventana de 2 días.
En este ejemplo, Dwinson los datos que el modelo procesó durante la última ventana de 2 días. Se emite
una alerta si el valor de DPPL bwinCalculado en Dwinqueda fuera de un rango permitido A. Este enfoque
para verificar si bwinestá fuera de A puede ser algo ruidoso. Dwinpodría consistir en muy pocas muestras y
podría no ser representativo de la distribución de datos en vivo. El pequeño tamaño de la muestra significa
que el valor del sesgo bwinCalculado sobre Dwinpodría no ser una estimación muy sólida. De hecho,
valores muy altos (o bajos) de bwinpuede observarse puramente debido a la casualidad. Asegurar que las
conclusiones extraídas de los datos observados Dwinson estadísticamente significativas, SageMaker Clarify
hace uso de intervalos de confianza. Específicamente, utiliza el método Normal Bootstrap Interval para
construir un intervalo C= (cmin, c cmax) de manera que SageMaker Clarify confía en que el valor de sesgo
verdadero calculado sobre los datos en vivo completos está contenido en C con alta probabilidad. Ahora,
si el intervalo de confianza C se superpone con el rango permitido A, SageMaker Clarify lo interpreta como
«es probable que el valor de la métrica de sesgo de la distribución de datos en vivo esté dentro del rango
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permitido». Si C y A están disjuntas, SageMaker Clarify confía en que la métrica de sesgo no se encuentra
en A y genera una alerta.

Bloc de notas de ejemplo de
Amazon SageMaker Clarify proporciona el siguiente cuaderno de ejemplo que muestra cómo capturar
datos de inferencia en tiempo real, crear una línea de base para supervisar la evolución de los sesgos e
inspeccionar los resultados:

• Supervisión de la deriva de sesgo y la deriva de atribución de características Amazon SageMaker
Clarify: utilice Amazon SageMaker Model Monitor para supervisar la deriva de sesgo y la deriva de
atribución de características a lo largo del tiempo.

Se ha comprobado que este portátil se ejecuta solo en Amazon SageMaker Studio. Si necesita
instrucciones sobre cómo abrir un bloc de notas en Amazon SageMaker Studio, consulteCrear o abrir un
cuaderno de Amazon SageMaker Studio (p. 88). Si se le pide que elija un núcleo, elijaPython 3 (ciencia de
datos). Los temas siguientes contienen los resaltados de los dos últimos pasos y contienen ejemplos de
código del cuaderno de ejemplo.

Temas
• Crear una línea base de deriva de polarización (p. 2067)
• Programación de trabajos de supervisión de deriva de (p. 2068)
• Inspeccionar informes de deriva de sesgo de datos (p. 2069)

Crear una línea base de deriva de polarización
Después de configurar la aplicación para capturar datos de inferencia en tiempo real, la primera tarea que
debe supervisar la desviación de sesgo es crear una línea de base. Esto implica configurar las entradas de
datos, qué grupos son sensibles, cómo se capturan las predicciones y el modelo y sus métricas de sesgo
postentrenamiento. A continuación, debe comenzar el trabajo de creación de línea base.

El monitor de polarización del modelo puede detectar la deriva del sesgo de los modelos ML de forma
regular. De manera similar a los demás tipos de supervisión, el procedimiento estándar de creación de
un monitor de sesgo de modelo consiste primero en establecer una base de referencia y, a continuación,
establecer un programa de supervisión.

model_bias_monitor = ModelBiasMonitor(
    role=role,
    sagemaker_session=sagemaker_session,
    max_runtime_in_seconds=1800,
)

DataConfigalmacena información sobre el conjunto de datos que se va a analizar (por ejemplo, el
archivo de dataset), su formato (es decir, CSV o JSONLines), los encabezados (si los hay) y la etiqueta.

model_bias_baselining_job_result_uri = f"{baseline_results_uri}/model_bias"
model_bias_data_config = DataConfig(
    s3_data_input_path=validation_dataset,
    s3_output_path=model_bias_baselining_job_result_uri,
    label=label_header,
    headers=all_headers,
    dataset_type=dataset_type,
)
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BiasConfiges la configuración de los grupos sensibles en el dataset. Normalmente, el sesgo se mide
calculando una métrica y comparándola entre grupos. El grupo de interés se llamafaceta. Para el sesgo
posterior al entrenamiento, también debe tener en cuenta la etiqueta positiva.

model_bias_config = BiasConfig(
    label_values_or_threshold=[1],
    facet_name="Account Length",
    facet_values_or_threshold=[100],
)

ModelPredictedLabelConfigespecifica cómo extraer una etiqueta predicha de la salida del modelo.
En este ejemplo, se ha elegido el límite de 0,8 en previsión de que los clientes entregarán con frecuencia.
Para salidas más complicadas, hay algunas opciones más, como «etiqueta» es el índice, nombre o
JSONPath para localizar la etiqueta predecida en la carga útil de respuesta de endpoint.

model_predicted_label_config = ModelPredictedLabelConfig(
    probability_threshold=0.8,
)

ModelConfiges la configuración relacionada con el modelo que se utilizará para inferir. Para calcular las
métricas de sesgo postentrenamiento, el cálculo necesita obtener inferencias para el nombre del modelo
proporcionado. Para lograr esto, el trabajo de procesamiento utiliza el modelo para crear un extremo
efímero (también conocido comoPunto final de sombra). El trabajo de procesamiento elimina el punto final
de sombra una vez completados los cálculos. Esta configuración también es utilizada por el monitor de
explicabilidad.

model_config = ModelConfig(
    model_name=model_name,
    instance_count=endpoint_instance_count,
    instance_type=endpoint_instance_type,
    content_type=dataset_type,
    accept_type=dataset_type,
)

Ahora puede iniciar el trabajo de creación de línea de base.

model_bias_monitor.suggest_baseline(
    model_config=model_config,
    data_config=model_bias_data_config,
    bias_config=model_bias_config,
    model_predicted_label_config=model_predicted_label_config,
)
print(f"ModelBiasMonitor baselining job: {model_bias_monitor.latest_baselining_job_name}")

El monitor programado recoge automáticamente el nombre del trabajo de referencia y lo espera antes de
que comience la supervisión.

Programación de trabajos de supervisión de deriva de
Ahora que ha creado una línea de base, puede llamar a lacreate_monitoring_schedule()para
programar un monitor por hora para analizar los datos con una programación de supervisión. Si ha enviado
un trabajo de línea base, el monitor recogerá automáticamente la configuración del análisis del trabajo
de línea base. Si omite el paso de línea base o el dataset de captura tiene una naturaleza diferente del
dataset de formación, debe proporcionar la configuración del análisis.

model_bias_analysis_config = None
if not model_bias_monitor.latest_baselining_job:
    model_bias_analysis_config = BiasAnalysisConfig(
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        model_bias_config,
        headers=all_headers,
        label=label_header,
    )
model_bias_monitor.create_monitoring_schedule(
    analysis_config=model_bias_analysis_config,
    output_s3_uri=s3_report_path,
    endpoint_input=EndpointInput(
        endpoint_name=endpoint_name,
        destination="/opt/ml/processing/input/endpoint",
        start_time_offset="-PT1H",
        end_time_offset="-PT0H",
        probability_threshold_attribute=0.8,
    ),
    ground_truth_input=ground_truth_upload_path,
    schedule_cron_expression=schedule_expression,
)
print(f"Model bias monitoring schedule: {model_bias_monitor.monitoring_schedule_name}")

Inspeccionar informes de deriva de sesgo de datos
Si no puede inspeccionar los resultados de la supervisión en los informes generados en SageMaker
Studio, puede imprimirlos de la siguiente manera:

schedule_desc = model_bias_monitor.describe_schedule()
execution_summary = schedule_desc.get("LastMonitoringExecutionSummary")
if execution_summary and execution_summary["MonitoringExecutionStatus"] in ["Completed",
 "CompletedWithViolations"]:
    last_model_bias_monitor_execution = model_bias_monitor.list_executions()[-1]
    last_model_bias_monitor_execution_report_uri =
 last_model_bias_monitor_execution.output.destination
    print(f'Report URI: {last_model_bias_monitor_execution_report_uri}')
    last_model_bias_monitor_execution_report_files =
 sorted(S3Downloader.list(last_model_bias_monitor_execution_report_uri))
    print("Found Report Files:")
    print("\n ".join(last_model_bias_monitor_execution_report_files))
else:
    last_model_bias_monitor_execution = None
    print("====STOP==== \n No completed executions to inspect further. Please wait till an
 execution completes or investigate previously reported failures.")

Si hay infracciones en comparación con la referencia, se muestran aquí:

if last_model_bias_monitor_execution:
    model_bias_violations = last_model_bias_monitor_execution.constraint_violations()
    if model_bias_violations:
        print(model_bias_violations.body_dict)

En SageMaker Studio, puede ver visualizaciones de los resultados del análisis y las métricas de
CloudWatch seleccionando la opciónPuntos de enlace dey, a continuación, haga doble clic en el extremo.

Supervisar la desviación de atribución de funciones
para modelos en producción
Una deriva en la distribución de datos en vivo para modelos en producción puede dar lugar a una deriva
correspondiente en los valores de atribución de entidades, de la misma manera que podría causar
una deriva en el sesgo al monitorear las métricas de sesgo. La supervisión de atribución de funciones
de Amazon SageMaker Clarify ayuda a los científicos de datos y a los ingenieros de ML a supervisar
periódicamente las predicciones de desviación de atribución de características. A medida que se supervisa
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el modelo, los clientes pueden ver informes y gráficos exportables que detallan las atribuciones de
funciones en SageMaker Studio y configurar alertas en Amazon CloudWatch para recibir notificaciones si
se detecta que los valores de atribución superan un determinado umbral.

Para ilustrar esto con una situación específica, considere un hipotético escenario de admisión a la
universidad. Supongamos que observamos los siguientes valores de atribución de características
(agregados) en los datos de formación y en los datos activos:

Hipotético de admisión a la universidad

Característica Atribución en los datos de
capacitación

Atribución en datos en vivo

Puntuación SAT 0,70 0.10

GPA 0.50 0.20

Clasificación de clase 0,05 0,70

El cambio de los datos de formación a los datos en vivo parece significativo. La clasificación de
características se ha invertido por completo. De manera similar a la deriva de sesgo, las desviaciones
de atribución de entidades podrían estar causadas por un cambio en la distribución de datos en vivo y
justifican una mirada más detenida en el comportamiento del modelo en los datos en vivo. Una vez más, el
primer paso en estos escenarios es levantar una alarma de que se ha producido una deriva.

Podemos detectar la deriva comparando cómo la clasificación de las características individuales
cambió de datos de entrenamiento a datos en vivo. Además de ser sensibles a los cambios en el orden
de clasificación, también queremos ser sensibles a la puntuación de atribución sin procesar de las
características. Por ejemplo, teniendo en cuenta dos características que caen en el ranking por el mismo
número de posiciones que van desde el entrenamiento a los datos en vivo, queremos ser más sensibles
a la característica que tenía una puntuación de atribución más alta en los datos de entrenamiento.
Teniendo en cuenta estas propiedades, utilizamos la puntuación de ganancia acumulativa con descuento
normalizado (NDCG) para comparar las clasificaciones de atribuciones de características de la formación y
los datos en vivo.

Concretamente, supongamos que tenemos lo siguiente:

• F= [f1,..., fm]es la lista de características ordenadas con respecto a sus puntuaciones de atribución
en los datos de formación dondeMes el número total de entidades. Por ejemplo, en nuestro caso,F=
[Puntuación SAT, GPA, Rango de clase].

• a fes una función que devuelve la puntuación de atribución de la característica en los datos de
entrenamiento dados una característicaf. Por ejemplo,a(Puntuación SAT) = 0,70.

• F′= [f′1,..., f′m]es la lista de características ordenadas con respecto a sus puntuaciones de atribución en
los datos en vivo. Por ejemplo,F′= [Rango de clase, GPA, Puntuación SAT].

A continuación, podemos calcular el NDCG como:

        NDCG=DCG/IDCG

por

• DCG =1
Ma(f'i) /log2(i+1)

• IDCG =1
Ma(fi) /log2(i+1)

El DCG de cantidad mide si las entidades con alta atribución en los datos de entrenamiento también se
clasifican más arriba en la atribución de entidad calculada en los datos activos. La cantidad iDCG mide
elPuntuación idealy es solo un factor de normalización para garantizar que la cantidad final resida en el
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rango [0, 1], siendo 1 el mejor valor posible. Un valor NDCG de 1 significa que la clasificación de atribución
de entidades en los datos en vivo es la misma que la de los datos de formación. En este ejemplo particular,
debido a que la clasificación cambió bastante, el valor NDCG es 0.69.

En SageMaker Clarify, si el valor NDCG está por debajo de 0,90, generamos automáticamente una alerta.

Bloc de notas de ejemplo de
SageMaker Clarify proporciona el siguiente cuaderno de ejemplo que muestra cómo capturar datos
de inferencia en tiempo real, crear una línea de base para supervisar la evolución de los sesgos e
inspeccionar los resultados:

• Supervisión de la deriva de sesgo y la deriva de atribución de características Amazon SageMaker
Clarify: utilice Amazon SageMaker Model Monitor para supervisar la deriva de sesgo y la deriva de
atribución de características a lo largo del tiempo.

Se ha comprobado que este portátil se ejecuta solo en SageMaker Studio. Si necesita instrucciones
sobre cómo abrir un bloc de notas en SageMaker Studio, consulteCrear o abrir un cuaderno de Amazon
SageMaker Studio (p. 88). Si se le pide que elija un núcleo, elijaPython 3 (ciencia de datos). Los temas
siguientes contienen los resaltados de los dos últimos pasos y contienen ejemplos de código del cuaderno
de ejemplo.

Temas
• Creación de una línea base SHAP para modelos en producción (p. 2071)
• Programar trabajos de supervisión de deriva de atributo de función (p. 2073)
• Inspeccionar informes de deriva de atributo de elemento en modelos de producción (p. 2073)

Creación de una línea base SHAP para modelos en producción
Las explicaciones suelen ser contrastivas, es decir, explican las desviaciones de una línea de base.
Para obtener información sobre las líneas de base de explicabilidad, consulteLíneas base de SHAP para
explicabilidad (p. 1941).

Además de proporcionar explicaciones para inferencias por instancia, SageMaker Clarify también admite
una explicación global para modelos ML que le ayuda a comprender el comportamiento de un modelo en
su conjunto en términos de sus características. SageMaker Clarify genera una explicación global de un
modelo ML agregando los valores Shapley en varias instancias. SageMaker Clarify admite las siguientes
formas diferentes de agregación, que puede utilizar para definir líneas de base:

• mean_abs— Media de los valores de SHAP absolutos para todas las instancias.
• median— Media de los valores SHAP para todas las instancias.
• mean_sq— Media de los valores SHAP cuadrados para todas las instancias.

Después de configurar la aplicación para capturar datos de inferencia en tiempo real, la primera tarea para
supervisar la deriva en la atribución de entidades es crear una línea de base con la que comparar. Esto
implica configurar las entradas de datos, qué grupos son sensibles, cómo se capturan las predicciones
y el modelo y sus métricas de sesgo postentrenamiento. A continuación, debe comenzar el trabajo de
creación de línea base. El monitor de explicabilidad del modelo puede explicar las predicciones de un
modelo implementado que produce inferencias y detecta la deriva de atribución de características de forma
regular.

model_explainability_monitor = ModelExplainabilityMonitor(
    role=role,
    sagemaker_session=sagemaker_session,
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    max_runtime_in_seconds=1800,
)

En este ejemplo, el trabajo de creación de base de explicabilidad comparte el conjunto de datos de prueba
con el trabajo de orientación base de sesgo, por lo que utiliza el mismoDataConfig, y la única diferencia
es el URI de salida del trabajo.

model_explainability_baselining_job_result_uri = f"{baseline_results_uri}/
model_explainability"
model_explainability_data_config = DataConfig(
    s3_data_input_path=validation_dataset,
    s3_output_path=model_explainability_baselining_job_result_uri,
    label=label_header,
    headers=all_headers,
    dataset_type=dataset_type,
)

Actualmente, el explicador SageMaker Clarify ofrece una implementación escalable y eficiente de SHAP,
por lo que la configuración de explicabilidad es ShapConfig, incluyendo lo siguiente:

• baseline— Una lista de filas (al menos una) o URI de objeto S3 que se utilizará como el dataset de
base en el algoritmo SHAP del núcleo. El formato debe ser el mismo que el formato del dataset. Cada
fila debe contener solo las columnas/valores de entidad y omitir la columna o valores de etiqueta.

• num_samples— Número de muestras que se van a utilizar en el algoritmo Kernel SHAP. Este número
determina el tamaño del dataset sintético generado para calcular los valores SHAP.

• agg_method — Método de agregación para valores SHAP globales. Los siguientes valores son válidos:
• mean_abs— Media de los valores de SHAP absolutos para todas las instancias.
• median— Media de los valores SHAP para todas las instancias.
• mean_sq— Media de los valores SHAP cuadrados para todas las instancias.

• use_logit— Indicador de si la función logit se va a aplicar a las predicciones del modelo. El valor
predeterminado es False. Siuse_logitesTrue, los valores SHAP tendrán unidades log-odds.

• save_local_shap_values(bool): indicador de si se guardan los valores SHAP locales en la ubicación
de salida. El valor predeterminado es False.

# Here use the mean value of test dataset as SHAP baseline
test_dataframe = pd.read_csv(test_dataset, header=None)
shap_baseline = [list(test_dataframe.mean())]

shap_config = SHAPConfig(
    baseline=shap_baseline,
    num_samples=100,
    agg_method="mean_abs",
    save_local_shap_values=False,
)

Iniciar un trabajo de referencia. El mismomodel_configes necesario porque el trabajo de creación de
base de explicabilidad necesita crear un punto final de sombra para obtener predicciones para el dataset
sintético generado.

model_explainability_monitor.suggest_baseline(
    data_config=model_explainability_data_config,
    model_config=model_config,
    explainability_config=shap_config,
)
print(f"ModelExplainabilityMonitor baselining job:
 {model_explainability_monitor.latest_baselining_job_name}")
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Programar trabajos de supervisión de deriva de atributo de
función
El monitoreo de explicabilidad del modelo le ayuda a comprender e interpretar las predicciones hechas
por sus modelos ML. Cuando el Monitor de modelo está configurado para supervisar la explicabilidad del
modelo, SageMaker detecta automáticamente cualquier deriva en la importancia relativa de las entidades y
crea informes que explican las atribuciones de las funciones.

Llame acreate_monitoring_schedule()para programar un monitor por hora para analizar los
datos con una programación de supervisión. Si se ha enviado un trabajo de línea base, el monitor
recogerá automáticamente la configuración del análisis del trabajo de línea base. Sin embargo,
si omite el paso de línea base o el dataset de captura tiene una naturaleza diferente del dataset
de capacitación, debe proporcionar la configuración del análisis.ModelConfiges obligatorio
porExplainabilityAnalysisConfigpor la misma razón que es necesario para el trabajo de
referencia. Tenga en cuenta que solo se requieren entidades para calcular la atribución de entidades, por
lo que debe excluir el etiquetado de verdad de terreno.

Inspeccionar informes de deriva de atributo de elemento en
modelos de producción
Una vez iniciada la programación que configuró de forma predeterminada, debe esperar a que comience
su primera ejecución y, a continuación, detener la programación para evitar incurrir en cargos.

Para inspeccionar los informes, utilice el código siguiente:

schedule_desc = model_explainability_monitor.describe_schedule()
execution_summary = schedule_desc.get("LastMonitoringExecutionSummary")
if execution_summary and execution_summary["MonitoringExecutionStatus"] in ["Completed",
 "CompletedWithViolations"]:
    last_model_explainability_monitor_execution =
 model_explainability_monitor.list_executions()[-1]
    last_model_explainability_monitor_execution_report_uri =
 last_model_explainability_monitor_execution.output.destination
    print(f'Report URI: {last_model_explainability_monitor_execution_report_uri}')
    last_model_explainability_monitor_execution_report_files =
 sorted(S3Downloader.list(last_model_explainability_monitor_execution_report_uri))
    print("Found Report Files:")
    print("\n ".join(last_model_explainability_monitor_execution_report_files))
else:
    last_model_explainability_monitor_execution = None
    print("====STOP==== \n No completed executions to inspect further. Please wait till an
 execution completes or investigate previously reported failures.")

Si hay infracciones en comparación con la referencia, se muestran aquí:

if last_model_explainability_monitor_execution:
    model_explainability_violations =
 last_model_explainability_monitor_execution.constraint_violations()
    if model_explainability_violations:
        print(model_explainability_violations.body_dict)

En SageMaker Studio, puede ver visualizaciones de los resultados del análisis y las métricas de
CloudWatch seleccionando la opciónPuntos de enlace dey, a continuación, haga doble clic en el extremo.

Capturar datos
Para utilizar Model Monitor, configure su extremo de inferencia en tiempo real para capturar datos de
solicitudes y respuestas y almacenar los datos capturados en Amazon S3. El monitor de modelo compara
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las métricas de estos datos con una línea de base que se crea para el modelo. Para obtener información
acerca de cómo crear una línea de base, consulteCrear una referencia (p. 2054).

Note

Para evitar el impacto en las solicitudes de inferencia, Data Capture deja de capturar solicitudes
en niveles altos de uso del disco. Se recomienda mantener la utilización del disco por debajo del
75% para garantizar que la captura de datos continúe capturando solicitudes.

Para configurar la captura de datos

1. Primero, configure los depósitos de Amazon S3 que Model Monitor utiliza para almacenar los datos
capturados.

import boto3
import re
import json
from sagemaker import get_execution_role, session

region= boto3.Session().region_name

role = get_execution_role()
print("RoleArn: {}".format(role))

# You can use a different bucket, but make sure the role you chose for this notebook
# has s3:PutObject permissions. This is the bucket into which the data is captured
bucket =  session.Session(boto3.Session()).default_bucket()
print("Demo Bucket: {}".format(bucket))
prefix = 'sagemaker/DEMO-ModelMonitor'

data_capture_prefix = '{}/datacapture'.format(prefix)
s3_capture_upload_path = 's3://{}/{}'.format(bucket, data_capture_prefix)
reports_prefix = '{}/reports'.format(prefix)
s3_report_path = 's3://{}/{}'.format(bucket,reports_prefix)
code_prefix = '{}/code'.format(prefix)
s3_code_preprocessor_uri = 's3://{}/{}/{}'.format(bucket,code_prefix,
 'preprocessor.py')
s3_code_postprocessor_uri = 's3://{}/{}/{}'.format(bucket,code_prefix,
 'postprocessor.py')

print("Capture path: {}".format(s3_capture_upload_path))
print("Report path: {}".format(s3_report_path))
print("Preproc Code path: {}".format(s3_code_preprocessor_uri))
print("Postproc Code path: {}".format(s3_code_postprocessor_uri))

2. A continuación, cargue el modelo preentrenado a Amazon S3.

model_file = open("model/your-prediction-model.tar.gz", 'rb')
s3_key = os.path.join(prefix, 'your-prediction-model.tar.gz')
boto3.Session().resource('s3').Bucket(bucket).Object(s3_key).upload_fileobj(model_file)

3. Configure los datos que desea capturar configurando los datos que desea capturar en un
DataCaptureConfigEstructura. Puede capturar la carga útil de solicitud, la carga útil de respuesta o
ambas con esta configuración.

from sagemaker.model_monitor import DataCaptureConfig

endpoint_name = 'your-pred-model-monitor-' + strftime("%Y-%m-%d-%H-%M-%S", gmtime())
print("EndpointName={}".format(endpoint_name))

data_capture_config=DataCaptureConfig(
                        enable_capture = True,
                        sampling_percentage=100,
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                        destination_s3_uri=s3_capture_upload_path)

4. Para habilitar la captura de datos, pase la configuración que creó en el paso anterior al implementar el
modelo.

predictor = model.deploy(initial_instance_count=1,
                instance_type='ml.m4.xlarge',
                endpoint_name=endpoint_name
                data_capture_config=data_capture_config)

5. Invocar el punto de enlace para enviar datos al punto de enlace para obtener inferencias en tiempo
real. Dado que habilitó la captura de datos en los pasos anteriores, la carga útil de solicitud y
respuesta, junto con algunos metadatos adicionales, se guarda en la ubicación de Amazon S3 que
especificó en DataCaptureConfig.

from sagemaker.predictor import RealTimePredictor
import time

predictor = RealTimePredictor(endpoint=endpoint_name,content_type='text/csv')

# get a subset of test data for a quick test
!head -120 test_data/test-dataset-input-cols.csv > test_data/test_sample.csv
print("Sending test traffic to the endpoint {}. \nPlease
 wait...".format(endpoint_name))

with open('test_data/test_sample.csv', 'r') as f:
    for row in f:
        payload = row.rstrip('\n')
        response = predictor.predict(data=payload)
        time.sleep(0.5)
        
print("Done!")

6. Para ver los datos capturados, enumera los archivos de captura de datos almacenados en Amazon
S3. Espere ver archivos diferentes de distintos períodos de tiempo, organizados en función de la hora
en que se produjo la invocación.

s3_client = boto3.Session().client('s3')
current_endpoint_capture_prefix = '{}/{}'.format(data_capture_prefix, endpoint_name)
result = s3_client.list_objects(Bucket=bucket, Prefix=current_endpoint_capture_prefix)
capture_files = [capture_file.get("Key") for capture_file in result.get('Contents')]
print("Found Capture Files:")
print("\n ".join(capture_files))

El formato de la ruta de Amazon S3 es el siguiente:

s3://{destination-bucket-prefix}/{endpoint-name}/{variant-name}/yyyy/mm/dd/hh/
filename.jsonl

Programar trabajos de monitorización
El Monitor de modelos de Amazon SageMaker le proporciona la capacidad de monitorizar continuamente
los datos recopilados de los puntos de enlace de acuerdo con una programación. Puede crear una
programación de monitorización con la API CreateMonitoringSchedule con un intervalo periódico
predefinido. Por ejemplo, cada x horas (x puede variar de 1 a 23).

Con un programa de monitorización, SageMaker puede iniciar trabajos de procesamiento con una
frecuencia especificada para analizar los datos recopilados durante un período determinado. SageMaker
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proporciona un contenedor preconstruido para realizar análisis en datasets tabulares. En el trabajo de
procesamiento, SageMaker compara el conjunto de datos para el análisis actual con las estadísticas de
referencia, las restricciones proporcionadas y genera un informe de infracciones. Además, se emiten
métricas de CloudWatch para cada característica que se está analizando. Como alternativa, puede elegir
utilizar su propio contenedor como se describe en el tema Utilice sus propios contenedores (p. 2090).

Puede crear una planificación de monitorización de modelo para el punto de enlace creado anteriormente.
Utilice los recursos de referencia (restricciones y estadísticas) para comparar con el tráfico en tiempo real.
Para este ejemplo, cargue el conjunto de datos de entrenamiento que se utilizó para entrenar el modelo
preentrenado incluido en este ejemplo. Si ya lo tiene en Amazon S3, puede apuntar directamente.

# copy over the training dataset to Amazon S3 (if you already have it in Amazon S3, you
 could reuse it)
baseline_prefix = prefix + '/baselining'
baseline_data_prefix = baseline_prefix + '/data'
baseline_results_prefix = baseline_prefix + '/results'

baseline_data_uri = 's3://{}/{}'.format(bucket,baseline_data_prefix)
baseline_results_uri = 's3://{}/{}'.format(bucket, baseline_results_prefix)
print('Baseline data uri: {}'.format(baseline_data_uri))
print('Baseline results uri: {}'.format(baseline_results_uri))

training_data_file = open("test_data/training-dataset-with-header.csv", 'rb')
s3_key = os.path.join(baseline_prefix, 'data', 'training-dataset-with-header.csv')
boto3.Session().resource('s3').Bucket(bucket).Object(s3_key).upload_fileobj(training_data_file)

Cree una planificación de monitorización de modelo para el punto de enlace utilizando las restricciones de
referencia y las estadísticas para comparar con el tráfico en tiempo real.

from sagemaker.model_monitor import CronExpressionGenerator
from time import gmtime, strftime

mon_schedule_name = 'DEMO-xgb-churn-pred-model-monitor-schedule-' + strftime("%Y-%m-%d-%H-
%M-%S", gmtime())
my_default_monitor.create_monitoring_schedule(
    schedule_name=mon_schedule_name,
    endpoint_input=predictor.endpoint,
    post_analytics_processor_script=s3_code_postprocessor_uri,
    output_s3_uri=s3_report_path,
    statistics=my_default_monitor.baseline_statistics(),
    constraints=my_default_monitor.suggested_constraints(),
    schedule_cron_expression=CronExpressionGenerator.hourly(),
    enable_cloudwatch_metrics=True,
)

Describir e inspeccionar la programación: Después de describirlo, observe que
elMonitoringScheduleStatusin MonitoringScheduleSummary El valor de devuelto por
ListMonitoringSchedulesCambios de API aScheduled.

desc_schedule_result = my_default_monitor.describe_schedule()
print('Schedule status: {}'.format(desc_schedule_result['MonitoringScheduleStatus']))

Expresión cron para la programación de monitoreo
Para proporcionar detalles de la programación de monitorización, utilice ScheduleConfig, que es una
expresión cron que describe detalles sobre la programación de monitorización.

Model Monitor de Amazon SageMaker admite las siguientes opcionescronExpresiones:
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• Para configurar el trabajo para que comience cada hora, utilice lo siguiente:

Hourly: cron(0 * ? * * *)

• Para ejecutar el trabajo diariamente, use lo siguiente:

cron(0 [00-23] ? * * *)

Por ejemplo, las siguientes expresiones cron son válidas:

• Todos los días a las 12 PM UTC: cron(0 12 ? * * *)
• Todos los días a las 12 AM UTC: cron(0 0 ? * * *)

Para admitir la ejecución cada 6 ó 12 horas, Model Monitor admite la siguiente expresión:

cron(0 [00-23]/[01-24] ? * * *)

Por ejemplo, las siguientes expresiones cron son válidas:

• Cada 12 horas, a partir de las 5 PM UTC: cron(0 17/12 ? * * *)
• Cada dos horas, a partir de las 12 AM UTC: cron(0 0/2 ? * * *)

Notes

• Aunque la expresión cron está configurada para comenzar a las 5 PM UTC, tenga en cuenta
que podría haber un retraso de 0 a 20 minutos respecto a la hora solicitada real para ejecutar la
ejecución.

• Si desea ejecutar en una programación diaria, no proporcione este parámetro. SageMaker elige
una hora para correr todos los días.

• Actualmente, SageMaker solo admite tasas enteras por hora entre 1 hora y 24 horas.

Contenedor preconstruido del Monitor de modelo de
Amazon SageMaker
SageMaker proporciona un contenedor integrado sagemaker-model-monitor-analyzer que le proporciona
una gama de capacidades de monitorización de modelos, incluida sugerencia de restricciones, generación
de estadísticas, validación de restricciones respecto a referencia y emisión de métricas de Amazon
CloudWatch. Este contenedor se basa en Spark y está construido con Deequ. Se puede acceder al
contenedor prediseñado para SageMaker Model Monitor de de de la siguiente manera:

<ACCOUNT_ID>.dkr.ecr.<REGION_NAME>.amazonaws.com/sagemaker-model-monitor-
analyzer

Por ejemplo: 159807026194.dkr.ecr.us-west-2.amazonaws.com/sagemaker-model-monitor-
analyzer

Si se encuentra en unAWSSe puede acceder al contenedor prediseñado para SageMaker Model Monitor
de de de la siguiente manera:

<ACCOUNT_ID>.dkr.ecr.<REGION_NAME>.amazonaws.com.cn/sagemaker-model-monitor-
analyzer

En la tabla siguiente se muestran los valores admitidos para los ID de cuenta yAWSNombres de regiones.
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ACCOUNT-ID REGION_NAME

156813124566 us-east-1

777275614652 us-east-2

890145073186 us-west-1

159807026194 us-west-2

875698925577 af-south-1

001633400207 ap-east-1

574779866223 ap-northeast-1

709848358524 ap-northeast-2

126357580389 ap-south-1

245545462676 ap-southeast-1

563025443158 ap-southeast-2

536280801234 ca-central-1

453000072557 cn-north-1

453252182341 cn-northwest-1

048819808253 eu-central-1

895015795356 eu-north-1

933208885752 eu-south-1

468650794304 eu-west-1

749857270468 eu-west-2

680080141114 eu-west-3

607024016150 me-south-1

539772159869 sa-east-1

362178532790 us-gov-west-1

Para escribir su propio contenedor de análisis, consulte el contrato de contenedor descrito en Personalizar
la monitorización (p. 2087).

Interpretar los resultados
Después de ejecutar un trabajo de procesamiento de referencia y obtener estadísticas y restricciones para
el conjunto de datos, puede ejecutar trabajos de monitorización que calculen estadísticas y enumeren
las infracciones encontradas en relación con las restricciones de referencia. Las métricas de Amazon
CloudWatch también se notifican en su cuenta de forma predeterminada. Para obtener información
sobre cómo ver los resultados de la monitorización en Amazon SageMaker Studio, consulteVisualizar los
resultados en Amazon SageMaker Studio (p. 2080).
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Enumerar ejecuciones
La programación inicia trabajos de monitorización a los intervalos especificados. Las siguientes listas de
códigosLos últimos cincoEjecuciones. Si ejecuta este código después de crear la programación horaria, es
posible que las ejecuciones estén vacías y que tenga que esperar hasta cruzar el límite de hora (en UTC)
para ver el inicio de las ejecuciones. El siguiente código incluye la lógica de espera.

mon_executions = my_default_monitor.list_executions()
print("We created a hourly schedule above and it will kick off executions ON the hour (plus
 0 - 20 min buffer.\nWe will have to wait till we hit the hour...")

while len(mon_executions) == 0:
    print("Waiting for the 1st execution to happen...")
    time.sleep(60)
    mon_executions = my_default_monitor.list_executions()

Inspeccionar una ejecución específica

En el paso anterior, recogió la última ejecución programada completada o fallida. Puede explorar lo que
salió bien o mal. Los estados terminales son:

• Completed: se completó la ejecución de la monitorización y no se encontraron problemas en el informe
de infracciones.

• CompletedWithViolations: se ha completado la ejecución, pero se han detectado infracciones de
restricciones.

• Failed: se ha producido un error en la ejecución de monitorización, posiblemente debido a un error de
cliente (por ejemplo, problemas de rol) o problemas de infraestructura. Para identificar la causa, consulte
FailureReason y ExitMessage.

latest_execution = mon_executions[-1] # latest execution's index is -1, previous is -2 and
 so on..
time.sleep(60)
latest_execution.wait(logs=False)

print("Latest execution status: {}".format(latest_execution.describe()
['ProcessingJobStatus']))
print("Latest execution result: {}".format(latest_execution.describe()['ExitMessage']))

latest_job = latest_execution.describe()
if (latest_job['ProcessingJobStatus'] != 'Completed'):
        print("====STOP==== \n No completed executions to inspect further. Please wait till
 an execution completes or investigate previously reported failures.")

report_uri=latest_execution.output.destination
print('Report Uri: {}'.format(report_uri))

Lista de informes generados
Enumerar los informes generadosUtilice el código siguiente para enumerar los informes generados.

from urllib.parse import urlparse
s3uri = urlparse(report_uri)
report_bucket = s3uri.netloc
report_key = s3uri.path.lstrip('/')
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print('Report bucket: {}'.format(report_bucket))
print('Report key: {}'.format(report_key))

s3_client = boto3.Session().client('s3')
result = s3_client.list_objects(Bucket=report_bucket, Prefix=report_key)
report_files = [report_file.get("Key") for report_file in result.get('Contents')]
print("Found Report Files:")
print("\n ".join(report_files))

Informe de infracciones
Si hay infracciones en comparación con la referencia, se generan en el informe de infracciones. Utilice el
código siguiente para enumerar las violaciones.

violations = my_default_monitor.latest_monitoring_constraint_violations()
pd.set_option('display.max_colwidth', -1)
constraints_df = pd.io.json.json_normalize(violations.body_dict["violations"])
constraints_df.head(10)

Esto solo se aplica a los conjuntos de datos que contienen datos tabulares. Los siguientes archivos de
esquema especifican las estadísticas calculadas y las infracciones monitorizadas.

Archivos de salida para conjuntos de datos tabulares

Nombre de archivo Descripción

statistics.json Contiene estadísticas en columnas para cada
característica del conjunto de datos que se analiza.
Consulte el esquema de este archivo en el tema
siguiente.

Note

Este archivo se crea sólo para la
supervisión de la calidad de los datos.

constraints_violations.json Contiene una lista de infracciones que se
encuentran en este conjunto de datos actual
en comparación con el archivo de estadísticas
de referencia y restricciones especificado en
las rutas de acceso baseline_constaints y
baseline_statistics.

LaContenedor preconstruido del Monitor de modelo de Amazon SageMaker (p. 2077)guarda un conjunto
de métricas de Amazon CloudWatch para cada característica de forma predeterminada.

El código del contenedor puede emitir métricas de CloudWatch en esta ubicación:/opt/ml/output/
metrics/cloudwatch.

Visualizar los resultados en Amazon SageMaker
Studio
También puede visualizar los resultados de la monitorización en Amazon SageMaker Studio. Puede ver los
detalles de cualquier trabajo de supervisión ejecutado y crear gráficos que muestren los valores de línea
base y capturados para cualquier métrica que calcule el trabajo de supervisión.
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Para ver los resultados detallados de un trabajo de supervisión

1. Inicie sesión en Studio. Para obtener más información, consulte Introducción a Amazon SageMaker
Studio (p. 40).

2. En el panel de navegación izquierdo, elija la opciónRegistros y componentesIcono ( ).
3. SeleccionarPuntos de enlace deEn el menú desplegable.

4. En la ficha Extremo, elija el tipo de supervisión para el que desea ver los detalles del trabajo.
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5. Seleccione el nombre de la ejecución del trabajo de supervisión para la que desea ver detalles de la
lista de trabajos de supervisión.

6. LaDETALLES DEL TRABAJO DE SUPERVISIÓNse abre con un informe detallado del trabajo de
supervisión.
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Puede crear un gráfico que muestre las métricas de línea base y capturadas para un período de tiempo.

Para crear un gráfico en SageMaker Studio para visualizar los resultados de supervisión

1. Inicie sesión en Studio. Para obtener más información, consulte Introducción a Amazon SageMaker
Studio (p. 40).

2. En el panel de navegación izquierdo, elija la opciónRegistros y componentesIcono ( ).
3. SeleccionarPuntos de enlace deEn el menú desplegable.
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4. En la páginaPunto de enlace, elija el tipo de supervisión para el que desea crear un gráfico. En este
ejemplo se muestra un gráfico para elCalidad del modeloTipo de monitorización.

5. SeleccionarAgregar gráfico.
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6. En la páginaGRÁFICO DE PROPIEDADES, elija el período de tiempo, la estadística y la métrica que
desea representar en el gráfico. En este ejemplo se muestra un gráfico para unPlazode1 semana,
elAverage (Media) Estadísticade, y elF1 Métrica.
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7. El gráfico que muestra la línea base y la estadística de métrica actual que eligió en el paso anterior se
muestra en el cuadroPunto de enlace.
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Temas avanzados
Las siguientes secciones contienen tareas más avanzadas que explican cómo personalizar la
monitorización mediante scripts de preprocesamiento y postprocesamiento, cómo crear su propio
contenedor y cómo usarAWS CloudFormationPara crear un programa de monitoreo.

Temas
• Personalizar la monitorización (p. 2087)
• Creación de una programación de monitorización con un recurso de AWS CloudFormation

personalizado (p. 2097)

Personalizar la monitorización
Además de utilizar los mecanismos de monitorización integrados, puede crear sus propios programas
y procedimientos de monitorización personalizados mediante scripts de preprocesamiento y
postprocesamiento o mediante el uso o la creación de su propio contenedor.

Temas
• Preprocesamiento y postprocesamiento (p. 2087)
• Utilice sus propios contenedores (p. 2090)

Preprocesamiento y postprocesamiento

Además de utilizar los mecanismos integrados, puede extender el código con los scripts de
preprocesamiento y postprocesamiento.

Temas
• Archivo de comandos de postprocesamiento (p. 2087)
• Archivo de comandos de preprocesamiento (p. 2088)

Archivo de comandos de postprocesamiento

Puede ampliar el código con el script de postprocesamiento siguiendo este contrato:
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def postprocess_handler():
    print("Hello from post-proc script!")

Especifíquelo como ruta en Amazon Simple Storage Service (Amazon S3) en
elCreateMonitoringSchedule, tal y como se muestra a continuación:

.MonitoringAppSpecification.PostAnalyticsProcessorSourceUri.

Archivo de comandos de preprocesamiento

El contenedor de Amazon SageMaker Model Monitor solo funciona con estructuras JSON tabulares o
aplanadas. Proporcionamos un preprocesador por registro para algunos pequeños cambios necesarios
para transformar el conjunto de datos. Por ejemplo, si la salida es una matriz [1,0, 2,1], debe convertir esto
en un JSON aplanado, como {«prediction0»: 1.0, «prediction1»: 2.1". Una implementación de ejemplo
tendría el siguiente aspecto:

def preprocess_handler(inference_record):
    input_data = inference_record.endpoint_input.data
    output_data = inference_record.endpoint_output.data.rstrip("\n")
    data = output_data + "," + input_data
    return { str(i).zfill(20) : d for i, d in enumerate(data.split(",")) }

Especifíquelo como una ruta de acceso en Amazon S3 en elCreateMonitoringScheduleSolicitud:

.MonitoringAppSpecification.RecordPreprocessorSourceUri.

La estructura del inference_record se define de la siguiente manera:

KEY_EVENT_METADATA = "eventMetadata"
KEY_EVENT_METADATA_EVENT_ID = "eventId"
KEY_EVENT_METADATA_EVENT_TIME = "inferenceTime"
KEY_EVENT_METADATA_CUSTOM_ATTR = "customAttributes"

KEY_EVENTDATA = "captureData"
KEY_EVENTDATA_INPUT = "endpointInput"
KEY_EVENTDATA_OUTPUT = "endpointOutput"
KEY_EVENTDATA_ENCODING = "encoding"
KEY_EVENTDATA_DATA = "data"
KEY_EVENTDATA_OBSERVED_CONTENT_TYPE = "observedContentType"
KEY_EVENTDATA_MODE = "mode"

KEY_EVENT_VERSION = "eventVersion"

"""
{
  "captureData": {
    "endpointInput": {
      "observedContentType": "text/csv",
      "mode": "INPUT",
      "data": "132,25,113.2,96,269.9,107,,0,0,0,0,0,0,1,0,1,0,0,1",
      "encoding": "CSV"
    },
    "endpointOutput": {
      "observedContentType": "text/csv; charset=utf-8",
      "mode": "OUTPUT",
      "data": "0.01076381653547287",
      "encoding": "CSV"
    }
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  },
  "eventMetadata": {
    "eventId": "feca1ab1-8025-47e3-8f6a-99e3fdd7b8d9",
    "inferenceTime": "2019-11-20T23:33:12Z"
  },
  "eventVersion": "0"
}
"""

class EventConfig:
    def __init__(self, endpoint, variant, start_time, end_time):
        self.endpoint = endpoint
        self.variant = variant
        self.start_time = start_time
        self.end_time = end_time

class EventMetadata:
    def __init__(self, event_metadata_dict):
        self.event_id = event_metadata_dict.get(KEY_EVENT_METADATA_EVENT_ID, None)
        self.event_time = event_metadata_dict.get(KEY_EVENT_METADATA_EVENT_TIME, None)
        self.custom_attribute =
 event_metadata_dict.get(KEY_EVENTDATA_OBSERVED_CONTENT_TYPE, None)
                                   

class EventData:
    def __init__(self, data_dict):
        self.encoding = data_dict.get(KEY_EVENTDATA_ENCODING, None)
        self.data = data_dict.get(KEY_EVENTDATA_DATA, None)
        self.observedContentType = data_dict.get(KEY_EVENTDATA_OBSERVED_CONTENT_TYPE, None)
        self.mode = data_dict.get(KEY_EVENTDATA_MODE, None)

    def as_dict(self):
        ret = {
            KEY_EVENTDATA_ENCODING: self.encoding,
            KEY_EVENTDATA_DATA: self.data,
            KEY_EVENTDATA_OBSERVED_CONTENT_TYPE: self.observedContentType,
        }
        return ret

class CapturedData:
    def __init__(self, event_dict):
        self.event_metadata = None
        self.endpoint_input = None
        self.endpoint_output = None
        self.event_version = None
        self.event_dict = event_dict
        self._event_dict_postprocessed = False
        if KEY_EVENT_METADATA in event_dict:
            self.event_metadata = EventMetadata(event_dict[KEY_EVENT_METADATA])
        if KEY_EVENTDATA in event_dict:
            if KEY_EVENTDATA_INPUT in event_dict[KEY_EVENTDATA]:
                self.endpoint_input = EventData(event_dict[KEY_EVENTDATA]
[KEY_EVENTDATA_INPUT])
            if KEY_EVENTDATA_OUTPUT in event_dict[KEY_EVENTDATA]:
                self.endpoint_output = EventData(event_dict[KEY_EVENTDATA]
[KEY_EVENTDATA_OUTPUT])
        if KEY_EVENT_VERSION in event_dict:
            self.event_version = event_dict[KEY_EVENT_VERSION]

    def as_dict(self):
        if self._event_dict_postprocessed is True:
            return self.event_dict
        if KEY_EVENTDATA in self.event_dict:
            if KEY_EVENTDATA_INPUT in self.event_dict[KEY_EVENTDATA]:
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                self.event_dict[KEY_EVENTDATA][KEY_EVENTDATA_INPUT] =
 self.endpoint_input.as_dict()
            if KEY_EVENTDATA_OUTPUT in self.event_dict[KEY_EVENTDATA]:
                self.event_dict[KEY_EVENTDATA][
                    KEY_EVENTDATA_OUTPUT
                ] = self.endpoint_output.as_dict()
        self._event_dict_postprocessed = True
        return self.event_dict

Utilice sus propios contenedores

El Monitor de modelos de Amazon SageMaker proporciona un contenedor prediseñado con capacidad de
analizar los datos capturados desde puntos de enlace para conjuntos de datos tabulares. Si desea traer su
propio contenedor, Model Monitor proporciona puntos de extensión que puede aprovechar.

Bajo el capó, cuando se crea unMonitoringScheduleEn última instancia, Model Monitor inicia los
trabajos de procesamiento. Por lo tanto, el contenedor debe estar al tanto del contrato de trabajo de
procesamiento documentado en el tema Crear su propio contenedor de procesamiento (escenario
avanzado) (p. 712). Tenga en cuenta que el Monitor de modelo inicia el trabajo de procesamiento en su
nombre según la programación. Al invocar, Monitor de modelo configura variables de entorno adicionales
para que su contenedor tenga suficiente contexto para procesar los datos para esa ejecución particular
de la monitorización programada. Para obtener información adicional sobre las entradas de contenedores,
consulte Entradas de contrato de contenedor (p. 2090).

En el contenedor, utilizando las variables de entorno/contexto anteriores, ahora puede analizar el conjunto
de datos para el período actual en su código personalizado. Una vez completado este análisis, puede optar
por emitir sus informes para ser cargados en un bucket de S3. Los informes que genera el contenedor
prefabricado se documentan enSalidas del contrato de contenedor (p. 2092). Si desea que la visualización
de los informes funcione en SageMaker Studio, debe seguir el mismo formato. También puede optar por
emitir informes completamente personalizados.

También emite métricas de CloudWatch desde el contenedor siguiendo las instrucciones deMétricas de
CloudWatch para llevar sus propios contenedores (p. 2096).

Temas
• Entradas de contrato de contenedor (p. 2090)
• Salidas del contrato de contenedor (p. 2092)
• Métricas de CloudWatch para llevar sus propios contenedores (p. 2096)

Entradas de contrato de contenedor

La plataforma de Monitor de modelos de Amazon SageMaker invoca el código de contenedor de acuerdo
con una programación especificada. Si elige escribir su propio código de contenedor, las siguientes
variables de entorno están disponibles para su código de contenedor. En este contexto, puede analizar el
conjunto de datos actual o evaluar las restricciones si decide emitir métricas, si procede.

"Environment": {
 "dataset_format": "{\"sagemakerCaptureJson\": {\"captureIndexNames\": [\"endpointInput\",
\"endpointOutput\"]}}",
 "dataset_source": "/opt/ml/processing/endpointdata",
 "end_time": "2019-12-01T16: 20: 00Z",
 "output_path": "/opt/ml/processing/resultdata",
 "publish_cloudwatch_metrics": "Disabled",
 "sagemaker_endpoint_name": "endpoint-name",
 "sagemaker_monitoring_schedule_name": "schedule-name",
 "start_time": "2019-12-01T15: 20: 00Z"
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}

Parámetros

Nombre del parámetro Descripción

dataset_format Para un trabajo iniciado a partir de un
MonitoringSchedule respaldado por un
Endpoint, esto es sageMakerCaptureJson
con los índices de captura endpointInput o
endpointOutput, o ambos.

dataset_source La ruta local en la que están disponibles los datos
correspondientes al período de monitorización,
según lo especificado por start_time y
end_time. En esta ruta, los datos están
disponibles en  /{endpoint-name}/{variant-
name}/yyyy/mm/dd/hh.

A veces descargamos más de lo que especifican
las horas de inicio y fin. Depende del código
contenedor analizar los datos según sea necesario.

output_path La ruta local para escribir informes de salida y
otros archivos. Debe especificar este parámetro en
la solicitud CreateMonitoringSchedule como
MonitoringOutputConfig.MonitoringOutput[0].LocalPath.
Se carga en la ruta de S3Uri especificada en
MonitoringOutputConfig.MonitoringOutput[0].S3Uri.

publish_cloudwatch_metrics Para un trabajo iniciado por
CreateMonitoringSchedule, este parámetro
se establece en Enabled. El contenedor puede
elegir escribir el archivo de salida de Amazon
CloudWatch en[filepath].

sagemaker_endpoint_name El nombre del Endpoint para el que se ha
iniciado este trabajo programado.

sagemaker_monitoring_schedule_name El nombre de la MonitoringSchedule que lanzó
este trabajo.

*sagemaker_endpoint_datacapture_prefix* El prefijo especificado en el parámetro
DataCaptureConfig de Endpoint. El
contenedor puede usar esto si necesita
acceder directamente a más datos de
los que ya ha descargado SageMaker en
ladataset_sourcepath.

start_time, end_time Se ejecuta la ventana de tiempo para este
análisis. Por ejemplo, para un trabajo programado
para ejecutarse a las 05:00 UTC y un trabajo
que se ejecuta el 20/02/2020, start_time:
es 2020-02-19T06:00:00Z y end_time: es
2020-02-20T05:00:00Z

baseline_constraints: La ruta local del archivo de restricción
de referencia especificado en 
BaselineConfig.ConstraintResource.S3Uri.
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Nombre del parámetro Descripción
Esto solo está disponible si este
parámetro se especificó en la solicitud
CreateMonitoringSchedule.

baseline_statistics La ruta de acceso local al archivo de
estadísticas de referencia especificado en
BaselineConfig.StatisticsResource.S3Uri.
Esto solo está disponible si este
parámetro se especificó en la solicitud
CreateMonitoringSchedule:

Salidas del contrato de contenedor

El contenedor puede analizar los datos disponibles en la ruta *dataset_source* y escribir informes en
la ruta en *output_path*. El código de contenedor puede escribir cualquier informe que se adapte a
sus necesidades.

Si utiliza la estructura y el contrato siguientes, SageMaker trata de forma especial determinados archivos
de salida en la visualización y la API. Esto se aplica únicamente a los datasets tabulares.

Archivos de salida para conjuntos de datos tabulares

Nombre de archivo Descripción

statistics.json Se espera que este archivo tenga estadísticas en
columnas para cada característica en el conjunto
de datos que se analiza. El esquema de este
archivo está disponible en la siguiente sección.

constraints.json Se espera que este archivo tenga las restricciones
en las características observadas. El esquema
de este archivo está disponible en la siguiente
sección.

constraints_violations.json Se espera que este archivo tenga la lista de
infracciones encontradas en este conjunto de
datos actual en comparación con el archivo
de estadísticas de referencia y restricciones
especificado en la ruta baseline_constaints y
baseline_statistics.

Además, si elpublish_cloudwatch_metricsEl valor es"Enabled"El código del contenedor puede
emitir métricas de Amazon CloudWatch en esta ubicación: /opt/ml/output/metrics/cloudwatch. El
esquema de estos archivos se describe en las secciones siguientes.

Temas
• Esquema para estadísticas (archivo statistics.json) (p. 2092)
• Esquema para restricciones (archivo constraints.json) (p. 2094)

Esquema para estadísticas (archivo statistics.json)

El esquema definido en el archivo statistics.json especifica los parámetros estadísticos que se van a
calcular para la referencia y los datos que se capturan. También configura el bucket que debe utilizar KLL,
un boceto de cuantiles muy compacto con esquema de compactación diferido.
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{
    "version": 0,
    # dataset level stats
    "dataset": {
        "item_count": number
    },
    # feature level stats
    "features": [
        {
            "name": "feature-name",
            "inferred_type": "Fractional" | "Integral",
            "numerical_statistics": {
                "common": {
                    "num_present": number,
                    "num_missing": number
                },
                "mean": number,
                "sum": number,
                "std_dev": number,
                "min": number,
                "max": number,
                "distribution": {
                    "kll": {
                        "buckets": [
                            {
                                "lower_bound": number,
                                "upper_bound": number,
                                "count": number
                            }
                        ],
                        "sketch": {
                            "parameters": {
                                "c": number,
                                "k": number
                            },
                            "data": [
                                [
                                    num,
                                    num,
                                    num,
                                    num
                                ],
                                [
                                    num,
                                    num
                                ][
                                    num,
                                    num
                                ]
                            ]
                        }#sketch
                    }#KLL
                }#distribution
            }#num_stats
        },
        {
            "name": "feature-name",
            "inferred_type": "String",
            "string_statistics": {
                "common": {
                    "num_present": number,
                    "num_missing": number
                },
                "distinct_count": number,
                "distribution": {
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                    "categorical": {
                         "buckets": [
                                {
                                    "value": "string",
                                    "count": number
                                }
                          ]
                     }
                }
            },
            #provision for custom stats
        }
    ]
}

Notes

• SageMaker reconoce las métricas especificadas en cambios de visualización posteriores. El
contenedor puede emitir más métricas en caso necesario.

• El boceto KLL es el boceto reconocido. Los contenedores personalizados pueden escribir su
propia representación, pero no los reconocerá SageMaker en las visualizaciones.

• Por defecto, la distribución se materializa en 10 buckets. No puede cambiar este valor.

Esquema para restricciones (archivo constraints.json)

Se utiliza un archivo constraints.json para expresar las restricciones que debe satisfacer un conjunto
de datos. Los contenedores de Monitor de modelos de Amazon SageMaker pueden utilizar el archivo
constraints.json para evaluar los conjuntos de datos. Los contenedores prefabricados proporcionan la
capacidad de generar automáticamente el archivo constraints.json para un conjunto de datos de base.
Si utiliza su propio contenedor, puede proporcionarle habilidades similares o puede crear el archivo
constraints.json de otra manera. Aquí está el esquema para el archivo de restricciones que utiliza el
contenedor precompilado. Trae sus propios contenedores puede adoptar el mismo formato o mejorarlo
según sea necesario.

{
  "version" : 0,

    "features": [
      {
          "name": "string",
          "inferred_type": "Integral" | "Fractional" | 
                    | "String" | "Unknown",
          "completeness": number, # denotes observed non-null value percentage
          "num_constraints" : {
            "is_non_negative": boolean,
          },
          "string_constraints" : {
             "domains": [
                  "list of",
                  "observed values",
                  "for small cardinality"
              ],
           },
           "monitoringConfigOverrides" : {
          
           }#monitoringConfigOverrides
      }#feature
  ]#features
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  # options to control monitoring for this feature with monitoring jobs
  # See the following table for notes on what each constraint is doing.
"monitoring_config": {
    "evaluate_constraints": "Enabled",
    "emit_metrics": "Enabled",
    "datatype_check_threshold": 0.1,
    "domain_content_threshold": 0.1,
    "distribution_constraints": {
        "perform_comparison": "Enabled",
        "comparison_threshold": 0.1,
        "comparison_method": "Simple"||"Robust"
    }
}}#schema

Limitaciones de supervisión

Constraint Descripción

evaluate_constraints Cuando está Enabled, evalúa si el conjunto de
datos actual que se está analizando satisface
las restricciones especificadas en el archivo
constraints.json tomado como referencia.

Valores válidos: Enabled o Disabled

Valor predeterminado: Enabled

emit_metrics CuandoEnabled, emite métricas de CloudWatch
para los datos contenidos en el archivo.

Valores válidos: Enabled o Disabled

Valor predeterminado: Enabled

datatype_check_threshold Si el umbral está por encima del valor del
datatype_check_threshold especificado, esto
provoca un error que se trata como una infracción
en el informe de infracciones. Si los tipos de datos
de la ejecución actual no son los mismos que en
el conjunto de datos de referencia, este umbral se
utiliza para evaluar si debe marcarse como una
infracción.

Durante el paso de línea base, las restricciones
generadas sugieren el tipo de datos
inferido para cada columna. El parámetro
datatype_check_threshold se puede
modificar para ajustar el umbral cuando se marca
como infracción.

Valores válidos: número flotante

Valor predeterminado: 0.1

domain_content_threshold Si hay más valores desconocidos para un campo
String en el conjunto de datos actual que en el
conjunto de datos de referencia, este umbral se
puede usar para dictar si necesita marcarse como
una infracción.

Valores válidos: número flotante
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Constraint Descripción
Valor predeterminado: 0.1

perform_comparison

Cuando está Enabled, este indicador indica al
código que realice una comparación de distribución
entre la distribución de referencia y la distribución
observada para el conjunto de datos actual.

Valores válidos: Enabled o Disabled

Valor predeterminado: Enabled

comparison_threshold

Si el umbral está por encima del valor establecido
para el comparison_threshold, esto provoca
un error que se trata como infracción en el informe
de infracción. La distancia se calcula obteniendo la
diferencia absoluta máxima entre las funciones de
distribución acumulativas de dos distribuciones.

Valores válidos: número flotante

Valor predeterminado: 0.1

distribution_constraints

comparison_method

Ya sea para calcular linf_simple o
linf_robust. El linf_simple se basa en la
diferencia absoluta máxima entre las funciones de
distribución acumulativas de dos distribuciones.
El cálculo de linf_robust se basa en
linf_simple, pero se utiliza cuando no hay
suficientes muestras. La fórmula linf_robust se
basa en la prueba de Kolmogorov-Smirnov de dos
muestras.

Valores válidos: linf_simple o linf_robust.

Métricas de CloudWatch para llevar sus propios contenedores

Si el archivo depublish_cloudwatch_metricsEl valor esEnableden laEnvironmenten el/opt/
ml/processing/processingjobconfig.jsonEl código del contenedor emite métricas de Amazon
CloudWatch en esta ubicación:/opt/ml/output/metrics/cloudwatch.

El esquema de este archivo se basa estrechamente CloudWatch elPutMetricsAPI. El espacio de
nombres no se especifica aquí. El valor predeterminado es /aws/sagemaker/Endpoint/data-
metrics. Sin embargo, puede especificar dimensiones. Le recomendamos que añada las dimensiones
Endpoint y MonitoringSchedule como mínimo.

{ 
    "MetricName": "", # Required
    "Timestamp": "2019-11-26T03:00:00Z", # Required
    "Dimensions" : [{"Name":"Endpoint","Value":"endpoint_0"},
{"Name":"MonitoringSchedule","Value":"schedule_0"}]
    "Value": Float,
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    # Either the Value or the StatisticValues field can be populated and not both.
    "StatisticValues": {
        "SampleCount": Float,
        "Sum": Float,
        "Minimum": Float,
        "Maximum": Float
    },
    "Unit": "Count", # Optional
}

Creación de una programación de monitorización con un recurso
de AWS CloudFormation personalizado
Para utilizar AWS CloudFormation para crear una programación de monitorización, utilice un recurso
personalizado de AWS CloudFormation. El recurso personalizado está en Python. Para implementarlo,
consulte la implementación de Python Lambda.

Recurso personalizado

Comience agregando un recurso personalizado a la plantilla de AWS CloudFormation. Esto apunta a
unAWS LambdaCree en el siguiente paso.

Este recurso le permite personalizar los parámetros de la programación de monitorización. Puede agregar
o quitar más parámetros modificando la propiedadAWS CloudFormationy la función Lambda en el siguiente
recurso de ejemplo.

{
    "AWSTemplateFormatVersion": "2010-09-09",
    "Resources": {
        "MonitoringSchedule": {
            "Type": "Custom::MonitoringSchedule",
            "Version": "1.0",
            "Properties": {
                "ServiceToken": "arn:aws:lambda:us-west-2:111111111111:function:lambda-
name",
                "ScheduleName": "YourScheduleName",
                "EndpointName": "YourEndpointName",
                "BaselineConstraintsUri": "s3://your-baseline-constraints/
constraints.json",
                "BaselineStatisticsUri": "s3://your-baseline-stats/statistics.json",
                "PostAnalyticsProcessorSourceUri": "s3://your-post-processor/
postprocessor.py",
                "RecordPreprocessorSourceUri": "s3://your-preprocessor/preprocessor.py",
                "InputLocalPath": "/opt/ml/processing/endpointdata",
                "OutputLocalPath": "/opt/ml/processing/localpath",
                "OutputS3URI": "s3://your-output-uri",
                "ImageURI": "111111111111.dkr.ecr.us-west-2.amazonaws.com/your-image",
                "ScheduleExpression": "cron(0 * ? * * *)",
                "PassRoleArn": "arn:aws:iam::111111111111:role/AmazonSageMaker-
ExecutionRole"
            }
        }
    }
}

Código de recurso personalizado de Lambda

EsteAWS CloudFormationEl recurso personalizado utiliza elAsistente de recursos personalizados AWSLa
biblioteca, que puede instalar con pip usandopip install crhelper.
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AWS CloudFormation invoca esta función Lambda durante la creación y eliminación de la pila. Esta función
Lambda es responsable de crear y eliminar la programación de monitorización y utilizar los parámetros
definidos en el recurso personalizado descrito en la sección anterior.

import boto3
import botocore
import logging

from crhelper import CfnResource
from botocore.exceptions import ClientError

logger = logging.getLogger(__name__)
sm = boto3.client('sagemaker')

# cfnhelper makes it easier to implement a CloudFormation custom resource
helper = CfnResource()

# CFN Handlers

def handler(event, context):
    helper(event, context)

@helper.create
def create_handler(event, context):
    """
    Called when CloudFormation custom resource sends the create event
    """
    create_monitoring_schedule(event)

@helper.delete
def delete_handler(event, context):
    """
    Called when CloudFormation custom resource sends the delete event
    """
    schedule_name = get_schedule_name(event)
    delete_monitoring_schedule(schedule_name)

@helper.poll_create
def poll_create(event, context):
    """
    Return true if the resource has been created and false otherwise so
    CloudFormation polls again.
    """
    schedule_name = get_schedule_name(event)
    logger.info('Polling for creation of schedule: %s', schedule_name)
    return is_schedule_ready(schedule_name)

@helper.update
def noop():
    """
    Not currently implemented but crhelper will throw an error if it isn't added
    """
    pass

# Helper Functions

def get_schedule_name(event):
    return event['ResourceProperties']['ScheduleName']

def create_monitoring_schedule(event):
    schedule_name = get_schedule_name(event)
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    monitoring_schedule_config = create_monitoring_schedule_config(event)

    logger.info('Creating monitoring schedule with name: %s', schedule_name)

    sm.create_monitoring_schedule(
        MonitoringScheduleName=schedule_name,
        MonitoringScheduleConfig=monitoring_schedule_config)

def is_schedule_ready(schedule_name):
    is_ready = False

    schedule = sm.describe_monitoring_schedule(MonitoringScheduleName=schedule_name)
    status = schedule['MonitoringScheduleStatus']

    if status == 'Scheduled':
        logger.info('Monitoring schedule (%s) is ready', schedule_name)
        is_ready = True
    elif status == 'Pending':
        logger.info('Monitoring schedule (%s) still creating, waiting and polling
 again...', schedule_name)
    else:
        raise Exception('Monitoring schedule ({}) has unexpected status:
 {}'.format(schedule_name, status))

    return is_ready

def create_monitoring_schedule_config(event):
    props = event['ResourceProperties']

    return {
        "ScheduleConfig": {
            "ScheduleExpression": props["ScheduleExpression"],
        },
        "MonitoringJobDefinition": {
            "BaselineConfig": {
                "ConstraintsResource": {
                    "S3Uri": props['BaselineConstraintsUri'],
                },
                "StatisticsResource": {
                    "S3Uri": props['BaselineStatisticsUri'],
                }
            },
            "MonitoringInputs": [
                {
                    "EndpointInput": {
                        "EndpointName": props["EndpointName"],
                        "LocalPath": props["InputLocalPath"],
                    }
                }
            ],
            "MonitoringOutputConfig": {
                "MonitoringOutputs": [
                    {
                        "S3Output": {
                            "S3Uri": props["OutputS3URI"],
                            "LocalPath": props["OutputLocalPath"],
                        }
                    }
                ],
            },
            "MonitoringResources": {
                "ClusterConfig": {
                    "InstanceCount": 1,
                    "InstanceType": "ml.t3.medium",
                    "VolumeSizeInGB": 50,
                }
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            },
            "MonitoringAppSpecification": {
                "ImageUri": props["ImageURI"],
                "RecordPreprocessorSourceUri": props['PostAnalyticsProcessorSourceUri'],
                "PostAnalyticsProcessorSourceUri":
 props['PostAnalyticsProcessorSourceUri'],
            },
            "StoppingCondition": {
                "MaxRuntimeInSeconds": 300
            },
            "RoleArn": props["PassRoleArn"],
        }
    }

def delete_monitoring_schedule(schedule_name):
    logger.info('Deleting schedule: %s', schedule_name)
    try:
        sm.delete_monitoring_schedule(MonitoringScheduleName=schedule_name)
    except ClientError as e:
        if e.response['Error']['Code'] == 'ResourceNotFound':
            logger.info('Resource not found, nothing to delete')
        else:
            logger.error('Unexpected error while trying to delete monitoring schedule')
            raise e

Registro e implementación de modelos con registro
de modelos

Con el registro de modelo de SageMaker puede hacer lo siguiente:

• Modelos de catálogo para producción.
• Administre versiones de modelo.
• Asocie metadatos, como métricas de formación, con un modelo.
• Administre el estado de aprobación de un modelo.
• Implementación de modelos en producción.
• Automatice la implementación de modelos con CI/CD.

Catalogue modelos mediante la creación de grupos de paquetes de modelos que contengan diferentes
versiones de un modelo. Puede crear un grupo de modelos que realice un seguimiento de todos los
modelos que se entrena para resolver un problema concreto. A continuación, puede registrar cada modelo
que se entrena y el registro de modelos lo agrega al grupo de modelos como una nueva versión de
modelo. Un flujo de trabajo típico tendría el siguiente aspecto:

• Cree un grupo de modelo.
• Cree una canalización ML que entrene un modelo. Para obtener información acerca de las

canalizaciones de SageMaker, consulteCrear y administrar canalizaciones de SageMaker (p. 2309).
• Para cada ejecución de la canalización ML, cree una versión de modelo que registre en el grupo de

modelos que creó en el primer paso.

En los siguientes temas se muestra cómo utilizar el registro de modelo.

Temas
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• Creación de un grupo de modelos (p. 2101)
• Registro de una versión de modelo (p. 2104)
• Ver grupos y versiones de modelos (p. 2105)
• Ver los detalles de una versión de modelo (p. 2107)
• Actualización del estado de aprobación de un modelo (p. 2110)
• Implementación de un modelo en el registro (p. 2114)
• Implementar una versión de modelo desde una cuenta diferente (p. 2115)
• Ver el historial de implementación de un modelo (p. 2117)

Creación de un grupo de modelos
Un grupo de modelos contiene un grupo de modelos versionados. Cree un grupo de modelos mediante la
opciónAWS SDK for Python (Boto3)o en SageMaker Studio.

Creación de un grupo de paquetes de modelos (Boto3)
Para crear un grupo de modelos mediante Boto3, llame al métodocreate_model_package_groupy
especifique un nombre y una descripción como parámetros. En el siguiente ejemplo se muestra cómo
crear un grupo de modelo. La respuesta delcreate_model_package_groupLa llamada es el nombre de
recurso de Amazon (ARN) del nuevo grupo de paquetes de modelo.

Primero, importe los paquetes necesarios y configure el cliente SageMaker Boto3.

import time
import os
from sagemaker import get_execution_role, session
import boto3

region = boto3.Session().region_name

role = get_execution_role()

sm_client = boto3.client('sagemaker', region_name=region)

Cree ahora el grupo de modelo.

import time
model_package_group_name = "scikit-iris-detector-" + str(round(time.time()))
model_package_group_input_dict = {
 "ModelPackageGroupName" : model_package_group_name,
 "ModelPackageGroupDescription" : "Sample model package group"
}

create_model_pacakge_group_response =
 sm_client.create_model_package_group(**model_package_group_input_dict)
print('ModelPackageGroup Arn :
 {}'.format(create_model_pacakge_group_response['ModelPackageGroupArn']))

Creación de un grupo de paquetes de modelos (SageMaker
Studio)
Para crear un grupo de modelo en SageMaker Studio, siga los pasos que se describen a continuación.
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1. Inicie sesión en Studio. Para obtener más información, consulte Introducción a Amazon SageMaker
Studio (p. 40).

2. En el panel de navegación izquierdo, elija la opciónComponentes y registrosIcono ( ).
3. SeleccionarRegistro de modelos.

4. SeleccionarCrear un grupo de modelo.

2102



Amazon SageMaker Developer Guide
Creación de un grupo de modelos

5. En el navegadorCrear nuevo grupo de modelos, escriba la siguiente información:

• ParaNombre, escriba el nombre del nuevo grupo de modelos.
• (Opcional) ParaDescripción, escriba una descripción del grupo de modelos.
• (Opcional) ParaEtiquetasIntroduzca los pares clave-valor que desea asociar con

el grupo de modelo. Para obtener más información sobre el uso de etiquetas,
consulteEtiquetadoAWSrecursosen laAWSReferencia general de.

• (Opcional) ParaProyecto de, elija un proyecto con el que asociar el grupo de modelos. Para
obtener más información sobre los proyectos, consulteAutomatice MLOPs con proyectos de
SageMaker (p. 2341).

6. SeleccionarCrear un grupo de modelo.
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Registro de una versión de modelo
Registre un modelo creando una versión de modelo que especifique el grupo de modelos al que pertenece.
Una versión de modelo debe incluir tanto los artefactos del modelo (los pesos entrenados de un modelo)
como el código de inferencia del modelo. Cree una versión de modelo mediante la herramientaAWS SDK
for Python (Boto3)o creando un paso en una canalización de construcción del modo SageMaker.

Registrar una versión de modelo (SageMaker Pipelines)
Para registrar una versión de modelo mediante una canalización de construcción de modelos
de SageMaker, cree unRegisterModelpaso en tu canalización. Para obtener información
acerca de la creaciónRegisterModelcomo parte de una canalización, consulteDefinición de una
canalización (p. 2310).

Registro de una versión de modelo (Boto3)
Para registrar una versión de modelo mediante Boto3, llame al métodocreate_model_packageMétodo
de.
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En primer lugar, se configura el diccionario de parámetros para pasar a
lacreate_model_packageMétodo de.

modelpackage_inference_specification =  {
    "InferenceSpecification": {
      "Containers": [
         {
            "Image": '257758044811.dkr.ecr.us-east-2.amazonaws.com/sagemaker-
xgboost:1.2-1',
         }
      ],
      "SupportedContentTypes": [ "text/csv" ],
      "SupportedResponseMIMETypes": [ "text/csv" ],
   }
 }

# Specify the model data
modelpackage_inference_specification["InferenceSpecification"]["Containers"][0]
["ModelDataUrl"]=model_url

create_model_package_input_dict = {
    "ModelPackageGroupName" : model_package_group_name,
    "ModelPackageDescription" : "Model to detect 3 different types of irises (Setosa,
 Versicolour, and Virginica)",
    "ModelApprovalStatus" : "PendingManualApproval"
}
create_model_package_input_dict.update(modelpackage_inference_specification)

Luego llame a lacreate_model_package, pasando el diccionario de parámetros que acaba de
configurar.

create_mode_package_response =
 sm_client.create_model_package(**create_model_package_input_dict)
model_package_arn = create_mode_package_response["ModelPackageArn"]
print('ModelPackage Version ARN : {}'.format(model_package_arn))

Ver grupos y versiones de modelos
Los grupos de modelos y las versiones le ayudan a organizar sus modelos. Puede ver una lista de las
versiones de modelo en un grupo de modelos.

Ver una lista de versiones de modelo en un grupo
Puede ver todas las versiones de modelo asociadas a un grupo de modelos. Si un grupo de modelos
representa todos los modelos que se entrena para solucionar un problema de ML específico, puede ver
todos esos modelos relacionados.

Ver una lista de versiones de modelo en un grupo (Boto3)

Para ver las versiones de modelo asociadas a un grupo de modelos mediante Boto3, llame al
métodolist_model_packagesy pasar el nombre del grupo de modelos como el valor de la
propiedadModelPackageGroupNameParámetro de. En el siguiente código se enumeran las versiones
de modelo asociadas al grupo de modelos creado enCreación de un grupo de paquetes de modelos
(Boto3) (p. 2101).

sm_client.list_model_packages(ModelPackageGroupName=model_package_group_name)
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Ver una lista de versiones de modelo en un grupo (SageMaker Studio)

Para ver una lista de las versiones de modelo de un grupo de modelos, siga los pasos siguientes.

1. Inicie sesión en Studio. Para obtener más información, consulte Introducción a Amazon SageMaker
Studio (p. 40).

2. En el panel de navegación izquierdo, elija la opciónComponentes y registrosIcono ( ).
3. SeleccionarRegistro de modelos.

4. En la lista de grupos de modelos, elija el grupo de modelos que desee ver.
5. Aparecerá una nueva ficha con una lista de las versiones de modelo en el grupo de modelos, como se

muestra a continuación.
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Ver los detalles de una versión de modelo
Puede ver los detalles de una versión de modelo específica utilizando la herramientaAWS SDK for Python
(Boto3)o utilizando SageMaker Studio.

Ver los detalles de una versión de modelo (Boto3)
Para ver los detalles de una versión de modelo mediante Boto3, siga los pasos siguientes.

1. Llame alist_model_packagespara ver las versiones del modelo en un grupo de modelos.

sm_client.list_model_packages(ModelPackageGroupName="ModelGroup1")

La respuesta es una lista de resúmenes de paquetes de modelos. En esta lista se puede obtener el
nombre de recurso de Amazon (ARN) de las versiones de modelo.

{'ModelPackageSummaryList': [{'ModelPackageGroupName': 'AbaloneMPG-16039329888329896',
   'ModelPackageVersion': 1,
   'ModelPackageArn': 'arn:aws:sagemaker:us-east-2:123456789012:model-package/
ModelGroup1/1',
   'ModelPackageDescription': 'TestMe',
   'CreationTime': datetime.datetime(2020, 10, 29, 1, 27, 46, 46000, tzinfo=tzlocal()),
   'ModelPackageStatus': 'Completed',
   'ModelApprovalStatus': 'Approved'}],
 'ResponseMetadata': {'RequestId': '12345678-abcd-1234-abcd-aabbccddeeff',
  'HTTPStatusCode': 200,
  'HTTPHeaders': {'x-amzn-requestid': '12345678-abcd-1234-abcd-aabbccddeeff',
   'content-type': 'application/x-amz-json-1.1',
   'content-length': '349',
   'date': 'Mon, 23 Nov 2020 04:56:50 GMT'},
  'RetryAttempts': 0}}

2. Llame adescribe_model_packagePara ver los detalles de la versión del modelo. Pasas el ARN de
una versión de modelo que obtuviste en la salida de la llamada alist_model_packages.

sm_client.describe_model_package(ModelPackageName="arn:aws:sagemaker:us-
east-2:123456789012:model-package/ModelGroup1/1")

El resultado de esta llamada es un objeto JSON con los detalles de la versión del modelo.

{'ModelPackageGroupName': 'ModelGroup1',
 'ModelPackageVersion': 1,
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 'ModelPackageArn': 'arn:aws:sagemaker:us-east-2:123456789012:model-package/
ModelGroup/1',
 'ModelPackageDescription': 'Test Model',
 'CreationTime': datetime.datetime(2020, 10, 29, 1, 27, 46, 46000, tzinfo=tzlocal()),
 'InferenceSpecification': {'Containers': [{'Image': '257758044811.dkr.ecr.us-
east-2.amazonaws.com/sagemaker-xgboost:1.0-1-cpu-py3',
    'ImageDigest':
 'sha256:99fa602cff19aee33297a5926f8497ca7bcd2a391b7d600300204eef803bca66',
    'ModelDataUrl': 's3://sagemaker-us-east-2-123456789012/ModelGroup1/
pipelines-0gdonccek7o9-AbaloneTrain-stmiylhtIR/output/model.tar.gz'}],
  'SupportedTransformInstanceTypes': ['ml.m5.xlarge'],
  'SupportedRealtimeInferenceInstanceTypes': ['ml.t2.medium', 'ml.m5.xlarge'],
  'SupportedContentTypes': ['text/csv'],
  'SupportedResponseMIMETypes': ['text/csv']},
 'ModelPackageStatus': 'Completed',
 'ModelPackageStatusDetails': {'ValidationStatuses': [],
  'ImageScanStatuses': []},
 'CertifyForMarketplace': False,
 'ModelApprovalStatus': 'PendingManualApproval',
 'LastModifiedTime': datetime.datetime(2020, 10, 29, 1, 28, 0, 438000,
 tzinfo=tzlocal()),
 'ResponseMetadata': {'RequestId': '12345678-abcd-1234-abcd-aabbccddeeff',
  'HTTPStatusCode': 200,
  'HTTPHeaders': {'x-amzn-requestid': '212345678-abcd-1234-abcd-aabbccddeeff',
   'content-type': 'application/x-amz-json-1.1',
   'content-length': '1038',
   'date': 'Mon, 23 Nov 2020 04:59:38 GMT'},
  'RetryAttempts': 0}}

Ver los detalles de una versión de modelo (SageMaker Studio)
Para ver los detalles de una versión de modelo en SageMaker Studio, siga los pasos siguientes.

1. Inicie sesión en Studio. Para obtener más información, consulte Introducción a Amazon SageMaker
Studio (p. 40).

2. En el panel de navegación izquierdo, elija la opciónComponentes y registrosIcono ( ).
3. SeleccionarRegistro de modelos.
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4. En la lista de grupos de modelos, haga doble clic en el grupo de modelos que desea ver.
5. Aparecerá una nueva ficha con una lista de las versiones del modelo en el grupo de modelos.

6. En la lista de versiones de modelo, haga doble clic en la versión de modelo para la que desea ver
detalles.

7. En la ficha Versión de modelo que se abre, elija una de las siguientes opciones para ver detalles
acerca de la versión del modelo:
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• Actividad: muestra eventos para la versión del modelo, como actualizaciones de estado de
aprobación.

• Métricas: muestra las métricas de calidad del modelo. Para que aparezcan las métricas, debe
habilitar la captura de datos para su modelo mediante SageMaker Model Monitor. Para obtener más
información sobre la captura de datos, consulteCapturar datos (p. 2073).

• Configuración: muestra información como el proyecto al que está asociada la versión del modelo, la
canalización que generó el modelo, el grupo de modelos y la ubicación del modelo en Amazon S3.

Actualización del estado de aprobación de un modelo
Después de crear una versión de modelo, normalmente desea evaluar su rendimiento antes de
implementarla en un extremo de producción. Si cumple sus requisitos, puede actualizar el estado
de aprobación de la versión del modelo aApproved. Estableciendo el estado enApprovedpuede
desencadenar la implementación de CI/CD para el modelo. Si la versión del modelo no cumple sus
requisitos, puede actualizar el estado de aprobación aRejected.

Puede actualizar manualmente el estado de aprobación de una versión de modelo después de registrarla,
o puede crear un paso de condición para evaluar el modelo al crear una canalización de SageMaker. Para
obtener más información acerca de cómo crear un paso de condición en una canalización de SageMaker,
consultePasos de tubería (p. 2288).

Cuando utiliza una de las plantillas de proyecto proporcionadas por SageMaker y cambia el estado de
aprobación de una versión de modelo, se produce la siguiente acción. Sólo se muestran las transiciones
válidas.

• PendingManualApprovalDe aApproved— Desencadena la implementación de CI/CD para la versión
del modelo aprobado

• PendingManualApprovalDe aRejected— Sin acción
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• RejectedDe aApproved— Desencadena la implementación de CI/CD para la versión del modelo
aprobado

• ApprovedDe aRejected— Activa CI/CD para implementar la última versión del modelo con
unApprovedstatus

Puede actualizar el estado de aprobación de una versión de modelo mediante la herramientaAWS SDK
for Python (Boto3)o utilizando SageMaker Studio. También puede actualizar el estado de aprobación de
una versión de modelo como parte de un paso de condición en una canalización de SageMaker. Para
obtener información sobre el uso de un paso de aprobación de modelo en una canalización de SageMaker,
consulteDescripción general de canalizaciones de SageMaker (p. 2284).

Actualización del estado de homologación de un modelo (Boto3)
Cuando creó la versión del modelo enRegistro de una versión de modelo (p. 2104), establece la
propiedadModelApprovalStatusDe aPendingManualApproval. Para actualizar el estado de
aprobación del modelo, llame aupdate_model_package. Tenga en cuenta que puede automatizar este
proceso escribiendo código que, por ejemplo, establezca el estado de aprobación de un modelo en función
del resultado de una evaluación de alguna medida del rendimiento del modelo. También puede crear un
paso en una canalización que implemente automáticamente una nueva versión del modelo cuando se
aprueba. El siguiente fragmento de código muestra cómo cambiar manualmente el estado de aprobación
aApproved.

model_package_update_input_dict = {
    "ModelPackageArn" : model_package_arn,
    "ModelApprovalStatus" : "Approved"
}
model_package_update_response =
 sm_client.update_model_package(**model_package_update_input_dict)

Actualización del estado de aprobación de un modelo
(SageMaker Studio)
El siguiente procedimiento muestra cómo cambiar manualmente el estado de aprobación deApprovedDe
aRejected.

1. Inicie sesión en Studio. Para obtener más información, consulte Introducción a Amazon SageMaker
Studio (p. 40).

2. En el panel de navegación izquierdo, elija la opciónComponentes y registrosIcono ( ).
3. SeleccionarRegistro de modelos.
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4. En la lista de grupos de modelos, elija el grupo de modelos que desee ver. Se abre una nueva pestaña
con una lista de las versiones de modelo del grupo.

5. En la lista de versiones de modelo, haga clic con el botón derecho en la versión del modelo que desea
actualizar y elijaActualizar estado de versión del modelo.

2112



Amazon SageMaker Developer Guide
Actualizar estado de aprobación del modelo

6. En el navegadorActualizar estado de versión del modelo, paraEstadoelijaRechazadaHaga clic en y
luego enActualice el estado.
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Implementación de un modelo en el registro
Después de registrar una versión de modelo y aprobarla para su implementación, impleméntela en un
extremo de SageMaker para obtener una inferencia en tiempo real.

Al crear un proyecto MLOPs y elegir una plantilla de proyecto MLOPs que incluya la implementación del
modelo, las versiones de modelo aprobadas en el registro de modelos se implementan automáticamente
en producción. Para obtener más información acerca del uso de los proyectos MLOPs de SageMaker,
consulteAutomatice MLOPs con proyectos de SageMaker (p. 2341).

Implementar un modelo en el Registro (Boto3)
Para implementar una versión de modelo, siga los pasos que se describen a continuación:

1. Cree un objeto modelo a partir de la versión del modelo llamando acreate_model, pasando el
nombre de recurso de Amazon (ARN) de la versión del modelo como contenedor principal del
objeto de modelo. El siguiente fragmento de código supone que ya ha creado el cliente SageMaker
Boto3sm_client, y que ya ha creado una versión de modelo con un ARN que ha almacenado en una
variable llamadamodel_version_arn.

model_name = 'DEMO-modelregistry-model-' + strftime("%Y-%m-%d-%H-%M-%S", gmtime())
print("Model name : {}".format(model_name))
primary_container = {
    'ModelPackageName': model_version_arn,
}
create_model_respose = sm_client.create_model(
    ModelName = model_name,
    ExecutionRoleArn = role,
    PrimaryContainer = primary_container
)
print("Model arn : {}".format(create_model_respose["ModelArn"]))

2. Cree una configuración de punto de enlace llamando acreate_endpoint_config. La configuración
de punto de enlace especifica el número y el tipo de instancias Amazon EC2 que debe utilizar para el
punto de enlace.

endpoint_config_name = 'DEMO-modelregistry-EndpointConfig-' + strftime("%Y-%m-%d-%H-%M-
%S", gmtime())
print(endpoint_config_name)
create_endpoint_config_response = sm_client.create_endpoint_config(
    EndpointConfigName = endpoint_config_name,
    ProductionVariants=[{
        'InstanceType':'ml.m4.xlarge',
        'InitialVariantWeight':1,
        'InitialInstanceCount':1,
        'ModelName':model_name,
        'VariantName':'AllTraffic'}])

3. Cree el punto de enlace llamando acreate_endpoint.

endpoint_name = 'DEMO-modelregistry-endpoint-' + strftime("%Y-%m-%d-%H-%M-%S",
 gmtime())
print("EndpointName={}".format(endpoint_name))

create_endpoint_response = sm_client.create_endpoint(
    EndpointName=endpoint_name,
    EndpointConfigName=endpoint_config_name)
print(create_endpoint_response['EndpointArn'])
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Implementar una versión de modelo desde una cuenta
diferente
Habilite unAWSpara implementar versiones de modelo que se crearon en una cuenta diferente agregando
una directiva de recursos entre cuentas. Por ejemplo, un equipo de su organización puede ser responsable
de los modelos de formación y otro equipo es responsable de implementar y actualizar modelos. Al crear
directivas de recursos, se aplica la directiva al recurso al que desea conceder acceso. Para obtener más
información acerca de las políticas de recurso entre cuentas enAWS, consulteLógica de evaluación de
políticas entre cuentasen laAWS Identity and Access ManagementGuía del usuario de.

Para habilitar la implementación de modelos entre cuentas en SageMaker, debe proporcionar una política
de recursos entre cuentas para el grupo de modelos que contiene las versiones de modelo que desea
implementar, el repositorio de Amazon ECR donde reside la imagen de inferencia del grupo de modelos
y el bucket de Amazon S3 donde se encuentran las versiones de modelo Almacenado. En el ejemplo
siguiente se crean directivas entre cuentas para los tres recursos y se aplican las políticas a los recursos.

import json

# cross account id to grant access to
cross_account_id = "123456789012"

# 1. Create policy for access to the ECR repository
ecr_repository_policy = {
    'Version': '2012-10-17',
    'Statement': [{
        'Sid': 'AddPerm',
        'Effect': 'Allow',
        'Principal': {
            'AWS': f'arn:aws:iam::{cross_account_id}:root'
        },
        'Action': ['ecr:*']
    }]
}

# Convert the ECR policy from JSON dict to string
ecr_repository_policy = json.dumps(ecr_repository_policy)

# Set the new ECR policy
ecr = boto3.client('ecr')
respose = ecr.set_repository_policy(
    registryId = account,
    repositoryName = 'decision-trees-sample',
    policyText = ecr_repository_policy
)

# 2. Create policy for access to the S3 bucket
bucket_policy = {
    'Version': '2012-10-17',
    'Statement': [{
        'Sid': 'AddPerm',
        'Effect': 'Allow',
        'Principal': {
            'AWS': f'arn:aws:iam::{cross_account_id}:root'
        },
        'Action': 's3:*',
        'Resource': f'arn:aws:s3:::{bucket}/*'
    }]
}

# Convert the policy from JSON dict to string
bucket_policy = json.dumps(bucket_policy)
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# Set the new policy
s3 = boto3.client('s3')
respose = s3.put_bucket_policy(
    Bucket = bucket,
    Policy = bucket_policy)

# 3. Create policy for access to the ModelPackageGroup
model_pacakge_group_policy = {
    'Version': '2012-10-17',
    'Statement': [{
        'Sid': 'AddPermModelPackageGroup',
        'Effect': 'Allow',
        'Principal': {
            'AWS': f'arn:aws:iam::{cross_account_id}:root'
        },
        'Action': ['sagemaker:DescribeModelPackageGroup'],
        'Resource': f'arn:aws:sagemaker:{region}:{account}:model-package-group/
{model_package_group_name}'
    },{
        'Sid': 'AddPermModelPackageVersion',
        'Effect': 'Allow',
        'Principal': {
            'AWS': f'arn:aws:iam::{cross_account_id}:root'
        },
        'Action': ["sagemaker:DescribeModelPackage",
                   "sagemaker:ListModelPackages",
                   "sagemaker:UpdateModelPackage",
                   "sagemaker:CreateModel"],
        'Resource': f'arn:aws:sagemaker:{region}:{account}:model-package/
{model_package_group_name}/*'
    }]
}

# Convert the policy from JSON dict to string
model_pacakge_group_policy = json.dumps(model_pacakge_group_policy)

# Set the new policy
respose = sm_client.put_model_package_group_policy(
    ModelPackageGroupName = model_package_group_name,
    ResourcePolicy = model_pacakge_group_policy)

print('ModelPackageGroupArn :
 {}'.format(create_model_pacakge_group_response['ModelPackageGroupArn']))
print("First Versioned ModelPackageArn: " + model_package_arn)
print("Second Versioned ModelPackageArn: " + model_package_arn2)

print("Success! You are all set to proceed for cross account deployment.")

En el ejemplo se supone que ha definido previamente las siguientes variables:

• account- La cuenta de la persona que llama autenticada.
• bucketEl bucket de S3 en el que se almacenan las versiones de modelo.
• sm_client- Un cliente de SageMaker Boto3.
• model_package_group_nameEl grupo de modelo al que desea conceder acceso.

Para poder implementar un modelo que se creó en una cuenta diferente, el usuario debe tener un rol que
tenga acceso a las acciones de SageMaker, como un rol conAmazonSageMakerFullAccesspolítica
administrada. Para obtener más información acerca de las políticas administradas de SageMaker,
consulteAWSPolíticas gestionadas para Amazon SageMaker (p. 2597).
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Ver el historial de implementación de un modelo
Vea las implementaciones de una versión de modelo de SageMaker Studio abriendo la pestaña
correspondiente a esa versión de modelo.

Ver el historial de implementaciones para una versión de modelo

1. Inicie sesión en Studio. Para obtener más información, consulte Introducción a Amazon SageMaker
Studio (p. 40).

2. En el panel de navegación izquierdo, elija la opciónComponentes y registrosIcono ( ).
3. SeleccionarRegistro de modelos.

4. En la lista de grupos de modelos, elija el grupo de modelos que desee ver.
5. Aparecerá una nueva ficha con una lista de las versiones del modelo en el grupo de modelos.
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6. En la lista de versiones de modelo, haga doble clic en la versión de modelo para la que desea ver
detalles.

7. En la pestaña Versión de modelo que se abre, elijaActividad. Las implementaciones para la versión del
modelo aparecen como eventos en la lista de actividades con unTipo de eventodeImplementación de
modelos.
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Compile e implemente modelos con Neo
Neo es una capacidad de Amazon SageMaker que permite que los modelos de aprendizaje automático
entrenen una sola vez y se ejecuten en cualquier lugar, tanto en la nube como en el borde.

Si utiliza por primera vez SageMaker Neo, le recomendamos que consulte laIntroducción a los dispositivos
EdgePara obtener instrucciones paso a paso sobre cómo compilar e implementar en un dispositivo de
borde.

¿Qué es SageMaker Neo?
Generalmente, la optimización de modelos de aprendizaje automático para inferencias en varias
plataformas resulta difícil ya que se tienen que ajustar a mano los modelos para la configuración específica
de hardware y software de cada plataforma. Si desea obtener un rendimiento de nivel óptimo para una
carga de trabajo determinada, tiene que conocer el conjunto de instrucciones de la arquitectura de
hardware, los patrones de acceso de memoria y las formas de datos de entrada, entre otros factores. Para
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el desarrollo de software tradicional, las herramientas tales como compiladores y perfiladores simplifican
el proceso. Para el aprendizaje automático, la mayoría de las herramientas pertenecen específicamente
al marco o al hardware. Esto le obliga a realizar un proceso manual de prueba y error que es poco fiable y
productivo.

Neo optimiza automáticamente los modelos Gluon, Keras, MXNet, PyTorch, TensorFlow, TensorFlow-Lite
y ONNX para la inferencia en máquinas Android, Linux y Windows basadas en procesadores de Ambarella,
ARM, Intel, Nvidia, NXP, Qualcomm, Texas Instruments y Xilinx. Neo se prueba con modelos de visión
por ordenador disponibles en las colecciones de modelos a través de los marcos. SageMaker Neo admite
la compilación e implementación para dos plataformas principales: instancias en la nube (incluyendo
Inferentia) y dispositivos perimetrales.

Para obtener más información sobre los marcos compatibles y los tipos de instancias en la nube en los que
puede implementar, consulteMarcos y tipos de instancias admitidos (p. 2135)para instancias en la nube.

Para obtener más información acerca de los marcos compatibles, los dispositivos perimetrales, los
sistemas operativos, las arquitecturas de chip y los modelos de aprendizaje automático comunes probados
por SageMaker Neo para dispositivos perimetrales, consulteMarcos, dispositivos, sistemas y arquitecturas
compatibles (p. 2162)para dispositivos perimetrales.

Funcionamiento
Neo se compone de un compilador y un tiempo de ejecución. Primero, la API de compilación de Neo lee
los modelos exportados desde distintos marcos de trabajo. A continuación, convierte las operaciones y
funciones específicas del marco de trabajo en una representación intermedia con independencia de este.
Después, realiza una serie de optimizaciones. A continuación, genera código binario para las operaciones
optimizadas, las escribe en una biblioteca de objetos compartidos y guarda la definición del modelo y
los parámetros en archivos independientes. Neo también proporciona un tiempo de ejecución para cada
plataforma de destino que carga y ejecuta el modelo compilado.
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Puede crear un trabajo compilación de Neo desde la consola de SageMaker, desde laAWS Command
Line Interface(AWS CLI), un bloc de notas de Python o el SDK de SageMaker. Para obtener información
sobre cómo compilar un modelo, consulteUso de Neo para compilar un modelo (p. 2121). Con unos
cuantos comandos de CLI, una invocación de la API o unos pocos clics, puede convertir un modelo para
plataforma que prefiera. Puede implementar el modelo en un extremo de SageMaker o en unAWS IoT
GreengrassDispositivo de forma rápida.

Neo puede optimizar modelos con parámetros ya sea en FP32 o cuantificados con un ancho de bits de
INT8 o de FP16.

Blocs de notas de muestra de Neo
Para ver los blocs de notas de ejemplo que utilizan SageMaker Neo para entrenar, compilar, optimizar e
implementar modelos de aprendizaje automático para realizar inferencias, consulte:

• La sección de capacitación, compilación e implementación de MNIST con el módulo MXNet
• La sección de capacitación, compilación e implementación de MNIST con el módulo Tensorflow
• Implementación de modelos de visión capacitados previamente de PyTorch con SageMaker Neo
• La sección de optimización de modelos con un ejemplo de clasificación de imágenes
• La sección de optimización de modelos con un ejemplo de XGBoost

Para obtener instrucciones sobre cómo ejecutar estos blocs de notas de ejemplo en SageMaker,
consulteEjemplo de blocs de notas (p. 142). Si necesita instrucciones sobre cómo crear una instancia
de bloc de notas para ejecutar estos ejemplos en, consulteUso de las instancias de Amazon
SageMaker (p. 131). Para desplazarse al ejemplo relevante de su instancia de bloc de notas, elija
laEjemplos de Amazon SageMakerPara obtener una lista de todas las muestras de SageMaker. Para abrir
un bloc de notas, elija su pestaña Use (Usar) y, a continuación, elija Create copy (Crear copia).

Uso de Neo para compilar un modelo
En esta sección se muestra cómo crear, describir, detener y generar una lista de trabajos de compilación.
Neo dispone de las siguientes opciones para administrar trabajos de compilación para modelos de
aprendizaje automático: la interfaz de línea de comandos (CLI) de Neo, la consola de Amazon SageMaker
o el SDK de Amazon SageMaker.

Temas
• Preparar el modelo para la compilación (p. 2121)
• Compilación de un modelo (AWS Command Line Interface) (p. 2127)
• Compilación de un modelo (consola de Amazon SageMaker) (p. 2130)
• Compilación de un modelo (SDK de Amazon SageMaker) (p. 2134)

Preparar el modelo para la compilación
SageMaker Neo requiere modelos de aprendizaje automático que satisfagan la forma específica de
datos de entrada. La forma de entrada necesaria para la compilación depende del marco de aprendizaje
profundo que utilice. Una vez que la forma de entrada del modelo esté formateada correctamente, guarde
el modelo de acuerdo con los requisitos siguientes. Una vez que tenga un modelo guardado, comprima los
artefactos del modelo.

Temas
• ¿Qué formas de datos de entrada espera SageMaker Neo? (p. 2122)
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• Guardar modelos para SageMaker Neo (p. 2123)

¿Qué formas de datos de entrada espera SageMaker Neo?

Antes de compilar el modelo, asegúrese de que el modelo tiene el formato correcto. Neo espera el nombre
y la forma de las entradas de datos previstas para su modelo capacitado con formato JSON o formato de
lista. Las aportaciones previstas son específicas del marco.

A continuación se presentan las formas de entrada que SageMaker Neo espera:

Keras

Especifique el nombre y la forma (formato NCHW) de las entradas de datos previstas usando un formato
de diccionario para su modelo capacitado. Tenga en cuenta que, aunque los artefactos del modelo de
Keras deben cargarse en formato NHWC (channel-last), DataInputConfig debe especificarse en formato
NCHW (channel-first). Los formatos de diccionario requeridos son los siguientes:

• Para una entrada:{'input_1':[1,3,224,224]}
• Para dos entradas:{'input_1': [1,3,224,224], 'input_2':[1,3,224,224]}

MXNet/ONNX

Especifique el nombre y la forma (formato NCHW) de las entradas de datos previstas usando un formato
de diccionario para su modelo capacitado. Los formatos de diccionario requeridos son los siguientes:

• Para una entrada:{'data':[1,3,1024,1024]}
• Para dos entradas:{'var1': [1,1,28,28], 'var2':[1,1,28,28]}

PyTorch

Especifique el nombre y la forma (formato NCHW) de las entradas de datos previstas usando un formato
de diccionario para su modelo capacitado. También puede, como alternativa, especificar la forma utilizando
un formato de lista. Los formatos de diccionario requeridos son los siguientes:

• Para una entrada en formato de diccionario:{'input0':[1,3,224,224]}
• Para una entrada en formato de lista:[[1,3,224,224]]
• Para dos entradas en formato de diccionario:{'input0':[1,3,224,224], 'input1':
[1,3,224,224]}

• Para dos entradas en formato de lista:[[1,3,224,224], [1,3,224,224]]

TensorFlow

Especifique el nombre y la forma (formato NHWC) de las entradas de datos previstas usando un formato
de diccionario para su modelo capacitado. Los formatos de diccionario requeridos son los siguientes:

• Para una entrada:{'input':[1,1024,1024,3]}
• Para dos entradas:{'data1': [1,28,28,1], 'data2':[1,28,28,1]}

TFLite

Especifique el nombre y la forma (formato NHWC) de las entradas de datos previstas usando un formato
de diccionario para su modelo capacitado. Los formatos de diccionario requeridos son los siguientes:

• Para una entrada:{'input':[1,224,224,3]}
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Note

SageMaker Neo solo admite TensorFlow Lite para objetivos de dispositivos de borde. Para
obtener una lista de los destinos de dispositivos perimetrales compatibles de SageMaker Neo,
consulte elDevices (p. 2164)(Se ha creado el certificado). Para ver una lista de los destinos
de instancia de la nube de SageMaker Neo admitidos, consulteMarcos y tipos de instancias
admitidos (p. 2135)(Se ha creado el certificado).

XGBoost

No es necesario escribir un nombre y una forma de datos de entrada.

Guardar modelos para SageMaker Neo

En los siguientes ejemplos de código, se muestra cómo guardar el modelo para hacerlo compatible con
Neo. Los modelos deben empaquetarse como archivos tar comprimidos (*.tar.gz).

Keras

Los modelos Keras requieren un archivo de definición de modelo (.h5).

Hay dos opciones para guardar tu modelo Keras para que sea compatible con SageMaker Neo:

1. Exportar a.h5formato conmodel.save("<model-name>", save_format="h5").
2. Congelar elSavedModeldespués de exportar.

A continuación se muestra un ejemplo de cómo exportar untf.kerascomo un gráfico congelado (opción
dos):

import os
import tensorflow as tf
from tensorflow.keras.applications.resnet50 import ResNet50
from tensorflow.keras import backend

tf.keras.backend.set_learning_phase(0)
model = tf.keras.applications.ResNet50(weights='imagenet', include_top=False,
 input_shape=(224, 224, 3), pooling='avg')
model.summary()

# Save as a SavedModel
export_dir = 'saved_model/'
model.save(export_dir, save_format='tf')

# Freeze saved model
input_node_names = [inp.name.split(":")[0] for inp in model.inputs]
output_node_names = [output.name.split(":")[0] for output in model.outputs]
print("Input names: ", input_node_names)
with tf.Session() as sess:
    loaded = tf.saved_model.load(sess, export_dir=export_dir, tags=["serve"]) 
    frozen_graph = tf.graph_util.convert_variables_to_constants(sess,
                                                                sess.graph.as_graph_def(),
                                                                output_node_names)
    tf.io.write_graph(graph_or_graph_def=frozen_graph, logdir=".", name="frozen_graph.pb",
 as_text=False)

Warning

No exporte su modelo con elSavedModelclase usandomodel.save(<path>,
save_format='tf'). Este formato es adecuado para el entrenamiento, pero no es adecuado
para inferencia.
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MXNet

Los modelos MXNet deben guardarse como un único archivo de símbolo*-symbol.jsony un solo
parámetro*.params files.

Gluon Models

Defina la red neuronal mediante el comandoHybridSequentialClase Esto ejecutará el código en el
estilo de programación simbólica (a diferencia de la programación imperativa).

from mxnet import nd, sym
from mxnet.gluon import nn

def get_net():
    net = nn.HybridSequential()  # Here we use the class HybridSequential.
    net.add(nn.Dense(256, activation='relu'),
            nn.Dense(128, activation='relu'),
            nn.Dense(2))
    net.initialize()
    return net

# Define an input to compute a forward calculation. 
x = nd.random.normal(shape=(1, 512))
net = get_net()

# During the forward calculation, the neural network will automatically infer
# the shape of the weight parameters of all the layers based on the shape of
# the input.
net(x)
                        
# hybridize model
net.hybridize()

# export model
net.export('<model_name>') # this will create model-symbol.json and model-0000.params
 files

for name in ["<model_name>-0000.params", "<model_name>-symbol.json"]:
    tar.add(name)
tar.close()

Para obtener más información acerca de la hibridación de modelos, consulte laDocumentación de
hibridación de MXNet.

Gluon Model Zoo (GluonCV)

Los modelos de zoológico GluonCV vienen pre-hibridizados. Así que puedes exportarlos.

import numpy as np
import mxnet as mx 
import gluoncv as gcv

net = gcv.model_zoo.get_model('<model_name>', pretrained=True)
net.export('<model_name>')
tar = tarfile.open("<model_name>.tar.gz", "w:gz")
>>>>>>> ngl_neo_framework_model_saving_how_to

for name in ["<model_name>-0000.params", "<model_name>-symbol.json"]:
    tar.add(name)
tar.close()
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Non Gluon Models

Todos los modelos que no son Gluon cuando se guardan en disco usan*-
symboly*.paramsarchivos. Por lo tanto, ya están en el formato correcto para Neo.

# Pass the following 3 parameters: sym, args, aux
mx.model.save_checkpoint('<model_name>',0,sym,args,aux) # this will create
 <model_name>-symbol.json and <model_name>-0000.params files

tar = tarfile.open("<model_name>.tar.gz", "w:gz")

for name in ["<model_name>-0000.params", "<model_name>-symbol.json"]:
    tar.add(name)
tar.close()

PyTorch

Los modelos PyTorch deben guardarse como un archivo de definición (.ptor.pth) con el tipo de datos de
entrada defloat32.

Para guardar el modelo, utilicetorch.jit.traceseguido detorch.save. Esto guardará un objeto en un
archivo de disco y por defecto usa python pickle (pickle_module=pickle) para guardar los objetos y
algunos metadatos. A continuación, convierta el modelo guardado en un archivo tar comprimido.

import torchvision
import torch

model = torchvision.models.resnet18(pretrained=True)
model.eval()
inp = torch.rand(1, 3, 224, 224)
model_trace = torch.jit.trace(model, inp)

# Save your model. The following code saves it with the .pth file extension
model_trace.save('model.pth')

# Save as a compressed tar file 
with tarfile.open('model.tar.gz', 'w:gz') as f:
    f.add('model.pth')
f.close()

TensorFlow

TensorFlow requiere una.pbo una.pbtxty un directorio de variables que contiene variables. Para los
modelos congelados, solo uno.pbor.pbtxtSe necesita el archivo.

Pre-Trained Model

En el ejemplo de código se muestra cómo utilizar el comando tar Linux para comprimir el modelo.
Ejecute lo siguiente en su terminal o en un cuaderno Jupyter (si utiliza un cuaderno Jupyter, inserte
el!comando magic al principio de la declaración):

import os
import tensorflow as tf

# Download SSD_Mobilenet trained model
wget http://download.tensorflow.org/models/object_detection/
ssd_mobilenet_v2_coco_2018_03_29.tar.gz

# unzip the compressed tar file
tar xvf ssd_mobilenet_v2_coco_2018_03_29.tar.gz
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# Change into the directory where the model is stored
cd ssd_mobilenet_v2_coco_2018_03_29

# Compress the tar file and save it in a directory called 'saved model'
tar czvf panorama-model.tar.gz saved_model

Los indicadores de comando utilizados en este ejemplo logran lo siguiente:

• cCreación de un archivo
• z: Comprime el archivo con gzip
• v: Mostrar el progreso del archivo
• f: Especifique el nombre de archivo del archivo

Estimadores incorporados

Los estimadores incorporados se fabrican mediante contenedores específicos de marco o contenedores
específicos de algoritmos. Los objetos del estimador para el algoritmo integrado y el estimador específico
del marco guardan el modelo en el formato correcto cuando entrena el modelo con el.fit.

Por ejemplo, puede utilizar unasagemaker.TensorFlowpara definir un estimador de TensorFlow:

from sagemaker.tensorflow import TensorFlow

estimator = TensorFlow(entry_point='mnist.py',
                        role=role,
                        framework_version='1.15.3',
                        py_version='py3',
                        training_steps=1000, 
                        evaluation_steps=100,
                        instance_count=2,
                        instance_type='ml.c4.xlarge')

A continuación, entrena el modelo con.fitMétodo integrado:

estimator.fit(inputs)

Antes de finalmente compilar el modelo con la compilación encompile_modelMétodo de :

# Specify output path of the compiled model
output_path = '/'.join(estimator.output_path.split('/')[:-1])

# Compile model
optimized_estimator = estimator.compile_model(target_instance_family='ml_c5', 
                              input_shape={'data':[1, 784]},  # Batch size 1, 3 channels,
 224x224 Images.
                              output_path=output_path,
                              framework='tensorflow', framework_version='1.15.3')

También puede utilizar lasagemaker.estimator.EstimatorClase para inicializar un objeto estimador
para el entrenamiento y compilar un algoritmo incorporado con elcompile_modeldel SDK de Python de
SageMaker:

from sagemaker.image_uris import retrieve
aws_region = sagemaker_session.boto_region_name

# Specify built-in algorithm training image
training_image = retrieve(framework='image-classification', 
                          region=aws_region, image_scope='training')
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training_image = retrieve(framework='image-classification', region=aws_region,
 image_scope='training')

# Create estimator object for training
estimator = sagemaker.estimator.Estimator(image_uri=training_image,
                                          role=role,
                                          instance_count=1,
                                          instance_type='ml.p3.8xlarge',
                                          volume_size = 50,
                                          max_run = 360000,
                                          input_mode= 'File',
                                          output_path=s3_training_output_location,
                                          base_job_name='image-classification-training'
                                          )
                                          
# Setup the input data_channels to be used later for training.                             
             
train_data = sagemaker.inputs.TrainingInput(s3_training_data_location,
                                            content_type='application/x-recordio',
                                            s3_data_type='S3Prefix')
validation_data = sagemaker.inputs.TrainingInput(s3_validation_data_location,
                                                content_type='application/x-recordio',
                                                s3_data_type='S3Prefix')
data_channels = {'train': train_data, 'validation': validation_data}

# Train model
estimator.fit(inputs=data_channels, logs=True)

# Compile model with Neo                                                                   
               
optimized_estimator = estimator.compile_model(target_instance_family='ml_c5',
                                          input_shape={'data':[1, 3, 224, 224],
 'softmax_label':[1]},
                                          output_path=s3_compilation_output_location,
                                          framework='mxnet',
                                          framework_version='1.7')

Para obtener más información acerca de la compilación de modelos con el SDK de Python SageMaker,
consulteCompilación de un modelo (SDK de Amazon SageMaker) (p. 2134).

Compilación de un modelo (AWS Command Line Interface)
En esta sección se muestra cómo administrar trabajos de compilación de Amazon SageMaker Neo para
modelos de aprendizaje automático medianteAWS Command Line Interface(CLI). Puede crear, describir,
detener y generar una lista de trabajos de compilación.

1. Crear un trabajo de compilación

Con laCreateCompilationJobEn la operación de API, puede especificar el formato de entrada de datos,
el bucket de S3 en el que desea almacenar el modelo, el bucket de S3 en el que debe escribir el
modelo compilado y el dispositivo de hardware de destino o la plataforma.

En la tabla siguiente, se muestra cómo configurarCreateCompilationJobAPI basada en si su
destino es un dispositivo o una plataforma.

Device Example

{
    "CompilationJobName": "neo-compilation-job-demo",
    "RoleArn": "arn:aws:iam::<your-account>:role/service-role/AmazonSageMaker-
ExecutionRole-yyyymmddThhmmss",
    "InputConfig": {
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        "S3Uri": "s3://<your-bucket>/sagemaker/neo-compilation-job-demo-data/
train",
        "DataInputConfig":  "{'data': [1,3,1024,1024]}",
        "Framework": "MXNET"
    },
    "OutputConfig": {
        "S3OutputLocation": "s3://<your-bucket>/sagemaker/neo-compilation-job-demo-
data/compile",
        # A target device specification example for a ml_c5 instance family
        "TargetDevice": "ml_c5"
    },
    "StoppingCondition": {
        "MaxRuntimeInSeconds": 300
    }
}

Si lo desea, puede especificar la versión del marco de trabajo que utilizó con
laFrameworkVersionsi usó el marco PyTorch para entrenar su modelo y su dispositivo de
destino es unml_* objeto de destino.

{
    "CompilationJobName": "neo-compilation-job-demo",
    "RoleArn": "arn:aws:iam::<your-account>:role/service-role/AmazonSageMaker-
ExecutionRole-yyyymmddThhmmss",
    "InputConfig": {
        "S3Uri": "s3://<your-bucket>/sagemaker/neo-compilation-job-demo-data/
train",
        "DataInputConfig":  "{'data': [1,3,1024,1024]}",
        "Framework": "PYTORCH",
         # The FrameworkVersion field is only supported when compiling for PyTorch
 framework and ml_* targets, 
         # excluding ml_inf. Supported values are 1.4 or 1.5 or 1.6 . Default is
 1.6
        "FrameworkVersion": "1.6"
    },
    "OutputConfig": {
        "S3OutputLocation": "s3://<your-bucket>/sagemaker/neo-compilation-job-demo-
data/compile",
        # A target device specification example for a ml_c5 instance family
        "TargetDevice": "ml_c5",
        # When compiling for ml_* instances using PyTorch framework, use the
 "CompilerOptions" field in 
        # OutputConfig to provide the correct data type ("dtype") of the model’s
 input. Default assumed is "float32"
        "CompilerOptions": "{'dtype': 'long'}"
    },
    "StoppingCondition": {
        "MaxRuntimeInSeconds": 300
    }
}

Note

Este campo API solo es compatible con PyTorch.
Platform Example

{
    "CompilationJobName": "neo-test-compilation-job",
    "RoleArn": "arn:aws:iam::<your-account>:role/service-role/AmazonSageMaker-
ExecutionRole-yyyymmddThhmmss",
    "InputConfig": {
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        "S3Uri": "s3://<your-bucket>/sagemaker/neo-compilation-job-demo-data/
train",
        "DataInputConfig":  "{'data': [1,3,1024,1024]}",
        "Framework": "MXNET"
    },
    "OutputConfig": {
        "S3OutputLocation": "s3://<your-bucket>/sagemaker/neo-compilation-job-demo-
data/compile",
        # A target platform configuration example for a p3.2xlarge instance
        "TargetPlatform": {
            "Os": "LINUX",
            "Arch": "X86_64",
            "Accelerator": "NVIDIA"
        },
        "CompilerOptions": "{'cuda-ver': '10.0', 'trt-ver': '6.0.1', 'gpu-code':
 'sm_70'}"
    },
    "StoppingCondition": {
        "MaxRuntimeInSeconds": 300
    }
}

Note

Para el registroOutputConfigLa operación de la API,
elTargetDeviceyTargetPlatformLas operaciones API son mutuamente excluyentes.
Tienes que elegir una de las dos opciones.

Para encontrar los ejemplos de cadenas JSON deDataInputConfigdependiendo de los marcos,
consulteQué formas de datos de entrada espera Neo.

Para obtener más información acerca de la configuración de las configuraciones, consulte
laInputConfig,OutputConfig, yTargetPlatformOperaciones de API en la referencia de API de
SageMaker.

2. Después de configurar el archivo JSON, ejecute el comando siguiente para crear el trabajo de
compilación:

aws sagemaker create-compilation-job \
--cli-input-json file://job.json \
--region us-west-2 

# You should get CompilationJobArn

3. Ejecute el siguiente comando para describir el trabajo de compilación:

aws sagemaker describe-compilation-job \
--compilation-job-name $JOB_NM \
--region us-west-2

4. Ejecute el siguiente comando para detener el trabajo de compilación:

aws sagemaker stop-compilation-job \
--compilation-job-name $JOB_NM \
--region us-west-2

# There is no output for compilation-job operation

5. Ejecute el siguiente comando para obtener una lista del trabajo de compilación:

aws sagemaker list-compilation-jobs \
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--region us-west-2

Compilación de un modelo (consola de Amazon SageMaker)
Puede crear un trabajo compilación de Amazon SageMaker Neo en la consola de Amazon SageMaker.

1. En el navegadorAmazon SageMaker, elijaTrabajos de compilaciónelija y luego seleccioneCreación de
un trabajo de compilación.

2. En la páginaCreación de un trabajo de compilaciónpágina, enNombre de trabajo, escriba un nombre.
Después seleccione un rol de IAM.

3. Si no tiene un rol de IAM, elija Create a new role (Crear nuevo rol).
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4. En la página Create an IAM role (Crear un rol de IAM), elija Any S3 bucket (Cualquier bucket de S3) y
elija Create role (Crear rol).

5. Non PyTorch Frameworks

Dentro de laConfiguración de la entrada, introduzca la ruta completa del URI de bucket de
Amazon S3 que contiene los artefactos del modelo en el cuadroUbicación de los artefactos del
modelocampo de entrada. Los artefactos del modelo deben estar en un formato de archivo tarball
comprimido (.tar.gz).

Para el registroConfiguración de la entrada de datos, escriba la cadena JSON que especifica
la forma de los datos de entrada. ParaMarco de aprendizaje automáticoElija el marco de su
elección.

Para encontrar los ejemplos de cadenas JSON de formas de datos de entrada en función de los
marcos, consulteQué formas de datos de entrada espera Neo.

PyTorch Framework

Se aplican instrucciones similares para compilar modelos PyTorch. Sin embargo, si entrenó con
PyTorch y está tratando de compilar el modelo paraml_*(exceptoml_inf), puede especificar
opcionalmente la versión de PyTorch que utilizó.
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Para encontrar los ejemplos de cadenas JSON de formas de datos de entrada en función de los
marcos, consulteQué formas de datos de entrada espera Neo.

Note

Al compilar paraml_*usando el marco PyTorch, useOpciones del compiladorfield
enConfiguración de la salidapara proporcionar el tipo de datos correcto (dtype) de la
entrada del modelo. El valor predeterminado se establece en"float32".

Warning

Si especifica una ruta de URI de bucket de Amazon S3 que conduce
a.pthDespués de iniciar la compilación, recibirá el siguiente error:ClientError:
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InputConfiguration: Unable to untar input model.Please confirm the
model is a tar.gz file

6. Vaya a laConfiguración de la salidasección. Elija dónde desea implementar el modelo. Puede
implementar su modelo en unDispositivo de destinoo unPlataforma de destino. Los dispositivos de
destino incluyen dispositivos de nube y perimetral. Las plataformas de destino hacen referencia a
sistemas operativos, arquitecturas y aceleradores específicos en los que desea que se ejecute su
modelo.

ParaUbicación de salida de S3, introduzca la ruta al bucket de S3 donde desea almacenar el modelo.
Opcionalmente, puede agregar opciones de compilador en formato JSON bajo elOpciones del
compiladorsección.

7. Compruebe el estado del trabajo de compilación cuando se inicie. Este estado del trabajo se puede
encontrar en la parte superior de laJob de compilaciónComo se muestra en la siguiente captura de
pantalla. También puede comprobar el estado del mismo en elEstadocolumn.

8. Compruebe el estado del trabajo de compilación cuando se haya completado. Puede comprobar su
estado en laEstadoComo se muestra en la siguiente captura de pantalla.
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Compilación de un modelo (SDK de Amazon SageMaker)
Puede utilizar elcompile_modelAPI en elSDK de Amazon SageMaker para Pythonpara compilar un
modelo entrenado y optimizarlo para hardware de destino específico. La API debe invocarse en el objeto
estimador utilizado durante el entrenamiento del modelo.

Note

Debe establecerMMS_DEFAULT_RESPONSE_TIMEOUTvariable de entorno a500al compilar el
modelo con MXNet o PyTorch. La variable de entorno no es necesaria para TensorFlow.

A continuación, se muestra un ejemplo de cómo puede compilar un modelo mediante
latrained_model_estimatorobjeto:

# Replace the value of expected_trained_model_input below and
# specify the name & shape of the expected inputs for your trained model
# in json dictionary form
expected_trained_model_input = {'data':[1, 784]}

# Replace the example target_instance_family below to your preferred target_instance_family
compiled_model = trained_model_estimator.compile_model(target_instance_family='ml_c5',
        input_shape=expected_trained_model_input,
        output_path='insert s3 output path',
        env={'MMS_DEFAULT_RESPONSE_TIMEOUT': '500'})

El código compila el modelo, guarda el modelo optimizada enoutput_pathy crea un modelo de
SageMaker que se puede implementar en un punto de enlace. Los blocs de notas de muestra de cómo
utilizar el SDK para Python se proporcionan en laBlocs de notas de muestra de compilación de modelos
Neosección.

Instancias de nube
Amazon SageMaker Neo ofrece compatibilidad de compilación para marcos de aprendizaje automático
populares como TensorFlow, PyTorch, MXNet y más. Puede implementar su modelo compilado en
instancias en la nube yAWSInstancias de Inferentia. Para obtener una lista completa de los marcos de
trabajo y tipos de instancias compatibles, consulte.Tipos y marcos de instancias admitidos.

Puede compilar el modelo de tres maneras: a través de laAWS CLI, la consola de SageMaker o el SDK de
SageMaker para Python. Consulte,Uso de Neo para compilar un modeloPara obtener más información,
consulte. Una vez compilados, los artefactos del modelo se almacenan en el URI de bucket de Amazon S3
que especificó durante el trabajo de compilación. Puede implementar su modelo compilado en instancias
en la nube yAWSInstancias de Inferentia que utilizan el SDK de SageMaker para Python,AWS SDK for
Python (Boto3),AWS CLI, o elAWSconsola de .
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Si implementa su modelo usandoAWS CLI, la consola o Boto3, debe seleccionar una imagen Docker URI
de Amazon ECR para su contenedor principal. ConsulteImágenes de contenedor de Neo Inferencepara
obtener una lista de los URI de Amazon ECR.

Temas
• Marcos y tipos de instancias admitidos (p. 2135)
• Implementación de un modelo (p. 2138)
• Solicitud de inferencias desde un servicio implementado (p. 2156)
• Imágenes de contenedor de inferencia (p. 2159)

Marcos y tipos de instancias admitidos
Amazon SageMaker Neo admite marcos de aprendizaje profundo populares tanto para la compilación
como para la implementación. Puede implementar su modelo en instancias en la nube,AWSTipos de
instancia de Inferentia o aceleradores de Amazon Elastic Inference.

A continuación se describen los marcos que admite SageMaker Neo y las instancias de nube de destino
en las que puede compilar e implementar. Para obtener información sobre cómo implementar el modelo
compilado en una instancia de nube o de Inferentia, consulteImplementación de un modelo con instancias
de nube. Para obtener información sobre cómo implementar el modelo compilado con aceleradores de
Elastic Inference, consulteUso de EI en puntos de enlace alojados de Amazon SageMaker (p. 1974).

Instancias de nube
SageMaker Neo admite los siguientes marcos de aprendizaje profundo para instancias en la nube de CPU
y GPU:

Plataforma Versión de
marco

Versión del
modelo

Modelos Formatos
de modelo
(empaquetados
en *.tar.gz)

Conjunto de
herramientas

MXNet 1.8.0 Compatibilidad
con 1.8.0 o
versiones
anteriores

Clasificación
de imágenes,
detección
de objetos,
segmentación
semántica,
estimación
de poses,
reconocimiento
de actividades

Un archivo
de símbolos
(.json) y un
archivo de
parámetros
(.params)

GluonCV
v0.8.0

ONNX 1.5.0 Compatibilidad
con 1.5.0 o
versiones
anteriores

Clasificación
de imágenes,
SVM

Un archivo de
modelo (.onnx)

 

Keras 2.2.4 Compatibilidad
con 2.2.4 o
versiones
anteriores

Clasificación de
imágenes

Un archivo de
definición de
modelo (.h5)

 

PyTorch 1.6 Admite 1.4, 1.5
y 1.6

Clasificación de
imágenes

Un archivo de
definición de
modelo (.pt
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Plataforma Versión de
marco

Versión del
modelo

Modelos Formatos
de modelo
(empaquetados
en *.tar.gz)

Conjunto de
herramientas

o .pth) con
entrada dtype
de float32

TensorFlow 1.15.0 Compatible
con 1.15.0 o
anterior

Clasificación de
imágenes

En el caso de
los modelos
guardados,
un archivo .pb
o .pbtxt y un
directorio
de variables
que contiene
variables

En el caso de
los modelos
congelados,
solo un
archivo .pb
o .pbtxt

 

XGBoost 0.9 Compatibilidad
con 0.9 o
versiones
anteriores

Árboles de
decisión

Un archivo
de modelo
XGBoost
(.model) donde
el número de
nodos de un
árbol es menor
que 2^31

 

Note

«Versión del modelo» es la versión del marco utilizado para entrenar y exportar el modelo.

Tipos de instancias

Puede implementar su modelo compilado de SageMaker en una de las instancias de nube que se
enumeran a continuación:

Instancia Tipo de
computación

ml_c4 Estándar

ml_c5 Estándar

ml_m4 Estándar

ml_m5 Estándar

ml_p2 Computación
acelerada
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Instancia Tipo de
computación

ml_p3 Computación
acelerada

ml_g4dn Computación
acelerada

Para obtener información sobre la vCPU, la memoria y el precio por hora disponibles para cada tipo de
instancia, consultePrecios de Amazon SageMaker.

Note

Al compilar paraml_*usando el marco PyTorch, useOpciones del compiladorenConfiguración de
la salidapara proporcionar el tipo de datos correcto (dtype) de la entrada del modelo.
El valor predeterminado se establece en"float32".

AWSInferentia
SageMaker Neo es compatible con los siguientes marcos de aprendizaje profundo para Inferentia:

Plataforma Versión de
marco

Versión del
modelo

Modelos Formatos
de modelo
(empaquetados
en *.tar.gz)

Conjunto de
herramientas

MXNet 1.5.1 Admite 1.5.1 o
anterior

Clasificación
de imágenes,
detección
de objetos,
segmentación
semántica,
estimación
de poses,
reconocimiento
de actividades

Un archivo
de símbolos
(.json) y un
archivo de
parámetros
(.params)

GluonCV
v0.8.0

PyTorch 1.5.1 Admite 1.5.1 o
anterior

Clasificación de
imágenes

Un archivo de
definición de
modelo (.pt
o .pth) con
entrada dtype
de float32

 

TensorFlow 1.15.0 Compatible
con 1.15.0 o
anterior

Clasificación de
imágenes

En el caso de
los modelos
guardados,
un archivo .pb
o .pbtxt y un
directorio
de variables
que contiene
variables

En el caso de
los modelos
congelados,
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Plataforma Versión de
marco

Versión del
modelo

Modelos Formatos
de modelo
(empaquetados
en *.tar.gz)

Conjunto de
herramientas

solo un
archivo .pb
o .pbtxt

Note

«Versión del modelo» es la versión del marco utilizado para entrenar y exportar el modelo.

Puede implementar su modelo SageMaker Neo compilado enAWSInstancias de Amazon EC2 Inf1 basadas
en Inferencia.AWS Inferentia es el primer chip de silicona personalizado de Amazon diseñado para
acelerar el aprendizaje profundo. En la actualidad, puede utilizar laml_inf1para implementar sus modelos
compilados.

Amazon Elastic Inference
SageMaker Neo es compatible con los siguientes marcos de aprendizaje profundo para Elastic Inference:

Plataforma Versión de marco Versión del modelo Modelos Formatos
de modelo
(empaquetados en
*.tar.gz)

TensorFlow 2.3.2 Compatibilidad con
2.3

Clasificación
de imágenes,
detección
de objetos,
segmentación
semántica,
estimación
de poses,
reconocimiento de
actividades

En el caso de
los modelos
guardados, un
archivo .pb o .pbtxt
y un directorio
de variables que
contiene variables.

En el caso de
los modelos
congelados, solo
un archivo .pb
o .pbtxt.

Puede implementar su modelo SageMaker Neo compilado en un acelerador de Elastic Inference.
Para obtener más información, consulte Uso de EI en puntos de enlace alojados de Amazon
SageMaker (p. 1974).

Implementación de un modelo
Para implementar un modelo compilado por Neo de Amazon SageMaker en un punto de enlace HTTPS,
debe configurar y crear el punto de enlace del modelo mediante servicios de alojamiento de Amazon
SageMaker. En la actualidad, los desarrolladores pueden utilizar API de Amazon SageMaker para realizar
implementaciones en instancias de ml.c5, ml.c4, ml.m5, ml.m5, ml.m4, ml.p3, ml.p2 y ml.inf1.

Para las instancias Inf1, los modelos deben compilarse específicamente para las instancias ml.inf1. No se
garantiza que los modelos compilados para otros tipos de instancia funcionen con instancias ml.inf1.

ParaAceleradores de Elastic InferenceLos modelos deben compilarse específicamente para los
dispositivos ml_eia2. Para obtener información sobre cómo implementar el modelo compilado en
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un acelerador de Elastic Inference, consulteUso de EI en puntos de enlace alojados de Amazon
SageMaker (p. 1974).

Cuando se implementa un modelo compilado, es preciso usar la misma instancia para el destino que
utilizó para la compilación. Esto crea un punto de enlace de SageMaker que puede utilizar para realizar
inferencias. Puede implementar un modelo compilado Neo utilizando cualquiera de las siguientes
opciones: SDK de Amazon SageMaker para Python,SDK para Python (Boto3),AWS Command Line
Interfacey la consola de SageMakerhttps://console.aws.amazon.com/ SageMaker.

Note

Para implementar un modelo usandoAWS CLI, la consola o Boto3, consulteImágenes de
contenedor de Neo Inferencepara seleccionar el URI de imagen de inferencia para su contenedor
principal.

Temas
• Prerequisites (p. 2139)
• Implementar un modelo compilado con el SDK de SageMaker (p. 2145)
• Implementar un modelo compilado con Boto3 (p. 2148)
• Implementar un modelo compilado mediante la herramientaAWS CLI (p. 2149)
• Implementación de un modelo compilado con la consola (p. 2151)

Prerequisites
Note

Siga las instrucciones de esta sección si ha compilado su modelo usandoAWS SDK for Python
(Boto3),AWS CLIo la consola de SageMaker.

Para crear un modelo SageMaker Neo compilado, necesita lo siguiente:

1. Una interfaz URI de Amazon ECR de imagen Docker. Puede seleccionar uno que mejor se adapte a
sus necesidades desdeesta lista.

2. Un archivo de script de punto de entrada:

a. Para los modelos PyTorch y MXNet:

Si entrenó a su modelo usando SageMaker, el script de entrenamiento debe implementar las
funciones descritas a continuación. El script de entrenamiento sirve como script de punto de
entrada durante la inferencia. En el ejemplo detallado enLa sección de capacitación, compilación
e implementación de MNIST con el módulo MXNet y SageMaker Neo, el script de capacitación
(mnist.py) implementa las funciones requeridas.

Si no entrenó a su modelo usando SageMaker, debe proporcionar un script de punto de entrada
(inference.py) que se puede utilizar en el momento de la inferencia. Basado en el marco
(MXNet o PyTorch), la ubicación del script de inferencia debe ajustarse al SDK de Python
de SageMakerEstructura de directorios de modelos para MXNetorEstructura de directorio de
modelos para PyTorch.

Al usar imágenes de contenedor optimizado de Neo Inference conPyTorchyMXNeten los tipos de
instancia de CPU y GPU, el script de inferencia debe implementar las siguientes funciones:

• model_fn: carga el modelo.
• input_fn: Convierte la carga de solicitud entrante en una matriz numpy.
• predict_fn: Realiza la predicción.
• output_fn: Convierte la salida de predicción en la carga útil de respuesta.
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• También puede definirtransform_fncombinar para combinarinput_fn,predict_fn,
youtput_fn.

A continuación se muestran algunos ejemplos deinference.pydentro de un directorio
llamadocode(code/inference.py) paraPyTorch y MXNet (Gluon y Módulo). Los ejemplos
primero cargan el modelo y luego lo sirven en datos de imagen en una GPU:

MXNet Module

import numpy as np
import json
import mxnet as mx
import neomx  # noqa: F401
from collections import namedtuple

Batch = namedtuple('Batch', ['data'])

# Change the context to mx.cpu() if deploying to a CPU endpoint
ctx = mx.gpu()

def model_fn(model_dir):
    # The compiled model artifacts are saved with the prefix 'compiled'
    sym, arg_params, aux_params = mx.model.load_checkpoint('compiled', 0)
    mod = mx.mod.Module(symbol=sym, context=ctx, label_names=None)
    exe = mod.bind(for_training=False,
                   data_shapes=[('data', (1,3,224,224))],
                   label_shapes=mod._label_shapes)
    mod.set_params(arg_params, aux_params, allow_missing=True)
    
    # Run warm-up inference on empty data during model load (required for GPU)
    data = mx.nd.empty((1,3,224,224), ctx=ctx)
    mod.forward(Batch([data]))
    return mod

def transform_fn(mod, image, input_content_type, output_content_type):
    # pre-processing
    decoded = mx.image.imdecode(image)
    resized = mx.image.resize_short(decoded, 224)
    cropped, crop_info = mx.image.center_crop(resized, (224, 224))
    normalized = mx.image.color_normalize(cropped.astype(np.float32) / 255,
                                  mean=mx.nd.array([0.485, 0.456, 0.406]),
                                  std=mx.nd.array([0.229, 0.224, 0.225]))
    transposed = normalized.transpose((2, 0, 1))
    batchified = transposed.expand_dims(axis=0)
    casted = batchified.astype(dtype='float32')
    processed_input = casted.as_in_context(ctx)

    # prediction/inference
    mod.forward(Batch([processed_input]))

    # post-processing
    prob = mod.get_outputs()[0].asnumpy().tolist()
    prob_json = json.dumps(prob)
    return prob_json, output_content_type

MXNet Gluon

import numpy as np
import json
import mxnet as mx
import neomx  # noqa: F401
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# Change the context to mx.cpu() if deploying to a CPU endpoint
ctx = mx.gpu()

def model_fn(model_dir):
    # The compiled model artifacts are saved with the prefix 'compiled'
    block = mx.gluon.nn.SymbolBlock.imports('compiled-symbol.json',
['data'],'compiled-0000.params', ctx=ctx)
    
    # Hybridize the model & pass required options for Neo: static_alloc=True &
 static_shape=True
    block.hybridize(static_alloc=True, static_shape=True)
    
    # Run warm-up inference on empty data during model load (required for GPU)
    data = mx.nd.empty((1,3,224,224), ctx=ctx)
    warm_up = block(data)
    return block

def input_fn(image, input_content_type):
    # pre-processing
    decoded = mx.image.imdecode(image)
    resized = mx.image.resize_short(decoded, 224)
    cropped, crop_info = mx.image.center_crop(resized, (224, 224))
    normalized = mx.image.color_normalize(cropped.astype(np.float32) / 255,
                                  mean=mx.nd.array([0.485, 0.456, 0.406]),
                                  std=mx.nd.array([0.229, 0.224, 0.225]))
    transposed = normalized.transpose((2, 0, 1))
    batchified = transposed.expand_dims(axis=0)
    casted = batchified.astype(dtype='float32')
    processed_input = casted.as_in_context(ctx)
    return processed_input

def predict_fn(processed_input_data, block):
    # prediction/inference
    prediction = block(processed_input_data)
    return prediction

def output_fn(prediction, output_content_type):
    # post-processing
    prob = prediction.asnumpy().tolist()
    prob_json = json.dumps(prob)
    return prob_json, output_content_type

PyTorch 1.4 and Older

import os
import torch
import torch.nn.parallel
import torch.optim
import torch.utils.data
import torch.utils.data.distributed
import torchvision.transforms as transforms
from PIL import Image
import io
import json
import pickle

def model_fn(model_dir):
    """Load the model and return it.
    Providing this function is optional.
    There is a default model_fn available which will load the model
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    compiled using SageMaker Neo. You can override it here.

    Keyword arguments:
    model_dir -- the directory path where the model artifacts are present
    """

    # The compiled model is saved as "compiled.pt"
    model_path = os.path.join(model_dir, 'compiled.pt')
    with torch.neo.config(model_dir=model_dir, neo_runtime=True):
        model = torch.jit.load(model_path)
        device = torch.device("cuda" if torch.cuda.is_available() else "cpu")
        model = model.to(device)

    # We recommend that you run warm-up inference during model load
    sample_input_path = os.path.join(model_dir, 'sample_input.pkl')
    with open(sample_input_path, 'rb') as input_file:
        model_input = pickle.load(input_file)
    if torch.is_tensor(model_input):
        model_input = model_input.to(device)
        model(model_input)
    elif isinstance(model_input, tuple):
        model_input = (inp.to(device) for inp in model_input if
 torch.is_tensor(inp))
        model(*model_input)
    else:
        print("Only supports a torch tensor or a tuple of torch tensors")
        return model

def transform_fn(model, request_body, request_content_type,
                 response_content_type):
    """Run prediction and return the output.
    The function
    1. Pre-processes the input request
    2. Runs prediction
    3. Post-processes the prediction output.
    """
    # preprocess
    decoded = Image.open(io.BytesIO(request_body))
    preprocess = transforms.Compose([
        transforms.Resize(256),
        transforms.CenterCrop(224),
        transforms.ToTensor(),
        transforms.Normalize(
            mean=[
                0.485, 0.456, 0.406], std=[
                0.229, 0.224, 0.225]),
    ])
    normalized = preprocess(decoded)
    batchified = normalized.unsqueeze(0)
    # predict
    device = torch.device("cuda" if torch.cuda.is_available() else "cpu")
    batchified = batchified.to(device)
    output = model.forward(batchified)

    return json.dumps(output.cpu().numpy().tolist()), response_content_type

PyTorch 1.5 and Newer

Usarneopytorchpara especificar la ruta del archivo del modelo si ha entrenado con PyTorch
versión 1.5 y posterior.

import os
import torch
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import neopytorch
import torch.nn.parallel
import torch.optim
import torch.utils.data
import torch.utils.data.distributed
import torchvision.transforms as transforms
from PIL import Image
import io
import json
import pickle

def model_fn(model_dir):
    """Load the model and return it.
    Providing this function is optional.
    There is a default model_fn available which will load the model
    compiled using SageMaker Neo. You can override it here.

    Keyword arguments:
    model_dir -- the directory path where the model artifacts are present
    """

    # The compiled model is saved as "compiled.pt"
    model_path = os.path.join(model_dir, 'compiled.pt')
    neopytorch.config(model_dir=model_dir,neo_runtime=True)
    device = torch.device("cuda" if torch.cuda.is_available() else "cpu")
    model = torch.jit.load(model_path, map_location=device)
    model = model.to(device)

    # We recommend that you run warm-up inference during model load
    sample_input_path = os.path.join(model_dir, 'sample_input.pkl')
    with open(sample_input_path, 'rb') as input_file:
        model_input = pickle.load(input_file)
    if torch.is_tensor(model_input):
        model_input = model_input.to(device)
        model(model_input)
    elif isinstance(model_input, tuple):
        model_input = (inp.to(device)
                           for inp in model_input if torch.is_tensor(inp))
        model(*model_input)
    else:
        print("Only supports a torch tensor or a tuple of torch tensors")
    return model

def transform_fn(model, request_body, request_content_type,
                    response_content_type):
    """Run prediction and return the output.
    The function
    1. Pre-processes the input request
    2. Runs prediction
    3. Post-processes the prediction output.
    """
    # preprocess
    decoded = Image.open(io.BytesIO(request_body))
    preprocess = transforms.Compose([
                                transforms.Resize(256),
                                transforms.CenterCrop(224),
                                transforms.ToTensor(),
                                transforms.Normalize(
                                    mean=[
                                        0.485, 0.456, 0.406], std=[
                                        0.229, 0.224, 0.225]),
                                    ])
    normalized = preprocess(decoded)
    batchified = normalized.unsqueeze(0)
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    # predict
    device = torch.device("cuda" if torch.cuda.is_available() else "cpu")
    batchified = batchified.to(device)
    output = model.forward(batchified)
    return json.dumps(output.cpu().numpy().tolist()), response_content_type    
                                            
                                            

b. Para instancias inf1 o imágenes de contenedor onnx, xgboost, keras

Para todas las demás imágenes de contenedor optimizadas para Neo Inference, o tipos de
instancias inferentia, el script de punto de entrada debe implementar las siguientes funciones para
Neo Deep Learning Runtime:

• neo_preprocess: Convierte la carga de solicitud entrante en una matriz numpy.
• neo_postprocess: Convierte la salida de predicción de Neo Deep Learning Runtime en el

cuerpo de respuesta.

Note

Las dos funciones anteriores no utilizan ninguna de las funcionalidades de MXNet,
Pytorch o TensorFlow.

Para obtener ejemplos sobre cómo usar estas funciones, consulte.Blocs de notas de muestra de
compilación de modelos Neo.

c. Para los modelos TensorFlow

Si el modelo requiere una lógica personalizada antes de que se envíen los datos al modelo, debe
especificar un script de punto de entradainference.pyque se puede utilizar en el momento de
la inferencia. El script debe implementar ya sea un par deinput_handleryoutput_handlero
una sola función de manejador.

Note

Tenga en cuenta que si se implementa la función de
controlador,input_handleryoutput_handlerse omiten.

Este es un ejemplo de código deinference.pyque puede crear junto con el modelo de
compilación para realizar un preprocesamiento personalizado y posterior en un modelo
de clasificación de imágenes. El cliente de SageMaker envía el archivo de imagen
comoapplication/x-imageal tipo de contenido deinput_handler, donde se convierte a
JSON. A continuación, el archivo de imagen convertido se envía alServidor modelo de Tensorflow
(TFX)Uso de la API de REST.

import json
import numpy as np
import json
import io
from PIL import Image

def input_handler(data, context):
    """ Pre-process request input before it is sent to TensorFlow Serving REST API
    
    Args:
    data (obj): the request data, in format of dict or string
    context (Context): an object containing request and configuration details
    
    Returns:
    (dict): a JSON-serializable dict that contains request body and headers
    """
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    f = data.read()
    f = io.BytesIO(f)
    image = Image.open(f).convert('RGB')
    batch_size = 1
    image = np.asarray(image.resize((512, 512)))
    image = np.concatenate([image[np.newaxis, :, :]] * batch_size)
    body = json.dumps({"signature_name": "serving_default", "instances":
 image.tolist()})
    return body

def output_handler(data, context):
    """Post-process TensorFlow Serving output before it is returned to the client.
    
    Args:
    data (obj): the TensorFlow serving response
    context (Context): an object containing request and configuration details
    
    Returns:
    (bytes, string): data to return to client, response content type
    """
    if data.status_code != 200:
        raise ValueError(data.content.decode('utf-8'))

    response_content_type = context.accept_header
    prediction = data.content
    return prediction, response_content_type

Si no hay procesamiento previo o posterior personalizado, el cliente de SageMaker convierte la
imagen del archivo a JSON de manera similar antes de enviarla al extremo de SageMaker.

Para obtener más información, consulte laImplementación en puntos finales de servicio de
TensorFlow en el SDK de Python de SageMaker.

3. URI del bucket de Amazon S3 que contiene los artefactos del modelo compilado.

Implementar un modelo compilado con el SDK de SageMaker

Debe satisfacer elRequisitos previos desi el modelo fue compilado usandoAWS SDK for Python
(Boto3),AWS CLIo la consola de Amazon SageMaker. Siga uno de los siguientes casos de uso para
implementar un modelo compilado con SageMaker Neo en función de cómo compiló el modelo.

Temas
• Si ha compilado su modelo con el SDK de SageMaker  (p. 2145)
• Si compiló su modelo usando MXNet o PyTorch (p. 2146)
• Si compiló su modelo con Boto3, la consola de SageMaker o la CLI para TensorFlow (p. 2147)

Si ha compilado su modelo con el SDK de SageMaker

LaSageMaker.Modelpara el modelo compilado suministra la propiedaddeploy (), que le permite crear un
punto de enlace para atender solicitudes de inferencia. La función le permite establecer el número y el
tipo de instancias que se utilizan para el punto de enlace. Tiene que elegir una instancia para la que haya
compilado su modelo. Por ejemplo, en el trabajo compilado enCompilación de un modelo (SDK de Amazon
SageMaker)sección, esto esml_c5.

predictor = compiled_model.deploy(initial_instance_count = 1, instance_type =
 'ml.c5.4xlarge')

# Print the name of newly created endpoint
print(predictor.endpoint_name)
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Si compiló su modelo usando MXNet o PyTorch

Cree el modelo de SageMaker e impleméntelo con la API de implementación () bajo las API de modelo
específicas del marco. Para MXNet, esMXNetModely para PyTorch, esPyTorchModel. Al crear e
implementar un modelo de SageMaker, debe establecerMMS_DEFAULT_RESPONSE_TIMEOUTvariable
de entorno a500y especifique la propiedadentry_pointComo script de inferencia (inference.py) y
elsource_dircomo la ubicación del directorio (code) del script de inferencia. Para preparar el script de
inferencia (inference.py) siga el paso Requisitos previos.

En el ejemplo siguiente se muestra cómo utilizar estas funciones para implementar un modelo compilado
usando el SDK de SageMaker para Python:

MXNet

from sagemaker.mxnet import MXNetModel

# Create SageMaker model and deploy an endpoint
sm_mxnet_compiled_model = MXNetModel(
    model_data='insert S3 path of compiled MXNet model archive',
    role='AmazonSageMaker-ExecutionRole',
    entry_point='inference.py',
    source_dir='code',
    framework_version='1.8.0',
    py_version='py3',
    image_uri='insert appropriate ECR Image URI for MXNet',
    env={'MMS_DEFAULT_RESPONSE_TIMEOUT': '500'},
)

# Replace the example instance_type below to your preferred instance_type
predictor = sm_mxnet_compiled_model.deploy(initial_instance_count = 1, instance_type =
 'ml.p3.2xlarge')

# Print the name of newly created endpoint
print(predictor.endpoint_name)                  

PyTorch 1.4 and Older

from sagemaker.pytorch import PyTorchModel

# Create SageMaker model and deploy an endpoint
sm_pytorch_compiled_model = PyTorchModel(
    model_data='insert S3 path of compiled PyTorch model archive',
    role='AmazonSageMaker-ExecutionRole',
    entry_point='inference.py',
    source_dir='code',
    framework_version='1.4.0',
    py_version='py3',
    image_uri='insert appropriate ECR Image URI for PyTorch',
    env={'MMS_DEFAULT_RESPONSE_TIMEOUT': '500'},
)

# Replace the example instance_type below to your preferred instance_type
predictor = sm_pytorch_compiled_model.deploy(initial_instance_count = 1, instance_type
 = 'ml.p3.2xlarge')

# Print the name of newly created endpoint
print(predictor.endpoint_name)

PyTorch 1.5 and Newer

from sagemaker.pytorch import PyTorchModel
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# Create SageMaker model and deploy an endpoint
sm_pytorch_compiled_model = PyTorchModel(
    model_data='insert S3 path of compiled PyTorch model archive',
    role='AmazonSageMaker-ExecutionRole',
    entry_point='inference.py',
    source_dir='code',
    framework_version='1.5',
    py_version='py3',
    image_uri='insert appropriate ECR Image URI for PyTorch',
)

# Replace the example instance_type below to your preferred instance_type
predictor = sm_pytorch_compiled_model.deploy(initial_instance_count = 1, instance_type
 = 'ml.p3.2xlarge')

# Print the name of newly created endpoint
print(predictor.endpoint_name)                                
                            

Note

LaAmazonSageMakerFullAccessyAmazonS3ReadOnlyAccessDeben adjuntarse
alAmazonSageMaker-ExecutionRoleRol de IAM.

Si compiló su modelo con Boto3, la consola de SageMaker o la CLI para TensorFlow

Construir unTensorFlowModely, a continuación, llame a implementar:

role='AmazonSageMaker-ExecutionRole'
model_path='S3 path for model file'
framework_image='inference container arn'
tf_model = TensorFlowModel(model_data=model_path,
                framework_version='1.15.3',
                role=role, 
                image_uri=framework_image)
instance_type='ml.c5.xlarge'
predictor = tf_model.deploy(instance_type=instance_type,
                    initial_instance_count=1)

ConsulteImplementación directa desde artefactos del modeloPara obtener más información, consulte.

Puede seleccionar una imagen de Docker URI de Amazon ECR que satisfaga sus necesidades desdeesta
lista.

Para obtener más información sobre cómo construir unTensorFlowModel, consulte el objetoSDK de
SageMaker.

Note

La primera solicitud de inferencia puede tener una latencia alta si implementa el modelo en una
GPU. Esto se debe a que un núcleo informático optimizado se realiza en la primera solicitud
de inferencia. Le recomendamos que cree un archivo de calentamiento de las solicitudes de
inferencia y lo almacene junto con el archivo de modelo antes de enviarlo a un TFX. Esto se
conoce como «calentamiento» el modelo.

El siguiente fragmento de código muestra cómo producir el archivo de calentamiento para el ejemplo de
clasificación de imágenes en elRequisitos previos desección :

import tensorflow as tf
from tensorflow_serving.apis import classification_pb2
from tensorflow_serving.apis import inference_pb2
from tensorflow_serving.apis import model_pb2
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from tensorflow_serving.apis import predict_pb2
from tensorflow_serving.apis import prediction_log_pb2
from tensorflow_serving.apis import regression_pb2
import numpy as np

with tf.python_io.TFRecordWriter("tf_serving_warmup_requests") as writer:       
    img = np.random.uniform(0, 1, size=[224, 224, 3]).astype(np.float32)
    img = np.expand_dims(img, axis=0)
    test_data = np.repeat(img, 1, axis=0)
    request = predict_pb2.PredictRequest()
    request.model_spec.name = 'compiled_models'
    request.model_spec.signature_name = 'serving_default'
    request.inputs['Placeholder:0'].CopyFrom(tf.compat.v1.make_tensor_proto(test_data,
 shape=test_data.shape, dtype=tf.float32))
    log = prediction_log_pb2.PredictionLog(
    predict_log=prediction_log_pb2.PredictLog(request=request))
    writer.write(log.SerializeToString())

Para obtener más información sobre cómo «calentar» el modelo, consulte laPágina TensorFlow TFX.

Implementar un modelo compilado con Boto3
Debe satisfacer elRequisitos previos desi el modelo fue compilado usandoAWS SDK for Python
(Boto3),AWS CLIo la consola de Amazon SageMaker. Siga los pasos que se indican a continuación para
crear e implementar un modelo compilado de SageMaker conSDK de Amazon Web Services para Python
(Boto3).

Temas
• Implementar el modelo (p. 2148)

Implementar el modelo

Después de haber satisfecho elRequisitos previos de, utilice
elcreate_model,create_enpoint_config, ycreate_endpointAPIs.

En el ejemplo siguiente se muestra cómo utilizar estas API para implementar un modelo compilado con
Neo:

import boto3
client = boto3.client('sagemaker')

# create sagemaker model
create_model_api_response = client.create_model(
                                    ModelName='my-sagemaker-model',
                                    PrimaryContainer={
                                        'Image': <insert the ECR Image URI>,
                                        'ModelDataUrl': 's3://path/to/model/artifact/
model.tar.gz',
                                        'Environment': {}
                                    },
                                    ExecutionRoleArn='ARN for AmazonSageMaker-
ExecutionRole'
                            )

print ("create_model API response", create_model_api_response)

# create sagemaker endpoint config
create_endpoint_config_api_response = client.create_endpoint_config(
                                            EndpointConfigName='sagemaker-neomxnet-
endpoint-configuration',
                                            ProductionVariants=[
                                                {
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                                                    'VariantName': <provide your variant
 name>,
                                                    'ModelName': 'my-sagemaker-model',
                                                    'InitialInstanceCount': 1,
                                                    'InstanceType': <provide your instance
 type here>
                                                },
                                            ]
                                       )

print ("create_endpoint_config API response", create_endpoint_config_api_response)

# create sagemaker endpoint
create_endpoint_api_response = client.create_endpoint(
                                    EndpointName='provide your endpoint name',
                                    EndpointConfigName=<insert your endpoint config name>,
                                )

print ("create_endpoint API response", create_endpoint_api_response)            

Note

LaAmazonSageMakerFullAccessyAmazonS3ReadOnlyAccessDeben adjuntarse
alAmazonSageMaker-ExecutionRoleRol de IAM.

Para obtener la sintaxis completa decreate_model,create_endpoint_config,
ycreate_endpointAPI, consulte create_model, create_endpoint_config, y create_endpoint,
respectivamente.

Si no ha entrenado su modelo con SageMaker, especifique las siguientes variables de entorno:

MXNet and PyTorch

"Environment": {
    "SAGEMAKER_PROGRAM": "inference.py",
    "SAGEMAKER_SUBMIT_DIRECTORY": "/opt/ml/model/code",
    "SAGEMAKER_CONTAINER_LOG_LEVEL": "20",
    "SAGEMAKER_REGION": "insert your region",
    "MMS_DEFAULT_RESPONSE_TIMEOUT": "500"
}

TensorFlow

"Environment": {
    "SAGEMAKER_PROGRAM": "inference.py",
    "SAGEMAKER_SUBMIT_DIRECTORY": "/opt/ml/model/code",
    "SAGEMAKER_CONTAINER_LOG_LEVEL": "20",
    "SAGEMAKER_REGION": "insert your region"
}

Si ha entrenado su modelo con SageMaker, especifique la variable de
entornoSAGEMAKER_SUBMIT_DIRECTORYComo URI del bucket completo de Amazon S3 que contiene el
script de capacitación.

Implementar un modelo compilado mediante la herramientaAWS CLI
Debe satisfacer elRequisitos previos desi el modelo fue compilado usandoAWS SDK for Python
(Boto3),AWS CLIo la consola de Amazon SageMaker. Siga los pasos que se indican a continuación para
crear e implementar un modelo compilado de SageMaker con laAWS CLI.

Temas
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• Implementar el modelo (p. 2150)

Implementar el modelo

Después de haber satisfecho elRequisitos previos de, utilice elcreate-model,create-enpoint-
config, ycreate-endpoint AWS CLIcommands. Los siguientes pasos explican cómo utilizar estos
comandos para implementar un modelo compilado con Neo:

Crear un modelo

DesdeImágenes de contenedor de Neo Inference, seleccione el URI de la imagen de inferencia y luego
usecreate-modelAPI para crear un modelo de SageMaker. Puede hacerlo con dos pasos:

1. Cree un archivo create_model.json. Dentro del archivo, especifique el nombre del modelo, el URI de
la imagen, la ruta almodel.tar.gzEn el bucket de Amazon S3 y su rol de ejecución de SageMaker:

{
    "ModelName": "insert model name",
    "PrimaryContainer": {
        "Image": "insert the ECR Image URI",
        "ModelDataUrl": "insert S3 archive URL",
        "Environment": {"See details below"}
    },
    "ExecutionRoleArn": "ARN for AmazonSageMaker-ExecutionRole"
}

Si ha entrenado su modelo con SageMaker, especifique la siguiente variable de entorno:

"Environment": {
    "SAGEMAKER_SUBMIT_DIRECTORY" : "[Full S3 path for *.tar.gz file containing the
 training script]"
}

Si no ha entrenado su modelo con SageMaker, especifique las siguientes variables de entorno:
MXNet and PyTorch

"Environment": {
    "SAGEMAKER_PROGRAM": "inference.py",
    "SAGEMAKER_SUBMIT_DIRECTORY": "/opt/ml/model/code",
    "SAGEMAKER_CONTAINER_LOG_LEVEL": "20",
    "SAGEMAKER_REGION": "insert your region",
    "MMS_DEFAULT_RESPONSE_TIMEOUT": "500"
}

TensorFlow

"Environment": {
    "SAGEMAKER_PROGRAM": "inference.py",
    "SAGEMAKER_SUBMIT_DIRECTORY": "/opt/ml/model/code",
    "SAGEMAKER_CONTAINER_LOG_LEVEL": "20",
    "SAGEMAKER_REGION": "insert your region"
}

Note

LaAmazonSageMakerFullAccessyAmazonS3ReadOnlyAccessDeben adjuntarse
alAmazonSageMaker-ExecutionRoleRol de IAM.
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2. Ejecute el comando siguiente:

aws sagemaker create-model --cli-input-json file://create_model.json

Para informarse de la sintaxis completa de la API de create-model, consulte create-model.

Creación de una configuración de punto de enlace

Después de crear un modelo de SageMaker, cree la configuración del endpoint utilizando la
herramientacreate-endpoint-configAPI. Para ello, cree un archivo JSON con las especificaciones
de configuración de endpoint. Por ejemplo, puede utilizar la siguiente plantilla de código y guardarla
comocreate_config.json:

{
    "EndpointConfigName": "<provide your endpoint config name>",
    "ProductionVariants": [
        {
            "VariantName": "<provide your variant name>",
            "ModelName": "my-sagemaker-model",
            "InitialInstanceCount": 1,
            "InstanceType": "<provide your instance type here>",
            "InitialVariantWeight": 1.0
        }
    ]
}

Ahora, ejecute el siguienteAWS CLIpara crear la configuración de endpoint:

aws sagemaker create-endpoint-config --cli-input-json file://create_config.json

Para informarse de la sintaxis completa de la API de create-endpoint-config, consulte create-
endpoint-config.

Crear un punto de enlace

Después de crear la configuración de endpoint, cree un endpoint utilizando la herramientacreate-
endpointAPI:

aws sagemaker create-endpoint --endpoint-name '<provide your endpoint name>' --endpoint-
config-name '<insert your endpoint config name>'

Para informarse de la sintaxis completa de la API de create-endpoint, consulte create-endpoint.

Implementación de un modelo compilado con la consola
Debe satisfacer elRequisitos previos desi el modelo fue compilado usandoAWS SDK for Python
(Boto3), elAWS CLIo la consola de Amazon SageMaker. Siga los pasos que se indican a continuación
para crear e implementar un modelo compilado de SageMaker con la consola de SageMakerhttps://
console.aws.amazon.com/ SageMaker.

Temas
• Implementar el modelo (p. 2151)

Implementar el modelo

Después de haber satisfecho elRequisitos previos de, siga los pasos siguientes para implementar un
modelo compilado con Neo:
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1. Elija Models (Modelos) y, a continuación, seleccione Create models (Crear modelos) en el grupo
Inference (Inferencia). En la páginaCrear un modelo, complete elNombre de modelo,Rol de IAM,
yVPC:(opcional), si es necesario.

2. Para agregar información sobre el contenedor utilizado para implementar el modelo de, elijaAgregar
contenedory, a continuación, elijaSiguiente. Complete los campos Opciones de entrada del
contenedor, Ubicación de la imagen del código de inferencia y Ubicación de los artefactos del modelo;
opcionalmente, también puede completar los campos Nombre del host contenedor y Variables de
entorno.
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3. Para implementar modelos compilados por Neo, elija las opciones siguientes:

• Opciones de entrada de contenedor: SeleccionarProporciona artefactos de modelo e imágenes de
inferencia..

• Ubicación de la imagen de código de inferencia: Elija el URI de la imagen de inferencia deImágenes
de contenedor de Neo Inference, dependiendo del valor deAWSRegión y tipo de aplicación.

• Ubicación del artefacto del modelo: Introduzca el URI de bucket de Amazon S3 del artefacto del
modelo compilado generado por la API de compilación de Neo.

• Environment variables (Variables de entorno)::
• Deje este campo en blanco paraSageMaker XGBoost.
• Si ha entrenado su modelo con SageMaker, especifique la variable de

entornoSAGEMAKER_SUBMIT_DIRECTORYURI del bucket de Amazon S3 que contiene el script de
capacitación.

• Si no ha entrenado su modelo con SageMaker, especifique las siguientes variables de entorno:

Key Valores para MxNet y PyTorch Valores TensorFlow

SAGEMAKER_PROGRAM inference.py inference.py

SAGEMAKER_SUBMIT_DIRECTORY/opt/ml/modelo/código /opt/ml/modelo/código

SAGEMAKER_CONTAINER_LOG_LEVEL20 20
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Key Valores para MxNet y PyTorch Valores TensorFlow

SAGEMAKER_REGION <your region> <your region>

MMS_DEFAULT_RESPONSE_TIMEOUT500 Deje este campo en blanco
para TF

4. Confirme que la información para los contenedores es precisa y, a continuación, seleccione Create
model (Crear modelo). En la páginaPágina de inicio de creación de modelos, elijaCreación de un
punto de enlace.

5. En el diagrama Crear y configurar punto de enlace, especifique el Nombre del punto de enlace.
ParaAsociar configuración de punto de enlace, elijaCrea una configuración de punto de enlace nueva..

6. En la página Nueva configuración del punto de enlace, especifique el Nombre de configuración de
punto de enlace.
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7. SeleccionarEditarJunto al nombre del modelo y especifique laTipo de instanciaen elEdición de
la variante de producción(Se ha creado el certificado). Es imprescindible que el valor del Tipo de
instancia coincida con el valor especificado en el trabajo de compilación.
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8. Seleccione Save.
9. En la páginaNueva configuración de punto de enlace, elijaCrear una configuración de punto de

enlaceelija y luego seleccioneCreación de un punto de enlace.

Solicitud de inferencias desde un servicio implementado
Si ha seguido las instrucciones enImplementación de un modelo (p. 2138)Debería haber obtenido de
este modo un punto de enlace de SageMaker configurado y en funcionamiento. Independientemente de
cómo haya implementado su modelo neocompilado, hay tres formas en las que puede enviar solicitudes de
inferencia:

Temas
• Solicitud de inferencias desde un servicio implementado (SDK de Amazon SageMaker SDK)  (p. 2156)
• Solicitud de inferencias desde un servicio implementado (Boto3) (p. 2158)
• Solicitud de inferencias desde un servicio implementado (AWSCLI (p. 2159)

Solicitud de inferencias desde un servicio implementado (SDK de Amazon
SageMaker SDK)

Utilice los siguientes ejemplos de código para solicitar inferencias del servicio implementado en función del
marco utilizado para entrenar el modelo. Los ejemplos de código para los diferentes marcos son similares.
La principal diferencia es que TensorFlow requiereapplication/jsoncomo el tipo de contenido.
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PyTorch y MXnet

Si utilizaPyTorch v1.4 o posteriororMXnet 1.7.0 o posteriory tiene un endpoint de Amazon
SageMakerInService, puede realizar solicitudes de inferencia usando el comandopredictordel SDK
de SageMaker para Python.

Note

La API varía según la versión del SDK de SageMaker para Python:

• Para la versión 1.x, utilice el RealTimePredictory PredictAPI.
• Para la versión 2.x, utilice el Predictory laPredictAPI.

En el ejemplo de código se muestra cómo utilizar estas API para enviar una imagen a fin de inferencia:

SageMaker Python SDK v1.x

from sagemaker.predictor import RealTimePredictor

endpoint = 'insert name of your endpoint here'

# Read image into memory
payload = None
with open("image.jpg", 'rb') as f:
    payload = f.read()

predictor = RealTimePredictor(endpoint=endpoint, content_type='application/x-image')
inference_response = predictor.predict(data=payload)
print (inference_response)

SageMaker Python SDK v2.x

from sagemaker.predictor import Predictor

endpoint = 'insert name of your endpoint here'

# Read image into memory
payload = None
with open("image.jpg", 'rb') as f:
    payload = f.read()
    
predictor = Predictor(endpoint)
inference_response = predictor.predict(data=payload)
print (inference_response)

TensorFlow

En el ejemplo de código se muestra cómo utilizar la API SDK de Python SageMaker para enviar una
imagen para inferencia:

from sagemaker.predictor import Predictor
from PIL import Image
import numpy as np
import json

endpoint = 'insert the name of your endpoint here'

# Read image into memory
image = Image.open(input_file)
batch_size = 1
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image = np.asarray(image.resize((224, 224)))
image = image / 128 - 1
image = np.concatenate([image[np.newaxis, :, :]] * batch_size)
body = json.dumps({"instances": image.tolist()})
    
predictor = Predictor(endpoint)
inference_response = predictor.predict(data=body)
print(inference_response)

Solicitud de inferencias desde un servicio implementado (Boto3)
Puede enviar solicitudes de inferencia usando el SDK de SageMaker para el cliente Python (Boto3) y
invoke_endpoint()una vez que tenga un extremo de SageMakerInService. En el siguiente ejemplo
de código muestra cómo enviar una imagen para obtener una inferencia:

PyTorch and MXNet

import boto3

import json
 
endpoint = 'insert name of your endpoint here'
 
runtime = boto3.Session().client('sagemaker-runtime')
 
# Read image into memory
with open(image, 'rb') as f:
    payload = f.read()
# Send image via InvokeEndpoint API
response = runtime.invoke_endpoint(EndpointName=endpoint, ContentType='application/x-
image', Body=payload)

# Unpack response
result = json.loads(response['Body'].read().decode())

TensorFlow

Para TensorFlow envíe una entrada conapplication/jsonpara el tipo de contenido.

from PIL import Image
import numpy as np
import json
import boto3

client = boto3.client('sagemaker-runtime') 
input_file = 'path/to/image'
image = Image.open(input_file)
batch_size = 1
image = np.asarray(image.resize((224, 224)))
image = image / 128 - 1
image = np.concatenate([image[np.newaxis, :, :]] * batch_size)
body = json.dumps({"instances": image.tolist()})
ioc_predictor_endpoint_name = 'insert name of your endpoint here'
content_type = 'application/json'   
ioc_response = client.invoke_endpoint(
    EndpointName=ioc_predictor_endpoint_name,
    Body=body,
    ContentType=content_type
 )

XGBoost

Para una aplicación XGBoost, debe enviar un texto CSV en su lugar:
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import boto3
import json
 
endpoint = 'insert your endpoint name here'
 
runtime = boto3.Session().client('sagemaker-runtime')
 
csv_text = '1,-1.0,1.0,1.5,2.6'
# Send CSV text via InvokeEndpoint API
response = runtime.invoke_endpoint(EndpointName=endpoint, ContentType='text/csv',
 Body=csv_text)
# Unpack response
result = json.loads(response['Body'].read().decode())

Tenga en cuenta que BYOM permite el uso de un tipo de contenido personalizado. Para obtener más
información, consulte runtime_InvokeEndpoint.

Solicitud de inferencias desde un servicio implementado (AWSCLI
Las solicitudes de inferencia se pueden realizar con el sagemaker-runtime invoke-endpointuna
vez que tenga un extremo de Amazon SageMakerInService. Puede realizar solicitudes de inferencia con
elAWS Command Line Interface(AWS CLI). En el siguiente ejemplo se muestra cómo enviar una imagen
para obtener una inferencia:

aws sagemaker-runtime invoke-endpoint --endpoint-name 'insert name of your endpoint here'
 --body fileb://image.jpg --content-type=application/x-image output_file.txt

Un registrooutput_file.txtcon información sobre sus solicitudes de inferencia se realiza si la
inferencia se ha realizado correctamente.

Para TensorFlow envíe una entrada conapplication/jsoncomo el tipo de contenido.

aws sagemaker-runtime invoke-endpoint --endpoint-name 'insert name of your endpoint here'
 --body fileb://input.json --content-type=application/json output_file.txt

Imágenes de contenedor de inferencia
En función de su caso de uso, reemplace la parte resaltada en la plantilla URI de imagen de inferencia
proporcionada a continuación con los valores apropiados.

Amazon SageMaker XGBoost

aws_account_id.dkr.ecr.aws_region.amazonaws.com/xgboost-neo:latest

Reemplazaraws_account_idEn la tabla situada al final de esta página basándose en laaws_regionque
usaste.

TensorFlow

CPU or GPU instance types

aws_account_id.dkr.ecr.aws_region.amazonaws.com/sagemaker-inference-
tensorflow:fx_version-instance_type-py3

Reemplazaraws_account_idEn la tabla situada al final de esta página basándose en
laaws_regionque usaste.
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Reemplazarfx_versionpor1.15.3.

Reemplazartipo_de_instanciacon cualquiera de lascpuorgpu.
Inferentia instance types

aws_account_id.dkr.ecr.aws_region.amazonaws.com/sagemaker-neo-
tensorflow:fx_version-instance_type-py3

Reemplazaraws_account_idEn la tabla situada al final de esta página basándose en
laaws_regionque usaste. Tenga en cuenta que, por ejemplo,infSolous-east-1yus-
west-2Compatible con.

Reemplazarfx_versionpor1.15.0

Reemplazartipo_de_instanciaporinf.

MXNet

CPU or GPU instance types

aws_account_id.dkr.ecr.aws_region.amazonaws.com/sagemaker-inference-
mxnet:fx_version-instance_type-py3

Reemplazaraws_account_idEn la tabla situada al final de esta página basándose en
laaws_regionque usaste.

Reemplazarfx_versionpor1.8.0.

Reemplazartipo_de_instanciacon cualquiera de lascpuorgpu.
Inferentia instance types

aws_account_id.dkr.ecr.aws_region.amazonaws.com/sagemaker-neo-
mxnet:fx_version-instance_type-py3

Reemplazaraws_regioncon cualquiera de lasus-east-1orus-west-2.

Reemplazaraws_account_idEn la tabla situada al final de esta página basándose en
laaws_regionque usaste.

Reemplazarfx_versionpor1.5.1.

Sustituya instance_type por inf.

PyTorch

CPU or GPU instance types

aws_account_id.dkr.ecr.aws_region.amazonaws.com/sagemaker-inference-
pytorch:fx_version-instance_type-py3

Reemplazaraws_account_idEn la tabla situada al final de esta página basándose en
laaws_regionque usaste.

Reemplazarfx_versionpor1.4,1.5, o bien1.6.
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Reemplazartipo_de_instanciacon cualquiera de lascpuorgpu.
Inferentia instance types

aws_account_id.dkr.ecr.aws_region.amazonaws.com/sagemaker-neo-
pytorch:fx_version-instance_type-py3

Reemplazaraws_regioncon cualquiera de lasus-east-1orus-west-2.

Reemplazaraws_account_idEn la tabla situada al final de esta página basándose en
laaws_regionque usaste.

Reemplazarfx_versionpor1.5.1.

Sustituya instance_type por inf.

Los mapas de la tabla siguienteaws_account_idporaws_region. Utilice esta tabla para encontrar el URI
de imagen de inferencia correcto que necesita para su aplicación.

aws_account_id aws_region

785573368785 us-east-1

007439368137 us-east-2

710691900526 us-west-1

301217895009 us-west-2

802834080501 eu-west-1

205493899709 eu-west-2

254080097072 eu-west-3

601324751636 eu-north-1

966458181534 eu-south-1

746233611703 eu-central-1

110948597952 ap-east-1

763008648453 ap-south-1

941853720454 ap-northeast-1

151534178276 ap-northeast-2

324986816169 ap-southeast-1

355873309152 ap-southeast-2

474822919863 cn-northwest-1

472730292857 cn-north-1

756306329178 sa-east-1

464438896020 ca-cental-1
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aws_account_id aws_region

836785723513 me-south-1

774647643957 af-south-1

Dispositivos Edge
Amazon SageMaker Neo proporciona compatibilidad de compilación para los marcos de aprendizaje
automático más populares. Puede implementar sus dispositivos de borde compilados Neo como Raspberry
Pi 3, Sitara de Texas Instruments, Jetson TX1 y más. Para obtener una lista completa de los marcos
de trabajo y dispositivos de borde compatibles, consulte.Marcos, dispositivos, sistemas y arquitecturas
compatibles.

Debe configurar el dispositivo perimetral para que pueda usarAWSServicios de . Una forma de hacerlo
es instalar DLR y Boto3 en el dispositivo. Para ello, debe configurar las credenciales de autenticación.
ConsulteBoto3AWSConfiguraciónPara obtener más información, consulte. Una vez compilado el modelo y
configurado el dispositivo perimetral, puede descargar el modelo de Amazon S3 a su dispositivo perimetral.
A partir de ahí, puede usar elTiempo de ejecución de aprendizaje profundo (DLR)para leer el modelo
compilado y hacer inferencias.

Para los usuarios por primera vez, te recomendamos que consultes laIntroducciónGuía de programación
Esta guía le guía a través de cómo configurar sus credenciales, compilar un modelo, implementar su
modelo en una Raspberry Pi 3 y hacer inferencias sobre las imágenes.

Temas
• Marcos, dispositivos, sistemas y arquitecturas compatibles (p. 2162)
• Modelos de implementación (p. 2172)
• Introducción a los dispositivos Neo on Edge (p. 2173)

Marcos, dispositivos, sistemas y arquitecturas compatibles
Amazon SageMaker Neo admite marcos de aprendizaje automático comunes, dispositivos perimetrales,
sistemas operativos y arquitecturas de chip. Averigüe si Neo es compatible con su framework, dispositivo
perimetral, sistema operativo y arquitectura de chip seleccionando uno de los temas siguientes.

Puede encontrar una lista de modelos probados por el equipo de Amazon SageMaker Neo en elModelos
probados (p. 2166).

Note

Los dispositivos Ambarella requieren que se incluyan archivos adicionales dentro del archivo
TAR comprimido antes de enviarlo para su compilación. Para obtener más información, consulte
Solución de problemas con errores de Ambarella (p. 2184).

Temas
• Marcos admitidos (p. 2162)
• Dispositivos, arquitecturas de chip y sistemas compatibles (p. 2164)
• Modelos probados (p. 2166)

Marcos admitidos

Amazon SageMaker Neo admite los siguientes marcos.
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Plataforma Versión de
marco

Versión del
modelo

Modelos Formatos
de modelo
(empaquetados
en *.tar.gz)

Conjunto de
herramientas

MXNet 1.6.0 Compatible con
1.6.0 o anterior

Clasificación
de imágenes,
detección
de objetos,
segmentación
semántica,
estimación
de poses,
reconocimiento
de actividades

Un archivo
de símbolos
(.json) y un
archivo de
parámetros
(.params)

GluonCV
v0.8.0

ONNX 1.5.0 Compatible con
1.5.0 o anterior

Clasificación
de imágenes,
SVM

Un archivo de
modelo (.onnx)

 

Keras 2.2.4 Admite 2.2.4 o
anterior

Clasificación de
imágenes

Un archivo de
definición de
modelo (.h5)

 

PyTorch 1.6.0 Compatible con
1.6.0 o anterior

Clasificación de
imágenes

Un archivo de
definición de
modelo (.pth)

 

TensorFlow 1.15.0 Compatible
con 1.15.0 o
anterior

Clasificación de
imágenes

*En el caso de
los modelos
guardados,
un archivo.pb
o .pbtxt y un
directorio
de variables
que contiene
variables *Para
los modelos
congelados,
sólo un
archivo.pb
o.pbtxt.

 

TensorFlow 1.13.1 Compatible
con 1.13.1 o
anterior

Clasificación
de imágenes,
Detección de
objetos

Un archivo de
búfer plano de
definición de
modelo (.tflite)

 

XGBoost 0.9 Compatibilidad
con 0.9 o
versiones
anteriores

Árboles de
decisión

Un archivo
de modelo
XGBoost
(.model) donde
el número de
nodos de un
árbol es menor
que 2^31
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Plataforma Versión de
marco

Versión del
modelo

Modelos Formatos
de modelo
(empaquetados
en *.tar.gz)

Conjunto de
herramientas

DARKNET     Clasificación
de imágenes,
Detección de
objetos

Un archivo de
configuración
(.cfg) y un
archivo
de pesos
(.weights)

 

Dispositivos, arquitecturas de chip y sistemas compatibles

Amazon SageMaker Neo admite los siguientes dispositivos, arquitecturas de chip y sistemas operativos.

Devices

Puede seleccionar un dispositivo mediante la lista desplegable en el menú desplegableConsola
de Amazon SageMakero especificando elTargetDeviceen la configuración de salida
delCreateCompilationJobAPI.

Puede elegir entre uno de los siguientes dispositivos de borde:

Lista de
dispositivos

Sistema en un
chip (SoC)

Sistema
operativo

Arquitectura Acelerador Ejemplo de las
opciones del
compilador

aisage   Linux ARM64 Malí  

amba_cv22 CV22 Arch Linux ARM64 cvflow  

Coreml   iOS, macOS     {"class_labels":
"imagenet_labels_1000.txt"}

profundiza Intel Atom Linux X86_64 Gráficos Intel  

imx8qm NXP imx8 Linux ARM64    

jacinto_tda4vm TDA4VM Linux BRAZO TDA4VM  

jetson_nano   Linux ARM64 NVIDIA {'gpu-
code':
'sm_53',
'trt-ver':
'5.0.6',
'cuda-ver':
'10.0'}

jetson_tx1   Linux ARM64 NVIDIA {'gpu-
code':
'sm_53',
'trt-ver':
'6.0.1',
'cuda-ver':
'10.0'}
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Lista de
dispositivos

Sistema en un
chip (SoC)

Sistema
operativo

Arquitectura Acelerador Ejemplo de las
opciones del
compilador

jetson_tx2   Linux ARM64 NVIDIA {'gpu-
code':
'sm_62',
'trt-ver':
'6.0.1',
'cuda-ver':
'10.0'}

jetson_xavier   Linux ARM64 NVIDIA {'gpu-
code':
'sm_72',
'trt-ver':
'5.1.6',
'cuda-ver':
'10.0'}

qcs605   Android ARM64 Malí {'ANDROID_PLATFORM':
27}

qcs603   Android ARM64 Malí {'ANDROID_PLATFORM':
27}

rasp3b BRAZO A56 Linux ARM_EABIHF   {'mattr':
['+neon']}

frasas4 BRAZO A72        

rk3288   Linux ARM_EABIHF Malí  

rk3399   Linux ARM64 Malí  

sbe_c   Linux x86_64   {'mcpu':
'core-
avx2'}

sitara_am57x AM57X Linux ARM64 EVE y/o DSP
C66x

 

x86_win32   Windows 10 X86_32    

x86_win64   Windows 10 X86_32    

Para obtener más información acerca de las opciones del compilador de clave y valor JSON para cada
dispositivo de destino, consulte laCompilerOptionsen el campoOutputConfigAPItipo de datos.

Arquitecturas de sistemas y chips

Las siguientes tablas de consulta proporcionan información sobre los sistemas operativos y arquitecturas
disponibles para trabajos de compilación de modelos Neo.
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Linux

  X86_64 X86 ARM64 ARM_EABIHF ARM_EABI

Sin acelerador
(CPU)

X   X X X

GPU Nvidia X   X    

Intel_Graphics X        

ARM Malí     X X X

Android

  X86_64 X86 ARM64 ARM_EABIHF ARM_EABI

Sin acelerador
(CPU)

X X X   X

GPU Nvidia          

Intel_Graphics X X      

ARM Malí     X   X

Windows

  X86_64 X86 ARM64 ARM_EABIHF ARM_EABI

Sin acelerador
(CPU)

X X      

Modelos probados
Las siguientes secciones plegables proporcionan información sobre los modelos de aprendizaje
automático que fueron probados por el equipo de Amazon SageMaker Neo. Expanda la sección contraíble
en función de su marco para comprobar si se ha probado un modelo.

Note

Esta no es una lista completa de modelos que se pueden compilar con Neo.

ConsulteMarcos admitidos (p. 2162)yOperadores admitidos por SageMaker Neopara saber si puedes
compilar tu modelo con SageMaker Neo.

DarkNet

Modelos BRAZO
V8

ARM
Malí

Ambarella
CV22
Negro

Nvidia PanoramaTI
TDA4VM

Qualcomm
QCS603
adaptador
de
cable

X86_LinuxX86_Windows

AlexNet
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Modelos BRAZO
V8

ARM
Malí

Ambarella
CV22
Negro

Nvidia PanoramaTI
TDA4VM

Qualcomm
QCS603
adaptador
de
cable

X86_LinuxX86_Windows

Resnet50X X X X X X X

Yolov2 X X X X X

Yolov2_TinyX X X X X X X

Yolov3_416 X X X X X

Yolov3_TinyX X X X X X X

MXNet

Modelos BRAZO
V8

ARM Ambarella
CV22
Negro

Nvidia Panorama TI
TDA4VM

Qualcomm
QCS603
adaptador
de cable

X86_LinuxX86_Windows

AlexNet X

Densenet121 X

DenseNet201X X X X X X X X

GoogleNetX X X X X X X

Inceptionv3 X X X X X

MobileNet0.75X X X X X X

MobileNet1.0X X X X X X X

MobileNetv2_0.5X X X X X X

MobileNetv2_1.0
adaptador
de cable

X X X X X X X X X

MobileNetv3_LargeX X X X X X X X X

MobileNetv3_SmallX X X X X X X X X

Resnest50 X X X X

Resnet18_v1X X X X X X X

Resnet18_v2X X X X X X

Resnet50_v1X X X X X X X X

Resnet50_v2X X X X X X X X

ResNext101_32x4D

ResNext50_32x4DX X X X X X
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Modelos BRAZO
V8

ARM Ambarella
CV22
Negro

Nvidia Panorama TI
TDA4VM

Qualcomm
QCS603
adaptador
de cable

X86_LinuxX86_Windows

SENET_154 X X X X X

SE_resNext50_32x4DX X X X X X X

SqueezeNet1.0X X X X X X X

SqueezeNet1.1X X X X X X X X

VGG11 X X X X X X X

Xcepción X X X X X X X X

darknet53 X X X X X X X

resnet18_v1b_0.89X X X X X X

resnet50_v1d_0.11X X X X X X

resnet50_v1d_0.86X X X X X X X X

ssd_512_mobilenet1.0_cocoX X X X X X X

ssd_512_mobilenet1.0_vocX X X X X X X

ssd_resnet50_v1X X X X X X

yolo3_darknet53_cocoX X X X X

yolo3_mobilenet1.0_cocoX X X X X X X

deeplab_resnet50 X

Keras

Modelos BRAZO
V8

ARM Ambarella
CV22
Negro

Nvidia Panorama TI
TDA4VM

Qualcomm
QCS603
adaptador
de cable

X86_LinuxX86_Windows

densenet121X X X X X X X X

densenet201X X X X X X X

inception_v3X X X X X X X

mobilenet_v1X X X X X X X X

mobilenet_v2X X X X X X X X

resnet152_v1 X X X

resnet152_v2 X X X

resnet50_v1X X X X X X X
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Modelos BRAZO
V8

ARM Ambarella
CV22
Negro

Nvidia Panorama TI
TDA4VM

Qualcomm
QCS603
adaptador
de cable

X86_LinuxX86_Windows

resnet50_v2X X X X X X X X

vgg16 X X X X X

ONNX

Modelos BRAZO
V8

ARM Ambarella
CV22
Negro

Nvidia Panorama TI
TDA4VM

Qualcomm
QCS603
adaptador
de cable

X86_LinuxX86_Windows

AlexNet X

Mobilenetv2-1.0X X X X X X X X

resnet18v1X X X X

resnet18v2X X X X

resnet50v1X X X X X X

resnet50v2X X X X X X

resnet152v1 X X X X

resnet152v2 X X X X

squeezenet1.1X X X X X X X

vgg19 X X

PyTorch (FP32)

Modelos BRAZO
V8

ARM Ambarella
CV22
Negro

Nvidia Panorama TI
TDA4VM

Qualcomm
QCS603
adaptador
de cable

X86_LinuxX86_Windows

densenet121X X X X X X X

inception_v3 X X X X X X

resnet152 X X X X

resnet18 X X X X X X

Resnet50 X X X X X X

squeezenet1.0X X X X X X

squeezenet1.1X X X X X X X
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TensorFlow

TensorFlow

Modelos BRAZO
V8

ARM Ambarella
CV22
Negro

Nvidia Panorama TI
TDA4VM

Qualcomm
QCS603
adaptador
de
cable

X86_LinuxX86_Windows

densenet201X X X X X X X X

inception_v3X X X X X X X X

mobilenet100_v1X X X X X X X

mobilenet100_v2.0X X X X X X X X

mobilenet130_v2X X X X X X

mobilenet140_v2X X X X X X X X

resnet50_v1.5X X X X X X X

resnet50_v2X X X X X X X X

squeezeNetX X X X X X X X

TensorFlow.Keras

Modelos BRAZO
V8

ARM Ambarella
CV22
Negro

Nvidia Panorama TI
TDA4VM

Qualcomm
QCS603
adaptador
de
cable

X86_LinuxX86_Windows

DenseNet121X X X X X X X

DenseNet201X X X X X X

Inceptionv3 X X X X X X X

MobileNet X X X X X X X

MobileNetv2X X X X X X X

NASNetLarge X X X X

NASNetMobileX X X X X X X

ResNet101 X X X X

Resnet101v2 X X X X

ResNet152 X X X

Resnet152v2 X X X

ResNet50 X X X X X X
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Modelos BRAZO
V8

ARM Ambarella
CV22
Negro

Nvidia Panorama TI
TDA4VM

Qualcomm
QCS603
adaptador
de
cable

X86_LinuxX86_Windows

Resnet50v2X X X X X X X

VGG16 X X X X

Xcepción X X X X X X X

TensorFlow

TensorFlow-Lite (FP32)

Modelos BRAZO
V8

ARM Ambarella
CV22
Negro

Nvidia PanoramaTI
TDA4VM

Qualcomm
QCS603
adaptador
de
cable

X86_LinuxX86_Windows

densenet_2018_04_27X X X X X

inception_resnet_v2_2018_04_27 X X X X

inception_v3_2018_04_27 X X X X

inception_v4_2018_04_27 X X X X

mnasnet_0.5_224_09_07_2018X X X X X

mnasnet_1.0_224_09_07_2018X X X X X

mnasnet_1.3_224_09_07_2018X X X X X

mobilenet_v1_0.25_128X X X X X

mobilenet_v1_0.25_224X X X X X

mobilenet_v1_0.5_128X X X X X

mobilenet_v1_0.5_224X X X X X

mobilenet_v1_0.75_128X X X X X

mobilenet_v1_0.75_224X X X X X

mobilenet_v1_1.0_128X X X X X

mobilenet_v1_1.0_192X X X X X

mobilenet_v2_1.0_224X X X X X

resnet_v2_101 X X X X

squeezenet_2018_04_27X X X X X
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TensorFlow-Lite (INT8)

Modelos BRAZO
V8

ARM Ambarella
CV22
Negro

Nvidia PanoramaTI
TDA4VM

Qualcomm
QCS603
adaptador
de
cable

X86_LinuxX86_Windows

inception_v1 X

inception_v2 X

inception_v3X X X X

inception_v4_299X X X X

mobilenet_v1_0.25_128X X X

mobilenet_v1_0.25_224X X X

mobilenet_v1_0.5_128X X X

mobilenet_v1_0.5_224X X X

mobilenet_v1_0.75_128X X X

mobilenet_v1_0.75_224X X X X

mobilenet_v1_1.0_128X X X

mobilenet_v1_1.0_224X X X X

mobilenet_v2_1.0_224X X X X

deeplab-
v3_513
extensión
de la
garantía

X

Modelos de implementación
Puede implementar el módulo de computación en dispositivos perimetrales con limitaciones de recursos:
descargue el modelo compilado de Amazon S3 en su dispositivo y utiliceDLR, o puede utilizarAWSIoT
Greengrass.

Antes de seguir adelante, asegúrese de que su dispositivo perimetral debe ser compatible con SageMaker
Neo. Consulte,Marcos, dispositivos, sistemas y arquitecturas compatiblespara saber qué dispositivos
perimetrales son compatibles. Asegúrese de que especificó el dispositivo de borde de destino cuando
envió el trabajo de compilación, consulteUso de Neo para compilar un modelo.

Implementación de un modelo compilado (DLR)
DLRes un tiempo de ejecución común y compacto para modelos de aprendizaje profundo y modelos de
árbol de decisión. DLR utiliza elTVMTiempo de ejecución,Árbol, NVIDIA TensorRT™ y puede incluir otros
tiempos de ejecución específicos del hardware. DLR proporciona API unificadas de Python/C ++ para
cargar y ejecutar modelos compilados en varios dispositivos.

Puede instalar la última versión del paquete DLR utilizando el siguiente comando pip:
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pip install dlr

Para la instalación de DLR en destinos de GPU o dispositivos perimetrales que no sean x86,
consulteVersiones depara binarios precompilados, oInstalación de DLRpara crear DLR desde el origen.
Por ejemplo, para instalar DLR para Raspberry Pi 3, puede usar:

pip install https://neo-ai-dlr-release.s3-us-west-2.amazonaws.com/v1.3.0/pi-armv7l-
raspbian4.14.71-glibc2_24-libstdcpp3_4/dlr-1.3.0-py3-none-any.whl

Implementar un modelo (AWSIoT Greengrass
AWSIoT GreengrassExtiende las capacidades de la nube a los dispositivos locales. Permite que los
dispositivos recopilen y analicen datos más cerca del origen de la información, reaccionen de forma
autónoma a eventos locales y se comuniquen de forma segura entre sí en las redes locales. conAWSIoT
Greengrass puede realizar inferencia de aprendizaje automático en el borde con datos generados
localmente usando modelos entrenados en la nube. Actualmente, puede implementar modelos en todos
losAWSDispositivos de IoT Greengrass basados en los procesadores de las series ARM Cortex-A, Intel
Atom y Nvidia Jetson. Para obtener más información acerca de cómo implementar de una aplicación
de inferencia Lambda para realizar inferencias de aprendizaje automático conAWSIoT Greengrass,
consulteCómo configurar la inferencia de aprendizaje automático optimizado medianteAWSConsola de
administración de.

Introducción a los dispositivos Neo on Edge
Esta guía para empezar a utilizar Amazon SageMaker Neo le muestra cómo compilar un modelo,
configurar el dispositivo y hacer inferencias en el dispositivo. La mayoría de los ejemplos de código usan
Boto3. Proporcionamos comandos usandoAWS CLIcuando proceda, así como instrucciones sobre cómo
cumplir los requisitos previos para Neo.

Note

Puede ejecutar los siguientes fragmentos de código en su equipo local, en un bloc de notas de
SageMaker, en SageMaker Studio o (dependiendo del dispositivo perimetral) en el dispositivo
perimetral. La configuración es similar; sin embargo, hay dos excepciones principales si ejecuta
esta guía dentro de una instancia de bloc de notas de SageMaker o sesión de SageMaker Studio:

• No es necesario instalar Boto3.
• No es necesario añadir la‘AmazonSageMakerFullAccess’Política de IAM

En esta guía se supone que está ejecutando las siguientes instrucciones en el dispositivo perimetral.

Prerequisites

1. Instalar Boto3

Si está ejecutando estos comandos en su dispositivo perimetral, debe instalar elAWS SDK for Python
(Boto3). Dentro de un entorno Python (preferiblemente un entorno virtual), ejecute lo siguiente
localmente en el terminal de su dispositivo perimetral o dentro de una instancia de Jupyter portátil:

Terminal

$ pip install boto3

Jupyter Notebook

!pip install boto3
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2. Configuración deAWSCredenciales

Debe configurar las credenciales de Amazon Web Services en su dispositivo para ejecutar SDK
for Python (Boto3). De forma predeterminada, elAWSlas credenciales deben almacenarse en el
archivo~/.aws/credentialsen el dispositivo perimetral. Dentro del archivo de credenciales,
debería ver dos variables de entorno:aws_access_key_idyaws_secret_access_key.

En su terminal, ejecute:

$ more ~/.aws/credentials

[default]
aws_access_key_id = YOUR_ACCESS_KEY
aws_secret_access_key = YOUR_SECRET_KEY

LaAWSGuía general de referenciaTiene instrucciones sobre cómo obtener el
necesarioaws_access_key_idyaws_secret_access_key. Para obtener más información sobre
cómo configurar credenciales en el dispositivo de, consulte laBoto3.

3. Configurar un rol de IAM y adjuntar directivas.

Neo necesita acceso a su URI de bucket de S3. Cree un rol de IAM que pueda ejecutar SageMaker
y tenga permiso para acceder al URI de S3. Puede crear un rol de IAM mediante el uso de SDK for
Python (Boto3), la consola o laAWS CLI. El ejemplo siguiente muestra cómo crear un rol de IAM
usando SDK for Python (Boto3):

import boto3

AWS_REGION = 'aws-region'

# Create an IAM client to interact with IAM
iam_client = boto3.client('iam', region_name=AWS_REGION)
role_name = 'role-name'

Para obtener más información acerca de cómo crear un rol de IAM role (crear un rol de IAM)AWS CLI,
o a través delAWS, consulteCreación de un usuario de IAM en suAWSaccount.

Cree un diccionario que describa la directiva de IAM que está adjuntando. Esta directiva se utiliza para
crear un nuevo rol de IAM.

policy = {
    'Statement': [
        {
            'Action': 'sts:AssumeRole',
            'Effect': 'Allow',
            'Principal': {'Service': 'sagemaker.amazonaws.com'},
        }],  
     'Version': '2012-10-17'
}

Cree un nuevo rol de IAM y utilice la política definida anteriormente:

import json 

new_role = iam_client.create_role(
    AssumeRolePolicyDocument=json.dumps(policy),
    Path='/',
    RoleName=role_name
)
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Necesita saber cuál es su nombre de recurso de Amazon (ARN) cuando cree un trabajo de
compilación en un paso posterior, por lo que guárdelo también en una variable.

role_arn = new_role['Role']['Arn']

Ahora que ha creado un nuevo rol, adjunte los permisos que necesita para interactuar con Amazon
SageMaker y Amazon S3:

iam_client.attach_role_policy(
    RoleName=role_name,
    PolicyArn='arn:aws:iam::aws:policy/AmazonSageMakerFullAccess'
)

iam_client.attach_role_policy(
    RoleName=role_name,
    PolicyArn='arn:aws:iam::aws:policy/AmazonS3FullAccess'
);

4. Cree un bucket de Amazon S3 para almacenar los artefactos del modelo

SageMaker Neo tendrá acceso a sus artefactos de modelo desde Amazon S3

Boto3

# Create an S3 client
s3_client = boto3.client('s3', region_name=AWS_REGION)

# Name buckets
bucket='name-of-your-bucket'

# Check if bucket exists
if boto3.resource('s3').Bucket(bucket) not in boto3.resource('s3').buckets.all():
    s3_client.create_bucket(
        Bucket=bucket,
        CreateBucketConfiguration={
            'LocationConstraint': AWS_REGION
        }
    )
else:
    print(f'Bucket {bucket} already exists. No action needed.')

CLI

$ aws s3 mb s3://'name-of-your-bucket' --region specify-your-region 

# Check your bucket exists
$ aws s3 ls s3://'name-of-your-bucket'/

5. Capacite un modelo de aprendizaje automático

ConsulteCapacitación de un modelo con Amazon SageMakerPara obtener más información sobre
cómo entrenar un modelo de aprendizaje automático con Amazon SageMaker. Opcionalmente, puede
cargar su modelo entrenado localmente directamente en un bucket URI de Amazon S3.

Note

Asegúrese de que el modelo tiene el formato correcto en función del marco utilizado.
Consulte¿Qué formas de datos de entrada espera SageMaker Neo?
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Si aún no tiene un modelo, utilice la herramientacurlPara obtener una copia local del
comandococo_ssd_mobilenetdel sitio web de TensorFlow. El modelo que acaba de copiar es un
modelo de detección de objetos entrenado desde elconjuntos de datos de. Escriba lo siguiente en su
cuaderno Jupyter:

model_zip_filename = './coco_ssd_mobilenet_v1_1.0.zip'
!curl http://storage.googleapis.com/download.tensorflow.org/models/tflite/
coco_ssd_mobilenet_v1_1.0_quant_2018_06_29.zip \
    --output {model_zip_filename}

Tenga en cuenta que este ejemplo en particular se empaquetó en un archivo .zip. Descomprima este
archivo y vuelva a empaquetarlo como archivo tarfile comprimido (.tar.gz) antes de utilizarla en
pasos posteriores. Escriba lo siguiente en su cuaderno Jupyter:

# Extract model from zip file
!unzip -u {model_zip_filename}

model_filename = 'detect.tflite'
model_name = model_filename.split('.')[0]

# Compress model into .tar.gz so SageMaker Neo can use it
model_tar = model_name + '.tar.gz'
!tar -czf {model_tar} {model_filename}

6. Carga del modelo entrenado en un bucket de S3

Una vez que haya entrenado su modo de aprendizaje automático, guárdelo en un bucket S3.

Boto3

# Upload model        
s3_client.upload_file(filename=model_filename, bucket=bucket, key=model_filename)

CLI

Reemplazaryour-model-filenameyyour-S3-bucketCon el nombre del bucket de S3.

$ aws s3 cp your-model-filename s3://your-S3-bucket

Paso 1: Compile el modelo.

Una vez que haya satisfecho laRequisitos previos, puede compilar su modelo con Amazon SageMaker
Neo. Puede compilar su modelo usando elAWS CLI, la consola o elSDK de Amazon Web Services para
Python (Boto3), consulteUso de Neo para compilar un modelo. En este ejemplo, compilará su modelo con
Boto3.

Para compilar un modelo, SageMaker Neo requiere la siguiente información:

1. URI del bucket de Amazon S3 donde almacenó el modelo capacitado.

Si ha seguido los requisitos previos, el nombre de su bucket se almacena en una variable
llamadabucket. El siguiente fragmento de código muestra cómo enumerar todos los buckets
mediante laAWS CLI:

$ aws s3 ls
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Por ejemplo:

$ aws s3 ls
2020-11-02 17:08:50 bucket

2. URI del bucket de Amazon S3 donde desea guardar el modelo compilado.

El siguiente fragmento de código concatena su URI de bucket de Amazon S3 con el nombre de un
directorio de salida llamadooutput:

s3_output_location = f's3://{bucket}/output'

3. El marco de aprendizaje automático que utilizó para entrenar su modelo.

Defina el marco de trabajo utilizado para entrenar el modelo.

framework = 'framework-name'

Por ejemplo, si desea compilar un modelo que fue entrenado usando TensorFlow, puede
usartfliteortensorflow. Usartflitesi desea utilizar una versión más ligera de TensorFlow que
use menos memoria de almacenamiento.

framework = 'tflite'

Para obtener una lista completa de los marcos de trabajo compatibles con NEO, consulteMarcos,
dispositivos, sistemas y arquitecturas compatibles.

4. La forma de la entrada del modelo.

Neo requiere el nombre y la forma de su tensor de entrada. El nombre y la forma se pasan como pares
clave-valor.valuees una lista de las dimensiones enteras de un tensor de entrada ykeyes el nombre
exacto de un tensor de entrada en el modelo.

data_shape = '{"name": [tensor-shape]}'

Por ejemplo:

data_shape = '{"normalized_input_image_tensor":[1, 300, 300, 3]}'

Note

Asegúrese de que el modelo tiene el formato correcto en función del marco utilizado.
Consulte¿Qué formas de datos de entrada espera SageMaker Neo? La clave de este
diccionario debe cambiarse al nombre del nuevo tensor de entrada.

5. El nombre del dispositivo de destino para compilar o los detalles generales de la plataforma de
hardware

target_device = 'target-device-name'

Por ejemplo, si desea implementar en una Raspberry Pi 3, use:

target_device = 'rasp3b'
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Puede encontrar toda la lista de dispositivos perimetrales compatibles enMarcos, dispositivos,
sistemas y arquitecturas compatibles.

Ahora que ha completado los pasos anteriores, puede enviar un trabajo de compilación a Neo.

# Create a SageMaker client so you can submit a compilation job
sagemaker_client = boto3.client('sagemaker', region_name=AWS_REGION)

# Give your compilation job a name
compilation_job_name = 'getting-started-demo'
print(f'Compilation job for {compilation_job_name} started')

response = sagemaker_client.create_compilation_job(
    CompilationJobName=compilation_job_name,
    RoleArn=role_arn,
    InputConfig={
        'S3Uri': s3_input_location,
        'DataInputConfig': data_shape,
        'Framework': framework.upper()
    },
    OutputConfig={
        'S3OutputLocation': s3_output_location,
        'TargetDevice': target_device 
    },
    StoppingCondition={
        'MaxRuntimeInSeconds': 900
    }
)

# Optional - Poll every 30 sec to check completion status
import time

while True:
    response =
 sagemaker_client.describe_compilation_job(CompilationJobName=compilation_job_name)
    if response['CompilationJobStatus'] == 'COMPLETED':
        break
    elif response['CompilationJobStatus'] == 'FAILED':
        raise RuntimeError('Compilation failed')
    print('Compiling ...')
    time.sleep(30)
print('Done!')

Si desea información adicional para la depuración, incluya la siguiente instrucción print:

print(response)

Si el trabajo de compilación se realiza correctamente, el modelo compilado se almacena en el depósito
de salida de Amazon S3 que especificó anteriormente (s3_output_location). Descargue su modelo
compilado localmente:

object_path = f'output/{model}-{target_device}.tar.gz'
neo_compiled_model = f'compiled-{model}.tar.gz'
s3_client.download_file(bucket, object_path, neo_compiled_model)

Paso 2: Configure el dispositivo
Tendrá que instalar paquetes en el dispositivo perimetral para que el dispositivo pueda hacer
inferencias. También tendrá que instalarAWSIoT GreengrassCore oTiempo de ejecución de aprendizaje
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profundo (DLR). En este ejemplo, instalará los paquetes necesarios para hacer inferencias para
elcoco_ssd_mobilenetalgoritmo de detección de objetos y usará DLR.

1. Instalación de paquetes adicionales

Además de Boto3, debe instalar ciertas bibliotecas en su dispositivo perimetral. Las bibliotecas que
instale dependen del caso de uso.

Por ejemplo, para elcoco_ssd_mobilenetAlgoritmo de detección de objetos que descargó
anteriormente, tiene que instalarNumPypara la manipulación de datos y estadísticas,PILpara cargar
imágenes, yMatplotlibpara generar parcelas. También necesita una copia de TensorFlow si desea
medir el impacto de la compilación con Neo frente a una línea de base.

!pip3 install numpy pillow tensorflow matplotlib 

2. Instale el motor de inferencia en su dispositivo

Para ejecutar su modelo Neo compilado, instale elTiempo de ejecución de aprendizaje profundo
(DLR)en su dispositivo. DLR es un tiempo de ejecución común y compacto para modelos de
aprendizaje profundo y modelos de árbol de decisiones. En los destinos de CPU x86_64 que ejecutan
Linux, puede instalar la última versión del paquete DLR utilizando el siguientepipComando de la :

!pip install dlr

Para la instalación de DLR en destinos de GPU o dispositivos de borde que no sean x86,
consulteVersiones depara binarios precompilados, oInstalación de DLRpara crear DLR desde el
origen. Por ejemplo, para instalar DLR para Raspberry Pi 3, puede usar:

!pip install https://neo-ai-dlr-release.s3-us-west-2.amazonaws.com/v1.3.0/pi-armv7l-
raspbian4.14.71-glibc2_24-libstdcpp3_4/dlr-1.3.0-py3-none-any.whl

Paso 3: Hacer inferencias en su dispositivo

En este ejemplo, utilizará Boto3 para descargar el resultado de su trabajo de compilación en su dispositivo
perimetral. A continuación, importará DLR, descargará imágenes de ejemplo del conjunto de datos,
cambiará el tamaño de esta imagen para que coincida con la entrada original del modelo y, a continuación,
hará una predicción.

1. Descargue su modelo compilado de Amazon S3 en su dispositivo y extráigelo del archivo tarfile
comprimido.

# Download compiled model locally to edge device
object_path = f'output/{model_name}-{target_device}.tar.gz'
neo_compiled_model = f'compiled-{model_name}.tar.gz'
s3_client.download_file(bucket_name, object_path, neo_compiled_model)

# Extract model from .tar.gz so DLR can use it
!mkdir ./dlr_model # make a directory to store your model (optional)
!tar -xzvf ./compiled-detect.tar.gz --directory ./dlr_model

2. Importar DLR y unDLRModelUn objeto.

import dlr

device = 'cpu'
model = dlr.DLRModel('./dlr_model', device)
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3. Descargue una imagen para inferirla y formatearla en función de cómo se formó su modelo.

Para el registrococo_ssd_mobilenetEjemplo, puede descargar una imagen desde elconjuntos de
datos dey luego reformar la imagen a300x300:

from PIL import Image

# Download an image for model to make a prediction
input_image_filename = './input_image.jpg'
!curl https://farm9.staticflickr.com/8325/8077197378_79efb4805e_z.jpg --output
 {input_image_filename}

# Format image so model can make predictions
resized_image = image.resize((300, 300))

# Model is quantized, so convert the image to uint8
x = np.array(resized_image).astype('uint8')

4. Usar DLR para hacer inferencias.

Finalmente, puede usar DLR para hacer una predicción sobre la imagen que acaba de descargar:

out = model.run(x)

Para obtener más ejemplos de uso de DLR para realizar inferencias desde un modelo neocompilado en un
dispositivo perimetral, consulte larepositorio neo-ai-dlr Github.

Errores de solución de problemas
Esta sección contiene información sobre cómo comprender y evitar errores habituales, los mensajes de
error que generan y orientación sobre cómo solucionar estos errores. Antes de seguir adelante, hágase las
siguientes preguntas:

¿Ha encontrado un error antes de implementar su modelo? En caso afirmativo, consulteSolución de
errores de compilación Neo.

¿Encontró un error después de compilar su modelo? En caso afirmativo, consulteSolucionar problemas de
errores de inferencia Neo.

¿Ha encontrado un error al intentar compilar su modelo para dispositivos Ambarella? En caso afirmativo,
consulteSolución de problemas con errores de Ambarella (p. 2184).

Tipos de clasificación de errores
En esta lista se clasifican los errores de usuario que puede recibir de Neo. Se incluyen los errores de
acceso y de permiso, y los errores de carga para cada uno de los marcos compatibles. Todos los demás
errores son errores del sistema.

Error de permiso del cliente

Neo pasa los errores de estos directamente a través del servicio dependiente.

• Acceso denegado al llamar a sts: AssumeRole.
• Cualquiera 400Error al llamar a Amazon S3 para descargar o cargar un modelo de cliente
• Error PassRole

2180

https://cocodataset.org/#home
https://cocodataset.org/#home
https://github.com/neo-ai/neo-ai-dlr
https://docs.aws.amazon.com/sagemaker/latest/dg/neo-troubleshooting-compilation.html
https://docs.aws.amazon.com/sagemaker/latest/dg/neo-troubleshooting-compilation.html
https://docs.aws.amazon.com/sagemaker/latest/dg/neo-troubleshooting-inference.html
https://docs.aws.amazon.com/sagemaker/latest/dg/neo-troubleshooting-inference.html


Amazon SageMaker Developer Guide
Errores de solución de problemas

Error de carga

Si el compilador de Neo ha cargado correctamente. tar.gz desde Amazon S3, compruebe que tarball
contenga los archivos necesarios para la compilación. Los criterios de comprobación son específicos del
marco:

• TensorFlow: Solo espera archivo protobuf (*.pb o *.pbtxt). En el caso de los modelos guardados, espera
una carpeta de variables.

• Pytorch: Espere solo un archivo pytorch (*.pth).
• MXNET: Sólo espera un archivo de símbolos (*.json) y un archivo de parámetros (*.params).
• XGBoost de: Espere solo un archivo de modelo XGBoost (*.model). El modelo de entrada tiene limitación

de tamaño.

Error de compilación

Suponiendo que el compilador de Neo ha cargado correctamente. tar.gz desde Amazon S3 y que tarball
contenga los archivos necesarios para la compilación. Los criterios de comprobación son:

• OperatorNotImplemented: No se ha implementado un operador.
• OperatorAttributeNotImplemented: El atributo del operador especificado no se ha implementado.
• OperatorAttributeRequired: Es necesario un atributo para un gráfico de símbolos internos, pero no

aparece en el gráfico de modelos de entrada de usuario.
• OperatorAttributeValueNotValid: El valor del atributo en el operador específico no es válido.

Temas
• Solución de errores de compilación Neo (p. 2181)
• Solucionar problemas de errores de inferencia Neo (p. 2183)
• Solución de problemas con errores de Ambarella (p. 2184)

Solución de errores de compilación Neo
Esta sección contiene información sobre cómo comprender y evitar errores de compilación habituales, los
mensajes de error que generan y orientación sobre cómo solucionar estos errores.

Temas
• Cómo utilizar esta página (p. 2181)
• Errores relacionados con el marco (p. 2182)
• Errores relacionados con la infraestructura (p. 2183)

Cómo utilizar esta página

Intente resolver el error revisando estas secciones en el siguiente orden:

1. Compruebe que la entrada de su trabajo de compilación satisface los requisitos de entrada.
Consulte¿Qué formas de datos de entrada espera SageMaker Neo?

2. Comprobación comúnerrores específicos del marco.
3. Comprueba si tu error es unError de infraestructura.
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Errores relacionados con el marco

TensorFlow

Error Solución

InputConfiguration: Exactly one .pb file is allowed
for TensorFlow models.

Asegúrese de proporcionar solo
un archivo .pb o .pbtxt.

InputConfiguration: Exactly one .pb or .pbtxt file
is allowed for TensorFlow models.

Asegúrese de proporcionar solo
un archivo .pb o .pbtxt.

ClientError: InputConfiguration: TVM cannot convert
<model zoo> model. Please make sure the framework
you selected is correct. The following operators
are not implemented: {<operator name>}

Compruebe que el operador
que eligió es compatible.
ConsulteOperadores y marcos
compatibles con SageMaker
Neo.

Keras

Error Solución

InputConfiguration: No h5 file provided in <model
path>

Compruebe que su archivo h5
está en el URI de Amazon S3
que especificó.

O bien

Compruebe que elel archivo h5
está formateado correctamente.

InputConfiguration: Multiple h5 files provided,
<model path>, when only one is allowed

Comprueba que solo estás
proporcionando unah5file.

ClientError: InputConfiguration: Unable to load
provided Keras model. Error: 'sample_weight_mode'

Compruebe que la versión
de Keras especificada es
compatible. Consulte, los marcos
compatibles paraInstancias de
nubeydispositivos Edge.

ClientError: InputConfiguration: Input input has
wrong shape in Input Shape dictionary. Input shapes
should be provided in NCHW format.

Compruebe que la entrada del
modelo sigue el formato NCHW.
Consulte¿Qué formas de datos
de entrada espera SageMaker
Neo?

MXNet

Error Solución

ClientError: InputConfiguration: Only one parameter
file is allowed for MXNet model. Please make sure
the framework you select is correct.

SageMaker Neo seleccionará
el primer archivo de parámetros
dado para la compilación.
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Errores relacionados con la infraestructura

Error Solución

ClientError: InputConfiguration: S3 object does not
exist. Bucket: <bucket>, Key: <bucket key>

Compruebe el URI de Amazon
S3 que ha proporcionado.

ClientError: InputConfiguration: Bucket <bucket
name> is in region <region name> which is different
from AWS Sagemaker service region <service region>

Cree un bucket de Amazon S3
que esté en la misma región que
el servicio de.

ClientError: InputConfiguration: Unable to untar
input model. Please confirm the model is a tar.gz
file

Compruebe que el modelo de
Amazon S3 está comprimido en
untar.gzfile.

Solucionar problemas de errores de inferencia Neo
Esta sección contiene información acerca de cómo prevenir y resolver algunos de los errores comunes
que puede surgir al implementar y/o invocar el endpoint. Esta sección se aplica aPyTorch 1.4.0 o
posterioryMXNet v1.7.0 o posterior.

• Asegúrese de que la primera inferencia (inferencia de calentamiento) en un dato de entrada válido
se realiza en model_fn (); de lo contrario, el siguiente mensaje de error puede verse en el terminal
cuandopredict APIse llama:

An error occurred (ModelError) when calling the InvokeEndpoint operation: Received server
 error (0) from <users-sagemaker-endpoint> with message "Your invocation timed out
 while waiting for a response from container model. Review the latency metrics for each
 container in Amazon CloudWatch, resolve the issue, and try again."                

• Asegúrese de que las variables de entorno de la tabla siguiente están definidas. Si no están
configurados, puede aparecer el siguiente mensaje de error:

En la terminal:

An error occurred (ModelError) when calling the InvokeEndpoint operation: Received
 server error (503) from <users-sagemaker-endpoint> with message "{ "code": 503, "type":
 "InternalServerException", "message": "Prediction failed" } ".

En CloudWatch:

W-9001-model-stdout com.amazonaws.ml.mms.wlm.WorkerLifeCycle - AttributeError: 'NoneType'
 object has no attribute 'transform'

Key Valor

SAGEMAKER_PROGRAM inference.py

SAGEMAKER_SUBMIT_DIRECTORY /opt/ml/modelo/código

SAGEMAKER_CONTAINER_LOG_LEVEL 20

SAGEMAKER_REGION <your region>
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• Asegúrese de que el valor deMMS_DEFAULT_RESPONSE_TIMEOUTse establece en 500 o un valor
superior al crear el modelo de Amazon SageMaker; de lo contrario, puede aparecer el siguiente mensaje
de error en el terminal:

An error occurred (ModelError) when calling the InvokeEndpoint operation: Received server
 error (0) from <users-sagemaker-endpoint> with message "Your invocation timed out
 while waiting for a response from container model. Review the latency metrics for each
 container in Amazon CloudWatch, resolve the issue, and try again."

Solución de problemas con errores de Ambarella
SageMaker Neo requiere que los modelos se empaqueten en un archivo TAR comprimido (*.tar.gz).
Los dispositivos Ambarella requieren que se incluyan archivos adicionales dentro del archivo TAR
comprimido antes de enviarlo para su compilación. Incluya los siguientes archivos dentro del archivo TAR
comprimido si desea compilar un modelo para objetivos Ambarella con SageMaker Neo:

• Un modelo entrenado utilizando un marco apoyado por SageMaker Neo
• Un archivo de configuración JSON de
• Imágenes de calibración

Por ejemplo, el contenido de su archivo TAR comprimido debe tener un aspecto similar al ejemplo
siguiente:

###amba_config.json
###calib_data
|    ### data1
|    ### data2
|    ### .
|    ### .
|    ### .
|    ### data500
###mobilenet_v1_1.0_0224_frozen.pb

El directorio se configura de la siguiente manera:

• amba_config.json: Archivo de configuración
• calib_data: Carpeta que contiene imágenes de calibración
• mobilenet_v1_1.0_0224_frozen.pb: modelo TensorFlow guardado como gráfico congelado

Para obtener información sobre los marcos compatibles con SageMaker Neo, consulteMarcos
admitidos (p. 2162).

Configuración del archivo de configuración
El archivo de configuración proporciona la información requerida por la cadena de herramientas Ambarella
para compilar el modelo. El archivo de configuración debe guardarse como un archivo JSON y el nombre
del archivo debe terminar con*config.json. En el siguiente gráfico se muestra el contenido del archivo
de configuración.

Key Descripción Ejemplo

inputs El diccionario asigna capas de
entrada al atributo. {inputs:{"data":

{...},"data1":{...}}}
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Key Descripción Ejemplo

«datos» Nombre de la capa de entrada.
Nota: «datos» es un ejemplo del
nombre que puede usar para
etiquetar la capa de entrada.

«datos»

forma Describe la forma de la entrada
del modelo. Esto sigue las
mismas convenciones que utiliza
SageMaker Neo.

«forma»: «1,3,224,224"

filePath Ruta relativa al directorio
que contiene imágenes de
calibración. Estos pueden ser
archivos binarios o de imagen
como JPG o PNG.

«filepath»: «calib_data/»

formato de color Formato de color que el modelo
espera. Esto se usará al convertir
imágenes a binarias. Valores
admitidos: [RGB, BGR]. El valor
predeterminado es RGB.

«colorformat» :"RGB»

MEAN Valor medio que se va a restar
de la entrada. Puede ser un
único valor o una lista de valores.
Cuando la media se da como una
lista, el número de entradas debe
coincidir con la dimensión del
canal de la entrada.

«media» :128.0

scale Valor de escala que se utilizará
para normalizar la entrada.
Puede ser un único valor o una
lista de valores. Cuando la escala
se da como una lista, el número
de entradas debe coincidir con
la dimensión del canal de la
entrada.

«escala»: 255,0

A continuación se muestra un ejemplo de archivo de configuración:

{
    "inputs": {
        "data": {
                "shape": "1, 3, 224, 224",
                "filepath": "calib_data/",
                "colorformat": "RGB",
                "mean":[128,128,128],
                "scale":[128.0,128.0,128.0]
        }
    }
}
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Imágenes de calibración

Cuantifique su modelo entrenado proporcionando imágenes de calibración. La cuantificación de su
modelo mejora el rendimiento del motor CVFlow en un sistema Ambarella en un chip (SoC). La cadena
de herramientas Ambarella utiliza las imágenes de calibración para determinar cómo se debe cuantificar
cada capa del modelo para lograr un rendimiento y una precisión óptimos. Cada capa se cuantifica
independientemente a los formatos INT8 o INT16. El modelo final tiene una mezcla de capas INT8 e INT16
después de la cuantificación.

¿Cuántas imágenes debes usar?

Se recomienda incluir entre 100 y 200 imágenes representativas de los tipos de escenas que se espera
que maneje el modelo. El tiempo de compilación del modelo aumenta linealmente al número de imágenes
de calibración en el archivo de entrada.

¿Cuáles son los formatos de imagen recomendados?

Las imágenes de calibración pueden estar en formato binario sin procesar o formatos de imagen como
JPG y PNG.

La carpeta de calibración puede contener una mezcla de imágenes y archivos binarios. Si la carpeta
de calibración contiene imágenes y archivos binarios, la cadena de herramientas primero convierte las
imágenes en archivos binarios. Una vez completada la conversión, utiliza los archivos binarios recién
generados junto con los archivos binarios que estaban originalmente en la carpeta.

¿Puedo convertir las imágenes en formato binario primero?

Sí. Puede convertir las imágenes al formato binario con paquetes de código abierto comoOpenCVorPIL.
Recorta y cambia el tamaño de las imágenes para que satisfagan la capa de entrada de tu modelo
entrenado.

Media y escala

Puede especificar opciones de preprocesamiento de media y escala en la cadena de herramientas de
Amberalla. Estas operaciones están integradas en la red y se aplican durante la inferencia en cada
entrada. No proporcione datos procesados si especifica la media o la escala. Más específicamente, no
proporcione datos de los que haya restado la media o a los que haya aplicado la escala.

Gestor de Edge de SageMaker
Amazon SageMaker Edge Manager proporciona gestión de modelos para dispositivos perimetrales para
que pueda optimizar, proteger, supervisar y mantener modelos de aprendizaje automático en flotas de
dispositivos periféricos, como cámaras inteligentes, robots, ordenadores personales y dispositivos móviles.

¿Por qué utilizar Edge Manager?
Muchos casos de uso de aprendizaje automático (ML) requieren la ejecución de modelos ML en una flota
de dispositivos perimetrales, lo que le permite obtener predicciones en tiempo real, preservar la privacidad
de los usuarios finales y reducir el costo de la conectividad de red. Con la creciente disponibilidad de
hardware perimetral de bajo consumo diseñado para ML, ahora es posible ejecutar varios modelos
complejos de red neuronal en dispositivos perimetrales.

Sin embargo, operar modelos ML en dispositivos perimetrales es un reto, ya que los dispositivos, a
diferencia de las instancias en la nube, tienen capacidad informática, memoria y conectividad limitadas.
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Después de desplegar el modelo, debe supervisar continuamente los modelos, ya que la deriva del modelo
puede provocar que la calidad del modelo se deteriore las horas extra. Monitorear modelos en las flotas de
dispositivos es difícil porque necesita escribir código personalizado para recopilar muestras de datos de su
dispositivo y reconocer el sesgo en las predicciones. Además, los modelos a menudo están codificados en
la aplicación. Para actualizar el modelo, debe reconstruir y actualizar todo el firmware de la aplicación o del
dispositivo, lo que puede interrumpir sus operaciones.

Con SageMaker Edge Manager, puede optimizar, ejecutar, supervisar y actualizar modelos de aprendizaje
automático entre flotas de dispositivos en el perímetro.

¿Cómo funciona?
A un nivel alto, hay cinco componentes principales en el flujo de trabajo de SageMaker Edge Manager:
compilar modelos con SageMaker Neo, empaquetar modelos compilados por NEO, implementar modelos
en sus dispositivos, ejecutar modelos en el motor de inferencia de SageMaker (agente de Edge Manager) y
mantener modelos en los dispositivos.

SageMaker Edge Manager utiliza SageMaker Neo para optimizar sus modelos para el hardware de destino
con un solo clic y, a continuación, firmar criptográficamente sus modelos antes de la implementación. Con
SageMaker Edge Manager, puede muestrear datos de entrada y salida de modelos desde dispositivos
perimetrales y enviarlos a la nube para su supervisión y análisis, y ver un panel que realiza un seguimiento
e informa visualmente sobre el funcionamiento de los modelos desplegados en la consola de SageMaker.

SageMaker Edge Manager amplía hasta el perímetro las capacidades que anteriormente solo estaban
disponibles en la nube, de modo que los desarrolladores pueden mejorar continuamente la calidad del
modelo mediante el uso de Amazon SageMaker Model Monitor para la detección de derivas, luego
reetiquetar los datos con SageMaker Ground Truth y volver a entrenar los modelos en SageMaker.

¿Cómo uso SageMaker Edge Manager?
Si es la primera vez que utiliza SageMaker Edge Manager, le recomendamos que realice el siguiente
procedimiento:

1. Lea laIntroducciónSecciónEsta sección presenta la configuración del trabajo de embalaje de primera fila
y la creación de su primera flota.

2. Explore ejemplos de portátiles Jupyter Edge Manager- Los cuadernos de ejemplo se almacenan en
elamazon-sagemaker-examplesRepositorio GitHub en elsagemaker_edge_managerfolder.

2187

https://docs.aws.amazon.com/sagemaker/latest/dg/edge-manager-getting-started.html
https://github.com/aws/amazon-sagemaker-examples
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker_edge_manager


Amazon SageMaker Developer Guide
Introducción

Introducción
Esta guía muestra cómo completar los pasos necesarios para registrar, implementar y gestionar una flota
de dispositivos y cómo cumplir los requisitos previos de Amazon SageMaker Edge Manager.

Temas
• Configuración (p. 2188)
• Capacite, compile y empaque su modelo (p. 2190)
• Crear y registrar flotas y autenticar dispositivos (p. 2193)
• Descargar y configurar Edge Manager (p. 2197)
• Ejecutar agente (p. 2200)

Configuración
Antes de empezar a usar SageMaker Edge Manager para administrar modelos en las flotas de
dispositivos, primero debe crear roles de IAM para SageMaker yAWS IoT. También querrá crear al
menos un depósito de Amazon S3 donde almacenará su modelo preentrenado, la salida de su trabajo de
compilación de SageMaker Neo, así como los datos de entrada de sus dispositivos perimetrales.

1. Configurar una cuenta de AWS.

Creación de unAWSy un usuario administrador de IAM. Para obtener instrucciones sobre cómo
configurar suAWS, consulte¿Cómo puedo crear y activar un nuevoAWScuenta? Para obtener
instrucciones sobre cómo crear un usuario administrador en suAWS, consulteCreación del primer
grupo y usuario administrador de IAM.

2. Cree un rol de IAM para Amazon SageMaker.

SageMaker Edge Manager necesita acceso a su URI de bucket de Amazon S3. Para facilitar esto,
cree un rol de IAM que pueda ejecutar SageMaker y tenga permiso para acceder a Amazon S3. Con
este rol, SageMaker puede ejecutar bajo su cuenta y acceder a su bucket de Amazon S3.

Puede crear un rol de IAM mediante la consola de IAM,AWSSDK for Python (Boto3), oAWS CLI. A
continuación se muestra un ejemplo de cómo crear un rol de IAM y adjuntar las directivas necesarias a
la consola de IAM.

a. Inicie sesión en la AWS Management Console y abra la consola de IAM en https://
console.aws.amazon.com/iam/.

b. En el panel de navegación de la consola de IAM, seleccione Roles y, a continuación, seleccione
Create role.

c. En Select type of trusted entity (Seleccionar tipo de entidad de confianza), elija AWS service
(Servicio de AWS).

d. Elija el servicio que desea permitir que asuma este rol. En este caso, seleccioneSageMaker. A
continuación, elija Next (Siguiente): Permisos.

• Esto crea automáticamente una política de IAM que concede acceso a servicios relacionados
como Amazon S3, Amazon ECR y CloudWatch Logs.

e. Seleccione Next (Siguiente): Tags (Etiquetas).
f. De manera opcional, añada metadatos al rol asociando etiquetas como pares de clave-valor. Para

obtener más información acerca del uso de etiquetas en IAM, consulteEtiquetado de recursos de
IAM.

g. Seleccione Next (Siguiente): Consulte.
h. Escriba unNombre del rol.
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i. Si es posible, escriba un nombre de rol o un sufijo de nombre de rol. Los nombres de rol deben
ser únicos en su cuenta de AWS. No distinguen entre mayúsculas y minúsculas. Por ejemplo, no
puede crear funciones denominado tanto PRODROLE y prodrole. Dado que es posible que otros
recursos de AWS hagan referencia al rol, no se puede editar el nombre del rol después de crearlo.

j. (Opcional) En Role descripción, escriba una descripción para la nueva función.
k. Revise el rol y, a continuación, seleccione Create role.

Tenga en cuenta el ARN de rol de SageMaker, que utiliza para crear un trabajo de compilación
con SageMaker Neo y un trabajo de empaquetado con Edge Manager. Para obtener más
información sobre el rol ARN utilizando la consola de haga lo siguiente:

i. Vaya a la consola de IAM:https://console.aws.amazon.com/iam/
ii. SelectRoles de.
iii. Para buscar el rol que acaba de crear, escriba el nombre del rol en el campo de búsqueda.
iv. Seleccione el rol.
v. El rol ARN está en la parte superior de laResumen(Se ha creado el certificado).

3. Crear un rol de IAM paraAWS IoT.

LaAWS IoTEl rol de IAM que crea se utiliza para autorizar sus objetos de cosas. También se utiliza el
ARN de rol de IAM para crear y registrar flotas de dispositivos con un objeto cliente de SageMaker.

Configurar un rol de IAM en suAWSpara que el proveedor de credenciales asuma en nombre de
los dispositivos de su flota de dispositivos. A continuación, adjunte una política para autorizar a sus
dispositivos a interactuar conAWS IoTServicios de .

Creación de un rol paraAWS IoTya sea mediante programación o con la consola de IAM, similar a lo
que hizo cuando creó un rol para SageMaker.

a. Inicie sesión en la AWS Management Console y abra la consola de IAM en https://
console.aws.amazon.com/iam/.

b. En el panel de navegación de la consola de IAM, seleccione Roles y, a continuación, seleccione
Create role.

c. En Select type of trusted entity (Seleccionar tipo de entidad de confianza), elija AWS service
(Servicio de AWS).

d. Elija el servicio que desea permitir que asuma este rol. En este caso, seleccioneIoT.
SelectIoTcomo elCaso de uso.

e. Seleccione Next (Siguiente): Permisos.
f. Seleccione Next (Siguiente): Tags (Etiquetas).
g. De manera opcional, añada metadatos al rol asociando etiquetas como pares de clave-valor. Para

obtener más información acerca del uso de etiquetas en IAM, consulteEtiquetado de recursos de
IAM.

h. Seleccione Next (Siguiente): Consulte.
i. Escriba unNombre del rol. El nombre de la función debe comenzar conSageMaker.
j. (Opcional) En Role descripción, escriba una descripción para la nueva función.
k. Revise el rol y, a continuación, seleccione Create role.
l. Una vez creado el rol, elijaRoles deen la consola de IAM. Busque el rol que creó escribiendo el

nombre del rol en el cuadroBúsqueda.
m. Elige tu rol.
n. A continuación, elijaAsociar políticas.
o. SearchAmazonSageMakerEdgeDeviceFleetPolicyen laBúsqueda. Seleccionar

AmazonSageMakerEdgeDeviceFleetPolicy.
p. Elija Attach policy. 2189
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q. Agregue la siguiente instrucción de política a la relación de confianza:

{
  "Version": "2012-10-17",
  "Statement": [
      {
        "Effect": "Allow",
        "Principal": {"Service": "credentials.iot.amazonaws.com"},
        "Action": "sts:AssumeRole"
      },
      {
        "Effect": "Allow",
        "Principal": {"Service": "sagemaker.amazonaws.com"},
        "Action": "sts:AssumeRole"
      }
  ]
}

Una política de confianza es unaDocumento de política JSONEn el que se definen las entidades
principales en las que confía para asumir el rol. Para obtener más información acerca de las
políticas de confianza, consulteTérminos y conceptos de roles.

r. Tenga en cuenta laAWS IoTEl ARN del rol. UsarUseAWS IoTRole ARN para crear y registrar la
flota de dispositivos. Para buscar el ARN de rol de IAM con la consola:

i. Vaya a la consola de IAM:https://console.aws.amazon.com/iam/
ii. Elija Roles.
iii. Busque el rol creado escribiendo el nombre del rol en el cuadroBúsqueda.
iv. Seleccione el rol.
v. El ARN de función está en la página Resumen.

4. Creación de un bucket de Amazon S3.

SageMaker Neo y Edge Manager acceden a su modelo precompilado y al modelo compilado desde un
bucket de Amazon S3. Edge Manager también almacena datos de muestra de su flota de dispositivos
en Amazon S3.

a. Abra la consola de Amazon S3 en https://console.aws.amazon.com/s3.
b. Elija Create bucket (Crear bucket).
c. EnNombre del bucketEn, escriba un nombre para el bucket.
d. En Region (Región), elija la región de AWS en la que desea que se encuentre el bucket.
e. EnConfiguración del depósito para bloquear el acceso público, elija la configuración que desea

aplicar al bucket.
f. Elija Create bucket (Crear bucket).

Para obtener más información acerca de la creación de buckets de Amazon S3, consulteIntroducción
a Amazon S3.

Capacite, compile y empaque su modelo
En esta sección creará SageMaker yAWS IoT, descargue un modelo de aprendizaje automático
previamente entrenado, cargue su modelo en su bucket de Amazon S3, compile su modelo para su
dispositivo de destino con SageMaker Neo y empaque su modelo para que pueda implementarse con el
agente de Edge Manager.

1. Importe bibliotecas y cree objetos de cliente.
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En este tutorial se utilizaAWS SDK for Python (Boto3)para crear clientes que interactúen con
SageMaker, Amazon S3 yAWS IoT.

: importe Boto3, especifique su región e inicialice los objetos de cliente que necesita tal y como se
muestra en el ejemplo siguiente:

import boto3
import json
import time

AWS_REGION = 'us-west-2'# Specify your Region
bucket = 'bucket-name'

sagemaker_client = boto3.client('sagemaker', region_name=AWS_REGION)
iot_client = boto3.client('iot', region_name=AWS_REGION)

Defina variables y asígneles el rol ARN creado para SageMaker yAWS IoTComo cadenas:

# Replace with the role ARN you created for SageMaker
sagemaker_role_arn = "arn:aws:iam::<account>:role/*"

# Replace with the role ARN you created for AWS IoT. 
# Note: The name must start with 'SageMaker'
iot_role_arn = "arn:aws:iam::<account>:role/SageMaker*"

2. Capacitación de un modelo de aprendizaje automático.

ConsulteCapacitación de un modelo con Amazon SageMakerPara obtener más información sobre
cómo entrenar un modelo de aprendizaje automático con SageMaker. Opcionalmente, puede cargar
su modelo entrenado localmente directamente en un bucket URI de Amazon S3.

Si aún no tiene un modelo, utilice la herramientawgetpara obtener una copia local del algoritmo Sólo
mira una vez (YOLO) que utiliza el marco de red neuronal de Darknet. En particular, obtendremos una
copia del modelo Tiny Yolov3. En términos generales, YOLO no es lo suficientemente rápido como
para funcionar en dispositivos perimetrales. En su lugar, descarga Tiny-yolo. Su tamaño de modelo
más pequeño y sus velocidades de inferencia lo hacen ideal para dispositivos de borde. Para obtener
más información acerca de YOLO, consulteYOLO: Detección de objetos en tiempo.

Escriba lo siguiente en su Jupyter Notebook para obtener una copia de Tiny-yolo:

!wget -O yolov3-tiny.cfg https://github.com/pjreddie/darknet/blob/master/cfg/yolov3-
tiny.cfg?raw=true
!wget https://pjreddie.com/media/files/yolov3-tiny.weights

Esto nos da los pesos (yolov3-tiny.weights) y el archivo de configuración (yolov3-
tiny.weights) del modelo Tiny-yolo. Antes de empaquetar el modelo, primero tendrá que compilar
su modelo SageMaker Neo. SageMaker Neo requiere que los modelos se almacenen como un archivo
TAR comprimido. Vuelva a empaquetarlo como un archivo TAR comprimido (.tar.gz):

# Package YOLO model into a TAR file 
import tarfile

tarfile_name='yolov3-tiny.tar.gz'

with tarfile.open(tarfile_name, mode='w:gz') as archive:
    archive.add('yolov3-tiny.weights')
    archive.add('yolov3-tiny.cfg')
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3. Cargue el modelo en Amazon S3.

Una vez que tenga un modelo de aprendizaje automático, guárdelo en un bucket de Amazon S3. En
el ejemplo siguiente se utiliza unAWS CLIpara cargar el modelo en el bucket de Amazon S3 que creó
anteriormente en un directorio llamadoModelos. Escriba lo siguiente en su Jupyter Notebook:

# Move model artifacts to models directory
!mkdir models            
!mv yolov3* models/

!aws s3 cp models/yolov3-tiny.tar.gz s3://{bucket}/models/

4. Compile su modelo con SageMaker Neo.

Compile su modelo de aprendizaje automático con SageMaker Neo para un dispositivo perimetral.
Necesita conocer su URI de bucket de Amazon S3 donde almacenó el modelo entrenado, el marco
de aprendizaje automático que utilizó para entrenar el modelo, la forma de la entrada del modelo y el
dispositivo de destino.

Para el modelo, utilice lo siguiente:

framework = 'darknet'
target_device = 'jetson_nano'
data_shape = '{"data":[1,3,416,416]}'

SageMaker Neo requiere una forma de entrada de modelo específica y un formato de modelo
basado en el marco de aprendizaje profundo que utilice. Para obtener más información acerca
de cómo guardar el modelo, consulte.¿Qué formas de datos de entrada espera SageMaker
Neo? (p. 2122). Para obtener más información acerca de los dispositivos y marcos compatibles con
Neo, consulteMarcos, dispositivos, sistemas y arquitecturas compatibles (p. 2162).

UsarCreateCompilationJobAPI para crear un trabajo de compilación con SageMaker Neo.
Proporcione un nombre al trabajo de compilación, el ARN de función de SageMaker, el URI de
Amazon S3 donde está almacenado el modelo, la forma de entrada del modelo, el nombre del marco,
el URI de Amazon S3 donde desea que SageMaker almacene el modelo compilado y el destino del
dispositivo perimetral.

# Specify the path where your model is stored
model_directory = 'models'
s3_model_uri = 's3://{}/{}/{}'.format(bucket, model_directory, tarfile_name)

# Store compiled model in S3 within the 'compiled-models' directory
compilation_output_dir = 'compiled-models'
s3_output_location = 's3://{}/{}/'.format(bucket, compilation_output_dir)

# Give your compilation job a name
compilation_job_name = 'getting-started-demo'

sagemaker_client.create_compilation_job(CompilationJobName=compilation_job_name,
                                        RoleArn=sagemaker_role_arn,
                                        InputConfig={
                                            'S3Uri': s3_model_uri,
                                            'DataInputConfig': data_shape,
                                            'Framework' : framework.upper()},
                                        OutputConfig={
                                            'S3OutputLocation': s3_output_location,
                                            'TargetDevice': target_device},
                                        StoppingCondition={'MaxRuntimeInSeconds': 900})
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5. Empaquetar su modelo compilado.

Los trabajos de empaquetado toman modelos compilados por SageMaker Neo y realizan
los cambios necesarios para implementar el modelo con el motor de inferencia, el agente
Edge Manager. Para empaquetar el modelo, cree un trabajo de empaquetado de bordes con
elcreate_edge_packagingAPI o la consola de SageMaker.

Debe proporcionar el nombre que utilizó para su trabajo de compilación Neo, un nombre para el
trabajo de empaquetado, un rol ARN (consulteConfiguración (p. 2188)), un nombre para el modelo,
una versión de modelo y el URI de bucket de Amazon S3 para la salida del trabajo de empaquetado.
Los nombres de trabajo de empaquetado de Edge Manager distinguen entre mayúsculas y min A
continuación, se muestra un ejemplo de cómo crear un trabajo de empaquetado con la API.

edge_packaging_name='edge-packaging-demo'
model_name="sample-model"
model_version="1.1"

Defina el URI de Amazon S3 en el que desea almacenar el modelo empaquetado.

# Output directory where you want to store the output of the packaging job
packaging_output_dir = 'packaged_models'
packaging_s3_output = 's3://{}/{}'.format(bucket, packaging_output_dir)

UsarCreateEdgePackagingJobpara empaquetar su modelo neocompilado. Proporcione un
nombre para el trabajo de empaquetado perimetral y el nombre que proporcionó para el trabajo
de compilación (en este ejemplo, se almacenó en la variablecompilation_job_name). También
proporcione un nombre para su modelo, una versión para su modelo (esto se utiliza para ayudarle a
realizar un seguimiento de la versión del modelo que está utilizando), y el URI de S3 donde desea que
SageMaker almacene el modelo empaquetado.

sagemaker_client.create_edge_packaging_job(
                    EdgePackagingJobName=edge_packaging_name,
                    CompilationJobName=compilation_job_name,
                    RoleArn=sagemaker_role_arn,
                    ModelName=model_name,
                    ModelVersion=model_version,
                    OutputConfig={
                        "S3OutputLocation": packaging_s3_output
                        }
                    )

Crear y registrar flotas y autenticar dispositivos
En esta sección creará suAWS IoT, crear una flota de dispositivos, registrar su flota de dispositivos para
que pueda interactuar con la nube, crear certificados X.509 para autenticar sus dispositivos en AWS IoT
Core Asocie el alias de función conAWS IoTCuando creó su flota, puede obtener suAWSespecífico de la
cuenta para el proveedor de credenciales, obtenga un archivo oficial de CA raíz de Amazon y cargue el
archivo de CA de Amazon a Amazon S3.

1. CrearAWS IoTCosas.

SageMaker Edge Manager aprovecha el AWS IoT Core para facilitar la conexión entre los dispositivos
perimetrales y los endpoints en elAWSnube. Puede aprovechar las ventajas deAWS IoTdespués de
configurar los dispositivos para que funcionen con el Administrador perimetral.
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Para conectar el dispositivo aAWS IoT, tiene que crearAWS IoT objetos de objeto de, cree y registre
un certificado de cliente conAWSIoT y cree y configure el rol de IAM para sus dispositivos.

En primer lugar, creeAWS IoTobjetos con el objetoAWS IoTcliente (iot_client) que creó
anteriormente con Boto3. En el ejemplo siguiente se muestra cómo crear dos objetos de cosas:

iot_thing_name = 'sample-device'
iot_thing_type = 'getting-started-demo'

iot_client.create_thing_type(
    thingTypeName=iot_thing_type
)

# Create an AWS IoT thing objects
iot_client.create_thing(
    thingName=iot_thing_name,
    thingTypeName=iot_thing_type
)

2. Cree su flota de dispositivos.

Cree una flota de dispositivos con el objeto cliente SageMaker definido en un paso anterior. También
puede utilizar la consola de SageMaker para crear una flota de dispositivos.

import time
device_fleet_name="demo-device-fleet" + str(time.time()).split('.')[0]
device_name="sagemaker-edge-demo-device" + str(time.time()).split('.')[0]

Especifique el ARN del rol de IoT. Esto permiteAWS IoTconceder credenciales temporales a los
dispositivos.

device_model_directory='device_output'
s3_device_fleet_output = 's3://{}/{}'.format(bucket, device_model_directory)

sagemaker_client.create_device_fleet(
    DeviceFleetName=device_fleet_name,
    RoleArn=iot_role_arn, # IoT Role ARN specified in previous step
    OutputConfig={
        'S3OutputLocation': s3_device_fleet_output
    }
)

Un registroAWS IoTse crea al crear una flota de dispositivos. Este alias de rol está asociado conAWS
IoTCon la funcióniot_clientEn un paso posterior.

3. Registrar su flota de dispositivos.

Para interactuar con la nube, tiene que registrar su dispositivo con SageMaker Edge Manager. En este
ejemplo, registra un único dispositivo con la flota que ha creado. Para registrar el dispositivo, debe
proporcionar un nombre de dispositivo yAWS IoTComo se muestra en el siguiente ejemplo:

# Device name should be 36 characters
device_name = "sagemaker-edge-demo-device" + str(time.time()).split('.')[0]

sagemaker_client.register_devices(
    DeviceFleetName=device_fleet_name,
    Devices=[
        {
            "DeviceName": device_name,
            "IotThingName": iot_thing_name
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        }
    ]
)

4. Creación de certificados X.509.

Después de crear elAWS IoT, debe crear un certificado de dispositivo X.509 para su objeto cosa. Este
certificado autentica el dispositivo a AWS IoT Core .

Utilice lo que se muestra a continuación para crear una clave privada, una clave pública y un archivo
de certificado X.509 mediante elAWS IoTdefinido por cliente (iot_client) antes.

# Creates a 2048-bit RSA key pair and issues an X.509 # certificate 
# using the issued public key.
create_cert = iot_client.create_keys_and_certificate(
    setAsActive=True 
)

# Get certificate from dictionary object and save in its own
with open('./device.pem.crt', 'w') as f:
    for line in create_cert['certificatePem'].split('\n'):
        f.write(line)
        f.write('\n')
# Get private key from dictionary object and save in its own 
with open('./private.pem.key', 'w') as f:
    for line in create_cert['keyPair']['PrivateKey'].split('\n'):
        f.write(line)
        f.write('\n')
# Get a private key from dictionary object and save in its own 
with open('./public.pem.key', 'w') as f:
    for line in create_cert['keyPair']['PublicKey'].split('\n'):
        f.write(line)
        f.write('\n')

5. Asocie el alias de función conAWS IoT.

Cuando crea una flota de dispositivos con SageMaker
(sagemaker_client.create_device_fleet()), se genera un alias de rol para usted. Un
registroAWS IoTproporciona un mecanismo para que los dispositivos conectados se autentiquen
enAWS IoTutilizando certificados X.509 y, a continuación, obtener de corta duraciónAWSCargar las
credenciales desde un rol de IAM asociado a unAWS IoTEl alias del rol. El alias de rol le permite
cambiar el rol del dispositivo sin tener que actualizar el dispositivo. UsarDescribeDeviceFleetpara
obtener el nombre de alias de rol y ARN.

# Print Amazon Resource Name (ARN) and alias that has access 
# to AWS Internet of Things (IoT).
sagemaker_client.describe_device_fleet(DeviceFleetName=device_fleet_name)

# Store iot role alias string in a variable
# Grabs role ARN
full_role_alias_name =
 sagemaker_client.describe_device_fleet(DeviceFleetName=device_fleet_name)
['IotRoleAlias']
start_index = full_role_alias_name.find('SageMaker') # Find beginning of role name  
role_alias_name = full_role_alias_name[start_index:] 

Usariot_clientpara facilitar la asociación del alias de rol generado al crear la flota de dispositivos
conAWS IoT:

role_alias = iot_client.describe_role_alias(
                    roleAlias=role_alias_name)
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Para obtener más información acerca del alias de rol de IAM, consulteEl alias de rol permite el acceso
a servicios no utilizados.

Ha creado y registrado un certificado conAWS IoTanteriormente para la autenticación correcta de su
dispositivo. Ahora, tiene que crear y asociar una política al certificado para autorizar la solicitud para el
token de seguridad.

alias_policy = {
  "Version": "2012-10-17",
  "Statement": {
    "Effect": "Allow",
    "Action": "iot:AssumeRoleWithCertificate",
    "Resource": role_alias['roleAliasDescription']['roleAliasArn']
  }
}

policy_name = 'aliaspolicy-'+ str(time.time()).split('.')[0]
aliaspolicy = iot_client.create_policy(policyName=policy_name,
                                       policyDocument=json.dumps(alias_policy))

# Attach policy
iot_client.attach_policy(policyName=policy_name,
                            target=create_cert['certificateArn'])

6. Obtención deAWSUn punto de enlace específico de la cuenta para el proveedor de credenciales.

Los dispositivos perimetrales necesitan un punto final para asumir credenciales. Obtenga suAWSUn
punto de enlace específico de la cuenta para el proveedor de credenciales.

# Get the unique endpoint specific to your AWS account that is making the call.
iot_endpoint = iot_client.describe_endpoint(
    endpointType='iot:CredentialProvider'
)

endpoint="https://{}/role-aliases/{}/
credentials".format(iot_endpoint['endpointAddress'],role_alias_name)

7. Obtenga el archivo oficial de CA raíz de Amazon y cárguelo en el bucket de Amazon S3.

Utilice lo siguiente en su Jupyter Notebook oAWS CLI(si usa su terminal, elimine el '!' función mágica):

!wget https://www.amazontrust.com/repository/AmazonRootCA1.pem

Utilice el punto de enlace para realizar una solicitud HTTPS al proveedor de credenciales para
devolver un token de seguridad. El ejemplo de comando siguiente utiliza curl, pero puede utilizar
cualquier cliente HTTP.

!curl --cert device.pem.crt --key private.pem.key --cacert AmazonRootCA1.pem $endpoint

Si se verifica el certificado, cargue las claves y el certificado en su URI de cubo de Amazon S3:

!aws s3 cp private.pem.key s3://{bucket}/authorization-files/
!aws s3 cp device.pem.crt s3://{bucket}/authorization-files/
!aws s3 cp AmazonRootCA1.pem s3://{bucket}/authorization-files/

Limpie su directorio de trabajo moviendo las claves y el certificado a otro directorio:

# Optional - Clean up working directory
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!mkdir authorization-files
!mv private.pem.key device.pem.crt AmazonRootCA1.pem authorization-files/

Descargar y configurar Edge Manager
El agente Edge Manager es un motor de inferencia para sus dispositivos perimetrales. Utilice el agente
para hacer predicciones con modelos cargados en sus dispositivos perimetrales. El agente también
recopila métricas de modelo y captura datos a intervalos específicos.

En esta sección configurará su dispositivo con el agente. Para hacerlo, primero copie un artefacto de
lanzamiento y un certificado raíz de firma desde el depósito de versiones localmente a su máquina.
Después de descomprimir el artefacto de lanzamiento, cárgalo en Amazon S3. A continuación, defina y
guarde un archivo de configuración para el agente. Se proporciona una plantilla para copiar y pegar. Por
último, copie los artefactos de la versión, el archivo de configuración y las credenciales en el dispositivo.

1. Descargue el agente de SageMaker Edge Manager.

El agente se libera en formato binario para los sistemas operativos compatibles. Este ejemplo
ejecuta una inferencia en un Jetson Nano que utiliza un sistema operativo Linux y tiene una
arquitectura ARM64. Para obtener más información acerca del uso de los dispositivos compatibles
con el sistema operativo y la arquitectura, consulteDispositivos, arquitecturas de chip y sistemas
compatibles (p. 2164).

Obtenga la última versión de binarios del bucket de lanzamiento de SageMaker Edge Manager desde
la región us-west-2.

!aws s3 ls s3://sagemaker-edge-release-store-us-west-2-linux-armv8/Releases/ | sort -r

Esto devuelve artefactos de lanzamiento ordenados por su versión.

                           PRE 1.20210512.96da6cc/
                           PRE 1.20210305.a4bc999/
                           PRE 1.20201218.81f481f/
                           PRE 1.20201207.02d0e97/

La versión tiene el siguiente formato: <MAJOR_VERSION>.<YYYY-MM-DD>.<SHA-7>. consta de tres
componentes:

• <MAJOR_VERSION>: la versión de lanzamiento. La versión de lanzamiento está configurada
actualmente en1.

• <YYYY-MM-DD>: La marca temporal de la liberación del artefacto.
• <SHA-7>: El ID de confirmación del repositorio a partir del cual se genera la versión.

Copie el archivo TAR comprimido localmente o en su dispositivo directamente. En el siguiente ejemplo
se muestra cómo copiar el artefacto de última versión en el momento de publicar este documento.

!aws s3 cp s3://sagemaker-edge-release-store-us-west-2-linux-x64/
Releases/1.20201218.81f481f/1.20201218.81f481f.tgz ./

Una vez que tenga el artefacto, descomprima el archivo TAR comprimido. Lo siguiente descomprime
el archivo TAR y lo almacena en un directorio llamadoagent_demo:

!mkdir agent_demo
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!tar -xvzf 1.20201218.81f481f.tgz -C ./agent_demo

Cargue los artefactos de lanzamiento del agente a su bucket de Amazon S3. En el ejemplo de código
siguiente se copia el contenido deagent_demoy lo carga a un directorio dentro de su bucket de
Amazon S3 llamadoagent_demo:

!aws s3 cp --recursive ./agent_demo s3://{bucket}/agent_demo

También necesita los certificados raíz de firma del depósito de lanzamiento:

!aws s3 cp s3://sagemaker-edge-release-store-us-west-2-linux-x64/Certificates/us-
west-2/us-west-2.pem ./

Cargue el certificado raíz de firma a su bucket de Amazon S3:

!aws s3 cp us-west-2.pem s3://{bucket}/authorization-files/

2. Defina un archivo de configuración del agente de SageMaker Edge Manager.

Primero, defina el archivo de configuración del agente de la siguiente manera:

sagemaker_edge_config = {
    "sagemaker_edge_core_device_name": "device_name",
    "sagemaker_edge_core_device_fleet_name": "device_fleet_name",
    "sagemaker_edge_core_capture_data_buffer_size": 30,
    "sagemaker_edge_core_capture_data_push_period_seconds": 4,
    "sagemaker_edge_core_folder_prefix": "demo_capture",
    "sagemaker_edge_core_region": "us-west-2",
    "sagemaker_edge_core_root_certs_path": "/agent_demo/certificates",
    "sagemaker_edge_provider_aws_ca_cert_file": "/agent_demo/iot-credentials/
AmazonRootCA1.pem",
    "sagemaker_edge_provider_aws_cert_file": "/agent_demo/iot-credentials/
device.pem.crt",
    "sagemaker_edge_provider_aws_cert_pk_file": "/agent_demo/iot-credentials/
private.pem.key",
    "sagemaker_edge_provider_aws_iot_cred_endpoint": "endpoint",
    "sagemaker_edge_provider_provider": "Aws",
    "sagemaker_edge_provider_s3_bucket_name": bucket,
    "sagemaker_edge_core_capture_data_destination": "Cloud"
}

Sustituya lo siguiente:

• "device_name"con el nombre de su dispositivo (esta cadena se almacenó en un paso anterior en
una variable llamadadevice_name).

• "device_fleet_name«con el nombre de su flota de dispositivos (esta cadena se almacenó un
paso anterior en una variable llamadadevice_fleet_name)

• "endpoint"con suAWSendpoint específico de la cuenta para el proveedor de credenciales (esta
cadena se almacenó en un paso anterior en una variable llamadaendpoint).

A continuación, guárdelo como un archivo JSON:

edge_config_file = open("sagemaker_edge_config.json", "w")
json.dump(sagemaker_edge_config, edge_config_file, indent = 6)
edge_config_file.close()
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Cargue el archivo de configuración a su bucket de Amazon S3:

!aws s3 cp sagemaker_edge_config.json s3://{bucket}/

3. Copie los artefactos de la versión, el archivo de configuración y las credenciales en el dispositivo.

Las siguientes instrucciones se realizan en el dispositivo perimetral.

Note

Primero debe instalar Python, elAWS SDK for Python (Boto3), y elAWS CLIen el dispositivo
perimetral.

Abra un terminal en su dispositivo. Cree una carpeta para almacenar los artefactos de la versión, sus
credenciales y el archivo de configuración.

mkdir agent_demo
cd agent_demo

Copie el contenido de los artefactos de lanzamiento que almacenó en su depósito de Amazon S3 en
su dispositivo:

# Copy release artifacts 
aws s3 cp s3://<bucket-name>/agent_demo/ ./ --recursive

(El contenido del artefacto de liberación se almacenó en un directorio llamadoagent_demoen un paso
anterior). Reemplazar<bucket-name>yagent_demoPor ejemplo, el nombre del bucket de Amazon
S3 y la ruta del archivo a los artefactos de lanzamiento, respectivamente.

Vaya a la/biny hacer que los archivos binarios sean ejecutables:

cd bin

chmod +x sagemaker_edge_agent_binary
chmod +x sagemaker_edge_agent_client_example

cd agent_demo

Cree un directorio para almacenar suAWS IoTy copie sus credenciales de su depósito de Amazon S3
en su dispositivo perimetral (utilice el mismo en que defina en la variablebucket:

mkdir iot-credentials
cd iot-credentials

aws s3 cp s3://<bucket-name>/authorization-files/AmazonRootCA1.pem ./
aws s3 cp s3://<bucket-name>/authorization-files/device.pem.crt ./
aws s3 cp s3://<bucket-name>/authorization-files/private.pem.key ./

cd ../

Cree un directorio para almacenar los certificados raíz de firma de modelo:

mkdir certificates

cd certificates

aws s3 cp s3://<bucket-name>/authorization-files/us-west-2.pem ./
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cd agent_demo

Copie el archivo de configuración en su dispositivo:

#Download config file from S3
aws s3 cp s3://<bucket-name>/sagemaker_edge_config.json ./

cd agent_demo

Susagent_demoEl directorio de su dispositivo de borde debe tener un aspecto similar al siguiente:

###agent_demo
|    ### bin
|        ### sagemaker_edge_agent_binary
|        ### sagemaker_edge_agent_client_example
|    ### sagemaker_edge_config.json
|    ### certificates
|        ###us-west-2.pem
|    ### iot-credentials
|        ### AmazonRootCA1.pem
|        ### device.pem.crt
|        ### private.pem.key
|    ### docs
|        ### api
|        ### examples
|    ### ATTRIBUTIONS.txt
|    ### LICENSE.txt  
|    ### RELEASE_NOTES.md

Ejecutar agente
En esta sección ejecutará el agente como binario usando gRPC, y comprobará que tanto su dispositivo
como su flota están trabajando y recopilando datos de muestra.

1. Inicie el agente.

El agente de SageMaker Edge Manager se puede ejecutar como un proceso independiente en forma
de un binario ejecutable de formato ejecutable y Linkable Format (ELF) o puede vincularse con un
objeto compartido dinámico (.dll). Ejecutar como un binario ejecutable independiente es el modo
preferido y es compatible con Linux.

En este ejemplo se utiliza gRPC para ejecutar el agente. grPC es un marco de llamada a
procedimiento remoto (RPC) de alto rendimiento de código abierto que se puede ejecutar en cualquier
entorno. Para obtener más información acerca de gRPC, consulte laDocumentación de gRPC.

Para utilizar gRPC, siga estos pasos:

a. Defina un servicio en un archivo.proto.
b. Genere código de servidor y cliente utilizando el compilador de búfer de protocolo.
c. Utilice la API grPC de Python (u otros lenguajes soportados por gRPC) para escribir el servidor

para su servicio.
d. Utilice la API grPC de Python (u otros lenguajes soportados por gRPC) para escribir un cliente

para su servicio.
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El artefacto de lanzamiento que descargó contiene una aplicación gRPC lista para ejecutar
el agente. El ejemplo se encuentra dentro del/binde su artefacto de lanzamiento.
Lasagemaker_edge_agent_binaryse encuentra en este directorio.

Para ejecutar el agente con este ejemplo, proporcione la ruta de acceso al archivo socket (.sock) y al
archivo JSON .config:

./bin/sagemaker_edge_agent_binary -a /tmp/sagemaker_edge_agent_example.sock -c
 sagemaker_edge_config.json

2. Compruebe su dispositivo.

Compruebe que el dispositivo está conectado y los datos de muestreo. Realizar comprobaciones
periódicas, manual o automáticamente, le permite comprobar que su dispositivo o flota funciona
correctamente.

Indique el nombre de la flota a la que pertenece el dispositivo y el identificador único de dispositivo.
Desde el equipo local, ejecute lo siguiente:

sagemaker_client.describe_device(
    DeviceName=device_name,
    DeviceFleetName=device_fleet_name
)

Para el modelo dado, puede ver el nombre, la versión del modelo, la última hora de muestra y cuándo
se realizó la última inferencia.

{ 
  "DeviceName": "sample-device",
  "DeviceFleetName": "demo-device-fleet",
  "IoTThingName": "sample-thing-name-1",
  "RegistrationTime": 1600977370,
  "LatestHeartbeat": 1600977370,
  "Models":[
    {
        "ModelName": "mobilenet_v2.tar.gz", 
        "ModelVersion": "1.1",
        "LatestSampleTime": 1600977370,
        "LatestInference": 1600977370 
    }
  ]
}

La marca de tiempo proporcionada porLastetHeartbeatindica la última señal que se recibió desde
el dispositivo.LatestSampleTimeyLatestInferencedescribir la marca de tiempo de la última
muestra de datos e inferencia, respectivamente.

3. Compruebe su flota.

Comprueba que tu flota está trabajando conGetDeviceFleetReport. Proporcione el nombre de la
flota a la que pertenece el dispositivo.

sagemaer_client.get_device_fleet_report(
    DeviceFleetName=device_fleet_name
)
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Para un modelo determinado, puede ver el nombre, la versión del modelo, la última hora de muestra y
cuándo se realizó la última inferencia, junto con el URI de bucket de Amazon S3 donde se almacenan
las muestras de datos.

# Sample output
{
 "DeviceFleetName": "sample-device-fleet",
 "DeviceFleetArn": "arn:aws:sagemaker:us-west-2:9999999999:device-fleet/sample-fleet-
name",
 "OutputConfig": {
              "S3OutputLocation": "s3://fleet-bucket/package_output",
  },
 "AgentVersions":[{"Version": "1.1", "AgentCount": 2}]}
 "DeviceStats": {"Connected": 2, "Registered": 2}, 
 "Models":[{
            "ModelName": "sample-model", 
            "ModelVersion": "1.1",
            "OfflineDeviceCount": 0,
            "ConnectedDeviceCount": 2,
            "ActiveDeviceCount": 2, 
            "SamplingDeviceCount": 100
            }]
}

Configuración de dispositivos y flotas
Las flotas son colecciones de dispositivos agrupados lógicamente que se pueden utilizar para recopilar y
analizar datos. Puede utilizar SageMaker Edge Manager para operar modelos de aprendizaje automático
en una flota de cámaras inteligentes, altavoces inteligentes, robots y otros dispositivos perimetrales.

Cree una flota y registre sus dispositivos mediante programación con elAWS SDK for Python (Boto3)o a
través de la consola de SageMaker.

Temas
• Creación de una flota (p. 2202)
• Registrar un dispositivo (p. 2206)
• Comprobar estado (p. 2208)

Creación de una flota
Puede crear una flota mediante programación con elAWS SDK for Python (Boto3)o a través de la consola
de SageMakerhttps://console.aws.amazon.com/sagemaker.

Creación de una flota (Boto3)
UsarCreateDeviceFleetAPI para crear una flota. Especifique un nombre para la flota,AWS IoTARN
de rol paraRoleArn, así como un URI de Amazon S3 donde desea que el dispositivo almacene los datos
muestreados.

Opcionalmente, puede incluir una descripción de la flota, etiquetas y unAWS KMSID de clave.

import boto3

# Create SageMaker client so you can interact and manage SageMaker resources
sagemaker_client = boto3.client("sagemaker", region_name="aws-region")
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sagemaker_client.create_device_fleet(
    DeviceFleetName="sample-fleet-name",
    RoleArn="arn:aws:iam::999999999:role/rolename", # IoT Role ARN
    Description="fleet description",
    OutputConfig={
        S3OutputLocation="s3://bucket/",
        KMSKeyId: "1234abcd-12ab-34cd-56ef-1234567890ab",
    },
        Tags=[
        {
            "Key": "string", 
            "Value" : "string"
         }
     ],
)

Un registroAWS IoTEl alias de rol se crea automáticamente cuando se crea una flota de dispositivos.
LaAWS IoTproporciona un mecanismo para que los dispositivos conectados se autentiquen enAWS
IoTusando certificados X.509 y luego obtener de corta duraciónAWSCargar las credenciales desde un rol
de IAM asociado a laAWS IoTEl alias del rol.

UsarDescribeDeviceFleetpara obtener el nombre de alias de rol y ARN.

# Print Amazon Resource Name (ARN) and alias that has access 
# to AWS Internet of Things (IoT).
sagemaker_client.describe_device_fleet(DeviceFleetName=device_fleet_name)['IotRoleAlias']

UsarDescribeDeviceFleetpara obtener una descripción de las flotas que ha creado.

sagemaker_client.describe_device_fleet(
    DeviceFleetName="sample-fleet-name"
)

De forma predeterminada, devuelve el nombre de la flota, el ARN de la flota de dispositivos, el URI de
bucket de Amazon S3, el rol de IAM, el alias de rol creado enAWS IoT, una marca de tiempo de cuándo se
creó la flota y una marca de tiempo de cuándo se modificó la flota por última vez.

{ "DeviceFleetName": "sample-fleet-name",
  "DeviceFleetArn": "arn:aws:sagemaker:us-west-2:9999999999:device-fleet/sample-fleet-
name",
  "IAMRole": "arn:aws:iam::999999999:role/rolename",
  "Description": "this is a sample fleet",
  "IoTRoleAlias": "arn:aws:iot:us-west-2:9999999999:rolealias/SagemakerEdge-sample-fleet-
name"
  "OutputConfig": {
              "S3OutputLocation": "s3://bucket/folder",
              "KMSKeyId": "1234abcd-12ab-34cd-56ef-1234567890ab"
   },
   "CreationTime": "1600977370",
   "LastModifiedTime": "1600977370"}

Creación de una flota (consola)

Puede crear un trabajo de empaquetado de Edge Manager en la consola de Amazon SageMaker enhttps://
console.aws.amazon.com/sagemaker.

1. En la consola de SageMaker, elijaAdministrador de EdgeA continuación, elijaFlotas de dispositivos
Edge.

2. SeleccionarCreación de flota de dispositivos.
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3. Introduzca un nombre para la flota de dispositivos en el cuadroNombre de flota de dispositivos. Elija
Next (Siguiente).
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4. En la páginaConfiguración de salida, especifique el URI de bucket de Amazon S3 en el que desea
almacenar datos de muestra de su flota de dispositivos. También puede agregar una clave de cifrado
eligiendo unaAWS KMSde la lista desplegable o introduciendo el ARN de una clave. Elija Submit.
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5. Elija el nombre de su flota de dispositivos para ser redirigido a los detalles de la flota de dispositivos.
Esta página muestra el nombre de la flota de dispositivos, ARN, descripción (si ha proporcionado
una), fecha de creación de la flota, última vez que se modificó la flota, URI de cubo de Amazon
S3,AWS KMSID de clave (si se proporciona),AWS IoTalias (si se proporciona) y rol de IAM. Si agregó
etiquetas, aparecerán en el cuadro de diálogoEtiquetas de flota de dispositivossección.

Registrar un dispositivo
Important

Se requiere el registro del dispositivo para utilizar cualquier parte de SageMaker Edge Manager.

Puede crear una flota mediante programación con elAWS SDK for Python (Boto3)o a través de la consola
de SageMaker enhttps://console.aws.amazon.com/sagemaker.

Registro de un dispositivo (Boto3)
Para registrar el dispositivo, primero cree y registre unAWS IoTConfigure un rol de IAM. SageMaker Edge
Manager aprovecha el AWS IoT Core para facilitar la conexión entre los dispositivos perimetrales y la
nube. Puede aprovechar las ventajas deAWS IoTdespués de configurar los dispositivos para que funcionen
con el Administrador perimetral.

Para conectar el dispositivo aAWS IoTnecesita crearAWS IoTobjetos, cree y registre un certificado de
cliente conAWS IoTy cree y configure el rol de IAM para sus dispositivos.

Consulte laGuía de introducciónpara ver un ejemplo en profundidad o elExploración deAWSServicios
básicos de IoT en tutorial práctico.

UsarRegisterDevicesAPI para registrar tu dispositivo. Proporcione el nombre de la flota de la que
desea que formen parte los dispositivos, así como un nombre para el dispositivo. Opcionalmente, puede
añadir una descripción al dispositivo, etiquetas yAWS IoTEl nombre del objeto asociado con el dispositivo.

sagemaker_client.register_devices(

2206

https://console.aws.amazon.com/sagemaker/
https://docs.aws.amazon.com/sagemaker/latest/dg/edge-manager-getting-started.html
https://docs.aws.amazon.com/iot/latest/developerguide/iot-gs-first-thing.html
https://docs.aws.amazon.com/iot/latest/developerguide/iot-gs-first-thing.html


Amazon SageMaker Developer Guide
Configuración de dispositivos y flotas

    DeviceFleetName="sample-fleet-name",
    Devices=[
        {          
            "DeviceName": "sample-device-1",
            "IotThingName": "sample-thing-name-1",
            "Description": "Device #1"
        }
     ],
     Tags=[
        {
            "Key": "string", 
            "Value" : "string"
         }
     ],
)

Registro de un dispositivo (consola)

Puede registrar su dispositivo utilizando la consola de SageMaker enhttps://console.aws.amazon.com/
sagemaker.

1. En la consola de SageMaker, elijaInferencia de EdgeA continuación, elijadispositivos Edge.
2. SeleccionarRegistrar dispositivos.

3. En el navegadorPropiedades del dispositivoEn, escriba el nombre de la flota a la que pertenece el
dispositivo en la pestañaNombre de flota de dispositivos. Elija Next (Siguiente).

2207

https://console.aws.amazon.com/sagemaker/
https://console.aws.amazon.com/sagemaker/


Amazon SageMaker Developer Guide
Configuración de dispositivos y flotas

4. En el navegadorOrigen del dispositivo, agregue sus dispositivos uno por uno. Debe incluir unaNombre
de dispositivopara cada dispositivo de tu flota. Opcionalmente, puede proporcionar una descripción
(en elDescripciónUn nombre de objeto de Internet de las cosas (IoT) (en el campoNombre de IoT).
SeleccionarEnviaruna vez que hayas añadido todos tus dispositivos.

LaDispositivosmuestra el nombre del dispositivo que ha agregado, la flota a la que pertenece, el
momento en que se registró, el último latido y la descripción yAWS IoT, si ha proporcionado uno.

Elija un dispositivo para ver los detalles del dispositivo, incluido el nombre del dispositivo, la flota, el
ARN, la descripción, el nombre de la cosa IoT, el momento en que se registró el dispositivo y el último
latido.

Comprobar estado
Compruebe que su dispositivo o flota está conectado y los datos de muestreo. Realizar comprobaciones
periódicas, manual o automáticamente, le permite comprobar que su dispositivo o flota funciona
correctamente.

Utilice la consola de Amazon S3 enhttps://console.aws.amazon.com/s3/para elegir de forma interactiva
una flota para una comprobación de estado. También puede utilizar la AWS SDK for Python (Boto3). A
continuación se describen diferentes API de Boto3 que puede utilizar para comprobar el estado de su
dispositivo o flota. Use la API que mejor se adapte a su caso de uso.

• Compruebe un dispositivo individual.

Para comprobar el estado de un dispositivo individual, useDescribeDeviceAPI. Si se ha implementado
un modelo en el dispositivo, se proporciona una lista que contiene uno o más modelos.

sagemaker_client.describe_device(
    DeviceName="sample-device-1",
    DeviceFleetName="sample-fleet-name"
)

En ejecuciónDescribeDevicedevuelve:
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{ "DeviceName": "sample-device".
  "Description": "this is a sample device",
  "DeviceFleetName": "sample-device-fleet",
  "IoTThingName": "SampleThing",
  "RegistrationTime": 1600977370,
  "LatestHeartbeat": 1600977370,
  "Models":[
        {
         "ModelName": "sample-model", 
         "ModelVersion": "1.1",
         "LatestSampleTime": 1600977370,
         "LatestInference": 1600977370 
        }
   ]
}

• Revisa una flota de dispositivos.

Para comprobar el estado de la flota, useGetDeviceFleetReportAPI. Proporcione el nombre de la
flota de dispositivos para obtener un resumen de la flota.

sagemaker_client.get_device_fleet_report(
    DeviceFleetName="sample-fleet-name"
)

• Comprueba si hay latidos.

Cada dispositivo dentro de una flota genera periódicamente una señal, o «latido del corazón». El latido
del corazón se puede usar para comprobar que el dispositivo se está comunicando con el Administrador
perimetral. Si la marca de tiempo del último latido no se está actualizando, es posible que el dispositivo
esté fallando.

Compruebe el último latido del corazón con hecho por un dispositivo con elDescribeDeviceAPI.
Especifique el nombre del dispositivo y la flota a la que pertenece el dispositivo de borde.

sagemaker_client.describe_device(
    DeviceName="sample-device-1",
    DeviceFleetName="sample-fleet-name"
)

Modelo de paquete
Los trabajos de empaquetado de SageMaker Edge Manager toman modelos compilados por Amazon
SageMaker Neo y realizan los cambios necesarios para implementar el modelo con el motor de inferencia,
el agente de Edge Manager.

Temas
• Prerequisites (p. 2209)
• Empaquetar un modelo (Consola de Amazon SageMaker) (p. 2211)
• Empaquetar un modelo (Boto3) (p. 2214)

Prerequisites
Para empaquetar un modelo, debe hacer lo siguiente:
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1. Compile su modelo de aprendizaje automático con SageMaker Neo.

Si aún no lo ha hecho, compile su modelo con SageMaker Neo. Para obtener más información acerca
de cómo compilar el modelo, consulteCompile e implemente modelos con Neo. Si es la primera vez
que usa SageMaker Neo, consulteIntroducción a los dispositivos Neo Edge.

2. Obtenga el nombre de su trabajo de compilación.

Proporcione el nombre del trabajo de compilación que utilizó cuando compiló su modelo con
SageMaker Neo. Abra la consola de SageMaker enhttps://console.aws.amazon.com/sagemaker/y
elijaTrabajos de compilaciónpara encontrar una lista de compilaciones que se han enviado
a suAWSaccount. Los nombres de los trabajos de compilación enviados se encuentran en
elNombrecolumn.

3. Obtención de su ARN de IAM.

Necesita un nombre de recurso de Amazon (ARN) de un rol de IAM que pueda utilizar para descargar
y cargar el modelo y contactar con SageMaker Neo.

Utilice uno de los siguientes métodos para obtener su ARN de IAM:

• Programáticamente con el SDK de Python de SageMaker

import sagemaker

# Initialize SageMaker Session object so you can interact with AWS resources
sess = sagemaker.Session()

# Get the role ARN 
role = sagemaker.get_execution_role()

print(role)
>> arn:aws:iam::<your-aws-account-id>:role/<your-role-name>

Para obtener más información acerca del uso de SageMaker Python SDK, consulte laSageMaker
Python de.

• Uso de laAWS Identity and Access Management(IAM) consola

Vaya a la consola de IAM enhttps://console.aws.amazon.com/iam/. En el IAMRecursos,
elijaRoles dePara ver una lista de roles en suAWSaccount. Seleccione o cree un rol que
tengaAmazonSageMakerFullAccess,AWSIoTFullAccess, yAmazonS3FullAccess.

Para obtener más información sobre IAM, consulte¿Qué es IAM?
4. Tener un URI de cubo S3.

Debe tener al menos un URI de bucket de Amazon Simple Storage Service (Amazon S3) para
almacenar su modelo compilado por NEO, la salida del trabajo de empaquetado de Edge Manager y
datos de muestra de su flota de dispositivos.

Utilice uno de los métodos siguientes para crear un bucket de Amazon S3:

• Uso de programación con el SDK de Python de SageMaker

Puede utilizar el bucket predeterminado de Amazon S3 durante una sesión. Se crea un depósito
predeterminado basado en el siguiente formato: sagemaker-{region}-{aws-account-id}.
Para crear un depósito predeterminado con el SDK de Python de SageMaker, utilice lo siguiente:

import sagemaker

session=sagemaker.create_session()
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bucket=session.default_bucket()

• Uso de la consola de Amazon S3

Abra la consola de Amazon S3 enhttps://console.aws.amazon.com/s3/y consulte¿Cómo se puede
crear un bucket de S3?Para obtener instrucciones paso a paso,

Empaquetar un modelo (Consola de Amazon SageMaker)
Puede crear un trabajo de empaquetado de SageMaker Edge Manager usando la consola de SageMaker
enhttps://console.aws.amazon.com/sagemaker/. Antes de continuar, asegúrese de que cumple
losPrerequisites (p. 2209).

1. En la consola de SageMaker, elijaInferencia de EdgeA continuación, elijaTrabajos de embalaje de
EdgeComo se muestra en la siguiente imagen.

2. En la páginaPropiedades de JobEn la página de, escriba un nombre para su trabajo de embalaje
enNombre del trabajo de embalaje de bordes. Los nombres de trabajo de empaquetado de Edge
Manager distinguen entre mayúsculas y min Asigne un nombre a su modelo y déle una versión:
ingrese esto enNombre de modeloyVersión del modelo, respectivamente.

3. A continuación, seleccione unRol de IAM. Puede elegir un rol o dejarAWSCrear un rol para usted.
También puede especificar unARN de clave de recursoyetiquetas de trabajo.

4. Elija Next (Siguiente).
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5. Especifique el nombre del trabajo de compilación que utilizó al compilar su modelo con SageMaker
Neo en el cuadroNombre del trabajo de compilación. Elija Next (Siguiente).
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6. En la páginaConfiguración de salidaIntroduzca el URI del bucket de Amazon S3 en el que desea
almacenar la salida del trabajo de embalaje.

LaEstadoen la columnaEnvase de EdgeLa página de trabajos debe decirEN CURSO. Una vez
finalizado el trabajo de empaquetado, el estado se actualiza aCOMPLETED.

Al seleccionar un trabajo de empaquetado, se dirige a la configuración de ese trabajo.
LaConfiguración de la tareamuestra el nombre del trabajo, ARN, estado, hora de creación, hora de
última modificación, duración del trabajo de empaquetado y ARN de rol.

LaConfiguración de entradamuestra la ubicación de los artefactos del modelo, la configuración de
entrada de datos y el marco de aprendizaje automático del modelo.
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LaConfiguración de salidamuestra la ubicación de salida del trabajo de empaquetado, el dispositivo de
destino para el que se compiló el modelo y las etiquetas que creó.

7. Elija el nombre de su flota de dispositivos para ser redirigido a los detalles de la flota de dispositivos.
Esta página muestra el nombre de la flota de dispositivos, ARN, descripción (si ha proporcionado
una), fecha de creación de la flota, última vez que se modificó la flota, URI de cubo de Amazon
S3,AWS KMSID de clave (si se proporciona),AWS IoTalias (si se proporciona) y rol de IAM. Si agregó
etiquetas, aparecerán en el cuadro de diálogoEtiquetas de flota de dispositivossección.

Empaquetar un modelo (Boto3)
Puede crear un trabajo de empaquetado de SageMaker Edge Manager con elAWS SDK for Python
(Boto3). Antes de continuar, asegúrese de que cumple losPrerequisites (p. 2209).

Para solicitar un trabajo de empaquetado de bordes, useCreateEdgePackagingJob. Debe proporcionar
un nombre a su trabajo de embalaje perimetral, el nombre de su trabajo de compilación de SageMaker
Neo, su nombre de recurso de Amazon (ARN), un nombre para su modelo, una versión para su modelo
y el URI de cubo de Amazon S3 donde desea almacenar la salida de su trabajo de embalaje. Tenga en
cuenta que los nombres de los trabajos de empaquetado de Edge Manager y los nombres de los trabajos
de compilación de SageMaker Neo distinguen

# Import AWS SDK for Python (Boto3)
import boto3

# Create Edge client so you can submit a packaging job
sagemaker_client = boto3.client("sagemaker", region_name='aws-region')

sagemaker_client.create_edge_packaging_job(
    EdgePackagingJobName="edge-packaging-name",
    CompilationJobName="neo-compilation-name",
    RoleArn="arn:aws:iam::99999999999:role/rolename",
    ModelName="sample-model-name",
    ModelVersion="model-version",
    OutputConfig={
        "S3OutputLocation": "s3://your-bucket/",
    }
)

Puede comprobar el estado de un trabajo de empaque de borde
medianteDescribeEdgePackagingJoby proporcionar el nombre del trabajo de empaque de borde
sensible a mayúsculas

response = sagemaker_client.describe_edge_packaging_job(
                                    EdgePackagingJobName="edge-packaging-name")

Esto devuelve un diccionario que se puede utilizar para sondear el estado del trabajo de empaquetado:

# Optional - Poll every 30 sec to check completion status
import time

while True:
    response = sagemaker_client.describe_edge_packaging_job(
                                         EdgePackagingJobName="edge-packaging-name")
    
    if response['EdgePackagingJobStatus'] == 'Completed':
        break
    elif response['EdgePackagingJobStatus'] == 'Failed':
        raise RuntimeError('Packaging job failed')
    print('Packaging model...')
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    time.sleep(30)
print('Done!')

Para obtener una lista de los trabajos de empaquetado, utiliceListEdgePackagingJobs. Puede
utilizar esta API para buscar un trabajo de empaquetado específico. Proporcionar un nombre
parcial para filtrar los nombres de trabajo de empaquetado paraNameContains, un nombre parcial
paraModelNameContainspara filtrar los trabajos en los que el nombre del modelo contiene el nombre
proporcionado. Especifique también con qué columna ordenar conSortBy, y por qué dirección
ordenarSortOrder(ya seaAscendingorDescending).

sagemaker_client.list_edge_packaging_jobs(
    "NameContains": "sample",
    "ModelNameContains": "sample",
    "SortBy": "column-name",
    "SortOrder": "Descending"
)    

Para detener un trabajo de empaquetado, utiliceStopEdgePackagingJoby proporcione el nombre de su
trabajo de embalaje de borde.

sagemaker_client.stop_edge_packaging_job(
        EdgePackagingJobName="edge-packaging-name"
)

Para obtener una lista completa de las API de Edge Manager, consulte laDocumentación de Boto3.

Agente de Edge Manager
El agente Edge Manager es un motor de inferencia para sus dispositivos perimetrales. Utilice el agente
para hacer predicciones con modelos cargados en sus dispositivos perimetrales. El agente también
recopila métricas de modelo y captura datos a intervalos específicos. Los datos de ejemplo se almacenan
en su bucket de Amazon S3.

Existen dos métodos para instalar e implementar el agente Edge Manager en los dispositivos perimetrales:

1. Descargue el agente como binario desde el depósito de versiones de Amazon S3. Para obtener más
información, consulte Descargar y configurar el agente Edge Manager manualmente (p. 2215).

2. UsarAWS IoT GreengrassV2 o la consolaAWS
CLIImplementaraws.greengrass.SageMakerEdgeManager. Consulte CrearAWS IoT GreengrassV2
Componentes (p. 2221).

Descargar y configurar el agente Edge Manager manualmente
Descargue el agente de Edge Manager en función de su sistema operativo, su arquitectura y
suAWSRegión . El agente se actualiza periódicamente, por lo que tiene la opción de elegir su agente
en función de las fechas de lanzamiento y las versiones. Una vez que tenga el agente, cree un archivo
de configuración JSON. Especifique el nombre de la cosa IoT del dispositivo, el nombre de la flota, las
credenciales del dispositivo y otros pares clave-valor. ConsulteEjecución del agente SageMaker Edge
Manager (p. 2217)para obtener una lista completa de claves que debe especificar en el archivo de
configuración. Puede ejecutar el agente como un binario ejecutable o un vínculo contra él como un objeto
compartido dinámico.

Funcionamiento del agente
El agente se ejecuta en la CPU de sus dispositivos. El agente ejecuta una inferencia en el marco y el
hardware del dispositivo de destino especificado durante el trabajo de compilación. Por ejemplo, si compiló
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su modelo para el Jetson Nano, el agente admite la GPU en elTiempo de ejecución de aprendizaje
profundo(DLR).

El agente se libera en formato binario para los sistemas operativos compatibles. Compruebe que su
sistema operativo es compatible y cumple con los requisitos mínimos del sistema operativo en la siguiente
tabla:

Linux

Versión: Ubuntu 18.04

Formatos binarios compatibles:x86-64 bits (binario ELF) y ARMv8 de 64 bits (binario ELF)
Windows

Versión: Windows 10 versión 1909

Formatos binarios compatibles:x86-32 bits (DLL) y x86-64 bits (DLL)

Instalación del agente Edge Manager
Para utilizar el agente de Edge Manager, primero debe obtener los artefactos de lanzamiento y un
certificado raíz. Los artefactos de lanzamiento se almacenan en un bucket de Amazon S3 en elus-
west-2Región . Para descargar los artefactos, especifique su sistema operativo (<OS>) y elVERSION.

En función de su sistema operativo, reemplace<OS>Con uno de los siguientes:

Windows de 32 bits Windows de 64 bits Linux x86-64 Linux ARMv8

Windows-x86 windows-x64 linux-64 linux-armv8

LaVERSIONse divide en tres componentes:<MAJOR_VERSION>.<YYYY-MM-DD>-<SHA-7>, donde:

• MAJOR_VERSION: la versión de lanzamiento. La versión de lanzamiento está configurada actualmente
en1.

• <YYYY-MM-DD>La marca temporal de la liberación de artefactos.
• SHA-7: El ID de confirmación del repositorio a partir del cual se construye la versión.

Debe proporcionar elMAJOR_VERSIONy la marca de tiempo en<YYYY-MM-DD>formato. Te sugerimos que
utilices la marca de tiempo de lanzamiento de artefactos más reciente. Utilice lo siguiente para obtener la
marca de hora más reciente.

Ejecute lo siguiente en la línea de comandos para obtener la marca de hora más reciente.
Reemplazar<OS>Con su sistema operativo:

aws s3 ls s3://sagemaker-edge-release-store-us-west-2-<OS>/Releases/ | sort -r

Por ejemplo, si tiene un sistema operativo Windows de 32 bits, ejecute:

aws s3 ls s3://sagemaker-edge-release-store-us-west-2-windows-x86/Releases/ | sort -r

Esto devuelve:

2020-12-01 23:33:36 0 

                    PRE 1.20201218.81f481f/
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                    PRE 1.20201207.02d0e97/

El resultado devuelto en este ejemplo muestra dos artefactos de liberación. El archivo de artefacto de la
primera versión señala que la versión de lanzamiento tiene una versión principal de1, una marca de tiempo
de20201218(en <YYYY-MM-DD> formato), y un81f481fID de confirmación de SHA-7.

Note

El comando anterior asume que ha configurado elAWS Command Line Interface. Para obtener
más información, acerca de cómo configurar las opciones que tiene elAWS CLIutiliza para
interactuar conAWS, consulteConfiguración deAWSCLI.

En función de su sistema operativo, utilice los siguientes comandos para instalar los artefactos:

Windows 32-bit

aws s3 cp s3://sagemaker-edge-release-store-us-west-2-windows-x86/
Releases/<VERSION>/<VERSION>.zip .
aws s3 cp s3://sagemaker-edge-release-store-us-west-2-windows-x86/Releases/<VERSION>/
sha256_hex.shasum .

Windows 64-bit

aws s3 cp s3://sagemaker-edge-release-store-us-west-2-windows-x64/
Releases/<VERSION>/<VERSION>.zip .
aws s3 cp s3://sagemaker-edge-release-store-us-west-2-windows-x64/Releases/<VERSION>/
sha256_hex.shasum .

Linux x86-64

aws s3 cp s3://sagemaker-edge-release-store-us-west-2-linux-x64/
Releases/<VERSION>/<VERSION>.tgz .
aws s3 cp s3://sagemaker-edge-release-store-us-west-2-linux-x64/Releases/<VERSION>/
sha256_hex.shasum .

Linux ARMv8

aws s3 cp s3://sagemaker-edge-release-store-us-west-2-linux-armv8/
Releases/<VERSION>/<VERSION>.tgz .
aws s3 cp s3://sagemaker-edge-release-store-us-west-2-linux-armv8/Releases/<VERSION>/
sha256_hex.shasum .

También debe descargar un certificado raíz. Este certificado valida los artefactos del modelo firmados
porAWSantes de cargarlos en los dispositivos perimetrales.

Reemplazar<OS>correspondiente a su plataforma de la lista de sistemas operativos compatibles y
reemplazar<REGION>con suAWSRegión .

aws s3 cp s3://sagemaker-edge-release-store-us-west-2-<OS>/
Certificates/<REGION>/<REGION>.pem .

Ejecución del agente SageMaker Edge Manager
Puede ejecutar el agente de SageMaker Edge Manager como un proceso independiente en forma de un
binario ejecutable de formato ejecutable y Linkable Format (ELF) o puede vincularse con él como un objeto
compartido dinámico (.dll). Ejecutar como un binario ejecutable independiente es el modo preferido y es
compatible con Linux. La ejecución como un objeto compartido (.dll) es compatible con Windows.
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En Linux, le recomendamos que ejecute el binario a través de un servicio que sea parte de su inicialización
(init). Si desea ejecutar el binario directamente, puede hacerlo en una terminal tal y como se muestra en
el siguiente ejemplo. Si tiene un sistema operativo moderno, no hay otras instalaciones necesarias antes
de ejecutar el agente, ya que todos los requisitos están integrados estáticamente en el ejecutable. Esto le
da flexibilidad para ejecutar el agente en el terminal, como un servicio o dentro de un contenedor.

Para ejecutar el agente, primero cree un archivo de configuración JSON. Especifique los siguientes pares
clave-valor:

• deviceName: el nombre del dispositivo. Este nombre de dispositivo debe registrarse junto con la flota de
dispositivos en la consola de SageMaker Edge Manager.

• deviceFleetNameEl nombre de la flota a la que pertenece el dispositivo.
• region: ElAWSRegión .
• rootCertsPath: la ruta absoluta de la carpeta a los certificados raíz.
• provider: Utilizar"Aws".
• awsCACertFile: la ruta absoluta al certificado de CA raíz de Amazon (AmazonRootCA1.pem).
• awsCertFile: La ruta absoluta aAWS IoTcertificado raíz de firma (*.pem.crt).
• awsCertPKFile: La ruta absoluta aAWS IoTclave privada. (*.pem.key).
• awsIoTCredEndpoint: ElAWS IoTpunto de enlace de credenciales

(identifier.Iot.región.amazonaws.com). ConsulteConexión de dispositivos aAWS IoTpara obtener
más información.

• captureDataDestination: el destino para cargar datos de captura. Seleccione cualquiera de
lasCloudorDisk.

• S3BucketName: el nombre del bucket de Amazon S3 (no el URI del bucket de Amazon S3). El cubo
debe tener unsagemakerdentro de su nombre.

• folderPrefix: el nombre de la carpeta de Amazon S3 donde desea que se carguen los datos
capturados.

• captureDataBufferSizeEl tamaño del búfer de datos de captura. Valor entero.
• captureDataBatchSize: el tamaño del lote de datos de captura. Valor entero.
• pushPeriodSeconds: El periodo de inserción de los datos de captura en segundos.
• base64EmbedLimit: el límite para cargar datos de captura en bytes. Valor entero.
• logVerbose(Opcional): Establecer el registro de depuración. Booleano. Seleccione cualquiera de

lasTrueorFalse.

El archivo de configuración debe tener un aspecto similar al siguiente (con los valores específicos
especificados):

{
    "sagemaker_edge_core_device_name": "device-name",
    "sagemaker_edge_core_device_fleet_name": "fleet-name",
    "sagemaker_edge_core_region": "region",
    "sagemaker_edge_core_root_certs_path": "<Absolute path to root certificates>",
    "sagemaker_edge_provider_provider": "Aws",
    "sagemaker_edge_provider_aws_ca_cert_file": "<Absolute path to Amazon Root CA
 certificate>/AmazonRootCA1.pem",
    "sagemaker_edge_provider_aws_cert_file": "<Absolute path to AWS IoT signing root
 certificate>/device.pem.crt",
    "sagemaker_edge_provider_aws_cert_pk_file": "<Absolute path to AWS IoT private key.>/
private.pem.key",
    "sagemaker_edge_provider_aws_iot_cred_endpoint": "https://<AWS IoT Endpoint Address>",
    "sagemaker_edge_core_capture_data_destination": "Cloud",
    "sagemaker_edge_provider_s3_bucket_name": "sagemaker-bucket-name",
    "sagemaker_edge_core_folder_prefix": "Amazon S3 folder prefix",
    "sagemaker_edge_core_capture_data_buffer_size": 30,
    "sagemaker_edge_core_capture_data_batch_size": 10,
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    "sagemaker_edge_core_capture_data_push_period_seconds": 4,
    "sagemaker_edge_core_capture_data_base64_embed_limit": 20,
    "sagemaker_edge_log_verbose": false
}

Incluido en el artefacto de lanzamiento hay un ejecutable binario
llamadosagemaker_edge_agent_binaryen la/bin. Para ejecutar el binario, utilice el comando-apara
crear un descriptor de archivo socket (.sock) en un directorio de su elección y especificar la ruta del archivo
de configuración JSON del agente que creó con el parámetro-cIndicador.

./sagemaker_edge_agent_binary -a <ADDRESS_TO_SOCKET> -c <PATH_TO_CONFIG_FILE>

Por ejemplo:

./sagemaker_edge_agent_binary -a /tmp/sagemaker_edge_agent_example.sock -c
 sagemaker_edge_config.json

En este ejemplo, un descriptor de archivo de socket llamadosagemaker_edge_agent_example.sockse
crea en el/tmpy apunta a un archivo de configuración que está en el mismo directorio de trabajo que el
agente llamadosagemaker_edge_config.json.

Implemente Model Package y Edge Manager Agent conAWSIoT
Greengrass
SageMaker Edge Manager se integraAWS IoT Greengrassversión 2 para simplificar el acceso, el
mantenimiento y la implementación del agente y el modelo de Edge Manager en sus dispositivos. SinAWS
IoT GreengrassV2, configurar sus dispositivos y flotas para utilizar SageMaker Edge Manager requiere que
copie manualmente el agente de Edge Manager desde un depósito de versiones de Amazon S3. Utilice
el agente para realizar predicciones con modelos cargados en sus dispositivos perimetrales. conAWS IoT
GreengrassLa integración de V2 y SageMaker Edge Manager, ahora puede utilizarAWS IoT GreengrassV2
Componentes Los componentes son módulos de software preconstruidos que pueden conectar sus
dispositivos perimetrales aAWSservicios o servicios de terceros a través deAWS IoT Greengrass.

Debe instalar elAWS IoT GreengrassSoftware básico en su (s) dispositivo (s) si desea utilizarAWS
IoT GreengrassV2 para implementar el agente de SageMaker Edge Manager y su modelo. Para
obtener más información acerca de los requisitos de los dispositivos y cómo configurar sus dispositivos,
consulteConfiguración deAWS IoT Greengrassdispositivos principalesen laAWS IoT Greengrass.

Utilice un componente precreado, un componente generado automáticamente y un componente
personalizado para la aplicación de Edge Manager. SageMaker mantiene el componente público
de SageMaker Edge Manager. El componente privado se genera automáticamente cuando
empaqueta su modelo de aprendizaje automático con elCreateEdgePackagingJobAPI y
especifique"GreengrassV2Component"para el campo API de Edge ManagerPresetDeploymentType.
El tercer componente es la aplicación de inferencia que es responsable del preprocesamiento y hacer
inferencias en su dispositivo. Debe crear este componente. Consulte cualquiera de las??? (p. 2223)en la
documentación de SageMaker Edge Manager oCreación personalizadaAWS IoT GreengrassComponentes
deen laAWS IoT GreengrassPara obtener más información acerca de cómo crear componentes
personalizados.

Prerequisites
SageMaker Edge Manager utilizaAWS IoT GreengrassV2 para simplificar la implementación del agente
Edge Manager, los modelos de aprendizaje automático y la aplicación de inferencia en sus dispositivos con
el uso de componentes. Para hacer que sea más sencillo mantener suAWSRoles de IAM, Edge Manager
le permite volver a utilizar sus funcionesAWS IoTEl alias del rol. Si aún no tiene uno, Edge Manager genera
un alias de rol como parte del trabajo de empaquetado de Edge Manager. Ya no es necesario asociar
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un alias de rol generado a partir del trabajo de empaquetado de SageMaker Edge Manager con suAWS
IoTRol.

Antes de comenzar:

1. Instalar el software de AWS IoT Greengrass Core. Para obtener información detallada,
consulteInstalación delAWS IoT GreengrassSoftware de Core.

2. ConfigurarAWS IoT GreengrassV2. Para obtener más información, consulteInstallAWS IoT
GreengrassSoftware básico con aprovisionamiento manual de recursos.

Note

• Asegúrese de que elAWS IoTnombre de la cosa es todo en minúsculas y no contiene
caracteres excepto (opcionalmente) guiones (#).

• El rol de IAM debe comenzar conSageMaker*
3. Adjunte los siguientes permisos y directiva en línea al rol de IAM creado duranteAWS IoT GreengrassV2

Configure.
• Vaya a la consola de IAMhttps://console.aws.amazon.com/iam/.
• Busque el rol que creó escribiendo el nombre del rol en el cuadroBúsqueda.
• Elige tu rol.
• A continuación, elijaAsociar políticas.
• SearchAmazonSageMakerEdgeDeviceFleetPolicy.
• SelectAmazonSageMakerFullAccess(Este es un paso opcional que facilita la reutilización de este rol

de IAM en la compilación y empaquetado de modelos).
• Seleccione Add inline policy (Añadir política insertada).

{
    "Version":"2012-10-17",
    "Statement":[
      {
        "Sid":"GreengrassComponentAccess",
        "Effect":"Allow",
        "Action":[
            "greengrass:CreateComponentVersion",
            "greengrass:DescribeComponent"
        ],
        "Resource":"*"
       }
    ]
}

• Haga clic enAsociar política.
• SelectRelación de confianza.
• Haga clic enEditar relación de confianza.
• Reemplace el contenido por lo siguiente.

{
  "Version": "2012-10-17",
  "Statement": [
    {
      "Effect": "Allow",
      "Principal": {
        "Service": "credentials.iot.amazonaws.com"
      },
      "Action": "sts:AssumeRole"
    },
    {
      "Effect": "Allow",
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      "Principal": {
        "Service": "sagemaker.amazonaws.com"
      },
      "Action": "sts:AssumeRole"
    }
  ]
}

4. Cree una flota de dispositivos de Edge Manager. Para obtener más información sobre cómo crear una
flota, consulteConfiguración de dispositivos y flotas (p. 2202).

5. Registra tu dispositivo con el mismo nombre que tuAWS IoTnombre de cosa creado durante elAWS IoT
GreengrassV2 Configure.

6. Creación de al menos un privado personalizadoAWS IoT Greengrasscomponente. Este componente es
la aplicación que ejecuta la inferencia en el dispositivo. Consulte Crear un componente personalizado de
Hello World (p. 2223)

Note

• SageMaker Edge Manager yAWS IoT Greengrassla integración solo funciona paraAWS IoT
Greengrassv2.

• Tanto la funciónAWS IoTEl nombre del dispositivo de Edge Manager debe ser el mismo que el
nombre de la cosa.

• SageMaker Edge Manager no carga localAWS IoTy llame al métodoAWS IoTpunto final del
proveedor de credenciales directamente. En su lugar, SageMaker Edge Manager utiliza elAWS
IoT Greengrassv2 TokenExchangeService y obtiene una credencial temporal de un extremo
TES.

CrearAWS IoT GreengrassV2 Componentes

AWS IoT GreengrassutilizaComponentes de, un módulo de software que se implementa y se ejecuta en
unAWS IoT GreengrassDispositivo principal de. Necesitará (como mínimo) tres componentes:

1. Un agente público de Edge ManagerAWS IoT Greengrasscomponente.
2. Un componente de modelo que se genera automáticamente al empaquetar el modelo de aprendizaje

automático con elAWS SDK for Python (Boto3)o con la consola de SageMaker.
3. Un componente privado y personalizado para la aplicación de inferencia.

El agente de Edge ManagerAWS IoT Greengrass(1) implementa el binario del agente de Edge Manager.

El componente de modelo (2) se genera automáticamente cuando se crea un trabajo de empaquetado
de bordes con la opciónAWS SDK for Python (Boto3)API o la consola de SageMaker. Para obtener
más información sobre el modo de generar el componente de modelo, consulteComponente generado
automáticamente (p. 2221).

El componente personalizado privado (3) es la aplicación que se utiliza para implementar la aplicación
cliente de Edge Manager Agent, así como cualquier preprocesamiento y posterior procesamiento de
los resultados de inferencia. Para obtener más información acerca de cómo crear un componente
personalizado, consulteComponente generado automáticamente (p. 2221)orCreación personalizadaAWS
IoT GreengrassComponentes de.

Componente generado automáticamente

Genere el componente del modelo con la herramientaCreateEdgePackagingJobAPI y
especifiqueGreengrassV2Componentpara el campo API de trabajo de empaquetado de SageMaker
Edge ManagerPresetDeploymentType. Cuando llama al métodoCreateEdgePackagingJob,
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Edge Manager toma el modelo compilado de SageMaker Neo en Amazon S3 y crea un componente de
modelo. El componente de modelo se almacena automáticamente en su cuenta. Puede ver cualquiera
de sus componentes navegando hasta la pestañaAWS IoTconsolehttps://console.aws.amazon.com/
iot/. SelectGreengrassA continuación, seleccioneCoreDispositivos. La página tiene una lista
deAWS IoT Greengrassasociados a su cuenta. Si no se especifica un nombre de componente
de modelo enPresetDeploymentConfig, el nombre predeterminado generado consiste
en"SagemakerEdgeManager"y el nombre de su trabajo de embalaje de SageMaker Edge Manager.
En el ejemplo siguiente se muestra cómo especificar el Administrador de bordes para crear unAWS IoT
GreengrassV2 con el componenteCreateEdgePackagingJobAPI.

import sagemaker
import boto3

# Create a SageMaker client object to make it easier to interact with other AWS services.
sagemaker_client = boto3.client('sagemaker', region=<YOUR_REGION>)

# Replace with your IAM Role ARN
sagemaker_role_arn = "arn:aws:iam::<account>:role/*"

# Replace string with the name of your already created S3 bucket.
bucket = 'edge-manager-demo-bucket'

# Specify a name for your edge packaging job.
edge_packaging_name = "edge_packag_job_demo" 

# Replace the following string with the name you used for the SageMaker Neo compilation
 job.
compilation_job_name = "getting-started-demo" 

# The name of the model and the model version.
model_name = "sample-model" 
model_version = "1.1"

# Output directory in S3 where you want to store the packaged model.
packaging_output_dir = 'packaged_models' 
packaging_s3_output = 's3://{}/{}'.format(bucket, packaging_output_dir)

# The name you want your Greengrass component to have.
component_name = "SagemakerEdgeManager" + edge_packaging_name

sagemaker_client.create_edge_packaging_job(
                    EdgePackagingJobName=edge_packaging_name,
                    CompilationJobName=compilation_job_name,
                    RoleArn=sagemaker_role_arn,
                    ModelName=model_name,
                    ModelVersion=model_version,
                    OutputConfig={
                        "S3OutputLocation": packaging_s3_output,
                        "PresetDeploymentType":"GreengrassV2Component",
                        "PresetDeploymentConfig":"{\"ComponentName\":\"sample-component-
name\", \"ComponentVersion\":\"1.0.2\"}"
                        }
                    )

También puede crear el componente generado automáticamente con la consola de SageMaker. Siga los
pasos del 1 al 6 enEmpaquetar un modelo (Consola de Amazon SageMaker) (p. 2211)

Introduzca el URI de bucket de Amazon S3 en el que desea almacenar la salida del trabajo de embalaje y
la clave de cifrado opcional.

Complete lo siguiente para crear el componente del modelo:

1. SeleccionarDespliegue preestablecido.
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2. Especifique el nombre del componente paraNombre del componente.
3. Opcionalmente, proporcione una descripción del componente, una versión de componente, el sistema

operativo de la plataforma o la arquitectura de la plataforma para elDescripción del componente,Versión
del componente,Sistema operativo, yEstructura de la plataforma, respectivamente.

4. Elija Submit.

Crear un componente personalizado de Hello World

El componente de aplicación personalizado se utiliza para realizar una inferencia en el dispositivo
perimetral. El componente es responsable de cargar modelos en SageMaker Edge Manager, invocar al
agente de Edge Manager para inferencia y descargar el modelo cuando se apaga el componente. Antes
de crear el componente, asegúrese de que el agente y la aplicación puedan comunicarse con SageMaker
Edge Manager. Para ello, configuregRPC. El agente SageMaker Edge Manager utiliza métodos definidos
en Protobuf Buffers y el servidor gRPC para establecer comunicación con la aplicación cliente en el
dispositivo perimetral y en la nube.

Para usar gRPC, debe:

1. Cree un código auxiliar gRPC utilizando el archivo.proto proporcionado al descargar el agente de Edge
Manager desde el depósito de la versión de Amazon S3.

2. Escriba el código de cliente con el idioma que prefiera.

No es necesario definir el servicio en un archivo.proto (1). Los archivos.proto del servicio se incluyen en el
archivo TAR comprimido al descargar el binario de la versión del agente SageMaker Edge Manager desde
el depósito de la versión de Amazon S3.

Instale gRPC y otras herramientas necesarias en su máquina host y cree stubs de
gRPCagent_pb2_grpc.pyyagent_pb2.pyEn Python. Asegúrese de que dispone deagent.protoEn
el directorio local.

%%bash
pip install grpcio
pip install grpcio-tools
python3 -m grpc_tools.protoc --proto_path=. --python_out=. --grpc_python_out=. agent.proto

El código anterior genera las interfaces de cliente y servidor gRPC a partir de la definición de servicio.proto
(2). En otras palabras, crea el modelo gRPC en Python. La carpeta API contiene la especificación Protobuf
para comunicarse con el agente.

A continuación, utilice la API gRPC para escribir un cliente y un servidor para su servicio (2). La siguiente
secuencia de comandos de ejemplo,edge_manager_python_example.py, usa Python para cargar,
listar y descargar unyolov3al dispositivo de borde.

import grpc
from PIL import Image
import agent_pb2
import agent_pb2_grpc
import os

model_path = '<PATH-TO-SagemakerEdgeManager-COMPONENT>' 
                    
agent_socket = 'unix:///tmp/aws.greengrass.SageMakerEdgeManager.sock'

agent_channel = grpc.insecure_channel(agent_socket, options=(('grpc.enable_http_proxy',
 0),))
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agent_client = agent_pb2_grpc.AgentStub(agent_channel)

def list_models():
    return agent_client.ListModels(agent_pb2.ListModelsRequest())

def list_model_tensors(models):
    return {
        model.name: {
            'inputs': model.input_tensor_metadatas,
            'outputs': model.output_tensor_metadatas
        }
        for model in list_models().models
    }

def load_model(model_name, model_path):
    load_request = agent_pb2.LoadModelRequest()
    load_request.url = model_path
    load_request.name = model_name
    return agent_client.LoadModel(load_request)

def unload_model(name):
    unload_request = agent_pb2.UnLoadModelRequest()
    unload_request.name = name
    return agent_client.UnLoadModel(unload_request)

def predict_image(model_name, image_path):
    image_tensor = agent_pb2.Tensor()
    image_tensor.byte_data = Image.open(image_path).tobytes()
    image_tensor_metadata = list_model_tensors(list_models())[model_name]['inputs'][0]
    image_tensor.tensor_metadata.name = image_tensor_metadata.name
    image_tensor.tensor_metadata.data_type = image_tensor_metadata.data_type
    for shape in image_tensor_metadata.shape:
        image_tensor.tensor_metadata.shape.append(shape)
    predict_request = agent_pb2.PredictRequest()
    predict_request.name = model_name
    predict_request.tensors.append(image_tensor)
    predict_response = agent_client.Predict(predict_request)
    return predict_response

def main():
    try:
        unload_model('your-model')
    except:
        pass
  
    print('LoadModel...', end='')
    try:
        load_model('your-model', model_path)
        print('done.')
    except Exception as e:
        print()
        print(e)
        print('Model already loaded!')
        
    print('ListModels...', end='')
    try:
        print(list_models())
        print('done.')
        
    except Exception as e:
        print()
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        print(e)
        print('List model failed!')
       
    print('Unload model...', end='')
    try:
        unload_model('your-model')
        print('done.')
    except Exception as e:
        print()
        print(e)
        print('unload model failed!')

if __name__ == '__main__':
    main()

Asegurarmodel_pathapunta al nombre de la propiedadAWS IoT Greengrassque contiene el modelo si
utiliza el mismo ejemplo de código de cliente.

Puede crear suAWS IoT GreengrassV2 Hello World componente una vez que haya generado sus stubs
gRPC y tenga su código Hello World listo. Para ello:

• Cargue la funciónedge_manager_python_example.py,agent_pb2_grpc.py,
yagent_pb2.pyActualice el bucket de Amazon S3 y anote su ruta de Amazon S3.

• Cree un componente privado en laAWS IoT GreengrassV2 y defina la receta para su componente.
Especifique el URI de Amazon S3 para su aplicación Hello World y el stub gRPC en la siguiente receta.

---
RecipeFormatVersion: 2020-01-25
ComponentName: com.sagemaker.edgePythonExample
ComponentVersion: 1.0.0
ComponentDescription: Sagemaker Edge Manager Python example
ComponentPublisher: Amazon Web Services, Inc.
ComponentDependencies:
  aws.greengrass.SageMakerEdgeManager:
    VersionRequirement: '>=1.0.0'
    DependencyType: HARD
Manifests:
  - Platform:
      os: linux
      architecture: "/amd64|x86/"
    Lifecycle:
      install: |-
        apt-get install python3-pip
        pip3 install grpcio
        pip3 install grpcio-tools
        pip3 install protobuf
        pip3 install Pillow
      run:
        script: |- 
          python3 {{artifacts:path}}/edge_manager_python_example.py
    Artifacts:
      - URI: <code-s3-path>
      - URI: <pb2-s3-path>
      - URI: <pb2-grpc-s3-path>

Para obtener información detallada sobre cómo crear una receta de Hello World, consulteCreación del
primer componenteen laAWS IoT Greengrass.

Implementar componentes en su dispositivo

Implemente sus componentes con elAWS IoTo con la consolaAWS CLI.
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Para implementar los componentes (consola)

Implementar laAWS IoT Greengrasscomponentes con elAWS IoTconsola de .

1. En el navegadorAWS IoT GreengrassEn la consolahttps://console.aws.amazon.com/iot/Seleccione el
menú de navegación, elijaImplementaciones.

2. En la páginaComponentesEn la páginaComponentes públicos,
elijaaws.greengrass.SageMakerEdgeManager.

3. En la páginaaws.greengrass.SageMakerEdgeManager, elijaimplementación.
4. DesdeAdd to deployment, elija una de las siguientes opciones:

a. Para combinar este componente con una implementación existente en el dispositivo de destino,
elijaAgregar a la implementación existenteY, a continuación, seleccione la implementación que desee
revisar.

b. Para crear una nueva implementación en el dispositivo de destino, elijaCreación de una
implementación nueva. Si tiene una implementación existente en el dispositivo, al elegir este paso se
reemplaza la implementación existente.

5. En la páginaEspecificar destinoHaga lo siguiente:
a. UNDERInformación de implementaciónEscriba o modifique el nombre fácil de recordar de la

implementación.
b. UNDERDestinos de implementación, seleccione un destino para su implementación y elijaSiguiente.

No puede cambiar el destino de implementación si está revisando una implementación existente.
6. En la páginaSeleccionar componentespágina, enMis componentes, elija:

• com.<CUSTOM-COMPONENT-NAME>
• aws.greengrass.SageMakerEdgeManager

• SageMakeredgeManager.<YOUR-PACKAGING-JOB>
7. En la páginaConfiguración de componentes, elijacom.greengrass.sagemakeredgemanagery haga lo

siguiente.
a. SeleccionarConfiguración del componente.
b. UNDERActualización de configuración, enConfiguración para combinarEn, escriba la siguiente

configuración.

{
    "DeviceFleetName": "device-fleet-name",
    "BucketName": "DOC-EXAMPLE-BUCKET"
}

Reemplazardevice-fleet-namePor el nombre de la flota de dispositivos de borde que ha creado y
reemplaceDOC-EXAMPLE-BUCKETPor el nombre del bucket de Amazon S3 asociado con su flota de
dispositivos.

c. Seleccionarconfirmary, a continuación, seleccioneSiguiente.
8. En la páginaConfiguración de opciones avanzadasPuede mantener los valores de configuración

predeterminados y elijaSiguiente.
9. En la página Revisar, elija Implementar.

Para implementar los componentes (AWS CLI)

1. Creación de un deployment.jsonpara definir la configuración de implementación de los
componentes de SageMaker Edge Manager. Este archivo debe tener el siguiente aspecto.

{
  "targetArn":"targetArn",
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  "components": {
    "aws.greengrass.SageMakerEdgeManager": {
      "componentVersion": 1.0.0,
      "configurationUpdate": {
        "merge": {
          "DeviceFleetName": "device-fleet-name",
          "BucketName": "DOC-EXAMPLE-BUCKET"
        }
      }
    },
    "com.greengrass.SageMakerEdgeManager.ImageClassification": {
      "componentVersion": 1.0.0,
      "configurationUpdate": {
      }
    }, 
    "com.greengrass.SageMakerEdgeManager.ImageClassification.Model": {
      "componentVersion": 1.0.0,
      "configurationUpdate": {
      }
    }, 
  }
}

• En el navegadortargetArncampo, reemplazartargetArnCon el Nombre de recurso de Amazon
(ARN) del grupo de cosas o cosas a la que se orienta para la implementación, en el siguiente formato:
• Objeto:arn:aws:iot:region:account-id:thing/thingName
• Grupo de objetos:arn:aws:iot:region:account-id:thinggroup/thingGroupName

• En el navegadormergecampo, reemplazardevice-fleet-namePor el nombre de la flota de
dispositivos de borde que ha creado y reemplaceDOC-EXAMPLE-BUCKETPor el nombre del bucket de
Amazon S3 asociado con su flota de dispositivos.

• Reemplace las versiones de componentes de cada componente por la última versión disponible.
2. Ejecute el siguiente comando para implementar los componentes en el dispositivo:

$ aws greengrassv2 create-deployment \
    --cli-input-json file://path/to/deployment.json

La implementación puede tardar varios minutos en completarse. En el siguiente paso, compruebe el
registro de componentes para comprobar que la implementación se ha completado correctamente y para
ver los resultados de la inferencia.

Para obtener más información acerca de cómo implementar componentes en dispositivos individuales o
grupos de dispositivos, consulteimplementaciónAWS IoTGreengrasscomponentes a dispositivos.

Administración de modelos
El agente Edge Manager puede cargar varios modelos a la vez y realizar una inferencia con modelos
cargados en dispositivos perimetrales. El número de modelos que el agente puede cargar viene
determinado por la memoria disponible en el dispositivo. El agente valida la firma del modelo y carga en
la memoria todos los artefactos producidos por el trabajo de empaquetado de bordes. Este paso requiere
que todos los certificados requeridos descritos en pasos anteriores se instalen junto con el resto de la
instalación binaria. Si la firma del modelo no se puede validar, la carga del modelo falla con el código de
retorno y el motivo adecuados.

El agente SageMaker Edge Manager proporciona una lista de las API de Model Management que
implementan las API de plano de control y plano de datos en dispositivos perimetrales. Junto con esta
documentación, recomendamos revisar la implementación de cliente de ejemplo que muestra el uso
canónico de las API descritas a continuación.
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Laprotoestá disponible como parte de los artefactos de lanzamiento (dentro del tarball de lanzamiento).
En este documento, enumeramos y describimos el uso de las API enumeradas en esteprotofile.

Note

Hay una asignación de uno a uno para estas API en la versión de Windows y un código de
ejemplo para una implementación de aplicación en C# se comparte con los artefactos de la
versión para Windows. A continuación se indican las instrucciones para ejecutar el agente como
un proceso independiente, aplicable a los artefactos de lanzamiento para Linux.

Extraiga el archivo basado en su sistema operativo. DondeVERSIONse divide en tres componentes:
<MAJOR_VERSION>.<YYYY-MM-DD>-<SHA-7>. ConsulteInstalación del agente Edge
Manager (p. 2216)Para obtener más información acerca de cómo obtener la versión de lanzamiento
(<MAJOR_VERSION>), marca temporal del artefacto de lanzamiento (<YYYY-MM-DD>), y el ID de
confirmación del repositorio (SHA-7)

Linux

El archivo zip se puede extraer con el comando:

tar -xvzf <VERSION>.tgz

Windows

El archivo zip se puede extraer con la interfaz de usuario o el comando:

unzip <VERSION>.tgz

La jerarquía de artefactos de liberación (después de extraer eltar/zipArchivo) se muestra a
continuación. El agenteprotoestá disponible enapi/.

0.20201205.7ee4b0b
### bin
#         ### sagemaker_edge_agent_binary
#         ### sagemaker_edge_agent_client_example
### docs
### api
#         ### agent.proto
### attributions
#         ### agent.txt
#         ### core.txt
### examples
### ipc_example
### CMakeLists.txt
### sagemaker_edge_client.cc
### sagemaker_edge_client_example.cc
### sagemaker_edge_client.hh
### sagemaker_edge.proto
### README.md
### shm.cc
### shm.hh
### street_small.bmp

Temas
• LOAD MODEL (p. 2229)
• Descargar modelo (p. 2230)
• Lista de modelos (p. 2230)
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• Describir modelo (p. 2231)
• Capturar datos (p. 2231)
• Obtener estado de captura (p. 2233)
• Predict (p. 2233)

LOAD MODEL
El agente de Edge Manager admite la carga de varios modelos. Esta API valida la firma del modelo y carga
en la memoria todos los artefactos producidos por elEdgePackagingJob. Este paso requiere que se
instalen todos los certificados necesarios junto con el resto de la instalación binaria del agente. Si la firma
del modelo no se puede validar, este paso falla con el código de retorno apropiado y los mensajes de error
en el registro.

// perform load for a model
// Note:
// 1. currently only local filesystem paths are supported for loading models.
// 2. multiple models can be loaded at the same time, as limited by available device memory
// 3. users are required to unload any loaded model to load another model.
// Status Codes:
// 1. OK - load is successful
// 2. UNKNOWN - unknown error has occurred
// 3. INTERNAL - an internal error has occurred
// 4. NOT_FOUND - model doesn't exist at the url
// 5. ALREADY_EXISTS - model with the same name is already loaded
// 6. RESOURCE_EXHAUSTED - memory is not available to load the model
// 7. FAILED_PRECONDITION - model is not compiled for the machine.
//
rpc LoadModel(LoadModelRequest) returns (LoadModelResponse);

Input

//
// request for LoadModel rpc call
//
message LoadModelRequest {
  string url = 1;
  string name = 2;  // Model name needs to match regex "^[a-zA-Z0-9](-*[a-zA-Z0-9])*$"
}

Output

//
//
// response for LoadModel rpc call
//
message LoadModelResponse {
  Model model = 1;
}

//
// Model represents the metadata of a model
//  url - url representing the path of the model
//  name - name of model
//  input_tensor_metadatas - TensorMetadata array for the input tensors
//  output_tensor_metadatas - TensorMetadata array for the output tensors
//
// Note:
//  1. input and output tensor metadata could empty for dynamic models.
//
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message Model {
  string url = 1;
  string name = 2;
  repeated TensorMetadata input_tensor_metadatas = 3;
  repeated TensorMetadata output_tensor_metadatas = 4;
}

Descargar modelo
Descarga un modelo cargado previamente. Se identifica a través del alias del modelo que se proporcionó
duranteloadModel. Si el alias no se encuentra o el modelo no está cargado, entonces devuelve el error.

//
// perform unload for a model
// Status Codes:
// 1. OK - unload is successful
// 2. UNKNOWN - unknown error has occurred
// 3. INTERNAL - an internal error has occurred
// 4. NOT_FOUND - model doesn't exist
//
rpc UnLoadModel(UnLoadModelRequest) returns (UnLoadModelResponse);

Input

//
// request for UnLoadModel rpc call
//
message UnLoadModelRequest {
 string name = 1; // Model name needs to match regex "^[a-zA-Z0-9](-*[a-zA-Z0-9])*$"
}

Output

//
// response for UnLoadModel rpc call
//
message UnLoadModelResponse {}

Lista de modelos
Muestra todos los modelos cargados y sus alias.

//
// lists the loaded models
// Status Codes:
// 1. OK - unload is successful
// 2. UNKNOWN - unknown error has occurred
// 3. INTERNAL - an internal error has occurred
//
rpc ListModels(ListModelsRequest) returns (ListModelsResponse);

Input

//
// request for ListModels rpc call
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//
message ListModelsRequest {}

Output

//
// response for ListModels rpc call
//
message ListModelsResponse {
 repeated Model models = 1;
}

Describir modelo
Describe un modelo que se carga en el agente.

//
// Status Codes:
// 1. OK - load is successful
// 2. UNKNOWN - unknown error has occurred
// 3. INTERNAL - an internal error has occurred
// 4. NOT_FOUND - model doesn't exist at the url
//
rpc DescribeModel(DescribeModelRequest) returns (DescribeModelResponse);

Input

//
// request for DescribeModel rpc call
//
message DescribeModelRequest {
  string name = 1;
}

Output

//
// response for DescribeModel rpc call
//
message DescribeModelResponse {
  Model model = 1;
}

Capturar datos
Permite a la aplicación cliente capturar tensores de entrada y salida en el bucket de Amazon S3 y,
opcionalmente, en el auxiliar. Se espera que la aplicación cliente pase un ID de captura único junto con
cada llamada a esta API. Esto se puede utilizar posteriormente para consultar el estado de la captura.

//
// allows users to capture input and output tensors along with auxiliary data.
// Status Codes:
// 1. OK - data capture successfully initiated
// 2. UNKNOWN - unknown error has occurred
// 3. INTERNAL - an internal error has occurred
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// 5. ALREADY_EXISTS - capture initiated for the given capture_id
// 6. RESOURCE_EXHAUSTED - buffer is full cannot accept any more requests.
// 7. OUT_OF_RANGE - timestamp is in the future.
// 8. INVALID_ARGUMENT - capture_id is not of expected format.
//
rpc CaptureData(CaptureDataRequest) returns (CaptureDataResponse);

Input

enum Encoding {
 CSV = 0;
 JSON = 1;
 NONE = 2;
 BASE64 = 3;
}

//
// AuxilaryData represents a payload of extra data to be capture along with inputs and
 outputs of inference
// encoding - supports the encoding of the data
// data - represents the data of shared memory, this could be passed in two ways:
// a. send across the raw bytes of the multi-dimensional tensor array
// b. send a SharedMemoryHandle which contains the posix shared memory segment id and
// offset in bytes to location of multi-dimensional tensor array.
//
message AuxilaryData {
 string name = 1;
 Encoding encoding = 2;
 oneof data {
 bytes byte_data = 3;
 SharedMemoryHandle shared_memory_handle = 4;
 }
}

//
// Tensor represents a tensor, encoded as contiguous multi-dimensional array.
// tensor_metadata - represents metadata of the shared memory segment
// data_or_handle - represents the data of shared memory, this could be passed in two
 ways:
// a. send across the raw bytes of the multi-dimensional tensor array
// b. send a SharedMemoryHandle which contains the posix shared memory segment
// id and offset in bytes to location of multi-dimensional tensor array.
//
message Tensor {
 TensorMetadata tensor_metadata = 1; //optional in the predict request
 oneof data {
 bytes byte_data = 4;
 // will only be used for input tensors
 SharedMemoryHandle shared_memory_handle = 5;
 }
}

//
// request for CaptureData rpc call
//
message CaptureDataRequest {
 string model_name = 1;
 string capture_id = 2; //uuid string
 Timestamp inference_timestamp = 3;
 repeated Tensor input_tensors = 4;
 repeated Tensor output_tensors = 5;
 repeated AuxilaryData inputs = 6;
 repeated AuxilaryData outputs = 7;
}

2232



Amazon SageMaker Developer Guide
Administración de modelos

Output

//
// response for CaptureData rpc call
//
message CaptureDataResponse {}

Obtener estado de captura
Dependiendo de los modelos cargados, los tensores de entrada y salida pueden ser grandes (para muchos
dispositivos de borde). La captura en la nube puede llevar mucho tiempo. Por lo tanto,CaptureData()Se
implementa como una operación asíncrona. Un identificador de captura es un identificador único que el
cliente proporciona durante la llamada de datos de captura, este ID se puede utilizar para consultar el
estado de la llamada asincrónica.

//
// allows users to query status of capture data operation
// Status Codes:
// 1. OK - data capture successfully initiated
// 2. UNKNOWN - unknown error has occurred
// 3. INTERNAL - an internal error has occurred
// 4. NOT_FOUND - given capture id doesn't exist.
//
rpc GetCaptureDataStatus(GetCaptureDataStatusRequest) returns
 (GetCaptureDataStatusResponse);

Input

//
// request for GetCaptureDataStatus rpc call
//
message GetCaptureDataStatusRequest {
  string capture_id = 1;
}

Output

enum CaptureDataStatus {
  FAILURE = 0;
  SUCCESS = 1;
  IN_PROGRESS = 2;
  NOT_FOUND = 3;
}

//
// response for GetCaptureDataStatus rpc call
//
message GetCaptureDataStatusResponse {
  CaptureDataStatus status = 1;
}

Predict
LapredictAPI realiza una inferencia en un modelo cargado previamente. Acepta una solicitud en forma
de tensor que se alimenta directamente a la red neuronal. La salida es el tensor de salida (o escalar) del
modelo. Esta es una llamada de bloqueo.
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//
// perform inference on a model.
//
// Note:
// 1. users can chose to send the tensor data in the protobuf message or
// through a shared memory segment on a per tensor basis, the Predict
// method with handle the decode transparently.
// 2. serializing large tensors into the protobuf message can be quite expensive,
// based on our measurements it is recommended to use shared memory of
// tenors larger than 256KB.
// 3. SMEdge IPC server will not use shared memory for returning output tensors,
// i.e., the output tensor data will always send in byte form encoded
// in the tensors of PredictResponse.
// 4. currently SMEdge IPC server cannot handle concurrent predict calls, all
// these call will be serialized under the hood. this shall be addressed
// in a later release.
// Status Codes:
// 1. OK - prediction is successful
// 2. UNKNOWN - unknown error has occurred
// 3. INTERNAL - an internal error has occurred
// 4. NOT_FOUND - when model not found
// 5. INVALID_ARGUMENT - when tenors types mismatch
//
rpc Predict(PredictRequest) returns (PredictResponse);

Input

// request for Predict rpc call
//
message PredictRequest {
string name = 1;
repeated Tensor tensors = 2;
}

//
// Tensor represents a tensor, encoded as contiguous multi-dimensional array.
//    tensor_metadata - represents metadata of the shared memory segment
//    data_or_handle - represents the data of shared memory, this could be passed in
 two ways:
//                        a. send across the raw bytes of the multi-dimensional tensor
 array
//                        b. send a SharedMemoryHandle which contains the posix shared
 memory segment
//                            id and offset in bytes to location of multi-dimensional
 tensor array.
//
message Tensor {
  TensorMetadata tensor_metadata = 1; //optional in the predict request
  oneof data {
    bytes byte_data = 4;
    // will only be used for input tensors
    SharedMemoryHandle shared_memory_handle = 5;
  }
}

//
// Tensor represents a tensor, encoded as contiguous multi-dimensional array.
//    tensor_metadata - represents metadata of the shared memory segment
//    data_or_handle - represents the data of shared memory, this could be passed in
 two ways:
//                        a. send across the raw bytes of the multi-dimensional tensor
 array
//                        b. send a SharedMemoryHandle which contains the posix shared
 memory segment
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//                            id and offset in bytes to location of multi-dimensional
 tensor array.
//
message Tensor {
  TensorMetadata tensor_metadata = 1; //optional in the predict request
  oneof data {
    bytes byte_data = 4;
    // will only be used for input tensors
    SharedMemoryHandle shared_memory_handle = 5;
  }
}

//
// TensorMetadata represents the metadata for a tensor
//    name - name of the tensor
//    data_type  - data type of the tensor
//    shape - array of dimensions of the tensor
//
message TensorMetadata {
  string name = 1;
  DataType data_type = 2;
  repeated int32 shape = 3;
}

//
// SharedMemoryHandle represents a posix shared memory segment
//    offset - offset in bytes from the start of the shared memory segment.
//    segment_id - shared memory segment id corresponding to the posix shared memory
 segment.
//    size - size in bytes of shared memory segment to use from the offset position.
//
message SharedMemoryHandle {
  uint64 size = 1;
  uint64 offset = 2;
  uint64 segment_id = 3;
}

Output

Note

LaPredictResponsesólo devuelveTensorsy noSharedMemoryHandle.

// response for Predict rpc call
//
message PredictResponse {
   repeated Tensor tensors = 1;
}
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Uso de contenedores Docker con
SageMaker

Amazon SageMaker hace un uso extenso deContenedores de Dockerpara tareas de creación y tiempo
de ejecución. SageMaker proporciona imágenes de Docker predefinidas para sus algoritmos integrados y
los marcos de aprendizaje profundo compatibles que se utilizan para capacitación e inferencia. Mediante
el uso de contenedores, puede capacitar algoritmos de aprendizaje automático e implementar modelos
de forma rápida y fiable a cualquier escala. Los temas de esta sección muestran cómo implementar estos
contenedores para sus propios casos de uso.

Temas
• Escenarios para ejecutar scripts, capacitar algoritmos o implementar modelos con SageMaker

 (p. 2236)
• Conceptos básicos de contenedores de Docker (p. 2237)
• Utilizar imágenes preconstruidas de Docker de SageMaker (p. 2237)
• Adaptación de su propio contenedor Docker para trabajar con SageMaker (p. 2252)
• Crea un contenedor con tus propios algoritmos y modelos (p. 2264)
• Ejemplo de blocs de notas: Utilice su propio algoritmo o modelo (p. 2280)
• Solución de problemas con contenedores de Docker (p. 2282)

Escenarios para ejecutar scripts, capacitar
algoritmos o implementar modelos con SageMaker

Amazon SageMaker siempre utiliza contenedores de Docker al ejecutar scripts, capacitar algoritmos e
implementar modelos. No obstante, su nivel de compromiso con los contenedores depende de su caso de
uso.

• Utilizar un algoritmo integrado o marco de SageMaker. Para la mayoría de los casos de uso, puede
usar los algoritmos y marcos integrados sin preocuparse por los contenedores. Puede capacitar e
implementar estos algoritmos desde la consola de SageMaker, laAWS Command Line Interface(AWS
CLI), un bloc de notas de Python o elSDK para Python de Amazon SageMakerespecificando la
versión del algoritmo o del marco al crear su Estimator. Los algoritmos integrados disponibles se
desglosan y se describen en el tema Use Amazon SageMaker Built-in Algorithms (p. 765). Para
obtener más información sobre los marcos de trabajo disponibles, consulteMarcos de ML y kits de
herramientas (p. 18). Si desea ver un ejemplo de cómo capacitar e implementar un algoritmo integrado
con un bloc de notas de Jupyter ejecutándose en una instancia de bloc de notas de SageMaker,
consulte laIntroducción a Amazon SageMaker (p. 39)Tema.

• Utilizar imágenes de contenedor preconstruidas de SageMaker. Alternativamente, puede usar los
algoritmos y marcos integrados usando contenedores Docker. SageMaker proporciona contenedores
para sus algoritmos integrados e imágenes de Docker predefinidas para algunos de los marcos
de aprendizaje automático más comunes, como Apache MXNet, TensorFlow, PyTorch y Chainer.
Para obtener una lista completa de las imágenes de SageMaker disponibles, consulteImágenes
de Deep Learning Containers disponibles. También admite bibliotecas de aprendizaje automático
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como scikit-learn y SparkML. Si utiliza elSDK para Python de Amazon SageMaker, puede
implementar los contenedores pasando el URI completo del contenedor a sus respectivos SDK de
SageMakerEstimatorLa clase. Para ver una lista completa de los marcos de aprendizaje profundo
admitidos por SageMaker, consulteImágenes preconstruidas de Docker de SageMaker para el
aprendizaje profundo (p. 2238). Para obtener más información sobre las imágenes de contenedores
prediseñadas de scikit-learn y SparkML, consulteImágenes de Docker de prefabricadas de Amazon
SageMaker para Scikit-learn y Spark ML  (p. 2239). Para obtener más información sobre el uso de
marcos conSDK para Python de Amazon SageMaker, consulte sus respectivos temas enUso de marcos
de aprendizaje automático, Python y R con Amazon SageMaker (p. 18).

• Extender una imagen de contenedor de SageMaker preconstruida. Si desea ampliar un algoritmo de
SageMaker o una imagen de modelo Docker, puede modificar la imagen de SageMaker para satisfacer
sus necesidades. Para obtener un ejemplo, consulte Ampliación de nuestros contenedores PyTorch.

• Adaptar una imagen de contenedor existente: Si desea adaptar una imagen de contenedor preexistente
para trabajar con SageMaker, debe modificar el contenedor Docker para habilitar el kit de herramientas
SageMaker Training o Inferencia. Para ver un ejemplo que muestra cómo crear sus propios
contenedores para capacitar y alojar un algoritmo, consulte Bring-Your-Own-R Algorithm.

Conceptos básicos de contenedores de Docker
Docker es un programa que realiza la virtualización a nivel del sistema operativo para instalar, distribuir
y administrar software. Empaqueta aplicaciones y sus dependencias en contenedores virtuales que
proporcionan aislamiento, portabilidad y seguridad. Con Docker puede enviar código con mayor rapidez,
estandarizar las operaciones de las aplicaciones, transferir el código con facilidad y economizar al mejorar
el uso de recursos. Para obtener información general sobre Docker, consulteDescripción general de
Docker.

La siguiente información describe los aspectos más significativos del uso de contenedores Docker con
Amazon SageMaker.

Funciones de SageMaker

SageMaker utiliza contenedores Docker en el back-end para administrar procesos de formación e
inferencia. SageMaker abstrae de este proceso, por lo que sucede automáticamente cuando se utiliza un
estimador. Aunque no necesita usar contenedores Docker explícitamente con SageMaker para la mayoría
de los casos de uso, puede usar contenedores Docker para ampliar y personalizar la funcionalidad de
SageMaker.

Contenedores con SageMaker Studio

SageMaker Studio se ejecuta desde un contenedor Docker y lo utiliza para administrar la funcionalidad.
Como resultado, no puede crear ni cargar un contenedor Docker desde una instancia de SageMaker
Studio. Sin embargo, puede usar un contenedor SageMaker preconstruido siempre y cuando ese
contenedor se haya creado fuera de Studio.

Utilizar imágenes preconstruidas de Docker de
SageMaker

Amazon SageMaker proporciona contenedores para sus algoritmos integrados e imágenes de Docker
predefinidas para algunos de los marcos de aprendizaje automático más comunes, como Apache MXNet,
TensorFlow, PyTorch y Chainer. También admite bibliotecas de aprendizaje automático como scikit-learn y
SparkML.
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Puede utilizar estas imágenes desde su instancia de notebook SageMaker o SageMaker Studio. También
puede ampliar las imágenes preconstruidas de SageMaker para incluir las bibliotecas y la funcionalidad
necesaria. En los siguientes temas se proporciona información acerca de las imágenes disponibles y cómo
utilizarlas.

Note

Para obtener más información sobre imágenes de Docker para desarrollar soluciones de
aprendizaje de refuerzo (RL) en SageMaker, consulteContenedores de SageMaker RL.

Temas
• Imágenes preconstruidas de Docker de SageMaker para el aprendizaje profundo (p. 2238)
• Imágenes de Docker de prefabricadas de Amazon SageMaker para Scikit-learn y Spark ML  (p. 2239)
• Entrenar una red de gráficos profundos (p. 2240)
• Extender un contenedor preconstruido (p. 2243)

Imágenes preconstruidas de Docker de SageMaker
para el aprendizaje profundo
SageMaker proporciona imágenes de Docker predefinidas que incluyen bibliotecas de marcos de
aprendizaje profundo y otras dependencias necesarias para capacitación e inferencia. Para obtener una
lista completa de las imágenes de Docker preconstruidos disponibles, consulte el tema sobre imágenes de
contenedores de aprendizaje profundo.

Si no usa el comandoSDK para Python de Amazon SageMakerY uno de sus estimadores para recuperar
las imágenes preconstruidas, debe recuperarlas usted mismo.

Uso del SDK para Python de SageMaker
Con el SDK de SageMaker Python de , puede capacitar e implementar modelos utilizando uno de estos
marcos de aprendizaje profundo conocidos. Para obtener instrucciones sobre la instalación y el uso de
SDK, consulteSDK para Python de Amazon SageMaker. En la siguiente tabla se muestran los marcos
disponibles e instrucciones sobre cómo utilizarlos con laSDK para Python de SageMaker:

Plataforma Instrucciones

TensorFlow Uso de TensorFlow con el SDK de Python de SageMaker

MXNet Uso de MXNet con el SDK de Python de SageMaker

PyTorch Uso de PyTorch con el SDK de SageMaker Python

Chainer Uso de Chainer con el SDK de Python de SageMaker

Hugging Face Uso de Hugging Face con el SDK de Python de SageMaker

Ampliación de las imágenes preconstruidas de Docker de
SageMaker
Puede personalizar estos contenedores prediseñados o ampliarlos para gestionar requisitos funcionales
adicionales para su algoritmo o modelo que la imagen de Docker de SageMaker no admite. Para obtener
un ejemplo, consulte Ampliación de nuestros contenedores PyTorch.
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También puede utilizar contenedores prediseñados para implementar modelos personalizados o modelos
que se han entrenado en un marco distinto de SageMaker. Para obtener una descripción general del
proceso de traer artefactos de modelos capacitados en SageMaker y alojarlos en un punto de enlace,
consulteIncorpore sus propios modelos MXNet o TensorFlow preentrenados en Amazon SageMaker.

Imágenes de Docker de prefabricadas de Amazon
SageMaker para Scikit-learn y Spark ML
SageMaker proporciona imágenes Docker prediseñadas que instalan las bibliotecas de scikit-learn
y Spark ML. Estas bibliotecas también incluyen las dependencias necesarias para crear imágenes
Docker compatibles con SageMaker utilizando elSDK para Python de Amazon SageMaker. Con el SDK,
puede utilizar scikit-learn para tareas de aprendizaje automático y usar Spark ML para crear y ajustar
canalizaciones de aprendizaje automático. Para obtener instrucciones sobre la instalación y el uso de SDK,
consulte SageMaker Python SDK.

Uso del SDK de Python de SageMaker
La siguiente tabla contiene enlaces a los repositorios de GitHub con el código fuente para los contenedores
scikit-learn y Spark ML. La tabla también contiene enlaces a instrucciones que muestran cómo usar estos
contenedores con estimadores del SDK de Python para ejecutar sus propios algoritmos de capacitación y
alojar sus propios modelos.

Library Código fuente de imágenes de Docker
prediseñadas

Instrucciones

scikit-learn Contenedores de SageMaker Scikit-
learn

Uso de Scikit-learn con el SDK de
Amazon SageMaker Python

Spark ML Contenedores de SageMaker Spark ML
Serving

Documentación del SDK de Python de
SparkML

Especificación manual de las imágenes pregeneradas
Si no está utilizando el SDK de SageMaker Python ni tampoco uno de sus estimadores para administrar
el contenedor, tiene que recuperar el contenedor de creación previa correspondiente manualmente. Las
imágenes de Docker prediseñadas de SageMaker se almacenan en Amazon Elastic Container Registry
(Amazon ECR). Puede insertar o extraer con sus direcciones de registro de nombre completo. SageMaker
utiliza los siguientes patrones de URL de imagen de Docker para scikit-learn y Spark M:

• <ACCOUNT_ID>.dkr.ecr.<REGION_NAME>.amazonaws.com/sagemaker-scikit-
learn:<SCIKIT-LEARN_VERSION>-cpu-py<PYTHON_VERSION>

Por ejemplo, 746614075791.dkr.ecr.us-west-1.amazonaws.com/sagemaker-scikit-
learn:0.23-1-cpu-py3

• <ACCOUNT_ID>.dkr.ecr.<REGION_NAME>.amazonaws.com/sagemaker-sparkml-
serving:<SPARK-ML_VERSION>

Por ejemplo, 341280168497.dkr.ecr.ca-central-1.amazonaws.com/sagemaker-sparkml-
serving:2.4

En la siguiente tabla se muestran los valores admitidos para los ID de cuenta yAWSNombres de las
regiones.
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ACCOUNT-ID REGION_NAME

746614075791 us-west-1

246618743249 us-west-2

683313688378 us-east-1

257758044811 us-east-2

354813040037 ap-northeast-1

366743142698 ap-northeast-2

121021644041 ap-southeast-1

783357654285 ap-southeast-2

720646828776 ap-south-1

141502667606 eu-west-1

764974769150 eu-west-2

492215442770 eu-central-1

341280168497 ca-central-1

414596584902 us-gov-west-1

Búsqueda de imágenes disponibles

Utilice los siguientes comandos para averiguar qué versiones de las imágenes están disponibles. Por
ejemplo, utilice lo siguiente para buscar elsagemaker-sparkml-servingEn el cuadro de diálogoca-
central-1Región :

aws \
    ecr describe-images \
    --region ca-central-1 \
    --registry-id 341280168497 \
    --repository-name sagemaker-sparkml-serving

Entrenar una red de gráficos profundos
En esta información general, recibirá una introducción a una red de gráficos profundos utilizando uno
de los contenedores de DGL en Amazon Elastic Container Registry (Amazon ECR). También puede ver
enlaces a ejemplos prácticos para redes de gráficos profundos.

¿Qué es una red de gráficos profundos?
Las redes de gráficos profundos se refieren a un tipo de red neuronal que está entrenada para resolver
problemas de gráficos. Una red de gráficos profundos utiliza un marco de aprendizaje profundo subyacente
como PyTorch o MXNet. El potencial de las redes gráficas en aplicaciones prácticas de IA se hace
patente en los tutoriales de Amazon SageMaker paraBiblioteca de gráficos profundos(DGL). Entre los
ejemplos de modelos de entrenamiento en conjuntos de datos gráficos se incluyen redes sociales, bases
de conocimiento, biología y química.
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Ilustración 1. El ecosistema de DGL

Se ofrecen varios ejemplos que utilizan los contenedores de aprendizaje profundo de Amazon SageMaker
que están preconfigurados con DGL. Si tiene módulos especiales que desea usar con DGL, también puede
construir su propio contenedor. Los ejemplos incluyen heterógrafos, que son gráficos que tienen varios
tipos de nodos y bordes, y se basan en diversas aplicaciones de distintos campos científicos, como la
bioinformática y el análisis de redes sociales. DGL proporciona una amplia gama de implementaciones
de redes neuronales gráficas para distintos tipos de modelos. Algunos de los aspectos más destacados
incluyen:

• Red convolucional gráfica (GCN)
• Red convolucional gráfica relacional (R-GCN)
• Red de atención gráfica (GAT)
• Modelos generativos profundos de gráficos (DGMG)
• Red neuronal del árbol de conexiones (JTNN)

Introducción
DGL está disponible como contenedor de aprendizaje profundo en Amazon ECR. Puede seleccionar
contenedores de aprendizaje profundo cuando escriba su función de estimador en un bloc de notas
de Amazon SageMaker. También puede crear su propio contenedor personalizado con DGL siguiendo
laUtilice su propio contenedorguía. La forma más fácil de comenzar con una red de gráficos profundos
utiliza uno de los contenedores de DGL en Amazon ECR. 

Note

El soporte del marco de backend está limitado a PyTorch y MXNet.
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Setup

Si utiliza Amazon SageMaker Studio, primero debe clonar el repositorio de ejemplos. Si está utilizando una
instancia de bloc de notas, puede encontrar los ejemplos seleccionando el icono de SageMaker en la parte
inferior de la barra de herramientas izquierda.

Para clonar el repositorio de ejemplos de bloc de notas y el SDK de Amazon SageMaker

1. Desde elJupyterLaben Amazon SageMaker, vaya a la páginaNavegador de archivosen la parte
superior de la barra de herramientas izquierda. Desde elNavegador de archivos, puede ver unnueva
navegaciónEn la parte superior del panel.

2. Elija el iconoiconEn el extremo derecho para clonar un repositorio Git.
3. Agregue la URL del repositorio: https://github.com/awslabs/amazon-sagemaker-examples.git
4. Examine la carpeta recién agregada y su contenido. Los ejemplos de DGL se almacenan en

elsagemaker-python-sdkfolder.

Ejecutar un ejemplo de entrenamiento de red de gráficos
Para entrenar una red de gráficos profundos

1. Desde elJupyterLaben Amazon SageMaker, navegue por laEjemplo de blocs de notasy
busqueDGLCarpetas. Se pueden incluir varios archivos para dar soporte a un ejemplo. Examine los
requisitos previos en el archivo README.

2. Ejecute el ejemplo del bloc de notas .ipynb. 
3. Busque la función de estimador y anote la línea en la que está utilizando un contenedor ECR de

Amazon para DGL y un tipo de instancia específico. Es posible que desee actualizar esto para utilizar
un contenedor en su región preferida.

4. Ejecute la función para iniciar la instancia y use el contenedor DGL para entrenar una red gráfica. El
lanzamiento de esta instancia conlleva cargos. La instancia se termina automáticamente cuando se
completa el entrenamiento.

Examples

Se proporciona un ejemplo de incrustación de gráficos de conocimiento (KGE). Utiliza el conjunto de datos
Freebase, una base de conocimientos de datos generales. Un caso de uso de ejemplo sería representar
gráficamente las relaciones de las personas y predecir su nacionalidad.

Un ejemplo de implementación de una red convolucional de gráficos (GCN) muestra cómo se puede
entrenar una red de gráficos para predecir la toxicidad. Un conjunto de datos fisiológicos, Tox21,
proporciona medidas de toxicidad de cómo afectan las sustancias a las respuestas biológicas. 

Otro ejemplo de GCN muestra cómo entrenar una red gráfica en un conjunto de datos bibliográficos de
publicaciones científicas, conocido como Cora. Puede usarlo para encontrar relaciones entre autores,
temas y conferencias.

El último ejemplo es un sistema de recomendación para reseñas de películas. Utiliza una red de
finalización de matriz convolucional de gráficos (GCMC) entrenada en los conjuntos de datos de
MovieLens. Estos conjuntos de datos constan de títulos de películas, géneros y puntuaciones de usuarios.

Usar un contenedor de aprendizaje profundo con DGL

En los ejemplos siguientes se utilizan contenedores de aprendizaje profundo preconfigurados. Estos son
los más fáciles de probar ya que funcionan directamente en Amazon SageMaker.

• Clasificación semisupervisada de una base de conocimientos mediante un GCN
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• Incrustaciones de aprendizaje de gráficos de conocimiento a gran escala utilizando un conjunto de datos
de publicaciones científicas 

Utilice su propio contenedor con DGL
Los siguientes ejemplos le permiten utilizar su propio contenedor (BYOC). Consulte la guía de BYOC y
familiarícese con ese proceso antes de probarlo. Se requiere configuración.

• Predicción de propiedades moleculares de toxicidad mediante un GCN
• Sistema de recomendación para películas que utilizan una implementación de GCMC

Extender un contenedor preconstruido
Si un contenedor de SageMaker preconstruido no cumple con todos sus requisitos, puede ampliar la
imagen existente para adaptarla a sus necesidades. Incluso si hay soporte directo para su entorno o
marco, es posible que desee agregar funcionalidad adicional o configurar el entorno de contenedor
de manera diferente. Al extender una imagen preconstruida, puede aprovechar las bibliotecas y
configuraciones de aprendizaje profundo incluidas sin tener que crear una imagen desde cero. Puede
extender el contenedor para agregar bibliotecas, modificar la configuración e instalar dependencias
adicionales.

En el siguiente tutorial se muestra cómo ampliar una imagen de SageMaker precreada y publicarla en
Amazon ECR.

Temas
• Requisitos para extender un contenedor preconstruido (p. 2243)
• Extensión de Containers de SageMaker para ejecutar un script de Python (p. 2243)

Requisitos para extender un contenedor preconstruido
Para ampliar una imagen precreada de SageMaker, debe establecer las siguientes variables de entorno
dentro de su Dockerfile. Para obtener más información sobre las variables de entorno con contenedores de
SageMaker, consulte laRepo del Kit de herramientas de formación de SageMaker GitHub.

• SAGEMAKER_SUBMIT_DIRECTORY: el directorio dentro del contenedor en el que se encuentra el script
de Python para el entrenamiento.

• SAGEMAKER_PROGRAM: El script de Python que se debe invocar y usar como punto de entrada para el
entrenamiento.

También puede instalar bibliotecas adicionales incluyendo lo siguiente en su Dockerfile:

RUN pip install <library>

En el siguiente tutorial se muestra cómo utilizar estas variables de entorno.

Extensión de Containers de SageMaker para ejecutar un script
de Python
En este tutorial, aprenderá a extender el contenedor PyTorch de SageMaker con un archivo Python
que utiliza el dataset CIFAR-10. Al ampliar el contenedor PyTorch de SageMaker, usted utiliza la
solución de formación existente hecha para trabajar con SageMaker. Este tutorial amplía una imagen de
entrenamiento, pero se pueden seguir los mismos pasos para extender una imagen de inferencia. Para
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obtener una lista completa de las imágenes disponibles, consulteImágenes de Deep Learning Containers
disponibles.

Para ejecutar su propio modelo de capacitación mediante los contenedores de SageMaker, cree un
contenedor Docker a través de una instancia de SageMaker Notebook.

Paso 1: Crear una instancia de bloc de notas de SageMaker

1. Abra el iconoConsola de SageMaker.
2. En el panel de navegación izquierdo, elijaBloc de notas de, elijaInstancia de blocHaga clic en y luego

en.Creación de instancia con bloc.
3. En la página Create notebook instance (Crear instancia con bloc de notas), proporcione la siguiente

información:

a. En Notebook instance name (Nombre de instancia del bloc de notas), escriba
RunScriptNotebookInstance.

b. En Notebook instance type (Tipo de instancia del bloc de notas), elija ml.t2.medium.
c. En el navegadorPermisos y cifrado, realice una de las siguientes opciones:

i. En IAM Role (Rol de IAM), elija Create a New Role (Crear un nuevo rol).
ii. En la páginaCreación de un rol de IAM, elijaBuckets de S3 específicosEspecifique un bucket

de Amazon S3 denominadosagemaker-run-scriptHaga clic en y luego en.Creación de
rol de.

SageMaker crea un rol de IAM denominadoAmazonSageMaker-
ExecutionRole-YYYYMMDDTHHmmSS, como, por ejemplo,AmazonSageMaker-
ExecutionRole-20190429T110788. Tenga en cuenta que la convención de nomenclatura
de rol de ejecución utiliza la fecha y la hora en que se creó el rol, separadas por una T.

d. ParaAcceso raíz, elijaHabilitar.
e. Elija Create notebook instance (Crear instancia con bloc de notas).

4. En la páginaInstancia de bloc, el valor deEstadoesPendiente. Puede tardar unos minutos
en lanzar una instancia de computación de aprendizaje automático, en este caso, lanza una
instancia de bloc de notas de, y asociará un volumen de almacenamiento de aprendizaje
automático a ella. La instancia de bloc de notas cuenta con un servidor de bloc de notas de Jupyter
configurado previamente y un conjunto de bibliotecas de Anaconda. Para obtener más información,
consulteCreateNotebookInstance.

5. En el navegadorPermisos y cifradosección, copiarEl número de ARN del rol de IAMy péguelo en
un archivo de bloc de notas para guardarlo temporalmente. Utilice este número ARN de rol de IAM
más adelante para configurar un estimador de formación local en la instancia del bloc de notas. El
número de ARN de rol de IAM tiene el siguiente aspecto: 'arn:aws:iam::111122223333:role/
service-role/AmazonSageMaker-ExecutionRole-20190429T110788'.

6. Después de que el estado de la instancia del bloc de notas cambie aInService, elijaAbrir JupyterLab.

Paso 2: Cree y cargue el Dockerfile y los scripts de capacitación de Python

1. Una vez que se abra JupyterLab, cree una nueva carpeta en el directorio de inicio de su JupyterLab.
En la esquina superior izquierda, elija la opciónNueva carpetay, a continuación, escriba el nombre de
la carpetadocker_test_folder.

2. Creación de unDockerfileArchivo de texto en el archivodocker_test_folderdirectory.

a. Elija el iconoNuevo lanzador(+) de la esquina superior izquierda.
b. En el panel derecho, bajo la pestañaOtrosEn la sección, elijaArchivo de texto.
c. Pegue el siguiente archivoDockerfilecódigo de ejemplo en su archivo de texto.

2244

https://github.com/aws/deep-learning-containers/blob/master/available_images.md
https://github.com/aws/deep-learning-containers/blob/master/available_images.md
https://console.aws.amazon.com/sagemaker/
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateNotebookInstance.html


Amazon SageMaker Developer Guide
Extender un contenedor preconstruido

# SageMaker PyTorch image
FROM 763104351884.dkr.ecr.us-east-1.amazonaws.com/pytorch-training:1.5.1-cpu-py36-
ubuntu16.04

ENV PATH="/opt/ml/code:${PATH}"

# this environment variable is used by the SageMaker PyTorch container to determine
 our user code directory.
ENV SAGEMAKER_SUBMIT_DIRECTORY /opt/ml/code

# /opt/ml and all subdirectories are utilized by SageMaker, use the /code
 subdirectory to store your user code.
COPY cifar10.py /opt/ml/code/cifar10.py

# Defines cifar10.py as script entrypoint 
ENV SAGEMAKER_PROGRAM cifar10.py

El script Dockerfile realiza las siguientes tareas:

• FROM 763104351884.dkr.ecr.us-east-1.amazonaws.com/pytorch-
training:1.5.1-cpu-py36-ubuntu16.04— Descarga la imagen base PyTorch de
SageMaker. Puede reemplazar esto con cualquier imagen base de SageMaker que desee traer
para construir contenedores.

• ENV SAGEMAKER_SUBMIT_DIRECTORY /opt/ml/code— Establece/opt/ml/codecomo el
directorio de scripts de capacitación.

• COPY cifar10.py /opt/ml/code/cifar10.py: copia el script en la ubicación dentro del
contenedor esperado por SageMaker. El script debe estar ubicado en esta carpeta.

• ENV SAGEMAKER_PROGRAM cifar10.py— Establece las opcionescifar10.pycomo script
de punto de entrada.

d. En el panel de navegación del directorio izquierdo, el nombre del archivo de texto puede
denominarse automáticamenteuntitled.txt. Para cambiar el nombre del archivo, haga
clic con el botón derecho en un archivo, elijaCambio de nombreCambie el nombre del archivo
comoDockerfileSin el valor de.txty, a continuación, pulseCtrl+sorCommand+sPara guardar
el archivo.

3. Crear o cargar un script de formacióncifar10.pyen ladocker_test_folder. Puede utilizar el
siguiente script de ejemplo para este ejercicio.

import ast
import argparse
import logging

import os

import torch
import torch.distributed as dist
import torch.nn as nn
import torch.nn.parallel
import torch.optim
import torch.utils.data
import torch.utils.data.distributed
import torchvision
import torchvision.models
import torchvision.transforms as transforms
import torch.nn.functional as F

logger=logging.getLogger(__name__)
logger.setLevel(logging.DEBUG)
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classes=('plane', 'car', 'bird', 'cat', 'deer', 'dog', 'frog', 'horse', 'ship',
 'truck')

# https://github.com/pytorch/tutorials/blob/master/beginner_source/blitz/
cifar10_tutorial.py#L118
class Net(nn.Module):
    def __init__(self):
        super(Net, self).__init__()
        self.conv1=nn.Conv2d(3, 6, 5)
        self.pool=nn.MaxPool2d(2, 2)
        self.conv2=nn.Conv2d(6, 16, 5)
        self.fc1=nn.Linear(16 * 5 * 5, 120)
        self.fc2=nn.Linear(120, 84)
        self.fc3=nn.Linear(84, 10)

    def forward(self, x):
        x=self.pool(F.relu(self.conv1(x)))
        x=self.pool(F.relu(self.conv2(x)))
        x=x.view(-1, 16 * 5 * 5)
        x=F.relu(self.fc1(x))
        x=F.relu(self.fc2(x))
        x=self.fc3(x)
        return x

def _train(args):
    is_distributed=len(args.hosts) > 1 and args.dist_backend is not None
    logger.debug("Distributed training - {}".format(is_distributed))

    if is_distributed:
        # Initialize the distributed environment.
        world_size=len(args.hosts)
        os.environ['WORLD_SIZE']=str(world_size)
        host_rank=args.hosts.index(args.current_host)
        dist.init_process_group(backend=args.dist_backend, rank=host_rank,
 world_size=world_size)
        logger.info(
            'Initialized the distributed environment: \'{}\' backend on {} nodes.
 '.format(
                args.dist_backend,
                dist.get_world_size()) + 'Current host rank is {}. Using cuda: {}.
 Number of gpus: {}'.format(
                dist.get_rank(), torch.cuda.is_available(), args.num_gpus))

    device='cuda' if torch.cuda.is_available() else 'cpu'
    logger.info("Device Type: {}".format(device))

    logger.info("Loading Cifar10 dataset")
    transform=transforms.Compose(
        [transforms.ToTensor(),
         transforms.Normalize((0.5, 0.5, 0.5), (0.5, 0.5, 0.5))])

    trainset=torchvision.datasets.CIFAR10(root=args.data_dir, train=True,
                                            download=False, transform=transform)
    train_loader=torch.utils.data.DataLoader(trainset, batch_size=args.batch_size,
                                               shuffle=True, num_workers=args.workers)

    testset=torchvision.datasets.CIFAR10(root=args.data_dir, train=False,
                                           download=False, transform=transform)
    test_loader=torch.utils.data.DataLoader(testset, batch_size=args.batch_size,
                                              shuffle=False, num_workers=args.workers)

    logger.info("Model loaded")
    model=Net()
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    if torch.cuda.device_count() > 1:
        logger.info("Gpu count: {}".format(torch.cuda.device_count()))
        model=nn.DataParallel(model)

    model=model.to(device)

    criterion=nn.CrossEntropyLoss().to(device)
    optimizer=torch.optim.SGD(model.parameters(), lr=args.lr, momentum=args.momentum)

    for epoch in range(0, args.epochs):
        running_loss=0.0
        for i, data in enumerate(train_loader):
            # get the inputs
            inputs, labels=data
            inputs, labels=inputs.to(device), labels.to(device)

            # zero the parameter gradients
            optimizer.zero_grad()

            # forward + backward + optimize
            outputs=model(inputs)
            loss=criterion(outputs, labels)
            loss.backward()
            optimizer.step()

            # print statistics
            running_loss += loss.item()
            if i % 2000 == 1999:  # print every 2000 mini-batches
                print('[%d, %5d] loss: %.3f' %
                      (epoch + 1, i + 1, running_loss / 2000))
                running_loss=0.0
    print('Finished Training')
    return _save_model(model, args.model_dir)

def _save_model(model, model_dir):
    logger.info("Saving the model.")
    path=os.path.join(model_dir, 'model.pth')
    # recommended way from http://pytorch.org/docs/master/notes/serialization.html
    torch.save(model.cpu().state_dict(), path)

def model_fn(model_dir):
    logger.info('model_fn')
    device="cuda" if torch.cuda.is_available() else "cpu"
    model=Net()
    if torch.cuda.device_count() > 1:
        logger.info("Gpu count: {}".format(torch.cuda.device_count()))
        model=nn.DataParallel(model)

    with open(os.path.join(model_dir, 'model.pth'), 'rb') as f:
        model.load_state_dict(torch.load(f))
    return model.to(device)

if __name__ == '__main__':
    parser=argparse.ArgumentParser()

    parser.add_argument('--workers', type=int, default=2, metavar='W',
                        help='number of data loading workers (default: 2)')
    parser.add_argument('--epochs', type=int, default=2, metavar='E',
                        help='number of total epochs to run (default: 2)')
    parser.add_argument('--batch-size', type=int, default=4, metavar='BS',
                        help='batch size (default: 4)')
    parser.add_argument('--lr', type=float, default=0.001, metavar='LR',
                        help='initial learning rate (default: 0.001)')
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    parser.add_argument('--momentum', type=float, default=0.9, metavar='M',
 help='momentum (default: 0.9)')
    parser.add_argument('--dist-backend', type=str, default='gloo', help='distributed
 backend (default: gloo)')

    # The parameters below retrieve their default values from SageMaker environment
 variables, which are
    # instantiated by the SageMaker containers framework.
    # https://github.com/aws/sagemaker-containers#how-a-script-is-executed-inside-the-
container
    parser.add_argument('--hosts', type=str,
 default=ast.literal_eval(os.environ['SM_HOSTS']))
    parser.add_argument('--current-host', type=str,
 default=os.environ['SM_CURRENT_HOST'])
    parser.add_argument('--model-dir', type=str, default=os.environ['SM_MODEL_DIR'])
    parser.add_argument('--data-dir', type=str,
 default=os.environ['SM_CHANNEL_TRAINING'])
    parser.add_argument('--num-gpus', type=int, default=os.environ['SM_NUM_GPUS'])

    _train(parser.parse_args())

Paso 3: Cree el contenedor

1. En el directorio de inicio de JupyterLab, abra un bloc de notas Jupyter. Para abrir un nuevo bloc de
notas, elija la opciónNuevo lanzamientoy, a continuación, elijaconda_pytorch_p36en laBloc de notas
desección.

2. Ejecute el siguiente comando en la primera celda de bloc de notas para ir
aldocker_test_folderdirectory:

% cd ~/SageMaker/docker_test_folder

Esto devuelve su directorio actual de la siguiente forma:

! pwd

output: /home/ec2-user/SageMaker/docker_test_folder

3. Inicie sesión en Docker para acceder al contenedor base:

! aws ecr get-login-password --region us-east-1 | docker login --username AWS --
password-stdin 763104351884.dkr.ecr.us-east-1.amazonaws.com

4. Para crear el contenedor de Docker, ejecute el siguiente comando de compilación de Docker,
incluyendo el espacio seguido de un punto al final:

! docker build -t pytorch-extended-container-test .

El comando de compilación de Docker debe ejecutarse desde el directorio de Docker creado, en este
casodocker_test_folder.

Note

Si recibe el siguiente mensaje de error que Docker no puede encontrar el Dockerfile,
asegúrese de que Dockerfile tiene el nombre correcto y se ha guardado en el directorio.

unable to prepare context: unable to evaluate symlinks in Dockerfile path: 
lstat /home/ec2-user/SageMaker/docker/Dockerfile: no such file or directory
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Recuerde quedockerbusca un archivo específicamente llamadoDockerfileSin
ninguna extensión dentro del directorio actual. Si lo nombró de otra manera, puede pasar
el nombre de archivo manualmente con la-fIndicador. Por ejemplo, si nombró a su
DockerfileDockerfile-text.txt, ejecute el siguiente comando:

! docker build -t tf-custom-container-test -f Dockerfile-text.txt .

Paso 4: Probar el contenedor

1. Para probar el contenedor localmente en la instancia de bloc de notas, abra un bloc de notas Jupyter.
SeleccionarNuevo lanzadory elijaBloc de notas deinconda_pytorch_p36framework. El resto de los
fragmentos de código deben ejecutarse desde la instancia del cuaderno Jupyter.

2. Descargue el conjunto de datos CIFAR-10.

import torch
import torchvision
import torchvision.transforms as transforms

def _get_transform():
    return transforms.Compose(
        [transforms.ToTensor(),
         transforms.Normalize((0.5, 0.5, 0.5), (0.5, 0.5, 0.5))])

def get_train_data_loader(data_dir='/tmp/pytorch/cifar-10-data'):
    transform=_get_transform()
    trainset=torchvision.datasets.CIFAR10(root=data_dir, train=True,
                                            download=True, transform=transform)
    return torch.utils.data.DataLoader(trainset, batch_size=4,
                                       shuffle=True, num_workers=2)

def get_test_data_loader(data_dir='/tmp/pytorch/cifar-10-data'):
    transform=_get_transform()
    testset=torchvision.datasets.CIFAR10(root=data_dir, train=False,
                                           download=True, transform=transform)
    return torch.utils.data.DataLoader(testset, batch_size=4,
                                       shuffle=False, num_workers=2)

trainloader=get_train_data_loader('/tmp/pytorch-example/cifar-10-data')
testloader=get_test_data_loader('/tmp/pytorch-example/cifar-10-data')

3. Establezcarolea la función utilizada para crear tu cuaderno de Jupyter. Esto se utiliza para configurar
el Estimator de SageMaker.

from sagemaker import get_execution_role

role=get_execution_role()

4. Pegue el script de ejemplo siguiente en la celda de código de bloc de notas para configurar un
estimador de SageMaker con su contenedor ampliado.

from sagemaker.estimator import Estimator

hyperparameters={'epochs': 1}

estimator=Estimator(
    image_uri='pytorch-extended-container-test',
    role=role,
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    instance_count=1,
    instance_type='local',
    hyperparameters=hyperparameters
)

estimator.fit('file:///tmp/pytorch-example/cifar-10-data')

5. Ejecute la celda de código. Esta prueba devuelve la configuración del entorno de capacitación, los
valores utilizados en las variables de entorno, el origen de los datos y la pérdida y precisión obtenidas
durante la capacitación.

Paso 5: Inserte el contenedor en Amazon Elastic Container Registry (Amazon
ECR)

1. Después de ejecutar correctamente la prueba de modo local, puede insertar el contenedor de Docker
enAmazon ECRy utilizarlo para ejecutar trabajos de capacitación.

Ejecutar las siguientes líneas de comandos en una celda del bloc de notas.

%%sh

# Specify an algorithm name
algorithm_name=pytorch-extended-container-test

account=$(aws sts get-caller-identity --query Account --output text)

# Get the region defined in the current configuration (default to us-west-2 if none
 defined)
region=$(aws configure get region)

fullname="${account}.dkr.ecr.${region}.amazonaws.com/${algorithm_name}:latest"

# If the repository doesn't exist in ECR, create it.

aws ecr describe-repositories --repository-names "${algorithm_name}" > /dev/null 2>&1
if [ $? -ne 0 ]
then
aws ecr create-repository --repository-name "${algorithm_name}" > /dev/null
fi

# Build the docker image locally with the image name and then push it to ECR
# with the full name.

docker build -t ${algorithm_name} .
docker tag ${algorithm_name} ${fullname}

docker push ${fullname}

2. Después de empujar el contenedor, puede llamar a la imagen de Amazon ECR desde cualquier lugar
del entorno de SageMaker. Ejecute el siguiente ejemplo de código en la siguiente celda del bloc de
notas.

Si desea utilizar este contenedor de formación con SageMaker Studio para utilizar sus funciones de
visualización, también puede ejecutar el código siguiente en una celda de notebook de Studio para
llamar a la imagen de Amazon ECR de su contenedor de formación.

import boto3

client=boto3.client('sts')
account=client.get_caller_identity()['Account']
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my_session=boto3.session.Session()
region=my_session.region_name

algorithm_name="pytorch-extended-container-test"
ecr_image='{}.dkr.ecr.{}.amazonaws.com/{}:latest'.format(account, region,
 algorithm_name)

ecr_image
# This should return something like
# 12-digits-of-your-account.dkr.ecr.us-east-2.amazonaws.com/tf-2.2-test:latest

3. Usarecr_imagerecuperado del paso anterior para configurar un objeto de estimador de SageMaker.
En el siguiente ejemplo de código se configura un estimador PyTorch de SageMaker.

import sagemaker

from sagemaker import get_execution_role
from sagemaker.estimator import Estimator

estimator=Estimator(
    image_uri=ecr_image,
    role=get_execution_role(),
    base_job_name='pytorch-extended-container-test',
    instance_count=1,
    instance_type='ml.p2.xlarge'
)

# start training
estimator.fit()

# deploy the trained model
predictor=estimator.deploy(1, instance_type)

Paso 6: Limpiar recursos

Para limpiar los recursos una vez que haya terminado con el ejemplo de inicio

1. Abra el iconoConsola de SageMaker, elija la instancia del bloc de notasRunScriptNotebookInstance,
elijaActionsy elijadetiene. Puede que transcurran unos minutos hasta que la instancia se detenga.

2. Después de la instanciaEstadocambios enDetenida, elijaActions, elijaEliminarHaga clic en y luego
en.Eliminaren el cuadro de diálogo. Puede que transcurran unos minutos hasta que la instancia se
elimine. La instancia del bloc de notas desaparece de la tabla cuando se ha eliminado.

3. Abra el iconoConsola de Amazon S3y elimine el bucket que creó para almacenar los artefactos del
modelo y los conjuntos de datos de capacitación.

4. Abra el iconoConsola de IAMy elimine el rol de IAM. Si ha creado políticas de permisos, puede
eliminarlas también.

Note

El contenedor de Docker se cierra automáticamente después de que se haya ejecutado. No
es necesario eliminarlo.
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Adaptación de su propio contenedor Docker para
trabajar con SageMaker

Puede adaptar una imagen Docker existente para trabajar con SageMaker. Es posible que necesite
utilizar una imagen Docker externa existente con SageMaker cuando tenga un contenedor que cumpla
los requisitos de características o seguridad que no sean compatibles actualmente con una imagen de
SageMaker precreada. Hay dos kits de herramientas que te permiten traer tu propio contenedor y adaptarlo
para trabajar con SageMaker:

• Conjunto de herramientas de capacitación de SageMaker
• Conjunto de herramientas de inferencia de SageMaker

Los siguientes temas muestran cómo adaptar la imagen existente mediante los kits de herramientas de
formación e inferencia de SageMaker:

Temas
• Bibliotecas de marco individuales (p. 2252)
• Uso de los kits de herramientas de formación e inferencia de SageMaker  (p. 2253)
• Adaptación de su propio contenedor de capacitación (p. 2254)
• Adaptación de su propio contenedor de inferencia (p. 2260)

Bibliotecas de marco individuales
Además de SageMaker Training Toolkit y SageMaker Inference Toolkit, SageMaker también proporciona
kits de herramientas especializados para TensorFlow, MXNet, PyTorch y Chainer. En la siguiente tabla
se proporcionan vínculos a los repositorios de GitHub que incluyen el código fuente de cada marco y sus
respectivos kits de herramientas de servicio. Las instrucciones enlazadas son para usar el SDK de Python
para ejecutar algoritmos de capacitación y modelos de host en SageMaker. La funcionalidad de estas
bibliotecas individuales se incluye en el kit de herramientas de formación de SageMaker y en el kit de
herramientas de inferencia de SageMaker.

Plataforma Código fuente del kit de herramientas

TensorFlow Entrenamiento de SageMaker TensorFlow

Servir de SageMaker TensorFlow

MXNet Entrenamiento de SageMaker MXNet

Inferencia con SageMaker MXNet

PyTorch Entrenamiento de SageMaker PyTorch

Inferencia con PyTorch de SageMaker

Chainer Contenedores de Chainer SageMaker

2252

https://github.com/aws/sagemaker-training-toolkit
https://github.com/aws/sagemaker-inference-toolkit
https://github.com/aws/sagemaker-tensorflow-training-toolkit
https://github.com/aws/sagemaker-tensorflow-serving-container
https://github.com/aws/sagemaker-mxnet-training-toolkit
https://github.com/aws/sagemaker-mxnet-inference-toolkit
https://github.com/aws/sagemaker-pytorch-training-toolkit
https://github.com/aws/sagemaker-pytorch-inference-toolkit
https://github.com/aws/sagemaker-chainer-container


Amazon SageMaker Developer Guide
Herramientas de capacitación e inferencia de SageMaker

Uso de los kits de herramientas de formación e
inferencia de SageMaker
LaEntrenamiento de SageMakeryInferencia de SageMakerLos kits de herramientas implementan la
funcionalidad que necesita para adaptar sus contenedores a fin de ejecutar scripts, capacitar algoritmos e
implementar modelos en SageMaker. Cuando se instala, la biblioteca define lo siguiente para los usuarios:

• Las ubicaciones para almacenar código y otros recursos.
• El punto de entrada que contiene el código que se ejecutará al iniciarse el contenedor. Su archivo

Dockerfile debe copiar el código que debe ejecutarse en la ubicación esperada por un contenedor
compatible con SageMaker.

• Otra información que un contenedor necesita para gestionar implementaciones para capacitación e
inferencia.

Estructura de contenedores de SageMaker Toolkits
Cuando SageMaker entrena un modelo, crea la siguiente estructura de carpetas de archivos en la/opt/
mldirectory.

/opt/ml
### input
#   ### config
#   #   ### hyperparameters.json
#   #   ### resourceConfig.json
#   ### data
#       ### <channel_name>
#           ### <input data>
### model
#
### code
#
### output
#
### failure

Cuando se ejecuta un modeloCapacitación, el contenedor SageMaker utiliza el/opt/ml/input/, que
contiene los archivos JSON que configuran los hiperparámetros para el algoritmo y el diseño de red
utilizado para capacitación distribuida. La/opt/ml/input/También contiene los archivos que especifican
los canales a través de los cuales SageMaker obtiene acceso a los datos, que se almacenan en Amazon
Simple Storage Service (Amazon S3). La biblioteca de contenedores de SageMaker coloca los scripts que
el contenedor ejecutará en la/opt/ml/code/directory. Su script debe escribir el modelo generado por su
algoritmo en el directorio /opt/ml/model/. Para obtener más información, consulte Usar algoritmos de
capacitación propios (p. 2264).

CuandohostUn modelo capacitado en SageMaker para crear inferencias, implementa el modelo en
un punto de enlace HTTP. El modelo hace predicciones en tiempo real en respuesta a solicitudes de
inferencia. El contenedor debe contener una pila de distribución para procesar estas solicitudes.

En un contenedor de transformación por lotes o alojamiento, los archivos del modelo se encuentran en la
misma carpeta en la que se escribieron durante la capacitación.

/opt/ml/model
#
### <model files>
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Para obtener más información, consulte Usar el código de inferencia propio (p. 2271).

Contenedores únicos frente a varios
Puede proporcionar imágenes de Docker independientes para el algoritmo de capacitación y código de
inferencia o puede utilizar una imagen de Docker única para ambos. Cuando se crean imágenes de Docker
para su uso con SageMaker, tenga en cuenta lo siguiente:

• Proporcionar dos imágenes de Docker puede aumentar los requisitos de almacenamiento y el costo, ya
que las bibliotecas comunes pueden duplicarse.

• Por regla general, los contenedores más pequeños se inician más rápido para el alojamiento y la
capacitación. Los modelos realizan una capacitación más rápida y el servicio de alojamiento puede
reaccionar a los aumentos de tráfico mediante un escalado automático más rápido.

• Es posible que pueda escribir un contenedor de inferencias que sea significativamente más pequeño
que el contenedor de capacitación. Esto es especialmente común cuando utiliza GPU para la
capacitación, pero el código de inferencia se optimiza para las CPU.

• SageMaker requiere que los contenedores de Docker se ejecuten sin acceso privilegiado.
• Tanto los contenedores de Docker que crea como los proporcionados por SageMaker pueden enviar

mensajes aStdoutyStderrarchivos. SageMaker envía estos mensajes a los registros de Amazon
CloudWatch en suAWSaccount.

Para obtener más información sobre cómo crear contenedores de SageMaker y cómo se ejecutan los
scripts dentro de ellos, consulte laConjunto de herramientas de capacitación de SageMakeryConjunto de
herramientas de inferencia de SageMakeren GitHub. También proporcionan listas de variables de entorno
importantes y las variables de entorno proporcionadas por los contenedores de SageMaker.

Adaptación de su propio contenedor de capacitación
Para ejecutar su propio modelo de entrenamiento, cree un contenedor de Docker mediante laHerramientas
de capacitación de Amazon SageMakerMediante una instancia de bloc de notas de Amazon SageMaker.

Paso 1: Crear una instancia de bloc de notas de SageMaker
1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.
2. En el panel de navegación izquierdo, elijaBloc de notas de, elijaInstancia de blocHaga clic en y luego

en.Creación de instancia con bloc.
3. En la página Create notebook instance (Crear instancia con bloc de notas), proporcione la siguiente

información:

a. En Notebook instance name (Nombre de instancia del bloc de notas), escriba
RunScriptNotebookInstance.

b. En Notebook instance type (Tipo de instancia del bloc de notas), elija ml.t2.medium.
c. En el navegadorPermisos y cifrado, realice una de las siguientes opciones:

i. En IAM Role (Rol de IAM), elija Create a New Role (Crear un nuevo rol).
ii. En la páginaCreación de un rol de IAM, elijaBuckets de S3 específicosEspecifique un bucket

de Amazon S3 denominadosagemaker-run-scriptHaga clic en y luego en.Creación de
rol de.

SageMaker crea un rol de IAM denominadoAmazonSageMaker-
ExecutionRole-YYYYMMDDTHHmmSS. Por ejemplo, AmazonSageMaker-
ExecutionRole-20190429T110788. Tenga en cuenta que la convención de nomenclatura
de rol de ejecución utiliza la fecha y la hora en la que se creó el rol, separadas por unaT.
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d. ParaAcceso raíz, elijaHabilitar.
e. Elija Create notebook instance (Crear instancia con bloc de notas).

4. En la páginaInstancia de bloc, el valor deEstadoesPendiente. Puede tardar unos minutos
en lanzar una instancia de computación de aprendizaje automático, en este caso, lanza una
instancia de bloc de notas de, y asociará un volumen de almacenamiento de aprendizaje
automático a ella. La instancia de bloc de notas cuenta con un servidor de bloc de notas de Jupyter
configurado previamente y un conjunto de bibliotecas de Anaconda. Para obtener más información,
consulteCreateNotebookInstance.

5. En el navegadorPermisos y cifradosección, copiarEl número de ARN del rol de IAMy péguelo en
un archivo de bloc de notas para guardarlo temporalmente. Utilice este número ARN de rol de IAM
más adelante para configurar un estimador de formación local en la instancia del bloc de notas. El
número de ARN de rol de IAM tiene el siguiente aspecto: 'arn:aws:iam::111122223333:role/
service-role/AmazonSageMaker-ExecutionRole-20190429T110788'.

6. Después de que el estado de la instancia del bloc de notas cambie aInService, elijaAbrir JupyterLab.

Paso 2: Cree y cargue el Dockerfile y los scripts de capacitación
de Python
1. Una vez que se abra JupyterLab, cree una nueva carpeta en el directorio de inicio de su JupyterLab.

En la esquina superior izquierda, elija la opciónNueva carpetay, a continuación, escriba el nombre de
la carpetadocker_test_folder.

2. Creación de unDockerfileArchivo de texto en el archivodocker_test_folderdirectory.

a. Elija el iconoNuevo lanzador(+) de la esquina superior izquierda.
b. En el panel derecho, bajo la pestañaOtrosEn la sección, elijaArchivo de texto.
c. Pegue el siguiente archivoDockerfilecódigo de ejemplo en su archivo de texto.

FROM tensorflow/tensorflow:2.2.0rc2-gpu-py3-jupyter

# Install sagemaker-training toolkit that contains the common functionality
 necessary to create a container compatible with SageMaker and the Python SDK.
RUN pip3 install sagemaker-training

# Copies the training code inside the container
COPY train.py /opt/ml/code/train.py

# Defines train.py as script entrypoint
ENV SAGEMAKER_PROGRAM train.py

El script Dockerfile realiza las siguientes tareas:

• FROM tensorflow/tensorflow:2.2.0rc2-gpu-py3-jupyter— Descarga la imagen
base de TensorFlow Docker. Puede reemplazar esto con cualquier imagen base de Docker que
desee traer para compilar contenedores, así como conAWSImágenes de base de contenedores
predefinidas.

• RUN pip install sagemaker-training— InstalaConjunto de herramientas de
capacitación de SageMakerque contiene la funcionalidad necesaria para crear un contenedor
compatible con SageMaker.

• COPY train.py /opt/ml/code/train.py: copia el script en la ubicación dentro del
contenedor esperado por SageMaker. El script debe estar ubicado en esta carpeta.

• ENV SAGEMAKER_PROGRAM train.py— Toma tu script de entrenamientotrain.pycomo
el script de punto de entrada copiado en el/opt/ml/codedel contenedor. Esta es la única
variable de entorno que debe especificar al crear su propio contenedor.
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d. En el panel de navegación del directorio izquierdo, el nombre del archivo de texto puede
denominarse automáticamenteuntitled.txt. Para cambiar el nombre del archivo, haga clic
con el botón derecho en un archivo, elijaCambio de nombre, cambie el nombre del archivo
comoDockerfileSin el valor de.txty, a continuación, pulseCtrl+sorCommand+sPara guardar
el archivo.

3. Crear o cargar un script de formacióntrain.pyen ladocker_test_folder. Puede utilizar el
siguiente script de ejemplo para este ejercicio.

import tensorflow as tf

mnist = tf.keras.datasets.mnist

(x_train, y_train), (x_test, y_test) = mnist.load_data()
x_train, x_test = x_train / 255.0, x_test / 255.0

model = tf.keras.models.Sequential([
tf.keras.layers.Flatten(input_shape=(28, 28)),
tf.keras.layers.Dense(128, activation='relu'),
tf.keras.layers.Dropout(0.2),
tf.keras.layers.Dense(10, activation='softmax')
])

model.compile(optimizer='adam',
loss='sparse_categorical_crossentropy',
metrics=['accuracy'])

model.fit(x_train, y_train, epochs=1)

model.evaluate(x_test, y_test)

Paso 3: Cree el contenedor
1. En el directorio de inicio de JupyterLab, abra un bloc de notas Jupyter. Para abrir un nuevo bloc de

notas, elija la opciónNuevo lanzamientoy, a continuación, elijaconda_tensorflow2_p36en laBloc de
notas desección.

2. Ejecute el siguiente comando en la primera celda de bloc de notas para ir
aldocker_test_folderdirectory:

% cd ~/SageMaker/docker_test_folder

Esto devuelve su directorio actual de la siguiente forma:

! pwd

output: /home/ec2-user/SageMaker/docker_test_folder

3. Para crear el contenedor de Docker, ejecute el siguiente comando de compilación de Docker,
incluyendo el espacio seguido de un punto al final:

! docker build -t tf-custom-container-test .

El comando de compilación de Docker debe ejecutarse desde el directorio de Docker creado, en este
casodocker_test_folder.
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Note

Si recibe el siguiente mensaje de error que Docker no puede encontrar el Dockerfile,
asegúrese de que Dockerfile tiene el nombre correcto y se ha guardado en el directorio.

unable to prepare context: unable to evaluate symlinks in Dockerfile path: 
lstat /home/ec2-user/SageMaker/docker/Dockerfile: no such file or directory

Recuerde quedockerbusca un archivo específicamente llamadoDockerfileSin ninguna
extensión dentro del directorio actual. Si lo nombró de otra manera, puede pasar el
nombre de archivo manualmente con la-fIndicador. Por ejemplo, si nombró su Dockerfile
comoDockerfile-text.txt, ejecute el siguiente comando:

! docker build -t tf-custom-container-test -f Dockerfile-text.txt .

Paso 4: Pruebe el contenedor
1. Para probar el contenedor localmente en la instancia de bloc de notas, abra un bloc de notas Jupyter.

SeleccionarNuevo lanzadory elijaBloc de notas deinconda_tensorflow_p36framework.
2. Pegue el script de ejemplo siguiente en la celda de código del bloc de notas para configurar un

estimador de SageMaker.

SageMaker Python SDK v1

from sagemaker.estimator import Estimator

estimator = Estimator(image_name='tf-custom-container-test',
                      role='arn:aws:iam::111122223333:role/role-name',
                      instance_count=1,
                      instance_type='local')

estimator.fit()

SageMaker Python SDK v2

from sagemaker.estimator import Estimator

estimator = Estimator(image_uri='tf-custom-container-test',
                      role='arn:aws:iam::111122223333:role/role-name',
                      instance_count=1,
                      instance_type='local')

estimator.fit()

3. Reemplace el'Put_Your_ARN_Here'Valor conEl número de ARN del rol de IAMcopió en un
archivo de bloc de notas cuando configuró la instancia del bloc de notas. El ARN debería tener el
aspecto siguiente:'arn:aws:iam::111122223333:role/service-role/AmazonSageMaker-
ExecutionRole-20190429T110788'.

4. Ejecute la celda de código. Esta prueba devuelve la configuración del entorno de capacitación, los
valores utilizados en las variables de entorno, el origen de los datos y la pérdida y precisión obtenidas
durante la capacitación.
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Paso 5: Inserte el contenedor en Amazon Elastic Container
Registry (Amazon ECR)
1. Después de ejecutar correctamente la prueba de modo local, puede insertar el contenedor de Docker

enAmazon ECRy utilizarlo para ejecutar trabajos de capacitación.

Ejecutar las siguientes líneas de comandos en una celda del bloc de notas.

%%sh

# Specify an algorithm name
algorithm_name=tf-custom-container-test

account=$(aws sts get-caller-identity --query Account --output text)

# Get the region defined in the current configuration (default to us-west-2 if none
 defined)
region=$(aws configure get region)
region=${region:-us-west-2}

fullname="${account}.dkr.ecr.${region}.amazonaws.com/${algorithm_name}:latest"

# If the repository doesn't exist in ECR, create it.

aws ecr describe-repositories --repository-names "${algorithm_name}" > /dev/null 2>&1
if [ $? -ne 0 ]
then
aws ecr create-repository --repository-name "${algorithm_name}" > /dev/null
fi

# Get the login command from ECR and execute it directly

$(aws ecr get-login --region ${region} --no-include-email)

# Build the docker image locally with the image name and then push it to ECR
# with the full name.

docker build -t ${algorithm_name} .
docker tag ${algorithm_name} ${fullname}

docker push ${fullname}

Note

Este script bash shell puede generar un problema de permisos similar al siguiente mensaje
de error:

"denied: User: [ARN] is not authorized to perform: ecr:InitiateLayerUpload on
 resource:
arn:aws:ecr:us-east-1:[id]:repository/tf-custom-container-test"

Si se produce este error, debe adjuntar elAmazonEC2ContainerRegistryFullAccessa su rol
de IAM. Vaya aConsola de IAM, elijaRoles deen el panel de navegación izquierdo, busque el
rol de IAM que utilizó para la instancia de Notebook. En elPermisoEn, elija la pestañaAsociar
políticasy busque en elAmazonEC2ContainerRegistryFullAccesspolítica. Marque la casilla de
verificación de la directiva y elijaAsociar políticaPara terminar.

2. Después de empujar el contenedor, puede llamar a la imagen de Amazon ECR desde cualquier lugar
del entorno de SageMaker. Ejecute el siguiente ejemplo de código en la siguiente celda del bloc de
notas.
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Si desea utilizar este contenedor de formación con SageMaker Studio para utilizar sus funciones de
visualización, también puede ejecutar el código siguiente en una celda de notebook de Studio para
llamar a la imagen de Amazon ECR de su contenedor de formación.

import boto3

account_id = boto3.client('sts').get_caller_identity().get('Account')
ecr_repository = 'sagemaker-byoc-test'
tag = ':latest'

region = boto3.session.Session().region_name

uri_suffix = 'amazonaws.com'
if region in ['cn-north-1', 'cn-northwest-1']:
    uri_suffix = 'amazonaws.com.cn'

byoc_image_uri = '{}.dkr.ecr.{}.{}/{}'.format(account_id, region, uri_suffix,
 ecr_repository + tag)

byoc_image_uri
# This should return something like
# 111122223333.dkr.ecr.us-east-2.amazonaws.com/sagemaker-byoc-test:latest

3. Usarecr_imagerecuperado del paso anterior para configurar un objeto de estimador de
SageMaker. En el siguiente ejemplo de código se configura un estimador de SageMaker con el
parámetrobyoc_image_urie inicia un trabajo de formación en una instancia de Amazon EC2.

SageMaker Python SDK v1

import sagemaker
from sagemaker import get_execution_role
from sagemaker.estimator import Estimator

estimator = Estimator(image_uri=byoc_image_uri,
                      role=get_execution_role(),
                      base_job_name='tf-custom-container-test-job',
                      instance_count=1,
                      instance_type='ml.p2.xlarge')

# start training
estimator.fit()

# deploy the trained model
predictor = estimator.deploy(1, instance_type)

SageMaker Python SDK v2

import sagemaker
from sagemaker import get_execution_role
from sagemaker.estimator import Estimator

estimator = Estimator(image_uri=byoc_image_uri,
                      role=get_execution_role(),
                      base_job_name='tf-custom-container-test-job',
                      instance_count=1,
                      instance_type='ml.p2.xlarge')

# start training
estimator.fit()

# deploy the trained model
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predictor = estimator.deploy(1, instance_type)

Para obtener un ejemplo completo que muestra cómo probar un contenedor personalizado
localmente y enviarlo a una imagen de Amazon ECR, consulte laCreación de su propio contenedor de
TensorFlowcuaderno de ejemplo.

Paso 6: Limpiar recursos
Para limpiar los recursos una vez que haya terminado con el ejemplo de inicio

1. Abra el iconoConsola de SageMaker, elija la instancia del bloc de notasRunScriptNotebookInstance,
elijaActionsy elijadetiene. Puede que transcurran unos minutos hasta que la instancia se detenga.

2. Después de la instanciaEstadocambios enDetenida, elijaActions, elijaEliminarHaga clic en y luego
en.Eliminaren el cuadro de diálogo. Puede que transcurran unos minutos hasta que la instancia se
elimine. La instancia del bloc de notas desaparece de la tabla cuando se ha eliminado.

3. Abra el iconoConsola de Amazon S3y elimine el bucket que creó para almacenar los artefactos del
modelo y los conjuntos de datos de capacitación.

4. Abra el iconoConsola de IAMy elimine el rol de IAM. Si ha creado políticas de permisos, puede
eliminarlas también.

Note

El contenedor de Docker se cierra automáticamente después de que se haya ejecutado. No
es necesario eliminarlo.

Adaptación de su propio contenedor de inferencia
Si ninguno de los contenedores de inferencia preconstruidos de Amazon SageMaker es suficiente para su
situación, y desea utilizar su propio contenedor Docker, utilice elConjunto de herramientas de inferencia de
SageMakerpara adaptar su contenedor para que funcione con el hosting de SageMaker. Para adaptar el
contenedor para que funcione con el alojamiento de SageMaker, cree el código de inferencia en uno o más
archivos de script de Pythony un Dockerfileque importa el kit de herramientas de inferencia.

El código de inferencia incluye un controlador de inferencia, un servicio de controlador y un punto de
entrada. En este ejemplo, se almacenan como tres archivos Python separados. Los tres archivos de
Python deben estar en el mismo directorio que su Dockerfile.

Para ver un cuaderno de Jupyter de ejemplo que muestra un ejemplo completo de extensión de un
contenedor mediante el kit de herramientas de inferencia de SageMaker, consulteEndpoints multimodelo
de Amazon SageMaker utilizando su propio contenedor de algoritmos.

Paso 1: Creación de un controlador de inferencia
El conjunto de herramientas de inferencia de SageMaker se basa en el servidor multimodelo (MMS). MMS
espera un script de Python que implementa funciones para cargar el modelo, preprocesar los datos de
entrada, obtener predicciones del modelo y procesar los datos de salida en un controlador del modelo.

La función model_fn

Lamodel_fnes responsable de cargar su modelo. Se necesita unmodel_dirque especifica dónde se
almacena el modelo. La forma en que carga su modelo depende del marco que esté utilizando. No hay una
implementación predeterminada para elmodel_fnfunción. Debes implementarlo tú mismo. En el siguiente
ejemplo sencillo se muestra una implementación de unmodel_fnque carga un modelo PyTorch:
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def model_fn(self, model_dir):
    import torch
    
    logger.info('model_fn')
    device = "cuda" if torch.cuda.is_available() else "cpu"
    with open(os.path.join(model_dir, 'model.pth'), 'rb') as f:
        model = torch.jit.load(f)
    return model.to(device)

La función input_fn

Lainput_fnes responsable de deserializar los datos de entrada para que puedan pasarse a su modelo.
Toma los datos de entrada y el tipo de contenido como parámetros, y devuelve datos deserializados. El
kit de herramientas de inferencia de SageMaker proporciona una implementación predeterminada que
deserializa los siguientes tipos de contenido:

• JSON
• CSV
• Matriz de numpy
• NPZ

Si el modelo requiere un tipo de contenido diferente o desea preprocesar los datos de entrada antes
de enviarlos al modelo, debe implementar elinput_fnfunción. En el siguiente ejemplo se muestra una
implementación sencilla deinput_fnfunción.

from sagemaker_inference import content_types, decoder
def input_fn(self, input_data, content_type):
        """A default input_fn that can handle JSON, CSV and NPZ formats.
         
        Args:
            input_data: the request payload serialized in the content_type format
            content_type: the request content_type

        Returns: input_data deserialized into torch.FloatTensor or torch.cuda.FloatTensor
 depending if cuda is available.
        """
        return decoder.decode(input_data, content_type)

La función predict_fn

Lapredict_fnes responsable de obtener predicciones del modelo. Toma el modelo y los datos devueltos
deinput_fncomo parámetros, y devuelve la predicción. No hay una implementación predeterminada para
elpredict_fn. Debes implementarlo tú mismo. A continuación se muestra una implementación sencilla
de lapredict_fnpara un modelo PyTorch.

def predict_fn(self, data, model):
        """A default predict_fn for PyTorch. Calls a model on data deserialized in
 input_fn.
        Runs prediction on GPU if cuda is available.

        Args:
            data: input data (torch.Tensor) for prediction deserialized by input_fn
            model: PyTorch model loaded in memory by model_fn

        Returns: a prediction
        """
        return model(input_data)
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La función output_fn

Laoutput_fnes responsable de serializar los datos quepredict_fndevuelve como una predicción. El
kit de herramientas de inferencia de SageMaker implementa unoutput_fnque serializa matrices Numpy,
JSON y CSV. Si su modelo genera cualquier otro tipo de contenido, o desea realizar otro procesamiento
posterior de sus datos antes de enviarlos al usuario, debe implementar su propiooutput_fnfunción. A
continuación se muestra unoutput_fnpara un modelo PyTorch.

from sagemaker_inference import encoder
def output_fn(self, prediction, accept):
        """A default output_fn for PyTorch. Serializes predictions from predict_fn to JSON,
 CSV or NPY format.

        Args:
            prediction: a prediction result from predict_fn
            accept: type which the output data needs to be serialized

        Returns: output data serialized
        """
        return encoder.encode(prediction, accept)

Paso 2: Implemente un servicio de controlador
El servicio de controlador es ejecutado por el servidor de modelos. El servicio de controlador
implementainitializeyhandleMétodos. Lainitializese invoca cuando se inicia el servidor de
modelos, y el métodohandlePara todas las solicitudes de inferencia entrantes al servidor de modelos.
Para obtener más información, consulteServicio personalizadoen la documentación del servidor
multimodelo. A continuación se muestra un ejemplo de un servicio de controlador para un servidor modelo
PyTorch.

from sagemaker_inference.default_handler_service import DefaultHandlerService
from sagemaker_inference.transformer import Transformer
from sagemaker_pytorch_serving_container.default_inference_handler import
 DefaultPytorchInferenceHandler

class HandlerService(DefaultHandlerService):
    """Handler service that is executed by the model server.
    Determines specific default inference handlers to use based on model being used.
    This class extends ``DefaultHandlerService``, which define the following:
        - The ``handle`` method is invoked for all incoming inference requests to the model
 server.
        - The ``initialize`` method is invoked at model server start up.
    Based on: https://github.com/awslabs/mxnet-model-server/blob/master/docs/
custom_service.md
    """
    def __init__(self):
        transformer =
 Transformer(default_inference_handler=DefaultPytorchInferenceHandler())
        super(HandlerService, self).__init__(transformer=transformer)

Paso 3: Implemente un punto de entrada
El punto de entrada inicia el servidor de modelos invocando el servicio de controlador. Especifique la
ubicación del punto de entrada en su Dockerfile. A continuación se muestra un ejemplo de un punto de
entrada.

from sagemaker_inference import model_server
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model_server.start_model_server(handler_service=HANDLER_SERVICE)

Paso 4: Escriba un Dockerfile
En su cuentaDockerfile, copie el controlador del modelo del paso 2 y especifique el archivo de Python
del paso anterior como el punto de entrada en suDockerfile. El siguiente es un ejemplo de las líneas
que puede agregar a su Dockerfile para copiar el controlador de modelo y especificar el punto de entrada.
Para ver un ejemplo completo de un Dockerfile para un contenedor de inferencias, consulteDockerfile.

# Copy the default custom service file to handle incoming data and inference requests
COPY model_handler.py /home/model-server/model_handler.py

# Define an entrypoint script for the docker image
ENTRYPOINT ["python", "/usr/local/bin/entrypoint.py"]

Paso 5: Cree y registre su contenedor
Ahora puede crear el contenedor y registrarlo en Amazon Elastic Container Registry (Amazon ECR). El
siguiente script de shell del bloc de notas de ejemplo compila el contenedor y lo carga en un repositorio de
Amazon ECR de suAWSaccount.

Note

El alojamiento de SageMaker admite el uso de contenedores de inferencia que se almacenan
en repositorios distintos de Amazon ECR. Para obtener información, consulte Uso de un registro
Docker privado para contenedores de inferencias en tiempo real (p. 2274).

La siguiente secuencia de comandos de shell muestra cómo crear y registrar un contenedor.

%%sh

# The name of our algorithm
algorithm_name=demo-sagemaker-multimodel

cd container

account=$(aws sts get-caller-identity --query Account --output text)

# Get the region defined in the current configuration (default to us-west-2 if none
 defined)
region=$(aws configure get region)
region=${region:-us-west-2}

fullname="${account}.dkr.ecr.${region}.amazonaws.com/${algorithm_name}:latest"

# If the repository doesn't exist in ECR, create it.
aws ecr describe-repositories --repository-names "${algorithm_name}" > /dev/null 2>&1

if [ $? -ne 0 ]
then
    aws ecr create-repository --repository-name "${algorithm_name}" > /dev/null

# Get the login command from ECR and execute it directly
$(aws ecr get-login --region ${region} --no-include-email)

# Build the docker image locally with the image name and then push it to ECR
# with the full name.
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docker build -q -t ${algorithm_name} .
docker tag ${algorithm_name} ${fullname}

docker push ${fullname}

Ahora puede utilizar este contenedor para implementar puntos de enlace en SageMaker. Para obtener un
ejemplo de cómo implementar un punto de conexión en SageMaker, consulteImplementación del modelo
en los servicios de alojamiento de SageMaker (p. 71).

Crea un contenedor con tus propios algoritmos y
modelos

Si ninguno de los contenedores existentes de SageMaker satisface sus necesidades y no tiene un
contenedor propio, es posible que necesite crear un nuevo contenedor Docker. En las siguientes secciones
se muestra cómo crear contenedores Docker con los algoritmos de formación e inferencia para utilizarlos
con SageMaker.

Temas
• Usar algoritmos de capacitación propios (p. 2264)
• Usar el código de inferencia propio (p. 2271)

Usar algoritmos de capacitación propios
En esta sección se explica cómo Amazon SageMaker interactúa con un contenedor de Docker que ejecuta
su propio algoritmo de capacitación personalizado. Utilice esta información para escribir el código de
capacitación y crear una imagen de Docker para los algoritmos de capacitación.

Temas
• Ejecución de de la imagen de capacitación de Amazon SageMaker (p. 2264)
• Cómo proporciona Amazon SageMaker información de capacitación  (p. 2265)
• Entrenamiento para correr con EPT (p. 2268)
• Cómo señala Amazon SageMaker que el algoritmo es correcto e incorrecto (p. 2270)
• Cómo procesa Amazon SageMaker la salida de capacitación  (p. 2270)

Ejecución de de la imagen de capacitación de Amazon
SageMaker
Para configurar un contenedor de Docker para que se inicie como un archivo ejecutable, utilice una
instrucción ENTRYPOINT en un Dockerfile. Tenga en cuenta lo siguiente:

• Para la capacitación de modelos, Amazon SageMaker ejecuta el contenedor de la siguiente forma:

docker run image train

SageMaker anula cualquier valor predeterminadoCMDen un contenedor especificando la
opcióntraindespués del nombre de la imagen. El argumento train también anula los argumentos que
proporciona mediante CMD en el Dockerfile.
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• En su archivo Dockerfile, use el formulario exec de la instrucción ENTRYPOINT:

ENTRYPOINT ["executable", "param1", "param2", ...]

Por ejemplo:

ENTRYPOINT ["python", "k-means-algorithm.py"]

La forma exec de la instrucción ENTRYPOINT inicia el archivo ejecutable directamente, no como un
elemento secundario de /bin/sh. Eso le permite recibir señales comoSIGTERMySIGKILLde las API de
SageMaker. Tenga en cuenta lo siguiente:

 
• La CreateTrainingJobLa API dispone de una condición de detención que dirige a SageMaker para

la detención de la capacitación de modelos después de un tiempo específico.

 
• La StopTrainingJobAPI emite el equivalente dedocker stopCon un comando de tiempo de

espera de 2 minutos para detener correctamente el contenedor especificado:

docker stop -t120

El comando intenta detener el contenedor en ejecución enviando una señal SIGTERM. Una vez
transcurrido un tiempo de espera de 2 minutos, se envía SIGKILL y se fuerza la detención de los
contenedores. Si el contenedor administra SIGTERM correctamente y sale antes de los 120 segundos
de su recepción, no se envía SIGKILL.

Note

Si desea obtener acceso a los artefactos de modelo intermedios después de que SageMaker
detenga la capacitación, agregue código para administrar los artefactos de guardado en
suSIGTERMcontrolador.

• Si tiene previsto utilizar dispositivos de GPU para la capacitación de modelos, asegúrese de que sus
contenedores sean compatibles con nvidia-docker. Solo el conjunto de herramientas CUDA debe
incluirse en los contenedores; no empaquete controladores de NVIDIA con la imagen. Para obtener más
información sobre nvidia-docker, consulte NVIDIA/nvidia-docker.

• No puede usar el comandotinicomo punto de entrada en los contenedores de SageMaker, ya que se
confunde contrainyserveArgumentos.

• /opt/mly todos los subdirectorios están reservados por la capacitación de SageMaker. Cuando cree la
imagen de Docker de su algoritmo, asegúrese de que no coloca ningún dato necesario por su algoritmo
debajo de él, ya que los datos pueden dejar de estar visibles durante la capacitación.

Cómo proporciona Amazon SageMaker información de
capacitación
En esta sección se explica cómo SageMaker hace que la información de capacitación, como los datos de
capacitación, los hiperparámetros y otra información de configuración, esté disponible en su contenedor de
Docker.

Cuando envía una CreateTrainingJobEn SageMaker para iniciar la capacitación de modelos,
especifique la ruta de Amazon Elastic Container Registry de la imagen de Docker que contiene el algoritmo
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de capacitación. También puede especificar la ubicación de Amazon Simple Storage Service (Amazon S3)
en la que se almacenan los datos de capacitación y los parámetros específicos del algoritmo. SageMaker
hace que esta información esté disponible para el contenedor de Docker de manera que su algoritmo de
capacitación pueda utilizarlo. Esta sección explica cómo hacemos que esta información esté disponible
para su contenedor de Docker. Para obtener información sobre un trabajo de capacitación, consulte
CreateTrainingJob. Para obtener más información sobre la forma en que los contenedores de
SageMaker organizan la información, consulteUso de los kits de herramientas de formación e inferencia de
SageMaker  (p. 2253).

Temas
• Hyperparameters (p. 2266)
• Variables de entorno (p. 2266)
• Configuración de datos de entrada  (p. 2266)
• Datos de capacitación (p. 2267)
• Configuración de la capacitación distribuida (p. 2267)

Hyperparameters

SageMaker hace que los hiperparámetros en unCreateTrainingJobdisponible en el contenedor de
Docker en el/opt/ml/input/config/hyperparameters.jsonfile.

Variables de entorno

En el contenedor se establecen las variables de entorno siguientes:

• TRAININING_JOB_NAME — especificado enTrainingJobNamedel
parámetroCreateTrainingJobrequest.

• TRAINING_JOB_ARN — Nombre de recurso de Amazon (ARN) del trabajo de capacitación devuelto
comoTrainingJobArnen laCreateTrainingJobrespuesta.

• Todas las variables de entorno especificadas en elEnvironment (Entorno):en el
parámetroCreateTrainingJobrequest.

Configuración de datos de entrada

Especifique la información del canal de datos en el cuadro de datosInputDataConfigen un
parámetroCreateTrainingJobrequest. SageMaker hace que esta información esté disponible en el/
opt/ml/input/config/inputdataconfig.jsonen el contenedor Docker.

Por ejemplo, suponga que especifica tres canales de datos (train,evaluation, yvalidation) en su
solicitud. SageMaker proporciona el siguiente JSON:

{
"train" : {"ContentType":  "trainingContentType",
           "TrainingInputMode": "File",
           "S3DistributionType": "FullyReplicated",
           "RecordWrapperType": "None"},
"evaluation" : {"ContentType":  "evalContentType",
                "TrainingInputMode": "File",
                "S3DistributionType": "FullyReplicated",
                "RecordWrapperType": "None"},
"validation" : {"TrainingInputMode": "File",
                "S3DistributionType": "FullyReplicated",
                "RecordWrapperType": "None"}
} 

2266

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateTrainingJob.html#sagemaker-CreateTrainingJob-request-Environment


Amazon SageMaker Developer Guide
Usar algoritmos de capacitación propios

Note

Como se muestra, SageMaker proporciona solo información relevante sobre cada canal de datos
(por ejemplo, el nombre de canal y el tipo de contenido).S3DistributionTypese establecerá
comoFullyReplicatedsi especifica EFS o FSXLustre como fuentes de datos de entrada.

Datos de capacitación
El parámetro TrainingInputMode de una solicitud CreateTrainingJob especifica cómo hacer que los
datos estén disponibles para la capacitación de modelos: en el modo FILE o PIPE. En función del modo
de entrada especificado, SageMaker realiza el siguiente procedimiento:

• FILEModo: SageMaker hace que los datos del canal estén disponibles en la/opt/ml/input/
data/channel_nameen el contenedor Docker de. Por ejemplo, si dispone de tres canales
denominadostraining,validation, ytesting, SageMaker crea tres directorios en el contenedor
Docker:
• /opt/ml/input/data/training

• /opt/ml/input/data/validation

• /opt/ml/input/data/testing

• Note

Los canales que utilizan orígenes de datos del sistema de archivos como Amazon Elastic File
System (Amazon EFS) y Amazon FSx deben utilizar el modo FILE. Además, para utilizar un
servidor de archivos de Amazon FSx, debe especificar una ruta que comience por/fsx. Si se
especifica un sistema de archivos, la ruta del directorio proporcionada en el canal se monta
en /opt/ml/input/data/channel_name.

• PIPEModo: SageMaker hace que los datos del canal estén disponibles desde la canalización
denominada: /opt/ml/input/data/channel_name_epoch_number. Por ejemplo, si dispone
de tres canales denominadostraining,validation, ytesting, tendrá que leer de las siguientes
canalizaciones:
• /opt/ml/input/data/training_0,/opt/ml/input/data/training_1, ...

• /opt/ml/input/data/validation_0, /opt/ml/input/data/validation_1, ...

• /opt/ml/input/data/testing_0, /opt/ml/input/data/testing_1, ...

Lea las canalizaciones de forma secuencial. Por ejemplo, si dispone de un canal denominado
training, lea las canalizaciones en este orden:
1. Open/opt/ml/input/data/training_0En modo de lectura y léalo hasta final de archivo (EOF)

o, si ha terminado con la primera fecha de inicio, cierre el archivo de canalización pronto.
2. Después de cerrar el primer archivo de canalización, busque /opt/ml/input/data/training_1 y

léalo hasta que haya completado la segunda fecha de inicio y así sucesivamente.

Si el archivo de una fecha de inicio determinada no existe aún, es posible que tenga que volver a
intentarlo con el código hasta que se cree la canalización. No hay ninguna restricción de secuencia
en los tipos de canal. Es decir, puede leer varias fechas de inicio para el canal training, por
ejemplo, y solo comenzar a leer el canal validation cuando esté preparado. También puede leerlos
simultáneamente si su algoritmo lo requiere.

Configuración de la capacitación distribuida
Si está realizando una capacitación distribuida con varios contenedores, SageMaker crea información
sobre todos los contenedores disponibles en la/opt/ml/input/config/resourceconfig.jsonfile.

Para habilitar la comunicación entre contenedores, este archivo JSON contiene información relativa a
todos los contenedores. SageMaker hace que este archivo esté disponible para los algoritmos de modo
FILE y PIPE. El archivo proporciona la siguiente información:

2267



Amazon SageMaker Developer Guide
Usar algoritmos de capacitación propios

• current_host: el nombre del contenedor actual en la red del contenedor. Por ejemplo, algo-1. Los
valores de host pueden cambiar en cualquier momento. No escriba código con valores específicos para
esta variable.

• hosts: la lista de nombres de todos los contenedores en la red de contenedores ordenada
lexicográficamente. Por ejemplo, ["algo-1", "algo-2", "algo-3"] para un clúster de tres
nodos. Los contenedores pueden utilizar estos nombres para dirigirse a otros contenedores en la red
de contenedores. Los valores de host pueden cambiar en cualquier momento. No escriba código con
valores específicos para estas variables.

• network_interface_name: nombre de la interfaz de red que se expone al contenedor. Por ejemplo,
los contenedores que ejecuten Message Passing Interface (MPI) pueden usar esta información para
establecer el nombre de la interfaz de red.

• No utilice la información en /etc/hostname o /etc/hosts porque puede ser inexacta.
• La información del nombre de host podría no estar disponible de inmediato en el contenedor de

algoritmos. Recomendamos agregar una política de reintentos en las operaciones de resolución de
nombres de host a medida que los nodos estén disponibles en el clúster.

A continuación se muestra un archivo de ejemplo en el nodo 1 en un clúster de tres nodos:

{
"current_host": "algo-1",
"hosts": ["algo-1","algo-2","algo-3"],
"network_interface_name":"eth1"
}

Entrenamiento para correr con EPT
SageMaker proporciona integración conEFAPara acelerar las aplicaciones de informática de alto
rendimiento (HPC) y de aprendizaje automático. Esta integración le permite aprovechar un dispositivo
de EFA al ejecutar sus trabajos de capacitación distribuidos. Puede agregar integración de EFA a un
contenedor Docker existente que traiga a SageMaker. La siguiente información describe cómo configurar
su propio contenedor para utilizar un dispositivo de EFA para sus trabajos de formación distribuidos.

Prerequisites
Su contenedor debe satisfacer laEspecificación del contenedor de entrenamiento de SageMaker. 

Instalar EFA y los paquetes requeridos
Su contenedor debe descargar e instalar elSoftware de EPT. Esto permite que su contenedor reconozca el
dispositivo EFA y proporciona versiones compatibles de Libfabric y Open MPI.

Cualquier herramienta como MPI y NCCL debe instalarse y administrarse dentro del contenedor para ser
utilizada como parte de su trabajo de formación habilitado para EFA. El siguiente ejemplo muestra cómo
modificar el Dockerfile del contenedor habilitado para EFA para instalar EFA, MPI, OFI, NCCL y NCCL-
TEST.

Note

Cuando utilice PyTorch con EFA en su contenedor, la versión NCCL de su contenedor debe
coincidir con la versión NCCL de su instalación de PyTorch. Para comprobar la versión de NCCL
de PyTorch, utilice el siguiente comando:

torch.cuda.nccl.version()

ARG OPEN_MPI_PATH=/opt/amazon/openmpi/
ENV NCCL_VERSION=2.7.8
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ENV EFA_VERSION=1.11.2
ENV BRANCH_OFI=1.1.1

#################################################
## EFA and MPI SETUP
RUN cd $HOME \
  && curl -O https://s3-us-west-2.amazonaws.com/aws-efa-installer/aws-efa-installer-
${EFA_VERSION}.tar.gz \
  && tar -xf aws-efa-installer-${EFA_VERSION}.tar.gz \
  && cd aws-efa-installer \
  && ./efa_installer.sh -y --skip-kmod -g \

ENV PATH="$OPEN_MPI_PATH/bin:$PATH"
ENV LD_LIBRARY_PATH="$OPEN_MPI_PATH/lib/:$LD_LIBRARY_PATH"

#################################################
## NCCL, OFI, NCCL-TEST SETUP
RUN cd $HOME \
  && git clone https://github.com/NVIDIA/nccl.git -b v${NCCL_VERSION}-1 \
  && cd nccl \
  && make -j64 src.build BUILDDIR=/usr/local

RUN apt-get update && apt-get install -y autoconf
RUN cd $HOME \
  && git clone https://github.com/aws/aws-ofi-nccl.git -b v${BRANCH_OFI} \
  && cd aws-ofi-nccl \
  && ./autogen.sh \
  && ./configure --with-libfabric=/opt/amazon/efa \
       --with-mpi=/opt/amazon/openmpi \
       --with-cuda=/usr/local/cuda \
       --with-nccl=/usr/local --prefix=/usr/local \
  && make && make install
  
RUN cd $HOME \
  && git clone https://github.com/NVIDIA/nccl-tests \
  && cd nccl-tests \
  && make MPI=1 MPI_HOME=/opt/amazon/openmpi CUDA_HOME=/usr/local/cuda NCCL_HOME=/usr/local

Consideraciones sobre la creación del contenedor

El dispositivo EFA se monta en el contenedor como/dev/infiniband/uverbs0en la lista de
dispositivos accesibles para el contenedor. En instancias P4d, el contenedor tiene acceso a 4 dispositivos
EFA. Los dispositivos EFA se pueden encontrar en la lista de dispositivos accesibles para el contenedor
como:

• /dev/infiniband/uverbs0

• /dev/infiniband/uverbs1

• /dev/infiniband/uverbs2

• /dev/infiniband/uverbs3

Para obtener información sobre el nombre de host, los nombres de host del mismo nivel y la interfaz
de red (para MPI) desde elresourceconfig.jsonproporcionado a cada instancia de contenedor,
consulteConfiguración de la capacitación distribuida. El contenedor maneja el tráfico TCP regular entre
pares a través de las interfaces elásticas de red (ENI) predeterminadas, mientras controla el tráfico OFI
(omisión del kernel) a través del dispositivo EFA.

Verifique que su dispositivo de EFA sea reconocido

 Para comprobar que se reconoce el dispositivo de EFA, ejecute el siguiente comando desde dentro del
contenedor.
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/opt/amazon/efa/bin/fi_info -p efa

El resultado debería tener un aspecto similar al siguiente.

provider: efa
    fabric: EFA-fe80::e5:56ff:fe34:56a8
    domain: efa_0-rdm
    version: 2.0
    type: FI_EP_RDM
    protocol: FI_PROTO_EFA
provider: efa
    fabric: EFA-fe80::e5:56ff:fe34:56a8
    domain: efa_0-dgrm
    version: 2.0
    type: FI_EP_DGRAM
    protocol: FI_PROTO_EFA
provider: efa;ofi_rxd
    fabric: EFA-fe80::e5:56ff:fe34:56a8
    domain: efa_0-dgrm
    version: 1.0
    type: FI_EP_RDM
    protocol: FI_PROTO_RXD

Ejecución de un trabajo de capacitación con EPT
Una vez que haya creado un contenedor habilitado para EFA, puede ejecutar un trabajo de formación con
EFA utilizando un estimador de SageMaker de la misma manera que lo haría con cualquier otra imagen
acoplable. Para obtener más información sobre cómo registrar el contenedor y usarlo para capacitación,
consulteAdaptación de su propio contenedor de capacitación.

Cómo señala Amazon SageMaker que el algoritmo es correcto e
incorrecto
Un algoritmo de capacitación indica que se ha realizado la operación de forma correcta o que se han
producido errores mediante el código de salida de su proceso.

Una ejecución de capacitación correcta debe salir con un código de salida de 0 y una ejecución de
capacitación incorrecta debe salir con un código de salida que no sea cero. Estos se convertirán
aCompletedyFaileden laTrainingJobStatusdevuelto porDescribeTrainingJob. Esta convención
del código de salida es estándar y se implementa fácilmente en todos los idiomas. Por ejemplo, en Python
puede usarsys.exit(1)Para señalar una salida de error, y simplemente ejecutándose hasta el final de la
rutina principal provocará que Python salga con el código 0.

En caso de error, el algoritmo puede escribir una descripción del error en el archivo de errores. Consulte la
sección siguiente para obtener más detalles.

Cómo procesa Amazon SageMaker la salida de capacitación
Puesto que su algoritmo se ejecuta en un contenedor, genera la salida incluyendo el estado del modelo
y el trabajo de capacitación, y los artefactos de salida. Su algoritmo debe escribir esta información en
los siguientes archivos, que se encuentran en la/outputdirectory. Amazon SageMaker procesa la
información que se encuentra en este directorio como se indica a continuación:

• /opt/ml/output/failure: si se produce un error en la capacitación, después de que toda la salida
del algoritmo (por ejemplo, registro) se complete, el algoritmo debe escribir la descripción de errores en
este archivo. En unDescribeTrainingJob, SageMaker devuelve los primeros 1024 caracteres de este
archivo comoFailureReason.
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• /opt/ml/model: su algoritmo debe escribir todos los artefactos de modelo finales en este directorio.
SageMaker copia estos datos como un objeto único en formato tar comprimido en la ubicación de S3
que especificó en laCreateTrainingJobrequest. Si escriben varios contenedores en un solo trabajo
de capacitación en este directorio, deben asegurarse de que nofile/directorynombres chocan.
SageMaker agrega el resultado en un archivo tar y lo carga en S3.

Usar el código de inferencia propio
Puede utilizar Amazon SageMaker para interactuar con los contenedores de Docker y ejecutar su propio
código de inferencia de una de las dos formas siguientes:

• Para utilizar su propio código de inferencia con un punto de enlace persistente para obtener una
predicción a la vez, utilice los servicios de alojamiento de SageMaker.

• Para utilizar su propio código de inferencia para obtener predicciones para todo el conjunto de datos,
utilice la transformación por lotes de SageMaker.

Temas
• Uso de su propio código de inferencia con servicios de alojamiento (p. 2271)
• Usar el código de inferencia propio con la transformación por lotes (p. 2277)

Uso de su propio código de inferencia con servicios de
alojamiento
En esta sección se explica cómo Amazon SageMaker interactúa con un contenedor de Docker que ejecuta
su propio código de inferencia para el alojamiento de servicios. Utilice esta información para escribir el
código de inferencia y crear una imagen de Docker.

Temas
• Ejecución de SageMaker de la imagen de inferencia (p. 2271)
• Cómo carga SageMaker artefactos de modelos (p. 2273)
• Cómo los contenedores ofrecen solicitudes (p. 2273)
• Cómo debe responder su contenedor a las solicitudes de inferencia (p. 2273)
• Cómo debe responder su contenedor a las solicitudes de comprobación de estado (ping) (p. 2273)
• Uso de un registro Docker privado para contenedores de inferencias en tiempo real (p. 2274)

Ejecución de SageMaker de la imagen de inferencia

Para configurar un contenedor para que se inicie como un archivo ejecutable, utilice una instrucción
ENTRYPOINT en un Dockerfile. Tenga en cuenta lo siguiente:

• Para la inferencia de modelos, SageMaker ejecuta el contenedor de la siguiente forma:

docker run image serve

SageMaker anula el valor predeterminadoCMDespecificando las declaraciones de un contenedor
especificando el valorservedespués del nombre de imagen. El argumento serve anula los argumentos
que proporciona con el comando CMD en el Dockerfile.

 
• Le recomendamos que utilice la forma exec de la instrucción ENTRYPOINT:
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ENTRYPOINT ["executable", "param1", "param2"]

Por ejemplo:

ENTRYPOINT ["python", "k_means_inference.py"]

La forma exec de la instrucción ENTRYPOINT inicia el archivo ejecutable directamente, no como un
elemento secundario de /bin/sh. Eso le permite recibir señales comoSIGTERMySIGKILLDe las
operaciones de la API de SageMaker, que son un requisito.

 

Por ejemplo, cuando se utiliza el CreateEndpointPara crear un punto de enlace, SageMaker
aprovisiona el número instancias de computación de aprendizaje automático necesario para la
configuración del punto de enlace que especifica en la solicitud. SageMaker ejecuta el contenedor de
Docker en esas instancias.

 

Si reduce el número de instancias que respaldan el punto de enlace (mediante la llamada de
UpdateEndpointWeightsAndCapacities, SageMaker ejecuta un comando para detener el
contenedor de Docker en las instancias que se terminan. El comando envía la señal SIGTERM y, a
continuación, envía la señal SIGKILL 30 segundos más tarde.

 

Si actualiza el endpoint (llamando al método UpdateEndpointAPI), SageMaker lanza otro conjunto
de instancias de computación de aprendizaje automático y ejecuta los contenedores de Docker que
contienen su código de inferencia en ellos. A continuación se ejecuta un comando para detener
los contenedores de Docker anteriores. Para detener un contenedor de Docker, el comando envía
elSIGTERM, entonces envía la señalSIGKILL30 segundos después.

 
• SageMaker utiliza la definición de contenedor que ha proporcionado en su CreateModelPara

establecer variables de entorno y el nombre de host de DNS para el contenedor de la siguiente forma:

 
• Establece las variables de entorno mediante el mapa de cadena a cadena
ContainerDefinition.Environment.

• Establece el nombre de host de DNS mediante ContainerDefinition.ContainerHostname.

 
• Si tiene previsto utilizar los dispositivos GPU para inferencias de modelos (especificando instancias

de computación de ML basadas en GPU en suCreateEndpointConfig), asegúrese de que sus
contenedores seanvidia-dockerCompatible. No cree un paquete con controladores de NVIDIA con la
imagen. Para obtener más información sobre nvidia-docker, consulte NVIDIA/nvidia-docker.

 
• No puede usar el comandotinicomo punto de entrada en los contenedores de SageMaker, ya que se

confunde contrainyserveArgumentos.
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Cómo carga SageMaker artefactos de modelos

En su cuenta CreateModel, la definición del contenedor incluye elModelDataUrlparámetro, que
identifica la ubicación de S3 en la que se almacenan los artefactos de modelo. SageMaker utiliza esta
información para determinar desde dónde se deben copiar los artefactos del modelo. Copia los artefactos
en el directorio /opt/ml/model para que los utilice el código de inferencia.

La ModelDataUrl debe apuntar a un archivo tar.gz. De lo contrario, SageMaker no descargará el archivo.

Si capacitó su modelo en SageMaker, los artefactos del modelo se guardan como un único archivo tar
comprimido en Amazon S3. Si capacitó su modelo fuera de SageMaker, debe crear este único archivo tar
comprimido y guardarlo en una ubicación de S3. SageMaker descomprime este archivo tar en el directorio /
opt/ml/model antes de que se inicie el contenedor.

Cómo los contenedores ofrecen solicitudes

Los contenedores tienen que implementar un servidor web que responde a /invocations y /ping en el
puerto 8080.

Cómo debe responder su contenedor a las solicitudes de inferencia

Para obtener inferencias, la aplicación cliente envía una solicitud POST al punto de enlace de SageMaker.
Para obtener más información, consulte la API de InvokeEndpoint. SageMaker transmite la solicitud al
contenedor y devuelve el resultado de inferencia del contenedor al cliente. Tenga en cuenta lo siguiente:

• SageMaker tira todosPOSTexcepto los compatibles conInvokeEndpoint. SageMaker puede agregar
encabezados adicionales. Los contenedores de inferencia deben poder ignorar de forma segura estos
encabezados adicionales.

• Para recibir solicitudes de inferencia, el contenedor debe tener un servidor web que realice la escucha
en el puerto 8080 y debe aceptar las solicitudes POST en el punto de enlace /invocations.

• Los contenedores de modelo de un cliente deben aceptar las solicitudes de conexión del socket en un
plazo de 250 ms.

• Los contenedores de modelos de un cliente deben responder a las solicitudes en un plazo de 60
segundos. El propio modelo puede tardar un tiempo máximo de procesamiento de 60 segundos antes
de responder a las/invocations. Si el modelo tiene un tiempo de procesamiento de entre 50 y 60
segundos, deberá establecer el tiempo de espera del conector del SDK en 70 segundos.

Cómo debe responder su contenedor a las solicitudes de comprobación de
estado (ping)

LaCreateEndpointyUpdateEndpointLas llamadas a las API hacen que SageMaker inicie nuevos
contenedores de inferencias. Poco después del arranque del contenedor, SageMaker comienza a enviar
solicitudes GET periódicas a la/ping.

El requisito más sencillo en el contenedor es responder con un código de estado HTTP 200 y un cuerpo
vacío. Esto indica a SageMaker que el contenedor está listo para aceptar solicitudes de inferencia en la/
invocations.

Si el contenedor no empieza a superar las comprobaciones de estado, respondiendo de forma coherente a
200 s, durante los 4 minutos posteriores tras el arranque,CreateEndPointfallará, dejando el extremo en
un estado fallido, y la actualización solicitada porUpdateEndpointno se completará.

Puesto que la barrera mínima es que el contenedor devuelva un código 200 estático, un desarrollador del
contenedor puede usar esta funcionalidad para realizar más comprobaciones. El tiempo de espera de la
solicitud en los intentos de /ping es de 2 segundos.
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Uso de un registro Docker privado para contenedores de inferencias en tiempo
real
El alojamiento de Amazon SageMaker le permite utilizar imágenes almacenadas en Amazon ECR para
crear sus contenedores para una inferencia en tiempo real de forma predeterminada. Opcionalmente,
puede crear contenedores para la inferencia en tiempo real a partir de imágenes en un registro Docker
privado. El registro privado debe ser accesible desde una VPC de Amazon de su cuenta. Los modelos
que cree basándose en las imágenes almacenadas en el registro Docker privado deben configurarse
para conectarse a la misma VPC en la que se puede acceder al registro Docker privado. Para obtener
información acerca de la conexión de un modelo a una VPC, consulteProporcione acceso a los puntos de
enlace alojados de SageMaker a los recursos en su Amazon VPC (p. 2647).

Su registro de Docker debe estar protegido con un certificado TLS procedente de una autoridad de
certificación pública (CA) conocida.

Note

El registro privado de Docker debe permitir el tráfico entrante de los grupos de seguridad que
especifique en la configuración de VPC del modelo, de modo que el alojamiento de SageMaker
pueda extraer imágenes de modelo del registro.
SageMaker puede extraer imágenes de modelos de DockerHub si hay una ruta a Internet abierta
dentro de su VPC.

Temas
• Almacenar imágenes en un Registro Docker privado distinto de Amazon Elastic Container

Registry (p. 2274)
• Utilizar una imagen de un Registro Docker Privado para una inferencia en tiempo real (p. 2274)
• Permitir que SageMaker se autentique en un registro de Docker privado (p. 2276)
• Creación de la función Lambda (p. 2276)
• Dar permiso a su función de ejecución a Lambda (p. 2276)
• Creación de un punto de enlace de la VPC de la interfaz para Lambda (p. 2277)

Almacenar imágenes en un Registro Docker privado distinto de Amazon Elastic Container Registry

Para utilizar un registro privado de Docker para almacenar sus imágenes para una inferencia en tiempo
real de SageMaker, cree un registro privado al que se pueda acceder desde su Amazon VPC. Para
obtener información acerca de la creación de un registro de Docker, consulteImplementar un servidor del
Registroen la documentación de Docker. El registro de Docker debe cumplir con lo siguiente:

• El registro debe ser unAPI HTTP V2 de Docker Registryregistro.
• Debe tener acceso al registro de Docker desde la misma VPC que especifique en laVpcConfigEl

parámetro que especifica al crear el modelo.

Utilizar una imagen de un Registro Docker Privado para una inferencia en tiempo real

Cuando crea un modelo e implementa en el alojamiento de SageMaker, puede especificar que use
una imagen de su registro Docker privado para crear el contenedor de inferencia. Especifique esto
en el cuadroImageConfigen el cuadro de diálogoPrimaryContainerque pasa a una llamada al
parámetrocreate_modelfunción.

Para usar una imagen almacenada en su registro Docker privado para su contenedor de inferencia

1. Cree el objeto de configuración de imagen y especifique un valor deVpcpara
laRepositoryAccessMode.

image_config = {
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                    'RepositoryAccessMode': 'Vpc'
               }

2. Si su registro Docker privado requiere autenticación, agregue unRepositoryAuthConfigal
objeto de configuración de la imagen. Para el registroRepositoryCredentialsProviderArndel
campoRepositoryAuthConfig, especifique el Nombre de recurso de Amazon (ARN) de un
objetoAWS Lambdaque proporciona credenciales que permiten a SageMaker autenticarse en su
Docker Registry privado. Para obtener más información sobre cómo crear la función Lambda para
proporcionar autenticación, consultePermitir que SageMaker se autentique en un registro de Docker
privado (p. 2276).

image_config = {
                    'RepositoryAccessMode': 'Vpc',
                    'RepositoryAuthConfig': {
                       'RepositoryCredentialsProviderArn':
 'arn:aws:lambda:Region:Acct:function:FunctionName'
                     }
               }

3. Cree el objeto contenedor principal al que desea pasarcreate_modelCon el objeto de configuración
de imágenes que creó en el paso anterior.

primary_container = {
    'ContainerHostname': 'ModelContainer',
    'Image': 'myteam.myorg.com/docker-local/my-inference-image:latest',
    'ImageConfig': image_config
}

4. Especifique el nombre de modelo y la función de ejecución que desea transferir acreate_model.

model_name = 'vpc-model'
execution_role_arn = 'arn:aws:iam::123456789012:role/SageMakerExecutionRole'

5. Especifique uno o varios grupos de seguridad y subredes para la configuración de VPC para el
modelo. Su registro privado de Docker debe permitir el tráfico de entrada procedente de los grupos
de seguridad que especifique. Las subredes que especifique deben estar en la misma VPC que su
registro privado de Docker.

vpc_config = {
    'SecurityGroupIds': ['sg-0123456789abcdef0'],
    'Subnets': ['subnet-0123456789abcdef0','subnet-0123456789abcdef1']
}

6. Obtenga un cliente Boto3 SageMaker.

import boto3
sm = boto3.client('sagemaker')

7. Cree el modelo llamando acreate_model, utilizando los valores especificados en los pasos
anteriores para elPrimaryContaineryVpcConfigparámetros.

try:
    resp = sm.create_model(
        ModelName=model_name,
        PrimaryContainer=primary_container,
        ExecutionRoleArn=execution_role_arn,
        VpcConfig=vpc_config,
    )
except Exception as e:
    print(f'error calling CreateModel operation: {e}')
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else:
    print(resp)

8. Por último, llame acreate_endpoint_configycreate_endpointPara crear el punto de enlace de
alojamiento, utilizando el modelo creado en el paso anterior.

endpoint_config_name = 'my-endpoint-config'
sm.create_endpoint_config(
    EndpointConfigName=endpoint_config_name,
    ProductionVariants=[
        {
            'VariantName': 'MyVariant',
            'ModelName': model_name,
            'InitialInstanceCount': 1,
            'InstanceType': 'ml.t2.medium'
        },
    ],
)

endpoint_name = 'my-endpoint'
sm.create_endpoint(
    EndpointName=endpoint_name,
    EndpointConfigName=endpoint_config_name,
)

sm.describe_endpoint(EndpointName=endpoint_name)

Permitir que SageMaker se autentique en un registro de Docker privado

Para extraer una imagen de inferencia de un registro Docker privado que requiere autenticación, cree
unAWS LambdaCuando se proporciona credenciales y proporciona el nombre de recurso de Amazon
(ARN) de la función Lambda al llamar acreate_model. Cuando SageMaker se ejecutacreate_model,
llama a la función Lambda que especificó para obtener credenciales para autenticarse en su registro
Docker.

Creación de la función Lambda

Creación de unAWS Lambdaque devuelve una respuesta con el siguiente formulario:

def handler(event, context):
   response = {
      "Credentials": {"Username": "username", "Password": "password"}
   }
   return response

Dependiendo de cómo configure la autenticación para su registro Docker privado, las credenciales que
devuelve la función Lambda pueden significar cualquiera de las siguientes opciones:

• Si configura su registro Docker privado para usar la autenticación básica, este es
elnombreDeUsuarioycontraseñaPara autenticarse en el registro.

• Si configura su registro privado de Docker para usar la autenticación de token de portador,
elnombreDeUsuarioycontraseñase envían a su servidor de autorización, que devuelve un token Bearer
que luego se puede usar para autenticarse en el registro Docker privado.

Dar permiso a su función de ejecución a Lambda

El rol de ejecución que se utiliza para llamar acreate_modeldebe tener permisos para llamar aAWS
LambdaFunciones de . Añada lo siguiente a la política de permisos de su rol de ejecución.
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{
    "Effect": "Allow",
    "Action": [
        "lambda:InvokeFunction"
    ],
    "Resource": [
        "arn:aws:lambda:*:*:function:*myLambdaFunction*"
    ]
}

DondeMyLambdaFunctiones el nombre de la función de Lambda. Para obtener información acerca de
cómo editar una política de permisos de función, consulteModificación de una política de permisos de rol
(consola)en laAWS Identity and Access ManagementGuía del usuario de.

Note

Un rol de ejecución con elAmazonSageMakerFullAccesstiene permiso para llamar a cualquier
función de Lambda conSageMakerEn su nombre.

Creación de un punto de enlace de la VPC de la interfaz para Lambda

Cree un extremo de interfaz para que su Amazon VPC pueda comunicarse con suAWS LambdaFunción
sin enviar tráfico a través de Internet. Para obtener información acerca de cómo hacerlo,
consulteConfiguración de puntos de conexión de la VPC de tipo interfaz para Lambdaen laAWS
LambdaGuía para desarrolladores.

El hosting de SageMaker envía una solicitud a través de su VPC
alambda.region.amazonaws.comPara llamar a la función de Lambda. Si elige Nombre DNS privado
al crear el extremo de la interfaz, Amazon Route 53 enruta la llamada al extremo de la interfaz Lambda. Si
utiliza un proveedor DNS diferente, asegúrese de asignarlambda.region.amazonaws.comA su punto
de enlace de la interfaz de Lambda.

Usar el código de inferencia propio con la transformación por
lotes
En esta sección se explica cómo Amazon SageMaker interactúa con un contenedor de Docker que ejecuta
su propio código de inferencia para la transformación por lotes. Utilice esta información para escribir el
código de inferencia y crear una imagen de Docker.

Temas
• Ejecución de SageMaker de la imagen de inferencia (p. 2277)
• Cómo carga SageMaker artefactos de modelos (p. 2278)
• Cómo los contenedores ofrecen solicitudes (p. 2279)
• Cómo debe responder su contenedor a las solicitudes de inferencia (p. 2279)
• Cómo debe responder su contenedor a las solicitudes de comprobación de estado (ping) (p. 2280)

Ejecución de SageMaker de la imagen de inferencia

Para configurar un contenedor para que se inicie como un archivo ejecutable, utilice una instrucción
ENTRYPOINT en un Dockerfile. Tenga en cuenta lo siguiente:

• Para las transformaciones por lotes, SageMaker ejecuta el contenedor de la siguiente forma:

docker run image serve
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SageMaker anula el valor predeterminadoCMDespecificando las declaraciones de un contenedor
especificando el valorservedespués del nombre de imagen. El argumento serve anula los argumentos
que proporciona con el comando CMD en el Dockerfile.

 
• Le recomendamos que utilice la forma exec de la instrucción ENTRYPOINT:

ENTRYPOINT ["executable", "param1", "param2"]

Por ejemplo:

ENTRYPOINT ["python", "k_means_inference.py"]

 
• SageMaker establece las variables de entorno especificadas en CreateModely
CreateTransformJoben el contenedor. Además, se rellenan las variables de entorno siguientes:
• SAGEMAKER_BATCH siempre se establece en true cuando se ejecuta el contenedor en

transformación por lotes.
• SAGEMAKER_MAX_PAYLOAD_IN_MBse establece en la carga de mayor tamaño que se envía al

contenedor a través de HTTP.
• SAGEMAKER_BATCH_STRATEGYtoma el valorSINGLE_RECORDcuando el contenedor se envía un solo

registro por llamada a las invocaciones yMULTI_RECORDcuando el contenedor obtiene tantos registros
como caben en la carga útil.

• SAGEMAKER_MAX_CONCURRENT_TRANSFORMS se establece en el número máximo de solicitudes de /
invocations que pueden abrirse de forma simultánea.

Note

Las últimas tres variables de entorno proceden de la llamada a la API realizadas por el usuario.
Si el usuario no establece valores para ellos, no se transmiten. En ese caso, se utilizan los
valores predeterminados o los valores solicitados por el algoritmo (en respuesta a los /
execution-parameters).

• Si tiene previsto utilizar los dispositivos GPU para inferencias de modelos (especificando instancias de
computación de ML basadas en GPU en su solicitud CreateTransformJob), asegúrese de que los
contenedores son compatibles con nvidia-docker. No cree un paquete con controladores de NVIDIA con
la imagen. Para obtener más información sobre nvidia-docker, consulte NVIDIA/nvidia-docker.

 
• No puede usar el comandoinitEl inicializador como punto de entrada en los contenedores de

SageMaker, ya que se confunde con los argumentos de servicio y capacitación.

Cómo carga SageMaker artefactos de modelos

En un CreateModel, las definiciones de contenedor incluyen elModelDataUrl, que identifica la
ubicación en Amazon S3 en la que se almacenan los artefactos de modelo. Cuando utiliza SageMaker
para ejecutar inferencias, este utiliza esta información para determinar desde dónde se deben copiar los
artefactos del modelo. Copia los artefactos en el directorio /opt/ml/model en el contenedor de Docker
para que los utilice el código de interferencia.

El parámetro ModelDataUrl debe apuntar a un archivo tar.gz. De lo contrario, SageMaker no puede
descargar el archivo. Si capacita un modelo en SageMaker, este guarda los artefactos como un único
archivo tar comprimido en Amazon S3. Si capacita un modelo en otro marco de trabajo, debe almacenar
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los artefactos del modelo en Amazon S3 como un archivo tar comprimido. SageMaker descomprime
este archivo tar y lo guarda en el/opt/ml/modelen el contenedor antes de que se inicie el trabajo de
transformación por lotes.

Cómo los contenedores ofrecen solicitudes

Los contenedores deben implementar un servidor web que responda a las invocaciones y solicitudes de
ping en el puerto 8080. Para las transformaciones por lotes, tiene la opción de definir algoritmos para
implementar solicitudes execution-parameters que proporcionen una configuración dinámica del tiempo de
ejecución a SageMaker. SageMaker utiliza los siguientes puntos finales:

• ping: se utiliza para comprobar periódicamente el estado del contenedor. SageMaker espera un
HTTP200código de estado y un cuerpo vacío para una solicitud de ping correcta antes de enviar una
solicitud de invocación. Podría utilizar una solicitud de ping para cargar un modelo en la memoria con
objeto de generar inferencias al enviar las solicitudes de invocaciones.

• (Opcional)execution-parameters: permite que el algoritmo proporcione los parámetros de
ajuste óptimos para un trabajo durante el tiempo de ejecución. El algoritmo elige los valores
MaxConcurrentTransforms, BatchStrategy y MaxPayloadInMB apropiados para el trabajo en
función de la memoria y las CPU disponibles para un contenedor.

Antes de llamar a la solicitud de invocaciones, SageMaker intenta invocar la solicitud execution-
parameters. Al crear un trabajo de transformación por lotes, puede proporcionar valores para
laMaxConcurrentTransforms,BatchStrategy, yMaxPayloadInMBparámetros. SageMaker determina
los valores de estos parámetros utilizando este orden de prioridad:

1. Los valores de los parámetros que se proporcionan al crear elCreateTransformJobrequest.
2. Los valores que devuelve el contenedor de modelos cuando SageMaker invoca el punto de enlace de

execution-parameters >
3. Los valores predeterminados de los parámetros, que se muestran en la siguiente tabla.

Parámetro Valores predeterminados

MaxConcurrentTransforms 1

BatchStrategy MULTI_RECORD

MaxPayloadInMB 6

La respuesta para una solicitud execution-parameters GET es un objeto JSON con claves para los
parámetros MaxConcurrentTransforms, BatchStrategy y MaxPayloadInMB. Este es un ejemplo de
respuesta válida:

{
“MaxConcurrentTransforms”: 8,
“BatchStrategy": "MULTI_RECORD",
"MaxPayloadInMB": 6
}

Cómo debe responder su contenedor a las solicitudes de inferencia

Para obtener inferencias, Amazon SageMaker envía una solicitud POST al contenedor de inferencia. El
cuerpo de la solicitud POST contiene datos de Amazon S3. Amazon SageMaker transmite la solicitud al
contenedor y devuelve el resultado de inferencia del contenedor, guardando los datos de la respuesta a
Amazon S3.
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Para recibir solicitudes de inferencia, el contenedor debe tener un servidor web que realice la escucha en
el puerto 8080 y que acepte las solicitudes POST al punto de enlace /invocations. Sus contenedores
de modelos deben responder a las solicitudes en un plazo de 600 segundos.

Cómo debe responder su contenedor a las solicitudes de comprobación de
estado (ping)

El requisito más sencillo en el contenedor es responder con un código de estado HTTP 200 y un cuerpo
vacío. Esto indica a SageMaker que el contenedor está listo para aceptar solicitudes de inferencia en la/
invocations.

Puesto que la barrera mínima es que el contenedor devuelva un código 200 estático, un desarrollador del
contenedor puede usar esta funcionalidad para realizar más comprobaciones. El tiempo de espera de la
solicitud en los intentos de /ping es de 2 segundos.

Ejemplo de blocs de notas: Utilice su propio
algoritmo o modelo

Los siguientes blocs de notas muestran cómo utilizar sus propios algoritmos o modelos precapacitados
desde una instancia de bloc de notas de Amazon SageMaker. Para obtener enlaces a los repositorios
de GitHub con los Dockerfiles prediseñados para los marcos de trabajo TensorFlow, MXNet, Chainer
y PyTorch e instrucciones sobre el uso de laAWS SDK for Python (Boto3)Para ejecutar sus propios
algoritmos de capacitación en SageMaker Learner y sus propios modelos en alojamiento de SageMaker,
consulteImágenes preconstruidas de Docker de SageMaker para el aprendizaje profundo (p. 2238)

Setup
1. Cree una instancia de bloc de notas de SageMaker. Para obtener instrucciones sobre cómo crear y

obtener acceso a instancias de bloc de notas de Jupyter, consulteUso de las instancias de Amazon
SageMaker (p. 131).

2. Abra la instancia de bloc de notas creada.
3. Elija el iconoEjemplos de SageMakerpara obtener una lista de todos los cuadernos de ejemplo de

SageMaker.
4. Abra los cuadernos de ejemplo desde la pestañaFuncionalidad avanzadaEn su instancia de bloc de

notas o desde GitHub mediante los enlaces facilitados. Para abrir un bloc de notas, elija su pestaña
Use (Usar) y, a continuación, elija Create copy (Crear copia).

Modelos anfitriones entrenados en Scikit-Learn
Para obtener información sobre cómo alojar modelos capacitados en SageMaker para realizar
predicciones en SageMaker inyectándolos en contenedores k-means y XGBoost de, consulte los
siguientes ejemplos de blocs de notas.

• kmeans_bring_your_own_model
• xgboost_bring_your_own_model
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Paquete de modelos TensorFlow y ScitKit-Learn para
uso en SageMaker
Para obtener información sobre cómo empaquetar algoritmos desarrollados en marcos de trabajo
TensorFlow y scikit-learn para capacitación e implementación en el entorno de SageMaker, consulte los
siguientes blocs de notas. Muestran cómo crear, registrar e implementar sus propios contenedores de
Docker mediante los Dockerfiles.

• tensorflow_bring_your_own
• scikit_bring_your_own

Capacite e implemente una red neuronal en
SageMaker
Para obtener información sobre cómo capacitar localmente una red neuronal con MXNet o TensorFlow y
y, a continuación crear un punto de enlace a partir del modelo capacitado e implementarlo en SageMaker,
consulte los siguientes blocs de notas. El modelo MXNet está capacitada para reconocer los números
escritos a mano desde el conjunto de datos MNIST. El modelo de TensorFlow está capacitado para
clasificar iris.

• mxnet_mnist_byom
• tensorflow_iris_byom

Formación con el modo de tubería
Para obtener información sobre cómo utilizar un Dockerfile para crear un contenedor que llame a
latrain.py scripty utiliza un modo de canalización para capacitar de forma personalizada n algoritmo,
consulte los siguientes bloc de notas. En modo de canalización, los datos de entrada se transfieren al
algoritmo mientras se capacita. Esto puede reducir el tiempo de capacitación en comparación con el uso
del modo de archivo.

• pipe_bring_your_own

Utilice su propio modelo R
Para obtener información sobre cómo utilizar un contenedor R para capacitar y alojar un modelo con el
kernel R instalado en un bloc de notas, consulte el siguiente bloc de notas. Para aprovechar laAWSSDK
for Python (Boto3), utilizamos Python dentro del bloc de notas. Puede lograr los mismos resultados en R
invocando argumentos de la línea de comandos.

• r_bring_your_own

Extender una imagen de contenedor PyTorch
preconstruida
Para obtener información sobre cómo ampliar una imagen de contenedor de SageMaker PyTorch
prediseñada cuando tenga requisitos funcionales adicionales para su algoritmo o modelo que la imagen de
Docker prediseñada no admita, consulte los siguientes bloc de notas.
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en un contenedor personalizado

• pytorch_extending_our_containers

Entrenar y depurar trabajos de capacitación en un
contenedor personalizado
Para obtener información sobre cómo entrenar y depurar trabajos de formación con SageMaker
Debugger, consulte el siguiente bloc de notas. Un script de capacitación proporcionado a través de
este ejemplo utiliza el modelo TensorFlow Keras ResNet 50 y el dataset CIFAR10. Un contenedor
personalizado de Docker se crea con el script de formación y se envía a Amazon ECR. Mientras se ejecuta
el trabajo de capacitación, Debugger recopila salidas de tensor e identifica problemas de depuración.
consmdebugherramientas de biblioteca cliente, puede establecer unsmdebugque llama al trabajo de
formación y a la información de depuración, compruebe el estado de la regla de formación y depurador y
recupere los tensores guardados en un depósito de Amazon S3 para analizar problemas de formación.

• build_your_own_container_with_debugger

Solución de problemas con contenedores de
Docker

Los siguientes son errores comunes que puede encontrar cuando usa contenedores de Docker con
SageMaker. Cada error es seguido por una solución al error.

• Error: SageMaker ha perdido el demonio de Docker.

Para corregir este error, reinicie Docker con el siguiente comando.

sudo service docker restart

• Error: La/tmpde su contenedor de Docker se ha quedado sin espacio.

Los contenedores de Docker usan el/y/tmpparticiones para almacenar código. Estas particiones
pueden llenarse fácilmente cuando se usan módulos de código grandes en modo local. El SDK de
Python de SageMaker admite especificar un directorio temporal personalizado para el directorio raíz de
modo local para evitar este problema.

Para especificar el directorio temporal personalizado en el almacenamiento de volumen de EBS, cree
un archivo en la siguiente ruta~/.sagemaker/config.yamly agregue la siguiente configuración.
El directorio que especifique comocontainer_rootDebe existir previamente. El SDK de Python de
SageMaker no intentará crearlo.

local:
container_root: /home/ec2-user/SageMaker/temp

Con esta configuración, el modo local utiliza el/tempy no el directorio predeterminado/tmpDirectorio.
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Flujos de trabajo de SageMaker
Puede gestionar sus flujos de trabajo de formación y de inferencia de Amazon SageMaker utilizando
Amazon SageMaker Studio y el SDK de Python de Amazon SageMaker. Con las herramientas disponibles,
puede simplificar su proceso de SageMaker e integrarlo en su proyecto existente.

Se admiten las siguientes tecnologías de flujo de trabajo.

• Model Building Pipelines de Amazon SageMaker (p. 2283): la herramienta de SageMaker para crear y
administrar tuberías ML de extremo a extremo.

• Flujos de trabajo de flujos de: API de SageMaker para exportar configuraciones para crear y administrar
flujos de trabajo de flujo de aire.

• Orquestación de Kubernetes (p. 2374): operadores personalizados de SageMaker para su clúster de
Kubernetes, así como componentes personalizados para Kubeflow Pipelines.

• AWS Step Functions: cree flujos de trabajo de aprendizaje automático con varios pasos en Python que
organicen la infraestructura de SageMaker sin tener que aprovisionar sus recursos por separado.

Para obtener más información sobre cómo administrar el entrenamiento e inferencia de SageMaker,
consulteFlujos de trabajo del SDK de Python de Amazon SageMaker.

Temas
• Model Building Pipelines de Amazon SageMaker (p. 2283)
• Automatice MLOPs con proyectos de SageMaker (p. 2341)
• Seguimiento del linaje de Amazon SageMaker ML (p. 2366)
• Orquestación de Kubernetes (p. 2374)

Model Building Pipelines de Amazon SageMaker
Amazon SageMaker Model Building Pipelines es una herramienta para crear canalizaciones de
aprendizaje automático que aprovechen la integración directa de SageMaker. Debido a esta integración,
puede crear una canalización y configurar Proyectos de SageMaker para la orquestación utilizando una
herramienta que gestiona gran parte de la creación y gestión de pasos por usted. SageMaker Pipelines
ofrece las siguientes ventajas con respecto a otrosAWSofertas de flujo de trabajo:

Integración de SageMaker

SageMaker Pipelines está integrado directamente con SageMaker, por lo que no necesita interactuar
con ningún otroAWSServicios de . Tampoco es necesario administrar ningún recurso porque SageMaker
Pipelines es un servicio totalmente administrado, lo que significa que crea y administra recursos para
usted.

IntegrSageMaker del SDK de Python

Dado que SageMaker Pipelines está integrado con el SDK de Python de SageMaker, puede crear
sus canalizaciones mediante programación utilizando una interfaz de Python de alto nivel con la
que puede que ya esté familiarizado. Para ver la documentación del SDK de SageMaker Python,
consulteCanalizaciones.
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Integración de SageMaker Studio

SageMaker Studio ofrece un entorno para administrar la experiencia integral de SageMaker Pipelines.
Usando Studio, puede omitir elAWSpara toda la gestión del flujo de trabajo. Para obtener más información
sobre cómo administrar las canalizaciones de SageMaker desde SageMaker Studio, consulteVer, rastrear
y ejecutar canalizaciones de SageMaker en SageMaker Studio (p. 2326).

Seguimiento del linaje de datos

Con SageMaker Pipelines puede realizar un seguimiento del historial de sus datos dentro de la ejecución
de la canalización. Amazon SageMaker ML Lineage Tracking le permite analizar de dónde procedían
los datos, dónde se utilizaron como entrada y las salidas que se generaron a partir de ella. Por ejemplo,
puede ver los modelos creados a partir de un dataset individual y puede ver los datasets que entraron en
la creación de un modelo individual. Para obtener más información, consulte Seguimiento del linaje de
Amazon SageMaker ML (p. 2366).

Reutilización de pasos

Con SageMaker Pipelines, puede designar pasos para el almacenamiento en caché. Cuando un paso
se almacena en caché, se indexa para su reutilización más adelante si el mismo paso se ejecuta de
nuevo. Como resultado, puede reutilizar la salida de ejecuciones de pasos anteriores del mismo paso en
la misma canalización sin tener que ejecutar el paso de nuevo. Para obtener más información sobre el
almacenamiento en caché de pasos, consultePasos de canalización de almacenamiento (p. 2300).

Temas
• Descripción general de canalizaciones de SageMaker (p. 2284)
• Crear y administrar canalizaciones de SageMaker (p. 2309)

Descripción general de canalizaciones de SageMaker
Una canalización de Model Building Pipelines de Amazon SageMaker es una serie de pasos
interconectados que se definen mediante una definición de canalización JSON. Esta definición de
canalización codifica una canalización mediante un gráfico acíclico dirigido (DAG). Este DAG proporciona
información sobre los requisitos y las relaciones entre cada paso de su canalización. La estructura del DAG
de una canalización está determinada por las dependencias de datos entre pasos. Estas dependencias
de datos se crean cuando las propiedades de la salida de un paso se pasan como entrada a otro paso. La
siguiente imagen es un ejemplo de DAG de canalización:

2284



Amazon SageMaker Developer Guide
Información general sobre la

En los siguientes temas, se describen conceptos fundamentales de SageMaker Pipelines. Para obtener un
tutorial que describe la implementación de estos conceptos, consulteCrear y administrar canalizaciones de
SageMaker (p. 2309).

Temas
• Estructura de canalizaciones (p. 2286)
• Administración de accesos (p. 2286)
• Parámetros de tubería (p. 2288)
• Pasos de tubería (p. 2288)
• Archivos de propiedades yJsonGet (p. 2299)
• Pasos de canalización de almacenamiento (p. 2300)
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• Integración de Amazon EventBridge (p. 2301)
• Integración de los experimentos de Amazon SageMaker (p. 2303)
• Cuotas de canalizaciones de SageMaker (p. 2306)
• Solución de problemas de tuberías de construcción de modelos de Amazon SageMaker (p. 2308)

Estructura de canalizaciones
Una instancia de canalización se compone de unname,parameters, ysteps. Los nombres de
canalización deben ser únicos dentro de un(account, region)par. Todos los parámetros utilizados en
las definiciones de pasos deben definirse en la tubería. Los pasos pasados a la canalización no necesitan
aparecer en el orden de ejecución porque los propios pasos definen las relaciones entre ellos mediante
dependencias de datos. El servicio SageMaker Pipelines resuelve las relaciones entre los pasos del
DAG de dependencia de datos para crear una serie de pasos que finaliza la ejecución. A continuación se
muestra un ejemplo de una estructura de tubería.

from sagemaker.workflow.pipeline import Pipeline

pipeline_name = f"AbalonePipeline"
pipeline = Pipeline(
    name=pipeline_name,
    parameters=[
        processing_instance_type, 
        processing_instance_count,
        training_instance_type,
        model_approval_status,
        input_data,
        batch_data,
    ],
    steps=[step_process, step_train, step_eval, step_cond],
)

Administración de accesos
En las siguientes secciones se describen laAWS Identity and Access Management(IAM) para Amazon
SageMaker Model Building Pipelines. Para ver un ejemplo de cómo puede implementar estos permisos,
consulte.Prerequisites (p. 2311).

Temas
• Permisos de función canalización (p. 2286)
• Permisos de paso de tubería (p. 2287)
• Políticas de control de servicios con canalizaciones (p. 2287)

Permisos de función canalización

La canalización requiere un rol de ejecución de canalización de IAM que se pasa a SageMaker Pipelines
al crear una canalización. El rol de la instancia de SageMaker que está creando la canalización debe tener
la opcióniam:PassRolepara el rol de ejecución de canalización con el fin de pasarlo. Para obtener más
información acerca de los roles de IAM, consulteRoles de IAM.

Su función de ejecución de canalización requiere los siguientes permisos:

• Para pasar cualquier rol a un trabajo de SageMaker dentro de una canalización,
eliam:PassRolepermiso para el rol que se está pasando. 

• CreateyDescribepermisos para cada uno de los tipos de trabajo de la canalización.
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• Permisos de Amazon S3 para utilizar elJsonGetfunción. Puede controlar el acceso a sus recursos de
Amazon S3 mediante políticas basadas en recursos y políticas basadas en identidad. Se aplica una
política basada en recursos a su depósito de Amazon S3 y concede acceso a SageMaker Pipelines al
depósito. Una política basada en la identidad le da a su canalización la posibilidad de realizar llamadas
de Amazon S3 desde su cuenta. Para obtener más información sobre las políticas basadas en recursos
y las políticas basadas en identidad, consultePolíticas basadas en identidad y políticas basadas en
recursos.

{
    "Action": [
        "s3:GetObject",
        "s3:HeadObject"
    ],
    "Resource": "arn:aws:s3:::<your-bucket-arn>/*",
    "Effect": "Allow"
}

Permisos de paso de tubería

Las canalizaciones de SageMaker incluyen pasos que ejecutan trabajos de SageMaker. Para que los
pasos de canalización ejecuten estos trabajos, requieren un rol de IAM en su cuenta que proporcione
acceso al recurso necesario. Esta función se transfiere a la entidad de servicio de SageMaker por su
canalización. Para obtener más información acerca de los roles de IAM, consulteRoles de IAM.

De forma predeterminada, cada paso asume la función de ejecución de canalización. Opcionalmente,
puede pasar un rol diferente a cualquiera de los pasos de la canalización. Esto garantiza que el código de
cada paso no tenga la capacidad de afectar a los recursos utilizados en otros pasos a menos que exista
una relación directa entre los dos pasos especificados en la definición de canalización. Se pasan estos
roles al definir el procesador o el estimador para el paso. Para ver ejemplos de cómo incluir estos roles en
estas definiciones, consulte laDocumentación del SDK de Python de SageMaker.

Políticas de control de servicios con canalizaciones

Las políticas de control de servicios (SCP) son un tipo de política de organización que puede utilizar
para administrar permisos en su organización. Las políticas de control de servicios (SCP) ofrecen un
control central sobre los máximos permisos disponibles para todas las cuentas de su organización. Al
usar SageMaker Pipelines dentro de su organización, puede asegurarse de que los científicos de datos
gestionen sus ejecuciones de canalizaciones sin tener que interactuar con elAWSconsola de . 

Si utiliza una VPC con su SCP que restringe el acceso a Amazon S3, debe tomar medidas para permitir
que su canalización acceda a otros recursos de Amazon S3.

Para permitir que SageMaker Pipelines acceda a Amazon S3 fuera de su VPC con elJsonGet, actualice
el SCP de su organización para asegurarse de que el rol que utiliza SageMaker Pipelines pueda acceder a
Amazon S3. Para ello, cree una excepción para los roles que utiliza el ejecutor de SageMaker Pipelines a
través de la función de ejecución de canalización mediante una etiqueta principal y una clave de condición.

Para permitir que SageMaker Pipelines acceda a Amazon S3 fuera de su VPC

1. Cree una etiqueta única para su función de ejecución de canalización siguiendo los pasos descritos
enEtiquetado de usuarios y roles de IAM.

2. Otorgue una excepción en su SCP usando el comandoAws:PrincipalTag IAMpara la etiqueta
que creó. Para obtener más información, consulteCrear, actualizar y eliminar políticas de control de
servicios.
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Parámetros de tubería
Puede introducir variables en la definición de tubería utilizando parámetros. Los parámetros que defina se
pueden hacer referencia en toda la definición de tubería. Los parámetros tienen un valor predeterminado,
que se puede anular especificando valores de parámetros al iniciar la ejecución de una tubería. El valor
predeterminado debe ser una instancia que coincida con el tipo de parámetro. Todos los parámetros
utilizados en las definiciones de pasos deben definirse en la definición de tubería. Amazon SageMaker
Model Building Pipelines admite los siguientes tipos de parámetros:

• ParameterString— Representa unstrTipo de Python.
• ParameterInteger— Representa unintTipo de Python.
• ParameterFloat— Representa unfloatTipo de Python.

Los parámetros tienen el siguiente formato:

<parameter> = <parameter_type>(
    name="<parameter_name>",
    default_value=<default_value>
)

A continuación se muestra un ejemplo de implementación de parámetros:

from sagemaker.workflow.parameters import (
    ParameterInteger,
    ParameterString,
    ParameterFloat
)

processing_instance_count = ParameterInteger(
    name="ProcessingInstanceCount",
    default_value=1
)

Pasará el parámetro al crear la tubería de la siguiente manera:

pipeline = Pipeline(
    name=pipeline_name,
    parameters=[
        processing_instance_count
    ],
    steps=[step_process]
)

También puede pasar un valor de parámetro que difiere del valor predeterminado a una ejecución de
canalización de la siguiente manera:

execution = pipeline.start(
    parameters=dict(
        ProcessingInstanceType="ml.c5.xlarge",
        ModelApprovalStatus="Approved"
    )
)

Pasos de tubería
Las tuberías de SageMaker se componen de pasos. Estos pasos definen las acciones que realiza la
canalización y las relaciones entre los pasos que utilizan propiedades.
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Temas
• Tipos de pasos (p. 2289)
• Propiedades de paso (p. 2297)
• Dependencia de datos entre pasos (p. 2297)
• Dependencia personalizada entre pasos (p. 2298)
• Utilizar una imagen personalizada en un paso (p. 2299)

Tipos de pasos

A continuación se describen los requisitos de cada tipo de paso y se proporciona un ejemplo de
implementación del paso. Estas no son implementaciones funcionales porque no proporcionan los
recursos y las entradas necesarios. Para obtener un tutorial que implemente estos pasos, consulteCrear y
administrar canalizaciones de SageMaker (p. 2309).

Amazon SageMaker Model Building Pipelines admiten los siguientes tipos de pasos:

• Processing (p. 2289)
• Entrenamiento (p. 2290)
• Ajuste (p. 2291)
• CreateModel (p. 2292)
• RegisterModelo (p. 2292)
• Transform (p. 2293)
• Condición (p. 2293)
• Devolución de llamada (p. 2294)
• Lambda (p. 2295)

Paso de procesamiento

Utilice un paso de procesamiento para crear un trabajo de procesamiento para el procesamiento de datos.
Para obtener más información sobre el procesamiento de trabajos, consulteProcesar datos y evaluar
modelos.

Un paso de procesamiento requiere un procesador, una secuencia de comandos de Python que define el
código de procesamiento, salidas para el procesamiento y argumentos de trabajo. En el ejemplo siguiente
se muestra cómo crear unProcessingStepDefinición. Para obtener más información sobre los requisitos
de pasos de procesamiento, consulte laSageMaker.workflow.Steps.ProcessingStep.

from sagemaker.sklearn.processing import SKLearnProcessor

sklearn_processor = SKLearnProcessor(framework_version='0.20.0',
                                     role=<role>,
                                     instance_type='ml.m5.xlarge',
                                     instance_count=1)

from sagemaker.processing import ProcessingInput, ProcessingOutput
from sagemaker.workflow.steps import ProcessingStep

step_process = ProcessingStep(
    name="AbaloneProcess",
    processor=sklearn_processor,
    inputs=[
      ProcessingInput(source=<input_data>, destination="/opt/ml/processing/input"),
    ],
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    outputs=[
        ProcessingOutput(output_name="train", source="/opt/ml/processing/train"),
        ProcessingOutput(output_name="validation", source="/opt/ml/processing/validation"),
        ProcessingOutput(output_name="test", source="/opt/ml/processing/test")
    ],
    code="abalone/preprocessing.py"
)

Pasar parámetros de tiempo de ejecución

Puede pasar parámetros de tiempo de ejecución a un paso de procesamiento utilizando la
herramientaget_run_argsMétodo de laSDK para Python de Amazon SageMaker. Esto le permite usar
procesadores ademásSKLearnProcessortales comoPySparkProcessorySparkJarProcessor.

En el siguiente ejemplo se muestra cómo transferir parámetros de tiempo de ejecución de un procesador
PySpark a unProcessingStep.

from sagemaker.spark.processing import PySparkProcessor

pyspark_processor = PySparkProcessor(framework_version='2.4',
                                     role=<role>,
                                     instance_type='ml.m5.xlarge',
                                     instance_count=1)

from sagemaker.processing import ProcessingInput, ProcessingOutput

run_args = pyspark_processor.get_run_args(
    "preprocess.py",
    inputs=[
      ProcessingInput(source=<input_data>, destination="/opt/ml/processing/input"),
    ],
    outputs=[
        ProcessingOutput(output_name="train", source="/opt/ml/processing/train"),
        ProcessingOutput(output_name="validation", source="/opt/ml/processing/validation"),
        ProcessingOutput(output_name="test", source="/opt/ml/processing/test")
    ],
    arguments=None
)

from sagemaker.workflow.steps import ProcessingStep

step_process = ProcessingStep(
    name="AbaloneProcess",
    processor=pyspark_processor,
    inputs=run_args.inputs,
    outputs=run_args.outputs,
    job_arguments=run_args.arguments,
    code=run_args.code
)

Paso de entrenamiento

Utilice un paso de capacitación para crear un trabajo de capacitación para capacitar un modelo. Para
obtener más información sobre cómo capacitar trabajos, consulteCapacitación de un modelo con Amazon
SageMaker.

Un paso de entrenamiento requiere un estimador y entradas de datos de capacitación y validación. En
el ejemplo siguiente se muestra cómo crear unTrainingStepDefinición. Para obtener más información
sobre los requisitos del paso de formación, consulte laSageMaker.workflow.Steps.TrainingStep.
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from sagemaker.inputs import TrainingInput
from sagemaker.workflow.steps import TrainingStep

step_train = TrainingStep(
    name="TrainAbaloneModel",
    estimator=xgb_train,
    inputs={
        "train": TrainingInput(
            s3_data=step_process.properties.ProcessingOutputConfig.Outputs[
                "train"
            ].S3Output.S3Uri,
            content_type="text/csv"
        ),
        "validation": TrainingInput(
            s3_data=step_process.properties.ProcessingOutputConfig.Outputs[
                "validation"
            ].S3Output.S3Uri,
            content_type="text/csv"
        )
    }
)

Paso de ajuste

Utilice un paso de ajuste para crear un trabajo de ajuste de hiperparámetros, también conocido como
optimización de hiperparámetros (HPO). Un trabajo de ajuste de hiperparámetros ejecuta varios trabajos
de formación, cada uno de los cuales produce una versión de modelo. Para obtener más información sobre
la optimización de hiperparámetros, consulteRealice un SageMaker (p. 1821).

El trabajo de ajuste está asociado con el experimento de SageMaker para la canalización, con los
trabajos de formación creados como pruebas. Para obtener más información, consulte Integración de
experimentos (p. 2303).

Un paso de ajuste requiere unHyperParameterTunery aportaciones de capacitación. Puede volver a
entrenar los trabajos de ajuste anteriores especificando la propiedadwarm_start_configParámetro de
laHyperparameterTuner. Para obtener más información sobre el ajuste de hiperparámetros y el inicio en
caliente, consulteEjecución de un trabajo de ajuste de hiperparámetros de inicio en caliente (p. 1843).

Puede utilizar elget_top_model_s3_uriMétodo de laSageMaker.Workflow.Steps.TuningSteppara obtener
el artefacto del modelo de una de las versiones de modelo de mayor rendimiento. Para ver un bloc de
notas que muestre cómo usar un paso de ajuste en una canalización de SageMaker, consultesagemaker-
pipelines-tuning-step.ipynb.

Important

Los pasos de ajuste se introdujeron en Amazon SageMaker Python SDK v2.48.0 y Amazon
SageMaker Studio v3.8.0. Debe actualizar Studio antes de utilizar un paso de ajuste o no
se muestre el DAG de canalización. Para actualizar Studio, consulte.Actualizar SageMaker
Studio (p. 128).

En el ejemplo siguiente se muestra cómo crear unTuningStepDefinición.

from sagemaker.tuner import HyperparameterTuner
from sagemaker.inputs import TrainingInput
from sagemaker.workflow.steps import TuningStep
    
step_tuning = TuningStep(
    name = "HPTuning",
    tuner = HyperparameterTuner(...),
    inputs = TrainingInput(s3_data=input_path)
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Obtenga la mejor versión del modelo

En el siguiente ejemplo se muestra cómo obtener la mejor versión del modelo del trabajo de ajuste
con laget_top_model_s3_uriMétodo de. A lo sumo, las 50 mejores versiones de rendimiento están
disponibles clasificadas segúnHyperParameterTuningJobobjective. Latop_kes un índice en las versiones,
dondetop_k=0es la versión de mejor rendimiento ytop_k=49es la versión de peor rendimiento.

best_model = Model(
    image_uri=image_uri,
    model_data=step_tuning.get_top_model_s3_uri(
        top_k=0,
        s3_bucket=sagemaker_session.default_bucket()
    ),
    ...
)

Para obtener más información sobre los requisitos del paso de ajuste, consulte
laSageMaker.Workflow.Steps.TuningStep.

Paso CreateModel

Utilice un paso CreateModel para crear un modelo de SageMaker. Para obtener más información acerca
de los modelos de SageMaker, consulteCapacitación de un modelo con Amazon SageMaker.

Un paso de CreateModel requiere artefactos del modelo e información sobre el tipo de instancia de
SageMaker que debe utilizar para crear el modelo. En el ejemplo siguiente se muestra cómo crear
unCreateModelDefinición de paso Para obtener más información sobre lasCreateModelPara los
requisitos de los pasos de, consulteSageMaker.workflow.Steps.CreateModelStep.

from sagemaker.workflow.steps import CreateModelStep

step_create_model = CreateModelStep(
    name="AbaloneCreateModel",
    model=best_model,
    inputs=inputs
)

Paso de RegisterModel

Utilice un paso RegisterModel para registrar un modelo en un grupo de modelos. Para obtener más
información acerca del registro de modelos, consulteRegistro e implementación de modelos con registro de
modelos (p. 2100).

Un paso RegisterModel requiere un estimador, una salida de datos de modelo de formación y un nombre
de grupo de paquetes de modelos para asociar el paquete de modelos. En el ejemplo siguiente se muestra
cómo crear unRegisterModelDefinición. Para obtener más información sobre lasRegisterModelPara
los requisitos de los pasos de, consulteSageMaker.workflow.step_Collections.registerModel.

from sagemaker.workflow.step_collections import RegisterModel

step_register = RegisterModel(
    name="AbaloneRegisterModel",
    estimator=xgb_train,
    model_data=step_train.properties.ModelArtifacts.S3ModelArtifacts,
    content_types=["text/csv"],
    response_types=["text/csv"],
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    inference_instances=["ml.t2.medium", "ml.m5.xlarge"],
    transform_instances=["ml.m5.xlarge"],
    model_package_group_name=model_package_group_name,
    approval_status=model_approval_status,
    model_metrics=model_metrics
)

Paso de transformación

Utilice un paso de transformación para la transformación por lotes para ejecutar la inferencia en
un conjunto de datos completo. Para obtener más información sobre la transformación por lotes,
consulteEjecución de transformaciones por lotes con canalizaciones de inferencia.

Un paso de transformación requiere un transformador y los datos para ejecutar la transformación
por lotes. En el ejemplo siguiente se muestra cómo crear unTransformDefinición de paso
Para obtener más información sobre lasTransformPara los requisitos de los pasos de,
consulteSageMaker.workflow.Steps.TransformStep. documentación de.

from sagemaker.inputs import TransformInput
from sagemaker.workflow.steps import TransformStep

step_transform = TransformStep(
    name="AbaloneTransform",
    transformer=transformer,
    inputs=TransformInput(data=batch_data)
)

Paso de condición

Utilice un paso de condición para evaluar la condición de las propiedades del paso para evaluar qué acción
se debe realizar a continuación en la canalización.

Un paso de condición requiere una lista de condiciones y una lista de pasos para ejecutar
si la condición se evalúa comotruey una lista de pasos a ejecutar si la condición se evalúa
comofalse. En el ejemplo siguiente se muestra cómo crear unConditionDefinición de
paso Para obtener más información sobre lasConditionPara los requisitos de los pasos de,
consulteSageMaker.workflow.Condition_Step.ConditionStep.

Limitaciones

• SageMaker Pipelines no admite el uso de pasos de condición anidados. No se puede pasar un paso de
condición como entrada para otro paso de condición.

• Un paso de condición no puede usar pasos idénticos en ambas ramas. Si necesita la misma
funcionalidad de paso en ambas ramas, duplique el paso y denle un nombre diferente.

from sagemaker.workflow.conditions import ConditionLessThanOrEqualTo
from sagemaker.workflow.condition_step import (
    ConditionStep,
    JsonGet
)

cond_lte = ConditionLessThanOrEqualTo(
    left=JsonGet(
        step=step_eval,
        property_file=evaluation_report,
        json_path="regression_metrics.mse.value"
    ),
    right=6.0
)
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step_cond = ConditionStep(
    name="AbaloneMSECond",
    conditions=[cond_lte],
    if_steps=[step_register, step_create_model, step_transform],
    else_steps=[]
)

Paso de devolución de llamada

Utilice un paso de devolución de llamada para incorporar procesos adicionales yAWSen su flujo de trabajo
que no son proporcionados directamente por Amazon SageMaker Model Building Pipelines. Cuando se
ejecuta un paso de devolución de llamada, se produce el siguiente procedimiento:

• Amazon SageMaker SQS) envía un mensaje a una cola de Amazon Simple Queue Service (Amazon
SQS) especificada por el cliente. El mensaje contiene un token generado por SageMaker Pipelines y una
lista de parámetros de entrada suministrados por el cliente. Después de enviar el mensaje, SageMaker
Pipelines espera una respuesta del cliente.

• El cliente recupera el mensaje de la cola de Amazon SQS e inicia su proceso personalizado.
• Cuando finaliza el proceso, el cliente llama a una de las siguientes API y envía el token generado por

SageMaker Pipelines:
• SendPipelineExecutionStepSuccess— junto con una lista de parámetros de salida
• SendPipelineExecutionStepFailure— junto con una razón de fallo

• La llamada a la API hace que SageMaker Pipelines continúe la ejecución de la canalización o falle la
ejecución.

Para obtener más información sobre lasCallbackPara los requisitos de los pasos de,
consulteSageMaker.workflow.callback_step.callbackStep.

Important

Los pasos de devolución de llamada se introdujeron en Amazon SageMaker Python SDK
v2.45.0 y Amazon SageMaker Studio v3.6.2. Debe actualizar Studio antes de utilizar un paso
de devolución de llamada o el DAG de canalización no se muestre. Para actualizar Studio,
consulte.Actualizar SageMaker Studio (p. 128).

El siguiente ejemplo muestra una implementación del procedimiento anterior.

from sagemaker.workflow.callback_step import CallbackStep

step_callback = CallbackStep(
    name="MyCallbackStep",
    sqs_queue_url="https://sqs.us-east-2.amazonaws.com/012345678901/MyCallbackQueue",
    inputs={...},
    outputs=[...]
)

callback_handler_code = '
    import boto3
    import json

    def handler(event, context):
        sagemaker_client=boto3.client("sagemaker")

        for record in event["Records"]:
            payload=json.loads(record["body"])
            token=payload["token"]

            # Custom processing
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            # Call SageMaker to complete the step
            sagemaker_client.send_pipeline_execution_step_success(
                CallbackToken=token,
                OutputParameters={...}
            )
'

Detener el comportamiento

Una ejecución de canalización no se detendrá mientras se está ejecutando un paso de devolución de
llamada.

Cuando llame aStopPipelineExecutionen una ejecución de canalización con un paso de devolución de
llamada en ejecución, SageMaker Pipelines envía un mensaje adicional de Amazon SQS a la cola SQS
especificada. El cuerpo del mensaje SQS contiene un campo «status» que se establece en «Detener». A
continuación, se muestra un ejemplo de cuerpo del mensaje de SQS.

{
  "token": "26vcYbeWsZ",
  "pipelineExecutionArn": "arn:aws:sagemaker:us-east-2:012345678901:pipeline/callback-
pipeline/execution/7pinimwddh3a",
  "arguments": {
    "number": 5,
    "stringArg": "some-arg",
    "inputData": "s3://sagemaker-us-west-2-012345678901/abalone/abalone-dataset.csv"
  },
  "status": "Stopping"
}

Debe agregar lógica a su consumidor de mensajes de Amazon SQS para realizar cualquier acción
necesaria (por ejemplo, limpieza de recursos) tras recibir el mensaje seguido de una llamada
aSendPipelineExecutionStepSuccessorSendPipelineExecutionStepFailure.

Solo cuando SageMaker Pipelines reciba una de estas llamadas detendrá la ejecución de la canalización.

Pasos de Lambda

Se utiliza un paso lambda para ejecutar unAWS Lambdafunción. Puede ejecutar una función Lambda
existente, o SageMaker puede crear y ejecutar una nueva función Lambda.

Important

Los pasos de Lambda se introdujeron en Amazon SageMaker Python SDK v2.51.0 y Amazon
SageMaker Studio v3.9.1. Debe actualizar Studio antes de usar un paso lambda o el DAG
de canalización no se muestre. Para actualizar Studio, consulte.Actualizar SageMaker
Studio (p. 128).

SageMaker proporcionaSagemaker.lambda_helper.lambdapara crear, actualizar, invocar y eliminar
funciones de Lambda.LambdaTiene la siguiente firma.

Lambda(
    function_arn,       # Only required argument to invoke an existing Lambda function

    # The following arguments are required to create a Lambda function:
    function_name,
    execution_role_arn,
    zipped_code_dir,    # Specify either zipped_code_dir and s3_bucket, OR script
    s3_bucket,          # S3 bucket where zipped_code_dir is uploaded
    script,             # Path of Lambda function script
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    handler,            # Lambda handler specified as "lambda_script.lambda_handler"
    timeout,            # Maximum time the Lambda function can run before the lambda step
 fails
    ...
)

LaSageMaker.workflow.lambda_step.lambdasteptiene unlambda_funcTipo de argumentoLambda. Para
invocar una función de Lambda existente, el único requisito es proporcionar el nombre de recurso de
Amazon (ARN) de la función afunction_arn. Si no se suministra un valor parafunction_arn, debe
especificarhandlery una de las siguientes opciones:

• zipped_code_dir— El camino de la función Lambda con cremallera

s3_bucket— Bucket de Amazon S3zipped_code_dirse va a subir
• script— La ruta del archivo de comandos de la función de Lambda

En el ejemplo siguiente se muestra cómo crear unaLambdaque invoca una función Lambda existente.

from sagemaker.workflow.lambda_step import LambdaStep
from sagemaker.lambda_helper import Lambda

step_lambda = LambdaStep(
    name="ProcessingLambda",
    lambda_func=Lambda(
        function_arn="arn:aws:lambda:us-west-2:012345678910:function:split-dataset-lambda"
    ),
    inputs={
        s3_bucket = s3_bucket,
        data_file = data_file
    },
    outputs=[
        "train_file", "test_file"
    ]
)

En el ejemplo siguiente se muestra cómo crear unaLambdaque crea e invoca una función Lambda usando
un script de función Lambda.

from sagemaker.workflow.lambda_step import LambdaStep
from sagemaker.lambda_helper import Lambda

step_lambda = LambdaStep(
    name="ProcessingLambda",
    lambda_func=Lambda(
      function_name="split-dataset-lambda",
      execution_role_arn=execution_role_arn,
      script="lambda_script.py",
      handler="lambda_script.lambda_handler",
      ...
    ),
    inputs={
        s3_bucket = s3_bucket,
        data_file = data_file
    },
    outputs=[
        "train_file", "test_file"
    ]
)

Tiempo de espera y comportamiento de detención
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LaLambdatiene untimeoutque especifica el tiempo máximo que puede ejecutarse la función Lambda. El
valor predeterminado es 120 segundos con un valor máximo de 10 minutos. Si la función Lambda se está
ejecutando cuando se cumple el tiempo de espera, el paso lambda falla; sin embargo, la función Lambda
continúa ejecutándose.

Una ejecución de canalización no se puede detener mientras se ejecuta un paso lambda porque la función
Lambda invocada por el paso lambda no se puede detener. Si intenta detener la ejecución mientras se
ejecuta la función Lambda, la canalización espera a que finalice la función Lambda o hasta que se alcance
el tiempo de espera, lo que ocurra primero, y luego se detiene. Si la función Lambda finaliza, el estado de
ejecución de canalización esStopped. Si se alcanza el tiempo de espera, el estado de ejecución de la
canalización esFailed.

Propiedades de paso

Lapropertiesatributo se utiliza para agregar dependencias de datos entre pasos en la canalización. A
continuación, SageMaker Pipelines utiliza estas dependencias de datos para construir el DAG a partir de
la definición de canalización. Estas propiedades se pueden hacer referencia como valores de marcador de
posición y se resuelven en tiempo de ejecución.

Lapropertiesde un paso de SageMaker Pipelines coincide con el objeto devuelto por unDescribepara
el tipo de trabajo correspondiente de SageMaker. Para cada tipo de trabajo, elDescribeLlamada devuelve
el siguiente objeto de respuesta:

• ProcessingStep–DescribeProcessingJob
• TrainingStep–DescribeTrainingJob
• TransformStep–DescribeTransformJob

Dependencia de datos entre pasos

Defina la estructura del DAG especificando las relaciones de datos entre pasos. Para crear dependencias
de datos entre pasos, pase las propiedades de un paso como entrada a otro paso de la canalización. El
paso que recibe la entrada no se inicia hasta que el paso que proporciona la entrada finaliza la ejecución.

Una dependencia de datos utiliza la notación JsonPath en el siguiente formato. Este formato atraviesa el
archivo de propiedades JSON, lo que significa que puede agregar tantos<property>según sea necesario
para llegar a la propiedad anidada deseada en el archivo. Para obtener más información sobre la notación
de JsonPath, consulte laRepo JsonPath.

<step_name>.properties.<property>.<property>

A continuación, se muestra cómo especificar un bucket de Amazon S3 conProcessingOutputConfigde
un paso de procesamiento.

step_process.properties.ProcessingOutputConfig.Outputs["train_data"].S3Output.S3Uri

Para crear la dependencia de datos, pase el bucket a un paso de entrenamiento de la siguiente manera.

step_train = TrainingStep(
    name="CensusTrain",
    estimator=sklearn_train,
    inputs=TrainingInput(
        s3_data=step_process.properties.ProcessingOutputConfig.Outputs[
            "train_data"].S3Output.S3Uri
    )
)
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Dependencia personalizada entre pasos

Cuando se especifica una dependencia de datos, SageMaker Pipelines proporciona la conexión de datos
entre los pasos. Alternativamente, un paso puede acceder a los datos de un paso anterior sin utilizar
directamente SageMaker Pipelines. En este caso, puede crear una dependencia personalizada que le
indique a SageMaker Pipelines que no inicie un paso hasta que otro paso haya terminado de ejecutarse.
Puede crear una dependencia personalizada especificando elDependsOnAtributo.

A modo de ejemplo, lo siguiente define un pasoCque comienza solo después de ambos pasosAy
stepBFinalizar la ejecución de.

{
  'Steps': [
    {'Name':'A', ...},
    {'Name':'B', ...},
    {'Name':'C', 'DependsOn': ['A', 'B']}
  ]
}

SageMaker Pipelines lanza una excepción de validación si la dependencia crearía una dependencia
cíclica.

En el ejemplo siguiente se crea un paso de formación que comienza después de que finalice la ejecución
de un paso de procesamiento.

processing_step = ProcessingStep(...)
training_step = TrainingStep(...)

training_step.add_depends_on([processing_step])

En el ejemplo siguiente se crea un paso de formación que no se inicia hasta que dos pasos de
procesamiento diferentes terminen de ejecutarse.

processing_step_1 = ProcessingStep(...)
processing_step_2 = ProcessingStep(...)

training_step = TrainingStep(...)

training_step.add_depends_on([processing_step_1, processing_step_2])

A continuación se proporciona una forma alternativa de crear la dependencia personalizada.

training_step.add_depends_on([processing_step_1])
training_step.add_depends_on([processing_step_2])

En el ejemplo siguiente se crea un paso de formación que recibe la entrada de un paso de procesamiento
y espera a que otro paso de procesamiento termine de ejecutarse.

processing_step_1 = ProcessingStep(...)
processing_step_2 = ProcessingStep(...)

training_step = TrainingStep(
    ...,
    inputs=TrainingInput(
        s3_data=processing_step_1.properties.ProcessingOutputConfig.Outputs[
            "train_data"
        ].S3Output.S3Uri
    )
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training_step.add_depends_on([processing_step_2])

En el ejemplo siguiente se muestra cómo recuperar una lista de cadenas de las dependencias
personalizadas de un paso.

custom_dependencies = training_step.depends_on()

Utilizar una imagen personalizada en un paso
Puede utilizar cualquiera de las opciones disponibles de SageMakerImágenes de contenedor de
aprendizaje profundoAl crear un paso en la canalización.

También puede crear un paso utilizando las aplicaciones SageMaker S3. Una aplicación SageMaker S3
es un paquete tar.gz con uno o más scripts de Python que pueden ejecutarse dentro de ese paquete.
Para obtener más información sobre la agrupación de paquetes de aplicaciones, consulte.Implementación
directa desde artefactos de modelo.

También puede utilizar su propio contenedor con pasos de la tubería. Dado que no puede crear una
imagen desde SageMaker Studio, debe crear la imagen utilizando otro método antes de utilizarla con
Amazon SageMaker Model Building Pipelines.

Para utilizar su propio contenedor al crear los pasos para la canalización, incluya el URI de imagen en
la definición del estimador. Para obtener más información sobre cómo utilizar su propio contenedor con
SageMaker, consulteUso de Docker Containers con SageMaker.

Archivos de propiedades yJsonGet
Los archivos de propiedades se utilizan para almacenar información de la salida de un paso de
procesamiento. Esto es particularmente útil cuando se analizan los resultados de un paso de
procesamiento para decidir cómo se debe ejecutar un paso condicional. LaJsonGetprocesa un archivo de
propiedades y le permite utilizar la notación JsonPath para consultar el archivo JSON de propiedad. Para
obtener más información sobre la notación de JsonPath, consulte laRepo JsonPath.

Para almacenar un archivo de propiedades para su uso posterior, primero debe crear una instancia
PropertyFile con el siguiente formato. Lapathparámetro es el nombre del archivo JSON en el
que se guarda el archivo de propiedades.output_namedebe coincidir con eloutput_namede
laProcessingOutputque defina en el paso de procesamiento. Esto permite que el archivo de
propiedades capte elProcessingOutputen el paso.

from sagemaker.workflow.properties import PropertyFile

<property_file_instance> = PropertyFile(
    name="<property_file_name>",
    output_name="<processingoutput_output_name>",
    path="<path_to_json_file>"
)

Cuando cree unaProcessingStep, agregue la instanciaproperty_filespara enumerar todos los
archivos de parámetros que el servicio Amazon SageMaker Model Building Pipelines debe indexar. Esto
guarda el archivo de propiedades para utilizarlo posteriormente.

property_files=[<property_file_instance>]

Para usar el archivo de propiedades en un paso de condición, agregue elproperty_filea la condición
que pasa al paso de la condición de la siguiente manera. Esto le permite consultar el archivo JSON para la
propiedad deseada utilizando la herramientajson_pathParámetro de.
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cond_lte = ConditionLessThanOrEqualTo(
    left=JsonGet(
        step=step_eval,
        property_file=<property_file_instance>,
        json_path="mse"
    ),
    right=6.0
)

Pasos de canalización de almacenamiento
Cuando utiliza el almacenamiento en caché de firmas de paso, antes de que SageMaker Pipelines ejecute
un paso, intenta encontrar una ejecución anterior de un paso al que se llamó con los mismos argumentos.
SageMaker Pipelines comprueba que las firmas de llamada son idénticas. Pipelines no comprueba si los
datos o el código a los que apuntan los argumentos han cambiado. Si se encuentra una ejecución anterior,
se crea una visita de caché. A continuación, las canalizaciones propaga los valores de la memoria caché
golpeada durante la ejecución, en lugar de volver a calcular el paso.

El almacenamiento en caché de pasos solo considera las ejecuciones correctas, por lo que nunca
se reutilizan las ejecuciones fallidas. Cuando existen varias ejecuciones correctas dentro del período
de tiempo de espera, Pipelines utiliza el resultado para la ejecución correcta más reciente. Si no hay
ejecuciones correctas en el período de tiempo de espera, Pipelines no reutilizará ningún paso. Si el
ejecutor encuentra un éxito de caché para una ejecución de paso anterior que aún está en curso, ambos
pasos continúan ejecutándose y actualizando la caché, si tienen éxito.

Debe optar por el almacenamiento en caché por pasos, de lo contrario, está desactivado de forma
predeterminada. Cuando habilita el almacenamiento en caché por pasos, también debe definir un tiempo
de espera. Este tiempo de espera define la antigüedad de una ejecución anterior que se puede considerar
para su reutilización.

El almacenamiento en caché de pasos solo tiene un ámbito para canalizaciones individuales, por lo que
no puede reutilizar un paso desde otra canalización. Incluso si hay una coincidencia de firma de paso en la
otra canalización, el paso no se vuelve a utilizar.

El almacenamiento en caché de pasos está disponible para los siguientes tipos de pasos:

• Entrenamiento
• Processing
• Transform

Habilitar el almacenamiento en caché

Para habilitar el almacenamiento en caché por pasos, debe agregar unCacheConfiga la definición del
paso.

CacheConfigutilizan el siguiente formato en el archivo de definición de canalización.

{
    "CacheConfig": {
        "Enabled": false,
        "ExpireAfter": "<time>"
    }
}

LaEnabledpuede ser true o false.ExpireAfterEs una cadena que define el período de tiempo de
espera. Cualquier cadena de duración ISO 8601 es válidaExpireAfterValor . LaExpireAfterLa
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duración puede contener un valor de año, mes, semana, día, hora y minuto. Cada valor se compone de un
número seguido de una letra que indica la unidad de duración para la que es. Por ejemplo:

• «30d» = Treinta días
• «5y» = Cinco años
• «T16m» = 16 minutos
• «30dT5h» = 30 días y cinco horas.

El siguiente ejemplo muestra cómo habilitar el almacenamiento en caché para un paso de capacitación
mediante el SDK de Python de Amazon SageMaker.

cache_config = CacheConfig(enable_caching=True, expire_after="PT1H")

step_train = TrainingStep(
    name="TrainAbaloneModel",
    estimator=xgb_train,
    inputs=inputs,
    cache_config=cache_config
)

Integración de Amazon EventBridge
Puede programar sus ejecuciones de Model Building Pipelines de Amazon SageMaker utilizandoAmazon
EventBridge. Amazon SageMaker Model Building Pipelines es compatible como objetivo enAmazon
EventBridge. Esto le permite activar la ejecución de su tubería de construcción de modelos en función de
cualquier evento en su bus de eventos. EventBridge le permite automatizar las ejecuciones de canalización
y responder automáticamente a eventos como cambios de estado de punto de enlace o trabajo de
capacitación. Entre los eventos se incluyen un nuevo archivo que se está cargando en su depósito de
Amazon S3, un cambio en el estado de su punto final de Amazon SageMaker debido a la deriva, yAmazon
Simple Notification Service(SNS).

Las siguientes acciones de SageMaker Pipelines se pueden activar automáticamente: 

• StartPipelineExecution

Para obtener más información acerca de la programación de trabajos de SageMaker,
consulteAutomatización de SageMaker con Amazon EventBridge.

Programa una canalización con Amazon EventBridge

Para iniciar una ejecución de canalización con Amazon CloudWatch Events, debe crear un
EventBridgeRegla de. Cuando se crea una regla para eventos, se especifica una acción de destino que se
debe realizar cuando EventBridge reciba un evento que coincida con la regla. Cuando un evento coincide
con la regla, EventBridge envía el evento al destino especificado y desencadena la acción definida en la
regla.

Los siguientes aprendizajes muestran cómo programar una ejecución de canalización con EventBridge
mediante la consola EventBridge o elAWS CLI. 

Prerequisites

• Un rol que puede asumir EventBridge conSageMaker::StartPipelineExecutionPermiso. Este
rol se puede crear automáticamente si crea una regla desde la consola de EventBridge; de lo contrario,
deberá crear este rol usted mismo. Para obtener más información sobre la creación de un rol de
SageMaker, consulteFunciones de SageMaker.
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• Una canalización de Amazon SageMaker a programar. Para crear una canalización de Amazon
SageMaker, consulteDefinición de una canalización.

Crear una EventBridge regla mediante la consola EventBridge

En el siguiente procedimiento se muestra cómo crear una regla de EventBridge mediante la consola de
EventBridge. 

1. Vaya a la .consola de EventBridge.
2. SelectRulesEn el lado de la izquierda.
3. Seleccionar Create Rule.
4. Escriba un nombre y la descripción de la regla.
5. Seleccione cómo desea que se active esta regla. Tiene las siguientes opciones para la regla:

• Patrón de eventos: La regla se activa cuando se produce un evento que coincide con el patrón.
Puede elegir un patrón predefinido que coincida con un determinado tipo de evento, o puede
crear un patrón personalizado. Si selecciona un patrón predefinido, puede editar el patrón para
personalizarlo. Para obtener más información acerca de los patrones de eventos, consulteEventos
de CloudWatch.

• Schedule: Su regla se activa regularmente en un horario especificado. Puede utilizar una
programación de velocidad fija que se active regularmente durante un número determinado de
minutos, horas o semanas. También puede utilizar unaExpresiones cronpara crear un horario más
detallado, como «el primer lunes de cada mes a las 8 de la mañana». No se admite en un bus de
eventos personalizado o asociado.

6. Seleccione el bus de eventos que desee.
7. Seleccione los destinos a invocar cuando un evento coincida con su patrón de evento o cuando se

activa la programación. Puede agregar hasta 5 destinos por regla. SelectSageMaker Pipelineen el
menú desplegable.

8. Seleccione la tubería que desea activar en el menú desplegable de tubería.
9. Agregue parámetros para pasar a la ejecución de la canalización utilizando un par de nombre y valor.

Los valores de los parámetros pueden ser estáticos o dinámicos. Para obtener más información sobre
los parámetros de Amazon SageMaker Pipeline, consulteAWS# Events# Rule.

• Los valores estáticos se pasan a la ejecución de la canalización cada vez que se
activa la canalización. Por ejemplo, si{"Name": "Instance_type", "Value":
"ml.4xlarge"}se especifica en la lista de parámetros, luego se pasará como parámetro
enStartPipelineExecutionRequestcada vez que EventBridge desencadena la canalización.

• Los valores dinámicos se especifican mediante una ruta json. EventBridge analiza el valor de
una carga útil de evento y, a continuación, lo pasa a la ejecución de la canalización. Por ejemplo:
$.detail.param.value

10. Seleccione el rol que se va a utilizar para esta regla. Puede utilizar un rol existente o crear uno nuevo.
11. (Opcional) Agregue etiquetas.
12. SelectCreatepara finalizar su regla.

Su regla ya está en vigor y lista para desencadenar sus ejecuciones de canalización.

Para crear una regla de EventBridgeAWS CLI

El procedimiento siguiente muestra cómo crear una regla de EventBridge mediante elAWS CLI.

1. Crear una regla que se debe activar. Al crear una regla de EventBridge mediante la herramientaAWS
CLI, tiene dos opciones para cómo se activa la regla, el patrón de eventos y la programación.
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• Patrón de eventos: La regla se activa cuando se produce un evento que coincide con el patrón.
Puede elegir un patrón predefinido que coincida con un determinado tipo de evento, o puede
crear un patrón personalizado. Si selecciona un patrón predefinido, puede editar el patrón para
personalizarlo.  Puede crear una regla con patrón de eventos mediante el siguiente comando:

aws events put-rule --name <RULE_NAME> ----event-pattern <YOUR_EVENT_PATTERN> --
description <RULE_DESCRIPTION> --role-arn <ROLE_TO_EXECUTE_PIPELINE> --tags <TAGS>

• Schedule: Su regla se activa regularmente en un horario especificado. Puede utilizar una
programación de velocidad fija que se active regularmente durante un número determinado de
minutos, horas o semanas. También puede usar una expresión cron para crear una programación
más precisa, como «el primer lunes de cada mes a las 8am». No se admite en un bus de eventos
personalizado o asociado. Puede crear una regla con programación mediante el comando siguiente:

aws events put-rule --name <RULE_NAME> --schedule-expression <YOUR_CRON_EXPRESSION>
 --description <RULE_DESCRIPTION> --role-arn <ROLE_TO_EXECUTE_PIPELINE> --tags <TAGS>

2. Agregue destinos para invocar cuando un evento coincide con su patrón de evento o cuando se activa
la programación. Puede agregar hasta 5 destinos por regla.  Para cada destino, debe especificar: 

• ARN: El ARN de recursos de su canalización.
• ARN de rol: El ARN del rol que EventBridge debe asumir para ejecutar la canalización.
• Parámetros:  Parámetros de canalización de Amazon SageMaker a pasar.

3. Ejecute el siguiente comando para pasar una canalización de Amazon SageMaker como destino a su
regla medianteput-targets:

aws events put-targets --rule <RULE_NAME> --event-bus-name <EVENT_BUS_NAME>
 --targets "[{\"Id\": <ID>, \"Arn\": <RESOURCE_ARN>, \"RoleArn\": <ROLE_ARN>,
 \"SageMakerPipelineParameter\": { \"SageMakerParameterList\": [{\"Name\": <NAME>,
 \"Value\": <VALUE>}]} }]"] 

Integración de los experimentos de Amazon SageMaker
Amazon SageMaker Model Building Pipelines está estrechamente integrado con Amazon SageMaker
Experiments. De forma predeterminada, cuando SageMaker Pipelines crea y ejecuta una canalización, se
crean las siguientes entidades de Experimentos de SageMaker si no existen:

• Un experimento para la tubería
• Una prueba para cada ejecución de la tubería
• Un componente de prueba que se agrega a la prueba para cada trabajo de SageMaker creado en un

paso de ejecución de canalización

Puede comparar métricas, como la precisión del entrenamiento de modelos en varias ejecuciones de
canalización, al igual que puede comparar dichas métricas en varias pruebas de un experimento de
formación de modelos de SageMaker.

En el siguiente ejemplo, se muestran los parámetros relevantes de laCanalizaciónen la claseSDK para
Amazon SageMaker.

Pipeline(
    name="MyPipeline",
    parameters=[...],
    pipeline_experiment_config=PipelineExperimentConfig(
      ExecutionVariables.PIPELINE_NAME,
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      ExecutionVariables.PIPELINE_EXECUTION_ID
    ),
    steps=[...]
)

Si no desea que se cree un experimento y una prueba para la canalización,
establezcapipeline_experiment_configDe aNone.

Note

La integración de experimentos se introdujo en Amazon SageMaker Python SDK v2.41.0.

Las siguientes reglas de nomenclatura se aplican en función de lo que especifique para
elExperimentNameyTrialNameparámetros depipeline_experiment_config:

• Si no especifica unaExperimentName, la tuberíanamese utiliza para el nombre del experimento.

Si especificaExperimentName, se usa para el nombre del experimento. Si existe un experimento con
ese nombre, las pruebas creadas por canalización se agregan al experimento existente. Si no existe un
experimento con ese nombre, se crea un nuevo experimento.

• Si no especifica unaTrialName, el ID de ejecución de canalización se utiliza para el nombre de prueba.

Si especificaTrialName, se usa para el nombre de prueba. Si existe una prueba con ese nombre, los
componentes de prueba creados por canalización se agregan a la prueba existente. Si no existe una
prueba con ese nombre, se crea una nueva versión de prueba.

Note

Las entidades de experimento no se eliminan cuando se elimina la canalización que creó las
entidades. Puede utilizar la API de Experimentos de SageMaker para eliminar las entidades.
Para obtener más información, consulte Limpiar los recursos del experimento de Amazon
SageMaker (p. 1637).

Para obtener información sobre cómo ver las entidades de SageMaker Experiment asociadas a una
canalización, consulteVer entidades de experimento creadas por tuberías de SageMaker (p. 2333). Para
obtener más información sobre los Experimentos de SageMaker, consulteAdministrar el Machine Learning
con experimentos de Amazon SageMaker (p. 1616).

En las secciones siguientes se muestran ejemplos de las reglas anteriores y cómo se representan en el
archivo de definición de canalización. Para obtener más información acerca de los archivos de definición
de canalización, consulteDescripción general de canalizaciones de SageMaker (p. 2284).

Temas
• Comportamiento predeterminado (p. 2304)
• Deshabilitar la integración de experimentos (p. 2305)
• Especificar un nombre de experimento personalizado (p. 2305)
• Especificar un nombre de prueba personalizado (p. 2306)

Comportamiento predeterminado
Cree una canalización

Lapipeline_experiment_configestá omitido.ExperimentNamese establece por defecto en la
canalizaciónname.TrialNameEl ID de ejecución es por defecto.

pipeline_name = f"MyPipeline"
pipeline = Pipeline(
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    name=pipeline_name,
    parameters=[...],
    steps=[step_train]
)

Archivo de definición de canalización

{
  "Version": "2020-12-01",
  "Parameters": [
    {
      "Name": "InputDataSource"
    },
    {
      "Name": "InstanceCount",
      "Type": "Integer",
      "DefaultValue": 1
    }
  ],
  "PipelineExperimentConfig": {
    "ExperimentName": {"Get": "Execution.PipelineName"},
    "TrialName": {"Get": "Execution.PipelineExecutionId"}
  },
  "Steps": [...]
}

Deshabilitar la integración de experimentos
Cree una canalización

pipeline_experiment_config se establece en None.

pipeline_name = f"MyPipeline"
pipeline = Pipeline(
    name=pipeline_name,
    parameters=[...],
    pipeline_experiment_config=None,
    steps=[step_train]
)

Archivo de definición de canalización

Este es el mismo que el ejemplo predeterminado anterior, sin la opciónPipelineExperimentConfig.

Especificar un nombre de experimento personalizado
Se utiliza un nombre de experimento personalizado. El nombre de prueba se establece en el ID de
ejecución, como ocurre con el comportamiento predeterminado.

Cree una canalización

pipeline_name = f"MyPipeline"
pipeline = Pipeline(
    name=pipeline_name,
    parameters=[...],
    pipeline_experiment_config=PipelineExperimentConfig(
      "CustomExperimentName",
      ExecutionVariables.PIPELINE_EXECUTION_ID
    ),
    steps=[step_train]
)
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Archivo de definición de canalización

{
  ...,
  "PipelineExperimentConfig": {
    "ExperimentName": "CustomExperimentName",
    "TrialName": {"Get": "Execution.PipelineExecutionId"}
  },
  "Steps": [...]
}

Especificar un nombre de prueba personalizado

Se utiliza un nombre de prueba personalizado y se anexa con el ID de ejecución. El nombre del
experimento se establece en el nombre de la canalización, como ocurre con el comportamiento
predeterminado.

Cree una canalización

pipeline_name = f"MyPipeline"
pipeline = Pipeline(
    name=pipeline_name,
    parameters=[...],
    pipeline_experiment_config=PipelineExperimentConfig(
      ExecutionVariables.PIPELINE_NAME,
      Join(on="-", values=["CustomTrialName", ExecutionVariables.PIPELINE_EXECUTION_ID])
    ),
    steps=[step_train]
)

Archivo de definición de canalización

{
  ...,
  "PipelineExperimentConfig": {
    "ExperimentName": {"Get": "Execution.PipelineName"},
    "TrialName": {
      "On": "-",
      "Values": [
         "CustomTrialName",
         {"Get": "Execution.PipelineExecutionId"}
       ]
    }
  },
  "Steps": [...]
}

Cuotas de canalizaciones de SageMaker
En las tablas siguientes se enumeran las cuotas para los recursos de SageMaker Pipelines y los requisitos
para la creación de canalizaciones.

Cuotas de canalización de

(propiedad) Cuota

Número máximo de canalizaciones 5000
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Cuotas para las ejecuciones

Propiedad Execution Cuota

Tiempo máximo de ejecución 28 días

Número máximo de ejecuciones simultáneas de
canalización simultáneos por cuenta

200

Número máximo de ejecuciones simultáneas de
canalización por canalización

200

Cuotas de paso

Propiedad Step Cuota

Número máximo de pasos por canalización 50

Longitud máxima del nombre del paso 64 caracteres

Patrón de expresiones regulares ([A-Za-z0-9\\ -_]) *

Cuotas de parámetros

Propiedad Parameters Cuota

Número máximo de parámetros por tubería 200

Longitud máxima del nombre del parámetro 64 caracteres

Patrón de expresiones regulares de nombre de
parámetro

([A-Za-z0-9\\ -_]) *

Longitud máxima de descripción del parámetro 4096 caracteres

Número máximo de valores de enum de
parámetros

16 valores distintos

Longitud máxima del valor de enumeración del
parámetro

2048 caracteres

Límite máximo de valor predeterminado de cadena 2048 caracteres

Cuotas de paso de condición

Propiedad Condition Step Cuota

Número máximo
deConditionsporConditionStep

200

Número máximo deStepsen If-List 20

Número máximo deStepsen Else-List 20
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Propiedad Condition Step Cuota

Número máximo deConditionsen una lista OR-
List

200

Cuotas de archivos de propiedad

Propiedad Files (propiedad) Cuota

Número máximo dePropertyFilesen una
canalización

10

Número máximo deJsonGetFunciones en una
canalización

200

Tamaño máximo del archivo de propiedades 2MB

Cuotas de metadatos

Metadatos de propiedad Cuota

Tamaño máximo de metadatos 20 pares de clave-valor

Tamaño máximo de clave de metadatos 128 caracteres

Modelo de expresiones regulares de clave de
metadatos

([A-Za-z0-9\\ -_]) *

Tamaño máximo del valor de metadatos 1024 caracteres

Valor de metadatos patrón de expresiones
regulares

[\\ p {M}\\ p {L}\\ p {S}\\ p {S}\\ p {N}\ p {P}\\ s]

Solución de problemas de tuberías de construcción de modelos
de Amazon SageMaker
Al utilizar Amazon SageMaker Model Building Pipelines, es posible que tenga problemas por varias
razones. En este tema se proporciona información acerca de los errores comunes y cómo resolverlos.

Problemas con la definición de

Es posible que la definición de canalización no tenga el formato correcto. Esto puede provocar que
su ejecución falle o que su trabajo sea inexacto. Estos errores se pueden detectar cuando se crea la
canalización o cuando se produce una ejecución. Si su definición no se valida, SageMaker Pipelines
devuelve un mensaje de error que identifica el carácter en el que el archivo JSON está mal formado. Para
solucionar este problema, revise los pasos creados con el SDK de Python de SageMaker para mayor
precisión.

Sólo se pueden incluir pasos en una definición de canalización una vez. Debido a esto, los pasos no
pueden existir como parte de un paso Condiciónyuna tubería en la misma tubería.

Examinar registros de canalización

Puede ver el estado de los pasos mediante el comando siguiente:
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execution.list_steps()

Cada paso incluye la siguiente información:

• El ARN de la entidad lanzada por la canalización, como ARN de trabajo de SageMaker, ARN de modelo
o ARN de paquete de modelo.

• El motivo del error: incluye una breve explicación del error del paso.
• Evaluación del paso de condición: si el paso es un paso de condición, incluye si la condición se evalúa

como verdadera o falsa. 
• LaCacheHit— Si la ejecución está reutilizando una ejecución de trabajo anterior, muestra la ejecución

de origen. 

También puede consultar los mensajes de error y registros en la interfaz de SageMaker Studio. Para
obtener más información sobre cómo ver los registros en Studio, consulte.Ver una ejecución de
canalización (p. 2330).

Falta permisos

Se requieren permisos correctos para el rol que crea la ejecución de la canalización y los pasos que
crean cada uno de los trabajos de la ejecución de la canalización. Sin estos permisos, es posible que no
pueda enviar la ejecución de la canalización o ejecutar sus trabajos de SageMaker como se esperaba.
Para asegurarse de que los permisos están configurados correctamente, consulteAdministración de
accesos (p. 2286).

Errores de ejecución de 

Puede tener problemas al ejecutar sus pasos debido a problemas en los scripts que definen la
funcionalidad de sus trabajos de SageMaker. Cada trabajo cuenta con un conjunto de registros
de CloudWatch. Para ver estos registros desde SageMaker Studio, consulteVer una ejecución de
canalización (p. 2330). Para obtener información sobre el uso de registros de CloudWatch con
SageMaker, consulteRegistrar eventos de Amazon SageMaker con Amazon CloudWatch (p. 2673).

Errores de archivos de

Puede tener problemas al implementar incorrectamente archivos de propiedades con su canalización.
Para asegurarse de que la implementación de los archivos de propiedades funciona como se esperaba,
consulteArchivos de propiedades yJsonGet (p. 2299).

Crear y administrar canalizaciones de SageMaker
Puede utilizar Amazon SageMaker Model Building Pipelines para crear flujos de trabajo integrales que
gestionen e implementen trabajos de SageMaker. SageMaker Pipelines viene con la integración del SDK
de Python de SageMaker, para que pueda crear cada paso de su canalización utilizando una interfaz
basada en Python.

Una vez implementada la canalización, puede ver el gráfico acíclico dirigido (DAG) para su canalización
y administrar sus ejecuciones mediante Amazon SageMaker Studio. Con SageMaker Studio, puede
obtener información sobre sus canalizaciones actuales e históricas, comparar ejecuciones, ver el DAG
de sus ejecuciones, obtener información de metadatos y mucho más. Para obtener información sobre
cómo ver las canalizaciones desde SageMaker Studio, consulte.Ver, rastrear y ejecutar canalizaciones de
SageMaker en SageMaker Studio (p. 2326).

Temas
• Definición de una canalización (p. 2310)
• Ejecutar una canalización (p. 2323)
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• Ver, rastrear y ejecutar canalizaciones de SageMaker en SageMaker Studio (p. 2326)

Definición de una canalización
Para orquestar sus flujos de trabajo con Amazon SageMaker Model Building Pipelines, debe generar un
gráfico acíclico dirigido (DAG) en forma de definición de canalización JSON. La imagen siguiente es una
representación del DAG de canalización que se crea en este aprendizaje:

Puede generar su definición de canalización JSON utilizando el SDK de Python de SageMaker. En el
siguiente aprendizaje se muestra cómo generar una definición de tubería para una tubería que resuelve
un problema de regresión para determinar la antigüedad de un abulón en función de sus mediciones
físicas. Para ver un cuaderno de Jupyter que incluye el contenido de este tutorial que puede ejecutar,
consulteOrquestación de trabajos con Amazon SageMaker Model Building Pipelines.
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Temas
• Prerequisites (p. 2311)
• Creación de una canalización (p. 2312)

Prerequisites

Para ejecutar el siguiente tutorial, haga lo siguiente:

• Configure su instancia de bloc de notas como se describe enCreación de una instancia del bloc.
Esto otorga a su función permisos para leer y escribir en Amazon S3 y crear trabajos de formación,
transformación por lotes y procesamiento en SageMaker.

• Otorgue a su bloc de notas permisos para obtener y pasar su propio rol como se muestra enModificación
de una política de permisos de rol. Agregue el siguiente fragmento de JSON para asociar esta política a
su rol. Reemplazar<your-role-arn>con el ARN utilizado para crear la instancia de su bloc de notas.

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Action": [
                "iam:GetRole",
                "iam:PassRole"
            ],
            "Resource": "<your-role-arn>"
        }
    ]
}

• Confíe en el principal de servicio de SageMaker siguiendo los pasos descritos enModificación de una
política de confianza de rol. Agregue el siguiente fragmento de instrucción a la relación de confianza de
su rol:

{
      "Sid": "",
      "Effect": "Allow",
      "Principal": {
        "Service": "sagemaker.amazonaws.com"
      },
      "Action": "sts:AssumeRole"
    }

Configurar su entorno

Cree una nueva sesión de SageMaker utilizando el siguiente bloque de código. Esto devuelve el ARN del
rol para la sesión. Este ARN de rol debe ser el ARN de función de ejecución que ha configurado como
requisito previo.

import boto3
import sagemaker
import sagemaker.session

region = boto3.Session().region_name
sagemaker_session = sagemaker.session.Session()
role = sagemaker.get_execution_role()
default_bucket = sagemaker_session.default_bucket()
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model_package_group_name = f"AbaloneModelPackageGroupName"

Creación de una canalización
Ejecute los siguientes pasos desde su instancia de bloc de notas de SageMaker para crear una
canalización que incluya pasos para preprocesamiento, capacitación, evaluación, evaluación condicional y
registro de modelos.

Paso 1: Descargar el conjunto de datos

Este cuaderno utiliza el conjunto de datos de abulMachine Learning UCI. El dataset contiene las siguientes
características:

• length— La medida de concha más larga del abulón.
• diameter— El diámetro del abulón perpendicular a su longitud.
• height— La altura del abulón con carne en el caparazón.
• whole_weight— El peso de todo el abulón.
• shucked_weight— El peso de la carne extraída del abulón.
• viscera_weight— El peso de las vísceras de abulón después de la hemorragia.
• shell_weight— El peso de la cáscara de abulón después de la extracción y secado de la carne.
• sex— El sexo del abulón. Uno de 'M', 'F' o 'I', donde 'I' es un abulón infantil.
• rings— El número de anillos en la concha de abulón.

El número de anillos en la cáscara de abulón es una buena aproximación para su edad utilizando la
fórmulaage=rings + 1.5. Sin embargo, obtener este número es una tarea que consume mucho tiempo.
Debe cortar el caparazón a través del cono, manchar la sección y contar el número de anillos a través de
un microscopio. Sin embargo, las otras mediciones físicas son más fáciles de determinar. Este cuaderno
utiliza el conjunto de datos para crear un modelo predictivo de los anillos variables utilizando las otras
mediciones físicas.

Para descargar el conjunto de datos

1. Descargue el conjunto de datos en el bucket predeterminado de Amazon S3 de su cuenta.

!mkdir -p data
local_path = "data/abalone-dataset.csv"

s3 = boto3.resource("s3")
s3.Bucket(f"sagemaker-servicecatalog-seedcode-{region}").download_file(
    "dataset/abalone-dataset.csv",
    local_path
)

base_uri = f"s3://{default_bucket}/abalone"
input_data_uri = sagemaker.s3.S3Uploader.upload(
    local_path=local_path, 
    desired_s3_uri=base_uri,
)
print(input_data_uri)

2. Descargue un segundo conjunto de datos para la transformación por lotes después de crear su
modelo.

local_path = "data/abalone-dataset-batch"

s3 = boto3.resource("s3")
s3.Bucket(f"sagemaker-servicecatalog-seedcode-{region}").download_file(
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    "dataset/abalone-dataset-batch",
    local_path
)

base_uri = f"s3://{default_bucket}/abalone"
batch_data_uri = sagemaker.s3.S3Uploader.upload(
    local_path=local_path, 
    desired_s3_uri=base_uri,
)
print(batch_data_uri)

Paso 2: Definir parámetros de canalización

Este bloque de código define los siguientes parámetros para su canalización:

• processing_instance_type— Elml.*de los trabajos de procesamiento.
• processing_instance_count— El recuento de instancias del trabajo de procesamiento.
• training_instance_type— Elml.*tipo de instancia de los trabajos de formación.
• input_data: ubicación en Amazon S3 de los datos de entrada.
• batch_data: la ubicación en Amazon S3 de los datos de entrada para la transformación por lotes.
• model_approval_status— El estado de aprobación con el que registrar el modelo entrenado

para CI/CD. Para obtener más información, consulte Automatice MLOPs con proyectos de
SageMaker (p. 2341).

from sagemaker.workflow.parameters import (
    ParameterInteger,
    ParameterString,
)

processing_instance_count = ParameterInteger(
    name="ProcessingInstanceCount",
    default_value=1
)
processing_instance_type = ParameterString(
    name="ProcessingInstanceType",
    default_value="ml.m5.xlarge"
)
training_instance_type = ParameterString(
    name="TrainingInstanceType",
    default_value="ml.m5.xlarge"
)
model_approval_status = ParameterString(
    name="ModelApprovalStatus",
    default_value="PendingManualApproval"
)
input_data = ParameterString(
    name="InputData",
    default_value=input_data_uri,
)
batch_data = ParameterString(
    name="BatchData",
    default_value=batch_data_uri,
)

Paso 3: Definir un Paso de Procesamiento para Ingeniería de Funciones

En esta sección se muestra cómo crear un paso de procesamiento para preparar los datos del conjunto de
datos para la capacitación.
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Para crear un paso de procesamiento

1. Cree un directorio para el script de procesamiento.

!mkdir -p abalone

2. Cree un archivo en el cuadro de diálogo/abaloneUn directorio denominadopreprocessing.pycon
el siguiente contenido. Este script de preprocesamiento se pasa al paso de procesamiento para su
ejecución en los datos de entrada. A continuación, el paso de formación utiliza las características y
etiquetas de formación preprocesadas para entrenar un modelo, y el paso de evaluación utiliza el
modelo entrenado y las características y etiquetas de prueba preprocesadas para evaluar el modelo.
El script utilizascikit-learnpara hacer lo siguiente:

• Falta el rellenosexdatos categóricos y codificarlos para que sea adecuado para el entrenamiento.
• Escalar y normalizar todos los campos numéricos exceptoringsysex.
• Dividir los datos en conjuntos de datos de capacitación, prueba y validación.

%%writefile abalone/preprocessing.py
import argparse
import os
import requests
import tempfile
import numpy as np
import pandas as pd

from sklearn.compose import ColumnTransformer
from sklearn.impute import SimpleImputer
from sklearn.pipeline import Pipeline
from sklearn.preprocessing import StandardScaler, OneHotEncoder

# Because this is a headerless CSV file, specify the column names here.
feature_columns_names = [
    "sex",
    "length",
    "diameter",
    "height",
    "whole_weight",
    "shucked_weight",
    "viscera_weight",
    "shell_weight",
]
label_column = "rings"

feature_columns_dtype = {
    "sex": str,
    "length": np.float64,
    "diameter": np.float64,
    "height": np.float64,
    "whole_weight": np.float64,
    "shucked_weight": np.float64,
    "viscera_weight": np.float64,
    "shell_weight": np.float64
}
label_column_dtype = {"rings": np.float64}

def merge_two_dicts(x, y):
    z = x.copy()
    z.update(y)
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    return z

if __name__ == "__main__":
    base_dir = "/opt/ml/processing"

    df = pd.read_csv(
        f"{base_dir}/input/abalone-dataset.csv",
        header=None, 
        names=feature_columns_names + [label_column],
        dtype=merge_two_dicts(feature_columns_dtype, label_column_dtype)
    )
    numeric_features = list(feature_columns_names)
    numeric_features.remove("sex")
    numeric_transformer = Pipeline(
        steps=[
            ("imputer", SimpleImputer(strategy="median")),
            ("scaler", StandardScaler())
        ]
    )

    categorical_features = ["sex"]
    categorical_transformer = Pipeline(
        steps=[
            ("imputer", SimpleImputer(strategy="constant", fill_value="missing")),
            ("onehot", OneHotEncoder(handle_unknown="ignore"))
        ]
    )

    preprocess = ColumnTransformer(
        transformers=[
            ("num", numeric_transformer, numeric_features),
            ("cat", categorical_transformer, categorical_features)
        ]
    )
    
    y = df.pop("rings")
    X_pre = preprocess.fit_transform(df)
    y_pre = y.to_numpy().reshape(len(y), 1)
    
    X = np.concatenate((y_pre, X_pre), axis=1)
    
    np.random.shuffle(X)
    train, validation, test = np.split(X, [int(.7*len(X)), int(.85*len(X))])

    
    pd.DataFrame(train).to_csv(f"{base_dir}/train/train.csv", header=False,
 index=False)
    pd.DataFrame(validation).to_csv(f"{base_dir}/validation/validation.csv",
 header=False, index=False)
    pd.DataFrame(test).to_csv(f"{base_dir}/test/test.csv", header=False, index=False)

3. Cree una instancia deSKLearnProcessorpara pasar al paso de procesamiento.

from sagemaker.sklearn.processing import SKLearnProcessor

framework_version = "0.23-1"

sklearn_processor = SKLearnProcessor(
    framework_version=framework_version,
    instance_type=processing_instance_type,
    instance_count=processing_instance_count,
    base_job_name="sklearn-abalone-process",
    role=role,
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)

4. Cree un paso de procesamiento. Este paso toma en elSKLearnProcessor, los canales de entrada y
salida, ypreprocessing.pyque ha creado. Esto es muy similar a una instancia de procesadorrunen
el SDK de Python de SageMaker. Lainput_datapasado aProcessingStepes los datos de entrada
del paso en sí. La instancia del procesador utiliza estos datos de entrada cuando se ejecuta.

Tenga en cuenta el"train,"validation, y"test"especificados en la configuración de salida
para el trabajo de procesamiento. PasoPropertiestales como estos se pueden utilizar en pasos
posteriores y resolver a sus valores de tiempo de ejecución en la ejecución.

from sagemaker.processing import ProcessingInput, ProcessingOutput
from sagemaker.workflow.steps import ProcessingStep
    

step_process = ProcessingStep(
    name="AbaloneProcess",
    processor=sklearn_processor,
    inputs=[
      ProcessingInput(source=input_data, destination="/opt/ml/processing/input"),  
    ],
    outputs=[
        ProcessingOutput(output_name="train", source="/opt/ml/processing/train"),
        ProcessingOutput(output_name="validation", source="/opt/ml/processing/
validation"),
        ProcessingOutput(output_name="test", source="/opt/ml/processing/test")
    ],
    code="abalone/preprocessing.py",
)

Paso 4: Definir un paso de formación

En esta sección se muestra cómo utilizar elAlgoritmo XGBoostpara entrenar un modelo de regresión
logística sobre la salida de datos de entrenamiento de los pasos de procesamiento.

Para definir un paso de formación

1. Especifique la ruta del modelo en la que desea guardar los modelos del entrenamiento.

model_path = f"s3://{default_bucket}/AbaloneTrain"

2. Configure un estimador para el algoritmo XGBoost y el dataset de entrada.
Latraining_instance_typeSe pasa al estimador. Un script de entrenamiento típico carga datos
de los canales de entrada, configura el entrenamiento con hiperparámetros, entrena un modelo y
guarda un modelo enmodel_dirpara que pueda ser alojado más tarde. SageMaker carga el modelo
a Amazon S3 en forma demodel.tar.gzAl final del trabajo de capacitación.

from sagemaker.estimator import Estimator

image_uri = sagemaker.image_uris.retrieve(
    framework="xgboost",
    region=region,
    version="1.0-1",
    py_version="py3",
    instance_type=training_instance_type,
)
xgb_train = Estimator(
    image_uri=image_uri,
    instance_type=training_instance_type,
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    instance_count=1,
    output_path=model_path,
    role=role,
)
xgb_train.set_hyperparameters(
    objective="reg:linear",
    num_round=50,
    max_depth=5,
    eta=0.2,
    gamma=4,
    min_child_weight=6,
    subsample=0.7,
    silent=0
)

3. Creación de unTrainingSteputilizando la instancia del estimador y las propiedades
deProcessingStep. En particular, pase elS3Uride la"train"y"validation"al canal de
salidaTrainingStep. 

from sagemaker.inputs import TrainingInput
from sagemaker.workflow.steps import TrainingStep

step_train = TrainingStep(
    name="AbaloneTrain",
    estimator=xgb_train,
    inputs={
        "train": TrainingInput(
            s3_data=step_process.properties.ProcessingOutputConfig.Outputs[
                "train"
            ].S3Output.S3Uri,
            content_type="text/csv"
        ),
        "validation": TrainingInput(
            s3_data=step_process.properties.ProcessingOutputConfig.Outputs[
                "validation"
            ].S3Output.S3Uri,
            content_type="text/csv"
        )
    },
)

Paso 5: Definir un paso de procesamiento para la evaluación del modelo

En esta sección se muestra cómo crear un ejemplo de para evaluar la precisión del modelo. El resultado
de esta evaluación de modelo se utiliza en el paso de condición para determinar qué ruta de ejecución se
debe tomar.

Para definir un paso de procesamiento para la evaluación del modelo

1. Cree un archivo en el cuadro de diálogo/abaloneUn directorio denominadoevaluation.py. Este
script se utiliza en un paso de procesamiento para realizar la evaluación del modelo. Toma un modelo
entrenado y el conjunto de datos de prueba como entrada, luego produce un archivo JSON que
contiene métricas de evaluación de clasificación. Estas métricas incluyen una puntuación de precisión,
recuperación y F1 para cada etiqueta, así como precisión y curva ROC para el modelo.

%%writefile abalone/evaluation.py
import json
import pathlib
import pickle
import tarfile
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import joblib
import numpy as np
import pandas as pd
import xgboost

from sklearn.metrics import mean_squared_error

if __name__ == "__main__":
    model_path = f"/opt/ml/processing/model/model.tar.gz"
    with tarfile.open(model_path) as tar:
        tar.extractall(path=".")
    
    model = pickle.load(open("xgboost-model", "rb"))

    test_path = "/opt/ml/processing/test/test.csv"
    df = pd.read_csv(test_path, header=None)
    
    y_test = df.iloc[:, 0].to_numpy()
    df.drop(df.columns[0], axis=1, inplace=True)
    
    X_test = xgboost.DMatrix(df.values)
    
    predictions = model.predict(X_test)

    mse = mean_squared_error(y_test, predictions)
    std = np.std(y_test - predictions)
    report_dict = {
        "regression_metrics": {
            "mse": {
                "value": mse,
                "standard_deviation": std
            },
        },
    }

    output_dir = "/opt/ml/processing/evaluation"
    pathlib.Path(output_dir).mkdir(parents=True, exist_ok=True)
    
    evaluation_path = f"{output_dir}/evaluation.json"
    with open(evaluation_path, "w") as f:
        f.write(json.dumps(report_dict))

2. Cree una instancia de unScriptProcessorque se utiliza para crear unProcessingStep.

from sagemaker.processing import ScriptProcessor

script_eval = ScriptProcessor(
    image_uri=image_uri,
    command=["python3"],
    instance_type=processing_instance_type,
    instance_count=1,
    base_job_name="script-abalone-eval",
    role=role,
)

3. Creación de unProcessingSteputilizando la instancia del procesador, los canales de
entrada y salida, y elevaluation.pyScript. En particular, pase elS3ModelArtifactsde la
propiedadstep_trainpaso de entrenamiento, así como elS3Uride la"test"canal de salida
delstep_processpaso de procesamiento. Esto es muy similar a una instancia de procesadorrunen
el SDK de Python de SageMaker. 
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from sagemaker.workflow.properties import PropertyFile

evaluation_report = PropertyFile(
    name="EvaluationReport",
    output_name="evaluation",
    path="evaluation.json"
)
step_eval = ProcessingStep(
    name="AbaloneEval",
    processor=script_eval,
    inputs=[
        ProcessingInput(
            source=step_train.properties.ModelArtifacts.S3ModelArtifacts,
            destination="/opt/ml/processing/model"
        ),
        ProcessingInput(
            source=step_process.properties.ProcessingOutputConfig.Outputs[
                "test"
            ].S3Output.S3Uri,
            destination="/opt/ml/processing/test"
        )
    ],
    outputs=[
        ProcessingOutput(output_name="evaluation", source="/opt/ml/processing/
evaluation"),
    ],
    code="abalone/evaluation.py",
    property_files=[evaluation_report],
)

Paso 6: Definir un CreateModelStep para la transformación Batch

En esta sección se muestra cómo crear un modelo de SageMaker a partir del resultado del paso de
entrenamiento. Este modelo se utiliza para la transformación por lotes en un nuevo conjunto de datos. Este
paso se pasa al paso de condición y sólo se ejecuta si el paso de condición se evalúa comotrue.

Para definir un CreateModelStep para la transformación por lotes

1. Cree un modelo de SageMaker. Pass en elS3ModelArtifactsde la propiedadstep_trainPaso de
entrenamiento.

from sagemaker.model import Model

model = Model(
    image_uri=image_uri,
    model_data=step_train.properties.ModelArtifacts.S3ModelArtifacts,
    sagemaker_session=sagemaker_session,
    role=role,
)

2. Defina la entrada del modelo para su modelo de SageMaker.

from sagemaker.inputs import CreateModelInput

inputs = CreateModelInput(
    instance_type="ml.m5.large",
    accelerator_type="ml.eia1.medium",
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)

3. Cree suCreateModelStepUsandoCreateModelInputy la instancia de modelo de SageMaker que
haya definido.

from sagemaker.workflow.steps import CreateModelStep

step_create_model = CreateModelStep(
    name="AbaloneCreateModel",
    model=model,
    inputs=inputs,
)

Paso 7: Definir un TransformStep para realizar una transformación Batch

En esta sección, se muestra cómo crear unTransformStepPara realizar la transformación por lotes en un
conjunto de datos después de que el modelo esté capacitado. Este paso se pasa al paso de condición y
sólo se ejecuta si el paso de condición se evalúa comotrue.

Para definir un TransformStep para realizar una transformación por lotes

1. Cree una instancia de transformador con el tipo de instancia de cálculo adecuado, el recuento
de instancias y el URI de bucket de Amazon S3 de salida deseado. Pass en elModelNamede la
propiedadstep_create_model CreateModelPaso.

from sagemaker.transformer import Transformer

transformer = Transformer(
    model_name=step_create_model.properties.ModelName,
    instance_type="ml.m5.xlarge",
    instance_count=1,
    output_path=f"s3://{default_bucket}/AbaloneTransform"
)

2. Creación de unTransformStepusando la instancia del transformador que definió y
elbatch_dataparámetro de tubería.

from sagemaker.inputs import TransformInput
from sagemaker.workflow.steps import TransformStep

step_transform = TransformStep(
    name="AbaloneTransform",
    transformer=transformer,
    inputs=TransformInput(data=batch_data)
)

Paso 8: Definir un paso de registerModel para crear un paquete de modelos

En esta sección se muestra cómo construir una instancia deRegisterModel. El resultado de
ejecutarRegisterModelen una canalización es un paquete de modelos. Un paquete modelo es una
abstracción de artefactos modelo reutilizable que empaqueta todos los ingredientes necesarios para la
inferencia. Consiste en una especificación de inferencia que define la imagen de inferencia que se va a
utilizar junto con una ubicación opcional de pesos de modelo. Un grupo de paquetes de modelos es una
colección de paquetes de modelos. Puede utilizar unModelPackageGrouppara SageMaker Pipelines para
agregar una nueva versión y un paquete de modelo al grupo para cada ejecución de canalización. Para
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obtener más información acerca del registro de modelos, consulteRegistro e implementación de modelos
con registro de modelos (p. 2100).

Este paso se pasa al paso de condición y sólo se ejecuta si el paso de condición se evalúa comotrue.

Para definir un paso RegisterModel paso para crear un paquete de modelos

• Construya unRegisterModelusando la instancia del estimador que utilizó para el paso de
entrenamiento. Pass en elS3ModelArtifactsde la propiedadstep_trainpaso de formación y
especifique unModelPackageGroup. SageMaker Pipelines crea esteModelPackageGroupPara
usted.

from sagemaker.model_metrics import MetricsSource, ModelMetrics 
from sagemaker.workflow.step_collections import RegisterModel

model_metrics = ModelMetrics(
    model_statistics=MetricsSource(
        s3_uri="{}/evaluation.json".format(
            step_eval.arguments["ProcessingOutputConfig"]["Outputs"][0]["S3Output"]
["S3Uri"]
        ),
        content_type="application/json"
    )
)
step_register = RegisterModel(
    name="AbaloneRegisterModel",
    estimator=xgb_train,
    model_data=step_train.properties.ModelArtifacts.S3ModelArtifacts,
    content_types=["text/csv"],
    response_types=["text/csv"],
    inference_instances=["ml.t2.medium", "ml.m5.xlarge"],
    transform_instances=["ml.m5.xlarge"],
    model_package_group_name=model_package_group_name,
    approval_status=model_approval_status,
    model_metrics=model_metrics
)

Paso 9: Definir un paso de condición para verificar la precisión del modelo

AConditionSteppermite a SageMaker Pipelines admitir la ejecución condicional en el DAG de
canalización en función de la condición de las propiedades del paso. En este caso, sólo desea registrar
un paquete de modelos si la precisión de ese modelo, determinada por el paso de evaluación del modelo,
excede el valor requerido. Si la precisión excede el valor requerido, la canalización también crea un modelo
de SageMaker y ejecuta la transformación por lotes en un dataset. En esta sección se muestra cómo
definir el paso Condición.

Para definir un paso de condición para verificar la precisión del modelo

1. Definir unConditionLessThanOrEqualToutilizando el valor de precisión encontrado en la salida de
la etapa de procesamiento de la evaluación del modelo,step_eval. Obtenga este resultado usando
el archivo de propiedades que indexó en el paso de procesamiento y el JsonPath respectivo del valor
de error cuadrado medio,"mse".

from sagemaker.workflow.conditions import ConditionLessThanOrEqualTo
from sagemaker.workflow.condition_step import (
    ConditionStep,
    JsonGet,
)
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cond_lte = ConditionLessThanOrEqualTo(
    left=JsonGet(
        step=step_eval,
        property_file=evaluation_report,
        json_path="regression_metrics.mse.value"
    ),
    right=6.0
)

2. Construya unConditionStep. Pasar elConditionEqualsen y, a continuación, establezca los
pasos de registro del paquete modelo y transformación por lotes como los pasos siguientes si la
condición pasa.

step_cond = ConditionStep(
    name="AbaloneMSECond",
    conditions=[cond_lte],
    if_steps=[step_register, step_create_model, step_transform],
    else_steps=[], 
)

Paso 10: Cree una canalización

Ahora que ha creado todos los pasos, combínelos en una canalización.

Para crear una canalización

1. Defina lo siguiente para la canalización:name,parameters, ysteps. Los nombres deben ser únicos
dentro de un(account, region)par.

Note

Un paso sólo puede aparecer una vez en la lista de pasos de la canalización o en las listas de
pasos if/else del paso de condición. No puede aparecer en ambos.

from sagemaker.workflow.pipeline import Pipeline

pipeline_name = f"AbalonePipeline"
pipeline = Pipeline(
    name=pipeline_name,
    parameters=[
        processing_instance_type, 
        processing_instance_count,
        training_instance_type,
        model_approval_status,
        input_data,
        batch_data,
    ],
    steps=[step_process, step_train, step_eval, step_cond],
)

2. (Opcional) Examine la definición de canalización JSON para asegurarse de que está bien formada.

import json

json.loads(pipeline.definition())
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Esta definición de canalización está lista para enviarla a SageMaker. En el siguiente tutorial, envía esta
canalización a SageMaker e inicia una ejecución.

Paso siguiente: Ejecutar una canalización (p. 2323)

Ejecutar una canalización
Después de crear una definición de canalización con el SDK de Python de SageMaker, puede enviarla a
SageMaker para iniciar la ejecución. El siguiente tutorial muestra cómo enviar una canalización, iniciar una
ejecución, examinar los resultados de esa ejecución y eliminar la canalización.

Temas
• Prerequisites (p. 2323)
• Paso 1: Iniciar la tubería (p. 2323)
• Paso 2: Examinar una ejecución de canalización (p. 2323)
• Paso 3: Sustitución de parámetros por defecto para una ejecución de tuberías (p. 2325)
• Paso 4: Detener y eliminar la ejecución de una canalización (p. 2325)

Prerequisites

Este tutorial requiere lo siguiente:

• Una instancia de bloc de notas de SageMaker. 
• Definición de canalización de SageMaker Pipelines. En este tutorial se supone que está utilizando la

definición de canalización creada al completar elDefinición de una canalización (p. 2310)"Hello, World!"

Paso 1: Iniciar la tubería

En primer lugar, tiene que iniciar la canalización.

Para iniciar la canalización

1. Examine la definición de canalización JSON para asegurarse de que está bien formada.

import json

json.loads(pipeline.definition())

2. Envíe la definición de canalización al servicio SageMaker Pipelines para crear una canalización si no
existe, o actualice la canalización si lo hace. El rol transferido es utilizado por SageMaker Pipelines
para crear todos los trabajos definidos en los pasos.

pipeline.upsert(role_arn=role)

3. Iniciar la ejecución de una canalización.

execution = pipeline.start()

Paso 2: Examinar una ejecución de canalización

A continuación, debe examinar la ejecución de la tubería.
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Para examinar la ejecución de una canalización

1. Describa el estado de ejecución de la canalización para asegurarse de que se ha creado e iniciado
correctamente.

execution.describe()

2. Espere a que termine la ejecución.

execution.wait()

3. Enumere los pasos de ejecución y su estado.

execution.list_steps()

El resultado debería tener el siguiente aspecto:

[{'StepName': 'AbaloneTransform',
  'StartTime': datetime.datetime(2020, 11, 21, 2, 41, 27, 870000, tzinfo=tzlocal()),
  'EndTime': datetime.datetime(2020, 11, 21, 2, 45, 50, 492000, tzinfo=tzlocal()),
  'StepStatus': 'Succeeded',
  'CacheHitResult': {'SourcePipelineExecutionArn': ''},
  'Metadata': {'TransformJob': {'Arn': 'arn:aws:sagemaker:us-
east-2:111122223333:transform-job/pipelines-cfvy1tjuxdq8-abalonetransform-
ptyjoef3jy'}}},
 {'StepName': 'AbaloneRegisterModel',
  'StartTime': datetime.datetime(2020, 11, 21, 2, 41, 26, 929000, tzinfo=tzlocal()),
  'EndTime': datetime.datetime(2020, 11, 21, 2, 41, 28, 15000, tzinfo=tzlocal()),
  'StepStatus': 'Succeeded',
  'CacheHitResult': {'SourcePipelineExecutionArn': ''},
  'Metadata': {'RegisterModel': {'Arn': 'arn:aws:sagemaker:us-
east-2:111122223333:model-package/abalonemodelpackagegroupname/1'}}},
 {'StepName': 'AbaloneCreateModel',
  'StartTime': datetime.datetime(2020, 11, 21, 2, 41, 26, 895000, tzinfo=tzlocal()),
  'EndTime': datetime.datetime(2020, 11, 21, 2, 41, 27, 708000, tzinfo=tzlocal()),
  'StepStatus': 'Succeeded',
  'CacheHitResult': {'SourcePipelineExecutionArn': ''},
  'Metadata': {'Model': {'Arn': 'arn:aws:sagemaker:us-east-2:111122223333:model/
pipelines-cfvy1tjuxdq8-abalonecreatemodel-jl94rai0ra'}}},
 {'StepName': 'AbaloneMSECond',
  'StartTime': datetime.datetime(2020, 11, 21, 2, 41, 25, 558000, tzinfo=tzlocal()),
  'EndTime': datetime.datetime(2020, 11, 21, 2, 41, 26, 329000, tzinfo=tzlocal()),
  'StepStatus': 'Succeeded',
  'CacheHitResult': {'SourcePipelineExecutionArn': ''},
  'Metadata': {'Condition': {'Outcome': 'True'}}},
 {'StepName': 'AbaloneEval',
  'StartTime': datetime.datetime(2020, 11, 21, 2, 37, 34, 767000, tzinfo=tzlocal()),
  'EndTime': datetime.datetime(2020, 11, 21, 2, 41, 18, 80000, tzinfo=tzlocal()),
  'StepStatus': 'Succeeded',
  'CacheHitResult': {'SourcePipelineExecutionArn': ''},
  'Metadata': {'ProcessingJob': {'Arn': 'arn:aws:sagemaker:us-
east-2:111122223333:processing-job/pipelines-cfvy1tjuxdq8-abaloneeval-zfraozhmny'}}},
 {'StepName': 'AbaloneTrain',
  'StartTime': datetime.datetime(2020, 11, 21, 2, 34, 55, 867000, tzinfo=tzlocal()),
  'EndTime': datetime.datetime(2020, 11, 21, 2, 37, 34, 34000, tzinfo=tzlocal()),
  'StepStatus': 'Succeeded',
  'CacheHitResult': {'SourcePipelineExecutionArn': ''},
  'Metadata': {'TrainingJob': {'Arn': 'arn:aws:sagemaker:us-
east-2:111122223333:training-job/pipelines-cfvy1tjuxdq8-abalonetrain-tavd6f3wdf'}}},
 {'StepName': 'AbaloneProcess',
  'StartTime': datetime.datetime(2020, 11, 21, 2, 30, 27, 160000, tzinfo=tzlocal()),
  'EndTime': datetime.datetime(2020, 11, 21, 2, 34, 48, 390000, tzinfo=tzlocal()),
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  'StepStatus': 'Succeeded',
  'CacheHitResult': {'SourcePipelineExecutionArn': ''},
  'Metadata': {'ProcessingJob': {'Arn': 'arn:aws:sagemaker:us-
east-2:111122223333:processing-job/pipelines-cfvy1tjuxdq8-abaloneprocess-
mgqyfdujcj'}}}]

4. Una vez completada la ejecución de la canalización, descargue elevaluation.jsonde Amazon S3
para examinar el informe.

evaluation_json = sagemaker.s3.S3Downloader.read_file("{}/evaluation.json".format(
    step_eval.arguments["ProcessingOutputConfig"]["Outputs"][0]["S3Output"]["S3Uri"]
))
json.loads(evaluation_json)

Paso 3: Sustitución de parámetros por defecto para una ejecución de tuberías

Puede ejecutar ejecuciones adicionales de la canalización especificando diferentes parámetros de
canalización para anular los valores por defecto.

Para anular los parámetros predeterminados

1. Crear la ejecución de la canalización. Esto inicia otra ejecución de canalización en un tipo de
instancia optimizado para cómputos y establece el estado de aprobación del modelo en «Aprobado».
Esto significa que la versión del paquete del modelo generada por elRegisterModelestá listo
automáticamente para su implementación a través de canalizaciones CI/CD, como con Proyectos
de SageMaker. Para obtener más información, consulte Automatice MLOPs con proyectos de
SageMaker (p. 2341).

execution = pipeline.start(
    parameters=dict(
        ProcessingInstanceType="ml.c5.xlarge",
        ModelApprovalStatus="Approved",
    )
)

2. Espere a que termine la ejecución.

execution.wait()

3. Enumere los pasos de ejecución y su estado.

execution.list_steps()

4. Una vez completada la ejecución de la canalización, descargue elevaluation.jsonde Amazon S3
para examinar el informe.

evaluation_json = sagemaker.s3.S3Downloader.read_file("{}/evaluation.json".format(
    step_eval.arguments["ProcessingOutputConfig"]["Outputs"][0]["S3Output"]["S3Uri"]
))
json.loads(evaluation_json)

Paso 4: Detener y eliminar la ejecución de una canalización

Cuando haya terminado con la canalización, puede detener las ejecuciones en curso y eliminarla.
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Para detener y eliminar una ejecución de canalización

1. Detener la ejecución de la canalización.

execution.stop()

2. Elimine la canalización.

pipeline.delete()

Ver, rastrear y ejecutar canalizaciones de SageMaker en
SageMaker Studio
Para ver, realizar un seguimiento y ejecutar Amazon SageMaker Pipelines en Amazon SageMaker Studio,
debe iniciar sesión en Studio. Para obtener más información, consulte Introducción a Amazon SageMaker
Studio (p. 40).

Temas
• Ver una canalización (p. 2326)
• Ver una ejecución de canalización (p. 2330)
• Ver entidades de experimento creadas por tuberías de SageMaker (p. 2333)
• Ejecute una canalización (p. 2335)
• Seguimiento del linaje de una tubería SageMaker ML (p. 2337)

Ver una canalización

En este procedimiento se indica cómo encontrar directamente una canalización y ver su página de detalles.
También puede encontrar canalizaciones que forman parte de un proyecto enumeradas en la página de
detalles del proyecto. Para obtener información sobre cómo buscar una canalización que forma parte de un
proyecto, consulteAutomatice MLOPs con proyectos de SageMaker (p. 2341).

Para ver una lista de canalizaciones

1. En la barra lateral izquierda de Studio, elija la opciónRecursos de SageMakerIcono ( ).
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2. SelectCanalizacionesEn la lista desplegable.

3. Arrastre el borde derecho delComponentes y registrossituado a la derecha para ver todas las
columnas. Utilice la búsqueda para delimitar la lista de canalizaciones.

La búsqueda es un proceso de dos pasos. Primero, introduzca caracteres que coincidan con el
nombre de columna en el que desea buscar. En segundo lugar, introduzca caracteres para que
coincidan con el elemento de esa columna.

Puede utilizar varios filtros de búsqueda. Un ejemplo, la siguiente captura de pantalla limita las
canalizaciones mostradas a aquellas con un nombre que comienza conabay creado porMe. Para
obtener más información sobre la búsqueda en Studio, consulteBusca experimentos con Amazon
SageMaker Studio (p. 1632).
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4. Abra una tubería para ver detalles sobre la tubería. Se abre la ficha Detalles de canalización y muestra
una lista de ejecuciones de canalización. Puede iniciar una ejecución o elegir una de las otras fichas

para obtener más información sobre la canalización. UsarConfiguraciónIcono ( ) para elegir qué
columnas mostrar.

5. En la página de detalles de la canalización, elija una de las siguientes fichas para ver detalles sobre la
canalización:

• Ejecuciones— Detalles sobre las ejecuciones. Puede iniciar una ejecución desde esta pestaña o
desde elGráficoPestaña.

• Gráfico— El DAG para la canalización.
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• Parámetros: incluye el estado de aprobación del modelo.

• Configuración— Los metadatos asociados a la canalización. Puede descargar el archivo de
definición de canalización y editar el nombre y la descripción de la canalización desde esta ficha.
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Ver una ejecución de canalización

En este procedimiento se indica cómo ver una ejecución de canalización. Para obtener información sobre
cómo ver una lista de ejecuciones de canalización y cómo utilizar la búsqueda de SageMaker para reducir
las ejecuciones de la lista, consulteVer una canalización (p. 2326).

Para consultar los detalles de una ejecución de canalización

1. En la lista de ejecución, abra una ejecución para ver los detalles sobre la ejecución. Se abre la
pestaña Detalles de ejecución y muestra un gráfico de los pasos de la canalización. Puede elegir una
de las otras fichas para ver información sobre la ejecución de la tubería, que es similar a la que se
muestra al ver los detalles de la tubería.

2. Utilice la búsqueda para encontrar un paso en el gráfico. Escriba caracteres que coincidan con un
nombre de paso. Puede arrastrar el gráfico o utilizar los iconos de cambio de tamaño en la parte
inferior izquierda del gráfico. La inserción en la parte inferior derecha del gráfico muestra dónde se
encuentra en el gráfico.
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3. Elija uno de los pasos del gráfico para ver detalles sobre el paso. En la captura de pantalla anterior, se
elige un paso de entrenamiento que muestra las siguientes pestañas:

• Input— Los insumos de entrenamiento. Si una fuente de entrada procede de Amazon Simple
Storage Service (Amazon S3), elija el enlace para ver el archivo en la consola de Amazon S3.

• Salida— Los resultados de la formación, como métricas, gráficos, archivos y resultados de la
evaluación. Los gráficos se produjeron utilizando elRastreadorAPI.
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• Registros: los registros de Amazon CloudWatch producidos por el paso.

• InformaciónLos parámetros y metadatos asociados al paso.

Ver entidades de experimento creadas por tuberías de SageMaker

Al crear una canalización y especificarpipeline_experiment_config, SageMaker Pipelines crea las siguientes
entidades de SageMaker Experiments de forma predeterminada si no existen:

• Un experimento para la tubería
• Una prueba para cada ejecución de la tubería
• Un componente de prueba para cada trabajo de SageMaker creado en un paso de canalización
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Para obtener información sobre cómo se integran los experimentos con canalizaciones,
consulteIntegración de los experimentos de Amazon SageMaker (p. 2303). Para obtener más información
sobre los Experimentos de SageMaker, consulteAdministrar el Machine Learning con experimentos de
Amazon SageMaker (p. 1616).

Puede acceder a la lista de componentes de prueba asociados con una canalización desde la lista de
ejecuciones de canalización o la lista de experimentos.

Para ver la lista de componentes de prueba de la lista de ejecuciones de canalización

1. Para ver la lista de ejecuciones de canalización, siga los cuatro primeros pasos que se detallan enVer
una canalización (p. 2326).

2. En la parte superior derecha de la pantalla, elija la opciónConfiguraciónIcono ( ) para
abrirPROPIEDADES DE TABLA.

3. SelectExperimento. Si la integración de experimentos no se deshabilitó cuando se creó la
canalización, el nombre del experimento y el nombre de prueba se muestran en la lista de
ejecuciones.

Note

La integración de experimentos se introdujo en la versión 2.41.0 delSDK para Amazon
SageMaker. Las canalizaciones creadas con una versión anterior del SDK no se integran con
experimentos de forma predeterminada.

4. Seleccione una o más ejecuciones, abra (haga clic con el botón derecho del ratón) la selección y, a
continuación, elijaVer los componentes de prueba generados por la ejecución.

Para ver la lista de componentes de prueba de la lista de experimentos

1. En la barra lateral izquierda de Studio, elija la opciónComponentes y registrosIcono ( ).
2. SelectExperimentos y pruebasEn la lista desplegable.
3. Utilice la búsqueda para filtrar la lista de experimentos creados por una canalización.

a. Arrastre el borde derecho delComponentes y registrosa la derecha hasta que pueda ver elTipo de
experimentocolumn.

b. En el cuadro de búsqueda, escribaexy elijaTipo de experimento.
c. EnFiltrar por valores, elijaCanalizaciónSeleccione y, después,Aplicar.

Para restringir aún más la búsqueda, puede agregar filtros adicionales. Para obtener más información,
consulte Busca experimentos con Amazon SageMaker Studio (p. 1632).
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4. Abra (haga clic con el botón derecho) de un experimento yAbrir en la lista de componentes de prueba.

Lista de componentes de prueba

A continuación se muestra la lista de componentes de prueba creados por la canalización.

Ejecute una canalización

En este procedimiento se muestra cómo ejecutar una canalización. Para obtener más información acerca
de cómo ver una lista de ejecuciones de canalización, consulteVer una canalización (p. 2326).

Para iniciar la ejecución de una canalización

1. Desde elEjecucionesorGráficoen la lista de ejecución, elijaComience una ejecución.
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2. Introduzca o actualice la siguiente información necesaria:

• Nombre: debe ser exclusivo para la cuenta en laAWSRegión .
• ProcessingInstanceType: el tipo de instancia que se procesará.
• ProcessingInstanceCount— El número de instancias que se usan para el procesamiento.
• TrainingInstanceType: el tipo de instancia para el entrenamiento.
• ModelApprovalStatus— Para su conveniencia.
• InputData— El URI de S3 de los datos de entrada.

3. Elija Submit.
4. Para ver los detalles de la ejecución o para detener la ejecución, elijaView details (Ver detalles).en el

banner de estado.

2336



Amazon SageMaker Developer Guide
Creación y administración de canalizaciones

5. Para detener la ejecución, elijadetieneen el banner de estado.

Para ver la lista de modelos registrados, consulte.Automatice MLOPs con proyectos de
SageMaker (p. 2341).

Seguimiento del linaje de una tubería SageMaker ML

En este tutorial, utilice Amazon SageMaker Studio para realizar un seguimiento del linaje de una
canalización de Amazon SageMaker ML.

La canalización fue creada por laOrquestación de trabajos con Amazon SageMaker Model Building
Pipelinesen el bloc de notasRepositorio de GitHub de ejemplo de Amazon SageMaker. Para
obtener información detallada sobre cómo se creó la canalización, consulte.Definición de una
canalización (p. 2310).

El seguimiento del linaje en Studio se centra en un gráfico acíclico dirigido (DAG). El DAG representa los
pasos de una canalización. Desde el DAG puede rastrear el linaje desde cualquier paso hasta cualquier
otro paso. En el siguiente diagrama se muestran los pasos de la tubería. Estos pasos aparecen como un
DAG en Studio.

Prerequisites

• Acceso a Amazon SageMaker Studio. Para obtener más información, consulte Introducción a Amazon
SageMaker Studio (p. 40).

• Familiaridad con la interfaz de usuario de SageMaker Studio. Para obtener más información, consulte
Descripción de la interfaz de usuario de Amazon SageMaker Studio (p. 77).

• (Recomendado) Ejecución completa del cuaderno de ejemplo.

Para rastrear el linaje de una tubería

1. Inicie sesión en SageMaker Studio.
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2. En la barra lateral izquierda de Studio, elija la opciónComponentes y registros de SageMakerIcono

( ).
3. En el menú desplegable, seleccioneCanalizaciones.

4. UsarBúsquedapara filtrar la lista de canalizaciones. Para ver todas las columnas disponibles,
arrastre el borde derecho del panel hacia la derecha. Para obtener más información, consulte Busca
experimentos con Amazon SageMaker Studio (p. 1632).

La siguiente captura de pantalla muestra la lista filtrada por un nombre que comienza con «aba» y que
se creó el 12/5/20.
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5. Haga doble clic enAbalonePipelinepara ver la lista de ejecución y otros detalles sobre la
canalización. La siguiente captura de pantalla muestra laPROPIEDADES DE TABLA, donde puede
elegir las propiedades que desea ver.

6. Elija el iconoConfiguracióny, a continuación, elijaDescargar archivo de definición de canalizaciones.
Puede ver el archivo para ver cómo se definió el gráfico de canalización.

7. En la páginaEjecución, haga doble clic en la primera fila de la lista de ejecución para ver su gráfico de
ejecución y otros detalles sobre la ejecución. Tenga en cuenta que el gráfico coincide con el diagrama
que se muestra al principio del tutorial.

Puede arrastrar el gráfico (seleccionar un área que no esté en el gráfico en sí) o utilizar los iconos de
cambio de tamaño en la parte inferior izquierda del gráfico. La inserción en la parte inferior derecha del
gráfico muestra su ubicación en el gráfico.
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8. En la páginaGráficoHaga clic en la pestañaAbaloneProcesspara ver los detalles sobre el paso.

9. Encuentre las rutas de Amazon S3 a los conjuntos de datos de formación, validación y prueba en
elSalida, enArchivos.

2340



Amazon SageMaker Developer Guide
Automatice MLOPs con proyectos de SageMaker

Note

Para obtener las rutas completas, haga clic con el botón secundario en la ruta y elijaCopiar
contenido de celda.

s3://sagemaker-eu-west-1-acct-id/sklearn-abalone-process-2020-12-05-17-28-28-509/
output/train
s3://sagemaker-eu-west-1-acct-id/sklearn-abalone-process-2020-12-05-17-28-28-509/
output/validation
s3://sagemaker-eu-west-1-acct-id/sklearn-abalone-process-2020-12-05-17-28-28-509/
output/test

10. Elija el iconoAbaloneTrainPaso.

11. Busque la ruta de Amazon S3 al artefacto del modelo en elSalida, enArchivos:

s3://sagemaker-eu-west-1-acct-id/AbaloneTrain/pipelines-6locnsqz4bfu-AbaloneTrain-
NtfEpI0Ahu/output/model.tar.gz

12. Elija el iconoAbaloneRegisterModelPaso.

13. Encuentre el ARN del paquete de modelos en elSalida, enArchivos:

arn:aws:sagemaker:eu-west-1:acct-id:model-package/abalonemodelpackagegroupname/2

Automatice MLOPs con proyectos de SageMaker
Cree soluciones ML integrales con CI/CD mediante proyectos de SageMaker.

Utilice proyectos de SageMaker para crear una solución MLOPs para orquestar y administrar:
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• Preparación de datos e ingeniería de características
• Modelos de capacitación
• Evaluación de modelos
• Implementar modelos
• Monitorización y actualización de modelos

Temas
• ¿Qué es un proyecto SageMaker? (p. 2342)
• ¿Por qué debería usar MLOPs? (p. 2343)
• Permisos de SageMaker Studio necesarios para usar proyectos (p. 2345)
• Crear un proyecto MLOPs con Amazon SageMaker Studio (p. 2346)
• Plantillas de proyecto de MLOPs (p. 2348)
• Visualización de recursos del proyecto (p. 2352)
• Tutorial del proyecto MLOPs de SageMaker (p. 2354)

¿Qué es un proyecto SageMaker?
Mediante el uso de un proyecto de SageMaker, equipos de científicos de datos y desarrolladores pueden
trabajar en problemas empresariales de aprendizaje automático. Puede crear un proyecto de SageMaker
con una plantilla MLOPs proporcionada por SageMaker que automatice las canalizaciones de creación e
implementación de modelos mediante integraciones continuas y entrega continua (CI/CD). Una plantilla
proporcionada por SageMaker aprovisiona la configuración inicial necesaria para un sistema completo de
MLOPs de extremo a extremo que incluye la construcción de modelos, la formación y la implementación,
según la plantilla que elija. También puede proporcionar su propia plantilla personalizada para aprovisionar
los recursos que necesita para el sistema MLOPs.

Un proyecto SageMaker es unAWS Service CatalogUn producto aprovisionado que le permite crear
fácilmente una solución ML integral. Para obtener más información sobreAWS Service Catalog,
consulte¿Qué es ?AWS Service Catalog.

Cada proyecto de SageMaker tiene un nombre e ID únicos que se pasan a todos losAWScreados en el
proyecto. Mediante el nombre y el ID, puede ver todas las entidades asociadas con el proyecto. Entre ellas
se incluyen:

• Ejecuciones de canalización
• Modelos registrados
• Modelos desplegados (puntos finales)
• Conjuntos de datos
• AWS Service CatalogProductos
• AWS CodePipelinetuberías y tuberías Jenkins
• AWS CodeCommitrepositorios y repositorios de Git de terceros

Un proyecto típico de SageMaker con una plantilla proporcionada por SageMaker podría incluir lo
siguiente.

• Uno o más repositorios con código de ejemplo para crear e implementar soluciones ML. Estos son
ejemplos de trabajo que puede clonar localmente para explorar el código proporcionado por SageMaker
y modificarlo según sus necesidades. Usted es dueño de este código y puede usar los repositorios como
control de versiones para su trabajo.
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• Una canalización de SageMaker que define los pasos para la preparación de datos, la capacitación, la
evaluación de modelos y la implementación de modelos.

• Una canalización CodePipeline o una canalización Jenkins que ejecuta la canalización de SageMaker
cada vez que se registra una nueva versión del código. Para obtener información acerca de
CodePipeline, consulte¿Qué es ?AWS CodePipeline. Para obtener más información acerca de Jenkins,
consulteDocumentación de usuario de Jenkins.

• Un grupo de modelos que contiene versiones de modelo. Cada vez que se ejecuta la canalización
de SageMaker y se acepta la versión del modelo resultante en el paso de validación condicional, se
implementa una nueva versión de modelo en un extremo de SageMaker.

¿Cuándo se debe utilizar un proyecto de SageMaker?
Aunque los portátiles son útiles para la creación de modelos y la experimentación, cuando tiene un equipo
de científicos de datos y/o ingenieros de ML trabajando en un problema de ML, necesita una forma más
escalable de mantener la coherencia del código y tener un control de versiones más estricto. Tener el
código solo en los archivos de bloc de notas dificulta la colaboración y corre el riesgo de perder código
o artefactos de modelo si el bloc de notas se elimina o cambia accidentalmente. Mediante el uso de
proyectos de SageMaker, puede administrar las versiones de sus repositorios de Git para que pueda
colaborar entre equipos de manera más eficiente, garantizar la coherencia del código y habilitar CI/CD.

Además de administrar código, los proyectos de SageMaker habilitan MLOPs para la creación de modelos,
la implementación de modelos y los flujos de trabajo ML de extremo a extremo. Puede ejecutar trabajos
de formación o canalizaciones de SageMaker para crear modelos en SageMaker Studio. Sin embargo, si
desea crear un sistema CI/CD que genere modelos basados en desencadenadores, como cuando alguien
comprueba un cambio de código, considere la posibilidad de crear un proyecto de SageMaker y utilizar una
plantilla proporcionada por SageMaker. Para obtener una lista de las plantillas de proyecto proporcionadas
por SageMaker, consulteUsar plantillas de proyecto proporcionadas por SageMaker (p. 2348).

¿Necesito crear un proyecto para usar tuberías de SageMaker?
No. Las canalizaciones de SageMaker son entidades independientes al igual que los trabajos de
formación, los trabajos de procesamiento y otros trabajos de SageMaker dentro de SageMaker. Puede
crear, actualizar y ejecutar canalizaciones directamente dentro de un bloc de notas utilizando el SDK de
Python de SageMaker sin utilizar un proyecto de SageMaker.

Los proyectos proporcionan una capa adicional para ayudarle a organizar el código y adoptar las prácticas
recomendadas operativas necesarias para un sistema de calidad de producción.

¿Por qué debería usar MLOPs?
A medida que pasa de ejecutar proyectos individuales de inteligencia artificial y aprendizaje automático
(AI/ML) a usar AI/ML para transformar su negocio a escala, la disciplina de ML Operations (MLOPs)
puede ayudar. Los MLOPs tienen en cuenta los aspectos únicos de los proyectos de AI/ML en gestión de
proyectos, CI/CD y garantía de calidad, ayudando a los clientes a mejorar el tiempo de entrega, reducir
defectos y hacer que los científicos de datos sean más productivos. MLOPs se refiere a una metodología
basada en la aplicación de prácticas de DevOps a cargas de trabajo de aprendizaje automático. Puede
revisar laIntroducción a DevOps enAWSpara una discusión de los principios de DevOps. Practicar CI/CD
enAWSyInfraestructura como códigoprofundizar en la implementación usandoAWSServicios de .

Al igual que DevOps, los MLOPs se basan en un enfoque colaborativo y optimizado del ciclo de vida
del desarrollo del aprendizaje automático, donde se requiere la intersección de personas, procesos y
tecnología para optimizar las actividades integrales necesarias para desarrollar, construir y operar cargas
de trabajo de aprendizaje automático.

MLOPs se centra en la intersección de la ciencia de datos y la ingeniería de datos en combinación con
las prácticas de DevOps existentes para optimizar la entrega de modelos a lo largo del ciclo de vida del
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desarrollo del aprendizaje automático. MLOPs es la disciplina de integrar cargas de trabajo ML en la
administración de versiones, CI/CD y operaciones. Los MLOPs requieren la integración del desarrollo de
software, las operaciones, la ingeniería de datos y la ciencia de datos.

Desafíos de los MLOP
• Administración de proyectos- Los proyectos ML involucran a científicos de datos, un papel relativamente

nuevo, y uno que no suele estar integrado en equipos multifuncionales. Estos nuevos miembros del
equipo a menudo hablan un lenguaje técnico muy diferente al de los propietarios de productos y los
ingenieros de software, lo que agrava el problema habitual de traducir los requisitos empresariales en
requisitos técnicos.

• Comunicación y colaboración- Crear visibilidad en proyectos de ML y permitir la colaboración entre
diferentes partes interesadas, como ingenieros de datos, científicos de datos, ingenieros de ML y
DevOps.

• Todo es código
• Uso de datos de producción en actividades de desarrollo, ciclos de vida de experimentación

más largos, dependencias en canalizaciones de datos, canalizaciones de implementación de
readiestramiento y métricas únicas para evaluar el rendimiento de un modelo.

• Los modelos suelen tener un ciclo de vida independiente de las aplicaciones y sistemas que se
integran con esos modelos.

• Todo el sistema de extremo a extremo es reproducible a través de código versionado y artefactos.
Los proyectos DevOps utilizan Infrastructure-as-Code (IAC) y Configuration-as-Code (CAC) para crear
entornos, y Pipelines-as-Code (PaC) para garantizar patrones CI/CD coherentes. Las canalizaciones
tienen que integrarse con flujos de trabajo de capacitación de Big Data y ML. Esto a menudo significa
que nuestra canalización es una combinación de una herramienta CI/CD tradicional y otro motor de
flujo de trabajo. Existen importantes preocupaciones en materia de políticas para muchos proyectos de
ML, por lo que es posible que nuestra canalización también necesite hacer cumplir esas políticas. Los
datos de entrada sesgados producen resultados sesgados, una preocupación cada vez mayor para
las partes interesadas del negocio.

• CI/CD
• En los MLOPs, los datos de origen son una entrada de primera clase, junto con el código fuente. Es

por eso que los MLOPs requieren el control de versiones de los datos de origen y la activación de la
canalización se ejecuta cuando cambian los datos de origen o de inferencia.

• Las tuberías también deben versiones de los modelos ML, junto con sus entradas y otras salidas, con
el fin de proporcionar la trazabilidad.

• Las pruebas automatizadas deben incluir la validación adecuada del modelo ML, durante las fases de
construcción y cuando el modelo está en producción.

• Las fases de construcción pueden incluir capacitación y reciclaje de modelos, un proceso que
consume mucho tiempo y requiere muchos recursos. Las canalizaciones deben ser lo suficientemente
granulares como para realizar un ciclo de entrenamiento completo cuando cambian los datos de
origen o el código ML, no cuando cambian los componentes relacionados.

• Dado que el código de aprendizaje automático suele ser una pequeña parte de una solución general,
una canalización de implementación también puede incorporar los pasos adicionales necesarios para
empaquetar el modelo para su consumo como una API por otras aplicaciones y sistemas.

• Monitoreo y registro
• En las fases de ingeniería de características y capacitación de modelos, necesitamos capturar

métricas de formación de modelos, así como experimentos de modelos. Ajustar un modelo ML
requiere manipular la forma de los datos de entrada, así como los hiperparámetros de algoritmo,
y necesitamos capturar sistemáticamente esos experimentos. El seguimiento de experimentos
ayuda a los científicos de datos a trabajar de manera más eficaz y nos proporciona una instantánea
reproducible de su trabajo.

• Los modelos ML implementados requieren la supervisión de los datos transferidos al modelo para
su inferencia, junto con las métricas estándar de estabilidad y rendimiento del punto final. El sistema
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de monitoreo también debe capturar la calidad de la salida del modelo, evaluada por una métrica ML
adecuada.

Beneficios de los MLOP
La adopción de prácticas de MLOPs le ofrece un tiempo de comercialización más rápido para los proyectos
de ML al ofrecer los siguientes beneficios.

• Productividad- Proporcionar entornos de autoservicio con acceso a conjuntos de datos seleccionados
permite a los ingenieros de datos y científicos de datos moverse más rápido y perder menos tiempo con
datos faltantes o no válidos.

• Repetibilidad- Automatizar todos los pasos del MLDC le ayuda a garantizar un proceso repetible,
incluyendo cómo se capacita, evalúa, versionado e implementa el modelo.

• Fiabilidad de- La incorporación de prácticas CI/CD permite la capacidad no solo de implementar
rápidamente, sino con una mayor calidad y consistencia.

• Auditabilidad- Versionar todas las entradas y salidas, desde experimentos de ciencia de datos hasta
datos de origen hasta modelos entrenados, significa que podemos demostrar exactamente cómo se
construyó el modelo y dónde se implementó.

• Calidad de datos y modelos- MLOPs nos permite aplicar políticas que protegen contra el sesgo del
modelo y realizar un seguimiento de los cambios en las propiedades estadísticas de datos y la calidad
del modelo a lo largo del tiempo.

Permisos de SageMaker Studio necesarios para usar
proyectos
Para permitir a los usuarios ver las plantillas de proyecto proporcionadas por SageMaker y crear proyectos
con esas plantillas, activeProyectospara los usuarios al incorporar o actualizar SageMaker Studio. Hay dos
permisos para habilitar.

1. HabilitarProyectospara el administrador de SageMaker Studio. Esto permite al administrador
de SageMaker Studio ver las plantillas proporcionadas por SageMaker en elAWS Service
Catalogconsola de . El administrador puede ver lo que otros usuarios de SageMaker Studio crean si
les concede permiso para usar proyectos de SageMaker. El administrador también puede ver laAWS
CloudFormationque las plantillas de proyecto proporcionadas por SageMaker definen en elAWS Service
CatalogConsola Para obtener información acerca del uso de laAWS Service CatalogConsola de,
consulteQué esAWS Service Catalogen laAWS Service CatalogGuía del usuario de.

2. Habilite proyectos para usuarios de SageMaker Studio que estén configurados para usar el rol de
ejecución de dominio. Esto otorga permiso a los usuarios de SageMaker Studio para utilizar las plantillas
de proyecto proporcionadas por SageMaker para crear un proyecto desde SageMaker Studio.

Para permitir que los usuarios que utilizan cualquier rol que no sea el rol de ejecución del dominio vean
y usen plantillas de proyecto proporcionadas por SageMaker, debe habilitarProyectosen los perfiles de
usuario individuales.

Los siguientes procedimientos muestran cómo habilitarProyectoscuando está incorporando a SageMaker
Studio. Para obtener más información sobre cómo incorporar a SageMaker Studio, consulteIntroducción a
Amazon SageMaker Studio (p. 40).

Para habilitarProjectspermisos para los usuarios del rol de ejecución de dominio y administrador

1. Abra el iconoConsola de SageMaker.
2. SeleccionarAmazon SageMaker StudioEn la parte superior izquierda de la página.
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3. Si eligeInicio rápido, enProyectos, asegúrese de queHabilitar plantillas de proyecto de SageMaker
para esta cuenta y usuarios de Studioestá habilitado.

4. Si eligeConfiguración estándar, enProyectos, asegúrese de que ambosHabilitar plantillas de proyecto
de SageMaker para esta cuentayHabilitar plantillas de proyecto de SageMaker para usuarios de
StudioSe han habilitado.

Crear un proyecto MLOPs con Amazon SageMaker
Studio
En este procedimiento se muestra cómo crear un proyecto de MLOPs de mediante Amazon SageMaker
Studio.

Requisitos previos

• Un registroAWS SSOUna cuenta de IAM para iniciar sesión en Studio. Para obtener información,
consulte Introducción a Amazon SageMaker Studio (p. 40).

• Permiso para usar plantillas de proyecto proporcionadas por SageMaker. Para obtener información,
consulte Permisos de SageMaker Studio necesarios para usar proyectos (p. 2345).

• Estar familiarizado con la interfaz de usuario de Studio. Para obtener información, consulte Descripción
de la interfaz de usuario de Amazon SageMaker Studio (p. 77).

Para crear un proyecto en SageMaker Studio

1. Inicie sesión en Studio. Para obtener más información, consulte Introducción a Amazon SageMaker
Studio (p. 40).

2. En la barra lateral izquierda de Studio, elija la opciónRecursos de SageMakerIcono ( ).
3. SeleccionarProyectosEn la lista desplegable.
4. Elija Create project (Crear proyecto).

LaCrear proyectose abre mostrando una lista de plantillas disponibles.
5. ParaPlantillas de proyecto SageMaker, elijaPlantillas de SageMaker. Para obtener más información

acerca de las plantillas de proyecto, consultePlantillas de proyecto de MLOPs (p. 2348).
6. SeleccionarPlantilla MLOPs para la creación de modelos, la formación y la implementación.
7. SeleccionarSeleccionar plantilla de proyecto.
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LaCrear proyectocambios en la ficha para mostrarDetalles del proyecto.
8. Introduzca la información siguiente:

• ParaDetalles del proyectoEscriba un nombre y la descripción del proyecto.
• Si lo desea, agregue etiquetas, que son pares de valores clave que puede utilizar para realizar un

seguimiento de sus proyectos.
9. SeleccionarCrear proyectoY espere a que el proyecto aparezca en el cuadro de diálogoProyectoslista

de.
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Plantillas de proyecto de MLOPs
Una plantilla de proyecto de Amazon SageMaker automatiza la configuración e implementación de
MLOPs para sus proyectos. Una plantilla de proyecto de SageMaker es unaAWS Service Catalogproducto
que SageMaker pone a disposición de los usuarios de Amazon SageMaker Studio. EstosAWS Service
Cataloglos productos están visibles en suAWS Service Catalogdespués de habilitar los permisos al
incorporar o actualizar Studio. Para obtener información sobre cómo habilitar permisos para usar
plantillas de proyecto de SageMaker, consultePermisos de SageMaker Studio necesarios para usar
proyectos (p. 2345). Utilice plantillas de proyecto de SageMaker para crear un proyecto que sea una
solución de MLOPs de extremo a extremo.

Si es administrador, puede crear plantillas de proyecto personalizadas desde cero o modificar una de las
plantillas de proyecto proporcionadas por SageMaker. Los usuarios de Studio de su organización pueden
utilizar estas plantillas de proyecto personalizadas para crear sus proyectos.

Temas
• Usar plantillas de proyecto proporcionadas por SageMaker (p. 2348)
• Crear plantillas de proyecto personalizadas (p. 2351)

Usar plantillas de proyecto proporcionadas por SageMaker
Amazon SageMaker proporciona plantillas de proyecto que crean la infraestructura necesaria para crear
una solución MLOPs para la integración continua y la implementación continua (CI/CD) de modelos ML.
Utilice estas plantillas para procesar datos, extraer funciones, entrenar y probar modelos, registrar los
modelos en el registro de modelos de SageMaker e implementar los modelos para la inferencia. Puede
personalizar el código inicial y los archivos de configuración para que se adapten a sus requisitos.

Important

A partir del 27 de julio de 2021, los proyectos de SageMaker pueden utilizar repositorios de Git de
terceros. Para obtener más información, consulte Actualizar proyectos de SageMaker para utilizar
repositorios de Git de terceros (p. 2350).

Las plantillas de proyecto de SageMaker le ofrecen la siguiente selección de repositorios de código,
herramientas de automatización de flujos de trabajo y etapas de canalización:

• Repositorios de–AWS CodeCommito Git de terceros como GitHub y Bitbucket
• Automatización del flujo de trabajo CI/CD–AWS CodePipelineo Jenkins
• Fases de tuberías— construcción y formación de modelos, implementación de modelos, o ambos

SageMaker proporciona las siguientes plantillas para automatizar todo el ciclo de vida del modelo

• Plantilla MLOPs para la creación de modelos, la formación y la implementación (p. 2348)
• Plantilla MLOPs para la creación de modelos, capacitación e implementación con repositorios Git de

terceros utilizando CodePipeline (p. 2349)
• Plantilla MLOPs para la creación de modelos, la capacitación y la implementación con repositorios de Git

de terceros utilizando Jenkins (p. 2350)

Plantilla MLOPs para la creación de modelos, la formación y la implementación

Esta plantilla es una combinación de las dos plantillas siguientes, cada una de las cuales se puede utilizar
de forma independiente, y contiene todos los recursos proporcionados en esas plantillas.

• Repositorios de–AWS CodeCommit
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• Automatización del flujo de trabajo CI/CD–AWS CodePipeline

Plantilla MLOPs para la construcción de modelos y la formación

Utilice esta plantilla cuando desee que una solución MLOPs procese datos, extraiga funciones,
capacite y pruebe modelos, y registre los modelos en el registro de modelos de SageMaker.

Esta plantilla proporciona los siguientes recursos:
• Un registroAWS CodeCommitque contiene código de ejemplo que crea una canalización de Model

Building Pipelines de Amazon SageMaker en código python y muestra cómo crear y actualizar la
canalización de SageMaker. Este repositorio también tiene un bloc de notas Python Jupyter que
puede abrir y ejecutar en Studio.

• Un registroAWS CodePipelineque tiene pasos de origen y construcción. El paso de origen apunta
al repositorio de CodeCommit. El paso de compilación obtiene el código de ese repositorio, crea y/
o actualiza la canalización de SageMaker, inicia una ejecución de canalización y espera a que se
complete la ejecución de la canalización.

• Un depósito de Amazon S3 para almacenar artefactos, incluidos los artefactos de CodePipeline y
CodeBuild, y cualquier artefacto generado a partir de la canalización de SageMaker se ejecuta.

Plantilla MLOPs para la implementación de modelos

Utilice esta plantilla para automatizar la implementación de modelos en el registro de modelos de
SageMaker en los extremos de SageMaker para una inferencia en tiempo real. Esta plantilla reconoce
los cambios en el registro de modelos. Cuando se registra y aprueba una nueva versión del modelo,
desencadena automáticamente una implementación.

La plantilla aprovisiona un repositorio de CodeCommit con archivos de configuración para especificar
los pasos de implementación del modelo,AWS CloudFormationpara definir los endpoints como
infraestructura y código inicial para probar el endpoint.

Esta plantilla proporciona los siguientes recursos:
• Un registroAWS CodeCommitque contiene código de ejemplo que implementa modelos en

endpoints en entornos de producción y ensayo.
• Un registroAWS CodePipelineque tiene origen, compilación, implementación en etapas e

implementación en pasos de producción. El paso de origen apunta al repositorio CodeCommit,
el paso de compilación obtiene el código de ese repositorio y genera pilas de CloudFormation
para implementar. La implementación en etapas y la implementación en los pasos de producción
implementan las pilas de CloudFormation en sus respectivos entornos. Existe un paso de
aprobación manual entre los pasos de preparación y producción, de modo que un ingeniero de
MLOPs debe aprobar el modelo antes de implementarlo en producción.

También hay un paso de aprobación programática con pruebas de marcador de posición en
el código de ejemplo del repositorio CodeCommit. Puede agregar pruebas adicionales para
reemplazar las pruebas de marcadores de posición.

• Un depósito de Amazon S3 para almacenar artefactos, incluidos los artefactos de CodePipeline y
CodeBuild, y cualquier artefacto generado a partir de la canalización de SageMaker se ejecuta.

• Un evento CloudWatch para activar la canalización cuando se aprueba o rechaza una versión de
paquete de modelo.

Plantilla MLOPs para la creación de modelos, capacitación e implementación con
repositorios Git de terceros utilizando CodePipeline

• Repositorios de— Git de terceros
• Automatización del flujo de trabajo CI/CD–AWS CodePipeline
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Esta plantilla proporciona los siguientes recursos:

• Asociaciones con uno o más repositorios de Git especificados por el cliente.
• Un registroAWS CodePipelineque tiene origen, compilación, implementación en etapas e

implementación en pasos de producción. El paso de origen apunta al repositorio de Git de terceros,
el paso de compilación obtiene el código de ese repositorio y genera pilas de CloudFormation
para implementar. La implementación en etapas y la implementación en los pasos de producción
implementan las pilas de CloudFormation en sus respectivos entornos. Existe un paso de aprobación
manual entre los pasos de preparación y producción, de modo que un ingeniero de MLOPs debe
aprobar el modelo antes de implementarlo en producción.

• Un registroAWS CodeBuildpara rellenar los repositorios de Git con la información del código de inicio.
Esto requiere una conexión de AWS CodeStar desde suAWSa tu cuenta en el host del repositorio de Git.

• Un depósito de Amazon S3 para almacenar artefactos, incluidos los artefactos de CodePipeline y
CodeBuild, y cualquier artefacto generado a partir de la canalización de SageMaker se ejecuta.

Plantilla MLOPs para la creación de modelos, la capacitación y la implementación
con repositorios de Git de terceros utilizando Jenkins

Adjunte su propio repositorio de Git al proyecto para registrar y administrar versiones de código. Connect
el proyecto a Jenkins para organizar los pasos de implementación del modelo. Inicie el flujo de trabajo
de implementación del modelo aprobando el modelo registrado en el registro de modelos para su
implementación manual o automáticamente.

• Repositorios de— Git de terceros
• Automatización del flujo de trabajo CI/CD— Jenkins

Esta plantilla proporciona los siguientes recursos:

• Asociaciones con uno o más repositorios de Git especificados por el cliente.
• Código inicial para generar canalizaciones de Jenkins que tienen origen, compilación, implementación

en etapas e implementación en pasos de producción. El paso de origen apunta al repositorio Git
especificado por el cliente. El paso de compilación obtiene el código de ese repositorio y genera dos
pilas de CloudFormation. Los pasos de implementación implementan las pilas de CloudFormation en sus
respectivos entornos. Hay un paso de aprobación entre el paso de ensayo y el paso de producción.

• Un registroAWS CodeBuildpara rellenar los repositorios de Git con la información del código de inicio.
Esto requiere una conexión de AWS CodeStar desde suAWSa tu cuenta en el host del repositorio de Git.

• Un depósito de Amazon S3 para almacenar artefactos del proyecto SageMaker y la canalización de
SageMaker.

Actualizar proyectos de SageMaker para utilizar repositorios de Git de terceros

La política administrada y asociada a laAmazonSageMakerServiceCatalogProductsUseRolese
actualizó el 27 de julio de 2021 para su uso con las plantillas de Git de terceros. Los usuarios que se
incorporen a Amazon SageMaker Studio después de esta fecha y habiliten plantillas de proyecto utilizarán
la nueva política. Los usuarios que se incorporaron antes de esta fecha deben actualizar la política para
utilizar estas plantillas. Utilice una de las siguientes opciones para actualizar la directiva:

• Eliminar el rol y alternar la configuración de Studio

1. En la consola de IAM, elimineAmazonSageMakerServiceCatalogProductsUseRole.
2. En el Panel de control de SageMaker Studio, elijaEditar la configuración de.
3. Alterna ambas configuraciones y, a continuación, eligeEnviar.
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• En la consola de IAM, agregue los siguientes permisos
aAmazonSageMakerServiceCatalogProductsUseRole

{
      "Effect": "Allow",
      "Action": [
          "codestar-connections:UseConnection"
      ],
      "Resource": "arn:aws:codestar-connections:*:*:connection/*",
      "Condition": {
          "StringEqualsIgnoreCase": {
              "aws:ResourceTag/sagemaker": "true"
          }
      }
  },
  {
      "Effect": "Allow",
      "Action": [
          "s3:PutObjectAcl"
      ],
      "Resource": [
          "arn:aws:s3:::sagemaker-*"
      ]
  }

Crear plantillas de proyecto personalizadas
Si las plantillas proporcionadas por SageMaker no satisfacen sus necesidades (por ejemplo, desea tener
una orquestación más compleja en CodePipeline con varias etapas, pasos de aprobación personalizados,
etc.) cree sus propias plantillas.

Recomendamos comenzar usando las plantillas proporcionadas por SageMaker para entender cómo
organizar el código y los recursos y construir sobre él. Para ello, después de habilitar el acceso de
administrador a las plantillas de SageMaker, inicie sesión en elhttps://console.aws.amazon.com/
servicecatalog/, elijaCarterasSeleccione y, después,Importado. Para obtener más información sobreAWS
Service Catalog, consulteInformación general deAWS Service Catalogen laAWS Service CatalogGuía del
usuario de.

Cree sus propias plantillas de proyecto para personalizar su proyecto MLOPs. Las plantillas de proyecto de
SageMaker sonAWS Service Catalogpara aprovisionar los recursos para el proyecto de MLOPs.

Para crear una plantilla de proyecto personalizada, siga los pasos que se describen a continuación.

1. Cree un portafolio. Para obtener información, consultePaso 3: Creación de unAWS Service
CatalogPortfolio.

2. Crear un producto. Un producto es una plantilla de CloudFormation. Puede crear varias versiones del
producto. Para obtener información, consultePaso 4: Creación de unAWS Service CatalogProducto.

Para que el Producto funcione con proyectos de SageMaker, agregue los siguientes parámetros a su
plantilla de producto.

SageMakerProjectName:
Type: String
Description: Name of the project

SageMakerProjectId:
Type: String
Description: Service generated Id of the project.
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3. Agregue una restricción de lanzamiento. Una restricción de lanzamiento designa un rol de IAM
queAWS Service Catalogasume cuando un usuario inicia un producto. Para obtener información,
consultePaso 6: Agregar una restricción de lanzamiento para asignar una función de IAM.

4. Aprovisione el producto en elhttps://console.aws.amazon.com/servicecatalog/para probar la plantilla.
Si está satisfecho con su plantilla, continúe con el siguiente paso para hacer que la plantilla esté
disponible en SageMaker Studio.

5. Conceda a acceso aAWS Service CatalogPortafolio que creó en el paso 1 a su función de ejecución
de SageMaker Studio. Utilice el rol de ejecución del dominio de SageMaker Studio o un rol de usuario
que tenga acceso a SageMaker Studio. Para obtener más información sobre cómo añadir un rol a la
cartera de, consulte.Paso 7: Conceder acceso a la cartera a los usuarios finales.

6. Para hacer que la plantilla de proyecto esté disponible en suCuotas de organizaciónen SageMaker
Studio, cree una etiqueta con la siguiente clave y valor en la listaAWS Service CatalogProducto creado
en el paso 2.

• clave-sagemaker:studio-visibility
• value-true

Después de completar estos pasos, los usuarios de SageMaker Studio de su organización pueden
crear un proyecto con la plantilla creada siguiendo los pasos deCrear un proyecto MLOPs con Amazon
SageMaker Studio (p. 2346)y eligiendoCuotas de organizacióncuando elija una plantilla.

Visualización de recursos del proyecto
Después de crear un proyecto, consulte los recursos asociados al proyecto en SageMaker Studio.

Para crear un proyecto en SageMaker Studio

1. Inicie sesión en Studio. Para obtener más información, consulte Introducción a Amazon SageMaker
Studio (p. 40).

2. SeleccionarComponentes y registroselija y luego seleccione.Proyectos.
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3. Haga doble clic en el nombre del proyecto para el que desea ver detalles.

Aparecerá una pestaña con los detalles del proyecto.
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En la pestaña Detalles del producto, puede ver las siguientes entidades asociadas al proyecto.

• Repositorios: repositorios de código (repositorios) asociados a este proyecto. Si utiliza una plantilla
proporcionada por SageMaker al crear su proyecto, creará unAWS CodeCommito un repositorio
de Git de terceros. Para obtener más información acerca de CodeCommit, consulte¿Qué es ?AWS
CodeCommit

• Pipelines: canalizaciones ML de SageMaker que definen pasos para preparar datos, entrenar
e implementar modelos. Para obtener información sobre las canalizaciones de SageMaker ML,
consulteCrear y administrar canalizaciones de SageMaker (p. 2309).

• Experimentos: uno o más experimentos de AutoPilot de SageMaker asociados con el proyecto. Para
obtener información acerca de AutoPilot, consulteAutomatice el desarrollo de modelos con Autopilot de
Amazon SageMaker (p. 155).

• Grupos de modelos: grupos de versiones de modelo que se crearon mediante ejecuciones de tuberías
en el proyecto. Para obtener información acerca de los grupos de modelos, consulteCreación de un
grupo de modelos (p. 2101).

• Puntos de enlace: puntos de enlace de SageMaker que alojan modelos de implementados para la
inferencia en tiempo real. Cuando se aprueba una versión de modelo, se implementa en un extremo.

• Configuración: configuración para el proyecto. Esto incluye el nombre y la descripción del proyecto,
información sobre la plantilla de proyecto y SourceModelPackageGroupName, así como metadatos
sobre el proyecto.

Tutorial del proyecto MLOPs de SageMaker
En este tutorial se explica cómo utilizar proyectos de MLOPs para crear un sistema CI/CD para crear,
capacitar e implementar modelos.

Requisitos previos

Para completar este tutorial, se necesita lo siguiente:
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• Un registroAWS SSOUna cuenta de IAM para iniciar sesión en Studio. Para obtener información,
consulte Introducción a Amazon SageMaker Studio (p. 40).

• Permiso para usar plantillas de proyecto proporcionadas por SageMaker. Para obtener información,
consulte Permisos de SageMaker Studio necesarios para usar proyectos (p. 2345).

• Estar familiarizado con la interfaz de usuario de Studio. Para obtener información, consulte Descripción
de la interfaz de usuario de Amazon SageMaker Studio (p. 77).

Temas
• Paso 1: Creación del proyecto de de  (p. 2355)
• Paso 2: Clone el repositorio de código (p. 2358)
• Paso 3: Hacer un cambio en el código (p. 2360)
• Paso 4: Aprobar el modelo (p. 2363)
• (Opcional) Paso 5: Implementar la versión del modelo en producción (p. 2365)
• Paso 6: Recursos de limpieza (p. 2366)

Paso 1: Creación del proyecto de de
En este paso, creará un proyecto MLOPs de SageMaker utilizando una plantilla de proyecto proporcionada
por SageMaker para crear, entrenar e implementar modelos.

Para crear el proyecto MLOPs de SageMaker

1. Inicie sesión en Studio. Para obtener más información, consulte Introducción a Amazon SageMaker
Studio (p. 40).

2. SeleccionarComponentes y registroselija y luego seleccione.ProyectosEn la lista desplegable.
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3. Elija Create project (Crear proyecto).

LaCrear proyectoAparecerá la pestaña.

2356



Amazon SageMaker Developer Guide
Tutorial del proyecto MLOPs de SageMaker

4. ParaPlantillas de proyecto SageMaker, elijaCuotas de organizaciónSeleccione y, después,Plantilla
MLOPs para la creación de modelos, la formación y la implementación.

5. ParaDetalles del proyectoEscriba un nombre y la descripción del proyecto.

2357



Amazon SageMaker Developer Guide
Tutorial del proyecto MLOPs de SageMaker

Cuando el proyecto aparece en el cuadroProyectoscon unaEstadodeCreated (Creado), vaya al siguiente
paso.

Paso 2: Clone el repositorio de código
Después de crear el proyecto, se crean dos repositorios de CodeCommit en el proyecto. Uno de los
repositorios contiene código para construir y entrenar un modelo, y otro contiene código para implementar
el modelo. En este paso, clona el repositorio en el SageMaker local que contiene el código para compilar y
entrenar el modelo en el entorno local de SageMaker Studio para que pueda trabajar con el código.

Para clonar el repositorio de código

1. SeleccionarComponentes y registroselija y luego seleccione.Proyectosen la lista desplegable.
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2. Busque el nombre del proyecto que creó en el paso anterior y haga doble clic en él para abrir la
pestaña de proyecto del proyecto.

3. En la pestaña de proyecto, elijaRepositorios de, y en elRuta localpara el repositorio que termina
conmodelbuild, elijarepositorio de clon....
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4. En el cuadro de diálogo que aparece, acepte los valores predeterminados y elijaRepositorio de clones.

Cuando se completa la clonación del repositorio, la ruta de acceso local aparece en elRuta
localcolumn. Haga clic en la ruta para abrir la carpeta local que contiene el código del repositorio en
SageMaker Studio.

Paso 3: Hacer un cambio en el código
Ahora realice un cambio en el código de canalización que crea el modelo y verifique el cambio para activar
una nueva ejecución de canalización. La ejecución de canalización registra una nueva versión de modelo.
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Para realizar un cambio de código

1.
En SageMaker Studio, elija el icono del explorador de archivos ( ) y vaya a la pestañapipelines/
abalonefolder. Doble clic enpipeline.pyPara abrir el archivo de código.

2. En el navegadorpipeline.py, busque la línea que establece el tipo de instancia de formación.

training_instance_type = ParameterString(
        name="TrainingInstanceType", default_value="ml.m5.xlarge"

Cambiarml.m5.xlargeDe aml.m5.largey, a continuación, escribaCtrl+Spara guardar el cambio.
3.

Elija el iconoGitIcono ( ). Anote, valide y empuje el cambio enpipeline.py. Para obtener más
información sobre el uso de Git en SageMaker Studio, consulte.Clonar un repositorio de Git en
SageMaker Studio (p. 124).
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Después de presionar el cambio de código, el sistema MLOPs desencadena una ejecución de la
canalización que crea una nueva versión del modelo. En el siguiente paso, aprobará la nueva versión de
modelo para implementarla en producción.

Paso 4: Aprobar el modelo
Ahora aprobará la nueva versión del modelo que se creó en el paso anterior para activar un despliegue de
la versión del modelo en un extremo de SageMaker.

Para aprobar la versión del modelo

1. SeleccionarComponentes y registroselija y luego seleccione.Proyectosen la lista desplegable.

2. Busque el nombre del proyecto que creó en el primer paso y haga doble clic en él para abrir la pestaña
de proyecto del proyecto.

3. En la pestaña de proyecto, elijaGrupos de modelosy, a continuación, haga doble clic en el nombre del
grupo de modelos que aparece.
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Aparecerá la pestaña Grupo de modelo.
4. En la pestaña Grupo de modelos, haga doble clic enVersión 2. LaVersión 2se abrirá.

SeleccionarActualización del estado

5. En el modeloActualizar estado de versión del modelo, en elEstadoHaga clic en,
elijaAprobaciónSeleccione y, después,Actualización del estado.
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La aprobación de la versión del modelo hace que el sistema MLOPs despliegue el modelo en fase
provisional. Para ver el punto de conexión, elija la opciónPuntos de enlace deen la pestaña del
proyecto.

(Opcional) Paso 5: Implementar la versión del modelo en
producción
Ahora puede implementar la versión del modelo en el entorno de producción.

Note

Para completar este ejemplo, debe ser administrador en su dominio de SageMaker Studio. Si no
es administrador, omita este paso.

Para implementar la versión del modelo en el entorno de producción

1. Inicie sesión en la consola de CodePipeline enhttps://console.aws.amazon.com/codepipeline/
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2. SeleccionarCanalizacionesy, a continuación, elija la canalización con el
nombresagemaker-ProjectName-ProjectId-modeldeploy, dondeProjectNamees el nombre de su
proyecto, yProjectIdes el ID de su proyecto.

3. En el navegadorImplementación de StagingSeleccione la etapaReview (Revisar).
4. En el navegadorReview (Revisar), seleccioneAprobación.

Aprobando laImplementación de Staginghace que el sistema MLOPs implemente el modelo en
producción. Para ver el punto de conexión, elija la opciónPuntos de enlace deen la pestaña de
proyecto en SageMaker Studio.

Paso 6: Recursos de limpieza
Para dejar de incurrir en cargos, limpie los recursos que se crearon en este tutorial. Para ello, siga los
pasos que se describen a continuación.

Note

Para eliminar elAWS CloudFormationy el bucket de Amazon S3, debe ser administrador en
SageMaker Studio. Si no es administrador, pídale al administrador que complete estos pasos.

1. En el menú de SageMaker Studio, elijaArchivo, elijaNewelija y luego seleccione.Bloc de notas de.
2. En el navegadorSeleccione Kernel, seleccionePython 3 (ciencia de datos)Seleccione y,

después,Select.
3. En el bloc de notas, introduzca el siguiente código en una celda y, a continuación, ejecute la celda.

ReemplazarMyProjectCon el nombre de su proyecto.

import boto3

sm_client=boto3.client("sagemaker")
sm_client.delete_project(ProjectName="MyProject")

Esto elimina elAWS Service Catalogproducto aprovisionado que creó el proyecto. Esto incluye los
recursos CodeCommit, CodePipeline y CodeBuild que se crearon para el proyecto.

4. Elimine lasAWS CloudFormationque ha creado el proyecto. Hay dos pilas, una para la puesta en
escena y otra para la producción. Los nombres de las pilas sonsagemaker-ProjectName-project-
id-implementación-puesta en escenaysagemaker-ProjectName-project-id-desplegar-prod,
dondeProjectNamees el nombre de su proyecto, yproject-ides el ID de su proyecto.

Para obtener información acerca de cómo eliminar unAWS CloudFormation, consulteEliminación de
una pila enAWS CloudFormationconsoleen laAWS CloudFormationGuía del usuario de.

5. Elimine el bucket de Amazon S3 creado por el proyecto. El nombre del bucket esSagemaker-
proyect-project-id, dondeproject-ides el ID de su proyecto.

Seguimiento del linaje de Amazon SageMaker ML
Amazon SageMaker ML Lineage Tracking crea y almacena información sobre los pasos de un flujo
de trabajo de aprendizaje automático (ML) desde la preparación de datos hasta la implementación de
modelos. Con la información de seguimiento, puede reproducir los pasos del flujo de trabajo, realizar un
seguimiento del modelo y el linaje del conjunto de datos, y establecer normas de control y auditoría del
modelo.

Con SageMaker Lineage Tracking, los científicos y los creadores de modelos pueden hacer lo siguiente:
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• Mantenga un historial de ejecución de experimentos de descubrimiento de modelos.
• Establezca la gobernanza del modelo mediante el seguimiento de los artefactos del linaje del modelo

para la auditoría y verificación del cumplimiento
• Clonar y volver a ejecutar flujos de trabajo para experimentar con escenarios hipotéticos mientras se

desarrollan modelos.
• Comparta un flujo de trabajo que los colegas puedan reproducir y mejorar (por ejemplo, mientras

colaboran en la solución de un problema empresarial).
• Clonar y volver a ejecutar flujos de trabajo con rutinas de depuración o registro adicionales, o nuevas

variaciones de entrada para solucionar problemas en los modelos de producción.

Temas
• Seguimiento de entidades (p. 2367)
• Entidades de seguimiento creadas por Amazon SageMaker (p. 2368)
• Crear entidades de seguimiento manualmente (p. 2370)

Seguimiento de entidades
Las entidades de seguimiento de mantienen una representación de todos los elementos del flujo de trabajo
integral de aprendizaje automático. Puede utilizar esta representación para establecer el gobierno del
modelo, reproducir el flujo de trabajo y mantener un registro del historial de trabajo.

Amazon SageMaker crea automáticamente entidades de seguimiento para los componentes de prueba y
sus pruebas y experimentos asociados al crear trabajos de SageMaker, como trabajos de procesamiento,
trabajos de formación y trabajos de transformación por lotes. Para obtener más información, consulte
Administrar el Machine Learning con experimentos de Amazon SageMaker (p. 1616).

SageMaker también crea automáticamente entidades de seguimiento para los demás pasos de un flujo
de trabajo que le permiten realizar un seguimiento del flujo de trabajo de extremo a extremo. Para obtener
más información, consulte Entidades de seguimiento creadas por Amazon SageMaker (p. 2368).

Puede crear entidades adicionales para complementar las creadas por SageMaker. Para obtener más
información, consulte Crear entidades de seguimiento manualmente (p. 2370).

SageMaker reutiliza cualquier entidad existente en lugar de crear otras nuevas. Por ejemplo, solo puede
haber un artefacto con unSourceUri.

Se definen las siguientes entidades de seguimiento:

Pruebas de entidades

• Componente de prueba— Una etapa de una prueba de aprendizaje automático. Incluye trabajos de
procesamiento, trabajos de entrenamiento y trabajos de transformación por lotes.

• Prueba— Una combinación de componentes de prueba que generalmente produce un modelo.
• Experimento— Una agrupación de ensayos centrados generalmente en la resolución de un caso de uso

específico.

Entidades de linaje

• Contexto: proporciona una agrupación lógica de otras entidades de rastreo o experimento.
Conceptualmente, los experimentos y los ensayos son contextos. Algunos ejemplos son un endpoint y
un paquete de modelo.
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• Acción— Representa una acción o actividad. Generalmente, una acción implica al menos un artefacto de
entrada o un artefacto de salida. Algunos ejemplos son un paso de flujo de trabajo y una implementación
de modelo.

• Artefacto— Representa un objeto o datos direccionables de URI. Un artefacto es generalmente una
entrada o una salida a un componente de prueba o Acción. Algunos ejemplos incluyen un conjunto
de datos (URI de bucket de Amazon S3), una imagen (ruta de registro de Amazon ECR) o una acción
(ARN).

• Asociación: vincula otras entidades de rastreo o experimento. Por ejemplo, una asociación entre la
ubicación de los datos de formación y un trabajo de formación.

Una asociación tiene unAssociationTypepropiedad. Los valores siguientes están disponibles junto
con el uso sugerido para cada tipo de. SageMaker no aplica restricciones a su uso:
• ContributedTo— El origen contribuyó al destino o participó en la habilitación del destino. Por

ejemplo, los datos de capacitación contribuyeron al trabajo de capacitación.
• AssociatedWith— El origen está conectado al destino. Por ejemplo, un flujo de trabajo de

aprobación está asociado a una implementación de modelo.
• DerivedFrom- El destino es una modificación de la fuente. Por ejemplo, una salida de resumen de

una entrada de canal para un trabajo de procesamiento se deriva de las entradas originales.
• Produced— El origen generó el destino. Por ejemplo, un trabajo de formación produjo un artefacto

modelo.

Propiedades comunes

• Tipo de propiedad

Las entidades de acción, artefacto y contexto tienen untypebienes,ActionType,ArtifactType,
yContextType, respectivamente. Esta propiedad es una cadena personalizada que puede asociar
información significativa con la entidad y utilizarse como filtro en las API de lista.

• Propiedad Source

Las entidades de acción, artefacto y contexto tienen unSourcepropiedad. Esta propiedad proporciona el
URI subyacente que representa la entidad. A continuación se muestran algunos ejemplos:
• Un registroUpdateEndpointdonde la fuente es laEndpointArn.
• Un artefacto de imagen para un trabajo de procesamiento donde el origen es elImageUri.
• Un registroEndpointdonde la fuente es elEndpointArn.

• Metadatos

Las entidades de acción y artefacto tienen unMetadataLa propiedad puede proporcionar la siguiente
información:
• ProjectId— Por ejemplo, el ID del proyecto MLOPs de SageMaker al que pertenece un modelo.
• GeneratedBy— Por ejemplo, la ejecución de canalización de SageMaker que registró una versión de

paquete modelo.
• Repository— Por ejemplo, el repositorio que contiene un algoritmo.
• CommitId— Por ejemplo, el ID de confirmación de una versión de algoritmo.

Entidades de seguimiento creadas por Amazon
SageMaker
Amazon SageMaker crea automáticamente entidades de seguimiento para trabajos, modelos, paquetes de
modelos y puntos finales de SageMaker si los datos están disponibles. No existe ningún límite respecto al
número de entidades de linaje creadas automáticamente por SageMaker.
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Para obtener información acerca de cómo puede crear entidades de seguimiento manualmente,
consulteCrear entidades de seguimiento manualmente (p. 2370).

Temas
• Seguimiento de entidades para trabajos de SageMaker (p. 2369)
• Entidades de seguimiento para paquetes de modelos (p. 2369)
• Entidades de seguimiento para endpoints (p. 2370)

Seguimiento de entidades para trabajos de SageMaker
Se crea un componente de prueba para cada trabajo de SageMaker y se asocia con él. Los artefactos
se crean para realizar un seguimiento de los metadatos del trabajo. Se crean asociaciones entre cada
artefacto y el trabajo.

Los artefactos se crean para las siguientes propiedades de trabajo y se asocian al nombre de recurso de
Amazon (ARN) del trabajo de SageMaker. El artefactoSourceUrise enumera entre paréntesis.

Trabajo de capacitación

• La imagen que contiene el algoritmo de entrenamiento (TrainingImage)
• La fuente de datos de cada canal de entrada (S3Uri)
• La ubicación del modelo (S3OutputPath)
• La ubicación de los datos del punto de control puntual administrado (S3Uri)

Proceso del Job

• El contenedor que ejecutará el trabajo de procesamiento (ImageUri)
• La ubicación de datos para cada entrada de procesamiento y salida de procesamiento (S3Uri)

Job de transformación

• El origen de datos de entrada que se va a transformar (S3Uri)
• Los resultados de la transformación (S3OutputPath)

Note

El seguimiento de los artefactos de Amazon Simple Storage Service (Amazon S3) se basa en los
valores de URI de S3 proporcionados a la API de creación, por ejemploCreateTrainingJob, y no
en la clave S3 y los valores hash/etag de cada archivo.

Entidades de seguimiento para paquetes de modelos
Se crean las siguientes entidades:

Paquetes de modelos de

• Un contexto para cada grupo de paquetes de modelos
• Un artefacto para cada paquete de modelo
• Una asociación entre cada artefacto de paquete modelo y el contexto de cada grupo de paquetes

modelo al que pertenece el paquete
• Una acción para la creación de una versión de paquete modelo
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• Una asociación entre el artefacto del paquete modelo y la acción de creación
• Una asociación entre el artefacto del paquete modelo y cada contexto de grupo de paquetes modelo al

que pertenece el paquete
• Contenedores de inferencia

• Un artefacto para la imagen utilizada en cada contenedor definido en el paquete del modelo
• Un artefacto para el modelo utilizado en cada contenedor
• Una asociación entre cada artefacto y el artefacto del paquete modelo

• Algoritmos
• Un artefacto para cada algoritmo definido en el paquete del modelo
• Un artefacto para el modelo creado por cada algoritmo
• Una asociación entre cada artefacto y el artefacto del paquete modelo

Entidades de seguimiento para endpoints
Se crean las siguientes entidades:

Endpoints

• Un contexto para cada punto final
• Una acción para la implementación del modelo que creó cada extremo
• Un artefacto para cada modelo desplegado en el punto final
• Un artefacto para la imagen utilizada en el modelo
• Un artefacto para el paquete de modelos para el modelo
• Un artefacto para cada imagen desplegada en el extremo
• Una asociación entre cada artefacto y la acción de despliegue del modelo

Crear entidades de seguimiento manualmente
Puede crear manualmente entidades de seguimiento para cualquier propiedad. Para obtener información
sobre las entidades de seguimiento que Amazon SageMaker crea automáticamente, consulteEntidades de
seguimiento creadas por Amazon SageMaker (p. 2368).

Puede agregar etiquetas a todas las entidades excepto asociaciones. Las etiquetas son pares clave-
valor arbitrarios que proporcionan información personalizada. Puede filtrar u ordenar una lista o
consulta de búsqueda por etiquetas. Para obtener más información, consulteEtiquetadoAWSrecursosen
laAWSReferencia general de.

Para obtener un bloc de notas de muestra que muestre cómo crear entidades de linaje, consulte laLínea de
Amazon SageMakeren el bloc de notasRepositorio de GitHub de ejemplo de Amazon SageMaker.

Temas
• Creación manual de entidades (p. 2370)
• Seguimiento manual de un flujo de trabajo (p. 2372)
• Limits (p. 2373)

Creación manual de entidades
El siguiente procedimiento le muestra cómo crear y asociar artefactos entre un trabajo de capacitación de
SageMaker y un punto de enlace. Debe realizar los pasos siguientes:
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• Cree artefactos de entrada para el código fuente, los datos de formación y las ubicaciones de datos de
prueba.

• Cree un artefacto de salida para la ubicación del modelo generado.
• Cree un componente de prueba como trabajo de formación.
• Asocie el artefacto de entrada y los artefactos de salida con el trabajo de entrenamiento.
• Entrene el modelo y cree un punto final.
• Cree un contexto para el extremo.
• Asocie el trabajo de formación y el contexto del punto final.

Para crear entidades de seguimiento y asociaciones

1. Importe las entidades de seguimiento.

import sys
!{sys.executable} -m pip install -q sagemaker

from sagemaker import get_execution_role
from sagemaker.session import Session
from sagemaker.lineage import context, artifact, association, action

import boto3
boto_session = boto3.Session(region_name=region)
sagemaker_client = boto_session.client("sagemaker")

2. Cree los artefactos de entrada y salida.

code_location_arn = artifact.Artifact.create(
    artifact_name='source-code-location',
    source_uri='s3://...',
    artifact_type='code-location'
).artifact_arn

# Similar constructs for train_data_location_arn and test_data_location_arn

model_location_arn = artifact.Artifact.create(
    artifact_name='model-location',
    source_uri='s3://...',
    artifact_type='model-location'
).artifact_arn

3. Entrenamiento del modelo y obtener latrial_component_arnque representa el trabajo de
capacitación.

4. Asocie los artefactos de entrada y salida con el trabajo de entrenamiento (componente de prueba).

input_artifacts = [code_location_arn, train_data_location_arn, test_data_location_arn]
for artifact_arn in input_artifacts:
    try:
        association.Association.create(
            source_arn=artifact_arn,
            destination_arn=trial_component_arn,
            association_type='ContributedTo'
        )
    except:
        logging.info('association between {} and {} already exists', artifact_arn,
 trial_component_arn)

output_artifacts = [model_location_arn]
for artifact_arn in output_artifacts:
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    try:
         association.Association.create(
            source_arn=trial_component_arn,
            destination_arn=artifact_arn,
            association_type='Produced'
        )
    except:
        logging.info('association between {} and {} already exists', artifact_arn,
 trial_component_arn)

5. Cree el punto final de inferencia.

predictor = mnist_estimator.deploy(initial_instance_count=1,
                                     instance_type='ml.m4.xlarge')

6. Cree el contexto del punto de enlace.

from sagemaker.lineage import context

endpoint = sagemaker_client.describe_endpoint(EndpointName=predictor.endpoint_name)
endpoint_arn = endpoint['EndpointArn']

endpoint_context_arn = context.Context.create(
    context_name=predictor.endpoint_name,
    context_type='Endpoint',
    source_uri=endpoint_arn
).context_arn

7. Asocie el trabajo de formación (componente de prueba) y el contexto del punto final.

association.Association.create(
    source_arn=trial_component_arn,
    destination_arn=endpoint_context_arn
)

Seguimiento manual de un flujo de trabajo
Puede realizar un seguimiento manual del flujo de trabajo creado en la sección anterior.

Dado el nombre de recursos de Amazon (ARN) del punto final del ejemplo anterior, el siguiente
procedimiento muestra cómo realizar el seguimiento del flujo de trabajo hasta los conjuntos de datos
utilizados para entrenar el modelo que se implementó en el extremo. Debe realizar los pasos siguientes:

• Dado el ARN de endpoint, obtenga el contexto del endpoint.
• Obtener el componente de prueba de la asociación entre el componente de prueba y el contexto del

punto final.
• Obtenga el artefacto de ubicación de datos de entrenamiento de la asociación entre el componente de

prueba y el contexto del punto final.
• Obtener la ubicación de los datos de entrenamiento del artefacto de ubicación de datos de

entrenamiento.

Para realizar un seguimiento de un flujo de trabajo desde el punto final hasta el origen de datos

1. Importe las entidades de seguimiento.

import sys
!{sys.executable} -m pip install -q sagemaker
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from sagemaker import get_execution_role
from sagemaker.session import Session
from sagemaker.lineage import context, artifact, association, action

import boto3
boto_session = boto3.Session(region_name=region)
sagemaker_client = boto_session.client("sagemaker")

2. Obtener el contexto del endpoint desde el ARN del endpoint.

endpoint_context_arn = sagemaker_client.list_contexts(
    SourceUri=endpoint_arn)['ContextSummaries'][0]['ContextArn']

3. Obtener el componente de prueba de la asociación entre el componente de prueba y el contexto del
punto final.

trial_component_arn = sagemaker_client.list_associations(
    DestinationArn=endpoint_context_arn)['AssociationSummaries'][0]['SourceArn']

4. Obtenga el artefacto de ubicación de datos de entrenamiento de la asociación entre el componente de
prueba y el contexto del punto final.

train_data_location_artifact_arn = sagemaker_client.list_associations(
    DestinationArn=trial_component_arn, SourceType='Model')['AssociationSummaries'][0]
['SourceArn']

5. Obtener la ubicación de los datos de entrenamiento del artefacto de ubicación de datos de
entrenamiento.

train_data_location = sagemaker_client.describe_artifact(
    ArtifactArn=train_data_location_artifact_arn)['Source']['SourceUri']
    print(train_data_location)

Response: (Respuesta:)

s3://sagemaker-sample-data-us-east-2/mxnet/mnist/train

Limits
Se puede crear una asociación entre cualquier entidad, experimento y linaje, excepto las siguientes:

• No se puede crear una asociación entre dos entidades de experimento. Las entidades de experimento
constan de experimentos, ensayos y componentes de ensayo.

• No se puede crear una asociación con otra asociación.

Se produce un error si intenta crear una entidad que ya existe.

Número máximo de entidades de linaje creadas manualmente

• Actions: 3 000
• Artefactos: 6000
• Asociaciones: 6000
• Contextos: 500
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No existe ningún límite respecto al número de entidades de linaje creadas automáticamente por
SageMaker.

Orquestación de Kubernetes
Puede organizar sus trabajos de formación e inferencia de SageMaker con los operadores de SageMaker
para Kubernetes y SageMaker Components for Kubeflow Pipelines. Los operadores de SageMaker para
Kubernetes facilitan a los desarrolladores y científicos de datos que utilizan Kubernetes entrenar, ajustar
e implementar modelos de aprendizaje automático (ML) en SageMaker. SageMaker Components for
Kubeflow Pipelines le permite mover sus trabajos de procesamiento de datos y capacitación del clúster de
Kubernetes al servicio administrado optimizado para aprendizaje automático de SageMaker.

Contenido
• Operadores de SageMaker para Kubernetes (p. 2374)
• Componentes de SageMaker para tuberías Kubeflow (p. 2414)

Operadores de SageMaker para Kubernetes
Los operadores de SageMaker para Kubernetes facilitan a los desarrolladores y científicos de datos
que utilizan Kubernetes entrenar, ajustar e implementar modelos de aprendizaje automático (ML) en
SageMaker. Puede instalar estos operadores de SageMaker en su clúster de Kubernetes en Amazon
Elastic Kubernetes Service (Amazon EKS) para crear trabajos de SageMaker de forma nativa mediante
la API de Kubernetes y las herramientas de Kubernetes de línea de comandos, comokubectl. En esta
guía le muestra cómo configurar los operadores. La guía también explica cómo utilizar los operadores para
ejecutar el entrenamiento del modelo, el ajuste de hiperparámetros y la inferencia (en tiempo real y por
lotes).

El uso de estos operadores no supone ningún cargo adicional. Usted incurre en cargos por cualquier
recurso de SageMaker que utilice a través de estos operadores. Los procedimientos y directrices aquí
suponen que está familiarizado con Kubernetes y sus comandos básicos.

Contenido
• ¿Qué es un operador? (p. 2374)
• Configuración basada en funciones de IAM e implementación del operador (p. 2377)
• Eliminar operadores (p. 2385)
• Troubleshooting (p. 2387)
• Imágenes y SMLogs en cada región (p. 2388)
• Uso de trabajos de Amazon SageMaker (p. 2388)

¿Qué es un operador?
Kubernetes está construido sobre lo que se llamapatrón de controlador. Este patrón permite que las
aplicaciones y herramientas escuchen a un gestor estatal central (ETCD) y actúen cuando algo sucede.
Algunos ejemplos de estas aplicaciones soncloud-controller-managerycontroller-manager. El
patrón del controlador le permite crear experiencias desacopladas y no tener que preocuparse por cómo se
integran otros componentes. Para agregar nuevas capacidades a Kubernetes, los desarrolladores pueden
ampliar la API de Kubernetes creando un recurso personalizado que contenga su lógica y componentes
específicos de la aplicación o del dominio. Los operadores de Kubernetes permiten a los usuarios invocar
de forma nativa estos recursos personalizados y automatizar los flujos de trabajo asociados.
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Prerequisites

En esta guía se supone que se han completado los siguientes requisitos previos:

• Se han instalado las siguientes herramientas en el equipo cliente utilizado para acceder al clúster de
Kubernetes:
• kubectlversión 1.13 o posterior. Use unakubectlLa versión de que se encuentra dentro de una

versión de menos de un número que el plano de control de clústeres Por ejemplo, unkubectlEl
cliente trabaja con clústeres de Kubernetes 1.13 y 1.14. OpenID Connect (OIDC) no es compatible con
versiones anteriores a 1.13.

• eksctlversión 0.7.0 o posterior
• AWSCLIVersión 1.16.232 o posterior
• (opcional)YelmoVersión 3.0 o posterior
• aws-iam-authenticator

• Contar con permisos de IAM para crear roles y asociar políticas a roles.
• Se ha creado un clúster de Kubernetes en el que se ejecutarán los operadores. Debe ser Kubernetes

versión 1.13 o 1.14. Para la creación automática de clústeres medianteeksctl, consulteIntroducción a
eksctl. Se tarda de 20 a 30 minutos en aprovisionar un clúster.

Información general de permisos

Los Operadores de SageMaker para Kubernetes te permiten gestionar trabajos en SageMaker desde tu
clúster de Kubernetes. Los operadores acceden a los recursos de SageMaker en su nombre. El rol de
IAM que el operador asume para interactuar conAWSLos recursos difieren de las credenciales que utiliza
para acceder al clúster de Kubernetes. El rol también difiere del rol que asume SageMaker al ejecutar sus
trabajos de aprendizaje automático. La siguiente imagen explica este diseño y flujo.
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Configuración basada en funciones de IAM e implementación del
operador
En las siguientes secciones se describen los pasos para configurar e implementar el operador.

Implementación en el ámbito de clúster

Antes de que pueda implementar su operador mediante un rol de IAM, asocie un proveedor de OpenID
Connect (OIDC) con su rol para autenticarse con el servicio de IAM.

Cree un proveedor OpenID Connect para el clúster de

Las siguientes instrucciones muestran cómo crear y asociar un proveedor de OIDC con su clúster de
Amazon EKS.

1. Configuración de la versión localCLUSTER_NAMEyAWS_REGIONvariables de entorno de la siguiente
manera:

# Set the Region and cluster
export CLUSTER_NAME="<your cluster name>"
export AWS_REGION="<your region>"

2. Utilice el siguiente comando para asociar el proveedor OIDC con el clúster. Para obtener más
información, consulteHabilitación de roles de IAM para cuentas de servicio en su clúster.

eksctl utils associate-iam-oidc-provider --cluster ${CLUSTER_NAME} \
    --region ${AWS_REGION} --approve

El resultado debería tener el siguiente aspecto:

[_]  eksctl version 0.10.1
[_]  using region us-east-1
[_]  IAM OpenID Connect provider is associated with cluster "my-cluster" in "us-east-1"

Ahora que el clúster tiene un proveedor de identidad OIDC, puede crear un rol y conceder permiso a
Kubernetes ServiceAccount para asumir el rol.

Obtener el ID de OIDC

Para configurar ServiceAccount, obtenga la URL del emisor de OpenID Connect mediante el siguiente
comando:

aws eks describe-cluster --name ${CLUSTER_NAME} --region ${AWS_REGION} \
    --query cluster.identity.oidc.issuer --output text

El comando devuelve una dirección URL similar a la siguiente:

https://oidc.eks.${AWS_REGION}.amazonaws.com/id/D48675832CA65BD10A532F597OIDCID

En esta URL, el valorD48675832CA65BD10A532F597OIDCIDes el ID de OIDC. El ID OIDC del clúster es
diferente. Necesita este valor de ID de OIDC para crear un rol.

Si su salida esNone, significa que la versión de su cliente es antigua. Para evitar esto, ejecute el siguiente
comando:
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aws eks describe-cluster --region ${AWS_REGION} --query cluster --name ${CLUSTER_NAME} --
output text | grep OIDC

La URL de OIDC se devuelve de la siguiente manera:

OIDC https://oidc.eks.us-east-1.amazonaws.com/id/D48675832CA65BD10A532F597OIDCID

Creación de un rol de IAM

1. Cree un archivo denominadotrust.jsone inserte el siguiente bloque de código de relación de
confianza en él. Asegúrese de sustituir todas las<OIDC ID>,<AWS account number>, y<EKS
Cluster region>Los marcadores de posición con los valores correspondientes a su clúster de.

{
  "Version": "2012-10-17",
  "Statement": [
    {
      "Effect": "Allow",
      "Principal": {
        "Federated": "arn:aws:iam::<AWS account number>:oidc-provider/oidc.eks.<EKS
 Cluster region>.amazonaws.com/id/<OIDC ID>"
      },
      "Action": "sts:AssumeRoleWithWebIdentity",
      "Condition": {
        "StringEquals": {
          "oidc.eks.<EKS Cluster region>.amazonaws.com/id/<OIDC ID>:aud":
 "sts.amazonaws.com",
          "oidc.eks.<EKS Cluster region>.amazonaws.com/id/<OIDC ID>:sub":
 "system:serviceaccount:sagemaker-k8s-operator-system:sagemaker-k8s-operator-default"
        }
      }
    }
  ]
}

2. Ejecute el siguiente comando para crear un rol con la relación de confianza definida entrust.json.
Esta función permite que el clúster de Amazon EKS obtenga y actualice las credenciales de IAM.

aws iam create-role --region ${AWS_REGION} --role-name <role name> --assume-role-
policy-document file://trust.json --output=text

El resultado debería tener el siguiente aspecto:

ROLE    arn:aws:iam::123456789012:role/my-role 2019-11-22T21:46:10Z    /      
 ABCDEFSFODNN7EXAMPLE   my-role
ASSUMEROLEPOLICYDOCUMENT        2012-10-17
STATEMENT       sts:AssumeRoleWithWebIdentity   Allow
STRINGEQUALS    sts.amazonaws.com       system:serviceaccount:sagemaker-k8s-operator-
system:sagemaker-k8s-operator-default
PRINCIPAL       arn:aws:iam::123456789012:oidc-provider/oidc.eks.us-
east-1.amazonaws.com/id/

Tome nota deROLE ARN; pasa este valor a su operador.

Adjuntar la política de AmazonsageMakerFullAccess al rol

Para dar acceso al rol a SageMaker, adjunte elAmazonSageMakerFullAccesspolítica. Si desea limitar los
permisos al operador, puede crear su propia política personalizada y asociarla.
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Para asociar AmazonSageMakerFullAccess, ejecute el siguiente comando:

aws iam attach-role-policy --role-name <role name>  --policy-arn arn:aws:iam::aws:policy/
AmazonSageMakerFullAccess

La cuenta de Kubernetessagemaker-k8s-operator-defaultDebería
tenerAmazonSageMakerFullAccessPermisos. Confirme esto al instalar el operador.

Implementar el operador

Al implementar su operador, puede usar un archivo YAML o gráficos Helm.

Implementación del operador mediante YAML

Esta es la forma más sencilla de implementar sus operadores. El proceso es el siguiente:

1. Descargue el script del instalador utilizando el siguiente comando:

wget https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/master/
release/rolebased/installer.yaml

2. Editarinstaller.yamlarchivo para reemplazareks.amazonaws.com/role-arn. Reemplaza el
ARN de RCA por el nombre de recurso de Amazon (ARN) de la función basada en OID que creó.

3. Utilice el siguiente comando para implementar el clúster:

kubectl apply -f installer.yaml

Despliegue del operador mediante gráficos de timón

Utilice el gráfico de timón proporcionado para instalar el operador.

1. Clone el directorio del instalador de Helm mediante el comando siguiente:

git clone https://github.com/aws/amazon-sagemaker-operator-for-k8s.git

2. Vaya a la carpeta amazon-sagemaker-operator-for-k8s/hack/charts/installer.
Editarrolebased/values.yaml, que incluye parámetros de alto nivel para el gráfico. Reemplace el
valor de Role ARN (ARN de la función) aquí por el nombre de recurso de Amazon (ARN) de la función
basada en OID que ha creado.

3. Instale el diagrama de timón mediante el siguiente comando:

kubectl create namespace sagemaker-k8s-operator-system
helm install --namespace sagemaker-k8s-operator-system sagemaker-operator rolebased/

Si decide instalar el operador en un espacio de nombres distinto del especificado, debe ajustar el
espacio de nombres definido en el rol de IAMtrust.jsonpara que coincida.

4. Después de un momento, el gráfico se instala con un nombre generado aleatoriamente. Para
comprobar que la instalación tuvo éxito ejecutando el siguiente comando:

helm ls

El resultado debería tener el siguiente aspecto:

NAME                    NAMESPACE                       REVISION        UPDATED        
                         STATUS          CHART                           APP VERSION
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sagemaker-operator      sagemaker-k8s-operator-system   1               2019-11-20
 23:14:59.6777082 +0000 UTC   deployed        sagemaker-k8s-operator-0.1.0

Verifique la implementación del operador

1. Debería poder ver las definiciones de recursos personalizados (CRDs) de SageMaker para cada
operador implementado en el clúster ejecutando el siguiente comando:

kubectl get crd | grep sagemaker

El resultado debería tener el siguiente aspecto:

batchtransformjobs.sagemaker.aws.amazon.com         2019-11-20T17:12:34Z
endpointconfigs.sagemaker.aws.amazon.com            2019-11-20T17:12:34Z
hostingdeployments.sagemaker.aws.amazon.com         2019-11-20T17:12:34Z
hyperparametertuningjobs.sagemaker.aws.amazon.com   2019-11-20T17:12:34Z
models.sagemaker.aws.amazon.com                     2019-11-20T17:12:34Z
trainingjobs.sagemaker.aws.amazon.com               2019-11-20T17:12:34Z

2. Asegúrese de que el pod del operador se está ejecutando correctamente. Utilice el siguiente comando
para enumerar todos los pods:

kubectl -n sagemaker-k8s-operator-system get pods

Debería aparecer un pod llamadosagemaker-k8s-operator-controller-manager-*****en el
espacio de nombressagemaker-k8s-operator-systemde la siguiente manera:

NAME                                                         READY   STATUS    RESTARTS
   AGE
sagemaker-k8s-operator-controller-manager-12345678-r8abc     2/2     Running   0       
   23s

Implementación con ámbito de nombres
Tiene la opción de instalar su operador dentro del ámbito de un espacio de nombres Kubernetes individual.
En este modo, el controlador solo supervisa y concilia los recursos con SageMaker si los recursos se crean
dentro de ese espacio de nombres. Esto permite un control más detallado sobre qué controlador está
administrando qué recursos. Esto es útil para implementar en variosAWSCuentas o controlar qué usuarios
tienen acceso a determinados trabajos.

Esta guía describe cómo instalar un operador en un espacio de nombres determinado y predefinido. Para
implementar un controlador en un segundo espacio de nombres, siga la guía de principio a fin y cambie el
espacio de nombres en cada paso.

Crear un proveedor de OpenID Connect para su clúster de Amazon EKS

Las siguientes instrucciones muestran cómo crear y asociar un proveedor de OIDC con su clúster de
Amazon EKS.

1. Configuración de la versión localCLUSTER_NAMEyAWS_REGIONvariables de entorno de la siguiente
manera:

# Set the region and cluster
export CLUSTER_NAME="<your cluster name>"
export AWS_REGION="<your region>"

2380



Amazon SageMaker Developer Guide
Operadores de SageMaker para Kubernetes

2. Utilice el siguiente comando para asociar el proveedor OIDC con el clúster. Para obtener más
información, consulteHabilitación de roles de IAM para cuentas de servicio en su clúster.

eksctl utils associate-iam-oidc-provider --cluster ${CLUSTER_NAME} \
    --region ${AWS_REGION} --approve

El resultado debería tener el siguiente aspecto:

[_]  eksctl version 0.10.1
[_]  using region us-east-1
[_]  IAM OpenID Connect provider is associated with cluster "my-cluster" in "us-east-1"

Ahora que el clúster tiene un proveedor de identidad OIDC, cree un rol y dé permiso a Kubernetes
ServiceAccount para asumir el rol.

Obtenga su ID de OIDC

Para configurar ServiceAccount, primero obtenga la URL del emisor de OpenID Connect mediante el
siguiente comando:

aws eks describe-cluster --name ${CLUSTER_NAME} --region ${AWS_REGION} \
    --query cluster.identity.oidc.issuer --output text

El comando devuelve una dirección URL similar a la siguiente:

https://oidc.eks.${AWS_REGION}.amazonaws.com/id/D48675832CA65BD10A532F597OIDCID

En esta URL, el valor D48675832CA65BD10A532F597OIDCID es el ID de OIDC. El ID de OIDC para el
clúster será diferente. Necesita este valor de ID de OIDC para crear un rol.

Si su salida esNone, significa que la versión de su cliente es antigua. Para evitar esto, ejecute el siguiente
comando:

aws eks describe-cluster --region ${AWS_REGION} --query cluster --name ${CLUSTER_NAME} --
output text | grep OIDC

La URL de OIDC se devuelve de la siguiente manera:

OIDC https://oidc.eks.us-east-1.amazonaws.com/id/D48675832CA65BD10A532F597OIDCID

Cree un rol de IAM

1. Cree un archivo denominadotrust.jsone inserte el siguiente bloque de código de relación de
confianza en él. Asegúrese de sustituir todas las<OIDC ID>,<AWS account number>,<EKS
Cluster region>, y<Namespace>Los marcadores de posición con los valores correspondientes a
su clúster de. A los efectos de la presente guía,my-namespacese utiliza para el<Namespace>Valor .

{
  "Version": "2012-10-17",
  "Statement": [
    {
      "Effect": "Allow",
      "Principal": {
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        "Federated": "arn:aws:iam::<AWS account number>:oidc-provider/oidc.eks.<EKS
 Cluster region>.amazonaws.com/id/<OIDC ID>"
      },
      "Action": "sts:AssumeRoleWithWebIdentity",
      "Condition": {
        "StringEquals": {
          "oidc.eks.<EKS Cluster region>.amazonaws.com/id/<OIDC ID>:aud":
 "sts.amazonaws.com",
          "oidc.eks.<EKS Cluster region>.amazonaws.com/id/<OIDC ID>:sub":
 "system:serviceaccount:<Namespace>:sagemaker-k8s-operator-default"
        }
      }
    }
  ]
}

2. Ejecute el siguiente comando para crear un rol con la relación de confianza definida entrust.json.
Esta función permite que el clúster de Amazon EKS obtenga y actualice las credenciales de IAM.

aws iam create-role --region ${AWS_REGION} --role-name <role name> --assume-role-
policy-document file://trust.json --output=text

El resultado debería tener el siguiente aspecto:

ROLE    arn:aws:iam::123456789012:role/my-role 2019-11-22T21:46:10Z    /      
 ABCDEFSFODNN7EXAMPLE   my-role
ASSUMEROLEPOLICYDOCUMENT        2012-10-17
STATEMENT       sts:AssumeRoleWithWebIdentity   Allow
STRINGEQUALS    sts.amazonaws.com       system:serviceaccount:my-namespace:sagemaker-
k8s-operator-default
PRINCIPAL       arn:aws:iam::123456789012:oidc-provider/oidc.eks.us-
east-1.amazonaws.com/id/

Tome nota deROLE ARN. Pasa este valor a tu operador.

Adjunte la política de AmazonsageMakerFullAccess a su rol

Para dar acceso al rol a SageMaker, adjunte elAmazonSageMakerFullAccesspolítica. Si desea limitar los
permisos al operador, puede crear su propia política personalizada y asociarla.

Para asociar AmazonSageMakerFullAccess, ejecute el siguiente comando:

aws iam attach-role-policy --role-name <role name>  --policy-arn arn:aws:iam::aws:policy/
AmazonSageMakerFullAccess

La cuenta de Kubernetessagemaker-k8s-operator-defaultDebería
tenerAmazonSageMakerFullAccessPermisos. Confirme esto al instalar el operador.

Implemente el operador en su espacio de nombres

Al implementar su operador, puede usar un archivo YAML o gráficos Helm.

Implementar el operador en su espacio de nombres mediante YAML

Hay dos partes para implementar un operador dentro del ámbito de un espacio de nombres. El primero es
el conjunto de CRDs que se instalan en un nivel de clúster. Estas definiciones de recursos solo necesitan
instalarse una vez por clúster de Kubernetes. La segunda parte son los permisos del operador y la
implementación en sí.
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Si aún no ha instalado los CRD en el clúster, aplique el instalador de CRD YAML mediante el siguiente
comando:

kubectl apply -f https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/
master/release/rolebased/namespaced/crd.yaml

Para instalar el operador en el clúster:

1. Descargue el instalador del operador YAML mediante el siguiente comando:

wget https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/master/
release/rolebased/namespaced/operator.yaml

2. Actualice el instalador YAML para colocar los recursos en el espacio de nombres especificado
mediante el siguiente comando:

sed -i -e 's/PLACEHOLDER-NAMESPACE/<YOUR NAMESPACE>/g' operator.yaml

3. Editaroperator.yamlpara colocar recursos en su archivoeks.amazonaws.com/role-arn.
Reemplaza el ARN de RCA por el nombre de recurso de Amazon (ARN) de la función basada en OID
que creó.

4. Utilice el siguiente comando para implementar el clúster:

kubectl apply -f operator.yaml

Implementar el operador en su espacio de nombres mediante gráficos de timón

Hay dos partes necesarias para implementar un operador dentro del ámbito de un espacio de nombres.
El primero es el conjunto de CRDs que se instalan en un nivel de clúster. Estas definiciones de recursos
solo necesitan instalarse una vez por clúster de Kubernetes. La segunda parte son los permisos del
operador y la implementación en sí. Al usar gráficos de timón, primero debe crear el espacio de nombres
usandokubectl.

1. Clone el directorio del instalador de Helm mediante el comando siguiente:

git clone https://github.com/aws/amazon-sagemaker-operator-for-k8s.git

2. Vaya a la carpeta amazon-sagemaker-operator-for-k8s/hack/charts/installer/
namespaced. Editarrolebased/values.yaml, que incluye parámetros de alto nivel para el gráfico.
Reemplace el valor de Role ARN (ARN de la función) aquí por el nombre de recurso de Amazon
(ARN) de la función basada en OID que ha creado.

3. Instale el diagrama de timón mediante el siguiente comando:

helm install crds crd_chart/

4. Cree el espacio de nombres necesario e instale el operador mediante el comando siguiente:

kubectl create namespace <namespace>
helm install --n <namespace> op operator_chart/

5. Después de un momento, el gráfico se instala con el nombresagemaker-operator. Para comprobar
que la instalación tuvo éxito ejecutando el siguiente comando:

helm ls
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El resultado debería tener el siguiente aspecto:

NAME                    NAMESPACE                       REVISION        UPDATED        
                         STATUS          CHART                           APP VERSION
sagemaker-operator      my-namespace                    1               2019-11-20
 23:14:59.6777082 +0000 UTC   deployed        sagemaker-k8s-operator-0.1.0

Verifique la implementación del operador en su espacio de nombres

1. Debería poder ver las definiciones de recursos personalizados (CRDs) de SageMaker para cada
operador implementado en el clúster ejecutando el siguiente comando:

kubectl get crd | grep sagemaker

El resultado debería tener el siguiente aspecto:

batchtransformjobs.sagemaker.aws.amazon.com         2019-11-20T17:12:34Z
endpointconfigs.sagemaker.aws.amazon.com            2019-11-20T17:12:34Z
hostingdeployments.sagemaker.aws.amazon.com         2019-11-20T17:12:34Z
hyperparametertuningjobs.sagemaker.aws.amazon.com   2019-11-20T17:12:34Z
models.sagemaker.aws.amazon.com                     2019-11-20T17:12:34Z
trainingjobs.sagemaker.aws.amazon.com               2019-11-20T17:12:34Z

2. Asegúrese de que el pod del operador se está ejecutando correctamente. Utilice el siguiente comando
para enumerar todos los pods:

kubectl -n my-namespace get pods

Debería aparecer un pod llamadosagemaker-k8s-operator-controller-manager-*****en el
espacio de nombresmy-namespacede la siguiente manera:

NAME                                                         READY   STATUS    RESTARTS
   AGE
sagemaker-k8s-operator-controller-manager-12345678-r8abc     2/2     Running   0       
   23s

Instalar los registros de SageMakerkubectlcomplemento

Como parte de los Operadores de SageMaker para Kubernetes, puede usar elsmlogs complemento:
parakubectl. Esto permite que los registros de SageMaker CloudWatch se transmitan
conkubectl.kubectlen suPATH. Los siguientes comandos colocan el binario en elsagemaker-k8s-
binen su directorio de inicio y agregue ese directorio a suPATH.

export os="linux"

wget https://amazon-sagemaker-operator-for-k8s-us-east-1.s3.amazonaws.com/kubectl-smlogs-
plugin/v1/${os}.amd64.tar.gz
tar xvzf ${os}.amd64.tar.gz

# Move binaries to a directory in your homedir.
mkdir ~/sagemaker-k8s-bin
cp ./kubectl-smlogs.${os}.amd64/kubectl-smlogs ~/sagemaker-k8s-bin/.

# This line adds the binaries to your PATH in your .bashrc.
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echo 'export PATH=$PATH:~/sagemaker-k8s-bin' >> ~/.bashrc

# Source your .bashrc to update environment variables:
source ~/.bashrc

Utilice el siguiente comando para comprobar que elkubectlEl plugin está instalado correctamente:

kubectl smlogs

Si el archivo dekubectlEl plugin está instalado correctamente, la salida debe tener el siguiente aspecto:

View SageMaker logs via Kubernetes

Usage:
  smlogs [command]

Aliases:
  smlogs, SMLogs, Smlogs

Available Commands:
  BatchTransformJob       View BatchTransformJob logs via Kubernetes
  TrainingJob             View TrainingJob logs via Kubernetes
  help                    Help about any command

Flags:
  -h, --help   help for smlogs

Use "smlogs [command] --help" for more information about a command.

Eliminar operadores
Eliminar operadores basados en clústeres
Operadores instalados usando YAML

Para desinstalar el operador del clúster, asegúrese de que todos los recursos de SageMaker se han
eliminado del clúster. Si no lo hace, la operación de eliminación del operador se bloquea. Una vez que
haya eliminado todos los trabajos de SageMaker, usekubectlPara eliminar el operador del clúster.
Ejecute los siguientes comandos para detener todos los trabajos y eliminar el operador del clúster:

# Delete all SageMaker jobs from Kubernetes
kubectl delete --all --all-namespaces hyperparametertuningjob.sagemaker.aws.amazon.com
kubectl delete --all --all-namespaces trainingjobs.sagemaker.aws.amazon.com
kubectl delete --all --all-namespaces batchtransformjob.sagemaker.aws.amazon.com
kubectl delete --all --all-namespaces hostingdeployment.sagemaker.aws.amazon.com

# Delete the operator and its resources
kubectl delete -f /installer.yaml

Debería ver un resultado como el siguiente:

$ kubectl delete --all --all-namespaces trainingjobs.sagemaker.aws.amazon.com
trainingjobs.sagemaker.aws.amazon.com "xgboost-mnist-from-for-s3" deleted

$ kubectl delete --all --all-namespaces hyperparametertuningjob.sagemaker.aws.amazon.com
hyperparametertuningjob.sagemaker.aws.amazon.com "xgboost-mnist-hpo" deleted

$ kubectl delete --all --all-namespaces batchtransformjob.sagemaker.aws.amazon.com
batchtransformjob.sagemaker.aws.amazon.com "xgboost-mnist" deleted
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$ kubectl delete --all --all-namespaces hostingdeployment.sagemaker.aws.amazon.com
hostingdeployment.sagemaker.aws.amazon.com "host-xgboost" deleted

$ kubectl delete -f raw-yaml/installer.yaml
namespace "sagemaker-k8s-operator-system" deleted
customresourcedefinition.apiextensions.k8s.io "batchtransformjobs.sagemaker.aws.amazon.com"
 deleted
customresourcedefinition.apiextensions.k8s.io "endpointconfigs.sagemaker.aws.amazon.com"
 deleted
customresourcedefinition.apiextensions.k8s.io "hostingdeployments.sagemaker.aws.amazon.com"
 deleted
customresourcedefinition.apiextensions.k8s.io
 "hyperparametertuningjobs.sagemaker.aws.amazon.com" deleted
customresourcedefinition.apiextensions.k8s.io "models.sagemaker.aws.amazon.com" deleted
customresourcedefinition.apiextensions.k8s.io "trainingjobs.sagemaker.aws.amazon.com"
 deleted
role.rbac.authorization.k8s.io "sagemaker-k8s-operator-leader-election-role" deleted
clusterrole.rbac.authorization.k8s.io "sagemaker-k8s-operator-manager-role" deleted
clusterrole.rbac.authorization.k8s.io "sagemaker-k8s-operator-proxy-role" deleted
rolebinding.rbac.authorization.k8s.io "sagemaker-k8s-operator-leader-election-rolebinding"
 deleted
clusterrolebinding.rbac.authorization.k8s.io "sagemaker-k8s-operator-manager-rolebinding"
 deleted
clusterrolebinding.rbac.authorization.k8s.io "sagemaker-k8s-operator-proxy-rolebinding"
 deleted
service "sagemaker-k8s-operator-controller-manager-metrics-service" deleted
deployment.apps "sagemaker-k8s-operator-controller-manager" deleted
secrets "sagemaker-k8s-operator-abcde" deleted

Operadores instalados con gráficos de Helm

Para eliminar los CRDs del operador, primero elimine todos los trabajos en ejecución. A continuación,
elimine el gráfico de timón que se utilizó para desplegar los operadores mediante los siguientes comandos:

# get the helm charts
$ helm ls

# delete the charts
$ helm delete <chart name>

Eliminar operadores basados en espacios de nombres
Operadores instalados con YAML

Para desinstalar el operador del clúster, asegúrese de que todos los recursos de SageMaker se han
eliminado del clúster. Si no lo hace, la operación de eliminación del operador se bloquea. Una vez que
haya eliminado todos los trabajos de SageMaker, usekubectlpara eliminar primero el operador del
espacio de nombres y luego los CRDs del clúster. Ejecute los siguientes comandos para detener todos los
trabajos y eliminar el operador del clúster:

# Delete all SageMaker jobs from Kubernetes
kubectl delete --all --all-namespaces hyperparametertuningjob.sagemaker.aws.amazon.com
kubectl delete --all --all-namespaces trainingjobs.sagemaker.aws.amazon.com
kubectl delete --all --all-namespaces batchtransformjob.sagemaker.aws.amazon.com
kubectl delete --all --all-namespaces hostingdeployment.sagemaker.aws.amazon.com

# Delete the operator using the same yaml file that was used to install the operator
kubectl delete -f operator.yaml

# Now delete the CRDs using the CRD installer yaml
kubectl delete -f https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/
master/release/rolebased/namespaced/crd.yaml
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# Now you can delete the namespace if you want
kubectl delete namespace <namespace>

Operadores instalados con Helm Charts

Para eliminar los CRDs del operador, primero elimine todos los trabajos en ejecución. A continuación,
elimine el gráfico de timón que se utilizó para desplegar los operadores mediante los siguientes comandos:

# Delete the operator
$ helm delete -n <namespace> op

# delete the crds
$ helm delete crds

# optionally delete the namespace
$ kubectl delete namespace <namespace>

Troubleshooting
Depuración de un Job con error

• Ejecute lo siguiente:

kubectl get <CRD Type> <job name>

• Si el trabajo se creó en SageMaker, puede usar el siguiente comando para ver laSTATUSy laSageMaker
Job Name:

kubectl get <crd type> <job name>

• Puede usarsmlogsPara encontrar la causa del problema utilizando el siguiente comando:

kubectl smlogs <crd type> <job name>

• También puede utilizar ladescribePara obtener más detalles sobre el trabajo utilizando el siguiente
comando. La salida tiene unadditionalEn el que se proporciona más información sobre el estado del
trabajo.

kubectl describe <crd type> <job name>

• Si el trabajo no se creó en SageMaker, utilice los registros del pod del operador para encontrar la causa
del problema de la siguiente manera:

$ kubectl get pods -A | grep sagemaker
# Output:
sagemaker-k8s-operator-system   sagemaker-k8s-operator-controller-manager-5cd7df4d74-
wh22z   2/2     Running   0          3h33m

$ kubectl logs -p <pod name> -c manager -n sagemaker-k8s-operator-system

Supresión de un CRD de operador
Si la eliminación de un trabajo no funciona, compruebe si el operador se está ejecutando. Si el operador no
se está ejecutando, entonces debe eliminar el finalizador siguiendo los siguientes pasos:

1. En una nueva terminal, abra el trabajo en un editor usandokubectl editde la siguiente manera:
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$ kubectl edit <crd type> <job name>

2. Edite el trabajo para eliminar el finalizador eliminando las dos líneas siguientes del archivo. Guarde el
archivo y se eliminará el trabajo.

finalizers:
- sagemaker-operator-finalizer

Imágenes y SMLogs en cada región
En la siguiente tabla se muestran las imágenes de operador y SMLogs disponibles en cada región.

RegiónImagen del controlador Linux SMLogs

us-
east-1

957583890962.dkr.ecr.us-
east-1.amazonaws.com/amazon-
sagemaker-operator-for-k8s:v1

https://s3.us-east-1.amazonaws.com/amazon-
sagemaker-operator-for-k8s-us-east-1/kubectl-
smlogs-plugin/v1/linux.amd64.tar.gz

us-
east-2

922499468684.dkr.ecr.us-
east-2.amazonaws.com/amazon-
sagemaker-operator-for-k8s:v1

https://s3.us-east-2.amazonaws.com/amazon-
sagemaker-operator-for-k8s-us-east-2/kubectl-
smlogs-plugin/v1/linux.amd64.tar.gz

us-
west-2

640106867763.dkr.ecr.us-
west-2.amazonaws.com/amazon-
sagemaker-operator-for-k8s:v1

https://s3.us-west-2.amazonaws.com/amazon-
sagemaker-operator-for-k8s-us-west-2/kubectl-
smlogs-plugin/v1/linux.amd64.tar.gz

eu-
west-1

613661167059.dkr.ecr.eu-
west-1.amazonaws.com/amazon-
sagemaker-operator-for-k8s:v1

https://s3.eu-west-1.amazonaws.com/amazon-
sagemaker-operator-for-k8s-eu-west-1/kubectl-
smlogs-plugin/v1/linux.amd64.tar.gz

Uso de trabajos de Amazon SageMaker
Para ejecutar un trabajo de Amazon SageMaker utilizando Operadores para Kubernetes, puede aplicar un
archivo YAML o utilizar los gráficos de Helm suministrados.

Todos los trabajos de operador de ejemplo en los siguientes tutoriales utilizan datos de ejemplo tomados
de un dataset MNIST público. Para ejecutar estas muestras, descargue el conjunto de datos en su bucket
de Amazon S3. Puede encontrar el conjunto de datos enDescargar el conjunto de datos de MNIST.

Contenido
• Operador TrainingJob (p. 2388)
• Operador HyperParameterTuningJob (p. 2393)
• Operador BatchTransformJob (p. 2398)
• Operador de implementación de hosting (p. 2402)
• Operador ProcessingJob (p. 2406)
• Operador HostingAutoScalingPolicy (HAP) (p. 2410)

Operador TrainingJob
Los operadores de trabajo de formación concilian su especificación de trabajo de formación específica con
SageMaker lanzándola para usted en SageMaker. Puede obtener más información sobre los trabajos de
formación de SageMaker en elDocumentación de la API CreateTrainingJob.
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Temas
• Crear un TrainingJob usando un archivo YAML (p. 2389)
• Crear un TrainingJob usando un gráfico de Helm (p. 2389)
• List TrainingJobs (p. 2390)
• Describir un TrainingJob (p. 2391)
• Ver los registros de TrainingJobs (p. 2392)
• Eliminar TrainingJobs (p. 2392)

Crear un TrainingJob usando un archivo YAML

1. Descargue el archivo YAML de ejemplo para el entrenamiento utilizando el siguiente comando:

wget https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/master/
samples/xgboost-mnist-trainingjob.yaml

2. Editarxgboost-mnist-trainingjob.yamlpara reemplazar el archivoroleArncon
su<sagemaker-execution-role>, youtputPathcon su depósito de Amazon S3 al que el rol
de ejecución de SageMaker tiene acceso de escritura. LaroleArndebe tener permisos para que
SageMaker pueda acceder a Amazon S3, Amazon CloudWatch y otros servicios en su nombre. Para
obtener más información acerca de cómo crear un SageMaker ExecutionRole, consulteFunciones de
SageMaker. Aplique el archivo YAML con el siguiente comando:

kubectl apply -f xgboost-mnist-trainingjob.yaml

Crear un TrainingJob usando un gráfico de Helm

Puede utilizar Helm Charts para ejecutar TrainingJobs.

1. Clonar el repositorio de GitHub para obtener el origen usando el siguiente comando:

git clone https://github.com/aws/amazon-sagemaker-operator-for-k8s.git

2. Vaya a la .amazon-sagemaker-operator-for-k8s/hack/charts/training-jobs/y edite
la carpetavalues.yamlpara reemplazar valores comorolearnyoutputpathcon valores que
corresponden a su cuenta. El RoleARN debe tener permisos para que SageMaker pueda acceder
a Amazon S3, Amazon CloudWatch y otros servicios en su nombre. Para obtener más información
acerca de cómo crear un SageMaker ExecutionRole, consulteFunciones de SageMaker.

Crear el TrainingJob

Con los roles y los depósitos de Amazon S3 reemplazados por los valores apropiados
envalues.yamlPuede crear un trabajo de entrenamiento con el comando siguiente:

helm install . --generate-name

El resultado debería tener el siguiente aspecto:

NAME: chart-12345678
LAST DEPLOYED: Wed Nov 20 23:35:49 2019
NAMESPACE: default
STATUS: deployed
REVISION: 1
TEST SUITE: None
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NOTES:
Thanks for installing the sagemaker-k8s-trainingjob.

Verifique su gráfico de timón de entrenamiento

Para comprobar que el Gráfico Helm se creó correctamente, ejecute:

helm ls

El resultado debería tener el siguiente aspecto:

NAME                    NAMESPACE       REVISION        UPDATED                            
     STATUS          CHART                           APP VERSION
chart-12345678        default         1               2019-11-20 23:35:49.9136092 +0000 UTC
   deployed        sagemaker-k8s-trainingjob-0.1.0
rolebased-12345678    default         1               2019-11-20 23:14:59.6777082 +0000 UTC
   deployed        sagemaker-k8s-operator-0.1.0

helm installcrea unTrainingJobRecurso de Kubernetes. El operador inicia el trabajo de
entrenamiento real en SageMaker y actualiza elTrainingJobKubernetes recurso para reflejar el estado
del trabajo en SageMaker. Usted incurre en cargos por los recursos de SageMaker utilizados durante la
duración de su trabajo. No se aplicarán cargos de una vez que su trabajo se completa o se detiene.

Nota: SageMaker no le permite actualizar un trabajo de entrenamiento en ejecución. No puede editar
ningún parámetro y volver a aplicar el archivo/config. Cambie el nombre de los metadatos o elimine el
trabajo existente y cree uno nuevo. Similar a los operadores de trabajo de formación existentes como
TFJob en Kubeflow,updateno es compatible.

List TrainingJobs

Utilice el siguiente comando para enumerar todos los trabajos creados con el operador Kubernetes:

kubectl get TrainingJob

El resultado de la lista de todos los trabajos debe tener un aspecto similar al siguiente:

kubectl get trainingjobs
NAME                        STATUS       SECONDARY-STATUS   CREATION-TIME         
 SAGEMAKER-JOB-NAME
xgboost-mnist-from-for-s3   InProgress   Starting           2019-11-20T23:42:35Z   xgboost-
mnist-from-for-s3-examplef11eab94e0ed4671d5a8f

Un trabajo de formación sigue apareciendo en la lista después de que el trabajo se haya completado o
fallado. Puede eliminar unTrainingJobde la lista siguiendo los pasos Eliminar un Job de formación. Los
trabajos que se han completado o detenido no incurren en ningún cargo por los recursos de SageMaker.

Valores de estado de TrainsJob

LaSTATUSpuede ser uno de los siguientes valores:

• Completed
• InProgress
• Failed
• Stopped
• Stopping
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Estos estados provienen directamente del oficial de SageMakerDocumentación de la API.

Además del estado oficial de SageMaker, es
posibleSTATUSserSynchronizingK8sJobWithSageMaker. Esto significa que el operador aún no ha
procesado el trabajo.

Valores de estado secundario

Los estados secundarios provienen directamente del oficial de SageMakerDocumentación de la API.
Contienen información detallada sobre el estado del trabajo.

Describir un TrainingJob

Puede obtener más información sobre el trabajo de entrenamiento utilizando ladescribe
kubectlcomando. Esto se utiliza normalmente para depurar un problema o comprobar los parámetros
de un trabajo de formación. Para obtener información sobre el trabajo de capacitación, utilice el siguiente
comando:

kubectl describe trainingjob xgboost-mnist-from-for-s3

El resultado de su trabajo de capacitación debe tener el siguiente aspecto:

Name:         xgboost-mnist-from-for-s3
Namespace:    default
Labels:       <none>
Annotations:  <none>
API Version:  sagemaker.aws.amazon.com/v1
Kind:         TrainingJob
Metadata:
  Creation Timestamp:  2019-11-20T23:42:35Z
  Finalizers:
    sagemaker-operator-finalizer
  Generation:        2
  Resource Version:  23119
  Self Link:         /apis/sagemaker.aws.amazon.com/v1/namespaces/default/trainingjobs/
xgboost-mnist-from-for-s3
  UID:               6d7uiui-0bef-11ea-b94e-0ed467example
Spec:
  Algorithm Specification:
    Training Image:       8256416981234.dkr.ecr.us-east-2.amazonaws.com/xgboost:1
    Training Input Mode:  File
  Hyper Parameters:
    Name:   eta
    Value:  0.2
    Name:   gamma
    Value:  4
    Name:   max_depth
    Value:  5
    Name:   min_child_weight
    Value:  6
    Name:   num_class
    Value:  10
    Name:   num_round
    Value:  10
    Name:   objective
    Value:  multi:softmax
    Name:   silent
    Value:  0
  Input Data Config:
    Channel Name:      train
    Compression Type:  None
    Content Type:      text/csv
    Data Source:
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      S 3 Data Source:
        S 3 Data Distribution Type:  FullyReplicated
        S 3 Data Type:               S3Prefix
        S 3 Uri:                     https://s3-us-east-2.amazonaws.com/my-bucket/
sagemaker/xgboost-mnist/train/
    Channel Name:                    validation
    Compression Type:                None
    Content Type:                    text/csv
    Data Source:
      S 3 Data Source:
        S 3 Data Distribution Type:  FullyReplicated
        S 3 Data Type:               S3Prefix
        S 3 Uri:                     https://s3-us-east-2.amazonaws.com/my-bucket/
sagemaker/xgboost-mnist/validation/
  Output Data Config:
    S 3 Output Path:  s3://my-bucket/sagemaker/xgboost-mnist/xgboost/
  Region:             us-east-2
  Resource Config:
    Instance Count:     1
    Instance Type:      ml.m4.xlarge
    Volume Size In GB:  5
  Role Arn:             arn:aws:iam::12345678910:role/service-role/AmazonSageMaker-
ExecutionRole
  Stopping Condition:
    Max Runtime In Seconds:  86400
  Training Job Name:         xgboost-mnist-from-for-s3-6d7fa0af0bef11eab94e0example
Status:
  Cloud Watch Log URL:           https://us-east-2.console.aws.amazon.com/
cloudwatch/home?region=us-east-2#logStream:group=/aws/sagemaker/
TrainingJobs;prefix=<example>;streamFilter=typeLogStreamPrefix
  Last Check Time:               2019-11-20T23:44:29Z
  Sage Maker Training Job Name:  xgboost-mnist-from-for-s3-6d7fa0af0bef11eab94eexample
  Secondary Status:              Downloading
  Training Job Status:           InProgress
Events:                          <none>

Ver los registros de TrainingJobs

Utilice el siguiente comando para ver los registros dekmeans-mnistTrabajo de entrenamiento:

kubectl smlogs trainingjob xgboost-mnist-from-for-s3

El resultado debería tener un aspecto similar al siguiente. Los registros de las instancias se ordenan
cronológicamente.

"xgboost-mnist-from-for-s3" has SageMaker TrainingJobName "xgboost-mnist-from-for-
s3-123456789" in region "us-east-2", status "InProgress" and secondary status "Starting"
xgboost-mnist-from-for-s3-6d7fa0af0bef11eab94e0ed46example/algo-1-1574293123 2019-11-20
 23:45:24.7 +0000 UTC Arguments: train
xgboost-mnist-from-for-s3-6d7fa0af0bef11eab94e0ed46example/algo-1-1574293123 2019-11-20
 23:45:24.7 +0000 UTC [2019-11-20:23:45:22:INFO] Running standalone xgboost training.
xgboost-mnist-from-for-s3-6d7fa0af0bef11eab94e0ed46example/algo-1-1574293123 2019-11-20
 23:45:24.7 +0000 UTC [2019-11-20:23:45:22:INFO] File size need to be processed in the
 node: 1122.95mb. Available memory size in the node: 8586.0mb
xgboost-mnist-from-for-s3-6d7fa0af0bef11eab94e0ed46example/algo-1-1574293123 2019-11-20
 23:45:24.7 +0000 UTC [2019-11-20:23:45:22:INFO] Determined delimiter of CSV input is ','
xgboost-mnist-from-for-s3-6d7fa0af0bef11eab94e0ed46example/algo-1-1574293123 2019-11-20
 23:45:24.7 +0000 UTC [23:45:22] S3DistributionType set as FullyReplicated

Eliminar TrainingJobs

Utilice el siguiente comando para detener un trabajo de capacitación en Amazon SageMaker:
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kubectl delete trainingjob xgboost-mnist-from-for-s3

Este comando quita el trabajo de formación de SageMaker de Kubernetes. Este comando devuelve el
siguiente resultado:

trainingjob.sagemaker.aws.amazon.com "xgboost-mnist-from-for-s3" deleted

Si el trabajo sigue en curso en SageMaker, el trabajo se detiene. No incurrirá en ningún cargo por los
recursos de SageMaker después de que su trabajo se detenga o se complete.

Nota: SageMaker no elimina los trabajos de formación. Los trabajos detenidos continúan mostrándose en
la consola de SageMaker. Ladeletetarda unos 2 minutos en limpiar los recursos de SageMaker.

Operador HyperParameterTuningJob

Los operadores de trabajo de ajuste de hiperparámetros concilian la especificación de trabajo de ajuste de
hiperparámetros especificada con SageMaker iniciándola en SageMaker. Puede obtener más información
sobre los trabajos de ajuste de hiperparámetros de SageMaker en elDocumentación de la API de
CreateHyperParameterTuningJob.

Temas
• Crear un HyperParameterTuningJob con un archivo YAML (p. 2393)
• Crear un HyperParameterTuningJob mediante un gráfico Helm (p. 2393)
• Lista de HyperParameterTuningJobs (p. 2394)
• Describir un HyperParameterTuningJob (p. 2396)
• Ver registros de HyperParameterTuningJobs (p. 2398)
• Eliminar un HyperParameterTuningJob (p. 2398)

Crear un HyperParameterTuningJob con un archivo YAML

1. Descargue el archivo YAML de ejemplo para el trabajo de ajuste de hiperparámetros mediante el
siguiente comando:

wget https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/master/
samples/xgboost-mnist-hpo.yaml

2. Editarxgboost-mnist-hpo.yamlpara reemplazar el archivoroleArncon susagemaker-
execution-role. Para que el trabajo de ajuste de hiperparámetros se realice correctamente,
también debe cambiar els3InputPathys3OutputPatha los valores que corresponden a su cuenta.
Aplique el archivo YAML de actualizaciones mediante el siguiente comando:

kubectl apply -f xgboost-mnist-hpo.yaml

Crear un HyperParameterTuningJob mediante un gráfico Helm

Puede utilizar Gráficos Helm para ejecutar trabajos de ajuste de hiperparámetros.

1. Clonar el repositorio de GitHub para obtener el origen usando el siguiente comando:

git clone https://github.com/aws/amazon-sagemaker-operator-for-k8s.git

2. Vaya a la carpeta amazon-sagemaker-operator-for-k8s/hack/charts/hyperparameter-
tuning-jobs/.
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3. Editarvalues.yamlpara reemplazar el archivoroleArncon susagemaker-execution-role.
Para que el trabajo de ajuste de hiperparámetros se realice correctamente, también debe cambiar
els3InputPathys3OutputPatha los valores que corresponden a su cuenta.

Crear el HyperParameterTuningJob

Con los roles y rutas de Amazon S3 reemplazados por los valores apropiados envalues.yamlPuede
crear un trabajo de ajuste de hiperparámetros mediante el siguiente comando:

helm install . --generate-name

El resultado debería tener un aspecto similar al siguiente:

NAME: chart-1574292948
LAST DEPLOYED: Wed Nov 20 23:35:49 2019
NAMESPACE: default
STATUS: deployed
REVISION: 1
TEST SUITE: None
NOTES:
Thanks for installing the sagemaker-k8s-hyperparametertuningjob.

Verificar la instalación del gráfico

Para comprobar que el gráfico de timones se ha creado correctamente, ejecute el comando siguiente:

helm ls

El resultado debería tener el siguiente aspecto:

NAME                    NAMESPACE       REVISION        UPDATED
chart-1474292948        default         1               2019-11-20 23:35:49.9136092 +0000
 UTC   deployed        sagemaker-k8s-hyperparametertuningjob-0.1.0                         
      STATUS          CHART                           APP VERSION
chart-1574292948        default         1               2019-11-20 23:35:49.9136092 +0000
 UTC   deployed        sagemaker-k8s-trainingjob-0.1.0
rolebased-1574291698    default         1               2019-11-20 23:14:59.6777082 +0000
 UTC   deployed        sagemaker-k8s-operator-0.1.0

helm installcrea unHyperParameterTuningJobRecurso de Kubernetes. El operador
inicia el trabajo de optimización de hiperparámetros real en SageMaker y actualiza
elHyperParameterTuningJobKubernetes recurso para reflejar el estado del trabajo en SageMaker.
Usted incurre en cargos por los recursos de SageMaker utilizados durante la duración de su trabajo. No se
aplicarán cargos de una vez que su trabajo se completa o se detiene.

Nota: SageMaker no permite actualizar un trabajo de ajuste de hiperparámetros en ejecución. No puede
editar ningún parámetro y volver a aplicar el archivo/config. Debe cambiar el nombre de los metadatos o
eliminar el trabajo existente y crear uno nuevo. Similar a los operadores de trabajo de formación existentes
como TFJob en Kubeflow,updateno es compatible.

Lista de HyperParameterTuningJobs

Utilice el siguiente comando para enumerar todos los trabajos creados con el operador Kubernetes:

kubectl get hyperparametertuningjob
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El resultado debería tener el siguiente aspecto:

NAME         STATUS      CREATION-TIME          COMPLETED   INPROGRESS   ERRORS   STOPPED  
 BEST-TRAINING-JOB                               SAGEMAKER-JOB-NAME
xgboost-mnist-hpo   Completed   2019-10-17T01:15:52Z   10          0            0        0 
        xgboostha92f5e3cf07b11e9bf6c06d6-009-4c7a123   xgboostha92f5e3cf07b11e9bf6c123

Se sigue mostrando un trabajo de ajuste de hiperparámetros después de que el trabajo se haya
completado o haya fallado. Puede eliminar unhyperparametertuningjobde la lista siguiendo los pasos
descritos en Eliminar un Job de ajuste de hiperparámetros. Los trabajos que se han completado o detenido
no incurren en ningún cargo por los recursos de SageMaker.

Ajuste de Job parámetros

LaSTATUSpuede ser uno de los siguientes valores:

• Completed
• InProgress
• Failed
• Stopped
• Stopping

Estos estados provienen directamente del oficial de SageMakerDocumentación de la API.

Además del estado oficial de SageMaker, es
posibleSTATUSserSynchronizingK8sJobWithSageMaker. Esto significa que el operador aún no ha
procesado el trabajo.

Contadores de estado

La salida tiene varios contadores, comoCOMPLETEDyINPROGRESS. Éstos representan el número de
puestos de trabajo de formación que se han completado y están en curso, respectivamente. Para
obtener más información sobre cómo se determinan estos, consulte.TrainingJobStatusCountersen la
documentación de la API de SageMaker.

Mejor TrainingJob

Esta columna contiene el nombre de la propiedadTrainingJobque optimizó mejor la métrica
seleccionada.

Para ver un resumen de los hiperparámetros ajustados, ejecute:

kubectl describe hyperparametertuningjob xgboost-mnist-hpo

Para obtener información detallada acerca de laTrainingJob, ejecute:

kubectl describe trainingjobs <job name>

Generado TrainingJobs

También puedes realizar un seguimiento de los 10 trabajos de formación en Kubernetes lanzados
porHyperparameterTuningJobEjecute el siguiente comando:

kubectl get trainingjobs
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Describir un HyperParameterTuningJob

Puede obtener detalles de depuración utilizando la herramientadescribe kubectlcomando.

kubectl describe hyperparametertuningjob xgboost-mnist-hpo

Además de la información sobre el trabajo de ajuste, el operador SageMaker para Kubernetes también
expone elMejor trabajo de entrenamientoEncontrado por el trabajo de ajuste de hiperparámetros en
ladescribeLa salida de la siguiente manera:

Name:         xgboost-mnist-hpo
Namespace:    default
Labels:       <none>
Annotations:  kubectl.kubernetes.io/last-applied-configuration:
                {"apiVersion":"sagemaker.aws.amazon.com/
v1","kind":"HyperparameterTuningJob","metadata":{"annotations":{},"name":"xgboost-mnist-
hpo","namespace":...
API Version:  sagemaker.aws.amazon.com/v1
Kind:         HyperparameterTuningJob
Metadata:
  Creation Timestamp:  2019-10-17T01:15:52Z
  Finalizers:
    sagemaker-operator-finalizer
  Generation:        2
  Resource Version:  8167
  Self Link:         /apis/sagemaker.aws.amazon.com/v1/namespaces/default/
hyperparametertuningjobs/xgboost-mnist-hpo
  UID:               a92f5e3c-f07b-11e9-bf6c-06d6f303uidu
Spec:
  Hyper Parameter Tuning Job Config:
    Hyper Parameter Tuning Job Objective:
      Metric Name:  validation:error
      Type:         Minimize
    Parameter Ranges:
      Integer Parameter Ranges:
        Max Value:     20
        Min Value:     10
        Name:          num_round
        Scaling Type:  Linear
    Resource Limits:
      Max Number Of Training Jobs:     10
      Max Parallel Training Jobs:      10
    Strategy:                          Bayesian
    Training Job Early Stopping Type:  Off
  Hyper Parameter Tuning Job Name:     xgboostha92f5e3cf07b11e9bf6c06d6
  Region:                              us-east-2
  Training Job Definition:
    Algorithm Specification:
      Training Image:       12345678910.dkr.ecr.us-east-2.amazonaws.com/xgboost:1
      Training Input Mode:  File
    Input Data Config:
      Channel Name:  train
      Content Type:  text/csv
      Data Source:
        s3DataSource:
          s3DataDistributionType:  FullyReplicated
          s3DataType:              S3Prefix
          s3Uri:                   https://s3-us-east-2.amazonaws.com/my-bucket/sagemaker/
xgboost-mnist/train/
      Channel Name:                validation
      Content Type:                text/csv
      Data Source:
        s3DataSource:
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          s3DataDistributionType:  FullyReplicated
          s3DataType:              S3Prefix
          s3Uri:                   https://s3-us-east-2.amazonaws.com/my-bucket/sagemaker/
xgboost-mnist/validation/
    Output Data Config:
      s3OutputPath:  https://s3-us-east-2.amazonaws.com/my-bucket/sagemaker/xgboost-mnist/
xgboost
    Resource Config:
      Instance Count:     1
      Instance Type:      ml.m4.xlarge
      Volume Size In GB:  5
    Role Arn:             arn:aws:iam::123456789012:role/service-role/AmazonSageMaker-
ExecutionRole
    Static Hyper Parameters:
      Name:   base_score
      Value:  0.5
      Name:   booster
      Value:  gbtree
      Name:   csv_weights
      Value:  0
      Name:   dsplit
      Value:  row
      Name:   grow_policy
      Value:  depthwise
      Name:   lambda_bias
      Value:  0.0
      Name:   max_bin
      Value:  256
      Name:   max_leaves
      Value:  0
      Name:   normalize_type
      Value:  tree
      Name:   objective
      Value:  reg:linear
      Name:   one_drop
      Value:  0
      Name:   prob_buffer_row
      Value:  1.0
      Name:   process_type
      Value:  default
      Name:   rate_drop
      Value:  0.0
      Name:   refresh_leaf
      Value:  1
      Name:   sample_type
      Value:  uniform
      Name:   scale_pos_weight
      Value:  1.0
      Name:   silent
      Value:  0
      Name:   sketch_eps
      Value:  0.03
      Name:   skip_drop
      Value:  0.0
      Name:   tree_method
      Value:  auto
      Name:   tweedie_variance_power
      Value:  1.5
    Stopping Condition:
      Max Runtime In Seconds:  86400
Status:
  Best Training Job:
    Creation Time:  2019-10-17T01:16:14Z
    Final Hyper Parameter Tuning Job Objective Metric:
      Metric Name:        validation:error
      Value:
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    Objective Status:     Succeeded
    Training End Time:    2019-10-17T01:20:24Z
    Training Job Arn:     arn:aws:sagemaker:us-east-2:123456789012:training-job/
xgboostha92f5e3cf07b11e9bf6c06d6-009-4sample
    Training Job Name:    xgboostha92f5e3cf07b11e9bf6c06d6-009-4c7a3059
    Training Job Status:  Completed
    Training Start Time:  2019-10-17T01:18:35Z
    Tuned Hyper Parameters:
      Name:                                    num_round
      Value:                                   18
  Hyper Parameter Tuning Job Status:           Completed
  Last Check Time:                             2019-10-17T01:21:01Z
  Sage Maker Hyper Parameter Tuning Job Name:  xgboostha92f5e3cf07b11e9bf6c06d6
  Training Job Status Counters:
    Completed:            10
    In Progress:          0
    Non Retryable Error:  0
    Retryable Error:      0
    Stopped:              0
    Total Error:          0
Events:                   <none>

Ver registros de HyperParameterTuningJobs

Los trabajos de ajuste de hiperparámetros no tienen registros, pero todos los trabajos de formación
iniciados por ellos sí tienen registros. Se puede acceder a estos registros como si fueran un trabajo
de entrenamiento normal. Para obtener más información, consulte Ver registros de desde trabajos de
capacitación.

Eliminar un HyperParameterTuningJob

Utilice el siguiente comando para detener un trabajo de hiperparámetros en SageMaker.

kubectl delete hyperparametertuningjob xgboost-mnist-hpo

Este comando elimina el trabajo de ajuste de hiperparámetros y los trabajos de formación asociados del
clúster de Kubernetes y los detiene en SageMaker. Los trabajos que se han detenido o completado no
incurren en ningún cargo por los recursos de SageMaker. SageMaker no elimina trabajos de ajuste de
hiperparámetros. Los trabajos detenidos continúan mostrándose en la Consola de SageMaker.

El resultado debería tener el siguiente aspecto:

hyperparametertuningjob.sagemaker.aws.amazon.com "xgboost-mnist-hpo" deleted

Nota: El comando de eliminación tarda unos 2 minutos en limpiar los recursos de SageMaker.

Operador BatchTransformJob

Los operadores de trabajos de transformación por lotes concilian la especificación de trabajo de
transformación por lotes especificada con SageMaker iniciándola en SageMaker. Puede obtener más
información sobre el trabajo de transformación por lotes de SageMaker en elDocumentación de la API de
CreateTransformJob.

Temas
• Crear un BatchTransformJob usando un archivo YAML (p. 2399)
• Crear un LoteTransformJob con un Gráfico Helm (p. 2399)
• List (p. 2400)
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• Describe un batch TransformJob. (p. 2401)
• Visualización de registros de BatchTransJobs (p. 2401)
• Eliminar un lote TransformJob (p. 2401)

Crear un BatchTransformJob usando un archivo YAML

1. Descargue el archivo YAML de ejemplo para el trabajo de transformación por lotes con el siguiente
comando:

wget https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/master/
samples/xgboost-mnist-batchtransform.yaml

2. Edite el archivoxgboost-mnist-batchtransform.yamlpara cambiar los parámetros necesarios
para reemplazar elinputdataconfigcon los datos de entrada ys3OutputPathcon los depósitos de
Amazon S3 a los que el rol de ejecución de SageMaker tiene acceso de escritura.

3. Aplique el archivo YAML con el siguiente comando:

kubectl apply -f xgboost-mnist-batchtransform.yaml

Crear un LoteTransformJob con un Gráfico Helm

Puede utilizar Gráficos Helm para ejecutar trabajos de transformación por lotes.

Obtener el directorio del instalador de Helm

Clonar el repositorio de GitHub para obtener el origen usando el siguiente comando:

git clone https://github.com/aws/amazon-sagemaker-operator-for-k8s.git

Configurar el diagrama de timón

Vaya a la carpeta amazon-sagemaker-operator-for-k8s/hack/charts/batch-transform-
jobs/.

Editarvalues.yamlpara reemplazar el archivoinputdataconfigcon sus datos de entrada y OutputPath
con sus depósitos S3 a los que el rol de ejecución de SageMaker tiene acceso de escritura.

Crear un BatchTransformJob

1. Utilice el siguiente comando para crear un trabajo de transformación por lotes:

helm install . --generate-name

El resultado debería tener el siguiente aspecto:

NAME: chart-1574292948
LAST DEPLOYED: Wed Nov 20 23:35:49 2019
NAMESPACE: default
STATUS: deployed
REVISION: 1
TEST SUITE: None
NOTES:
Thanks for installing the sagemaker-k8s-batch-transform-job.

2. Para comprobar que el gráfico de timones se ha creado correctamente, ejecute el comando siguiente:
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helm ls
NAME                    NAMESPACE       REVISION        UPDATED                        
         STATUS          CHART                           APP VERSION
chart-1474292948        default         1               2019-11-20 23:35:49.9136092
 +0000 UTC   deployed        sagemaker-k8s-batchtransformjob-0.1.0
chart-1474292948        default         1               2019-11-20 23:35:49.9136092
 +0000 UTC   deployed        sagemaker-k8s-hyperparametertuningjob-0.1.0
chart-1574292948        default         1               2019-11-20 23:35:49.9136092
 +0000 UTC   deployed        sagemaker-k8s-trainingjob-0.1.0
rolebased-1574291698    default         1               2019-11-20 23:14:59.6777082
 +0000 UTC   deployed        sagemaker-k8s-operator-0.1.0

Este comando crea unBatchTransformJobRecurso de Kubernetes. El operador inicia el trabajo
de transformación real en SageMaker y actualiza elBatchTransformJobKubernetes recurso para
reflejar el estado del trabajo en SageMaker. Usted incurre en cargos por los recursos de SageMaker
utilizados durante la duración de su trabajo. No se aplicarán cargos de una vez que su trabajo se
completa o se detiene.

Nota: SageMaker no permite actualizar un trabajo de transformación por lotes en ejecución. No puede
editar ningún parámetro y volver a aplicar el archivo/config. Debe cambiar el nombre de los metadatos o
eliminar el trabajo existente y crear uno nuevo. Similar a los operadores de trabajo de formación existentes
como TFJob en Kubeflow,updateno es compatible.

List

Utilice el siguiente comando para enumerar todos los trabajos creados con el operador Kubernetes:

kubectl get batchtransformjob

El resultado debería tener el siguiente aspecto:

NAME                                STATUS      CREATION-TIME          SAGEMAKER-JOB-NAME
xgboost-mnist-batch-transform       Completed   2019-11-18T03:44:00Z   xgboost-mnist-
a88fb19809b511eaac440aa8axgboost

Un trabajo de transformación por lotes seguirá apareciendo en la lista una vez finalizado el trabajo o
fallado. Puede eliminar unhyperparametertuningjobde la lista siguiendo los pasos Eliminar un Job de
transformación Batch. Los trabajos que se han completado o detenido no incurren en ningún cargo por los
recursos de SageMaker.

Valor de estado de transformación Batch

LaSTATUSpuede ser uno de los siguientes valores:

• Completed
• InProgress
• Failed
• Stopped
• Stopping

Estos estados provienen directamente del oficial de SageMakerDocumentación de la API.

Además del estado oficial de SageMaker, es
posibleSTATUSserSynchronizingK8sJobWithSageMaker. Esto significa que el operador aún no ha
procesado el trabajo.
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Describe un batch TransformJob.

Puede obtener detalles de depuración utilizando la herramientadescribe kubectlcomando.

kubectl describe batchtransformjob xgboost-mnist-batch-transform

El resultado debería tener el siguiente aspecto:

Name:         xgboost-mnist-batch-transform
Namespace:    default
Labels:       <none>
Annotations:  kubectl.kubernetes.io/last-applied-configuration:
                {"apiVersion":"sagemaker.aws.amazon.com/
v1","kind":"BatchTransformJob","metadata":{"annotations":{},"name":"xgboost-
mnist","namespace"...
API Version:  sagemaker.aws.amazon.com/v1
Kind:         BatchTransformJob
Metadata:
  Creation Timestamp:  2019-11-18T03:44:00Z
  Finalizers:
    sagemaker-operator-finalizer
  Generation:        2
  Resource Version:  21990924
  Self Link:         /apis/sagemaker.aws.amazon.com/v1/namespaces/default/
batchtransformjobs/xgboost-mnist
  UID:               a88fb198-09b5-11ea-ac44-0aa8a9UIDNUM
Spec:
  Model Name:  TrainingJob-20190814SMJOb-IKEB
  Region:      us-east-1
  Transform Input:
    Content Type:  text/csv
    Data Source:
      S 3 Data Source:
        S 3 Data Type:  S3Prefix
        S 3 Uri:        s3://my-bucket/mnist_kmeans_example/input
  Transform Job Name:   xgboost-mnist-a88fb19809b511eaac440aa8a9SMJOB
  Transform Output:
    S 3 Output Path:  s3://my-bucket/mnist_kmeans_example/output
  Transform Resources:
    Instance Count:  1
    Instance Type:   ml.m4.xlarge
Status:
  Last Check Time:                2019-11-19T22:50:40Z
  Sage Maker Transform Job Name:  xgboost-mnist-a88fb19809b511eaac440aaSMJOB
  Transform Job Status:           Completed
Events:                           <none>

Visualización de registros de BatchTransJobs

Utilice el siguiente comando para ver los registros dexgboost-mnistTrabajo de transformación por lotes:

kubectl smlogs batchtransformjob xgboost-mnist-batch-transform

Eliminar un lote TransformJob

Utilice el siguiente comando para detener un trabajo de transformación por lotes en SageMaker.

kubectl delete batchTransformJob xgboost-mnist-batch-transform

El resultado debería tener el siguiente aspecto:
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batchtransformjob.sagemaker.aws.amazon.com "xgboost-mnist" deleted

Este comando elimina el trabajo de transformación por lotes del clúster de Kubernetes, así como los
detiene en SageMaker. Los trabajos que se han detenido o completado no incurren en ningún cargo por
los recursos de SageMaker. La eliminación tarda aproximadamente 2 minutos en limpiar los recursos de
SageMaker.

Nota: SageMaker no elimina trabajos de transformación por lotes. Los trabajos detenidos continúan
mostrándose en la consola de SageMaker.

Operador de implementación de hosting

Los operadores de hostingDeployment admiten la creación y eliminación de un endpoint, así como la
actualización de un endpoint existente, para una inferencia en tiempo real. El operador de implementación
de hosting concilia la especificación de trabajo de implementación de hosting especificada con SageMaker
creando modelos, configuraciones de endpoints y endpoints en SageMaker. Puede obtener más
información sobre la inferencia de SageMaker en elDocumentación de la API de CreateEndpoint.

Temas
• Configurar un recurso de implementación de host (p. 2402)
• Crear una implementación hostingDeployment (p. 2402)
• ListingDeployments (p. 2403)
• Describe una implementación de host. (p. 2403)
• Invocación del endpoint (p. 2405)
• Actualizar HostingImplementation (p. 2405)
• Eliminar el HostingDeployment (p. 2406)

Configurar un recurso de implementación de host

Descargue el archivo YAML de ejemplo para el trabajo de implementación de alojamiento con el siguiente
comando:

wget https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/master/
samples/xgboost-mnist-hostingdeployment.yaml

Laxgboost-mnist-hostingdeployment.yamltiene los siguientes componentes que se pueden editar
según sea necesario:

• ProductionVariants. Una variante de producción es un conjunto de instancias que sirven a un solo
modelo. SageMaker equilibra la carga entre todas las variantes de producción según los pesos
establecidos.

• Modelos. Un modelo es el ARN de los contenedores y la función de ejecución necesarios para servir a
un modelo. Requiere al menos un solo contenedor.

• Contenedores. Un contenedor especifica el conjunto de datos y la imagen de servicio. Si utiliza su propio
algoritmo personalizado en lugar de un algoritmo proporcionado por SageMaker, el código de inferencia
debe cumplir los requisitos de SageMaker. Para obtener más información, consulteUso de sus propios
algoritmos con SageMaker.

Crear una implementación hostingDeployment

Para crear una implementación de hostingDeployment, utilicekubectlpara aplicar el
archivohosting.yamlCon el comando siguiente:
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kubectl apply -f hosting.yaml

SageMaker crea un extremo con la configuración especificada. Usted incurre en cargos por los recursos de
SageMaker utilizados durante la vida útil de su endpoint. No se aplicarán cargos de una vez que se elimine
el punto de enlace.

El proceso de creación puede tardar aproximadamente 10 minutos.

ListingDeployments

Para comprobar que se creó HostingDeployment, use el comando siguiente:

kubectl get hostingdeployments

El resultado debería tener el siguiente aspecto:

NAME           STATUS     SAGEMAKER-ENDPOINT-NAME
host-xgboost   Creating   host-xgboost-def0e83e0d5f11eaaa450aSMLOGS

Valores de estado de implementación de host

El campo de estado puede tener uno de varios valores:

• SynchronizingK8sJobWithSageMaker: El operador se está preparando para crear el punto de
enlace.

• ReconcilingEndpoint: el operador está creando, actualizando o eliminando recursos de punto de
enlace. Si HostingDeployment permanece en este estado, usekubectl describepara ver el motivo en
elAdditional.

• OutOfService: Endpoint no está disponible para recibir solicitudes entrantes.
• Creating:CreateEndpointse ejecuta.
• Updating:UpdateEndpointorUpdateEndpointWeightsAndCapacitiesse ejecuta.
• SystemUpdating: Endpoint está en proceso de mantenimiento y no se puede actualizar, eliminar

o volver a escalar hasta que se haya completado. Esta operación de mantenimiento no cambia los
valores especificados por el cliente, como la configuración de VPC, el cifrado KMS, el modelo, el tipo de
instancia o el recuento de instancias.

• RollingBack: Endpoint no puede escalar hacia arriba o hacia abajo o cambiar su peso de
variante y está en proceso de retroceder a su configuración anterior. Una vez finalizada la
reversión, el endpoint vuelve a unInServiceEstado. Este estado de transición sólo se aplica
a un punto final que tiene habilitado el escalado automático y está experimentando cambios de
peso o capacidad de variante como parte de unUpdateEndpointWeightsAndCapacitieso cuando la
llamadaUpdateEndpointWeightsAndCapacitiesLa operación se denomina explícitamente.

• InService: Endpoint está disponible para procesar las solicitudes entrantes.
• Deleting:DeleteEndpointse ejecuta.
• Failed: no se pudo crear, actualizar ni volver a escalar el endpoint.

UsarDescribeEndPoint:FailurereasonPara obtener más información sobre el error. DeleteEndpointes la
única operación que se puede realizar en un extremo fallido.

Describe una implementación de host.

Puede obtener detalles de depuración utilizando la herramientadescribe kubectlcomando.

kubectl describe hostingdeployment

El resultado debería tener el siguiente aspecto:
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Name:         host-xgboost
Namespace:    default
Labels:       <none>
Annotations:  kubectl.kubernetes.io/last-applied-configuration:
                {"apiVersion":"sagemaker.aws.amazon.com/
v1","kind":"HostingDeployment","metadata":{"annotations":{},"name":"host-
xgboost","namespace":"def..."
API Version:  sagemaker.aws.amazon.com/v1
Kind:         HostingDeployment
Metadata:
  Creation Timestamp:  2019-11-22T19:40:00Z
  Finalizers:
    sagemaker-operator-finalizer
  Generation:        1
  Resource Version:  4258134
  Self Link:         /apis/sagemaker.aws.amazon.com/v1/namespaces/default/
hostingdeployments/host-xgboost
  UID:               def0e83e-0d5f-11ea-aa45-0a3507uiduid
Spec:
  Containers:
    Container Hostname:  xgboost
    Image:               123456789012.dkr.ecr.us-east-2.amazonaws.com/xgboost:latest
    Model Data URL:      s3://my-bucket/inference/xgboost-mnist/model.tar.gz
  Models:
    Containers:
      xgboost
    Execution Role Arn:  arn:aws:iam::123456789012:role/service-role/AmazonSageMaker-
ExecutionRole
    Name:                xgboost-model
    Primary Container:   xgboost
  Production Variants:
    Initial Instance Count:  1
    Instance Type:           ml.c5.large
    Model Name:              xgboost-model
    Variant Name:            all-traffic
  Region:                    us-east-2
Status:
  Creation Time:         2019-11-22T19:40:04Z
  Endpoint Arn:          arn:aws:sagemaker:us-east-2:123456789012:endpoint/host-xgboost-
def0e83e0d5f11eaaaexample
  Endpoint Config Name:  host-xgboost-1-def0e83e0d5f11e-e08f6c510d5f11eaaa450aexample
  Endpoint Name:         host-xgboost-def0e83e0d5f11eaaa450a350733ba06
  Endpoint Status:       Creating
  Endpoint URL:          https://runtime.sagemaker.us-east-2.amazonaws.com/endpoints/host-
xgboost-def0e83e0d5f11eaaaexample/invocations
  Last Check Time:       2019-11-22T19:43:57Z
  Last Modified Time:    2019-11-22T19:40:04Z
  Model Names:
    Name:   xgboost-model
    Value:  xgboost-model-1-def0e83e0d5f11-df5cc9fd0d5f11eaaa450aexample
Events:     <none>

El campo de estado proporciona más información mediante los siguientes campos:

• AdditionalInformación adicional sobre el estado de la implementación de hospedaje. Este campo es
opcional y sólo se rellena en caso de error.

• Creation Time: cuando se creó el endpoint en SageMaker.
• Endpoint ARN: El ARN de punto final de SageMaker.
• Endpoint Config Name: El nombre de SageMaker de la configuración del punto de enlace.
• Endpoint Name: El nombre de SageMaker del punto de enlace.
• Endpoint Status: el estado del punto de enlace.
• Endpoint URL: la URL HTTPS que se puede utilizar para acceder al endpoint. Para obtener más

información, consulteImplementación de un modelo en los servicios de alojamiento de SageMaker.
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• FailureReason: Si falla un comando create, update o delete (Crear, actualizar o eliminar), se muestra
la causa aquí.

• Last Check Time: la última vez que el operador comprobó el estado del endpoint.
• Last Modified TimeLa última vez que se modificó el punto de enlace.
• Model Names: un par clave-valor de nombres de modelo de HostingDeployment para nombres de

modelo de SageMaker.

Invocación del endpoint

Una vez que el estado del endpoint esInService, puede invocar el punto final de dos maneras: usando el
métodoAWSCLI, que realiza la autenticación y la firma de solicitudes de URL, o utilizando un cliente HTTP
como cURL. Si usa su propio cliente, debe hacerAWSv4 firma y autenticación de URL por su cuenta.

Para invocar el endpoint utilizando la herramientaAWSEjecute el siguiente comando. Asegúrese de
reemplazar la región y el nombre del punto final por la región y el nombre del extremo de SageMaker. Esta
información se puede obtener de la salida dekubectl describe.

# Invoke the endpoint with mock input data.
aws sagemaker-runtime invoke-endpoint \
  --region us-east-2 \
  --endpoint-name <endpoint name> \
  --body $(seq 784 | xargs echo | sed 's/ /,/g') \
  >(cat) \
  --content-type text/csv > /dev/null

Por ejemplo, si su región esus-east-2y su nombre de configuración de endpoint eshost-xgboost-
f56b6b280d7511ea824b129926example, entonces el siguiente comando invocaría el punto final:

aws sagemaker-runtime invoke-endpoint \
  --region us-east-2 \
  --endpoint-name host-xgboost-f56b6b280d7511ea824b1299example \
  --body $(seq 784 | xargs echo | sed 's/ /,/g') \
  >(cat) \
  --content-type text/csv > /dev/null
4.95847082138

Aquí,4.95847082138es la predicción del modelo para los datos simulados.

Actualizar HostingImplementation

1. Una vez que un HostingDeployment tiene un estado deInService, se puede actualizar. Puede tardar
unos 10 minutos en estar en servicio HostingDeployment. Para verificar que el estado seaInService,
use el siguiente comando:

kubectl get hostingdeployments

2. El HostingDeployment se puede actualizar antes de que el estado seaInService. El operador espera
hasta que el extremo de SageMaker estéInServiceantes de aplicar la actualización.

Para aplicar una actualización, modifique elhosting.yamlfile. Por ejemplo, cambie
elinitialInstanceCountde 1 a 2 de la siguiente manera:

apiVersion: sagemaker.aws.amazon.com/v1
kind: HostingDeployment
metadata:
  name: host-xgboost
spec:
    region: us-east-2
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    productionVariants:
        - variantName: all-traffic
          modelName: xgboost-model
          initialInstanceCount: 2
          instanceType: ml.c5.large
    models:
        - name: xgboost-model
          executionRoleArn: arn:aws:iam::123456789012:role/service-role/
AmazonSageMaker-ExecutionRole
          primaryContainer: xgboost
          containers:
            - xgboost
    containers:
        - containerHostname: xgboost
          modelDataUrl: s3://my-bucket/inference/xgboost-mnist/model.tar.gz
          image: 123456789012.dkr.ecr.us-east-2.amazonaws.com/xgboost:latest

3. Guarde el archivo y, a continuación, usekubectlpara aplicar la actualización de la siguiente manera.
Debería ver el cambio de estado deInServiceDe aReconcilingEndpoint, luegoUpdating.

$ kubectl apply -f hosting.yaml
hostingdeployment.sagemaker.aws.amazon.com/host-xgboost configured

$ kubectl get hostingdeployments
NAME           STATUS                SAGEMAKER-ENDPOINT-NAME
host-xgboost   ReconcilingEndpoint   host-xgboost-def0e83e0d5f11eaaa450a350abcdef

$ kubectl get hostingdeployments
NAME           STATUS     SAGEMAKER-ENDPOINT-NAME
host-xgboost   Updating   host-xgboost-def0e83e0d5f11eaaa450a3507abcdef

SageMaker implementa un nuevo conjunto de instancias con sus modelos, cambia el tráfico para utilizar
las nuevas instancias y agota las instancias antiguas. Tan pronto como este proceso comienza, el
estado se convierte enUpdating. Una vez completada la actualización, el punto de enlace se convierte
enInService. Este proceso puede tardar aproximadamente 10 minutos.

Eliminar el HostingDeployment

1. UsarkubectlPara eliminar un HostingDeployment con el siguiente comando:

kubectl delete hostingdeployments host-xgboost

El resultado debería tener el siguiente aspecto:

hostingdeployment.sagemaker.aws.amazon.com "host-xgboost" deleted

2. Para comprobar que se ha eliminado la implementación de alojamiento, utilice el comando siguiente:

kubectl get hostingdeployments
No resources found.

Los endpoints que se han eliminado no incurren en ningún cargo por los recursos de SageMaker.

Operador ProcessingJob
Los operadores de ProcessingJob se utilizan para iniciar trabajos de procesamiento de Amazon
SageMaker. Para obtener más información acerca de los trabajos de procesamiento de SageMaker,
consulteCreateProcessingJob.
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Temas
• Crear un ProcessingJob con un archivo YAML (p. 2407)
• List ProcessingJobs (p. 2408)
• Describe un processingJob (p. 2408)
• Eliminar un ProcessingJob (p. 2410)

Crear un ProcessingJob con un archivo YAML

Siga estos pasos para crear un trabajo de procesamiento de Amazon SageMaker mediante un archivo
YAML:

1. Descarga dekmeans_preprocessing.pysecuencia de comandos de procesamiento previo.

wget https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/master/
samples/kmeans_preprocessing.py

2. En uno de los depósitos de Amazon Simple Storage Service (Amazon S3), cree
unamnist_kmeans_example/processing_codey cargue el script en la carpeta.

3. Descargue el archivo kmeans-mnist-processingjob.yaml.

wget https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/master/
samples/kmeans-mnist-processingjob.yaml

4. Edite el archivo YAML para especificar susagemaker-execution-roley reemplace todas las
instancias demy-bucketcon su bucket de S3.

...
metadata:
  name: kmeans-mnist-processing
...
  roleArn: arn:aws:iam::<acct-id>:role/service-role/<sagemaker-execution-role>
  ...
  processingOutputConfig:
    outputs:
      ...
          s3Output:
            s3Uri: s3://<my-bucket>/mnist_kmeans_example/output/
  ...
  processingInputs:
    ...
        s3Input:
          s3Uri: s3://<my-bucket>/mnist_kmeans_example/processing_code/
kmeans_preprocessing.py

Lasagemaker-execution-roledebe tener permisos para que SageMaker pueda acceder a su
bucket de S3, Amazon CloudWatch y otros servicios en su nombre. Para obtener más información
sobre cómo crear un rol de ejecución, consulte.Funciones de SageMaker.

5. Aplique el archivo YAML utilizando uno de los comandos siguientes.

Para la instalación con ámbito de clúster:

kubectl apply -f kmeans-mnist-processingjob.yaml

Para la instalación con ámbito de nombres:

kubectl apply -f kmeans-mnist-processingjob.yaml -n <NAMESPACE>
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List ProcessingJobs

Utilice uno de los siguientes comandos para enumerar todos los trabajos creados con el operador
ProcessingJob.SAGEMAKER-JOB-NAME proviene de lametadatadel archivo YAML.

Para la instalación con ámbito de clúster:

kubectl get ProcessingJob kmeans-mnist-processing

Para la instalación con ámbito de nombres:

kubectl get ProcessingJob -n <NAMESPACE> kmeans-mnist-processing

El resultado debería tener un aspecto similar al siguiente:

NAME                    STATUS     CREATION-TIME        SAGEMAKER-JOB-NAME
kmeans-mnist-processing InProgress 2020-09-22T21:13:25Z kmeans-mnist-
processing-7410ed52fd1811eab19a165ae9f9e385

La salida muestra todos los trabajos independientemente de su estado. Para quitar un trabajo de la lista,
consulteEliminación de un Job de procesamiento.

Estado de ProcessingJob

• SynchronizingK8sJobWithSageMaker— El trabajo se envía primero al clúster. El operador ha
recibido la solicitud y se está preparando para crear el trabajo de procesamiento.

• Reconciling— El operador está inicializando o recuperándose de errores transitorios, junto con
otros. Si el trabajo de procesamiento permanece en este estado, utilice la herramientakubectl
describepara ver el motivo en elAdditional.

• InProgress | Completed | Failed | Stopping | Stopped— Estado del trabajo de
procesamiento de SageMaker. Para obtener más información, consulteDescribeProcessingJob.

• Error— El operador no puede recuperarse mediante la conciliación.

Los trabajos que se han completado, detenido o fallado no incurren en cargos adicionales por los recursos
de SageMaker.

Describe un processingJob

Utilice uno de los siguientes comandos para obtener más detalles sobre un trabajo de procesamiento.
Estos comandos se utilizan normalmente para depurar un problema o comprobar los parámetros de un
trabajo de procesamiento.

Para la instalación con ámbito de clúster:

kubectl describe processingjob kmeans-mnist-processing

Para la instalación con ámbito de nombres:

kubectl describe processingjob kmeans-mnist-processing -n <NAMESPACE>

El resultado del trabajo de procesamiento debería tener un aspecto similar al siguiente.

$ kubectl describe ProcessingJob kmeans-mnist-processing
Name:         kmeans-mnist-processing
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Namespace:    default
Labels:       <none>
Annotations:  kubectl.kubernetes.io/last-applied-configuration:
                {"apiVersion":"sagemaker.aws.amazon.com/
v1","kind":"ProcessingJob","metadata":{"annotations":{},"name":"kmeans-mnist-
processing",...
API Version:  sagemaker.aws.amazon.com/v1
Kind:         ProcessingJob
Metadata:
  Creation Timestamp:  2020-09-22T21:13:25Z
  Finalizers:
    sagemaker-operator-finalizer
  Generation:        2
  Resource Version:  21746658
  Self Link:         /apis/sagemaker.aws.amazon.com/v1/namespaces/default/processingjobs/
kmeans-mnist-processing
  UID:               7410ed52-fd18-11ea-b19a-165ae9f9e385
Spec:
  App Specification:
    Container Entrypoint:
      python
      /opt/ml/processing/code/kmeans_preprocessing.py
    Image Uri:  763104351884.dkr.ecr.us-west-2.amazonaws.com/pytorch-training:1.5.0-cpu-
py36-ubuntu16.04
  Environment:
    Name:   MYVAR
    Value:  my_value
    Name:   MYVAR2
    Value:  my_value2
  Network Config:
  Processing Inputs:
    Input Name:  mnist_tar
    s3Input:
      Local Path:   /opt/ml/processing/input
      s3DataType:   S3Prefix
      s3InputMode:  File
      s3Uri:        s3://<s3bucket>-us-west-2/algorithms/kmeans/mnist/mnist.pkl.gz
    Input Name:     source_code
    s3Input:
      Local Path:   /opt/ml/processing/code
      s3DataType:   S3Prefix
      s3InputMode:  File
      s3Uri:        s3://<s3bucket>/mnist_kmeans_example/processing_code/
kmeans_preprocessing.py
  Processing Output Config:
    Outputs:
      Output Name:  train_data
      s3Output:
        Local Path:    /opt/ml/processing/output_train/
        s3UploadMode:  EndOfJob
        s3Uri:         s3://<s3bucket>/mnist_kmeans_example/output/
      Output Name:     test_data
      s3Output:
        Local Path:    /opt/ml/processing/output_test/
        s3UploadMode:  EndOfJob
        s3Uri:         s3://<s3bucket>/mnist_kmeans_example/output/
      Output Name:     valid_data
      s3Output:
        Local Path:    /opt/ml/processing/output_valid/
        s3UploadMode:  EndOfJob
        s3Uri:         s3://<s3bucket>/mnist_kmeans_example/output/
  Processing Resources:
    Cluster Config:
      Instance Count:     1
      Instance Type:      ml.m5.xlarge
      Volume Size In GB:  20
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  Region:                 us-west-2
  Role Arn:               arn:aws:iam::<acct-id>:role/m-sagemaker-role
  Stopping Condition:
    Max Runtime In Seconds:  1800
  Tags:
    Key:    tagKey
    Value:  tagValue
Status:
  Cloud Watch Log URL:             https://us-west-2.console.aws.amazon.com/cloudwatch/
home?region=us-west-2#logStream:group=/aws/sagemaker/ProcessingJobs;prefix=kmeans-mnist-
processing-7410ed52fd1811eab19a165ae9f9e385;streamFilter=typeLogStreamPrefix
  Last Check Time:                 2020-09-22T21:14:29Z
  Processing Job Status:           InProgress
  Sage Maker Processing Job Name:  kmeans-mnist-processing-7410ed52fd1811eab19a165ae9f9e385
Events:                            <none>

Eliminar un ProcessingJob

Al eliminar un trabajo de procesamiento, el trabajo de procesamiento de SageMaker se elimina de
Kubernetes, pero el trabajo no se elimina de SageMaker. Si el estado del trabajo en SageMaker
esInProgressel trabajo se detiene. Los trabajos de procesamiento que se detienen no incurren en
cargos por los recursos de SageMaker. Utilice uno de los comandos siguientes para eliminar un trabajo de
procesamiento.

Para la instalación con ámbito de clúster:

kubectl delete processingjob kmeans-mnist-processing

Para la instalación con ámbito de nombres:

kubectl delete processingjob kmeans-mnist-processing -n <NAMESPACE>

El resultado del trabajo de procesamiento debería tener un aspecto similar al siguiente.

processingjob.sagemaker.aws.amazon.com "kmeans-mnist-processing" deleted

Note

SageMaker no elimina el trabajo de procesamiento. Los trabajos detenidos continúan
mostrándose en la consola de SageMaker. LadeleteEl comando tarda algunos minutos en
limpiar los recursos de SageMaker.

Operador HostingAutoScalingPolicy (HAP)
El operador HostingAutoScalingPolicy (HAP) toma una lista de identificadores de recursos como entrada
y aplica la misma directiva a cada uno de ellos. Cada ID de recurso es una combinación de un nombre
de extremo y un nombre de variante. El operador HAP realiza dos pasos: registra los ID de recurso y, a
continuación, aplica la política de escalado a cada ID de recurso.Deletedeshace ambas acciones. Puede
aplicar el HAP a un extremo de SageMaker existente o puede crear un nuevo extremo de SageMaker
utilizando la herramientaOperador de implementación de hosting. Puede leer más sobre el escalado
automático de SageMaker en laDocumentación de la directiva de escalado automático de aplicaciones.

Note

En lakubectl, puede usar la forma abreviada,hap, en lugar dehostingautoscalingpolicy.

Temas
• Crear una directiva de hostingAutoScalingPolicy mediante un archivo YAML (p. 2411)
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• ListingAutoscalingPolicies (p. 2413)
• Descripción de una política de hostingAutoScalingPolicy (p. 2413)
• Actualización de una política de hostingAutoscalingPolicy (p. 2413)
• Eliminar una directiva de hostingAutoScalingPolicy (p. 2414)
• Actualizar o eliminar un extremo con una directiva de hostingAutoScalingPolicy (p. 2414)

Crear una directiva de hostingAutoScalingPolicy mediante un archivo YAML

Utilice un archivo YAML para crear un HostingAutoScalingPolicy (HAP) que aplique una métrica
predefinida o personalizada a uno o varios extremos de SageMaker.

Amazon SageMaker requiere valores específicos para aplicar la escala automática a su variante. Si
estos valores no se especifican en la especificación YAML, el operador HAP aplica los siguientes valores
predeterminados.

# Do not change
Namespace                    = "sagemaker"
# Do not change
ScalableDimension            = "sagemaker:variant:DesiredInstanceCount"
# Only one supported
PolicyType                   = "TargetTrackingScaling"
# This is the default policy name but can be changed to apply a custom policy
DefaultAutoscalingPolicyName = "SageMakerEndpointInvocationScalingPolicy"

Utilice los siguientes ejemplos para crear un HAP que aplique una métrica predefinida o personalizada a
uno o varios extremos.

Muestra 1: Aplicación de una Métrica Predefinida a una Variante de Punto Final

1. Descargue el archivo YAML de ejemplo para una métrica predefinida mediante el siguiente comando:

wget https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/master/
samples/hap-predefined-metric.yaml

2. Edite el archivo YAML para especificar suendpointName,variantName, yregion.
3. Utilice uno de los siguientes comandos para aplicar una métrica predefinida a un único ID de recurso

(combinación de nombre de extremo y nombre de variante).

Para la instalación con ámbito de clúster:

kubectl apply -f hap-predefined-metric.yaml

Para la instalación con ámbito de nombres:

kubectl apply -f hap-predefined-metric.yaml -n <NAMESPACE>

Ejemplo 2: Aplicación de una métrica personalizada a una sola variante de punto final

1. Descargue el archivo YAML de ejemplo para una métrica personalizada mediante el siguiente
comando:

wget https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/master/
samples/hap-custom-metric.yaml

2. Edite el archivo YAML para especificar suendpointName,variantName, yregion.
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3. Utilice uno de los siguientes comandos para aplicar una métrica personalizada a un único
ID de recurso (combinación de nombre de extremo y nombre de variante) en lugar de
laSageMakerVariantInvocationsPerInstance.

Note

Amazon SageMaker no comprueba la validez de su especificación YAML.

Para la instalación con ámbito de clúster:

kubectl apply -f hap-custom-metric.yaml

Para la instalación con ámbito de nombres:

kubectl apply -f hap-custom-metric.yaml -n <NAMESPACE>

Muestra 3: Aplicar políticas de escalado a varios puntos de enlace y variantes

Puede utilizar el operador HAP para aplicar la misma directiva de escalado a varios ID de recursos. Un
separadoscaling_policyse crea para cada ID de recurso (combinación de nombre de extremo y
nombre de variante).

1. Descargue el archivo YAML de ejemplo para una métrica predefinida mediante el siguiente comando:

wget https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/master/
samples/hap-predefined-metric.yaml

2. Edite el archivo YAML para especificar suregionVariosendpointNameyvariantNameValores.
3. Utilice uno de los siguientes comandos para aplicar una métrica predefinida a varios ID de recursos

(combinaciones de nombre de extremo y nombre de variante).

Para la instalación con ámbito de clúster:

kubectl apply -f hap-predefined-metric.yaml

Para la instalación con ámbito de nombres:

kubectl apply -f hap-predefined-metric.yaml -n <NAMESPACE>

Consideraciones para HostingAutoScalingPolicies para varios endpoints y variantes

Las siguientes consideraciones se aplican cuando se utiliza varios ID de recursos:

• Si aplica una sola directiva a través de varios ID de recursos, se crea un PolicYarn por ID de recurso.
Cinco puntos finales tienen cinco PolicYarns. Cuando ejecuta el comandodescribeen la directiva, las
respuestas se muestran como un trabajo e incluyen un solo estado de trabajo.

• Si aplica una métrica personalizada a varios ID de recursos, se utilizará la misma dimensión o valor
para todos los valores de ID de recurso (variante). Por ejemplo, si aplica una métrica de cliente para las
instancias 1-5 y la dimensión de variante del punto final se asigna a la variante 1, cuando la variante 1
supera las métricas, todos los extremos se escalan hacia arriba o hacia abajo.

• El operador HAP admite la actualización de la lista de identificadores de recursos. Si modifica, agrega
o elimina identificadores de recursos a la especificación, la directiva de escalado automático se elimina
de la lista anterior de variantes y se aplica a las combinaciones de ID de recurso recién especificadas.
UsardescribePara ver los ID de recursos a los que se aplica actualmente la política.
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ListingAutoscalingPolicies

Utilice uno de los comandos siguientes para enumerar todas las políticas de hostingAutoScalingPolicies ()
creadas mediante el operador HAP.

Para la instalación con ámbito de clúster:

kubectl get hap

Para la instalación con ámbito de nombres:

kubectl get hap -n <NAMESPACE>

El resultado debería tener un aspecto similar al siguiente:

NAME             STATUS   CREATION-TIME
hap-predefined   Created  2021-07-13T21:32:21Z

Utilice el siguiente comando para comprobar el estado de HostingAutoScalingPolicy (HAP).

kubectl get hap <job-name>

Se devuelve uno de los valores siguientes:

• Reconciling— Ciertos tipos de errores muestran el estado comoReconcilingen
lugar deError. Algunos ejemplos son los errores del lado del servidor y los extremos en
elCreatingorUpdatingEstado. Compruebe laAdditionalPara obtener más información al respecto
en los registros de estado o en el operador.

• Created

• Error

Para ver el extremo de escalado automático al que aplicó la directiva

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.
2. En el panel lateral izquierdo, expandaInferencia.
3. SeleccionarPuntos de enlace de.
4. Seleccione el nombre del punto de referencia que le interese.
5. Desplácese hasta elConfiguración del tiempo de ejecución del punto de enlacesección.

Descripción de una política de hostingAutoScalingPolicy

Utilice el siguiente comando para obtener más información sobre un HostingAutoScalingPolicy (HAP).
Estos comandos se utilizan normalmente para depurar un problema o comprobar los ID de recurso
(combinaciones de nombre de extremo y nombre de variante) de un HAP.

kubectl describe hap <job-name>

Actualización de una política de hostingAutoscalingPolicy

El operador HostingAutoScalingPolicy (HAP) admite actualizaciones. Puede editar su especificación YAML
para cambiar los valores y, a continuación, volver a aplicar la política. El operador HAP elimina la directiva
existente y aplica la nueva directiva.
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Eliminar una directiva de hostingAutoScalingPolicy

Utilice uno de los comandos siguientes para eliminar una política de HostingAutoScalingPolicy (HAP).

Para la instalación con ámbito de clúster:

kubectl delete hap hap-predefined

Para la instalación con ámbito de nombres:

kubectl delete hap hap-predefined -n <NAMESPACE>

Este comando elimina la directiva de escala y anula el registro del destino de escala de Kubernetes. Este
comando devuelve el siguiente resultado:

hostingautoscalingpolicies.sagemaker.aws.amazon.com "hap-predefined" deleted

Actualizar o eliminar un extremo con una directiva de hostingAutoScalingPolicy

Para actualizar un punto de enlace que tiene un HostingAutoScalingPolicy (HAP), utilice la
herramientakubectl deletepara quitar el HAP, actualizar el extremo y, a continuación, volver a aplicar el
HAP.

Para eliminar un punto de enlace que tenga un HAP, utilice lakubectl deletepara quitar el HAP antes
de eliminar el extremo.

Componentes de SageMaker para tuberías Kubeflow
En este documento se describe cómo utilizar componentes de SageMaker para tuberías Kubeflow (KFP).
Con estos componentes de canalización, puede crear y supervisar trabajos de capacitación, ajuste,
implementación de endpoints y transformación por lotes en SageMaker. Al ejecutar trabajos de Kubeflow
Pipeline en SageMaker, puede mover los trabajos de procesamiento de datos y capacitación del clúster
de Kubernetes al servicio administrado optimizado para aprendizaje automático de SageMaker. Este
documento asume el conocimiento previo de Kubernetes y Kubeflow.

Contenido
• ¿Qué es Kubeflow Pipelines? (p. 2414)
• Componentes de Kubeflow (p. 2415)
• Permisos de IAM (p. 2416)
• Conversión de canalizaciones para utilizar SageMaker (p. 2417)
• Uso de componentes de SageMaker (p. 2417)

¿Qué es Kubeflow Pipelines?
Kubeflow Pipelines (KFP) es una plataforma para crear e implementar flujos de trabajo portátiles de
aprendizaje automático (ML) basados en contenedores Docker. La plataforma de Kubeflow Pipelines
consta de lo siguiente:

• Interfaz de usuario (UI) para administrar y realizar un seguimiento de experimentos, trabajos y
ejecuciones.

• Un motor (Argo) para programar flujos de trabajo ML de varios pasos.
• Un SDK de Python para definir y manipular tuberías y componentes.
• Portátiles para interactuar con el sistema mediante el SDK.
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Una canalización es una descripción de un flujo de trabajo ML expresado como un acíclico
dirigidoGráficoComo se muestra en el siguiente diagrama. Cada paso del flujo de trabajo se expresa como
una tubería KubeflowComponente, que es un módulo de Python.

Si los datos se han procesado previamente, la canalización estándar toma un subconjunto de los datos y
ejecuta la optimización de hiperparámetros del modelo. A continuación, la tubería entrena un modelo con
el conjunto de datos completo utilizando los hiperparámetros óptimos. Este modelo se utiliza tanto para la
inferencia por lotes como para la creación de puntos finales.

Para obtener más información sobre las canalizaciones de Kubeflow, consulteDocumentación de Kubeflow
Pipelines.

Componentes de Kubeflow
Un componente de tubería Kubeflow es un conjunto de código utilizado para ejecutar un paso en una
tubería Kubeflow. Los componentes están representados por un módulo de Python que se convierte en
una imagen Docker. Estos componentes hacen que sea rápido y fácil escribir tuberías para entornos de
experimentación y producción sin tener que interactuar con la infraestructura subyacente de Kubernetes.

¿Qué proporciona SageMaker Components for Kubeflow Pipelines?
SageMaker Components for Kubeflow Pipelines ofrece una alternativa al lanzamiento de trabajos de uso
intensivo de computación en SageMaker. Estos componentes integran SageMaker con la portabilidad y
orquestación de Kubeflow Pipelines. Con los componentes de SageMaker, cada uno de los trabajos del
flujo de trabajo de canalización se ejecuta en SageMaker en lugar del clúster local de Kubernetes. Los
parámetros de trabajo, el estado, los registros y las salidas de SageMaker siguen siendo accesibles desde
la interfaz de usuario de Kubeflow Pipelines. Los siguientes componentes de SageMaker se han creado
para integrar seis funciones clave de SageMaker en sus flujos de trabajo ML. Puede crear una tubería
Kubeflow construida completamente con estos componentes o integrar componentes individuales en el
flujo de trabajo según sea necesario.

El uso de Componentes de SageMaker para tuberías de Kubeflow no supone ningún cargo adicional.
Usted incurre en cargos por cualquier recurso de SageMaker que utilice a través de estos componentes.

Componentes de formación

Entrenamiento

El componente Formación le permite enviar trabajos de SageMaker Training directamente desde un
flujo de trabajo de Kubeflow Pipelines. Para obtener más información, consulteComponente SageMaker
Training Kubeflow Pipelines.

Optimización de hiperparámetros

El componente Optimización de hiperparámetros permite enviar trabajos de ajuste de hiperparámetros
a SageMaker directamente desde un flujo de trabajo de tuberías de Kubeflow. Para obtener más
información, consulteOptimización de hiperparámetros de SageMaker componente Kubeflow Pipeline.

Processing

El componente Processing permite enviar trabajos de procesamiento a SageMaker directamente desde
un flujo de trabajo de Kubeflow Pipelines. Para obtener más información, consulteComponente de tubería
Kubeflow de procesamiento de SageMaker.

Componentes de inferencia

Hosting Implementación

El componente Deploy le permite implementar un modelo en SageMaker Hosting desde un flujo de trabajo
de Kubeflow Pipelines. Para obtener más información, consulteServicios de alojamiento de SageMaker -
Crear componente Endpoint Kubeflow Pipeline.
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Componente de transformación por lotes

El componente de transformación Batch permite ejecutar trabajos de inferencia para un conjunto de datos
completo en SageMaker desde un flujo de trabajo de tuberías de Kubeflow. Para obtener más información,
consulteComponente de tubería de Kubeflow de transformación Batch de SageMaker.

Ground Truth

Ground TruthEl componente Ground Truth permite ejecutar trabajos de etiquetado de SageMaker Ground
Truth directamente desde un flujo de trabajo de Kubeflow Pipelines. Para obtener más información,
consulteComponente SageMaker Ground Truth Kubeflow Pipelines.

Equipo de trabajo

El componente Workteam permite crear trabajos de equipo de trabajo privado de SageMaker directamente
desde un flujo de trabajo de Kubeflow Pipelines. Para obtener más información, consulteSageMaker crea
el componente Kubeflow Pipelines de equipo de trabajo privado.

Permisos de IAM
La implementación de tuberías de Kubeflow con componentes de SageMaker requiere los siguientes tres
niveles de permisos de IAM:

• Un usuario/rol de IAM para acceder a suAWScuenta (su_credenciales). Nota: No necesita esto en
absoluto si ya tiene acceso a la interfaz de usuario web de KFP y tiene sus datos de entrada en Amazon
S3, o si ya tiene un clúster de Amazon Elastic Kubernetes Service (Amazon EKS) con KFP.

Utilice este usuario/rol desde su nodo de puerta de enlace, que puede ser su máquina local o una
instancia remota, para:
• Cree un clúster de Amazon EKS e instale KFP
• Crear roles y usuarios de IAM
• Cree depósitos de Amazon S3 para sus datos de entrada de muestra

El usuario/rol de IAM necesita los siguientes permisos:
• CloudWatchLogsFullAccess
• AWSCloudFormationFullAccess
• IAMFullAccess
• AmazonS3FullAccess
• AmazonEC2FullAccess
• AmazonEKSAdminPolicy y (Cree esta política utilizando el esquema deEjemplos de políticas basadas

en identidades de Amazon EKS)
• Un rol de IAM utilizado por los pods de KFP para acceder a SageMaker (kfp-example-pod-role) Los pods

de KFP utilizan este permiso para crear trabajos de SageMaker a partir de componentes de KFP. Nota:
Si desea limitar los permisos a los pods de KFP, cree su propia política personalizada y asocie.

El rol necesita el siguiente permiso:
• AmazonSageMakerFullAccess

• Un rol de IAM utilizado por los trabajos de SageMaker para acceder a recursos como Amazon S3 y
Amazon ECR, etc. (kfp-example-sagemaker-ejecución-rol).

Sus trabajos de SageMaker utilizan este rol para:
• Acceder a los recursos de SageMaker
• Datos de entrada desde Amazon S3
• Almacene su modelo de salida en Amazon S3

El rol necesita los siguientes permisos:
• AmazonSageMakerFullAccess 2416
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• AmazonS3FullAccess

Estos son todos los usuarios/roles de IAM que necesita para ejecutar componentes de KFP para
SageMaker.

Cuando haya ejecutado los componentes y haya creado el punto final de SageMaker, también necesitará
un rol con el comandosagemaker:InvokeEndpointpermiso para consultar los puntos finales de
inferencia.

Conversión de canalizaciones para utilizar SageMaker
Puede convertir una canalización existente para usar SageMaker portando su Python
genéricoprocesamiento de contenedoresycontenedores de formación. Si utiliza SageMaker para inferencia,
también debe adjuntar permisos de IAM a su clúster y convertir un artefacto en un modelo.

Uso de componentes de SageMaker
En este tutorial, se ejecuta una canalización utilizando componentes de SageMaker para tuberías de
Kubeflow para entrenar un modelo de clasificación utilizando Kmeans con el dataset MNIST. Este flujo
de trabajo utiliza canalizaciones Kubeflow como orquestador y SageMaker como back-end para ejecutar
los pasos del flujo de trabajo. Para obtener el código completo de este y otros ejemplos de canalización,
consulte laEjemplo de tuberías Kubeflow de SageMaker. Para obtener información sobre los componentes
utilizados, consulte laRepositorio GitHub de tuberías de KubeFlow.

Contenido
• Setup (p. 2417)
• Ejecución de la tubería Kubeflow (p. 2424)

Setup

Para utilizar Kubeflow Pipelines (KFP), necesita un clúster de Amazon Elastic Kubernetes Service (Amazon
EKS) y un nodo de puerta de enlace para interactuar con ese clúster. En las secciones siguientes se
muestran los pasos necesarios para configurar estos recursos.

Temas
• Configurar un nodo de gateway (p. 2417)
• Configuración de un clúster de Amazon EKS (p. 2418)
• Instalación de canalizaciones de Kubeflow (p. 2419)
• Acceder a la interfaz de usuario de K (p. 2419)
• Crear Usuarios/Roles de IAM para los pods KFP y el servicio SageMaker (p. 2421)
• Agregar acceso a usuarios o roles de IAM adicionales (p. 2423)

Configurar un nodo de gateway

Se utiliza un nodo de puerta de enlace para crear un clúster de Amazon EKS y acceder a la interfaz de
usuario de Kubeflow Pipelines. Utilice su máquina local o una instancia de Amazon EC2 como nodo de
puerta de enlace. Si desea utilizar una nueva instancia de Amazon EC2, cree una con la última versión de
Ubuntu 18.04 DLAMI desde elAWSsiguiendo los pasos que se indican enLanzamiento y configuración de
una DLAMI.

Complete los siguientes pasos para configurar el nodo de la gateway. Dependiendo de su entorno, es
posible que ya tenga determinados requisitos configurados.
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1. Si no dispone de un clúster de Amazon EKS existente, cree un usuario
llamadoyour_credentialssiguiendo los pasos deCreación de un usuario de IAM en suAWSCuenta.
Si tiene un clúster de Amazon EKS existente, utilice las credenciales del rol de IAM o del usuario que
tiene acceso a él.

2. Añada los siguientes permisos al usuario siguiendo los pasos deCambio de los permisos de un
usuario de IAM:

• CloudWatchLogsFullAccess
• AWSCloudFormationFullAccess
• IAMFullAccess
• AmazonS3FullAccess
• AmazonEC2FullAccess
• AmazonEKSAdminPolicy y (Cree esta política utilizando el esquema deEjemplos de políticas

basadas en identidades de Amazon EKS)
3. Instale lo siguiente en su nodo de puerta de enlace para acceder al clúster de Amazon EKS y la

interfaz de usuario de KFP.

• AWS CLI. Si está utilizando un usuario de IAM, configure suIdentificación de clave de acceso, clave
de acceso secretaPreferidoAWSRegión ejecutando:aws configure

• aws-iam-authenticatorversión 0.1.31 y superior
• eksctlversión superior a 0.15.
• kubectl(La versión debe coincidir con su versión de Kubernetes dentro de una versión menor)

4. Installboto3.

pip install boto3

Configuración de un clúster de Amazon EKS

Ejecute los siguientes pasos desde la línea de comandos del nodo de puerta de enlace para configurar un
clúster de Amazon EKS:

1. Si no dispone de un clúster de Amazon EKS, siga estos pasos secundarios. Si ya tiene un clúster de
Amazon EKS, omita este paso.

a. Ejecute lo siguiente desde la línea de comandos para crear un clúster de Amazon EKS con la
versión 1.14 o superior. Reemplazar<your-cluster-name>Con cualquier nombre para el
clúster.

eksctl create cluster --name <your-cluster-name> --region us-east-1 --auto-
kubeconfig --timeout=50m --managed --nodes=1

b. Cuando se haya completado la creación del clúster, compruebe que tiene acceso al clúster
mediante el siguiente comando.

kubectl get nodes

2. Verifique quekubectlContext es el clúster que desea utilizar con el siguiente comando. El contexto
actual está marcado con un asterisco (*) en la salida.

kubectl config get-contexts

CURRENT NAME     CLUSTER
*   <username>@<clustername>.us-east-1.eksctl.io   <clustername>.us-east-1.eksctl.io

3. Si el clúster deseado no está configurado como predeterminado actual, actualice el valor
predeterminado con el siguiente comando.
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aws eks update-kubeconfig --name <clustername> --region us-east-1

Instalación de canalizaciones de Kubeflow

Ejecute los siguientes pasos desde la línea de comandos del nodo de puerta de enlace para instalar
Kubeflow Pipelines en el clúster.

1. Instale Kubeflow Pipelines en su clúster siguiendo el paso 1 deImplementación de documentación de
Kubeflow Pipelines. La versión de KFP debe ser 0.5.0 o superior.

2. Compruebe que el servicio de tuberías Kubeflow y otros recursos relacionados se están ejecutando.

kubectl -n kubeflow get all | grep pipeline

El resultado debería tener el siguiente aspecto.

pod/ml-pipeline-6b88c67994-kdtjv                      1/1     Running            0     
     2d
pod/ml-pipeline-persistenceagent-64d74dfdbf-66stk     1/1     Running            0     
     2d
pod/ml-pipeline-scheduledworkflow-65bdf46db7-5x9qj    1/1     Running            0     
     2d
pod/ml-pipeline-ui-66cc4cffb6-cmsdb                   1/1     Running            0     
     2d
pod/ml-pipeline-viewer-crd-6db65ccc4-wqlzj            1/1     Running            0     
     2d
pod/ml-pipeline-visualizationserver-9c47576f4-bqmx4   1/1     Running            0     
     2d
service/ml-pipeline                       ClusterIP   10.100.170.170   <none>      
  8888/TCP,8887/TCP   2d
service/ml-pipeline-ui                    ClusterIP   10.100.38.71     <none>      
  80/TCP              2d
service/ml-pipeline-visualizationserver   ClusterIP   10.100.61.47     <none>      
  8888/TCP            2d
deployment.apps/ml-pipeline                       1/1     1            1           2d
deployment.apps/ml-pipeline-persistenceagent      1/1     1            1           2d
deployment.apps/ml-pipeline-scheduledworkflow     1/1     1            1           2d
deployment.apps/ml-pipeline-ui                    1/1     1            1           2d
deployment.apps/ml-pipeline-viewer-crd            1/1     1            1           2d
deployment.apps/ml-pipeline-visualizationserver   1/1     1            1           2d
replicaset.apps/ml-pipeline-6b88c67994                      1         1         1      
 2d
replicaset.apps/ml-pipeline-persistenceagent-64d74dfdbf     1         1         1      
 2d
replicaset.apps/ml-pipeline-scheduledworkflow-65bdf46db7    1         1         1      
 2d
replicaset.apps/ml-pipeline-ui-66cc4cffb6                   1         1         1      
 2d
replicaset.apps/ml-pipeline-viewer-crd-6db65ccc4            1         1         1      
 2d
replicaset.apps/ml-pipeline-visualizationserver-9c47576f4   1         1         1      
 2d

Acceder a la interfaz de usuario de K

La interfaz de usuario de tuberías de Kubeflow se utiliza para administrar y realizar el seguimiento de
experimentos, trabajos y ejecuciones en el clúster. Puede utilizar el reenvío de puertos para acceder a la
interfaz de usuario de tuberías de Kubeflow desde el nodo de la puerta de enlace.

2419

https://www.kubeflow.org/docs/pipelines/installation/standalone-deployment/#deploying-kubeflow-pipelines
https://www.kubeflow.org/docs/pipelines/installation/standalone-deployment/#deploying-kubeflow-pipelines


Amazon SageMaker Developer Guide
Componentes de SageMaker para tuberías Kubeflow

Configurar el reenvío de puertos al servicio de interfaz de usuario de KFP

Ejecute lo siguiente desde la línea de comandos del nodo de la puerta de enlace:

1. Compruebe que el servicio de interfaz de usuario de KFP se está ejecutando mediante el siguiente
comando:

kubectl -n kubeflow get service ml-pipeline-ui

NAME             TYPE        CLUSTER-IP     EXTERNAL-IP   PORT(S)   AGE
ml-pipeline-ui   ClusterIP   10.100.38.71   <none>        80/TCP    2d22h

2. Ejecute el siguiente comando para configurar el reenvío de puertos al servicio de interfaz de usuario
de KFP. Esto reenvía la interfaz de usuario de KFP al puerto 8080 de su nodo de puerta de enlace y le
permite acceder a la interfaz de usuario de KFP desde su navegador.

kubectl port-forward -n kubeflow service/ml-pipeline-ui 8080:80

Si no hay actividad, el puerto hacia adelante desde el equipo remoto se desconecta. Ejecute este
comando de nuevo si el panel no puede obtener registros o actualizaciones. Si los comandos
devuelven un error, asegúrese de que no hay ningún proceso que ya se esté ejecutando en el puerto
que está intentando utilizar.

Acceso al servicio de interfaz de usuario KFP

El método de acceso a la interfaz de usuario de KFP depende del tipo de nodo de la puerta de enlace.

• Máquina local como nodo de puerta de enlace

1. Acceda al panel de control de su navegador de la siguiente manera:

http://localhost:8080

2. SeleccionarCanalizacionespara acceder a la interfaz de usuario de canalizaciones.
• Instancia Amazon EC2 como nodo de puerta de enlace de

1. Debe configurar un túnel SSH en su instancia de Amazon EC2 para acceder al panel de control de
Kubeflow desde el navegador de su máquina local.

Desde una nueva sesión de terminal en el equipo local, ejecute lo siguiente. Reemplazar<public-
DNS-of-gateway-node>Con la dirección IP de la instancia que se encuentra en la consola de
Amazon EC2. También puede utilizar el DNS público. Reemplazar<path_to_key>con la ruta a la
clave pem utilizada para acceder al nodo de la puerta de enlace.

public_DNS_address=<public-DNS-of-gateway-node>
key=<path_to_key>

on Ubuntu:
ssh -i ${key} -L 9000:localhost:8080 ubuntu@${public_DNS_address}

or on Amazon Linux:
ssh -i ${key} -L 9000:localhost:8080 ec2-user@${public_DNS_address}

2. Obtenga acceso al panel de control a través del navegador.

http://localhost:9000

3. SeleccionarCanalizacionespara acceder a la interfaz de usuario de KFP.
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Crear Usuarios/Roles de IAM para los pods KFP y el servicio SageMaker

Ahora tiene un clúster de Kubernetes con Kubeflow configurado. Para ejecutar los componentes de
SageMaker para tuberías de Kubeflow, los pods de tubería de Kubeflow necesitan acceso a SageMaker.
En esta sección, creará usuarios/roles de IAM para ser utilizados por los pods de Kubeflow Pipeline y
SageMaker.

Creación de un rol de ejecución de KFP

Ejecute lo siguiente desde la línea de comandos del nodo de la puerta de enlace:

1. Habilite la compatibilidad de OIDC en el clúster de Amazon EKS con el siguiente comando.
Reemplazar<cluster_name>con el nombre de su clúster de<cluster_region>con la región en la
que se encuentra el clúster.

eksctl utils associate-iam-oidc-provider --cluster <cluster-name> \
        --region <cluster-region> --approve

2. Ejecute el siguiente comando para obtener elOIDCEmisor URL. Esta URL está en el
formatohttps://oidc.eks.<region>.amazonaws.com/id/<OIDC_ID>.

aws eks describe-cluster --region <cluster-region> --name <cluster-name> --query
 "cluster.identity.oidc.issuer" --output text

3. Ejecute lo siguiente para crear un archivo llamadotrust.json. Reemplazar<OIDC_URL>con la
URL del emisor de OIDC. No incluirhttps://cuando esté en la URL del emisor de OIDC. Sustituya
<AWS_account_number> por su nombre de cuenta de AWS.

OIDC_URL="<OIDC-URL>"
AWS_ACC_NUM="<AWS-account-number>"

# Run this to create trust.json file
cat <<EOF > trust.json
{
  "Version": "2012-10-17",
  "Statement": [
    {
      "Effect": "Allow",
      "Principal": {
        "Federated": "arn:aws:iam::${AWS_ACC_NUM}:oidc-provider/${OIDC_URL}"
      },
      "Action": "sts:AssumeRoleWithWebIdentity",
      "Condition": {
        "StringEquals": {
          "${OIDC_URL}:aud": "sts.amazonaws.com",
          "${OIDC_URL}:sub": "system:serviceaccount:kubeflow:pipeline-runner"
        }
      }
    }
  ]
}
EOF

4. Cree un rol de IAM denominadokfp-example-pod-rolecontrust.jsonCon el siguiente comando.
Los pods de KFP utilizan este rol para crear trabajos de SageMaker a partir de componentes de KFP.
Anote el ARN devuelto en la salida.

aws iam create-role --role-name kfp-example-pod-role --assume-role-policy-document
 file://trust.json
aws iam attach-role-policy --role-name kfp-example-pod-role --policy-arn
 arn:aws:iam::aws:policy/AmazonSageMakerFullAccess
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aws iam get-role --role-name kfp-example-pod-role --output text --query 'Role.Arn'

5. Edite su cuenta de servicio de pipeline runner con el siguiente comando.

kubectl edit -n kubeflow serviceaccount pipeline-runner

6. En el archivo, agregue la siguiente anotación de rol de Amazon EKS y reemplace<role_arn>con el
ARN de su rol.

eks.amazonaws.com/role-arn: <role-arn>

7. Su archivo debe tener el siguiente aspecto cuando haya agregado la anotación de rol de Amazon
EKS. Guarde el archivo.

apiVersion: v1
kind: ServiceAccount
metadata:
  annotations:
    eks.amazonaws.com/role-arn: <role-arn>
    kubectl.kubernetes.io/last-applied-configuration: |
      {"apiVersion":"v1","kind":"ServiceAccount","metadata":{"annotations":
{},"labels":{"app":"pipeline-runner","app.kubernetes.io/component":"pipelines-
runner","app.kubernetes.io/instance":"pipelines-runner-0.2.0","app.kubernetes.io/
managed-by":"kfctl","app.kubernetes.io/name":"pipelines-runner","app.kubernetes.io/
part-of":"kubeflow","app.kubernetes.io/version":"0.2.0"},"name":"pipeline-
runner","namespace":"kubeflow"}}
  creationTimestamp: "2020-04-16T05:48:06Z"
  labels:
    app: pipeline-runner
    app.kubernetes.io/component: pipelines-runner
    app.kubernetes.io/instance: pipelines-runner-0.2.0
    app.kubernetes.io/managed-by: kfctl
    app.kubernetes.io/name: pipelines-runner
    app.kubernetes.io/part-of: kubeflow
    app.kubernetes.io/version: 0.2.0
  name: pipeline-runner
  namespace: kubeflow
  resourceVersion: "11787"
  selfLink: /api/v1/namespaces/kubeflow/serviceaccounts/pipeline-runner
  uid: d86234bd-7fa5-11ea-a8f2-02934be6dc88
secrets:
- name: pipeline-runner-token-dkjrk

Creación de un rol de ejecución de SageMaker

Lakfp-example-sagemaker-execution-roleEl rol de IAM es utilizado por los trabajos de SageMaker
para acceder aAWSde AWS. Para obtener más información, consulte la sección Permisos de IAM.
Proporcione este rol como parámetro de entrada al ejecutar la canalización.

Ejecute lo siguiente para crear el rol de. Tenga en cuenta el ARN que se devuelve en su resultado.

SAGEMAKER_EXECUTION_ROLE_NAME=kfp-example-sagemaker-execution-role

TRUST="{ \"Version\": \"2012-10-17\", \"Statement\": [ { \"Effect\": \"Allow\", \"Principal
\": { \"Service\": \"sagemaker.amazonaws.com\" }, \"Action\": \"sts:AssumeRole\" } ] }"
aws iam create-role --role-name ${SAGEMAKER_EXECUTION_ROLE_NAME} --assume-role-policy-
document "$TRUST"
aws iam attach-role-policy --role-name ${SAGEMAKER_EXECUTION_ROLE_NAME} --policy-arn
 arn:aws:iam::aws:policy/AmazonSageMakerFullAccess
aws iam attach-role-policy --role-name ${SAGEMAKER_EXECUTION_ROLE_NAME} --policy-arn
 arn:aws:iam::aws:policy/AmazonS3FullAccess

2422



Amazon SageMaker Developer Guide
Componentes de SageMaker para tuberías Kubeflow

aws iam get-role --role-name ${SAGEMAKER_EXECUTION_ROLE_NAME} --output text --query
 'Role.Arn'

Agregar acceso a usuarios o roles de IAM adicionales

Si usa un IDE intuitivo como Jupyter o desea que otras personas de su organización utilicen el clúster que
configuró, también puede darles acceso. Los siguientes pasos se ejecutan a través de este flujo de trabajo
mediante los portátiles SageMaker. Un instancia de bloc de notas de SageMaker es una instancia de
computación de Amazon EC2 totalmente administrada que se ejecuta en la aplicación de bloc de notas de
Jupyter Puede utilizar la instancia de bloc de notas para crear y administrar blocs de notas de Jupyter a fin
de crear flujos de trabajo de ML. Puede definir, compilar, implementar y ejecutar su canalización mediante
el SDK o CLI de Python de KFP. Si no está utilizando un portátil SageMaker para ejecutar Jupyter, debe
instalar elAWS CLIy la versión más reciente dekubectl.

1. Siga los pasos deCree una instancia de bloc de notas de SageMakerPara crear una instancia de
bloc de notas de SageMaker si todavía no dispone de una. Asigne al rol de IAM para esta instancia
elS3FullAccessPermiso.

2. Los clústeres de Amazon EKS utilizan usuarios y roles de IAM para controlar el acceso al clúster.
Las reglas se implementan en un mapa de configuración llamadoaws-auth. Solo el usuario/rol que
tiene acceso al clúster podrá editar este mapa de configuración. Ejecute lo siguiente desde la línea de
comandos del nodo de puerta de enlace para obtener el rol de IAM de la instancia de bloc de notas
que creó. Reemplazar<instance-name>Con el nombre de su instancia.

aws sagemaker describe-notebook-instance --notebook-instance-name <instance-name> --
region <region> --output text --query 'RoleArn'

Este comando genera el ARN del rol de IAM en elarn:aws:iam::<account-id>:role/<role-
name>formato. Tome nota de este ARN.

3. Ejecute lo siguiente para adjuntar las directivas a la función de IAM. Reemplazar<role-
name>con<role-name>En su ARN.

aws iam attach-role-policy --role-name <role-name> --policy-
arn arn:aws:iam::aws:policy/AmazonSageMakerFullAccess
aws iam attach-role-policy --role-name <role-name> --policy-arn
 arn:aws:iam::aws:policy/AmazonEKSWorkerNodePolicy
aws iam attach-role-policy --role-name <role-name> --policy-
arn arn:aws:iam::aws:policy/AmazonS3FullAccess

4. eksctlproporciona comandos para leer y editar elaws-authConfiguración de
mapa.system:masterses uno de los grupos de usuarios predeterminados. Añada el usuario a
este grupo. Lasystem:masterstiene permisos de superusuario para el clúster. También puede
crear un grupo con permisos más restrictivos o puede enlazar permisos directamente a los usuarios.
Reemplazar<IAM-Role-arn>Con el ARN del rol de IAM.<your_username>puede ser cualquier
nombre de usuario único.

eksctl create iamidentitymapping \
    --cluster <cluster-name> \
    --arn <IAM-Role-arn> \
    --group system:masters \
    --username <your-username> \
    --region <region>

5. Abra el bloc de notas de Jupyter en su instancia de SageMaker y ejecute lo siguiente para verificar
que tiene acceso al clúster.

aws eks --region <region> update-kubeconfig --name <cluster-name>
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kubectl -n kubeflow get all | grep pipeline

Ejecución de la tubería Kubeflow

Una vez finalizada la configuración del nodo de puerta de enlace y del clúster de Amazon EKS,
puede crear la canalización de clasificación. Para crear su canalización, debe definirla y compilarla. A
continuación, se despliega y se utiliza para ejecutar flujos de trabajo. Puede definir su canalización en
Python y utilizar el panel de control de KFP, la CLI de KFP o el SDK de Python para compilar, implementar
y ejecutar sus flujos de trabajo. El código completo para el ejemplo de canalización de clasificación MNIST
está disponible en elRepositorio de Kubeflow Github. Para usarlo, clone los archivos Python de ejemplo a
su nodo de puerta de enlace.

Temas
• Prepare conjuntos de datos (p. 2424)
• Creación de una tubería Kubeflow con componentes de SageMaker (p. 2424)
• Compile e implemente su canalización (p. 2425)
• Ejecución de predicciones (p. 2427)
• Visualización de resultados y registros (p. 2428)
• Cleanup (p. 2428)

Prepare conjuntos de datos

Para ejecutar las canalizaciones, debe cargar el script de procesamiento previo a la extracción de datos
en un bucket de Amazon S3. Este bucket y todos los recursos de este ejemplo deben estar ubicados en
laus-east-1Región amazónica. Si no tiene un bucket, cree uno siguiendo los pasos descritos enCrear un
bucket.

Desdemnist-kmeans-sagemakerdel repositorio de Kubeflow que clonó en el nodo de la puerta de
enlace, ejecute el siguiente comando para cargar elkmeans_preprocessing.pyen su bucket de
Amazon S3. Cambiar<bucket-name>Al nombre del bucket de Amazon S3 que creó.

aws s3 cp mnist-kmeans-sagemaker/kmeans_preprocessing.py s3://<bucket-name>/
mnist_kmeans_example/processing_code/kmeans_preprocessing.py

Creación de una tubería Kubeflow con componentes de SageMaker

El código completo para la canalización de clasificación MNIST está disponible en laRepositorio de
Kubeflow Github. Para usarlo, clone los archivos Python de ejemplo a su nodo de puerta de enlace.

Parámetros de entrada

La canalización de clasificación MNIST completa tiene parámetros específicos de ejecución para los
que debe proporcionar valores al crear una ejecución. Debe proporcionar estos parámetros para cada
componente de la tubería. Estos parámetros también se pueden actualizar cuando se utilizan otras
tuberías. Hemos proporcionado valores predeterminados para todos los parámetros en el archivo de
canalización de clasificación de ejemplo.

Los siguientes son los únicos parámetros que necesita pasar para ejecutar las canalizaciones de muestra.
Para pasar estos parámetros, actualice sus entradas al crear una nueva ejecución.

• Arn de rol:Este debe ser el ARN de un rol de IAM que tenga acceso completo a SageMaker en
suAWSaccount. Utilice el ARN dekfp-example-pod-role.

• Bucket: Este es el nombre del bucket de Amazon S3 que ha subido
lakmeans_preprocessing.pyarchivo a.
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Puede ajustar cualquiera de los parámetros de entrada mediante la interfaz de usuario de KFP y activar la
ejecución de nuevo.

Compile e implemente su canalización

Después de definir la canalización en Python, debe compilar la canalización en una representación
intermedia antes de poder enviarla al servicio de tuberías de Kubeflow. La representación intermedia es
una especificación de flujo de trabajo en forma de archivo YAML comprimido en un archivo tar.gz. Necesita
el SDK de KFP para compilar su canalización.

Instalación del SDK

Ejecute lo siguiente desde la línea de comandos del nodo de la puerta de enlace:

1. Instale el SDK de KFP siguiendo las instrucciones delDocumentación de canalizaciones de Kubeflow.
2. Compruebe que el SDK de KFP está instalado con el siguiente comando:

pip show kfp

3. Verifique quedsl-compilese ha instalado correctamente de la siguiente manera:

which dsl-compile

Compile la canalización

Tiene tres opciones para interactuar con Kubeflow Pipelines: La interfaz de usuario de KFP, la CLI de KFP
o el SDK de KFP. En las secciones siguientes se ilustra el flujo de trabajo mediante la interfaz de usuario y
la CLI de KFP.

Complete lo siguiente desde su nodo de puerta de enlace para compilar su canalización.

1. Modifique su archivo de Python con su nombre de bucket de Amazon S3 y ARN de rol de IAM.
2. Usardsl-compileDesde la línea de comandos para compilar su canalización de la siguiente manera.

Reemplazar<path-to-python-file>con la ruta a su canalización y<path-to-output>Con la
ubicación en la que desea que se encuentre el archivo tar.gz.

dsl-compile --py <path-to-python-file> --output <path-to-output>

Cargue y ejecute la canalización mediante la CLI de KFP

Complete los siguientes pasos desde la línea de comandos del nodo de la puerta de enlace. KFP organiza
las ejecuciones de su canalización como experimentos. Tiene la opción de especificar un nombre de
experimento. Si no especifica una, la ejecución se mostrará enValor predeterminadoExperimento.

1. Cargue su canalización de la siguiente manera:

kfp pipeline upload --pipeline-name <pipeline-name> <path-to-output-tar.gz>

El resultado debería tener el siguiente aspecto. Tome nota de laID.

Pipeline 29c3ff21-49f5-4dfe-94f6-618c0e2420fe has been submitted

Pipeline Details
------------------
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ID           29c3ff21-49f5-4dfe-94f6-618c0e2420fe
Name         sm-pipeline
Description
Uploaded at  2020-04-30T20:22:39+00:00
...
...

2. Cree una ejecución mediante el comando siguiente. El comando de ejecución de la CLI de KFP
actualmente no admite la especificación de parámetros de entrada durante la creación de la
ejecución. Debe actualizar sus parámetros en el archivo de canalización de Python antes de compilar.
Reemplazar<experiment-name>y<job-name>con cualquier nombre. Reemplazar<pipeline-
id>con el ID de la canalización enviada. Reemplazar<your-role-arn>con el ARN dekfp-
example-pod-role. Reemplazar<your-bucket-name>Con el nombre del bucket de Amazon S3
creado.

kfp run submit --experiment-name <experiment-name> --run-name <job-name> --pipeline-
id <pipeline-id> role_arn="<your-role-arn>" bucket_name="<your-bucket-name>"

También puede enviar directamente una ejecución utilizando el paquete de canalización compilado
creado como la salida de ladsl-compilecomando.

kfp run submit --experiment-name <experiment-name> --run-name <job-name> --package-
file <path-to-output> role_arn="<your-role-arn>" bucket_name="<your-bucket-name>"

El resultado debería tener el siguiente aspecto:

Creating experiment aws.
Run 95084a2c-f18d-4b77-a9da-eba00bf01e63 is submitted
+--------------------------------------+--------+----------+---------------------------
+
| run id                               | name   | status   | created at              
  |
+======================================+========+==========+===========================
+
| 95084a2c-f18d-4b77-a9da-eba00bf01e63 | sm-job |          | 2020-04-30T20:36:41+00:00
 |
+--------------------------------------+--------+----------+---------------------------
+

3. Desplácese hasta la interfaz de usuario para comprobar el progreso del trabajo.

Cargue y ejecute la canalización mediante la interfaz de usuario de KFP

1. En el panel izquierdo, elija la opciónCanalizacionesPestaña.
2. En la esquina superior derecha, elija+Cargar Pipeline.
3. Introduzca el nombre de la canalización y la descripción.
4. SeleccionarCarga de un archivoe ingrese la ruta al archivo tar.gz que creó con la CLI o con el SDK de

Python.
5. En el panel izquierdo, elija la opciónCanalizacionesPestaña.
6. Busque la canalización que creó.
7. Seleccionar+CreateRun.
8. Introduzca sus parámetros de entrada.
9. Elija Run (Ejecutar).
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Ejecución de predicciones

Una vez implementada la canalización de clasificación, puede ejecutar predicciones de clasificación en
el extremo creado por el componente Deploy. Utilice la interfaz de KFP para comprobar los artefactos de
salida desagemaker-deploy-model-endpoint_name. Descargue el archivo.tgz para extraer el nombre
del endpoint o compruebe la consola de SageMaker en la región que utilizó.

Configurar permisos para ejecutar predicciones

Si desea ejecutar predicciones desde su nodo de puerta de enlace, omita esta sección.

1. Para usar cualquier otra máquina para ejecutar predicciones, asigne
elsagemaker:InvokeEndpointal rol de IAM o al usuario de IAM utilizado por el equipo cliente. Este
permiso se utiliza para ejecutar predicciones.

2. En el nodo de puerta de enlace, ejecute lo siguiente para crear un archivo de directiva:

cat <<EoF > ./sagemaker-invoke.json
{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Action": [
                "sagemaker:InvokeEndpoint"
            ],
            "Resource": "*"
        }
    ]
}
EoF

3. Adjunte la directiva a la función de IAM del nodo cliente o al usuario de IAM.
4. Si el equipo cliente tiene una función de IAM asociada, ejecute lo siguiente. Reemplazar<your-

instance-IAM-role>con el nombre de la función de IAM del nodo cliente. Reemplazar<path-to-
sagemaker-invoke-json>con la ruta al archivo de política que creó.

aws iam put-role-policy --role-name <your-instance-IAM-role> --policy-name sagemaker-
invoke-for-worker --policy-document file://<path-to-sagemaker-invoke-json>

5. Si el equipo cliente tiene las credenciales de usuario de IAM configuradas, ejecute lo siguiente.
Reemplazar<your_IAM_user_name>con el nombre del usuario de IAM del nodo cliente.
Reemplazar<path-to-sagemaker-invoke-json>con la ruta al archivo de política que creó.

aws iam put-user-policy --user-name <your-IAM-user-name> --policy-name sagemaker-
invoke-for-worker --policy-document file://<path-to-sagemaker-invoke-json>

Ejecutar predicciones

1. Cree un archivo Python desde su equipo cliente llamadomnist-predictions.pycon el siguiente
contenido. Reemplace elENDPOINT_NAMEvariable. Este script carga el dataset MNIST, luego crea
un CSV a partir de esos dígitos y lo envía al extremo para su predicción. A continuación, emite los
resultados.

import boto3
import gzip
import io
import json
import numpy
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import pickle

ENDPOINT_NAME='<endpoint-name>'
region = boto3.Session().region_name

# S3 bucket where the original mnist data is downloaded and stored
downloaded_data_bucket = f"jumpstart-cache-prod-{region}"
downloaded_data_prefix = "1p-notebooks-datasets/mnist"

# Download the dataset
s3 = boto3.client("s3")
s3.download_file(downloaded_data_bucket, f"{downloaded_data_prefix}/mnist.pkl.gz",
 "mnist.pkl.gz")

# Load the dataset
with gzip.open('mnist.pkl.gz', 'rb') as f:
    train_set, valid_set, test_set = pickle.load(f, encoding='latin1')

# Simple function to create a csv from our numpy array
def np2csv(arr):
    csv = io.BytesIO()
    numpy.savetxt(csv, arr, delimiter=',', fmt='%g')
    return csv.getvalue().decode().rstrip()

runtime = boto3.Session(region).client('sagemaker-runtime')

payload = np2csv(train_set[0][30:31])

response = runtime.invoke_endpoint(EndpointName=ENDPOINT_NAME,
                                   ContentType='text/csv',
                                   Body=payload)
result = json.loads(response['Body'].read().decode())
print(result)

2. Ejecute el archivo Python de la siguiente manera:

python mnist-predictions.py

Visualización de resultados y registros

Cuando la canalización se está ejecutando, puede elegir cualquier componente para comprobar los
detalles de ejecución, como entradas y salidas. Esto enumera los nombres de los recursos creados.

Si la solicitud de KFP se procesa correctamente y se crea un trabajo de SageMaker, los registros de
componentes de la interfaz de usuario de KFP proporcionan un vínculo al trabajo creado en SageMaker.
Los registros de CloudWatch también se proporcionan si el trabajo se crea correctamente.

Si ejecuta demasiados trabajos de canalización en el mismo clúster, puede ver un mensaje de error que
indica que no tiene suficientes pods disponibles. Para solucionar esto, inicie sesión en su nodo de puerta
de enlace y elimine los pods creados por las canalizaciones que no está utilizando de la siguiente manera:

kubectl get pods -n kubeflow
kubectl delete pods -n kubeflow <name-of-pipeline-pod>

Cleanup

Cuando haya terminado con la canalización, debe limpiar sus recursos.

1. En el panel de control de KFP, finalice las conducciones de canalización si no salen correctamente
seleccionandoFinalizar.
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2. Si el archivo deFinalizarno funciona, inicie sesión en su nodo de puerta de enlace y termine
manualmente todos los pods creados por su canalización se ejecutan de la siguiente manera:

kubectl get pods -n kubeflow
kubectl delete pods -n kubeflow <name-of-pipeline-pod>

3. Uso de lasAWS, inicie sesión en el servicio SageMaker. Detenga manualmente todos los trabajos de
formación, transformación por lotes y HPO. Elimine modelos, depósitos de datos y puntos finales para
evitar incurrir en costos adicionales. La finalización de las ejecuciones de canalización no detiene los
trabajos en SageMaker.
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Uso de la Augmented AI de Amazon
para revisión humana

Cuando utiliza aplicaciones de IA como Amazon Rekognition, Amazon Textract o sus modelos de
aprendizaje automático personalizado (ML), puede utilizar la Augmented AI de Amazon para obtener una
revisión humana de las predicciones de baja confianza o de las muestras de predicción aleatorias.

¿Qué es la Augmented AI de Amazon?

Amazon Augmented AI (Amazon A2I) es un servicio que proporciona la revisión humana de las
predicciones de aprendizaje automático a todos los desarrolladores, eliminando el trabajo pesado asociado
a la creación de sistemas de revisión humana o la administración de un gran número de revisores
humanos.

Muchas aplicaciones de aprendizaje automático necesitan personas que revisen las predicciones de
baja confianza a fin de asegurarse de que los resultados sean correctos. Por ejemplo, la extracción de
información de los formularios de solicitud de hipoteca escaneados puede requerir la revisión humana,
debido a la baja calidad de los escaneos o a la mala caligrafía. La creación de sistemas de revisión
humana puede ser una tarea larga y costosa, ya que implica implementar procesos complejos oFlujos
de trabajo, escribir software personalizado para administrar tareas y resultados de revisión, y administrar
grandes grupos de revisores.

Amazon A2I simplifica la creación y gestión de revisiones humanas para aplicaciones de ML. Amazon A2I
proporciona flujos de trabajo de revisión humana integrados para casos comunes de uso de aprendizaje
automático, como la moderación de contenido y la extracción de texto de documentos. También puede
crear sus propios flujos de trabajo para los modelos de aprendizaje automático creados en SageMaker
o cualquier otra herramienta. Cuando utiliza Amazon A2I, puede permitir que los revisores humanos
intervengan cuando un modelo no pueda hacer una predicción de alta confianza o para auditar sus
predicciones de manera continua.

Ejemplos de casos de uso de Amazon A2I

Los siguientes ejemplos muestran cómo puede utilizar Amazon A2I para integrar un bucle de revisión
humana en su aplicación ML. Para cada uno de estos ejemplos, puede encontrar un Jupyter Notebook que
demuestra que el flujo de trabajo enCasos de uso y ejemplos (p. 2452).

• Uso de Amazon A2I con Amazon Textract: pida a los humanos que revisen los pares clave y valor
importantes en documentos de una sola página o pida a Amazon Textract que muestren y envíen
documentos de su conjunto de datos a los humanos para su revisión.

• Uso de Amazon A2I con Amazon Rekognition— Pida a los humanos que revisen imágenes no seguras
para ver contenido explícito para adultos o violento si Amazon Rekognition devuelve una puntuación de
baja confianza, o si Amazon Rekognition muestra aleatoriamente y envía imágenes de su conjunto de
datos a los humanos para su revisión.

• Utilizar Amazon A2I para revisar las inferencias de ML en tiempo real: utilice Amazon A2I para revisar las
inferencias en tiempo real y de baja confianza realizadas por un modelo implementado en un extremo
alojado en SageMaker y entrenar gradualmente su modelo utilizando los datos de salida de Amazon A2I.

• Uso de Amazon A2I con Amazon Comprehend— Pida a los humanos que revisen las inferencias de
Amazon Comprehend sobre datos de texto, como el análisis de sentimientos, la sintaxis de texto y la
detección de entidades.

• Uso de Amazon A2I con Amazon Transcribe— Pida a los humanos que revisen las transcripciones de
Amazon Transcribe de archivos de vídeo o audio. Utilice los resultados de los bucles de revisión humana
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de transcripción para crear un vocabulario personalizado y mejorar futuras transcripciones de contenido
similar de vídeo o audio.

• Utilizar Amazon A2I con Amazon Translate— Pida a los humanos que revisen traducciones de baja
confianza devueltas por Amazon Translate.

• Usar Amazon A2I para revisar los datos de tabla: utilice Amazon A2I para integrar un bucle de revisión
humana en una aplicación ML que utilice datos tabulares.

Temas
• Introducción a la Augmented AI de Amazon (p. 2431)
• Casos de uso y ejemplos (p. 2452)
• Crear un flujo de trabajo de revisión humana (p. 2460)
• Eliminar un flujo de trabajo de revisión humana (p. 2479)
• Crear e iniciar un bucle humano (p. 2481)
• Eliminar un bucle humano (p. 2486)
• Creación y administración de plantillas de tareas de trabajo (p. 2489)
• Supervise y administre su bucle humano (p. 2499)
• Datos de salida de Amazon A2I (p. 2500)
• Permisos y seguridad en la Augmented AI de Amazon (p. 2509)
• UsarAmazon CloudWatch EventsEn Augmented AI de Amazon (p. 2516)
• Usar API de en la Augmented AI de Amazon (p. 2518)

Introducción a la Augmented AI de Amazon
Para empezar a utilizar la Augmented AI de Amazon, consulte laComponentes principales de Amazon
A2I (p. 2431)yRequisitos previos para el uso de Augmented AI (p. 2435). A continuación, utilice la
siguiente documentación para obtener información sobre cómo utilizar la consola y la API de Amazon A2I.

• Tutorial: Inicio de en la consola de Amazon A2I (p. 2436)
• Tutorial: Introducción a utilizar la API de Amazon A2I (p. 2441)

También puede quedarse mirando con la API de Amazon A2I siguiendo un tutorial de Jupyter Notebook.
ConsulteCasos de uso y ejemplos (p. 2452)para obtener una lista de cuadernos y casos de uso.

Componentes principales de Amazon A2I
Revise los siguientes términos para familiarizarse con los componentes principales de Amazon A2I.
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Tipos de tareas
El flujo de trabajo de AI/ML en el que integra Amazon A2I define unTipo de tarea.

Amazon A2I admite:

• DosTipos de tareas integradas: Extracción de pares clave-valor de Amazon TextractyModeración de
imágenes de Amazon Rekognition.

• ATipo de tarea personalizada: Utilice un tipo de tarea personalizado para integrar un bucle de revisión
humana enANYaprendizaje automático. Puede utilizar un tipo de tarea personalizado para integrar
Amazon A2I con otrosAWScomo Amazon Comprehend, Amazon Transcribe y Amazon Translate,
así como sus propios flujos de trabajo de aprendizaje automático personalizados. Para obtener más
información, consulte Casos de uso y ejemplos (p. 2452).

Seleccione una pestaña en la tabla siguiente para ver diagramas que ilustran cómo funciona Amazon A2I
con cada tipo de tarea. Seleccione la página del tipo de tarea mediante los vínculos de la lista anterior para
obtener más información sobre ese tipo de tarea.

Amazon Textract – Key-value pair extraction

Esta imagen muestra el flujo de trabajo integrado de Amazon A2I con Amazon Textract. A la izquierda,
se muestran los recursos necesarios para crear un flujo de trabajo de revisión humana de Amazon
Textract: un bucket de Amazon S3, condiciones de activación, una plantilla de tarea de trabajador
y un equipo de trabajo. Estos recursos se utilizan para crear un flujo de trabajo de revisión humana
o definición de flujo. Una flecha apunta directamente al siguiente paso del flujo de trabajo: utilizar
Amazon Textract para configurar un bucle humano con el flujo de trabajo de revisión humana. Una
segunda flecha apunta directamente desde este paso al paso en el que se cumplen las condiciones de
activación especificadas en el flujo de trabajo de revisión humana. Esto inicia la creación de un bucle
humano. A la derecha de la imagen, el bucle humano se representa en tres pasos: 1) se generan la
interfaz de usuario y las herramientas de trabajo y la tarea se pone a disposición de los trabajadores,
2) los trabajadores revisan los datos de entrada y, por último, 3) los resultados se guardan en Amazon
S3.

Amazon Rekognition – Image moderation

Esta imagen muestra el flujo de trabajo integrado de Amazon A2I con Amazon Rekognition. A la
izquierda, se muestran los recursos necesarios para crear un flujo de trabajo de revisión humana
de Amazon Rekognition: un bucket de Amazon S3, condiciones de activación, una plantilla de tarea
de trabajador y un equipo de trabajo. Estos recursos se utilizan para crear un flujo de trabajo de
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revisión humana o definición de flujo. Una flecha apunta directamente al siguiente paso del flujo
de trabajo: utilizar Amazon Rekognition para configurar un bucle humano con el flujo de trabajo de
revisión humana. Una segunda flecha apunta directamente desde este paso al paso en el que se
cumplen las condiciones de activación especificadas en el flujo de trabajo de revisión humana. Esto
inicia la creación de un bucle humano. A la derecha de la imagen, el bucle humano se representa
en tres pasos: 1) se generan la interfaz de usuario y las herramientas de trabajo y la tarea se pone a
disposición de los trabajadores, 2) los trabajadores revisan los datos de entrada y, por último, 3) los
resultados se guardan en Amazon S3.

Custom Task Type

La siguiente imagen muestra el flujo de trabajo personalizado de Amazon A2I. Un modelo ML
personalizado se utiliza para generar predicciones. La aplicación cliente filtra estas predicciones
utilizando criterios definidos por el usuario y determina si se requiere una revisión humana. Si es
así, estas predicciones se envían a Amazon A2I para su revisión humana. Amazon A2I recopila los
resultados de la revisión humana en Amazon S3, a la que puede acceder la aplicación cliente. Si el
filtro determina que no se necesita ninguna revisión humana, las predicciones se pueden alimentar
directamente a la aplicación cliente.
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Flujo de trabajo de revisión humana (definición de flujo)
Utilice un flujo de trabajo de revisión humana para especificar suEquipo de trabajoPara configurar la
interfaz de usuario de trabajador mediante unaPlantilla de tarea dey proporcionar información sobre cómo
los trabajadores deben completar la tarea de revisión.

Para los tipos de tareas integrados, también se utiliza el flujo de trabajo de revisión humana para identificar
las condiciones en las que se inicia un bucle humano. Por ejemplo, Amazon Rekognition puede realizar
la moderación del contenido de la imagen mediante el aprendizaje automático. Puede utilizar el flujo de
trabajo de revisión humana para especificar que una imagen se envía a un humano para revisión de
contenido si la confianza de Amazon Rekognition es demasiado baja.

Puede utilizar un flujo de trabajo de revisión humana para crear varios bucles humanos.

Puede crear una definición de flujo en la consola de SageMaker o con la API de SageMaker. Para
obtener más información sobre estas dos opciones, consulte Crear un flujo de trabajo de revisión
humana (p. 2460).

Equipo de trabajo

AEquipo de trabajoes un grupo de trabajadores humanos a los que usted envía sus tareas de revisión
humana.

Cuando crea un flujo de trabajo de revisión humana, especifica un solo equipo de trabajo.

Tu equipo de trabajo puede venir de laPersonal de Amazon Mechanical Turk, unmano de obra
administrada por el proveedor, o su propiaFuerza de trabajo privada. Cuando utiliza la fuerza de trabajo
privada, puede crear varios equipos de trabajo. Cada equipo de trabajo se puede utilizar en varios flujos de
trabajo de revisión humana. Para obtener información sobre cómo crear una fuerza de trabajo y equipos de
trabajo, consulteCreación y administración de personal (p. 494).

Plantilla de tarea de trabajo e interfaz de usuario de

Utiliza unPlantilla de tarea depara crear una interfaz de usuario del trabajador (interfaz de usuario de tareas
humanas) para sus tareas de revisión humana.

La interfaz de usuario de tarea humana muestra los datos de entrada, como documentos o imágenes, e
instrucciones a los trabajadores. También proporciona herramientas interactivas que el trabajador utiliza
para completar las tareas.

Para los tipos de tareas integrados, debe utilizar la plantilla de tareas de trabajo de Amazon A2I
proporcionada para ese tipo de tarea.

Loops humanos
Abucle humanose utiliza para crear un único trabajo de revisión humana. Para cada trabajo de revisión
humana, puede elegir el número de trabajadores que reciben untareapara revisar un único objeto de
datos. Por ejemplo, si establece el número de trabajadores por objeto en3Para un trabajo de etiquetado
de clasificación de imágenes, tres trabajadores clasifican cada imagen de entrada. Aumentar el número de
trabajadores por objeto puede mejorar la precisión de las etiquetas.

Se crea un bucle humano utilizando un flujo de trabajo de revisión humana de la siguiente manera:

• Para los tipos de tareas integrados, las condiciones especificadas en el flujo de trabajo de revisión
humana determinan cuándo se crea el bucle humano.

• Las tareas de revisión humana se envían al equipo de trabajo especificado en el flujo de trabajo de
revisión humana.

• La plantilla de tarea de trabajo especificada en el flujo de trabajo de revisión humana se utiliza para
representar la interfaz de usuario de tarea humana.
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¿Cuándo se crean los bucles humanos?

Cuando utiliza uno de losTipos de tareas integradas, el correspondienteAWScrea e inicia un bucle humano
en su nombre cuando se cumplen las condiciones especificadas en el flujo de trabajo de revisión humana.
Por ejemplo:

• Cuando utiliza Augmented AI con Amazon Textract, puede integrar Amazon A2I en una tarea de
revisión de documentos mediante la operación APIAnalyzeDocument. Se crea un bucle humano cada
vez que Amazon Textract devuelve inferencias sobre pares clave-valor que cumplen las condiciones
especificadas en el flujo de trabajo de revisión humana.

• Cuando utiliza Augmented AI con Amazon Rekognition, puede integrar Amazon A2I en una tarea de
moderación de imágenes mediante la operación APIDetectModerationLabels. Se crea un bucle
humano cada vez que Amazon Rekognition devuelve inferencias sobre contenido de imagen que cumple
las condiciones especificadas en el flujo de trabajo de revisión humana.

Cuando se utiliza unTipo de tarea personalizada, se inicia un bucle humano usando laAPI de tiempo
de ejecución de Augmented AI de Amazon. Cuando llama a StartHumanLoop en la aplicación
personalizada, se envía una tarea a los revisores humanos.

Para aprender a crear e iniciar un bucle humano, consulte Crear e iniciar un bucle humano (p. 2481).

Para generar estos recursos y crear un flujo de trabajo de revisión humana, Amazon A2I integra varias API,
incluido el modelo de tiempo de ejecución de la Augmented AI de Amazon, las API de SageMaker y las
API asociadas al tipo de tarea. Para obtener más información, consulte Usar API de en la Augmented AI de
Amazon (p. 2518).

Note

AWSLa disponibilidad de la región puede variar cuando utiliza la Augmented AI con otrosAWS,
como Amazon Textract. Crear recursos de Augmented AI en el mismoAWSLa región que utiliza
para interactuar con esosAWSServicios de . ParaAWSEn la región de disponibilidad de todos los
servicios, consulte laTabla de regiones.

Requisitos previos para el uso de Augmented AI
Amazon A2I utiliza recursos en IAM, SageMaker y Amazon S3 para crear y ejecutar sus flujos de trabajo
de revisión humana. Puede crear algunos de estos recursos en la consola de Amazon A2I cuando cree un
flujo de trabajo de revisión humana. Para saber cómo hacerlo, consulte Tutorial: Inicio de en la consola de
Amazon A2I (p. 2436).

Para utilizar Amazon A2I, necesita los siguientes recursos:

• Uno o más depósitos de Amazon S3 en el mismoAWSLa región como flujo de trabajo para los datos de
entrada y salida. Para crear un bucket, siga las instrucciones en Crear un bucket en la Guía del usuario
de la consola de Amazon Simple Storage Service.

• Rol de IAM con permisos necesarios para crear un flujo de trabajo de revisión humana y un usuario o rol
de IAM con permiso para acceder a la Augmented AI. Para obtener más información, consulte Permisos
y seguridad en la Augmented AI de Amazon (p. 2509).

• Personal público, privado o de proveedor para sus flujos de trabajo de revisión humana. Si planea utilizar
un personal privado, debe configurarlo de antemano en el mismoAWSLa región como su flujo de trabajo
de Amazon A2I. Para obtener más información sobre estos tipos de personal, consulte Creación y
administración de personal (p. 494).

Important

Para obtener información acerca de los programas de conformidad que cubren la Augmented
AI de Amazon en este momento, consulte AWSServicios en el ámbito del programa de
conformidad. Si utiliza la Augmented AI de Amazon junto con otrosAWS(como Amazon
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Rekognition y Amazon Textract), tenga en cuenta que es posible que la Augmented AI de
Amazon no esté dentro del alcance de los mismos programas de cumplimiento que esos
otros servicios. Usted es responsable de cómo utiliza la Augmented AI de Amazon, incluida
la comprensión de cómo el servicio procesa o almacena los datos de los clientes y cualquier
impacto en el cumplimiento de su entorno de datos. Debe discutir sus objetivos y metas de
carga de trabajo con suAWS; pueden ayudarle a evaluar si el servicio es adecuado para su
caso de uso y arquitectura propuestos.

Tutorial: Inicio de en la consola de Amazon A2I
El siguiente tutorial muestra cómo empezar a utilizar Amazon A2I en la consola de Amazon A2I.

El tutorial le ofrece la opción de utilizar la Augmented AI con Amazon Textract para la revisión de
documentos o Amazon Rekognition para la revisión del contenido de imágenes.

Prerequisites
Para empezar a utilizar Amazon A2I, complete los siguientes requisitos previos:

• Cree un bucket de Amazon S3 en el mismoAWSLa región como flujo de trabajo para los datos de
entrada y salida. Por ejemplo, si utiliza Amazon A2I con Amazon Textract en us-east-1, cree su depósito
en us-east-1. Para crear un bucket, siga las instrucciones en Crear un bucket en la Guía del usuario de
la consola de Amazon Simple Storage Service.

• Aplique alguna de las siguientes acciones:
• Si quieres completar el tutorial usando Amazon Textract, descargaeste documento de ejemploy

colóquelo en su bucket de Amazon S3.
• Si quieres completar el tutorial usando Amazon Rekognition, descargaEsta imageny colóquelo en su

bucket de Amazon S3.

Note

La consola de Amazon A2I está integrada en la consola de SageMaker.

Paso 1: Crear un equipo de trabajo
En primer lugar, cree un equipo de trabajo en la consola de Amazon A2I y añádase como trabajador para
que pueda obtener una vista previa de la tarea de revisión del trabajador.

Important

En este tutorial se utiliza un equipo de trabajo privado. La plantilla privada de Amazon A2I se
configura en el área Ground Truth de la consola de SageMaker y se comparte entre Amazon A2I y
Ground Truth.

Para crear un personal privado con correos electrónicos de trabajadores

1. Abra la consola de SageMaker enhttps://console.aws.amazon.com/sagemaker/.
2. En el panel de navegación, seleccioneFuerzas de trabajo de etiquetadoUNDERGround Truth.
3. Elija Private (Privado), a continuación elija Create private team (Crear equipo privado).
4. Elija Invite new workers by email (Invitar a nuevos trabajadores por correo electrónico).
5. Para este tutorial, introduzca su correo electrónico y cualquier otro que desee para poder obtener una

vista previa de la interfaz de usuario de tareas humanas. Puede pegar o escribir una lista de hasta
50 direcciones de correo electrónico separadas por comas en el cuadro de direcciones de correo
electrónico.

6. Introduzca un nombre de organización y un correo electrónico de contacto.
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7. Si lo desea, puede seleccionar un tema de Amazon SNS al que suscribir al equipo, de modo que los
empleados reciban notificaciones por correo electrónico cuando los nuevos trabajos de etiquetado
de Ground Truth estén disponibles. Ground Truth admite las notificaciones de Amazon SNS y no las
admite la Augmented AI. Si suscribe a los empleados a notificaciones de Amazon SNS, solo recibirán
notificaciones sobre trabajos de etiquetado de Ground Truth. No reciben notificaciones sobre tareas de
Augmented AI adas.

8. Elija Create private team (Crear equipo privado).

Si te agregas a un equipo de trabajo privado, recibirás un correo electrónico deno-
reply@verificationemail.comcon información de inicio de sesión. Utilice el enlace de este correo
electrónico para restablecer su contraseña e iniciar sesión en su portal de trabajo. Aquí es donde aparecen
sus tareas de revisión humana cuando crea un bucle humano.

Paso 2: Creación de un flujo de trabajo de revisión humana
En este paso, se crea un flujo de trabajo de revisión humana. Cada flujo de trabajo de revisión humana se
crea para unTipo de tarea. En este tutorial se puede elegir entre los tipos de tareas integrados: Amazon
Rekognition y Amazon Textract.

Para crear un flujo de trabajo de revisión humana:

1. Abra la consola de Augmented AI enhttps://console.aws.amazon.com/a2ipara obtener acceso aFlujos
de trabajo de revisión humana(Se ha creado el certificado).

2. SelectCrear flujo de trabajo de revisión humana.
3. EnParámetros de flujo, introduzca un flujo de trabajoNombre,S3 bucket,

y elRol de IAMque ha creado para este tutorial, con laAWSpolítica
administradaAmazonAugmentedAIIntegratedAPIAccessadjuntos.

4. ParaTipo de tarea, seleccioneTextract de pares clave-valororRekognition de imágenes.
5. Seleccione el tipo de tarea que eligió en la tabla siguiente para obtener instrucciones para ese tipo de

tarea.

Amazon Textract – Key-value pair extraction

1. SelectDesencadenar una revisión humana para claves de formulario específicas basadas en la
puntuación de confianza de clave de formulario o cuando faltan claves de formulario específicas.

2. ParaNombre de la clave, introduzcaMail Address.

3. Establezca el umbral de confianza de identificación entre0y99.

4. Establezca el umbral de confianza de calificación entre0y99.

5. SelectDesencadenador de deUna revisión humana de todas las claves de formulario
identificadas por Amazon Textract con puntuaciones de confianza en un rango específico.

6. Establezca el umbral de confianza de identificación entre0y90.

7. Establezca el umbral de confianza de calificación entre0y90.

Esto inicia una revisión humana si Amazon Textract devuelve una puntuación de confianza inferior
a99: paraMail Addressy su clave, o si devuelve una puntuación de confianza menor que90para
cualquier par de valores clave detectado en el documento.

La siguiente imagen muestra la sección de extracción de formularios de Amazon Textract -
Condiciones para invocar la revisión humana de la consola de Amazon A2I. En la imagen, las
casillas de verificación de los dos tipos de desencadenadores explicados en el párrafo siguiente
están marcadas yMail Addressse utiliza comoNombre de la clavepara el primer disparador.
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El umbral de confianza de identificación se define utilizando puntuaciones de confianza para
los pares clave-valor detectados dentro del formulario y se establece entre 0 y 99. El umbral de
confianza de cualificación se define utilizando puntuaciones de confianza para el texto contenido
en claves y valores de un formulario y se establece entre 0 y 99.

Amazon Rekognition – Image moderation

1. SelectDesencadenador de deRevisión humana de las etiquetas identificadas por Amazon
Rekognition en función de la puntuación de confianza de la etiqueta.

2. Establecimiento de la propiedad deUmbralentre0y98.

Esto inicia una revisión humana si Amazon Rekognition devuelve una puntuación de confianza
inferior a98para un trabajo de moderación de imágenes.

En la imagen siguiente, se muestra cómo puede seleccionar laActive la revisión humana de las
etiquetas identificadas por Amazon Rekognition en función de la puntuación de confianza de la
etiquetae introduzca unaUmbralentre 0 y 98 en la consola de Amazon A2I.
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6. UNDERCreación de plantillas de tareas de trabajo, seleccioneCrear a partir de una plantilla
predeterminada.

7. Escriba unNombre de la plantilla.
8. EnTask descriptionEn este campo, escriba el siguiente texto:

Read the instructions carefully and complete the task.

9. UNDERTrabajadores, seleccionePrivate.
10. Seleccione el equipo privado que ha creado.
11. Seleccione Create (Crear).

Una vez creado el flujo de trabajo de revisión humana, aparecerá en la tabla de la pestañaFlujos de trabajo
de revisión humana(Se ha creado el certificado). Cuando se utiliza laEstadoesActive, copie y guarde el
ARN de flujo de trabajo. Lo necesita para el siguiente paso.

Paso 3: Iniciar un bucle humano
Debe utilizar una operación de API para iniciar un bucle humano. Hay una variedad de SDK específicos
del idioma que puede utilizar para interactuar con estas operaciones de API. Para ver la documentación de
cada uno de estos SDK, consulte laConsulte tambiénEn la documentación de la API de, como se muestra
en la siguiente imagen.

Para este tutorial, utilice una de las siguientes API:

• Si eligió el tipo de tarea de Amazon Textract, utilice la herramientaAnalyzeDocument.
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• Si eligió el tipo de tarea de Amazon Rekognition, utilice la herramientaDetectModerationLabels.

Puede interactuar con estas API utilizando una instancia de bloc de notas de SageMaker (recomendada
para nuevos usuarios) o laAWS Command Line Interface(AWS CLI). Elija uno de los siguientes para
obtener más información acerca de estas opciones:

• Para obtener más información sobre y configurar una instancia de bloc de notas, consulteUso de las
instancias de Amazon SageMaker (p. 131).

• Para obtener más información sobre y comenzar a usar laAWS CLI, consulte¿Qué es ?AWSInterfaz de
línea de comandos?en laAWS Command Line InterfaceGuía del usuario de.

Seleccione el tipo de tarea en la siguiente tabla para ver las solicitudes de ejemplo de Amazon Textract y
Amazon Rekognition mediante elAWS SDK for Python (Boto3).

Amazon Textract – Key-value pair extraction

El siguiente ejemplo utiliza laAWS SDK for Python (Boto3)Para llamar aanalyze_documenten
us-west-2. Reemplazar el texto en cursiva por sus recursos. Inclusión delDataAttributessi
está utilizando la plantilla de Amazon Mechanical Turk. Para obtener más información, consulte
laanalyze_documenten laAWS SDK for Python (Boto)Referencia de la API.

   response = client.analyze_document(
         Document={
                "S3Object": {
                    "Bucket": "AWSDOC-EXAMPLE-BUCKET", 
                    "Name": "document-name.pdf"
                }
         },
         HumanLoopConfig={
            "FlowDefinitionArn":"arn:aws:sagemaker:us-west-2:111122223333:flow-
definition/flow-definition-name",
            "HumanLoopName":"human-loop-name",
            "DataAttributes" : {
                "ContentClassifiers":
["FreeOfPersonallyIdentifiableInformation","FreeOfAdultContent"]
            }
         },
         FeatureTypes=["TABLES", "FORMS"])

Amazon Rekognition – Image moderation

El siguiente ejemplo utiliza laAWS SDK for Python (Boto3)Para llamar
adetect_moderation_labelsen us-west-2. Reemplazar el texto en cursiva por sus recursos.
Inclusión delDataAttributessi está utilizando la plantilla de Amazon Mechanical Turk. Para
obtener más información, consulte ladetect_moderation_labelsen laAWS SDK for Python
(Boto)Referencia de la API.

   response = client.detect_moderation_labels(
            Image={
                "S3Object":{
                    "Bucket": "AWSDOC-EXAMPLE-BUCKET", 
                    "Name": "image-name.png"
                }
            },
            HumanLoopConfig={
               "FlowDefinitionArn":"arn:aws:sagemaker:us-west-2:111122223333:flow-
definition/flow-definition-name",
               "HumanLoopName":"human-loop-name",
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               "DataAttributes":{
                    ContentClassifiers:
["FreeOfPersonallyIdentifiableInformation"|"FreeOfAdultContent"]
                }
             })

Paso 4: Ver el estado del bucle humano en la consola
Cuando inicia un bucle humano, puede ver su estado en la consola de Amazon A2I.

Para ver el estado del bucle humano

1. Abra la consola de Augmented AI enhttps://console.aws.amazon.com/a2ipara obtener acceso aFlujos
de trabajo de revisión humana(Se ha creado el certificado).

2. Seleccione el flujo de trabajo de revisión humana que utilizó para iniciar el bucle humano.
3. En el navegadorLoops humanos, puedes ver tu bucle humano. Vea su estado en elEstadocolumn.

Paso 5: Descargar datos de salida
Los datos de salida se almacenan en el depósito de Amazon S3 que especificó al crear un flujo de trabajo
de revisión humana.

Para ver los datos de salida de Amazon A2I

1. Abra la consola de Amazon S3.
2. Seleccione el bucket de Amazon S3 que especificó al crear el flujo de trabajo de revisión humana en el

paso 2 de este ejemplo.
3. Comenzando por la carpeta que lleva el nombre del flujo de trabajo de revisión humana, navegue

hasta los datos de salida seleccionando la carpeta con la siguiente convención de nomenclatura:

s3://output-bucket-specified-in-human-review-workflow/human-review-workflow-
name/YYYY/MM/DD/hh/mm/ss/human-loop-name/output.json

4. Selectoutput.jsony elijaDescargar.

Tutorial: Introducción a utilizar la API de Amazon A2I
En este tutorial se explican las operaciones de API que puede utilizar para empezar a utilizar Amazon A2I.

Para usar un Jupyter Notebook para ejecutar estas operaciones, seleccione un Jupyter Notebook enCasos
de uso y ejemplos (p. 2452)y utiliceUtilizar la instancia de Notebook SageMaker con Amazon A2I Jupyter
Notebook (p. 2453)para aprender a usarlo en una instancia de notebook de SageMaker.

Para obtener más información acerca de las operaciones de la API de que puede utilizar con Amazon A2I,
consulteUsar API de en la Augmented AI de Amazon (p. 2518).

Crear un equipo de trabajo privado
Puede crear un equipo de trabajo privado y añadirse como trabajador para poder obtener una vista previa
de Amazon A2I.

Si no está familiarizado con Amazon Cognito, le recomendamos que utilice la consola de SageMaker
para crear una plantilla privada y añadirse como trabajador privado. Para obtener instrucciones, consulte
Paso 1: Crear un equipo de trabajo (p. 2436).
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Si está familiarizado con Amazon Cognito, puede utilizar las siguientes instrucciones para crear un equipo
de trabajo privado mediante la API de SageMaker. Después de crear un equipo de trabajo, tenga en
cuenta el ARN del equipo de trabajo (WorkteamArn).

Para obtener más información acerca del personal privado y otras configuraciones disponibles,
consulte.Crear personal privado (p. 499).

Crear personal privado

Si no ha creado un personal privado, puede hacerlo mediante unGrupo de usuarios de Amazon Cognito.
Asegúrese de que ha agregado a este grupo de usuarios. Puede crear un equipo de trabajo privado con
laAWS SDK for Python (Boto3) create_workforcefunción. Para otros SDK específicos de idioma,
consulte la lista deCreateWorkforce.

    
    response = client.create_workforce(
        CognitoConfig={
            "UserPool": "Pool_ID",
            "ClientId": "app-client-id"
        },
        WorkforceName="workforce-name"
    )

Crear un equipo de trabajo privado

Después de crear una fuerza de trabajo privada en elAWSRegión para configurar e iniciar su
bucle humano, puede crear un equipo de trabajo privado utilizando elAWS SDK for Python (Boto3)
create_workteamfunción. Para otros SDK específicos de idioma, consulte la lista deCreateWorkteam.

    response = client.create_workteam(
        WorkteamName="work-team-name",
        WorkforceName= "workforce-name",
        MemberDefinitions=[
            {
                "CognitoMemberDefinition": {
                    "UserPool": "<aws-region>_ID",
                    "UserGroup": "user-group",
                    "ClientId": "app-client-id"
                },
            }
        ]
    )

Acceda a ARN de su equipo de trabajo de la siguiente manera:

    workteamArn = response["WorkteamArn"]

Publicar equipos de trabajo privados en su cuenta

Si ya ha creado un equipo de trabajo privado, puede enumerar todos los equipos de trabajo en unAWSEn
la región de su cuenta mediante laAWS SDK for Python (Boto3) list_workteamsfunción. Para otros
SDK específicos de idioma, consulte la lista deListWorkteams.

    response = client.list_workteams()
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Si tiene varios equipos de trabajo en su cuenta, puede utilizarMaxResults,SortBy, yNameContainspara
filtrar los resultados.

Creación de un flujo de trabajo de revisión humana
Puede crear un flujo de trabajo de revisión humana mediante laCreateFlowDefinition. Antes de crear
el flujo de trabajo de revisión humana, debe crear una interfaz de usuario de tarea humana. Puede hacerlo
con laCreateHumanTaskUi.

Si utiliza Amazon A2I con las integraciones de Amazon Textract o Amazon Rekognition, puede especificar
las condiciones de activación mediante un JSON.

Crear una interfaz de usuario de tareas humanas

Si va a crear un flujo de trabajo de revisión humana para utilizarlo con integraciones de Amazon Textract o
Amazon Rekognition, debe utilizar y modificar la plantilla de tareas de trabajo prefabricada. Para todas las
integraciones personalizadas, puede utilizar su propia plantilla de tareas de trabajo personalizada. Utilice
la tabla siguiente para obtener información sobre cómo crear una interfaz de usuario de tareas humanas
mediante una plantilla de tareas de trabajo para las dos integraciones integradas. Sustituya la plantilla por
la suya propia para personalizar esta solicitud.

Amazon Textract – Key-value pair extraction

Para obtener más información sobre esta plantilla, consulteEjemplo de plantilla personalizada para
Amazon Textract (p. 2492).

template = r"""
<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
{% capture s3_uri %}http://s3.amazonaws.com/
{{ task.input.aiServiceRequest.document.s3Object.bucket }}/
{{ task.input.aiServiceRequest.document.s3Object.name }}{% endcapture %}
<crowd-form>
  <crowd-textract-analyze-document 
      src="{{ s3_uri | grant_read_access }}" 
      initial-value="{{ task.input.selectedAiServiceResponse.blocks }}" 
      header="Review the key-value pairs listed on the right and correct them if they
 don"t match the following document." 
      no-key-edit="" 
      no-geometry-edit="" 
      keys="{{ task.input.humanLoopContext.importantFormKeys }}" 
      block-types='["KEY_VALUE_SET"]'>
    <short-instructions header="Instructions">
        <p>Click on a key-value block to highlight the corresponding key-value pair in
 the document.
        </p><p><br></p>
        <p>If it is a valid key-value pair, review the content for the value. If the
 content is incorrect, correct it.
        </p><p><br></p>
        <p>The text of the value is incorrect, correct it.</p>
        <p><img src="https://assets.crowd.aws/images/a2i-console/correct-value-
text.png">
        </p><p><br></p>
        <p>A wrong value is identified, correct it.</p>
        <p><img src="https://assets.crowd.aws/images/a2i-console/correct-value.png">
        </p><p><br></p>
        <p>If it is not a valid key-value relationship, choose No.</p>
        <p><img src="https://assets.crowd.aws/images/a2i-console/not-a-key-value-
pair.png">
        </p><p><br></p>
        <p>If you can’t find the key in the document, choose Key not found.</p>
        <p><img src="https://assets.crowd.aws/images/a2i-console/key-is-not-found.png">
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        </p><p><br></p>
        <p>If the content of a field is empty, choose Value is blank.</p>
        <p><img src="https://assets.crowd.aws/images/a2i-console/value-is-blank.png">
        </p><p><br></p>
        <p><strong>Examples</strong></p>
        <p>Key and value are often displayed next or below to each other.
        </p><p><br></p>
        <p>Key and value displayed in one line.</p>
        <p><img src="https://assets.crowd.aws/images/a2i-console/sample-key-value-
pair-1.png">
        </p><p><br></p>
        <p>Key and value displayed in two lines.</p>
        <p><img src="https://assets.crowd.aws/images/a2i-console/sample-key-value-
pair-2.png">
        </p><p><br></p>
        <p>If the content of the value has multiple lines, enter all the text without
 line break. 
        Include all value text even if it extends beyond the highlight box.</p>
        <p><img src="https://assets.crowd.aws/images/a2i-console/multiple-lines.png"></
p>
    </short-instructions>
    <full-instructions header="Instructions"></full-instructions>
  </crowd-textract-analyze-document>
</crowd-form>
"""

Amazon Rekognition – Image moderation

Para obtener más información sobre esta plantilla, consulteEjemplo de plantilla personalizada para
Amazon Rekognition (p. 2494).

template = r"""
<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
{% capture s3_uri %}http://s3.amazonaws.com/
{{ task.input.aiServiceRequest.image.s3Object.bucket }}/
{{ task.input.aiServiceRequest.image.s3Object.name }}{% endcapture %}

<crowd-form>
  <crowd-rekognition-detect-moderation-labels
    categories='[
      {% for label in task.input.selectedAiServiceResponse.moderationLabels %}
        {
          name: "{{ label.name }}",
          parentName: "{{ label.parentName }}",
        },
      {% endfor %}
    ]'
    src="{{ s3_uri | grant_read_access }}"
    header="Review the image and choose all applicable categories."
  >
    <short-instructions header="Instructions">
      <style>
        .instructions {
          white-space: pre-wrap;
        }
      </style>
      <p class="instructions">Review the image and choose all applicable categories.
If no categories apply, choose None.

<b>Nudity</b>
Visuals depicting nude male or female person or persons

<b>Partial Nudity</b>
Visuals depicting covered up nudity, for example using hands or pose
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<b>Revealing Clothes</b>
Visuals depicting revealing clothes and poses

<b>Physical Violence</b>
Visuals depicting violent physical assault, such as kicking or punching

<b>Weapon Violence</b>
Visuals depicting violence using weapons like firearms or blades, such as shooting

<b>Weapons</b>
Visuals depicting weapons like firearms and blades
    </short-instructions>

    <full-instructions header="Instructions"></full-instructions>
  </crowd-rekognition-detect-moderation-labels>
</crowd-form>"""

Custom Integration

A continuación se muestra un ejemplo de una plantilla que puede utilizarse en una integración
personalizada. Esta plantilla se utiliza en esteCuaderno de, lo que demuestra una integración
personalizada con Amazon Comprehend.

template = r"""
<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form>
    <crowd-classifier
      name="sentiment"
      categories='["Positive", "Negative", "Neutral", "Mixed"]'
      initial-value="{{ task.input.initialValue }}"
      header="What sentiment does this text convey?"
    >
      <classification-target>
        {{ task.input.taskObject }}
      </classification-target>
      
      <full-instructions header="Sentiment Analysis Instructions">
        <p><strong>Positive</strong> sentiment include: joy, excitement, delight</p>
        <p><strong>Negative</strong> sentiment include: anger, sarcasm, anxiety</p>
        <p><strong>Neutral</strong>: neither positive or negative, such as stating a
 fact</p>
        <p><strong>Mixed</strong>: when the sentiment is mixed</p>
      </full-instructions>

      <short-instructions>
       Choose the primary sentiment that is expressed by the text. 
      </short-instructions>
    </crowd-classifier>
</crowd-form>
"""

Utilizando la plantilla especificada anteriormente, puede crear una plantilla utilizando la herramientaAWS
SDK for Python (Boto3) create_human_task_uifunción. Para otros SDK específicos de idioma, consulte
la lista deCreateHumanTaskUi.

    
    response = client.create_human_task_ui(
        HumanTaskUiName="human-task-ui-name",
        UiTemplate={
            "Content": template
        }
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    )

Este elemento de respuesta contiene el ARN de la interfaz de usuario de tareas humanas. Guarde esto de
la siguiente manera:

    humanTaskUiArn = response["HumanTaskUiArn"]

Crear JSON para especificar las condiciones de activación

Para las integraciones integradas de Amazon Textract y Amazon Rekognition, puede guardar las
condiciones de activación en un objeto JSON y utilizarlo en suCreateFlowDefinitionrequest.

A continuación, seleccione una pestaña para ver las condiciones de activación de ejemplo que puede
utilizar para estas integraciones integradas. Para obtener más información acerca de las opciones de
condición de activación, consulte.Esquema JSON para condiciones de activación del bucle humano en
Augmented AI de Amazon (p. 2467).

Amazon Textract – Key-value pair extraction

En este ejemplo se especifican las condiciones para claves específicas (comoMail address) en el
documento. Si la confianza de Amazon Textract queda fuera de los umbrales establecidos aquí, el
documento se envía a un humano para su revisión, con las claves específicas que iniciaron el bucle
humano solicitadas al trabajador.

      import json  

      humanLoopActivationConditions = json.dumps(
        {
            "Conditions": [
                {
                  "Or": [
                    
                    {
                        "ConditionType": "ImportantFormKeyConfidenceCheck",
                        "ConditionParameters": {
                            "ImportantFormKey": "Mail address",
                            "ImportantFormKeyAliases": ["Mail Address:","Mail
 address:", "Mailing Add:","Mailing Addresses"],
                            "KeyValueBlockConfidenceLessThan": 100,
                            "WordBlockConfidenceLessThan": 100
                        }
                    },
                    {
                        "ConditionType": "MissingImportantFormKey",
                        "ConditionParameters": {
                            "ImportantFormKey": "Mail address",
                            "ImportantFormKeyAliases": ["Mail Address:","Mail
 address:","Mailing Add:","Mailing Addresses"]
                        }
                    },
                    {
                        "ConditionType": "ImportantFormKeyConfidenceCheck",
                        "ConditionParameters": {
                            "ImportantFormKey": "Phone Number",
                            "ImportantFormKeyAliases": ["Phone number:", "Phone No.:",
 "Number:"],
                            "KeyValueBlockConfidenceLessThan": 100,
                            "WordBlockConfidenceLessThan": 100
                        }
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                    },
                    {
                      "ConditionType": "ImportantFormKeyConfidenceCheck",
                      "ConditionParameters": {
                        "ImportantFormKey": "*",
                        "KeyValueBlockConfidenceLessThan": 100,
                        "WordBlockConfidenceLessThan": 100
                      }
                    },
                    {
                      "ConditionType": "ImportantFormKeyConfidenceCheck",
                      "ConditionParameters": {
                        "ImportantFormKey": "*",
                        "KeyValueBlockConfidenceGreaterThan": 0,
                        "WordBlockConfidenceGreaterThan": 0
                      }
                    }
            ]
        }
            ]
        }
    )

Amazon Rekognition – Image moderation

Las condiciones de activación de bucle humano utilizadas aquí se adaptan a la moderación
del contenido de Amazon Rekognition; se basan en los umbrales de confianza para
elSuggestiveyFemale Swimwear Or UnderwearEtiquetas de moderación.

        import json  

        humanLoopActivationConditions = json.dumps(
        {
            "Conditions": [
                {
                  "Or": [
                    {
                        "ConditionType": "ModerationLabelConfidenceCheck",
                        "ConditionParameters": {
                            "ModerationLabelName": "Suggestive",
                            "ConfidenceLessThan": 98
                        }
                    },
                    {
                        "ConditionType": "ModerationLabelConfidenceCheck",
                        "ConditionParameters": {
                            "ModerationLabelName": "Female Swimwear Or Underwear",
                            "ConfidenceGreaterThan": 98
                        }
                    }
                  ]
               }
            ]
        }
    )

Crear un flujo de trabajo de revisión humana
En esta sección, se muestra un ejemplo de laCreateFlowDefinition AWS SDK for Python
(Boto3)utilizando los recursos creados en las secciones anteriores. Para otros SDK específicos de idioma,
consulte la lista deCreateFlowDefinition. Utilice las pestañas de la siguiente tabla para ver las solicitudes
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para crear un flujo de trabajo de revisión humana para las integraciones integradas de Amazon Textract y
Amazon Rekognition.

Amazon Textract – Key-value pair extraction

Si utiliza la integración integrada con Amazon Textract, debe
especificar"AWS/Textract/AnalyzeDocument/Forms/V1":
para"AwsManagedHumanLoopRequestSource"inHumanLoopRequestSource.

    response = client.create_flow_definition(
        FlowDefinitionName="human-review-workflow-name",
        HumanLoopRequestSource={
            "AwsManagedHumanLoopRequestSource": "AWS/Textract/AnalyzeDocument/Forms/V1"
        }, 
        HumanLoopActivationConfig={
            "HumanLoopActivationConditionsConfig": {
                "HumanLoopActivationConditions": humanLoopActivationConditions
            }
        },
        HumanLoopConfig={
            "WorkteamArn": workteamArn,
            "HumanTaskUiArn": humanTaskUiArn,
            "TaskTitle": "Document entry review",
            "TaskDescription": "Review the document and instructions. Complete the
 task",
            "TaskCount": 1,
            "TaskAvailabilityLifetimeInSeconds": 43200,
            "TaskTimeLimitInSeconds": 3600,
            "TaskKeywords": [
                "document review",
            ],
        },
        OutputConfig={
            "S3OutputPath": "s3://DOC-EXAMPLE-BUCKET/prefix/",
        },
        RoleArn="arn:aws:iam::<account-number>:role/<role-name>",
        Tags=[
            {
                "Key": "string",
                "Value": "string"
            },
        ]
    )

Amazon Rekognition – Image moderation

Si utiliza la integración integrada con Amazon Rekognition, debe
especificar"AWS/Rekognition/DetectModerationLabels/Image/V3":
para"AwsManagedHumanLoopRequestSource"inHumanLoopRequestSource.

    response = client.create_flow_definition(
        FlowDefinitionName="human-review-workflow-name",
        HumanLoopRequestSource={
            "AwsManagedHumanLoopRequestSource": "AWS/Rekognition/
DetectModerationLabels/Image/V3"
        }, 
        HumanLoopActivationConfig={
            "HumanLoopActivationConditionsConfig": {
                "HumanLoopActivationConditions": humanLoopActivationConditions
            }
        },
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        HumanLoopConfig={
            "WorkteamArn": workteamArn,
            "HumanTaskUiArn": humanTaskUiArn,
            "TaskTitle": "Image content moderation",
            "TaskDescription": "Review the image and instructions. Complete the task",
            "TaskCount": 1,
            "TaskAvailabilityLifetimeInSeconds": 43200,
            "TaskTimeLimitInSeconds": 3600,
            "TaskKeywords": [
                "content moderation",
            ],
        },
        OutputConfig={
            "S3OutputPath": "s3://DOC-EXAMPLE-BUCKET/prefix/",
        },
        RoleArn="arn:aws:iam::<account-number>:role/<role-name>",
        Tags=[
            {
                "Key": "string",
                "Value": "string"
            },
        ]
    )

Custom Integration

Si utiliza una integración personalizada, excluya los siguientes
parámetros:HumanLoopRequestSource,HumanLoopActivationConfig.

    response = client.create_flow_definition(
        FlowDefinitionName="human-review-workflow-name",
        HumanLoopConfig={
            "WorkteamArn": workteamArn,
            "HumanTaskUiArn": humanTaskUiArn,
            "TaskTitle": "Image content moderation",
            "TaskDescription": "Review the image and instructions. Complete the task",
            "TaskCount": 1,
            "TaskAvailabilityLifetimeInSeconds": 43200,
            "TaskTimeLimitInSeconds": 3600,
            "TaskKeywords": [
                "content moderation",
            ],
        },
        OutputConfig={
            "S3OutputPath": "s3://DOC-EXAMPLE-BUCKET/prefix/",
        },
        RoleArn="arn:aws:iam::<account-number>:role/<role-name>",
        Tags=[
            {
                "Key": "string",
                "Value": "string"
            },
        ]
    )

Después de crear un flujo de trabajo de revisión humana, puede recuperar el ARN de definición de flujo de
la respuesta:

    humanReviewWorkflowArn = response["FlowDefinitionArn"]    

2449



Amazon SageMaker Developer Guide
Tutorial: Introducción a utilizar la API de Amazon A2I

Crear un bucle humano
La operación de API que utilice para iniciar un bucle humano depende de la integración de Amazon A2I
que utilice.

• Si utiliza la integración integrada de Amazon Textract, utilice la funciónAnalyzeDocument.
• Si utilizas la integración integrada de Amazon Rekognition, utilizas elDetectModerationLabels.
• Si utiliza una integración personalizada, utiliza laStartHumanLoop.

Seleccione el tipo de tarea en la siguiente tabla para ver las solicitudes de ejemplo de Amazon Textract y
Amazon Rekognition mediante elAWS SDK for Python (Boto3).

Amazon Textract – Key-value pair extraction

El siguiente ejemplo utiliza laAWS SDK for Python (Boto3)Para llamar aanalyze_documenten
us-west-2. Reemplazar el texto en cursiva por sus recursos. Inclusión delDataAttributessi
está utilizando la plantilla de Amazon Mechanical Turk. Para obtener más información, consulte
laanalyze_documenten laAWS SDK for Python (Boto)Referencia de la API.

   response = client.analyze_document(
         Document={"S3Object": {"Bucket": "AWSDOC-EXAMPLE-BUCKET", "Name": "document-
name.pdf"},
         HumanLoopConfig={
            "FlowDefinitionArn":"arn:aws:sagemaker:us-west-2:111122223333:flow-
definition/flow-definition-name",
            "HumanLoopName":"human-loop-name",
            "DataAttributes" : {ContentClassifiers:
["FreeOfPersonallyIdentifiableInformation"|"FreeOfAdultContent"]}
         }
         FeatureTypes=["FORMS"]
    )

Los bucles humanos solo se crean si la confianza de Amazon Textract para la tarea de análisis de
documentos cumple las condiciones de activación especificadas en el flujo de trabajo de revisión
humana. Puede consultar laresponseelemento para determinar si se ha creado un bucle humano.
Para ver todo lo que se incluye en esta respuesta, consulteHumanLoopActivationOutput.

    if "HumanLoopArn" in analyzeDocumentResponse["HumanLoopActivationOutput"]:
        # A human loop has been started!
        print(f"A human loop has been started with ARN:
 {analyzeDocumentResponse["HumanLoopActivationOutput"]["HumanLoopArn"]}"

Amazon Rekognition – Image moderation

El siguiente ejemplo utiliza laAWS SDK for Python (Boto3)Para llamar
adetect_moderation_labelsen us-west-2. Reemplazar el texto en cursiva por sus recursos.
Inclusión delDataAttributessi está utilizando la plantilla de Amazon Mechanical Turk. Para obtener
más información, consulte ladetect_moderation_labelsen laAWS SDK for Python (Boto)Referencia de
la API.

   response = client.detect_moderation_labels(
            Image={"S3Object":{"Bucket": "AWSDOC-EXAMPLE-BUCKET", "Name": "image-
name.png"}},
            HumanLoopConfig={
               "FlowDefinitionArn":"arn:aws:sagemaker:us-west-2:111122223333:flow-
definition/flow-definition-name",
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               "HumanLoopName":"human-loop-name",
               "DataAttributes":{ContentClassifiers:
["FreeOfPersonallyIdentifiableInformation"|"FreeOfAdultContent"]}
             }
    )

Los bucles humanos solo se crean si la confianza de Amazon Rekognition para una tarea de
moderación de imagen cumple las condiciones de activación especificadas en el flujo de trabajo de
revisión humana. Puede consultar laresponseelemento para determinar si se ha creado un bucle
humano. Para ver todo lo que se incluye en esta respuesta, consulteHumanLoopActivationOutput.

    if "HumanLoopArn" in response["HumanLoopActivationOutput"]:
        # A human loop has been started!
        print(f"A human loop has been started with ARN:
 {response["HumanLoopActivationOutput"]["HumanLoopArn"]}")

Custom Integration

El siguiente ejemplo utiliza laAWS SDK for Python (Boto3)Para llamar astart_human_loopen
us-west-2. Reemplazar el texto en cursiva por sus recursos. Inclusión delDataAttributessi
está utilizando la plantilla de Amazon Mechanical Turk. Para obtener más información, consulte
lastart_human_loopen laAWS SDK for Python (Boto)Referencia de la API.

   response = client.start_human_loop(
        HumanLoopName= "human-loop-name",
        FlowDefinitionArn= "arn:aws:sagemaker:us-west-2:111122223333:flow-definition/
flow-definition-name",
        HumanLoopInput={"InputContent": inputContentJson},
        DataAttributes={"ContentClassifiers":
["FreeOfPersonallyIdentifiableInformation"|"FreeOfAdultContent"]}
   )

En este ejemplo se almacena el contenido de entrada en la variableinputContentJson.
Supongamos que el contenido de entrada contiene dos elementos: un blurb de texto y un sentimiento
(comoPositive,Negative, o bienNeutral) y tiene el siguiente formato:

    inputContent = {
        "initialValue": sentiment,
         "taskObject": blurb
     }

Las llavesinitialValueytaskObjectdebe corresponder a las claves utilizadas en los elementos
líquidos de la plantilla de tarea de trabajo. Consulte la plantilla personalizada de enCrear una interfaz
de usuario de tareas humanas (p. 2443)para ver un ejemplo.

Para crearinputContentJson, realice una de las siguientes opciones:

    import json
    
    inputContentJson = json.dumps(inputContent)

Se inicia un bucle humano cada vez que se llamastart_human_loop. Para comprobar el estado de
su bucle humano, usedescribe_human_loop:
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    human_loop_info = a2i.describe_human_loop(HumanLoopName="human_loop_name")
    print(f"HumanLoop Status: {resp["HumanLoopStatus"]}")
    print(f"HumanLoop Output Destination: {resp["HumanLoopOutput"]}")

Casos de uso y ejemplos
Puede utilizar Amazon Augmented AI para incorporar una revisión humana en su flujo de trabajo paraTipos
de tareas integradas, Amazon Textract y Amazon Rekognition, o sus propias tareas personalizadas
mediante unTipo de tarea personalizada.

Al crear un flujo de trabajo de revisión humana mediante uno de los tipos de tareas integrados, puede
especificar condiciones, como umbrales de confianza, que inician una revisión humana. El servicio
(Amazon Rekognition o Amazon Textract) crea un bucle humano en su nombre cuando se cumplen estas
condiciones y proporciona los datos de entrada directamente a Amazon A2I para enviarlos a los revisores
humanos. Para obtener más información sobre los tipos de tareas integradas, utilice lo siguiente:

• Utilizar la Augmented AI de Amazon con Amazon Textract (p. 2454)
• Utilizar la Augmented AI de Amazon con Amazon Rekognition (p. 2457)

Cuando se utiliza un tipo de tarea personalizado, se crea e inicia un bucle humano mediante la API de
Amazon A2I en tiempo de ejecución de. Utilice el tipo de tarea personalizada para incorporar un flujo de
trabajo de revisión humana conAWSo su propia aplicación ML personalizada.

• Para obtener más información, consulte Utilizar Augmented AI de Amazon con tipos de tareas
personalizados (p. 2459).

La siguiente tabla describe una variedad de casos de uso de Amazon A2I que puede explorar con los
portátiles SageMaker Jupyter. Para empezar a usar un Jupyter Notebook, siga las instrucciones deUtilizar
la instancia de Notebook SageMaker con Amazon A2I Jupyter Notebook (p. 2453). Para obtener más
ejemplos, consulte este repositorio de GitHub.

Caso de uso Descripción Tipo de tarea

Utilizar Amazon A2I con Amazon
Textract

Pida a los humanos que revisen
documentos de una sola página
para revisar pares clave y valor
de formularios importantes, o
que Amazon Textract muestre y
envíe documentos de su conjunto
de datos a los humanos para su
revisión.

Integrado

Utilizar Amazon A2I con Amazon
Rekognition

Pida a los seres humanos que
revisen imágenes no seguras en
busca de contenido explícito para
adultos o violento si Amazon
Rekognition devuelve una
puntuación de confianza baja, o
pide que Amazon Rekognition
realice una muestra aleatoria y
envíe imágenes de su conjunto
de datos a los humanos para su
revisión.

Integrado
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con Amazon A2I Jupyter Notebook

Caso de uso Descripción Tipo de tarea

Utilizar Amazon A2I con Amazon
Comprehend

Pida a los humanos que revisen
las inferencias de Amazon
Comprehend sobre datos
de texto, como el análisis de
sentimientos, la sintaxis de texto
y la detección de entidades.

Personalizado

Utilizar Amazon A2I con Amazon
Transcribe

Pida a los humanos que revisen
las transcripciones de Amazon
Transcribe de archivos de vídeo
o audio. Utilice los resultados de
los bucles de revisión humana
de transcripción para crear un
vocabulario personalizado y
mejorar futuras transcripciones
de contenido similar de vídeo o
audio.

Personalizado

Utilizar Amazon A2I con Amazon
Translate

Haga que los humanos revisen
las traducciones de baja
confianza devueltas por Amazon
Translate.

Personalizado

Utilizar Amazon A2I para revisar
las inferencias de ML en tiempo
real

Utilice Amazon A2I para revisar
las inferencias en tiempo real y
de baja confianza realizadas por
un modelo implementado en un
extremo alojado en SageMaker
y entrenar gradualmente su
modelo utilizando los datos de
salida de Amazon A2I.

Personalizado

Utilizar Amazon A2I para revisar
datos tabulares

Utilice Amazon A2I para integrar
un bucle de revisión humana en
una aplicación ML que utilice
datos tabulares.

Personalizado

Temas
• Utilizar la instancia de Notebook SageMaker con Amazon A2I Jupyter Notebook (p. 2453)
• Utilizar la Augmented AI de Amazon con Amazon Textract (p. 2454)
• Utilizar la Augmented AI de Amazon con Amazon Rekognition (p. 2457)
• Utilizar Augmented AI de Amazon con tipos de tareas personalizados (p. 2459)

Utilizar la instancia de Notebook SageMaker con
Amazon A2I Jupyter Notebook
Para obtener un ejemplo integral que muestre cómo integrar un bucle de revisión humana de Amazon
A2I en un flujo de trabajo de aprendizaje automático, puede usar un bloc de notas de Jupyter desde
esteRepositorio GitHubEn una instancia de bloc de notas de SageMaker.
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Para utilizar un bloc de notas de ejemplo de tipo de tarea de Amazon A2I en una instancia de bloc
de notas de Amazon SageMaker:

1. Si no tiene una instancia activa de bloc de notas de SageMaker, cree una siguiendo las instrucciones
que se indican enPaso 1: Crear una instancia de bloc de notas de Amazon SageMaker (p. 60).

2. Cuando la instancia de su bloc de notas esté activa, elijaAbra JupyterLaba la derecha del nombre de
la instancia del bloc de notas. JupyterLab puede tardar unos minutos en cargarse.

3.
Seleccione el icono  para clonar un repositorio de GitHub en su espacio de trabajo.

4. Escriba la URL HTTPS del repositorio amazon-a2i-sample-jupyter-notebooks.
5. Elija CLONAR.
6. Abra el bloc de notas que desee ejecutar.
7. Siga las instrucciones del bloc de notas para configurar el flujo de trabajo de revisión humana y el

bucle humano y ejecutar las celdas.
8. Para evitar incurrir en cargos innecesarios, cuando haya terminado con la demostración, detenga y

elimine la instancia de bloc de notas, además de los buckets de Amazon S3, los roles de IAM y los
recursos de CloudWatch de eventos creados durante el tutorial.

Utilizar la Augmented AI de Amazon con Amazon
Textract
Amazon Textract le permite agregar a las aplicaciones la detección y el análisis de textos de documentos.
Augmented AI (Amazon A2I) se integra directamente conAnalyzeDocumentOperación de API Puede
utilizar AnalyzeDocument para analizar un documento en busca de relaciones entre elementos
detectados. Cuando agrega un bucle de revisión humana de Amazon A2I a unAnalyzeDocumentAmazon
A2I supervisa los resultados de Amazon Textract y envía un documento a uno o más trabajadores
humanos para su revisión cuando se cumplen las condiciones especificadas en la definición de flujo. Por
ejemplo, si desea que un humano revise una clave específica comoFull name:y sus valores de entrada
asociados, puede crear una condición de activación que inicie una revisión humana en cualquier momento
en elFull name:o cuando la confianza de inferencia de esa clave se encuentra dentro de un rango
especificado.

La siguiente imagen muestra el flujo de trabajo integrado de Amazon A2I con Amazon Textract. A la
izquierda, se muestran los recursos necesarios para crear un flujo de trabajo de revisión humana de
Amazon Textract: y Amazon S3 bucket, condiciones de activación, una plantilla de tarea de trabajador y
un equipo de trabajo. Estos recursos se utilizan para crear un flujo de trabajo de revisión humana o una
definición de flujo. Una flecha apunta directamente al siguiente paso del flujo de trabajo: utilizar Amazon
Textract para configurar un bucle humano con el flujo de trabajo de revisión humana. Una segunda
flecha apunta directamente desde este paso al paso en el que se cumplen las condiciones de activación
especificadas en el flujo de trabajo de revisión humana. Esto inicia la creación de un bucle humano. A la
derecha de la imagen, el bucle humano se representa en tres pasos: 1) se generan la interfaz de usuario y
las herramientas de trabajo y la tarea se pone a disposición de los trabajadores,2) los trabajadores revisan
los datos de entrada y, por último, 3) los resultados se guardan en Amazon S3.
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Puede especificar cuándo debe enviar Amazon Textract una tarea a un empleado humano para su
revisión al crear un flujo de trabajo de revisión humana o una definición de flujo mediante la especificación
deCondiciones de activación.

Puede establecer las siguientes condiciones de activación cuando utilice el tipo de tarea de Amazon
Textract:

• Iniciar una revisión humana para claves de formulario específicas basadas en la puntuación de
confianza de clave de formulario.

• Inicie una revisión humana cuando falten claves de formulario específicas.
• Inicie la revisión humana de todas las claves de formulario identificadas por Amazon Textract con

puntuaciones de confianza en un rango especificado.
• Enviar aleatoriamente una muestra de formularios a los humanos para su revisión.

Cuando la condición de activación depende de las puntuaciones de confianza clave del formulario, puede
usar dos tipos de confianza de predicción para iniciar bucles humanos:

• Confianza— La puntuación de confianza de los pares clave-valor detectados dentro de un formulario.
• Confianza— Puntuación de confianza para el texto contenido dentro de la clave y el valor de un

formulario.

En la imagen de la siguiente sección,Nombre completo Janees el par clave-valorNombrees la clave,
yJanees el valor.

Puede establecer estas condiciones de activación mediante la consola de Amazon
SageMaker al crear un flujo de trabajo de revisión humana o al crear un JSON
para condiciones de activación de bucle humano y especificarlo como entrada en
laHumanLoopActivationConditionsParámetroCreateFlowDefinitionOperación de API
Para obtener información sobre cómo especificar las condiciones de activación en formato JSON,
consulte Esquema JSON para condiciones de activación del bucle humano en Augmented AI de
Amazon (p. 2467) y Utilizar el esquema JSON de condiciones de activación del bucle humano con
Amazon Textract (p. 2469).

Note

Al utilizar Augmented AI con Amazon Textract, cree recursos de Augmented AI en el
mismoAWSRegión a la que se utiliza para llamarAnalyzeDocument.
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Introducción Integración de una revisión humana en un Job de
documento de Amazon Textract Analyze
Para integrar una revisión humana en un trabajo de detección y análisis de texto de Amazon Textract,
tiene que crear una definición de flujo y, a continuación, usar la API de Amazon Textract para integrar esa
definición de flujo en su flujo de trabajo. Para obtener información sobre cómo crear una definición de flujo
mediante la consola de SageMaker o la API de Augmented AI, consulte los temas siguientes:

• Crear un flujo de trabajo de revisión humana (consola) (p. 2461)
• Crear un flujo de trabajo de revisión humana (API) (p. 2463)

Después de crear la definición de flujo, consulteUso de Augmented AI con Amazon TextractPara obtener
información sobre cómo integrar la definición de flujo en la tarea de Amazon Textract.

Ejemplo integral mediante Amazon Textract y Amazon A2I
Para obtener un ejemplo integral que muestre cómo utilizar Amazon Textract con Amazon A2I mediante la
consola de, consulteTutorial: Inicio de en la consola de Amazon A2I (p. 2436).

Para obtener información sobre cómo utilizar la API de Amazon A2I para crear e iniciar una revisión
humana, puede utilizarIntegración de Amazon Augmented AI (Amazon A2I) con Analyze Document de
Amazon Textract [ejemplo]En una instancia de SageMaker Notebook. Para empezar, consulte Utilizar la
instancia de Notebook SageMaker con Amazon A2I Jupyter Notebook (p. 2453).

Vista previa de la consola de trabajador de A2I Textract
Cuando se les asigna una tarea de revisión en un flujo de trabajo de Amazon Textract, los trabajadores
pueden ver una interfaz de usuario similar a la siguiente:

Puede personalizar esta interfaz en la consola de SageMaker al crear la definición de revisión humana
o al crear y utilizar una plantilla personalizada. Para obtener más información, consulte Creación y
administración de plantillas de tareas de trabajo (p. 2489).
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Utilizar la Augmented AI de Amazon con Amazon
Rekognition
Amazon Rekognition facilita la incorporación del análisis de imágenes a sus aplicaciones. La Amazon
RekognitionDetectModerationLabelsLa operación de la API de se integra directamente con Amazon
A2I para que pueda crear fácilmente un bucle humano para revisar imágenes no seguras, como contenido
violento o explícito para adultos. Puede utilizar DetectModerationLabels para configurar un bucle
humano utilizando un ARN de definición de flujo. Esto permite a Amazon A2I analizar las predicciones
realizadas por Amazon Rekognition y enviar los resultados a un humano para su revisión para asegurarse
de que cumplen con las condiciones establecidas en la definición de flujo.

La siguiente imagen muestra el flujo de trabajo integrado de Amazon A2I con Amazon Rekognition. A
la izquierda, se muestran los recursos necesarios para crear un flujo de trabajo de revisión humana de
Amazon Rekognition: y Amazon S3 bucket, condiciones de activación, una plantilla de tarea de trabajador
y un equipo de trabajo. Estos recursos se utilizan para crear un flujo de trabajo de revisión humana o una
definición de flujo. Una flecha apunta directamente al siguiente paso del flujo de trabajo: utilizar Amazon
Rekognition para configurar un bucle humano con el flujo de trabajo de revisión humana. Una segunda
flecha apunta directamente desde este paso al paso en el que se cumplen las condiciones de activación
especificadas en el flujo de trabajo de revisión humana. Esto inicia la creación de un bucle humano. A la
derecha de la imagen, el bucle humano se representa en tres pasos: 1) se generan la interfaz de usuario y
las herramientas de trabajo y la tarea se pone a disposición de los trabajadores, 2) los trabajadores revisan
los datos de entrada y, por último, 3) los resultados se guardan en Amazon S3.

Puede establecer las siguientes condiciones de activación cuando utilice el tipo de tarea de Amazon
Rekognition:

• Inicie la revisión humana de las etiquetas identificadas por Amazon Rekognition en función de la
puntuación de confianza de la etiqueta.

• Envíe aleatoriamente una muestra de imágenes a los humanos para su revisión.

Puede establecer estas condiciones de activación mediante la consola de Amazon SageMaker al
crear un flujo de trabajo de revisión humana o al crear un JSON para condiciones de activación de
bucle humano y especificarlo como entrada en laHumanLoopActivationConditionsParámetro
deCreateFlowDefinitionOperación de API Para obtener información sobre cómo especificar las
condiciones de activación en formato JSON, consulte Esquema JSON para condiciones de activación
del bucle humano en Augmented AI de Amazon (p. 2467) y Utilizar el esquema JSON de condiciones de
activación del bucle humano con Amazon Rekognition (p. 2475).
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Note

Al utilizar Augmented AI con Amazon Rekognition, cree recursos de Augmented AI en el
mismoAWSRegión a la que se utiliza para llamarDetectModerationLabels.

Introducción Integración de una revisión humana en un Job de
moderación de imágenes de Amazon Rekognition
Para integrar una revisión humana en una Amazon Rekognition, consulte los siguientes temas:

• Crear un flujo de trabajo de revisión humana (consola) (p. 2461)
• Crear un flujo de trabajo de revisión humana (API) (p. 2463)

Después de crear la definición de flujo, consulteUso de Augmented AI con Amazon RekognitionPara
obtener información sobre cómo integrar la definición de flujo en la tarea de Amazon Rekognition.

Demostración integral mediante Amazon Rekognition y Amazon
A2I
Para obtener un ejemplo integral que muestre cómo utilizar Amazon Rekognition con Amazon A2I
mediante la consola de, consulteTutorial: Inicio de en la consola de Amazon A2I (p. 2436).

Para obtener información sobre cómo utilizar la API de Amazon A2I para crear e iniciar una revisión
humana, puede utilizarIntegración de Augmented AI de Amazon (Amazon A2I) con Amazon RekognitionEn
una instancia de bloc de notas de SageMaker. Para empezar, consulte Utilizar la instancia de Notebook
SageMaker con Amazon A2I Jupyter Notebook (p. 2453).

Vista previa de la consola de trabajador de A2I Rekognition
Cuando se les asigna una tarea de revisión en un flujo de trabajo de Amazon Rekognition, los trabajadores
pueden ver una interfaz de usuario similar a la siguiente:

Puede personalizar esta interfaz en la consola de SageMaker al crear la definición de revisión humana
o al crear y utilizar una plantilla personalizada. Para obtener más información, consulte Creación y
administración de plantillas de tareas de trabajo (p. 2489).
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Utilizar Augmented AI de Amazon con tipos de tareas
personalizados
Puede utilizar Amazon Augmented AI (Amazon A2I) para incorporar una revisión humana (bucle humano)
enanyflujo de trabajo de aprendizaje automático mediante elTipo de tarea personalizada. Estas opciones le
ofrecen la mayor flexibilidad para personalizar las condiciones en las que los objetos de datos se envían a
los humanos para su revisión, así como el aspecto y la apariencia de la interfaz de usuario del trabajador.

Cuando se utiliza un tipo de tarea personalizado, se crea un flujo de trabajo de revisión humana
personalizado y se especifican las condiciones en las que se envía un objeto de datos para su revisión
humana directamente en la aplicación.

La siguiente imagen muestra el flujo de trabajo personalizado de Amazon A2I. Un modelo ML
personalizado se utiliza para generar predicciones. La aplicación cliente filtra estas predicciones utilizando
criterios definidos por el usuario y determina si se requiere una revisión humana. Si es así, estas
predicciones se envían a Amazon A2I para su revisión humana. Amazon A2I recopila los resultados de la
revisión humana en Amazon S3, a la que puede acceder la aplicación cliente. Si el filtro determina que no
se necesita ninguna revisión humana, las predicciones se pueden alimentar directamente a la aplicación
cliente.

Utilice los procedimientos de esta página para obtener información sobre cómo integrar Amazon A2I en
cualquier flujo de trabajo de aprendizaje automático mediante el tipo de tarea personalizada.

Cree un bucle humano mediante una definición de flujo, integre en su aplicación y supervise los
resultados

1. Completa el Amazon A2IRequisitos previos para el uso de Augmented AI (p. 2435). Tenga en cuenta
lo siguiente:

• La ruta al bucket o buckets de Amazon Simple Storage Service (Amazon S3) donde almacena los
datos de entrada y salida.

• Nombre de recurso de Amazon (ARN) deAWS Identity and Access Management(IAM) con los
permisos necesarios adjuntos.

• (Opcional) El ARN de su fuerza de trabajo privada, si planea usar uno.
2. Con elementos HTML, cree una plantilla de trabajo personalizada que Amazon A2I utiliza para generar

la interfaz de usuario de tareas de trabajo. Para obtener información sobre cómo crear una plantilla
personalizada, consulte Crear plantillas de tarea de trabajador personalizadas (p. 2491).
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3. Utilice la plantilla de trabajo personalizada del paso 2 para generar una plantilla de tareas de trabajo
en la consola de Amazon SageMaker. Para saber cómo hacerlo, consulte Creación de una plantilla de
tarea de trabajador (p. 2490).

En el siguiente paso, creará una definición de flujo:

• Si desea crear una definición de flujo mediante la API de SageMaker, tenga en cuenta el ARN de
esta plantilla de tareas de trabajo para el siguiente paso.

• Si va a crear una definición de flujo mediante la consola de, la plantilla aparecerá automáticamente
enPlantilla de tarea Trabajocuando elijaCrear flujo de trabajo de revisión humana.

4. Al crear la definición de flujo, proporcione la ruta a los depósitos de S3, el ARN de rol de IAM y la
plantilla de trabajo.

• Para obtener información sobre cómo crear una definición de flujo
medianteCreateFlowDefinition API, see Crear un flujo de trabajo de revisión humana
(API) (p. 2463).

• Para obtener información sobre cómo crear una definición de flujo mediante la consola de
SageMaker, consulteCrear un flujo de trabajo de revisión humana (consola) (p. 2461).

5. Configure su bucle humano usandoAPI de Amazon A2I. Para saber cómo hacerlo, consulte Crear e
iniciar un bucle humano (p. 2481).

6. Para controlar cuándo se inician las revisiones humanas, especifique las condiciones en las que se
llama a StartHumanLoop en la aplicación personalizada. Las condiciones de activación de bucle
humano, como los umbrales de confianza que inician el bucle humano, no están disponibles cuando
se utiliza Amazon A2I con tipos de tareas personalizados. Cada invocación StartHumanLoop deriva
en una revisión humana.

Una vez que haya iniciado un bucle humano, puede administrar y supervisar los bucles mediante la API de
Amazon Augmented AI Runment AI y Amazon EventBridge (también conocida como Amazon CloudWatch
Events). Para obtener más información, consulte Supervise y administre su bucle humano (p. 2499).

Tutorial de extremo a extremo Uso de tipos de tareas
personalizadas de Amazon A2I
Para ver ejemplos integrales que muestren cómo integrar Amazon A2I en una variedad de flujos de trabajo
ML, consulte la tabla deCasos de uso y ejemplos (p. 2452). Para empezar a usar uno de estos bloc de
notas, consulteUtilizar la instancia de Notebook SageMaker con Amazon A2I Jupyter Notebook (p. 2453).

Crear un flujo de trabajo de revisión humana
Ejemplo de uso de una Augmented AI de Amazon (Amazon A2I)flujo de trabajo de revisión humana, o
bienDefinición de flujoPara especificar lo siguiente:

• Para los tipos de tarea integrados de Amazon Textract y Amazon Rekognition, las condiciones bajo las
cuales se llama a su bucle humano.

• La fuerza de trabajo a la que se envían sus tareas
• El conjunto de instrucciones que recibe su personal, que se denominaPlantilla de tarea
• La configuración de las tareas de trabajador, incluidos el número de trabajadores que reciben una tarea

y los límites de tiempo para completar las tareas.
• Dónde se almacenan los datos de salida
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Puede crear un flujo de trabajo de revisión humana en la consola de SageMaker o utilizando el
CreateFlowDefinition. Puede crear una plantilla de tarea de trabajador mediante la consola de para
los tipos de tareas Amazon Textract y Amazon Rekognition mientras crea la definición de flujo.

Important

Las condiciones de activación de bucle humano, que inician el bucle humano (por ejemplo,
umbrales de confianza), no están disponibles para los tipos de tareas personalizadas de
Amazon A2I. Cuando se utiliza la consola para crear una definición de flujo para un tipo
de tarea personalizado, no se pueden especificar las condiciones de activación. Cuando
se utiliza la API de Amazon A2I de para crear una definición de flujo para un tipo de tarea
personalizado, no se puede establecer laHumanLoopActivationConditionsAtributo
deHumanLoopActivationConditionsConfigParámetro. Para controlar cuándo se inician
las revisiones humanas, especifique las condiciones en las que se llama a StartHumanLoop
en la aplicación personalizada. En este caso, cada invocación StartHumanLoop deriva en una
revisión humana. Para obtener más información, consulte Utilizar Augmented AI de Amazon con
tipos de tareas personalizados (p. 2459).

Requisitos previos

Para crear una definición de flujo de trabajo de revisión humana, debe haber completado los requisitos
previos descritos enRequisitos previos para el uso de Augmented AI (p. 2435).

Si utiliza la API para crear una definición de flujo para cualquier tipo de tarea, o si utiliza un tipo de
tarea personalizado al crear una definición de flujo en la consola, cree primero una plantilla de tarea de
trabajador. Para obtener más información, consulte Creación y administración de plantillas de tareas de
trabajo (p. 2489).

Si desea obtener una vista previa de la plantilla de tarea de trabajador mientras crea una definición de
flujo para un tipo de tarea integrado en la consola, asegúrese de conceder el rol que utiliza para crear
el permiso de definición de flujo para tener acceso al bucket de Amazon S3 que contiene los artefactos
de plantilla mediante una política como la descrita inHabilitar vistas previas de plantillas de tareas del
trabajador  (p. 2514).

Temas
• Crear un flujo de trabajo de revisión humana (consola) (p. 2461)
• Crear un flujo de trabajo de revisión humana (API) (p. 2463)
• Esquema JSON para condiciones de activación del bucle humano en Augmented AI de

Amazon (p. 2467)

Crear un flujo de trabajo de revisión humana (consola)
Utilice este procedimiento para crear un flujo de trabajo de revisión humana de Amazon Augmented AI
(Amazon A2I) mediante la consola de SageMaker. Si es nuevo en Amazon A2I, le recomendamos que
cree un equipo de trabajo privado con personas de su organización y que utilice el ARN de este equipo
de trabajo al crear su definición de flujo. Para obtener información sobre cómo configurar una fuerza de
trabajo privada y crear un equipo de trabajo, consulte Crear personal Amazon SageMaker) (p. 500). Si
ya ha configurado una fuerza de trabajo privada, consulte Crear un equipo de trabajo con la consola de
SageMaker (p. 504) para obtener información sobre cómo agregar un equipo de trabajo a esa fuerza de
trabajo.

Si utiliza Amazon A2I con uno de los tipos de tarea integrados, puede crear instrucciones de trabajador
mediante una plantilla de tarea de trabajador predeterminada proporcionada por la Augmented AI
mientras crea un flujo de trabajo de revisión humana en la consola. Para ver ejemplos de las plantillas
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predeterminadas proporcionadas por la Augmented AI, consulte los tipos de tareas integradas enCasos de
uso y ejemplos (p. 2452).

Para crear definición de flujo (consola)

1. Abra la consola de SageMaker enhttps://console.aws.amazon.com/sagemaker/.
2. En el panel de navegación, en la sección Augmented AI (IA aumentada) elija Human review workflows

(Flujos de trabajo de revisión humana) y, a continuación, elija Create human review workflow (Crear
flujo de trabajo de revisión humana).

3. En Overview (Información general), haga lo siguiente:

a. En Name (Nombre), introduzca un nombre de flujo de trabajo único. El nombre debe estar
en minúsculas, ser único dentro de la región de AWS de su cuenta y puede tener hasta 63
caracteres. Los caracteres válidos incluyen: a-z, 0-9 y - (guión).

b. En S3 location for output (Ruta de S3 de los resultados), introduzca el bucket de S3 donde se
deben almacenar los resultados de revisión humana. El bucket debe estar ubicado en la misma
región de AWS que el flujo de trabajo.

c. ParaRol de IAM, elija el rol que tenga los permisos necesarios. Si elige un tipo de tarea integrado
y desea obtener una vista previa de la plantilla de trabajador en la consola, proporcione un rol con
el tipo de política adjunto descrito en Habilitar vistas previas de plantillas de tareas del trabajador
 (p. 2514).

4. En Task type (Tipo de tarea), elija el tipo de tarea que desea que realice el trabajador humano.
5. Si ha elegido el tipo de tarea Amazon Rekognition o Amazon Textract, especifique las condiciones que

invocarán la revisión humana.

• Para las tareas de moderación de imágenes de Amazon Rekognition, elija un intervalo de umbral de
puntuación de confianza de inferencia que inicie la revisión humana.

• Para las tareas de Amazon Textract, puede iniciar una revisión humana cuando falten palabras
clave específicas de formulario específicas o cuando la confianza de la detección de palabras clave
de formulario sea baja. También puede iniciar una revisión humana si, después de evaluar todas las
palabras clave del texto, la confianza cae por debajo del umbral requerido para cualquier palabra
clave. Dos variables especifican los umbrales de confianza: Identificación de confianzayConfianza
en. Para obtener más información sobre estas variables, consulte Utilizar la Augmented AI de
Amazon con Amazon Textract (p. 2454).

• Para ambos tipos de tareas, puede enviar aleatoriamente un porcentaje de objetos de datos
(imágenes o formularios) y sus etiquetas a los humanos para su revisión.

6. Configure y especifique la plantilla de tareas para los trabajadores:

a. Si utiliza el tipo de tarea Amazon Rekognition o Amazon Textract:

• En la sección Create template (Crear plantilla) :

• Para crear instrucciones para los trabajadores mediante la plantilla predeterminada de
Amazon A2I para los tipos de tareas Amazon Rekognition y Amazon Textract, elijaGenerar
a partir de una plantilla predeterminada.
• Si elige Build from a default template (Crear a partir de una plantilla predeterminada),

cree las instrucciones en Worker task design (Diseño de tarea de trabajador).
• Proporcione un Template name (Nombre de plantilla) que sea único en la región de

AWS en la que se encuentra.
• En la sección Instructions (Instrucciones), proporcione instrucciones detalladas sobre

cómo completar su tarea. Para ayudar a los trabajadores a lograr una gran precisión,
proporcione ejemplos de cómo hacerlo bien y cómo hacerlo mal.

• (Opcional) En Additional instructions (Instrucciones adicionales), proporcione a sus
trabajadores información e instrucciones adicionales.
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Para obtener información sobre cómo crear instrucciones eficaces, consulte Creación
de instrucciones correctas de trabajador (p. 2498).

• Para seleccionar la plantilla personalizada que ha creado, elíjala en el menú Template
(Plantilla) y proporcione una Task description (Descripción de tarea) para describir
brevemente la tarea para sus trabajadores. Para obtener información sobre cómo crear una
plantilla personalizada, consulte Creación de una plantilla de tarea de trabajador (p. 2490).

b. Si está utilizando el tipo de tarea personalizado:

• En el navegadorPlantilla de tarea TrabajoEn la lista, seleccione la plantilla de la. En la
lista aparecerán todas las plantillas creadas en la consola de SageMaker. Para obtener
información sobre cómo crear una plantilla para tipos de tareas personalizados, consulte
Creación y administración de plantillas de tareas de trabajo (p. 2489).

7. (Opcional) Vista previa de la plantilla de trabajador:

Para los tipos de tareas de Amazon Rekognition y Amazon Textract, tiene la opción de elegirVer una
tarea de trabajo de ejemplopara obtener una vista previa de la interfaz de usuario de tareas

Si está creando una definición de flujo para un tipo de tarea personalizado, puede obtener una vista
previa de la interfaz de usuario de tareas de trabajador mediante la operación RenderUiTemplate.
Para obtener más información, consulte Vista previa de una plantilla de tarea de trabajador (p. 2498).

8. En Workers (Trabajadores), elija un tipo de personal.
9. Seleccione Create (Crear).

Pasos siguientes
Después de crear un flujo de trabajo de revisión humana, este aparece en la consola bajo Human review
workflows (Flujos de trabajo de revisión humana). Para ver el nombre de recursos de Amazon (ARN) y los
detalles de configuración de su definición de flujo, elija el flujo de trabajo seleccionando su nombre.

Si está utilizando un tipo de tarea integrado, puede utilizar el ARN de definición de flujo para iniciar un
bucle humano utilizando eseAWS(por ejemplo, la API de Amazon Textract). Para los tipos de tareas
personalizados, puede usar el ARN para iniciar un bucle humano mediante la API de tiempo de ejecución
de Amazon Augmented AI. Para obtener más información sobre ambas opciones, consulte Crear e iniciar
un bucle humano (p. 2481).

Crear un flujo de trabajo de revisión humana (API)
Para crear una definición de flujo mediante la API de SageMaker, utilice laCreateFlowDefinition.
Una vez completados elRequisitos previos para el uso de Augmented AI (p. 2435), utilice el siguiente
procedimiento para aprender a usar esta operación de API.

Para obtener una descripción general de la operación CreateFlowDefinition y detalles sobre cada
parámetro, consulte CreateFlowDefinition.

Para crear una definición de flujo (API)

1. Para FlowDefinitionName, introduzca un nombre único. El nombre debe ser único dentro de la
región AWS en su cuenta y puede tener hasta 63 caracteres. Los caracteres válidos incluyen: a-z, 0-9
y - (guión).

2. Para RoleArn, escriba el ARN del rol que configuró para conceder acceso a los orígenes de datos.
3. Para HumanLoopConfig, introduzca información sobre los trabajadores y lo que deben ver. Para

obtener información acerca de cada parámetro de HumanLoopConfig, vea HumanLoopConfig.
4. (Opcional) Si está utilizando un tipo de tarea integrado, proporcione condiciones que inicien un

bucle humano enHumanLoopActivationConfig. Para obtener información sobre cómo crear la
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entrada necesaria para el parámetro HumanLoopActivationConfig, consulte Esquema JSON para
condiciones de activación del bucle humano en Augmented AI de Amazon (p. 2467). Si no especifica
condiciones aquí, cuando proporcione una definición de flujo a la propiedadAWSSi está asociado con
un tipo de tarea integrado (por ejemplo, Amazon Textract o Amazon Rekognition), ese servicio envía
cada tarea a un trabajador humano para su revisión.

Si está utilizando un tipo de tarea personalizado, HumanLoopActivationConfig está deshabilitado.
Para saber cómo controlar cuándo se envían tareas a trabajadores humanos mediante un
tipo de tarea personalizado, consulte Utilizar Augmented AI de Amazon con tipos de tareas
personalizados (p. 2459).

5. (Opcional) Si utiliza un tipo de tarea integrado, especifique el origen de integración
(por ejemplo, Amazon Rekognition o Amazon Textract) en el cuadro de
diálogoHumanLoopRequestSourceParámetro.

6. ParaOutputConfigEn Amazon Simple Storage Service (Amazon S3) indique dónde almacenar la
salida del bucle humano en Amazon Simple Storage Service.

7. (Opcional) UtilizarTagsPara introducir pares clave-valor que le ayudarán a clasificar y organizar una
definición de flujo. Cada etiqueta consta de una clave y un valor, ambos definidos por el usuario.

Amazon Textract – Key-value pair extraction

El siguiente es un ejemplo de una solicitud para crear un flujo de trabajo de revisión humana de
Amazon Textract (definición de flujo) mediante la herramientaAWS SDK for Python (Boto3). Debe
utilizar'AWS/Textract/AnalyzeDocument/Forms/V1'Para crear un bucle humano de Amazon
Textract. Solo incluyePublicWorkforceTaskPricesi está utilizando la fuerza de trabajo de
Mechanical Turk.

sagemaker_client = boto3.client('sagemaker', aws_region)

response = sagemaker_client.create_flow_definition(
    FlowDefinitionName='ExampleFlowDefinition',
    HumanLoopRequestSource={
         'AwsManagedHumanLoopRequestSource': 'AWS/Textract/AnalyzeDocument/Forms/V1'
    }, 
    HumanLoopActivationConfig={
        'HumanLoopActivationConditionsConfig': {
            'HumanLoopActivationConditions': '{...}'
        }
    },
    HumanLoopConfig={
        'WorkteamArn': 'arn:aws:sagemaker:aws_region:aws_account_number:workteam/
private-crowd/workteam_name',
        'HumanTaskUiArn': 'arn:aws:sagemaker:aws_region:aws_account_number:human-task-
ui/template_name',
        'TaskTitle': 'Example task title',
        'TaskDescription': 'Example task description.',
        'TaskCount': 123,
        'TaskAvailabilityLifetimeInSeconds': 123,
        'TaskTimeLimitInSeconds': 123,
        'TaskKeywords': [
            'Keyword1','Keyword2'
        ],
        'PublicWorkforceTaskPrice': {
            'AmountInUsd': {
                'Dollars': 123,
                'Cents': 123,
                'TenthFractionsOfACent': 123
            }
        }
    },
    OutputConfig={

2464

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_HumanLoopRequestSource.html


Amazon SageMaker Developer Guide
Crear un flujo de trabajo de revisión humana (API)

        'S3OutputPath': 's3://bucket/path/',
        'KmsKeyId': '1234abcd-12ab-34cd-56ef-1234567890ab'
    },
    RoleArn='arn:aws:iam::aws_account_number:role/role_name',
    Tags=[
        {
            'Key': 'KeyName',
            'Value': 'ValueName'
        },
    ]
)

Amazon Rekognition – Image moderation

El siguiente es un ejemplo de una solicitud para crear un flujo de trabajo de revisión humana de
Amazon Rekognition (definición de flujo) mediante la herramientaAWS SDK for Python (Boto3). Debe
utilizar'AWS/Rekognition/DetectModerationLabels/Image/V3'Para crear una definición de
flujo de Amazon Rekognition. Solo incluyePublicWorkforceTaskPricesi está utilizando la fuerza
de trabajo de Mechanical Turk.

sagemaker_client = boto3.client('sagemaker', aws_region)

response = sagemaker_client.create_flow_definition(
    FlowDefinitionName='ExampleFlowDefinition',
    HumanLoopRequestSource={
         'AwsManagedHumanLoopRequestSource': 'AWS/Rekognition/DetectModerationLabels/
Image/V3'
    }, 
    HumanLoopActivationConfig={
        'HumanLoopActivationConditionsConfig': {
            'HumanLoopActivationConditions': '{...}'
        }
    },
    HumanLoopConfig={
        'WorkteamArn': 'arn:aws:sagemaker:aws_region:aws_account_number:workteam/
private-crowd/workteam_name',
        'HumanTaskUiArn': 'arn:aws:sagemaker:aws_region:aws_account_number:human-task-
ui/template_name',
        'TaskTitle': 'Example task title',
        'TaskDescription': 'Example task description.',
        'TaskCount': 123,
        'TaskAvailabilityLifetimeInSeconds': 123,
        'TaskTimeLimitInSeconds': 123,
        'TaskKeywords': [
            'Keyword1','Keyword2'
        ],
        'PublicWorkforceTaskPrice': {
            'AmountInUsd': {
                'Dollars': 123,
                'Cents': 123,
                'TenthFractionsOfACent': 123
            }
        }
    },
    OutputConfig={
        'S3OutputPath': 's3://bucket/path/',
        'KmsKeyId': '1234abcd-12ab-34cd-56ef-1234567890ab'
    },
    RoleArn='arn:aws:iam::aws_account_number:role/role_name',
    Tags=[
        {
            'Key': 'KeyName',
            'Value': 'ValueName'
        },
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    ]
)

Custom Workflow

El siguiente es un ejemplo de una solicitud para crear un flujo de trabajo de revisión humana
(definición de flujo) para una integración personalizada. Para crear este tipo de flujo de trabajo de
revisión humana, omitaHumanLoopRequestSourcede la solicitud de definición de flujo. Solo tiene
que incluirPublicWorkforceTaskPricesi está utilizando la fuerza de trabajo de Mechanical Turk.

sagemaker_client = boto3.client('sagemaker', aws_region)

response = sagemaker_client.create_flow_definition(
    FlowDefinitionName='ExampleFlowDefinition',
    HumanLoopActivationConfig={
        'HumanLoopActivationConditionsConfig': {
            'HumanLoopActivationConditions': '{...}'
        }
    },
    HumanLoopConfig={
        'WorkteamArn': 'arn:aws:sagemaker:aws_region:aws_account_number:workteam/
private-crowd/workteam_name',
        'HumanTaskUiArn': 'arn:aws:sagemaker:aws_region:aws_acount_number:human-task-
ui/template_name',
        'TaskTitle': 'Example task title',
        'TaskDescription': 'Example task description.',
        'TaskCount': 123,
        'TaskAvailabilityLifetimeInSeconds': 123,
        'TaskTimeLimitInSeconds': 123,
        'TaskKeywords': [
            'Keyword1','Keyword2'
        ],
        'PublicWorkforceTaskPrice': {
            'AmountInUsd': {
                'Dollars': 123,
                'Cents': 123,
                'TenthFractionsOfACent': 123
            }
        }
    },
    OutputConfig={
        'S3OutputPath': 's3://bucket/path/',
        'KmsKeyId': '1234abcd-12ab-34cd-56ef-1234567890ab'
    },
    RoleArn='arn:aws:iam::account_number:role/role_name',
    Tags=[
        {
            'Key': 'KeyName',
            'Value': 'ValueName'
        },
    ]
)

Pasos siguientes
El valor devuelto de una llamada exitosa de la operación de la API CreateFlowDefinition es una
definición de flujo de nombre de recurso de Amazon (ARN).

Si utiliza un tipo de tarea integrado, puede usar el ARN de definición de flujo para iniciar un bucle humano
mediante eseAWS(es decir, la API de Amazon Textract). Para los tipos de tareas personalizados,
puede usar el ARN para iniciar un bucle humano mediante la API de tiempo de ejecución de Amazon
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Augmented AI. Para obtener más información sobre estas dos opciones, consulte Crear e iniciar un bucle
humano (p. 2481).

Esquema JSON para condiciones de activación del
bucle humano en Augmented AI de Amazon
HumanLoopActivationConditions es un parámetro de entrada de la API CreateFlowDefinition.
Este parámetro es una cadena con formato JSON. El JSON modela las las condiciones bajo las cuales
se crea un bucle humano cuando esas condiciones se evalúan con la respuesta de una API de servicio
de IA integrada (comoRekognition.DetectModerationLabelsorTextract.AnalyzeDocument).
Esta respuesta se conoce como una inferencia. Por ejemplo, Amazon Rekognition envía una inferencia
de una etiqueta de moderación con una puntuación de confianza asociada. En este ejemplo, la inferencia
es la mejor estimación del modelo de la etiqueta adecuada para una imagen. Para Amazon Textract,
la inferencia se realiza en la asociación entre bloques de texto (pares clave-valor), como la asociación
entreName:ySueen un formulario, así como el contenido dentro de un bloque de texto, oBloque de
palabras, como «Nombre».

A continuación se muestra el esquema para el JSON. En el nivel superior,
HumanLoopActivationConditions tiene una matriz JSON, Conditions. Cada miembro de esta
matriz es una condición independiente que, si se evalúa comotrue, da como resultado que Amazon A2I
cree un bucle humano. Cada condición independiente puede ser una condición simple o una condición
compleja. Una condición simple tiene los siguientes atributos:

• ConditionType: este atributo identifica el tipo de condición. CadaAWSLa API de servicio de IA que se
integra con Amazon A2I define su propio conjunto deConditionTypes.
• RekognitionDetectModerationLabels: esta API admite

elModerationLabelConfidenceCheckySampling ConditionTypeValores.
• TextractAnalyzeDocument: esta API admite

elImportantFormKeyConfidenceCheck,MissingImportantFormKey, ySampling
ConditionTypeValores.

• ConditionParameters— Este es un objeto JSON que parametriza la condición. El conjunto de
atributos permitidos de este objeto depende del valor de ConditionType. Cada ConditionType
define su propio conjunto de ConditionParameters.

Un miembro de la matriz Conditions puede modelar una condición compleja. Esto se logra conectando
lógicamente condiciones simples usando el métodoAndyOroperadores lógicos y anidando las condiciones
simples subyacentes. Se admiten hasta dos niveles de anidamiento.

{
    "$schema": "http://json-schema.org/draft-07/schema#",
    "definitions": {
        "Condition": {
            "type": "object",
            "properties": {
                "ConditionType": {
                    "type": "string"
                },
                "ConditionParameters": {
                    "type": "object"
                }
            },
            "required": [
                "ConditionType"
            ]
        },
        "OrConditionArray": {
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            "type": "object",
            "properties": {
                "Or": {
                    "type": "array",
                    "minItems": 2,
                    "items": {
                        "$ref": "#/definitions/ComplexCondition"
                    }
                }
            }
        },
        "AndConditionArray": {
            "type": "object",
            "properties": {
                "And": {
                    "type": "array",
                    "minItems": 2,
                    "items": {
                        "$ref": "#/definitions/ComplexCondition"
                    }
                }
            }
        },
        "ComplexCondition": {
            "anyOf": [
                {
                    "$ref": "#/definitions/Condition"
                },
                {
                    "$ref": "#/definitions/OrConditionArray"
                },
                {
                    "$ref": "#/definitions/AndConditionArray"
                }
            ]
        }
    },
    "type": "object",
    "properties": {
        "Conditions": {
            "type": "array",
            "items": {
                "$ref": "#/definitions/ComplexCondition"
            }
        }
    }
}

Note

Las condiciones de activación de bucle humano no están disponibles para flujos de
trabajo de revisión humana integrados con tipos de tareas personalizados. El parámetro
HumanLoopActivationConditions está deshabilitado para los tipos de tareas personalizados.

Temas
• Utilizar el esquema JSON de condiciones de activación del bucle humano con Amazon

Textract (p. 2469)
• Utilizar el esquema JSON de condiciones de activación del bucle humano con Amazon

Rekognition (p. 2475)
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Utilizar el esquema JSON de condiciones de activación del bucle
humano con Amazon Textract
Cuando se utiliza con Amazon A2I, elAnalyzeDocumentadmite las siguientes entradas en
laConditionTypeParámetro:

• ImportantFormKeyConfidenceCheckUtilice esta condición para crear un bucle humano cuando
la confianza de inferencia se encuentre dentro de un rango especificado para las palabras clave de
un documento y bloques de palabras. Una clave de formulario es cualquier palabra de un documento
que está asociada a una entrada. La entrada se denomina valor. Juntos, las claves de formulario y
los valores se denominan pares clave-valor. ABloque de palabrasHace referencia a las palabras que
Amazon Textract reconoce dentro de un bloque de texto detectado. Para obtener más información sobre
los bloques de documentos de Amazon Textract, consulteDocumentos y objetos de bloqueen laGuía
para desarrolladores de Amazon Textract.

• MissingImportantFormKey: utilice esta condición para crear un bucle humano cuando Amazon
Textract no identificó la clave o sus alias asociados en el documento.

• SamplingUtilice esta condición para especificar un porcentaje de formularios que se enviarán a los
humanos para su revisión, independientemente de las puntuaciones de confianza de inferencia. Utilice
esta condición para hacer lo siguiente:
• Auditar su modelo de aprendizaje automático mediante el muestreo aleatorio de todos los formularios

analizados por el modelo y el envío de un porcentaje especificado a los humanos para su revisión.
• Con la condición ImportantFormKeyConfidenceCheck, muestrear aleatoriamente

un porcentaje de las inferencias que cumplían las condiciones especificadas en
ImportantFormKeyConfidenceCheck para iniciar un bucle humano y enviar solo el porcentaje
especificado a los humanos para su revisión.

Note

Si envía la misma solicitud aAnalyzeDocumentvarias veces, el resultado deSamplingno cambia
para la inferencia de esa entrada. Por ejemplo, si crea unAnalyzeDocumentsolicitar una vez,
ySamplingno inicia un bucle humano, las solicitudes posteriores aAnalyzeDocumentcon la
misma configuración no inicien un bucle humano.

ImportantFormKeyConfidenceCheckEntradas y Resultados

El ConditionType de ImportantFormKeyConfidenceCheck admite los siguientes
ConditionParameters:

• ImportantFormKey— Una cadena que representa una clave en un par clave-valor detectado por
Amazon Textract que los trabajadores humanos deben revisar. Si el valor de este parámetro es el valor
catch-all especial (*), se considera que todas las claves coinciden con la condición. Puede usar esto
para modelar un caso en el que cualquier par clave-valor que satisfaga ciertos umbrales de confianza
necesita revisión humana.

• ImportantFormKeyAliases— Matriz que representa ortografía alternativa o equivalentes lógicos para
la clave de formulario importante.

• KeyValueBlockConfidenceEquals

• KeyValueBlockConfidenceLessThan

• KeyValueBlockConfidenceLessThanEquals

• KeyValueBlockConfidenceGreaterThan

• KeyValueBlockConfidenceGreaterThanEquals

• WordBlockConfidenceEquals

• WordBlockConfidenceLessThan
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• WordBlockConfidenceLessThanEquals

• WordBlockConfidenceGreaterThan

• WordBlockConfidenceGreaterThanEquals

Cuando se utiliza elImportantFormKeyConfidenceCheck ConditionType, Amazon A2I envía
las inferencias de bloque clave-valor y bloque de palabras de los bloques clave-valor y alias asociados
especificados enImportantFormKeyyImportantFormKeyAliasespara la revisión humana.

Al crear una definición de flujo, si utiliza la plantilla de tarea de trabajador predeterminada de que
se proporciona en laFlujos de trabajo de revisión humanaEn la consola de Amazon SageMaker, las
inferencias clave-valor y bloque enviadas para revisión humana por esta condición de activación se
incluyen en la interfaz de usuario de trabajador. Si utiliza una plantilla de tarea de trabajador personalizada,
debe incluir la{{ task.input.selectedAiServiceResponse.blocks }}Para incluir datos
de entrada de valor inicial (inferencias) de Amazon Textract. Para ver un ejemplo de una plantilla
personalizada que utiliza este elemento de entrada, consulte Ejemplo de plantilla personalizada para
Amazon Textract (p. 2492).

MissingImportantFormKeyEntradas y Resultados

El ConditionType de MissingImportantFormKey admite los siguientes ConditionParameters:

• ImportantFormKey— Una cadena que representa una clave en un par clave-valor detectado por
Amazon Textract que los trabajadores humanos deben revisar.

• ImportantFormKeyAliases— Matriz que representa ortografía alternativa o equivalentes lógicos para
la clave de formulario importante.

Cuando se utiliza elMissingImportantFormKey ConditionType, si la clave enImportantFormKeyo
alias deImportantFormKeyAliasesNo se incluyen en la inferencia Amazon Textract, ese formulario se
envía a humano para su revisión y no se incluyen pares clave-valor predichos. Por ejemplo, si Amazon
Textract solo identificóAddressyPhoneen un formulario, pero faltaba elImportantFormKey Name(en
elMissingImportantFormKeyTipo de condición) ese formulario se enviaría a los humanos para su
revisión sin que se detectara ninguna de las claves de formulario (AddressyPhone).

Si utiliza la plantilla de tarea de trabajador predeterminada que se proporciona en la consola de
SageMaker, se creará una tarea para que los trabajadores identifiquen la clave enImportantFormKeyy
el valor asociado. Si utiliza una plantilla de tarea de trabajador personalizada, tiene que incluir el elemento
HTML personalizado <task.input.humanLoopContext> para configurar esta tarea.

Entradas y resultados de muestreo

El ConditionType Sampling admite los ConditionParameters RandomSamplingPercentage.
La entrada en RandomSamplingPercentage debe ser un número real entre 0,01 y 100. Este número
representa el porcentaje de datos que califican para una revisión humana y se envían a humanos para su
revisión. Si usa elSamplingSin ninguna otra condición, este número representa el porcentaje de todas
las inferencias resultantes realizadas por elAnalyzeDocumentOperación desde una sola solicitud que se
envía a los humanos para su revisión.

Si especifica la condición Sampling sin ningún otro tipo de condición, todas las inferencias clave-valor y
bloque se envían a los trabajadores para su revisión.

Al crear una definición de flujo, si utiliza la plantilla de tarea de trabajador predeterminada de que se
proporciona en laFlujos de trabajo de revisión humanaEn la consola de SageMaker, todas las inferencias
clave-valor y bloque enviadas para revisión humana por esta condición de activación se incluyen en la
interfaz de usuario de trabajador. Si utiliza una plantilla de tarea de trabajador personalizada, debe incluir
la{{ task.input.selectedAiServiceResponse.blocks }}Para incluir datos de entrada de valor
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inicial (inferencias) de Amazon Textract. Para ver un ejemplo de una plantilla personalizada que utiliza este
elemento de entrada, consulte Ejemplo de plantilla personalizada para Amazon Textract (p. 2492).

Examples

Mientras que solo una condición necesita evaluartruePara iniciar un bucle humano, Amazon A2I evalúa
todas las condiciones de cada objeto analizado por Amazon Textract. Se pide a los revisores humanos que
revisen las claves de formulario importantes de todas las condiciones que se evaluaron comotrue.

Ejemplo 1: Detectar claves de formulario importantes con puntuaciones de confianza en un rango
especificado que inicien un bucle humano

En el siguiente ejemplo se muestra unHumanLoopActivationConditionsJSON que inicia un bucle
humano si se cumple cualquiera de las tres condiciones siguientes:

• Amazon TextractAnalyzeDocumentLa API devuelve un par de clave-valor cuya clave es una
deEmployee Name,Name, o bienEmployeeName, con la confianza de que el bloque clave-valor menor
que 60 y la confianza de cada uno de los bloques de palabras que componen la clave y el valor sean
menores que 85.

• Amazon TextractAnalyzeDocumentLa API devuelve un par de clave-valor cuya clave es una dePay
Date,PayDate,DateOfPay, o bienpay-date, con la confianza de que el bloque clave-valor menor
que 65 y la confianza de cada uno de los bloques de palabras que componen la clave y el valor sean
menores que 85.

• Amazon TextractAnalyzeDocumentLa API devuelve un par de clave-valor cuya clave es una deGross
Pay,GrossPay, o bienGrossAmount, con la confianza de que el bloque clave-valor menor que 60 y la
confianza de cada uno de los bloques de palabras que componen la clave y el valor sean menores que
85.

{
    "Conditions": [
        {
            "ConditionType": "ImportantFormKeyConfidenceCheck",
            "ConditionParameters": {
                "ImportantFormKey": "Employee Name",
                "ImportantFormKeyAliases": [
                    "Name",
                    "EmployeeName"
                ],
                "KeyValueBlockConfidenceLessThan": 60,
                "WordBlockConfidenceLessThan": 85
            }
        },
        {
            "ConditionType": "ImportantFormKeyConfidenceCheck",
            "ConditionParameters": {
                "ImportantFormKey": "Pay Date",
                "ImportantFormKeyAliases": [
                    "PayDate",
                    "DateOfPay",
                    "pay-date"
                ],
                "KeyValueBlockConfidenceLessThan": 65,
                "WordBlockConfidenceLessThan": 85
            }
        },
        {
            "ConditionType": "ImportantFormKeyConfidenceCheck",
            "ConditionParameters": {
                "ImportantFormKey": "Gross Pay",
                "ImportantFormKeyAliases": [
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                    "GrossPay",
                    "GrossAmount"
                ],
                "KeyValueBlockConfidenceLessThan": 60,
                "WordBlockConfidenceLessThan": 85
            }
        }
    ]
}

Ejemplo 2: Usar ImportantFormKeyConfidenceCheck

En el siguiente ejemplo, si Amazon Textract detecta un par clave-valor cuya confianza para el bloque
clave-valor es menor que 60 y menor que 90 para cualquier bloque de palabras subyacente, crea un bucle
humano. Se pide a los revisores humanos que revisen todos los pares clave-valor de forma que coincidan
con las comparaciones de valor de confianza.

{
    "Conditions": [
        {
            "ConditionType": "ImportantFormKeyConfidenceCheck",
            "ConditionParameters": {
                "ImportantFormKey": "*"
                "KeyValueBlockConfidenceLessThan": 60,
                "WordBlockConfidenceLessThan": 90
            }
        }
    ]
}

Ejemplo 3: Ejemplo de uso de

En el ejemplo siguiente, el 5% de las inferencias resultantes de unAnalyzeDocumentse envían a los
trabajadores humanos para su revisión. Todos los pares clave-valor detectados devueltos por Amazon
Textract se envían a los trabajadores para su revisión.

{
  "Conditions": [
    {
      "ConditionType": "Sampling",
      "ConditionParameters": {
        "RandomSamplingPercentage": 5
      }
    }
  ]
}

Ejemplo 4: Usar MissingImportantFormKey

En el ejemplo siguiente, siMailing Addresso su alias,Mailing Address:En las claves detectadas
por Amazon Textract, se inicia una revisión humana. Cuando se utiliza la plantilla de tarea de trabajo
predeterminada, la interfaz de usuario del trabajador pedirá a los trabajadores que identifiquen la clave
Mailing Address o Mailing Address: y su valor asociado.

{
    "ConditionType": "MissingImportantFormKey",
    "ConditionParameters": {
        "ImportantFormKey": "Mailing Address",
        "ImportantFormKeyAliases": ["Mailing Address:"]
    }
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}

Ejemplo 5: Ejemplo de uso de ejemplo yImportantFormKeyConfidenceCheckconAndoperador

En este ejemplo, el 5% de los pares clave-valor detectados por Amazon Textract cuya clave es una dePay
Date,PayDate,DateOfPay, o bienpay-dateCon la confianza de que el bloque clave-valor menor que 65
y la confianza de cada uno de los bloques de palabras que componen la clave y el valor sean menores que
85, se envían a los trabajadores para su revisión.

{
  "Conditions": [
    {
      "And": [
        {
          "ConditionType": "Sampling",
          "ConditionParameters": {
            "RandomSamplingPercentage": 5
          }
        },
        {
          "ConditionType": "ImportantFormKeyConfidenceCheck",
            "ConditionParameters": {
                "ImportantFormKey": "Pay Date",
                "ImportantFormKeyAliases": [
                    "PayDate",
                    "DateOfPay",
                    "pay-date"
                ],
                "KeyValueBlockConfidenceLessThan": 65,
                "WordBlockConfidenceLessThan": 85
            }
        }
      ]
    }
  ]
}

Ejemplo 6: Ejemplo de uso de ejemplo yImportantFormKeyConfidenceCheckconAndoperador

Utilice este ejemplo para configurar el flujo de trabajo de revisión humana para enviar siempre inferencias
de baja confianza de un par clave-valor especificado para revisión humana e inferencias de alta confianza
de un par clave-valor a una velocidad especificada.

En el ejemplo siguiente, una revisión humana se inicia de una de las siguientes maneras:

• Pares clave-valor detectados cuya clave es una dePay Date,PayDate,DateOfPay, o bienpay-date,
con confianza clave-valor y bloque de palabras menores de 60, se envían a revisión humana. Sólo se
envían la clave de formulario Pay Date (y sus alias) y los valores asociados a los trabajadores para que
los revisen.

• 5% de pares clave-valor detectados cuya clave es una dePay Date,PayDate,DateOfPay, o bienpay-
date, con confianza clave-valor y bloque de palabras mayores de 90, se envían a revisión humana. Sólo
se envían la clave de formulario Pay Date (y sus alias) y los valores asociados a los trabajadores para
que los revisen.

{
  "Conditions": [
    {
      "Or": [
       {
          "ConditionType": "ImportantFormKeyConfidenceCheck",
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            "ConditionParameters": {
                "ImportantFormKey": "Pay Date",
                "ImportantFormKeyAliases": [
                    "PayDate",
                    "DateOfPay",
                    "pay-date"
                ],
                "KeyValueBlockConfidenceLessThan": 60,
                "WordBlockConfidenceLessThan": 60
            }
        },
        {
            "And": [
                {
                    "ConditionType": "Sampling",
                    "ConditionParameters": {
                        "RandomSamplingPercentage": 5
                    }
                },
                {
                    "ConditionType": "ImportantFormKeyConfidenceCheck",
                        "ConditionParameters": {
                            "ImportantFormKey": "Pay Date",
                            "ImportantFormKeyAliases": [
                                "PayDate",
                                "DateOfPay",
                                "pay-date"
                        ],
                        "KeyValueBlockConfidenceLessThan": 90
                        "WordBlockConfidenceGreaterThan": 90
                    }
                }
            ]
        }
      ]
    }
  ]
}

Ejemplo 7: Ejemplo de uso de ejemplo yImportantFormKeyConfidenceCheckconOroperador

En el siguiente ejemplo, Amazon TextractAnalyzeDocumentdevuelve un par de clave-valor cuya clave es
una dePay Date,PayDate,DateOfPay, o bienpay-date, con la confianza de que el bloque clave-valor
menor que 65 y la confianza de cada uno de los bloques de palabras que componen la clave y el valor
sean menores que 85. Además, el 5% de todas las demás formas inician un bucle humano. Para cada
formulario elegido aleatoriamente, todos los pares clave-valor detectados para ese formulario se envían a
los humanos para su revisión.

{
  "Conditions": [
    {
      "Or": [
        {
          "ConditionType": "Sampling",
          "ConditionParameters": {
            "RandomSamplingPercentage": 5
          }
        },
        {
           "ConditionType": "ImportantFormKeyConfidenceCheck",
            "ConditionParameters": {
                "ImportantFormKey": "Pay Date",
                "ImportantFormKeyAliases": [
                    "PayDate",
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                    "DateOfPay",
                    "pay-date"
                ],
                "KeyValueBlockConfidenceLessThan": 65,
                "WordBlockConfidenceLessThan": 85
            }
          }
        }
      ]
    }
  ]
}

Utilizar el esquema JSON de condiciones de activación del bucle
humano con Amazon Rekognition
Cuando se utiliza con Amazon A2I, elDetectModerationLabelsadmite las siguientes entradas en
laConditionTypeParámetros:

• ModerationLabelConfidenceCheckUtilice este tipo de condición para crear un bucle humano
cuando la confianza de inferencia sea baja para una o más etiquetas especificadas.

• Sampling: utilice esta condición para especificar un porcentaje de todas las inferencias que se enviarán
a los humanos para su revisión. Utilice esta condición para hacer lo siguiente:
• Auditar su modelo de aprendizaje automático mediante el muestreo aleatorio de todas las inferencias

del modelo y el envío de un porcentaje especificado a los humanos para su revisión.
• Con la condición ModerationLabelConfidenceCheck, muestrear aleatoriamente

un porcentaje de las inferencias que cumplían las condiciones especificadas en
ModerationLabelConfidenceCheck para iniciar un bucle humano y enviar solo el porcentaje
especificado a los humanos para su revisión.

Note

Si envía la misma solicitud aDetectModerationLabelsvarias veces, el resultado
deSamplingno cambia para la inferencia de esa entrada. Por ejemplo, si crea
unDetectModerationLabelssolicitar una vez, ySamplingno inicia un bucle humano, las
solicitudes posteriores aDetectModerationLabelscon la misma configuración no inicien un
bucle humano.

Al crear una definición de flujo, si utiliza la plantilla de tarea de trabajador predeterminada
de que se proporciona en laFlujos de trabajo de revisión humanaEn la consola de Amazon
SageMaker, las inferencias enviadas para revisión humana por estas condiciones de activación
se incluyen en la interfaz de usuario de trabajador cuando un trabajador abre la tarea. Si utiliza
una plantilla de tarea de trabajador personalizada, debe incluir el elemento HTML personalizado
<task.input.selectedAiServiceResponse.blocks> para acceder a estas inferencias. Para
obtener un ejemplo de una plantilla personalizada que utiliza este elemento HTML, consulte Ejemplo de
plantilla personalizada para Amazon Rekognition (p. 2494).

Entradas de ModerationLabelConfidenceCheck

Para el ConditionType ModerationLabelConfidenceCheck, se admiten los siguientes
ConditionParameters:

• ModerationLabelNameEl nombre exacto (distingue entre mayúsculas y minúsculas)
deModerationLabeldetectado por la Amazon RekognitionDetectModerationLabels. Puede
especificar el valor «catch-all» especial (*) para indicar cualquier etiqueta de moderación.

• ConfidenceEquals
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• ConfidenceLessThan

• ConfidenceLessThanEquals

• ConfidenceGreaterThan

• ConfidenceGreaterThanEquals

Cuando se utiliza elModerationLabelConfidenceCheck ConditionType, Amazon A2I envía
inferencias de etiqueta para las etiquetas especificadas enModerationLabelNamepara la revisión
humana.

Entradas de muestreo
El ConditionType Sampling admite los ConditionParameters RandomSamplingPercentage.
La entrada para el parámetro RandomSamplingPercentage debe ser un número real entre 0,01 y
100. Este número representa el porcentaje de inferencias que califican para una revisión humana que
se envían a los humanos para su revisión. Si utiliza la condición Sampling sin ninguna otra condición,
este número representa el porcentaje de todas las inferencias que resultan de una sola solicitud
DetectModerationLabel que se envían a los humanos para su revisión.

Examples
Ejemplo 1: UsarModerationLabelConfidenceCheckconAndoperador

El siguiente ejemplo deHumanLoopActivationConditionsinicia un bucle humano cuando se cumplen
una o varias de las condiciones siguientes:

• Amazon Rekognition detecta elGraphic Male NudityLa etiqueta de moderación con una confianza
entre 90 y 99.

• Amazon Rekognition detecta elGraphic Female NudityLa etiqueta de moderación con una
confianza entre 80 y 99.

Tenga en cuenta el uso de laOryAndOperadores lógicos para modelar esta lógica.

Aunque sólo una de las dos condiciones bajo elOrel operador necesita evaluar atruepara crear un bucle
humano, la Augmented AI de Amazon evalúa todas las condiciones. Se pide a los revisores humanos que
revisen las etiquetas de moderación de todas las condiciones que se evaluaron comotrue.

{
     "Conditions": [{
         "Or": [{
                 "And": [{
                         "ConditionType": "ModerationLabelConfidenceCheck",
                         "ConditionParameters": {
                             "ModerationLabelName": "Graphic Male Nudity",
                             "ConfidenceLessThanEquals": 99
                         }
                     },
                     {
                         "ConditionType": "ModerationLabelConfidenceCheck",
                         "ConditionParameters": {
                             "ModerationLabelName": "Graphic Male Nudity",
                             "ConfidenceGreaterThanEquals": 90
                         }
                     }
                 ]
             },
             {
                 "And": [{
                         "ConditionType": "ModerationLabelConfidenceCheck",
                         "ConditionParameters": {
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                             "ModerationLabelName": "Graphic Female Nudity",
                             "ConfidenceLessThanEquals": 99
                         }
                     },
                     {
                         "ConditionType": "ModerationLabelConfidenceCheck",
                         "ConditionParameters": {
                             "ModerationLabelName": "Graphic Female Nudity",
                             "ConfidenceGreaterThanEquals": 80
                         }
                     }
                 ]
             }
         ]
     }]
}

Ejemplo 2: UsarModerationLabelConfidenceCheckPor el valor catch-all (*)

En el siguiente ejemplo, si se detecta una etiqueta de moderación con una confianza igual o mayor que 75,
se inicia un bucle humano. Se pide a los revisores humanos que revisen todas las etiquetas de moderación
con puntuaciones de confianza mayores o iguales a 75.

{
    "Conditions": [
        {
            "ConditionType": "ModerationLabelConfidenceCheck",
            "ConditionParameters": {
                "ModerationLabelName": "*",
                "ConfidenceGreaterThanEquals": 75
            }
        }
    ]
}

Ejemplo 3: Ejemplo de uso de

En el ejemplo siguiente, el 5% de las inferencias de Amazon Rekognition de
unDetectModerationLabelsSe envían a trabajadores humanos. Al utilizar la plantilla de tarea de
trabajador predeterminada proporcionada en la consola de SageMaker, todas las etiquetas de moderación
devueltas por Amazon Rekognition se envían a los trabajadores para su revisión.

{
  "Conditions": [
    {
      "ConditionType": "Sampling",
      "ConditionParameters": {
        "RandomSamplingPercentage": 5
      }
    }
  ]
}

Ejemplo 4: Ejemplo de uso de ejemplo yModerationLabelConfidenceCheckconAndoperador

En este ejemplo, el 5% de las inferencias de Amazon Rekognition delGraphic Male NudityLa etiqueta
de moderación con una confianza superior a 50 son enviados a los trabajadores para su revisión. Cuando
se utiliza la plantilla de tarea de trabajador predeterminada proporcionada en la consola de SageMaker,
sólo se utilizan las inferencias deGraphic Male NuditySe envían a los trabajadores para su revisión.

{
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  "Conditions": [
    {
      "And": [
        {
          "ConditionType": "Sampling",
          "ConditionParameters": {
            "RandomSamplingPercentage": 5
          }
        },
        {
          "ConditionType": "ModerationLabelConfidenceCheck",
          "ConditionParameters": {
            "ModerationLabelName": "Graphic Male Nudity",
            "ConfidenceGreaterThan": 50
          }
        }
      ]
    }
  ]
}

Ejemplo 5: Ejemplo de uso de ejemplo yModerationLabelConfidenceCheckconAndoperador

Utilice este ejemplo para configurar el flujo de trabajo de revisión humana para enviar siempre inferencias
de baja confianza de una etiqueta especificada para revisión humana y inferencias de alta confianza de
una etiqueta a una velocidad especificada.

En el ejemplo siguiente, una revisión humana se inicia de una de las siguientes maneras:

• Las inferencias para la etiqueta de moderación Graphic Male Nudity con puntuaciones de confianza
inferiores a 60 siempre se envían a revisión humana. Solo se envía la etiqueta Graphic Male Nudity
a los trabajadores para que la revisen.

• 5% de todas las inferencias para elGraphic Male NudityLa etiqueta de moderación con
puntuaciones de confianza mayores a 90 se envían a revisión humana. Solo se envía la etiqueta
Graphic Male Nudity a los trabajadores para que la revisen.

{
  "Conditions": [
    {
      "Or": [
        {
          "ConditionType": "ModerationLabelConfidenceCheck",
          "ConditionParameters": {
            "ModerationLabelName": "Graphic Male Nudity",
            "ConfidenceLessThan": 60
          }
        },
        {
            "And": [
                {
                    "ConditionType": "Sampling",
                    "ConditionParameters": {
                        "RandomSamplingPercentage": 5
                    }
                },
                {
                    "ConditionType": "ModerationLabelConfidenceCheck",
                    "ConditionParameters": {
                        "ModerationLabelName": "Graphic Male Nudity",
                        "ConfidenceGreaterThan": 90
                    }
                }
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            ]
        }
      ]
    }
  ]
}

Ejemplo 6: Ejemplo de uso de ejemplo yModerationLabelConfidenceCheckconOroperador

En el siguiente ejemplo, se crea un bucle humano si la respuesta de inferencia de Amazon Rekognition de
Amazon contiene la etiqueta 'Desnudos masculinos explícitos' con una confianza de inferencia superior a
50. Además, el 5% de todas las demás inferencias inician un bucle humano.

{
  "Conditions": [
    {
      "Or": [
        {
          "ConditionType": "Sampling",
          "ConditionParameters": {
            "RandomSamplingPercentage": 5
          }
        },
        {
          "ConditionType": "ModerationLabelConfidenceCheck",
          "ConditionParameters": {
            "ModerationLabelName": "Graphic Male Nudity",
            "ConfidenceGreaterThan": 50
          }
        }
      ]
    }
  ]
}

Eliminar un flujo de trabajo de revisión humana
Cuando elimina un flujo de trabajo de revisión humana o elimina suAWSmientras un bucle humano está
en proceso, el estado del flujo de trabajo de revisión humana cambia aDeleting. Amazon A2I detiene
y elimina automáticamente todos los bucles humanos asociados si los trabajadores no han iniciado las
tareas creadas por esos bucles humanos. Si los trabajadores humanos ya están trabajando en una tarea,
esa tarea seguirá estando disponible hasta que se complete o expire. Mientras los trabajadores sigan
trabajando en una tarea, el estado de flujo de trabajo de revisión humana esDeleting. Si se completan
estas tareas, los resultados se almacenan en el bucket de Amazon S3 especificado en la definición de
flujo.

Al eliminar una definición de flujo no se elimina ninguna respuesta de trabajador del bucket de S3. Si las
tareas se completaron, pero eliminó suAWS, los resultados se almacenan en el depósito de servicio de
Augmented AI durante 30 días y, a continuación, se eliminan permanentemente.

Después de que se hayan eliminado todos los bucles humanos, el flujo de trabajo de revisión humana se
elimina permanentemente. Cuando se ha eliminado un flujo de trabajo de revisión humana, puede volver a
utilizar su nombre para crear un nuevo flujo de trabajo de revisión humana.

Puede que desee eliminar un flujo de trabajo de revisión humana por cualquiera de los siguientes motivos:

• Ha enviado datos a un conjunto de revisores humanos y desea eliminar todos los bucles humanos no
iniciados porque no desea que esos trabajadores trabajen más en esas tareas.
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• La plantilla de tarea de trabajo utilizada para generar la interfaz de usuario de trabajo no se representa
correctamente o no funciona como se esperaba.

Después de eliminar un flujo de trabajo de revisión humana, se producen los siguientes cambios:

• El flujo de trabajo de revisión humana ya no aparece en la pestañaFlujos de trabajo de revisión
humanaEn el área de Augmented AI de la consola de Amazon SageMaker.

• Cuando se utiliza el nombre de flujo de trabajo de revisión humana como entrada a las operaciones
de la API deDescribeFlowDefinitionorDeleteFlowDefinition, la Augmented AI devuelve
unResourceNotFoundERROR

• Cuando usaListFlowDefinitions, los flujos de trabajo de revisión humana eliminados no se
incluyen en los resultados.

• Cuando se utiliza el ARN de flujo de trabajo de revisión humana como entrada a la operación de
la API de tiempo de ejecución de Augmented AIListHumanLoops, la Augmented AI devuelve
unResourceNotFoundException.

Eliminar una definición de flujo mediante la consola o
la API de SageMaker
Puede eliminar un flujo de trabajo de revisión humana en la pestañaFlujos de trabajo de revisión
humanaen el área de Augmented AI de la consola de SageMaker o mediante la API de SageMaker.

Las definiciones de flujo solo se pueden eliminar si su estado es Active.

Eliminar un flujo de trabajo de revisión humana (consola)

1. Vaya a la consola de Augmented AI enhttps://console.aws.amazon.com/a2i/.
2. En el panel de navegación, en la pestañaAugmented AIEn la sección, elija.Flujos de trabajo de

revisión humana.
3. Seleccione el nombre de hiperenlace del flujo de trabajo de revisión humana que desee eliminar.
4. En la páginaResumende su flujo de trabajo de revisión humana, elijaEliminar.
5. En el cuadro de diálogo que le solicita que confirme que desea eliminar el flujo de trabajo de revisión

humana, seleccione Eliminar.

Se le redirigirá automáticamente a la página Flujos de trabajo de revisión humana . Mientras se elimina el
flujo de trabajo de revisión humana, el estado Eliminando aparece en la columna de estado de dicho flujo
de trabajo. Después de que se efectúe la eliminación, no aparece en la lista de flujos de trabajo de esta
página.

Eliminar un flujo de trabajo de revisión humana (API)

Puede eliminar un flujo de trabajo de revisión humana (definición de flujo) mediante
elDeleteFlowDefinitionOperación API. Esta operación de la API se admite a través de AWS CLI y una
variedad de SDK específicos del idioma. En la tabla siguiente se muestran las solicitudes de ejemplo que
utilizan SDK for Python (Boto3) y elAWS CLIpara eliminar el flujo de trabajo de revisión humana,example-
flow-definition.

AWS SDK for Python (Boto3)

En el siguiente ejemplo de solicitud se utiliza el SDK for Python (Boto3) para eliminar el flujo de
trabajo de revisión humana. Para obtener más información, consultedelete_flow_definitionen
laAWSReferencia de la API de SDK para Python (Boto).
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import boto3

sagemaker_client = boto3.client('sagemaker')
response = sagemaker_client.delete_flow_definition(FlowDefinitionName='example-flow-
definition')

AWS CLI

En el siguiente ejemplo de solicitud se utiliza la propiedadAWSCLI para eliminar el flujo de trabajo
de revisión humana. Para obtener más información, consultedelete-flow-definiciónen laAWS
CLIReferencia de los comandos de la.

$ aws sagemaker delete-flow-definition --flow-definition-name 'example-flow-definition'

Si la acción se realiza correctamente, la Augmented AI devuelve una respuesta HTTP 200 con un cuerpo
HTTP vacío.

Crear e iniciar un bucle humano
Un bucle humano inicia el flujo de trabajo de revisión humana y envía tareas de revisión de datos a los
trabajadores humanos. Cuando utiliza uno de los tipos de tareas integrados de Amazon A2I,AWSCuando
crea e inicia un bucle humano en su nombre cuando se cumplen las condiciones especificadas en la
definición de flujo. Si no se especifica ninguna condición en la definición de flujo, se crea un bucle humano
para cada objeto. Cuando se utiliza Amazon A2I para una tarea personalizada, se inicia un bucle humano
cuando la aplicación llama aStartHumanLoop.

Utilice las siguientes instrucciones para configurar un bucle humano con tipos de tareas integrados de
Amazon Rekognition o Amazon Textract y tipos de tareas personalizados.

Requisitos previos

Para crear e iniciar un bucle humano, debe adjuntarAmazonAugmentedAIFullAccessa laAWS
Identity and Access ManagementUsuario o rol de IAM que configura o inicia el bucle humano. Esta es la
identidad que utiliza para configurar el bucle humano medianteHumanLoopConfigpara los tipos de tareas
integrados. En el caso de los tipos de tareas personalizados, esta es la identidad que utiliza para llamar
aStartHumanLoop.

Además, cuando se utiliza un tipo de tarea integrado, el rol o usuario de IAM debe tener permiso
para invocar las operaciones de la API deAWSasociado con el tipo de tarea. Por ejemplo, si
utiliza Amazon Rekognition con Augmented AI, debe adjuntar los permisos necesarios para llamar
aDetectModerationLabels. Para obtener ejemplos de políticas basadas en la identidad que puede
utilizar para conceder estos permisos, consulte Ejemplos de políticas basadas en identidad de Amazon
Rekognition yEjemplos de políticas basadas en identidad de Amazon Textract. También puede utilizar la
política más generalAmazonAugmentedAIIntegratedAPIAccesspara conceder estos permisos. Para
obtener más información, consulte Crear un usuario de IAM con permisos para invocar las operaciones de
la API de Amazon A2I, Amazon Textract y Amazon Rekognition (p. 2514) .

Para crear e iniciar un bucle humano, necesita un ARN de definición de flujo. Para obtener información
sobre cómo crear una definición de flujo (o un flujo de trabajo de revisión humana), consulte Crear un flujo
de trabajo de revisión humana (p. 2460).

Important

Amazon A2I requiere que todos los depósitos S3 que contengan datos de imagen de entrada
de bucle humano tengan adjunta una política CORS. Para obtener más información sobre este
cambio, consulteRequisito de permiso CORS (p. 2510).
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Crear e iniciar un bucle humano para un tipo de tarea
integrado
Para iniciar un bucle humano usando un tipo de tarea incorporado, utilice la API del servicio
correspondiente para proporcionar los datos de entrada y configurar el bucle humano. Para
Amazon Textract, se utiliza laAnalyzeDocumentOperación API. Para Amazon Rekognition, utiliza
elDetectModerationLabelsOperación API. Puede utilizarAWS CLIo un SDK específico del idioma para
crear solicitudes mediante estas operaciones API.

Important

Cuando crea un bucle humano mediante un tipo de tarea integrado, puede
utilizarDataAttributespara especificar un conjunto deContentClassifiersrelacionados con
la entrada proporcionada aStartHumanLoop. Utilice clasificadores de contenido para declarar
que su contenido está libre de información de identificación personal o contenido para adultos.
Para utilizar Amazon Mechanical Turk, asegúrese de que sus datos estén libres de información
de identificación personal, incluida la información sanitaria protegida bajo HIPAA. Inclusión
delFreeOfPersonallyIdentifiableInformationClasificador de contenido. Si no utiliza
este clasificador de contenido, SageMaker no envía su tarea a Mechanical Turk. Si sus datos
no contienen contenido para adultos, incluya también'FreeOfAdultContent'Clasificador.
Si no utiliza estos clasificadores de contenido, SageMaker puede restringir los trabajadores de
Mechanical Turk que pueden ver la tarea.

Después de iniciar el trabajo ML utilizandoAWS, Amazon A2I supervisa los resultados de inferencia
de dicho servicio. Por ejemplo, cuando se ejecuta un trabajo con Amazon Rekognition, Amazon A2I
comprueba la puntuación de confianza de inferencia de cada imagen y la compara con los umbrales de
confianza especificados en la definición de flujo. Si se cumplen las condiciones para iniciar una tarea
de revisión humana o si no ha especificado condiciones en la definición de flujo, se envía una tarea de
revisión humana a los trabajadores.

Crear un bucle humano de Amazon Textract
Amazon A2I se integra con Amazon Textract para que pueda configurar e iniciar un bucle humano usando
la API de Amazon Textract. Para enviar un archivo de documento a Amazon Textract para su análisis
de documentos, utilice elAnalyzeDocumentOperación de la API. Para agregar un bucle humano a este
trabajo de análisis de documentos, debe configurar el parámetroHumanLoopConfig.

Cuando configura el bucle humano, la definición de flujo que especifica
enFlowDefinitionArndeHumanLoopConfigdebe encontrarse en la mismaAWSRegión como el
depósito identificado enBucketde laDocumentParámetro.

En la tabla siguiente se muestran ejemplos de cómo utilizar esta operación conAWS CLIyAWS SDK for
Python (Boto3).

AWS SDK for Python (Boto3)

En el ejemplo de solicitud siguiente se utiliza el SDK for Python (Boto3). Para obtener más
información, consulteanalyze_documenten laAWSReferencia de la API de SDK para Python (Boto).

import boto3

textract = boto3.client('textract', aws_region)

response = textract.analyze_document(
            Document={'S3Object': {'Bucket': bucket_name, 'Name': document_name}},
            FeatureTypes=["TABLES", "FORMS"],
            HumanLoopConfig={
                'FlowDefinitionArn':
 'arn:aws:sagemaker:aws_region:aws_account_number:flow-definition/flow_def_name',
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                'HumanLoopName': 'human_loop_name',
                'DataAttributes': {'ContentClassifiers':
 ['FreeOfPersonallyIdentifiableInformation','FreeOfAdultContent']}
            }
          )

AWS CLI

En el siguiente ejemplo de solicitud se utiliza la CLI de AWS. Para obtener más información,
consulteDocumento de análisisen laAWS CLIReferencia de los comandos de la.

$ aws textract analyze-document \
     --document '{"S3Object":{"Bucket":"bucket_name","Name":"document_name"}}' \
     --human-loop-config
 HumanLoopName="human_loop_name",FlowDefinitionArn="arn:aws:sagemaker:aws-
region:aws_account_number:flow-
definition/
flow_def_name",DataAttributes='{ContentClassifiers=["FreeOfPersonallyIdentifiableInformation",
 "FreeOfAdultContent"]}' \
     --feature-types '["TABLES", "FORMS"]'

$ aws textract analyze-document \
     --document '{"S3Object":{"Bucket":"bucket_name","Name":"document_name"}}' \
     --human-loop-config \
         
 '{"HumanLoopName":"human_loop_name","FlowDefinitionArn":"arn:aws:sagemaker:aws_region:aws_account_number:flow-
definition/flow_def_name","DataAttributes": {"ContentClassifiers":
["FreeOfPersonallyIdentifiableInformation","FreeOfAdultContent"]}}' \
     --feature-types '["TABLES", "FORMS"]'

Después de ejecutarAnalyzeDocumentcon un bucle humano configurado, Amazon A2I supervisa los
resultados deAnalyzeDocumenty lo compara con las condiciones de activación de la definición de
flujo. Si la puntuación de confianza de inferencia de Amazon Textract de para uno o más pares clave-
valor cumple las condiciones de revisión, Amazon A2I inicia un bucle de revisión humana e incluye
laHumanLoopActivationOutputen laAnalyzeDocumentresponse.

Crear un bucle humano de Amazon Rekognition
Amazon A2I se integra con Amazon Rekognition para que pueda configurar e iniciar un bucle humano
usando la API de Amazon Rekognition. Para enviar imágenes a Amazon Rekognition para moderar el
contenido, utiliza laDetectModerationLabelsOperación de la API. Para configurar un bucle humano,
establezca el parámetro HumanLoopConfig cuando configure DetectModerationLabels.

Cuando configura el bucle humano, la definición de flujo que especifica
enFlowDefinitionArndeHumanLoopConfigdebe encontrarse en la mismaAWSLa región es el bucket
de S3 identificado enBucketde laImageParámetro.

En la tabla siguiente se muestran ejemplos de cómo utilizar esta operación conAWS CLIyAWS SDK for
Python (Boto3).

AWS SDK for Python (Boto3)

En el ejemplo de solicitud siguiente se utiliza el SDK for Python (Boto3). Para obtener más
información, consultedetect_moderation_labelsen laAWSReferencia de la API de SDK para Python
(Boto).

import boto3
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rekognition = boto3.client("rekognition", aws_region)

response = rekognition.detect_moderation_labels( \
        Image={'S3Object': {'Bucket': bucket_name, 'Name': image_name}}, \
        HumanLoopConfig={ \
            'HumanLoopName': 'human_loop_name', \
            'FlowDefinitionArn': ,
 "arn:aws:sagemaker:aws_region:aws_account_number:flow-definition/flow_def_name" \
            'DataAttributes': {'ContentClassifiers':
 ['FreeOfPersonallyIdentifiableInformation','FreeOfAdultContent']}
         })

AWS CLI

En el siguiente ejemplo de solicitud se utiliza la CLI de AWS. Para obtener más información,
consulteDetect-moderation-labelsen laAWS CLIReferencia de los comandos de la.

$ aws rekognition detect-moderation-labels \
    --image "S3Object={Bucket='bucket_name',Name='image_name'}" \
    --human-loop-config
 HumanLoopName="human_loop_name",FlowDefinitionArn="arn:aws:sagemaker:aws_region:aws_account_number:flow-
definition/
flow_def_name",DataAttributes='{ContentClassifiers=["FreeOfPersonallyIdentifiableInformation",
 "FreeOfAdultContent"]}'

$ aws rekognition detect-moderation-labels \
    --image "S3Object={Bucket='bucket_name',Name='image_name'}" \
    --human-loop-config \
        '{"HumanLoopName": "human_loop_name", "FlowDefinitionArn":
 "arn:aws:sagemaker:aws_region:aws_account_number:flow-definition/flow_def_name",
 "DataAttributes": {"ContentClassifiers": ["FreeOfPersonallyIdentifiableInformation",
 "FreeOfAdultContent"]}}'

Después de ejecutarDetectModerationLabelscon un bucle humano configurado, Amazon A2I
supervisa los resultados deDetectModerationLabelsy lo compara con las condiciones de activación de
la definición de flujo. Si la puntuación de confianza de inferencia de Amazon Rekognition de una imagen
cumple las condiciones de revisión, Amazon A2I inicia un bucle de revisión humana e incluye el elemento
de respuesta deHumanLoopActivationOutputen laDetectModerationLabelsresponse.

Crear e iniciar un bucle humano para un tipo de tarea
personalizado
Para configurar un bucle humano para una tarea de revisión humana personalizada, utilice la operación
StartHumanLoop dentro de la aplicación. Esta sección proporciona un ejemplo de una solicitud de
bucle humano utilizando AWS SDK for Python (Boto3) y la AWS Command Line Interface (AWS CLI).
Para obtener documentación sobre otros SDK específicos del idioma que admitenStartHumanLoop,
utiliceConsulte tambiénsección deStartHumanLoopEn la documentación de Amazon Augmented AI
Runtime. ConsulteCasos de uso y ejemplos (p. 2452)para ver ejemplos que demuestran cómo utilizar
Amazon A2I con un tipo de tarea personalizado.

Requisitos previos

Para completar este procedimiento, se necesita lo siguiente:

• Datos de entrada formateados como una representación de cadena de un archivo con formato JSON
• El nombre de recursos de Amazon (ARN) de su definición de flujo
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Para configurar el bucle humano

1. Para DataAttributes, especifique un conjunto de ContentClassifiers relacionado con la
entrada proporcionada a la operación StartHumanLoop. Utilice clasificadores de contenido para
declarar que su contenido está libre de información de identificación personal o contenido para
adultos.

Para utilizar Amazon Mechanical Turk, asegúrese de que sus datos estén libres de información
de identificación personal, incluida la información médica protegida bajo HIPAA, e incluya
laFreeOfPersonallyIdentifiableInformationClasificador de contenido. Si no utiliza este
clasificador de contenido, SageMaker no envía su tarea a Mechanical Turk. Si sus datos no contienen
contenido para adultos, incluya también'FreeOfAdultContent'Clasificador. Si no utiliza estos
clasificadores de contenido, puede restringir los trabajadores de SageMaker Mechanical Turk que
pueden ver la tarea.

2. Para FlowDefinitionArn, introduce el nombre de recurso de Amazon (ARN) de tu definición de
flujo.

3. Para HumanLoopInput, introduzca los datos de entrada como una representación de cadena de
un archivo con formato JSON. Estructure los datos de entrada y la plantilla de tareas de trabajo
personalizada para que los datos de entrada se muestren correctamente a los trabajadores
humanos cuando inicie el bucle humano. ConsulteVista previa de una plantilla de tarea de
trabajador (p. 2498)para obtener información sobre cómo obtener una vista previa de la plantilla de
tareas de trabajo personalizada.

4. Para HumanLoopName, introduzca un nombre para el bucle humano. El nombre debe ser único dentro
de la región en su cuenta y puede tener hasta 63 caracteres. Los caracteres válidos son a-z, 0-9 y -
(guión).

Para iniciar un bucle humano

• Para iniciar un bucle humano, envíe una solicitud similar a los siguientes ejemplos utilizando su SDK
específico del idioma preferido.

AWS SDK for Python (Boto3)

En el ejemplo de solicitud siguiente se utiliza el SDK for Python (Boto3). Para obtener más
información, consulteTiempo de ejecución de Augmented AI de Boto 3en laAWSReferencia de la API
de SDK para Python (Boto).

import boto3

a2i_runtime_client = boto3.client('sagemaker-a2i-runtime')

response = a2i_runtime_client.start_human_loop(
    HumanLoopName='human_loop_name',
    FlowDefinitionArn='arn:aws:sagemaker:aws-region:xyz:flow-definition/flow_def_name',
    HumanLoopInput={
        'InputContent': '{"InputContent": "{\"prompt\":\"What is the answer?\"}"}'    
    },
    DataAttributes={
        'ContentClassifiers': [
            'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent',
        ]
    }
)

AWS CLI

En el siguiente ejemplo de solicitud se utiliza la CLI de AWS. Para obtener más información,
consultestart-human-loopen laAWS CLIReferencia de los comandos de la.
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$ aws sagemaker-a2i-runtime start-human-loop
        --flow-definition-arn 'arn:aws:sagemaker:aws_region:xyz:flow-
definition/flow_def_name' \
        --human-loop-name 'human_loop_name' \
        --human-loop-input '{"InputContent": "{\"prompt\":\"What is the answer?\"}"}' \
        --data-attributes
 ContentClassifiers="FreeOfPersonallyIdentifiableInformation","FreeOfAdultContent" \

Cuando inicia con éxito un bucle humano invocandoStartHumanLoopdirectamente, la respuesta incluye
unHumanLoopARNy aHumanLoopActivationResultsque se establece enNULL. Puede usar este
nombre del bucle humano para monitorizar y administrar su bucle humano.

Pasos siguientes:
Después de iniciar un bucle humano, puede administrarlo y supervisarlo con la API de Augmented AI de y
los Amazon CloudWatch Events. Para obtener más información, consulte Supervise y administre su bucle
humano (p. 2499).

Eliminar un bucle humano
Cuando elimina un bucle humano, el estado cambia aDeleting. Cuando se elimina el bucle humano,
la tarea de revisión humana asociada ya no está disponible para los trabajadores. Es posible que desee
eliminar un bucle humano en una de las siguientes circunstancias:

• La plantilla de tarea de trabajo utilizada para generar la interfaz de usuario de trabajo no se representa
correctamente o no funciona como se esperaba.

• Un único objeto de datos se envió accidentalmente a los trabajadores varias veces.
• Ya no necesita un objeto de datos revisado por un humano.

Si el estado de un bucle humano esInProgress, debe detener el bucle humano antes de eliminarlo.
Cuando se detiene un bucle humano, el estado cambia aStoppingMientras se está deteniendo. Cuando
el estado cambia aStopped, puede eliminar el bucle humano.

Si los trabajadores humanos ya están trabajando en una tarea cuando se detiene el bucle humano
asociado, esa tarea seguirá estando disponible hasta que se complete o expire. Mientras los trabajadores
sigan trabajando en una tarea, el estado de tu bucle humano esStopping. Si se completan estas tareas,
los resultados se almacenan en el URI de bucket de Amazon S3 especificado en el flujo de trabajo de
revisión humana. Si el trabajador deja la tarea sin enviar trabajo, se detiene y el trabajador no puede volver
a la tarea. Si ningún trabajador ha comenzado a trabajar en la tarea, se detiene inmediatamente.

Si elimina elAWSutilizada para crear el bucle humano, se detiene y se elimina automáticamente.

Retención y eliminación de datos de bucle humano
Cuando un trabajador humano completa una tarea de revisión humana, los resultados se almacenan en el
bucket de salida de Amazon S3 especificado en el flujo de trabajo de revisión humana utilizado para crear
el bucle humano. Eliminar o detener un bucle humano no elimina las respuestas de los trabajadores de su
bucket de S3.

Además, Amazon A2I almacena temporalmente los datos de entrada y salida de bucle humano
internamente por las siguientes razones:

• Si configura los bucles humanos para que se envíe un único objeto de datos a varios trabajadores
para su revisión, Amazon A2I no escribe los datos de salida en el bucket de S3 hasta que todos los
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trabajadores hayan completado la tarea de revisión. Amazon A2I almacena internamente respuestas
parciales, respuestas de trabajadores individuales, para que pueda escribir resultados completos en su
bucket de S3.

• Si notificas un resultado de una revisión humana de baja calidad, Amazon A2I puede investigar y
responder a tu problema.

• Si pierde el acceso o elimina el bucket S3 de salida especificado en el flujo de trabajo de revisión
humana utilizado para crear un bucle humano, y la tarea ya se ha enviado a uno o más trabajadores,
Amazon A2I necesita un lugar para almacenar temporalmente los resultados de la revisión humana.

Amazon A2I elimina estos datos internamente 30 días después de que el estado de un bucle humano
cambie a uno de los siguientes:Deleted,Stopped, o bienCompleted. En otras palabras, los datos se
eliminan 30 días después de que el bucle humano se haya completado, detenido o eliminado. Además,
estos datos se eliminan después de 30 días si cierra elAWSque se utiliza para crear bucles humanos
asociados.

Detener y eliminar una definición de flujo mediante la
consola o la API de Amazon A2I
Puede detener y eliminar un bucle humano en la consola de Augmented AI o mediante la API de
SageMaker. Cuando se ha eliminado el bucle humano, el estado cambia aDeleted.

Eliminar un bucle humano (consola)

1. Vaya a la consola de Augmented AI enhttps://console.aws.amazon.com/a2i/.
2. En el panel de navegación, en laAugmented AIEn, elijaFlujos de trabajo de revisión humana.
3. Elija el nombre de hiperenlace del flujo de trabajo de revisión humana que utilizó para crear el bucle

humano que desea eliminar.
4. En el navegadorLoops humanosEn la parte inferior de la página, seleccione el bucle humano que

desee detener y eliminar.
5. Si el estado de bucle humano esCompleted,Stopped, o bienFailedEn, seleccioneEliminar.

Si el bucle humanoEstadoesInProgressEn, seleccionedetiene. Cuando el estado cambia
aDetenidaEn, seleccioneEliminar.

Eliminar un bucle humano (API)

1. Compruebe el estado de su bucle humano utilizando la API de tiempo de ejecución de Augmented
AIDescribeHumanLoop. Consulte los ejemplos que utilizan esta operación en la tabla siguiente.

AWS SDK for Python (Boto3)

El siguiente ejemplo utiliza el SDK for Python (Boto3) para describir el bucle
humano denominadoejemplo, bucle humano. Para obtener más información,
consultedescribe_human_loopen laAWSReferencia de API de SDK para Python (Boto).

import boto3

a2i_runtime_client = boto3.client('sagemaker-a2i-runtime')
response = a2i_runtime_client.describe_human_loop(HumanLoopName='example-human-
loop')
human_loop_status = response['HumanLoopStatus']
print(f'example-human-loop status is: {human_loop_status}')
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AWS CLI

El siguiente ejemplo utiliza laAWSCLI para describir el bucle humano llamadoejemplo, bucle
humano. Para obtener más información, consulteDescribe humano-bucleen laAWS CLIReferencia
de los comandos de la.

$ aws sagemaker-a2i-runtime describe-human-loop --human-loop-name 'example-human-
loop'

2. Si el estado de definición de flujo esCompleted,Stopped, o bienFailed, elimine la definición de flujo
mediante la operación Augmented AI Runtime APIDeleteHumanLoop.

AWS SDK for Python (Boto3)

El siguiente ejemplo utiliza el SDK for Python (Boto3) para eliminar el bucle
humano denominadoejemplo, bucle humano. Para obtener más información,
consultedelete_human_loopen laAWSReferencia de API de SDK para Python (Boto).

import boto3

a2i_runtime_client = boto3.client('sagemaker-a2i-runtime')
response = a2i_runtime_client.delete_human_loop(HumanLoopName='example-human-loop')

AWS CLI

El siguiente ejemplo utiliza laAWSCLI para eliminar el bucle humano llamadoejemplo, bucle
humano. Para obtener más información, consultedelete-human-loopen laAWS CLIReferencia de
los comandos de la.

$ aws sagemaker-a2i-runtime delete-human-loop --human-loop-name 'example-human-
loop'

Si el estado de bucle humano esInProgress, detenga el bucle humano utilizandoStopHumanLoopY
utiliceDeleteHumanLooppara eliminarlo.

AWS SDK for Python (Boto3)

El siguiente ejemplo utiliza el SDK for Python (Boto3) para describir el bucle
humano denominadoejemplo, bucle humano. Para obtener más información,
consultestop_human_loopen laAWSReferencia de API de SDK para Python (Boto).

import boto3

a2i_runtime_client = boto3.client('sagemaker-a2i-runtime')
response = a2i_runtime_client.stop_human_loop(HumanLoopName='example-human-loop')

AWS CLI

El siguiente ejemplo utiliza laAWSCLI para describir el bucle humano llamadoejemplo, bucle
humano. Para obtener más información, consultestop-human-loopen laAWS CLIReferencia de los
comandos de la.

$ aws sagemaker-a2i-runtime stop-human-loop --human-loop-name 'example-human-loop'
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Creación y administración de plantillas de tareas de
trabajo

Puede crear una interfaz de usuario de tareas para sus trabajadores mediante la creación de unplantilla de
tarea de trabajador. Una plantilla de tarea de trabajo es un archivo HTML que se utiliza para mostrar los
datos de entrada e instrucciones para ayudar a los trabajadores a completar la tarea.

Para los tipos de tareas de Amazon Rekognition o Amazon Textract, puede personalizar una plantilla de
tareas de trabajo prefabricada mediante una interfaz gráfica de usuario (GUI) y evitar la interacción con el
código HTML. Para esta opción, utilice las instrucciones deCrear un flujo de trabajo de revisión humana
(consola) (p. 2461)para crear un flujo de trabajo de revisión humana y personalizar la plantilla de tareas de
trabajador en la consola de Amazon SageMaker. Una vez que cree una plantilla con estas instrucciones,
aparecerá en la página de plantillas de tareas de trabajo de laConsola de Augmented AI.

Si está creando un flujo de trabajo de revisión humana para un tipo de tarea personalizado, debe crear
unplantilla de tarea de trabajador personalizadausando código HTML. Para obtener más información,
consulte Crear plantillas de tarea de trabajador personalizadas (p. 2491).

Si crea su plantilla con HTML, debe utilizar esta plantilla para generar un Amazon A2INombre de recurso
de Amazon (ARN) de la tarea humanaEn la consola de Amazon A2I. El ARN tiene el siguiente formato:
arn:aws:sagemaker:<aws-region>:<aws-account-number>:human-task-ui/<template-
name>. Este ARN está asociado a un recurso de plantilla de tareas de trabajo que puede utilizar en uno o
más flujos de trabajo de revisión humana (definiciones de flujo).

Genere un ARN de interfaz de usuario de tarea humana mediante una plantilla de tarea de
trabajador siguiendo las instrucciones que se encuentran enCreación de una plantilla de tarea de
trabajador (p. 2490)o mediante el uso de la función CreateHumanTaskUiOperación de la API.

Temas
• Creación y eliminación de plantillas de tareas de trabajo (p. 2489)
• Crear plantillas de tarea de trabajador personalizadas (p. 2491)
• Creación de instrucciones correctas de trabajador (p. 2498)

Creación y eliminación de plantillas de tareas de
trabajo
Puede utilizar una plantilla de trabajador para personalizar la interfaz y las instrucciones que ven los
trabajadores al trabajar en las tareas. Siga las instrucciones de esta página para crear una plantilla de
tarea de trabajador en el área Augmented AI de la consola de Amazon SageMaker. Se proporciona una
plantilla de inicio para las tareas Amazon Textract y Amazon Rekognition. Para obtener más información
sobre cómo personalizar la plantilla mediante elementos crowd HTML, consulte Crear plantillas de tarea de
trabajador personalizadas (p. 2491).

Al crear una plantilla de trabajador en la página Plantillas de tareas de trabajo del área Augmented AI
de la consola de SageMaker, se genera un ARN de plantilla de tarea de trabajador. Utilice este ARN
como entrada paraHumanTaskUiArnAl crear una definición de flujo mediante la operación de la API de
CreateFlowDefinition. Puede elegir esta plantilla al crear un flujo de trabajo de revisión humana en la
página Flujos de trabajo de revisión humana de la consola.

Si va a crear un recurso de plantilla de tareas de trabajo para un tipo de tarea de Amazon Textract o
Amazon Rekognition, puede obtener una vista previa de la interfaz de usuario de trabajador que se genera
a partir de la plantilla en la página de consola de plantillas de tareas de trabajo. Debe adjuntar la directiva
descrita enHabilitar vistas previas de plantillas de tareas del trabajador  (p. 2514)Para la función de IAM
que utiliza para obtener una vista previa de la plantilla.
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Creación de una plantilla de tarea de trabajador
Puede crear una plantilla de tarea de trabajo con la consola de SageMaker y con la operación API de
SageMaker CreateHumanTaskUi.

Crear una plantilla de tarea de trabajador (consola)

1. Abra la consola de Amazon A2I enhttps://console.aws.amazon.com/a2i/.
2. UNDERAmazon Augmented AIEn el panel de navegación izquierdo, elijaPlantillas de tareas de.
3. Elija Create template (Crear plantilla).
4. En Template name (Nombre de plantilla), introduzca un nombre único.
5. (Opcional) Escriba unRol de IAMque concede a Amazon A2I los permisos necesarios para llamar a

servicios de en su nombre.
6. EnTipo de plantilla, elija un tipo de plantilla en la lista desplegable. Si está creando una plantilla para

una tarea de Textract-form extraction (Extracción de formulario de Textract) o Rekognition-image
moderation (Moderación de imagen de Rekognition), elija la opción adecuada.

7. Introduzca los elementos de la plantilla personalizada de la siguiente manera:

• Si seleccionó la plantilla de tareas de Amazon Textract o Amazon Rekognition, elEditor de
plantillasSe rellena automáticamente con una plantilla predeterminada que puede personalizar.

• Si utiliza una plantilla personalizada, introduzca la plantilla predefinida en el editor.
8. (Opcional) Para completar este paso, debe proporcionar un ARN de rol de IAM con permiso para leer

objetos de Amazon S3 que se renderizan en su interfaz de usuario enPaso 5.

Solo puede obtener una vista previa de la plantilla si está creando plantillas para Amazon Textract o
Amazon Rekognition.

SeleccionarVer vista previaPara previsualizar la interfaz y las instrucciones que ven los trabajadores.
Esta es una vista previa interactiva. Después de completar la tarea de ejemplo y seleccionar Submit
(Enviar), verá el resultado de la tarea que acaba de realizar.

Si está creando una plantilla de tarea del trabajador para un tipo de tarea personalizado,
puede obtener una vista previa de la interfaz de usuario de la tarea del trabajador mediante
RenderUiTemplate. Para obtener más información, consulte Vista previa de una plantilla de tarea
de trabajador (p. 2498).

9. Cuando esté satisfecho con la plantilla, elija Create (Crear).

Una vez creada la plantilla, puede seleccionarla cuando cree un flujo de trabajo de revisión
humana en la consola. La plantilla también aparece en elAmazon Augmented AIde la consola de
SageMaker enPlantillas de tareas de. Elija la plantilla para ver su ARN. Utilice este ARN cuando use la
CreateFlowDefinitionOperación de la API.

Crear una plantilla de tarea de trabajo mediante una plantilla de tarea de trabajo (API)

Para generar una plantilla de tarea de trabajador mediante la operación de la API de SageMaker
CreateHumanTaskUi, especifique un nombre para su interfaz de usuario enHumanTaskUiNamee
ingrese su plantilla HTML enContentUNDERUiTemplate. Busque documentación sobre los SDK
específicos del idioma que admiten esta operación de API en elConsulte tambiénSección sobre de la
CreateHumanTaskUi.

Eliminación de una plantilla de tarea de trabajador
Una vez que haya creado una plantilla de tarea de trabajo, puede eliminarla mediante la consola de
SageMaker o la operación de la API de SageMakerDeleteHumanTaskUi.
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Cuando elimina una plantilla de tarea de trabajo, no puede utilizar flujos de trabajo de revisión humana
(definiciones de flujo) creados con esa plantilla para iniciar bucles humanos. Los bucles humanos que
ya se hayan creado con la plantilla de tareas de trabajo que elimine se seguirán procesando hasta su
finalización y no se verán afectados.

Eliminación de una plantilla de tarea de trabajador (consola)

1. Abra la consola de Amazon A2I enhttps://console.aws.amazon.com/a2i/.
2. En Amazon Augmented AI en el panel de navegación izquierdo, elijaPlantillas de tareas de.
3. Seleccione la plantilla que desea eliminar.
4. SeleteEliminar.
5. Un modal aparece para confirmar su elección. SelectEliminar.

Eliminación de una plantilla de tarea de trabajador (API)

Para eliminar una plantilla de tarea de trabajador mediante la operación de la API de SageMaker
DeleteHumanTaskUi, especifique un nombre de su interfaz de usuario enHumanTaskUiName.

Crear plantillas de tarea de trabajador personalizadas
Crowd HTML Elements son componentes web que proporcionan una serie de widgets de tareas y
elementos de diseño que puede adaptar a la pregunta que desea hacer. Puede utilizar estos elementos
crowd para crear una plantilla de trabajador personalizada e integrar esta plantilla con un flujo de trabajo de
revisión humana de Amazon Augmented AI (Amazon A2I) para personalizar la consola de trabajador y las
instrucciones.

Para obtener una lista de todos los elementos HTML crowd disponibles para los usuarios de Amazon
A2I, consulteReferencia de Crowd HTML Elements (p. 521). Para ver ejemplos de plantillas, consulte
laAWSRepositorio GitHub, que contiene más de 60 plantillas de tareas personalizadas de ejemplo.

Desarrollar plantillas localmente
Al estar en la consola para probar cómo la plantilla procesará los datos entrantes, puede probar el aspecto
y el funcionamiento del HTML de la plantilla y los elementos personalizados en su navegador añadiendo
este código en la parte superior de su archivo HTML.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

Esto carga el código necesario para representar los elementos de HTML personalizados. Use este código
si quiere desarrollar el aspecto de la plantilla en su editor preferido en lugar de hacerlo en la consola.

Este código no analizará sus variables. Es posible que quiera sustituirlas con contenido de ejemplo,
mientras realiza las tareas de desarrollo localmente.

Uso de recursos externos
Las plantillas personalizadas Amazon Augmented AI (Amazon Augmented AI) le permiten incorporar
scripts externos y hojas de estilo. Por ejemplo, el encabezado siguiente incrusta un nombre text/css de
hoja de estilo stylesheet ubicado en https://www.example.com/my-enhancement-styles.css
en la plantilla personalizada.

Example

<script src="https://www.example.com/my-enhancment-script.js"></script>
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<link rel="stylesheet" type="text/css" href="https://www.example.com/my-enhancement-
styles.css">

Si se produce cualquier error, asegúrese de que su servidor de origen envía el tipo MIME correcto y los
encabezados de codificación con los activos.

Por ejemplo, el tipo de MIME y codificación para scripts remotas esapplication/
javascript;CHARSET=UTF-8.

El tipo de MIME y codificación para hojas de estilo remotas es text/css;CHARSET=UTF-8.

Seguimiento de las variables
Al crear una plantilla personalizada, debe agregarle variables para representar los datos que pueden
cambiar de tarea a tarea, o de trabajador a trabajador. Si es la primera vez que utiliza una de las plantillas
de ejemplo, tendrá que asegurarse de conocer las variables que ya utiliza.

Por ejemplo, para una plantilla personalizada que integra un bucle de revisión
humana de Augmented AI con una tarea de revisión de texto Amazon
Textract,{{ task.input.selectedAiServiceResponse.blocks }}se utiliza para los datos de
entrada de valor inicial. Para la integración de Amazon Augmented AI (Amazon A2I) integration with
Amazon Rekognition,{{ task.input.selectedAiServiceResponse.moderationLabels }}se
utiliza. Para un tipo de tarea personalizado, tiene que determinar el parámetro de entrada para el tipo
de tarea. Use {{ task.input.customInputValuesForStartHumanLoop}} donde se especifica
customInputValuesForStartHumanLoop.

Ejemplo de plantilla personalizada para Amazon Textract
Todas las plantillas personalizadas comienzan y terminan con los elementos <crowd-form> </crowd-
form>. Al igual que los elementos <form> HTML estándar, todo el código de formulario debería ir entre
estos elementos.

Para una tarea de análisis de documento de Amazon Textract, utilice la<crowd-textract-analyze-
document>Elemento. Utiliza los siguientes atributos:

• src— Especifica la dirección URL del archivo de imagen que se va a anotar.
• initialValue— Establece los valores iniciales de los atributos encontrados en la interfaz de usuario

del trabajador.
• blockTypes(obligatorio): determina el tipo de análisis que pueden hacer los trabajadores. Solo se

admite KEY_VALUE_SET actualmente.
• keys(obligatorio): especifica nuevas claves y el valor de texto asociado que el trabajador puede agregar.
• no-key-edit(obligatorio): impide que los trabajadores editen las claves de las anotaciones transferidas

medianteinitialValue.
• no-geometry-edit— Impide que los trabajadores editen los polígonos de las anotaciones transferidos

medianteinitialValue.

Para los niños de la<crowd-textract-analyze-document>Elemento, debe tener dos regiones. Puede
utilizar elementos HTML y CSS arbitrarios en estas regiones.

• <full-instructions>— Las instrucciones que están disponibles en laVer instrucciones completasen
la herramienta. Puede dejarlo en blanco, pero le recomendamos que proporcione instrucciones
completas para obtener mejores resultados.

• <short-instructions>: descripción breve de la tarea que aparece en la barra lateral de la
herramienta. Puede dejarlo en blanco, pero le recomendamos que proporcione instrucciones completas
para obtener mejores resultados.
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Una plantilla de Amazon Textract tendría un aspecto similar al siguiente.

Example

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
{% capture s3_uri %}http://s3.amazonaws.com/
{{ task.input.aiServiceRequest.document.s3Object.bucket }}/
{{ task.input.aiServiceRequest.document.s3Object.name }}{% endcapture %}

<crowd-form>
  <crowd-textract-analyze-document
    src="{{ s3_uri | grant_read_access }}"
    initial-value="{{ task.input.selectedAiServiceResponse.blocks }}"
    header="Review the key-value pairs listed on the right and correct them if they don't
 match the following document."
    no-key-edit
    no-geometry-edit
    keys="{{ task.input.humanLoopContext.importantFormKeys }}"
    block-types="['KEY_VALUE_SET']"
  >
    <short-instructions header="Instructions">
      <style>
        .instructions {
          white-space: pre-wrap;
        }
        .instructionsImage {
          display: inline-block;
          max-width: 100%;
        }
      </style>
      <p class='instructions'>Choose a key-value block to highlight the corresponding key-
value pair in the document.

If it is a valid key-value pair, review the content for the value. If the content is
 incorrect, correct it.

The text of the value is incorrect, correct it.
<img class='instructionsImage' src="https://example-site/correct-value-text.png" />

A wrong value is identified, correct it.
<img class='instructionsImage' src="https://example-site/correct-value.png" />

If it is not a valid key-value relationship, choose No.
<img class='instructionsImage' src="https://example-site/not-a-key-value-pair.png" />

If you can’t find the key in the document, choose Key not found.
<img class='instructionsImage' src="https://example-site/key-is-not-found.png" />

If the content of a field is empty, choose Value is blank.
<img class='instructionsImage' src="https://example-site/value-is-blank.png" />

<b>Examples</b>
Key and value are often displayed next to or below to each other.

Key and value displayed in one line.
<img class='instructionsImage' src="https://example-site/sample-key-value-pair-1.png" />

Key and value displayed in two lines.
<img class='instructionsImage' src="https://example-site/sample-key-value-pair-2.png" />

If the content of the value has multiple lines, enter all the text without a line break.
 Include all value text even if it extends beyond the highlight box.
<img class='instructionsImage' src="https://assets.crowd.aws/images/a2i-console/multiple-
lines.png" /></p>
    </short-instructions>
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    <full-instructions header="Instructions"></full-instructions>
  </crowd-textract-analyze-document>
</crowd-form>

Ejemplo de plantilla personalizada para Amazon Rekognition
Todas las plantillas personalizadas comienzan y terminan con los elementos <crowd-form> </crowd-
form>. Al igual que los elementos <form> HTML estándar, todo el código de formulario debería ir entre
estos elementos. Para una plantilla de tarea personalizada de Amazon Rekognition, utilice la<crowd-
rekognition-detect-moderation-labels>Elemento. Este elemento admite los siguientes atributos:

• categories— Una matriz de cadenasorUna matriz de objetos donde cada objeto tiene unaname.
• Si las categorías aparecen como objetos, se aplica lo siguiente:

• Las categorías mostradas son el valor del campo name.
• La respuesta devuelta contiene los objetos completos de las categorías seleccionadas.

• Si las categorías vienen en forma de cadenas, se aplica lo siguiente:
• La respuesta devuelta es una matriz de todas las cadenas seleccionadas.

• exclusion-categoryAl establecer este atributo, crea un botón debajo de las categorías en la interfaz
de usuario. Cuando un usuario selecciona el botón, se anula la selección de todas las categorías y se
desactivan. Si el trabajador vuelve a seleccionar el botón, vuelve a habilitar a los usuarios para que elijan
categorías. Si el trabajador envía la tarea seleccionandoEnviarDespués de seleccionar el botón, esa
tarea devuelve una matriz vacía.

Para los niños de la<crowd-rekognition-detect-moderation-labels>Elemento, debe tener dos
regiones.

• <full-instructions>— Las instrucciones que están disponibles en laVer instrucciones completasen
la herramienta. Puede dejarlo en blanco, pero le recomendamos que proporcione instrucciones
completas para obtener mejores resultados.

• <short-instructions>: descripción breve de la tarea que aparece en la barra lateral de la
herramienta. Puede dejarlo en blanco, pero le recomendamos que proporcione instrucciones completas
para obtener mejores resultados.

Una plantilla que utilice estos elementos tendría un aspecto similar al siguiente.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
{% capture s3_uri %}http://s3.amazonaws.com/
{{ task.input.aiServiceRequest.image.s3Object.bucket }}/
{{ task.input.aiServiceRequest.image.s3Object.name }}{% endcapture %}

<crowd-form>
  <crowd-rekognition-detect-moderation-labels
    categories='[
      {% for label in task.input.selectedAiServiceResponse.moderationLabels %}
        {
          name: "{{ label.name }}",
          parentName: "{{ label.parentName }}",
        },
      {% endfor %}
    ]'
    src="{{ s3_uri | grant_read_access }}"
    header="Review the image and choose all applicable categories."
  >
    <short-instructions header="Instructions">
      <style>
        .instructions {
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          white-space: pre-wrap;
        }
      </style>
      <p class='instructions'>Review the image and choose all applicable categories.
If no categories apply, choose None.

<b>Nudity</b>
Visuals depicting nude male or female person or persons

<b>Graphic Male Nudity</b>
Visuals depicting full frontal male nudity, often close ups

<b>Graphic Female Nudity</b>
Visuals depicting full frontal female nudity, often close ups

<b>Sexual Activity</b>
Visuals depicting various types of explicit sexual activities and pornography

<b>Illustrated Nudity or Sexual Activity</b>
Visuals depicting animated or drawn sexual activity, nudity, or pornography

<b>Adult Toys</b>
Visuals depicting adult toys, often in a marketing context

<b>Female Swimwear or Underwear</b>
Visuals depicting female person wearing only swimwear or underwear

<b>Male Swimwear Or Underwear</b>
Visuals depicting male person wearing only swimwear or underwear

<b>Partial Nudity</b>
Visuals depicting covered up nudity, for example using hands or pose

<b>Revealing Clothes</b>
Visuals depicting revealing clothes and poses, such as deep cut dresses

<b>Graphic Violence or Gore</b>
Visuals depicting prominent blood or bloody injuries

<b>Physical Violence</b>
Visuals depicting violent physical assault, such as kicking or punching

<b>Weapon Violence</b>
Visuals depicting violence using weapons like firearms or blades, such as shooting

<b>Weapons</b>
Visuals depicting weapons like firearms and blades

<b>Self Injury</b>
Visuals depicting self-inflicted cutting on the body, typically in distinctive patterns
 using sharp objects

<b>Emaciated Bodies</b>
Visuals depicting extremely malnourished human bodies

<b>Corpses</b>
Visuals depicting human dead bodies

<b>Hanging</b>
Visuals depicting death by hanging</p>
    </short-instructions>

    <full-instructions header="Instructions"></full-instructions>
  </crowd-rekognition-detect-moderation-labels>
</crowd-form>
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Adición de automatización con Liquid
El sistema de plantillas personalizado utiliza Liquid para la automatización. Liquid es un lenguaje de
marcado en línea de código abierto. Para obtener más información y documentación, visite la página de
inicio de Liquid.

En Liquid, el texto entre llaves y símbolos de porcentaje es una instrucción oetiquetaque realiza una
operación como flujo de control o iteración. El texto que está entre llaves dobles es una variable u objeto
que genera su valor. La siguiente lista incluye dos tipos de etiquetas líquidas que puede resultar útil para
automatizar el procesamiento de datos de entrada de plantilla. Si selecciona uno de los siguientes tipos de
etiqueta, se le redirigirá a la documentación de Liquid.

• Flujo de control: Incluye operadores lógicos de programación comoif/else,unless, ycase/when.
• Iteración: Le permite ejecutar bloques de código repetidamente usando sentencias como bucles for.

Por ejemplo, en el ejemplo de código siguiente se muestra cómo puede utilizar elforPara crear una
etiquetaforbucle. Este ejemplo recorre elmoderationLabelsdevuelto desde Amazon Rekognition y
muestra elmoderationLabelsatributosnameyparentNamepara que los trabajadores revisen:

 {% for label in task.input.selectedAiServiceResponse.moderationLabels %}
    {
      name: &quot;{{ label.name }}&quot;,
      parentName: &quot;{{ label.parentName }}&quot;,
    },
 {% endfor %}

Uso de filtros de variables
Además del estándarFiltros líquidosAmazon AAugmented AI) ofrece filtros adicionales. Los filtros se
aplican colocando una barra vertical (|) después del nombre de la variable y luego especificando un
nombre de filtro. Para encadenar filtros, utilice el formato siguiente.

Example

{{ <content> | <filter> | <filter> }}

Autoescape y escape explícito

De forma predeterminada, las entradas tendrán un escape de HTML para evitar que haya confusión entre
el texto de la variable y HTML. Puede añadir de forma explícita el filtro escape para que sea más evidente
para la persona que esté leyendo la fuente de la plantilla en la que se está realizando un escape.

escape_once

escape_once garantiza que si ya ha escapado el código, no se vuelva a realizar un escape de nuevo. Por
ejemplo, asegura que&amp;no se convierte en&amp;amp;.

skip_autoescape

skip_autoescape es útil cuando se prevé utilizar el contenido como HTML. Por ejemplo, puede que
tenga unos cuantos párrafos de texto y algunas imágenes en las instrucciones completas de un cuadro
delimitador.

Note

Utilice skip_autoescape con moderación. Como práctica recomendada en el caso de las
plantillas, evite transferir código funcional o de marcado con skip_autoescape, a menos que
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esté absolutamente seguro de que tiene un control estricto sobre lo que se transfiere. Si está
transfiriendo entradas de usuario, podría estar dejando a sus trabajadores desprotegidos ante un
ataque de scripts de sitios.

to_json

to_json codifica los datos que introduce al formato JavaScript Object Notation (JSON). Si introduce un
objeto, lo serializa.

grant_read_access

grant_read_accesstoma un URI de Amazon Simple Storage Service (Amazon S3) y lo codifica en una
URL de HTTPS con un token de acceso de duración limitada para dicho recurso. Esto permite mostrar a
los trabajadores objetos de foto, audio o vídeo almacenados en buckets de S3 a los que, de lo contrario, no
se podría obtener acceso públicamente.

Example Ejemplo de los filtros to_json y grant_read_access

Input

auto-escape: {{ "Have you read 'James & the Giant Peach'?" }}
explicit escape: {{ "Have you read 'James & the Giant Peach'?" | escape }}
explicit escape_once: {{ "Have you read 'James &amp; the Giant Peach'?" | escape_once }}
skip_autoescape: {{ "Have you read 'James & the Giant Peach'?" | skip_autoescape }}
to_json: {{ jsObject | to_json }}                
grant_read_access: {{ "s3://examplebucket/myphoto.png" | grant_read_access }}

Example

Salida

auto-escape: Have you read &#39;James &amp; the Giant Peach&#39;?
explicit escape: Have you read &#39;James &amp; the Giant Peach&#39;?
explicit escape_once: Have you read &#39;James &amp; the Giant Peach&#39;?
skip_autoescape: Have you read 'James & the Giant Peach'?
to_json: { "point_number": 8, "coords": [ 59, 76 ] }
grant_read_access: https://s3.amazonaws.com/examplebucket/myphoto.png?<access token and
 other params>

Example Ejemplo de una plantilla de clasificación automatizada.

Para automatizar este ejemplo de clasificación de texto simple, incluya la etiqueta Liquid
{{ task.input.source }}. En este ejemplo se utiliza el elemento crowd-classifier (p. 535).

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form>
  <crowd-classifier 
    name="tweetFeeling"
    categories="['positive', 'negative', 'neutral', 'cannot determine']"
    header="Which term best describes this tweet?" 
  >
    <classification-target>
       {{ task.input.source }}
    </classification-target>

    <full-instructions header="Analyzing a sentiment">
      Try to determine the feeling the author 
      of the tweet is trying to express. 
      If none seems to match, choose "other."
    </full-instructions>
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    <short-instructions>
      Pick the term that best describes the sentiment 
      of the tweet. 
    </short-instructions>

  </crowd-classifier>
</crowd-form>

Vista previa de una plantilla de tarea de trabajador
Para obtener una vista previa de una plantilla de tarea de trabajador personalizada, utilice
elRenderUiTemplate. Puede utilizar elRenderUiTemplateoperación con laAWS CLIo su
preferidoAWSSDK. Para obtener documentación sobre los SDK específicos del idioma compatible para
esta operación de API, consulte la See AlsoSección sobre de la RenderUiTemplate.

Requisitos previos

Para obtener una vista previa de la plantilla de tareas de trabajador, el nombre de recurso de Amazon
(ARN) del rol de AWS Identity and Access Management (IAM) o RoleArn que utilice debe tener permiso
para acceder a los objetos S3 que utiliza la plantilla. Para obtener más información sobre cómo configurar
el rol o el usuario, consulte Habilitar vistas previas de plantillas de tareas del trabajador  (p. 2514).

Para obtener una vista previa de la plantilla de tarea de trabajador mediante la operación
RenderUiTemplate:

1. Proporcione un RoleArn del rol con políticas necesarias asociadas para obtener una vista previa de
la plantilla personalizada.

2. En el navegadorInputParámetro deTask, proporcione un objeto JSON que contenga valores
para las variables definidas en la plantilla. Estas son las variables que se sustituyen por la variable
task.input.source. Por ejemplo, si define una variable task.input.text en la plantilla, puede
proporcionar la variable en el objeto JSON comotext:sample text.

3. En el parámetro Content de UiTemplate, inserte su plantilla.

Una vez haya configuradoRenderUiTemplate, use su SDK preferido o elAWS CLIPara enviar una
solicitud para renderizar la plantilla. Si la solicitud se ha realizado correctamente, la respuesta incluye
RenderedContent, una plantilla Liquid que representa el HTML de la interfaz de usuario del trabajador.

Important

Para previsualizar la plantilla, necesita un rol de IAM con permisos para leer objetos de Amazon
S3 que se renderizan en su interfaz de usuario. Para obtener una política de ejemplo que puede
adjuntar a su rol de IAM para conceder estos permisos, consulteHabilitar vistas previas de
plantillas de tareas del trabajador  (p. 2514).

Creación de instrucciones correctas de trabajador
La creación de instrucciones correctas para los trabajos de revisión humana mejora la precisión del
trabajador a la hora de completar la tarea. Puede modificar las instrucciones predeterminadas que se
proporcionan en la consola al crear un flujo de trabajo de revisión humana o puede utilizar la consola para
crear una plantilla de trabajador personalizada e incluir las instrucciones en esta plantilla. Las instrucciones
se muestran al trabajador en la página de la IU en la que completan su tarea de etiquetado.

Crear instrucciones de trabajador correctas
Hay tres tipos de instrucciones en la consola Amazon Augmented AI:

• Task description— La descripción debe proporcionar una explicación sucinta de la tarea.
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• Instrucciones— Estas instrucciones se muestran en la misma página web donde los trabajadores
completan una tarea. Estas instrucciones deben proporcionar una referencia sencilla de mostrar para
mostrar al trabajador la manera correcta de completar la tarea.

• Instrucciones adicionales— Estas instrucciones se muestran en un cuadro de diálogo que aparece
cuando un trabajador eligeVer instrucciones completas. Le recomendamos que proporcione
instrucciones detalladas para completar la tarea e incluya varios ejemplos que muestren casos límite e y
otras situaciones difíciles para etiquetar objetos.

Añadir imágenes de ejemplo a sus instrucciones
Las imágenes proporcionan ejemplos útiles para sus empleados. Para añadir una imagen de acceso
público a sus instrucciones, haga lo siguiente:

1. Coloque el cursor donde debe ir la imagen en el editor de instrucciones.
2. Elija el icono de la imagen en la barra de herramientas del editor.
3. Introduzca la URL de la imagen.

Si su imagen de instrucción está en un bucket de S3 que no es accesible públicamente, haga lo siguiente:

• Para la URL de imagen, escriba: {{ 'https://s3.amazonaws.com/your-bucket-name/image-
file-name' | grant_read_access }}.

Esto representa la URL de la imagen con un código añadido de acceso único y de duración limitada
para que el navegador del trabajador pueda mostrarla. En el editor de instrucciones se muestra un
icono de imagen rota, pero al previsualizar la herramienta se muestra la imagen en la vista previa
representada. Consulte grant_read_access (p. 2497) para obtener información adicional sobre el elemento
grand_read_access.

Supervise y administre su bucle humano
Una vez que haya iniciado un bucle de revisión humana, puede comprobar los resultados de las tareas
enviadas al bucle y administrarlo mediante laAPI de tiempo de ejecución de Augmented AI de Amazon.
Además, Amazon A2I se integra con Amazon EventBridge (también conocido como Amazon CloudWatch
Events) para alertarle cuando un bucle de revisión humana cambia aCompleted,Failed, o bienStopped.
Esta entrega de eventos está garantizada al menos una vez, lo que significa que todos los eventos creados
cuando terminan los bucles humanos se entregan correctamente a EventBridge.

Utilice los siguientes procedimientos para aprender a utilizar la API de tiempo de ejecución de Amazon
A2I para supervisar y administrar sus bucles humanos. ConsulteUsarAmazon CloudWatch EventsEn
Augmented AI de Amazon (p. 2516)para saber cómo Amazon A2I se integra con Amazon EventBridge.

Para comprobar los datos de salida:

1. Compruebe los resultados de su bucle humano llamando a la operación DescribeHumanLoop. El
resultado de esta operación de API contiene información sobre el motivo y el resultado de la activación
del bucle.

2. Compruebe los datos de salida de su bucle humano en Amazon Simple Storage Service (Amazon S3).
En la ruta a los datos,YYYY/MM/DD/hh/mm/ssrepresenta la fecha de creación del bucle humano con
el año (YYYY), mes (MM), y el día (DD), y el tiempo de creación con hora (hh), minuto (mm), y segundo
(ss).

s3://customer-output-bucket-specified-in-flow-definition/flow-definition-
name/YYYY/MM/DD/hh/mm/ss/human-loop-name/output.json
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Puede integrar esta estructura conAWS Glueo Amazon Athena para particionar y analizar sus datos
de salida. Para obtener más información, consulteAdministración de particiones para la salida de ETL
enAWSAdherencia.

Para obtener más información sobre el formato de datos de salida de Amazon A2I, consulteDatos de salida
de Amazon A2I (p. 2500).

Para detener y eliminar su bucle humano:

1. Una vez que se ha iniciado un bucle humano, puede detener su bucle humano llamando al
métodoStopHumanLoopmediante laHumanLoopName. Si un bucle humano se detuvo correctamente,
el servidor devuelve una respuesta HTTP 200.

2. Para eliminar un bucle humano para el que el estado es igual a Failed,Completed o Stopped,
utilice la operaciónDeleteHumanLoop.

Para enumerar bucles humanos:

1. Puede enumerar todos los bucles humanos activos llamando a la operación ListHumanLoops.
Puede filtrar bucles humanos por la fecha de creación del bucle utilizando los parámetros
CreationTimeAfter y CreateTimeBefore.

2. Si se realiza correctamente,ListHumanLoopsdevuelveHumanLoopSummariesyNextTokenObjetos
en el elemento de respuesta.HumanLoopSummariesContiene información sobre un único bucle
humano. Por ejemplo,listsel estado de un bucle y,si procede,suFailure reason.

Utilice la cadena devuelta NextToken como entrada en una llamada posterior a ListHumanLoops
para ver la siguiente página de bucles humanos.

Datos de salida de Amazon A2I
Cuando el flujo de trabajo de aprendizaje automático envía a Amazon A2I un objeto de datos, unbucle
humanoy los revisores humanos reciben untareapara revisar ese objeto de datos. Los datos de salida
de cada tarea de revisión humana se almacenan en el bucket de salida de Amazon Simple Storage
Service (Amazon S3) que especifique en el flujo de trabajo de revisión humana. En la ruta a los
datos,YYYY/MM/DD/hh/mm/ssrepresenta la fecha de creación del bucle humano con el año (YYYY), mes
(MM), y el día (DD), y el tiempo de creación con hora (hh), minuto (mm), y segundo (ss).

s3://customer-output-bucket-specified-in-flow-definition/flow-definition-
name/YYYY/MM/DD/hh/mm/ss/human-loop-name/output.json

El contenido de los datos de salida depende del tipo deTipo de tarea(incorporado o personalizado) y
el tipo deFuerza de trabajoSe usa. Los datos de salida siempre incluyen la respuesta del trabajador
humano. Además, los datos de salida pueden incluir metadatos sobre el bucle humano, el revisor humano
(trabajador) y el objeto de datos.

Utilice las secciones siguientes para obtener más información sobre el formato de datos de salida de
Amazon A2I para diferentes tipos de tareas y personal de.

Datos de salida de tipos de tareas integrados
Los tipos de tareas incorporados de Amazon A2I incluyen Amazon Textract y Amazon Rekognition.
Además de las respuestas humanas, los datos de salida de una de estas tareas incluyen detalles sobre la
razón por la que se creó el bucle humano e información sobre el servicio integrado utilizado para crear el
bucle humano. Utilice la tabla siguiente para obtener más información sobre el esquema de datos de salida
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de todos los tipos de tareas integrados. Lavaluepara cada uno de estos parámetros depende del servicio
que utilice con Amazon A2I. Consulte la segunda tabla de esta sección para obtener más información
acerca de estos valores específicos del servicio.

Parámetro Tipo de valor Valores de ejemplo Descripción

awsManagedHumanLoopRequestSourceCadena AWS/Rekognition/
DetectModerationLabels/
Image/V3 o bien
AWS/Textract/
AnalyzeDocument/
Forms/V1

La operación de la API
y asociadosAWSque
solicitaron que Amazon
A2I creara el bucle
a human. Esta es la
operación de API que
utiliza para configurar
el bucle humano de
Amazon A2I.

flowDefinitionArn Cadena arn:aws:sagemaker:us-
west-2:111122223333:flow-
definition/flow-
definition-name

El número de recurso de
Amazon (ARN) del flujo
de trabajo de revisión
humana (definición de
flujo) utilizado para crear
el bucle humano.

humanAnswers Lista de objetos JSON.
{
"answerContent": {
    "AWS/Rekognition/
DetectModerationLabels/
Image/V3": {
       
 "moderationLabels":
 [...]
    }
},

o bien

{
    "answerContent":
 {
        "AWS/
Textract/
AnalyzeDocument/
Forms/V1": {
            "blocks":
 [...]
    }
},

Una lista de
objetos JSON que
contienen respuestas
de trabajador
enanswerContent.

Este objeto también
contiene detalles
de envío y, si se
ha utilizado una
fuerza de trabajo
privada, metadatos de
trabajador. Para obtener
más información,
consulte Seguimiento
de la actividad del
trabajador (p. 2508).

Para datos de
salida de bucle
humano producidos
a partir de Amazon
RekognitionDetectModerationLabel,
este parámetro sólo
contiene respuestas
positivas. Por ejemplo,
si los trabajadores
seleccionanSin
contenido, esta
respuesta no está
incluida.

humanLoopName Cadena 'human-loop-name' El nombre del bucle
humano.
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Parámetro Tipo de valor Valores de ejemplo Descripción

inputContent objeto JSON
{
   
 "aiServiceRequest":
 {...},
   
 "aiServiceResponse":
 {...},
   
 "humanTaskActivationConditionResults":
 {...},
   
 "selectedAiServiceResponse":
 {...}
}

El contenido de entrada
de laAWSenviado a
Amazon A2I cuando
solicitó la creación de un
bucle humano.

aiServiceRequest objeto JSON
{
    "document":
 {...},
    "featureTypes":
 [...],
   
 "humanLoopConfig":
 {...}
}

o bien

{
    "image": {...},
   
 "humanLoopConfig":
 {...}
}

La solicitud original
enviada alAWSServicio
integrado con Amazon
A2I. Por ejemplo,
si utiliza Amazon
Rekognition con
Amazon A2I, esto
incluye la solicitud
realizada a través
de la operación
APIDetectModerationLabels.
Para las integraciones
de Amazon Textract,
esto incluye la solicitud
realizada a través
deAnalyzeDocument.

aiServiceResponse objeto JSON
{
   
 "moderationLabels":
 [...],
   
 "moderationModelVersion":
 "3.0"
}

o bien

{
    "blocks": [...],
   
 "documentMetadata":
 {}
}

La respuesta completa
delAWSEl servicio
de. Estos son los
datos que se utilizan
para determinar si se
requiere una revisión
humana. Este objeto
puede contener
metadatos sobre el
objeto de datos que no
se comparte con los
revisores humanos.
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Parámetro Tipo de valor Valores de ejemplo Descripción

selectedAiServiceResponseobjeto JSON
{
   
 "moderationLabels":
 [...],
   
 "moderationModelVersion":
 "3.0"
}

o bien

{
    "blocks": [...],
   
 "documentMetadata":
 {}
}

El subconjunto de
laaiServiceResponseque
coincida con
las condiciones
de activación
enActivationConditions.

Todos los objetos de
datos enumerados
enaiServiceResponseestán
listados
enselectedAiServiceResponsecuando
las inferencias
se muestrean
aleatoriamente, o
todas las inferencias
inician condiciones de
activación.

humanTaskActivationConditionResultsobjeto JSON
{
     "Conditions":
 [...]
}

Un objeto
JSON.inputContentque
contiene la razón
por la que se creó
un bucle humano.
Esto incluye una lista
de las condiciones
de activación
(Conditions) incluido
en el flujo de trabajo
de revisión humana
(definición de flujo)
y el resultado de
la evaluación para
cada condición;
este resultado
estrueorfalse.
Para obtener más
información sobre
las condiciones
de activación,
consulteEsquema
JSON para condiciones
de activación del
bucle humano en
Augmented AI de
Amazon (p. 2467).

Seleccione una ficha en la tabla siguiente para obtener información sobre los parámetros específicos del
tipo de tarea y ver un ejemplo de bloque de código de datos de salida para cada uno de los tipos de tareas
integrados.
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Amazon Textract Task Type Output Data

Cuando utiliza la integración integrada de Amazon Textract, verá'AWS/Textract/
AnalyzeDocument/Forms/V1'como el valor deawsManagedHumanLoopRequestSourceen los
datos de salida.

LaanswerContentcontiene un parámetroBlockque incluye respuestas humanas para todos los
bloques enviados a Amazon A2I.

LaaiServiceResponsetambién incluye un parámetroBlockcon la respuesta de Amazon Textract a
la solicitud original enviada usandoAnalyzeDocument.

Para obtener más información sobre los parámetros que se ven en el objeto de bloque,
consulteBloqueen laGuía para desarrolladores de Amazon Textract.

A continuación se muestra un ejemplo de los datos de salida de una revisión humana de Amazon A2I
de las inferencias de análisis de documentos de Amazon Textract.

{
    "awsManagedHumanLoopRequestSource": "AWS/Textract/AnalyzeDocument/Forms/V1",
    "flowDefinitionArn": "arn:aws:sagemaker:us-west-2:111122223333:flow-
definition/flow-definition-name",
    "humanAnswers": [
        {
            "answerContent": {
                "AWS/Textract/AnalyzeDocument/Forms/V1": {
                    "blocks": [...]
                }
            },
            "submissionTime": "2020-09-28T19:17:59.880Z",
            "workerId": "111122223333",
            "workerMetadata": {
                "identityData": {
                    "identityProviderType": "Cognito",
                    "issuer": "https://cognito-idp.us-west-2.amazonaws.com/us-
west-2_111111",
                    "sub": "c6aa8eb7-9944-42e9-a6b9-111122223333"
                }
            }
        }
    ],
    "humanLoopName": "humnan-loop-name",
    "inputContent": {
        "aiServiceRequest": {
            "document": {
                "s3Object": {
                    "bucket": "DOC-EXAMPLE-BUCKET1",
                    "name": "document-demo.jpg"
                }
            },
            "featureTypes": [
                "TABLES",
                "FORMS"
            ],
            "humanLoopConfig": {
                "dataAttributes": {
                    "contentClassifiers": [
                        "FreeOfPersonallyIdentifiableInformation"
                    ]
                },
                "flowDefinitionArn": "arn:aws:sagemaker:us-west-2:111122223333:flow-
definition/flow-definition-name",
                "humanLoopName": "humnan-loop-name"
            }
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        },
        "aiServiceResponse": {
            "blocks": [...],
            "documentMetadata": {
                "pages": 1
            }
        },
        "humanTaskActivationConditionResults": {
            "Conditions": [
                {
                    "EvaluationResult": true,
                    "Or": [
                        {
                            "ConditionParameters": {
                                "ImportantFormKey": "Mail address",
                                "ImportantFormKeyAliases": [
                                    "Mail Address:",
                                    "Mail address:",
                                    "Mailing Add:",
                                    "Mailing Addresses"
                                ],
                                "KeyValueBlockConfidenceLessThan": 100,
                                "WordBlockConfidenceLessThan": 100
                            },
                            "ConditionType": "ImportantFormKeyConfidenceCheck",
                            "EvaluationResult": true
                        },
                        {
                            "ConditionParameters": {
                                "ImportantFormKey": "Mail address",
                                "ImportantFormKeyAliases": [
                                    "Mail Address:",
                                    "Mail address:",
                                    "Mailing Add:",
                                    "Mailing Addresses"
                                ]
                            },
                            "ConditionType": "MissingImportantFormKey",
                            "EvaluationResult": false
                        }
                    ]
                }
            ]
        },
        "selectedAiServiceResponse": {
            "blocks": [...]
        }
    }
}

Amazon Rekognition Task Type Output Data

Cuando utiliza la integración integrada de Amazon Textract, verá la cadena'AWS/
Rekognition/DetectModerationLabels/Image/V3'como el valor
deawsManagedHumanLoopRequestSourceen los datos de salida.

LaanswerContentcontiene un parámetromoderationLabelsque contiene respuestas humanas
para todas las etiquetas de moderación enviadas a Amazon A2I.

LaaiServiceResponsetambién incluye un parámetromoderationLabelscon la respuesta de
Amazon Rekognition a la solicitud original enviada aDetectModerationLabels.

Para obtener más información sobre los parámetros que se ven en el objeto de bloque,
consulteModerationLabelen la Guía para desarrolladores de Amazon Rekognition.
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A continuación se muestra un ejemplo de los datos de salida de una revisión humana de Amazon A2I
de las inferencias de moderación de imágenes de Amazon Rekognition.

{
    "awsManagedHumanLoopRequestSource": "AWS/Rekognition/DetectModerationLabels/Image/
V3",
    "flowDefinitionArn": "arn:aws:sagemaker:us-west-2:111122223333:flow-
definition/flow-definition-name",
    "humanAnswers": [
        {
            "answerContent": {
                "AWS/Rekognition/DetectModerationLabels/Image/V3": {
                    "moderationLabels": [...]
                }
            },
            "submissionTime": "2020-09-28T19:22:35.508Z",
            "workerId": "ef7294f850a3d9d1",
            "workerMetadata": {
                "identityData": {
                    "identityProviderType": "Cognito",
                    "issuer": "https://cognito-idp.us-west-2.amazonaws.com/us-
west-2_111111",
                    "sub": "c6aa8eb7-9944-42e9-a6b9-111122223333"
                }
            }
        }
    ],
    "humanLoopName": "humnan-loop-name",
    "inputContent": {
        "aiServiceRequest": {
            "humanLoopConfig": {
                "flowDefinitionArn": "arn:aws:sagemaker:us-west-2:111122223333:flow-
definition/flow-definition-name",
                "humanLoopName": "humnan-loop-name"
            },
            "image": {
                "s3Object": {
                    "bucket": "DOC-EXAMPLE-BUCKET1",
                    "name": "example-image.jpg"
                }
            }
        },
        "aiServiceResponse": {
            "moderationLabels": [...],
            "moderationModelVersion": "3.0"
        },
        "humanTaskActivationConditionResults": {
            "Conditions": [
                {
                    "EvaluationResult": true,
                    "Or": [
                        {
                            "ConditionParameters": {
                                "ConfidenceLessThan": 98,
                                "ModerationLabelName": "Suggestive"
                            },
                            "ConditionType": "ModerationLabelConfidenceCheck",
                            "EvaluationResult": true
                        },
                        {
                            "ConditionParameters": {
                                "ConfidenceGreaterThan": 98,
                                "ModerationLabelName": "Female Swimwear Or Underwear"
                            },
                            "ConditionType": "ModerationLabelConfidenceCheck",
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                            "EvaluationResult": false
                        }
                    ]
                }
            ]
        },
        "selectedAiServiceResponse": {
            "moderationLabels": [
                {
                    "confidence": 96.7122802734375,
                    "name": "Suggestive",
                    "parentName": ""
                }
            ],
            "moderationModelVersion": "3.0"
        }
    }
}

Datos de salida de tipos de tareas personalizados
Al agregar Amazon A2I a un flujo de trabajo de revisión humana personalizado, verá los siguientes
parámetros en los datos de salida devueltos de las tareas de revisión humana.

Parámetro Tipo de valor Descripción

flowDefinitionArn Cadena El número de recurso de Amazon
(ARN) del flujo de trabajo de
revisión humana (definición de
flujo) utilizado para crear el bucle
humano.

humanAnswers Lista de objetos JSON. Una lista de objetos JSON
que contienen respuestas de
trabajador enanswerContent.
El valor de este parámetro
está determinado por la salida
recibida de suplantilla de tarea de
trabajo.

Si utiliza una fuerza
de trabajo privada, se
incluyen los metadatos del
trabajador. Para obtener
más información, consulte
Seguimiento de la actividad del
trabajador (p. 2508).

humanLoopName Cadena El nombre del bucle humano.

inputContent Objeto JSON. El contenido de entrada enviado
a Amazon A2I en la solicitud
aStartHumanLoop.

A continuación se muestra un ejemplo de los datos de salida de una integración personalizada con
Amazon A2I y Amazon Transcribe. En este ejemplo, a la accióninputContentconsta de lo siguiente:
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• Una ruta a un archivo.mp4 en Amazon S3 y el título del vídeo
• La transcripción devuelta de Amazon Transcribe (analizada a partir de los datos de salida de Amazon

Transcribe)
• Hora de inicio y finalización utilizada por la plantilla de tarea de trabajo para recortar el archivo.mp4 y

mostrar a los trabajadores una parte relevante del vídeo

{
    "flowDefinitionArn": "arn:aws:sagemaker:us-west-2:111122223333:flow-definition/flow-
definition-name",
    "humanAnswers": [
        {
            "answerContent": {
                "transcription": "use lambda to turn your notebook"
            },
            "submissionTime": "2020-06-18T17:08:26.246Z",
            "workerId": "ef7294f850a3d9d1",
            "workerMetadata": {
                "identityData": {
                    "identityProviderType": "Cognito",
                    "issuer": "https://cognito-idp.us-west-2.amazonaws.com/us-
west-2_111111",
                    "sub": "c6aa8eb7-9944-42e9-a6b9-111122223333"
                }
            }

        }
    ],
    "humanLoopName": "human-loop-name",
    "inputContent": {
        "audioPath": "s3://DOC-EXAMPLE-BUCKET1/a2i_transcribe_demo/Fully-Managed Notebook
 Instances with Amazon SageMaker - a Deep Dive.mp4",
        "end_time": 950.27,
        "original_words": "but definitely use Lambda to turn your ",
        "start_time": 948.51,
        "video_title": "Fully-Managed Notebook Instances with Amazon SageMaker - a Deep
 Dive.mp4"
    }
}

Seguimiento de la actividad del trabajador
Amazon A2I proporciona información que puede utilizar para realizar un seguimiento de los trabajadores
individuales en los datos de salida de tareas. Para identificar al trabajador que trabajó en la tarea de
revisión humana, utilice lo siguiente de los datos de salida de Amazon S3:

• LaacceptanceTimees la hora en que el trabajador aceptó la tarea. El formato de esta marca de fecha
y hora esYYYY-MM-DDTHH:MM:SS.mmmZpara el año (YYYY), mes (MM), día (DD), hora (HH), minuto (MM),
segundo (SS), y milisegundos (mmm). La fecha y la hora están separadas por una.T.

• LasubmissionTimees la hora en que el trabajador envió sus anotaciones utilizando
la herramientaEnviarBotón. El formato de esta marca de fecha y hora esYYYY-MM-
DDTHH:MM:SS.mmmZpara el año (YYYY), mes (MM), día (DD), hora (HH), minuto (MM), segundo (SS), y
milisegundos (mmm). La fecha y la hora están separadas por una.T.

• timeSpentInSecondsinforma el tiempo total, en segundos, durante el que un trabajador trabajó
activamente en esa tarea. Esta métrica no incluye el tiempo en que un trabajador se detuvo o se tomó un
descanso.

• El workerId es único para cada empleado.
• Si usa unFuerza de trabajo privada, enworkerMetadata, verá lo siguiente.
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• LaidentityProviderTypees el servicio utilizado para gestionar la fuerza de trabajo privada.
• Laissueres el grupo de usuarios de Amazon Cognito o el emisor del proveedor de identidades (IdP)

de OpenID Connect (OIDC) asociado al equipo de trabajo asignado a esta tarea de revisión humana.
• Un únicosubEl identificador se refiere al trabajador. Si crea un personal con Amazon Cognito, puede

recuperar detalles sobre este empleado (como el nombre o el nombre de usuario) asociado con este
ID en Amazon Cognito. Para obtener más información, consulteGestión y búsqueda de cuentas de
usuarioinGuía para desarrolladores de Amazon Cognito.

A continuación se muestra un ejemplo del resultado que puede ver si utiliza Amazon Cognito para crear
una fuerza de trabajo privada. Esto se identifica en elidentityProviderType.

"submissionTime": "2020-12-28T18:59:58.321Z",
"acceptanceTime": "2020-12-28T18:59:15.191Z", 
"timeSpentInSeconds": 40.543,
"workerId": "a12b3cdefg4h5i67",
"workerMetadata": {
    "identityData": {
        "identityProviderType": "Cognito",
        "issuer": "https://cognito-idp.aws-region.amazonaws.com/aws-region_123456789",
        "sub": "aaaaaaaa-bbbb-cccc-dddd-eeeeeeeeeeee"
    }
}

El siguiente es un ejemplo del resultado que puede ver si utiliza su propio IdP de OIDC para crear una
fuerza de trabajo privada:

"workerMetadata": {
        "identityData": {
            "identityProviderType": "Oidc",
            "issuer": "https://example-oidc-ipd.com/adfs",
            "sub": "aaaaaaaa-bbbb-cccc-dddd-eeeeeeeeeeee"
        }
}

Para obtener más información sobre el uso de fuerzas privadas, consulteCrear personal privado (p. 499).

Permisos y seguridad en la Augmented AI de
Amazon

Al utilizar la Augmented AI de Amazon (Amazon A2I) para crear un flujo de trabajo de revisión humana
para la aplicación de aprendizaje automático de la IA, debe crear y configurarrecursosen Amazon
SageMaker, como una plantilla de trabajo humana y plantillas de tareas de trabajador. Para configurar
e iniciar un bucle humano, puede integrar Amazon A2I conAWScomo Amazon Textract o Amazon
Rekognition, o utilice la API Augmented AI Runtime de Amazon. Para crear un flujo de trabajo de
revisión humana e iniciar un bucle humano, debe asociar ciertas políticas a suAWS Identity and Access
Management(IAM) o usuario. En concreto:

• Al iniciar un bucle humano utilizando datos de entrada de imágenes a partir del 12 de enero de 2020,
debe agregar una política de encabezado CORS al bucket de Amazon S3 que contiene los datos de
entrada. ConsulteRequisito de permiso CORS (p. 2510)para obtener más información.

• Al crear una definición de flujo, debe proporcionar un rol de que conceda permiso a Amazon A2I para
acceder a Amazon S3 tanto para leer objetos que se renderizan en una interfaz de usuario de tareas
humanas como para escribir los resultados de la revisión humana.
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Este rol debe también tener una política de confianza adjunta para conceder permiso a SageMaker para
asumir el rol. Esto permite a Amazon A2I realizar acciones de acuerdo con los permisos que se adjunte
al rol.

Consulte Adición de permisos a la función de IAM utilizada para crear una definición de flujo (p. 2511)
para ver ejemplos de políticas que puede modificar y adjuntar a la función que utiliza para crear una
definición de flujo. Estas son las directivas que se adjuntan al rol de IAM que se crea en elFlujos de
trabajo de revisión humanadel área de Amazon A2I de la consola de SageMaker.

• Para crear e iniciar bucles humanos, utilice una operación de la API de un tipo de tarea integrado
(comoDetectModerationLabelorAnalyzeDocument) o la operación de la API de tiempo
de ejecución de Amazon A2IStartHumanLoopen una aplicación ML personalizada. Necesitará
adjuntarAmazonAugmentedAIFullAccessPara el usuario de IAM que invoca estas operaciones
de la API para conceder permiso a estos servicios de para utilizar operaciones de Amazon A2I. Para
saber cómo hacerlo, consulte Crear un usuario de IAM que pueda invocar las operaciones de la API de
Amazon A2I (p. 2513).

Esta política no concede permiso para invocar las operaciones de la API del servicio de AWS
asociado con tipos de tareas integradas. Por ejemplo,AmazonAugmentedAIFullAccessno
concede permiso para llamar a Amazon RekognitionDetectModerationLabelOperación de
la API o Amazon TextractAnalyzeDocumentOperación de la API. Puede utilizar la política más
generalAmazonAugmentedAIIntegratedAPIAccess, para conceder estos permisos. Para obtener
más información, consulte Crear un usuario de IAM con permisos para invocar las operaciones de la API
de Amazon A2I, Amazon Textract y Amazon Rekognition (p. 2514). Esta es una buena opción cuando
desea conceder a un usuario de IAM amplios permisos para utilizar Amazon A2I yAWSoperaciones de
API de servicios.

Si desea configurar permisos pormenorizados, consulte Ejemplos de políticas basadas en identidad de
Amazon Rekognition y Ejemplos de políticas basadas en identidad de Amazon Textract para ver las
políticas basadas en identidades que puede utilizar para conceder permisos para usar estos servicios
individuales.

• Para previsualizar la plantilla de la interfaz de usuario de la tarea de trabajador personalizada, necesita
un rol de IAM con permisos para leer objetos de Amazon S3 que se renderizan en su interfaz de
usuario. Consulte un ejemplo de política en Habilitar vistas previas de plantillas de tareas del trabajador
 (p. 2514).

Temas
• Requisito de permiso CORS (p. 2510)
• Adición de permisos a la función de IAM utilizada para crear una definición de flujo (p. 2511)
• Crear un usuario de IAM que pueda invocar las operaciones de la API de Amazon A2I (p. 2513)
• Crear un usuario de IAM con permisos para invocar las operaciones de la API de Amazon A2I, Amazon

Textract y Amazon Rekognition (p. 2514)
• Habilitar vistas previas de plantillas de tareas del trabajador  (p. 2514)
• Usar Amazon A2I conAWS KMSCubos cifrados (p. 2515)
• Permisos adicionales y recursos de seguridad  (p. 2516)

Requisito de permiso CORS
A principios de 2020, los navegadores ampliamente utilizados como Chrome y Firefox cambiaron su
comportamiento predeterminado para rotar imágenes basadas en metadatos de imagen, que se conoce
comoDatos EXIF. Anteriormente, las imágenes siempre mostraban en los navegadores exactamente cómo
se almacenan en el disco, que normalmente no se rota. Después del cambio, las imágenes ahora giran
de acuerdo con un pedazo de metadatos de imagen llamadoValor de orientación. Esto tiene implicaciones
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utilizada para crear una definición de flujo

importantes para toda la comunidad de aprendizaje automático (ML). Por ejemplo, si no se tiene en cuenta
la orientación EXIF, las aplicaciones que se utilizan para anotar imágenes pueden mostrar imágenes en
orientaciones inesperadas y dar lugar a etiquetas incorrectas.

Comenzando con Chrome 89,AWSya no puede impedir automáticamente la rotación de imágenes porque
el grupo de estándares web W3C ha decidido que la capacidad de controlar la rotación de imágenes viola
la Política del mismo origen de la web. Por lo tanto, para asegurarse de que los trabajadores humanos
anoten sus imágenes de entrada en una orientación predecible al enviar solicitudes para crear un bucle
humano, debe agregar una directiva de encabezado CORS a los depósitos de S3 que contienen las
imágenes de entrada.

Important

Si no agrega una configuración CORS a los depósitos de S3 que contienen los datos de entrada,
las tareas de revisión humana para esos objetos de datos de entrada fallan.

Puede agregar una política CORS a un bucket de S3 que contenga datos de entrada en la consola
de Amazon S3. Para configurar los encabezados CORS necesarios en el bucket S3 que contiene
las imágenes de entrada en la consola S3, siga las instrucciones detalladas en¿Cómo se agrega la
funcionalidad de uso compartido de recursos entre dominios con CORS?. Utilice el siguiente código de
configuración CORS para los depósitos que alojan las imágenes. Si utiliza la consola de Amazon S3 para
agregar la política al bucket de, debe utilizar el formato JSON.

JSON

[{
   "AllowedHeaders": [],
   "AllowedMethods": ["GET"],
   "AllowedOrigins": ["*"],
   "ExposeHeaders": []
}]

XML

<CORSConfiguration>
 <CORSRule>
   <AllowedOrigin>*</AllowedOrigin>
   <AllowedMethod>GET</AllowedMethod>
 </CORSRule>
</CORSConfiguration>

Adición de permisos a la función de IAM utilizada para
crear una definición de flujo
Para crear una definición de flujo, asocie las políticas de esta sección al rol que utilice
al crear un flujo de trabajo de revisión humana en la consola de SageMaker o al utilizar
elCreateFlowDefinitionOperación de la API.

• Si utiliza la consola para crear un flujo de trabajo de revisión humana, introduzca el rol Nombre de
recurso de Amazon (ARN) en el campo Rol de IAM al crear un flujo de trabajo de revisión humana en la
consola.

• Al crear una definición de flujo mediante la API, adjunte estas políticas al rol que se pasa al parámetro
RoleArn de la operación CreateFlowDefinition.

Al crear un flujo de trabajo de revisión humana (definición de flujo), Amazon A2I invoca a Amazon
S3 para completar la tarea. Para conceder permiso a Amazon A2I para recuperar y almacenar los
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archivos en el bucket de Amazon S3, cree la siguiente política y adjúntela a su rol. Por ejemplo, si
las imágenes, documentos, etc. que envía para revisión humana se almacenan en un bucket de S3
denominadomy_input_bucket, y si desea que las revisiones humanas se almacenen en un cubo
llamadomy_output_bucket, cree la siguiente política.

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Action": [
                "s3:GetObject"
            ],
            "Resource": [
                "arn:aws:s3:::my_input_bucket/*"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "s3:PutObject"
            ],
            "Resource": [
                "arn:aws:s3:::my_output_bucket/*"
            ]
        }
    ]
}

Además, el rol de IAM debe tener la siguiente política de confianza para conceder permiso a SageMaker
para asumir el rol. Para obtener más información acerca de las políticas de confianza de IAM,
consultePolíticas basadas en recursos desección dePolíticas y permisosen laAWSIdentity and Access
Management.

{
  "Version": "2012-10-17",
  "Statement": [
    {
      "Sid": "AllowSageMakerToAssumeRole",
      "Effect": "Allow",
      "Principal": {
        "Service": "sagemaker.amazonaws.com"
      },
      "Action": "sts:AssumeRole"
    }
  ]
}

Para obtener más información sobre cómo crear y administrar roles de IAM, consulte los siguientes temas
en laAWS Identity and Access ManagementGuía del usuario:

• Para crear un rol de IAM, consulteCreación de un rol para delegar permisos a un usuario de IAM.
• Para obtener más información acerca de cómo crear políticas de IAM, consulteCreación de políticas de

IAM.
• Para obtener más información acerca de cómo asociar una política de IAM a un rol, consulteAdición y

eliminación de permisos de identidad de IAM.
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Crear un usuario de IAM que pueda invocar las
operaciones de la API de Amazon A2I
Para utilizar Amazon A2I para crear e iniciar bucles humanos para Amazon Rekognition, Amazon Textract
o la API de tiempo de ejecución de Amazon A2I, debe utilizar un usuario de IAM con permisos para invocar
operaciones de Amazon A2I. Para ello, utilice la consola de IAMAmazonAugmentedAIFullAccessPara
un usuario de IAM

Esta política concede permiso a un usuario de IAM para invocar operaciones de la API desde la API de
SageMaker para la creación y administración de definiciones de flujo y la API de tiempo de ejecución
de Augmented AI de Amazon para la creación y administración de bucles humanos. Para obtener más
información sobre estas operaciones de la API, consulte Uso de AP en Amazon Augmented AI.

AmazonAugmentedAIFullAccessNo concede permisos para utilizar las operaciones de la API de
Amazon Rekognition o Amazon Textract.

Note

También puede adjuntarAmazonAugmentedAIFullAccessA un rol de IAM que se use para
crear e iniciar un bucle humano.

Para crear el usuario de IAM

1. Inicie sesión en la consola de IAM en https://console.aws.amazon.com/iam/.
2. Elija Users (Usuarios) y elija un usuario existente, o cree un nuevo usuario seleccionando Add

user (Agregar usuario). Para obtener más información acerca de cómo crear un nuevo usuario,
consulteCrear un usuario de IAMAWSCuentaen laAWS Identity and Access ManagementGuía del
usuario.

• Si elige adjuntar la política a un usuario existente, elija Add permissions (Agregar permisos).
• Al crear un nuevo usuario, siga el siguiente paso de la página Set permissions (Establecer

permisos).
3. Elija Attach existing policies directly (Adjuntar políticas existentes directamente).
4. En el navegadorBúsquedaBarra, escribaAmazonAugmentedAIFullAccessy marque la casilla

situada junto a esa política.

Para que este usuario de IAM pueda crear una definición de flujo con el equipo de trabajo público,
asocie también elAmazonSageMakerMechanicalTurkAccesspolítica administrada.

5. Después de adjuntar la política o políticas:

a. Si está utilizando un usuario existente, elijaSiguiente: Review (Revisar)Haga clic en y luego
enAñada permisos.

b. Si va a crear un nuevo usuario, seleccioneSiguiente: Tags (Etiquetas):Para completar el proceso
de creación de su usuario.

Para obtener más información, consulteAdición y eliminación de permisos de identidad de IAMen laAWS
Identity and Access ManagementGuía del usuario.
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Crear un usuario de IAM con permisos para invocar
las operaciones de la API de Amazon A2I, Amazon
Textract y Amazon Rekognition
Para crear un usuario de IAM con permiso para invocar las operaciones de la API utilizadas por
los tipos de tareas integradas (es decir,DetectModerationLablesPara Amazon Rekognition
yAnalyzeDocumentpara Amazon Textract) y permiso para utilizar todas las operaciones de la API de
Amazon A2I, adjunte la política administrada por IAM,AmazonAugmentedAIIntegratedAPIAccess.
Es posible que desee utilizar esta política cuando quiera conceder permisos amplios a un usuario de
IAM de que utilice Amazon A2I con más de un tipo de tarea. Para obtener más información sobre estas
operaciones de la API, consulte Uso de AP en Amazon Augmented AI.

Note

También puede adjuntarAmazonAugmentedAIIntegratedAPIAccessA un rol de IAM que se
use para crear e iniciar un bucle humano.

Para crear el usuario de IAM

1. Inicie sesión en la consola de IAM en https://console.aws.amazon.com/iam/.
2. Elija Users (Usuarios) y elija un usuario existente, o cree un nuevo usuario seleccionando Add

user (Agregar usuario). Para obtener más información acerca de cómo crear un nuevo usuario,
consulteCrear un usuario de IAMAWSCuentaen laAWS Identity and Access ManagementGuía del
usuario.

• Si elige adjuntar la política a un usuario existente, elija Add permissions (Agregar permisos).
• Si va a crear un nuevo usuario, siga el siguiente paso en laEstablecer permisos(Se ha creado el

certificado).
3. Elija Attach existing policies directly (Adjuntar políticas existentes directamente).
4. En el navegadorBúsquedaBarra, escribaAmazonAugmentedAIIntegratedAPIAccessHaga clic en

y seleccione la casilla situada junto a esa política.

Para que este usuario de IAM pueda crear una definición de flujo mediante Amazon Mechanical Turk,
adjunte también elAmazonSageMakerMechanicalTurkAccesspolítica administrada.

5. Después de adjuntar la política o políticas:

a. Si está utilizando un usuario existente, elijaSiguiente: Review (Revisar)Haga clic en y luego
enAñada permisos.

b. Si va a crear un nuevo usuario, seleccioneSiguiente: Tags (Etiquetas):Para completar el proceso
de creación de su usuario.

Para obtener más información, consulteAdición y eliminación de permisos de identidad de IAMen laAWS
Identity and Access ManagementGuía del usuario.

Habilitar vistas previas de plantillas de tareas del
trabajador
Para personalizar la interfaz y las instrucciones que ven los trabajadores al trabajar en las tareas, puede
crear una plantilla de tarea de trabajador. Puede crear la plantilla utilizando la CreateHumanTaskUio la
consola de SageMaker.

Para previsualizar la plantilla, necesita un rol de IAM con los siguientes permisos para leer objetos de
Amazon S3 que se renderizan en su interfaz de usuario.
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{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Action": [
                "s3:GetObject"
            ],
            "Resource": [
                "arn:aws:s3:::my_input_bucket/*"
            ]
        }
    ]
}

Para los tipos de tareas de Amazon Rekognition y Amazon Textract, puede obtener una vista previa
de la plantilla mediante la sección de Augmented AI de Amazon de la consola de SageMaker. Para los
tipos de tareas personalizados, puede obtener una vista previa de la plantilla invocando la operación
RenderUiTemplate. Para obtener una vista previa de la plantilla, siga las instrucciones del tipo de tarea:

• Tipos de tareas de Amazon Rekognition y Amazon Textract: en la consola de SageMaker, utilice el
nombre de recurso de Amazon (ARN) del rol en el procedimiento documentado enCreación de una
plantilla de tarea de trabajador (p. 2490).

• Tipos de tareas personalizados: en el cuadroRenderUiTemplateLa operación, utilice el ARN del rol
enRoleArnParámetro.

Usar Amazon A2I conAWS KMSCubos cifrados
Si especifica unAWS KMSCMK administrado por el cliente para cifrar los datos de
salidaOutputConfigdeCreateFlowDefinition, debe agregar una política de IAM similar a la siguiente
a esa clave. Esta directiva otorga al rol de ejecución de IAM que utiliza para crear los bucles humanos
permiso para usar esta clave para realizar todas las acciones enumeradas en"Action". Para obtener
más información acerca de estas acciones, consulteAWS KMSPermisos deen laAWS Key Management
ServiceGuía para desarrolladores de .

Para utilizar esta directiva, reemplace el ARN de rol de servicio de IAM en"Principal"Con el ARN
de la función de ejecución que utilice para crear el flujo de trabajo de revisión humana (definición de
flujo). Al crear un trabajo de etiquetado conCreateFlowDefinition, este es el ARN que especifica
paraRoleArn. Tenga en cuenta que no puede proporcionar unKmsKeyIdcuando se crea un bucle humano
en la consola.

{
    "Sid": "AllowUseOfKmsKey",
    "Effect": "Allow",
    "Principal": {
        "AWS": "arn:aws:iam::111122223333:role/service-role/example-role"
    },
    "Action": [
        "kms:Encrypt",
        "kms:Decrypt",
        "kms:ReEncrypt*",
        "kms:GenerateDataKey*",
        "kms:DescribeKey"
    ],
    "Resource": "*"
}
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Permisos adicionales y recursos de seguridad
• the section called “Uso de etiquetas para controlar el acceso a los recursos de SageMaker” (p. 2576).
• the section called “Políticas basadas en la identidad de SageMaker” (p. 2553)
• the section called “Control de la creación de recursos de SageMaker con claves de condición” (p. 2566)
• the section called “Referencia de permisos de la API de Amazon SageMaker” (p. 2607)
• Seguridad (p. 2540)

UsarAmazon CloudWatch EventsEn Augmented AI
de Amazon

Amazon Augmented AI utiliza Amazon CloudWatch Events para avisarle cuando un bucle de revisión
humana cambia aCompleted,Failed, o bienStopped. Esta entrega de eventos está garantizada al
menos una vez, lo que significa que todos los eventos creados cuando terminan los bucles humanos se
entregan correctamente a CloudWatch Events (Amazon EventBridge). Cuando un bucle de revisión cambia
a uno de estos estados, la Augmented AI envía un evento a CloudWatch Events similar al siguiente.

{
    "version":"0",
    "id":"12345678-1111-2222-3333-12345EXAMPLE",
    "detail-type":"SageMaker A2I HumanLoop Status Change",
    "source":"aws.sagemaker",
    "account":"1111111111111",
    "time":"2019-11-14T17:49:25Z",
    "region":"us-east-1",
    "resources":["arn:aws:sagemaker:us-east-1:111111111111:human-loop/humanloop-nov-14-1"],
    "detail":{
        "creationTime":"2019-11-14T17:37:36.740Z",
        "failureCode":null,
        "failureReason":null,
        "flowDefinitionArn":"arn:aws:sagemaker:us-east-1:111111111111:flow-definition/
flowdef-nov-12",
        "humanLoopArn":"arn:aws:sagemaker:us-east-1:111111111111:human-loop/humanloop-
nov-14-1",
        "humanLoopName":"humanloop-nov-14-1",
        "humanLoopOutput":{ 
            "outputS3Uri":"s3://customer-output-bucket-specified-in-flow-definition/
flowdef-nov-12/2019/11/14/17/37/36/humanloop-nov-14-1/output.json"
        },
        "humanLoopStatus":"Completed"
    }
}

Los detalles de la salida JSON incluyen lo siguiente:

creationTime

La marca de tiempo cuando la Augmented AI creó el bucle humano.
failureCode

El código de error que indica un tipo específico de error.
failureReason

La razón por la que ha fallado un bucle humano. El motivo del error solo se devuelve cuando el estado
del bucle de revisión humana es failed.
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flowDefinitionArn

El nombre de recurso de Amazon (ARN) de la definición de flujo o el flujo de trabajo de revisión
humana.

humanLoopArn

El nombre de recurso de Amazon (ARN) del bucle humano.
humanLoopName

El nombre del bucle humano.
humanLoopOutput

Un objeto que contiene información sobre el resultado del bucle humano.
outputS3Uri

La ubicación del objeto de Amazon S3 en la que la Augmented AI de almacena la salida de bucle
humano.

humanLoopStatus

El estado del bucle humano.

Enviar eventos desde Your Human Loop a
CloudWatch Events
Para configurar una regla de eventos de CloudWatch para obtener actualizaciones de estado, oEventos
de, para sus bucles humanos de Amazon A2I, utilice elAWS Command Line Interface(AWS CLI)put-
rulecomando. Al utilizar el comando put-rule, especifique lo siguiente para recibir los estados del bucle
humano:

• \"source\":[\"aws.sagemaker\"]

• \"detail-type\":[\"SageMaker A2I HumanLoop Status Change\"]

Para configurar una regla de eventos de CloudWatch para que observe todos los cambios de
estado, utilice el siguiente comando y sustituya el texto del marcador de posición. Por ejemplo,
reemplace"A2IHumanLoopStatusChanges"con un nombre único de regla de CloudWatch Events
y"arn:aws:iam::111122223333:role/MyRoleForThisRule"Con el número de recursos
de Amazon (ARN) de un rol de IAM con una política de confianza events.amazonaws.com adjunta.
ReemplazarregiónconAWSLa región en la que desea crear la regla de.

aws events put-rule --name "A2IHumanLoopStatusChanges" 
    --event-pattern "{\"source\":[\"aws.sagemaker\"],\"detail-type\":[\"SageMaker A2I
 HumanLoop Status Change\"]}" 
    --role-arn "arn:aws:iam::111122223333:role/MyRoleForThisRule" 
    --region "region"

Para obtener más información sobre laput-rulesolicitud, consultePatrones de eventos en eventos
CloudWatchen laGuía del usuario de Amazon CloudWatch Events.

Configurar un destino para procesar eventos
Para procesar eventos, debe configurar un destino. Por ejemplo, si desea recibir un correo electrónico
cuando cambie el estado del bucle humano, utilice un procedimiento enConfiguración de notificaciones de
Amazon SNSen laGuía del usuario de Amazon CloudWatchPara configurar un tema de Amazon SNS y
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suscribir su correo electrónico al mismo. Una vez que haya creado un tema, puede usarlo para crear un
destino.

Para agregar un destino a la regla de eventos de CloudWatch

1. Abra la consola de CloudWatch:.https://console.aws.amazon.com/cloudwatch/home
2. En el panel de navegación, seleccione Rules.
3. Elija la regla a la que desea agregar un destino.
4. Seleccione Actions y luego Edit.
5. En Targets (Destinos), elija Add target (Agregar destino) y elija el servicio de AWS que desea accionar

cuando se detecte un evento de cambio de estado de bucle humano.
6. Configure su objetivo. Para obtener instrucciones, consulte el tema sobre la configuración de un

destino en laAWSDocumentación para ese servicio.
7. Seleccione Configure details.
8. En Name (Nombre), introduzca un nombre y, opcionalmente, proporcione detalles sobre el propósito

de la regla en Description (Descripción).
9. Asegúrese de que la casilla de verificación situada junto a State (Estado) está activada para que la

regla aparezca como Enabled (Habilitada).
10. Elija Update rule (Actualizar regla).

Usar resultado de revisión humana
Después de recibir los resultados de la revisión humana, puede analizar los resultados y compararlos
con las predicciones de aprendizaje automático. El JSON que se almacena en el bucket de Amazon S3
contiene tanto las predicciones de aprendizaje automático como los resultados de revisión humana.

Más información
Automatización de Amazon SageMaker con Amazon EventBridge (p. 2676)

Usar API de en la Augmented AI de Amazon
Puede crear un flujo de trabajo de revisión humana o una plantilla de tarea de trabajo mediante
programación. Las API que utilice dependen de si está creando un tipo de tarea de Amazon Rekognition,
Amazon Textract o personalizado. En este tema se proporcionan enlaces a la documentación de referencia
de la API para cada tipo de tarea y tarea de programación.

Las siguientes API se pueden usar con la Augmented AI:

Amazon Augmented AI

Utilice la API de Augmented AI para iniciar, detener y eliminar bucles de revisión humana. También
puede enumerar todos los bucles de revisión humana y devolver información sobre bucles de revisión
humana en su cuenta.

Obtenga más información sobre las API de bucle de revisión humana en laReferencia de la API de
Runtime de Augmented AI.

Amazon Rekognition

UsarHumanLoopConfigParámetro de la DetectModerationLabelsAPI paraIniciarUn flujo de
trabajo de revisión humana mediante Amazon Rekognition.
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Amazon SageMaker

Utilice la API de Amazon SageMaker para crear unFlowDefinition, también conocido comoRevisar
la revisión humana. También puede crear unHumanTaskUiorplantilla de tarea de trabajador.

Para obtener más información, consulte la documentación de las API CreateFlowDefinition o
CreateHumanTaskUi.

Amazon Textract

UsarHumanLoopConfigParámetro de laAnalyzeDocumentAPI para iniciar un flujo de trabajo de
revisión humana mediante Amazon Textract.

Tutoriales de programación
Los siguientes tutoriales proporcionan código de ejemplo e instrucciones paso a paso para crear flujos de
trabajo de revisión humana y plantillas de tareas de trabajador mediante programación.

• Tutorial: Introducción a utilizar la API de Amazon A2I (p. 2441)
• Crear un flujo de trabajo de revisión humana (API) (p. 2463)
• Crear e iniciar un bucle humano (p. 2481)
• Uso de la Augmented AI de Amazon con Amazon Rekognitionen laGuía para desarrolladores de

Amazon Rekognition
• Uso de la Augmented AI de Amazon con Amazon Textract AnalyzeDocumenten laGuía para

desarrolladores de Amazon Textract
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Comprar y vender algoritmos y
modelos de Amazon SageMaker en
AWS Marketplace

Amazon SageMaker se integra con AWS Marketplace Para permitir a los desarrolladores cobrar a otros
usuarios de SageMaker por el uso de sus algoritmos y paquetes de modelos. AWS Marketplace es un
catálogo digital seleccionado que facilita que los clientes encuentren, compren, implementen y administren
software y servicios de terceros que los clientes necesitan para desarrollar soluciones y hacer funcionar
sus negocios. AWS Marketplace Incluye miles de publicaciones de software en categorías populares como,
por ejemplo, seguridad, redes, almacenamiento, aprendizaje automático, inteligencia de negocio, base de
datos y DevOps. Simplifica la adquisición y concesión de licencias de software con opciones de precios
flexibles y numerosos métodos de implementación.

Para obtener información, consulte la documentación de AWS Marketplace .

Topics
• Algoritmos de SageMaker (p. 2520)
• Paquetes de modelos de SageMaker (p. 2520)
• Vender algoritmos y paquetes de modelos de Amazon SageMaker (p. 2536)
• Búsqueda y suscripción a algoritmos y paquetes de modelos en AWS Marketplace  (p. 2538)
• Utilizar recursos de paquetes de modelos y de algoritmos (p. 2527)

Algoritmos de SageMaker
Un algoritmo le permite realizar un aprendizaje automático integral. Consta de dos componentes lógicos: el
entrenamiento y la inferencia. Los compradores pueden utilizar el componente de capacitación para crear
trabajos de capacitación en SageMaker y crear un modelo de aprendizaje automático. SageMaker guarda
los artefactos del modelo generados por el algoritmo durante el entrenamiento en un bucket de Amazon
S3. Para obtener más información, consulte Capacitación de modelos con Amazon SageMaker (p. 9).

Los compradores utilizan el componente de inferencia con los artefactos del modelo generados durante
un trabajo de capacitación para crear un modelo que pueda implementarse en su cuenta de SageMaker.
Pueden utilizar el modelo implementable para realizar una inferencia en tiempo real utilizando servicios
de alojamiento de SageMaker. O bien pueden obtener inferencias para un conjunto de datos completo
ejecutando trabajos de transformación por lotes. Para obtener más información, consulte Implementación
de un modelo en Amazon SageMaker (p. 12).

Paquetes de modelos de SageMaker
Los compradores utilizan un paquete de modelos para crear un modelo que puede implantarse en
SageMaker. Pueden utilizar elparaInferencia en tiempo real utilizando servicios de alojamiento de
SageMaker. O bien pueden obtener inferencias para un conjunto de datos completo ejecutando trabajos
de transformación por lotes. Para obtener más información, consulte Implementación de un modelo
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con elAWSMercado de Marketplace

en Amazon SageMaker (p. 12). Como vendedor, puede crear sus artefactos de modelos mediante
capacitación en SageMaker o puede usar sus propios artefactos de modelos a partir de un modelo que ha
creado fuera de SageMaker. Puede cobrar a los compradores por la inferencia.

Utilice sus propios algoritmos y modelos con
elAWSMercado de Marketplace

En las secciones siguientes se muestra cómo crear recursos de paquetes de algoritmos y modelos que
puede utilizar localmente y publicar en elAWSMarketplace de.

Temas
• Crear recursos de paquetes de modelos y de algoritmos (p. 2521)
• Utilizar recursos de paquetes de modelos y de algoritmos (p. 2527)

Crear recursos de paquetes de modelos y de
algoritmos
Una vez que su código de inferencia o capacitación se suministra en los contenedores de Docker, cree
recursos de paquetes de modelos y de algoritmos que pueda utilizar en su cuenta de Amazon SageMaker
y, si lo desea, publíquelos en. AWS Marketplace .

Temas
• Cree un recurso de algoritmos (p. 2521)
• Cree un recurso de paquete de modelos (p. 2525)

Cree un recurso de algoritmos
Para crear un recurso de algoritmo que pueda utilizar para ejecutar trabajos de capacitación en Amazon
SageMaker y publicar en AWS Marketplace Especifique la siguiente información:

• Los contenedores de Docker que contienen la capacitación y, opcionalmente, código de inferencia.
• La configuración de los datos de entrada que su algoritmo espera para la capacitación.
• Los hiperparámetros admitidos por su algoritmo.
• Las métricas que envía su algoritmo a Amazon CloudWatch durante trabajos de capacitación.
• Los tipos de instancias que admite su algoritmo para la capacitación y la inferencia y si es compatible

con la capacitación distribuida en varias instancias.
• Perfiles de validación, que son trabajos de capacitación que SageMaker utiliza para probar el código de

capacitación del algoritmo y trabajos de transformación por lotes que SageMaker ejecuta para probar el
código de inferencia del algoritmo.

Para asegurarse de que los compradores y vendedores tengan la certeza de que los productos
funcionan en SageMaker, exigimos que valide los algoritmos antes de incluirlos en AWS Marketplace .
Puede incluir productos en AWS Marketplace solo si la validación se realiza correctamente. Para validar
los algoritmos, SageMaker utiliza su perfil de validación y datos de muestra para ejecutar las siguientes
tareas de validación:
1. Cree un trabajo de capacitación en su cuenta para comprobar que su imagen de capacitación

funciona con SageMaker.
2. Si incluyó código de inferencia en su algoritmo, cree un modelo en su cuenta con la imagen de la

inferencia del algoritmo y los artefactos del modelo producidos por el trabajo de capacitación.
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3. Si incluyó código de inferencia en su algoritmo, cree un trabajo de transformación en su cuenta con el
modelo para comprobar que su imagen de inferencia funciona con SageMaker.

Cuando incluye su producto en AWS Marketplace , las entradas y salidas de este proceso de validación
persisten como parte de su producto y se ponen a disposición de sus compradores. Esto ayuda a los
compradores a comprender y evaluar el producto antes de comprarlo. Por ejemplo, los compradores
pueden inspeccionar los datos de entrada que utilizó, las salidas generadas y los registros y las métricas
emitidas por el código. Cuanto más amplia sea la especificación de validación, más fácil será para los
clientes evaluar su producto.

Note

En su perfil de validación, proporcione solo los datos que desea exponer públicamente.

La validación puede tardar varias horas. Para ver el estado de los trabajos en su cuenta, en la consola
de SageMaker, consulte laTrabajos de capacitaciónyTrabajos de transformaciónPáginas de. Si la
validación genera un error, es posible acceder a los informes de análisis y de validación desde la
consola de SageMaker. Si se encuentra algún problema, tendrá que volver a crear el algoritmo.

Note

Para publicar su algoritmo en AWS Marketplace , se necesita al menos un perfil de validación.

Para crear un algoritmo puede utilizar la consola de SageMaker o la API de SageMaker.

Temas
• Crear un recurso de algoritmos (consola) (p. 2522)
• Cree un recurso de algoritmos (API) (p. 2525)

Crear un recurso de algoritmos (consola)

Para crear recurso de algoritmos (consola)

1. Abra la consola de SageMaker enhttps://console.aws.amazon.com/sagemaker/.
2. Elija Algorithms (Algoritmos) y, a continuación, seleccione Create algorithm (Crear algoritmo).
3. En la página Training specifications (Especificaciones de capacitación) proporcione la siguiente

información:

a. En Algorithm name (Nombre de algoritmo), escriba un nombre para su algoritmo. El nombre del
algoritmo debe ser único en la cuenta y la región de AWS. El nombre tiene que tener entre 1 y 64
caracteres. Los caracteres válidos son a-z, A-Z, 0-9 y - (guion).

b. Escriba una descripción del algoritmo. Esta descripción aparece en la consola de SageMaker y en
AWS Marketplace .

c. ParaImagen de formación, escriba la ruta en Amazon ECR donde está almacenado el contenedor
de formación.

d. En Support distributed training (Compatible con capacitación distribuida), elija Yes (Sí) si su
algoritmo admite la capacitación en varias instancias. En caso contrario, elija No.

e. Para Support instance types for training (Compatible con tipos de instancias para capacitación),
elija los tipos de instancias compatibles con su algoritmo.

f. Para Channel specification (Especificación de canal), especifique hasta 8 canales de datos de
entrada para su algoritmo. Por ejemplo, puede especificar 3 canales de entrada denominados
train, validation y test. Especifique la siguiente información para cada canal:

i. En Channel name (Nombre del canal), escriba un nombre para el canal. El nombre tiene que
tener entre 1 y 64 caracteres. Los caracteres válidos son a-z, A-Z, 0-9 y - (guion).
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ii. Para exigir el canal para su algoritmo, elija Channel required (El canal es obligatorio).
iii. Escriba una descripción para el canal.
iv. Para Supported input modes (Modos de entrada compatibles), elija Pipe mode (Modo de

canalización) si el algoritmo es compatible con el streaming de datos de entrada y File mode
(Modo de archivo) si su algoritmo permite descargar los datos de entrada como un archivo.
Puede elegir ambos.

v. Para Supported content types (Tipos de contenido compatibles), escriba el tipo MIME que su
algoritmo espera para datos de entrada.

vi. Para Supported compression type (Tipo de compresión compatible), elija Gzip si su algoritmo
admite compresión Gzip. En caso contrario, elija None (Ninguno).

vii. Seleccione Add channel (Añadir canal) para añadir otro canal de entrada de datos o
seleccione Next (Siguiente) si ha terminado de añadir canales.

4. En la página Tuning specifications (Especificaciones de ajuste) proporcione la siguiente información:

a. Para Hyperparameter specification (Especificación de hiperparámetros), especifique
los hiperparámetros compatibles con su algoritmo editando el objeto JSON. Para cada
hiperparámetro compatible con su algoritmo, construya un bloque JSON similar al siguiente:

{
"DefaultValue": "5",
"Description": "The first hyperparameter",
"IsRequired": true,
"IsTunable": false,
"Name": "intRange",
"Range": {
"IntegerParameterRangeSpecification": {
"MaxValue": "10",
"MinValue": "1"
},
"Type": "Integer"
}

En el archivo JSON; escriba lo siguiente:

i. En DefaultValue, especifique un valor predeterminado para el hiperparámetro, si existe.
ii. En Description, especifique una descripción para el hiperparámetro.
iii. En IsRequired, especifique si el hiperparámetro es obligatorio.
iv. En IsTunable, especifique true si este hiperparámetro se puede ajustar cuando un

usuario ejecuta un trabajo de ajuste de hiperparámetros que usa este algoritmo. Para obtener
información, consulte Realice un SageMaker (p. 1821).

v. En Name, especifique un nombre para el hiperparámetro.
vi. Para Range, especifique uno de los siguientes valores:

• IntegerParameterRangeSpecification: valores de los hiperparámetros son
números enteros. Especifique los valores mínimo y máximo para el hiperparámetro.

•
• ContinuousParameterRangeSpecification: los valores de los hiperparámetros son

valores de punto flotante. Especifique los valores mínimo y máximo para el hiperparámetro.
• CategoricalParameterRangeSpecification: los valores de los hiperparámetros son

valores categóricos. Especifique una lista de todos los valores posibles.
vii. En Type, especifique Integer, Continuous o Categorical. El valor debe coincidir con el

tipo de Range que ha especificado.
b. ParaDefiniciones métricas, especifique las métricas de entrenamiento que desee que emita el

algoritmo. SageMaker utiliza la expresión regular que especifique para encontrar las métricas
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mediante el análisis de los registros del contenedor de capacitación durante el entrenamiento.
Los usuarios pueden ver estas métricas cuando ejecutan trabajos de capacitación con su
algoritmo y pueden monitorizar y representar en un gráfico las métricas en Amazon CloudWatch.
Para obtener información, consulte Monitorizar y analizar trabajos de capacitación mediante
métricas (p. 1957). Proporcione la siguiente información para cada métrica:

i. En Metric name (Nombre de la métrica), escriba un nombre para la métrica.
ii. ParaRegexEn, escriba la expresión regular que SageMaker utiliza para analizar los registros

de capacitación para que pueda encontrar el valor de la métrica.
iii. Para Objective metric support (Soporte de métricas objetivas) elija Yes (Sí) si esta métrica se

puede utilizar como la métrica objetiva para un trabajo de ajuste de hiperparámetros. Para
obtener información, consulte Realice un SageMaker (p. 1821).

iv. Seleccione Add metric (Añadir métrica) para añadir otra métrica o seleccione Next (Siguiente)
si ha terminado de añadir métricas.

5. En la página Inference specifications (Especificaciones de inferencia), proporcione la siguiente
información si su algoritmo es compatible con la inferencia:

a. ParaDefinición de contenedor, escriba la ruta en Amazon ECR donde se almacena el contenedor
de inferencia.

b. En Container DNS host name (Nombre de host de DNS del contenedor), escriba el nombre de un
host de DNS para la imagen.

c. ParaTipos de instancias compatibles para la inferencia en tiempo realEn SageMaker, elija los
tipos de instancias compatibles con su algoritmo para modelos implementados como puntos de
enlace alojados en SageMaker. Para obtener información, consulte Implementación de un modelo
en los servicios de alojamiento de SageMaker (p. 12).

d. Para Supported instance types for batch transform jobs (Tipos de instancia admitidos para
trabajos de transformación por lotes), seleccione los tipos de instancias que su algoritmo admite
para trabajos de transformación por lotes. Para obtener información, consulte Obtención de
inferencias para un conjunto de datos completo con transformaciones por lotes (p. 15).

e. Para Supported content types (Tipos de contenido compatibles), escriba el tipo de datos de
entrada que su algoritmo espera para solicitudes de inferencia.

f. Para Supported response MIME types (Tipos MIME de respuestas admitidos), escriba los tipos de
algoritmo que su algoritmo admite para respuestas de inferencia.

g. Seleccione Next (Siguiente).
6. En la página Validation specifications (Especificaciones de validación) proporcione la siguiente

información:

a. Para Publish this algorithm on (Publicar este algoritmo en AWS Marketplace ), haga clic en Yes
(Sí) para publicar el algoritmo en AWS Marketplace .

b. ParaValide este algoritmo, elijaSíSi desea que SageMaker ejecute trabajos de capacitación
o trabajos de transformación por lotes que especifique para probar el código de inferencia o
capacitación de su algoritmo.

Note

Para publicar su algoritmo en AWS Marketplace , deberá validarse su algoritmo.
c. ParaRol de IAMEn SageMaker, elija un rol de IAM que tenga los permisos necesarios para

ejecutar trabajos de capacitación y trabajos de transformación por lotes en SageMaker o
elijaCreate a new role (Crear un nuevo rol)Para permitir a SageMaker crear un rol que cuenta
conAmazonSageMakerFullAccessdirectiva administrada adjunta. Para obtener información,
consulte Funciones de SageMaker (p. 2579).

d. Para Validation profile (Perfil de validación), especifique lo siguiente:

• Un nombre para el perfil de validación.
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• Una definición de trabajo de capacitación. Se trata de un bloque JSON que describe
un trabajo de capacitación. Se trata del mismo formato que el parámetro de entrada
TrainingJobDefinition de la API CreateAlgorithm.

• Una definición de trabajo de transformación. Se trata de un bloque JSON que describe un
trabajo de transformación por lotes. Se trata del mismo formato que el parámetro de entrada
TransformJobDefinition de la API CreateAlgorithm.

e. Elija Create algorithm (Crear algoritmo).

Cree un recurso de algoritmos (API)

Para crear un recurso de algoritmo mediante la API de SageMaker, llame a la CreateAlgorithmAPI DE.

Cree un recurso de paquete de modelos
Para crear un recurso de paquete de modelos que pueda utilizar para crear modelos que puedan
implementarse en Amazon SageMaker y publicarse en AWS Marketplace Especifique la siguiente
información:

• El contenedor de Docker que contiene el código de inferencia o el recurso de algoritmo que se utilizó
para la capacitación del modelo.

• La ubicación de los artefactos del modelo. Los artefactos de modelos pueden empaquetarse en el mismo
contenedor de Docker como el código de inferencia o almacenarse en Amazon S3.

• Los tipos de instancias que su paquete de modelos admite tanto para la inferencia en tiempo real como
para trabajos de transformación por lotes.

• Perfiles de validación, que son trabajos de transformación por lotes que SageMaker ejecuta para probar
el código de inferencia del paquete de modelos.

Antes de incluir paquetes de modelos en AWS Marketplace , debe validarlos. De este modo, se
garantiza que los compradores y vendedores tengan la certeza de que los productos funcionan en
Amazon SageMaker. Puede incluir productos en AWS Marketplace solo si la validación se realiza
correctamente.

El procedimiento de validación utiliza su perfil de validación y datos de muestra para ejecutar las
siguientes tareas de validación:
1. Crear un modelo en su cuenta con la imagen de inferencia del paquete del modelo y los artefactos del

modelo opcional almacenados en Amazon S3.

Note

Un paquete de modelos es específico de la región en la que se crea. El bucket de S3 donde
se almacenan los artefactos del modelo debe estar en la misma región en la que creó el
paquete de modelos.

2. Crear un trabajo de transformación en su cuenta con el modelo para comprobar que su imagen de
inferencia funciona con SageMaker.

3. Crear un perfil de validación.

Note

En su perfil de validación, proporcione solo los datos que desea exponer públicamente.

La validación puede tardar varias horas. Para ver el estado de los trabajos en su cuenta, en la consola
de SageMaker, consulte laTrabajos de transformaciónPáginas de. Si la validación genera un error, es
posible acceder a los informes de análisis y de validación desde la consola de SageMaker. Después
de corregir los problemas, vuelva a crear el algoritmo. Cuando el estado del algoritmo esCOMPLETED,
búscelo en la consola de SageMaker e inicie el proceso de publicación
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Note

Para publicar su paquete de modelos en AWS Marketplace , se necesita al menos un perfil de
validación.

Para crear un paquete de modelos puede utilizar la consola de SageMaker o utilizar la API de SageMaker.

Temas
• Cree un recurso de paquete de modelos (consola)  (p. 2526)
• Cree un recurso de paquete de modelos (API)  (p. 2527)

Cree un recurso de paquete de modelos (consola)

Para crear un paquete de modelos en la consola de SageMaker:

1. Abra la consola de SageMaker enhttps://console.aws.amazon.com/sagemaker/.
2. Elija Model packages (Paquetes de modelos), a continuación, seleccione Create model package

(Create paquete de modelo).
3. En la página Inference specifications (Especificaciones de inferencia) proporcione la siguiente

información:

a. En Model package name (Nombre del paquete de modelos), escriba un nombre para el paquete.
El paquete de modelos debe ser único en la cuenta y la región de AWS. El nombre tiene que
tener entre 1 y 64 caracteres. Los caracteres válidos son a-z, A-Z, 0-9 y - (guion).

b. Escriba una descripción del paquete de modelos. Esta descripción aparece en la consola de
SageMaker y en AWS Marketplace .

c. Para Inference specification options (Opciones de especificación de inferencia), elija Provide the
location of the inference image and model artifact (Proporcionar la ubicación de la imagen de
inferencia y de los artefactos del modelo) para crear un paquete de modelos con un contenedor
de inferencia y artefactos del modelo. Elija Provide the algorithm used for training and its model
artifacts (Proporcione el algoritmo utilizado para la capacitación y sus artefactos del modelo) para
crear un paquete de modelos a partir de un recurso de algoritmo que ha creado o al que se ha
suscrito desde AWS Marketplace .

d. Si ha elegido Provide the location of the inference image and model artifacts (Proporcione la
ubicación de la imagen de inferencia y los artefactos del modelo) para Inference specification
options (Opciones de especificaciones de inferencia), proporcione la siguiente información para
Container definition (Definición de contenedor) y Supported resources (Recursos compatibles):

i. Para Location of inference image (Ubicación de imagen de inferencia), escriba la ruta de
la imagen que contiene el código de inferencia. La imagen se debe almacenar como un
contenedor de Docker en Amazon ECR.

ii. Para Location of model data artifacts (Ubicación de artefactos de datos de modelo), escriba la
ubicación en S3 donde se almacenan los artefactos de su modelo.

iii. En Container DNS host name (Nombre de host de DNS del contenedor), escriba el nombre
de un host de DNS para su contenedor.

iv. ParaTipos de instancia compatibles para una inferencia en tiempo realEn, elija los tipos de
instancias compatibles con su paquete de modelos para inferencias en tiempo real desde
puntos de enlace alojados en SageMaker.

v. Para Supported instance types for batch transform jobs (Tipos de instancia admitidos para
trabajos de transformación por lotes), seleccione los tipos de instancias que su paquete de
modelos admite para trabajos de transformación por lotes.

vi. Para Supported content types (Tipos de contenido compatibles), escriba el tipo de contenido
que su paquete de modelos espera para solicitudes de inferencia.
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vii. Para Supported response MIME types (Tipos MIME de respuestas admitidos), escriba los
tipos MIME que su paquete de modelos utiliza para proporcionar inferencias.

e. Si ha elegido Provide the algorithm used for training and its model artifacts (Proporcione el
algoritmo utilizado para la capacitación y sus artefactos del modelo) para Inference specification
options (Opciones de especificaciones de inferencia), proporcione la siguiente información:

i. Para Algorithm ARN (ARN de algoritmo), escriba el Nombre de recurso de Amazon (ARN) del
recurso del algoritmo que debe usar para crear el paquete del modelo.

ii. Para Location of model data artifacts (Ubicación de artefactos de datos de modelo), escriba la
ubicación en S3 donde se almacenan los artefactos de su modelo.

f. Seleccione Next (Siguiente).
4. En la página Validation and scanning (Validación y escaneado) proporcione la siguiente información:

a. Para Publish this model package on AWS Marketplace (Publicar este paquete de modelos en ),
elija Yes (Sí) para publicar el paquete de modelos en AWS Marketplace .

b. ParaValide este paquete de modelos, elijaSíSi desea que SageMaker ejecute trabajos de
transformación por lotes que especifique para probar el código de inferencia de su paquete de
modelos.

Note

Para publicar el paquete de modelos en AWS Marketplace , el paquete de modelos tiene
que haberse validado.

c. ParaRol de IAMEn SageMaker, elija un rol de IAM que tenga los permisos necesarios
para ejecutar trabajos de transformación por lotes en SageMaker o elijaCreate a
new role (Crear un nuevo rol)Para permitir a SageMaker crear un rol que cuenta
conAmazonSageMakerFullAccessdirectiva administrada adjunta. Para obtener información,
consulte Funciones de SageMaker (p. 2579).

d. Para Validation profile (Perfil de validación), especifique lo siguiente:

• Un nombre para el perfil de validación.
• Una definición de trabajo de transformación. Se trata de un bloque JSON que describe un

trabajo de transformación por lotes. Se trata del mismo formato que el parámetro de entrada
TransformJobDefinition de la API CreateAlgorithm.

5. Seleccione Create model package (Crear paquete de modelos).

Cree un recurso de paquete de modelos (API)

Para crear un paquete de modelos mediante la API de SageMaker, llame a la CreateModelPackageAPI
DE.

Utilizar recursos de paquetes de modelos y de
algoritmos
Puede crear algoritmos y paquetes de modelos como recursos en su cuenta de Amazon SageMaker y
puede encontrar y suscribirse a algoritmos y paquetes de modelos en AWS Marketplace .

Utilice algoritmos para:

• Ejecutar trabajos de capacitación. Para obtener información, consulte Utilice un algoritmo para ejecutar
un trabajo de capacitación (p. 2529).

• Ejecutar trabajos de ajuste de hiperparámetros. Para obtener información, consulte Utilice un algoritmo
para ejecutar un trabajo de ajuste de hiperparámetros (p. 2531).
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• Crear paquete de modelos. Después de utilizar un recurso de algoritmos para ejecutar un trabajo de
capacitación o un ajuste de hiperparámetros, utilizar los artefactos de modelos producidos por estos
trabajos junto con el algoritmo para crear un paquete de modelos. Para obtener información, consulte
Cree un recurso de paquete de modelos (p. 2525).

Note

Si se suscribe a un algoritmo en AWS Marketplace , debe crear un paquete de modelos antes
de poder utilizarlo para obtener inferencias mediante la creación de un punto de enlace alojado
o la ejecución de un trabajo de transformación por lotes.

Utilice paquetes de modelos para:

• Crear modelos que pueda utilizar para obtener inferencia en tiempo real o ejecutar trabajo de
transformación por lotes. Para obtener información, consulte Utilice un paquete de modelos para crear
un modelo (p. 2534).

• Crear puntos de enlace alojados para obtener inferencia en tiempo real. Para obtener información,
consulte Implementación del modelo en los servicios de alojamiento de SageMaker (p. 71).

• Crear trabajos de transformación por lotes Para obtener información, consulte (Opcional) Hacer
predicción con transformación Batch (p. 72).

Temas
• Utilice un algoritmo para ejecutar un trabajo de capacitación (p. 2529)
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• Utilice un algoritmo para ejecutar un trabajo de ajuste de hiperparámetros (p. 2531)
• Utilice un paquete de modelos para crear un modelo (p. 2534)

Utilice un algoritmo para ejecutar un trabajo de capacitación
Puede utilizar un recurso de algoritmo para crear un trabajo de capacitación a través de la consola de
Amazon SageMaker, la API de de bajo nivel de Amazon SageMaker o elSDK para Amazon SageMaker.

Temas
• Utilice un algoritmo para ejecutar un trabajo de capacitación (consola) (p. 2529)
• Utilice un algoritmo para ejecutar un trabajo de capacitación (API) (p. 2530)
• Utilice un algoritmo para ejecutar un Job de capacitación (SDK para Amazon SageMaker) (p. 2530)

Utilice un algoritmo para ejecutar un trabajo de capacitación (consola)

Para utilizar un algoritmo para ejecutar un trabajo de capacitación (consola)

1. Abra la consola de SageMaker enhttps://console.aws.amazon.com/sagemaker/.
2. Elija Algorithms (Algoritmos).
3. Elija un algoritmo de los que creado de la lista en la pestaña My algorithms (Mis algoritmos) o elija un

algoritmo al que se suscribió en la pestaña  subscriptions (Suscripciones de AWS Marketplace ).
4. Elija Create training job (Crear trabajo de capacitación).

El algoritmo que eligió se seleccionará automáticamente.
5. En la página Create training job (Crear trabajo de capacitación) proporcione la siguiente información:

a. En Job name (Nombre del trabajo), escriba un nombre para el trabajo de capacitación.
b. ParaRol de IAM, elija un rol de IAM que cuenta con los permisos necesarios para ejecutar

trabajos de capacitación en SageMaker o elijaCreate a new role (Crear un nuevo rol)Para permitir
a SageMaker crear un rol que cuenta conAmazonSageMakerFullAccessdirectiva administrada
adjunta. Para obtener información, consulte Funciones de SageMaker (p. 2579).

c. Para Resource configuration (Configuración de recursos) proporcione la siguiente:

i. En Instance type (Tipo de instancia), elija el tipo de instancia que va a utilizar para la
capacitación.

ii. En Instance count (Recuento de instancias), escriba el número de instancias de ML que
desea utilizar para el trabajo de capacitación.

iii. En Additional volume per instance (GB) (Volumen adicional por instancia [GB]), escriba el
tamaño del volumen de almacenamiento de ML que desea aprovisionar. Los volúmenes de
almacenamiento de ML almacenan artefactos de modelos y estados incrementales.

iv. ParaClave de cifrado, si quieres que Amazon SageMaker use unAWSEn Key Management
Service key (Clave de administración de claves) para cifrar los datos en el volumen de
almacenamiento de aprendizaje automático asociado a la instancia de capacitación,
especifique la clave.

v. Para Stopping condition (Condición de detención), especifique la cantidad máxima de tiempo
en segundos, minutos, horas o días durante el cual desea que se ejecute el trabajo de
capacitación.

d. ParaVPC:, elija una VPC de Amazon a la que quiera que acceda su contenedor de capacitación.
Para obtener más información, consulte Proporcione acceso a los trabajos de capacitación de
SageMaker a los recursos en su VPC de Amazon (p. 2645).

e. En Hyperparameters (Hiperparámetros), especifique los valores de los hiperparámetros que se
van a utilizar para el trabajo de capacitación.
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f. Para Input data configuration (Configuración de datos de entrada), especifique los siguientes
valores para cada canal de datos de entrada que se va a utilizar para el trabajo de capacitación.
Puede ver qué canales admite el algoritmo que está utilizando para la capacitación y el tipo
de contenido, el tipo de compresión admitido y modos de entrada admitidos para cada canal
bajo la sección Channel specification (Especificación de canal) de la página Algorithm summary
(Resumen del algoritmo) para el algoritmo.

i. En Channel name (Nombre del canal), escriba el nombre del canal de entrada.
ii. En Content type (Tipo de contenido), escriba el tipo de contenido de los datos que el

algoritmo espera para el canal.
iii. Para Compression type (Tipo de compresión), elija el tipo de compresión de datos que se va

a utilizar, si procede.
iv. Para Record wrapper (Contenedor de registros), elija RecordIO si el algoritmo espera los

datos en el formato RecordIO.
v. Para S3 data type (Tipo de datos de S3), S3 data distribution type (Tipo de distribución

de datos de S3) y S3 location (Ubicación de S3), especifique los valores adecuados. Para
obtener más información acerca del significado de estos valores, consulte S3DataSource.

vi. En Input mode (Modo de entrada), seleccione File (Archivo) para descargar los datos desde
el volumen de almacenamiento de aprendizaje automático provisionado y montar el directorio
en un volumen de Docker. Elija Pipe (Canalización) para transmitir los datos directamente
desde Amazon S3 al contenedor.

vii. Para añadir otro canal de entrada, elija Add canal (Añadir canal). Si ha terminado de añadir
canales de entrada, elija Done (Listo).

g. En Output location (Ubicación de salida), especifique los siguientes valores:

i. Para S3 output path (Ruta de salida de S3), elija la ubicación de S3 donde el trabajo de
capacitación almacena la salida, como por ejemplo, artefactos de modelo.

Note

Usted utiliza los artefactos de modelos almacenados en esta ubicación para crear un
modelo o paquete de modelos de este trabajo de capacitación.

ii. ParaClave de cifrado, si quieres que SageMaker use unAWS KMSPara cifrar datos de salida
en reposo en la ubicación de S3.

h. En Tags (Etiquetas), especifique una o varias etiquetas para administrar el trabajo de
capacitación. Cada etiqueta consta de una clave y un valor opcional. Las claves de las etiquetas
deben ser únicas para cada recurso.

i. Seleccione Create training job (Crear trabajo de capacitación) para ejecutar el trabajo de
capacitación.

Utilice un algoritmo para ejecutar un trabajo de capacitación (API)

Para utilizar un algoritmo para ejecutar un trabajo de capacitación mediante la API de SageMaker,
especifique el nombre o el nombre de recurso de Amazon (ARN) como el nombre de recurso de
Amazon comoAlgorithmNamedel campo AlgorithmSpecificationobjeto al que se pasa
CreateTrainingJob. Para obtener más información acerca de modelos de capacitación en SageMaker,
consulteCapacitación de modelos con Amazon SageMaker (p. 9).

Utilice un algoritmo para ejecutar un Job de capacitación (SDK para Amazon
SageMaker)

Utilice un algoritmo que ha creado o al que se ha suscrito en AWS Marketplace para crear un trabajo de
capacitación, crear un objeto AlgorithmEstimator y especificar el Nombre de recurso de Amazon
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(ARN) o el nombre del algoritmo como el valor del argumento algorithm_arn. A continuación, llame al
método fit del estimador. Por ejemplo:

from sagemaker import AlgorithmEstimator
data_path = os.path.join(DATA_DIR, 'marketplace', 'training')

algo = AlgorithmEstimator(
algorithm_arn='arn:aws:sagemaker:us-east-2:012345678901:algorithm/my-algorithm',
        role='SageMakerRole',
        instance_count=1,
        instance_type='ml.c4.xlarge',
        sagemaker_session=sagemaker_session,
        base_job_name='test-marketplace')

train_input = algo.sagemaker_session.upload_data(
path=data_path, key_prefix='integ-test-data/marketplace/train')

algo.fit({'training': train_input})

Utilice un algoritmo para ejecutar un trabajo de ajuste de
hiperparámetros
Un trabajo de ajuste de hiperparámetros encuentra la mejor versión de un modelo ejecutando muchos
trabajos de capacitación en su conjunto de datos utilizando el algoritmos y los rangos de hiperparámetros
que usted especifique. A continuación, elige los valores de hiperparámetros que dan lugar a un modelo
con el mejor rendimiento medido por una métrica de su elección. Para obtener más información, consulte
Realice un SageMaker (p. 1821).

Puede utilizar un recurso de algoritmo para crear un trabajo de ajuste de hiperparámetros a través de
la consola de Amazon SageMaker, la API de Amazon SageMaker de bajo nivel o elSDK para Amazon
SageMaker.

Temas
• Utilice un algoritmo para ejecutar un trabajo de ajuste de hiperparámetros (consola) (p. 2531)
• Utilice un algoritmo para ejecutar un trabajo de ajuste de hiperparámetros (API) (p. 2533)
• Utilice un algoritmo para ejecutar un Job de ajuste de hiperparámetros (SDK para Amazon

SageMaker) (p. 2534)

Utilice un algoritmo para ejecutar un trabajo de ajuste de hiperparámetros
(consola)

Para utilizar un algoritmo para ejecutar un trabajo de ajuste de hiperparámetros (consola)

1. Abra la consola de SageMaker enhttps://console.aws.amazon.com/sagemaker/.
2. Elija Algorithms (Algoritmos).
3. Elija un algoritmo de los que creado de la lista en la pestaña My algorithms (Mis algoritmos) o elija un

algoritmo al que se suscribió en la pestaña  subscriptions (Suscripciones de AWS Marketplace ).
4. Elija Create hyperparameter tuning job (Crear trabajo de ajuste de hiperparámetros)

El algoritmo que eligió se seleccionará automáticamente.
5. En la página Create hyperparameter tuning job (Crear trabajo de ajuste de hiperparámetros)

proporcione la siguiente información:

a. En Warm start (Inicio en caliente), elija Enable warm start (Habilitar inicio en caliente) para utilizar
la información de trabajos de ajuste de hiperparámetros anteriores como punto de partida para
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este trabajo de ajuste de hiperparámetros. Para obtener más información, consulte Ejecución de
un trabajo de ajuste de hiperparámetros de inicio en caliente (p. 1843).

i. Elija Identical data and algorithm (Datos idénticos y algoritmo) si los datos de entrada se
corresponden con los datos de entrada de los trabajos principales de este trabajo de ajuste
de hiperparámetros o elija Transfer learning (Transferir aprendizaje) para utilizar datos de
entrada adicional o diferente para este trabajo de ajuste de hiperparámetros.

ii. Para Parent hyperparameter tuning job(s) (Trabajo(s) principal(es) de ajuste de
hiperparámetros), elija hasta 5 trabajos de ajuste de hiperparámetros para utilizarlos como
principales de este trabajo de ajuste de hiperparámetros.

b. En Hyperparameter tuning job name (Nombre del trabajo de ajuste de hiperparámetros), escriba
un nombre para el trabajo de ajuste.

c. ParaRol de IAMEn SageMaker, elija un rol de IAM que tenga los permisos necesarios
para ejecutar trabajos de ajuste de hiperparámetros en SageMaker o elijaCreate
a new role (Crear un nuevo rol)Para permitir a SageMaker crear un rol que cuenta
conAmazonSageMakerFullAccessdirectiva administrada adjunta. Para obtener información,
consulte Funciones de SageMaker (p. 2579).

d. ParaVPC:En, elija una VPC de Amazon a la que quiera que accedan los trabajos de capacitación
iniciados por el trabajo de ajuste. Para obtener más información, consulte Proporcione acceso a
los trabajos de capacitación de SageMaker a los recursos en su VPC de Amazon (p. 2645).

e. Seleccione Next (Siguiente).
f. Para Objective metric (Métrica objetiva), elija la métrica que el trabajo ajuste de hiperparámetros

utiliza para determinar la mejor combinación de hiperparámetros y, a continuación, elija si desea
minimizar o maximizar esta métrica. Para obtener más información, consulte Visualización del
mejor trabajo de capacitación (p. 1841).

g. Para Hyperparameter configuration (Configuración de hiperparámetros), elija rangos para los
hiperparámetros ajustables que quiere que el trabajo de ajuste busque y establezca valores
estáticos para los hiperparámetros que quiere que permanezcan constantes en todos los
trabajos de capacitación lanzados por el trabajo de ajuste de hiperparámetros. Para obtener más
información, consulte Definición de intervalos de hiperparámetros (p. 1825).

h. Seleccione Next (Siguiente).
i. Para Input data configuration (Configuración de datos de entrada), especifique los siguientes

valores para cada canal de datos de entrada que se va a utilizar para el trabajo de ajuste de
hiperparámetros. Puede ver qué canales admite el algoritmo que está utilizando para el ajuste
de hiperparámetros y el tipo de contenido, el tipo de compresión admitido y modos de entrada
admitidos para cada canal bajo la sección Channel specification (Especificación de canal) de la
página Algorithm summary (Resumen del algoritmo) para el algoritmo.

i. En Channel name (Nombre del canal), escriba el nombre del canal de entrada.
ii. En Content type (Tipo de contenido), escriba el tipo de contenido de los datos que el

algoritmo espera para el canal.
iii. Para Compression type (Tipo de compresión), elija el tipo de compresión de datos que se va

a utilizar, si procede.
iv. Para Record wrapper (Contenedor de registros), elija RecordIO si el algoritmo espera los

datos en el formato RecordIO.
v. Para S3 data type (Tipo de datos de S3), S3 data distribution type (Tipo de distribución

de datos de S3) y S3 location (Ubicación de S3), especifique los valores adecuados. Para
obtener más información acerca del significado de estos valores, consulte S3DataSource.

vi. En Input mode (Modo de entrada), seleccione File (Archivo) para descargar los datos desde
el volumen de almacenamiento de aprendizaje automático provisionado y montar el directorio
en un volumen de Docker. Elija Pipe (Canalización) para transmitir los datos directamente
desde Amazon S3 al contenedor.
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vii. Para añadir otro canal de entrada, elija Add canal (Añadir canal). Si ha terminado de añadir
canales de entrada, elija Done (Listo).

j. En Output location (Ubicación de salida), especifique los siguientes valores:

i. Para S3 output path (Ruta de salida de S3), elija la ubicación de S3 donde los trabajos de
capacitación que este trabajo de ajuste de hiperparámetros almacenan la salida, como los
artefactos de modelos.

Note

Usted utiliza los artefactos de modelos almacenados en esta ubicación para crear un
modelo o paquete de modelos de este trabajo de ajuste de hiperparámetros.

ii. ParaClave de cifrado, si quieres que SageMaker use unAWS KMSPara cifrar datos de salida
en reposo en la ubicación de S3.

k. Para Resource configuration (Configuración de recursos) proporcione la siguiente:

i. En Instance type (Tipo de instancia), elija el tipo de instancia que desea utilizar para cada
trabajo de capacitación lanzado por el trabajo de ajuste de hiperparámetros.

ii. En Instance count (Recuento de instancias), escriba el número de instancias de aprendizaje
automático que desea utilizar para cada trabajo de capacitación lanzado por el trabajo de
ajuste de hiperparámetros.

iii. En Additional volume per instance (GB) (Volumen adicional por instancia (GB)), escriba el
tamaño del volumen de almacenamiento de aprendizaje automático que desea aprovisionar
para cada trabajo de capacitación que el trabajo de ajuste de hiperparámetros lance.
Los volúmenes de almacenamiento de ML almacenan artefactos de modelos y estados
incrementales.

iv. ParaClave de cifrado, si quieres que Amazon SageMaker use unAWSEn Key Management
Service key (Clave de administración de claves) para cifrar los datos en el volumen de
almacenamiento de aprendizaje automático asociado a las instancias de capacitación,
especifique la clave.

l. Para Resource limits (Límites de recursos) proporcione lo siguiente:

i. En Maximum training jobs (Máximo de trabajos de capacitación), especifique el número
máximo de trabajos de capacitación que desea que el trabajo de ajuste de hiperparámetros
lance. Un trabajo de ajuste de hiperparámetros puede lanzar un máximo de 500 trabajos de
capacitación.

ii. En Maximum parallel training jobs (Máximo de trabajos de capacitación paralelos),
especifique el número máximo de trabajos de capacitación simultáneos que el trabajo de
ajuste de hiperparámetros puede lanzar. Un trabajo de ajuste de hiperparámetros puede
lanzar un máximo de 10 trabajos de capacitación simultáneos.

iii. En Stopping condition (Condición de detención), especifique la cantidad máxima de tiempo
en segundos, minutos, horas o días durante el cual desea que se ejecute cada trabajo de
capacitación lanzado por el trabajo de ajuste de hiperparámetros.

m. En Tags (Etiquetas), especifique una o varias etiquetas para administrar el trabajo de ajuste
de hiperparámetros. Cada etiqueta consta de una clave y un valor opcional. Las claves de las
etiquetas deben ser únicas para cada recurso.

n. Elija Create jobs (Crear trabajos) para ejecutar el trabajo de ajuste de hiperparámetros.

Utilice un algoritmo para ejecutar un trabajo de ajuste de hiperparámetros (API)

Para utilizar un algoritmo para ejecutar un trabajo de ajuste de hiperparámetros a través de
la API de SageMaker, especifique el nombre o el nombre de recurso de Amazon (ARN) del
algoritmo comoAlgorithmNamedel campo AlgorithmSpecificationobjeto al que se pasa
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CreateHyperParameterTuningJob. Para obtener información acerca del ajuste de hiperparámetros en
SageMaker, consulteRealice un SageMaker (p. 1821).

Utilice un algoritmo para ejecutar un Job de ajuste de hiperparámetros (SDK para
Amazon SageMaker)
Utilice un algoritmo que ha creado o al que se ha suscrito en AWS Marketplace para crear un trabajo de
ajuste de hiperparámetros, crear un objeto AlgorithmEstimator y especificar el Nombre de recurso de
Amazon (ARN) o el nombre del algoritmo como el valor del argumento algorithm_arn. A continuación,
inicialice un objeto HyperparameterTuner con el AlgorithmEstimator que ha creado como el valor
del argumento estimator. Por último, llame al método fit de AlgorithmEstimator. Por ejemplo:

from sagemaker import AlgorithmEstimator
from sagemaker.tuner import HyperparameterTuner

data_path = os.path.join(DATA_DIR, 'marketplace', 'training')

algo = AlgorithmEstimator(
            algorithm_arn='arn:aws:sagemaker:us-east-2:764419575721:algorithm/scikit-
decision-trees-1542410022',
            role='SageMakerRole',
            instance_count=1,
            instance_type='ml.c4.xlarge',
            sagemaker_session=sagemaker_session,
            base_job_name='test-marketplace')

train_input = algo.sagemaker_session.upload_data(
    path=data_path, key_prefix='integ-test-data/marketplace/train')

algo.set_hyperparameters(max_leaf_nodes=10)
tuner = HyperparameterTuner(estimator=algo, base_tuning_job_name='some-name',
                                objective_metric_name='validation:accuracy',
                                hyperparameter_ranges=hyperparameter_ranges,
                                max_jobs=2, max_parallel_jobs=2)

tuner.fit({'training': train_input}, include_cls_metadata=False)
tuner.wait()

Utilice un paquete de modelos para crear un modelo
Utilice un paquete de modelos para crear un modelo que pueda implementarse que pueda utilizar para
obtener inferencias en tiempo real mediante la creación de un punto de enlace alojado o para ejecutar
trabajos de transformación por lotes. Puede crear un modelo que pueda implementarse a partir de un
paquete de modelos mediante la consola de Amazon SageMaker, la API de de bajo nivel de SageMaker) o
elSDK para Amazon SageMaker.

Temas
• Utilizar un paquete de modelos para crear un modelo (consola) (p. 2534)
• Utilice un paquete de modelos para crear un modelo (API) (p. 2535)
• Utilice un paquete de modelos para crear un modelo (SDK para Amazon SageMaker) (p. 2535)

Utilizar un paquete de modelos para crear un modelo (consola)

Para crear un modelo que pueda implementarse a partir de un paquete de modelos (consola)

1. Abra la consola de SageMaker enhttps://console.aws.amazon.com/sagemaker/.
2. Elija Model packages (Paquetes de modelos)
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3. Elija un paquete de modelos de los que creó de la lista en la pestaña My model packages (Mis
paquetes de modelos) o elija un paquete de modelos al que se suscribió en la pestaña  AWS
Marketplace subscriptions (Suscripciones de ).

4. Seleccione Create model (Crear modelo).
5. En Model name (Nombre de modelo), escriba un nombre único para el modelo.
6. ParaRol de IAMEn IAM role (Rol de IAM), elija un rol de IAM que tenga los permisos necesarios

para llamar a otros servicios en su nombre o elijaCreate a new role (Crear un nuevo rol)Para permitir
a SageMaker crear un rol que cuenta conAmazonSageMakerFullAccessdirectiva administrada
adjunta. Para obtener información, consulte Funciones de SageMaker (p. 2579).

7. ParaVPC:, elija una VPC de Amazon a la que quiera que acceda el modelo. Para obtener más
información, consulte Proporcione acceso a los puntos de enlace alojados de SageMaker a los
recursos en su Amazon VPC (p. 2647).

8. Deje los valores predeterminados para Container input options (Opciones de entrada del contenedor)
y Choose model package (Elegir paquete de modelos).

9. Para las variables de entorno, proporcione los nombres y los valores de variables de entorno que
desea transferir al contenedor de modelos.

10. En Tags (Etiquetas), especifique una o varias etiquetas para administrar el modelo. Cada etiqueta
consta de una clave y un valor opcional. Las claves de las etiquetas deben ser únicas para cada
recurso.

11. Seleccione Create model (Crear modelo).

Después de crear un modelo que pueden implementarse, puede utilizarlo para configurar un punto
de enlace para inferencia en tiempo real o crear un trabajo de transformación por lotes para obtener
inferencias en conjuntos de datos completos. Para obtener información acerca del alojamiento de puntos
de enlace en SageMaker, consulteImplementar modelos para inferencia.

Utilice un paquete de modelos para crear un modelo (API)

Para utilizar un paquete de modelos para crear un modelo que pueda implementarse mediante la API de
SageMaker, especifique el nombre o el nombre de recurso de Amazon (ARN) del paquete de modelos
como elModelPackageNamedel campo ContainerDefinitionque se pasa al objeto CreateModelAPI
DE.

Después de crear un modelo que pueden implementarse, puede utilizarlo para configurar un punto
de enlace para inferencia en tiempo real o crear un trabajo de transformación por lotes para obtener
inferencias en conjuntos de datos completos. Para obtener información acerca de los puntos de enlace
alojados en SageMaker, consulteImplementar modelos para inferencia.

Utilice un paquete de modelos para crear un modelo (SDK para Amazon
SageMaker)

Para utilizar un paquete de modelos para crear un modelo que pueda implantarse mediante el SDK de
Python de SageMaker, inicialice unModelPackagey transfiera el Nombre de recurso de Amazon (ARN)
del paquete de modelos comomodel_package_arnArgumento. Por ejemplo:

from sagemaker import ModelPackage
model = ModelPackage(role='SageMakerRole',
         model_package_arn='training-job-scikit-decision-trees-1542660466-6f92',
         sagemaker_session=sagemaker_session)

Después de crear un modelo que pueden implementarse, puede utilizarlo para configurar un punto
de enlace para inferencia en tiempo real o crear un trabajo de transformación por lotes para obtener
inferencias en conjuntos de datos completos. Para obtener información acerca del alojamiento de puntos
de enlace en SageMaker, consulteImplementar modelos para inferencia.
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Vender algoritmos y paquetes de modelos de
Amazon SageMaker

Vender algoritmos y paquetes de modelos de Amazon SageMaker es un proceso de tres pasos:

1. Desarrolle su algoritmo o modelo y empaquételo en un contenedor de Docker. Para obtener
información, consulte Desarrollo de algoritmos y modelos en Amazon SageMaker (p. 2536).

2. Cree un recurso de algoritmo o paquete de modelos en SageMaker. Para obtener información, consulte
Crear recursos de paquetes de modelos y de algoritmos (p. 2521).

3. Regístrese como vendedor en AWS Marketplace y publique su algoritmo o paquete de modelos
en AWS Marketplace . Para obtener información sobre cómo registrarse como vendedor, consulte
Introducción a los vendedores en la guía del usuario para proveedores de AWS Marketplace . Para
obtener información acerca de cómo publicar y obtener un rendimiento monetario de sus algoritmos y
paquetes de modelos, consulteListado de algoritmos y paquetes de modelos enAWSMarketplace de
Machine Learningen laGuía del usuario de AWS Marketplace Proveedores.

Topics
• Desarrollo de algoritmos y modelos en Amazon SageMaker (p. 2536)
• Crear recursos de paquetes de modelos y de algoritmos (p. 2521)
• Publicación de su algoritmo o paquete de modelos en AWS Marketplace  (p. 2538)

Desarrollo de algoritmos y modelos en Amazon
SageMaker
Para poder crear recursos de algoritmos y paquetes de modelos para usarlos en Amazon SageMaker o
publicarlos en AWS Marketplace , tiene que desarrollarlos y empaquetarlos en contenedores de Docker.
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Note

Cuando se crean algoritmos y paquetes de modelos para publicarlos en AWS Marketplace ,
SageMaker analiza los contenedores para detectar posibles vulnerabilidades de seguridad en los
sistemas operativos compatibles.
Solo se admiten las siguientes versiones de los sistemas operativos:

• Debian: 6.0, 7, 8, 9, 10
• Ubuntu: 12.04, 12.10, 13.04, 14.04, 14.10, 15.04, 15.10, 16.04, 16.10, 17.04, 17.10, 18.04,

18.10
• CentOS: 5, 6, 7
• Oracle Linux: 5, 6, 7
• Alpine: 3.3, 3.4, 3.5
• Amazon Linux

Temas
• Desarrollo de algoritmos en SageMaker (p. 2537)
• Desarrollo de modelos en SageMaker (p. 2537)

Desarrollo de algoritmos en SageMaker
Un algoritmo empaquetarse en un contenedor de Docker y almacenarse en Amazon ECR para utilizarlo
en SageMaker. El contenedor de Docker contiene el código de capacitación que se utiliza para ejecutar
trabajos de capacitación y, de forma opcional, el código de inferencia utilizado para obtener inferencias de
modelos capacitados mediante el algoritmo.

Para obtener información sobre cómo desarrollar algoritmos en SageMaker y empaquetarlos como
contenedores, consulteUso de contenedores Docker con SageMaker  (p. 2236). Para obtener un
ejemplo completo de cómo crear un contenedor de algoritmos, consulte el bloc de notas de muestra
enhttps://sagemaker-examples.readthedocs.io/en/latest/advanced_functionality/scikit_bring_your_own/
scikit_bring_your_own.html. También puede encontrar el bloc de notas de muestra en una instancia
de bloc de notas de SageMaker. El bloc de notas se encuentra en la sección Advanced Functionality
(Funcionalidad avanzada) y se denomina scikit_bring_your_own.ipynb. Para obtener información
acerca de cómo usar los blocs de notas de muestra en una instancia de bloc de notas, consulte Ejemplo de
blocs de notas (p. 142).

Compruebe siempre con todo detalle sus algoritmos antes de crear recursos de algoritmos para publicarlos
en AWS Marketplace .

Note

Cuando un comprador se suscribe a su producto en contenedores, los contenedores de Docker
se ejecutan en un entorno aislado (sin Internet). Cuando cree sus contenedores, no confíe en que
podrá realizar llamadas salientes a través de Internet. Las llamadas a los servicios de AWS no
están permitidas.

Desarrollo de modelos en SageMaker
Un modelo que puede implementarse en SageMaker consta de código de inferencia, artefactos de
modelos, un rol de IAM que se utiliza para acceder a recursos y demás información necesaria para
implementar el modelo en SageMaker. Los artefactos de modelos son los resultados de capacitar un
modelo mediante un algoritmo de aprendizaje automático. El código de inferencia debe empaquetarse en
un contenedor de Docker y almacenarse en Amazon ECR. Puede empaquetar los artefactos del modelo en
el mismo contenedor que el código de inferencia o bien almacenarlos en Amazon S3.
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de modelos en AWS Marketplace 

Puede crear un modelo ejecutando un trabajo de capacitación en SageMaker o bien capacitando
un algoritmo de aprendizaje automático fuera de SageMaker. Si ejecuta un trabajo de capacitación
en SageMaker, los artefactos de modelos obtenidos estarán disponibles enModelArtifactsen la
respuesta a una llamada aDescribeTrainingJob. Para obtener información acerca de cómo desarrollar
un contenedor de modelos de SageMaker, consulteUsar el código de inferencia propio (p. 2271).
Para consultar un ejemplo completo de cómo crear un contenedor de modelos a partir de un modelo
capacitado fuera de SageMaker, vea el bloc de notas de muestra que se encuentra enhttps://
sagemaker-examples.readthedocs.io/en/latest/advanced_functionality/xgboost_bring_your_own_model/
xgboost_bring_your_own_model.html. También puede encontrar el bloc de notas de muestra en una
instancia de bloc de notas de SageMaker. El bloc de notas se encuentra en la sección Advanced
Functionality (Funcionalidad avanzada) y se denomina xgboost_bring_your_own_model.ipynb. Para
obtener información acerca de cómo usar los blocs de notas de muestra en una instancia de bloc de notas,
consulte Ejemplo de blocs de notas (p. 142).

Compruebe siempre con todo detalle sus modelos antes de crear paquetes de modelos para publicarlos en
AWS Marketplace .

Note

Cuando un comprador se suscribe a su producto en contenedores, los contenedores de Docker
se ejecutan en un entorno aislado (sin Internet). Cuando cree sus contenedores, no confíe en que
podrá realizar llamadas salientes a través de Internet. Las llamadas a los servicios de AWS no
están permitidas.

Publicación de su algoritmo o paquete de modelos en
AWS Marketplace
Después de crear y validar su algoritmo o modelo en Amazon SageMaker, tiene que publicar el producto
en AWS Marketplace . El proceso de publicación ofrece sus productos en AWS Marketplace y la consola
de SageMaker.

Para poder publicar productos en AWS Marketplace , tiene que ser un vendedor registrado. Para
registrarse, siga el proceso de autoregistro del portal de administración de AWS Marketplace (AMMP).
Para obtener información, consulte Introducción a los vendedores en la guía del usuario para proveedores
de AWS Marketplace . Cuando comienza el proceso de publicación del producto desde la consola
de Amazon SageMaker, comprobamos el estado de registro de vendedor. Si no se ha registrado, lo
indicaremos que lo haga.

Para comenzar el proceso de publicación, realice una de las siguientes acciones:

• En la consola de SageMaker, elija el producto, elijaActions, y elijaPublicar nuevo listado de ML
Marketplace. Esto guarda la referencia del producto, el nombre de recurso de Amazon (ARN) y le dirigirá
al AMMP para que cree la publicación.

• Vaya al proceso de publicación de ML, escriba manualmente el nombre de recursos de Amazon (ARN)
y comience a publicar el producto. Este proceso guarda los metadatos del producto que ha especificado
al crear el producto en SageMaker. Para la publicación de un algoritmo, la información incluye los
tipos de instancia y los hiperparámetros compatibles. Además, puede introducir una descripción del
producto, información promocional e información de soporte como lo haría con otros productos de AWS
Marketplace .

Búsqueda y suscripción a algoritmos y paquetes de
modelos en AWS Marketplace

Con AWS Marketplace , puede examinar y buscar cientos de algoritmos y modelos de aprendizaje
automático en una amplia gama de categorías, como, por ejemplo, visión artificial, procesamiento de
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lenguaje natural, reconocimiento de voz, texto, datos, voz, imagen, análisis de vídeo, detección de fraudes,
análisis predictivo y mucho más.

Para buscar algoritmos en AWS Marketplace

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.
2. Elija Algorithms (Algoritmos) y, a continuación, seleccione Find algorithms (Buscar algoritmos).

Esto lo lleva a la página de algoritmos de AWS Marketplace . Para obtener información acerca de
cómo buscar y suscribirse a algoritmos en AWS Marketplace , consulte la sección de productos de
aprendizaje automático de la  guía del usuario de AWS Marketplace para consumidores de AWS.

Para encontrar paquetes de modelos en AWS Marketplace

1. Abra la consola de SageMaker enhttps://console.aws.amazon.com/sagemaker/.
2. Elija Model packages (Paquetes de modelos) y, a continuación, seleccione Find model packages

(Buscar paquetes de modelos).

Esto le lleva a la página de paquetes de modelos de AWS Marketplace . Para obtener información
acerca de cómo buscar y suscribirse a paquetes de modelos en AWS Marketplace , consulte la
sección de productos de aprendizaje automático de la guía del usuario de AWS Marketplace para
consumidores de AWS.

Algoritmos y paquetes de modelos de Use
Para obtener información acerca de cómo usar algoritmos y paquetes de modelos a los que se ha suscrito
en SageMaker, consulteUtilizar recursos de paquetes de modelos y de algoritmos (p. 2527).

Note

Al crear un trabajo de capacitación, un punto de enlace de inferencia y un trabajo de
transformación por lotes a partir de un algoritmo o un paquete de modelos al que se suscribe en
AWS Marketplace , los contenedores de capacitación e inferencia no tienen acceso a Internet.
Como los contenedores no tienen acceso a Internet, el vendedor del algoritmo o del paquete de
modelos no tiene acceso a sus datos.
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Seguridad en Amazon SageMaker
La seguridad en la nube de AWS es la mayor prioridad. Como cliente de AWS, se beneficia de una
arquitectura de red y un centro de datos que se han diseñado para satisfacer los requisitos de seguridad
de las organizaciones más exigentes.

La seguridad es una responsabilidad compartida entre AWS y usted. El modelo de responsabilidad
compartida la describe como seguridad de la nube y seguridad en la nube:

• Seguridad de la nube – AWS es responsable de proteger la infraestructura que ejecuta los servicios
de AWS en la nube de AWS. AWS también proporciona servicios que puede utilizar de forma segura.
Auditores externos prueban y verifican periódicamente la eficacia de nuestra seguridad en el marco
de los programas de conformidad de AWS. Para obtener más información acerca de los programas de
conformidad de Amazon SageMaker, consulteAWSServicios en el ámbito del programa de conformidad.

• Seguridad en la nube: su responsabilidad viene determinada por el servicio de AWS que utilice. También
es responsable de otros factores, incluida la confidencialidad de los datos, los requisitos de la empresa y
la legislación y los reglamentos aplicables.

Esta documentación le ayuda a comprender cómo puede aplicar el modelo de responsabilidad compartida
cuando se utiliza SageMaker. En los siguientes temas, aprenderá a configurar SageMaker para que
cumpla sus objetivos de seguridad y conformidad. También puede aprender a utilizar otrosAWSLos
servicios de ayuda para monitorear y proteger los recursos de SageMaker.

Temas
• Control de acceso (p. 2540)
• Protección de datos en Amazon SageMaker (p. 2542)
• Identity and Access Management para Amazon SageMaker (p. 2548)
• Registro y monitorización (p. 2624)
• Validación de conformidad para Amazon SageMaker (p. 2625)
• Resiliencia en Amazon SageMaker (p. 2625)
• Seguridad de la infraestructura en Amazon SageMaker (p. 2626)

Control de acceso
Los portátiles de Amazon SageMaker Studio y las instancias de portátiles de SageMaker difieren en sus
entornos de tiempo de ejecución. En los temas siguientes se describe cómo controlar el acceso raíz a
estos blocs de notas.

Temas
• Control de acceso y blocs de notas de SageMaker Studio (p. 2540)
• Controlar el acceso raíz a una instancia de notebook de SageMaker (p. 2542)

Control de acceso y blocs de notas de SageMaker
Studio
Amazon SageMaker Studio utiliza permisos de sistema de archivos y contenedor para el control de acceso
y el aislamiento de usuarios y portátiles de Studio. Esta es una de las principales diferencias entre los
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portátiles Studio y las instancias de portátiles SageMaker. En este tema se describe cómo se configuran
los permisos para evitar amenazas de seguridad, qué hace SageMaker de forma predeterminada y cómo
el cliente puede personalizar los permisos. Para obtener más información acerca de los blocs de notas de
Studio y su entorno de tiempo de ejecución, consulteUso de Amazon SageMaker Studio Notebooks (p. 85).

Permisos de aplicaciones de SageMaker

Aejecutar como usuarioes un usuario/grupo POSIX que se utiliza para ejecutar la aplicación JupyterServer
y las aplicaciones KernelGateway dentro del contenedor.

El usuario run-as para la aplicación JupyterServer es sagemaker-user (1000) de forma predeterminada.
Este usuario tiene permisos sudo para habilitar la instalación de dependencias como paquetes yum.

El usuario run-as para las aplicaciones KernelGateway es root (0) de forma predeterminada. Este usuario
puede instalar dependencias usando pip/apt-get/conda.

Debido a la reasignación de usuarios mencionada anteriormente, ninguno de los usuarios puede acceder a
los recursos ni realizar cambios en la instancia de host.

Reasignación de usuarios

SageMaker realiza una reasignación de usuarios para asignar un usuario dentro del contenedor a
un usuario de la instancia de host fuera del contenedor. El rango de Id. de usuario (0 - 65535) en el
contenedor se asigna a Id. de usuario sin privilegios superiores a 65535 en la instancia. Por ejemplo,
sagemaker-user (1000) dentro del contenedor podría asignarse al usuario (200001) en la instancia,
donde el número entre paréntesis es el ID de usuario. Si el cliente crea un nuevo usuario/grupo dentro del
contenedor, no tendrá privilegios en la instancia de host independientemente del ID de usuario/grupo. El
usuario raíz del contenedor también se asigna a un usuario sin privilegios en la instancia. Para obtener
más información, consulteAislar contenedores con un espacio de nombres de usuario.

Permisos de imagen personalizados

Los clientes pueden usar sus propias imágenes personalizadas de SageMaker. Estas imágenes pueden
especificar un usuario o grupo de ejecución diferente para iniciar la aplicación KernelGateway. El cliente
puede implementar un control de permisos detallado dentro de la imagen, por ejemplo, para deshabilitar el
acceso root o realizar otras acciones. Aquí se aplica la misma reasignación de usuarios. Para obtener más
información, consulte Traiga su propia imagen de SageMaker (p. 105).

aislamiento de contenedores

Docker mantiene una lista de las capacidades predeterminadas que el contenedor puede usar. SageMaker
no añade capacidades adicionales. SageMaker añade reglas de ruta específicas para bloquear
las solicitudes a Amazon EFS y a laServicio de metadatos de instancia(IMDS) del contenedor. Los
clientes no pueden cambiar estas reglas de ruta desde el contenedor. Para obtener más información,
consultePrivilegio de ejecución y capacidades de Linux.

Acceso a metadatos de aplicaciones

Los metadatos utilizados por las aplicaciones en ejecución se montan en el contenedor con permiso de
solo lectura. Los clientes no pueden modificar estos metadatos desde el contenedor. Para obtener los
metadatos disponibles, consulteObtener metadatos de bloc de notas y aplicaciones (p. 94).

Aislamiento del usuario en EFS

Cuando se incorpora a Studio, SageMaker crea un volumen de Amazon Elastic File System (EFS) para su
dominio que es compartido por todos los usuarios de Studio del dominio. Cada usuario obtiene su propio
directorio particular en el volumen EFS. Este directorio de inicio se utiliza para almacenar los blocs de
notas del usuario, repositorios de Git y otros datos. Para evitar que otros usuarios del dominio accedan a
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los datos del usuario, SageMaker crea un ID de usuario único globalmente para el perfil del usuario y lo
aplica como un ID de usuario/grupo POSIX para el directorio principal del usuario.

Acceso de EBS

Un volumen de Amazon Elastic Block Store (Amazon EBS) se asocia a la instancia de host y se comparte
en todas las imágenes. Se utiliza para el volumen raíz de los cuadernos y almacena datos temporales que
se generan dentro del contenedor. El almacenamiento no se conserva cuando se elimina la instancia que
ejecuta los blocs de notas. El usuario raíz dentro del contenedor no puede acceder al volumen de EBS.

Acceso IMDS

En caso de problemas de seguridad, el acceso a Amazon Elastic Compute Cloud (Amazon EC2) Instance
Metadata Service (IMDS) no está disponible en SageMaker Studio. Para obtener más información sobre
IMDS, consulteMetadatos de instancia y datos de usuario.

Controlar el acceso raíz a una instancia de notebook
de SageMaker
De forma predeterminada, cuando se crea una instancia del bloc de notas, los usuarios que inician
sesión en dicha instancia disponen de acceso raíz. La ciencia de datos es un proceso iterativo en el que
es posible que los científicos de datos necesiten probar y utilizar distintas herramientas y paquetes de
software, por lo que es necesario que varios usuarios de la instancia del bloc de notas tengan acceso
raíz para poder instalar estas herramientas y paquetes. Dado que los usuarios con acceso raíz tienen
privilegios de administrador, pueden obtener acceso a todos los archivos de una instancia del bloc de
notas que tenga habilitado el acceso raíz y editarlos.

Si no desea que los usuarios tengan acceso raíz a una instancia de bloc de notas, cuando
llame a CreateNotebookInstanceor UpdateNotebookInstance, establezca la
propiedadRootAccessparaDisabled. También puede deshabilitar el acceso raíz para los usuarios al
crear o actualizar una instancia de bloc de notas en la consola de Amazon SageMaker. Para obtener
información, consulte Paso 1: Crear una instancia de bloc de notas de Amazon SageMaker (p. 60).

Note

Las configuraciones de ciclo de vida necesitan acceso raíz para poder configurar una instancia
del bloc de notas. Por este motivo, las configuraciones de ciclo de vida asociadas a una instancia
del bloc de notas siempre se ejecutan con acceso raíz, incluso si se deshabilitado este para los
usuarios.

Note

Por razones de seguridad, Rootless Docker se instala en instancias de notebook deshabilitadas
por root en lugar de Docker normal. Para obtener más información, consulteEjecute el demonio
Docker como un usuario no root (modo Rootless)

Protección de datos en Amazon SageMaker
LaAWS Modelo de responsabilidad compartidaSe aplica a la protección de datos en Amazon SageMaker.
Como se describe en este modelo, AWS es responsable de proteger la infraestructura global que ejecuta
toda la Nube de AWS . Usted es responsable de mantener el control sobre el contenido alojado en esta
infraestructura. Este contenido incluye la configuración de seguridad y las tareas de administración de los
servicios de AWS que utiliza usted. Para obtener más información acerca de la privacidad de los datos,
consulte las Preguntas frecuentes sobre la privacidad de datos. Para obtener información acerca de la
protección de datos en Europa, consulte la publicación de blog The AWS Shared Responsability Model and
GDPR en el Blog de seguridad de AWS.

2542

https://docs.aws.amazon.com/AWSEC2/latest/UserGuide/ec2-instance-metadata.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateNotebookInstance.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateNotebookInstance.html
https://docs.docker.com/engine/security/rootless/
https://docs.docker.com/engine/security/rootless/
http://aws.amazon.com/compliance/shared-responsibility-model/
http://aws.amazon.com/compliance/data-privacy-faq
http://aws.amazon.com/blogs/security/the-aws-shared-responsibility-model-and-gdpr/
http://aws.amazon.com/blogs/security/the-aws-shared-responsibility-model-and-gdpr/


Amazon SageMaker Developer Guide
Protección mediante cifrado de datos en reposo

Para fines de protección de datos, recomendamos proteger Cuenta de AWS y configurar cuentas de
usuario individuales conAWS Identity and Access Management(IAM). De esta manera, solo se otorgan
a cada usuario los permisos necesarios para cumplir con sus obligaciones laborales. También le
recomendamos proteger sus datos de las siguientes formas:

• Utilice Multi-Factor Authentication (MFA) con cada cuenta.
• Utilice SSL/TLS para comunicarse con los recursos de AWS. Le recomendamos TLS 1.2 o una versión

posterior.
• Configure la API y el registro de actividad de los usuarios con AWS CloudTrail.
• Utilice las soluciones de cifrado de AWS, junto con todos los controles de seguridad predeterminados de

los servicios de AWS.
• Utilice avanzados servicios de seguridad administrados, como Amazon Macie, que le ayuden a detectar

y proteger los datos personales almacenados en Amazon S3.
• Si necesita módulos criptográficos validados FIPS 140-2 cuando accede a AWS a través de una interfaz

de línea de comandos o una API, utilice un punto de enlace de FIPS. Para obtener más información
acerca de los puntos de enlace de FIPS disponibles, consulte Estándar de procesamiento de la
información federal (FIPS) 140-2.

Le recomendamos encarecidamente que nunca introduzca información de identificación confidencial,
como, por ejemplo, direcciones de email de sus clientes, en etiquetas o en los campos de formato
libre, como el campo Name (Nombre). Esto incluye cuando trabaje con Amazon SageMaker u
otrosAWSutilizando la consola, API,AWS CLI, o bienAWSSDK. Los datos que ingresa en etiquetas o
campos de formato libre utilizados para los nombres se pueden utilizar para los registros de facturación
o diagnóstico. Si proporciona una URL a un servidor externo, le recomendamos encarecidamente que no
incluya información de credenciales en la URL para validar la solicitud para ese servidor.

Temas
• Protección mediante cifrado de datos en reposo (p. 2543)
• Protección de los datos en tránsito con cifrado (p. 2545)
• Administración de claves (p. 2547)
• Privacidad del tráfico entre redes (p. 2548)

Protección mediante cifrado de datos en reposo
Para proteger sus portátiles de Amazon SageMaker Studio e instancias de portátiles de SageMaker,
junto con sus datos de creación de modelos y artefactos de modelo, SageMaker cifra los cuadernos, así
como los resultados de los trabajos de formación y transformación Batch. SageMaker los cifra de forma
predeterminada mediante elAWSClave administrada para Amazon S3. EsteAWSNo se puede compartir
la clave administrada de para Amazon S3 para el acceso entre cuentas. Para el acceso entre cuentas,
especifique su clave CMK mientras crea recursos de SageMaker para que pueda compartirse para el
acceso entre cuentas. Para obtener más información sobre lasAWS KMS, consulte¿Qué es ?AWS¿Key
Management Service.

Temas
• Cuadernos de estudio (p. 2543)
• Instancias de portátiles y trabajos de SageMaker (p. 2544)

Cuadernos de estudio
En Amazon SageMaker Studio, los portátiles y los datos de SageMaker Studio se pueden almacenar en las
siguientes ubicaciones:
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• Un bucket de S3: al incorporar a Studio y habilitar recursos de bloc de notas compartibles, SageMaker
comparte instantáneas de bloc de notas y metadatos en un bucket de Amazon Simple Storage Service
(Amazon S3).

• Un volumen EFS: cuando se incorpora a Studio, SageMaker adjunta un volumen de Amazon Elastic File
System (Amazon EFS) a su dominio para almacenar los portátiles y los archivos de datos de Studio. El
volumen EFS persiste después de eliminar el dominio.

• Un volumen de EBS: cuando abre un bloc de notas en Studio, se asocia un Amazon Elastic Block Store
(Amazon EBS) a la instancia en la que se ejecuta el bloc de notas. El volumen de EBS persiste durante
toda la instancia.

SageMaker utiliza elAWS Key Management Service(AWS KMS) para cifrar el bucket S3 y ambos
volúmenes con unAWSLa clave maestra del cliente (CMK) administrada de forma predeterminada. Para
obtener más control, puede especificar su propio CMK administrado por el cliente al incorporarse a Studio
o a través de la API de SageMaker. Para obtener más información, consulteIntroducción a Amazon
SageMaker Studio (p. 40)yCreateDomain.

En el navegadorCreateDomain, utilice la funciónS3KmsKeyIdpara especificar el CMK personalizado para
los portátiles que se pueden compartir. Puede utilizar elKmsKeyIdpara especificar el CMK personalizado
para los volúmenes EFS y EBS. El mismo CMK se utiliza para ambos volúmenes. El CMK personalizado
para portátiles compartibles puede ser el mismo CMK que se usa para los volúmenes o un CMK diferente.

Instancias de portátiles y trabajos de SageMaker
Para cifrar el volumen de almacenamiento de aprendizaje automático (ML) que está asociado a blocs
de notas, trabajos de procesamiento, trabajos de entrenamiento, trabajos de ajuste de hiperparámetros,
trabajos de transformación por lotes y puntos de enlace, puede pasar unAWS KMSclave de SageMaker. Si
no especifica ninguna clave de KMS, SageMaker cifrará los volúmenes de almacenamiento con una clave
transitoria y la descartará inmediatamente después de finalizar el cifrado. Para las instancias de portátiles,
si no especifica una clave KMS, SageMaker cifra tanto los volúmenes del SO como los volúmenes de
datos ML con una clave KMS administrada por el sistema.

Puede utilizar unAWSadministradoAWS KMSPara cifrar todos los volúmenes de SO de la instancia. Puede
cifrar todos los volúmenes de datos de ML para todas las instancias de SageMaker con unAWS KMSque
especifique. Los volúmenes de almacenamiento de ML se montan de la siguiente manera:

• Blocs de notas: /home/ec2-user/SageMaker
• Procesamiento: /opt/ml/processing y /tmp/
• Capacitación: /opt/ml/ y /tmp/
• Lote: /opt/ml/ y /tmp/
• Puntos de enlace: /opt/ml/ y /tmp/

Los contenedores de trabajos de entrenamiento, transformación por lotes y procesamiento tienen una
naturaleza efímera. Cuando se completa el trabajo, la salida se carga en Amazon S3 medianteAWS
KMScifrado con unAWS KMSque especifique y la instancia se derrumbará. Si unaAWS KMSLa clave no
se proporciona en la solicitud de trabajo, la salida se cifra de forma predeterminada usando suAWSClave
administrada para Amazon S3.

Note

La política clave para unAWSLa clave administrada para Amazon S3 no se puede editar, por lo
que no se pueden conceder permisos entre cuentas para estas políticas de clave. Si el bucket
de salida de Amazon S3 para la solicitud proviene de otra cuenta, especifique su propioAWS
KMSCustomer Key en la solicitud de trabajo y asegúrese de que el rol de ejecución del trabajo
tiene permisos para cifrar datos con él.
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Important

Los datos confidenciales que por razones de conformidad tenga que cifrarse con una clave de
KMS deben almacenarse en el volumen de almacenamiento de ML o en Amazon S3, ya que
ambos datos se pueden cifrar mediante una clave de KMS que especifique.

Cuando abre una instancia de bloc de notas, SageMaker la guarda junto con los archivos asociados a
ella en la carpeta de SageMaker del volumen de almacenamiento de aprendizaje automático. Cuando se
detiene una instancia de bloc de notas, SageMaker crea una instantánea del volumen de almacenamiento
de aprendizaje automático. Todas las personalizaciones del sistema operativo de la instancia detenida
se pierden, como las bibliotecas personalizadas instaladas o la configuración del nivel del sistema
operativo. Considere la posibilidad de utilizar una configuración de ciclo de vida para automatizar las
personalizaciones de la instancia de bloc de notas predeterminada. Al terminar una instancia, se eliminan
la instantánea y el volumen de almacenamiento de ML. Cualquier dato que tenga que perdurar durante
más tiempo que la vida útil de la instancia del bloc de notas debe transferirse a un bucket de Amazon S3.

Note

Algunas instancias de SageMaker basadas en Nitro incluyen almacenamiento local, en
función del tipo de instancia. Los volúmenes de almacenamiento local se cifran mediante un
módulo de hardware en la instancia. No puede usar una clave de KMS en un tipo de instancia
con almacenamiento local. Para obtener una lista de los tipos de instancia que admiten el
almacenamiento de instancias local, consulte Volúmenes de almacén de instancias. Para obtener
más información acerca de los volúmenes de almacenamiento de instancias basadas en Nitro,
consulteAmazon EBS y NVMe en instancias de Linux.
Para obtener más información acerca del cifrado de almacenamiento de instancias local, consulte
Volúmenes de almacén de instancias SSD.

Protección de los datos en tránsito con cifrado
Todos los datos entre redes en tránsito admiten el cifrado TLS 1.2.

Amazon SageMaker garantiza que los artefactos del modelo de aprendizaje automático (ML) y otros
artefactos del sistema estén cifrados en tránsito y en reposo. Las solicitudes a la API y la consola
de SageMaker se efectúan a través de una conexión segura (SSL). PasasAWS Identity and Access
ManagementPara proporcionar permisos SageMaker a los recursos en su nombre para la capacitación
y la implementación. Puede utilizar buckets de Amazon S3 cifrados para datos y artefactos de modelos,
así como para transferir unAWS KMSpara las instancias de SageMaker para cifrar los volúmenes de
almacenamiento ML adjuntos.

Algunos datos dentro de la red en tránsito (dentro de la plataforma de servicios) no están cifrados. Esto
incluye:

• Comando y control de las comunicaciones entre el plano de control de servicio y las instancias de trabajo
de capacitación (no los datos del cliente).

• Comunicaciones entre nodos en trabajos de procesamiento distribuidos (dentro de la red).
• Comunicaciones entre nodos en trabajos de capacitación distribuidos (dentro de la red).

No hay comunicaciones entre nodos para el procesamiento por lotes.

Puede optar por cifrar la comunicación entre nodos de un clúster de capacitación. Para obtener
información acerca de cómo hacerlo, consulte Protección de las comunicaciones entre instancias de
computación de aprendizaje automático en un trabajo de capacitación distribuido (p. 2546). La habilitación
del cifrado de tráfico entre contenedores puede aumentar el tiempo de capacitación, especialmente si
se utilizan algoritmos de aprendizaje profundo distribuidos. Para los algoritmos afectadas, el hecho de
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añadir esta nivel de seguridad adicional también aumenta los costos. El tiempo de capacitación para la
mayoría de los algoritmos integrados de SageMaker, como, por ejemplo, XGBoost, DeepAR y el algoritmo
de aprendizaje lineal, normalmente no se ve afectado.

Los puntos de enlace validados por FIPS están disponibles para la API de SageMaker y el router de
solicitudes para modelos alojados (tiempo de ejecución). Para obtener información acerca de los puntos de
enlace conformes con FIPS, consulte Federal Information Processing Standard (FIPS) 140-2.

Protección de las comunicaciones entre instancias de
computación de aprendizaje automático en un trabajo de
capacitación distribuido
De forma predeterminada, Amazon SageMaker ejecuta formaciónjobsEn una Amazon Virtual Private Cloud
(Amazon VPC) para ayudar a mantener sus datos seguros. Puede añadir otro nivel de seguridad para
proteger los contenedores de capacitación y los datos mediante la configuración de una VPC privada.
Los algoritmos y los marcos de trabajo de aprendizaje automático distribuidos suelen trasmitir información
que está directamente relacionada con el modelo, como ponderaciones, no con el conjunto de datos de
capacitación. Al realizar la capacitación distribuida, puede proteger aún más los datos que se transmiten
entre instancias. Esto puede ayudarle a cumplir con los requisitos reglamentarios. Para ello, utilice el
cifrado de tráfico entre contenedores.

La habilitación del cifrado de tráfico entre contenedores puede aumentar el tiempo de capacitación,
especialmente si se utilizan algoritmos de aprendizaje profundo distribuidos. La habilitación del cifrado de
tráfico entre contenedores no afecta a los trabajos de capacitación con una sola instancia de computación.
Sin embargo, en los trabajos de capacitación con varias instancias de computación, el efecto en la
duración de la capacitación depende de la cantidad de comunicación entre instancias informáticas. Para
los algoritmos afectadas, el hecho de añadir esta nivel de seguridad adicional también aumenta los costos.
El tiempo de capacitación para la mayoría de los algoritmos integrados de SageMaker, como, por ejemplo,
XGBoost, DeepAR y el algoritmo de aprendizaje lineal, normalmente no se ve afectado.

Puede habilitar el cifrado de tráfico entre contenedores para los trabajos de capacitación o de ajuste de
hiperparámetros. Puede utilizar las API o la consola de SageMaker para habilitar el cifrado del tráfico entre
contenedores.

Para obtener información sobre la ejecución de trabajos de capacitación en una VPC privada, consulte
Proporcione acceso a los trabajos de capacitación de SageMaker a los recursos en su VPC de
Amazon (p. 2645).

Habilitación del cifrado de tráfico entre contenedores (API)

Antes de habilitar el cifrado de tráfico entre contenedores en trabajos de capacitación o de ajuste de
hiperparámetros mediante las API, debe agregar reglas de entrada y de salida al grupo de seguridad de la
VPC privada.

Para habilitar el cifrado de tráfico entre contenedores (API)

1. Añada las siguientes reglas de entrada y salida al grupo de seguridad de la VPC privada:

Protocolo Rango de puertos Fuente

UDP 500 ID de grupo de seguridad propio

ESP 50 N/A ID de grupo de seguridad propio

2. Cuando envía una solicitud al CreateTrainingJobor CreateHyperParameterTuningJobAPI,
especifiqueTruepara laEnableInterContainerTrafficEncryptionparámetror.
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Note

Para el registroESP 50, elAWSLa Consola de grupo de seguridad puede mostrar el rango de
puertos como «Todos». Sin embargo, Amazon EC2 no tiene en cuenta el rango de puertos
especificado, ya que no es aplicable al protocolo IP ESP 50.

Habilitación del cifrado de tráfico entre contenedores (consola)
Habilitación del cifrado de tráfico entre contenedores en un trabajo de capacitación

Para habilitar el cifrado de tráfico entre contenedores en un trabajo de capacitación

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.
2. En el panel de navegación, elija Training (Capacitación); a continuación, elija Training jobs (Trabajos

de capacitación).
3. Elija Create training job (Crear trabajo de capacitación).
4. En Network (Red), elija una VPC. Puede utilizar la VPC predeterminada o una que haya creado.
5. Elija Enable inter-container traffic encryption (Habilitar el cifrado de tráfico entre contenedores).

Una vez habilitado el cifrado de tráfico entre contenedores, termine de crear el trabajo de capacitación.
Para obtener más información, consulte Paso 4: Capacitación de un modelo (p. 66).

Habilitación del cifrado de tráfico entre contenedores en un trabajo de ajuste de hiperparámetros

Para habilitar el cifrado de tráfico entre contenedores en un trabajo de ajuste de hiperparámetros

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.
2. En el panel de navegación, elija Training (Capacitación) y, a continuación, elija Hyperparameter tuning

jobs (Trabajos de ajuste de hiperparámetros).
3. Elija Create hyperparameter tuning job (Crear trabajo de ajuste de hiperparámetros)
4. En Network (Red), elija una VPC. Puede utilizar la VPC predeterminada o una que haya creado.
5. Elija Enable inter-container traffic encryption (Habilitar el cifrado de tráfico entre contenedores).

Una vez habilitado el cifrado de tráfico entre contenedores, termine de crear el trabajo de ajuste de
hiperparámetros. Para obtener más información, consulte Configuración y lanzamiento de un trabajo de
ajuste de hiperparámetros (p. 1835).

Administración de claves
Los clientes pueden especificarAWS KMS, incluidas claves BYOK (Bring Your Own Keys o BYOK, en
inglés), para usarlas para el cifrado de sobres con buckets de entrada/salida de Amazon S3 y volúmenes
de aprendizaje automático (ML). Los volúmenes de aprendizaje automático para instancias de bloc de
notas y para procesamiento, entrenamiento y contenedores de Docker de modelos alojados se pueden
cifrar opcionalmente mediante claves de AWS KMS propiedad del cliente. Todos los volúmenes de SO de
instancia se cifran con una clave AWS KMS administrada por AWS.

Note

Algunas instancias basadas en Nitro incluyen almacenamiento local, en función del tipo de
instancia. Los volúmenes de almacenamiento local se cifran mediante un módulo de hardware en
la instancia. No puede solicitar una VolumeKmsKeyId cuando se utiliza un tipo de instancia con
almacenamiento local.
Para obtener una lista de los tipos de instancia que admiten el almacenamiento de instancias
local, consulte Volúmenes de almacén de instancias.
Para obtener más información acerca del cifrado de almacenamiento de instancias local, consulte
Volúmenes de almacén de instancias SSD.
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Para obtener más información acerca de los volúmenes de almacenamiento en instancias
basadas en Nitro, consulteAmazon EBS y NVMe en instancias de Linux.

Para obtener más información sobreAWS KMSclaves ver¿Qué es ?AWS¿Key Management Serviceen
laAWS Key Management ServiceGuía para desarrolladores.

Privacidad del tráfico entre redes
En este tema se describe cómo Amazon SageMaker protege las conexiones desde el servicio a otras
ubicaciones.

Las comunicaciones entre redes admiten el cifrado TLS 1.2 entre todos los componentes y clientes.

Las instancias se pueden conectar a la VPC del cliente, lo que proporciona acceso a los puntos de enlace
de la VPC de S3 o a los repositorios de clientes. El cliente puede administrar la salida de Internet a través
de esta interfaz si la salida a Internet de la plataforma de servicio está deshabilitada para blocs de notas.
Para la capacitación y el alojamiento, la salida a través de la plataforma de servicio no está disponible
cuando se conecta a la VPC del cliente.

De forma predeterminada, las llamadas a la API realizadas a puntos de enlace publicados atraviesan la
red pública al router de solicitud. SageMaker es compatible con puntos de enlace de la interfaz de Amazon
Virtual Private CloudAWSPrivateLink para lograr conectividad privada entre la VPC del cliente y el router
de solicitud para acceder a puntos de enlace de modelo alojados. Para obtener más información sobre
Amazon VPC, consulteConnect a SageMaker a través de un punto de enlace de interfaz de VPC (p. 2631)

Identity and Access Management para Amazon
SageMaker

AWS Identity and Access Management (IAM) es un servicio de AWS que ayuda al administrador a
controlar de forma segura el acceso a los recursos de AWS. Los administradores de IAM controlan quién
puede serautenticado(iniciado sesión) yAutorizado(tienen permisos) para usar los recursos de SageMaker.
IAM es un servicio de AWS que puede utilizar sin cargo adicional.

Temas
• Audience (p. 2548)
• Autenticación con identidades (p. 2549)
• Administración de acceso mediante políticas (p. 2551)
• Cómo funciona Amazon SageMaker con IAM (p. 2553)
• Ejemplos de políticas basadas en identidades de Amazon SageMaker (p. 2555)
• Funciones de SageMaker (p. 2579)
• AWSPolíticas gestionadas para Amazon SageMaker (p. 2597)
• Permisos de la API de Amazon SageMaker: Referencia de acciones, permisos y recursos (p. 2607)
• Solución de problemas de identidad y acceso de Amazon SageMaker (p. 2622)

Audience
Cómo se utilizaAWS Identity and Access Management(IAM) difiere, en función del trabajo que realice en
SageMaker.

Usuario del servicio: si utiliza el servicio de SageMaker para realizar su trabajo, su administrador le
proporciona las credenciales y los permisos que necesita. A medida que utilice más características de
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SageMaker para realizar su trabajo, es posible que necesite permisos adicionales. Entender cómo se
administra el acceso puede ayudarle a solicitar los permisos correctos a su administrador. Si no puede
acceder a una característica en SageMaker, consulteSolución de problemas de identidad y acceso de
Amazon SageMaker (p. 2622).

Administrador de serviciosSi está a cargo de los recursos de SageMaker en su empresa, probablemente
tenga acceso completo a SageMaker. Su trabajo consiste en determinar a qué características y recursos
de SageMaker pueden acceder sus empleados. A continuación, debe enviar solicitudes a su administrador
de IAM para cambiar los permisos de los usuarios de su servicio. Revise la información de esta página
para conocer los conceptos básicos de IAM. Para obtener más información sobre cómo su empresa puede
utilizar IAM con SageMaker, consulteCómo funciona Amazon SageMaker con IAM (p. 2553).

Administrador de IAMSi es un administrador de IAM, es posible que quiera conocer información sobre
cómo escribir políticas para administrar el acceso a SageMaker. Para consultar ejemplos de políticas
basadas en identidades de SageMaker que puede utilizar en IAM, consulteEjemplos de políticas basadas
en identidades de Amazon SageMaker (p. 2555).

Autenticación con identidades
La autenticación es la manera de iniciar sesión en AWS mediante credenciales de identidad. Para obtener
más información acerca de cómo iniciar sesión con la AWS Management Console, consulte Inicio de
sesión en la AWS Management Console como usuario de IAM o usuario raíz en la Guía del usuario de
IAM.

Debe estar autenticado (haber iniciado sesión en AWS) como el usuario raíz de la Cuenta de AWS , como
un usuario de IAM o asumiendo un rol de IAM. También puede utilizar la autenticación de inicio de sesión
único de la empresa o incluso iniciar sesión con Google o Facebook. En estos casos, su administrador
habrá configurado previamente la federación de identidad mediante roles de IAM. Cuando obtiene acceso
a AWS mediante credenciales de otra empresa, asume un rol indirectamente.

Para iniciar sesión directamente en la AWS Management Console, utilice la contraseña con su dirección de
email de usuario raíz o con su nombre de usuario de IAM. Puede acceder a AWS mediante programación
utilizando sus claves de acceso de usuario raíz o usuario de IAM. AWS proporciona SDK y herramientas
de línea de comandos para firmar criptográficamente su solicitud con sus credenciales. Si no utiliza las
herramientas de AWS, debe firmar usted mismo la solicitud. Para ello, utilice Signature Version 4, un
protocolo para autenticar solicitudes de API de entrada. Para obtener más información acerca de cómo
autenticar solicitudes, consulte Proceso de firma de Signature Version 4 en la Referencia general de AWS.

Independientemente del método de autenticación que utilice, es posible que también deba proporcionar
información de seguridad adicional. Por ejemplo, AWS le recomienda el uso de la autenticación multifactor
(MFA) para aumentar la seguridad de su cuenta. Para obtener más información, consulte Uso de la
autenticación multifactor (MFA) en AWS en la Guía del usuario de IAM.

Cuenta de AWS usuario raíz
Cuando se crea por primera vez una Cuenta de AWS , se comienza con una única identidad de inicio de
sesión que tiene acceso completo a todos los servicios y recursos de AWS de la cuenta. Esta identidad
recibe el nombre de usuario raíz de la Cuenta de AWS y se accede a ella iniciando sesión con la dirección
de email y la contraseña que utilizó para crear la cuenta. Le recomendamos encarecidamente que no
utilice el usuario raíz en sus tareas cotidianas, ni siquiera en las tareas administrativas. En lugar de ello,
es mejor ceñirse a la práctica recomendada de utilizar el usuario final exclusivamente para crear al primer
usuario de IAM. A continuación, guarde las credenciales del usuario raíz en un lugar seguro y utilícelas tan
solo para algunas tareas de administración de cuentas y servicios.

Usuarios y grupos de IAM
Un usuario de IAM es una identidad de la Cuenta de AWS que dispone de permisos específicos para una
sola persona o aplicación. Un usuario de IAM puede tener credenciales a largo plazo, como un nombre
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de usuario y una contraseña o un conjunto de claves de acceso. Para obtener información sobre cómo
generar claves de acceso, consulte Administración de claves de acceso de los usuarios de IAM en la Guía
del usuario de IAM. Al generar claves de acceso para un usuario de IAM, asegúrese de ver y guardar de
forma segura el par de claves. No puede recuperar la clave de acceso secreta en el futuro. En su lugar,
debe generar un nuevo par de claves de acceso.

Un grupo de IAM es una identidad que especifica un conjunto de usuarios de IAM. No puede iniciar sesión
como grupo. Puede usar los grupos para especificar permisos para varios usuarios a la vez. Los grupos
facilitan la administración de los permisos de grandes conjuntos de usuarios. Por ejemplo, podría tener un
grupo cuyo nombre fuese IAMAdmins y conceder permisos a dicho grupo para administrar los recursos de
IAM.

Los usuarios son diferentes de los roles. Un usuario se asocia exclusivamente a una persona o aplicación,
pero la intención es que cualquier usuario pueda asumir un rol que necesite. Los usuarios tienen
credenciales permanentes a largo plazo y los roles proporcionan credenciales temporales. Para obtener
más información, consulte Cuándo crear un usuario de IAM (en lugar de un rol) en la Guía del usuario de
IAM.

Roles de IAM
Un rol de IAM es una identidad de la Cuenta de AWS que dispone de permisos específicos. Es similar a un
usuario de IAM, pero no está asociado a una determinada persona. Puede asumir temporalmente un rol de
IAM en la AWS Management Console cambiando de roles. Puede asumir un rol llamando a una operación
de la AWS CLI o de la API de AWS, o utilizando una URL personalizada. Para obtener más información
acerca de los métodos para el uso de roles, consulte Uso de roles de IAM en la Guía del usuario de IAM.

Los roles de IAM con credenciales temporales son útiles en las siguientes situaciones:

• Permisos de usuario de IAM temporales: un usuario de IAM puede asumir un rol de IAM para recibir
temporalmente permisos distintos que le permitan realizar una tarea concreta.

• Acceso de usuarios federados: en lugar de crear un usuario de IAM, puede utilizar identidades
existentes de AWS Directory Service, del directorio de usuarios de su empresa o de un proveedor
de identidades web. A estas identidades se les llama usuarios federados. AWS asigna una función a
un usuario federado cuando se solicita acceso a través de un proveedor de identidad. Para obtener
más información acerca de los usuarios federados, consulte Usuarios federados y roles en la Guía del
usuario de IAM.

• Acceso entre cuentas: puede utilizar un rol de IAM para permitir que alguien (una entidad principal
de confianza) de otra cuenta acceda a los recursos de la cuenta. Los roles son la forma principal de
conceder acceso entre cuentas. Sin embargo, con algunos servicios de AWS, puede asociar una política
directamente a un recurso (en lugar de utilizar un rol como proxy). Para obtener información acerca de
la diferencia entre los roles y las políticas basadas en recursos para el acceso entre cuentas, consulte
Cómo los roles de IAM difieren de las políticas basadas en recursos en la Guía del usuario de IAM.

• Acceso entre servicios: algunos servicios de AWS utilizan características de otros servicios de AWS.
Por ejemplo, cuando realiza una llamada en un servicio, es común que ese servicio ejecute aplicaciones
en Amazon EC2 o almacene objetos en Amazon S3. Es posible que un servicio haga esto usando los
permisos de la entidad principal, usando un rol de servicio o usando un rol vinculado a servicios.
• Permisos principales: cuando utiliza un usuario o un rol de IAM para llevar a cabo acciones en AWS,

se lo considera una entidad principal. Las políticas conceden permisos a una entidad principal.
Cuando utiliza algunos servicios, es posible que realice una acción que desencadene otra acción en
un servicio diferente. En este caso, debe tener permisos para realizar ambas acciones. Para ver si
una acción requiere acciones dependientes adicionales en una política, consulteClaves de condición,
recursos y acciones de Amazon SageMakeren laReferencia de autorizaciones de servicio.

• Rol de servicio: un rol de servicio es un rol de IAM que adopta un servicio para realizar acciones en
su nombre. Los roles de servicio ofrecen acceso solo dentro de su cuenta y no se pueden utilizar
para otorgar acceso a servicios en otras cuentas. Un administrador de IAM puede crear, modificar y
eliminar un rol de servicio desde IAM. Para obtener más información, consulte Creación de un rol para
delegar permisos a un servicio de AWS en la Guía del usuario de IAM.
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• Rol vinculado a un servicio: un rol vinculado a un servicio es un tipo de función del servicio que está
vinculado a un servicio de AWS. El servicio puede asumir el rol para realizar una acción en su nombre.
Los roles vinculados a servicios aparecen en la cuenta de IAM y son propiedad del servicio. Un
administrador de IAM puede ver, pero no editar, los permisos de los roles vinculados a servicios.

• Aplicaciones que se ejecutan en Amazon EC2: puede utilizar un rol de IAM que le permita administrar
credenciales temporales para las aplicaciones que se ejecutan en una instancia EC2 y realizan
solicitudes a la AWS CLI o a la API de AWS. Es preferible hacerlo de este modo a almacenar claves de
acceso en la instancia EC2. Para asignar un rol de AWS a una instancia EC2 y ponerla a disposición de
todas las aplicaciones, cree un perfil de instancia asociado a la instancia. Un perfil de instancia contiene
el rol y permite a los programas que se ejecutan en la instancia EC2 obtener credenciales temporales.
Para obtener más información, consulte Uso de un rol de IAM para conceder permisos a aplicaciones
que se ejecutan en instancias Amazon EC2 en la Guía del usuario de IAM.

Para obtener información sobre el uso de los roles de IAM, consulte Cuándo crear un rol de IAM (en lugar
de un usuario) en la Guía del usuario de IAM.

Administración de acceso mediante políticas
Para controlar el acceso en AWS, se crean políticas y se adjuntan a identidades de IAM o recursos de
AWS. Una política es un objeto de AWS que, cuando se asocia a una identidad o un recurso, define sus
permisos. Puede iniciar sesión como usuario raíz o usuario de IAM o puede asumir un rol de IAM. Cuando
realiza una solicitud, AWS evalúa las políticas relacionadas basadas en identidades o en recursos. Los
permisos en las políticas determinan si la solicitud se permite o se deniega. Las mayoría de las políticas
se almacenan en AWS como documentos JSON. Para obtener más información sobre la estructura y el
contenido de los documentos de política JSON, consulte Información general de políticas JSON en la Guía
del usuario de IAM.

Los administradores pueden utilizar las políticas JSON de AWS para especificar quién tiene acceso a qué.
Es decir, qué entidad principal puede realizar acciones en qué recursos y bajo qué condiciones.

Cada entidad de IAM (usuario o rol) comienza sin permisos. En otras palabras, de forma predeterminada,
los usuarios no pueden hacer nada, ni siquiera cambiar sus propias contraseñas. Para conceder
permiso a un usuario para hacer algo, el administrador debe asociarle una política de permisos. O bien
el administrador puede añadir al usuario a un grupo que tenga los permisos necesarios. Cuando el
administrador concede permisos a un grupo, todos los usuarios de ese grupo obtienen los permisos.

Las políticas de IAM definen permisos para una acción independientemente del método que se utilice
para realizar la operación. Por ejemplo, suponga que dispone de una política que permite la acción
iam:GetRole. Un usuario con dicha política puede obtener información del usuario de la AWS
Management Console, la AWS CLI o la API de AWS.

Políticas basadas en la identidad
Las políticas basadas en identidades son documentos de políticas de permisos JSON que puede asociar
a una identidad, como un usuario de IAM, un grupo de usuarios o un rol. Estas políticas controlan qué
acciones pueden realizar los usuarios y los roles, en qué recursos y bajo qué condiciones. Para obtener
más información sobre cómo crear una política basada en identidades, consulte Creación de políticas de
IAM en la Guía del usuario de IAM.

Las políticas basadas en identidad pueden clasificarse además como políticas insertadas o políticas
administradas. Las políticas insertadas se integran directamente en un único usuario, grupo o rol. Las
políticas administradas son políticas independientes que puede asociar a varios usuarios, grupos y roles
de su Cuenta de AWS . Las políticas administradas incluyen las políticas administradas por AWS y las
políticas administradas por el cliente. Para obtener más información acerca de cómo elegir una política
administrada o una política insertada, consulte Elegir entre políticas administradas y políticas insertadas en
la Guía del usuario de IAM.
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Políticas basadas en recursos
Las políticas basadas en recursos son documentos de política JSON que se asocian a un recurso.
Ejemplos de políticas basadas en recursos son las políticas de confianza de roles de IAM y las políticas
de bucket de Amazon S3. En los servicios que admiten políticas basadas en recursos, los administradores
de servicios pueden utilizarlos para controlar el acceso a un recurso específico. Para el recurso al que se
asocia la política, la política define qué acciones puede realizar una entidad principal especificada en ese
recurso y en qué condiciones. Debe especificar una entidad principal en una política basada en recursos.
Las entidades principales pueden incluir cuentas, usuarios, roles, usuarios federados o servicios de AWS.

Las políticas basadas en recursos son políticas insertadas que se encuentran en ese servicio. No se puede
utilizar políticas de IAM administradas por AWS en una política basada en recursos.

Listas de control de acceso (ACL)
Las listas de control de acceso (ACL) controlan qué entidades principales (miembros de cuentas, usuarios
o roles) tienen permisos para acceder a un recurso. Las ACL son similares a las políticas basadas en
recursos, aunque no utilizan el formato de documento de política JSON.

Amazon S3, AWS WAF y Amazon VPC son ejemplos de servicios que admiten las ACL. Para obtener más
información sobre las ACL, consulte Información general de Lista de control de acceso (ACL) en la Guía
para desarrolladores de Amazon Simple Storage Service.

Otros tipos de políticas
AWS admite otros tipos de políticas adicionales menos frecuentes. Estos tipos de políticas pueden
establecer el máximo de permisos que los tipos de políticas más frecuentes le otorgan.

• Límites de permisos: un límite de permisos es una característica avanzada que le permite establecer
los permisos máximos que una política basada en identidades puede conceder a una entidad de IAM
(usuario o rol de IAM). Puede establecer un límite de permisos para una identidad. Los permisos
resultantes son la intersección de las políticas basadas en identidades de la entidad y los límites de sus
permisos. Las políticas basadas en recursos que especifiquen el usuario o rol en el campo Principal
no estarán restringidas por el límite de permisos. Una denegación explícita en cualquiera de estas
políticas anulará el permiso. Para obtener más información sobre los límites de los permisos, consulte
Límites de permisos para las entidades de IAM en la Guía del usuario de IAM.

• Políticas de control de servicio (SCP): las SCP son políticas de JSON que especifican los permisos
máximos de una organización o una unidad organizativa (OU) en AWS Organizations. AWS
Organizations es un servicio que le permite agrupar y administrar de manera centralizada varias Cuentas
de AWS que posea su empresa. Si habilita todas las funciones en una organización, entonces podrá
aplicar políticas de control de servicio (SCP) a una o todas sus cuentas. Las SCP limitan los permisos de
las entidades de las cuentas miembro, incluido cada usuario raíz de la Cuenta de AWS . Para obtener
más información acerca de Organizations y las SCP, consulte Funcionamiento de las SCP en la Guía del
usuario de AWS Organizations.

• Políticas de sesión: las políticas de sesión son políticas avanzadas que se pasan como parámetro
cuando se crea una sesión temporal mediante programación para un rol o un usuario federado. Los
permisos de la sesión resultantes son la intersección de las políticas basadas en identidades del rol y las
políticas de la sesión. Los permisos también pueden proceder de una política basada en recursos. Una
denegación explícita en cualquiera de estas políticas anulará el permiso. Para obtener más información,
consulte Políticas de sesión en la Guía del usuario de IAM.

Varios tipos de políticas
Cuando se aplican varios tipos de políticas a una solicitud, los permisos resultantes son más complicados
de entender. Para obtener información acerca de cómo AWS decide si se debe permitir o no una solicitud
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cuando hay implicados varios tipos de políticas, consulte Lógica de evaluación de políticas en la Guía del
usuario de IAM.

Cómo funciona Amazon SageMaker con IAM
Antes de utilizar IAM para administrar el acceso a SageMaker, debe saber qué características de IAM
están disponibles para su uso con SageMaker. Para obtener una perspectiva general de cómo SageMaker
y otrosAWSServicios funcionan con IAM, consulteAWSServicios que funcionan con IAMen laIAM User
Guide.

Temas
• Políticas basadas en la identidad de SageMaker (p. 2553)

Políticas basadas en la identidad de SageMaker
Con las políticas basadas en identidades de IAM, puede especificar las acciones y recursos permitidos
o denegados, así como las condiciones en las que se permiten o deniegan las acciones. SageMaker
admite acciones, claves de condiciones y recursos específicos. Para obtener información sobre todos los
elementos que utiliza en una política JSON, consulte Referencia de los elementos de las políticas JSON de
IAM en la Guía del usuario de IAM.

Actions
Los administradores pueden utilizar las políticas JSON de AWS para especificar quién tiene acceso a qué.
Es decir, qué entidad principal puede realizar acciones en qué recursos y bajo qué condiciones.

El elemento Action de una política JSON describe las acciones que puede utilizar para permitir o denegar
el acceso en una política. Las acciones de la política generalmente tienen el mismo nombre que la
operación de API de AWS asociada. Hay algunas excepciones, como acciones de solo permiso que no
tienen una operación de API coincidente. También hay algunas operaciones que requieren varias acciones
en una política. Estas acciones adicionales se denominan acciones dependientes.

Incluya acciones en una política para conceder permisos para realizar la operación asociada.

Las acciones de políticas de SageMaker utilizan el siguiente prefijo antes de la acción: sagemaker:. Por
ejemplo, para conceder a alguien permiso para ejecutar un trabajo de capacitación de SageMaker con
elCreateTrainingJob, se incluye la operación de la APIsagemaker:CreateTrainingJobacción en
su política. Las instrucciones de la política deben incluir un elemento Action o un elemento NotAction.
SageMaker define su propio conjunto de acciones que describen las tareas que se pueden realizar con
este servicio.

Para especificar varias acciones en una única instrucción, sepárelas con comas del siguiente modo:

"Action": [
      "sagemaker:action1",
      "sagemaker:action2"
]

Puede utilizar caracteres comodín para especificar varias acciones (*). Por ejemplo, para especificar todas
las acciones que comiencen con la palabra Describe, incluya la siguiente acción:

"Action": "sagemaker:Describe*"

Para ver una lista de las acciones de SageMaker, consulteAcciones, recursos y claves de condición de
Amazon SageMakeren laReferencia de autorizaciones de servicio.
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Resources

SageMaker no admite especificar los ARN de los recursos en una política.

Claves de condición
Los administradores pueden utilizar las políticas JSON de AWS para especificar quién tiene acceso a qué.
Es decir, qué entidad principal puede realizar acciones en qué recursos y bajo qué condiciones.

El elemento Condition (o bloque de Condition) permite especificar condiciones en las que entra
en vigor una instrucción. El elemento Condition es opcional. Puede crear expresiones condicionales
que utilicen operadores de condición, tales como igual o menor que, para que la condición de la política
coincida con los valores de la solicitud.

Si especifica varios elementos de Condition en una instrucción o varias claves en un único elemento de
Condition, AWS las evalúa mediante una operación AND lógica. Si especifica varios valores para una
única clave de condición, AWS evalúa la condición con una operación lógica OR. Se deben cumplir todas
las condiciones antes de que se concedan los permisos de la instrucción.

También puede utilizar variables de marcador de posición al especificar condiciones. Por ejemplo, puede
conceder un permiso de usuario de IAM para acceder a un recurso solo si está etiquetado con su nombre
de usuario de IAM. Para obtener más información, consulte Elementos de la política de IAM: variables y
etiquetas en la Guía del usuario de IAM.

AWS admite claves de condición globales y claves de condición específicas del servicio. Para ver todas las
claves de condición globales de AWS, consulte Claves de contexto de condición globales de AWS en la
Guía del usuario de IAM.

SageMaker define su propio conjunto de claves de condición y también admite el uso de algunas claves de
condición globales. Para ver todas las claves de condición globales de AWS, consulte Claves de contexto
de condición globales de AWS en la Guía del usuario de IAM.

SageMaker admite una serie de claves de condición específicas de servicios que puede utilizar para un
control de acceso detallado para las siguientes operaciones:

• CreateProcessingJob

• CreateTrainingJob

• CreateModel

• CreateEndpointConfig

• CreateTransformJob

• CreateHyperParameterTuningJob

• CreateLabelingJob

• CreateNotebookInstance

• UpdateNotebookInstance

Para ver una lista de las claves de condición de SageMaker, consulteClaves de condición de Amazon
SageMakeren laIAM User Guide. Para obtener más información acerca de las acciones y los recursos con
los que puede utilizar una clave de condición, consulteAcciones definidas por Amazon SageMaker.

Para ver ejemplos de uso de claves de condición de SageMaker, consulte lo siguiente:Control de la
creación de recursos de SageMaker con claves de condición (p. 2566).

Examples

Para ver ejemplos de políticas de SageMaker basadas en identidades, consulte.Ejemplos de políticas
basadas en identidades de Amazon SageMaker (p. 2555).
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Políticas basadas en recursos de SageMaker
SageMaker no admite políticas basadas en recursos.

Autorización basada en etiquetas de SageMaker
Puede adjuntar etiquetas a los recursos de SageMaker o transferirlas en una solicitud a SageMaker. Para
controlar el acceso en función de etiquetas, debe proporcionar información de las etiquetas en el elemento
de condición de una política utilizando las claves de condición sagemaker:ResourceTag/key-name,
aws:RequestTag/key-name o aws:TagKeys. Para obtener más información acerca del etiquetado
de recursos de SageMaker, consulte.Uso de etiquetas para controlar el acceso a los recursos de
SageMaker (p. 2576).

Para consultar un ejemplo de política basada en la identidad para limitar el acceso a un recurso en función
de las etiquetas de ese recurso, consulte Uso de etiquetas para controlar el acceso a los recursos de
SageMaker (p. 2576).

Roles de SageMaker IAM
Un rol de IAM es una entidad de la cuenta de AWS que dispone de permisos específicos.

Uso de credenciales temporales con SageMaker

Puede utilizar credenciales temporales para iniciar sesión con federación, asumir un rol de IAM o asumir un
rol de acceso entre cuentas. Las credenciales de seguridad temporales se obtienen mediante una llamada
a operaciones de la API de AWS STS , como AssumeRole o GetFederationToken.

SageMaker admite el uso de credenciales temporales.

Roles vinculados a servicios

SageMaker no admite roles vinculados a servicios.

Roles de servicio

Esta característica permite que un servicio asuma un rol de servicio en su nombre. Este rol permite que
el servicio obtenga acceso a los recursos de otros servicios para completar una acción en su nombre.
Los roles de servicio aparecen en su cuenta de IAM y son propiedad de la cuenta. Esto significa que un
administrador de IAM puede cambiar los permisos de este rol. Sin embargo, hacerlo podría deteriorar la
funcionalidad del servicio.

SageMaker admite roles de servicio.

Elegir un rol de IAM en SageMaker

Al crear una instancia de bloc de notas, un trabajo de procesamiento, un punto de enlace alojado o
un recurso de trabajo de transformación por lotes en SageMaker, debe elegir un rol para permitir que
SageMaker acceda a SageMaker en su nombre. Si ha creado previamente un rol de servicio o un rol
vinculado a servicios, SageMaker le proporciona una lista de roles para elegir. Es importante elegir un
rol que permita el acceso a las operaciones de AWS y los recursos que necesita. Para obtener más
información, consulte Funciones de SageMaker (p. 2579).

Ejemplos de políticas basadas en identidades de
Amazon SageMaker
De forma predeterminada, los usuarios y roles de IAM no tienen permiso para crear ni modificar recursos
de SageMaker. Tampoco pueden realizar tareas mediante la AWS Management Console, la AWS CLI, o la
API de AWS. Un administrador de IAM debe crear políticas de IAM que concedan permisos a los usuarios
y a los roles para realizar operaciones de la API concretas en los recursos especificados que necesiten. El
administrador debe adjuntar esas políticas a los usuarios o grupos de IAM que necesiten esos permisos.
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Para obtener información acerca de cómo asociar políticas a un usuario de IAM o grupo, consulteAdición y
eliminación de permisos de identidad de IAMen laIAM User Guide.

Para obtener información acerca de cómo crear una política basada en identidades de IAM con estos
documentos de políticas JSON de ejemplo, consulte Creación de políticas en la pestaña JSON en la Guía
del usuario de IAM.

Temas
• Prácticas recomendadas relativas a políticas (p. 2556)
• Uso de la Consola de SageMaker (p. 2556)
• Permitir a los usuarios ver sus propios permisos (p. 2565)
• Control de la creación de recursos de SageMaker con claves de condición (p. 2566)
• Controlar el acceso a la API de SageMaker mediante políticas basadas en identidad (p. 2573)
• Limitar el acceso a las llamadas a la API de SageMaker y al tiempo de ejecución por dirección

IP (p. 2574)
• Límite del acceso a una instancia de bloc de notas según la dirección IP (p. 2575)
• Uso de etiquetas para controlar el acceso a los recursos de SageMaker (p. 2576)
• Exija la presencia o ausencia de etiquetas para las llamadas a la API (p. 2578)
• Uso de etiquetas con trabajos de ajuste de hiperparámetros (p. 2578)

Prácticas recomendadas relativas a políticas
Las políticas basadas en identidad son muy eficaces. Determinan si alguien puede crear, acceder o
eliminar los recursos de SageMaker en su cuenta. Estas acciones pueden generar costes adicionales
para su Cuenta de AWS . Siga estas directrices y recomendaciones al crear o editar políticas basadas en
identidad:

• Empiece a trabajar conAWSPolíticas administradas de— Para empezar a usar SageMaker rápidamente,
useAWSPara proporcionar a los empleados los permisos necesarios. Estas políticas ya están
disponibles en su cuenta y las mantiene y actualiza AWS. Para obtener más información, consulte
Introducción sobre el uso de permisos con políticas administradas por AWS en la Guía del usuario de
IAM.

• Conceder privilegios mínimos: al crear políticas personalizadas, conceda solo los permisos necesarios
para llevar a cabo una tarea. Comience con un conjunto mínimo de permisos y conceda permisos
adicionales según sea necesario. Por lo general, es más seguro que comenzar con permisos que son
demasiado tolerantes e intentar hacerlos más severos más adelante. Para obtener más información,
consulte Conceder privilegios mínimos en la Guía del usuario de IAM.

• Habilitar la MFA para operaciones confidenciales: para mayor seguridad, obligue a los usuarios de IAM a
utilizar Multi-Factor Authentication (MFA) para acceder a recursos u operaciones de API confidenciales.
Para obtener más información, consulte Uso de la autenticación multifactor (MFA) en AWS en la Guía
del usuario de IAM.

• Utilizar condiciones de política para mayor seguridad: en la medida en que sea práctico, defina las
condiciones en las que las políticas basadas en identidades permitan el acceso a un recurso. Por
ejemplo, puede escribir condiciones para especificar un rango de direcciones IP permitidas desde el
que debe proceder una solicitud. También puede escribir condiciones para permitir solicitudes solo
en un intervalo de hora o fecha especificado o para solicitar el uso de SSL o MFA. Para obtener más
información, consulteElementos de política JSON de IAM Condiciónen laIAM User Guide.

Uso de la Consola de SageMaker
Para acceder a la consola de Amazon SageMaker, debe tener un conjunto mínimo de permisos.
Estos permisos deben permitirle mostrar y consultar los detalles sobre los recursos de SageMaker en
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suAWSaccount. Si crea una política basada en identidad que sea más restrictiva que el mínimo de
permisos necesarios, la consola no funcionará del modo esperado para las entidades (usuarios o roles de
IAM) que tengan esa política.

Para asegurarse de que esas entidades puedan seguir usando la consola de SageMaker, asocie también
lo siguienteAWSAdministrada a las entidades. Para obtener más información, consulteAdición de permisos
a un usuarioen laIAM User Guide:

No es necesario que conceda permisos mínimos para la consola a los usuarios que solo realizan llamadas
a la AWS CLI o a la API de AWS. En su lugar, permite acceso únicamente a las acciones que coincidan
con la operación de API que intenta realizar.

Temas
• Permisos necesarios para usar la consola Amazon SageMaker (p. 2557)
• Permisos necesarios para utilizar la consola de Amazon SageMaker Ground Truth (p. 2558)
• Permisos necesarios para utilizar la consola de Amazon Augmented AI (vista previa) (p. 2559)

Permisos necesarios para usar la consola Amazon SageMaker

La tabla de referencia de los permisos muestra las operaciones de la API de Amazon SageMaker y
muestra los permisos necesarios para cada operación. Para obtener más información acerca de las
operaciones de la API de Amazon SageMaker, consultePermisos de la API de Amazon SageMaker:
Referencia de acciones, permisos y recursos (p. 2607).

Para utilizar la consola de Amazon SageMaker debe conceder permisos para las acciones adicionales.
En concreto, la consola precisa permisos que permiten que las acciones ec2 muestren subredes, VPC y
grupos de seguridad. Opcionalmente, la consola necesita permiso para crear funciones de ejecución para
tareas como CreateNotebook, CreateTrainingJob y CreateModel. Conceda estos permisos con la
siguiente política de permisos:

{
    "Version": "2012-10-17",
    "Statement": [
        {
          "Sid": "SageMakerApis",
          "Effect": "Allow",
          "Action": [
            "sagemaker:*"
          ],
          "Resource": "*"
        },
        {
          "Sid": "VpcConfigurationForCreateForms",
          "Effect": "Allow",
          "Action": [
            "ec2:DescribeVpcs",
            "ec2:DescribeSubnets",
            "ec2:DescribeSecurityGroups"
          ],
          "Resource": "*"
        },
        {
            "Sid":"KmsKeysForCreateForms",
            "Effect":"Allow",
            "Action":[
              "kms:DescribeKey",
              "kms:ListAliases"
            ],
            "Resource":"*"
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        },
        {
          "Sid": "AccessAwsMarketplaceSubscritions",
          "Effect": "Allow",
          "Action": [
            "aws-marketplace:ViewSubscriptions"
          ],
          "Resource": "*"
        },
        {
          "Effect": "Allow",
          "Action": [
            "codecommit:BatchGetRepositories",
            "codecommit:CreateRepository",
            "codecommit:GetRepository",
            "codecommit:ListRepositories",
            "codecommit:ListBranches",
            "secretsmanager:CreateSecret",
            "secretsmanager:DescribeSecret",
            "secretsmanager:ListSecrets"
          ],
          "Resource": "*"
        },
        {
          "Sid":"ListAndCreateExecutionRoles",
          "Effect":"Allow",
          "Action":[
            "iam:ListRoles",
            "iam:CreateRole",
            "iam:CreatePolicy",
            "iam:AttachRolePolicy"
          ],
          "Resource":"*"
        },
        {
          "Sid": "DescribeECRMetaData",
          "Effect": "Allow",
          "Action": [
              "ecr:Describe*"
          ],
          "Resource": "*"
        },
        {
          "Sid": "PassRoleForExecutionRoles",
          "Effect": "Allow",
          "Action": [
            "iam:PassRole"
          ],
          "Resource": "*",
          "Condition": {
            "StringEquals": {
                "iam:PassedToService": "sagemaker.amazonaws.com"
            }
          }
        }
    ]
}

Permisos necesarios para utilizar la consola de Amazon SageMaker Ground Truth

Para utilizar la consola de Amazon SageMaker Ground Truth, debe conceder permisos para los recursos
adicionales. Específicamente, la consola necesita permisos paraAWSMarketplace para ver suscripciones,
operaciones de Amazon Cognito para administrar su personal privado, acciones de Amazon S3 para el
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acceso a su entrada y archivos de salida, yAWS Lambdaacciones para enumerar e invocar funciones.
Conceda estos permisos con la siguiente política de permisos:

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Sid": "GroundTruthConsole",
            "Effect": "Allow",
            "Action": [
                "aws-marketplace:DescribeListings",
                "aws-marketplace:ViewSubscriptions",

                "cognito-idp:AdminAddUserToGroup",
                "cognito-idp:AdminCreateUser",
                "cognito-idp:AdminDeleteUser",
                "cognito-idp:AdminDisableUser",
                "cognito-idp:AdminEnableUser",
                "cognito-idp:AdminRemoveUserFromGroup",
                "cognito-idp:CreateGroup",
                "cognito-idp:CreateUserPool",
                "cognito-idp:CreateUserPoolClient",
                "cognito-idp:CreateUserPoolDomain",
                "cognito-idp:DescribeUserPool",
                "cognito-idp:DescribeUserPoolClient",
                "cognito-idp:ListGroups",
                "cognito-idp:ListIdentityProviders",
                "cognito-idp:ListUsers",
                "cognito-idp:ListUsersInGroup",
                "cognito-idp:ListUserPoolClients",
                "cognito-idp:ListUserPools",
                "cognito-idp:UpdateUserPool",
                "cognito-idp:UpdateUserPoolClient",

                "groundtruthlabeling:DescribeConsoleJob",
                "groundtruthlabeling:ListDatasetObjects",
                "groundtruthlabeling:RunFilterOrSampleManifestJob",
                "groundtruthlabeling:RunGenerateManifestByCrawlingJob",

                "lambda:InvokeFunction",
                "lambda:ListFunctions",

                "s3:GetObject",
                "s3:PutObject",
                "s3:SelectObjectContent"
            ],
            "Resource": "*"
        }
    ]
}

Permisos necesarios para utilizar la consola de Amazon Augmented AI (vista
previa)
Para utilizar la consola de Augmented AI, debe conceder permisos para los recursos adicionales. Conceda
estos permisos con la siguiente política de permisos:

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Action": [
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                "sagemaker:*Algorithm",
                "sagemaker:*Algorithms",
                "sagemaker:*App",
                "sagemaker:*Apps",
                "sagemaker:*AutoMLJob",
                "sagemaker:*AutoMLJobs",
                "sagemaker:*CodeRepositories",
                "sagemaker:*CodeRepository",
                "sagemaker:*CompilationJob",
                "sagemaker:*CompilationJobs",
                "sagemaker:*Endpoint",
                "sagemaker:*EndpointConfig",
                "sagemaker:*EndpointConfigs",
                "sagemaker:*EndpointWeightsAndCapacities",
                "sagemaker:*Endpoints",
                "sagemaker:*Environment",
                "sagemaker:*EnvironmentVersion",
                "sagemaker:*EnvironmentVersions",
                "sagemaker:*Environments",
                "sagemaker:*Experiment",
                "sagemaker:*Experiments",
                "sagemaker:*FlowDefinitions",
                "sagemaker:*HumanLoop",
                "sagemaker:*HumanLoops",
                "sagemaker:*HumanTaskUi",
                "sagemaker:*HumanTaskUis",
                "sagemaker:*HyperParameterTuningJob",
                "sagemaker:*HyperParameterTuningJobs",
                "sagemaker:*LabelingJob",
                "sagemaker:*LabelingJobs",
                "sagemaker:*Metrics",
                "sagemaker:*Model",
                "sagemaker:*ModelPackage",
                "sagemaker:*ModelPackages",
                "sagemaker:*Models",
                "sagemaker:*MonitoringExecutions",
                "sagemaker:*MonitoringSchedule",
                "sagemaker:*MonitoringSchedules",
                "sagemaker:*NotebookInstance",
                "sagemaker:*NotebookInstanceLifecycleConfig",
                "sagemaker:*NotebookInstanceLifecycleConfigs",
                "sagemaker:*NotebookInstanceUrl",
                "sagemaker:*NotebookInstances",
                "sagemaker:*ProcessingJob",
                "sagemaker:*ProcessingJobs",
                "sagemaker:*RenderUiTemplate",
                "sagemaker:*Search",
                "sagemaker:*SearchSuggestions",
                "sagemaker:*Tags",
                "sagemaker:*TrainingJob",
                "sagemaker:*TrainingJobs",
                "sagemaker:*TransformJob",
                "sagemaker:*TransformJobs",
                "sagemaker:*Trial",
                "sagemaker:*TrialComponent",
                "sagemaker:*TrialComponents",
                "sagemaker:*Trials",
                "sagemaker:*Workteam",
                "sagemaker:*Workteams"
            ],
            "Resource": "*"
        },
        {
            "Effect": "Allow",
            "Action": [
                "sagemaker:*FlowDefinition"
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            ],
            "Resource": "*",
            "Condition": {
                "StringEqualsIfExists": {
                    "sagemaker:WorkteamType": [
                        "private-crowd",
                        "vendor-crowd"
                    ]
                }
            }
        },
        {
            "Effect": "Allow",
            "Action": [
                "application-autoscaling:DeleteScalingPolicy",
                "application-autoscaling:DeleteScheduledAction",
                "application-autoscaling:DeregisterScalableTarget",
                "application-autoscaling:DescribeScalableTargets",
                "application-autoscaling:DescribeScalingActivities",
                "application-autoscaling:DescribeScalingPolicies",
                "application-autoscaling:DescribeScheduledActions",
                "application-autoscaling:PutScalingPolicy",
                "application-autoscaling:PutScheduledAction",
                "application-autoscaling:RegisterScalableTarget",
                "aws-marketplace:ViewSubscriptions",
                "cloudwatch:DeleteAlarms",
                "cloudwatch:DescribeAlarms",
                "cloudwatch:GetMetricData",
                "cloudwatch:GetMetricStatistics",
                "cloudwatch:ListMetrics",
                "cloudwatch:PutMetricAlarm",
                "cloudwatch:PutMetricData",
                "codecommit:BatchGetRepositories",
                "codecommit:CreateRepository",
                "codecommit:GetRepository",
                "codecommit:ListBranches",
                "codecommit:ListRepositories",
                "cognito-idp:AdminAddUserToGroup",
                "cognito-idp:AdminCreateUser",
                "cognito-idp:AdminDeleteUser",
                "cognito-idp:AdminDisableUser",
                "cognito-idp:AdminEnableUser",
                "cognito-idp:AdminRemoveUserFromGroup",
                "cognito-idp:CreateGroup",
                "cognito-idp:CreateUserPool",
                "cognito-idp:CreateUserPoolClient",
                "cognito-idp:CreateUserPoolDomain",
                "cognito-idp:DescribeUserPool",
                "cognito-idp:DescribeUserPoolClient",
                "cognito-idp:ListGroups",
                "cognito-idp:ListIdentityProviders",
                "cognito-idp:ListUserPoolClients",
                "cognito-idp:ListUserPools",
                "cognito-idp:ListUsers",
                "cognito-idp:ListUsersInGroup",
                "cognito-idp:UpdateUserPool",
                "cognito-idp:UpdateUserPoolClient",
                "ec2:CreateNetworkInterface",
                "ec2:CreateNetworkInterfacePermission",
                "ec2:CreateVpcEndpoint",
                "ec2:DeleteNetworkInterface",
                "ec2:DeleteNetworkInterfacePermission",
                "ec2:DescribeDhcpOptions",
                "ec2:DescribeNetworkInterfaces",
                "ec2:DescribeRouteTables",
                "ec2:DescribeSecurityGroups",
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                "ec2:DescribeSubnets",
                "ec2:DescribeVpcEndpoints",
                "ec2:DescribeVpcs",
                "ecr:BatchCheckLayerAvailability",
                "ecr:BatchGetImage",
                "ecr:CreateRepository",
                "ecr:Describe*",
                "ecr:GetAuthorizationToken",
                "ecr:GetDownloadUrlForLayer",
                "elastic-inference:Connect",
                "elasticfilesystem:DescribeFileSystems",
                "elasticfilesystem:DescribeMountTargets",
                "fsx:DescribeFileSystems",
                "glue:CreateJob",
                "glue:DeleteJob",
                "glue:GetJob",
                "glue:GetJobRun",
                "glue:GetJobRuns",
                "glue:GetJobs",
                "glue:ResetJobBookmark",
                "glue:StartJobRun",
                "glue:UpdateJob",
                "groundtruthlabeling:*",
                "iam:ListRoles",
                "kms:DescribeKey",
                "kms:ListAliases",
                "lambda:ListFunctions",
                "logs:CreateLogGroup",
                "logs:CreateLogStream",
                "logs:DescribeLogGroups",
                "logs:DescribeLogStreams",
                "logs:GetLogEvents",
                "logs:PutLogEvents",
                "sns:ListTopics"
            ],
            "Resource": "*"
        },
        {
            "Effect": "Allow",
            "Action": [
                "logs:CreateLogDelivery",
                "logs:DeleteLogDelivery",
                "logs:DescribeResourcePolicies",
                "logs:GetLogDelivery",
                "logs:ListLogDeliveries",
                "logs:PutResourcePolicy",
                "logs:UpdateLogDelivery"
            ],
            "Resource": "*"
        },
        {
            "Effect": "Allow",
            "Action": [
                "ecr:SetRepositoryPolicy",
                "ecr:CompleteLayerUpload",
                "ecr:BatchDeleteImage",
                "ecr:UploadLayerPart",
                "ecr:DeleteRepositoryPolicy",
                "ecr:InitiateLayerUpload",
                "ecr:DeleteRepository",
                "ecr:PutImage"
            ],
            "Resource": "arn:aws:ecr:*:*:repository/*sagemaker*"
        },
        {
            "Effect": "Allow",
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            "Action": [
                "codecommit:GitPull",
                "codecommit:GitPush"
            ],
            "Resource": [
                "arn:aws:codecommit:*:*:*sagemaker*",
                "arn:aws:codecommit:*:*:*SageMaker*",
                "arn:aws:codecommit:*:*:*Sagemaker*"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "secretsmanager:ListSecrets"
            ],
            "Resource": "*"
        },
        {
            "Effect": "Allow",
            "Action": [
                "secretsmanager:DescribeSecret",
                "secretsmanager:GetSecretValue",
                "secretsmanager:CreateSecret"
            ],
            "Resource": [
                "arn:aws:secretsmanager:*:*:secret:AmazonSageMaker-*"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "secretsmanager:DescribeSecret",
                "secretsmanager:GetSecretValue"
            ],
            "Resource": "*",
            "Condition": {
                "StringEquals": {
                    "secretsmanager:ResourceTag/SageMaker": "true"
                }
            }
        },
        {
            "Effect": "Allow",
            "Action": [
                "robomaker:CreateSimulationApplication",
                "robomaker:DescribeSimulationApplication",
                "robomaker:DeleteSimulationApplication"
            ],
            "Resource": [
                "*"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "robomaker:CreateSimulationJob",
                "robomaker:DescribeSimulationJob",
                "robomaker:CancelSimulationJob"
            ],
            "Resource": [
                "*"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
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                "s3:GetObject",
                "s3:PutObject",
                "s3:DeleteObject",
                "s3:AbortMultipartUpload",
                "s3:GetBucketCors",
                "s3:PutBucketCors"
            ],
            "Resource": [
                "arn:aws:s3:::*SageMaker*",
                "arn:aws:s3:::*Sagemaker*",
                "arn:aws:s3:::*sagemaker*",
                "arn:aws:s3:::*aws-glue*"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "s3:CreateBucket",
                "s3:GetBucketLocation",
                "s3:ListBucket",
                "s3:ListAllMyBuckets"
            ],
            "Resource": "*"
        },
        {
            "Effect": "Allow",
            "Action": [
                "s3:GetObject"
            ],
            "Resource": "*",
            "Condition": {
                "StringEqualsIgnoreCase": {
                    "s3:ExistingObjectTag/SageMaker": "true"
                }
            }
        },
        {
            "Effect": "Allow",
            "Action": [
                "lambda:InvokeFunction"
            ],
            "Resource": [
                "arn:aws:lambda:*:*:function:*SageMaker*",
                "arn:aws:lambda:*:*:function:*sagemaker*",
                "arn:aws:lambda:*:*:function:*Sagemaker*",
                "arn:aws:lambda:*:*:function:*LabelingFunction*"
            ]
        },
        {
            "Action": "iam:CreateServiceLinkedRole",
            "Effect": "Allow",
            "Resource": "arn:aws:iam::*:role/aws-service-role/sagemaker.application-
autoscaling.amazonaws.com/AWSServiceRoleForApplicationAutoScaling_SageMakerEndpoint",
            "Condition": {
                "StringLike": {
                    "iam:AWSServiceName": "sagemaker.application-autoscaling.amazonaws.com"
                }
            }
        },
        {
            "Effect": "Allow",
            "Action": "iam:CreateServiceLinkedRole",
            "Resource": "*",
            "Condition": {
                "StringEquals": {
                    "iam:AWSServiceName": "robomaker.amazonaws.com"
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                }
            }
        },
        {
            "Effect": "Allow",
            "Action": [
                "sns:Subscribe",
                "sns:CreateTopic"
            ],
            "Resource": [
                "arn:aws:sns:*:*:*SageMaker*",
                "arn:aws:sns:*:*:*Sagemaker*",
                "arn:aws:sns:*:*:*sagemaker*"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "iam:PassRole"
            ],
            "Resource": "arn:aws:iam::*:role/*",
            "Condition": {
                "StringEquals": {
                    "iam:PassedToService": [
                        "sagemaker.amazonaws.com",
                        "glue.amazonaws.com",
                        "robomaker.amazonaws.com",
                        "states.amazonaws.com"
                    ]
                }
            }
        }
    ]
}

Permitir a los usuarios ver sus propios permisos
En este ejemplo, se muestra cómo podría crear una política que permita a los usuarios de IAM ver las
políticas administradas e insertadas que se asocian a la identidad de sus usuarios. Esta política incluye
permisos para llevar a cabo esta acción en la consola o mediante programación con la AWS CLI o la API
de AWS.

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Sid": "ViewOwnUserInfo",
            "Effect": "Allow",
            "Action": [
                "iam:GetUserPolicy",
                "iam:ListGroupsForUser",
                "iam:ListAttachedUserPolicies",
                "iam:ListUserPolicies",
                "iam:GetUser"
            ],
            "Resource": ["arn:aws:iam::*:user/${aws:username}"]
        },
        {
            "Sid": "NavigateInConsole",
            "Effect": "Allow",
            "Action": [
                "iam:GetGroupPolicy",
                "iam:GetPolicyVersion",
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                "iam:GetPolicy",
                "iam:ListAttachedGroupPolicies",
                "iam:ListGroupPolicies",
                "iam:ListPolicyVersions",
                "iam:ListPolicies",
                "iam:ListUsers"
            ],
            "Resource": "*"
        }
    ]
}

Control de la creación de recursos de SageMaker con claves de
condición
Controle el acceso detallado a la creación de recursos de SageMaker mediante claves de condición
específicas de SageMaker. Para obtener información acerca del uso de las claves de condición en las
políticas de IAM, consulteElementos de política JSON de IAM Condiciónen laIAM User Guide.

Las claves de condición, las acciones de API relacionadas y los enlaces a la documentación
correspondiente se muestran enClaves de condición de SageMakeren laIAM User Guide.

Los siguientes ejemplos muestran cómo utilizar las claves de condición de SageMaker para controlar el
acceso.

Temas
• Control del acceso a los recursos de SageMaker mediante claves de condición del sistema de

archivos (p. 2566)
• Restringir la capacitación a una VPC específica (p. 2568)
• Restringir el acceso a tipos de personal para trabajos de etiquetado de Ground Truth y flujos de trabajo

de revisión humana de Amazon A2I (p. 2569)
• Aplicar el cifrado de datos de entrada (p. 2570)
• Aplicar el cifrado del volumen de almacenamiento de instancias con bloc de notas (p. 2571)
• Aplicar el aislamiento de red para trabajos de capacitación (p. 2571)
• Aplicar un tipo de instancia específico para trabajos de capacitación (p. 2571)
• Aplicación de un acelerador específico de EI para los trabajos de capacitación (p. 2572)
• Aplicar la deshabilitación del acceso a Internet y el acceso raíz para crear instancias de bloc de

notas (p. 2572)

Control del acceso a los recursos de SageMaker mediante claves de condición
del sistema de archivos

La capacitación de SageMaker proporciona una infraestructura segura para que el algoritmo de
capacitación se ejecute, pero en algunos casos es posible que desee aumentar la defensa en profundidad.
Por ejemplo, minimice el riesgo de ejecutar código que no sea de confianza en su algoritmo o disponga
de mandatos de seguridad específicos en su organización. En estos casos, puede utilizar las claves de
condición específicas de servicios en el elemento Condition de una política de IAM para reducir el ámbito
del usuario a sistemas de archivos, directorios, modos de acceso (lectura-escritura, solo lectura) y grupos
de seguridad específicos.

Temas
• Restringir a un usuario de IAM a directorios y modos de acceso específicos (p. 2567)
• Restringir un usuario de IAM a un sistema de archivos específico (p. 2567)
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Restringir a un usuario de IAM a directorios y modos de acceso específicos

La siguiente directiva restringe un usuario de IAM a la/sagemaker/xgboost-dm/trainy/sagemaker/
xgboost-dm/validationDirectorios de un sistema de archivos de EFSro(solo lectura) AccessMode:

Note

Cuando se permite un directorio, el algoritmo de capacitación también puede acceder a todos sus
subdirectorios. Los permisos POSIX se omiten.

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Sid": "AccessToElasticFileSystem",
            "Effect": "Allow",
            "Action": [
                "sagemaker:CreateTrainingJob",
                "sagemaker:CreateHyperParameterTuningJob"
            ],
            "Resource": "*",
            "Condition": {
                "StringEquals": {
                    "sagemaker:FileSystemId": "fs-12345678",
                    "sagemaker:FileSystemAccessMode": "ro",
                    "sagemaker:FileSystemType": "EFS",
                    "sagemaker:FileSystemDirectoryPath": "/sagemaker/xgboost-dm/train"
                }
            }
        },
        {
            "Sid": "AccessToElasticFileSystemValidation",
            "Effect": "Allow",
            "Action": [
                "sagemaker:CreateTrainingJob",
                "sagemaker:CreateHyperParameterTuningJob"
            ],
            "Resource": "*",
            "Condition": {
                "StringEquals": {
                    "sagemaker:FileSystemId": "fs-12345678",
                    "sagemaker:FileSystemAccessMode": "ro",
                    "sagemaker:FileSystemType": "EFS",
                    "sagemaker:FileSystemDirectoryPath": "/sagemaker/xgboost-dm/validation"
                }
            }
        }
    ]
}

Restringir un usuario de IAM a un sistema de archivos específico

Para evitar que un algoritmo malintencionado que utiliza un cliente del espacio de usuarios acceda a
cualquier sistema de archivos directamente en su cuenta, puede restringir el tráfico de red permitiendo
la entrada desde un grupo de seguridad concreto. En el siguiente ejemplo, el usuario de IAM sólo puede
utilizar el grupo de seguridad especificado para obtener acceso al sistema de archivos:

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Sid": "AccessToLustreFileSystem",
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            "Effect": "Allow",
            "Action": [
                "sagemaker:CreateTrainingJob",
                "sagemaker:CreateHyperParameterTuningJob"
            ],
            "Resource": "*",
            "Condition": {
                "StringEquals": {
                    "sagemaker:FileSystemId": "fs-12345678",
                    "sagemaker:FileSystemAccessMode": "ro",
                    "sagemaker:FileSystemType": "FSxLustre",
                    "sagemaker:FileSystemDirectoryPath": "/fsx/sagemaker/xgboost/train"
                },
                "ForAllValues:StringEquals": {
                    "sagemaker:VpcSecurityGroupIds": [
                        "sg-12345678"
                    ]
                }
            }
        }
    ]
}

Aunque el ejemplo anterior puede restringir un algoritmo a un sistema de archivos específico, no impide
que un algoritmo acceda a cualquier directorio dentro de dicho sistema de archivos mediante el cliente del
espacio de usuarios. Para mitigar esto, puede:

• Asegurarse de que el sistema de archivos solo contenga datos cuyo acceso confíe a los usuarios de IAM
de

• Crear un rol de IAM que restrinja a sus usuarios de IAM a lanzar trabajos de capacitación con algoritmos
de repositorios de ECR aprobados

Para obtener más información sobre cómo usar los roles con SageMaker, consulteFunciones de
SageMaker.

Restringir la capacitación a una VPC específica
Restringe unAWSCrear trabajos de capacitación desde dentro de una VPC de Amazon. Cuando se crea
un trabajo de capacitación dentro de una VPC, puede utilizar los registros de flujo de VPC para monitorizar
todo el tráfico entrante y saliente del clúster de capacitación. Para obtener información sobre el uso de
registros de flujo de la VPC, consulteLogs de flujo de VPCen laGuía del usuario de Amazon Virtual Private
Cloud.

La siguiente política obliga a que un usuario de IAM cree un trabajo de capacitación llamando a
CreateTrainingJobdesde dentro de una VPC:

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Sid": "AllowFromVpc",
            "Effect": "Allow",
            "Action": [
                "sagemaker:CreateTrainingJob",
                "sagemaker:CreateHyperParameterTuningJob"
            ],
            "Resource": "*",
            "Condition": {
                "ForAllValues:StringEquals": {
                    "sagemaker:VpcSubnets": ["subnet-a1234"],
                    "sagemaker:VpcSecurityGroupIds": ["sg12345", "sg-67890"]
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                },
                "Null": {
                    "sagemaker:VpcSubnets": "false",
                    "sagemaker:VpcSecurityGroupIds": "false"
                }
            }
        }

    ]
}

Restringir el acceso a tipos de personal para trabajos de etiquetado de Ground
Truth y flujos de trabajo de revisión humana de Amazon A2I

Los equipos de trabajo de Amazon SageMaker Ground Truth y Amazon Aumentated AI
forman parte de uno de los tresTipos de empleados: público (con Amazon Mechanical Turk),
privado y del proveedor. Para restringir el acceso de usuarios de IAM a un equipo de trabajo
específico mediante uno de estos tipos o el ARN del equipo de trabajo, utilice la herramienta
desagemaker:WorkteamTypey/o elsagemaker:WorkteamArnClaves de condición. Para la clave de
condición sagemaker:WorkteamType, utilice operadores de condición de cadena. Para la clave de
condición de sagemaker:WorkteamArn, utilice los operadores de condición de Nombre de recurso de
Amazon (ARN). Si el usuario intenta crear un trabajo de etiquetado con un equipo de trabajo restringido,
SageMaker devuelve un error de acceso denegado.

Las políticas siguientes muestran diferentes formas de utilizar las claves de condición
sagemaker:WorkteamType y sagemaker:WorkteamArn con los operadores de condición adecuados y
los valores de condición válidos.

En el ejemplo siguiente se utiliza la clave de condición sagemaker:WorkteamType con el operador de
condición StringEquals para restringir el acceso a un equipo de trabajo público. Acepta valores de
condición en el siguiente formato: workforcetype-crowd, donde tipo de personal puede ser igual
public, private, o vendor.

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Sid": "RestrictWorkteamType",
            "Effect": "Deny",
            "Action": "sagemaker:CreateLabelingJob",
            "Resource": "*",
            "Condition": {
                "StringEquals": {
                    "sagemaker:WorkteamType": "public-crowd"
                }
            }
        }
    ]
}

Las siguientes políticas muestran cómo restringir el acceso a un equipo de trabajo público mediante
la clave de condición sagemaker:WorkteamArn. El primero muestra cómo usarla con una variante
de regex-de IAM válida del ARN del equipo de trabajo y laArnLikeoperador de condición. El segundo
muestra cómo usarla con el operador de condición ArnEquals y el ARN del equipo de trabajo.

{
    "Version": "2012-10-17",
    "Statement": [
        {
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            "Sid": "RestrictWorkteamType",
            "Effect": "Deny",
            "Action": "sagemaker:CreateLabelingJob",
            "Resource": "*",
            "Condition": {
                "ArnLike": {
                    "sagemaker:WorkteamArn": "arn:aws:sagemaker:*:*:workteam/public-crowd/
*"
                }
            }
        }
    ]
}

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Sid": "RestrictWorkteamType",
            "Effect": "Deny",
            "Action": "sagemaker:CreateLabelingJob",
            "Resource": "*",
            "Condition": {
                "ArnEquals": {
                    "sagemaker:WorkteamArn": "arn:aws:sagemaker:us-
west-2:394669845002:workteam/public-crowd/default"
                }
            }
        }
    ]
}

Aplicar el cifrado de datos de entrada

La siguiente directiva restringe a un usuario de IAM para especificar unAWS KMSPara cifrar los datos
de entrada al crear trabajos de capacitación, de ajuste de hiperparámetros y de etiquetado mediante
lasagemaker:VolumeKmsKeyClave de condición:

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Sid": "EnforceEncryption",
            "Effect": "Allow",
            "Action": [
                "sagemaker:CreateTrainingJob",
                "sagemaker:CreateHyperParameterTuningJob",
                "sagemaker:CreateLabelingJob",
                "sagemaker:CreateFlowDefiniton"
            ],
            "Resource": "*",
            "Condition": {
                "ArnEquals": {
                    "sagemaker:VolumeKmsKey": "arn:aws:kms:us-
west-2:111122223333:key/1234abcd-12ab-34cd-56ef-1234567890ab"
                }
            }
        }

     ]
}
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Aplicar el cifrado del volumen de almacenamiento de instancias con bloc de notas
La siguiente directiva restringe a un usuario de IAM para especificar unAWS KMSPara cifrar el
volumen de almacenamiento asociado al crear o actualizar una instancia de bloc de notas mediante
lasagemaker:VolumeKmsKeyClave de condición:

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Sid": "EnforceEncryption",
            "Effect": "Allow",
            "Action": [
                "sagemaker:CreateNotebookInstance"
            ],
            "Resource": "*",
            "Condition": {
                "ArnLike": {
                    "sagemaker:VolumeKmsKey": "*key/volume-kms-key-12345"
                }
            }
        }

     ]
}

Aplicar el aislamiento de red para trabajos de capacitación
La siguiente política restringe a un usuario de IAM a la hora de habilitar el aislamiento de red al crear
trabajos de capacitación mediante el uso desagemaker:NetworkIsolationClave de condición:

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Sid": "EnforceIsolation",
            "Effect": "Allow",
            "Action": [
                "sagemaker:CreateTrainingJob",
                "sagemaker:CreateHyperParameterTuningJob"
            ],
            "Resource": "*",
            "Condition": {
                "Bool": {
                    "sagemaker:NetworkIsolation": "true"
                }
            }
        }
    ]
}

Aplicar un tipo de instancia específico para trabajos de capacitación
La siguiente política restringe a un usuario de IAM a la hora de utilizar un tipo de instancia específico al
crear trabajos de capacitación mediante la función desagemaker:InstanceTypesClave de condición:

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Sid": "EnforceInstanceType",
            "Effect": "Allow",
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            "Action": [
                "sagemaker:CreateTrainingJob",
                "sagemaker:CreateHyperParameterTuningJob"
            ],
            "Resource": "*",
            "Condition": {
                "ForAllValues:StringLike": {
                    "sagemaker:InstanceTypes": ["ml.c5.*"]
                }
            }
        }

     ]
}

Aplicación de un acelerador específico de EI para los trabajos de capacitación
La siguiente política restringe a un usuario de IAM de el uso de un acelerador específico de
Elastic Inference (EI), si se facilita un acelerador, a la hora de crear o actualizar instancias
de bloc de notas y a la hora de crear configuraciones de puntos de enlace mediante la
herramientasagemaker:AcceleratorTypesClave de condición:

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Sid": "EnforceAcceleratorType",
            "Effect": "Allow",
            "Action": [
                "sagemaker:CreateNotebookInstance",
                "sagemaker:UpdateNotebookInstance",
                "sagemaker:CreateEndpointConfig"
            ],
            "Resource": "*",
            "Condition": {
                "ForAllValues:StringEquals": {
                    "sagemaker:AcceleratorTypes": ["ml.eia1.medium"],
                }
            }
        }

     ]
}

Aplicar la deshabilitación del acceso a Internet y el acceso raíz para crear
instancias de bloc de notas
Puede deshabilitar tanto el acceso a Internet como el acceso raíz a las instancias de bloc de notas para
que sean más seguras. Para obtener información acerca del control del acceso raíz a una instancia de bloc
de notas, consulte Controlar el acceso raíz a una instancia de notebook de SageMaker (p. 2542). Para
obtener información acerca de cómo deshabilitar el acceso a Internet para una instancia de bloc de notas,
consulte Conexión de una instancia de bloc de notas a los recursos en una VPC (p. 2629).

La siguiente política requiere que un usuario de IAM de deshabilite el acceso de red al crear una instancia
y que deshabilite el acceso raíz al crear o actualizar una instancia de bloc de notas.

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Sid": "LockDownCreateNotebookInstance",
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            "Effect": "Allow",
            "Action": [
                "sagemaker:CreateNotebookInstance"
            ],
            "Resource": "*",
            "Condition": {
                "StringEquals": {
                    "sagemaker:DirectInternetAccess": "Disabled",
                    "sagemaker:RootAccess": "Disabled"
                },
                "Null": {
                  "sagemaker:VpcSubnets": "false",
                  "sagemaker:VpcSecurityGroupIds": "false"
                }
            }
        },
        {
            "Sid": "LockDownUpdateNotebookInstance",
            "Effect": "Allow",
            "Action": [
                "sagemaker:UpdateNotebookInstance"
            ],
            "Resource": "*",
            "Condition": {
                "StringEquals": {
                    "sagemaker:RootAccess": "Disabled"
                }
            }
        }
     ]
}

Controlar el acceso a la API de SageMaker mediante políticas
basadas en identidad
Para controlar el acceso a las llamadas a la API de SageMaker y a las llamadas a puntos de enlace
alojados por SageMaker, utilice políticas de IAM basadas en identidad.

Temas
• Restringir el acceso a la API de SageMaker de a las llamadas de dentro de la VPC (p. 2573)

Restringir el acceso a la API de SageMaker de a las llamadas de dentro de la
VPC
Si configura un punto de conexión de interfaz en la VPC, las personas fuera de la VPC pueden seguir
conectándose a la API de SageMaker y al tiempo de ejecución a través de Internet, a menos que adjunte
una política de IAM que restrinja el acceso a las llamadas procedentes de dentro de la VPC a todos los
usuarios y grupos que tienen acceso a los recursos de SageMaker. Para obtener información sobre
cómo crear un punto de enlace de interfaz de VPC para la API y el tiempo de ejecución de SageMaker,
consulteConnect a SageMaker a través de un punto de enlace de interfaz de VPC (p. 2631).

Important

Si aplica una política de IAM de similar a una de las siguientes, los usuarios no pueden tener
acceso a las API de SageMaker especificadas a través de la consola.

Para restringir el acceso solo a las conexiones realizadas desde la VPC, cree una política de AWS Identity
and Access Management que restrinja el acceso solo a las llamadas que proceden de dentro de la VPC.
A continuación, agregue esa política a cadaAWS Identity and Access Managementusuario, grupo o rol de
SageMaker para obtener acceso a la API de SageMaker o al tiempo de ejecución.
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Note

Esta política únicamente permite las conexiones a los intermediarios que se encuentren dentro de
una subred en la que se haya creado un punto de enlace de interfaz.

{
    "Id": "api-example-1",
    "Version": "2012-10-17",
    "Statement": [
        {
            "Sid": "Enable API Access",
            "Effect": "Allow",
            "Action": [
                "sagemaker:*"
            ],
            "Resource": "*",
            "Condition": {
                "StringEquals": {
                    "aws:SourceVpc": "vpc-111bbaaa"
                }
            }
        }
    ]
}

Si desea restringir el acceso a la API únicamente a las llamadas realizadas mediante el punto de enlace de
interfaz, utilice la clave de condición aws:SourceVpce en lugar de aws:SourceVpc:

{
    "Id": "api-example-1",
    "Version": "2012-10-17",
    "Statement": [
        {
            "Sid": "Enable API Access",
            "Effect": "Allow",
            "Action": [
                "sagemaker:CreatePresignedNotebookInstanceUrl"
            ],
            "Resource": "*",
            "Condition": {
                "ForAllValues:StringEquals": {
                    "aws:sourceVpce": [
                        "vpce-111bbccc",
                        "vpce-111bbddd"
                    ]
                }
            }
        }
    ]
}

Limitar el acceso a las llamadas a la API de SageMaker y al
tiempo de ejecución por dirección IP
Para permitir el acceso a llamadas de la API de SageMaker y a las invocaciones de tiempo de ejecución
solo desde las direcciones IP de una lista que especifique, asocie una política de IAM que deniegue el
acceso a la API, a menos que la llamada provenga de una dirección IP de la lista a cadaAWS Identity
and Access ManagementUsuario, grupo o rol de que se han empleado para obtener acceso a la API o al
tiempo de ejecución. Para obtener información sobre la creación de políticas de IAM, consulteCreación de
políticas de IAMen laAWS Identity and Access ManagementGuía del usuario de. Para especificar la lista
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de direcciones IP que desea que tengan acceso a la llamada de la API, utilice el operador de condición
IpAddress y la clave de contexto de condición aws:SourceIP. Para obtener información acerca de los
operadores de condición de IAM, consulteElementos de política JSON de IAM Operadores de condiciónen
laAWS Identity and Access ManagementGuía del usuario de. Para obtener información acerca de las
claves de contexto de condición de IAM, consulteAWSClaves de contexto de condición globales de.

Por ejemplo, la siguiente política permite el acceso a la CreateTrainingJob solo desde direcciones IP
en los intervalos 192.0.2.0-192.0.2.255 y 203.0.113.0-203.0.113.255:

{
    "Version": "2012-10-17",
    "Statement": [

        {
            "Effect": "Allow",
            "Action": "sagemaker:CreateTrainingJob",
            "Resource": "*",
            "Condition": {
                "IpAddress": {
                    "aws:SourceIp": [
                        "192.0.2.0/24",
                        "203.0.113.0/24"
                    ]
                }
            }
        }
    ]
}

Límite del acceso a una instancia de bloc de notas según la
dirección IP
Para permitir el acceso a una instancia de bloc de notas solo desde las direcciones
IP de una lista que especifica, asocie una política de IAM que deniegue el acceso a
CreatePresignedNotebookInstanceUrlA menos que la llamada viene de una dirección IP
de la lista a cadaAWS Identity and Access ManagementUsuario, grupo o rol utilizado para obtener
acceso a la instancia de bloc de notas. Para obtener información sobre la creación de políticas de IAM,
consulteCreación de políticas de IAMen laAWS Identity and Access ManagementGuía del usuario de. Para
especificar la lista de direcciones IP que desea que tengan acceso a la instancia de bloc de notas, utilice
el operador de condición IpAddress y la clave de contexto de condición aws:SourceIP. Para obtener
información acerca de los operadores de condición de IAM, consulteElementos de política JSON de IAM
Operadores de condiciónen laAWS Identity and Access ManagementGuía del usuario de. Para obtener
información acerca de las claves de contexto de condición de IAM, consulteAWSClaves de contexto de
condición globales de.

Por ejemplo, la siguiente política permite el acceso a una instancia de bloc de notas solo desde las
direcciones IP en los intervalos 192.0.2.0 a 192.0.2.255 y 203.0.113.0 a 203.0.113.255:

{
    "Version": "2012-10-17",
    "Statement": [

        {
            "Effect": "Allow",
            "Action": "sagemaker:CreatePresignedNotebookInstanceUrl",
            "Resource": "*",
            "Condition": {
                "IpAddress": {
                    "aws:SourceIp": [
                        "192.0.2.0/24",
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                        "203.0.113.0/24"
                    ]
                }
            }
        }
    ]
}

La política restringe el acceso tanto a la llamada a CreatePresignedNotebookInstanceUrl como a
la URL que la llamada devuelve. La política también restringe el acceso para abrir una instancia de bloc de
notas en la consola y se aplica a todas las solicitudes HTTP y marco WebSocket que intenta conectarse a
la instancia del bloc de notas.

Note

El uso de este método para filtrar según la dirección IP es incompatible cuandoConexión a
SageMaker a través de un punto de enlace de la interfaz de VPC.. Para obtener más información
acerca de cómo restringir el acceso a una instancia de bloc de notas cuando se conecta a través
de un punto de enlace de interfaz VPC, consulte Conexión a una instancia de bloc de notas a
través de un punto de enlace de interfaz de VPC (p. 2637).

Uso de etiquetas para controlar el acceso a los recursos de
SageMaker
Controle el acceso a los grupos de recursos de SageMaker asociando etiquetas a los recursos y
especificandoResourceTagen las políticas de IAM.

Note

Las políticas basadas en etiquetas no funcionan para restringir las siguientes llamadas a la API:

• ListAlgorithms
• ListCodeRepositories
• ListCompilationJobs
• ListEndpointConfigs
• ListEndpoints
• ListFlowDefinitions
• ListHumanTaskUis
• ListHyperparameterTuningJobs
• ListLabelingJobs
• ListLabelingJobsForWorkteam
• ListModelPackages
• ListModels
• ListNotebookInstanceLifecycleConfigs
• ListNotebookInstances
• ListSubscribedWorkteams
• ListTags
• ListProcessingJobs
• ListTrainingJobs
• ListTrainingJobsForHyperParameterTuningJob
• ListTransformJobs
• ListWorkteams
• Búsqueda
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Por ejemplo, suponga que ha definido dos grupos de IAM diferentes, denominadosDevTeam1yDevTeam2,
en laAWSaccount. Supongamos también que ha creado 10 instancias de bloc de notas, 5 de las cuales se
usan para un proyecto y el resto se emplea para un segundo proyecto. Desea permitir a los miembros de
DevTeam1 realizar llamadas a la API sobre las instancias de bloc de notas usadas para el primer proyecto,
así como a los miembros de DevTeam2 realizar llamadas a la API sobre las instancias de bloc de notas
usadas para el segundo proyecto.

Para controlar el acceso a llamadas a la API (ejemplo)

1. Añada una etiqueta con la clave Project y el valor A a las instancias de bloc de notas usadas para el
primer proyecto. Para obtener información acerca de cómo añadir etiquetas a recursos de SageMaker,
consulte AddTags.

2. Añada una etiqueta con la clave Project y el valor B a las instancias de bloc de notas usadas para el
segundo proyecto.

3. Cree una política de IAM con unResourceTagCondición de denegación del acceso a las instancias
de bloc de notas usadas para el segundo proyecto y asocie esa política aDevTeam1. A continuación
se muestra una política que deniega todas las llamadas a la API sobre las instancias de bloc de notas
que tienen una etiqueta con una clave de Project y un valor de B:

{
  "Version": "2012-10-17",
  "Statement": [
    {
      "Effect": "Allow",
      "Action": "sagemaker:*",
      "Resource": "*"
    },
    {
      "Effect": "Deny",
      "Action": "sagemaker:*",
      "Resource": "*",
      "Condition": {
        "StringEquals": {
          "sagemaker:ResourceTag/Project": "B"
        }
      }
    },
    {
      "Effect": "Deny",
      "Action": [
        "sagemaker:AddTags",
        "sagemaker:DeleteTags"
      ],
      "Resource": "*"
    }
  ]
}

Para obtener información sobre la creación de políticas de IAM y cómo asociarlas a las identidades,
consulteControl del acceso mediante políticasen laAWS Identity and Access ManagementGuía del
usuario de.

4. Cree una política de IAM con unResourceTagCondición de denegación del acceso a las instancias
de bloc de notas usadas para el primer proyecto y asocie esa política aDevTeam2. A continuación se
muestra una política que deniega todas las llamadas a la API sobre las instancias de bloc de notas
que tienen una etiqueta con una clave de Project y un valor de A:

{
  "Version": "2012-10-17",
  "Statement": [
    {
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      "Effect": "Allow",
      "Action": "*",
      "Resource": "*"
    },
    {
      "Effect": "Deny",
      "Action": "sagemaker:*",
      "Resource": "*",
      "Condition": {
        "StringEquals": {
          "sagemaker:ResourceTag/Project": "A"
        }
      }
    },
    {
      "Effect": "Deny",
      "Action": [
        "sagemaker:AddTags",
        "sagemaker:DeleteTags"
      ],
      "Resource": "*"
    }
  ]
}

Exija la presencia o ausencia de etiquetas para las llamadas a la
API
Exija la presencia o ausencia de etiquetas específicas o valores de etiqueta específicos
medianteRequestTagen una política de IAM. Por ejemplo, si desea exigir que todos los puntos
de enlace creados por cualquier miembro de un grupo de IAM se creen con una etiqueta con la
claveenvironmentValor y valordev, cree una política tal y como se indica a continuación:

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Action": "*",
            "Resource": "*"
        },
        {
            "Effect": "Deny",
            "Action": "sagemaker:CreateEndpoint",
            "Resource": "arn:aws:sagemaker:*:*:endpoint/*",
            "Condition": {
                "StringNotEquals": {
                    "aws:RequestTag/environment": "dev"
                }
            }
        }
    ]
}

Uso de etiquetas con trabajos de ajuste de hiperparámetros
Puede añadir etiquetas a un trabajo de ajuste de hiperparámetros al crear el trabajo de ajuste
especificando las etiquetas como el parámetro Tags al llamar a CreateHyperParameterTuningJob. Si
lo hace, las etiquetas que especifique para el trabajo de ajuste de hiperparámetros se añadirán también a
todos los trabajos de capacitación que inicia el trabajo de ajuste de hiperparámetros.
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Si añade etiquetas a un trabajo de ajuste de hiperparámetros llamando a AddTags, las etiquetas que
añada también se añadirán a cualquier trabajo de capacitación que el trabajo de ajuste de hiperparámetros
inicie tras su llamada a AddTags, pero no se añadirán a los trabajos de capacitación que los trabajos
de ajuste de hiperparámetros iniciaron antes de su llamada a AddTags. De manera similar, al quitar
etiquetas de un trabajo de ajuste de hiperparámetros llamando a DeleteTags, esas etiquetas no se
quitan de los trabajos de capacitación que el trabajo de ajuste de hiperparámetros inició anteriormente.
Por ello, las etiquetas asociadas a los trabajos de capacitación pueden no estar sincronizadas con las
etiquetas asociadas al trabajo de ajuste de hiperparámetros que las lanzó. Si usa etiquetas para controlar
el acceso a un trabajo de ajuste de hiperparámetros y a los trabajos de capacitación que inicia, es posible
que desee mantener las etiquetas sincronizadas. Para asegurarse de que las etiquetas asociadas a los
trabajos de capacitación permanezcan sincronizadas con las etiquetas asociadas al trabajo de ajuste de
hiperparámetros que las lanzó, llame primero a ListTrainingJobsForHyperParameterTuningJob
para que el trabajo de ajuste de hiperparámetros obtenga una lista de los trabajos de capacitación que el
trabajo de ajuste de hiperparámetros inició. A continuación, llame a AddTags o DeleteTags para que
el trabajo de ajuste de hiperparámetros y cada uno de los trabajos de capacitación de la lista de trabajos
de capacitación añadan o eliminen el mismo conjunto de etiquetas para todos los trabajos. El siguiente
ejemplo de Python demuestra esto:

tuning_job_arn =
 smclient.describe_hyper_parameter_tuning_job(HyperParameterTuningJobName='MyTuningJob')
['HyperParameterTuningJobArn']
smclient.add_tags(ResourceArn=tuning_job_arn, Tags=[{'Key':'Env', 'Value':'Dev'}])
training_jobs = smclient.list_training_jobs_for_hyper_parameter_tuning_job(
    HyperParameterTuningJobName='MyTuningJob')['TrainingJobSummaries']
    for training_job in training_jobs:
       time.sleep(1) # Wait for 1 second between calls to avoid being throttled
       smclient.add_tags(ResourceArn=training_job['TrainingJobArn'], Tags=[{'Key':'Env',
 'Value':'Dev'}])

Funciones de SageMaker
Como servicio administrado, SageMaker realiza operaciones en nombre delAWSque es administrado por
SageMaker. SageMaker puede realizar solo operaciones que permite el usuario.

Un usuario de SageMaker puede conceder estos permisos con un rol de IAM (al que se hace referencia
como un rol de ejecución).

Para crear y utilizar un rol de ejecución disponible localmente, puede utilizar los procedimientos siguientes.

Obtener rol de ejecución
Cuando ejecuta un bloc de notas dentro de SageMaker, puede acceder al rol de ejecución con el siguiente
código:

sagemaker_session = sagemaker.Session()
role = sagemaker.get_execution_role()

Note

La función de ejecución está pensada para estar disponible solo cuando se ejecuta un bloc
de notas en SageMaker. Si ejecutaget_execution_roleen un cuaderno que no esté en
SageMaker, espere un error de «región».

Para buscar el ARN de rol de IAM creado al crear la instancia de bloc de notas o la aplicación de
Studio, vaya a laInstancia de blocen la consola y seleccione el bloc de notas correspondiente de la lista
deNombres de. en la página de detalles de configuración, el ARN de rol de IAM se da en elPermisos y
cifradosección.
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Utilice el siguiente procedimiento para crear un rol de ejecución con la política administrada por
IAM,AmazonSageMakerFullAccess, adjunto. Si su caso de uso requiere permisos más granulares,
use otras secciones de esta página para crear un rol de ejecución que satisfaga las necesidades de su
empresa.

Important

La política administrada por IAM,AmazonSageMakerFullAccess, que se utiliza en el siguiente
procedimiento solo concede permiso a la función de ejecución para realizar determinadas
acciones de Amazon S3 en depósitos u objetos conSageMaker,Sagemaker,sagemaker,
o bienaws-glueen el nombre. Para obtener información sobre cómo agregar una política
adicional a un rol de ejecución para concederle acceso a otros depósitos y objetos de
Amazon S3, consulteAgregar permisos adicionales de Amazon S3 a un rol de ejecución de
SageMaker (p. 2580).

Para crear un nuevo rol

1. Abra la consola de IAM en https://console.aws.amazon.com/iam/.
2. SelectRoles deA continuación, seleccioneCreación de un rol.
3. SelectSageMaker.
4. SelectSiguiente: Permisos.
5. La política administrada por IAM,AmazonSageMakerFullAccessse adjunta automáticamente a

este rol. Para ver los permisos incluidos en esta directiva, seleccione la flecha lateral situada junto al
nombre de la directiva. SelectSiguiente: Tags (Etiquetas).

6. (Opcional) Agregue etiquetas y seleccioneSiguiente: Consulte.
7. Ponga un nombre al rol en el campo de texto enNombre del roly seleccioneCreación de un rol.
8. En la páginaRoles deEn la consola de IAM, seleccione el rol que acaba de crear. Si es necesario,

utilice el cuadro de texto para buscar el rol utilizando el nombre de rol que especificó en el paso 7.
9. En la página de resumen de roles, tome nota del ARN.

Con un ARN conocido para su rol, puede comprobar programáticamente el rol al ejecutar el bloc de notas
localmente o en SageMaker. ReemplazarRoleNamecon tu ARN conocido:

try:
    role = sagemaker.get_execution_role()
except ValueError:
    iam = boto3.client('iam')
    role = iam.get_role(RoleName='AmazonSageMaker-ExecutionRole-20201200T100000')['Role']
['Arn']

Agregar permisos adicionales de Amazon S3 a un rol de ejecución de SageMaker
Cuando utiliza una función de SageMaker con recursos en Amazon S3, como datos de entrada, el rol de
ejecución que especifique en su solicitud (por ejemplo,CreateTrainingJob) se utiliza para acceder a
estos recursos.

Si adjunta la directiva administrada por IAM,AmazonSageMakerFullAccess, a un rol de ejecución,
ese rol tiene permiso para realizar determinadas acciones de Amazon S3 en depósitos u objetos
conSageMaker,Sagemaker,sagemaker, o bienaws-glueen el nombre. También tiene permiso para
realizar las siguientes acciones en cualquier recurso de Amazon S3:

"s3:CreateBucket", 
"s3:GetBucketLocation",
"s3:ListBucket",
"s3:ListAllMyBuckets",
"s3:GetBucketCors",
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"s3:PutBucketCors"

Para conceder permisos a un rol de ejecución para acceder a uno o más depósitos específicos en Amazon
S3, puede adjuntar al rol una política similar a la siguiente. Esta política concede un permiso de rol de IAM
para realizar todas las acciones queAmazonSageMakerFullAccesspermite pero restringe este acceso a
los cubosDOC-EXAMPLE-BUCKET1yDOC-EXAMPLE-BUCKET2. Consulte la documentación de seguridad de
la función específica de SageMaker que está utilizando para obtener más información sobre los permisos
de Amazon S3 necesarios para dicha función.

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Action": [
                "s3:GetObject",
                "s3:PutObject",
                "s3:DeleteObject",
                "s3:AbortMultipartUpload"
            ],
            "Resource": [
                "arn:aws:s3:::DOC-EXAMPLE-BUCKET1/*,
                "arn:aws:s3:::DOC-EXAMPLE-BUCKET2/*
            ]
        }, 
        {
            "Effect": "Allow",
            "Action": [
                "s3:CreateBucket",
                "s3:GetBucketLocation",
                "s3:ListBucket",
                "s3:ListAllMyBuckets",
                "s3:GetBucketCors",
                "s3:PutBucketCors"
            ],
            "Resource": "*"
        },
        {
            "Effect": "Allow",
            "Action": [
                "s3:GetBucketAcl",
                "s3:PutObjectAcl"
            ],
            "Resource": [
                "arn:aws:s3:::DOC-EXAMPLE-BUCKET1,
                "arn:aws:s3:::DOC-EXAMPLE-BUCKET2
            ]
        }
    ]
}

Pasar roles
Acciones como pasar un rol entre servicios son una función común dentro de SageMaker. Puede encontrar
más información en.Claves de condición, recursos y acciones de SageMakeren laIAM User Guide.

Se pasa el rol (iam:PassRole) al realizar estas llamadas a la
API:CreateAutoMLJob,CreateCompilationJob,CreateDomain,CreateFlowDefiniton,CreateHyperParameterTuningJob,CreateImage,CreateLabelingJob,CreateModel,CreateMonitoringSchedule,CreateNotebookInstance,CreateProcessingJob,CreateTrainingJob,CreateUserProfile,RenderUiTemplate,
yUpdateImage.

Puede asociar la siguiente política de confianza a la función de IAM que concede los permisos principales
de SageMaker para asumir la función y es la misma para todas las funciones de ejecución:
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{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Principal": {
                "Service": "sagemaker.amazonaws.com"
            },
            "Action": "sts:AssumeRole"
        }
    ]
}

Los permisos que tiene que conceder al rol varían según la API a la que llame. Las siguientes secciones
explican estos permisos.

Note

En lugar de administrar permisos mediante la creación de una política de permisos, puede usar
laAWS-administradosAmazonSageMakerFullAccesspolítica de permisos. Los permisos de esta
política son bastante amplios para permitir las acciones que quiera llevar a cabo en SageMaker.
Para ver un listado de la política, incluida información acerca de los motivos para añadir muchos
de los permisos, consulte AmazonSageMakerFullAccess (p. 2598). Si prefiere crear políticas
personalizadas y administrar permisos para delimitarlos solo a las acciones que es necesario
realizar con el rol de ejecución, consulte los siguientes temas.

Para obtener más información acerca de los roles de IAM, consulte Roles de IAM en la guía del usuario de
IAM.

Temas
• API de CreateAutoMLJob: Permisos de rol de ejecución (p. 2582)
• API CreateDomain: Permisos de rol de ejecución (p. 2584)
• API CreateImage y UpdateImage: Permisos de rol de ejecución (p. 2584)
• API CreateNotebookInstance: Permisos de rol de ejecución (p. 2585)
• API CreateHyperParameterTuningJob: Permisos de rol de ejecución (p. 2588)
• API CreateProcessingJob: Permisos de rol de ejecución (p. 2590)
• API CreateTrainingJob: Permisos de rol de ejecución (p. 2593)
• API de CreateModel: Permisos de rol de ejecución (p. 2595)

API de CreateAutoMLJob: Permisos de rol de ejecución
Para un rol de ejecución que puede pasar en unCreateAutoMLJobPara solicitar la API, puede asociar la
siguiente política de permisos mínimos al rol:

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Action": [
                "iam:PassRole",
                "sagemaker:DescribeEndpointConfig",
                "sagemaker:DescribeModel",
                "sagemaker:InvokeEndpoint",
                "sagemaker:ListTags",
                "sagemaker:DescribeEndpoint",
                "sagemaker:CreateModel",
                "sagemaker:CreateEndpointConfig",
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                "sagemaker:CreateEndpoint",
                "sagemaker:DeleteModel",
                "sagemaker:DeleteEndpointConfig",
                "sagemaker:DeleteEndpoint",
                "cloudwatch:PutMetricData",
                "logs:CreateLogStream",
                "logs:PutLogEvents",
                "logs:CreateLogGroup",
                "logs:DescribeLogStreams",
                "s3:GetObject",
                "s3:PutObject",
                "s3:ListBucket",
                "ecr:GetAuthorizationToken",
                "ecr:BatchCheckLayerAvailability",
                "ecr:GetDownloadUrlForLayer",
                "ecr:BatchGetImage"
            ],
            "Resource": "*"
        }
    ]
}

Si especifica una VPC privada para el trabajo de AutoML, agregue los siguientes permisos:

{
            "Effect": "Allow",
            "Action": [
            "ec2:CreateNetworkInterface",
            "ec2:CreateNetworkInterfacePermission",
            "ec2:DeleteNetworkInterface",
            "ec2:DeleteNetworkInterfacePermission",
            "ec2:DescribeNetworkInterfaces",
            "ec2:DescribeVpcs",
            "ec2:DescribeDhcpOptions",
            "ec2:DescribeSubnets",
            "ec2:DescribeSecurityGroups"
            ]
}

Si la entrada está cifrada mediante el uso del cifrado del lado del servidor conAWSKMS: clave
administrada por (SSE-KMS), añada los siguientes permisos:

{
    "Effect": "Allow",
    "Action": [
    "kms:Decrypt"
    ]
}

Si especifica una clave de KMS en la configuración de salida del trabajo de AutoML, agregue los siguientes
permisos:

{
    "Effect": "Allow",
    "Action": [
    "kms:Encrypt"
    ]
}

Si especifica una clave de KMS de volumen en la configuración de recursos del trabajo de AutoML,
agregue los siguientes permisos:
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{
    "Effect": "Allow",
    "Action": [
    "kms:CreateGrant"
    ]
}

API CreateDomain: Permisos de rol de ejecución
El rol de ejecución de paraAWS SSOy el rol de usuario/ejecución para los dominios de IAM
necesitan los siguientes permisos cuando se pasa unAWS KMSLa clave administrada por el cliente
(CMK) comoKmsKeyIden laCreateDomainSolicitud API de. Los permisos se aplican durante
elCreateAppLlamada a la API.

Para un rol de ejecución que puede pasar en elCreateDomainPuede adjuntar la siguiente política de
permisos a la función:

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Action": [
                "kms:CreateGrant",
                "kms:DescribeKey"
            ],
            "Resource": "arn:aws:kms:region:account-id:key/kms-key-id"
        },
    ]
}

Como alternativa, si los permisos se especifican en una política de KMS, puede asociar la siguiente política
al rol:

{
    "Sid": "Allow use of the key",
    "Effect": "Allow",
    "Principal": {
        "AWS": [
            "arn:aws:iam::account-id:role/ExecutionRole"
        ]
    },
    "Action": [
        "kms:DescribeKey",
        "kms:CreateGrant"
    ],
    "Resource": "*"
}

API CreateImage y UpdateImage: Permisos de rol de ejecución
Para un rol de ejecución que puede pasar en unCreateImageorUpdateImagePuede adjuntar la siguiente
política de permisos a la función:

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Action": [
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                "ecr:BatchGetImage",
                "ecr:GetDownloadUrlForLayer"
            ],
            "Resource": "*"
        },
        {
            "Effect": "Allow",
            "Action": [
                "iam:PassRole"
            ],
            "Resource": "*",
            "Condition": {
                "StringEquals": {
                    "iam:PassedToService": "sagemaker.amazonaws.com"
                }
            }
        }
    ]
}

API CreateNotebookInstance: Permisos de rol de ejecución
Los permisos que concede para el rol de ejecución para la llamada a la API CreateNotebookInstance
dependen de lo que piense hacer con la instancia de bloc de notas. Si tiene previsto usarla para invocar
API de SageMaker y pasar el mismo rol cuando llame a laCreateTrainingJobyCreateModelPara
asociar la siguiente política de permisos al rol, añada la política de permisos siguiente:

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Action": [
                "sagemaker:*",
                "ecr:GetAuthorizationToken",
                "ecr:GetDownloadUrlForLayer",
                "ecr:BatchGetImage",
                "ecr:BatchCheckLayerAvailability",
                "ecr:SetRepositoryPolicy",
                "ecr:CompleteLayerUpload",
                "ecr:BatchDeleteImage",
                "ecr:UploadLayerPart",
                "ecr:DeleteRepositoryPolicy",
                "ecr:InitiateLayerUpload",
                "ecr:DeleteRepository",
                "ecr:PutImage",
                "ecr:CreateRepository",
                "cloudwatch:PutMetricData",
                "cloudwatch:GetMetricData",
                "cloudwatch:GetMetricStatistics",
                "cloudwatch:ListMetrics",
                "logs:CreateLogGroup",
                "logs:CreateLogStream",
                "logs:DescribeLogStreams",
                "logs:PutLogEvents",
                "logs:GetLogEvents",
                "s3:CreateBucket",
                "s3:ListBucket",
                "s3:GetBucketLocation",
                "s3:GetObject",
                "s3:PutObject",
                "s3:DeleteObject",
                "robomaker:CreateSimulationApplication",
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                "robomaker:DescribeSimulationApplication",
                "robomaker:DeleteSimulationApplication",
                "robomaker:CreateSimulationJob",
                "robomaker:DescribeSimulationJob",
                "robomaker:CancelSimulationJob",
                "ec2:CreateVpcEndpoint",
                "ec2:DescribeRouteTables",
                "fsx:DescribeFileSystem",
                "elasticfilesystem:DescribeMountTargets"
            ],
            "Resource": "*"
        },
        {
            "Effect": "Allow",
            "Action": [
                "codecommit:GitPull",
                "codecommit:GitPush"
            ],
            "Resource": [
                "arn:aws:codecommit:*:*:*sagemaker*",
                "arn:aws:codecommit:*:*:*SageMaker*",
                "arn:aws:codecommit:*:*:*Sagemaker*"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "iam:PassRole"
            ],
            "Resource": "*",
            "Condition": {
                "StringEquals": {
                    "iam:PassedToService": "sagemaker.amazonaws.com"
                }
            }
        }
    ]
}

Para ajustar los permisos, limítelos a los recursos de Amazon S3 y Amazon ECR específicos,
restringiendo"Resource": "*", de la siguiente manera:

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Action": [
                "sagemaker:*",
                "ecr:GetAuthorizationToken",
                "cloudwatch:PutMetricData",
                "logs:CreateLogGroup",
                "logs:CreateLogStream",
                "logs:DescribeLogStreams",
                "logs:PutLogEvents",
                "logs:GetLogEvents"
            ],
            "Resource": "*"
        },
        {
            "Effect": "Allow",
            "Action": [
                "iam:PassRole"
            ],
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            "Resource": "*",
            "Condition": {
                "StringEquals": {
                    "iam:PassedToService": "sagemaker.amazonaws.com"
                }
            }
        },
        {
            "Effect": "Allow",
            "Action": [
                "s3:ListBucket"
            ],
            "Resource": [
                "arn:aws:s3:::inputbucket"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "s3:GetObject",
                "s3:PutObject",
                "s3:DeleteObject"
            ],
            "Resource": [
                "arn:aws:s3:::inputbucket/object1",
                "arn:aws:s3:::outputbucket/path",
                "arn:aws:s3:::inputbucket/object2",
                "arn:aws:s3:::inputbucket/object3"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "ecr:BatchCheckLayerAvailability",
                "ecr:GetDownloadUrlForLayer",
                "ecr:BatchGetImage"
            ],
            "Resource": [
                "arn:aws:ecr:::repository/my-repo1",
                "arn:aws:ecr:::repository/my-repo2",
                "arn:aws:ecr:::repository/my-repo3"
            ]
        }
    ]
}

Si piensa obtener acceso a otros recursos, como Amazon DynamoDB o Amazon Relational Database
Service, agregue los permisos relevantes a esta política.

En la política anterior, examine la política de la siguiente forma:

• Examine el permiso s3:ListBucket al bucket determinado que especifica como
InputDataConfig.DataSource.S3DataSource.S3Uri en una solicitud CreateTrainingJob.

• Examine los permisos s3:GetObject , s3:PutObject y s3:DeleteObject de la siguiente forma:
• Examine los siguientes valores que especifica en una solicitud CreateTrainingJob:

InputDataConfig.DataSource.S3DataSource.S3Uri

OutputDataConfig.S3OutputPath

• Examine los siguientes valores que especifica en una solicitud CreateModel:

PrimaryContainer.ModelDataUrl
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SuplementalContainers.ModelDataUrl

• Examine los permisos ecr de la siguiente forma:
• Examine el valor AlgorithmSpecification.TrainingImage que especifica en una solicitud
CreateTrainingJob.

• Examine el valor PrimaryContainer.Image que especifica en una solicitud CreateModel:

Las acciones cloudwatch y logs son aplicables a los recursos "*". Para obtener más información,
consulteRecursos y operaciones de CloudWatchen la guía del usuario de Amazon CloudWatch.

API CreateHyperParameterTuningJob: Permisos de rol de
ejecución
Para un rol de ejecución que puede pasar en una solicitud de la API
CreateHyperParameterTuningJob, puede asociar la siguiente política de permisos al rol:

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Action": [
                "cloudwatch:PutMetricData",
                "logs:CreateLogStream",
                "logs:PutLogEvents",
                "logs:CreateLogGroup",
                "logs:DescribeLogStreams",
                "s3:GetObject",
                "s3:PutObject",
                "s3:ListBucket",
                "ecr:GetAuthorizationToken",
                "ecr:BatchCheckLayerAvailability",
                "ecr:GetDownloadUrlForLayer",
                "ecr:BatchGetImage"
            ],
            "Resource": "*"
        }
    ]
}

En lugar de especificar"Resource": "*", podría examinar estos permisos para recursos de Amazon S3
y Amazon ECR específicos:

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Action": [
                "cloudwatch:PutMetricData",
                "logs:CreateLogStream",
                "logs:PutLogEvents",
                "logs:CreateLogGroup",
                "logs:DescribeLogStreams",
                "ecr:GetAuthorizationToken"
            ],
            "Resource": "*"
        },
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        {
            "Effect": "Allow",
            "Action": [
                "s3:ListBucket"
            ],
            "Resource": [
                "arn:aws:s3:::inputbucket"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "s3:GetObject",
                "s3:PutObject"
            ],
            "Resource": [
                "arn:aws:s3:::inputbucket/object",
                "arn:aws:s3:::outputbucket/path"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "ecr:BatchCheckLayerAvailability",
                "ecr:GetDownloadUrlForLayer",
                "ecr:BatchGetImage"
            ],
            "Resource": "arn:aws:ecr:::repository/my-repo"
        }
    ]
}

Si el contenedor de capacitación asociado al trabajo de ajuste de hiperparámetros tiene que acceder a
otros orígenes de datos, como recursos de DynamoDB o Amazon RDS, agregue permisos relevantes a
esta política.

En la política anterior, examine la política de la siguiente forma:

• Examine el permiso s3:ListBucket al bucket determinado que especifica como
InputDataConfig.DataSource.S3DataSource.S3Uri en una solicitud CreateTrainingJob.

• Examine los permisos s3:GetObject y s3:PutObject de los siguientes objetos que especifica en la
configuración de datos de entrada y salida en una solicitud CreateHyperParameterTuningJob:

InputDataConfig.DataSource.S3DataSource.S3Uri

OutputDataConfig.S3OutputPath

• Alcance los permisos de Amazon ECR en la ruta de registro
(AlgorithmSpecification.TrainingImage) que especifique en
unCreateHyperParameterTuningJobrequest.

Las acciones cloudwatch y logs son aplicables a los recursos "*". Para obtener más información,
consulteRecursos y operaciones de CloudWatchen la guía del usuario de Amazon CloudWatch.

Si especifica una VPC privada para el trabajo de ajuste de hiperparámetros, agregue los siguientes
permisos:

{
            "Effect": "Allow",
            "Action": [
            "ec2:CreateNetworkInterface",
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            "ec2:CreateNetworkInterfacePermission",
            "ec2:DeleteNetworkInterface",
            "ec2:DeleteNetworkInterfacePermission",
            "ec2:DescribeNetworkInterfaces",
            "ec2:DescribeVpcs",
            "ec2:DescribeDhcpOptions",
            "ec2:DescribeSubnets",
            "ec2:DescribeSecurityGroups"
            ]
}

Si la entrada está cifrada mediante el uso del cifrado del lado del servidor conAWSKMS: clave
administrada por (SSE-KMS), añada los siguientes permisos:

{
    "Effect": "Allow",
    "Action": [
    "kms:Decrypt"
    ]
}

Si especifica una clave de KMS en la configuración de salida del trabajo de ajuste de hiperparámetros,
agregue los siguientes permisos:

{
    "Effect": "Allow",
    "Action": [
    "kms:Encrypt"
    ]
}

Si especifica una clave de KMS de volumen en la configuración de recursos del trabajo de ajuste de
hiperparámetros, agregue los siguientes permisos:

{
    "Effect": "Allow",
    "Action": [
    "kms:CreateGrant"
    ]
}

API CreateProcessingJob: Permisos de rol de ejecución
Para un rol de ejecución que puede pasar en una solicitud de la API CreateProcessingJob, puede
asociar la siguiente política de permisos al rol:

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Action": [
                "cloudwatch:PutMetricData",
                "logs:CreateLogStream",
                "logs:PutLogEvents",
                "logs:CreateLogGroup",
                "logs:DescribeLogStreams",
                "s3:GetObject",
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                "s3:PutObject",
                "s3:ListBucket",
                "ecr:GetAuthorizationToken",
                "ecr:BatchCheckLayerAvailability",
                "ecr:GetDownloadUrlForLayer",
                "ecr:BatchGetImage"
            ],
            "Resource": "*"
        }
    ]
}

En lugar de especificar"Resource": "*", podría examinar estos permisos para recursos de Amazon S3
y Amazon ECR específicos:

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Action": [
                "cloudwatch:PutMetricData",
                "logs:CreateLogStream",
                "logs:PutLogEvents",
                "logs:CreateLogGroup",
                "logs:DescribeLogStreams",
                "ecr:GetAuthorizationToken"
            ],
            "Resource": "*"
        },
        {
            "Effect": "Allow",
            "Action": [
                "s3:ListBucket"
            ],
            "Resource": [
                "arn:aws:s3:::inputbucket"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "s3:GetObject",
                "s3:PutObject"
            ],
            "Resource": [
                "arn:aws:s3:::inputbucket/object",
                "arn:aws:s3:::outputbucket/path"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "ecr:BatchCheckLayerAvailability",
                "ecr:GetDownloadUrlForLayer",
                "ecr:BatchGetImage"
            ],
            "Resource": "arn:aws:ecr:::repository/my-repo"
        }
    ]
}

SiCreateProcessingJob.AppSpecification.ImageUriPara obtener acceso a otros orígenes de
datos, como recursos de DynamoDB o Amazon RDS, agregue permisos relevantes a esta política.
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En la política anterior, examine la política de la siguiente forma:

• Examine el permiso s3:ListBucket al bucket determinado que especifica como ProcessingInputs
en una solicitud CreateProcessingJob.

• Examine los permisos s3:GetObject  y s3:PutObject a los objetos que se descargarán o cargarán
en ProcessingInputs y ProcessingOutputConfig en una solicitud CreateProcessingJob.

• Alcance los permisos de Amazon ECR en la ruta de registro (AppSpecification.ImageUri) que
especifique en unCreateProcessingJobrequest.

Las acciones cloudwatch y logs son aplicables a los recursos "*". Para obtener más información,
consulteRecursos y operaciones de CloudWatchen la guía del usuario de Amazon CloudWatch.

Si especifica una VPC privada para el trabajo de procesamiento, agregue los siguientes permisos:

{
            "Effect": "Allow",
            "Action": [
            "ec2:CreateNetworkInterface",
            "ec2:CreateNetworkInterfacePermission",
            "ec2:DeleteNetworkInterface",
            "ec2:DeleteNetworkInterfacePermission",
            "ec2:DescribeNetworkInterfaces",
            "ec2:DescribeVpcs",
            "ec2:DescribeDhcpOptions",
            "ec2:DescribeSubnets",
            "ec2:DescribeSecurityGroups"

Si la entrada está cifrada mediante el uso del cifrado del lado del servidor conAWSKMS: clave
administrada por (SSE-KMS), añada los siguientes permisos:

{
    "Effect": "Allow",
    "Action": [
    "kms:Decrypt"
    ]
}

Si especifica una clave de KMS en la configuración de salida del trabajo de procesamiento, agregue los
siguientes permisos:

{
    "Effect": "Allow",
    "Action": [
    "kms:Encrypt"
    ]
}

Si especifica una clave de KMS de volumen en la configuración de recursos del trabajo de procesamiento,
agregue los siguientes permisos:

{
    "Effect": "Allow",
    "Action": [
    "kms:CreateGrant"
    ]
}
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API CreateTrainingJob: Permisos de rol de ejecución
Para un rol de ejecución que puede pasar en una solicitud de la API CreateTrainingJob, puede asociar
la siguiente política de permisos al rol:

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Action": [
                "cloudwatch:PutMetricData",
                "logs:CreateLogStream",
                "logs:PutLogEvents",
                "logs:CreateLogGroup",
                "logs:DescribeLogStreams",
                "s3:GetObject",
                "s3:PutObject",
                "s3:ListBucket",
                "ecr:GetAuthorizationToken",
                "ecr:BatchCheckLayerAvailability",
                "ecr:GetDownloadUrlForLayer",
                "ecr:BatchGetImage"
            ],
            "Resource": "*"
        }
    ]
}

En lugar de especificar"Resource": "*", podría examinar estos permisos para recursos de Amazon S3
y Amazon ECR específicos:

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Action": [
                "cloudwatch:PutMetricData",
                "logs:CreateLogStream",
                "logs:PutLogEvents",
                "logs:CreateLogGroup",
                "logs:DescribeLogStreams",
                "ecr:GetAuthorizationToken"
            ],
            "Resource": "*"
        },
        {
            "Effect": "Allow",
            "Action": [
                "s3:ListBucket"
            ],
            "Resource": [
                "arn:aws:s3:::inputbucket"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "s3:GetObject",
                "s3:PutObject"
            ],
            "Resource": [
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                "arn:aws:s3:::inputbucket/object",
                "arn:aws:s3:::outputbucket/path"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "ecr:BatchCheckLayerAvailability",
                "ecr:GetDownloadUrlForLayer",
                "ecr:BatchGetImage"
            ],
            "Resource": "arn:aws:ecr:::repository/my-repo"
        }
    ]
}

SiCreateTrainingJob.AlgorithSpecifications.TrainingImagePara obtener acceso a otros
orígenes de datos, como recursos de DynamoDB o Amazon RDS, agregue permisos relevantes a esta
política.

En la política anterior, examine la política de la siguiente forma:

• Examine el permiso s3:ListBucket al bucket determinado que especifica como
InputDataConfig.DataSource.S3DataSource.S3Uri en una solicitud CreateTrainingJob.

• Examine los permisos s3:GetObject y s3:PutObject de los siguientes objetos que especifica en la
configuración de datos de entrada y salida en una solicitud CreateTrainingJob:

InputDataConfig.DataSource.S3DataSource.S3Uri

OutputDataConfig.S3OutputPath

• Alcance los permisos de Amazon ECR en la ruta de registro
(AlgorithmSpecification.TrainingImage) que especifique en unCreateTrainingJobrequest.

Las acciones cloudwatch y logs son aplicables a los recursos "*". Para obtener más información,
consulteRecursos y operaciones de CloudWatchen la guía del usuario de Amazon CloudWatch.

Si especifica una VPC privada para el trabajo de capacitación, agregue los siguientes permisos:

{
            "Effect": "Allow",
            "Action": [
            "ec2:CreateNetworkInterface",
            "ec2:CreateNetworkInterfacePermission",
            "ec2:DeleteNetworkInterface",
            "ec2:DeleteNetworkInterfacePermission",
            "ec2:DescribeNetworkInterfaces",
            "ec2:DescribeVpcs",
            "ec2:DescribeDhcpOptions",
            "ec2:DescribeSubnets",
            "ec2:DescribeSecurityGroups"

Si la entrada está cifrada mediante el uso del cifrado del lado del servidor conAWSKMS: clave
administrada por (SSE-KMS), añada los siguientes permisos:

{
    "Effect": "Allow",
    "Action": [
    "kms:Decrypt"
    ]
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}

Si especifica una clave de KMS en la configuración de salida del trabajo de capacitación, agregue los
siguientes permisos:

{
    "Effect": "Allow",
    "Action": [
    "kms:Encrypt"
    ]
}

Si especifica una clave de KMS de volumen en la configuración de recursos del trabajo de capacitación,
agregue los siguientes permisos:

{
    "Effect": "Allow",
    "Action": [
    "kms:CreateGrant"
    ]
}

API de CreateModel: Permisos de rol de ejecución
Para un rol de ejecución que puede pasar en una solicitud de la API CreateModel, puede asociar la
siguiente política de permisos al rol:

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Action": [
                "cloudwatch:PutMetricData",
                "logs:CreateLogStream",
                "logs:PutLogEvents",
                "logs:CreateLogGroup",
                "logs:DescribeLogStreams",
                "s3:GetObject",
                "ecr:GetAuthorizationToken",
                "ecr:BatchCheckLayerAvailability",
                "ecr:GetDownloadUrlForLayer",
                "ecr:BatchGetImage"
            ],
            "Resource": "*"
        }
    ]
}

En lugar de especificar"Resource": "*"Puede examinar estos permisos para recursos de Amazon S3 y
Amazon ECR específicos:

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Action": [

2595



Amazon SageMaker Developer Guide
Funciones de SageMaker

                "cloudwatch:PutMetricData",
                "logs:CreateLogStream",
                "logs:PutLogEvents",
                "logs:CreateLogGroup",
                "logs:DescribeLogStreams",
                "ecr:GetAuthorizationToken"
            ],
            "Resource": "*"
        },
        {
            "Effect": "Allow",
            "Action": [
                "s3:GetObject"
            ],
            "Resource": [
                "arn:aws:s3:::inputbucket/object",
                "arn:aws:s3:::inputbucket/object"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "ecr:BatchCheckLayerAvailability",
                "ecr:GetDownloadUrlForLayer",
                "ecr:BatchGetImage"
            ],
            "Resource": [
                "arn:aws:ecr:::repository/my-repo",
                "arn:aws:ecr:::repository/my-repo"
             ]
        }
    ]
}

Si CreateModel.PrimaryContainer.Image tiene que obtener acceso a otros orígenes de datos,
como recursos de Amazon DynamoDB o Amazon RDS, agregue permisos relevantes a esta política.

En la política anterior, examine la política de la siguiente forma:

• Examine los permisos de S3 en objetos que especifique en PrimaryContainer.ModelDataUrl en
una solicitud CreateModel.

• Alcance los permisos de Amazon ECR a una ruta de registro determinada que especifica
comoPrimaryContainer.ImageySecondaryContainer.Imageen unCreateModelrequest.

Las acciones cloudwatch y logs son aplicables a los recursos "*". Para obtener más información,
consulteRecursos y operaciones de CloudWatchen la guía del usuario de Amazon CloudWatch.

Si especifica una VPC privada para el modelo, agregue los siguientes permisos:

{
            "Effect": "Allow",
            "Action": [
            "ec2:CreateNetworkInterface",
            "ec2:CreateNetworkInterfacePermission",
            "ec2:DeleteNetworkInterface",
            "ec2:DeleteNetworkInterfacePermission",
            "ec2:DescribeNetworkInterfaces",
            "ec2:DescribeVpcs",
            "ec2:DescribeDhcpOptions",
            "ec2:DescribeSubnets",
            "ec2:DescribeSecurityGroups"
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AWSPolíticas gestionadas para Amazon SageMaker
Para agregar permisos a usuarios, grupos y roles, es más fácil utilizar las políticas administradas por AWS
que escribirlas uno mismo. Se necesita tiempo y experiencia para crear políticas de IAM administradas
por el cliente que proporcionen a su equipo solo los permisos necesarios. Para comenzar a hacerlo con
rapidez, puede utilizar nuestras políticas administradas por AWS. Estas políticas cubren casos de uso
comunes y están disponibles en su cuenta de AWS. Para obtener más información acerca de las políticas
administradas por AWS, consulte Políticas administradas por AWS en la Guía del usuario de IAM.

Los servicios de AWS mantienen y actualizan las políticas administradas de AWS. No puede cambiar los
permisos de las políticas administradas de AWS. En ocasiones, los servicios agregan permisos a una
política administrada de AWS para admitir características nuevas. Este tipo de actualización afecta a todas
las identidades (usuarios, grupos y roles) a los que está asociada la política. Es más probable que los
servicios actualicen una política administrada de AWS cuando se lanza una característica nueva o cuando
estén disponibles operaciones nuevas. Los servicios no eliminan permisos de una política administrada de
AWS, por lo que las actualizaciones de políticas no romperán los permisos existentes.

Además, AWS admite políticas administradas para funciones de trabajo que abarcan varios servicios.
Por ejemplo, elReadOnlyAccess AWSProporciona acceso de solo lectura a todos losAWSservicios y
recursos. Cuando un servicio inicia una nueva característica, AWS agrega permisos de solo lectura para
operaciones y recursos nuevos. Para obtener una lista y descripciones de las políticas de funciones de
trabajo, consulte Políticas administradas por AWS para funciones de trabajo en la Guía del usuario de IAM.

Important

Le recomendamos que utilice la política más restringida que le permita realizar su caso de uso.

Los siguientes ejemplos deAWSLas políticas administradas por, que puede asociar a los usuarios de su
cuenta, son específicas de Amazon SageMaker:

• AmazonSageMakerFullAccess: concede acceso completo a los recursos de Amazon SageMaker y a
las operaciones compatibles. Esta no proporciona acceso ilimitado a Amazon S3, pero admite depósitos
y objetos consagemakeretiquetas. Esta política permite que todos los roles de IAM se pasen a Amazon
SageMaker, pero solo permite que los roles de IAM con «AmazonSageMaker» en ellos se pasen alAWS
Glue,AWS Step Functions, yAWSServicios de RoboMaker.

• AmazonSageMakerReadOnlyPermita que obtenga acceso de solo lectura a los recursos de Amazon
SageMaker.

Los siguientes ejemplos deAWSLas políticas administradas se pueden asociar a los usuarios de su cuenta,
pero no se recomiendan:

• AdministratorAccess— Concede todas las acciones de para todosAWSServicios y para todos los
recursos en la cuenta.

• DataScientist: concede una amplia gama de permisos para cubrir la mayoría de los casos de uso
(principalmente para la inteligencia empresarial y el análisis) que detectan los analizadores de datos.

Para consultar estas políticas de permisos, inicie sesión en la consola de IAM y búsquelas.

También puede crear sus propias políticas de IAM personalizadas para conceder permisos para acciones
y recursos de Amazon SageMaker según los necesite. Puede asociar estas políticas personalizadas a los
usuarios o grupos de IAM que las requieran.

Temas
• AmazonSageMakerFullAccess (p. 2598)
• AmazonSageMakerReadOnly (p. 2606)
• Actualizaciones de SageMaker enAWSPolíticas administradas de (p. 2607)
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AmazonSageMakerFullAccess

Esta política otorga permisos administrativos que permiten a un principal acceso completo a todos los
recursos y operaciones de Amazon SageMaker. La directiva también proporciona acceso selecto a
servicios relacionados. Esta política permite que todos los roles de IAM se pasen a Amazon SageMaker,
pero solo permite que los roles de IAM con «AmazonSageMaker» en ellos se pasen alAWS Glue,AWS
Step Functions, yAWSServicios de RoboMaker.

Detalles de permisos

Esta política incluye los siguientes permisos.

• application-autoscaling— Permite a los principales escalar automáticamente un punto de enlace
de inferencia en tiempo real de SageMaker.

• athena— Permite a los principales consultar una lista de catálogos de datos, bases de datos y
metadatos de tabla desdeAmazon Athena.

• aws-marketplace— Permite a los principales verAWSSuscripciones de AI Marketplace. Necesita esto
si desea acceder al software SageMaker suscrito en AWS Marketplace .

• cloudformation— Permite que los principales obtenganAWS CloudFormationpara utilizar las
soluciones JumpStart y Pipelines de SageMaker. SageMaker JumpStart crea recursos necesarios
para ejecutar soluciones de aprendizaje automático integral que vinculan a SageMaker con
otrosAWSServicios de . SageMaker Pipelines crea nuevos proyectos respaldados porAWS Service
Catalog.

• cloudwatch— Permite a los principales publicar métricas de CloudWatch, interactuar con alarmas y
cargar registros de en CloudWatch Logs en su cuenta.

• codebuild— Permite que los principales almacenenAWS CodeBuildartefactos para tuberías y
proyectos de SageMaker.

• codecommit— Necesario paraAWS CodeCommitIntegración con instancias de bloc de notas de
SageMaker.

• cognito-idpSe necesita para que Amazon SageMaker Ground Truth de defina equipos de trabajo y
personal privados.

• ec2— Necesario para que SageMaker administre los recursos y las interfaces de red de Amazon
EC2 cuando especifique una VPC de Amazon para sus trabajos, modelos, endpoints e instancias de
portátiles de SageMaker.

• ecr— Necesario para extraer y almacenar artefactos Docker para Amazon SageMaker Studio
(imágenes personalizadas), formación, procesamiento, inferencia por lotes y puntos finales de inferencia.
Esto también es necesario para utilizar su propio contenedor en SageMaker. Se requieren permisos
adicionales para las soluciones de SageMaker JumpStart para crear y eliminar imágenes personalizadas
en nombre de los usuarios.

• elastic-inference: permite que las entidades principales se conecten a Amazon Elastic Inference
para utilizar instancias de portátiles y puntos finales de SageMaker.

• elasticfilesystemPermite a los principales de la empresa acceder a Amazon Elastic File System.
Esto es necesario para que SageMaker utilice fuentes de datos en Amazon Elastic File System para
formar modelos de aprendizaje automático.

• fsx— Permite a los principales acceder a Amazon FSx. Esto es necesario para que SageMaker utilice
fuentes de datos en Amazon FSx para formar modelos de aprendizaje automático.

• glueSe necesita para el procesamiento previo de canalizaciones de inferencia en instancias de bloc de
notas de SageMaker.

• groundtruthlabelingSe necesita para trabajos de etiquetado de Ground Truth.
LagroundtruthlabelingDesde la consola Ground Truth (Ground Truth).

• iam— Necesario para dar a la consola de SageMaker acceso a los roles de IAM disponibles y crear
roles vinculados al servicio.
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• kmsSe necesita para proporcionar a la consola de SageMaker acceso aAWS KMSy recuperarlas para
cualquierAWS KMSalias en trabajos y puntos finales.

• lambda— Permite que los principales invoquen y obtengan una lista deAWS LambdaFunciones de .
• logs: necesario para permitir que los puntos de enlace y trabajos de SageMaker publiquen flujos de

registro.
• redshift: permite a los principales acceder a las credenciales del clúster de Amazon Redshift.
• redshift-data— Permite a los principales utilizar datos de Amazon Redshift para ejecutar, describir y

cancelar sentencias; obtener resultados de sentencias; y listar esquemas y tablas.
• robomaker— Permite a los principales tener acceso completo para crear, obtener descripciones y

eliminarAWSAplicaciones y trabajos de simulación Robomaker. Esto también es necesario para ejecutar
ejemplos de aprendizaje de refuerzo en instancias de portátiles.

• s3: permite a los directores tener acceso completo a los recursos de Amazon S3 pertenecientes a
SageMaker, pero no a todos Amazon S3.

• secretsmanager— Permite que los principales tengan acceso completo aAWS Secrets Manager. Los
principales pueden cifrar, almacenar y recuperar de forma segura las credenciales de las bases de datos
y otros servicios. Esto también es necesario para las instancias de bloc de notas de SageMaker con
repositorios de código de SageMaker que utilizan GitHub.

• servicecatalog— Permite a los principales usarAWS Service Catalog. Los principales pueden crear,
obtener una lista de, actualizar o finalizar productos aprovisionados, como servidores, bases de datos,
sitios web o aplicaciones implementadas medianteAWSde AWS. Esto es necesario para que SageMaker
JumpStart y Projects encuentren y lean los productos del catálogo de servicios y ejecutenAWSrecursos
en cuentas de usuario.

• sns: permite a los directores obtener una lista de temas de Amazon SNS.
• states— Necesario para que SageMaker JumpStart y Pipelines utilicen un catálogo de servicios para

crear recursos de función de paso.
• tag— Necesario para que SageMaker Pipelines se renderice en Studio. Studio necesita

recursos etiquetados con particularsagemaker:project-idclave-etiqueta. Para ello,
requieretag:GetResourcesPermiso.

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Action": [
                "sagemaker:*"
            ],
            "NotResource": [
                "arn:aws:sagemaker:*:*:domain/*",
                "arn:aws:sagemaker:*:*:user-profile/*",
                "arn:aws:sagemaker:*:*:app/*",
                "arn:aws:sagemaker:*:*:flow-definition/*"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "sagemaker:CreatePresignedDomainUrl",
                "sagemaker:DescribeDomain",
                "sagemaker:ListDomains",
                "sagemaker:DescribeUserProfile",
                "sagemaker:ListUserProfiles",
                "sagemaker:*App",
                "sagemaker:ListApps"
            ],
            "Resource": "*"
        },
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        {
            "Effect": "Allow",
            "Action": "sagemaker:*",
            "Resource": [
                "arn:aws:sagemaker:*:*:flow-definition/*"
            ],
            "Condition": {
                "StringEqualsIfExists": {
                    "sagemaker:WorkteamType": [
                        "private-crowd",
                        "vendor-crowd"
                    ]
                }
            }
        },
        {
            "Effect": "Allow",
            "Action": [
                "application-autoscaling:DeleteScalingPolicy",
                "application-autoscaling:DeleteScheduledAction",
                "application-autoscaling:DeregisterScalableTarget",
                "application-autoscaling:DescribeScalableTargets",
                "application-autoscaling:DescribeScalingActivities",
                "application-autoscaling:DescribeScalingPolicies",
                "application-autoscaling:DescribeScheduledActions",
                "application-autoscaling:PutScalingPolicy",
                "application-autoscaling:PutScheduledAction",
                "application-autoscaling:RegisterScalableTarget",
                "aws-marketplace:ViewSubscriptions",
                "cloudformation:GetTemplateSummary",
                "cloudwatch:DeleteAlarms",
                "cloudwatch:DescribeAlarms",
                "cloudwatch:GetMetricData",
                "cloudwatch:GetMetricStatistics",
                "cloudwatch:ListMetrics",
                "cloudwatch:PutMetricAlarm",
                "cloudwatch:PutMetricData",
                "codecommit:BatchGetRepositories",
                "codecommit:CreateRepository",
                "codecommit:GetRepository",
                "codecommit:List*",
                "cognito-idp:AdminAddUserToGroup",
                "cognito-idp:AdminCreateUser",
                "cognito-idp:AdminDeleteUser",
                "cognito-idp:AdminDisableUser",
                "cognito-idp:AdminEnableUser",
                "cognito-idp:AdminRemoveUserFromGroup",
                "cognito-idp:CreateGroup",
                "cognito-idp:CreateUserPool",
                "cognito-idp:CreateUserPoolClient",
                "cognito-idp:CreateUserPoolDomain",
                "cognito-idp:DescribeUserPool",
                "cognito-idp:DescribeUserPoolClient",
                "cognito-idp:List*",
                "cognito-idp:UpdateUserPool",
                "cognito-idp:UpdateUserPoolClient",
                "ec2:CreateNetworkInterface",
                "ec2:CreateNetworkInterfacePermission",
                "ec2:CreateVpcEndpoint",
                "ec2:DeleteNetworkInterface",
                "ec2:DeleteNetworkInterfacePermission",
                "ec2:DescribeDhcpOptions",
                "ec2:DescribeNetworkInterfaces",
                "ec2:DescribeRouteTables",
                "ec2:DescribeSecurityGroups",
                "ec2:DescribeSubnets",
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                "ec2:DescribeVpcEndpoints",
                "ec2:DescribeVpcs",
                "ecr:BatchCheckLayerAvailability",
                "ecr:BatchGetImage",
                "ecr:CreateRepository",
                "ecr:Describe*",
                "ecr:GetAuthorizationToken",
                "ecr:GetDownloadUrlForLayer",
                "ecr:StartImageScan",
                "elastic-inference:Connect",
                "elasticfilesystem:DescribeFileSystems",
                "elasticfilesystem:DescribeMountTargets",
                "fsx:DescribeFileSystems",
                "glue:CreateJob",
                "glue:DeleteJob",
                "glue:GetJob*",
                "glue:GetTable*",
                "glue:GetWorkflowRun",
                "glue:ResetJobBookmark",
                "glue:StartJobRun",
                "glue:StartWorkflowRun",
                "glue:UpdateJob",
                "groundtruthlabeling:*",
                "iam:ListRoles",
                "kms:DescribeKey",
                "kms:ListAliases",
                "lambda:ListFunctions",
                "logs:CreateLogDelivery",
                "logs:CreateLogGroup",
                "logs:CreateLogStream",
                "logs:DeleteLogDelivery",
                "logs:Describe*",
                "logs:GetLogDelivery",
                "logs:GetLogEvents",
                "logs:ListLogDeliveries",
                "logs:PutLogEvents",
                "logs:PutResourcePolicy",
                "logs:UpdateLogDelivery",
                "robomaker:CreateSimulationApplication",
                "robomaker:DescribeSimulationApplication",
                "robomaker:DeleteSimulationApplication",
                "robomaker:CreateSimulationJob",
                "robomaker:DescribeSimulationJob",
                "robomaker:CancelSimulationJob",
                "secretsmanager:ListSecrets",
                "servicecatalog:Describe*",
                "servicecatalog:List*",
                "servicecatalog:ScanProvisionedProducts",
                "servicecatalog:SearchProducts",
                "servicecatalog:SearchProvisionedProducts",
                "sns:ListTopics",
                "tag:GetResources"
            ],
            "Resource": "*"
        },
        {
            "Effect": "Allow",
            "Action": [
                "ecr:SetRepositoryPolicy",
                "ecr:CompleteLayerUpload",
                "ecr:BatchDeleteImage",
                "ecr:UploadLayerPart",
                "ecr:DeleteRepositoryPolicy",
                "ecr:InitiateLayerUpload",
                "ecr:DeleteRepository",
                "ecr:PutImage"
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            ],
            "Resource": [
                "arn:aws:ecr:*:*:repository/*sagemaker*"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "codecommit:GitPull",
                "codecommit:GitPush"
            ],
            "Resource": [
                "arn:aws:codecommit:*:*:*sagemaker*",
                "arn:aws:codecommit:*:*:*SageMaker*",
                "arn:aws:codecommit:*:*:*Sagemaker*"
            ]
        },
        {
            "Action": [
                "codebuild:BatchGetBuilds",
                "codebuild:StartBuild"
            ],
            "Resource": [
                "arn:aws:codebuild:*:*:project/sagemaker*",
                "arn:aws:codebuild:*:*:build/*"
            ],
            "Effect": "Allow"
        },
        {
            "Action": [
                "states:DescribeExecution",
                "states:GetExecutionHistory",
                "states:StartExecution",
                "states:StopExecution",
                "states:UpdateStateMachine"
            ],
            "Resource": [
                "arn:aws:states:*:*:statemachine:*sagemaker*",
                "arn:aws:states:*:*:execution:*sagemaker*:*"
            ],
            "Effect": "Allow"
        },
        {
            "Effect": "Allow",
            "Action": [
                "secretsmanager:DescribeSecret",
                "secretsmanager:GetSecretValue",
                "secretsmanager:CreateSecret"
            ],
            "Resource": [
                "arn:aws:secretsmanager:*:*:secret:AmazonSageMaker-*"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "secretsmanager:DescribeSecret",
                "secretsmanager:GetSecretValue"
            ],
            "Resource": "*",
            "Condition": {
                "StringEquals": {
                    "secretsmanager:ResourceTag/SageMaker": "true"
                }
            }
        },
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        {
            "Effect": "Allow",
            "Action": [
                "servicecatalog:ProvisionProduct"
            ],
            "Resource": "*"
        },
        {
            "Effect": "Allow",
            "Action": [
                "servicecatalog:TerminateProvisionedProduct",
                "servicecatalog:UpdateProvisionedProduct"
            ],
            "Resource": "*",
            "Condition": {
                "StringEquals": {
                    "servicecatalog:userLevel": "self"
                }
            }
        },
        {
            "Effect": "Allow",
            "Action": [
                "s3:GetObject",
                "s3:PutObject",
                "s3:DeleteObject",
                "s3:AbortMultipartUpload"
            ],
            "Resource": [
                "arn:aws:s3:::*SageMaker*",
                "arn:aws:s3:::*Sagemaker*",
                "arn:aws:s3:::*sagemaker*",
                "arn:aws:s3:::*aws-glue*"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "s3:GetObject"
            ],
            "Resource": "*",
            "Condition": {
                "StringEqualsIgnoreCase": {
                    "s3:ExistingObjectTag/SageMaker": "true"
                }
            }
        },
        {
            "Effect": "Allow",
            "Action": [
                "s3:GetObject"
            ],
            "Resource": "*",
            "Condition": {
                "StringEquals": {
                    "s3:ExistingObjectTag/servicecatalog:provisioning": "true"
                }
            }
        },
        {
            "Effect": "Allow",
            "Action": [
                "s3:CreateBucket",
                "s3:GetBucketLocation",
                "s3:ListBucket",
                "s3:ListAllMyBuckets",
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                "s3:GetBucketCors",
                "s3:PutBucketCors"
            ],
            "Resource": "*"
        },
        {
            "Effect": "Allow",
            "Action": [
                "s3:GetBucketAcl",
                "s3:PutObjectAcl"
            ],
            "Resource": [
                "arn:aws:s3:::*SageMaker*",
                "arn:aws:s3:::*Sagemaker*",
                "arn:aws:s3:::*sagemaker*"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "lambda:InvokeFunction"
            ],
            "Resource": [
                "arn:aws:lambda:*:*:function:*SageMaker*",
                "arn:aws:lambda:*:*:function:*sagemaker*",
                "arn:aws:lambda:*:*:function:*Sagemaker*",
                "arn:aws:lambda:*:*:function:*LabelingFunction*"
            ]
        },
        {
            "Action": "iam:CreateServiceLinkedRole",
            "Effect": "Allow",
            "Resource": "arn:aws:iam::*:role/aws-service-role/sagemaker.application-
autoscaling.amazonaws.com/AWSServiceRoleForApplicationAutoScaling_SageMakerEndpoint",
            "Condition": {
                "StringLike": {
                    "iam:AWSServiceName": "sagemaker.application-autoscaling.amazonaws.com"
                }
            }
        },
        {
            "Effect": "Allow",
            "Action": "iam:CreateServiceLinkedRole",
            "Resource": "*",
            "Condition": {
                "StringEquals": {
                    "iam:AWSServiceName": "robomaker.amazonaws.com"
                }
            }
        },
        {
            "Effect": "Allow",
            "Action": [
                "sns:Subscribe",
                "sns:CreateTopic"
            ],
            "Resource": [
                "arn:aws:sns:*:*:*SageMaker*",
                "arn:aws:sns:*:*:*Sagemaker*",
                "arn:aws:sns:*:*:*sagemaker*"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "iam:PassRole"
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            ],
            "Resource": "arn:aws:iam::*:role/*",
            "Condition": {
                "StringEquals": {
                    "iam:PassedToService": [
                        "sagemaker.amazonaws.com",
                        "glue.amazonaws.com",
                        "robomaker.amazonaws.com",
                        "states.amazonaws.com"
                    ]
                }
            }
        },
        {
            "Effect": "Allow",
            "Action": [
                "athena:ListDataCatalogs",
                "athena:ListDatabases",
                "athena:ListTableMetadata",
                "athena:GetQueryExecution",
                "athena:GetQueryResults",
                "athena:StartQueryExecution",
                "athena:StopQueryExecution"
            ],
            "Resource": [
                "*"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "glue:CreateTable"
            ],
            "Resource": [
                "arn:aws:glue:*:*:table/*/sagemaker_tmp_*",
                "arn:aws:glue:*:*:table/sagemaker_featurestore/*",
                "arn:aws:glue:*:*:catalog",
                "arn:aws:glue:*:*:database/*"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "glue:DeleteTable"
            ],
            "Resource": [
                "arn:aws:glue:*:*:table/*/sagemaker_tmp_*",
                "arn:aws:glue:*:*:catalog",
                "arn:aws:glue:*:*:database/*"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "glue:GetDatabases",
                "glue:GetTable",
                "glue:GetTables"
            ],
            "Resource": [
                "arn:aws:glue:*:*:table/*",
                "arn:aws:glue:*:*:catalog",
                "arn:aws:glue:*:*:database/*"
            ]
        },
        {
            "Effect": "Allow",
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            "Action": [
                "glue:CreateDatabase",
                "glue:GetDatabase"
            ],
            "Resource": [
                "arn:aws:glue:*:*:catalog",
                "arn:aws:glue:*:*:database/sagemaker_featurestore",
                "arn:aws:glue:*:*:database/sagemaker_processing",
                "arn:aws:glue:*:*:database/default",
                "arn:aws:glue:*:*:database/sagemaker_data_wrangler"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "redshift-data:ExecuteStatement",
                "redshift-data:DescribeStatement",
                "redshift-data:CancelStatement",
                "redshift-data:GetStatementResult",
                "redshift-data:ListSchemas",
                "redshift-data:ListTables"
            ],
            "Resource": [
                "*"
            ]
        },
        {
            "Effect": "Allow",
            "Action": [
                "redshift:GetClusterCredentials"
            ],
            "Resource": [
                "arn:aws:redshift:*:*:dbuser:*/sagemaker_access*",
                "arn:aws:redshift:*:*:dbname:*"
            ]
        }
    ]
}

AmazonSageMakerReadOnly
Esta política proporciona acceso de solo lectura a SageMaker a través delAWS Management ConsoleSDK.

Detalles de permisos

Esta política incluye los siguientes permisos.

• application-autoscaling: permite a los usuarios examinar las descripciones de los extremos de
inferencia escalables de SageMaker en tiempo real.

• aws-marketplace— Permite a los usuarios verAWSSuscripciones de AI Marketplace.
• cloudwatch: permite a los usuarios recibir alarmas de CloudWatch.
• cognito-idpEs necesario para que Amazon SageMaker Ground Truth de examine descripciones y

listas de personal privado y equipos de trabajo.
• ecr— Se necesita leer artefactos de Docker para la capacitación e inferencia.

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Action": [
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                "sagemaker:Describe*",
                "sagemaker:List*",
                "sagemaker:BatchGetMetrics",
                "sagemaker:BatchGetRecord",
                "sagemaker:GetDeviceRegistration",
                "sagemaker:GetDeviceFleetReport",
                "sagemaker:GetSearchSuggestions",
                "sagemaker:GetRecord",
                "sagemaker:Search"
            ],
            "Resource": "*"
        },
        {
            "Effect": "Allow",
            "Action": [
                "application-autoscaling:DescribeScalableTargets",
                "application-autoscaling:DescribeScalingActivities",
                "application-autoscaling:DescribeScalingPolicies",
                "application-autoscaling:DescribeScheduledActions",
                "aws-marketplace:ViewSubscriptions",
                "cloudwatch:DescribeAlarms",
                "cognito-idp:DescribeUserPool",
                "cognito-idp:DescribeUserPoolClient",
                "cognito-idp:ListGroups",
                "cognito-idp:ListIdentityProviders",
                "cognito-idp:ListUserPoolClients",
                "cognito-idp:ListUserPools",
                "cognito-idp:ListUsers",
                "cognito-idp:ListUsersInGroup",
                "ecr:Describe*"
            ],
            "Resource": "*"
        }
    ]
}

Actualizaciones de SageMaker enAWSPolíticas administradas de
Muestra los detalles de las actualizaciones deAWSPara SageMaker debido a que este servicio comenzó a
realizar el seguimiento de estos cambios. Para obtener alertas automáticas sobre cambios en esta página,
suscríbase a la fuente RSS en laHistorial de revisión de SageMaker(Se ha creado el certificado).

Cambio Descripción Fecha

AmazonSageMakerReadOnly:
actualización de una política
existente

API
nuevaBatchGetRecordagregado
para la Tienda de funciones de
SageMaker.

10 DE JUNIO DE 2021

Introducción a SageMaker
comenzó a controlar los cambios

SageMaker comenzó a controlar
los cambios para suAWSPolíticas
administradas de.

01 DE JUNIO DE 2021

Permisos de la API de Amazon SageMaker:
Referencia de acciones, permisos y recursos
Cuando configure el control de acceso y escriba una política de permisos que puede asociar a una
identidad de IAM (una política basada en identidades), utilice la siguiente como referencia. LaPara
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cada operación de la API de Amazon SageMaker, las acciones correspondientes para las que puede
conceder permisos para realizar la acción, y laAWSRecurso para el que puede conceder los permisos. Las
acciones se especifican en el campo Action de la política y el valor del recurso se especifica en el campo
Resource de la política.

Note

Excepto para la API de ListTags, las restricciones de nivel de recursos no están disponibles en
las llamadas a List-. Cualquier usuario que llame a una API de List- verá todos los recursos
de ese tipo en la cuenta.

Para expresar condiciones en las políticas de Amazon SageMaker, puede utilizarAWSClaves de condición
generales. Para ver una lista completa de claves generales de AWS, consulte Claves disponibles en la
Guía del usuario de IAM.

Operaciones API de Amazon SageMaker y permisos necesarios para acciones

Operaciones de API de
Amazon SageMaker

Permisos necesarios (acciones de la
API)

Recursos

AddTags sagemaker:AddTags arn:aws:sagemaker:region:account-
id:*

CreateApp sagemaker:CreateApp

iam:PassRole

arn:aws:sagemaker:region:account-
id:app/domain-id/user-
profile-name/app-type/appName

CreateAppImageConfigsagemaker:CreateAppImageConfigarn:aws:sagemaker:region:account-
id:app-image-
config/appImageConfigName

CreateAutoMLJob sagemaker:CreateAutoMLJob

iam:PassRole

El siguiente permiso
sólo se requiere
elResourceConfigtiene un valor
especificadoVolumeKmsKeyId Y
el rol asociado no tiene una política
que permita esta acción:

kms:CreateGrant

arn:aws:sagemaker:region:account-
id:automl-job/autoMLJobName

CreateDomain sagemaker:CreateDomain

iam:CreateServiceLinkedRole

iam:PassRole

Necesario si se especifica un CMK
administrado por el cliente de KMS
paraKmsKeyId:

elasticfilesystem:CreateFileSystem

kms:CreateGrant

kms:Decrypt

kms:DescribeKey

arn:aws:sagemaker:region:account-
id:domain/domain-id
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Operaciones de API de
Amazon SageMaker

Permisos necesarios (acciones de la
API)

Recursos

kms:GenerateDataKeyWithoutPlainText

CreateEndpoint sagemaker:CreateEndpoint

kms:CreateGrant (solo es
necesario si el EndPointConfig
asociado dispone de un KmsKeyId
especificado)

arn:aws:sagemaker:region:account-
id:endpoint/endpointName

arn:aws:sagemaker:region:account-
id:endpoint-
config/endpointConfigName

CreateEndpointConfigsagemaker:CreateEndpointConfigarn:aws:sagemaker:region:account-
id:endpoint-
config/endpointConfigName

CreateFlowDefinitionsagemaker:CreateFlowDefinition

iam:PassRole

arn:aws:sagemaker:region:account-
id:flow-
definition/flowDefinitionName

CreateHumanTaskUi sagemaker:CreateHumanTaskUi arn:aws:sagemaker:region:account-
id:human-task-
ui/humanTaskUiName

CreateHyperParameterTuningJobsagemaker:CreateHyperParameterTuningJob

iam:PassRole

El siguiente permiso solo es
necesario si cualquiera de
losResourceConfigtienen un valor
especificadoVolumeKmsKeyId Y
el rol asociado no tiene una política
que permita esta acción:

kms:CreateGrant

arn:aws:sagemaker:region:account-
id:hyper-parameter-tuning-
job/
hyperParameterTuningJobName

CreateImage sagemaker:CreateImage

iam:PassRole

arn:aws:sagemaker:region:account-
id:image/*

CreateImageVersion sagemaker:CreateImageVersion arn:aws:sagemaker:region:account-
id:image-version/imageName/*

CreateLabelingJob sagemaker:CreateLabelingJob

iam:PassRole

arn:aws:sagemaker:region:account-
id:labeling-
job/labelingJobName

CreateModel sagemaker:CreateModel

iam:PassRole

arn:aws:sagemaker:region:account-
id:model/modelName
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Operaciones de API de
Amazon SageMaker

Permisos necesarios (acciones de la
API)

Recursos

CreateNotebookInstancesagemaker:CreateNotebookInstance

iam:PassRole

Los siguientes permisos solo son
necesarios si especifica una VPC
para su instancia con bloc de notas:

ec2:CreateNetworkInterface

ec2:DescribeSecurityGroups

ec2:DescribeSubnets

ec2:DescribeVpcs

El siguiente permiso solo es
necesario si especifica una VPC y
un acelerador de inferencia elástica
para su instancia con bloc de notas:

ec2:DescribeVpcEndpoints

Los siguientes permisos solo son
necesarios si especifica una clave
de cifrado:

kms:DescribeKey

kms:CreateGrant

El siguiente permiso solo es
necesario si especifica un secreto
de Secrets Manager de AWS para
obtener acceso a un repositorio Git
privado.

secretsmanager:GetSecretValue

arn:aws:sagemaker:region:account-
id:notebook-
instance/notebookInstanceName

CreatePresignedNotebookInstanceUrlsagemaker:CreatePresignedNotebookInstanceUrlarn:aws:sagemaker:region:account-
id:notebook-
instance/notebookInstanceName

CreatePresignedDomainUrlsagemaker:CreatePresignedDomainUrlarn:aws:sagemaker:region:account-
id:app/domain-
id/userProfileName/*

CreateProcessingJob sagemaker:CreateProcessingJob

iam:PassRole

kms:CreateGrant (solo es
necesario si se ha especificado
un VolumeKmsKeyId para el
ProcessingResources asociado
y el rol asociado no tiene una
política que permita esta acción)

arn:aws:sagemaker:region:account-
id:processing-
job/processingJobName
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Operaciones de API de
Amazon SageMaker

Permisos necesarios (acciones de la
API)

Recursos

CreateTrainingJob sagemaker:CreateTrainingJob

iam:PassRole

kms:CreateGrant (solo es
necesario si se ha especificado
un VolumeKmsKeyId para el
ResourceConfig asociado y el rol
asociado no tiene una política que
permita esta acción)

arn:aws:sagemaker:region:account-
id:training-
job/trainingJobName

CreateTransformJob sagemaker:CreateTransformJob

kms:CreateGrant (solo es
necesario si se ha especificado
un VolumeKmsKeyId para el
TransformResources asociado y
el rol asociado no tiene una política
que permita esta acción)

arn:aws:sagemaker:region:account-
id:transform-
job/transformJobName

CreateUserProfile sagemaker:CreateUserProfile arn:aws:sagemaker:region:account-
id:user-profile/domain-
id/userProfileName

CreateWorkforce sagemaker:CreateWorkforce

cognito-
idp:DescribeUserPoolClient

cognito-idp:UpdateUserPool

cognito-
idp:DescribeUserPool

cognito-
idp:UpdateUserPoolClient

arn:aws:sagemaker:region:account-
id:workforce/*

CreateWorkteam sagemaker:CreateWorkteam

cognito-
idp:DescribeUserPoolClient

cognito-idp:UpdateUserPool

cognito-
idp:DescribeUserPool

cognito-
idp:UpdateUserPoolClient

arn:aws:sagemaker:region:account-
id:workteam/private-
crowd/work team name

DeleteApp sagemaker:DeleteApp arn:aws:sagemaker:region:account-
id:app/domain-id/user-
profile-name/app-type/appName

DeleteAppImageConfigsagemaker:DeleteAppImageConfigarn:aws:sagemaker:region:account-
id:app-image-
config/appImageConfigName
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Operaciones de API de
Amazon SageMaker

Permisos necesarios (acciones de la
API)

Recursos

DeleteDomain sagemaker:DeleteDomain arn:aws:sagemaker:region:account-
id:domain/domainId

DeleteEndpoint sagemaker:DeleteEndpoint arn:aws:sagemaker:region:account-
id:endpoint/endpointName

DeleteEndpointConfigsagemaker:DeleteEndpointConfigarn:aws:sagemaker:region:account-
id:endpoint-
config/endpointConfigName

DeleteFlowDefinitionsagemaker:DeleteFlowDefinitionarn:aws:sagemaker:region:account-
id:flow-
definition/flowDefinitionName

DeleteHumanLoop sagemaker:DeleteHumanLoop arn:aws:sagemaker:region:account-
id:human-loop/humanLoopName

DeleteImage sagemaker:DeleteImage arn:aws:sagemaker:region:account-
id:image/imageName

DeleteImageVersion sagemaker:DeleteImageVersion arn:aws:sagemaker:region:account-
id:image-
version/imageName/
versionNumber

DeleteModel sagemaker:DeleteModel arn:aws:sagemaker:region:account-
id:model/modelName

DeleteNotebookInstancesagemaker:DeleteNotebookInstance

El siguiente permiso solo es
necesario si ha especificado una
VPC para su instancia con bloc de
notas:

ec2:DeleteNetworkInterface

Los siguientes permisos solo son
necesarios si ha especificado una
clave de cifrado al crear la instancia
con bloc de notas:

kms:DescribeKey

arn:aws:sagemaker:region:account-
id:notebook-
instance/notebookInstanceName

DeleteTags sagemaker:DeleteTags arn:aws:sagemaker:region:account-
id:*

DeleteUserProfile sagemaker:DeleteUserProfile arn:aws:sagemaker:region:account-
id:user-profile/domain-
id/userProfileName

DeleteWorkforce sagemaker:DeleteWorkforce arn:aws:sagemaker:region:account-
id:workforce/*

DeleteWorkteam sagemaker:DeleteWorkteam arn:aws:sagemaker:region:account-
id:workteam/private-crowd/*
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Operaciones de API de
Amazon SageMaker

Permisos necesarios (acciones de la
API)

Recursos

DescribeApp sagemaker:DescribeApp arn:aws:sagemaker:region:account-
id:app/domain-id/user-
profile-name/app-type/appName

DescribeAppImageConfigsagemaker:DescribeAppImageConfigarn:aws:sagemaker:region:account-
id:app-image-
config/appImageConfigName

DescribeDomain sagemaker:DescribeDomain arn:aws:sagemaker:region:account-
id:domain/domainId

DescribeEndpoint sagemaker:DescribeEndpoint arn:aws:sagemaker:region:account-
id:endpoint/endpointName

DescribeEndpointConfigsagemaker:DescribeEndpointConfigarn:aws:sagemaker:region:account-
id:endpoint-
config/endpointConfigName

DescribeFlowDefinitionsagemaker:DescribeFlowDefinitionarn:aws:sagemaker:region:account-
id:flow-
definition/flowDefinitionName

DescribeHumanLoop sagemaker:DescribeHumanLoop arn:aws:sagemaker:region:account-
id:human-loop/humanLoopName

DescribeHumanTaskUi sagemaker:DescribeHumanTaskUiarn:aws:sagemaker:region:account-
id:human-task-
ui/humanTaskUiName

DescribeHyperParameterTuningJobsagemaker:DescribeHyperParameterTuningJobarn:aws:sagemaker:region:account-
id:hyper-parameter-tuning-
job/hyperParameterTuningJob

DescribeImage sagemaker:DescribeImage arn:aws:sagemaker:region:account-
id:image/imageName

DescribeImageVersionsagemaker:DescribeImageVersionarn:aws:sagemaker:region:account-
id:image-
version/imageName/
versionNumber

DescribeLabelingJob sagemaker:DescribeLabelingJobarn:aws:sagemaker:region:account-
id:labeling-
job/labelingJobName

DescribeModel sagemaker:DescribeModel arn:aws:sagemaker:region:account-
id:model/modelName

DescribeNotebookInstancesagemaker:DescribeNotebookInstancearn:aws:sagemaker:region:account-
id:notebook-
instance/notebookInstanceName

DescribeProcessingJobsagemaker:DescribeProcessingJobarn:aws:sagemaker:region:account-
id:processing-
job/processingjobname
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Operaciones de API de
Amazon SageMaker

Permisos necesarios (acciones de la
API)

Recursos

DescribeSubscribedWorkteamsagemaker:DescribeSubscribedWorkteam

aws-
marketplace:ViewSubscriptions

arn:aws:sagemaker:region:account-
id:workteam/vendor-crowd/*

DescribeTrainingJob sagemaker:DescribeTrainingJobarn:aws:sagemaker:region:account-
id:training-
job/trainingjobname

DescribeTransformJobsagemaker:DescribeTransformJobarn:aws:sagemaker:region:account-
id:transform-
job/transformjobname

DescribeUserProfile sagemaker:DescribeUserProfilearn:aws:sagemaker:region:account-
id:user-profile/domain-
id/userProfileName

DescribeWorkforce sagemaker:DescribeWorkforce arn:aws:sagemaker:region:account-
id:workforce/*

DescribeWorkteam sagemaker:DescribeWorkteam arn:aws:sagemaker:region:account-
id:workteam/private-crowd/*

runtime_InvokeEndpointsagemaker:InvokeEndpoint arn:aws:sagemaker:region:account-
id:endpoint/endpointName

ListApps sagemaker:ListApps arn:aws:sagemaker:region:account-
id:app/domain-id/user-
profile-name/*

ListAppImageConfigs sagemaker:ListAppImageConfigsarn:aws:sagemaker:region:account-
id:app-image-config/*

ListDomains sagemaker:ListDomains arn:aws:sagemaker:region:account-
id:domain/*

ListEndpointConfigs sagemaker:ListEndpointConfigs*

ListEndpoints sagemaker:ListEndpoints *

ListFlowDefinitions sagemaker:ListFlowDefinitions*

ListHumanLoops sagemaker:ListHumanLoops *

ListHumanTaskUis sagemaker:ListHumanTaskUis *

ListHyperParameterTuningJobssagemaker:ListHyperParameterTuningJobsarn:aws:sagemaker:region:account-
id:hyper-parameter-tuning-
job/hyperParameterTuningJob

ListImages sagemaker:ListImages *

ListImageVersions sagemaker:ListImageVersions arn:aws:sagemaker:region:account-
id:image/*

ListLabelingJobs sagemaker:ListLabelingJobs *

ListLabelingJobsForWorkteamsagemaker:ListLabelingJobForWorkteam*
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Operaciones de API de
Amazon SageMaker

Permisos necesarios (acciones de la
API)

Recursos

ListModels sagemaker:ListModels *

ListNotebookInstancessagemaker:ListNotebookInstances*

ListProcessingJobs sagemaker:ListProcessingJobs *

ListSubscribedWorkteamssagemaker:ListSubscribedWorkteams

aws-
marketplace:ViewSubscriptions

*

ListTags sagemaker:ListTags arn:aws:sagemaker:region:account-
id:*

ListTrainingJobs sagemaker:ListTrainingJobs *

ListTrainingJobsForHyperParameterTuningJobsagemaker:ListTrainingJobsForHyperParameterTuningJobarn:aws:sagemaker:region:account-
id:hyper-parameter-tuning-
job/hyperParameterTuningJob

ListTransformJobs sagemaker:ListTransformJobs *

ListUserProfiles sagemaker:ListUserProfiles arn:aws:sagemaker:region:account-
id:user-profile/domain-id/*

ListWorkforces sagemaker:ListWorkforces *

ListWorkteams sagemaker:ListWorkteams *

StartHumanLoop sagemaker:StartHumanLoop arn:aws:sagemaker:region:account-
id:human-loop/humanLoopName
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Operaciones de API de
Amazon SageMaker

Permisos necesarios (acciones de la
API)

Recursos

StartNotebookInstancesagemaker:StartNotebookInstance

iam:PassRole

Los siguientes permisos solo son
necesarios si ha especificado una
VPC al crear su instancia con bloc
de notas:

ec2:CreateNetworkInterface

ec2:DescribeNetworkInterfaces

ec2:DescribeSecurityGroups

ec2:DescribeSubnets

ec2:DescribeVpcs

El siguiente permiso solo es
necesario si especifica una VPC y
un acelerador de inferencia elástica
para su instancia con bloc de notas:

ec2:DescribeVpcEndpoints

Los siguientes permisos solo son
necesarios si ha especificado una
clave de cifrado al crear la instancia
con bloc de notas:

kms:DescribeKey

kms:CreateGrant

El siguiente permiso solo es
necesario si ha especificado un
secreto de Secrets Manager de
AWS para obtener acceso a un
repositorio Git privado al crear la
instancia con bloc de notas:

secretsmanager:GetSecretValue

arn:aws:sagemaker:region:account-
id:notebook-
instance/notebookInstanceName

StopHumanLoop sagemaker:StopHumanLoop arn:aws:sagemaker:region:account-
id:human-loop/humanLoopName

StopHyperParameterTuningJobsagemaker:StopHyperParameterTuningJobarn:aws:sagemaker:region:account-
id:hyper-parameter-tuning-
job/hyperParameterTuningJob

StopLabelingJob sagemaker:StopLabelingJob arn:aws:sagemaker:region:account-
id:labeling-
job/labelingJobName
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Operaciones de API de
Amazon SageMaker

Permisos necesarios (acciones de la
API)

Recursos

StopNotebookInstancesagemaker:StopNotebookInstancearn:aws:sagemaker:region:account-
id:notebook-
instance/notebookInstanceName

StopProcessingJob sagemaker:StopProcessingJob arn:aws:sagemaker:region:account-
id:processing-
job/processingJobName

StopTrainingJob sagemaker:StopTrainingJob arn:aws:sagemaker:region:account-
id:training-
job/trainingJobName

StopTransformJob sagemaker:StopTransformJob arn:aws:sagemaker:region:account-
id:transform-
job/transformJobName

UpdateAppImageConfigsagemaker:UpdateAppImageConfigarn:aws:sagemaker:region:account-
id:app-image-
config/appImageConfigName

UpdateDomain sagemaker:UpdateDomain arn:aws:sagemaker:region:account-
id:domain/domainId

UpdateEndpoint sagemaker:UpdateEndpoint arn:aws:sagemaker:region:account-
id:endpoint/endpointName

UpdateEndpointWeightsAndCapacitiessagemaker:UpdateEndpointWeightsAndCapacitiesarn:aws:sagemaker:region:account-
id:endpoint/endpointName

UpdateImage sagemaker:UpdateImage

iam:PassRole

arn:aws:sagemaker:region:account-
id:image/imageName

UpdateNotebookInstancesagemaker:UpdateNotebookInstance

iam:PassRole

arn:aws:sagemaker:region:account-
id:notebook-
instance/notebookInstanceName

UpdateUserProfile sagemaker:UpdateUserProfile arn:aws:sagemaker:region:account-
id:user-profile/domain-
id/userProfileName

UpdateWorkforce sagemaker:UpdateWorkforce arn:aws:sagemaker:region:account-
id:workforce/*

UpdateWorkteam sagemaker:UpdateWorkteam arn:aws:sagemaker:region:account-
id:workteam/private-crowd/*

API de Amazon SageMaker y permisos necesarios para las acciones

Operación de la API: AddTags

Permisos necesarios (acción de la API): sagemaker:AddTags

Recursos: *

2617

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopNotebookInstance.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopProcessingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopTrainingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopTransformJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateAppImageConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateDomain.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateEndpoint.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateEndpointWeightsAndCapacities.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateImage.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateNotebookInstance.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateUserProfile.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateWorkforce.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateWorkteam.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_AddTags.html


Amazon SageMaker Developer Guide
Referencia de permisos de la API de Amazon SageMaker

Operación de la API: CreateEndpoint

Permisos necesarios (acción de la API): sagemaker:CreateEndpoint

Recursos: arn:aws:sagemaker:region:account-id:endpoint/endpointName
Operación de la API: CreateEndpointConfig

Permisos necesarios (acción de la API): sagemaker:CreateEndpointConfig

Recursos: arn:aws:sagemaker:region:account-id:endpoint-
config/endpointConfigName

Operación de la API: CreateModel

Permisos necesarios (acción de la API): sagemaker:CreateModel, iam:PassRole

Recursos: arn:aws:sagemaker:region:account-id:model/modelName
Operación de la API: CreateLabelingJob

Permisos necesarios (acción de la API): sagemaker:CreateLabelingJob, iam:PassRole

Recursos: arn:aws:sagemaker:region:account-id:labeling-job/labelingJobName
Operación de la API: CreateNotebookInstance

Permisos necesarios (acción de la API): sagemaker:CreateNotebookInstance,
iam:PassRole, ec2:CreateNetworkInterface, ec2:AttachNetworkInterface,
ec2:ModifyNetworkInterfaceAttribute, ec2:DescribeAvailabilityZones,
ec2:DescribeInternetGateways, ec2:DescribeSecurityGroups,
ec2:DescribeSubnets, ec2:DescribeVpcs, kms:CreateGrant

Recursos: arn:aws:sagemaker:region:account-id:notebook-
instance/notebookInstanceName

Operación de la API: CreateTrainingJob

Permisos necesarios (acción de la API): sagemaker:CreateTrainingJob, iam:PassRole

Recursos: arn:aws:sagemaker:region:account-id:training-job/trainingJobName
Operación de la API: CreateWorkforce

Permisos necesarios (acción de la API): sagemaker:CreateWorkforce, cognito-
idp:DescribeUserPoolClient, cognito-idp:UpdateUserPool, cognito-
idp:DescribeUserPool y cognito-idp:UpdateUserPoolClient

Recursos: arn:aws:sagemaker:region:account-id:workforce/*
Operación de la API: CreateWorkteam

Permisos necesarios (acción de la API): sagemaker:CreateWorkteam, cognito-
idp:DescribeUserPoolClient, cognito-idp:UpdateUserPool, cognito-
idp:DescribeUserPool y cognito-idp:UpdateUserPoolClient

Recursos:arn:aws:sagemaker:region:account-id:workteam/private-crowd/work team
name

Operación de la API: DeleteEndpoint

Permisos necesarios (acción de la API): sagemaker:DeleteEndpoint

Recursos: arn:aws:sagemaker:region:account-id:endpoint/endpointName
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Operación de la API: DeleteEndpointConfig

Permisos necesarios (acción de la API): sagemaker:DeleteEndpointConfig

Recursos: arn:aws:sagemaker:region:account-id:endpoint-
config/endpointConfigName

Operación de la API: DeleteModel

Permisos necesarios (acción de la API): sagemaker:DeleteModel

Recursos: arn:aws:sagemaker:region:account-id:model/modelName
Operación de la API: DeleteNotebookInstance

Permisos necesarios (acción de la API): sagemaker:DeleteNotebookInstance,
ec2:DeleteNetworkInterface, ec2:DetachNetworkInterface,
ec2:DescribeAvailabilityZones, ec2:DescribeInternetGateways,
ec2:DescribeSecurityGroups, ec2:DescribeSubnets, ec2:DescribeVpcs

Recursos: arn:aws:sagemaker:region:account-id:notebook-
instance/notebookInstanceName

Operación de la API: DeleteTags

Permisos necesarios (acción de la API): sagemaker:DeleteTags

Recursos: *
Operación de la API: DeleteWorkteam

Permisos necesarios (acción de la API): sagemaker:DeleteWorkforce

Recursos: arn:aws:sagemaker:region:account-id:workforce/private-crowd/*
Operación de la API: DeleteWorkteam

Permisos necesarios (acción de la API): sagemaker:DeleteWorkteam

Recursos: arn:aws:sagemaker:region:account-id:workteam/private-crowd/*
Operación de la API: DescribeEndpoint

Permisos necesarios (acción de la API): sagemaker:DescribeEndpoint

Recursos: arn:aws:sagemaker:region:account-id:endpoint/endpointName
Operación de la API: DescribeEndpointConfig

Permisos necesarios (acción de la API): sagemaker:DescribeEndpointConfig

Recursos: arn:aws:sagemaker:region:account-id:endpoint-
config/endpointConfigName

Operación de la API: DescribeLabelingJob

Permisos necesarios (acción de la API): sagemaker:DescribeLabelingJob

Recursos: arn:aws:sagemaker:region:account-id:labeling-job/labelingJobName
Operación de la API: DescribeModel

Permisos necesarios (acción de la API): sagemaker:DescribeModel

Recursos: arn:aws:sagemaker:region:account-id:model/modelName
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Operación de la API: DescribeNotebookInstance

Permisos necesarios (acción de la API): sagemaker:DescribeNotebookInstance

Recursos: arn:aws:sagemaker:region:account-id:notebook-
instance/notebookInstanceName

Operación de la API: DescribeSubscribedWorkforce

Permisos necesarios (acción de la API): sagemaker:DescribeSubscribedWorkforce, aws-
marketplace:ViewSubscriptions

Recursos: arn:aws:sagemaker:region:account-id:workforce/*
Operación de la API: DescribeSubscribedWorkteam

Permisos necesarios (acción de la API): sagemaker:DescribeSubscribedWorkteam, aws-
marketplace:ViewSubscriptions

Recursos: arn:aws:sagemaker:region:account-id:workteam/vendor-crowd/*
Operación de la API: DescribeTrainingJob

Permisos necesarios (acción de la API): sagemaker:DescribeTrainingJob

Recursos: arn:aws:sagemaker:region:account-id:training-job/trainingJobName
Operación de la API: DescribeWorkteam

Permisos necesarios (acción de la API): sagemaker:DescribeWorkteam

Recursos: arn:aws:sagemaker:region:account-id:workteam/private-crowd/*
Operación de la API: CreatePresignedNotebookInstanceUrl

Permisos necesarios (acción de la API): sagemaker:CreatePresignedNotebookInstanceUrl

Recursos: arn:aws:sagemaker:region:account-id:notebook-
instance/notebookInstanceName

Operación de la API: runtime_InvokeEndpoint

Permisos necesarios (acción de la API): sagemaker:InvokeEndpoint

Recursos: arn:aws:sagemaker:region:account-id:endpoint/endpointName
Operación de la API: ListEndpointConfigs

Permisos necesarios (acción de la API): sagemaker:ListEndpointConfigs

Recursos: *
Operación de la API: ListEndpoints

Permisos necesarios (acción de la API): sagemaker:ListEndpoints

Recursos: *
Operación de la API: ListLabelingJobs

Permisos necesarios (acción de la API): sagemaker:ListLabelingJobs

Recursos: *
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Operación de la API: ListLabelingJobsForWorkteam

Permisos necesarios (acción de la API): sagemaker:ListLabelingJobsForWorkteam

Recursos: *
Operación de la API: ListModels

Permisos necesarios (acción de la API): sagemaker:ListModels

Recursos: *
Operación de la API: ListNotebookInstances

Permisos necesarios (acción de la API): sagemaker:ListNotebookInstances

Recursos: *
Operación de la API: ListSubscribedWorkteams

Permisos necesarios (acción de la API): sagemaker:ListSubscribedWorkteam, aws-
marketplace:ViewSubscriptions

Recursos: *
Operación de la API: ListTags

Permisos necesarios (acción de la API): sagemaker:ListTags

Recursos: *
Operación de la API: ListTrainingJobs

Permisos necesarios (acción de la API): sagemaker:ListTrainingJobs

Recursos: *
Operación de la API: ListWorkteams

Permisos necesarios (acción de la API): sagemaker:ListWorkforces

Recursos: *
Operación de la API: ListWorkteams

Permisos necesarios (acción de la API): sagemaker:ListWorkteams

Recursos: *
Operación de la API: StartNotebookInstance

Permisos necesarios (acción de la API): sagemaker:StartNotebookInstance,
iam:PassRole, ec2:CreateNetworkInterface, ec2:AttachNetworkInterface,
ec2:ModifyNetworkInterfaceAttribute, ec2:DescribeAvailabilityZones,
ec2:DescribeInternetGateways, ec2:DescribeSecurityGroups,
ec2:DescribeSubnets, ec2:DescribeVpcs, kms:CreateGrant

Recursos: arn:aws:sagemaker:region:account-id:notebook-
instance/notebookInstanceName

Operación de la API: StopLabelingJob

Permisos necesarios (acción de la API): sagemaker:StopLabelingJob

Recursos: arn:aws:sagemaker:region:account-id:labeling-job/labelingJobName
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Operación de la API:  StopNotebookInstance

Permisos necesarios (acción de la API): sagemaker:StopNotebookInstance

Recursos: arn:aws:sagemaker:region:account-id:notebook-
instance/notebookInstanceName

Operación de la API: StopTrainingJob

Permisos necesarios (acción de la API): sagemaker:StopTrainingJob

Recursos: arn:aws:sagemaker:region:account-id:training-job/trainingJobName
Operación de la API: UpdateEndpoint

Permisos necesarios (acción de la API): sagemaker:UpdateEndpoints

Recursos: arn:aws:sagemaker:region:account-id:endpoint/endpointName
Operación de la API:  UpdateNotebookInstance

Permisos necesarios (acción de la API): sagemaker:UpdateNotebookInstance, iam:PassRole

Recursos: arn:aws:sagemaker:region:account-id:notebook-
instance/notebookInstanceName

Operación de la API: UpdateWorkteam

Permisos necesarios (acción de la API): sagemaker:UpdateWorkteam

Recursos: arn:aws:sagemaker:region:account-id:workteam/private-crowd/*

Solución de problemas de identidad y acceso de
Amazon SageMaker
Utilice la siguiente información para diagnosticar y solucionar los problemas comunes que puedan surgir
cuando trabaje con SageMaker e IAM.

Temas
• No tengo autorización para realizar una acción en SageMaker (p. 2622)
• No tengo autorización para realizar la operación iam:PassRole (p. 2623)
• Quiero ver mis claves de acceso (p. 2623)
• Soy administrador y deseo permitir que otros obtengan acceso a SageMaker (p. 2623)
• Quiero permitir a personas externas a miAWSCuenta para acceder a mis recursos de

SageMaker (p. 2624)

No tengo autorización para realizar una acción en SageMaker
Si la AWS Management Console le indica que no está autorizado para llevar a cabo una acción, debe
ponerse en contacto con su administrador para recibir ayuda. Su administrador es la persona que le facilitó
su nombre de usuario y contraseña.

El siguiente error de ejemplo se produce cuando la propiedadmateojacksonEl usuario de
IAM intenta utilizar la consola para ver detalles sobre un trabajo de capacitación, pero no
tienesagemaker:sagemaker:DescribeTrainingJobPermisos.

User: arn:aws:iam::123456789012:user/mateojackson is not
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            authorized to perform: sagemaker:DescribeTrainingJob on resource: my-example-
widget

En este caso, Mateo pide a su administrador que actualice sus políticas de forma que pueda obtener
acceso al recurso TrainingJob mediante la acción sagemaker:DescribeTrainingJob.

No tengo autorización para realizar la operación iam:PassRole
Si recibe un error que indica que no está autorizado para llevar a cabo la acción iam:PassRole, debe
ponerse en contacto con su administrador para recibir ayuda. Su administrador es la persona que le facilitó
su nombre de usuario y contraseña. Pida a la persona que actualice sus políticas de forma que pueda
transferir un rol a SageMaker.

Algunos servicios de AWS le permiten transferir un rol existente a dicho servicio en lugar de crear un nuevo
rol de servicio o uno vinculado al servicio. Para ello, debe tener permisos para transferir el rol al servicio.

En el siguiente ejemplo, el error se produce cuando un usuario de IAM denominadomarymajorintenta
utilizar la consola para realizar una acción en SageMaker. Sin embargo, la acción requiere que el servicio
cuente con permisos otorgados por un rol de servicio. Mary no tiene permisos para transferir el rol al
servicio.

User: arn:aws:iam::123456789012:user/marymajor is not authorized to perform: iam:PassRole

En este caso, Mary pide a su administrador que actualice sus políticas para que pueda realizar la acción
iam:PassRole.

Quiero ver mis claves de acceso
Después de crear sus claves de acceso de usuario de IAM, puede ver su ID de clave de acceso en
cualquier momento. Sin embargo, no puede volver a ver su clave de acceso secreta. Si pierde la clave de
acceso secreta, debe crear un nuevo par de claves de acceso.

Las claves de acceso se componen de dos partes: un ID de clave de acceso (por ejemplo,
AKIAIOSFODNN7EXAMPLE) y una clave de acceso secreta (por ejemplo, wJalrXUtnFEMI/K7MDENG/
bPxRfiCYEXAMPLEKEY). El ID de clave de acceso y la clave de acceso secreta se utilizan juntos, como un
nombre de usuario y contraseña, para autenticar sus solicitudes. Administre sus claves de acceso con el
mismo nivel de seguridad que para el nombre de usuario y la contraseña.

Important

No proporcione las claves de acceso a terceros, ni siquiera para que le ayuden a buscar el ID de
usuario canónico. Si lo hace, podría conceder a otra persona acceso permanente a su cuenta.

Cuando cree un par de claves de acceso, se le pide que guarde el ID de clave de acceso y la clave de
acceso secreta en un lugar seguro. La clave de acceso secreta solo está disponible en el momento de su
creación. Si pierde la clave de acceso secreta, debe añadir nuevas claves de acceso a su usuario de IAM.
Puede tener un máximo de dos claves de acceso. Si ya cuenta con dos, debe eliminar un par de claves
antes de crear uno nuevo. Para consultar las instrucciones, consulte Administración de claves de acceso
en la Guía del usuario de IAM.

Soy administrador y deseo permitir que otros obtengan acceso a
SageMaker
Para permitir que otros accedan a SageMaker, debe crear una entidad de IAM (usuario o rol) para la
persona o aplicación que necesita acceso. Esta persona utilizará las credenciales de la entidad para
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acceder a AWS. A continuación, debe asociar una política a la entidad que le conceda los permisos
correctos en SageMaker.

Para comenzar de inmediato, consulte Creación del primer grupo y usuario delegado de IAM en la Guía del
usuario de IAM.

Quiero permitir a personas externas a miAWSCuenta para
acceder a mis recursos de SageMaker
Puede crear un rol que los usuarios de otras cuentas o las personas externas a la organización puedan
utilizar para acceder a sus recursos. Puede especificar una persona de confianza para que asuma el rol.
En el caso de los servicios que admitan las políticas basadas en recursos o las listas de control de acceso
(ACL), puede utilizar dichas políticas para conceder a las personas acceso a sus recursos.

Para obtener más información, consulte lo siguiente:

• Para saber si SageMaker admite estas características, consulte.Cómo funciona Amazon SageMaker con
IAM (p. 2553).

• Para obtener información acerca de cómo proporcionar acceso a los recursos de las Cuentas de AWS
de su propiedad, consulte Proporcionar acceso a un usuario de IAM a otra Cuenta de AWS de la que es
propietario en la Guía del usuario de IAM.

• Para obtener información acerca de cómo proporcionar acceso a los recursos a Cuentas de AWS de
terceros, consulte Proporcionar acceso a Cuentas de AWS que son propiedad de terceros en la Guía del
usuario de IAM.

• Para obtener información sobe cómo proporcionar acceso mediante una identidad federada, consulte
Proporcionar acceso a usuarios autenticados externamente (identidad federada) en la Guía del usuario
de IAM.

• Para obtener información sobre la diferencia entre los roles y las políticas basadas en recursos para el
acceso entre cuentas, consulte Cómo los roles de IAM difieren de las políticas basadas en recursos en la
Guía del usuario de IAM.

Registro y monitorización
Puede monitorear Amazon SageMaker mediante Amazon CloudWatch, que recopila datos sin formato
y los procesa en métricas legibles casi en tiempo real. Estas estadísticas se mantienen durante
15 meses, de forma que pueda obtener acceso a información histórica y disponer de una mejor
perspectiva sobre el desempeño de su aplicación web o servicio. También puede establecer alarmas
que observen determinados umbrales y enviar notificaciones o realizar acciones cuando se cumplan
dichos umbrales. Para obtener más información, consulte Monitorizar Amazon SageMaker con Amazon
CloudWatch (p. 2661).

Amazon CloudWatch Logs le permite monitorizar, almacenar y acceder a sus archivos de registro
desde instancias Amazon EC2.AWS CloudTrail, y otras fuentes. Puede recopilar métricas y realizar
un seguimiento de las métricas, crear paneles personalizados y definir alarmas que le advierten o que
toman medidas cuando una métrica determinada alcanza el umbral que se especifique. CloudWatch
Logs pueden monitorear información en los registros y enviarle una notificación cuando se llega a
determinados umbrales. También se pueden archivar los datos de los registros en un almacenamiento
de larga duración. Para obtener más información, consulte Registrar eventos de Amazon SageMaker con
Amazon CloudWatch (p. 2673).

AWS CloudTrailproporciona un registro de las medidas adoptadas por un usuario, un rol o unAWSen
SageMaker. Mediante la información recopilada por CloudTrail, puede determinar la solicitud que se realizó
a SageMaker, la dirección IP desde la que se realizó, quién la realizó y cuándo, etc. Para obtener más
información, Registrar llamadas a la API de Amazon SageMaker conAWS CloudTrail (p. 2674).
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Note

CloudTrail no monitoriza las llamadas a runtime_InvokeEndpoint.

Puede crear reglas en Amazon CloudWatch Events para reaccionar a los cambios de estado en un
trabajo de capacitación de SageMaker, ajuste de hiperparámetros o trabajo de transformación por
lotes. Para obtener más información, consulte Automatización de Amazon SageMaker con Amazon
EventBridge (p. 2676).

Validación de conformidad para Amazon
SageMaker

Auditores externos evalúan la seguridad y la conformidad de Amazon SageMaker como parte de
variosAWSProgramas de conformidad. Estos incluyen SOC, PCI, FedRAMP, HIPAA y otros.

Para obtener una lista de los servicios que AWS incluyen los programas de conformidad específicos,
consulte los servicios AWS incluidos en cada programa de conformidad. Para obtener información general,
consulte Programas de conformidad de AWS.

Puede descargar los informes de auditoría de terceros utilizando AWS Artifact. Para obtener más
información, consulte Descarga de informes en AWS Artifact.

Su responsabilidad de conformidad al utilizar Amazon SageMaker se determina en función de la
confidencialidad de los datos, los objetivos de conformidad de su empresa y la legislación y los
reglamentos aplicables.AWSproporciona los siguientes recursos para ayudar con el cumplimiento de
normas:

• Guías de inicio rápido de seguridad y conformidad de: estas guías de implementación tratan
consideraciones sobre arquitectura y ofrecen pasos para implementar los entornos de referencia
centrados en la seguridad y la conformidad enAWS.

• Documento técnico sobre arquitectura para seguridad y conformidad de HIPAA : en este documento
técnico, se describe cómo las empresas pueden utilizar AWS para crear aplicaciones conformes con
HIPAA.

• Recursos de conformidad deAWS: este conjunto de manuales y guías podría aplicarse a su sector y
ubicación.

• AWS Config: este servicio de AWS evalúa en qué medida las configuraciones de los recursos cumplen
las prácticas internas, las directrices del sector y la normativa.

• AWS Security Hub: este servicio de AWS proporciona una vista integral de su estado de seguridad en
AWS que lo ayuda a verificar la conformidad con los estándares y las prácticas recomendadas del sector
de seguridad.

Resiliencia en Amazon SageMaker
LaAWSLa infraestructura global de se basa enAWSRegiones y zonas de disponibilidad.AWS Las regiones
de proporcionan varias zonas de disponibilidad físicamente independientes y aisladas que se encuentran
conectadas mediante redes con un alto nivel de rendimiento y redundancia, además de baja latencia.
Con las zonas de disponibilidad, puede diseñar y utilizar aplicaciones y bases de datos que realizan
una conmutación por error automática entre zonas de disponibilidad sin interrupciones. Las zonas de
disponibilidad tienen una mayor disponibilidad, tolerancia a errores y escalabilidad que las infraestructuras
tradicionales de centros de datos únicos o múltiples.

Para obtener más información sobre las zonas de disponibilidad y las regiones de AWS, consulte
Infraestructura global de AWS.
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Además de laAWSAmazon SageMaker ofrece varias características que le ayudan con sus necesidades
de resiliencia y copia de seguridad de los datos.

Seguridad de la infraestructura en Amazon
SageMaker

Como servicio administrado, Amazon SageMaker está protegido por laAWSLos procedimientos de
seguridad de red globales de que se describen en laAmazon Web Services: Información general de los
procesos de seguridadDocumento técnico.

Usted usaAWSLas llamadas a la API publicadas en para obtener acceso a Amazon SageMaker a través
de la red. Los clientes deben ser compatibles con Transport Layer Security (TLS) 1.0 o una versión
posterior. Le recomendamos TLS 1.2 o una versión posterior. Los clientes también deben ser compatibles
con conjuntos de cifrado con confidencialidad directa total (PFS) tales como Ephemeral Diffie-Hellman
(DHE) o Elliptic Curve Ephemeral Diffie-Hellman (ECDHE). La mayoría de los sistemas modernos como
Java 7 y posteriores son compatibles con estos modos.

Además, las solicitudes deben estar firmadas mediante un ID de clave de acceso y una clave de acceso
secreta que esté asociada a una entidad principal de IAM. También puede utilizar AWS Security Token
Service (AWS STS) para generar credenciales de seguridad temporales para firmar solicitudes.

Temas
• Análisis de SageMaker AWS Marketplace Contenedores de capacitación e inferencia para

vulnerabilidades de seguridad (p. 2626)
• Connect a recursos en una VPC (p. 2626)
• Ejecute los contenedores de capacitación e inferencia en modo de acceso a Internet (p. 2630)
• Connect a SageMaker a través de un punto de enlace de interfaz de VPC (p. 2631)
• Conceder acceso a SageMaker a los recursos en la VPC de Amazon (p. 2641)

Análisis de SageMaker AWS Marketplace
Contenedores de capacitación e inferencia para
vulnerabilidades de seguridad
Para cumplir nuestros requisitos de seguridad, los algoritmos y paquetes que se enumeran en AWS
Marketplace se examinan para detectar vulnerabilidades y exposiciones comunes (CVE). CVE es una lista
de información de dominio público sobre exposición y vulnerabilidades de seguridad. La base de datos
nacional de vulnerabilidades (NVD) proporciona detalles de CVE como gravedad, impacto y calificación así
como información de corrección. Tanto CVE como NVD están a disposición del público y los servicios y las
herramientas de seguridad los pueden utilizar de forma gratuita. Para obtener más información, consulte
http://cve.mitre.org/about/faqs.html#what_is_cve.

Connect a recursos en una VPC
Las instancias de Amazon SageMaker Studio y SageMaker para portátiles permiten el acceso directo
a Internet de forma predeterminada. Esto le permite descargar paquetes y bloc de notas populares,
personalizar su entorno de desarrollo y trabajar de forma eficiente. Sin embargo, esto podría proporcionar
una vía de acceso adicional no autorizado a los datos. Por ejemplo, si instala código malicioso en su
computadora en forma de bloc de notas disponible públicamente o una biblioteca de código fuente
disponible, podría tener acceso a sus datos. Puede optar por restringir qué tráfico puede acceder a Internet
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iniciando sus instancias de Amazon SageMaker Studio y SageMaker en unAmazon Virtual Private Cloud
(Amazon VPC)de su elección.

Una Amazon Virtual Private Cloud es una red virtual dedicada para suAWSaccount. Con una VPC de
Amazon, puede controlar el acceso a la red y la conectividad a Internet de sus instancias de Amazon
SageMaker Studio y de portátiles. Puede desactivar el acceso directo a Internet para agregar una capa
adicional de seguridad.

En los siguientes temas se describe cómo conectar las instancias de SageMaker Studio e instancias de
portátiles a los recursos de una VPC.

Temas
• Connect de blocs de notas de SageMaker Studio a recursos en una VPC (p. 2627)
• Conexión de una instancia de bloc de notas a los recursos en una VPC (p. 2629)

Connect de blocs de notas de SageMaker Studio a recursos en
una VPC
En el tema siguiente se proporciona información sobre cómo conectar portátiles Studio a recursos de una
VPC.

Comunicación predeterminada con Internet
Por defecto, SageMaker Studio proporciona una interfaz de red que permite la comunicación con Internet
a través de una VPC administrada por SageMaker. Tráfico paraAWScomo Amazon S3 y CloudWatch pasa
por una puerta de enlace a Internet, al igual que el tráfico que accede a la API de SageMaker y el tiempo
de ejecución de SageMaker. El tráfico entre el dominio y el volumen de Amazon EFS pasa por la VPC
que especificó al incorporarse a Studio o llamar al métodoCreateDomainAPI. En el siguiente diagrama se
muestra la configuración predeterminada.

VPC onlycomunicación con Internet
Para evitar que SageMaker proporcione acceso a Internet a sus portátiles Studio, puede deshabilitar el
acceso a Internet especificando laVPC onlytipo de acceso de red cuandoIncorporación a Studioo llame
alCreateDomainAPI. Como resultado, no se podrá ejecutar un bloc de notas Studio a no ser que la VPC
disponga de un punto de enlace de interfaz para la API de SageMaker y el tiempo de ejecución, o una
gateway NAT, y que sus grupos de seguridad permitan las conexiones salientes. En el siguiente diagrama,
se muestra una configuración para utilizar el modo solo VPC.
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Requisitos de uso deVPC onlymode

Cuando eligeVpcOnly, siga estos pasos:

1. Asegúrese de que las subredes tengan una dirección IP para cada instancia. Para obtener más
información, consulteTamaño de VPC y subred para direcciones IPv4.

Note

Puede configurar subredes solo con una VPC de tenencia predeterminada en la que la
instancia se ejecuta en hardware compartido. Para obtener más información sobre los
atributos de tenencia para VPC, consulte Instancias dedicadas.

2. Configure uno o varios grupos de seguridad con reglas entrantes y salientes que permitan el siguiente
tráfico:

• Tráfico NFS a través de TCP en el puerto 2049entre el dominio y el volumen de Amazon EFS.
• Tráfico TCP dentro del grupo de seguridad. Esto es necesario para la conectividad entre la

aplicación JupyterServer y las aplicaciones KernelGateway.
3. Si desea permitir el acceso a Internet, adjunte ungateway de Internetorgateway NAT.
4. Si no desea permitir el acceso a Internet,Crear puntos de enlace de VPC de tipo

interfaz(AWSPrivateLink) para permitir a Studio acceder a los siguientes servicios con los nombres
de servicio correspondientes. También debe asociar los grupos de seguridad de la VPC con estos
extremos.

• API de SageMaker:com.amazonaws.us-east-1.sagemaker.api
• Tiempo de ejecución de SageMaker: com.amazonaws.us-east-1.sagemaker.runtime. Esto

es necesario para ejecutar blocs de notas Studio y para entrenar y alojar modelos.
• Amazon S3:com.amazonaws.us-east-1.s3.
• Para utilizar los proyectos de SageMaker:com.amazonaws.us-east-1.servicecatalog.
• Cualquier otroAWSservicios que requiera.

Note

Para un cliente que trabaja en modo VPC, los cortafuegos de la empresa pueden causar
problemas de conexión con SageMaker Studio o entre JupyterServer y KernelGateway. Realice
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las siguientes comprobaciones si encuentra alguno de estos problemas al usar SageMaker Studio
desde detrás de un firewall.

• Compruebe que la URL de Studio esté en la lista de permisos de redes.
• Compruebe que las conexiones websocket no estén bloqueadas. Jupyter utiliza websocket

debajo del capó. Si la aplicación de KernelGateway es InService, es posible que JupyterServer
no pueda conectarse a KernelGateway. Debería ver este problema al abrir el Terminal del
sistema también.

Para obtener más información

• Proteger la conectividad de Amazon SageMaker Studio mediante una VPC privada.
• Grupos de seguridad de su VPC
• Connect a SageMaker a través de un punto de enlace de interfaz de VPC (p. 2631)
• VPC con subredes privadas y públicas (NAT)

Conexión de una instancia de bloc de notas a los recursos en
una VPC
En el tema siguiente se proporciona información sobre cómo conectar la instancia del portátil a los
recursos de una VPC.

Comunicación predeterminada con Internet

Cuando su portátil lo permiteAcceso directo a Internet, SageMaker proporciona una interfaz de red que
permite que el bloc de notas se comunique con Internet a través de una VPC administrada por SageMaker.
El tráfico dentro del CIDR de su VPC pasa por una elastic network interface creada en su VPC. El resto
del tráfico pasa por la interfaz de red creada por SageMaker, esencialmente a través de Internet público.
El tráfico a los puntos de enlace de la VPC de gateway como Amazon S3 y DynamoDB pasa a través de
Internet público, mientras que el tráfico a los puntos de enlace de la interfaz de la VPC sigue pasando
a través de la VPC. Si desea utilizar puntos de enlace de la VPC de gateway, es posible que desee
deshabilitar el acceso directo a Internet.

Comunicación VPC con Internet

Para deshabilitar el acceso directo a Internet, puede especificar una VPC para su instancia de bloc de
notas. De este modo, impide que SageMaker proporcione acceso a Internet a su instancia de bloc de
notas. Como resultado, la instancia de bloc de notas no puede realizar el entrenamiento de los modelos o
alojarlos hasta que su VPC disponga de un punto de enlace de interfaz ( AWS PrivateLink ) o una puerta
de enlace NAT y sus grupos de seguridad permiten conexiones salientes.

Para obtener información acerca de cómo crear un punto de enlace de interfaz de VPC para utilizar
AWS PrivateLink para su instancia de bloc de notas, consulteConexión a una instancia de bloc de notas
a través de un punto de enlace de interfaz de VPC (p. 2637). Para obtener más información acerca
de cómo configurar una puerta de enlace NAT para la VPC, consulteVPC con subredes privadas y
públicas (NAT)en laGuía del usuario de Amazon Virtual Private Cloud. Para obtener información sobre
los grupos de seguridad, consulte Grupos de seguridad de su VPC. Para obtener más información acerca
de las configuraciones de red en cada modo de red y la configuración de la red en las instalaciones,
consulteEntender las configuraciones de redes de instancias de bloc de notas de Amazon SageMaker y las
opciones avanzadas.
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Instancias de seguridad y portátiles compartidas

Una instancia de bloc de notas de SageMaker está diseñada para que funcione mejor con un usuario
individual. Se ha diseñado para proporcionar a los analizadores de datos y a otros usuarios la mayor
potencia de administración del entorno de desarrollo.

Un usuario de instancia de bloc de notas dispone de acceso raíz para la instalación de paquetes y
otro software pertinente. Le recomendamos que decida cuándo conceder a las personas acceso a las
instancias de bloc de notas asociadas a una VPC que contenga información confidencial. Por ejemplo, es
posible que desee conceder a un usuario acceso a una instancia de bloc de notas con una política de IAM,
como se muestra en el siguiente ejemplo:

{
  "Version": "2012-10-17",
  "Statement": [
   {
      "Effect": "Allow",
      "Action": "sagemaker:CreatePresignedNotebookInstanceUrl",
      "Resource": "arn:aws:sagemaker:region:account-id:notebook-instance/
myNotebookInstance"
   }
  ]
}

Ejecute los contenedores de capacitación e inferencia
en modo de acceso a Internet
SageMaker capacitación e inferencia de tienen Internet habilitado de forma predeterminada. Esto permite
a los contenedores acceder a servicios externos y recursos en la red de Internet pública como parte de sus
cargas de trabajo de capacitación e inferencia. Sin embargo, esto podría proporcionar una vía de acceso
no autorizado a los datos. Por ejemplo, un código o usuario maliciosos que instale accidentalmente en el
contenedor (en forma de biblioteca de código fuente a disposición del público en general) podría acceder a
sus datos y transferirlos a un host remoto.

Si utiliza una VPC de Amazon especificando un valor para elVpcConfigcuando se llama a
CreateTrainingJob, CreateHyperParameterTuningJob, o bien CreateModelPara proteger sus
datos y recursos, administre los grupos de seguridad y restrinja el acceso a Internet desde la VPC. Sin
embargo, esto se hace a expensas de una configuración de red adicional y conlleva el riesgo de que la red
se configure de forma incorrecta. Si no desea que SageMaker proporcione acceso de red externo a sus
contenedores de capacitación o inferencia, puede habilitar el aislamiento de redes.

Aislamiento de red
Puede habilitar el aislamiento de red cuando cree su trabajo o modelo de formación estableciendo el valor
de la propiedadEnableNetworkIsolationParámetro paraTruecuando llame a CreateTrainingJob,
CreateHyperParameterTuningJob, o bien CreateModel.

Note

El aislamiento de redes es necesario para ejecutar modelos y trabajos de capacitación utilizando
recursos de AWS Marketplace .

Si habilita el aislamiento de redes, los contenedores no podrán realizar ninguna llamada de red saliente,
incluso a otrosAWScomo Amazon S3. Además, no hay credenciales de AWS disponibles para el entorno
de tiempo de ejecución del contenedor. En el caso de un trabajo de capacitación con varias instancias, el
tráfico de entrada y salida de red se limita a los pares de cada contenedor de capacitación. SageMaker
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sigue realizando operaciones de descarga y carga en Amazon S3 utilizando su función de ejecución de
SageMaker de forma aislada del contenedor de formación o inferencia.

Los siguientes contenedores de SageMaker administrados no admiten el aislamiento de red, ya que
necesitan acceso a Amazon S3:

• Chainer
• PyTorch
• Scikit-learn
• Aprendizaje por refuerzo de SageMaker

Aislamiento de red con una VPC
El aislamiento de redes se puede utilizar junto con una VPC. En ese caso, la descarga y carga de los
datos del cliente y los artefactos del modelo se dirigen a través de la subred de VPC. Sin embargo, los
contenedores de capacitación e inferencia en sí siguen estando aislados de la red; no tienen acceso a
ningún recurso dentro de su VPC o en Internet.

Connect a SageMaker a través de un punto de enlace
de interfaz de VPC
Puede conectarse directamente a la API de SageMaker o a SageMaker Runtime a través de unPunto de
enlace de interfaz deEn su Virtual Private Cloud (VPC) en lugar de conectarse a través de Internet. Cuando
se utiliza un punto de enlace de interfaz de la VPC, la comunicación entre la VPC y la API o el tiempo de
ejecución de SageMaker se realiza en su totalidad y de manera segura dentro de laAWSde la red.

Compatibilidad con la API y el tiempo de ejecución de SageMakerAmazon Virtual Private CloudPuntos de
conexión de interfaz de Amazon VPC (Amazon VPC) basados enAWSPrivateLink. Cada punto de enlace
de la VPC está representado por uno o másInterfaces de redes elásticasCon direcciones IP privadas en las
subredes de la VPC.

El punto de enlace de interfaz de la VPC conecta directamente la VPC con la API de SageMaker o el
tiempo de ejecución de sin necesidad de gateway de Internet, dispositivos NAT, conexiones de VPN
ni conexiones de.AWS Direct ConnectConexión. Las instancias de la VPC no necesitan direcciones IP
públicas para comunicarse con la API de SageMaker o el tiempo de ejecución de.

Puede crear un punto de enlace de interfaz para conectarse a SageMaker o a SageMaker en tiempo de
ejecución con laAWSoAWS Command Line Interface(AWS CLI). Para obtener instrucciones, consulte
Creación de un punto de enlace de interfaz.

Después de crear un extremo de VPC, puede utilizar los comandos CLI de ejemplo siguientes que utilizan
laendpoint-urlpara especificar los extremos de la interfaz en la API o en tiempo de ejecución de
SageMaker:

aws sagemaker list-notebook-instances --endpoint-
url VPC_Endpoint_ID.api.sagemaker.Region.vpce.amazonaws.com

aws sagemaker list-training-jobs --endpoint-
url VPC_Endpoint_ID.api.sagemaker.Region.vpce.amazonaws.com

aws sagemaker-runtime invoke-endpoint --endpoint-
url VPC_Endpoint_ID.runtime.sagemaker.Region.vpce.amazonaws.com  \
    --endpoint-name Endpoint_Name \
    --body "Endpoint_Body" \
    --content-type "Content_Type" \
            Output_File
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Si habilita los nombres de host DNS privados para el punto de enlace de la VPC, no necesita especificar
la URL del punto de enlace. El nombre de host DNS de la API de SageMaker que utilizan de forma
predeterminada la CLI y el SDK de SageMaker (https://api.sagemaker.Región.amazon.com) se resuelve
en el punto de conexión de la VPC. De igual modo, el nombre de host DNS del tiempo de ejecución de
SageMaker que utilizan de forma predeterminada la CLI y el SDK de tiempo de ejecución de SageMaker
(https://runtime.sagemaker.Región.amazonaws.com) se resuelve en su punto de enlace de la VPC.

La API y el tiempo de ejecución de SageMaker admiten puntos finales de VPC en todos losAWSRegiones
en las que seAmazon VPCySageMakerestán disponibles. SageMaker admite realizar llamadas a todos sus
Operationsdentro de su VPC. ResultadoAuthorizedUrldesde las
CreatePresignedNotebookInstanceUrlno admite AWS PrivateLink . Para obtener información
acerca de cómo habilitar AWS PrivateLink Para ver la URL autorizada que utilizan los usuarios para
conectarse a una instancia de bloc de notas, consulteConexión a una instancia de bloc de notas a través
de un punto de enlace de interfaz de VPC (p. 2637).

Para obtener más información AWS PrivateLink , consulte la AWS PrivateLink Documentación de.
ConsultePrecios de VPCpara obtener el precio de los puntos de enlace de la VPC. Para obtener más
información sobre la VPC y los puntos de enlace, visite Amazon VPC. Para obtener información sobre
cómo usar la identidad basada enAWS Identity and Access ManagementPara restringir el acceso a la API
de SageMaker y al tiempo de ejecución, consulteControlar el acceso a la API de SageMaker mediante
políticas basadas en identidad (p. 2573).

Creación de una política de puntos de enlace de la VPC para
SageMaker
Puede crear una política para los puntos de enlace de Amazon VPC de para SageMaker de para
especificar lo siguiente:

• La entidad principal que puede realizar acciones.
• Las acciones que se pueden realizar.
• Los recursos en los que se pueden llevar a cabo las acciones.

Para obtener más información, consulte Controlar el acceso a servicios con puntos de enlace de la VPC en
la Guía del usuario de Amazon VPC.

Note

Las políticas de punto de enlace de la VPC no son compatibles con los puntos de enlace de
tiempo de ejecución de de Federal Information Processing Standard (FIPSageMaker) para
runtime_InvokeEndpoint.

En el siguiente ejemplo, la política de punto de enlace de la VPC especifica que a todos los usuarios
que tienen acceso al punto de enlace de la interfaz de la VPC se les permite invocar al punto de enlace
hospedado en SageMaker denominado.myEndpoint.

{
  "Statement": [
      {
          "Action": "sagemaker:InvokeEndpoint",
          "Effect": "Allow",
          "Resource": "arn:aws:sagemaker:us-west-2:123456789012:endpoint/myEndpoint",
          "Principal": "*"
      }
  ]
}

En este ejemplo, los siguientes se deniegan:

2632

https://docs.aws.amazon.com/general/latest/gr/rande.html#vpc_region
https://docs.aws.amazon.com/general/latest/gr/rande.html#sagemaker_region
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_Operations.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_Operations.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreatePresignedNotebookInstanceUrl.html
https://docs.aws.amazon.com/AmazonVPC/latest/UserGuide/VPC_Introduction.html#what-is-privatelink
http://aws.amazon.com/vpc/pricing/
http://aws.amazon.com/vpc/
https://docs.aws.amazon.com/vpc/latest/userguide/vpc-endpoints-access.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_runtime_InvokeEndpoint.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_runtime_InvokeEndpoint.html


Amazon SageMaker Developer Guide
Connect a SageMaker a través de un
punto de enlace de interfaz de VPC

• Otras acciones de la API de SageMaker,
comosagemaker:CreateEndpointysagemaker:CreateTrainingJob.

• Invocar otros puntos de enlace alojados en SageMakermyEndpoint.

Note

En este ejemplo, los usuarios sí pueden realizar otras acciones de la API de SageMaker desde
fuera de la VPC. Para obtener información acerca de cómo restringir las llamadas a la API a estos
desde la VPC, consulte Controlar el acceso a la API de SageMaker mediante políticas basadas en
identidad (p. 2573).

Crear una política de punto de enlace de la VPC para la tienda de
características de Amazon SageMaker
Para crear un endpoint de VPC para Amazon SageMaker Feature Store, utilice la siguiente plantilla de
endpoint, subtitulando suvpc_endpoint_id.apiyRegión:

VPC_Endpoint_ID.api.featurestore-runtime.sagemaker.Region.vpce.amazonaws.com

Connect a SageMaker Studio a través de un punto de enlace de
la VPC de tipo interfaz
Puede conectarse a Amazon SageMaker Studio desde suAmazon Virtual Private Cloud(Amazon VPC) a
través de unPunto de enlace de interfaz deEn su VPC en lugar de conectarse a través de Internet. Cuando
se utiliza un punto de enlace de la VPC de interfaz (punto de enlace de interfaz), la comunicación entre la
VPC y Studio se realiza en su totalidad y de manera segura dentro de laAWSde la red.

SageMaker Studio admite puntos de conexión de interfaz basados en AWS PrivateLink . Cada punto
de enlace de la interfaz está representado por uno o másInterfaces de red elásticasCon direcciones IP
privadas en las subredes de la VPC.

Puede crear un punto de enlace de interfaz para conectarse a Studio con laAWSo la consola deAWS
Command Line Interface(AWS CLI). Para obtener instrucciones, consulteCreación de un punto de enlace
de interfaz. Asegúrese de crear puntos de enlace de interfaz para todas las subredes de la VPC desde la
que desea conectarse a Studio.

Cuando cree un punto de conexión de interfaz, asegúrese de que los grupos de seguridad del endpoint
permiten el acceso entrante para el tráfico HTTPS de los grupos de seguridad asociados con SageMaker
Studio. Para obtener más información, consulteControl del acceso a los servicios con puntos de enlace de
la VPC.

Note

Además de crear un punto de enlace de interfaz para conectarse a SageMaker Studio, cree
un punto de enlace de interfaz para conectarse a la API de Amazon SageMaker. Cuando los
usuarios llaman aCreatePresignedDomainUrlPara obtener la dirección URL para conectarse
a Studio, esa llamada pasa por el punto de enlace de interfaz utilizado para conectarse a la API
de SageMaker.

Cuando cree el punto de enlace de la interfaz, especifiqueaws.sagemaker.Region.studiocomo
nombre de servicio. Después de crear el punto de enlace de la interfaz, habilite DNS privado para el punto
de enlace. Cualquier persona que utilice la API de SageMaker, elAWS CLIo la consola para conectarse a
SageMaker Studio desde dentro de la VPC se conecta a Studio a través del punto de enlace de interfaz en
lugar de la Internet pública. También debe configurar un DNS personalizado con zonas alojadas privadas
para el extremo de Amazon VPC para que SageMaker Studio pueda acceder a la API de SageMaker
mediante elapi.sagemaker.$region.amazonaws.comen lugar de utilizar la URL del extremo de VPC.
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Para obtener instrucciones acerca de cómo configurar una zona alojada privada, consulte.Uso de zonas
alojadas privadas.

Studio admite puntos finales de interfaz en todos losAWSRegiones en las que seAmazon
SageMakeryAmazon VPCestán disponibles.

Temas
• Crear una política de puntos de enlace de la VPC para SageMaker Studio (p. 2634)
• Permitir acceso sólo desde la VPC (p. 2634)

Crear una política de puntos de enlace de la VPC para SageMaker Studio
Puede adjuntar una política de endpoints de Amazon VPC a los extremos de VPC de interfaz que utilice
para conectarse a SageMaker Studio. La directiva de endpoint controla el acceso a Studio. Puede
especificar lo siguiente:

• La entidad principal que puede realizar acciones.
• Las acciones que se pueden realizar.
• Los recursos en los que se pueden llevar a cabo las acciones.

Para utilizar un extremo de VPC con SageMaker Studio, la directiva de endpoint debe permitir la
opciónCreateAppen el tipo de aplicación KernelGateway. Esto permite que el tráfico que se enruta a
través del extremo de la VPC llame al métodoCreateAppAPI. En el ejemplo siguiente, la política de punto
de enlace de la VPC se muestra cómo permitir laCreateApp.

{
 "Statement": [
   {
     "Action": "sagemaker:CreateApp",
     "Effect": "Allow",
     "Resource": "arn:aws:sagemaker:us-west-2:acct-id:user-profile/domain-id/*",
     "Principal": "*"
   }
 ]
}

Para obtener más información, consulteControl del acceso a los servicios con puntos de enlace de la VPC.

En el siguiente ejemplo de política de punto de enlace de la VPC se especifica que a todos los usuarios
que tienen acceso al punto de enlace se les permite obtener acceso a los perfiles de usuario en el dominio
de SageMaker Studio con el ID de dominio especificado. El acceso a otros dominios se deniega.

{
  "Statement": [
      {
          "Action": "sagemaker:CreatePresignedDomainUrl",
          "Effect": "Allow",
          "Resource": "arn:aws:sagemaker:us-west-2:acct-id:user-profile/domain-id/*",
          "Principal": "*"
      }
  ]
}

Permitir acceso sólo desde la VPC
Los usuarios de fuera de la VPC pueden conectarse a SageMaker Studio a través de Internet incluso si
configura un punto de enlace de interfaz en su VPC.
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Para permitir el acceso solo a las conexiones realizadas desde la VPC, cree unAWS Identity and Access
Management(IAM) a tal efecto. Agregue dicha política a todos los usuarios, grupos o roles de IAM de que
se han empleado para obtener acceso a Studio. Esta característica solo se admite en modo IAM y no se
admite en modo SSO. Los siguientes ejemplos muestran cómo crear dichas políticas.

Important

Si aplica una política de IAM de similar a uno de los ejemplos siguientes, los usuarios no pueden
tener acceso a SageMaker Studio o a las API de SageMaker especificadas a través de la consola
de SageMaker. Para acceder a Studio, los usuarios deben usar una URL prefirmada o llamar
directamente a las API de SageMaker.

Ejemplo 1: Permitir conexiones sólo dentro de la subred de un extremo de interfaz

La siguiente política sólo permite las conexiones a los intermediarios que se encuentren dentro de la
subred en la que se haya creado el punto de enlace de interfaz.

{
    "Id": "sagemaker-studio-example-1",
    "Version": "2012-10-17",
    "Statement": [
        {
            "Sid": "Enable SageMaker Studio Access",
            "Effect": "Allow",
            "Action": [
                "sagemaker:CreatePresignedDomainUrl",
                "sagemaker:DescribeUserProfile"
            ],
            "Resource": "*",
            "Condition": {
                "StringEquals": {
                    "aws:SourceVpc": "vpc-111bbaaa"
                }
            }
        }
    ]
}

Ejemplo 2: Permitir conexiones solo a través de puntos finales de interfaz utilizandoaws:sourceVpce

La siguiente directiva permite conexiones sólo a aquellas realizadas a través de los extremos de interfaz
especificados por el parámetroaws:sourceVpceClave de condición. Por ejemplo, el primer extremo de
interfaz podría permitir el acceso a través del Panel de control de SageMaker Studio. El segundo extremo
de interfaz podría permitir el acceso a través de la API de SageMaker.

{
    "Id": "sagemaker-studio-example-2",
    "Version": "2012-10-17",
    "Statement": [
        {
            "Sid": "Enable SageMaker Studio Access",
            "Effect": "Allow",
            "Action": [
                "sagemaker:CreatePresignedDomainUrl",
                "sagemaker:DescribeUserProfile"
            ],
            "Resource": "*",
            "Condition": {
                "ForAnyValue:StringEquals": {
                    "aws:sourceVpce": [
                        "vpce-111bbccc",
                        "vpce-111bbddd"
                    ]
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                }
            }
        }
    ]
}

Esta política incluyeDescribeUserProfileaction. Por lo general, llama aDescribeUserProfilePara
asegurarse de que el estado del perfil de usuario esInServiceantes de intentar conectarse al dominio.
Por ejemplo:

aws sagemaker describe-user-profile \
    --domain-id domain-id \
    --user-profile-name profile-name

Response: (Respuesta:)

{
    "DomainId": "domain-id",
    "UserProfileArn": "arn:aws:sagemaker:us-west-2:acct-id:user-profile/domain-id/profile-
name",
    "UserProfileName": "profile-name",
    "HomeEfsFileSystemUid": "200001",
    "Status": "InService",
    "LastModifiedTime": 1605418785.555,
    "CreationTime": 1605418477.297
}

aws sagemaker create-presigned-domain-url
    --domain-id domain-id \
    --user-profile-name profile-name

Response: (Respuesta:)

{
    "AuthorizedUrl": "https://domain-id.studio.us-west-2.sagemaker.aws/auth?
token=AuthToken"
}

Para ambas llamadas, si está utilizando una versión de laAWSSDK que se publicó antes del 13 de agosto
de 2018, debe especificar la URL del endpoint en la llamada. Por ejemplo, en el siguiente ejemplo se
muestra una llamada acreate-presigned-domain-url:

aws sagemaker create-presigned-domain-url
    --domain-id domain-id \
    --user-profile-name profile-name \
    --endpoint-url vpc-endpoint-id.api.sagemaker.Region.vpce.amazonaws.com

Ejemplo 3: Permitir conexiones desde direcciones IP medianteaws:SourceIp

La siguiente directiva permite conexiones sólo desde el rango especificado de direcciones IP mediante el
comandoaws:SourceIpClave de condición.

{
    "Id": "sagemaker-studio-example-3",
    "Version": "2012-10-17",
    "Statement": [
        {
            "Sid": "Enable SageMaker Studio Access",
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            "Effect": "Allow",
            "Action": [
                "sagemaker:CreatePresignedDomainUrl",
                "sagemaker:DescribeUserProfile"
            ],
            "Resource": "*",
            "Condition": {
                "IpAddress": {
                    "aws:SourceIp": [
                        "192.0.2.0/24",
                        "203.0.113.0/24"
                    ]
                }
            }
        }
    ]
}

Ejemplo 4: Permitir conexiones desde direcciones IP a través de un endpoint de interfaz
medianteaws:VpcSourceIp

Si está accediendo a SageMaker Studio a través de un endpoint de interfaz, puede usar
elaws:VpcSourceIppara permitir conexiones sólo desde el rango especificado de direcciones IP, como
se muestra en la siguiente directiva:

{
    "Id": "sagemaker-studio-example-4",
    "Version": "2012-10-17",
    "Statement": [
        {
            "Sid": "Enable SageMaker Studio Access",
            "Effect": "Allow",
            "Action": [
                "sagemaker:CreatePresignedDomainUrl",
                "sagemaker:DescribeUserProfile"
            ],
            "Resource": "*",
            "Condition": {
                "IpAddress": {
                    "aws:VpcSourceIp": [
                        "192.0.2.0/24",
                        "203.0.113.0/24"
                    ]
                }
            }
        }
    ]
}

Conexión a una instancia de bloc de notas a través de un punto
de enlace de interfaz de VPC
Puede conectarse a su instancia con bloc de notas desde su VPC a través de unaPunto de enlace de
interfaz deEn lugar de conectarse a través de Internet público en lugar de conectarse a través de Internet
público. Cuando se utiliza un punto de enlace de interfaz de la VPC, la comunicación entre la VPC y la
instancia de bloc de notas se realiza en su totalidad y de manera segura dentro de laAWSde la red.

Compatibilidad con instancias de portátiles de SageMakerAmazon Virtual Private CloudPuntos de conexión
de interfaz de Amazon VPC (Amazon VPC) basados enAWSPrivateLink. Cada punto de enlace de la VPC
está representado por uno o másInterfaces de redes elásticasCon direcciones IP privadas en las subredes
de la VPC.
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Note

Antes de crear un punto de enlace de la VPC de interfaz para conectarse a una instancia de bloc
de notas, cree un punto de enlace de la VPC de interfaz para conectarse a la API de SageMaker.
De esta forma, cuando los usuarios llaman a CreatePresignedNotebookInstanceUrl para
obtener la dirección URL para conectarse a la instancia de bloc de notas, dicha llamada también
pasa por el punto de enlace de la VPC de la interfaz. Para obtener información, consulte Connect
a SageMaker a través de un punto de enlace de interfaz de VPC (p. 2631).

Puede crear un punto de enlace de interfaz para conectarse a su instancia de bloc de notas con
laAWSoAWS Command Line Interface(AWS CLI). Para obtener instrucciones, consulte Creación de un
punto de enlace de interfaz. Asegúrese de crear un punto de enlace de interfaz para todas las subredes de
la VPC desde la que desea conectarse a la instancia del bloc de notas.

Cuando cree el punto de enlace de la interfaz, especifique aws.sagemaker.región.notebook como
nombre del servicio. Después de crear un punto de enlace de la VPC, habilite DNS privado para el punto
de enlace de la VPC. Cualquier persona que utilice la API de SageMaker, elAWS CLIo la consola para
conectarse a la instancia de bloc de notas desde dentro de la VPC se conecta a la instancia del bloc de
notas a través del punto de enlace de la VPC en lugar de la Internet pública.

Las instancias de bloc de notas de SageMaker admiten puntos de enlace de VPC en todosAWSRegiones
en las que seAmazon VPCySageMakerestán disponibles.

Temas
• Conexión de su red privada a su VPC (p. 2638)
• Creación de una política de puntos de enlace de la VPC para instancias de bloc de notas

SageMaker (p. 2638)
• Restricción del acceso a conexiones desde la VPC (p. 2639)

Conexión de su red privada a su VPC
Para conectarse a su instancia de bloc de notas a través de la VPC, tiene que conectarse desde una
instancia que está dentro de la VPC o conectar la red privada a la VPC a través de unAWS Virtual
Private Network(AWS VPN) oAWS Direct Connect. Para obtener más información sobreAWS VPN,
consulteConexiones de VPNen laGuía del usuario de Amazon Virtual Private Cloud. Para obtener más
información sobreAWS Direct Connect, consulteCreación de una conexiónen laAWSGuía del usuario de la
Connect directa.

Creación de una política de puntos de enlace de la VPC para instancias de bloc
de notas SageMaker
Puede crear una política para puntos de enlace de Amazon VPC para instancias de bloc de notas de
SageMaker a fin de especificar lo siguiente:

• La entidad principal que puede realizar acciones.
• Las acciones que se pueden realizar.
• Los recursos en los que se pueden llevar a cabo las acciones.

Para obtener más información, consulte Controlar el acceso a servicios con puntos de enlace de la VPC en
la Guía del usuario de Amazon VPC.

A continuación, se muestra un ejemplo de política de punto de enlace de la VPC que especifica que todos
los usuarios que tienen acceso al punto de enlace pueden obtener acceso a la instancia de bloc de notas
denominada myNotebookInstance.

{
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  "Statement": [
      {
          "Action": "sagemaker:CreatePresignedNotebookInstanceUrl",
          "Effect": "Allow",
          "Resource": "arn:aws:sagemaker:us-west-2:123456789012:notebook-instance/
myNotebookInstance",
          "Principal": "*"
      }
  ]
}

El acceso a otras instancias de bloc de notas se deniega.

Restricción del acceso a conexiones desde la VPC
Incluso si configura un punto de enlace de interfaz en la VPC, las personas de fuera de la VPC puede
conectarse a la instancia de bloc de notas a través de Internet.

Important

Si aplica una política de IAM de similar a una de las siguientes, los usuarios no pueden tener
acceso a las API de SageMaker o a la instancia de bloc de notas a través de la consola.

Para restringir el acceso solo a las conexiones realizadas desde la VPC, cree una política de AWS Identity
and Access Management que restrinja el acceso solo a las llamadas que proceden de dentro de la VPC.
A continuación, añada dicha política a todos los usuarios, grupos o roles de AWS Identity and Access
Management que se han empleado para obtener acceso a la instancia de bloc de notas.

Note

Esta política únicamente permite las conexiones a los intermediarios que se encuentren dentro de
una subred en la que se haya creado un punto de enlace de interfaz.

{
    "Id": "notebook-example-1",
    "Version": "2012-10-17",
    "Statement": [
        {
            "Sid": "Enable Notebook Access",
            "Effect": "Allow",
            "Action": [
                "sagemaker:CreatePresignedNotebookInstanceUrl",
                "sagemaker:DescribeNotebookInstance"
            ],
            "Resource": "*",
            "Condition": {
                "StringEquals": {
                    "aws:SourceVpc": "vpc-111bbaaa"
                }
            }
        }
    ]
}

Si desea restringir el acceso a la instancia de bloc de notas únicamente a conexiones realizadas
mediante el punto de enlace de interfaz, utilice la clave de condición aws:SourceVpce en lugar de
aws:SourceVpc:

{
    "Id": "notebook-example-1",
    "Version": "2012-10-17",
    "Statement": [
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        {
            "Sid": "Enable Notebook Access",
            "Effect": "Allow",
            "Action": [
                "sagemaker:CreatePresignedNotebookInstanceUrl",
                "sagemaker:DescribeNotebookInstance"
            ],
            "Resource": "*",
            "Condition": {
                "ForAnyValue:StringEquals": {
                    "aws:sourceVpce": [
                        "vpce-111bbccc",
                        "vpce-111bbddd"
                    ]
                }
            }
        }
    ]
}

Ambos ejemplos de políticas dan por hecho que también ha creado un punto de enlace de interfaz para la
API de SageMaker. Para obtener más información, consulte Connect a SageMaker a través de un punto
de enlace de interfaz de VPC (p. 2631). En el segundo ejemplo, uno de los valores de aws:SourceVpce
es el ID del punto de enlace de la interfaz para la instancia de bloc de notas. El otro es el ID del punto de
enlace de la interfaz para la API de SageMaker.

Los ejemplos de políticas aquí incluyen
DescribeNotebookInstance, porque normalmente llamarías aDescribeNotebookInstancepara
asegurarse de que elNotebookInstanceStatusesInServiceantes de intentar conectarte a él. Por
ejemplo:

aws sagemaker describe-notebook-instance \
                    --notebook-instance-name myNotebookInstance
                    
                    
{
   "NotebookInstanceArn":
   "arn:aws:sagemaker:us-west-2:1234567890ab:notebook-instance/mynotebookinstance",
   "NotebookInstanceName": "myNotebookInstance",
   "NotebookInstanceStatus": "InService",
   "Url": "mynotebookinstance.notebook.us-west-2.sagemaker.aws",
   "InstanceType": "ml.m4.xlarge",
   "RoleArn":
   "arn:aws:iam::1234567890ab:role/service-role/AmazonSageMaker-
ExecutionRole-12345678T123456",
   "LastModifiedTime": 1540334777.501,
   "CreationTime": 1523050674.078,
   "DirectInternetAccess": "Disabled"
}
aws sagemaker create-presigned-notebook-instance-url --notebook-instance-name
 myNotebookInstance
                
                
{
   "AuthorizedUrl": "https://mynotebookinstance.notebook.us-west-2.sagemaker.aws?
authToken=AuthToken
}

Para ambos tipos de llamadas, si no ha habilitado nombres de host DNS privados para su punto de enlace
de la VPC, o si está utilizando una versión de laAWSSDK que se publicó antes del 13 de agosto de 2018,
debe especificar la URL del endpoint en la llamada. Por ejemplo, la llamada acreate-presigned-
notebook-instance-urles:
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aws sagemaker create-presigned-notebook-instance-url
    --notebook-instance-name myNotebookInstance --endpoint-url
    VPC_Endpoint_ID.api.sagemaker.Region.vpce.amazonaws.com

Conexión de su red privada a su VPC
Para llamar a la API de SageMaker y al tiempo de ejecución a través de la VPC, tiene que conectarse
desde una instancia que está dentro de la VPC o conectar su red privada a la VPC a través de unAWS
Virtual Private Network(AWS VPN) oAWS Direct Connect. Para obtener más información sobreAWS VPN,
consulteConexiones de VPNen laGuía del usuario de Amazon Virtual Private Cloud. Para obtener más
información sobreAWS Direct Connect, consulteCreación de una conexiónen laAWSGuía del usuario de la
Connect directa.

Conceder acceso a SageMaker a los recursos en la
VPC de Amazon
SageMaker ejecuta los siguientes tipos de trabajos en una Amazon Virtual Private Cloud de forma
predeterminada.

• Processing
• Entrenamiento
• Alojamiento de modelos
• Transformación Batch
• Clarificación de Amazon SageMaker
• Compilación de SageMaker

Sin embargo, los contenedores para estos trabajos accedenAWSPor ejemplo, los buckets de Amazon
Simple Storage Service (Amazon S3) en los que almacena datos de capacitación y artefactos de modelos
a través de Internet.

Para controlar el acceso a sus datos y a los contenedores de trabajos, le recomendamos que cree una
VPC privada y que la configure de manera que no se pueda obtener acceso a ellas a través de Internet.
Para obtener más información acerca de cómo crear y configurar una VPC, consulte.Introducción a
Amazon VPCen laAmazon VPC User Guide. Usar una VPC ayuda a proteger sus contenedores de
trabajo y datos, ya que puede configurar la VPC de manera que no se conecte a Internet. El uso de una
VPC también le permite monitorizar todo el tráfico de red dentro y fuera de sus contenedores de trabajo
mediante registros de flujo de la VPC. Para obtener más información, consulte Logs de flujo de VPC en la
Guía del usuario de Amazon VPC.

Especifique la configuración privada de la VPC cuando cree trabajos especificando subredes y grupos
de seguridad. Al especificar las subredes y los grupos de seguridad, SageMaker creainterfaces de red
elásticasAsociados a los grupos de seguridad en una de las subredes. Las interfaces de red permiten a
sus contenedores de trabajo conectarse a los recursos de la VPC. Para obtener información sobre las
interfaces de red, consulteInterfaces de redes elásticasen laAmazon VPC User Guide.

Temas
• Proporcione acceso a los trabajos de procesamiento de a SageMaker a los recursos en su Amazon

VPC (p. 2642)
• Proporcione acceso a los trabajos de capacitación de SageMaker a los recursos en su VPC de

Amazon (p. 2645)
• Proporcione acceso a los puntos de enlace alojados de SageMaker a los recursos en su Amazon

VPC (p. 2647)
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• Proporcionar acceso a los trabajos de transformación Batch a los recursos en su VPC de
Amazon (p. 2651)

• Proporcionar acceso a los trabajos de Amazon SageMaker Clarify a los recursos en su VPC de
Amazon (p. 2654)

• Proporcione acceso a los trabajos de compilación de a SageMaker a los recursos en su Amazon
VPC (p. 2657)

Proporcione acceso a los trabajos de procesamiento de a
SageMaker a los recursos en su Amazon VPC
Para controlar el acceso a sus datos y a los trabajos de procesamiento, le recomendamos que cree
una VPC privada y que la configure de manera que no se pueda obtener acceso a sus trabajos a
través de Internet pública. Para obtener más información acerca de cómo crear y configurar una VPC,
consulte.Introducción a Amazon VPCen laAmazon VPC User Guide. El uso de una VPC ayuda a proteger
los contenedores de procesamiento y datos, ya que puede configurar la VPC de manera que no se conecte
a Internet. El uso de una VPC también le permite monitorizar todo el tráfico de red dentro y fuera de sus
contenedores de procesamiento mediante registros de flujo de la VPC. Para obtener más información,
consulte Logs de flujo de VPC en la Guía del usuario de Amazon VPC.

En este documento se explica cómo agregar configuraciones de Amazon VPC para procesar trabajos.

Configurar un Job de procesamiento para Amazon VPC Access
Para especificar subredes y grupos de seguridad en su VPC privada, utilice
laNetworkConfig.VpcConfigparámetro de solicitud del parámetro CreateProcessingJobo
proporcione esta información cuando cree un trabajo de procesamiento en la consola de SageMaker.
SageMaker utiliza esta información para crear interfaces de red y asociarlas a sus contenedores de
procesamiento. Las interfaces de red proporcionan a sus contenedores de procesamiento una conexión
de red en su VPC que no está conectada a Internet. También permiten a su trabajo de procesamiento
conectarse a recursos en su VPC privada.

A continuación se muestra un ejemplo del parámetro VpcConfig incluido en su llamada a
CreateProcessingJob:

VpcConfig: {
      "Subnets": [
          "subnet-0123456789abcdef0",
          "subnet-0123456789abcdef1",
          "subnet-0123456789abcdef2"
          ],
      "SecurityGroupIds": [
          "sg-0123456789abcdef0"
          ]
        }

Configurar la VPC privada para el procesamiento de SageMaker
Cuando configure la VPC privada para sus trabajos de procesamiento de SageMaker de, utilice las
siguientes directrices. Para obtener más información sobre la configuración de una VPC, consulteUso de
VPC y subredesen laAmazon VPC User Guide.

Temas
• Garantía de que las subredes disponen de direcciones IP suficientes (p. 2643)
• Creación de un punto final de VPC de Amazon S3 (p. 2643)
• Utilizar una política de puntos de enlace personalizados para restringir el acceso a S3 (p. 2643)
• Configurar tablas de ruteo (p. 2644)
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• Configurar el grupo de seguridad de la VPC (p. 2644)
• Conexión a recursos fuera de la VPC (p. 2644)

Garantía de que las subredes disponen de direcciones IP suficientes

Las subredes de la VPC deben disponer de al menos dos direcciones IP privadas para cada instancia
en un trabajo de procesamiento. Para obtener más información, consulteTamaño de subred Y VPC para
direcciones IPv4en laAmazon VPC User Guide.

Creación de un punto final de VPC de Amazon S3

Si configura la VPC de manera que los contenedores de procesamiento no dispongan de acceso a
Internet, no se podrán conectar a los buckets de Amazon S3 que contienen los datos a no ser que cree
un punto de conexión de la VPC que permita el acceso. Si crea un punto de enlace de la VPC, permite
a los contenedores de procesamiento obtener acceso a los buckets en los que almacena los datos. Le
recomendamos que también cree una política personalizada que permita solo solicitudes de su VPC
privada para obtener acceso a sus buckets de S3. Para obtener más información, consultePuntos de
enlace para Amazon S3.

Para crear un punto de enlace de la VPC de S3:

1. Abra la consola de Amazon VPC en https://console.aws.amazon.com/vpc/.
2. En el panel de navegación, elija Endpoints (Puntos de enlace) y, a continuación, elija Create Endpoint

(Crear punto de enlace).
3. En Service Name (Nombre de servicio), elija com.amazonaws.region.s3, donde region (región)

es el nombre de la región donde reside la VPC.
4. En VPC, elija la VPC que desea usar para este punto de enlace.
5. En Configure route tables, seleccione las tablas de ruteo que debe usar el punto de conexión. El

servicio de VPC añadirá automáticamente una ruta a cada tabla de ruteo que seleccione que dirige
cualquier tráfico de S3 al nuevo punto de enlace.

6. En Policy (Política), elija Full Access (Acceso completo) para permitir acceso completo al servicio
de S3 a cualquier usuario o servicio dentro de la VPC. Elija Custom (Personalizado) para restringir
el acceso más. Para obtener información, consulte Utilizar una política de puntos de enlace
personalizados para restringir el acceso a S3 (p. 2643).

Utilizar una política de puntos de enlace personalizados para restringir el acceso a S3

La política de puntos de enlace predeterminada permite acceso completo a S3 a cualquier usuario
o servicio de la VPC. Para restringir aún más el acceso a S3, cree una política de puntos de enlace
personalizada. Para obtener más información, consulteUso de políticas de punto de enlace para Amazon
S3. También puede utilizar una política de bucket para restringir el acceso a los buckets de S3 a solo el
tráfico que proceda de su Amazon VPC. Para obtener información, consulteUso de las políticas de bucket
de Amazon S3.

Limitar la instalación de paquetes en el contenedor de procesamiento

La política de punto de enlace predeterminada permite a los usuarios instalar paquetes desde los
repositorios de Amazon Linux y Amazon Linux 2 en el contenedor de procesamiento. Si no desea que
los usuarios instalen paquetes desde ese repositorio, cree una política de punto de enlace personalizada
que deniegue de forma explícita el acceso a los repositorios de Amazon Linux y Amazon Linux 2. A
continuación se muestra un ejemplo de una política que deniega el acceso a estos repositorios:

{ 
    "Statement": [ 
      { 
        "Sid": "AmazonLinuxAMIRepositoryAccess",
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        "Principal": "*",
        "Action": [ 
            "s3:GetObject" 
        ],
        "Effect": "Deny",
        "Resource": [
            "arn:aws:s3:::packages.*.amazonaws.com/*",
            "arn:aws:s3:::repo.*.amazonaws.com/*"
        ] 
      } 
    ] 
} 

{ 
    "Statement": [ 
        { "Sid": "AmazonLinux2AMIRepositoryAccess",
          "Principal": "*",
          "Action": [ 
              "s3:GetObject" 
              ],
          "Effect": "Deny",
          "Resource": [
              "arn:aws:s3:::amazonlinux.*.amazonaws.com/*" 
              ] 
         } 
    ] 
} 

Configurar tablas de ruteo

Utilice la configuración de DNS predeterminada para su tabla de ruteo de punto de enlace, de manera que
las URL de Amazon S3 (por ejemplo,http://s3-aws-region.amazonaws.com/MyBucket) resolver.
Si no utiliza la configuración de DNS predeterminada, asegúrese de que las URL que utiliza especifiquen
las ubicaciones de los datos en su resolución de trabajos de procesamiento mediante la configuración de
tablas de ruteo de punto de enlace. Para obtener información acerca de las tablas de ruteo de punto de
enlace de la VPCDireccionamiento para puntos de enlace de gatewayen laAmazon VPC User Guide.

Configurar el grupo de seguridad de la VPC

En el procesamiento distribuido, debe permitir la comunicación entre distintos contenedores en el
mismo trabajo de procesamiento. Para ello, configure una regla para el grupo de seguridad que permita
conexiones entrantes entre miembros del mismo grupo de seguridad. Para obtener más información,
consulteReglas del grupo de seguridad.

Conexión a recursos fuera de la VPC

Si configura la VPC de manera que no disponga de acceso a Internet, los trabajos de procesamiento que
usan esa VPC no disponen de acceso a los recursos fuera de la VPC. Si su trabajo de procesamiento
precisa de acceso a recursos fuera de la VPC, proporcione acceso con una de las siguientes opciones:

• Si su trabajo de procesamiento precisa acceso a un servicio de AWS que admita puntos de enlace de
la VPC de la interfaz, cree un punto de enlace que conectar a ese servicio. Para obtener una lista de
los servicios que admita puntos de enlace de la interfaz, consulte.Puntos de enlace de la VPC deen
laAmazon VPC User Guide. Para obtener información acerca de cómo crear un punto de enlace de la
VPC de tipo interfaz, consultePuntos de enlace de la VPC de tipo interfazAWSPrivateLink)en laAmazon
VPC User Guide.

• Si su trabajo de procesamiento precisa acceso a un servicio de AWS que no admita puntos de enlace de
la VPC o a un recurso fuera de AWS, cree una gateway NAT y configure sus grupos de seguridad para
permitir las conexiones salientes. Para obtener más información acerca de cómo configurar una puerta
de enlace NAT para la VPC, consulteEscenario 2: VPC con subredes privadas y públicas (NAT)en
laGuía del usuario de Amazon Virtual Private Cloud.
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Proporcione acceso a los trabajos de capacitación de SageMaker
a los recursos en su VPC de Amazon

Note

Para trabajos de capacitación, puede configurar subredes solo con una VPC de tenencia
predeterminada en la que la instancia se ejecuta en hardware compartido. Para obtener más
información sobre los atributos de tenencia para VPC, consulte Instancias dedicadas.

Configuración de un Job de capacitación para Amazon VPC Access
Para especificar subredes y grupos de seguridad en su VPC privada, utilice laVpcConfigparámetro de
solicitud del parámetro CreateTrainingJobo proporcione esta información cuando cree un trabajo de
capacitación en la consola de SageMaker. SageMaker utiliza esta información para crear interfaces de red
y asociarlas a sus contenedores de capacitación. Las interfaces de red proporcionan a sus contenedores
de capacitación una conexión de red en su VPC que no está conectada a Internet. También permiten a su
trabajo de capacitación conectarse a recursos en su VPC privada.

A continuación se muestra un ejemplo del parámetro VpcConfig incluido en su llamada a
CreateTrainingJob:

VpcConfig: {
      "Subnets": [
          "subnet-0123456789abcdef0",
          "subnet-0123456789abcdef1",
          "subnet-0123456789abcdef2"
          ],
      "SecurityGroupIds": [
          "sg-0123456789abcdef0"
          ]
        }

Configurar la VPC privada para la capacitación de SageMaker
Cuando configure la VPC privada para sus trabajos de capacitación de SageMaker de, utilice las siguientes
directrices. Para obtener más información sobre la configuración de una VPC, consulteUso de VPC y
subredesen laAmazon VPC User Guide.

Temas
• Garantía de que las subredes disponen de direcciones IP suficientes (p. 2645)
• Creación de un punto final de VPC de Amazon S3 (p. 2645)
• Utilizar una política de puntos de enlace personalizados para restringir el acceso a S3 (p. 2646)
• Configurar tablas de ruteo (p. 2647)
• Configurar el grupo de seguridad de la VPC (p. 2647)
• Conexión a recursos fuera de la VPC (p. 2647)

Garantía de que las subredes disponen de direcciones IP suficientes

Las subredes de la VPC deben disponer de al menos dos direcciones IP privadas para cada instancia
en un trabajo de capacitación. Para obtener más información, consulteTamaño de subred Y VPC para
direcciones IPv4en laAmazon VPC User Guide.

Creación de un punto final de VPC de Amazon S3

Si configura la VPC de manera que los contenedores de capacitación no dispongan de acceso a Internet,
no se podrán conectar a los buckets de Amazon S3 que contienen los datos de capacitación a no ser
que cree un punto de conexión de la VPC que permita el acceso. Si crea un punto de enlace de la VPC,
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permita a los contenedores de capacitación obtener acceso a los buckets en los que almacena los
datos y los artefactos de modelos. Le recomendamos que también cree una política personalizada que
permita solo solicitudes de su VPC privada para obtener acceso a sus buckets de S3. Para obtener más
información, consultePuntos de enlace para Amazon S3.

Para crear un punto de enlace de la VPC de S3:

1. Abra la consola de Amazon VPC en https://console.aws.amazon.com/vpc/.
2. En el panel de navegación, elija Endpoints (Puntos de enlace) y, a continuación, elija Create Endpoint

(Crear punto de enlace).
3. ParaNombre del servicio, busquecom.amazonaws.región.s3, donderegiónEs el nombre de la

región en la que reside la VPC.
4. Elija el iconoGateway.
5. En VPC, elija la VPC que desea usar para este punto de enlace.
6. En Configure route tables, seleccione las tablas de ruteo que debe usar el punto de conexión. El

servicio de VPC añadirá automáticamente una ruta a cada tabla de ruteo que seleccione que dirige
cualquier tráfico de S3 al nuevo punto de enlace.

7. En Policy (Política), elija Full Access (Acceso completo) para permitir acceso completo al servicio
de S3 a cualquier usuario o servicio dentro de la VPC. Elija Custom (Personalizado) para restringir
el acceso más. Para obtener información, consulte Utilizar una política de puntos de enlace
personalizados para restringir el acceso a S3 (p. 2646).

Utilizar una política de puntos de enlace personalizados para restringir el acceso a S3

La política de puntos de enlace predeterminada permite acceso completo a S3 a cualquier usuario
o servicio de la VPC. Para restringir aún más el acceso a S3, cree una política de puntos de enlace
personalizada. Para obtener más información, consulteUso de políticas de punto de enlace para Amazon
S3. También puede utilizar una política de bucket para restringir el acceso a los buckets de S3 a solo el
tráfico que proceda de su Amazon VPC. Para obtener información, consulteUso de las políticas de bucket
de Amazon S3.

Restringir la instalación de paquetes en el contenedor de capacitación

La política de punto de enlace predeterminada permite a los usuarios instalar paquetes desde los
repositorios de Amazon Linux y Amazon Linux 2 en el paquete de capacitación. Si no desea que los
usuarios instalen paquetes desde ese repositorio, cree una política de punto de enlace personalizada
que deniegue de forma explícita el acceso a los repositorios de Amazon Linux y Amazon Linux 2. A
continuación se muestra un ejemplo de una política que deniega el acceso a estos repositorios:

{ 
    "Statement": [ 
      { 
        "Sid": "AmazonLinuxAMIRepositoryAccess",
        "Principal": "*",
        "Action": [ 
            "s3:GetObject" 
        ],
        "Effect": "Deny",
        "Resource": [
            "arn:aws:s3:::packages.*.amazonaws.com/*",
            "arn:aws:s3:::repo.*.amazonaws.com/*"
        ] 
      } 
    ] 
} 

{ 
    "Statement": [ 
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        { "Sid": "AmazonLinux2AMIRepositoryAccess",
          "Principal": "*",
          "Action": [ 
              "s3:GetObject" 
              ],
          "Effect": "Deny",
          "Resource": [
              "arn:aws:s3:::amazonlinux.*.amazonaws.com/*" 
              ] 
         } 
    ] 
} 

Configurar tablas de ruteo

Utilice la configuración de DNS predeterminada para su tabla de ruteo de punto de enlace, de manera que
las URL de Amazon S3 (por ejemplo,http://s3-aws-region.amazonaws.com/MyBucket) resolver.
Si no utiliza la configuración de DNS predeterminada, asegúrese de que las URL que utiliza especifiquen
las ubicaciones de los datos en su resolución de trabajos de capacitación mediante la configuración de
tablas de ruteo de punto de enlace. Para obtener información acerca de las tablas de ruteo de punto de
enlace de la VPCDireccionamiento para puntos de enlace de gatewayen laAmazon VPC User Guide.

Configurar el grupo de seguridad de la VPC

En la capacitación distribuida, debe permitir la comunicación entre distintos contenedores en el mismo
trabajo de capacitación. Para ello, configure una regla para el grupo de seguridad que permita conexiones
entrantes entre miembros del mismo grupo de seguridad. Para obtener más información, consulte Reglas
del grupo de seguridad.

Conexión a recursos fuera de la VPC

Si configura la VPC de manera que no disponga de acceso a Internet, los trabajos de capacitación que
usan esa VPC no disponen de acceso a los recursos fuera de la VPC. Si su trabajo de capacitación precisa
de acceso a recursos fuera de la VPC, proporcione acceso con una de las siguientes opciones:

• Si su trabajo de capacitación precisa acceso a un servicio de AWS que admita puntos de enlace de
la VPC de la interfaz, cree un punto de enlace que conectar a ese servicio. Para obtener una lista de
los servicios que admita puntos de enlace de la interfaz, consulte.Puntos de enlace de la VPC deen
laAmazon VPC User Guide. Para obtener información acerca de cómo crear un punto de enlace de la
VPC de tipo interfaz, consultePuntos de enlace de la VPC de tipo interfazAWSPrivateLink)en laAmazon
VPC User Guide.

• Si su trabajo de capacitación necesita acceso a un servicio de AWS que no admite puntos de enlace
de la VPC de interfaz o a un recurso fuera de AWS, cree una gateway NAT y configure sus grupos de
seguridad para permitir conexiones salientes. Para obtener más información acerca de cómo configurar
una puerta de enlace NAT para la VPC, consulteEscenario 2: VPC con subredes privadas y públicas
(NAT)en laGuía del usuario de Amazon Virtual Private Cloud.

Proporcione acceso a los puntos de enlace alojados de
SageMaker a los recursos en su Amazon VPC
Configurar un modelo para Amazon VPC Access
Para especificar subredes y grupos de seguridad en su VPC privada, utilice laVpcConfigparámetro de
solicitud del parámetro CreateModelo proporcione esta información al crear un modelo en la consola
de SageMaker. SageMaker utiliza esta información para crear interfaces de red y asociarlas a sus
contenedores de modelo. Las interfaces de red proporcionan a sus contenedores de modelo una conexión
de red en su VPC que no está conectada a Internet. También permiten al modelo conectarse a recursos en
su VPC privada.
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Note

Debe crear al menos dos subredes en zonas de disponibilidad distintas en su VPC privada,
incluso si solo dispone de una instancia de alojamiento.

A continuación se muestra un ejemplo del parámetro VpcConfig incluido en su llamada a CreateModel:

VpcConfig: {
      "Subnets": [
          "subnet-0123456789abcdef0",
          "subnet-0123456789abcdef1",
          "subnet-0123456789abcdef2"
          ],
      "SecurityGroupIds": [
          "sg-0123456789abcdef0"
          ]
       }

Configurar la VPC privada para el alojamiento de SageMaker
Cuando configure la VPC privada para sus modelos de SageMaker, utilice las siguientes directrices. Para
obtener más información sobre la configuración de una VPC, consulteUso de VPC y subredesen laAmazon
VPC User Guide.

Temas
• Garantía de que las subredes disponen de direcciones IP suficientes (p. 2648)
• Creación de un punto final de VPC de Amazon S3 (p. 2648)
• Uso de una política de puntos de enlace personalizada para restringir el acceso a Amazon

S3 (p. 2649)
• Agregar permisos para el acceso al punto de enlace de los contenedores que se ejecutan en una VPC

a las políticas de IAM personalizadas  (p. 2650)
• Configurar tablas de ruteo (p. 2650)
• Conexión a recursos fuera de la VPC (p. 2650)

Garantía de que las subredes disponen de direcciones IP suficientes

Las subredes de la VPC deben disponer de al menos dos direcciones IP privadas para cada instancia
de modelo. Para obtener más información, consulteTamaño de subred Y VPC para direcciones IPv4en
laAmazon VPC User Guide.

Creación de un punto final de VPC de Amazon S3

Si configura la VPC de manera que los contenedores de modelos no dispongan de acceso a Internet, no
se podrán conectar a los buckets de Amazon S3 que contienen sus datos a no ser que cree un punto de
enlace de la VPC que permita el acceso. Si crea un punto de enlace de la VPC, permite a los contenedores
de modelo obtener acceso a los buckets en los que almacena los datos y los artefactos de modelos. Le
recomendamos que también cree una política personalizada que permita solo solicitudes de su VPC
privada para obtener acceso a sus buckets de S3. Para obtener más información, consultePuntos de
enlace para Amazon S3.

Para crear un punto de enlace de VPC de Amazon S3:

1. Abra la consola de Amazon VPC en https://console.aws.amazon.com/vpc/.
2. En el panel de navegación, elija Endpoints (Puntos de enlace) y, a continuación, elija Create Endpoint

(Crear punto de enlace).
3. ParaNombre del servicio, elijacom.amazonaws.región.s3, donderegiónes el nombre

delAWSRegión en la que reside su VPC.
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4. En VPC, elija la VPC que desea usar para este punto de enlace.
5. ParaConfigurar tablas de ruteo, elija las tablas de ruteo para el punto de enlace que desea utilizar. El

servicio de VPC añadirá automáticamente una ruta a cada tabla de ruteo que elija que dirige el tráfico
de Amazon S3 al nuevo punto de enlace.

6. ParaPolítica de, elijaAcceso completo aPara permitir acceso completo al servicio de Amazon
S3 a cualquier usuario o servicio dentro de la VPC. Para restringir el acceso más, elija Custom
(Personalizado). Para obtener más información, consulte Uso de una política de puntos de enlace
personalizada para restringir el acceso a Amazon S3 (p. 2649).

Uso de una política de puntos de enlace personalizada para restringir el acceso a Amazon S3

La política de puntos de enlace predeterminada permite acceso completo a Amazon Simple Storage
Service (Amazon S3) a cualquier usuario o servicio de la VPC. Para restringir aún más el acceso a
Amazon S3, cree una política de puntos de enlace personalizada. Para obtener más información,
consulteUso de políticas de punto de enlace para Amazon S3.

También puede utilizar una política de bucket para restringir el acceso a los buckets de S3 a solo el tráfico
que proceda de su Amazon VPC. Para obtener información, consulteUso de las políticas de bucket de
Amazon S3.

Restricción de la instalación de paquetes en el contenedor de modelos con una política de puntos
de enlace personalizada

La política de punto de enlace predeterminada permite a los usuarios instalar paquetes desde los
repositorios de Amazon Linux y Amazon Linux 2 en el contenedor de modelos. Si no desea que los
usuarios instalen paquetes desde esos repositorios, cree una política de puntos de enlace personalizada
que deniegue de forma explícita el acceso a los repositorios de Amazon Linux y Amazon Linux 2. A
continuación se muestra un ejemplo de una política que deniega el acceso a estos repositorios:

{ 
    "Statement": [ 
      { 
        "Sid": "AmazonLinuxAMIRepositoryAccess",
        "Principal": "*",
        "Action": [ 
            "s3:GetObject" 
        ],
        "Effect": "Deny",
        "Resource": [
            "arn:aws:s3:::packages.*.amazonaws.com/*",
            "arn:aws:s3:::repo.*.amazonaws.com/*"
        ] 
      } 
    ] 
} 

{ 
    "Statement": [ 
        { "Sid": "AmazonLinux2AMIRepositoryAccess",
          "Principal": "*",
          "Action": [ 
              "s3:GetObject" 
              ],
          "Effect": "Deny",
          "Resource": [
              "arn:aws:s3:::amazonlinux.*.amazonaws.com/*" 
              ] 
         } 
    ] 
} 
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Agregar permisos para el acceso al punto de enlace de los contenedores que se ejecutan en una
VPC a las políticas de IAM personalizadas

LaSageMakerFullAccessincluye los permisos que necesita para utilizar modelos configurados para el
acceso a Amazon VPC con un punto de enlace. Estos permisos permiten a SageMaker crear una elastic
network interface y asociarla a contenedores de modelos que se ejecutan en una VPC. Si utiliza su propia
política de IAM, debe agregar los siguientes permisos a esta para utilizar modelos configurados para el
acceso a VPC.

{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Allow",
            "Action": [
                "ec2:DescribeVpcEndpoints",
                "ec2:DescribeDhcpOptions",
                "ec2:DescribeVpcs",
                "ec2:DescribeSubnets",
                "ec2:DescribeSecurityGroups",
                "ec2:DescribeNetworkInterfaces",
                "ec2:DeleteNetworkInterfacePermission",
                "ec2:DeleteNetworkInterface",
                "ec2:CreateNetworkInterfacePermission",
                "ec2:CreateNetworkInterface"
            ],
            "Resource": "*"
        }
    ]
}

Para obtener más información sobre la política administrada SageMakerFullAccess, consulte
AmazonSageMakerFullAccess (p. 2598).

Configurar tablas de ruteo

Utilice la configuración de DNS predeterminada para su tabla de ruteo de punto de enlace, de manera que
las URL de Amazon S3 (por ejemplo,http://s3-aws-region.amazonaws.com/MyBucket) resolver.
Si no utiliza la configuración de DNS predeterminada, asegúrese de que las URL que utiliza especifiquen
las ubicaciones de los datos en su resolución de modelos mediante la configuración de tablas de ruteo
de punto de enlace. Para obtener información acerca de las tablas de ruteo de punto de enlace de la
VPCDireccionamiento para puntos de enlace de gatewayen laAmazon VPC User Guide.

Conexión a recursos fuera de la VPC

Si configura la VPC de manera que no disponga de acceso a Internet, los modelos que usan esa VPC no
disponen de acceso a los recursos fuera de la VPC. Si su modelo precisa de acceso a recursos fuera de la
VPC, proporcione acceso con una de las siguientes opciones:

• Si su modelo precisa acceso a un servicio de AWS que admita puntos de enlace de la VPC de la
interfaz, cree un punto de enlace que conectar a ese servicio. Para obtener una lista de los servicios que
admita puntos de enlace de la interfaz, consulte.Puntos de enlace de la VPC deen laAmazon VPC User
Guide. Para obtener información acerca de cómo crear un punto de enlace de la VPC de tipo interfaz,
consultePuntos de enlace de la VPC de tipo interfazAWSPrivateLink)en laAmazon VPC User Guide.

• Si su modelo necesita acceso a un servicio de AWS que no admite puntos de enlace de la VPC de
interfaz o a un recurso fuera de AWS, cree una gateway NAT y configure sus grupos de seguridad para
permitir conexiones salientes. Para obtener más información acerca de cómo configurar una puerta de
enlace NAT para la VPC, consulteEscenario 2: VPC con subredes privadas y públicas (NAT)en laGuía
del usuario de Amazon Virtual Private Cloud.
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Proporcionar acceso a los trabajos de transformación Batch a los
recursos en su VPC de Amazon
Para controlar el acceso a sus datos y a los trabajos de transformación por lotes, le recomendamos que
cree una VPC privada y que la configure de manera que no se pueda obtener acceso a sus trabajos
a través de Internet pública. Especifique la configuración de la VPC privada cuando cree un modelo
especificando subredes y grupos de seguridad. A continuación, especifique el mismo modelo al crear un
trabajo de transformación por lotes. Al especificar las subredes y los grupos de seguridad, SageMaker
creainterfaces de red elásticasAsociados a los grupos de seguridad en una de las subredes. Las
interfaces de red permiten a sus contenedores de modelos conectarse a recursos en la VPC. Para obtener
información sobre las interfaces de red, consulteInterfaces de redes elásticasen laAmazon VPC User
Guide.

En este documento se explica cómo agregar configuraciones de Amazon VPC para trabajos de
transformación por lotes.

Configurar un Job de transformación por Batch para Amazon VPC Access

Para especificar subredes y grupos de seguridad en su VPC privada, utilice laVpcConfigparámetro de
solicitud del parámetro CreateModelo proporcione esta información al crear un modelo en la consola de
SageMaker. A continuación, especifique el mismo modelo en el cuadroModelNameparámetro de solicitud
del parámetro CreateTransformJob, o en elNombre de modeloal crear un trabajo de transformación
en la consola de SageMaker. SageMaker utiliza esta información para crear interfaces de red y asociarlas
a sus contenedores de modelo. Las interfaces de red proporcionan a sus contenedores de modelo
una conexión de red en su VPC que no está conectada a Internet. También permiten a su trabajo de
transformación conectarse a recursos en su VPC privada.

A continuación se muestra un ejemplo del parámetro VpcConfig incluido en su llamada a CreateModel:

VpcConfig: {
      "Subnets": [
          "subnet-0123456789abcdef0",
          "subnet-0123456789abcdef1",
          "subnet-0123456789abcdef2"
          ],
      "SecurityGroupIds": [
          "sg-0123456789abcdef0"
          ]
        }

Si va a crear un modelo utilizando laCreateModel, el rol de ejecución de IAM que utiliza para crear
el modelo debe incluir los permisos que se describen enAPI de CreateModel: Permisos de rol de
ejecución (p. 2595), incluidos los siguientes permisos necesarios para una VPC privada.

Al crear un modelo en la consola, si seleccionaCreate a new role (Crear un nuevo rol)en laConfiguración
del modelosección sobre, laAmazonSageMakerFullAccessutilizada para crear el rol ya contiene estos
permisos. Si seleccionaEspecificar un ARN de un rol de IAM personalizadoorUso de rol existente, el ARN
de rol que especifique debe tener una directiva de ejecución adjunta con los siguientes permisos.

{
            "Effect": "Allow",
            "Action": [
            "ec2:CreateNetworkInterface",
            "ec2:CreateNetworkInterfacePermission",
            "ec2:DeleteNetworkInterface",
            "ec2:DeleteNetworkInterfacePermission",
            "ec2:DescribeNetworkInterfaces",
            "ec2:DescribeVpcs",
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            "ec2:DescribeDhcpOptions",
            "ec2:DescribeSubnets",
            "ec2:DescribeSecurityGroups"

Configurar la VPC privada para transformación por Batch de SageMaker
Cuando configure la VPC privada para sus trabajos de transformación por lotes de SageMaker, utilice las
siguientes directrices. Para obtener más información sobre la configuración de una VPC, consulteUso de
VPC y subredesen laAmazon VPC User Guide.

Temas
• Garantía de que las subredes disponen de direcciones IP suficientes (p. 2652)
• Creación de un punto final de VPC de Amazon S3 (p. 2652)
• Utilizar una política de puntos de enlace personalizados para restringir el acceso a S3 (p. 2652)
• Configurar tablas de ruteo (p. 2653)
• Configurar el grupo de seguridad de la VPC (p. 2653)
• Conexión a recursos fuera de la VPC (p. 2654)

Garantía de que las subredes disponen de direcciones IP suficientes

Las subredes de VPC deben disponer de al menos dos direcciones IP privadas para cada instancia en
un trabajo de transformación. Para obtener más información, consulteTamaño de subred Y VPC para
direcciones IPv4en laAmazon VPC User Guide.

Creación de un punto final de VPC de Amazon S3

Si configura la VPC de manera que los contenedores de modelos no dispongan de acceso a Internet, no
se podrán conectar a los buckets de Amazon S3 que contienen sus datos a no ser que cree un punto de
enlace de la VPC que permita el acceso. Si crea un punto de enlace de la VPC, permite a los contenedores
de modelo obtener acceso a los buckets en los que almacena los datos y los artefactos de modelos. Le
recomendamos que también cree una política personalizada que permita solo solicitudes de su VPC
privada para obtener acceso a sus buckets de S3. Para obtener más información, consultePuntos de
enlace para Amazon S3.

Para crear un punto de enlace de la VPC de S3:

1. Abra la consola de Amazon VPC en https://console.aws.amazon.com/vpc/.
2. En el panel de navegación, elija Endpoints (Puntos de enlace) y, a continuación, elija Create Endpoint

(Crear punto de enlace).
3. En Service Name (Nombre de servicio), elija com.amazonaws.region.s3, donde region (región)

es el nombre de la región donde reside la VPC.
4. En VPC, elija la VPC que desea usar para este punto de enlace.
5. En Configure route tables, seleccione las tablas de ruteo que debe usar el punto de conexión. El

servicio de VPC añadirá automáticamente una ruta a cada tabla de ruteo que seleccione que dirige
cualquier tráfico de S3 al nuevo punto de enlace.

6. En Policy (Política), elija Full Access (Acceso completo) para permitir acceso completo al servicio
de S3 a cualquier usuario o servicio dentro de la VPC. Elija Custom (Personalizado) para restringir
el acceso más. Para obtener información, consulte Utilizar una política de puntos de enlace
personalizados para restringir el acceso a S3 (p. 2652).

Utilizar una política de puntos de enlace personalizados para restringir el acceso a S3

La política de puntos de enlace predeterminada permite acceso completo a S3 a cualquier usuario
o servicio de la VPC. Para restringir aún más el acceso a S3, cree una política de puntos de enlace
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personalizada. Para obtener más información, consulteUso de políticas de punto de enlace para Amazon
S3. También puede utilizar una política de bucket para restringir el acceso a los buckets de S3 a solo el
tráfico que proceda de su Amazon VPC. Para obtener información, consulteUso de las políticas de bucket
de Amazon S3.

Restringir la instalación de paquetes en el contenedor de modelos

La política de punto de enlace predeterminada permite a los usuarios instalar paquetes desde los
repositorios de Amazon Linux y Amazon Linux 2 en el paquete de capacitación. Si no desea que los
usuarios instalen paquetes desde ese repositorio, cree una política de punto de enlace personalizada
que deniegue de forma explícita el acceso a los repositorios de Amazon Linux y Amazon Linux 2. A
continuación se muestra un ejemplo de una política que deniega el acceso a estos repositorios:

{ 
    "Statement": [ 
      { 
        "Sid": "AmazonLinuxAMIRepositoryAccess",
        "Principal": "*",
        "Action": [ 
            "s3:GetObject" 
        ],
        "Effect": "Deny",
        "Resource": [
            "arn:aws:s3:::packages.*.amazonaws.com/*",
            "arn:aws:s3:::repo.*.amazonaws.com/*"
        ] 
      } 
    ] 
} 

{ 
    "Statement": [ 
        { "Sid": "AmazonLinux2AMIRepositoryAccess",
          "Principal": "*",
          "Action": [ 
              "s3:GetObject" 
              ],
          "Effect": "Deny",
          "Resource": [
              "arn:aws:s3:::amazonlinux.*.amazonaws.com/*" 
              ] 
         } 
    ] 
} 

Configurar tablas de ruteo

Utilice la configuración de DNS predeterminada para su tabla de ruteo de punto de enlace, de manera
que las URL de Amazon S3 (por ejemplo,http://s3-aws-region.amazonaws.com/MyBucket)
resolver. Si no utiliza la configuración de DNS predeterminada, asegúrese de que las URL que utiliza
especifiquen las ubicaciones de los datos en su resolución de trabajos de transformación por lotes
mediante la configuración de tablas de ruteo de punto de enlace. Para obtener información acerca de
las tablas de ruteo de punto de enlace de la VPCDireccionamiento para puntos de enlace de gatewayen
laAmazon VPC User Guide.

Configurar el grupo de seguridad de la VPC

En la transformación por lotes distribuida, debe permitir la comunicación entre distintos contenedores en
el mismo trabajo de transformación por lotes. Para ello, configure una regla para el grupo de seguridad
que permita conexiones entrantes entre miembros del mismo grupo de seguridad. Para obtener más
información, consulte Reglas del grupo de seguridad.
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Conexión a recursos fuera de la VPC

Si configura la VPC de manera que no disponga de acceso a Internet, los trabajos de transformación
por lotes que usan esa VPC no disponen de acceso a los recursos fuera de la VPC. Si sus trabajo de
transformación por lotes precisa de acceso a recursos fuera de la VPC, proporcione acceso con una de las
siguientes opciones:

• Si su trabajo de transformación por lotes necesita acceso a un servicio de AWS que admita puntos de
enlace de la VPC de interfaz, cree un punto de enlace que conectar a ese servicio. Para obtener una
lista de los servicios que admita puntos de enlace de la interfaz, consulte.Puntos de enlace de la VPC
deen laAmazon VPC User Guide. Para obtener información acerca de cómo crear un punto de enlace
de la VPC de tipo interfaz, consultePuntos de enlace de la VPC de tipo interfazAWSPrivateLink)en
laAmazon VPC User Guide.

• Si su trabajo de transformación por lotes necesita acceso a un servicio de AWS que no admite puntos
de enlace de la VPC de interfaz o a un recurso fuera de AWS, cree una gateway NAT y configure sus
grupos de seguridad para permitir conexiones salientes. Para obtener más información acerca de cómo
configurar una puerta de enlace NAT para la VPC, consulteEscenario 2: VPC con subredes privadas y
públicas (NAT)en laGuía del usuario de Amazon Virtual Private Cloud.

Proporcionar acceso a los trabajos de Amazon SageMaker
Clarify a los recursos en su VPC de Amazon
Para controlar el acceso a sus datos y a los trabajos de SageMaker Clarify, le recomendamos que cree
una VPC privada y que la configure de manera que no se pueda obtener acceso a sus trabajos a través
de Internet pública. Para obtener información sobre la creación y configuración de una Amazon VPC para
procesar trabajos, consulteProporcione acceso a los trabajos de procesamiento de a SageMaker a los
recursos en su Amazon VPC.

En este documento se explica cómo agregar configuraciones de Amazon VPC adicionales que cumplan los
requisitos de los trabajos de SageMaker Clarify.

Temas
• Configurar un Job de SageMaker Clarify para Amazon VPC Access (p. 2654)
• Configurar los trabajos de Amazon VPC privada para SageMaker Clarify (p. 2656)

Configurar un Job de SageMaker Clarify para Amazon VPC Access
Debe especificar subredes y grupos de seguridad al configurar sus trabajos privados de Amazon VPC
para SageMaker Clarify y permitir que el trabajo obtenga inferencias del modelo de SageMaker al calcular
métricas de sesgo posteriores al entrenamiento y contribuciones de características que ayuden a explicar
las predicciones del modelo.

Temas
• Número máximo de subredes de Amazon Job PC y grupos de seguridad de SageMaker (p. 2654)
• Configurar un modelo de Amazon VPC para la inferencia (p. 2655)

Número máximo de subredes de Amazon Job PC y grupos de seguridad de SageMaker

Las subredes y los grupos de seguridad de su Amazon VPC privada se pueden asignar a un trabajo de
SageMaker Clarify de varias maneras, dependiendo de cómo cree el trabajo.

• Consola de SageMaker: Proporcione esta información al crear el trabajo en elPanel de SageMaker.
DesdeProcessingElija, elijaTrabajos de procesamientoSeleccione y, después,Creación de un trabajo
de procesamiento. Seleccione laVPC:en el cuadro de diálogoRedy proporcione las subredes y los
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grupos de seguridad mediante las listas desplegables. Asegúrese de que la opción de aislamiento de red
proporcionada en este panel está desactivada.

• API de SageMaker: UsarNetworkConfig.VpcConfigparámetro de solicitud del
parámetroCreateProcessingJobAPI, como se muestra en el ejemplo siguiente:

"NetworkConfig": {
    "VpcConfig": {
        "Subnets": [
            "subnet-0123456789abcdef0",
            "subnet-0123456789abcdef1",
            "subnet-0123456789abcdef2"
        ],
        "SecurityGroupIds": [
            "sg-0123456789abcdef0"
        ]
    }
}

• SDK para Python de de de SageMaker: UsarNetworkConfigParámetro de
laSageMakerClarifyProcessorAPI oProcessorAPI, como se muestra en el ejemplo siguiente:

from sagemaker.network import NetworkConfig
network_config = NetworkConfig(
    subnets=[
        "subnet-0123456789abcdef0",
        "subnet-0123456789abcdef1",
        "subnet-0123456789abcdef2",
    ],
    security_group_ids=[
        "sg-0123456789abcdef0",
    ],
)

SageMaker utiliza la información para crear interfaces de red y adjuntarlas al trabajo de SageMaker Clarify.
Las interfaces de red proporcionan un trabajo de SageMaker Clarify con una conexión de red en su VPC
de Amazon que no está conectada a Internet pública. También permiten a SageMaker Clarify conectarse a
recursos en su VPC privada de Amazon.

Configurar un modelo de Amazon VPC para la inferencia

Para calcular las métricas de sesgo posteriores al entrenamiento y la explicabilidad, el trabajo de
SageMaker Clarify necesita obtener inferencias del modelo de SageMaker especificado por el
parámetromodel_nameParámetro de laconfiguración de análisispara el trabajo de procesamiento de
SageMaker Clarify. Alternativamente, si utiliza el comandoSageMakerClarifyProcessoren el SDK de
Python de SageMaker, el trabajo necesita obtener elmodel_nameespecificada por elModelConfigClase.
Para lograr esto, el trabajo de SageMaker Clarify crea un extremo efímero con el modelo, conocido
comoPunto de enlace de sombray, a continuación, aplica la configuración de Amazon VPC del modelo al
extremo de sombra.

Note

La opción de aislamiento de red tanto del trabajo de SageMaker Clarify como del modelo deben
estar deshabilitadas (de forma predeterminada, la opción está deshabilitada) para que el trabajo
de SageMaker Clarify pueda comunicarse con el extremo de sombra.

Para especificar subredes y grupos de seguridad en su VPC privada de Amazon con el modelo de
SageMaker, utilice laVpcConfigparámetro de solicitud del parámetroCreateModelo proporcione esta
información cuando cree el modelo mediante el panel de SageMaker en la consola. A continuación se
muestra un ejemplo del parámetro VpcConfig incluido en su llamada a CreateModel:
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"VpcConfig": {
    "Subnets": [
        "subnet-0123456789abcdef0",
        "subnet-0123456789abcdef1",
        "subnet-0123456789abcdef2"
    ],
    "SecurityGroupIds": [
        "sg-0123456789abcdef0"
    ]
}

Puede especificar el número de instancias del punto de enlace de sombra que se va a
lanzar con el comandoinitial_instance_countParámetro de laconfiguración de
análisispara el trabajo de procesamiento de SageMaker Clarify. Alternativamente, si utiliza el
comandoSageMakerClarifyProcessoren el SDK de Python de SageMaker, el trabajo necesita obtener
elinstance_countespecificada por elModelConfigClase.

Note

Incluso si solo solicita una instancia al crear el punto final de sombra, necesita al menos dos
subredes en elModelConfigen distintas zonas de disponibilidad. De lo contrario, la creación del
punto de enlace de sombra falla con el siguiente error:
ClientError: Error al hospedar el extremo SageMaker-Clarify-Endpoint-XXX: Fallo. Motivo: No se
pueden localizar al menos 2 zonas de disponibilidad con el tipo de instancia solicitado YYY que se
superponen con las subredes de SageMaker.

Si su modelo requiere archivos de modelo en Amazon S3, el modelo Amazon VPC debe tener un extremo
de Amazon S3 VPC. Para obtener más información sobre cómo crear y configurar una Amazon VPC para
modelos de SageMaker, consulteProporcione acceso a los puntos de enlace alojados de SageMaker a los
recursos en su Amazon VPC (p. 2647).

Configurar los trabajos de Amazon VPC privada para SageMaker Clarify

En general, puede seguir los pasos que se detallan enConfigurar la VPC privada para el procesamiento
de SageMakerpara configurar sus trabajos privados de Amazon VPC para SageMaker Clarify. Estos son
algunos aspectos destacados y requisitos especiales para los trabajos de SageMaker Clarify.

Temas
• Connect a recursos fuera de la VPC de Amazon (p. 2656)
• Configurar el grupo de seguridad de Amazon VPC (p. 2657)

Connect a recursos fuera de la VPC de Amazon

Si configura su Amazon VPC para que no tenga acceso público a Internet, es necesario realizar alguna
configuración adicional para conceder a los trabajos de SageMaker Clarify acceso a recursos y servicios
fuera de su Amazon VPC. Por ejemplo, se requiere un extremo de Amazon S3 VPC porque un trabajo
de SageMaker Clarify necesita cargar un conjunto de datos desde un bucket S3 y guardar los resultados
del análisis en un bucket S3. Para obtener más información, consulteCreación de un punto final de VPC
de Amazon S3para la guía de creación. Además, si un trabajo de SageMaker Clarify necesita obtener
inferencias desde el punto final de sombra, entonces necesita llamar a varios másAWSServicios de .

• Crear un punto final de VPC de servicio API de Amazon SageMaker: El trabajo de SageMaker
Clarify debe llamar al servicio API de Amazon SageMaker para manipular el endpoint de sombra
o para describir un modelo de SageMaker para la validación de Amazon VPC. Puede seguir las
instrucciones proporcionadas en laProteger todas las llamadas a la API de Amazon SageMaker
conAWSPrivateLinkpara crear un extremo de VPC API de Amazon SageMaker que permita al trabajo
de SageMaker Clarify realizar las llamadas de servicio. Tenga en cuenta que el nombre de servicio del
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servicio API de Amazon SageMaker escom.amazonaws.region.sagemaker.api, donderegiónEs
el nombre de la región en la que reside la VPC de Amazon.

• Crear un punto de enlace de la VPC en tiempo de ejecución de Amazon SageMaker: El trabajo de
SageMaker Clarify debe llamar al servicio de tiempo de ejecución de Amazon SageMaker, que enruta
las invocaciones al extremo de sombra. Los pasos de configuración son similares a los del servicio API
de Amazon SageMaker. Tenga en cuenta que el nombre de servicio del servicio Amazon SageMaker
Runtime escom.amazonaws.region.sagemaker.runtime, donderegiónEs el nombre de la región
en la que reside la VPC de Amazon.

Configurar el grupo de seguridad de Amazon VPC

Los trabajos de SageMaker Clarify admiten el procesamiento distribuido cuando se especifican dos o más
instancias de procesamiento de una de las siguientes maneras:

• Consola de SageMaker: LaRecuento de instanciasse especifica en el parámetroConfiguración de
recursosparte deConfiguración de la tareaen la pestañaCreación de un trabajo de procesamiento(Se ha
creado el certificado).

• API de SageMaker: LaInstanceCountse especifica cuando crea el trabajo con la
propiedadCreateProcessingJobAPI.

• SDK para Python de de de SageMaker: Lainstance_countCuando se usa la propiedadProcesador
SageMakerClarifyProcessorAPI o laProcesadorAPI.

En el procesamiento distribuido, debe permitir la comunicación entre distintas instancias del mismo trabajo
de procesamiento. Para ello, configure una regla para el grupo de seguridad que permita conexiones
entrantes entre miembros del mismo grupo de seguridad. Para obtener información, consulteReglas del
grupo de seguridad.

Proporcione acceso a los trabajos de compilación de a
SageMaker a los recursos en su Amazon VPC

Note

Para trabajos de compilación, puede configurar subredes solo con una VPC de tenencia
predeterminada en la que su trabajo se ejecuta en hardware compartido. Para obtener más
información sobre los atributos de tenencia para VPC, consulte Instancias dedicadas.

Configurar un Job de compilación para Amazon VPC Access

Para especificar subredes y grupos de seguridad en su VPC privada, utilice laVpcConfigparámetro
de solicitud del parámetro CreateCompilationJobo proporcione esta información cuando cree un
trabajo de compilación en la consola de SageMaker. SageMaker Neo utiliza esta información para crear
interfaces de red y asociarlas a sus trabajos de compilación. Las interfaces de red proporcionan trabajos
de compilación con una conexión de red en su VPC que no está conectada a Internet. También permiten a
su trabajo de compilación conectarse a recursos en su VPC privada. A continuación se muestra un ejemplo
del parámetro VpcConfig incluido en su llamada a CreateCompilationJob:

VpcConfig: {"Subnets": [
          "subnet-0123456789abcdef0",
          "subnet-0123456789abcdef1",
          "subnet-0123456789abcdef2"
          ],
      "SecurityGroupIds": [
          "sg-0123456789abcdef0"
          ]
        }
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Configurar la VPC privada para la compilación de SageMaker
Cuando configure la VPC privada para sus trabajos de compilación de SageMaker, utilice las siguientes
directrices. Para obtener más información sobre la configuración de una VPC, consulteUso de VPC y
subredesen laAmazon VPC User Guide.

Temas
• Garantía de que las subredes disponen de direcciones IP suficientes (p. 2658)
• Creación de un punto final de VPC de Amazon S3 (p. 2658)
• Utilizar una política de puntos de enlace personalizados para restringir el acceso a S3 (p. 2658)
• Configurar tablas de ruteo (p. 2659)
• Configurar el grupo de seguridad de la VPC (p. 2660)

Garantía de que las subredes disponen de direcciones IP suficientes

Las subredes de la VPC deben disponer de al menos dos direcciones IP privadas para cada instancia
en un trabajo de compilación. Para obtener más información, consulteTamaño de subred Y VPC para
direcciones IPv4en laAmazon VPC User Guide.

Creación de un punto final de VPC de Amazon S3

Si configura la VPC de manera que bloquee el acceso a Internet, SageMaker Neo no se podrá conectar
a los buckets de Amazon S3 que contienen sus modelos a no ser que cree un punto de enlace de la VPC
que permita el acceso. Si crea un punto de enlace de la VPC, permite a sus trabajos de compilación de
SageMaker Neo obtener acceso a los buckets en los que almacena los datos y los artefactos de modelos.
Le recomendamos que también cree una política personalizada que permita solo solicitudes de su VPC
privada para obtener acceso a sus buckets de S3. Para obtener más información, consultePuntos de
enlace para Amazon S3.

Para crear un punto de enlace de la VPC de S3:

1. Abra la consola de Amazon VPC en https://console.aws.amazon.com/vpc/.
2. En el panel de navegación, elija Endpoints (Puntos de enlace) y, a continuación, elija Create Endpoint

(Crear punto de enlace).
3. ParaNombre del servicio, busquecom.amazonaws.región.s3, donderegiónEs el nombre de la

región en la que reside la VPC.
4. Elija el iconoGateway.
5. En VPC, elija la VPC que desea usar para este punto de enlace.
6. En Configure route tables, seleccione las tablas de ruteo que debe usar el punto de conexión. El

servicio de VPC añadirá automáticamente una ruta a cada tabla de ruteo que seleccione que dirige
cualquier tráfico de S3 al nuevo punto de enlace.

7. En Policy (Política), elija Full Access (Acceso completo) para permitir acceso completo al servicio
de S3 a cualquier usuario o servicio dentro de la VPC. Elija Custom (Personalizado) para restringir
el acceso más. Para obtener información, consulte Utilizar una política de puntos de enlace
personalizados para restringir el acceso a S3 (p. 2646).

Utilizar una política de puntos de enlace personalizados para restringir el acceso a S3

La política de puntos de enlace predeterminada permite acceso completo a S3 a cualquier usuario
o servicio de la VPC. Para restringir aún más el acceso a S3, cree una política de puntos de enlace
personalizada. Para obtener más información, consulteUso de políticas de punto de enlace para Amazon
S3. También puede utilizar una política de bucket para restringir el acceso a los buckets de S3 a solo el
tráfico que proceda de su Amazon VPC. Para obtener información, consulteUso de las políticas de bucket
de Amazon S3. A continuación, se muestra una política personalizada de ejemplo:
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{
    "Version": "2012-10-17",
    "Statement": [
        {
            "Effect": "Deny",
            "Principal": {
                "AWS": "*"
            },
            "Action": "s3:GetObject",
            "Resource": [
                "arn:aws:s3:::your-sample-bucket",
                "arn:aws:s3:::your-sample-bucket/*"
            ],
            "Condition": {
                "StringNotEquals": {
                    "aws:SourceVpce": [
                        "vpce-01234567890123456"
                    ]
                }
            }
        }
    ]
}

Agregar permisos para el Job de compilación que se ejecuta en una VPC de Amazon a directivas
de IAM personalizadas

LaSageMakerFullAccessLa política administrada incluye los permisos que necesita para utilizar
modelos configurados para el acceso a Amazon VPC con un punto de enlace. Estos permisos permiten
a SageMaker Neo crear una elastic network interface y asociarla a un trabajo de compilación que se
ejecuta en una VPC de Amazon. Si utiliza su propia política de IAM, debe añadir los siguientes permisos a
continuación a dicha para utilizar modelos configurados para el acceso a Amazon VPC.

{"Version": "2012-10-17",
    "Statement": [
        {"Effect": "Allow",
            "Action": [
                "ec2:DescribeVpcEndpoints",
                "ec2:DescribeDhcpOptions",
                "ec2:DescribeVpcs",
                "ec2:DescribeSubnets",
                "ec2:DescribeSecurityGroups",
                "ec2:DescribeNetworkInterfaces",
                "ec2:DeleteNetworkInterfacePermission",
                "ec2:DeleteNetworkInterface",
                "ec2:CreateNetworkInterfacePermission",
                "ec2:CreateNetworkInterface",
                "ec2:ModifyNetworkInterfaceAttribute"
            ],
            "Resource": "*"
        }
    ]
}

Para obtener más información sobre la política administrada SageMakerFullAccess, consulte
AmazonSageMakerFullAccess (p. 2598).

Configurar tablas de ruteo

Utilice la configuración de DNS predeterminada para su tabla de ruteo de punto de enlace, de manera que
las URL de Amazon S3 (por ejemplo,http://s3-aws-region.amazonaws.com/MyBucket) resolver.
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Si no utiliza la configuración de DNS predeterminada, asegúrese de que las URL que utiliza especifiquen
las ubicaciones de los datos en su resolución de trabajos de compilación mediante la configuración de
tablas de ruteo de punto de enlace. Para obtener información acerca de las tablas de ruteo de punto de
enlace de la VPCDireccionamiento para puntos de enlace de gatewayen laAmazon VPC User Guide.

Configurar el grupo de seguridad de la VPC

En el grupo de seguridad para el trabajo de compilación, debe permitir la comunicación saliente con
los extremos de Amazon S3 de Amazon VPC y los rangos CIDR de subred utilizados para el trabajo de
compilación. Para obtener información, consulteReglas del grupo de seguridadyControlar el acceso a los
servicios con puntos de enlace de Amazon VPC.
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Monitorizar Amazon SageMaker
La monitorización es una parte importante del mantenimiento de la fiabilidad, la disponibilidad y el
rendimiento de SageMaker y susAWSsoluciones.AWSofrece las siguientes herramientas de monitoreo
para controlar a SageMaker, informar cuando algo no funciona y realizar acciones automáticas cuando
proceda:

• Amazon CloudWatch monitorea los recursos de AWS y las aplicaciones que ejecuta en AWS en tiempo
real. Puede recopilar métricas y realizar un seguimiento de las métricas, crear paneles personalizados
y definir alarmas que le advierten o que toman medidas cuando una métrica determinada alcanza el
umbral que se especifique. Por ejemplo, puede hacer que CloudWatch haga un seguimiento del uso de
la CPU u otras métricas de las instancias de Amazon EC2 y lanzar nuevas instancias automáticamente
cuando sea necesario. Para obtener más información, consulte la Guía del usuario de Amazon
CloudWatch.

• Amazon CloudWatch Logsle permite monitorear, almacenar y acceder a sus archivos de registro desde
instancias EC2,AWS CloudTrail, y otras fuentes. CloudWatch Logs pueden monitorear información
en los registros y enviarle una notificación cuando se llega a determinados umbrales. También se
pueden archivar los datos de los registros en un almacenamiento de larga duración. Para obtener más
información, consulte la Guía del usuario de Amazon CloudWatch Logs.

• AWS CloudTrailcaptura llamadas a la API de y eventos relacionados realizados por su cuenta de o en
su nombreAWSy entrega los archivos log al bucket de Amazon S3 que especifique. También pueden
identificar qué usuarios y cuentas llamaron a AWS, la dirección IP de origen desde la que se realizaron
las llamadas y el momento en que se efectuaron las llamadas. Para obtener más información, consulte la
Guía del usuario de AWS CloudTrail.

• Eventos de CloudWatchproporciona un flujo casi en tiempo real de eventos del sistema que describen
cambios enAWSde AWS. Cree reglas de eventos de CloudWatch que reaccionen a un cambio de estado
en un trabajo de capacitación de SageMaker, ajuste de hiperparámetros o transformación por lotes

Temas
• Monitorizar Amazon SageMaker con Amazon CloudWatch (p. 2661)
• Registrar eventos de Amazon SageMaker con Amazon CloudWatch (p. 2673)
• Registrar llamadas a la API de Amazon SageMaker conAWS CloudTrail (p. 2674)
• Automatización de Amazon SageMaker con Amazon EventBridge (p. 2676)

Monitorizar Amazon SageMaker con Amazon
CloudWatch

Puede monitorear Amazon SageMaker mediante Amazon CloudWatch, que recopila y procesa los datos
sin formato en métricas legibles casi en tiempo real. Estas estadísticas se mantienen durante 15 meses,
de forma que pueda obtener acceso a información histórica y disponer de una mejor perspectiva sobre
el desempeño de su aplicación web o servicio. Sin embargo, la consola de Amazon CloudWatch limita la
búsqueda a las métricas que se actualizaron en las últimas 2 semanas. Esta limitación garantiza que la
mayor parte de los trabajos actuales se muestren en su espacio de nombres. Para representar métricas
gráficamente sin usar una búsqueda, especifique su nombre exacto en la vista del código fuente. También
puede establecer alarmas que vigilen determinados umbrales y enviar notificaciones o realizar acciones
cuando se cumplan dichos umbrales. Para obtener más información, consulte la Guía del usuario de
Amazon CloudWatch.

Dimensiones y métricas de SageMaker
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de invocación de punto de enlace)

• Métricas de invocación de puntos de enlace de SageMaker (p. 2662)
• Métricas SageMaker puntos de enlace multimodelo (p. 2663)
• Trabajos de SageMaker y Métricas de Endpoint (p. 2665)
• Métricas de verdad de SageMaker Ground Truth (p. 2668)
• Métricas de la Tienda de Funciones de SageMaker (p. 2670)
• Métricas de canalizaciones de SageMaker (p. 2671)

Métricas de invocación de puntos de enlace de
SageMaker
LaAWS/SageMakerEl espacio de nombres incluye las siguientes métricas de respuesta desde llamadas
enInvokeEndPoint.

Las métricas están disponibles con una frecuencia de un minuto.

Para obtener más información acerca de por cuánto tiempo se conservan las métricas de CloudWatch,
consulteGetMetricStatisticsen laReferencia del API de Amazon CloudWatch.

Endpoint Invocation Metrics (Métricas de invocación de punto de enlace)

Métrica Descripción

Invocation4XXErrors El número de solicitudes InvokeEndpoint donde el modelo devolvió un
código de respuesta HTTP 4xx. Para cada respuesta 4xx, se envía 1; de lo
contrario, se envía 0.

Unidades: Ninguno

Estadísticas válidas: Media, Suma

Invocation5XXErrors El número de solicitudes InvokeEndpoint donde el modelo devolvió un
código de respuesta HTTP 5xx. Para cada respuesta 5xx, se envía 1; de lo
contrario, se envía 0.

Unidades: Ninguno

Estadísticas válidas: Media, Suma

Invocations Número deInvokeEndpointenviadas a un punto de enlace de modelo.

Para obtener el número total de solicitudes enviadas a un punto de enlace del
modelo, utilice la estadística Sum.

Unidades: Ninguno

Estadísticas válidas: Sum

InvocationsPerInstanceEl número de invocaciones enviado a un modelo, normalizado
porInstanceCounten cada ProductionVariant. 1/numberOfInstancesse
envía como el valor en cada solicitud, dondenumberOfInstanceses el
número de instancias activas para la ProductionVariant detrás del punto de
enlace en el momento de la solicitud.

Unidades: Ninguno

Estadísticas válidas: Sum
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Métrica Descripción

ModelLatency El intervalo de tiempo que tarda un modelo en responder como se muestra en
SageMaker. Este intervalo incluye el tiempo de comunicación local empleado
en el envío de la solicitud y la recuperación de la respuesta del contenedor de
un modelo, así como el tiempo que se tarda en completar la inferencia en el
contenedor.

Unidades: Microsegundos

Estadísticas válidas: Media, Suma, Mín., Máx.

OverheadLatency El intervalo de tiempo añadido al tiempo que se tarda en responder a una
solicitud de cliente de sobrecargas de SageMaker. Este intervalo se mide
desde el momento en que SageMaker recibe la solicitud hasta que devuelve
una respuesta al cliente, menos.ModelLatency. La latencia de sobrecarga
puede variar dependiendo de varios factores, incluidos los tamaños de
carga de solicitud y respuesta, la frecuencia de solicitud y la autenticación/
autorización de la solicitud.

Unidades: Microsegundos

Estadísticas válidas: Media, Suma, Mín., Máx.

Dimensions for Endpoint Invocation Metrics (Dimensiones de las métricas de invocación del punto de
enlace)

Dimensión Descripción

EndpointName,
VariantName

Filtra las métricas de invocación de punto de enlace para una
ProductionVariant del punto de enlace y la variante especificados.

Métricas SageMaker puntos de enlace multimodelo
LaAWS/SageMakerEl espacio de nombres incluye las siguientes métricas de carga del modelo de las
llamadas aInvokeEndPoint.

Las métricas están disponibles con una frecuencia de un minuto.

Para obtener más información acerca de por cuánto tiempo se conservan las métricas de CloudWatch,
consulteGetMetricStatisticsen laReferencia del API de Amazon CloudWatch.

Multi-Model Endpoint Model Loading Metrics (Métricas de carga de modelo de punto de enlace
multimodelo)

Métrica Descripción

ModelLoadingWaitTimeEl intervalo de tiempo que una solicitud de invocación ha esperado a que se
descargue o cargue el modelo de destino, o ambos, para realizar la inferencia.

Unidades: Microsegundos

Estadísticas válidas: Media, Suma, Mín., Máx.

ModelUnloadingTime El intervalo de tiempo que tardó en descargar el modelo a través de la
llamada a la API UnloadModel del contenedor.
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Métrica Descripción
Unidades: Microsegundos

Estadísticas válidas: Media, Suma, Mín., Máx.

ModelDownloadingTimeEl intervalo de tiempo que tardó en descargar el modelo de Amazon Simple
Storage Service (Amazon S3).

Unidades: Microsegundos

Estadísticas válidas: Media, Suma, Mín., Máx.

ModelLoadingTime El intervalo de tiempo que tardó en cargar el modelo a través de la llamada a
la API LoadModel del contenedor.

Unidades: Microsegundos

Estadísticas válidas: Media, Suma, Mín., Máx.

ModelCacheHit El número de solicitudes InvokeEndpoint enviadas al punto de enlace
multimodelo para el que ya se ha cargado el modelo.

La estadística Promedio muestra la proporción de solicitudes para las que el
modelo ya se ha cargado.

Unidades: Ninguno

Estadísticas válidas: Media, Sum, Sample Count.

Dimensions for Multi-Model Endpoint Model Loading Metrics (Dimensiones para métricas de carga de
modelo de punto de enlace multimodelo)

Dimensión Descripción

EndpointName,
VariantName

Filtra las métricas de invocación de punto de enlace para una
ProductionVariant del punto de enlace y la variante especificados.

La/aws/sagemaker/Endpointsincluyen las siguientes métricas de instancia de las llamadas
aInvokeEndPoint.

Las métricas están disponibles con una frecuencia de un minuto.

Para obtener más información acerca de por cuánto tiempo se conservan las métricas de CloudWatch,
consulteGetMetricStatisticsen laReferencia del API de Amazon CloudWatch.

Multi-Model Endpoint Model Instance Metrics (Métricas de instancia de modelo de punto de enlace
multimodelo)

Métrica Descripción

LoadedModelCount El número de modelos cargados en los contenedores del punto de enlace
multimodelo. Esta métrica se emite por instancia.

La estadística Promedio con un período de 1 minuto indica el número medio
de modelos cargados por instancia.
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Métrica Descripción
La estadística Suma indica el número total de modelos cargados en todas las
instancias del punto de enlace.

Los modelos de los que realiza el seguimiento de esta métrica no son
necesariamente únicos porque un modelo puede cargarse en varios
contenedores en el punto de enlace.

Unidades: Ninguno

Estadísticas válidas: Media, Suma, Mín., Máx.

Dimensions for Multi-Model Endpoint Model Loading Metrics (Dimensiones para métricas de carga de
modelo de punto de enlace multimodelo)

Dimensión Descripción

EndpointName,
VariantName

Filtra las métricas de invocación de punto de enlace para una
ProductionVariant del punto de enlace y la variante especificados.

Trabajos de SageMaker y Métricas de Endpoint
Los espacios de nombres /aws/sagemaker/ProcessingJobs, /aws/sagemaker/TrainingJobs,
/aws/sagemaker/TransformJobs y /aws/sagemaker/Endpoints incluyen las siguientes métricas
para los trabajos de entrenamiento y las instancias de punto de enlace.

Las métricas están disponibles con una frecuencia de un minuto.

Processing Job, Training Job, Batch Transform Job, and Endpoint Instance Metrics (Trabajo de
procesamiento, trabajo de entrenamiento, trabajo de transformación por lotes y métricas de instancia de
punto de enlace)

Métrica Descripción

CPUUtilization La suma de la utilización de cada núcleo de CPU individual. El uso de la CPU
de cada núcleo puede oscilar entre 0 y 100. Por ejemplo, si hay cuatro CPU,
CPUUtilization puede oscilar entre el 0% y el 400%.
Para trabajos de procesamiento, el valor es la utilización de CPU del
contenedor de procesamiento en la instancia.

Para los trabajos de capacitación, el valor es la utilización de la CPU del
contenedor de algoritmos en la instancia.

Para los trabajos de transformación por lotes, el valor es la utilización de la
CPU del contenedor de transformación en la instancia.

Para las variantes de punto de enlace, el valor es la suma de la utilización de
la CPU de los contenedores principales y suplementarios en la instancia.

Note

Para varias instancias, cada instancia notifica las métricas de
utilización de la CPU. Sin embargo, la vista predeterminada de
CloudWatch muestra la utilización media de la CPU en todas las
instancias.
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Métrica Descripción
Unidades: Porcentaje

MemoryUtilization El porcentaje de memoria que utilizan los contenedores en una instancia. Este
valor puede oscilar entre 0% y 100%.
Para trabajos de procesamiento, el valor es la utilización de memoria del
contenedor de procesamiento en la instancia.

Para los trabajos de capacitación, el valor es la utilización de la memoria del
contenedor de algoritmos en la instancia.

Para los trabajos de transformación por lotes, el valor es la utilización de la
memoria del contenedor de transformación en la instancia.

Para las variantes de punto de enlace, el valor es la suma de la utilización de
la memoria de los contenedores principales y suplementarios en la instancia.

Unidades: Porcentaje

Note

Para varias instancias, cada instancia notifica las métricas de
utilización de la memoria. Sin embargo, la vista predeterminada de
CloudWatch muestra la utilización media de la memoria en todas las
instancias.

GPUUtilization El porcentaje de unidades de GPU usadas por los contenedores en una
instancia. El valor puede oscilar entre 0 y 100, y se multiplica por el número
de GPU. Por ejemplo, si hay cuatro GPU, GPUUtilization puede oscilar
entre el 0% y el 400%.
Para trabajos de procesamiento, el valor es la utilización de GPU del
contenedor de procesamiento en la instancia.

Para los trabajos de capacitación, el valor es la utilización de la GPU del
contenedor de algoritmos en la instancia.

Para los trabajos de transformación por lotes, el valor es la utilización de la
GPU del contenedor de transformación en la instancia.

Para las variantes de punto de enlace, el valor es la suma de la utilización de
la GPU de los contenedores principales y suplementarios en la instancia.

Note

Para varias instancias, cada instancia notifica las métricas de
utilización de la GPU. Sin embargo, la vista predeterminada de
CloudWatch muestra la utilización media de la GPU en todas las
instancias.

Unidades: Porcentaje
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Métrica Descripción

GPUMemoryUtilizationEl porcentaje de memoria de GPU que utilizan los contenedores en una
instancia. El valor puede oscilar entre 0 y 100, y se multiplica por el número
de GPU. Por ejemplo, si hay cuatro GPU, GPUMemoryUtilization puede
oscilar entre el 0% y el 400%.
Para trabajos de procesamiento, el valor es la utilización de la memoria GPU
del contenedor de procesamiento en la instancia.

Para los trabajos de capacitación, el valor es la utilización de la memoria de la
GPU del contenedor de algoritmos en la instancia.

Para los trabajos de transformación por lotes, el valor es la utilización de la
memoria de la GPU del contenedor de transformación en la instancia.

Para las variantes de punto de enlace, el valor es la suma de la utilización de
la memoria de la GPU de los contenedores principales y suplementarios en la
instancia.

Note

Para varias instancias, cada instancia notifica las métricas de
utilización de la memoria GPU. Sin embargo, la vista predeterminada
de CloudWatch muestra la utilización media de la memoria GPU en
todas las instancias.

Unidades: Porcentaje

DiskUtilization El porcentaje de espacio en disco usado por los contenedores en una
instancia. Este valor puede oscilar entre 0% y 100%. Esta métrica no es
compatible con los trabajos de transformación por lotes.
Para trabajos de procesamiento, el valor es la utilización del espacio en disco
del contenedor de procesamiento en la instancia.

Para los trabajos de capacitación, el valor es la utilización del espacio en
disco del contenedor de algoritmos en la instancia.

Para las variantes de punto de enlace, el valor es la suma de la utilización
del espacio en disco de los contenedores principales y suplementarios en la
instancia.

Unidades: Porcentaje

Note

Para varias instancias, cada instancia notifica las métricas de
utilización del disco. Sin embargo, la vista predeterminada de
CloudWatch muestra la utilización media del disco en todas las
instancias.

Dimensions for Processing Job, Training Job, Batch Transform Job, and Endpoint Instance Metrics
(Dimensiones para trabajo de procesamiento, trabajo de entrenamiento, trabajo de transformación por lotes
y métricas de instancia de punto de enlace)

Dimensión Descripción

Host Para trabajos de procesamiento, el valor para esta dimensión tiene el formato
[processing-job-name]/algo-[instance-number-in-cluster].
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Dimensión Descripción
Utilice esta dimensión para filtrar métricas de instancias para la instancia y el
trabajo de procesamiento especificados. Este formato de dimensión está solo
presente en el espacio de nombres /aws/sagemaker/ProcessingJobs.

Para trabajos de capacitación, el valor para esta dimensión tiene el formato
[training-job-name]/algo-[instance-number-in-cluster].
Utilice esta dimensión para filtrar métricas de instancias para la instancia y el
trabajo de capacitación especificados. Este formato de dimensión está solo
presente en el espacio de nombres /aws/sagemaker/TrainingJobs.

Para trabajos de transformación por lotes, el valor para esta dimensión
tiene el formato [transform-job-name]/[instance-id]. Utilice esta
dimensión para filtrar métricas de instancias para la instancia y el trabajo de
transformación por lotes especificados. Este formato de dimensión está solo
presente en el espacio de nombres /aws/sagemaker/TransformJobs.

Métricas de verdad de SageMaker Ground Truth
Ground Truth Metrics

Métrica Descripción

ActiveWorkers Un solo trabajador activo de un equipo de trabajo privado envió, liberó
o rechazó una tarea. Para obtener el número total de trabajadores
activos, use la estadística Sum. Ground Truth re intenta entregar a cada
individuoActiveWorkersevento una vez. Si esta entrega no se realiza
correctamente, es posible que esta métrica no informe sobre el número total
de trabajadores activos

Unidades: Ninguno

Estadísticas válidas: Resumen, Sample Count.

DatasetObjectsAutoAnnotatedEl número de objetos de conjunto de datos comentados automáticamente
en un trabajo de etiquetado. Esta métrica solo se emite al habilitarse el
etiquetado automatizado. Para ver el progreso del trabajo de etiquetado, use
la métrica Max.

Unidades: Ninguno

Estadísticas válidas: Máximo

DatasetObjectsHumanAnnotatedEl número de objetos de conjunto de datos comentados por un humano en un
trabajo de etiquetado. Para ver el progreso del trabajo de etiquetado, use la
métrica Max.

Unidades: Ninguno

Estadísticas válidas: Máximo

DatasetObjectsLabelingFailedEl número de objetos de conjunto de datos que no se pudieron etiquetar en un
trabajo de etiquetado. Para ver el progreso del trabajo de etiquetado, use la
métrica Max.

Unidades: Ninguno
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Métrica Descripción
Estadísticas válidas: Máximo

JobsFailed Error en un único trabajo de etiquetado. Para obtener el número total de
trabajos de etiquetado que generaron error, use la estadística Sum.

Unidades: Ninguno

Estadísticas válidas: Resumen, Sample Count.

JobsSucceeded Un único trabajo de etiquetado se ha realizado correctamente. Para obtener el
número total de trabajos de etiquetado que se realizaron correctamente, use
la estadística Sum.

Unidades: Ninguno

Estadísticas válidas: Resumen, Sample Count.

JobsStopped Se detuvo un único trabajo de etiquetado. Para obtener el número total de
trabajos de etiquetado que se detuvieron, use la estadística Sum.

Unidades: Ninguno

Estadísticas válidas: Resumen, Sample Count.

TasksAccepted Un trabajador aceptó una sola tarea. Para obtener el número total de tareas
aceptadas por los trabajadores, use la estadística Sum. Ground Truth re
intenta entregar a cada individuoTaskAcceptedevento una vez. Si esta
entrega no se realiza correctamente, es posible que esta métrica no informe
sobre el número total de tareas aceptadas.

Unidades: Ninguno

Estadísticas válidas: Resumen, Sample Count.

TasksDeclined Un trabajador rechazó una sola tarea. Para obtener el número total de tareas
rechazadas por los trabajadores, use la estadística Sum. Ground Truth re
intenta entregar a cada individuoTasksDeclinedevento una vez. Si esta
entrega no se realiza correctamente, es posible que esta métrica no informe
del número total de tareas rechazadas.

Unidades: Ninguno

Estadísticas válidas: Resumen, Sample Count.

TasksReturned Se devolvió una sola tarea. Para obtener el número total de tareas
devueltas, use la estadística Sum. Ground Truth re intenta entregar a cada
individuoTasksReturnedevento una vez. Si esta entrega no se realiza
correctamente, es posible que esta métrica no informe del número total de
tareas devueltas.

Unidades: Ninguno

Estadísticas válidas: Resumen, Sample Count.
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Métrica Descripción

TasksSubmitted Un trabajador privado envió o completó una sola tarea. Para obtener el
número total de tareas enviadas por los trabajadores, use la estadística Sum.
Ground Truth re intenta entregar a cada individuoTasksSubmittedevento
una vez. Si esta entrega no se realiza correctamente, es posible que esta
métrica no informe sobre el número total de tareas enviadas.

Unidades: Ninguno

Estadísticas válidas: Resumen, Sample Count.

TimeSpent Tiempo empleado en una tarea completada por un trabajador privado. Esta
métrica no incluye el tiempo en que un trabajador se detuvo o se tomó un
descanso. Ground Truth intenta entregar cadaTimeSpentevento una vez.
Si esta entrega no se realiza correctamente, es posible que esta métrica no
informe sobre la cantidad total de tiempo invertido.

Unidades: Segundos

Estadísticas válidas: Resumen, Sample Count.

TotalDatasetObjectsLabeledEl número de objetos de conjunto de datos correctamente etiquetados en un
trabajo de etiquetado. Para ver el progreso del trabajo de etiquetado, use la
métrica Max.

Unidades: Ninguno

Estadísticas válidas: Máximo

Dimensions for Dataset Object Metrics (Dimensiones de métricas de objeto de conjunto de datos)

Dimensión Descripción

LabelingJobName Filtra métricas de recuento de objetos de conjunto de datos para un trabajo de
etiquetado.

Métricas de la Tienda de Funciones de SageMaker
Métricas del almacén de características

Métrica Descripción

ConsumedReadRequestsUnitsEl número de unidades de lectura consumidas durante el periodo de tiempo
especificado. Puede recuperar las unidades de lectura consumidas para una
operación de tiempo de ejecución del almacén de entidades y su grupo de
entidades correspondiente.

Unidades: Ninguno

Estadísticas válidas: Todos

ConsumedWriteRequestsUnitsEl número de unidades de escritura consumidas durante el periodo de tiempo
especificado. Puede recuperar las unidades de escritura consumidas para una
operación de tiempo de ejecución del almacén de entidades y su grupo de
entidades correspondiente.
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Métrica Descripción
Unidades: Ninguno

Estadísticas válidas: Todos

Dimensiones de las métricas del almacén de elementos

Dimensión Descripción

FeatureGroupName,
OperationName

Filtra las métricas de operación en tiempo de ejecución del grupo de
entidades especificado.

Métricas de canalizaciones de SageMaker
LaAWS/Sagemaker/ModelBuildingPipelineEl espacio de nombres incluye las siguientes métricas
para las ejecuciones de canalizaciones de.

Hay disponibles dos categorías de métricas de ejecución de canalizaciones de:

• Métricas de ejecución en todas las canalizaciones— Métricas de ejecución de canalizaciones a nivel de
cuenta (para todas las canalizaciones de la cuenta corriente)

• Métricas de ejecución por canalización— Métricas de ejecución de tuberías por tubería

Las métricas están disponibles con una frecuencia de un minuto.

Métricas de ejecución de canalizaciones

Métrica Descripción

ExecutionStarted El número de ejecuciones de canalización que se iniciaron.

Unidades: Recuento

Estadísticas válidas: Media, Suma

ExecutionFailed El número de ejecuciones de canalización que produjeron un error.

Unidades: Recuento

Estadísticas válidas: Media, Suma

ExecutionSucceeded El número de ejecuciones de canalización que se realizaron correctamente.

Unidades: Recuento

Estadísticas válidas: Media, Suma

ExecutionStopped El número de ejecuciones de canalización que se detuvieron.

Unidades: Recuento

Estadísticas válidas: Media, Suma

ExecutionDuration Duración en milisegundos que se ejecutó la ejecución de la canalización.
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Métrica Descripción
Unidades: Milisegundos

Estadísticas válidas: Promedio, Sum, Min, Max, Sample Count.

Dimensiones de las métricas de ejecución por canalización

Dimensión Descripción

PipelineName Filtra las métricas de ejecución de tuberías para una canalización
especificada.

Métricas de Paso de Pipelines

LaAWS/Sagemaker/ModelBuildingPipelineEl espacio de nombres incluye las siguientes métricas
para los pasos de canalización de.

Las métricas están disponibles con una frecuencia de un minuto.

Métrica Descripción

StepStarted Número de pasos que se iniciaron.

Unidades: Recuento

Estadísticas válidas: Media, Suma

StepFailed Número de pasos que produjeron un error.

Unidades: Recuento

Estadísticas válidas: Media, Suma

StepSucceeded Número de pasos que se produjeron correctamente.

Unidades: Recuento

Estadísticas válidas: Media, Suma

StepStopped Número de pasos que se detuvieron.

Unidades: Recuento

Estadísticas válidas: Media, Suma

StepDuration Duración en milisegundos que se ejecutó el paso.

Unidades: Milisegundos

Estadísticas válidas: Promedio, Sum, Min, Max, Sample Count.

Dimensiones para métricas de pasos de tuberías
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Dimensión Descripción

PipelineName,
StepName

Filtra las métricas de pasos para una canalización y paso especificados.

Registrar eventos de Amazon SageMaker con
Amazon CloudWatch

Para ayudarle a depurar las configuraciones de ciclo de vida de instancias de bloc de notas, instancias
de bloc de notas, instancias de bloc de notas, los elementos de una configuración de ciclo de vida
de instancias de bloc de notas, un contenedor de modelos o un contenedor de algoritmos que envíe
a.stdoutorstderrtambién se envía a Amazon CloudWatch Logs. Además de la depuración, puede usar
este análisis de progreso.

Registros

En la siguiente tabla se muestran todos los registros que proporciona Amazon SageMaker.

Registros

Nombre del grupo de
registros

Nombre del flujo de registros

[production-variant-name]/[instance-id]/aws/sagemaker/
Endpoints/
[EndpointName] [production-variant-name]/[instance-id]/[container-name

provided in SageMaker model] (For Inference Pipelines)

/aws/sagemaker/
groundtruth/
WorkerActivity

aws/sagemaker/groundtruth/worker-activity/[requester-AWS-
Id]-[region]/[timestamp]

/aws/sagemaker/
LabelingJobs

[labeling-job-name]

[notebook-instance-name]/[LifecycleConfigHook]/aws/sagemaker/
NotebookInstances

[notebook-instance-name]/jupyter.log

/aws/sagemaker/
ProcessingJobs

[processing-job-name]/[hostname]-[epoch_timestamp]

/aws/sagemaker/
studio

[domain-id]/[user-profile-name]/[app-type]/[app-name]

/aws/sagemaker/
TrainingJobs

[training-job-name]/algo-[instance-number-in-cluster]-
[epoch_timestamp]

[transform-job-name]/[instance-id]-[epoch_timestamp]

[transform-job-name]/[instance-id]-[epoch_timestamp]/data-
log

/aws/sagemaker/
TransformJobs

[transform-job-name]/[instance-id]-[epoch_timestamp]/
[container-name provided in SageMaker model] (For
Inference Pipelines)
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Note

1. El flujo de registros /aws/sagemaker/NotebookInstances/[LifecycleConfigHook]
se crea cuando crea una instancia de bloc de notas con una configuración de ciclo de vida. Para
obtener más información, consulte Personalizar una instancia de bloc de notas con un script de
configuración del ciclo de vida (p. 135).
2. Para las canalizaciones de inferencia, si no se proporcionan nombres de contenedor, la
plataforma utiliza **container-1, container-2**, etc., correspondientes al orden que se proporciona
en el modelo de SageMaker.

Para obtener más información acerca del registro de eventos con CloudWatch Logs, consulte¿Qué es
Amazon CloudWatch Logs?en laGuía del usuario de Amazon CloudWatch.

Registrar llamadas a la API de Amazon SageMaker
conAWS CloudTrail

Amazon SageMaker está integrado conAWS CloudTrail, un servicio que proporciona un registro de
las acciones que realiza un usuario, un rol o un usuario deAWSen SageMaker. CloudTrail captura
todas las llamadas a la API para SageMaker, con la excepción deInvokeEndPoint, como eventos. Las
llamadas capturadas incluyen las llamadas realizadas desde la consola de SageMaker y las llamadas
desde el código a las operaciones de la API de SageMaker. Si crea un registro de seguimiento, puede
habilitar la entrega continua de eventos de CloudTrail a un bucket de Amazon S3, incluidos los eventos
de SageMaker. Si no configura un registro de seguimiento, puede ver los eventos más recientes de la
consola de CloudTrail en el Event history (Historial de eventos). Mediante la información que recopila por
CloudTrail, se puede determinar la solicitud que se envió a SageMaker, la dirección IP desde la que se
realizó la solicitud, quién la realizó, cuándo se realizó y detalles adicionales.

Para obtener más información sobre CloudTrail, consulte la Guía del usuario de AWS CloudTrail.

De forma predeterminada, los datos de registro se almacenan en CloudWatch Logs de forma indefinida.
Sin embargo, puede configurar durante cuánto tiempo almacenar los datos de registro en un grupo de
registros. Para obtener información, consulteCambiar la retención de datos de registro en CloudWatch
Logsen laGuía del usuario de Amazon CloudWatch Logs.

Información de SageMaker en CloudTrail
CloudTrail se habilita en su cuenta de AWS cuando la crea. Cuando se produce una actividad en Amazon
SageMaker, dicha actividad se registra en un evento de CloudTrail junto con los elementos deAWSeventos
de servicio enHistorial de eventos. Puede ver, buscar y descargar los últimos eventos de la cuenta de
AWS. Para obtener más información, consulte Ver eventos con el historial de eventos de CloudTrail.

Para mantener un registro continuo de los eventos de laAWS, incluidos los eventos de Amazon
SageMaker, cree un registro de seguimiento. Un registro de seguimiento permite a CloudTrail enviar
archivos de registro a un bucket de Amazon S3. De forma predeterminada, cuando se crea un registro de
seguimiento en la consola, el registro de seguimiento se aplica a todas las regiones de AWS. El registro
de seguimiento registra los eventos de todas las regiones de la partición de AWS y envía los archivos
de registro al bucket de Amazon S3 especificado. También es posible configurar otros servicios de AWS
para analizar en profundidad y actuar en función de los datos de eventos recopilados en los registros de
CloudTrail. Para obtener más información, consulte los siguientes temas:

• Introducción a la creación de registros de seguimiento
• Consulte Servicios e integraciones compatibles con CloudTrail.
• Configuración de notificaciones de Amazon SNS para CloudTrail
• Recibir archivos de registro de CloudTrail de varias regiones y Recibir archivos de registro de CloudTrail

de varias cuentas
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Todas las acciones de SageMaker, con la excepción deInvokeEndPoint, son registrados
por CloudTrail y están documentados en la Operations. Por ejemplo, las llamadas
aCreateTrainingJob,CreateEndpointyCreateNotebookInstancegeneran entradas en los
archivos de registro de CloudTrail.

Cada entrada de registro o evento contiene información acerca de quién generó la solicitud. La información
de identidad del usuario le ayuda a determinar lo siguiente:

• Si la solicitud se realizó con credenciales de usuario AWS Identity and Access Management (IAM) o
credenciales de usuario raíz.

• Si la solicitud se realizó con credenciales de seguridad temporales de un rol o fue un usuario federado.
• Si la solicitud la realizó otro servicio de AWS.

Para obtener más información, consulte el Elemento userIdentity de CloudTrail.

Operaciones realizadas por Ajuste de modelo
automático
SageMaker admite el registro de eventos de servicio no generados por la API en sus archivos
de registro de CloudTrail para los trabajos de ajuste de modelo automático. Estos eventos están
relacionados con sus trabajos de ajuste, pero no son el resultado directo de una solicitud de cliente
a la API de AWS pública. Por ejemplo, al crear un trabajo de ajuste de hiperparámetros llamando a
CreateHyperParameterTuningJob, SageMaker crea trabajos de capacitación para evaluar diversas
combinaciones de hiperparámetros para encontrar el mejor resultado. Del mismo modo, cuando llama a
StopHyperParameterTuningJobPara detener un trabajo de ajuste de hiperparámetros, SageMaker
podría detener cualquiera de los trabajos de capacitación en ejecución asociados. Los eventos no
generados por la API para sus trabajos de ajuste se registran en CloudTrail para ayudarle a mejorar la
auditoría de riesgos, operaciones y gobierno de suAWSaccount.

Las entradas de registro resultantes de eventos de servicio no generados por la API tienen un eventType
de AwsServiceEvent en lugar de AwsApiCall.

Descripción de las entradas de archivos de registro de
SageMaker
Un registro de seguimiento es una configuración que permite la entrega de eventos como archivos de log
al bucket de S3 que se especifique. Los archivos log de CloudTrail pueden contener una o varias entradas
de log. Un evento representa una única solicitud de cualquier origen e incluye información acerca de la
acción solicitada, la fecha y la hora de la acción, los parámetros de la solicitud, etcétera. Los archivos de
registro de CloudTrail no son un rastro de la stack ordenado de las llamadas a las API públicas, por lo que
no aparecen en ningún orden específico.

A continuación se muestra un ejemplo de una entrada de registro para la acción CreateEndpoint, que
crea un punto de enlace para implementar un modelo de capacitación.

{
    "eventVersion":"1.05",
    "userIdentity": {
        "type":"IAMUser",
        "principalId":"AIXDAYQEXAMPLEUMLYNGL",
        "arn":"arn:aws:iam::123456789012:user/intern",
        "accountId":"123456789012",
        "accessKeyId":"ASXIAGXEXAMPLEQULKNXV",
        "userName":"intern"
    },
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    "eventTime":"2018-01-02T13:39:06Z",
    "eventSource":"sagemaker.amazonaws.com",
    "eventName":"CreateEndpoint",
    "awsRegion":"us-west-2",
    "sourceIPAddress":"127.0.0.1",
    "userAgent":"USER_AGENT",
    "requestParameters": {
        "endpointName":"ExampleEndpoint",
        "endpointConfigName":"ExampleEndpointConfig"
    },
    "responseElements": {
        "endpointArn":"arn:aws:sagemaker:us-west-2:123456789012:endpoint/exampleendpoint"
    },
    "requestID":"6b1b42b9-EXAMPLE",
    "eventID":"a6f85b21-EXAMPLE",
    "eventType":"AwsApiCall",
    "recipientAccountId":"444455556666"
}

El siguiente ejemplo es una entrada de registro para la acción CreateModel, que crea uno o más
contenedores para alijar un modelo de capacitación anterior.

{
    "eventVersion":"1.05",
    "userIdentity": {
        "type":"IAMUser",
        "principalId":"AIXDAYQEXAMPLEUMLYNGL",
        "arn":"arn:aws:iam::123456789012:user/intern",
        "accountId":"123456789012",
        "accessKeyId":"ASXIAGXEXAMPLEQULKNXV",
        "userName":"intern"
    },
    "eventTime":"2018-01-02T15:23:46Z",
    "eventSource":"sagemaker.amazonaws.com",
    "eventName":"CreateModel",
    "awsRegion":"us-west-2",
    "sourceIPAddress":"127.0.0.1",
    "userAgent":"USER_AGENT",
    "requestParameters": {
        "modelName":"ExampleModel",
        "primaryContainer": {
            "image":"174872318107.dkr.ecr.us-west-2.amazonaws.com/kmeans:latest"
        },
        "executionRoleArn":"arn:aws:iam::123456789012:role/EXAMPLEARN"
    },
    "responseElements": {
        "modelArn":"arn:aws:sagemaker:us-west-2:123456789012:model/
barkinghappy2018-01-02t15-23-32-275z-ivrdog"
    },
    "requestID":"417b8dab-EXAMPLE",
    "eventID":"0f2b3e81-EXAMPLE",
    "eventType":"AwsApiCall",
    "recipientAccountId":"444455556666"
}

Automatización de Amazon SageMaker con
Amazon EventBridge

Amazon EventBridge monitoriza los eventos de cambio de estado en Amazon SageMaker. Mediante
EventBridge, puede automatizar SageMaker y responder automáticamente a eventos, como un cambio de
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estado de trabajo de capacitación o un cambio de estado de estado de enlace. Los eventos de SageMaker
se envían a EventBridge casi en tiempo real. Puede crear reglas sencillas para indicar qué eventos le
resultan de interés, así como qué acciones automatizadas se van a realizar cuando un evento cumple
una de las reglas. Para ver un ejemplo práctico, consulte cómo crear una regla, consultePrograma una
canalización con Amazon EventBridge (p. 2301).

Entre los ejemplos de acciones que se pueden activar automáticamente se incluyen los siguientes:

• Invocar una función de AWS Lambda
• Invocar Ejecutar comando de Amazon EC2
• Desviar el evento a Amazon Kinesis Data Streams
• Activar una máquina de estado de AWS Step Functions
• Notificar un tema de Amazon SNS o unAWS SMScola

Eventos de SageMaker supervisados por EventBridge
• Cambio del estado del trabajo de entrenamiento (p. 2677)
• Cambio del estado del trabajo de ajuste de hiperparámetros (p. 2678)
• Cambio del estado del trabajo de transformación (p. 2680)
• Cambio del estado del punto de enlace (p. 2681)
• Cambio del estado del grupo de características (p. 2681)
• Cambio de estado del paquete de modelo (p. 2682)
• Cambio del estado de la ejecución de (p. 2683)
• Cambio del estado de la canalización (p. 2683)
• Cambio del estado de la imagen de SageMaker (p. 2684)
• Cambio de estado de la versión de imagen de SageMaker (p. 2685)

Cambio del estado del trabajo de entrenamiento
Indica un cambio en el estado de un trabajo de entrenamiento de SageMaker de.

Si el valor de TrainingJobStatus es Failed, el evento contiene el campo FailureReason, que
proporciona una descripción de por qué falló el trabajo de entrenamiento.

{
    "version": "0",
    "id": "844e2571-85d4-695f-b930-0153b71dcb42",
    "detail-type": "SageMaker Training Job State Change",
    "source": "aws.sagemaker",
    "account": "123456789012",
    "time": "2018-10-06T12:26:13Z",
    "region": "us-east-1",
    "resources": [
        "arn:aws:sagemaker:us-east-1:123456789012:training-job/kmeans-1"
    ],
    "detail": {
        "TrainingJobName": "89c96cc8-dded-4739-afcc-6f1dc936701d",
        "TrainingJobArn": "arn:aws:sagemaker:us-east-1:123456789012:training-job/kmeans-1",
        "TrainingJobStatus": "Completed",
        "SecondaryStatus": "Completed",
        "HyperParameters": {
            "Hyper": "Parameters"
        },
        "AlgorithmSpecification": {
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            "TrainingImage": "TrainingImage",
            "TrainingInputMode": "TrainingInputMode"
        },
        "RoleArn": "arn:aws:iam::123456789012:role/SMRole",
        "InputDataConfig": [
            {
                "ChannelName": "Train",
                "DataSource": {
                    "S3DataSource": {
                        "S3DataType": "S3DataType",
                        "S3Uri": "S3Uri",
                        "S3DataDistributionType": "S3DataDistributionType"
                    }
                },
                "ContentType": "ContentType",
                "CompressionType": "CompressionType",
                "RecordWrapperType": "RecordWrapperType"
            }
        ],
        "OutputDataConfig": {
            "KmsKeyId": "KmsKeyId",
            "S3OutputPath": "S3OutputPath"
        },
        "ResourceConfig": {
            "InstanceType": "InstanceType",
            "InstanceCount": 3,
            "VolumeSizeInGB": 20,
            "VolumeKmsKeyId": "VolumeKmsKeyId"
        },
        "VpcConfig": {

        },
        "StoppingCondition": {
            "MaxRuntimeInSeconds": 60
        },
        "CreationTime": "1583831889050",
        "TrainingStartTime": "1583831889050",
        "TrainingEndTime": "1583831889050",
        "LastModifiedTime": "1583831889050",
        "SecondaryStatusTransitions": [

        ],
        "Tags": {

        }
    }
}

Cambio del estado del trabajo de ajuste de
hiperparámetros
Indica un cambio en el estado de un trabajo de ajuste de hiperparámetros de SageMaker.

{
  "version": "0",
  "id": "844e2571-85d4-695f-b930-0153b71dcb42",
  "detail-type": "SageMaker HyperParameter Tuning Job State Change",
  "source": "aws.sagemaker",
  "account": "123456789012",
  "time": "2018-10-06T12:26:13Z",
  "region": "us-east-1",
  "resources": [
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    "arn:aws:sagemaker:us-east-1:123456789012:tuningJob/x"
  ],
  "detail": {
    "HyperParameterTuningJobName": "016bffd3-6d71-4d3a-9710-0a332b2759fc",
    "HyperParameterTuningJobArn": "arn:aws:sagemaker:us-east-1:123456789012:tuningJob/x",
    "TrainingJobDefinition": {
      "StaticHyperParameters": {},
      "AlgorithmSpecification": {
        "TrainingImage": "trainingImageName",
        "TrainingInputMode": "inputModeFile",
        "MetricDefinitions": [
          {
            "Name": "metricName",
            "Regex": "regex"
          }
        ]
      },
      "RoleArn": "roleArn",
      "InputDataConfig": [
        {
          "ChannelName": "channelName",
          "DataSource": {
            "S3DataSource": {
              "S3DataType": "s3DataType",
              "S3Uri": "s3Uri",
              "S3DataDistributionType": "s3DistributionType"
            }
          },
          "ContentType": "contentType",
          "CompressionType": "gz",
          "RecordWrapperType": "RecordWrapper"
        }
      ],
      "VpcConfig": {
        "SecurityGroupIds": [
          "securityGroupIds"
        ],
        "Subnets": [
          "subnets"
        ]
      },
      "OutputDataConfig": {
        "KmsKeyId": "kmsKeyId",
        "S3OutputPath": "s3OutputPath"
      },
      "ResourceConfig": {
        "InstanceType": "instanceType",
        "InstanceCount": 10,
        "VolumeSizeInGB": 500,
        "VolumeKmsKeyId": "volumeKeyId"
      },
      "StoppingCondition": {
        "MaxRuntimeInSeconds": 3600
      }
    },
    "HyperParameterTuningJobStatus": "status",
    "CreationTime": "1583831889050",
    "LastModifiedTime": "1583831889050",
    "TrainingJobStatusCounters": {
      "Completed": 1,
      "InProgress": 0,
      "RetryableError": 0,
      "NonRetryableError": 0,
      "Stopped": 0
    },
    "ObjectiveStatusCounters": {

2679



Amazon SageMaker Developer Guide
Cambio del estado del trabajo de transformación

      "Succeeded": 1,
      "Pending": 0,
      "Failed": 0
    },
    "Tags": {}
  }
}

Cambio del estado del trabajo de transformación
Indica un cambio en el estado de un trabajo de transformación por lotes de SageMaker.

Si el valor de TransformJobStatus es Failed, el evento contiene el campo FailureReason, que
proporciona una descripción de por qué falló el trabajo de entrenamiento.

{
  "version": "0",
  "id": "844e2571-85d4-695f-b930-0153b71dcb42",
  "detail-type": "SageMaker Transform Job State Change",
  "source": "aws.sagemaker",
  "account": "123456789012",
  "time": "2018-10-06T12:26:13Z",
  "region": "us-east-1",
  "resources": ["arn:aws:sagemaker:us-east-1:123456789012:transform-job/myjob"],
  "detail": {
    "TransformJobName": "4b52bd8f-e034-4345-818d-884bdd7c9724",
    "TransformJobArn": "arn:aws:sagemaker:us-east-1:123456789012:transform-job/myjob",
    "TransformJobStatus": "another status... GO",
    "FailureReason": "failed why 1",
    "ModelName": "i am a beautiful model",
    "MaxConcurrentTransforms": 5,
    "MaxPayloadInMB": 10,
    "BatchStrategy": "Strategizing...",
    "Environment": {
      "environment1": "environment2"
    },
    "TransformInput": {
      "DataSource": {
        "S3DataSource": {
          "S3DataType": "s3DataType",
          "S3Uri": "s3Uri"
        }
      },
      "ContentType": "content type",
      "CompressionType": "compression type",
      "SplitType": "split type"
    },
    "TransformOutput": {
      "S3OutputPath": "s3Uri",
      "Accept": "accept",
      "AssembleWith": "assemblyType",
      "KmsKeyId": "kmsKeyId"
    },
    "TransformResources": {
      "InstanceType": "instanceType",
      "InstanceCount": 3
    },
    "CreationTime": "2018-10-06T12:26:13Z",
    "TransformStartTime": "2018-10-06T12:26:13Z",
    "TransformEndTime": "2018-10-06T12:26:13Z",
    "Tags": {}
  }
}
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Cambio del estado del punto de enlace
Indica un cambio en el estado de un punto de enlace de inferencia en tiempo real alojado por SageMaker.

A continuación, se muestra un evento con un punto de enlace en laIN_SERVICEestado.

{
  "version": "0",
  "id": "d2921b5a-b0ad-cace-a8e3-0f159d018e06",
  "detail-type": "SageMaker Endpoint State Change",
  "source": "aws.sagemaker",
  "account": "123456789012",
  "time": "1583831889050",
  "region": "us-west-2",
  "resources": [
      "arn:aws:sagemaker:us-west-2:123456789012:endpoint/myendpoint"
  ],
  "detail": {
      "EndpointName": "MyEndpoint",
      "EndpointArn": "arn:aws:sagemaker:us-west-2:123456789012:endpoint/myendpoint",
      "EndpointConfigName": "MyEndpointConfig",
      "ProductionVariants": [
          {
              "DesiredWeight": 1.0,
              "DesiredInstanceCount": 1.0
          }
      ],
      "EndpointStatus": "IN_SERVICE",
      "CreationTime": 1592411992203.0,
      "LastModifiedTime": 1592411994287.0,
      "Tags": {

      }
  }
}

Cambio del estado del grupo de características
Indica un cambio en elFeatureGroupStatuso elOfflineStoreStatusde un grupo de características
de SageMaker.

{
  "version": "0",
  "id": "93201303-abdb-36a4-1b9b-4c1c3e3671c0",
  "detail-type": "SageMaker Feature Group State Change",
  "source": "aws.sagemaker",
  "account": "123456789012",
  "time": "2021-01-26T01:22:01Z",
  "region": "us-east-1",
  "resources": [
    "arn:aws:sagemaker:us-east-1:123456789012:feature-group/sample-feature-group"
  ],
  "detail": {
    "FeatureGroupArn": "arn:aws:sagemaker:us-east-1:123456789012:feature-group/sample-
feature-group",
    "FeatureGroupName": "sample-feature-group",
    "RecordIdentifierFeatureName": "RecordIdentifier",
    "EventTimeFeatureName": "EventTime",
    "FeatureDefinitions": [
      {
        "FeatureName": "RecordIdentifier",
        "FeatureType": "Integral"
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      },
      {
        "FeatureName": "EventTime",
        "FeatureType": "Fractional"
      }
    ],
    "CreationTime": 1611624059000,
    "OnlineStoreConfig": {
      "EnableOnlineStore": true
    },
    "OfflineStoreConfig": {
      "S3StorageConfig": {
        "S3Uri": "s3://offline/s3/uri"
      },
      "DisableGlueTableCreation": false,
      "DataCatalogConfig": {
        "TableName": "sample-feature-group-1611624059",
        "Catalog": "AwsDataCatalog",
        "Database": "sagemaker_featurestore"
      }
    },
    "RoleArn": "arn:aws:iam::123456789012:role/SageMakerRole",
    "FeatureGroupStatus": "Active",
    "Tags": {}
  }
}

Cambio de estado del paquete de modelo
Indica un cambio en el estado de un paquete de modelo de SageMaker de.

{
  "version": "0",
  "id": "844e2571-85d4-695f-b930-0153b71dcb42",
  "detail-type": "SageMaker Model Package State Change",
  "source": "aws.sagemaker",
  "account": "123456789012",
  "time": "2021-02-24T17:00:14Z",
  "region": "us-east-2",
  "resources": [
    "arn:aws:sagemaker:us-east-2:123456789012:model-package/versionedmp-p-idy6c3e1fiqj/2"
  ],
  "source": [
    "aws.sagemaker"
  ],
  "detail": {
    "ModelPackageGroupName": "versionedmp-p-idy6c3e1fiqj",
    "ModelPackageVersion": 2,
    "ModelPackageArn": "arn:aws:sagemaker:us-east-2:123456789012:model-package/versionedmp-
p-idy6c3e1fiqj/2",
    "CreationTime": "2021-02-24T17:00:14Z",
    "InferenceSpecification": {
      "Containers": [
        {
          "Image": "257758044811.dkr.ecr.us-east-2.amazonaws.com/sagemaker-xgboost:1.0-1-
cpu-py3",
          "ImageDigest":
 "sha256:4dc8a7e4a010a19bb9e0a6b063f355393f6e623603361bd8b105f554d4f0c004",
          "ModelDataUrl": "s3://sagemaker-project-p-idy6c3e1fiqj/versionedmp-p-
idy6c3e1fiqj/AbaloneTrain/pipelines-4r83jejmhorv-TrainAbaloneModel-xw869y8C4a/output/
model.tar.gz"
        }
      ],
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      "SupportedContentTypes": [
        "text/csv"
      ],
      "SupportedResponseMIMETypes": [
        "text/csv"
      ]
    },
    "ModelPackageStatus": "Completed",
    "ModelPackageStatusDetails": {
      "ValidationStatuses": [],
      "ImageScanStatuses": []
    },
    "CertifyForMarketplace": false,
    "ModelApprovalStatus": "Rejected",
    "MetadataProperties": {
      "GeneratedBy": "arn:aws:sagemaker:us-east-2:123456789012:pipeline/versionedmp-p-
idy6c3e1fiqj/execution/4r83jejmhorv"
    },
    "ModelMetrics": {
      "ModelQuality": {
        "Statistics": {
          "ContentType": "application/json",
          "S3Uri": "s3://sagemaker-project-p-idy6c3e1fiqj/versionedmp-p-idy6c3e1fiqj/
script-2021-02-24-10-55-15-413/output/evaluation/evaluation.json"
        }
      }
    },
    "LastModifiedTime": "2021-02-24T17:00:14Z"
  }
}

Cambio del estado de la ejecución de
Indica un cambio en el estado de la ejecución de una canalización de SageMaker de.

{
  "version": "0",
  "id": "315c1398-40ff-a850-213b-158f73kd93ir",
  "detail-type": "SageMaker Model Building Pipeline Execution Status Change",
  "source": "aws.sagemaker",
  "account": "123456789012",
  "time": "2021-03-15T16:10:11Z",
  "region": "us-east-1",
  "resources": ["arn:aws:sagemaker:us-east-1:123456789012:pipeline/myPipeline-123",
 "arn:aws:sagemaker:us-east-1:123456789012:pipeline/myPipeline-123/execution/
p4jn9xou8a8s"],
  "detail": {
    "pipelineExecutionDisplayName": "SomeDisplayName",
    "currentPipelineExecutionStatus": "Succeeded",
    "previousPipelineExecutionStatus": "Executing",
    "executionStartTime": "2021-03-15T16:03:13Z",
    "executionEndTime": "2021-03-15T16:10:10Z",
    "pipelineExecutionDescription": "SomeDescription",
    "pipelineArn": "arn:aws:sagemaker:us-east-1:123456789012:pipeline/myPipeline-123",
    "pipelineExecutionArn": "arn:aws:sagemaker:us-east-1:123456789012:pipeline/
myPipeline-123/execution/p4jn9xou8a8s"
  }
}

Cambio del estado de la canalización
Indica un cambio en el estado de un paso de canalización de SageMaker de.
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Si hay un golpe de caché, el evento contiene elcacheHitResult.

Si el valor decurrentStepStatusesFailed, el evento contiene elfailureReason, que proporciona
una descripción de por qué falló el paso.

{
  "version": "0",
  "id": "ea37ccbb-5e2b-05e9-4073-1daazc940304",
  "detail-type": "SageMaker Model Building Pipeline Execution Step Status Change",
  "source": "aws.sagemaker",
  "account": "123456789012",
  "time": "2021-03-15T16:10:10Z",
  "region": "us-east-1",
  "resources": ["arn:aws:sagemaker:us-east-1:123456789012:pipeline/myPipeline-123",
 "arn:aws:sagemaker:us-east-1:123456789012:pipeline/myPipeline-123/execution/
p4jn9xou8a8s"],
  "detail": {
    "metadata": {
      "processingJob": {
        "arn": "arn:aws:sagemaker:us-east-1:123456789012:processing-job/pipelines-
p4jn9xou8a8s-myprocessingstep1-tmgxry49ug"
      }
    },
    "stepStartTime": "2021-03-15T16:03:14Z",
    "stepEndTime": "2021-03-15T16:10:09Z",
    "stepName": "myprocessingstep1",
    "stepType": "Processing",
    "previousStepStatus": "Executing",
    "currentStepStatus": "Succeeded",
    "pipelineArn": "arn:aws:sagemaker:us-east-1:123456789012:pipeline/myPipeline-123",
    "pipelineExecutionArn": "arn:aws:sagemaker:us-east-1:123456789012:pipeline/
myPipeline-123/execution/p4jn9xou8a8s"
  }
}

Cambio del estado de la imagen de SageMaker
Indica un cambio en el estado de una imagen de SageMaker de.

{
  "version": "0",
  "id": "cee033a3-17d8-49f8-865f-b9ebf485d9ee",
  "detail-type": "SageMaker Image State Change",
  "source": "aws.sagemaker",
  "account": "123456789012",
  "time": "2021-04-29T01:29:59Z",
  "region": "us-east-1",
  "resources": ["arn:aws:sagemaker:us-west-2:123456789012:image/cee033a3-17d8-49f8-865f-
b9ebf485d9ee"],
  "detail": {
    "ImageName": "cee033a3-17d8-49f8-865f-b9ebf485d9ee",
    "ImageArn": "arn:aws:sagemaker:us-west-2:123456789012:image/cee033a3-17d8-49f8-865f-
b9ebf485d9ee",
    "ImageStatus": "Creating",
    "Version": 1.0,
    "Tags": {}
  }
}
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Cambio de estado de la versión de imagen de
SageMaker
Indica un cambio en el estado de una versión de imagen de SageMaker de.

{
  "version": "0",
  "id": "07fc4615-ebd7-15fc-1746-243411f09f04",
  "detail-type": "SageMaker Image Version State Change",
  "source": "aws.sagemaker",
  "account": "123456789012",
  "time": "2021-04-29T01:29:59Z",
  "region": "us-east-1",
  "resources": ["arn:aws:sagemaker:us-west-2:123456789012:image-
version/07800032-2d29-48b7-8f82-5129225b2a85"],
  "detail": {
    "ImageArn": "arn:aws:sagemaker:us-west-2:123456789012:image/a70ff896-c832-4fe8-add6-
eba25a0f43e6",
    "ImageVersionArn": "arn:aws:sagemaker:us-west-2:123456789012:image-
version/07800032-2d29-48b7-8f82-5129225b2a85",
    "ImageVersionStatus": "Creating",
    "Version": 1.0,
    "Tags": {}
  }
}

Para obtener más información sobre los valores de estado y sus significados para los trabajos de
SageMaker, puntos de enlace y canalizaciones, consulte los siguientes enlaces:

• AlgorithmStatus

• EndpointStatus

• FeatureGroupStatus

• HyperParameterTuningJobStatus

• LabelingJobStatus

• ModelPackageStatus

• NotebookInstanceStatus

• PipelineExecutionStatus

• StepStatus

• ProcessingJobStatus

• TrainingJobStatus

• TransformJobStatus

Para obtener más información, consulte la Guía del usuario de Amazon EventBridge.
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Zonas de disponibilidad
Para elAWSLas regiones admitidas por Amazon SageMaker y los tipos de instancia de Amazon Elastic
Compute Cloud (Amazon EC2) disponibles en cada región; consultePrecios de Amazon SageMaker.

Cada región de AWS se divide en subregiones conocidas como zonas de disponibilidad. En una región
determinada, las zonas de disponibilidad de esa región no siempre contienen los mismos tipos de instancia
admitidos por SageMaker.

Amazon SageMaker Studio está disponible en todos losAWSRegiones admitidas por Amazon SageMaker
excepto laAWSRegiones GovCloud (US). En las regiones admitidas, Studio está disponible en las mismas
zonas de disponibilidad que las instancias de portátiles.

Para obtener más información, consulteRegiones y zonas de disponibilidaden laGuía del usuario de
Amazon EC2yID de AZ de sus recursosen laAWS RAMGuía del usuario.

En la siguiente lista se proporcionan los enlaces a las tablas Availability Zone de cada tablaAWSRegión
apoyada por SageMaker. Cada tabla vinculada tiene una columna para cada zona de disponibilidad de la
región. En cada zona de disponibilidad, se muestran los componentes de SageMaker de que admiten cada
tipo de instancia.

Tablas de zonas de disponibilidad

• EE. UU. Este (Ohio), us-east-2
• EE. UU. Este (Norte de Virginia) us-east-1
• EE. UU. Oeste (Norte de California) us-west-1
• EE. UU. Oeste (Oregón) us-west-2
• Asia-Pacífico (Hong Kong) ap-east-1
• Asia-Pacífico (Mumbai) ap-south-1
• Asia-Pacífico (Seúl) ap-northeast-2
• Asia-Pacífico (Singapur) ap-southeast-1
• Asia-Pacífico (Sídney) ap-southeast-2
• Asia-Pacífico (Tokio) ap-northeast-1
• Canadá (Central) ca-central-1
• UE (Fráncfort) eu-central-1
• UE (Irlanda) eu-west-1
• UE (Londres) eu-west-2
• UE (París) eu-west-3
• UE Estocolmo eu-north-1
• Medio Oriente (Baréin) me-south-1
• América del Sur (São Paulo) sa-east-1
• AWS GovCloud (EE.UU. Gov-West) us-gov-west-1
• US ISO East us-iso-east-1

Los siguientes ejemplos deAWSLas regiones son compatibles con Amazon SageMaker. Las tablas Zonas
de disponibilidad no están disponibles en este momento. Para obtener más información, póngase en
contacto conAWSSupport.

• África (Ciudad del Cabo) af-south-1
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• Europa (Milán) eu-south-1
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Guía de referencia de API para
Amazon SageMaker
Overview

Amazon SageMaker proporciona API, SDK y una interfaz de línea de comandos que puede utilizar para
crear y administrar instancias de portátiles y capacitar e implementar modelos.

• SDK para Python de Amazon SageMaker(recomendado)
• Referencia de la API de Amazon SageMaker
• Referencia de API de Augmented AI de Amazon
• AWS Command Line Interface
• AWS SDK for .NET
• AWS SDK for C++
• AWS SDK for Go
• AWS SDK for Java
• AWS SDK for JavaScript
• AWS SDK for PHP
• AWS SDK for Python (Boto)
• AWS SDK for Ruby
• Amazon SageMaker Spark

También puede obtener ejemplos de código del repositorio de GitHub blocs de notas de Amazon
SageMaker.

• Ejemplo de blocs de notas

Modelo de programación para Amazon SageMaker
La realización de llamadas a la API directamente desde el código es complicada y requiere que escriba
código para autenticar sus solicitudes. Amazon SageMaker proporciona las siguientes alternativas:

• Usar la consola de SageMaker: con la consola, no se escribe ningún código. Puede utilizar la interfaz
de usuario de la consola para iniciar la capacitación de modelos o implementar un modelo. La consola
funciona bien con los trabajos simples, en los que utiliza un algoritmo de capacitación integrado y no
necesita preprocesar los datos de capacitación.

 
• Modificar los cuadernos Jupyter de ejemplo: SageMaker proporciona varios blocs de notas de Jupyter

que realizan la capacitación de modelos y los implementan mediante conjuntos de datos y algoritmos
específicos. Comience con un bloc de notas que disponga de un algoritmo apropiado y modifíquelo para
adaptarlo a sus necesidades específicas y origen de datos.
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• Escribir el código de inferencia y capacitación desde cero: SageMaker proporciona
variosAWS(enumerados en la descripción general) y los lenguajes SDKSDK para Python de Amazon
SageMaker, una biblioteca de Python de alto nivel que puede usar en su código para iniciar trabajos de
capacitación e implementar los modelos resultantes.

 
• SDK para Python de SageMaker: esta biblioteca de Python simplifica la implementación y capacitación

de modelos. Además de la autenticación de solicitudes, la biblioteca resumen los datos específicos de
la plataforma proporcionando métodos sencillos y parámetros predeterminados. Por ejemplo:

 
• Para implementar el modelo, llame solo al método deploy(). El método crea un artefacto de

modelo de SageMaker, una configuración de punto de enlace y, a continuación, implementa el
modelo en un punto final.

 
• Si utiliza un script de marco personalizado para la capacitación de modelos, llame al método
fit(). El método crea un archivo .gzip de su script, lo carga en una ubicación de Amazon
S3 y, a continuación, lo ejecuta para la capacitación de modelos y otras tareas. Para obtener
más información, consulte Uso de marcos de aprendizaje automático, Python y R con Amazon
SageMaker (p. 18).

 
• LaAWSSDK de: los SDK proporcionan métodos que se corresponden con la API de SageMaker

(consulte Operations). Utilice los SDK para iniciar mediante programación un trabajo de
capacitación de modelos y alojar el modelo en SageMaker. Los clientes de SDK autentican sus
solicitudes utilizando las claves de acceso, por lo que no tiene que escribir código de autenticación.
Están disponibles en varios idiomas y plataformas. Para obtener más información, consulte la lista
anterior en la descripción general.

 

EnIntroducción a Amazon SageMaker (p. 39), realice la capacitación de un modelo e impleméntelo
mediante un algoritmo proporcionado por SageMaker. Ese ejercicio muestra cómo utilizar estas
bibliotecas. Para obtener más información, consulte Introducción a Amazon SageMaker (p. 39).

 
• Integra SageMaker en tu flujo de trabajo de Apache Spark: SageMaker proporciona una biblioteca para

llamar a sus API desde Apache Spark. Con ella, puede usar estimadores basados en SageMaker en
una canalización de Apache Spark. Para obtener más información, consulte Uso de Apache Spark con
Amazon SageMaker (p. 19).
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Historial de documentos de Amazon
SageMaker

update-history-change update-history-description update-history-date

Actualizar SageMaker Las explicaciones de instancia
en el archivo CSV para modelos
con múltiples salidas ahora se
asignan correctamente a las
columnas de la derecha en la
v1.0.5. Además, se mejoró el
manejo numérico de los modelos
que devuelven 0 y 1 como
probabilidades de clase al usar
logits en Kernel SHAP.

22 de abril de 2021

Nuevas características re:Invent
2020 (p. 2690)

Model Building Pipelines de
Amazon SageMaker,Automatice
MLOPs con proyectos
de SageMaker,Gestor de
SageMaker,SageMaker,Datos
de SageMaker,Tienda
de características de
SageMaker,SageMaker
Studio,Registrar e implementar
modelos con Model
Registry,Distribuido por
SageMaker,Profundización de
perfiles con el depurador de
SageMaker

1 de diciembre de 2020

Studio Notebooks (p. 2690) Portátiles de SageMaker Studio 28 de abril de 2020

Nuevas características re:Invent
2019 (p. 2690)

SageMaker Studio,Portátiles
de SageMaker Studio(vista
previa)Experimentos de
SageMaker,SageMaker
pilot,Depurador de
SageMaker,Model Monitor de
SageMaker

3 de diciembre de 2019

Nuevas características re:Invent
2018 (p. 2690)

Amazon SageMaker Ground
Truth,Uso de Elastic Inference en
Amazon SageMaker,Recursos
de SageMaker AWS Marketplace
,Canalizaciones de inferencia de
SageMaker,SageMaker,Administración
de experimentos de
aprendizaje automático
con la búsqueda,Utilizar el
aprendizaje por refuerzo en
Amazon SageMaker,Asociar

28 de noviembre de 2018
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repositorios de Git con instancias
de bloc de notas de Amazon
SageMaker,Segmentación
semántica,Uso de archivos
de manifiesto aumentados en
TrainingJobs

Configuración de instancias de
bloc de notas (p. 2690)

Puede utilizar scripts de shell
para configurar instancias de
bloc de notas cuando las crea
o las inicia. Para obtener más
información, consulte la sección
sobre cómo personalizar una
instancia con bloc de notas.

1 de mayo de 2018

Compatibilidad de Auto Scaling
de aplicaciones (p. 2690)

Amazon SageMaker es ahora
compatible con Application
Auto Scaling para variantes
de producción. Para obtener
información, consulteModelos de
SageMaker

28 de febrero de 2018

Compatibilidad de TensorFlow
1.5 y MXNet 1.0 (p. 2690)

Los contenedores de aprendizaje
profundo de Amazon SageMaker
ahora son compatibles con
TensorFlow 1.5 y Apache MXNet
1.0.

27 de febrero de 2018

Algoritmo BlazingText (p. 2690) Amazon SageMaker ahora
admite elBlazingTextAlgoritmo.

18 de enero de 2018

Cifrado de KMS (p. 2690) Amazon SageMaker es ahora
compatible con el cifrado de
KMS para las instancias de
alojamiento y los artefactos
de modelo de capacitación en
reposo.

17 de enero de 2018

Compatibilidad con
CloudTrail (p. 2690)

Amazon SageMakerRegistro
conAWS CloudTrail.

11 de enero de 2018

Algoritmo de previsión
DeepAR (p. 2690)

Amazon SageMaker ahora
admite elDeepARpara la
previsión de series temporales.

8 de enero de 2018
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AWSGlosario
Contiene la más recienteAWSterminología, consulte laAWSGlosarioen laAWSReferencia general de.
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Las traducciones son generadas a través de traducción automática. En caso de conflicto entre la
traducción y la version original de inglés, prevalecerá la version en inglés.
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